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Hra zalozZzena na neuronovych sitich
a reinforcement learningu

Abstrakt

Diplomova prace se zabyva navrhem a vyvojem videohry vyuzivaji-
ci technologie umélych neuronovych siti a zpétnovazebni uceni jako
hlavni herni mechaniku. Hrac ve hie dostane za tikol vycvicit agenty
kontrolovanych neuronovou siti tak, aby splnily predem dany tkol.
K trénovani téchto agentii hra¢ bude vyuzivat nastroj pro tvoreni
prekazkovych drah a hodnoticich systémi. Na téchto drahach se
pak agenti budou pomoci metod zpétnovazebniho uceni trénovat.
Cilem hry je navrhnout drahy tak, aby agenti po jejich absolvova-
ni byly schopni splnit i dany tkol. Cilem préace je navrhnou hru,
implementovat a otestovat minimalni Zivotaschopny produkt této
hry.

Klic¢ova slova: videohra, Unity engine, Unity ML-Agents Toolkit,
umeélé neuronové sité, PPO, zpétnovazebné uceni



A game based on neural networks and
reinforcement learning

Abstract

The diploma thesis deals with designing and developing a video
game using technologies of artificial neural networks and reinfor-
cement learning as its primary game mechanic. In the game, the
player gets a task to train agents controlled by neural networks to
complete a given task beforehand. To train these agents, the pla-
yer uses a tool for creating obstacle courses and scoring systems.
Using reinforcement learning methods the agents are then trained
on these obstacle courses. The game’s goal is to design the obstacle
courses in a way that allows the agent to complete a given task after
successfully finishing the obstacle course. The goals of this project
are to design the game and implement and test a minimal viable
product of this game.

Keywords: video game, Unity engine, Unity ML-Agents Toolkit,
artificial neural network, PPO, reinforcement learning
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Uvod

Koncem roku 2022 pojem umeéla inteligence ziskal svétovou pozornost s nastupem
produkti jako je jazykovy model ChatGPT od spolecnosti OpenAl a modely ge-
nerujici obrazky z textovych vstupt Midjourney a Stable Diffusion. Tento rok byl
prelomovy moment, kdy se obor strojového uceni dostal ze zakouti obyvaného pou-
ze akademickymi a primyslovymi experty na vefrejnou scénu, do zajmu zvédavych
amatérii a do chytlavych a ne vzdy prilis vérohodnych pribéhu siticich se po nej-
ruznéjsich internetovych portalech. Tyto nové technologie vzbuzuji mezi lidmi jak
nadseni tak zdéseni. Vyroky o tom, jak nové technologie zméni ten a ten primysl,
zrusi ty a ty pracovni pozice, anebo zahubi svét tim a tim zptisobem jsou prvni po-
lovinou roku 2023 kazdodenni chléb. Tyto fakty nebyly divodem, pro¢ jsem si zvolil
tento projekt, jsou vsak dikazem, Ze je na néj ted pravdépodobné dobry cas.

Jesté predtim, nez probéhlo zpopularizovani téchto technologii, jsem projevil
zvédavost o hrach vyuzivajici neuronové sité. Kdyz jsem se ponoril do hledani ta-
kovychto her, zjistil jsem, ze zadné takové hry vlastné nejsou. Tedy abych byl kon-
krétni, zadné takové zajimavé hry nikde nejsou. Vétsina takovych her bud vyuzivaji
neuronové sité jako oponenta - coz z pohledu hrace vypada vice méné stejné jako
jiz. dlouho znamé rozhodovaci stromy, anebo jsou to hry, které funguji stylem na-
stav a sleduj. Hry, které funguji spise jako demo predvadéjici, jak neuronové sité
a strojové uceni funguje, nez jako interaktivni zazitek. Hledal jsem hru, kde cilem je
ucit neuronovou sit a Tesit zajimavé problémy. Zaroven si myslim, ze v blizké dobé
bude zadjem o takovou hru, ktera jednoduse predstavi problematiku strojového uceni
novacktim mimo obor. Jelikoz jsem zadnou takovou nenasel, rozhodl jsem se ji sdm
vytvorit.

V prvni kapitole této prace se nejdiive sezndmime s existujicimi hrami a jejich
nedostatky, které mé motivovaly k vytvoreni nové hry. V druhé kapitole definuji,
jaké jsou cile vytvarené hry a jaké jsou cile minimalniho zivotaschopného produktu,
ktery je jednim z cili této prace. Ve treti kapitole se sezndmime s problematikou
uceni neuronovych siti pomoci zpétnovazebného uéeni (Reinforcement Learning) Ve
¢tvrté kapitole uvedu nastroje, jejichz pouziti jsem zvazoval pro tvorbu minimalniho
zivotaschopného produktu. V paté kapitole rozeberu navrh tvorené hry a sesta ka-
pitola se zabyva implementaci minimélniho zivotaschopného produktu. V kapitole
sedmé popisi metodiku testovani a minimalniho zivotaschopného produktu, vyhod-
notim vysledky testovani a doporu¢im zmény pro dalsi verze hry.
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1 Existujici hry

Hry vyuzivajici neuronové sité jako herni mechaniku jiz existuji. V této kapitole
kratce predstavim nékteré z nich, a analyzuji nedostatky téchto her, které mé mo-
tivovaly k vytvoreni hry, a jaké poznatky si z téchto her odnasim pro tvorbu moji
hry.

1.1 Evolution

GENERATION 3 VISIBILITY BEST OF GEN. 2
- =) .

5 4

Obrazek 1.1: Snimek obrazovky ze hry Evolution

1.1.1 Popis

Evolution je velice jednoduché hra a jedna se spise o prototyp. Cilem hry je vytvorit
pomoci kolen, kosti a svali zvitatko, které se pak trénuje genetickym algoritmem na
jednu z nékolika tloh, jako je béhani, skakani, Splhani, skok, létani nebo prekazkovy
béh. Zvitatka jsou velice abstraktni (viz obrazek 1.1) a hra¢ ma jistou limitovanou
kontrolu nad trénovanim nastavovanim nékterych parametri.
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Mezi parametry trénovani, nad kterymi hra¢ mé kontrolu, patii: populace kazdé
generace, doba trvani jedné generace, batch size, parametry neuronové sité, pocet
vrstev, pocet neuronu v jednotlivych vrstvach, vybérovy algoritmus - 4 preddefi-
nované moznosti, rekombinacni algoritmus, mutacni algoritmus, pravdépodobnost
mutace a zda nejlepsi jedince z minulé generace zachovat i v nové generaci.[1]

Tato hra prezentuje podobnou kategorii her, které jsou o trénovani neuronovych
siti, nedavaji vsak hrac¢i mnoho moznosti, jak do trénovani zasdhnout. Neuronova
sit se trénuje sama pomoci preddefinovaného algoritmu, ktery lze obcas zaménit
za jiny, ve findle vSak ne zasadné rozdilny algoritmus. Pokud uzivatel chce naucit
neuronovou sit jiné chovani nebo kreativni feseni problému, hra mu to neumozni.
Do této kategorie bych také zaradil hry jako Football Evo - fotbalova simulace, kde
se agenti uci hrat fotbal.

1.1.2 Analyza

Hra je velice hezka ukazka toho, jak evolu¢éni algoritmus funguje a ¢eho je schopen,
ovsem jako zabavna hra nefunguje prilis dobre. Jedna se spise o maly simuldtor,
ktery trénuje vase zviratko, nezli o interaktivni zalezitost. Vétsinu casu hrac vidi své
vizualné neprilis zajimavé zviratko, jak déla nesmyslné pohyby a selhava v pokusu
o béh. Cela interakce hry spociva ve stvoreni zviratka a nastaveni nékolika parametra
trénovani, jejichz dopad na vysledek neni nijak zfejmy. Celou zalezitost navic zasadné
zhorsuje skutecnost, ze hra nema moznost zrychleni simulace.

1.1.3 Poznatky
Z této hry si odnésim nasledujici poznatky:

1. Proces trénovani musi byt rychly. Sledovani chovani neuronové sité je zajimavé
pouze pokud se déje néco neocekdvaného nebo vtipného (coz se nedéje tak
¢asto). Cilem je proces trénovani urychlit, poptipadé skryt, a jen hraci ukdzat
klicové momenty trénovani.

2. Nastaveni parametri musi byt srozumitelné na prvni pohled. Hrac¢ by nemél
byt nucen nejprve plné porozumét procesu trénovani neuronovych siti, aby
mohl nastavit parametry trénovani.

3. Herni agenti a jejich akce by mély byt vizualné zajimavé.

4. Hra¢ musi mit predstavu o nasledcich jeho akci. Ve hie Evolution neni prilis
jasné, jaky vliv dand konstrukce zvitatka ma na jeho schopnost se hybat.

5. Hra by méla mit zajimavé problémy k feSeni.

6. Hra by méla mit prostor pro kreativni prostiedi.
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1.2 Forza Motosport

1.2.1 Popis hry

Forza Motosport je simula¢ni zavodni série videoher vyuzivajici systém Drivatar,
modelujici chovani hrac¢e hned od svého vzniku jejiho prvniho titulu na hernim
systému Xbox vydané v roce 2005. Tato série her je znama pro jeji presnou simulaci
fyziky na zavodnich drahach. Uméld inteligence se uéi béhem hrani hry a uklada
se na disk konzole, kazdy hra¢ ma tak vlastniho unikatniho Al zavodnika, proti
kterému hrac¢ pak muze zavodit. Vyuziva Bayesovské umélé neuronové sité.[2]

Tato hra reprezentuje kategorii her, které vyuzivaji neuronové sité a strojové
uceni k vytvareni oponentti do hry, avsak nejsou o samotném trénovani.

1.2.2 Analyza

Tato hra ma velice ptisobivé oponenty fizené umélou inteligenci. Dokazi se pomér-
né vérohodné naucit lidské chovani ve hie a dokonce se i prizptsobit stylu konkrétni-
ho hrace. Problém je, 7Ze toto je pouze modernéjsi feseni starého problému umélych
oponentt ve hrach. Z pohledu hrace se to jevi pomérné stejnym zptisobem, jako na-
priklad rozhodovaci stromy. Cilem hry neni trénovat tyto oponenty, ale zavodit ve
virtualnich autech. Neuronové sité zde jsou jen proto, aby bylo proti ¢emu zavodit.

1.2.3 Poznatky
Z této hry si odnésim nasledujici poznatky:

1. Cilem hry je trénovat umélou inteligenci a Tesit s ni problémy.

1.3 Nero

1.3.1 Popis

NERO (Neuroevolving Robotic Operatives) je hra z roku 2005, ve které ma hrac
za tkol vycvi¢it tym robotickych vojaku (dale agenti) na souboj s ostatnimi robo-
tickymi vojdky. Hra k tomu vyuziva algoritmus rtNEAT (real-time Neuroevolution
of Augmenting Topologies) - zajimavou adaptaci klasického evolucniho algoritmu do
uceni v realném cCase - a hrac¢ tak muze sledovat, jak se agenti uc¢i v redlném case.
K cviceni agentu hraci slouzi nastroj umoznujici usazovat objekty do prostiedi a uzi-
vatelské rozhrani umoznujici pomoci posuvniku nastavovat za jaké akce a do jaké
miry jsou agenti hodnoceni. (viz obrazek 1.2). Hra¢ ma moznost agentim pridélovat
hodnoceni za: priblizeni se k nepriteli, zasazeni cile, blizkost k vlajce, za shluko-
vani a za drzeni pozice. Do prostredi miize usazovat stény, statické ¢i pohyblivé
nepratelské cile nebo jiz predtrénovany tym agenti.[3]

NERO reprezentuje kategorii her, které jsem pti mém ptvodnim prizkumu hle-
dal, a jejichz nedostatek mé motivoval k vytvoreni nové hry. Tyto hry maji za cil
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Obréazek 1.2: Snimek obrazovky ze hry NERO

trénovat agenty a poskytuji hrac¢i moznost do trénovani zasahovat. Toto je jedina
hra, ktera jsem v této kategorii nasel.

1.3.2 Analyza

Hra obsahuje nékolik elementti, které jsem hledal. Umoznuje hraci zasahovat do
trénovani tim, ze jednak tvori prosttredi, ve kterém se agenti pohybuji, a jednak tim,
ze agentum udéluje hodnoceni za zadané nebo odebira za nezadané chovani. Toto
davd moznost hraci ucit agenty dle své idealni predstavy. Ackoli presné tento styl
hry jsem hledal, tato hra stale nema vse, co bych od ni chtél. Ma pouze 6 obecnych
moznosti, za co je mozné agenty hodnotit, a cil je neustale stejny. Pokud by chtél
hrac¢ vycvicit vojaky tak, aby 1tocili na nepritele néjakym konkrétnim kreativnim
zpusobem, nebo udélali otocku pred kazdym vystielem, hra mu to neumoznuje.
Myslim si, ze jde vytvorit hru, kde je mnohem vétsi kontrola nad chovanim agenta,
a o to bych se chtél pokusit.

1.3.3 Poznatky

1. Preddefinovana specificka hodnotici pravidla jsou prilis neflexibilni pro pod-
poru kreativity.
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2 Definice cili

S pomoci poznatku ziskanych v predchozi kapitole jsem si definoval néasledujici cile
pro kone¢nou hru, kterou vytvaiim, a pro minimdlni zivotaschopny produkt (MVP)
implementovany v ramci této prace.

2.1 Cile hry

Cile pro konec¢ny produkt hry, kterych se hra snazi dosahnout, jsou:
1. Umoznit hraci ucit agenty dle své libosti
2. Podporovat u hrace tvorbu kreativnich feseni

3. Poskytnout zajimavé problémy pro agenty k vyTreSeni

2.2 Cile minimalniho zivotaschopného produktu

Minimélni zivotaschopny (MVP) je produkt s nejmensi moznou funkcionalitou,
a v této praci je jeho cilem ovérit, zda pouzité technologie funguji a hra ma po-
tencial zabavy. Cilem neni hra se vSemi ocekavanymi funkcemi, ani hra bez chyb,
ale hra, ktera:

1. Lze spustit a hrat
2. Umoznuje trénovani agentt
3. Umoznuje hraci ovliviiovat trénovani agentii

4. Poskytuje alespon jeden zajimavy problém k vyTeseni, ktery ve hie lze tispésné
vyTesit

5. Lze pouzit pro testovani s hraci

6. Lze pouzit pro dalsi vyvoj
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3 Zpétnovazebné uceni

Zpétnovazebné uceni (Cesky preklad Reinforcement Learning) je odvétvi strojového
uceni zabyvajici se sekvencemi rozhodnuti.

3.1 Princip

Zpétnovazebné uceni vyuziva agenta simulovaného uvniti prostredi, ktery v kazdém
kroku simulace provadi néjaké akce a z prostiedi dostava pozorovani a odmény. Al-
goritmus zpétnovazebniho uceni se na zakladé pozorovani obdrzené agentem béhem
interakce agenta s prostfedim snazi zvolit akce agenta tak, aby maximalizoval do-
sazené odmény.[4] Ve velice zjednodusené predstavé je zpétnovazebni uceni uceni
stylem pokus-omyl. V ramci této prace budu pouzivat nasledujici terminologii:

Pozorovani Pozorovani je méteni dat z prostiedi, které néjakym zplisobem repre-
zentuje stav v prostfedi. Pozorovanim mtze byt naptiklad obraz kamery, pozice
agenta, rychlost agenta, vzdalenost objektti od agenta a podobné.

Akce Je cinnost, kterou agent provadi v prostiedi, naptiklad chiize, skok nebo
pohyb rukou.

Odména Odména je méreni vykonu agenta v relaci k cili u¢eni. Obvykle se jedna
o realné ¢islo poskytované v kazdém kroku simulace. Odmeény pozdéjsich krokt
v simulaci se obvykle promitaji do odmén predchozich krokt s urcitym diskontnim
faktorem. Myslenka promitdni odmén je takova, ze pokud akce v jednom kroku
nevede k okamzité odméné, ale umoznila dosazeni odmény v dalsich krocich, tak akce
byla vyhodna. Diskontni faktor je zde pro rozliseni dvou sekvenci akei, které nakonec
dostanou stejnou odmeénu, ale jedna ze sekvenci je vyhodnéjsi. Je vyhodnéjsi se do
cile dostat rovnou, nez kolem néj mnohokrat krouzit a teprve poté se do néj dostat.
Bez diskontniho faktoru by tyto dvé sekvence mély identické odmény a z pohledu
agenta byly stejné vyhodné.

Rozhodovaci strategie (volny preklad Decision policy) je produkt algoritmu zpét-
novazebniho uceni a jedna se o mapovani stavajicich pozorovani z prostredi na akce.
DA se Fici, Ze jde o libovolny mechanismus uréujici agentovi akce. Castou implemen-
taci rozhodovaci strategie je neuronova sit, ktera dostava pozorovani od agenta jako
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vstup, a vystup odpovida jednotlivym akcim, které agent mize provést. Pokud se
mluvi o stochastické rozhodovaci strategii, mysli se tim rozhodovaci strategie, ktera
nema deterministické mapovani, ale mapuje pozorovani z prostiedi na pravdépodob-
nostni rozlozeni pres vSechny akce.

ZkuSenost Je zdznam sesbiranych pozorovani, akci a odmény agenta v jednom
kroku (momentu) simulace.

Epizoda Je série zkusenosti, které spolu souvisi a odpovidaji jednomu pokusu agen-
ta o splnéni cile.

Cely proces lze analogicky prirovnat k loutkovému predstaveni. Agent je loutka,
prostiedi je scéna, rozhodovaci strategie je loutkoherec, akce jsou pohyby loutky,
pozorovani je to, co loutkoherec vidi, odména je reakce publika na predstaveni,
zkusenost je pameéf loutkoherce v daném okamziku, a epizoda je jedno loutkové
predstaveni. Zpétnovazebni algoritmus je zpusob, kterym se loutkoherec uci ze svych
predstaveni. Proces zpétnovazebniho uceni je vyobrazen na obrazku 3.1

Agent

Rozhodovaci
strategie

¥
\ Uprava stategie /

Alogoritmus

Pozorovani zpétnovazebniho Akce
uceni
Odmény
——] Prostredi —

Obrazek 3.1: Diagram zpétnovazebniho uceni - upraveno [5]
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3.2 Proximal Policy Optimization

Proximal Policy Optimalization (ddle PPO) je jedna z rodin algoritmu zpétnovazeb-
niho uceni vyuzivajici algoritmy strojového uceni s ucitelem, jako jsou SGD a ADAM
pro optimalizaci ndhrazkové funkce.[6] PPO stfida faze sbéru zkusenosti (dat) z pro-
stfedi a optimalizaci rozhodovaci strategie. Jednou z hlavnich myslenek PPO je za-
rucit, aby se rozhodovaci strategie priliS nezménila béhem jedné aktualizace, coz
zarucuje nahrazkova funkce, ktera je definovana ve vzorci 3.1.

LELE(9) = Eymin(ri(0) Ay, clip(ri(0),1 — €, 1 + €) A,)] (3.1)

r ((9) _ 7T@(‘Stlat)
' Woold(3t|at)

Kde E, [...] je stfedni hodnota indikujici empiricky prameér varky dat, mp(s¢ar) je
pravdépodobnost zvoleni akce a ve stavu s v kroku ¢ podle rozhodovaci strategie 7
s parametry 6, .4 jsou parametry rozhodovaci strategie pred aktualizaci parametri,
ri(0) je pomér pravdépodobnosti zvoleni akce a ve stavu s v kroku ¢ pred a po
aktualizaci parametri (viz vzorec 3.2), € je parametr ptijatelného prahu divergence
mezi starou a novou rozhodovaci strategif béhem aktualizace gradientu a A, je odhad
vyhody akce.

Odhad vyhody akce Ay 1ze vypocitat riaznymi zptsoby. Pravdépodobné nejpou-
zivangjsi zpusob je metoda vyuzivajici kritika (Actor-Critic Method) podle rovnice
3.3, kde hodnota Vj, ,.(s;) je odhad dosazenych odmeén ve stavu s; vypocitany neuro-
novou siti s parametry 6y optimalizovanou viéi kriteridlni funkci LY* definovanou
v rovnici 3.5 . V rovnicich 3.3 a 3.4 je v diskontni faktor, A volny parametr a T je
délka epizody. V rovnici 3.5 je V,""9)2 odména skutecné obdrZena v kroku ¢ podle
pozorovani z prostiedi.

(3.2)

12115 = (St + (’)/)\)1(5154_1 + (’)/)\)2(5154_2 + ...+ (’)/)\)T_H_l(sT_t (33)
0p =1+ f)/‘/oVF (St+1) - ‘/GVF (St) (34)
LYF = Ey[(Vayp(s:) = Vi) (3.5)

Rovnice jsou pfejaty z [6] a upraveny pro potieby této prace. Pivodni rovnice
se zabyvaji variantou PPO, ve které kritik i optimalizovana rozhodovaci strategie
sdileji prarametry 6 (plati @ = 0y r). V mé praci pouzivam variantu PPO, ve které
rozhodovaci strategie pouziva prarametry 6 a kritik pouziva vlastni parametry 6y r.
V piivodni rovnice také pouzivaji kriteridlni funkei, ktera je kombinaci LV a LEHP,
Pouzita varianta PPO je popsana nasledujicim pseudokédem:
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Algoritmus 1: Proximal Policy Optimization s kritikem

for iterace = 1, 2, . do

for agent = 1, 2, ..., Ndo
Spust rozhodovaci strategii my,, v prostfedi po 7' kroki

| Vypocitej odhady vyhod Al,Ag,...,AT

or epocha =1, 2, ..., Kdo
Maximalizuj funkci LCHYP yzhledem k parametruim 6,

s velikosti varky M kde M < NT
LVF vyzhledem k parametrim Oy p

Hh

| Minimalizuj funkci
| Aktualizuj pivodni parametry: 0,4 < 0
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4 Nastroje pro tvorbu her

V dnesni dobé je standard pouzivat pro vyvoj her herni engine. Jedna se o sadu
nastroju, knihoven a frameworki, které umoznuji vyvojartm vytvaret rtzné typy
her nebo animaci a animovanych filmt. Herni engine obvykle poskytuje néstroje
pro tvorbu grafického rozhrani, scén, hernich objektli, nastroje pro simulaci fyziky,
zvukové efekty, vykreslovani grafiky v redlném case, animace, sbér a interpretaci
vstupt od uzivatele a dalsi bézné potiebné néastroje pro vsechny druhy her.

Pro tento projekt jsem zvazoval pouziti tii hernich engint: Unity, Unreal
a Torque.

4.1 Torque engine

oTORQUE

Obrazek 4.1: Logo herniho enginu Torque

Torque je C++ engine postavené na dlouhé historii vyvoje. Torque enginy jsou
od roku 2012 open-source s MIT licenci a vytvorily si sirokou komunitu podporujici
tento engine. Torque je ve dvou variantach Torque3D a Torque2D pro vyvoj 2D a 3D
her.[7] Pomoci Turque eningu byly vytvofeny hry jako jsou Ultimate Duck Hunting,
Wildlife Tycoon: Venture Africa nebo NERO (viz sekcel.3).
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4.2 Unreal engine

UNREAL ENGINE

Obrézek 4.2: Logo herniho enginu Unreal

Unreal je jeden z nejznaméjsich hernich enginti na svété. S jeho pomoci byly
vytvoreny hry jako jsou Fortnite, Gears of War, BioShock nebo XCom-2. Je znamy
zejména pro svoji schopnost vykreslovat fotorealistickou grafiku ve vysoké kvalité ve
vysoké rychlosti.

Spolec¢nost Epic Games vyvyjejici herni engine Unreal také nové oznamila no-
vé nastroje pro trénovani agentt v Unreal enginu pod ndzvem Learning Agents,
vyuzivajici algoritmy strojového uceni v jazyce Python a frameworku PyTorch. [§]

4.3 Unity engine

@ Unitye

Obrazek 4.3: Logo herniho enginu Unity

Unity je multiplatformni vyvojarsky software pro tvorbu her, pomoci které byly
vytvoreny hry jako Hearstone, Cuphead nebo Pokémon Go. Obsahuje nastroje pro
renderovani, simulaci fyziky a grafické uzivatelské rozhrani Unity Editor. Unity je
znamé svoji historickou privétivosti pro novacky, sirokou a aktivni komunitou vy-
vojaru, sirokou podporu platforem a svoji licenci, ktera umoznuje jeho vyuziti pro
vyvoj her zdarma pro jednotlivce a spole¢nosti s ro¢nim prodejem nebo financovanim
pod 100 000$. Unity je kromé oblasti videoher pouzivano v oborech architektury,
strojirenstvi, v auto pramyslu a ve filmovém priamyslu. Unity je také prosluly svoji
rychlosti pfi prototypovani her, coz je velice relevantni vlastnost pro tento projekt.
Unity vyuziva jazyk C# a je postaven na implementaci frameworku .NET pro plat-
formu Mono.[9]

Zaroven je engine Unity doplnén nastroji pro strojové uceni The Unity Machi-
ne Learning Agents Toolkit (dale jen ML-Agents), které poskytuji implementaci
algoritmu strojového uceni zalozené na frameworku PyTorch. [9]
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5 Navrh hry

Hru jsem navrhl jako plosinovou skakacku lehce pripominajici ikonickou Super Ma-
rio Bros. hru od spole¢nosti Nintendo. V této hie hrac¢ ovladd pomoci klavesnice
hlavni postavu italského instalatéra Maria a snazi se snim prekonat troven tvore-
nou plosinami, neprateli, trubkami a jinymi objekty, které maji urcité efekty podle
pravidel hry. Postava Mario méa schopnost bézet na levou nebo pravou stranu, skocit
a skrcit se.

Pro moji hru jsem si vzal tento zédkladni koncept a provedl na ném tii zasadni
zmeny:

1. Akce postavy neovlada hrac, ale neuronova sit
2. V trovni mize byt vice nez jedna hlavni postava
3. Schopnosti postavy si hra¢ mize prizptsobit pro kazdou postavu

Ukolem hréace tak neni pifmo ovladat hlavni postavu a navigovat s ni skrz trovet,
ale pomoci nastroju hry vytvorit agenty, kteri jsou schopni sami prekonat troven.
Jelikoz agentt muze byt vice, toto dava moznost pro vytvareni drovni, které vyza-
duji kooperaci vice postav s rtiznymi schopnostmi. V této ¢asti prace budu mluvit
o schopnostech a dovednostech - tato dvé slova v ramci této prace nejsou zameénitelna
synonyma, maji vSak specificky vyznam, ktery zde definuji:

Schopnost Je akce nebo ¢innost, kterou je postava agenta schopna vykonat, jako je
napriklad béh nebo skok. Schopnosti jsou postavé pridéleny kodem hry a neuronova

sit se je neudi.

Dovednost Je dovednost neuronové sité vyuzivat schopnosti postavy k dosazeni
cile. Dovednosti se musi neuronova sit naucit.

5.1 Hlavni herni smycka
Hlavni herni smycka je koncept, ktery v oboru herniho designu popisuje jaké akce,

v jakém poradi hrac¢ provadi béhem hrani hry. Jde o popis toho, co hrac ve hie déla.
Na obrazku 5.1 jsem vyobrazil mij navrh herni smycky pro tuto hru.
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5.1.1 Vybér mise

Prvnim krokem je vybér mise, kde si hra¢ vybere jeden z dostupnych problémi, ktery
chce tesit. K tomu hradi slouzi grafické rozhrani, které hraci zaroven komunikuje stav
mise. Navrh grafického rozhrani je dale popsan v sekci 5.3.5.

5.1.2 SplInéni mise

Po vybéru mise se hrac¢ pokusi misi splnit. Splnéni mise bude standardné probihat ve
¢tyrech castech. Hra¢ nejdiive analyzuje, co brani splnéni mise (sekce 5.1.3), nasledné
navrhne zptsob, jak by mohl tento problém pomoci trénovani agenti vyfresit (sekce
5.1.4), natrénuje agenty podle navrhu (sekce 5.1.5) a nakonec vytrénované agenty
vysle do mise, aby se ji pokusily splnit(sekce 5.1.6). Pokud se agenttim povede splnit
misi, hra¢ prechazi na dalsi misi, v opacném pripadé se vraci do kroku analyzy
problému.

5.1.3 Analyza problému

V tomto kroku se hra¢ podiva na misi, kterou si vybral ke splnéni, a analyzuje, pro¢
jeho agenti nejsou schopni tuto misi splnit. Na obrazku 5.2 je vyobrazen mozny
myslenkovy pochod hrace v tomto kroku pri plnéni jednoduché mise, ktera déli
agenta a cil dirou v podlaze.

O éem hrac premysli

KdyZ pljde k cili tak

Jde odsud
spadene

\
y Nauaiia

\
Y

Musi k cily

Problém: Agenta od cile déli dira a agent ji neumi preskocit

Obrézek 5.2: Myslenkovy pochod hrace pri analyze mise

27



5.1.4 Navrh reSeni

Kdyz hrac zjisti, jaky problém agentovi brani ve splnéni mise, navrhne feseni které
agentovi nebo agentiim umozni misi splnit. Navrzené feseni je néjaka dovednost,
kterou agenti potiebuji k splnéni mise. Na obrazku 5.3 je vyobrazen mozny navrh
feSeni problému popsaného v predchozi sekci.

Co hrdé navrhne

Odmena za skok zde Odmeéna za
pristani zde

Pendle za skok zde
-"':/\_ ~
\ # / ™ \
T | v\
. .lf — \ \FL__ _— — P

\
\

Pl

Pendle za pad

Navrzené reseni: Nauc¢im agenta skdtat pres diru.
Obrazek 5.3: Navrh feseni, se kterym hra¢ mutze prijit

5.1.5 Trénovani agenti

V tomto kroku se hra¢ pokusi pomoci nastroji hry a zpétnovazebniho uceni naucit
agenty dovednosti, které si hra¢ navrhl ve fazi navrhu feseni (viz 5.1.4). Nejdrive
sestavi prostredi, ve kterém se agenti budou trénovat (sekce 5.1.7), poté nechéd agen-
tu v prostfedi trénovat po potiebnou dobu (sekce 5.1.8) a nakonec vyhodnoti, zda
trénovaci proces probéhl podle jeho predstav (sekce 5.1.9). Pokud se hrac¢ rozhod-
ne, ze trénovani agentti neprobéhlo uspokojiveé, zacne trénovani agenti od znovu.
V opac¢ném piipadé se presouva k testovani feseni.)

5.1.6 Testovani reseni

V této fazi hra otestuje, zda agenti maji potfebné dovednosti pro splnéni mise.
Vytrénovani agenti se vypusti do prostredi mise, a pokud dokézi dosdhnout cile
v pozadovaném casovém limitu, agenti a hrac¢ misi splnili a mohou se presunout na
feseni dalsi mise. Pokud agenti nemaji dovednosti potfebné k dosazeni cilii mise,
hrac se presouva do faze analyzy problému a pokousi se splnit misi dale.
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5.1.7 Sestaveni prostredi

V této fazi hrac sestavuje prostiedi, ve kterém se agenti mohou naucit dovednos-
ti z faze navrhu feSeni. Nékolik riznych nastroji, které mu umoznuji nastavovat
nasledujici parametry:

Objekty Objekty jsou elementy prostredi, se kterymi postava agenta muze inter-
agovat. Hra¢ pomoci grafického rozhrani do prostiedi umistuje objekty jako jsou
napriklad terén, cil, brana, paka, bodak, zebiik a dalsi.

Trénovani V ramci trénovani hra¢ muze nastavovat jaci agenti (postavy a neuro-
nové sité) se v trénovacim procesu pouziji, v jakych prostiedich se trénovaci proces
bude dit, kdy se ma trénovaci proces zastavit. Agenti se muzou trénovat budto
od zacatku s ndhodné inicializovanou neuronovou siti, nebo pouzit jiz trénovanou
neuronovou sit jako pocatecni bod.

Odmeény V ramci tvoreni trénovaciho prostiedi hra¢ také pomoci hodnoticich pra-
videl nastavi, za co se agentovi v ramci trénovaciho procesu budou udélovat od-
mény a penalizace. Hra¢ tak muze specifikovat akce, které jsou od agenta zadouci
a nezadouci, a agent se pri trénovacim procesu snazi maximalizovat odmény. Hod-
notici pravidla mohou kontrolovat nékteré skutecnosti béhem trénovani, jako jsou
napriklad: pozice agenta, zda se agent dotyka néjakého prvku prostredi, vzdalenost
agenta od urcitého bodu, jakou akci provadi nebo provadél, jak dlouho agent jednal
a podobné.

Oponenti V prostredi se také budou moci vyskytovat oponenti, ktefi budou jednat
proti zajmtm agentii. Hra¢ bude moci nastavovat logiku téchto oponentti pomoci
jednoduchych rozhodovacich stromt nebo jako oponenty dosadit jiné vytrénované
agenty.

Nastaveni agentii  Agenti budou modifikovatelni. U kazdého agenta bude moznost
zmeénit neuronovou sif, ktera ho ridi, a schopnosti, kterymi postava agenta disponuje.
V ramci neuronové sité bude moci hrac¢ nastavit velikost neuronové sité a typy vrstev,
které se pouziji (linedrni nebo rekurentni). V ramci schopnosti postavy agenta, bude
mit hra¢ moznost pridavat a odebirat schopnosti, jako jsou napriklad: vidéni, slySeni,
skakani, lezeni po zebriku, stiileni ze zbrané, udélat ze sebe stolicku pro ostatni
agenty, vyktikovani signdlli, rozpoznavani vykrikovanych signdli a dalsi.

Udalosti Béhem interakce agenta s prostfenim se muzou provadét udalosti, kte-
ré prostiedi urcitym zptisobem modifikuji. Hra¢ bude mit moznost definovat, jaké
udélosti se stanou a za jakych podminek. Udélosti prosttedi mohou byt napriklad:
zména terénu, zacne prset, zacnou padat kameny, zhrouti se most a dalsi.

Nutno podotknout, Ze toto je pouze navrh celé hry a nikoliv vycet vSech funk-
ci, které se vyskytuji v MVP. Nékteré z vyse zminénych parametri nelze v ramci
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MVP nastavovat. Parametry nastavitelné v sestavovani prostiedi ramci v MVP jsou
zvyraznény na obrazku 5.1 v ¢asti oznacené Nastaveni se zelenym rameckem.

5.1.8 Trénovani v prostredi

V této fazi hrac¢ posle agenty do vytvoreného trénovaciho prostiedi a ceka, nez
agenti ukon¢i sviij trénovaci proces. Hrac¢ se muze divat na zrychlené jednani agentt
v prostfedi a sledovat metriky trénovaciho prostredi, jako je napriklad primeérna
odména za pokus.

5.1.9 Vyhodnoceni vysledku

Poté, co agenti ukonci sviij trénovaci proces, hra¢ vyhodnoti, zda trénovaci proces
probéhl podle o¢ekavani. Pomahaji mu k tomu metriky sbirané z prostiedi a nédhled
do prostfedi béhem trénovaciho procesu. Pokud hrac¢ neni spokojeny s tim, jak se
agenti natrénovali, mize proces zacit znovu, nebo na probéhly trénovaci proces
navazat dalsim.

5.2 Navrh agenta

Agent Tizeny neuronovou siti bude volit diskrétni akce. To znamend, ze kazda akce
ma koneéné mnoho moznosti, jak ji provést. Prikladem diskrétni akce je béh doleva
a jeji nediskrétni ekvivalent by bylo nastaveni rychlosti smérem doleva. Takto bude
mozné implementovat ovladani agenta pro hrace pomoci klavesnice tak, aby presné
odpovidalo moznostem agenta. Neuronova sit se vlastné bude ucit, jaké klavesy ma
stisknout.

Diskrétni akce poskytuji mnohem mensi prostor moznych akci, ktery se agent
musi béhem trénovani naucit a disledkem je rychlejsi trénovani.

5.2.1 Schopnosti postavy

Akce Agent bude mit k dispozici rizné skupiny akci, které bude moci v prostredi
provadeét. Z kazdé skupiny akci mtize agent provést pouze jednu moznost, kterou pak
postava agenta vykond. Zpusob vykonani kazdé akce bude jasné definovan v kédu
hry. Kazdy agent bude mit skupinu akci béhu s moznostmi bézet doleva, bézet
doprava nebo stat, a skupinu akci skoku s moznostmi skocit nebo neskocit.

Pozorovani Agent bude mit skupiny senzoru, které budou neuronové siti posky-
tovat pozorovani, na jejichz zakladé se muze rozhodovat. Zakladnim senzorem bude
zrak, kterym bude agent schopen detekovat objekty pred sebou v urcitém thlu v ur-
¢ité vzdalenost.
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5.2.2 Modifikace agenta

Schopnosti  Kromé zdkladnich schopnosti definovanych v 5.2.1 bude hra¢ mit moz-
nost pridavat jednotlivym agenttim schopnosti dle potreby. Tyto schopnosti budou
predem definované a bude se jednat o nové skupiny akci nebo o nové senzory. Na-
priklad hra¢ bude moci agentovi dat schopnost provadét akci plazeni nebo vykriku,
a senzor na poslouchani vykrikii nebo na sledovani pribéhu casu.

Neuronova sit Dalsi moznosti bude modifikovat topologii neuronové sité, ktera
agenta 1idi.K dispozici bude moznost pridat dalsi vrstvy, zvysit pocet neuronti ve
vrstvach nebo pridat rekurentni vrstvu, ktera agentovi poskytne schopnost paméti.

5.2.3 Tymy agenti

Agenti budou moci jednat budto sami nebo v ramci tymu s ostatnimi agenty a kazda
mise bude mit maximalni pocet agenti. Tymy agentu si bude moci hrac¢ vytvaret
z jiz natrénovanych agenti a pak je dale trénovat bud samostatné nebo dohromady.
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5.3 Scény ve hre

V této casti predstavim navrh uzivatelského rozhrani ve hte. Rozhrani hry je roz-
lozeno na nékolik obrazovek/scén, které jsou vyobrazeny spoletné s prechody mezi
scénami na obrazku 5.4. Tyto scény jsem navrhoval s pomoci aplikace pro navrh
rozhrani Figma.

.I' 1 peuze v

Mise L _ _ ndvrhu
i V névrhu
i MVP

Vybér mise

i . - I - _:

T - .
Spuéteni—* Titulni seéna | Rezeestnik | Edl*f i |T¢s+ prostredi|
| | prostredi 5

g = :

Cetrum I
+rénovani

Editor +ymd

Editor agentd

Obrazek 5.4: Mapa scén a prechodl mezi scénami

5.3.1 Editor prostredi

Editor prostredi je nejdilezitéjsi c¢ast hry. Zde hrac¢ bude travit nejvice ¢asu, proto-
ze zde tvoli prostfedi a hodnotici pravidla, ktera se nasledné pouziji pro trénovaci
proces. Tato scéna se skladéa ze dvou hlavnich ¢asti. Na levé strané je volny prostor,
ve kterém se bude nachazet tvorené prostiedi, a na pravé strané je panel obsahu-
jici nastroje pro upravu prostredi. Panel obsahuje nékolik zalozek, které poskytuji
nastroje pro upravu v ruznych dimenzich.

Zalozka prvky Zde bude seznam prvki, které hra¢ mize umistit do prostiedi. Pr-
vek si kliknutim na jeho ikonu mize zvolit a pak na levé strané obrazovky umistovat
pomoci levého tlacitka mysi nebo mazat pomoci tlac¢itka pravého. Prvky muzou byt
napriklad bloky terénu, cile k dosazeni, pasti, zdi, paky, brany nebo dvere.
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Zalozka hodnotici systém V zéloZzce hodnoticiho systému bude seznam pravidel,
které urcuji kdy, jaké a za jakych podminek agent dostane odmeény. Kazdé pravidlo
bude vzdy reagovat na urc¢itou udalost v prostredi a bude obsahovat sadu podminek,
které budou chovani pravidla modifikovat.

Zalozka oponentli 'V této zalozce hrac¢ bude moci nastavovat chovani oponenti.
Agenti se budou moc chovat riznymi zpusoby. Jeden zpusob je podle stanoveného
planu definovaného hracem, jako napiiklad, Ze oponent pobézi jednim smérem dokud
nenarazi a poté se obrati a pobézi na druhou stranu. Druhy zptsob je pouziti jiz
natrénovanych agentu jako oponentti pro jiné agenty. Hra¢ zde bude mit rozhrani
pro stanoveni plani a pro vybér agentii-oponentti.

Zalozka udalosti Zde bude hrac¢ nastavovat dynamické chovani prostfedi. Budou
zde néstroje pro stanoveni zmén v prostiedi béhem trénovani. Udélosti se budou
dit podle hracem stanovenych pravidel a efekt udélosti bude také pod kontrolou
hrace. Priklady udalosti, které hra¢ mize nastavit jsou: kazdé dvé sekundy se otevte
nebo zavie brana, po porazeni oponenta se do prostredi pridaji dva dalsi oponenti,
po uplynuti tii sekund zmizi kus podlahy nebo po uplynuti deseti sekund, pokud
je agent neni ve stanovené zoné, tak se epizoda ukond¢i a agent dostane negativni
odmeénu.

Novy Vlezit Nahrat

Prvky Oponenti I
Udalesti Odmény

Pravidle #1
Kdyz: Agent vyskodi
Odmena: +1
Pokud: pred schodem

cil Pravidle #2
Start : 4749, KdyZ: Agent jde vieve

| | Odména: -0.1
Pokud:

. | Prostredi #3
Testovat A9 1A D _. Kdy%: Agent jde vprave

Obrézek 5.5: Navrh rozhrani pro editor prostredi

5.3.2 Test prostredi

Poté, co si hrac¢ postavil trénovaci prostiedi v Editoru prostredi, ma moznost si pro-
stfedi vlastnorucné otestovat v této scéné. Tato scéna navazuje piimo na editor
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prostfedi a hra¢ v ni ovladd agenta pomoci klavesnice. Toto umoziuje hraci vy-
zkouSet, jak hodnotici pravidla vyhodnocuji akce agenta (k tomu mu slouzi citac
odmén), a zaroven muze ovéfit schopnosti agenta pohybovat se po prostiedi. Hrac
muze kdykoliv test ukoncit a vratit se do editoru prostiedi pro dalsi zmény.

Odmény

Pravidle #1: +2
Pravidle #2: -0,5
Pravidle #3: +1
Celkem: +2.,5

cil
Start

4‘ b
Ukoncit
test

Obrazek 5.6: Navrh testovaci scény prostredi
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5.3.3 Titulni scéna

Titulni scéna je zde pro upoutani hrace hned, jakmile spusti hru a zachovani dobrého
prvniho dojmu. Scéna je doplnéna grafikou, kterda sdéluje hraci, pro¢ a jak je hra
pro néj zajimava. Ucel je predevsim upoutat pozornost a posluhovat jako zakladni

menu. Titulni scéna je hraci ocekavany standard.

Train Your
Monkeys!

Hrat

Nastaveni

Odejit

Obrézek 5.7: Navrh titulni scény hry
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5.3.4 Rozcestnik

Ucel rozcestniku je nasmérovat hrace do jednotlivich ¢dsti hry. Jednd se o jednodu-
chou scénu, ktera slouzi jako domovska obrazovka. Zaroven také slouzi jako hlavni
prehled vseho, co se déje - jaké scény ma hrac¢ zrovna rozdélané, jaké trénovani
zrovna probihd, jaci agenti se v nich trénuji a jak daleko je trénovaci proces od

konce.

Prdbéh trénovani

[

Trénovéni &1

75% |

—_—_—

‘Trénovéni #2

C
!

| 25%

Al |

Rozcestnik

Zpét k prostredi

Prostredi

Trénovani

Mise

Zpét

Prestredi #1

Vil

i | ]
] J

Prostredi #2

Prostredi #3

Obrézek 5.8: Navrh scény rozcestniku
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5.3.5 Vybér mise

V této scéné si hrac¢ vybira, kterou misi chee zkusit splnit. Slouzi mu k tomu graf
(viz 5.9), ktery ma na kazdém vrcholu jedno tlacitko odpovidajici jedné misi ve hre,
které zaroven komunikuje stav mise.

Stav mise muze nabyvat tii hodnot: zamceno, odemceno a splnéno. Hrac se
nemiize pokusit splnit zamcenou misi, hra¢ se pokousi splnit jednu z odemcenych
misi a splnéné mise jsou takové, ve kterych hrac jiz alespon jednou splnil cil mise
jakymkoliv zptisobem. Mise na sebe navazuji, kazdd mise (mimo tivodnich) ma jednu
nebo vice predchozich misi. Pokud néktera z predchozich misi neni splnénd, mise je
zamcena. Hra¢ muze spustit misi kliknutim na tlacitko pozadované mise.

Vybér mise

Mise 2 Mise 4
_ W na
Mise 1 g zamcena
\/ Mise 3 - odeméend
% - splnénd

Obrazek 5.9: Navrh rozhrani pro vybér mise
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5.3.6 Mise

V této scéné hrac vidi problém, ktery jeho trénovani agenti musi prekonat. V misi
je prostiedi podobné trénovacimu prostiedi, které hrac¢ vytvarel v Editoru prostiedi
(viz 5.3.1).

Je zde tlacitko, kterym muze hrac¢ vyslat své agenty do prostredi a GUI pro vybér
agentti. GUI také obsahuje informace o tom, jaké jsou podminky pro splnéni mise,
jaky je limit agentti a jméno mise, které muze slouzit jako napovéda pro hrace. Mise
indikuje misto, kde se agenti po jejim zahajeni v prostredi objevi.

Mise: PreskoC propast

Podminky splnéni: =
V3 Tym #1
Alespon jeden agent se Agent #1
musi doctat do ervené Agent #2
4 Agent #3
zény
Zménit tym
Start ¢il
Vyslat

Obrazek 5.10: Navrh scény mise
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5.3.7 Centrum trénovani

V této scéné hrac nastavuje trénovaci proces. Ma zde moznost nastavit, jaci agenti
se trénuji na jacich prostiedich, jak dlouho se ma trénovat, jaka je mira paralelizace,
jaké jsou pravidla pro predcasné zastaveni a zaroven tato scéna slouzi k poskytnuti
blizsich informaci o prubéhu trénovani.

Trénovani v
pribéhu
Trénovéni #1

Trénovéni #2

Pribéh
Trénovani #1

Odmény: 150/200 | 75%

Cas: 0:28/1:30 r ‘ 31%

l

Trénuje se: Agent #1
Prestredi: Prostredi #1
Paralizace: 30

>

=

0

E

o

0O

Cas
Sledovat Ukonéit

o

Noveé
”, #, ,
trenovani
Maximélni deba: 1h 30min
Trénuje se: Agent #1
Prestredi: Prostredi #1
Cileva edména: 50

Paralelni prostredi: 100

Zaéit trénovat

Obrézek 5.11: Navrh scény trénovaciho centra trénovani
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5.3.8 Editor tymd

V této scéné hrac sestavuje tymy agentt pro trénovani a plnéni misi. Tymy se mizou
skladat z libovolné kombinace agentii a tymi agenti. Tato scéna také miize hrace
presmérovat na editor agenti.

Hréac zde také vidi historii vybraného tymu agentii, ktera nese informace o tom,
jak dlouho, na jakych trénovacich prostiredich a s jakymi vysledky byl tym trénovan.

Tymy

C Tym#EL
Tym #2
Tym #3
Tym #4

Nevy tym

Tym #1

Cleni: Agent #1

Agent #2

Agent #4

Pridat Odebrat
Rozpustit

Historie tymu

Trénovani #1
Prostredi: Prostredi #1
DeosaZzend odmena: 30/50

Doba trénovani:  1h 45min

Uprava tymu
Priddno: Agent #1

Agent #2

Odebrdno: Agent #3

Trénovani #2
Prostredi: Prostredi #1
DosaZend odmena:  49/50

Doba trénovani: 55min

Obrazek 5.12: Navrh scény editoru tymu
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5.3.9 Editor agent

V této scéné hrac upravuje schopnosti agentii. Ma moznost jednotlivym agenttim
pridavat nebo odebirat senzory a akce, které je postava agenta schopna provést.
Zaroven se zde nastavuje, jakou topologii neuronové sité agent vyuziva.

. Senzor Akee
Agenti Agent #1 - —
Ze
. Agent #1 | F . | ——
Agent #2 | ; Senzory tinearnl vyrstvy .
. @ rstvy:
Agent 48 J 1? @ Neuroni ve vrstvé: 128
Agent #4 L —— J
Akce Rekurentni vyrstvy
R T Vr‘sfvy:a 2
Neurend ve vrstvé: 256
Curiosi
Mozei Veli 7 Sdovdni; 512
—_— Polet vrstev: 5 elikost kddovani:
Pocet neurond: 3000 pridat modul
Novy agent il

Obrazek 5.13: Navrh scény editoru agentii
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5.4 Navrh minimalniho zivotaschopného produktu

Navrh hry je prilis velky a slozity na to, aby se implementoval cely najednou. Navic je
pouze teoreticky a pracuje s neovérenymi predpoklady o tom, co je nezbytné, uzitec-
né a jak hraci hru budou hrat. Z toho divodu je nutné nejdiive implementovat MV P,
které otestuje nékteré z téchto predpokladii. Oc¢ekavam, ze navrh hry se po otesto-
vani MVP do jisté miry zméni, obzvlast v detailnich rozlozeni jednotlivych funkei
a systému. Rozhodl jsem se proto velké mnozstvi navrhu v MVP neimplementovat,
a soustTedit se pouze na nejnutnéjsi funkce potrebné k otestovani. Konkrétni scény,
které jsem se rozhodl z MVP vypustit, jsou na obrazku 5.4 znazornény carkovanym
rameckem.

5.4.1 Agent

Z navrhu agenta jsem se rozhodl vypustit jakoukoliv modifikaci. Modifikace agenta
pouze zvysSuje komplexitu a hloubku hry, neni vSak nutna k hrani, a proto neni
nutnd ani v MVP. Agent bude schopen vykonavat pouze zakladni pohyby béhu
a skoku a bude pouzivat pouze jeden senzor zraku. Topologie neuronové sité ovlada-
jici agenta bude pevné dana bez moznosti modifikace. Z tohoto diivodu jsem z MVP
vypustil celou scénu Editor agentii, protoze bez moznosti ménit schopnosti agenta
je scéna bezvyznamna a zbytecna.

Ze stejnych divodu jsem vypustil také podporu vice agentii a scénu Editor
tymu. V kazdé misi a v kazdém trénovani bude pouze jeden agent. Nema prilis
smysl implementovat podporu vice agenti v momenté, kdy jesté s jistotou nevim,
zda hra funguje alespon pro jedno agenta.

5.4.2 Scény

Ne vSechny funkce v navrhu jsou nutné, v této podkapitole u kazdé scény uvadim,
jaké funkce jsem se rozhodl zahrnout do MVP.

Titulni scéna Zanechal jsem v MVP jako zastupny symbol pro zachovani struktury
hry. Nejvétsi narok na implementaci je vytvoreni zajimavého grafického zpracovani,
které vsak z MVP vypoustim, a tak implementace této scény nezabirda zadny vy-
znamny obnos ¢asu. Scéna pouze poskytuje nazev hry a moznosti pokracovat nebo
odejit.

Rozcestnik Zanechavam moznosti navigace mezi scénami, vypustil jsem vsak sle-
dovani informaci o hre.

Vybér mise Zanechal jsem v MVP se vsemi funkcemi v navrhu s jednoduchym
grafickym zpracovanim.
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Mise Zanechal jsem tlacitko na vyslani agenta a nazev mise. Hra MVP bude mit
pouze jednoho agenta, takze informace o limitu agentii je bezvyznamna a stejné
plati pro cil. Kazda mise bude mit pouze jeden cil, a to aby se agent dotkl bedny.

Editor prostfedi V panelu pro umistovani prvku prostredi budou pouze t¥i napros-
to nutné prvky. Blok terénu, bedna, ktera slouzi jako cil agenta, a startovni pozice
agenta.

V panelu hodnoticiho systému implementuji pridavani a editaci hodnoticich pra-
videl s minimalni sadou spousti a podminek, které umozni dostatecnou kontrolu nad
trénovanim agenta pro splnéni mise a limitovanou kreativitu. Zahrnu tii spoustéce
pravidel - uplynuti casu, kolizi s prvkem prostiedi a akci agenta, a tfi podminky
- kontrola typu akce, kontrola prvku, kdo kterého se narazilo, a kontrola dotyku
prvku mimo udélost kolize.

Zaroven vynechavam funkce ukladani a nahravani vice prostredi, hra bude mit
pouze jedno prostiedi ulozené. Toto zjednodusi predavani dat mezi hrou a trénova-
cim procesem a uleh¢i implementaci GUI. Vice prostredi neni naprosto nutné pro
fungovani hry.

Test prostiedi V testu prostiedi bude pouze ukazatel odmény za jednu epizodu
a ovladani agenta po prostredi. Délka epizody bude stanovena pevné.

Centrum trénovani Hrac¢ bude mit moznost zde spustit trénovani, nastavit délku
trénovani a restartovat neuronovou sit agenta do vychoziho nastaveni. Délka epizody
béhem trénovani bude stanovena pevné, trénovany agent bude pevné nastaven na
jednu moznost a trénovaci prostiedi bude vzdy to naposledy ulozené.
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6 Implementace

V této casti se zabyvam implementaci MVP. Priblizim funkce zvolenych nastroj,
struktury neuronové sité a postavy agenta.

6.1 Unity Engine

Unity je engine, ktery jsem si zvolil pro tvorbu hry, ve verzi Unity 2021.3.18f1
Personal. Hlavnimi divody pro volbu tohoto nastroje jsou moje predchozi zkusenosti
s enginem, vyse zminéné nastroje ML-Agents a jeho pomérna jednoduchost. Tyto
vlastnosti zasadné urychli vyvoj hry a zadny z ostatnich prozkoumanych nastroja
neposkytuje nic, co by tuto vyhodu prekonalo.

Unreal také nové poskytuje nastroje pro trénovani agentu, které ale byly ozna-
meny az v priubéhu tohoto projektu. Engine Unreal je znamy zejména pro grafickou
kvalitu svych her, coz neni cil tohoto projektu, a navic s enginem Unreal nemam
predchozi zkuzZenosti narozdil od Unity. Torque engine jsem zvazoval hlavné kvuli
hie NERO, ktera se snazila o velice podobny cil jako tento projekt a je vytvorena
v pomoci enginu Torque.

6.1.1 Struktura Unity

Unity lze pouzit pro tvorbu celé fady riznych produkti, ale v nasledujici ¢asti budu
uvazovat pouziti Unity v pripadé tvoreni her. Projekt v Unity se sklada z kolekce
objektu Asset, které obvykle odpovidaji souborim v projektu. Mezi dilezité typy
téchto objektt patii typ Scene, GameObject a Component.

Scene Daile jako scéna, odpovida prostiedi hry a je nosi¢ objektu GameQObject a jde
o prostor do kterého lze vykreslovat grafika. Ve scénach se odehrava cela hra.

GameObject Dale jako herni objekt, reprezentuje urcity objekt ve scéné a je nosic¢
objekti Component.

Component Dale jako komponenta, reprezentuje jednotlivé ¢asti urcitého objektu
ve hie. Komponenta je obecny typ, ktery ma mnoho implementaci. Mezi nejrele-
vantnéjsi patii komponenty Transform, ktery je u kazdého GameObject a urcuje
pozici objektu ve scéné, jeho rotaci, velikost a hierarchickou strukturu s ostatnimi
hernimi objekty, Collider2D, ktery urcuje detekci kolize v ramci fyziky, RigidBody,
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které urcuje chovani objektu v simulaci fyziky hry, a Script, ktery je uzivatelem
definovany pomoci jazyka C#.
Vztahy mezi jednotlivymi typy jsou vyobrazeny na obrazku 6.1

Scene Komponenta

D Funkce

{ GameObject ] { GameObject ] [ GameObject ]

Transform Collider RigidBody Script : MonoBehaviour

[GameObject} [Gameﬂhject] [ Update() ][FixedUpdaten}{ Start() ]

Obrazek 6.1: Struktura objektd v rdmci scény v Unity

Script  Script musi dédit od t¥idy MonoBehaviour, aby mohl byt pripojen jako
komponenta k hernimu objektu, a je psany uzivatelem. Ttida MonoBehaviour po-
skytuje nékolik funkci, které jsou béhem provozu hry pravidelné Unity volany, pokud
je komponenta povolena. Kazda komponenta ma booleovsky paramert enabled, kte-
ry urcuje, zda komponenta bude zavoldna Unity. Mezi ¢asto vyuzivané funkce této
tridy patii:

« Awake() volana jednou za zivotni cyklus pii vytvoreni nebo nahrani kompo-

nenty bez ohledu na to, zda je komponenta povolena

« Start() volana na zac¢atku zivotniho cyklu pii vytvoreni nebo nahrani kom-
ponenty po funkci Awake()

« FixedUpdate() volana pred kazdou aktualizaci fyzikalni simulace. V zaklad-
nim nastaveni jde o frekvenci 50 za sekundu

« OnCollisonEnter() volana pokud v posledni aktualizaci fyzické simulace do-
slo ke kolizi

« Update() volana jednou za snimek

Vyse zminény seznam neobsahuje plny vycet vSech funkci MonoBehaviour. Uzi-
vatel muze definovat chovani skriptu prepsanim téchto metod. Vztah téchto funkei
je znazornén na obrazku 6.2
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( Awake )
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( FixedUpdate )
I
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Update
|
Vykreslovani

I

yield WaitEndOfFrame

>
. 4

( OnDestroy )

Obrazek 6.2: Zjednodusena smycka volani funkei Unity - upraveno [10]

Serializace Velkou casti prace s Unity je proces serializace - automatickd trans-
formace datovych struktur a hernich objektd do formatu, které Unity v pozdéjsi
dobé vyuziva pro rekonstrukei téchto objekti do scény. Pokud jsou hodnoty pole ve
Script komponenté oznacené jako public nebo atributem [SerializedField] nebo jde
o tridu s [Serializable] atributem, pak jsou viditelné uvnitt Unity Editoru a jejich
hodnoty lze nastavit pomoci GUI (viz obrazek 6.3).

6.1.2 ML-Agents

ML-Agents Toolkit je sada néstroju s otevienym zdrojovym kédem, kterd umoznuje
vytvorit prostfedi v Unity Editoru a interagovat s nim pomoci Python API. Ob-
sahuje ML-Agents SDK, které obsahuje vSechny potiebné funkcionality pro definici
prostiedi uvnitt Unity Editoru spolecné se sadou ukazkovych prostredi, zpétnova-
zebné algoritmy SAC a PPO a dalsi nastroje pro strojové uceni.[9].
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B v Prefab Brush (Script)

velElementDictionary (Lev

Main Camera ®i ©Main Camera (Camera)

Obréazek 6.3: Snimek obrazovky ukazujici ¢ast GUI Unity Editoru, ve kterém lze
nastavit serializované pole tiidy PrebabBrush.

Python APl Definuje, jakym zptsobem ucici algoritmy zapsané v jazyce Python
komunikuji s prostfedim vytvoreném v Unity. ML-Agents Toolkit poskytuje imple-
mentaci nékolika algoritmu (PPO, SAC, GAIL a dalsi) vyuzivajici toto API, ale
uzivatel ma moznost doplnit vlastni implementaci libovolného algoritmu, pokud vy-
uzije toto API. Na obrazku 6.4 je implementace téchto algoritmii zndzornéna v bloku
Python trenér. Vystupem Python trenéra je neuronova sit, kterou lze nasledné vlozit
zpét do hry. Python API také poskytuje rozhrani Gym, které predstavuje standard-
ni zptisob komunikace mezi algoritmem zpétnovazebniho uceni a uc¢icim prostredim
a je Casto vyuzivané v oboru zpétnovazebniho uceni.|4]

Tyto nastroje jsou poskytované pomoci baliki Python mlagents (pouzita verze
v0.30.0) a mlagents-env (pouzitad verze v0.30.0). Zaroven je k provozu téchto balicku
potieba instalace programovaciho jazyka Python (pouzitd verze 3.9.7) a knihovna
Pytorch (pouzita verze 1.7.1)

ML-Agents SDK Obsahuje vsechny funkcionality nutné k definovani uciciho pro-
stfedi uvnitt Unity. Patii mezi né komponenta Agent, ktera indikuje, ze herni objekt
s touto komponentou je agent, a tudiz je schopen sbirat pozorovani, provadét akce
a dostavat odmény. Kazdy agent je spojen s rozhodovaci strategii pomoci nazvu
rozhodovaci strategie. Vice agentti mize mit stejnou rozhodovaci strategii, coz ve-
de mimo jiné k tomu, Ze zkuSenosti vSech agentti s touto strategii se pouziji pro
optimalizaci této strategie.

Na obrazku 6.4 je znazornén vztah mezi rozhodovaci strategii oznacenou jako
blok Behaviour a komponentou Agent znazornénou jako blok Agent. V jedné scé-
né muze byt pouzit libovolny pocet rozhodovacich strategii. Rozhodovaci strategie
miize byt budto Python trenér komunikujici s prostiedim pies komunikator nebo jiz
vytvorena vlozend neuronova sif, ktera zrovna neni optimalizovand, nebo pevné za-
kédovany kod, jako je napriklad rozhodovaci strom nebo ovladani pomoci klavesnice.
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Tyto alternativy rozhodovaci funkce by v obrazku 6.4 nahradily blok Komunikator.
Agenti béhem simulace hry mohou pozadat o akci od rozhodovaci strategie bud to
v pravidelném intervalu nebo v uzivatelem specifikovanych momentech definovanych
komponentou Script

Dalsi ¢asti ML-Agents SDK je Academy - trida, ktera sleduje kroky agenti, spra-
vuje agenty ve scéné a poskytuje dalsi moznost komunikace mezi Python trenérem
a ucicim prostiedim v podobé postranniho kanalu prenasejici hodnoty typu float,
pomoci kterych lze upravit parametry prostiedi jako napiiklad sila gravitace nebo
rychlost objektt ve scéné. (viz obrazek 6.4)[9]

Tyto nastroje lze do projektu Unity stahnout pres integrovany balickovaci systém
v balicku s ndzvem ML Agents, ktery jsem pouzil pro vytvoreni MVP ve verzi 2.0.1.

mlagents-learn MlI-Agents Toolkit také poskytuje koncovy bod pro spusténi tré-
novaciho procesu v podobé mlagents-learn. Pomoci tohoto prikazu spustitelného
v Python je mozné nastartovat komunikaci mezi Python trenérem a trénovacim
prostiedim budto piimo v Unity Editoru, nebo na sestaveném trénovacim prostredi.
Parametry trénovani lze pak nastavit pomoci konfiguraéniho souboru ve formatu
yaml, ktery definuje jak informace o pouzité rozhodovaci strategii, tak i o délce
trénovani, zachytnych bodech a dalsi.

s Y
Prostredi vytvorené v Unity

Promnénné
Agent A7 Agent A2 Agent 51 prostedi
v I I
] ; Fostranni kanal
Behaviour 4 ] [ Behaviour & ] pro hodnoty float ]

! ]
!

Komunikator

T
P
'
P
'

-

[ Python API ]<—> Python trenér

Obrazek 6.4: Struktura ¢asti ML-Agents - upraveno [9]
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6.2 Agent

Obrazek 6.5: Agent ovladany neuronovou siti

6.2.1 Implementace v Unity

Postava agenta je GameObject obsahujici nasledujici komponenty: Ridigbody2D pro
simulaci fyziky, BoxCollider2D pro detekci kolizi, Animator pro spousténi anima-
ci postavy, MonkeyController definujici akce proveditelné postavou agenta, Mon-
keyAgent tidici proces trénovani a predavani pokyni neuronové sité komponenté
MonkeyController, BehaviourParameters definujici strukturu neuronové sité pou-
zivanou agentem a DecisionRequester, ktery zajistuje priubézné predavani akei od
neuronové sité komponenté MonkeyAgent. Nékteré tyto komponenty jsou poskyto-
vané primo od Unity a ML-Agents a zbylé popisuji déle:

MonkeyController Tento skript ovlada postavu agenta. Obsluhuje logiku akci
a vykonava akce agenta. Definuje akce béhu a skdkani, rozhoduje, kdy postava mutze
skocit (kdy je na zemi) a poskytuje parametry pro ladéni rychlost béhu, zrychleni
a zpomaleni, vysku skoku, z ¢eho mtze postava skakat. Déle rozhoduje, zda na jakou
stranu je agent otoCen a posila instrukce komponenté Animator pro spousténi ani-
maci dle potfeby. Animace jsem vytvoril pomoci funkci Unity pro animaci a kostry
vytvorené pomoci rastrového grafického editoru Krita. Snimky akci a jejich animaci
agenta jsou viditelné na obrazku 6.6.
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Obrazek 6.6: Akce provadéné agentem agenta - stani na misté, béh a skok

MonkeyAgent Je komponenta pro obsluhu trénovaciho procesu. Je zde definova-
no, kdy zac¢ind a kond¢i epizoda, shromazduje odmény a pozorovani od ostatnich
komponent a predava je Python trenéru, predava instrukce k provedeni akei kom-
ponenté MonkeyController, zajistuje resetovani agenta na zacatku nové epizody,
sleduje, zda agent nespadl mimo prostiedi, a informuje hodnotici systém o akcich,
které agent provadi. Tato tfida dédi od t¥idy Agent (poskytovand od ML-Agents),
ktera poskytuje metodu pro pridani odmén agentu AddReward.

Senzory Vyuzivaji komponentu poskytovanou od ML-Agents RayPerceptionSen-
zor2D, ktera poskytuje agentovi moznost detekovat objekty v prostfedi pomoci pa-
prsku detekujici kolizi. Tento senzor rozpoznava prvky cile a terénu a predava neu-
ronové siti informace o tom, zda paprsek detekoval rozpoznavany prvek, o ktery se
jednd a v jaké vzdalenosti je. Funkce toho senzoru je viditelna na obrazku 6.7

Kromé senzort zraku je agentovi poskytovana komponentou MonkeyController
informace o tom, zda je otocen doleva nebo doprava.
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Obrazek 6.7: Zrakové senzory agenta detekujici blok terénu

6.2.2 Neuronova sit

Topologie Neuronova sit ovladajici chovani agenta se sklada z 45 neuront vstupni
vrstvy, dvouch skrytych vrstev o 128 neuronech a vystupni vrstvy péti neuront,
které se pak preklddaji na dvé diskrétni akce. VSechny vrstvy jsou dopfedné, plné
propojené. Neuronova sit zaroven vyuziva masku akci, ktera rozdéluje akce na sku-
piny, které se pak klasifikuji do dvou t¥id (sko¢it nebo nesko¢it) pro jednu skupinu,
a do tif t¥id (stuj, béz doleva, béz doprava) pro druhou skupinu. Topologie neu-
ronové sité je mozno vidét na obrazku v priloze A.2 vytvoreného pomoci aplikace
Netron.[11]

Vstupni vrstva odpovida vrstva dvéma typum prvki prostiedi, pro které je 11
detekénich paprsku, ktery kazdy poskytuje dvé informace - zda paprsek narazil do
daného typu a jak daleko byl naraz zaznamenan. Toto dohromady ¢inni 44 vstupi
a jeden vstup indikuje, zda je agent otocen doleva nebo doprava.

Curiosity Neuronova sit agenta je také doplnéna o modul Curiosity, ktery poskytu-
je agentovi vlastni vnitini odmény za to, ze se dostava do novych stavii. Pomaha tak
agentovi dostat se z lokalnich minim a dosdhnou cile v prostredich, kde se odmény
objevuji zridka.

Modul obsahuje dva modely neuronovych siti, které se trénuji paralelné s agen-
tem. Prvni z nich bere dvé za sebou jdouci pozorovani, zakoduje je a z kédovani se
snazi predikovat, kterou akci agent provedl aby z prvniho pozorovani dostal druhé.
Druhy model se na zéaklade tohoto kédovani a stavajici akci agenta pokousi prediko-
vat nésledujici kddovani. Hodnota kriteridlni funkce (loss) se pak pridéluje agentovi
jako odmeéna.

Tato metoda ma za nasledek, zZe pokud se agent pohybuje stale ve stejnych
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stavech, hodnota kriteridlni funkce (a odmeéna) jde k nule, jelikoz se modely byly
schopny naucit predikovat prechody mezi témito stavy. Pokud agent navstévuje nové
stavy, hodnota kriterialni funkce roste a agent tak dostava vétsi odmény. Vysledkem
je zvédavy agent, ktery je motivovan nachézet nové stavy.[12]

Pro modul Curiosity pouzivam neuronovou sif s dvéma skrytimi vrstvami o 128
neuronech, velikost kédovani pozorovani (encoding size) 128, learning rate = 0.0003,
v = 0.99 a silu signalu (strength) 0.02. Sila signalu je mira toho, jak velky efekt ma
vysledek kriterialni funkce na odménu agenta.

Algoritmus K trénovani neuronové sité agenta se pouziva algoritmus PPO
(viz podkapitola 3.2), ktery se spusti po sesbirani 100 zkusenosti (100 akci a 100
pozorovani) do zasobniku, po tfi epochy. Pouzivim parametry ¢ = 0.2, A = 0.99,
v = 0.99, learning rate = 0.0003 a batch size = 10 (velikost dévky). Celkovy pocet
krokt provedenych béhem trénovaciho kroku je definovan uzivatelem se zakladnim
nastavenim 10 000 krokd.

6.3 Hodnotici systém

Hodnotici systém sleduje priubéh trénovaciho procesu a pridéluje agentovi odmény
na zakladé skutecnosti v prostfedi. Jak a kdy se odmény pridéluji specifikuje hrac.
Hodnotici systém se sklada z nasledujicich trid:

EnviromentEvent Je tiida prenasejici informace o udalostech uvnitt trénovaciho
prostiedi, na které hodnotici systém muze reagovat. EnviromentEvent obsahuje in-
formace o typu udalosti, kterymi mizou byt kolize, uplynuti ¢asu nebo akce agenta,
a relevantni data k této udalosti, jako jsou agent, kterého se udalost tyka, s ¢im
probéhla kolize, nebo kterou akci agent provedl.

AbstractEnviromentEventGenerator Jejim tcelem je sledovat udalosti uvniti tré-
novaciho prostfedi, a reagovat na specifické udalosti vygenerovanim a rozeslanim
instance tridy EnviromentFEvent.

Pro kazdy typ EnviromentEvent exituje vlastni implementace této tiidy, ve které
je definovano, jak a kdy se ma instance FnviromentFvent vytvorit. Po vytvoreni
se EnviromentEvent predd prislusné instanci EnviromentFEventSystem, ktera dale
reaguje na tuto udalost. Pro lepsi ¢itelnost je AbstractEnviromentEventGenerator
na obrazku A.3 zapsan pouze jako EventGenerator.

EnviromentEventSystem Zodpovida za vytvoreni a spravu relevantnich genera-
toru udalosti AbstractEnviromentEventGenerator a predavani udéalosti Enviromen-
tEvent spravnému hodnoticimu systému ScoringSystem. Generatory udalosti vytvori
na zakladé instrukci obdrzenych od ScoringSystem po zavolani metody Subscribe.
Instrukce je reprezentovana tridou FventGeneratorInstruction. FventGeneratorin-
struction drzi seznam hernich objektid ve scéné a typ udélosti, ktery maji herni
objekty v seznamu generovat.
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ScoringSystem Je zakladni nosi¢ hodnoticiho systému. Obsahuje metodu Handle-
Event jejimz zavolanim dojde k vypoctu odmén pro agenta pro udéalost Enviromen-
tEvent predanou argumentu .ScoringSystem, obsahuje seznam hodnoticich pravidel
ScoringRule, které jsou schopné reagovat na prichozi EnviromentFvent a vypocitat
skére pro prislusného agenta. Kterému agentovi se ma skére udélit rozhodne na
zdkladé dat v EnviromentEvent a poté zavola metodu AddReward u komponenty
MonkeyAgent pripevnéné k hernimu objektu agenta.

Dalsimi dtilezitymi metodami jsou GetData, metoda generujici vsechna potrebna
data pro ulozeni, LoadData, kterd umi z nahranych dat rekonstruovat stejny hodno-
tici systém, a metoda Initialize, ktera vygeneruje instrukce pro vytvoreni potrebnych
generatort udalosti EnviromentEvent a preda je ttidé EnviromentEventSystem, kte-
ra se stard o jejich spravu a vytvoreni.

ScoringRule Je jedno hodnotici pravidlo, které urcuje, jakd odména se ma pridélit
za obdrzenou udalost EnviromentEvent. Pravidlo si drzi informace o tom, na ktery
EnviromentFvent se vztahuje a jaka je zdkladni odména pridélena za spusténi to-
hot pravidla. Pokud do ScoringSystem preda pozadovany EnviromentEvent, vrati se
zakladni odména modifikovana podminkami ICondition drzené t¥idou v seznamu.

Také ma metody GetData a LoadData, které podobné jako u ScoringSystem slouzi
k pozdéjsi rekonstrukei pravidala.

ICondition Podminka je tiida implementujici rozhrani ICondition s metodou Cal-
culateModifier, ktera podle dat predaného EnviromentEvent rozhodne, jakym zptiso-
bem se zakladni odména modifikuje. Podminky maji jeden modifikdtor pti nesplnéni
podminky a druhy pri nesplnéni. Hodnotu modifikatoru nastavuje hrac, ale v za-
kladnim nastaveni je pro splnéni modifikator 1 a pro neplnéni 0. Modifikdtorem se
nasobi zakladni odmeéna.

Kdy se udéli modifikator za splnéni a kdy za nesplnéni je rizné pro kazdou
implementaci. Mezi soucasné implmentace podminky patii AgentCollison - ovéruje
kolizi se specifikovanymi prvku prostredi, AgentDecisionType - ovéruje typ akce pro-
vedené agentem, AgentTouching - ovéruje prvky, kterych se béhem vyhodnocovani
podminky dotyka, a DefaultCondition, kterd vzdy vraci modifikator 1.

Také ma metody GetData a LoadData, které podobneé jako u ScoringSystem slou-
71 k pozdéjsi rekonstrukci podminky, metodu GetEventGenerators, ktera vraci herni
objekty, které by mély podle potieb této podminky generovat udélosti Enviromen-
tEvent, a GetApplicableEventTypes, ktera vraci, pro které typy EnviromentEvent je
podminka pouzitelna.

Jak probiha cely proces pridélovani odmén agentovi je znazornéno v priloze na
komunikac¢nim diagramu A.3.

6.4 Editor Prostredi

Editor prostredi je scéna slouzici k tvorbé tipravé prostredi, ve kterém se agent bude
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trénovat, kde hrac¢ travi nejvice casu a sklada se z dvou hlavnich c¢asti.

6.4.1 Platno

Platno je leva ¢ast obrazovky, na které hra¢ mize umistovat prvky prostredi zvolené
v panelu na levé strané obrazovky.

PrefabBrush O umistovani objekti na platno se stard trida PrefabBrush(prefab
je GameObject ulozeny jako Asset, ktery se vyuziva pro vytvareni kopii na scéné).
PrefabBrush méa aktivni a neaktivni stav. Pokud si hra¢ vybere prvek z postranni-
ho panelu prvka, PrefabBrush prejde do aktivniho stavu a vytvori kopii zvoleného
prvku, ke kterému si drzi referenci v proménné previewObject. Tato kopie (déle jako
previewObject) slouzi jako kurzor ukazujici, kde se po kliknuti levym tlac¢itkem mysi
vytvori nova kopie zvoleného prvku pomoci metody PlacePrefab, nebo po kliknuti
pravym odstrani jiny existujici prvek. PreviewObject sleduje kurzor mysi a pohybuje
se po mrizce a svoji barvou indikuje, zda lze prvek do dané pozice umistit.

Kromé vytvareni podle kurzoru mysi zaroven poskytuje metodu PlacePrefabs
pro umisténi vice riznych prvki najednou podle prilozenych dat. Tato metoda se
pouziva pri nahravani ulozeného prostredi. Déle poskytuje funkce undo a redo podle
navrhového vzoru Memento.

LevelElement Jednotlivé prvky umistované do prostredi jsou herni objekty, které
maji komponentu LevelElement. Tuto komponentu jsem vytvoril za ticelem ukladani
a spravy jednotlivych prvki prostiedi. Komponenta si drzi nasledujici proménné
levelElementKey - Tetézec znaku identifikujici, ktery GameObject se ma vytvorit
pro tento prvek prostiedi, levelElementld - celé ¢islo unikatni mezi vSemi ostatnimi
LevelElement v daném prostiedi jednoznacné identifikujici dany prvek, position -
vektor pozice v prostoru, a selectButtonImage - obrazek, ktery se ma zobrazit na
postrannim panelu jako reprezentace prvku.

Jednd se o informace, které jsou nutné k jednoznacné rekonstrukei prvku v pro-
stfedi, a pri ukladani prostredi se ulozi do souboru ve formatu JSON. Pii nahravani
ulozeného prostiedi se tyto informace predaji tiidé PrefabBrush, ktera je nasledné
umisti spravné kopie prvki na spravné misto. LevelElementld se pouZije pro rekon-
strukci odkazt na spravné prvky prostredi v hodnoticim systému.

LevelElementDictionary Mapovani mezi klicem levelElementKey a spravnym prv-
kem je drzeno ve tiidé LevelElementDictionary - slovniku prvki prostiedi. Tato tii-
da dédi od ScriptableObject, coz umoznuje vytvareni souboru Asset této tridy a tak
zachovat mapovani trvale v paméti hry. LevelElementDictionary tak slouzi jako
preklada¢ mezi levelElementKey a hernim objektem (GameQObject), ktery odpovida
danému KIici.

6.4.2 Prvky prostiedi

V MVP jsou implementované tii prvky, které hra¢ muze umistovat do prostredi.
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Vsechny tyto prvky jsou herni objekty obsahujici komponenty LevelElement pro
praci s editorem prostiedi, SpriteRenderer pro vykreslovani grafiky a Highlight-
Conroller, ktery jsem vytvoril pro praci se zvyraznovanim prvka v prostredi pro
komunikaci mezi rozhranim a uzivatelem.

Terén Nejcastéji pouzivanym prvkem je terén, ktery hrac¢ umistuje po blocich.
Jednd se o jednoduchy herni objet, ktery kromé spolecnych komponent s ostatnimi
prvky také pouziva Collider2D pro detekci kolizi, a Sprite Randomizer, ktery se stara
o zménu vykreslované grafiky v zavislosti na tom, zda je blok terénu pod jinym blo-
kem a na nahodé. Tuto komponentu jsem vytvoril pro rozbiti vizualni monoténnosti
prostredi. Tento prvek tvori vétsinu trénovaciho prostiedi. Prvek je viditelny pro
agenta.

Startovni pozice Aby hra¢ mohl urcit, kde se ma agent v prostredi pi zahajeni
epizody trénovactho procesu objevit, vytvoril jsem prvek startovni pozice. Prvek
vizualné vypada jako jako prithledny agent a obsahuje komponentu MonkeySpawner,
kterd slouzi identifikaci prvku, jako startovni pozice, a poskytuje presnou kontrolu
nad pozici, kde se ma agent objevit. Pokud se v prostiedi objevuje vice startovnich
pozic, agent se vzdy objevi na nahodné z nich pri zacatku kazdé epizody. Prvek
nekoliduje s agentem a agent jej pii simulaci nedetekuje.

Bedna Poslednim implementovanym prvkem je cil s grafickou representaci bedny
s bananem. Prvek obsahuje komponentu Collider2D a po detekci kolize s agentem
vysle signal komponenté MonkeyAgent pro ukonceni epizody a prifazeni odmény
za splnéni cile.

6.4.3 Postranni panel

Postranni panel se sklada ze dvou karet mezi kterymi se hra¢ muze prepinat a obé
tyto karty jsou zobrazeny na obrazku v priloze A.1.

Karta prvkda V této karté jsou umistény tlacitka pro vybér prvki. Kazdé tlacitko
odkazuje na jeden druh prvkia identifikovany podle levelElementKey v tridé Leve-
[Element. Po stisknuti tlacitka se levelElementKey preda tiidé PrefabBrush, které
z LevelElementDictionary dostane prislusny herni objekt, ze kterého pak muze vy-
tvaret kopie.

Tlacitka v této karté jsou generovana automaticky podle zaznamu v LevelFEle-
mentDictionary.

Karta hodnoticiho systémi Tato karta poskytuje uzivatelské rozhrani, pomoci
kterého hra¢ muze tvorit a upravovat hodnotici systém. Obsahuje tlacitko pro pfi-
dani pravidla do hodnoticiho systému prostiedi, které v panelu vygeneruje GUI
element pro upravu tohoto pravidla.
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Tento element GUI se skladd z nékolika ¢asti zanofenych do nékolika trovni.
Tyto urovné se skladaji podle momentalnich potieb pravidla. Prvni ¢ast je pro tii-
du ScoringRule, ktera obsahuje textové pole pro zadani jména pravidla a zakladni
odmény, rozbalovaci seznam pro spousté pravidla a seznam podminek s tlacitkem
pro pridani nové podminky. Do tohoto seznamu se po stisknuti tlacitka pro pridani
nové podminky pridad novy element GUI pro podminku.

Jelikoz podminka neni jedna tiida s jasné definovanymi parametry, ale celd sku-
pina tfid, tento element GUI je univerzalni pro vsechny podminky a obsahuje pouze
rozbalovaci seznam podminek, které lze k dané spousti hodnoticiho pravidla prira-
dit. Po zvoleni nékteré z podminek rozbalovaciho seznamu se k tomuto elementu
GUI prida specialni element GUI, ktery poskytuje potiebné rozhrani pro nastaveni
té specifické podminky.

Tyto elementy GUI pro specifické podminky vétsinou obsahuji textové pole pro
zadani modifikdtoru odmény pti splnéni a nesplnéni podminky a nékteré z nich maji
i tlacitko pro vybrani prvku prostiedi a tlac¢itko pro zobrazeni jiz vybranych prvki
prostiedi.

6.5 Trénovani

Zahdajeni trénovactho procesu zac¢ind zavolanim piikazu mlagents-learn(obsazeny
v balicku mlagents), ktery spusti trénovaci proces podle priloZzeného konfiguracéni-
ho souboru ve znackovacim jazyce YAML. Pokud se nepreda konfiguracni soubor,
pouzije se vychozi nastaveni. Trénovaci proces zacne budto v sestaveném trénova-
cim prostredi (sestavend hra z Unity, kde prvni scéna obsahuje agenta k uceni),
ke kterému se cesta musi ptidat do konfigura¢nimu souboru, nebo Python program
spustény prikazem mlagents-learn ¢eka na stisknuti tlacitka Play v Unity Editoru
a poté spusti trénovaci proces primo v editoru.

Tento krok predstavoval pro muj projekt drobny problém. Jelikoz cilem ma byt
hratelna hra, nemohu pouzit trénovani v editoru, a zaroven nemohu ptredat trénovaci
prostiedi v sestavené hre, protoze v dobé sestaveni jesté neexistuje. Trénovaci pro-
stfedi je stvorené az hracem dévno po sestaveni hry. Trénovani na prostiedi, které
vytvori hra¢ neni béhem hrani predpokladané vyuziti nastroji ML-Agents a tudiz
ani primo podporované.

K tomu, abych trénovaci proces z navrhu hry zprovoznil, musel jsem do hry pridat
trénovaci scénu, kterd sama sestroji pozadované prostiedi za béhu, a automaticky
scénu nacist, pokud je hra spusténa s cilem trénovat agenta. Abych docilil nahrani
spravné scény pii spusténi hry, vyuzil jsem atribut poskytovany Unity [Runtimel-
nitializeOnLoadMethod], ktery zajistuje zavolani metody hned po spusténi hry, pro
implementaci metody Gamelnitialization, ktera precte vstupni argumenty predané
z prikazové tadky, a pti predani predani argumentu —training mode nacte trénovaci
scénu. V trénovaci scéné poté tiida TrainingInit v metodé zavolané pii nahrani scénu
Start precte data z vlastniho konfigura¢niho souboru napsaného ve formatu JSON,
ktery obsahuje informace o tom, jak méa nastavit objekt agenta a odkud nacist prvky
prostiedi.
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Prostredi je poté staveno stejnym zpusobem v Editoru prostiedi tiidou Prefa-
bBrush pfi nahravani (viz 6.4)

6.5.1 Konfigurace

Python trenér K tupravé konfiguracniho souboru pro Python trenéra jsem vyuzil
knihovnu s otevienym zdrojovym kdédem YamlDotNet ve verzi 12.3.1, kterd poskytu-
je néstroje pro ¢teni a tpravu souboru YAML.[13] Do konfigura¢niho souboru zapisi
délku trénovani podle idaji od hrace a zménim run_ id, které jednoznacné identifi-
kuje jeden proces trénovani a data, které se procesu tykaji (ulozeny model neuronové
sité, statistiky, zdchytné body, informace o prubéhu procesu, atd.). Pokud hrac za-
skrtne prepina¢ s nazvem Reset Brain, nastavi se run__id na hodnotu ppo_run_ 0
a data predchoziho trénovani se zacnou prepisovat. Pokud hrac¢ nezaskrtne tento
prepinac¢, run_id se nastavi na dalsi ¢iselnou hodnotu a hodnota initialize_ from
v konfigura¢nim souboru se nastavi na ptredchozi run_ id.

Toto prepisovani je povolené booleovskym parametrem konfigura¢niho souboru
force, které je v ptipadé pouziti v MVP vzdy nastaven na jako pravdivy.

Prostiredi Kromé konfigurace Python trenéra je také nutné nakonfigurovat tré-
novaci prostfedi pro tspésné sestaveni na zacatku trénovactho procesu. Pro tuto
konfiguraci pouzivam soubor training set__up.json, ktery obsahuje jméno trénované
rozhodovaci strategie, které je tieba predat objektu agenta, a nazev souboru, ve
kterém se nachazi data ulozeného prostredi ve formatu JSON.

6.5.2 Integrace natrénovaného modelu

Kromé problému se startem trénovaciho procesu se také objevil problém s integraci
natrénovaného modelu zpét do hry. Podle standardniho pouziti ML-Agents se mo-
del ve formatu .onnx prida do slozky projektu Assets, pro ktery pak Unity Editor
vytvori reprezentaci pripravenou pro hru, které se da pomoci GUI Unity Editoru
nebo metody Resources.Load ptifadit agentovi.[14]. Tuto reprezentaci vSak vytvari
Unity Editor, jehoz kéd neni ve sestavené hte, a tak nelze vyuzit pti béhu hry.

Problém jsem tesil nahranim souboru .onnz a jeho prevedenim do formy interpre-
tovatelné Unity jinymi zptsoby, nez poskytuje standardni cesta vyuzivajici knihov-
ny Unity Editor. Pro nahrani modelu jsem pouzil metod knihovny Unity. Barracuda.
Jednd se o rozhrani pro praci s neuronovymi sitémi, na kterém byl Unity ML-Agents
Toolkit postaven a je dostupnd pod licenci Unity Companion License. Ma znatelné
méné prehlednou dokumentaci, nez zbytek nastroji Unity. Tato knihovna také obsa-
huje ttidu ONNXModellmporter, ktera se stard mimo jiné o konverzi .onnzx souboru
pri nahravani do Unity Editoru pomoci metody OnlImportAsset. Tato metoda nebyla
primo pouzitelnd v mém kontextu, ale poslouzila jako navod k reseni.
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6.6 Ostatni

Kromé vyse uvedenych funkei jsem do hry implementoval ¢étyfi mise viditelné na
obrazcich v priloze B.1. Mise obsahuji tlacitko, které vysle agenta s natrénovanou
neuronovou siti do prostredi na jednu epizodu, nebo ukonci epizodu predcasné, po-
kud jiz agent je v prostfedi. Na konci této epizody komponenta MissionManager
fidici cely proces pritbéhu mise zkontroluje odmény agenta, a pokud dosdahne do-
stateCné mnoho odmén, tak prohlasi misi za splnénou a odemkne tak dalsi mise.
Splnéné mise hrace se ukladaji pomoci t¥idy PlayerPrefs do registru platformy (po-
¢itace) hrace. Nejednd se o bezpecny systém, ale pro testovani je dostacujici

Posledni ¢éasti hry je jeji instalace. Hraci jsem poskytl redukovanou verzi navodu
od tvurcu ML-Agents. Z navodu jsem vypustil vSe, co neni potiebné pro spusténi
hry. Neptredpoklddam, Ze toto bude trvalé feseni, ale povazuji ho za dostatecné pro
potteby MVP.
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7 Testovani

Hlavnim tcelem MVP bylo otestovat, zda hra funguje a méa zabavni potencial. Mé-
feni zazitku hrace ve hte je klicové k pochopeni dopadt hrani hry, navrhovani a dal-
simu vyvoji. V této kapitole rozebiram, jakym zptsobem jsem hru testoval a jaké
zavery jsem z vysledku testu vyvodil.

7.1 Metodika

Existuje velké mnozstvi dostupnych dotaznik vytvorenych pro méreni zazitka hrace
a neexistuje zadny presné stanoveny standard.[15] Dotaznik, ktery jsem se rozhodl
pro sbér zpétné vazby pouzit, je Game Experience Questionnaire (GEQ).[16] Jedna
se 0 jeden z vice pouzivanych dotazniku obsahujici soubor otazek s odpovédmi na
skéle 0 az 4 (vubec az extrémné) roziazenych do 7 komponent: pozitivni vliv, nega-
tivni vliv, vyzva, kompetence, ponoteni do hry, plynuti - stav hlubokého soustredéni
v anglictiné znami jako flow[17], a napéti.

Tento dotaznik v konfiguraci jadrového modulu[16] jsem vlastnimi silami pTelozil
do ¢estiny a doplnil jsem o otazky relevantni viiéci mému projektu, pridal do testo-
vaciho balicku pro hrace, a rozeslal hrac¢tim. Z ¢asti GEQ jsem vynechal dvé otazky
z komponenty ponoreni do hry, jelikoz jsem je posoudil jako irelevantni vaci hre.
Hrace jsem kontaktoval individudlné a vybiral jsem je z okruhu osob mné blizkych.
Testovaci balicek obsahoval sestavenou hru, odkaz na dotaznik zprostredkovany po-
moci Formulare Google, doplinujici manudl ke hie obsahujici dodatkové informace
pro hrani predany odkazem na sdileny dokument Google a soubor README.md
obsahujici instrukce pro zprovoznéni hry.

Je vhodné podotknout, ze pouzitd metoda vybéru hract zpusobuje vyznamné
zkresleni dat a pfi vyhodnocovani metrik je dilezité toto mit na mysli. Skupina
vybranych hract mé osobné zna, a tak lze predpokladat jisté kognitivni zkresleni
dat obzvlasté v pripadé komponent pozitivni vliv a negativni vliv.

Kromé rozesilani dotaznikti v testovacim balickii jsem byl osobné pritomen
u trech testii hry, kde jsem mohl pozorovat oblasti herniho zazitku a fungovani
hry neprozkoumavané dotaznikem.

7.2 Vyhodnoceni metrik

Po rozeslani testovacich balickti se mi podarilo ziskat zpétnou vazbu pomoci dotaz-
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niku od 7 hract. Rozsah obdrzené zpétné vazby je prilis maly, aby se na ném dala
provést vyznamna statisticka analyza dat, presto jsou data informativni a uziteéna
pro dalsi vyvoj hry. Obdrzena zpétna vazba je prilozena sekci priloh C.1

Hodnoty jednotlivych komponent GEQ se pocitaji jako primér pres vsechny
otazky vztazené k této komponenté.[16] V tabulce 7.1 se nachéazi vysledné hodnoty
téchto komponent zaokrouhlené dvé desetinnd mista. Kazda komponenta je doplnéna
¢isly otazek, které se k této komponenté vztahuji a jejich odpovédi byly pouzité pro
vypocet.

Tabulka 7.1: Komponenty dotazniku GEQ

Komponenta | Hodnota Otazky
Pozitivni vliv 2,69 1, 3,6, 15 ,32
Negativni vliv 0,89 4,7, 18, 21
Vyzva 2,09 | 11, 16, 25, 26, 29
Kompetence 1,71 2,5,8,19, 30
Ponoreni do hry 2,43 9,17, 27, 31
Plynuti 2,03 | 20, 22, 23, 24, 28
Napéti 1,62 10, 13, 14

Pri vyhodnocovani téchto hodnot si nejsem jisty, jak uzitecné a informativni
jsou. Z rozdili mezi komponentami pozitivni a negativni vliv vyplyva, ze hraci se hru
spise uzivali a bavila je. Usuzuji, ze zmény téchto metrik, mize byt uzitecné sledovat
mezi jednotlivymi verzemi hry, ale jejich momentalni hodnotu nevim jak uzitecné
vyhodnotit. Nabizi se hledani korelaci mezi vlastnostmi hrace, jako je zkusenost se
strojovym ucenim, a metrikami GEQ, ale usuzuji, Ze na to je vzorek odpovédi prilis
maly a prilis zkresleny. Vyuziti GEQ se hodi spise pro vétsi testy s rozmanitéjsim
publikem.

Jako vice uzitecné informace povazuji odpovédi na urcité otazky z dotazniku.
Otazky ohledné frustrace ukazuje a obtiznost naznacuji, ze vétsina hractu se dostala
do situace, kde se snazili dlouho prekonat misi netispésné. Zajimavy poznatek pro
mne je, ze byt hraci uvadéli ve vétsiné pripada velkou frustraci, zadny z hraca
neuvedl, Zze by mu hra zpusobila Spatnou naladu.
se z pohledu ¢asu straveného ve hie rozdélili do dvou skupinek. Prvni skupina hréla
hru jednu az dvé hodiny a druha tii az ¢tyti hodiny. V obou pripadech hrac¢i hru hrali
déle, nez jsem ocekaval. Moje o¢ekavani bylo, ze nékteri hraci hru vyzkousi, rychle ji
opusti a ve hre stravi pouze desitky minut. Hra je velice limitovand, a skutec¢nost, ze
i tak hraci dobrovolné hrali hru i tii a vice hodin znamena, hra ma zabavni potencial.
Neékteri hraci méli potize zprovoznit hru, ale vSem se ji podaftilo zprovoznit a splnili
alesponi prvni misi (viz tabulka C.1). Toto dokazuje, ze hra z technické stranky
funguje.

Nejvétsi prinos vsak jednoznacné prinesla osobni pritomnost u testi. Pri pozo-
rovani hrac¢t a rozhovorech s hraci jsem zaznamenal mnoho poznatkii a problémi,
které se v dotazniku nezachytily. Zde jsem zaznamenal, Ze prechody mezi scénami
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jsou zbytecné striktni. Hra¢ musel do jednotlivych c¢asti navigovat pres scénu roz-
cestniku, kdyz vétsinou chtél jit z editoru prostiedi rovnou do centrum trénovani,
z centrum trénovani do posledni mise a z mise do editoru prostiedi. Tento problém
mél nejvétsi dopad pri cesté z centrum trénovani do posledni mise, protoze hra
si nepamatuje posledni zvolenou misi a hrac¢ tak musi navigovat pres vybér mise.

Dale vybér prvkia pro podminky hodnoticiho systému v editoru prostiedi se
nechoval podle zvyki hracu. Casto se stavalo, ze hraci nepotvrdili vibér a nékdy
omylem zacali vybirat prvky pro dalsi podminku bez ukonceni predchoziho vybéru,
coz mélo za nasledek pritazeni prvki ke Spatné podmince.

7.3 \Vyvozené zavéry

Hra funguje, nékteré hrace velice bavila a ma zabavni potencidl. Hru se podatilo
zprovoznit vsem hrac¢tm, nicméné objevila se témér jednoznacnéa shoda mezi hraci
na tom, ze instalace je tézka a nepfijemna.

Grafické uzivatelské prostiedi v editoru prostiedi prevazné funguje, hraci byli
schopni jej pouzit pro dokonceni mise, neni vSak intuitivni, nekomunikuje dobte
jeho pouziti ani funkce a neodpovida intuitivnimu mysleni hrace. V mnoha pripadech
je zbytecné slozité a obsahuje prvky, které hrac¢ vyuziva jen vzacné. Nékteri hraci
projevili nespokojenost s chybéjici moznosti mazani pravidel.

Déle hra je prilis tézka, obzvlasté treti mise, kterd poskytuje prilis malou tole-
ranci. Kromé malé tolerance v treti misi, hru zasadné ztézuje jeji neprihlednost. Hra
nevysvétluje dobte svoje pravidla a to hracim ztézuje feSeni problémiu. Prilozeny
manual si mnoho hracu ze zacatku neptecetlo.

7.4 Navrh dalsi iterace

Je mnoho prvki, které by bylo potfeba ve hie upravit a do hry pridat. Nékteré jsou
ty s nejvyssi prioritou pro dalsi vyvoj hry. Dalsi test hry bude hned po provedeni
téchto zmeén.

Instalace Instalace hry je prilis obtiznd a neni nutné, aby tomu tak bylo. Momen-
talni reseni vzdy bylo mysleno jako docasné, ale test ukazuje, ze toto Teseni ma
velky dopad jak na pocet potencidlnich hrac¢t tucastnicich se testi, tak i na jejich
ochotu a zazitek ze hry. Zjednoduseni instalace hry se jevi jako momentalné nejlepsi
investice z pohledu ¢asové narocnosti vaci dopadu.

GUI pro hodnotici systém Zptisob mysleni a prace s hodnoticim systémem ne-
odpovida tomu, jak s nim chtéji hraci pracovat. Koncept modifikatora u podminek
se ukazuje jako uziteény v nékterych pripadech, ale ve vétsiné pripadu nepouzity.
7 pozorovani interakce hracu s editorem jsem vypozoroval, ze hraci chtéji vytvaret
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velice jednoduché pravidla typu ,,Pokud vyskoci tak ztrati 1 bod.” a v dalsi iteraci
se pokusim GUI co jevice priblizit této myslence.

Tutorial Ke hte byl ptilozen manudl, ktery si pouze nékteri hraci precetli. Manual
byl myslen jako docasné Teseni, ale ukazuje se, zZe je nedostacujici. Je potieba ve hie
vytvorit tutoridl, ktery hrace hrou provede, a tato funkce nemize byt odlozena do
pozdéjsich iteraci hry, ale méla by byt soucasti hry hned od zacatku.

Leh¢i mise Treti mise, kde hra¢ méa za tkol naucit agenta skakat pres diru se
ukazala, jako neocekavané tézka. Hlavnim divodem je to, Zze prostor, odkud miize
agent skocit a diru prekonat, je velice izky. Obtiznost tfeti mise byla vyrazné vyssi,
nez obtiznost druhé mise, a to byl hlavni divod frustrace hracu.
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Zaveér

V této praci jsem nejdrive prozkoumal existujici hry vyuzivajici neuronové sité a roz-
delil jsem je na do t¥i kategorii: hry poskytujici limitovanou kontrolu nad trénova-
nim, hry vyuzivajici neuronové sité, které vsak nejsou o trénovani neuronovych siti
a hry poskytujici sirokou kontrolu nad trénovanim.

Definoval jsem cile vytvarené hry a cile minimalniho zZivotaschopného produktu
vytvareného v ramci této prace. Uvedl jsem problematiku zpétnovazebného uce-
ni a popsal jsem algoritmus PPO pouzivany v této praci. Kratce jsem predstavil
dostupné nastroje pro tvorbu her a zdtvodnil jsem volbu enginu Unity.

Déle jsem predstavil navrh vyuzivajici neuronové sité a zpétnovazebné uceni jako
hlavni herni mechaniku a popsal jsem implementaci minimalniho Zivotaschopného
produktu. Bylo zde popsano, jak je sestaven hodnotici systém, z ¢eho se sklada
agent vyuzivany ve hre a jaké muze provadét akce. V posledni ¢asti prace jsem
uvedl metodiku testovani minimélniho zivotaschopného produktu a vyhodnotil jsem
zpétnou vazbu od hracu.

Tento produkt splnil své cile. Hraci byli schopni jej spustit a hrat, umoznil hra-
c¢um trénovat agenty a zasadnim zptisobem zasahovat do trénovani agenti. Také
poskytl zajimavé problémy pro hrace k TeSeni, predevsim v tfeti misi. Minimalni
zivotaschopny produkt byl pouzit k testovani, poskytl uzite¢né informace a lze jej
pouzit pro dalsi vyvoj. VSechny body zadani diplomové prace byly splnény.

Zminény produkt také demonstroval, ze hra je zajimava alespon pro maly pocet
hract a zaslouzi si dalsi vyvoj. Hra méa zabavni a edukativni potencial. Testovani
vsak odhalilo mnoho nedostatki, které je potfeba v dalsi verzi hry vyresit. Hra
je prilis obtizna na instalaci pro bézného hrace, potfebuje integrovany tutorial, je
prilis tézka prilis rychle a grafické uzivatelské rozhrani neni v momentalnim stavu
intuitivni.

Dalsimi kroky projektu budou zjednoduseni instalace hry, iprava obtiznosti hry,
tvorba nového uzivatelského rozhrani pro tvorbu a tipravu hodnoticich pravidel a in-
tegrace tutoridlu. Pokud dalsi test prokaze, ze zminéné problémy jsou dostatecné
osetfeny, muze zacit implementace ostatnich ¢asti navrhu.

Na zavér bych rad podotkl, Ze konecny produkt by potencialné mohl poslouzit
jako platforma pro objev novych metod a postupt v oboru zpétnovazebného uce-
ni s pomoci velkého poc¢tu hraci, kteri by mohli poskytnout crowdsourcing reseni
urc¢itych problémn.
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A P¥ilohy

Objects | Scoring | Objects | Scoring

Rule #1

Name Jumping at the right place

Trigger Decision v
RNl = 05 |

Conditions:
Condition #1

Type: Decision type Vv

If TRUE: 1

0

b4

If FALSE:
Decision:
Condition #2

Type: Agent touching v
If TRUE: 1
If FALSE: 0

Collsion with:
Any of:
7 specific elements ® 33/

+Add condition

Rule #2
Name Time penalty
Trigger Time v
Base reward -0,005
Conditions:

+ Add rule

Obrazek A.1: Postranni panel editoru prostredi karta hodnoticiho systému (nalevo)
a karta prvki (napravo)
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obs_0 obs_1
batchx44 batchx1
Concat

Gemm

B {128x45)
C (128)

Sigmoid

action_masks Mul

Gemm

B (128x128) batchx5

C (128)

Sigmoid

Gemm

B (3x128)
C {3

Gemm

B (2x128)
C (2)

Mul

Mul
B = 100000000

B = 100000000

Softmax

Log ArgMax
Multinomial Multinomial Concat
1x2
Concat [deterministic_discrete_actions ]

batchx2

discrete_actions

Obrazek A.2: Topologie neuronové sité agenta[l1]
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interaction EnviromentEventGeneration )

1.2:HandleEvent(EnviromentEvent) 1:3:AddReward(float)

‘EnviromentEventSystem “ScoringSystem ‘MonkeyAgent

— E—

1.1:HandleEvent(EnviromentEvent) T

l 1.2 1 * [foreach ScoringRule] CalculateScore{GameQhject)

‘EventGenerator

“3coringRule

1:FixedUpdate() T

l 1.2.2 * [foreach Coditon] CalculateModifier()

-Unity

“Condition




B P¥ilohy

B.1 Mise hry

Get the box!

Deploy monke:

Obréazek B.1: Prvni implementovand mise
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Up and down!

Deploy monke

Obrazek B.2: Druha implementovana mise

Monkey in the hole!

Deploy monke:

Obrazek B.3: Tteti implementovana mise
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Zig-zag!

Deploy monke:

Obrazek B.4: Ctvrtd implementovana mise
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C Pilohy

C.1 Odpovédi na dotaznik

Tabulka C.1: Vlastni doplnéné otazky na skale 0 az 4

Otazka 01 2 3 4, | x

Kolik misi jste dokéazali splnit? -2 1 4 - 1229
Jak obtizné bylo pro Véas hru zprovoznit? | 1 1 2 3 - | 2,00
Mate zdjem o budouci vyvoj hry? - -1 4 2314

Obor strojového uceni a neuronovych siti
7 odpovedi

@ Aktivné se oborem zabyvam
28,6% @ V minulosti se oborem aktivné zabyval/a
@ Mam trochu zkusenosti s oborem

@ Vim o co se jedna, ale nikdy jsem se tim
nezabyval/a

@ Nevim o co jde

Obrazek C.1: Graf zkusenosti hraci s oborem neuronovych siti
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Studuiji na univerzité
7 odpovédi

@ Technické univerzita v Liberci
@ Jina univerzita
@ Nestuduji na univerzité

Obrazek C.2: Graf univerzit hracu

Odhadem kolik hodin tydné hrajete videohry?
7 odpovedi

2 (28,6 %)

£l ° ) o il o 1 o £l °
1(14,3 % 1(14,3 % 1(14,3 % 1(14,3 % 1(14,3 %

Obrazek C.3: Histogram hodin hract stravenych hranim videoher tydné
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Jak dlouho jste hru hrali?

7 odpovedi
SH
03— 03:00:00  03:30:00
04 : 2 04:00:00

Obrazek C.4: Doba stravena hraci ve hre

Rok narozenf
7 odpovedi

4 (57,1 %)

1 (14,3 %)

1 (14,3 %)

1(14,3 %)

1995 1996 1997 1998

Obrazek C.5: Rok narozeni hracu
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Tabulka C.2: Pocty odpovédi na otazky GEQ na skale 0 az 4

# | Citil/a jsem se 01 2 3 4| x
1 | Spokojené - - 2 5 -1|271
2 | Kompetentné 12 2 1 1]|1,86
3 | Stastné - - 6 - 1229
4 | Unavené 2 3 - 2 -1129
5 | Dovedné 1 1 3 2 -1]1,86
6 | Dobre - - 2 5 -1217
7 | Znudéné 4 2 1 - -1057
8 | Usp&sné 1 - 4 2 -1200
9 | Néapadité -2 2 3 -|12]14
10 | Otravené 2 1 3 1 -1143
11 | Pod tlakem 5 - 2 - - 1057
12 | Soutézive -1 2 2 21271
13 | Podrazdéné 3 1 3 - -11,00
14 | Frustrované 2 - 5 -1243
O hie jsem si myslel/a, ze:
15 | Je zabavna - - 3 4 - |257
16 | Je tezka - -1 6 -1]286
17 | Je ptisobiva -2 1 3 1243
18 | Zpusobila mi Spatnou naladu 7T - - - -10,00
19 | Jsem v ni dobry/a 1 1 5 - -|157
20 | PIné mé zaneprazdnila -1 1 5 - 1257
Pri hrani jsem
21 | Premyslel/a o jinych vécech 13 - 3 - |17
22 | Zapomnél/a na vse okolo mé 2 1 2 2 -|1,57
23 | Ztratil/a pojem o Case 1 - 1 4 1257
24 | Se hluboce na hru koncentroval /a -2 2 3 -|214
25 | Citil/a vyzvu - - - 4 3343
26 | Citil/a casovy natlak 2 3 2 - -11,00
27 | Mohl/a objevovat nové véci - - 4 3 -1243
28 | Ztratil/a propojeni s okolnim svétem 1 3 3 - -]1.29
29 | Musel/a se hodné snazit. - - 4 2 1257
30 | Byl rychly/byla rychla v dosazeni cile. 1 3 3 -1 1,29
Jak moc jsou nasledujici tvrzeni pravdivé
31 | Pripadalo mi to jako bohaty zazitek - - 2 5 - |27
32 | Uzil/a jsem si to. - -1 4 2314
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