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Abstrakt 
Tato p r á c e se věnuje s ledování o b j e k t ů ve videu z m o n o k u l á r n i kamery za p o m o c í modelu 
s ledovaného tě lesa . Stav 3D objektu je u r č e n ý p o m o c í minimalizace účelové funkce u ž i t í m 
čas t icového filtru. Účelová funkce je za ložena na podobnosti r e n d e r o v a n é scény a s k u t e č n é h o 
videa. 

Abstract 
This thesis deals w i t h model-based approach to 3D tracking from monocular video. The 3D 
mode pose dynamical ly estimated through minimiza t ion of objective function by particle 
filter. Objective function is based on rendered scene to real video similarity. 
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Kapitola 1 

Úvod 

Sledování o b j e k t ů ve videu je jedno z nejvíce rozvíjejících se ob las t í poč í t ačového v idění 
pos lední dekády . A p l i k a c i nacház í v mnoha oblastech l idské č innos t i . P ř í k l a d e m m ů ž e bý t 
využ i t í v nových z p ů s o b e c h interakce člověka s p o č í t a č e m [ , ], a u t o n o m n í navigaci r o b o t ů 
nebo i a u t o m o b i l ů [ ]. Vzh ledem k velké redundanci dat, mezi d v ě m a po sobě j d o u c í m i 
snímky, nacház í u p l a t n ě n é též př i kódován í videa [19]. Z n á m é je též použ i t í v doh ledových 
sys t émech [22]. 

Ste jně jako v mnoha j iných oblastech zpracován í s ignálů , i zde ví tězí s t a t i s t i cké p ř í s t u p y 
založené na Bayesově statistice. Tento p ř í s t u p m á oproti k las ickým m e t o d á m velkou v ý h o d u 
v tom, že dokáže pracovat s neúp lnou , z a š u m ě n o u informací . Nav íc oproti klasické, t a k z v a n é 
frekventis t ické statistice, dokáže využ íva t takzvanou a-pr iorní informaci. S y s t é m y založené 
na t ěch to algoritmech jsou navíc p o m ě r n ě t o l e r a n t n í k u d á l o s t e m , k t e r é u j iných s ledovačů 
z n a m e n a j í z t r á t u s ledovaného objektu. 

B ě h e m s t u d o v á n í č l ánků na t é m a s ledování o b j e k t ů ve videu m ě zaujalo, jak m a l á čás t 
j i ch využ ívá všechny d o s t u p n é a-pr iorní informace. A č se to nezdá , tak p o m ě r n ě b ě ž n o u 
informací tohoto typu je 3D po lygoná ln i model s l edovaného objektu. Ten m ů ž e vznikat v 
d o b ě designu objektu (nap ř ík l ad automobilu), nebo není ve lkým p r o b l é m e m jej m a n u á l n ě 
vy tvo ř i t v n ě k t e r é m z d o s t u p n ý c h C A D n á s t r o j ů . Další možnos t í je využ i t í k o m e r č n ě do
s t u p n ý c h 3D scanne rů . M ý m cílem v t é t o p rác i je p ř edvés t metodu pro s ledování ideá lně tu
hého tě lesa, ke k t e r é m u p r á v ě t a k o v ý t o 3D model m á m e k dispozici . P o d m í n k a ne-elasticity 
tě lesa je z ře jmá . P o k u d by těleso měni lo svůj tvar, musel by se dynamicky m ě n i t i model 
tě lesa , což je za h ran ic í p r e z e n t o v a n é p ráce . 

Díky tomu, že m á m e k dispozici model tě lesa , je m o ž n é zjistit jeho polohu a rotaci v 
d a n é m čase . To n á m oproti k las ickým 2D m e t o d á m d á v á neocenitelnou informaci navíc . 
P ř e d s t a v t e si n a p ř í k l a d situaci, kdy váš nový automobil bude vybaven někol ika m á l o ka
merami, k t e r é budou sledovat provoz j iných a u t o m o b i l ů v oko ln ím provozu. Ze znalosti 
a k t u á l n í polohy svého a okolo j edouc ího automobilu bychom byl i schopní reagovat na ne
b e z p e č n é situace mnohem rychleji a dokonce j i m i p řecháze t . 

V následuj íc í kapitole 2 je uvedeno zák ladn í rozdělení a lgo r i tmů a jsou zde též p o p s á n y 
zák ladn í algoritmy z každé skupiny. Nás ledu je kapi tola 3, popisuj ící detekci v ý z n a m n ý c h 
b o d ů v obraze. Tato metoda je v y u ž i t a pro v ý p o č e t podobnosti 3D modelu a sku t ečné 
scény. Ve 4. kapitole je p o p s á n a architektura současných grafických karet a jejich využ i t í 
pro akceleraci a lgo r i tmů z p ředeš lé kapitoly. N á v r h , implementace a t e s tován í algori tmu 
popisuj í pos lední dvě kapi toly 5 a 6. 

P ů v o d n í z a d á n í p r á c e byla detekce pohybuj íc ích se o b j e k t ů ve videu. P o s t u p n ý m vývo
jem však došlo k tomu, že by l objekt ve videu ne de tekován , ale s ledován. 
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Kapitola 2 

Sledování objektů ve videu 

Typ ický s ledovač o b j e k t ů ve videu obsahuje algori tmy dvou t ř í d [2, 21], jež definují pr in
cipiální p ř í s t u p ke s ledování . P ř í s t u p zdola-nahoru bottom-up a shora-dolu top-down. V 
p ř í s t u p u zdola-nahoru je def inována reprezentace a u r č e n stav s l edovaného objektu. P ř í 
kladem m ů ž e bý t algoritmus detekce b l o b ů [ ], detekce p o m o c í mean-shift algori tmu [ ] 
a dalš í . P ř í s t u p shora-dolu se snaží u rč i t dynamiku modelu, a k t i v n ě generovat hypo tézy , 
jej ichž sp r ávnos t se nás l edně snaž íme ověři t oproti a k t u á l n í m u s n í m k u videa. Do t é t o t ř í d y 
a lgo r i tmů p a t ř í vě t š ina s tochas t i ckých a lgor i tmů , k t e r é jsou za loženy na K a l m a n o v ě nebo 
čás t i covém filtrování. 

2.1 Metody zdola nahoru 

Tato kapitola ukazuje jednu ze zák ladn ích metodu s ledování o b j e k t ů za p o m o c í technik od 
zdola nahoru. V p o d s t a t ě v ž d y j e d n á o v ý p o č e t n ě velice n e n á r o č n é algoritmy, čas to ryze 
sekvenčního typu, jej ichž výs ledky čas to nejsou tak kva l i tn í jako u p ř í s t u p u od shora dolů . 
V akademické sféře j i m z t ěch to d ů v o d ů není věnována t aková pozornost jako p ř í s t u p u 
shora-dolu. T y t o argumenty vedly k tomu, že ani j á jsem je h louběj i nestudoval a dále 
neimplementoval. 

2.1.1 Mean—shift sledovač 

Jak j iž bylo n a z n a č e n o , tato t ř í d a a lgo r i tmů vyn iká malou v ý p o č e t n í ná ročnos t í , a proto 
se hod í do ves tavěných zař ízení , nebo t am kde je čas omezující . N a p ř í k l a d ve chvíli, kdy 
je s ledování pouze jednou z mnoha komponent a v ý p o č e t n í čas je n u t n é věnova t pro dalš í 
č innos t i n a p ř . r o z p o z n á n í nebo interpretaci z j iš těné trasy. P r e z e n t o v a n ý algoritmus vycház í 
z č l ánku [ ] 
Algori tmus: 
Vs tup : M o d e l s ledovaného objektu q a jeho pozici v p ř e d c h o z í m s n í m k u y 

1. Inicializuj pozici cíle v a k t u á l n í m s n í m k u na y 

2. V y p o č t i model tě lesa v poloze p(y) a p o m o c í v h o d n é metr iky urč i jeho vzdá lenos t od 

(2.1) 
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3. Ap l iku j mean shift. V y p o č í t á m e novou polohu z. Funkce g definuje tvar s l edovaného 
objektu, yi je poloha nh z k o u m a n ý c h pixelů. 

z = ^7 5Ň- 2 - 2 

4. Vypoč í t e j model tě lesa u m í s t ě n é h o v poloze z a v y h o d n o ť jeho vzdá lenos t od q 

m2 = p(p(z),q) (2.3) 

5. Jes t l iže < m\ pak z = 0.5(y + z) 

6. Jes t l iže je p ře snos t d o s t a t e č n á \\z — y\\ < e pak konec, j inak j d i na krok 1. 

Jako vzdá lenos t í metr ika se čas to použ ívá vzdá lenos t h i s t o g r a m ů (Bhattacharyya distance). 
M ů ž e však bý t p o u ž i t a jakákol i metr ika n a p ř . Podobnost def inovaná p o m o c í t e x t u r n í c h 
p ř í z n a k ů nebo v ý z n a č n ý c h b o d ů . 

2.2 Metody shora—dolu. Statistické metody ve sledování 

Velké m n o ž s t v í vědeckých p r o b l é m ů vyžadu je odhad stavu s y s t é m u , k t e r ý se měn í v čase, 
na zák ladě měřen í , k t e r á jsou za t í ž ena š u m e m . V t é t o kapitole se z a m ě ř í m na mode lován í 
t ě ch to s y s t é m ů s d i s k r é t n í m č a s e m za pomoci Bayesovy statistiky. Tato kapitola vycház í z 
t e x t ů [5, 7] 

2.2.1 Skryté Markovovy modely 

M a r k o v ů v proces, p o j m e n o v a n ý po r u s k é m matemat iku A n d rey Markovov i (1856-1922), 
je m a t e m a t i c k ý model vývoje s tochas t i ckého sys t ému , k t e r ý neobsahuje p a m ě ť . V ý s t u p 
modelu tedy závisí pouze na a k t u á l n í m stavu Markovova procesu, tedy nezávis í na jeho 
minulost i p ř í p a d n ě budoucnosti . 

Sk ry tý M a r k o v ů v model (Hidden Markov Model-HMM) je spec iá ln ím p ř í p a d e m M a r 
kovova modelu. A k t u á l n í stav, ve k t e r é m se model nacház í , však nen í p ř í m o pozorova te lný 
resp. měř i te lný . P r inc ip iá ln í s c h é m a t akového modelu je na o b r á z k u 2.1 

Matemat icky lze toto s c h é m a popsat snadno p o m o c í funkcí hustoty rozdělení p r a v d ě 
podobnosti {Probability Density Function-PDF). Proces p ř e c h o d u mezi j e d n o t l i v ý m i stavy 
Markova procesu { I n } n > i definuje t a k z v a n á apr io rn í (a prior) P D F . 

X1 ~ fi(-) a X n | ( X „ _ i = xn-i) ~ f(xn\xn-i) (2.4) 

kde ~ z n a m e n á d i s t r i b u o v á n podle, fi(x) je funkce hustoty rozdělení p r a v d ě p o d o b n o s t i a 
f(xn\xn-i) znač í funkci hustoty rozdělení p r a v d ě p o d o b n o s t i p ř i p ř e c h o d u z xn-\ do xn. 

Vzhledem k tomu, že se j e d n á o s k r y t ý m a r k o v ů v model, nen í proces z á j m u { X n } n > i 
p ř í s t u p n ý n a š e m u pozorován í . M á m e ale p ř í s t u p k jeho m ě ř i t e l n é m u v ý s t u p u {Yn}n>i. 
V z t a h mezi stavem a p o z o r o v a n ý m v ý s t u p e m m á opě t p r a v d ě p o d o b n o s t n í charakter a na
zývá se l ikel ihood. 

F n | ( F „ _ i = y n _ i ) ~ g(yn\xn) (2.5) 

5 



Pozorovatelný výstup Y 

0 0 
PÍYilxi) P(Y2|x2) P(Y3|x3) 

Q p(xi|x2)^ \p(x 2|x 3)/ \ 

Skrytý stav X 

O b r á z e k 2.1: S k r y t ý M a r k o v ů v model 

V da l š ím textu bude p o u ž i t a notace programu M a t l a b pro zápis v e k t o r ů XÍ-J = (XÍ, X j + i , . . . , Xj) 
Z rovnice 2.4 a Markovova p ř e d p o k l a d u pro čas n plyne rovnice 

P(xi:n) = V(xi) Yl f(xk\Xk-l) (2.6) 
2<k<n 

Stejně tak z rovnice l ikel ihoodu 2.5 plyne pro čas n a v z á j e m n ě nezávis lé hodnoty yt vz tah 

P(yi:n\xi:n) = g(yk\Xk) (2.7) 
l<fc<n 

T y t o dvě rovnice tvoř í Bayesovský inferenční model, ze k t e rých za p o m o c í Bayesova t e o r é m u 
z í skáme 

p(xi:n)p(yi 
P(xi:n\yi:r, 

p(yv. 
(2.8) 

kde se p(yi:n) č a s to n a z ý v á evidence a m á charakter no rma l i začn í konstanty (není závis lá 
na xi:ri). 

P{y\:n)= / P{x\:n)p{y\:n\x\:n)dxi:n = / p(yi:n, Xi:n)dxi:n (2.9) 

V ý s l e d n á funkce p(x\:n\y\:n) se n a z ý v á (marg iná ln í ) pos t e r io rn í P D F a definuje Bayesovskou 
m í r u p r a v d ě p o d o b n o s t i x\ : n , ve chvíli , kdy pozorujeme yi-.n- J i n ý m i slovy z í skame novou 
informaci o stavu procesu z á j m u {Xn}n>i, což je p ř e s n ě to, o co n á m př i s ledování jde 
p ředevš ím. Zjistit stav s k r y t é h o procesu v čase. 

N e v ý h o d o u tohoto p ř í s t u p u je to, že s běž íc ím č a s e m n s t o u p á s loži tost v ý p o č t u . Chceme 
tedy v k a ž d é m čase n aktualizovat naš i znalost o x\ : n . Ř e š e n í m je rekurz ivn í v ý p o č e t po
s ter iorn í P D F p(xi:n\yi:n) za pomoci p ( x i : n _ i | y i : n _ i ) . 

J(xi:n\xi:n-l)g(y n\Xn) 
P{xi:n\yi:n) = P{xi:n-l\yi:n-l) , , 

kde p(yn\yi:n-i) je odhad nového v ý s t u p u yn na zák l adě p ředchoz ích yi:n-i 

p(yn\yi n-li p(xn-i\yi:n-i)f(xn\xn-i)g(yn\xn)dx. n—l:n 

(2.10) 

(2.11) 
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Shrnutí 

H M M předs tavu j í velice obecnou skupinu metod pro řešení vývoje sy s t ému . K o n c e p t u á l n e 
bez p r o b l é m u řeš i te lné za p o m o c í rovnic v t é t o kapitole. Kl íčový p r o b l é m však vzn iká př i 
v ý p o č t u t ěch to rovnic a ze jména obsažených in teg rá lů . Exis tu j í sice dvě výj imky, k te ré 
ovšem př ináš í z n a č n é omezení . 

• K o n e č n é H M M (obdoba konečných a u t o m a t ů ) . V ý p o č e t in t eg rá lů přecház í d íky ko
nečnos t i na v ý p o č e t konečný v ý p o č e t sumy. T y t o modely se ča s to používa j í n a p ř í k l a d 
př i zp racován í řeči [15, 23] 

• L i n e á r n ě - G a u s s o v s k é modely, k t e r é p ř e d p o k l á d a j í všechny P D F Gaussovské a funkce 
f a g l ineární , což m ů ž e bý t v n ě k t e r ý c h p ř í p a d e c h z n a č n ě omezující . Existuje analy
t ický a efekt ivní algoritmus pro tento v ý p o č e t - K a l m a n ů v filtr. 

V obou p ř í p a d e c h se j e d n á o p ř e s n é a efekt ivně vyčís l i te lné metody. P o k u d se pohybujeme 
mimo r á m e c d a n ý omezen ími t ěch to metod, ze jména pokud m l u v í m e o ne l ineárn ích a ne -
Gaussovských p rob lémech , pak neexistuje ž á d n á metoda p ře sného , ana ly t i ckého v ý p o č t u . 
Nezbývá n á m tedy nic j i ného než použ í t a p r o x i m a č n í algoritmy, k t e rých existuje velké 
množs tv í . P ř í k l a d e m m ů ž e bý t rozš í řený K a l m a n ů v filtr, k t e r ý P D F aproximuje Gausso-
v ý m roz ložením, r ů z n é aproximace p o m o c í sumy G a u s s o v ý c h funkcí apod. T y ovšem čas to 
n e p o d á v a j í s p r á v n é výs ledky a obvykle se j e d n á o i m p l e m e n t a č n ě velice složité algoritmy. 

Ř e š e n í m je použ i t í tzv. sekvenčních Monte Car lo metod, k t e r é se v kontextu H M M 
t a k é čas to nazýva j í čas t i covými filtry 2.3. Jejich velká v ý h o d a oproti p ředchoz í skup ině 
a lgo r i tmů je ta, že nezavád í ž á d n é z jednodušuj íc í p ř e d p o k l a d y jako metody výše a navíc 
je jejich implementace velice s n a d n á . D íky tomu se j e d n á se o ča s to p o u ž í v a n é metody 
v ý p o č t u ne l ineárn ích a n e - G a u s s o v s k ý c h H M M . 

2.3 Sekvenční Monte Carlo metody - časticový filtr 

Sekvenční Monte Car lo (Sequential Monte Carlo-SMC) je m n o ž i n a metod umožňuj íc í př i 
bl ižný v ý p o č e t jakékol i , č a s to m n o h a - d i m e n z i o n á l n í sekvence p r a v d ě p o d o b n o s t n í c h distr i
bucí ( P D F ) . V kontextu sk ry tých M a r kovových metod je S M C využ íváno pro vyčíslení 
sekvence pos te r io rn ích P D F . S M C metody se v t é t o aplikaci nazýva j í též čas t i covými filtry 
[Particle Filter-PF) p ř í p a d n ě čast icové vyh lazen í {Particle Smoothing-PS). 

2.3.1 Monte Carlo 

Jak bylo řečeno v p ředchoz í kapitole 2.2.1, nen í m o ž n é rovnice pro v ý p o č e t pos t e r io rn í P D F 
p(xi :n\yi:n) v y p o č í t a t analyticky. Ř e š e n í m je metoda Monte Car lo . P r o b l é m je def inován 
jako vy jádřen í d i s t r i bučn í funkce. 

kde X\.n ~ p(x\:n\y\:n) a ô je D i r a k ů v impuls. 
Zásadn í p r o b l é m ale n a s t á v á v tom, že nejsme schopni získat iV vzo rků z p o ž a d o v a n é 

d i s t r ibučn í funkce p(x\:n\y\:n). M á m e však řešení - Importance sampling-IS. Tato metoda 
zavádí p ropo rčn í d i s t r i bučn í funkci q{x\:n\y\:n), k t e r á mus í m í t podle [7] tyto vlastnosti 

(2.12) 
Ki<N 
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• K d e je nenu lová p{x\-n\yi-n), m ě l a by bý t nenu lová i q{x\:n\y\:n). V kontextu M C 
metody by mělo plat i t , že t am kde se „ v y p l a t í " vzorkovat p(x\:n\y\:n) m u s í to s a m é 
plati t o q(x1:n\y1:n) 

p(xi:n\yi:n) > 0 q(xi:n\yi:n) > 0 ( 2-13) 

• q(xi:n\yi:n) je snadno vzorkova te lná . 

• O b ě d i s t r i bučn í funkce by měli bý t p o d o b n é . 

Zavád íme tzv. v á h u (Importatnce Weight), k t e r á definuje vz tah mezi p{x\:n\yi:n) a q{xi:n\y\:n) 

, \ PJXl-.n, yi:n) ín,,s 
w{x1:n,y1:n) = — : (2.14) 

q{Xl:n\yi:n) 

Pak m ů ž e m e p ( x i : „ | y i : n ) vy jádř i t pouze p o m o c í p r o p o r č n í P D F q(xi-n\yi-n) a váhy w(xi:n, yi:n) 

P{yi:n) 

kde 

)dx1:n (2.16) 

Nyní m ů ž e m e aproximovat q{x\-n\yi-n) p o m o c í klasické Monte Car lo metody. Tato m o ž n o s t 
plyne z j e d n é p o d m í n e k , k t e r é jsme na toto p r o p o r č n í P D F k lad l i . Mus í z ní bý t m o ž n é 
vzorkovat. ^ 

?(a;i:n|yi:n) = ^ ^ 6XÍJx1:n) (2-17) 
l<i<N 

kde X\.n ~ q{xi-n\yi-n). Tento výs ledek m ů ž e m e dosadit do rovnic 2.15 a 2.16. Získáme 
hledanou aproximaci naš í pos t e r io rn í p{x\:n\yi:n) P D F . 

p(xl:n\yl:n) = Wn5xln(x1:n) í 2 - 1 ^ ) 
\<k<N 

kde je n o r m a l i z o v a n á v á h a 

K = v ^%^> (2.19) 

Zaveden ím p ropo rc ioná ln í P D F q(xi:n\yi:n) je tedy p r o b l é m n e m o ž n o s t i vzorkovat p(xi:n\yi:n 

vyřešen . V y v s t á v á však dalš í p r o b l é m . Vzhledem k tomu, že nyn í v y c h á z í m e z rovnice 2.8, 
opě t n a s t á v á p r o b l é m zvyšující se v ý p o č e t n í s loži tos t i se s t o u p a j í c í m č a s e m n. Ř e š e n í m 
tohoto p r o b l é m u je zavedení r eku rz ivn ího v ý p o č t u p r o p o r č n í P D F . 

q(x1:n\y1:n) = q(xi:n-i\yi:n-i)q(xi:n\yi:n,xn-i) (2.20) 

Tedy v čase n m ů ž e bý t sada vzo rků X'l

n vzo rkována z q(x\:n\y\:n, D o s a z e n í m před
chozí a u p r a v e n é rovnice 2.10 do rovnice v á h y 2.14 z í skáme 

p{x1:n-1\y1:n-1) f(xn\xn-1)g{yn\xn) f(xn|x„_i)g(yn\xn) 
W{Xl:n, yi:n) = ~, i 7 —7 i TP r " = w(xim-i, yi:n-l) :n—\\y\:n—l) q{x\:n\y\:nt Xn-i) ' ' q{x\ 

(2.21) 
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Z t ěch to rovnic se již d á sestrojit algoritmus Sequential Importance Sampling-SIS. Jeho 
n e v ý h o d o u je však fakt, že s r o s t o u c í m č a s e m n s t o u p á rozptyl j e d n o t l i v ý c h vzorků . Nakonec 
dojde po u rč i t é d o b ě k degradaci m n o ž i n y vzo rků do t é míry, že všechny mimo jednoho 
budou mí t , v p o r o v n á n í s p o č á t e č n í normalizovanou vahou, nepatrnou v á h u blížící se nule. 
N o r m a l i z o v a n á v á h a j e d n é čás t ice se bude blížit j e d n é . M n o h a - d i m e n z i o n á l n í pos t e r io rn í 
d i s t r ibučn í funkce pak bude a p r o x i m o v á n a pouze j e d n í m v z o r k e m / č á s t i c í , což je zjevně 
š p a t n ě . 

Ř e š e n í m je p řevzorkován í {Resampling). Zák ladn í algoritmus převzorkován í je d á n t í m , 
že v z o r k y / č á s t i c e replikujeme s p r a v d ě p o d o b n o s t í , k t e r á je d á n a jejich normalizovanou 
vahou. T í m se do nové m n o ž i n y vzorků dostanou s velkou p r a v d ě p o d o b n o s t í čás t ice , k t e r á 
d o b ř e aprox imuj í d i s t r i bučn í funkci. Tento algoritmus se v l i t e r a t u ř e n a z ý v á Sequential 
Importance Sampling Resampling-SISR, nebo t a k é j e d n o d u š e čas t icový filtr. 
Algor i tmus: 

• V čase n = 1: 

1. Vzorkuj N čás t ic X\ ~ q(xi,yi) 

2. V y p o č t i novou v á h u 

w ( x l y i ) = í f í í l M ^ Í ) ( 2 . 2 2 ) 

3. Normalizuj všechny váhy podle vzorce 2.19 

4. P ř evzo rku j {X\, W{} pro získání nových vzo rků {X[} 

• V čase n < 2: 

1. Vzorkuj N čás t ic Xl

n ~ q(xn, yn, X ^ ) 
2. V y p o č t i novou v á h u 

w(Xn_l:n,yn) = —— —— (2.23) 
QÍXn\yn, Xn-l) 

3. Normalizuj všechny váhy podle vzorce 2.19 

4. P ř evzo rku j {X\.n, W^} pro získání nových vzo rků { X ^ . n } 

V obou p ř í p a d e c h je pak aproximace pos te r io rn í d i s t r ibučn í funkce d á n a vzorcem 2.18. 
K o n e č n ě se d o s t á v á m e k tomu, že p o m o c í t é t o aproximace m ů ž e m e urč i t parametry skry
t é h o procesu Xn. Č a s t o p o u ž í v a n á je m a x i m á l n í hodnota pos te r io rn í P D F {Maximum a 
Posteriori-MAP) d a n á jako 

argmax p(xn\yi:n) = argmax {W^X^Xn)} (2.24) 

Druhou metodou, ča s to p o u ž í v a n o u př i s ledování o b j e k t ů ve videu je s t ř edn í hodnota po
s ter iorn í p r a v d ě p o d o b n o s t i . 

mean p(xn\y1:n) = ^ WnXí(.xn) (2.25) 
Ki<N 
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2.4 Shrnutí 
V t é t o kapitole jsou m a t e m a t i c k ý c h a p a r á t pro v ý p o č e t pos t e r io rn í P D F , ze k t e r é se p řene
seně zjistit i stav s ledovaného objektu. Z mín ěn ý K a l m a n ů v filtr je sice v t é t o oblasti s tá le 
více používaný , m á však několik zásadn ích n e v ý h o d . 

• Vzhledem k jeho l ineární povaze jsme velice čas to omezeni v mode lován í dynamiky 
s ledovaného tělesa. 

• Funguje d o b ř e pouze v p ř ípadech , kdy se d á d o b ř e odliš i t s ledovaný objekt od podob
ných o b j e k t ů na pozad í . P o k u d ne, je n u t n é , aby d i s t r i bučn í funkce byly m u l t i m o d á l n í , 
což K a l m a n ů v filtr neumožňu je . 

• Ve chvíli, kdy se s ledovač za ložený na t é t o m e t o d ě jednou selže, nedokáže se již zotavit . 
P ř í k l a d e m m ů ž e bý t situace, kdy s ledovač zaměř í n e s p r á v n ý cíl na pozad í . 

Všechny tyto n e v ý h o d y o d s t r a ň u j e s ledovač za ložený na čás t i covém filtrování. Nav íc je 
v ý b o r n ě para le l izovate lný, což je vlastnost z pohledu t é m a t é t o p r á c e zá sadn í . Monte Car lo 
metody ma j í nav íc tu vlastnost, že se zvyšuj íc ím se p o č t e m č á s t i c / v z o r k ů klesá chyba 
l ineárně . V ý k o n grafické karty tedy m ů ž e pomoci ke zpřesněn í v ý p o č t u pos t e r io rn í P D F 
a t í m i k p ře snos t i s ledování . Výše z m í n ě n é d ů v o d y vedly k vo lbě čas t icového filtru jako 
algori tmu pro implementaci. 
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Kapitola 3 

Detekce lokálních příznaků 

Pro v ý p o č e t l ikel ihoodu je p o u ž i t ý detektor lokálních p ř í z n a k ů . V následuj íc í kapitole jsou 
shrnuty zák l adn í p o ž a d a v k y na detektor a je p ř e d s t a v e n k o n k r é t n í detektor S U S A N použ i t ý 
v n á v r h u a implementaci, č a s t o budou z a m ě ň o v á n y t e r m í n y lokální p ř í z n a k (local feature) a 
v ý z n a č n ý bod (interest point) . V kontextu t é t o p r á c e a p o u ž i t é metody se j e d n á o synonyma, 
nep l a t í to v š a k obecně [18]. 

Lokální p ř í z n a k y (local features) je p o d m n o ž i n a p ixe lů obrazu, k t e r é se j i s t ý m z p ů s o b e m 
liší od svého b e z p r o s t ř e d n í h o okolí. Jsou spojeny se z m ě n o u j e d n é nebo více v l a s tnos t í 
obrazu (nejčastěj i intenzity, b a r e v n é informace nebo textury) [ ]. Zavádí se ze jména kvůl i 
p o t ř e b ě redukovat v ý p o č e t n í n á r o č n o s t apl ikací , k t e r é p rovád í h l edán í souvislosti ve dvou 
nebo více obrazech. V ý p o č e t hrubou silou, kdy bychom porovnáva l i v z á j e m n ě všechny 
pixely dvou ob razů , bohuže l nen í , ani v dnešn í d o b ě , v ý p o č e t n ě d o s t u p n ý . Ř e š e n í m je zvolit 
u r č i tou p o d m n o ž i n u v h o d n ý c h b o d ů , k t e r é je m o ž n é spolehl ivě detekovat v obou odrazech, 
a p r o v á d ě t v ý p o č t y pouze nad touto p o d mn o ž in o u [9 ] . P o ž a d a v k y na p o u ž i t ý detektor: 

• Detektor by mě l na j í t všechny v ý z n a č n é body, a naopak by nemě l detekovat ne
správné . 

• Opakovatelnost. M ě j m e dvě scény nah l í žené z různých úh lů , pod r ů z n ý m i svě t l enými 
p o d m í n k a m i apod. C o největš í čás t lokálních p ř í z n a k ů by m ě l a bý t d e t e k o v á n a ve 
s h o d n é poloze ve scéně. P o d í l na lezeného p o č t u v ý z n a č n ý c h b o d ů k u celkovému p o č t u 
v ý z n a č n ý c h b o d ů v obraze n a z ý v á m e m í r a opakovatelnosti (repeatability rate). 

• K v a n t i t a . P o č e t de t ekovaných p ř í z n a k ů by mě l bý t d o s t a t e č n ě velký, tak aby i pro 
ma lé objekty detekoval d o s t a t e č n ý p o č e t p ř í znaků , ale zároveň d o s t a t e č n ě d o b ř e re
dukovat obrazovou informaci. Hus to ta p ř í z n a k ů by m ě l a o d r á ž e t obrazovou informaci. 
V p ř e d s t a v e n é detektoru S U S A N a dalš ích, je m o ž n é m ě n i t hustotu p ř í z n a k ů m ě n i t 
dynamicky, podle p o t ř e b y aplikace, z m ě n o u někol ika m á l o p a r a m e t r ů detektoru. 

• P ř e s n o s t . D e t e k o v a n é p ř í z n a k y by měl i bý t p ře sně lokal izovány bez ohledu na pro
m ě n n é vlastnosti scény. 

• Efekt iv i ta . Jsou preferovány algoritmy, k t e r é jsou efekt ivní a dovolují použ i t í v real-
t ime apl ikacích. 

• Robustnost. Detektor by n e m ě l bý t ci t l ivý na k o m p r e s n í artefakty, ob razový š u m , 
d iskre t izační efekty, p o h y b o v é r o z m a z á n í apod. 
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3.1 Volba detektoru 
Zvolený detektor by mě l sp lňova t h lavn í p o d m í n k u a tou je m o ž n o s t efekt ivní implementace 
na G P U . Vzh ledem k zvolené m e t o d ě v ý p o č t u p o m o c í čas t icového filtru bude t ř e b a p o č í t a t 
velké m n o ž s t v í h y p o t é z (část ic) a proto je p rávě efektivita více než zá sadn í . Dalš í dů lež i té 
vlastnosti jsou opakovatelnost, d o b r á p ro s to rová p řesnos t a robustnost. Naopak invariance k 
rotaci, šká lování a affiní transformaci není d íky p o u ž i t é m e t o d ě dů lež i t á . V č l ánku [18, 16] 
je shrnuj íc í tabulka, k t e r é p o r o v n á v á r ů z n é detektory podle jejich v l a s tnos t í . Podle výše 
p o p s a n ý c h p o ž a d a v k ů by l v y b r á n S U S A N detektor[17], k t e r ý se ukáza l jako v ý b o r n á volba 
pro implementaci na G P U . 

3.2 Detektor S U S A N 

Pr inc ip detektoru vysvět lu je následuj íc í ob rázek 3.1, k t e r ý zobrazuje t m a v ý obdé ln ík na 
svět le jš ím pozad í . Zavád í pr incip masky (nejčastěj i k ruhové ) , kde se s t ř e d o v ý pixel n a z ý v á 
nukleus (z lat. nucleus - j á d r o nebo oř íšek) . P i x e l y masky, k t e r é ma j í stejný, nebo p o d o b n ý 
jas tvoř í tzv. U S A N obast (Univalue Segment Ass imi la t ing Nucleus). Vel ikost i U S A N ob-

2 

JÍ 

• 
• 

O b r á z e k 3.1: P r i n c i p metody S U S A N 

lasti , společně s j e j ím centrem (centroid) a d r u h ý m i momenty tvoř í d o s t a t e č n ě silný deskrip
tor. Opro t i j i n ý m , z n á m ý m m e t o d á m , se liší t í m , že n e p o t ř e b u j e p o č í t a t obrazové derivace. 
Díky tomu nen í t ř e b a p o u ž í v a t metody pro po t l ačen í š u m u v obraze, na k t e r é jsou tyto 
metody cit l ivé. S U S A N naproti tomu š u m po t l aču je d íky i n t e g r a č n í m u pr inc ipu metody. 
Jak je v idě t na da l š ím o b r á z k u 3.2, velikost U S A N oblasti m ů ž e dosahovat velikosti rovné 
velikosti in teg račn í masky (nucleus 2 na o b r á z k u ) . Jen p o z n a m e n á m , že velikost masky v 
tomto p ř í p a d ě je 37 (pro n —> oo ve váhové funkci 3.1). N a h r a n á c h bude r o v n á př ib l ižně 
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j e d n é polovině velikosti masky, a v bl ízkost i rohu bude v intervalu (0, 0.5) v závis lost i na 
velikosti ú h l u rohové oblasti . Dalš í ukázka o b r á z k u s p ř i d a n ý m š u m e m je p ř e d s t a v e n a v 
p ů v o d n í m textuf ]. Tento š u m , pokud je d o s t a t e č n ě malý, n e m á zá sadn í v l iv na velikost 
U S A N oblasti . Tato vlastnost plyne z in tegračn í vlastnosti metody. Z p ředchoz ího odstavce 

32 28 2S 

O b r á z e k 3.2: P r inc ip metody S U S A N - V e l i k o s t U S A N oblasti v j edno t l i vých bodech 

plyne, že velikost U S A N oblasti definje lokální vlastnost obrazu. C í m je U S A N menš í t í m 
je pro n á s oblast zaj ímavějš í . Z předchoz í vě ty plyne i j m é n o metody S U S A N , k t e r á h l e d á 
ne jmenš í (Smallest) U S A N (Univalue Segment Ass imi la t ing Nucleus) . P r v n í o t á z k a je, jak 
zjistit zda a do j aké m í r y je p ixel masky f s h o d n ý se s t ř e d o v ý m pixelem ŤQ. H o d n o t í c í 
funkce je zvolena takto: 

c(r,r0) = e{ 1 > (3.1) 

P ro t ř i r ů z n é hodnoty exponentu m a t = 20 m á funkce tento graf 3.3. Exponent m značí 
citlivost detektoru na m a l é z m ě n y jasu. P o k u d je m ma lé , jsou p i x e l ů m s malou diferencí 
od s t ř edového d á v á n y menš í hodnoty funkce a naopak př i větší vzdá lenos t i větš í hodnoty. 
P r á h t je pro 256 ú rovn í v s t u p n í h o obrazu nastaven obvykle na hodnotu t = 20. Větš í 
hodnota z n a m e n á větší U S A N oblast a t í m p á d e m i menš í odezvu lokáln ího deskriptoru. 
P ro m —> oo funkce degraduje na skokovou funkci. Velikost U S A N oblasti je d á n a sumou 
přes všechny pixely masky. 

n(r~o) = ^2c(.r,r0) (3.2) 
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O b r á z e k 3.3: N a s t a v e n í ci t l ivost i metody 

Vzh ledem k tomu, že n á s za j ímaj í body, k t e r é ma j í velikost n U S A N oblasti v rozmezí , 
k t e r é popisuje hrany a rohy, je m o ž n é provés t r o z h o d n u t í , zda se j e d n á zá jmový bod či ne 

R((ro) 
n ( r 0 ) i f n ( r 0 ) < g, 

othwerwise 

J e d n o d u š e p o t l a č í m e body, k t e r é m a j í odezvu větš í než je tzv. geomet r i cký p r á h g. Jeho 
n a s t a v e n í m n a p ř í k l a d na g = 0 .5zaj is t íme to, že odezva bude nenu lová pro hrany a rohy. 

Mimochodem, tato metoda, a lespoň její p r v n í krok, je velice p o d o b n ý m e t o d ě L B P 
(local binary patterns), k t e r é se používa j í ke klasifikaci t e x t u r n í c h př íznakůf ], kterou je 
též m o ž n o velmi d o b ř e použ í t k detekci a s ledování pohybu j í c ího se objektu[24]. 
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Kapitola 4 

Architektura a využití grafických 
karet pro obecné výpočty 

Tato kapitola osvětl í z ák l adn í pojmy z oblasti grafických karet (Graphics Processing Units-
GPUs), pop í še motivace, k t e r é dáva j í d ů v o d k jejich použ i t í mimo r á m e c p ů v o d n í h o využ i t í 
a pop í še jazyky, v t é t o oblasti použ ívané . 

4.1 Historie z hlediska G P G P U 

Vývo j grafických akce l e rá to ru s a h á až do s e d m d e s á t ý c h let m i n u l é h o s tole t í , avšak až na 
p ře lomu s to le t í p ř ines l revoluci v p o d o b ě p r o g r a m o v a t e l n ý c h jednotek (shaderů). Do t é t o 
doby byl i p r o g r a m á t o ř i značně omezení fixním ře t ězcem. Nedlouho po uveden í programo
v a t e l n é h o ře tězce se v roce 2003 se objevily p r v n í č l ánky a p r áce , k t e r é využ íva ly m o ž n o s t í 
soudobých grafických karet. Jedna z p rvn í ch byla i d i se r t ačn í p r á c e M a r k a Harrise [ ], k t e r ý 
v t é t o p rác i jako p r v n í použ i l t e r m í n G P G P U (General-Purpose Computation on Graphics 
Hardware). 

O d t é doby se grafické akce le rá to ry dá le vyvíjely. P ř í c h o d nového grafického A P I D i r e c t X 
verze 10 v roce 2006 si do j i s t é m í r y vynu t i l unifikaci jednotek pro v ý p o č e t v rcho lů a 
f r agmentů , k t e r é do t é doby byly oddě lené . P r v n í akce le rá tor , podporu j í c í toto r o z h r a n í 
byla n V i d i a 8 8 0 0 G T X . S ní př išel i p r v n í specia l izovaný G P G P U jazyk - C U D A , k t e r ý se 
od t é doby s tá le vyvíjí . 

Jako u všech technologi í , i zde trvalo několik let, než se prosadily. V p r v n í fázi by l 
G P G P U omezen pouze na akademickou sféru. Až v p ř e d c h o z í m roce (2009) se začal i obje
vovat aplikace, k t e r é mohl i využ íva t i obyčejní už iva te lé . P ř í k l a d e m m ů ž e bý t zp racován í 
videa, obrazu nebo i dešifrování hesel za pomoci h r u b é síly G P U . Rozš i řování G P G P U a 
nechuť spo lečnos t i n V i d i a poskytnout technologii C U D A o s t a t n í m v ý r o b c ů m vedla na pře 
lomu let 2008-2009 k definici o b e c n é h o standardu pro G P G P U s n á z v e m O p e n C L . Pos ledn í 
velkou udá los t í , k t e r á se na tomto pol i udá l a , bylo uveden í r o z h r a n í D i r e c t X 11 a s t í m 
spo jený G P G P U jazyk D i r e c t X Compute , k t e r ý je z a m ě ř e n spíše na vývo já ře her, ovšem 
jeho o b e c n é m u použ i t í nic n e b r á n í . 

4.2 Motivace pro využití G P U 

Jako nejspíše v každé publ ikaci , k t e r á v n ě k t e r é fázi v ý p o č t u použ ívá grafické karty, je i zde 
def inována h lavn í a j e d i n á motivace pro k jejich využ i t í . V ý k o n . S k u t e č n ě nen í j i ný d ů v o d 
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pro jejich využ i t í než tento. P o k u d aplikace vysoký výkon n e p o t ř e b u j e , nen í ž á d n ý d ů v o d je 
použ íva t . Klas ické procesory posky tu j í v j e d n o - v l á k n o v ý c h apl ikacích mnohem vyšší výkon , 
p o d p o r u j í mult i tasking, c h r á n ě n ý rež im, vývoj apl ikací pro ně je snazš í . A j i s t ě by se daly 
na j í t i další výhody . 

N icméně s tá le existuj í aplikace, kde je argument výkonu zá sadn í a výkon klas ických 
procesoru nedos t a t ečný . M ů ž e posunout dobu v ý p o č t u ze d n ů na hodiny, z t ý d n ů na dny, 
m ů ž e zajistit v y k o n á n í v ý p o č t u real-time, t am kde to p ř e d t í m nebylo možné . 

(a) Porovnání výkonnosti G P U a C P U (b) Tepelný výkon W na GFlop a výkon na mm2 

O b r á z e k 4.1: Vývo j a s p e k t ů výkonnos t i 

Jak je v idě t z grafu 4.1(a) dnešn í grafické čipy dosahuj í v ý k o n u až 2.7 T F l o p s u nejno-
vější generace společnos t i A M D , 1.7 Tflop u nadcházej íc í generace n V i d i a . P r o p o r o v n á n í 
a k t u á l n í č tyř a š e s t i - j ád rové procesory se v ý k o n e m pohybu j í kolem 100 G F l o p s . Rozd í l j e š tě 
u m o c n í to, že ani tohoto výkonu b ě ž n ě nedosahuj í . Apl ikace by musela in tenz ivně využ íva t 
technologie jako S S E (Streaming SIMD Extensions) a musela by využ íva t všechny j á d r a 
procesoru. N a p ř í k l a d v y u ž i t í m technologie O p e n M P . V ý s l e d k e m tedy ča s to je, že opt ima
lizovat t í m t o z p ů s o b e m pro procesor se nevyp la t í , a je výhodně j š í použ í t pro akceleraci 
grafickou kartu. Mimochodem, s hlediskem v ý k o n u a obecně architektury grafického č ipu 
souvisí i graf 4.1(b), k t e r ý ukazuje výkonnos t v G F l o p s na jeden Wat t v y z á ř e n é h o tepla. 
P ř e s n é hodnoty u p rocesorů bohuže l nejsou uváděny , ale daj í se odhadnout pro hodnoty 
výkonnos t i 100 G F l o p s a 100W na př ib l ižně 1 G f l o p s / W . P ř i dnešn í snaze o co největš í 
ú s p o r y energi í je p ř e s u n u t í v ý p o č t ů na grafickou kar tu j i s t ě p ř ínosné i z tohoto, ekologic
kého, hlediska. 

4.3 n V i d i a C U D A 

N v i d i a C u d a je h a r d w a r o v á a sof twarová platforma, k t e r á umožňu je m a p o v á n í d a t o v ě para
lelních v ý p o č t ů na grafické karty, bez p o t ř e b y mapovat v ý p o č t y na grafická A P I . Podporuje 
všechny v ý z n a m n é ope račn í s y s t é m y (Windows, L inux , MacOs) a to jak ve 32 -b i tové , tak 
ve 6 4 - b i t o v é verzi. Její syntaxe vycház í z jazyka C , jsou ovšem p o d p o r o v á n y i n ě k t e r é kon
strukce jazyka C + + . K o n k r é t n ě se j e d n á o šablony, k t e r é jazyk podporuje j iž od p r v n í 
verze. V pos lední verzi 3.0, k t e r á je a k t u á l n ě k dispozici pouze r eg i s t rovaným v ý v o j á ř ů m , 
umožňu je nav íc využ íva t po lymor fn ího volání funkcí, výchozích p a r a m e t r ů funkcí, p ře t ěžo
ván í o p e r á t o r ů a p r o s t o r ů jmen [3]. N a d r á m e c t ěch to j a z y k ů definuje minimal is t ickou sadu 
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kons t rukc í , k t e r é slouží k vy jádřen í paralelismu. 

Hardware view 
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O b r á z e k 4.2: n V i d i a C U D A . H a r d w a r o v ý a sof twarový model 

4.3.1 Hardwarový model 

O b r á z e k 4.2 [25] ilustruje h a r d w a r o v ý a sof twarový model architektury C U D A . Z hard
warového hlediska se j e d n é o hierarchii , kde na ne jvyšš ím stupni leží grafické karta, k t e r á 
obsahuje grafický č ip a vysoce propustnou paměť . Graf ický č ip obsahuje pole tzv. tex
tuře processor cluster-TPC. Tato ú roveň hierarchie s to j í za šká lovate lnos t í v rozsahu nejen 
j edno t l i vých v ý k o n n o s t n í c h ř a d j e d n é generace, ale dokonce n a p ř í č někol ika generacemi. 
S lepš ím (menš ím) v ý r o b n í m procesem se to t i ž na čip o s te jné velikosti vejde více T P C . 
Další ú roveň obsahuje mult i-procesor. Jeho zák ladn í čás t í je osm 3 2 - b i tových stream proce
sorů, k t e r é umožňu j í z ák l adn í a r i tme t i cké a logické operace nad celočíselnými a d e s e t i n n ý m i 
čísly. P ro v ý p o č e t složitějších funkcí dá le k a ž d ý mult i -procesor obsahuje p á r S F C (Speciál 
Function Unit) jednotek. K a ž d ý multi-procesor dá le obsahuje in s t rukčn í a datovou cache 
a t a k é ča s to v y u ž í v a n o u sdí lenou paměť , se kterou m ů ž e pracovat k te rýkol i z p rocesorů . 
Mul t i -procesor ov ládá in s t rukčn í jednotka, k t e r á p o s t u p n ě spouš t í vykonán í p ř ip r avených 
v láken . 

4.3.2 Programátorský model 

H a r d w a r o v ý model do z n a č n é m í r y definuje i ten sof twarový 4.2. N a ne jvyšš ím stupni 
hierarchie zde leží t a k z v a n ý kernel, což je program běžící na grafickém čipu. D o t é t o doby 
bylo možné , aby v j e d n é chvíli by l s p u š t ě n pouze jeden kernel, nebylo tedy m o ž n é vyčleni t 
čás t z mul t i -p roceso rů na jeden kernel a druhou čás t na j iný kernel. Jeden kernel je složen 
z pole tzv. b loků v láken , k t e r é se nazýva j í grid. 

P l á n o v a č p o s t u p n ě z gridu v y b í r á dosud n e s p o č í t a n é bloky a p ř e d á v á je k v ý p o č t u na 
multi-procesory. P l a t í tedy, že jeden blok je p o č í t á n j e d n í m blokem. Z t é t o ú v a h y plyne i to, 
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že pro p lné vy t ížen í by mělo bý t více b loků než mul t i -p roceso rů , a to ideá lně něko l ikanásobně 
s p ř i h l é d n u t í m na zvyšování p o č t u mu l t i - p roceso rů v budouc í ch generac ích . 

K a ž d ý blok se s k l á d á typicky z 64 až 512 v láken . Disproporce mezi jejich p o č t e m a 
p o č t e m C U D A - p r o c e s o r ů je klíčová k dosažení vysokého výkonu . P l á n o v a č v láken p o s t u p n ě 
p ř e d á v á k exekuci ba l íky v láken - warpy, k t e r é ma j í k dispozici veškerá p o t ř e b n á data pro 
v y k o n á n í instrukce. O s t a t n í v l á k n a b ě h e m t é t o doby mohou čekat na data. D íky tomu 
je m o ž n é sk rý t zpožděn í h lavn í p a m ě t i , a to i v p ř í p a d ě kdy nen í p o u ž i t a ž á d n á cache 
a d o s á h n o u t tak vysokého výkonu . P o d m í n k o u tohoto pr inc ipu je s a m o z ř e j m ě p a m ě ť s 
vysokou p r o p u s t n o s t í a t a k é to aby p a m ě ť byla s c h o p n á obslouži t více p o ž a d a v k ů v jednom 
čase. S j e d n í m blokem je t a k é spjata sd í lená paměť , se kterou mohou pracovat v šechna 
v l á k n a v d a n é m bloku. 

N a ne jn ižš ím stupni hierarchie s to j í v l ákno . Instrukce v l á k n a jsou v y k o n á v á n y pro jedno
d u c h é instrukce na CUDA-procesorech , v p ř í p a d n ě složitějších ope rac í na S F U . V závislost i 
na p o č t u v láken m á každé v l á k n o k dispozici sadu reg is t rů , k t e r é jsou p ř í s t u p n é v jednom 
taktu. 

Z výše uvedených informací d o p o r u č e n é h o p o č t u b loků a v láken v b loku je z ře jmé, že 
hodnota p o č t u v láken, k t e r é by mě l celkem kernel obsahovat, je m i n i m á l n ě několik jednotek 
až des í tek t is íc . N a tento p o č e t nezávis lých p o d - ú l o h by mě la bý t ú l o h a d e k o m p o n o v a t e l n á , 
aby by l výkon G P U m a x i m á l n ě využ i t . 

4.3.3 Využi t í G P U nVidia Fermi 

N a p r v n í č t v r t l e t í roku 2010 bylo o z n á m e n o v y d á n í nového akce le rá to ru spo lečnos t i n V i d i a 
s k ó d o v ý m o z n a č e n í m Fermi [13]. Ten byl , jako p r v n í vyví jen s d ů r a z e m p ř e d e v š í m na 
G P G P U segment. Ne jako předeš lé generace, k t e r é byly p r i m á r n ě graf ickými akcelerá tory . 
Ste jně jako u p ředchoz ích generac í , o p ě t vzrost l p o č e t S I M D v ý p o č e t n í c h jednotek (nyní 
n a z ý v a n é C U D A Cores) a to k o n k r é t n ě z 240 u předchoz í generace G T X - 2 0 0 na 512 u 
Fermi . Teore t ický výkon je př i s te jné frekvenci více než dvo jnásobný . 

Další v ý h o d o u je zvýšení výkonu v double v ý p o č t e c h (tedy v 6 4 - b i t o v ý c h číslech s 
pohybl ivou ř á d o v o u č á r k o u ) . Tohoto zvýšení bylo dosaženo z m ě n o u architektury, kdy na 
double v ý p o č t y nejsou vyč leněny speciá ln í jednotky, ale podí l í se na nich vždy dvě 3 2 -
bi tové C U D A Cores. P o d í l výkonu ve 32-bitech (float) oproti 64-bitech (double) je tedy 
dvo jnásobný . Využ i t í 6 4 - b i t o v é p řesnos t i je d i s k u t o v á n o v [ ], j a k o ž t o č l ánku zabýva j í c ím 
se využ i t í G P U v sekvenčních Monte Car lo ( S M C ) v ý p o č e t e c h . Závěr a u t o r ů je takový, že 
3 2 - b i t o v á čísla s pohybl ivou čá rkou jsou pro jejich aplikaci d o s t a t e č n á a ani j á n e p ř e d p o 
k l á d á m u m é aplikace opak. P o k u d se však m ý l í m a z t e s tován í výs ledné aplikace vyplyne 
nutnost použ i t í 6 4 - b i t o v é p řesnos t i , pak bude výkon př i použ i t í Fermi něko l ikanásobně 
vyšší než u předchoz í generace. 

Další dů lež i t á skupina inovací je v p ř ep racován í p l ánovače v láken . D í k y tomu je m o ž n é 
daleko rychlejší p ř e p í n á n í kontextu n a p ř í k l a d mezi G P G P U a grafickou apl ikací . Dá le pak 
tato z m ě n a u m o ž n i l a zavést jakousi obdobu s i m u l t á n n í h o mult i- treadingu ( S M T ) , k t e r ý je 
z n á m ý z klas ických p rocesorů a umožňu je lepší využ i t í všech v ý p o č e t n í c h jader. P r o více 
p o d r o b n o s t í o t é t o a dalš ích technologických z m ě n á c h viz [13] 

4.4 OpenCL 

Jako alternativa k technologii C U D A byla p o m ě r n ě n e d á v n o (2008-12-08) v y d a n á specifi
kace o t e v ř e n é h o standardu O p e n C L . Definuje A P I za ložené na j azyku C , k o n k r é t n ě n o r m ě 
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C99. Umožňu je , s te jně jako n V i d i a C U D A , expl ic i tně specifikovat pa ra le ln í čás t i k ó d u (ker-
nel). Jejich b ě h však není v á z á n pouze na grafické karty, ale umožňu je exekuci i na klas ických 
v í ce - j ád rových procesorech, nebo obecně , d íky o t ev řenos t i standardu, na kterékol i b u d o u c í 
para le ln í a r c h i t e k t u ř e . 

4.5 Shrnutí 

I p řes v ý h o d y platformy O p e n C L b y l jako i m p l e m e n t a č n í jazyk volena C U D A a to ze 
dvou h lavn ích d ů v o d ů . P r v n í je ten, že v d o b ě volby t é m a t u t é t o p r á c e byla technologie 
C U D A více rozš í řena , vývojový kit by l , d íky delší d o b ě vývoje , s tabi lnějš í a existovalo pro 
ni více knihoven. D r u h ý m d ů v o d e m je, že s a m o t n á technologie C U D A je p s a n á p ř í m o na 
m í r u grafických karet spo lečnos t i n V i d i a a p ře j ímán í nových možnos t í hardware je proto 
rychlejší (viz 4.3.3). 
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Kapitola 5 

Návrh algoritmu 

Pr inc ip zvoleného algori tmu je velice j e d n o d u c h ý a popisuje ho vývojový diagram 5.1. Pro
gram na svém vstupu též očekává p r v o t n í polohu s ledovaného objektu a jeho model . Polohu 
je m o ž n é získat ze spec ia l izovaného detektoru (detektor pohybu, obličeje apod.). 3D model 
je m o ž n é z ískat p o m o c í metod 3d scanování , m a n u á l n í m m o d e l o v á n í m , nebo je k dispozici 
z j iných zd ro jů . A aplikaci je pro n a č í t á n í m o d e l ů p o u ž i t a knihovna Open Asset Import 
L ib ra ry - A s s i m p 1 . 

Nejprve n a č t e m e sn ímek videa. P o k u d není dispozici a dosáhl i jsme konce videa je sle
dování u konce. Sn ímek bude p řenesen do p a m ě t i grafické karty, k t e r é je u r č e n a pro textury 
(viz kapitola 5.1) a bude na něj ap l ikován algoritmus S U S A N . M e z i t í m je pro k a ž d o u hypo
t ézu polohy modelu v 3D prostoru vykres lený sn ímek jeho a k t u á l n í polohy. P ro vykres lení je 
v y u ž i t a knihovna O p e n G L . Z d ů v o d u jeho da l š ího využ i t í a aplikaci nen í vykres lován na ob
razovku do okna, aleje využ i t o rozšíření O p e n G L framebuffer object ( F B O ) . Ten umožňu je 
vykres lení s n í m k u p ř í m o do p a m ě t i grafické karty (Off-screen Rendering). Framebuffer ob
ject poskytuje p ř í p o j n á m í s t a pro j edno t l ivé v ý s t u p y framebufferu (Color, Dep th a Stenči l 
buffer). Color buffer p ř i p o j í m e k v ý s t u p n í t e x t u ř e . Textury v grafické p a m ě t i je nav íc m o ž n é 
využ íva t a zp racováva t p o m o c í C U D A O p e n G L Interoperability (dokumentace), čehož je 
využ i to . Rekapi tuluj i , že je n a č t e n sn ímek videa, a podle j edno t l i vých h y p o t é z r e n d e r o v á n y 
s n í m k y modelu. O b a tyto v ý s t u p y jsou u loženy a z p ř í s t u p n ě n y p o m o c í O p e n G L Interopera
bi l i ty v grafické p a m ě t i jako textury. Nás ledu je zp racován í algori tmem v ý p o č t u zá jmových 
b o d ů ( S U S A N ) , k t e r ý je pro oba v ý s t u p y naprosto shodný. 

5.1 Návrh implementace S U S A N na grafické kartě 

P r v n í m krokem metody p o r o v n á n í s t ř edového s okoln ími pixely (maskou). V tomto kroku 
jsem se rozhodl interpretovat v s t u p n í obraz p řenesený do p a m ě t i grafické karty jako tex
turu . C U D A m á , s te jně jako grafická rozh rann í , m o ž n o s t využ íva t t ex tu rovac í jednotky 
( T P C . V i z obrázek 4.2). T y umožňu j í p ros to rově o r i en tované n a č í t á n í 2D v s t u p n í dat, je
j i ch l ineární filtraci a m o ž n o s t adresovat texely mimo rozměr textury (mody C L A M P a 
W R A P ) . Opro t i k las ickému p ř í s t u p y n a č í t á n í 2D pole m á toto z ře jmé výhody . P ro hra
niční model C L A M P je m o ž n é zcela vynechat p o d m í n k u , zda n a č í t á m e ze s p r á v n é oblasti 
ob rázku . P ř i konvolučních a obecně všech operac ích , k t e r é využíva j í okolní pixel , kolem 
s t ředového je b u ď n u t n é nechat jakés i p á s m o ne t ečnos t i vzdá lené o r = p o l o m ě r masky od 
hrany obrazu. Druhou možnos t í je p rávě rež im C L A M P , k t e r ý rozšiřuje m o ž n o s t n a č í t á n í 

1Domovská stránka projektu: http://assimp.sourceforge.net/ 
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obrazu za jeho p ů v o d n í hrany tak, že duplikuje h r a n o v é pixely. P r o metodu S U S A N to 
z n a m e n á pro vě t š inu masek zasahuj íc ích a hranu textury pouze zvětšení U S A N oblasti a 
tedy po t l ačen í odezvy p ř í z n a k u odpovída j íc í t é t o masce, což zjevně nen í chybou a navíc 
p ř ináš í n e z a n e d b a t e l n é zvýšení efektivity, zv láš tě pro m a l é v s t u p n í textury a velké p o l o m ě r y 
masek. V t ě c h t o p ř í p a d e c h je to t i ž p á s m o ne t ečnos t i v p o m ě r u ke zbývaj ící čás t i obrazu 
velké. 

Da l š ím d ů v o d e m je možnos t i l ineární interpolace textury. V p ů v o d n í m textu o m e t o d ě 
SUSAN[17] je v ž d y p o u ž í v á n a maska o velikosti 37 p ixe lů (viz ob rázek 3.1). D íky l ineárn í 
interpolaci je m o ž n é navrhnout j iné masky, n a p ř í k l a d takové , k t e r é budou m í t větší p o č e t 
vzo rků pobl íž nucleu, a se vzrůs ta j íc í vzdá lenos t í jejich poče t bude klesat a nav íc p ř i t o m 
nebudeme omezeni n u t n o s t í n a č í t a t data ze s t ř e d ů pixelů . To u m o ž n í po t l ač i t alias efekty, 
k t e r é d íky použ i t í t é t o un i formní masky mohou vznikat . Vzdá l enos t i r e l a t i vně od s t ř e d u 
masky budou u m í s t ě n y v pol i , k t e r é bude u m í s t ě n o v k o n s t a n t n í p a m ě t i G P U . Vzh ledem k 
tomu, že v ž d y jeden ins t rukčn í warp bude n a č í t a t data ze s te jné adresy k o n s t a n t n í p a m ě t i , 
nebude docháze t k serializaci p o ž a d a v k ů na č ten í . G P U navíc obsahuje constant cache (pro 
Fermi o velikosti 8KB/mul t ip roceso r ) , t a k ž e v ý p a d e k bude pouze př i p r v n í m použ i t í tohoto 
pole. 

P ro v ý p o č e t odezvy c(r, r~o) by na k las ickém procesoru bylo v ý h o d n é p o u ž í t p ř e d p o č í t a -
nou L U T tabulku obsahuj íc í funkci zobrazenou na grafu 3.3. Tuto tabulku by bylo m o ž n é 
i na G P U , mělo by to ovšem dopad na výkon . Jak j iž bylo z m í n ě n o , k o n s t a n t n í cache je 
pouze j e d n o - p o r t o v á , z a t í m c o j e d n o t l i v á v l á k n a p ř i s tupu j í do tabulky n á h o d n ě a je tedy 
n u t n á serializace. Jako efekt ivní se ukáza lo provés t v ý p o č e t hodno t í c í funkce c(f, r~o) p ř í m o 
na G P U . Dělení konstantou se d á nahradit n á s o b e n í m p ř e v r á c e n é hodnoty, pro p e v n é hod
noty mocniny se d á využ í t kombinace smyčky a šablony, k t e r á j i efekt ivně rozvine v d o b ě 
p ř ek l adu . V ý p o č e t funkce ex se d á nahradit v G P U její rychlejší , ale m é n ě p ř e s n o u verzí (i 
tak zdaleka za l imi tem využ i t e lnos t i ) . 

V t é t o verzi implementace jsem se rozhodl následuj íc í blok, vyčíslení podobnosti , vy
hodnotit klasicky v procesoru. D ů v o d je ten, že de t ekovaných p ř í z n a k ů je v p o m ě r u k 
celkovému p o č t u p ixe lů obrazu m a l é m n o ž s t v í . P ř i k las ickém v ý p o č e t n í m vzoru, kdy každý 
pixel vyhodnocuje jedno v lákno , to vede ke z n a č n é neefekt iv i tě v ý p o č t u . Pole p ř í z n a k ů m á 
ale podobu ř ídké matice (z definice kl íčových bodu) . P r o G P U a C U D A platformu exis
tuje v ý k o n n á knihovna C U D P P 2 . C U D P P obsahuje mimo j iné i implementaci algori tmu 
pro kompaktaci ř ídké matice, t a k ž e je m o ž n é p řenés t z p a m ě t i grafické p a m ě t i do o p e r a č n í 
p a m ě t i pouze zlomek velikosti p ů v o d n í matice, což je dů lež i t é zvýšení efektivity. 

P ředchoz í odstavce de t a i l ně vysvětl i l i implementaci zvoleného detektoru na grafické 
k a r t ě a uvedly i ideu jak využ í t t ex tu rovac í ch jednotek k vylepšení metody S U S A N za 
hranici p ř e d s t a v e n é v p ů v o d n í m článku[18] . 

5.2 Vyčíslení podobnosti 

N a vs tupu m á m e dvě k o m p a k t n í pole lokálních p ř í znaků , k t e r é jsou p řeneseny z p a m ě t i 
G P U do o p e r a č n í p a m ě t i . Jedna m n o ž i n a p ř í z n a k ů Yy, k t e r é generuje sn ímek videa, d r u h á 
gene rována z vykres lení j e d n é h y p o t é z y YM- O t á z k o u je, jak tyto m n o ž i n y porovnat tak, 
aby výs l edkem byla hodnota v á h y část ice . 

Zavedeme nyn í funkci z(yv,UM), k t e r á definuje, zda k p ř í z n a k u z r e n d e r o v a n é h o s n í m k u 
y M by l na lezený odpovída j íc í p ř í z n a k ve video s n í m k u yy. Toto r o z h o d n u t í provedeme na 

2 http: //gpgpu. org/developer / cudpp 
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zák ladě toho, zda v euk l idovském i-okolí nalezneme př í znak . 

I 1 if euclid(yv, yv) < t, 
z(yv,VM) 

0 othwerwise 

C h y b a vzdá lenos t i dvou p ř í z n a k ů se d á vy jádř i t jejich kvadrat ickou euklidovskou vzdále
nos t í . P r o celý s ledovaný objekt je tedy d á n sumou vzdá lenos t í p řes všechny na lezené shody. 
C h y b a bude z a p o č t e n a pouze pro stav, kdy funkce z(yv,yM) bude nenu lová 

Err(Yv,YM) = ^ ^ euclid(yv,yv)z(yv,yM) (5.1) 

N a s t á v á však dalš í p r o b l é m . M ů ž e se s t á t , že funkce nalezne pouze někol ik m á l o shod 
(tedy pro větš í čás t p ř í z n a k ů bude z(yy,yM) = 0. Zavedl jsem tedy no rma l i začn í koefici
ent k(Yy,YM), jako p o m ě r na lezených shod, k celkovému p o č t u p ř í z n a k ů v r e n d e r o v a n é m 
sn ímku . 

k(Yv,YM) = E ^ E % Y m Z Í V V : m ) (5.2) 

5.3 Časticový filtr 

Hlavní smyčka v ý p o č t u o d p o v í d á algori tmu 2.3.1 čas t icového filtru p r e z e n t o v a n é m u výše. 
Nyn í zbývá dodefinovat informace o s k r y t é m stavu X, ap r io rn í , p r o p o r č n í a l ikel ihood 
funkce hustoty rozdělení p r a v d ě p o d o b n o s t i . Stav definuje polohu 3D objektu v še s t i - rozměrném 
s tavovém prostoru XQ G M6 takto 

X1 = {x,y,z,Rx,Ry,Rz} (5.3) 

P r o p o r č n í P D F definujeme takto 

q(xn\yn, Xn-i) = f(xn\yi:n) (5.4) 

neboli p r o p o r č n í P D F bude rovna apr io rn í . Vzorkován í p r o p o r č n í distribuce pak nebude nic 
j i ného než aplikace apr io rn í P D F na Xn_\. V á h a pak bude p ř e s n ě o d p o v í d a t l ikel ihoodu. 
V i z rovnice 2.22 a 2.23. Verze s touto p r o p o r č n í P D F se velice ča s to v oblasti poč í t ačového 
vidění [8, 12]. 

Apr io rn í informace definuje d y n a m i c k ý model stavu. Ten je definován p o m o c í dvou 
komponent, de te rmin i s t i cké A a s tochas t i cké wt-i- D e t e r m i n i s t i c k á popisuje 3D těleso po
hybující se k o n s t a n t n í rychlos t í pohybu a rotace. 

fiXn^N.i) -AXN.i+Wt-l (5.5) 

Pos ledn í je definice d i s t r i bučn í funkce l ikel ihoodu. Ten je definován jako velikost chybové 
funkce mezi a k t u á l n í m s n í m k e m videa a a k t u á l n í čás t i c í5 .1 . Výs ledek navíc bude modifiko-
v a n n á no rma l i začn í koeficientem5.1 

d = Err{Yv, YM)k(Yv, YM) (5.6) 

V z t a h mezi vzdá lenos t í s n í m k ů a nenormalizovanou vahou čás t ice je u r č e n 

1 _ d 2 

wn = —e ^ (5.7) 
V2vrcr 

j a k o ž t o ne l ineárn í Gaussova m a p o v a c í funkce. Nakonec tedy p la t í , že vztah pro d i s t r i bučn í 
funkci l ikel ihoodu je d á n takto 

g(yn\Xn) ~ wn(Xn,yn) (5.8) 
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Renderovaný 
snímek 

O b r á z e k 5.1: A lgor i tmus -vývo jový diagram 
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Kapitola 6 

Testování aplikace a výsledky 
experimentů 

Podle n á v r h u aplikace z p ředchoz í kapitoly b y l i m p l e m e n t o v á n 3D s ledovač o b j e k t ů . V 
t é t o kapitole bude empir icky d o k á z á n o to, že funkce podobnosti r e n d e r o v a n é h o s n í m k u a 
s n í m k u videa d o s t a t e č n ě d o b ř e reflektuje stav objektu. Tedy, že pro tě leso v poloze odpo
vídaj ící videu bude výs l edná v á h a vysoká a naopak. Následuj í testy s po lo - r eá lným videem 
v y t v o ř e n ý m v programu Blender a nakonec testy na r e á l n é m videu. 

6.1 Validace algoritmu 

Nejprve jsem chtě l empiricky d o k á z a t , zda je i m p l e m e n t o v a n ý algoritmus funkční . Vy tvoř i l 
jsem proto v m o d e l o v a c í m n á s t r o j i Blender scénu obsahuj íc í h rac í kostku. D íky tomu jsem 
měl p ře sné určení stavu v k a ž d é m okamž iku videa. 

P r v n í test by mě l vyzkouše t citlivost na p o s u n u t í v prostoru. M ě j t e tedy tes tovac í 
objekt ve videu u m í s t ě n ý ve scéně se stavem Xy = {x,y, z, Rx, Ry, Rz}. Test spoč ívá v 
u m í s t ě n í modelu do scény s p o s u n u t í m XM = {x+Ax, y+Ay, z, Rx, Ry, Rz} a v y h o d n o c e n í 
p o d o b n o s t i - v á h y čás t ice v tomto stavu. V ý s l e d k e m je 3D graf s osami Ax, Ay a funkční hod
notou w(Ax, Ay). K o s t k a byla v tomto testu postavena r o v n o b ě ž n ě s osami a j edn ičkou ve 
s m ě r u kamery. N a p r v n í pohled je z grafu 6.2 zře jmé, že nejvyšší odezvu m á objekt ve správ
n é m stavu. Tedy pro stavy Xy = {x, y, z, Rx, Ry, Rz] a XM = {x + 0, y + 0, z, Rx, Ry, Rz}. 
Vzn iká však p r o b l é m s t í m , že odezva stavu, k t e r á je z p ů s o b e n a pouze d v ě m a hranami 
kostky (a ne všemi 4, k t e r é jsou v tomto testu v idě t ) je příl iš velká. P o m ě r výšky vedlejších, 
lokálních max im, a max ima g lobá ln ího bude o d p o v í d a t podle vztahu 6.1: k(Yy, YM) = 0.5, 
což je ve s h o d ě s grafem. 

Da l š ím p r o b l é m e m je oblast grafu mezi lokáln ími a g lobá ln ím maximem, kde odezva 
klesá k nule. To je z p ů s o b e n o nelinearitou funkce 5.2. J i n ý m i slovy je tomto stavu hrac í 
kostka v poloze, kdy je vzdá lenos t p ř í znaků , k t e r é leží na dvou h r a n á c h , velice bl ízká. N a 
k o l m é m p á r u hran se skokově změní stav funkce z(yy,yM) % z{yy,yM) = 0 na z(yy, t/m) = 
1. Vzdá l enos t pro všechny př íznaky , k t e r é leží na t ěch to h r a n á c h je tedy m i n i m á l n ě t a 
způsob í malou v á h u část ice . 

Ř e š e n í m je změn i t funkci pro v ý p o č e t z(yy, yu), nebo k(Yy, YM)- R o z h o d l jsem se změ
nit funkci k(Yy, YM), tak aby více preferovala stavy, kdy bude nalezeno více odpovída j íc ích 
p ř í znaků . 

knew{Yv, YM) = k\Yv, YM) (6.1) 
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O b r á z e k 6.1: Val idační scéna: Hrac í kostka 

P ro tuto z m ě n ě n o u jsem vy tvoř i l nový graf 6.3, k t e r ý lépe vy jadřu je podobnost s t avů . 
O b d o b n ý test jsem provedl pro rotaci. Tedy stavy Xy = {x, y, z, Rx, Ry, Rz} a XM = 
{x, y, z, Rx + ARx, Ry + ARy, Rz}. P o u ž i t a byla modi f ikovaná funkce knew(Yy, YM). Vý
sledkem je graf 6.4 Z předchoz ích grafů 6.3 a 6.4 plyne, že v á h a čás t ice d o s t a t e č n ě silně 
vy jadřu je podobnost stavu modelu a stavu objektu ve videu. Apl ikace nav íc dovoluje ne
p ř í m o m ě n i t s t ř edn í hodnotu funkcí z grafů tak, že z m ě n í m e s t ř edn í hodnou funkce 5.7. 

6.2 Testy na reálné scéně 

Po vyzkoušení v l a s tnos t í a lgori tmu na ideální scéně „rotuj íc í kostka" došlo i za zkoušky 
algori tmu v reá lné scéně 6.10. Touto scénou je scéna automobilu, kterou jsem naše l na 
v i d e o - p o r t á l u youtube.com 1 . Vzh ledem k tomu, že v t é t o chvíli jsem n e m ě l informace o re
la t ivn í poloze kamery a s l edovaného automobilu, vlastnostech kamery (její o b r a z o v ý úhe l ) , 
nastavil jsem je m a n u á l n ě . V t é t o chvíli není abso lu tn í p ře snos t dů lež i tá , p ro tože z pr in
cipu algoritmus h l edá nejlepší korespondenci lokálních p ř í z n a k ů . Za několik m á l o s n í m k u 
s ledovač nalezne s p r á v n ý stav. Č t e n á ř si j i s t ě v š i m n e toho, že render se od s k u t e č n é scény 
značně liší. 

• P o z a d í videa nen í h o m o g e n n í , oproti tomu pozad í renderu ano. 
1http://www.youtube.com/watch?v=PKuaxTbFLEk 
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dy 
-20 -20 

dx 

O b r á z e k 6.2: Ci t l ivos t váhové funkce na p o s u n u t í 

• S a m o t n ý model automobilu je j i ný než automobil ve videu. H l a v n í m rozd í lem je j i n á 
barva, k t e r á ovšem d íky p o u ž i t é m u algori tmu nehraje v l iv . Dalš í rozdí ly jsou v geo
metr i i modelu. Ze jména jsou to od l i šná kola, absence střechy, p r ů h l e d n é p ř e d n í sklo 
a několik dalš ích de ta i lů . 

• Osvě t len í renderu je pouze zák ladn í s a m b i e n t n í a difusní s ložkou. Použ i t je P h o n g ů v 
osvět lovací model . Napro t i tomu osvět lení ve s n í m k u videa je velice b o h a t é . N a p ř e d n í 
čás t i je několik odlesků , zadn í stranu p o k r ý v á s t ín kameramana. S a m o t n ý automobil 
též v r h á s t ín . 

Z pohledu algori tmu je však h lavní , že větší čás t hran a dů lež i tých de t a i l ů o d p o v í d á modelu. 
Po spuš t ěn í program produkoval tyto výs ledky 6.8. Odpov ída j í c í v s t u p n í videa jsou u ložena 
na p ř i loženém D V D . V ý s t u p e m programu nen í jen s a m o t n ý render v y p o č í t a n é polohy a 
rotace, ale i hodnota stavu. To je m o ž n é vynés t do grafu v závislot i na čase í, respektive 
s n í m k u n. D a l š í m m o ž n ý m v ý s t u p e m je graf modeluj íc í pohyb automobilu v 3d prostoru. 

Bohuže l nen í m o ž n é p ř í m o urč i t p ř e s n o u polohu automobilu, jeho poloha však v izuá lně 
velmi d o b ř e o d p o v í d á automobilu ve videu. 
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O b r á z e k 6.7: Lokální p ř íznaky . M o d r ý m i body jsou označeny zá jmové body r ende rované 
scény, če rveně videa 

29 



(a) Frame 25-video (b) Frame 25-model 

O b r á z e k 6.8: P ř í k l a d s ledování objektu v r e á l n é m videu 
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O b r á z e k 6.9: Re la t i vn í poloha kamery vůči automobilu a jeho vývoj v čase 

O b r á z e k 6.10: Re la t i vn í úhe l kamery vůči automobilu a jeho vývoj v čase 
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Kapitola 7 

Závěr 

V r á m c i t é t o p r á c e byly p r o s t u d o v á n y metody pro s ledování o b j e k t ů ve videu p o m o c í statis
t ický metod založených na čas t icových filtrech. D á l e byla p r o s t u d o v á n a l i teratura týkaj íc í se 
detekce zá jmových b o d ů s d ů r a z e m na metody m o ž n é implementovat p o m o c í grafické karty 
a v y b r á n jeden k o n k r é t n í algoritmus S U S A N pro implementaci . V la s tn í implementace algo
r i tmu byla d ů k l a d n ě o p t i m a l i z o v á n a tak, aby mohl na grafické k a r t ě fungovat bez omezení a 
efekt ivně. P ř e d s t a v e n o bylo vylepšení tohoto algori tmu využívaj íc í možnos t i t ex tu rovac í ch 
jednotek G P U a t í m i z lepšena jeho odolnost vůči alias e fek tům, k t e r é mohou vznikat d íky 
un i fo rmi tě obrazové informace. P ř e d s t a v e n b y l s ledovač za ložený na p roh l edáván í prostoru 
s t a v ů p o m o c í čas t icového filtru. Ten se snaži l o minimal izac i účelové funkce. T a byla defino
v á n a jako vzdá lenos t b l ízkých p ř í znaků , k t e r é byly v ý s t u p e m algori tmu S U S A N . Program 
velmi d o b ř e fungoval jak pro tes tovac í scénu, tak pro reá lnou . 

Program m á několik n e v ý h o d . P r v n í a zá sadn í je n e m o ž n o s t b ě h u ve s k u t e č n é m čase. 
V ý s l e d k e m profilace bylo zj iš tění , že největš í čás t v ý p o č t u zab í r á vykres lování velké m n o ž 
s tv í scén a nejspíše i režie s p o j e n á se s p o u š t ě n í m velkého m n o ž s t v í G P U kerne lů . M o ž n ý m 
řešen ím by bylo vyčleni t jednu grafickou kar tu pro vykres lování scény a druhou pro v ý p o č e t 
S U S A N p ř í z n a k ů . Druhou grafickou kar tu jsem však bohuže l n e m ě l k dispozici . Dalš í vel
kou n e v ý h o d o u je p o m ě r n ě velké m n o ž s t v í v s t u p n í c h p a r a m e t r ů programu, k t e r é se mus í 
empiricky nastavit tak, aby post ihly k o n k r é t n í dynamiku modelu. J inak se ča s to s t á v á to, 
že r e n d e r o v a n é modely příl iš kmi t a j í kolem s p r á v n é polohy a nez ř ídka je výs l edkem zcela 
š p a t n ý stav (model se příl iš vzdál í a z t r a t í kontakt s objektem ve videu). Možnos t í by 
bylo zvýši t p o č e t čás t ic , tak aby lépe pokrýva l i s t avový prostor, to v šak vede k prodlou
žení doby v ý p o č t u . Dimezional i ta s tavového prostoru pracuje v tomto ohledu prot i n á m . 
L ineárn í zvýšení p o č t u čás t ic vede v 6D prostoru pouze k m a l é m u zlepšení p o k r y t í . Volné 
parametry modelu je v šak m o ž n o čas to nastavit velice p řesně . A le spoň př ib l ižně vždy v íme , 
jakou dynamiku těleso bude mí t . 

Možnos t í da lš ího vývoje je mnoho. Urč i t ě by pomohl kval i tnějš í modelu dynamiky sle
dovaného tě lesa (p ř idán í rychlosti a zrychlení) do pohybu tělesa, Nyn í je pohyb definován 
pouze n á h o d n ý m driftem. To by vedlo k menš í šanci na z t r á t u objektu ve videu, n e p ř í m o 
bychom tak mohl i snížit p o č e t čás t ic a t í m zvýši t rychlost. Dalš í m o ž n o s t z lepšení je v 
rychlosti aplikace. Ze zkušenos t i se p s a n í m C U D A apl ikací č a s to plyne, že i když je kód 
velice d o b ř e op t ima l i zovaná , s tač í i m a l á z m ě n a k n ě k o l i k a n á s o b n é m u zrychlení . P ř e d s t a 
vená metoda m á velký p o t e n c i á l h l avně s p ř i h l é d n u t í m do budoucna, kdy bude d o s t a t e č n ý 
výkon na b ě h p o d o b n ý c h apl ikací v r e á l n é m čase . Opro t i b ě ž n ě p o u ž í v a n ý m m e t o d á m je 
informace o poloze a rotaci tělese dů l ež i t ým krokem k u p ř e d u v oblasti poč í t ačového vidění . 
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Dodatek A 

Obsah D V D 

Př i ložený D V D nosič obsahuje zdro jové k ó d y aplikace, p ře loženou aplikaci , vče tně všech 
p o t ř e b n ý c h d y n a m i c k ý c h knihoven a s a m o z ř e j m ě pdf a tex verzi t é t o z p r á v y Př i loženy jsou 
i v šechna d o p r o v o d n á videa. 

Obsah j e d n o t l i v ý c h ad re sá řů : 

• src - Zdrojové k ó d y aplikace, V S 2008 projekt 

• doc - P d f a tex verze t é t o z p r á v y 

• video - Tes tovací videa 

• models - V y u ž i t é 3D modely 


