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ANOTACE

Tato bakalafska prace se v teoretické casti zaméfuje na popis charakteristik
paradigmatu Big Data. Dale jsou popsany dostupné velkoobjemové datové sady, zptsob
ukladani velkych objemt dat v distribuovaném souborovém systému, dostupné
technologie pro jejich efektivni zpracovani, popularni distribuce Apache Hadoop
frameworku a Hadoop ekosystém jako takovy. Pro demonstraci odliSnosti zpracovani
Big Data oproti konvenénimu zpracovani geodat pracuje autor v praktické ¢asti prace
s Hadoop distribuci Hortonworks Data Platform a jsou pfedstaveny nastroje GIS Tools
for Hadoop na ptrikladu agregace taxi zaznamu z New York City do ¢tvercové sité. Na
tomto pfikladu byla otestovana i doba potfebna pro dokonceni agregace pfi pouziti
rtiznych rozliSeni vysledné ¢étvercové sité na dvou vykonnostné odliSnych virtualnich
pocitacich. DalSi ¢cast prace se zaméfuje na vizualizaci dat pomoci JavaScriptovych
knihoven pro shlukovani bodt a tvorbu heatmap a testovani, za jak dlouho jsou tyto
knihovny schopny vykreslit objemnéjsi datové sady.
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ANOTATION

The theoretical part of this bachelor thesis describes the common characteristics of the
Big Data paradigm. It sums up the available data sources of large geospatial datasets,
describes how file storage works in distributed file systems, available technologies to
effectively process large datasets, the most popular Apache Hadoop distributions and
the Hadoop ecosystem as a whole. To demonstrate the differences in processing Big
Data compared to conventional processing of geospatial data, the author uses Apache
Hadoop distribution Hortonworks Data Platform and GIS Tools for Hadoop to aggregate
taxi trip records from New York City into a square grid. The author also tests the impact
of using different spatial resolutions of the square bins on the computation time on two
virtual machine configurations with different specifications. The next part focuses on
data visualization using JavaScript libraries for marker clustering and heatmaps and
testing their rendering time when used with larger datasets.
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UvVOD

Big Data, pojem, ktery se béhem poslednich let stal velmi ¢astym pfedmétem celé rady
odbornych publikaci ¢i védeckych konferenci. Do dnesSni doby stale neni urcena pfesna
definice tohoto pojmu a zpusoby interpretace se v rliznych oborech znaéné odliSuji.
Obecné lze za Big Data povazovat objemné strukturované ¢i nestrukturované datasety,
které nemohou byt snadno ukladany, spravovany a analyzovany pomoci konvenénich
metod v rozumném c¢ase (Chen a kol. 2014).

Obrovsky rozmach Big Data je z velké Casti zptuisoben klesajicimi cenami vypocetni
techniky a rozvojem informacnich technologi. Dnes jiz existuje pro zpracovani
takovychto dat fada technologii, které jsou neustale vylepSovany. VétSina téchto
technologii pfedstavuje levna feSeni pro zpracovani velkych objemt dat a mnoho z nich
ma otevieny zdrojovy kod. Piikladem mtize byt framework Apache Hadoop, patfici mezi
nejpouzivanéjsi technologie v oblasti Big Data, kombinujici bézné dostupny hardware
s open source softwarem. Jeho vyvoj je podpofen celou fadou prispévateltn a velkych
spolecnosti, mezi které mtizeme zafadit napfiklad Google, Amazon, Microsoft, Facebook
¢i Twitter (Balusamy a kol. 2018).
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1 CILE PRACE

Cilem prace je provést analyzu paradigmata Big data v oblasti GIS/GIT a pfibuznych
oborech s ohledem na moznosti vizualizace. Student provede v i mimo oblast GIS/GIT
vlastni analyzu, shromazdi a definuje vhodné nastroje, sluzby, operace, datové sady
a jejich poskytovatele, obecné principy, legislativni/licenéni omezeni. Student vyhleda
a analyzuje vhodné zdroje Big data s prostorovym aspektem (NOAA, Landsat, NASA, US
Census, ...). Dale teoreticky specifikuje a na realnych pfipadech ovéfi moznosti
vizualizace vybranych zdroji - konkrétni metody, technologie a postupy prostorovych
dat. Dale se student v praci zaméfi a navrhne ukazkové priklady impelementace nosql
databazi, nastroje open refine a dal§ich. Na zvolenych pfipadovych studiich bude
demonstrovat odliSnosti paradigma Big data oproti konvenénimu zpracovani geodat.
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2 METODY A POSTUPY ZPRACOVANI

Zacatek tvorby bakalaiské prace tvofilo podrobné studium literatury tykajici se
technologii a postupt v oblasti Big Data. Nutné bylo také vyhledat dostupné datové
zdroje a zvolit vhodné nastroje a metody pro jejich naslednou vizualizaci.

2.1 Pouzité metody

Marker Clustering

Predstavuje vizualizacéni techniku, diky které jsou jednotlivé body na webové mapé
seskupeny do shlukt podle pouzitého algoritmu. Takto seskupené body jsou poté
reprezentovany na mapé symbolem s poctem bodu, které tvofi shluk. Vytvorenym
shluktim lze upravit symbologii podle poctu bodti, které obsahuji (napf. barvu ¢i
velikost). Pfi pfiblizovani se pak shluky zmenSuji a zobrazuji se jednotlivé body.
Shlukovanim se tak eliminuji pfekryvajici se body a webova mapa se stava prehlednéjsi.

Heatmap

Jedna se o jednu z nejcastéji pouzivanych metod pro vizualizaci bodovych datasetu.
Diky této metodé lze snadno spojité vizualizovat a analyzovat objemné datové sady
a identifikovat shluky (Trame a Kefler, 2011). Nelze ale urcit, zda jsou tyto shluky
statisticky vyznamné ¢&i nikoli (Brovelli a kol. 2016). Body jsou reprezentovany
barevnym pfechodem, ktery predstavuje oblast a silu vlivu kazdého bodu. V pripadé
prekryvu pak dochazi ke scitani vlivii téchto bodu (Otte, 2015). Cesky ekvivalent
heatmap stanovila Slézakova (2017) na ,mapu ¢i metodu intenzity jevu“, nicméné pro
potfeby této prace je pouzit termin heatmap.

Spatial Binning

Jednu z metod, jak pracovat s objemnymi bodovymi datasety predstavuje metoda
Spatial Binning. Jedna se o metodu agregovani dat do polygonti ¢i do pravidelné sité,
ktera mutize byt tvofena trojuhelniky, ¢tverci ¢i v posledni dobé stale popularnéjSimi
Sestithelniky. Vytvofené bunky jsou stejné velké tudiz vzajemné srovnatelné a nezavislé
na Casové a Uzemné proménlivé administrativni struktufe. Takto vytvofena pravidelna
sit umoznuje také hierarchizaci prostorové prezentace a jeji presnosti tim, ze lze volit
velikost bunky pfi zachovani pravidelnosti sité (Klauda, 2016).

2.2 Pouzita data

Pfi praci na této bakalafské praci byly pouzity dvé datové sady. Export z Nalezové
databaze ochrany pfirody poskytnuty Agenturou ochrany krajiny a pfirody Ceské
republiky, na kterém byla testovana metoda Marker Clustering a tvorba Heatmap
pomoci JavaScriptovych knihoven. Dale byla pouzita taxi data, ktera zdarma poskytuje
New York City Taxi & Limousine Commission. Pouzité datové sady jsou podrobnéji
popsany v podkapitole 5.1 a 5.2.

2.3 Pouzité programy

V ramci bakalafské prace bylo otestovano nékolik JavaScriptovych knihoven pro tvorbu
interaktivnich webovych map a jejich pluginu. Pro tvorbu heatmap byly otestovany
knihovny Leaflet 1.3.1 s pluginem Leaflet.heat 0.2 a knihovna OpenlLayers 4.6.4, ktera
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tvorbu heatmap nativné podporuje. Shlukovani bodt bylo testovano za vyuziti knihoven
Leaflet 1.3.1 s pluginem Leaflet.markercluster 1.3.0, OpenlLayers 4.6.4,
Supercluster.js 3.0.2 (v kombinaci s knihovnou Leaflet), PruneCluster 2.1.0 (taktéz
v kombinaci s knihovnou Leaflet) a Mapbox GL JS 0.44.1. Testovani probihalo
v prohlize¢i Google Chrome 65.0.3325.181 na lokalnim webovém serveru Apache HTTP
Server 2.4.29 (soucast baliku XAMPP 7.2.3).

Dale byly pouzity open source nastroje GIS Tools for Hadoop, které slouzi pro praci
s prostorovymi daty a umoznuji provadét prostorové analyzy v Apache Hadoop
frameworku. Testovani té€chto nastrojii probihalo v prostfedi Hortonworks Sandbox
s HDP ve verzi 2.5 na platformé Microsoft Azure. Pro ovladani sandboxu byl vyuzit SSH
(Secure Shell) klient PuTTY ve verzi 0.70. Pro pfevod dat z formatu JSON na prvky
a definovani soufadnicového systému bylo vyuzito nastroji GIS Tools for Hadoop
a programu ArcMap 10.5 z ArcGIS Desktop 10.5. Vizualizace dat probihala v programu
QGIS 2.18.18 a nasledné byl vyuzit plugin QTiles pro export dlazdic.

Webové stranky a aplikace byly vytvofeny v textovém editoru Sublime Text 3. Pro
tvorbu tabulek, sepsani textu prace a prezentaci vysledkt byly vyuzity programy
Microsoft Excel, Microsoft Word a Microsoft PowerPoint 2z kancelarského baliku
Microsoft Office 2016. Poster k bakalafské praci byl zpracovan v programu Adobe
Nlustrator CC 2017.

2.4 Postup zpracovani

Jak jiz bylo zminéno v tivodu této kapitoly, samotnému zpracovani této bakalarské
prace predchazelo studium odborné literatury, zabyvajici se technologiemi a postupy
vyuzivanymi v oblasti Big Data. Nasledovalo vyhledani vhodnych datovych sad
a nastroju, se kterymi bylo nutné se podrobné seznamit. OdliSnosti ve zpracovani Big
Data oproti konvenénimu zpracovani geodat byly demonstrovany na vybraném baliku
nastrojua, kterym byl GIS Tools for Hadoop. Tento balik nastrojii byl pouzit v prosttedi
Hortonworks Sandbox s HDP na platformé Microsoft Azure. Pro zpracovani dat pomoci
GIS Tools for Hadoop byla zvolena metoda Spatial Binning. Dale bylo provedeno
testovani ¢asové narocnosti zpracovani dat pomoci této metody, konkrétné na agregaci
dat do ¢tvercové sité, a to na dvou vykonnostné odlisnych virtualnich poéitac¢ich na
platformé Microsoft Azure. Cely postup prace s nastroji GIS Tools for Hadoop je popsan
v kapitole 7. Pro vizualizaci dat byly zvoleny JavaScriptové knihovny pro shlukovani
bodi a tvorbu heatmap, u kterych probihalo testovani rychlosti vykresleni na
vytvofenych vzorcich dat (pfedmét kapitoly 8). Na zavér byla sepsana textova cast
bakalarské prace, vytvofen informacéni poster a webové stranky, jejichZz soucasti jsou
i vytvofené webové aplikace, které byly predmétem testovani.

\YHLEDANIVHODNYCH VHODNE NASTROJE PRO DEMONSTRACI
DATOVYCH SAD ZPRACOVANI BIG DATA OPROTI KONVENCNIMU
ZPRACOVANI GEODAT

TVORBA WEBOVYCH STRANEK

ZVOLENI NASTROJU PRO VIZUALIZACI
OBJEMNYCH DATOVYCH SAD A JEJICH TESTOVANI A POSTERU

SEPSANITEXTU PRACE ODEVZDANI PRACE

Obr. 1 Postup zpracovani prace.
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3 BIG DATA

Big Data je termin, oznacujici velmi objemné datové sady, které je obtizné ukladat,
spravovat, sdilet, analyzovat a vizualizovat pomoci béznych nastrojia. Obrovsky nartst
mnozstvi dat béhem poslednich desetileti je do znaéné miry nasledkem klesajicich
nakladu spojenych s vypocetni technikou a informa¢nimi technologiemi. Se zvySujici se
popularitou big dat (viz Obr. 2) se rozSifuji i technologie a mozZnosti, jak Ize takova data
zpracovavat.

POPULARITA VYRAZU ,,big data”
v letech 2004 — 2018

100
80

60

popularita

40

20

2004 2005 2006 2007 2008 2009 2010 2011 2012 2013 2014 2015 2016 2017 2018

rok

Obr. 2 Popularita vyrazu "big data" dle Google Trends! (zdroj: https://trends.google.com/trends).

Termin byl poprvé pouzit védci NASA na 8. konferenci IEEE Visualization v roce
1997 v souvislosti s vizualizaci dat, kdy se data stavaji natolik objemna, ze presahuji
kapacitu paméti (Cox, Ellsworth, 1997). Nejcasté€ji se Big Data charakterizuji pomoci
takzvanych ,,3V“, ktera poprvé pouzil analytik spolecnosti Gartner Doug Laney. Prvni
vyzkumna zprava zabyvajici se témito charakteristikami byla vypracovana v roce 2000
a poté vydana v tinoru roku 2001 pod nazvem 3-D Data Management: Controlling Data
Volume, Velocity and Variety. Dle Laneyho (2012) se konkrétné jedna o objem (volume),
rychlost narastu (velocity) a raznorodost (variety). Tyto zakladni charakteristiky byvaji
nékterymi autory a spoleCnostmi ¢asto doplnovany o dalsi. Podle IBM (2013) maji Big
Data Ctyfi dimenze. Objem (volume), rychlost (velocity), rtznorodost (variety)
a vérohodnost (veracity), vyjadfujici nejistotu v datech. Firma Microsoft rozsifila
ptvodni charakteristiku o dalsi dvé dimenze — proménlivost (variability), ktera vyjadiuje
na rozdil od rGznorodosti pocet proménnych v datové sadé a viditelnost (visibility)
(Elbattah a kol. 2018). K témto charakteristikam byvaji ¢asto dopliiovany i dalsi. Néktefi
autofi doplauji hodnotu, kterou data pfedstavuji pro firmu (value), dobu platnosti
(validity), pfechodnou dobu nutného ukladani dat (volatility) apod. (Holubova, 2015).

1 Cisla pfedstavuji relativni zajem ve vyhledavani vzhledem k nejvy$s§imu bodu grafu pro danou oblast a dobu.
Hodnota 100 predstavuje nejvys$si popularitu vyrazu. Hodnota 50 znamena, ze mél vyraz poloviéni popularitu.
Skoére O znamena, ze pro vyraz nebyl shromazdén dostatek dat (zdroj: https:/ /trends.google.com/trends/).
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Obr. 3 Charakteristika Big Data (zdroj: http://www.cousinsinfotech.com /big-data-analytics).

3.1 Velikost (Volume)

Jednou z charakteristik Big Data je velikost (volume), ktera mtize znamenat velikost dat
jako takovou, pripadné velké mnozstvi zaznamu, které dataset obsahuje. Podle odhadt
spole¢nosti IBM (2013) se denné vytvoii 2,5 kvintilionl bajta dat a celkovy objem dat
bude do roku 2020 ¢init 40 zettabajti. V dnesni dobé je bézné, ze velké spolecnosti maji
ulozisté velké v fadech terabajti ¢i petabajti. Piikladem takové spolecnosti mtize byt
napfiklad Facebook, ktery mél ke konci roku 2016 az 1,86 miliardy denné aktivnich
uzivatelll, ktefi denné sdili az 500 TB dat. Nicméné Stephen Brobst, CTO (Chief
Technology Officer) ve spolecnosti Teradata, v roce 2010 predpovédél, ze béhem tfi az
péti let nebudou nejvétsSim zdrojem nestrukturovanych dat socialni sité, nybrz data
ziskana ze senzoru a senzorovych siti (Liang a Huang, 2014).

Velky zdroj 2D prostorovych dat pfedstavuji i letecké a satelitni snimky. V archivu
USGS (United States Geological Survey) se k 1. 1. 2015 nachazelo 5 532 454 snimkt
z programu Landsat o celkové velikosti 4,134 PB (Wulder a kol. 2016) a denné ziska
NASA (National Aeronautics and Space Administration) pfiblizné 5 TB dat z dalkového
prazkumu Zemé (Vatsavai a kol. 2012).

Dalsim piikladem mtuize byt program Copernicus v ramci kterého druzice Sentinel-
1A a -1B poridily ke konci roku 2016 celkem 0,77 PiB dat, Sentinel-2A 0,46 PiB dat
a druzice Sentinel-3A 10,4 TiB (Castriotta, 2017).

Rozsahlym zdrojem 3D dat jsou data ziskana pomoci technologie LIDAR (Light
Detection And Ranging), slouzici k detekci objektth a méfeni vzdalenosti pouzitim
laserového zafeni (Slovnik VUGTK, 2018). Uzivatel tak mtize snadno ziskat miliony
bodli ve zvolené zajmové oblasti. Tato bodova mracéna lze poté vyuzit k vytvofeni 3D
modelt skenovanych objektta. Pravé zpracovanim mrac¢na bodt pomoci Apache Hadoop
se zabyval Rizicka a kol. (2017), kdy byla vytvofena MapReduce aplikace LAStoGRID,
ktera byla nasledné otestovana s odliSné velkymi mraény bodt (10, 100, 500, 1000
miliént bodl) za vyuziti Apache Hadoop v konfiguraci single-node a clusteru (jeden
master uzel a 3 slave uzly). Otestovan byl i desktopovy software, ktery pro tvorbu gridu
bézné vyuziva katedra Geologického inZenyrstvi na VSB-TUO (Vysoka §kola banska —
Technicka univerzita Ostrava). Z testovani vyplynulo, ze desktopovy software je schopen
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zpracovat pouze vzorek o velikosti 10 milioni bodti, a to za 537 sekund. Testy na
vzorcich s vy$Sim poctem bodu skoncily chybovy hlasenim. Vyuziti Apache Hadoop
pfineslo zna¢né snizeni vypocetni doby pro tvorbu gridu. Ten byl vytvoren za 47 sekund
v konfiguraci single-node a za 71 sekund pfi vyuziti clusteru. Paradoxné konfigurace
single-node dosahovala niz§ich ¢asli zpracovani nez clusterové feSeni. Moznou pfic¢inou
mohlo byt pouziti jednoduchych vypocti pro funkce map a reduce a distribuci dat mezi
jednotlivymi uzly (RGzicka a kol. 2017).

LAStoGRID on Hadoop

= Single
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2000
1500
1000
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Obr. 4 Doba potiebna pro tvorbu gridu na Apache Hadoop (Rtzicka a kol. 2017).

3.2 Rychlost (Velocity)

Rychlost (velocity) predstavuje, jak rychle jsou data generovana a zpracovana.
Nestrukturovana data rostou rychleji nez data strukturovana, a proto je nutné volit
odliSné zpusoby pro zpracovani téchto dat. Data mohou byt zpracovavana davkové
(napf. pomoci MapReduce frameworku). Casto je ale zpracovavat data v realném case.
Pro takové potfeby existuji dalSi frameworky, mezi které mtzeme zatfadit napfiklad
Apache Spark, Apache Storm ¢i Apache Flink (Balusamy a kol. 2018).

3.3 Ruznorodost (Variety)

Podle Holubové a kol. (2015) hovofime v oblasti Big Data o datech semi-
strukturovanych (pfikladem mohou byt textové dokumenty CSV nebo data ve formatech
XML ¢&i JSON) nebo zcela nestrukturovanych mezi které spadaji napfiklad
multimedialni data. V pfipadé dat wulozenych v klasickych relacnich databazich
hovofime potom o datech strukturovanych. Balusamy a kol. (2018) uvadi, ze
strukturovana data tvofi pouze S % vSech digitalnich dat. Semi-strukturovana data
tvori také 5 % a nejvetsi ¢ast (90 %) tvofi data nestrukturovana.
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4 DATOVE FORMATY

Tato kapitola popisuje vybrané datové formaty, se kterymi je mozné se setkat pfi
zpracovani Big Data v oblasti GIS a pfibuznych oborech.

JSON

Format JSON (JavaScript Object Notation) ptvodné vznikl pro predavani dat mezi
serverovou a klientskou casti webové aplikace. Jedna se o podmnozinu jazyka
JavaScript, ktera dovoluje reprezentovat zakladni datové struktury a umoziuje jejich
pfimocaré pouziti v prohlize¢i. Postupem c¢asu se vSak JSON stal roz§ifenym datovym
formatem a knihovny umoznujici jeho pouziti existuji pro vSechny pouzivané jazyky.
Pouziti JSON v aplikaci je velice pfimocaré, protoze JSON lze snadno mapovat pfimo na
objekty daného jazyka (Holubova, 2015).

Formaty JSON maji své uplatnéni pfedevS§im mezi webovymi technologiemi. Oproti
formatim odvozenych z XML (GML, KML) maji krat$i zapis, coz je vyhodné pfi
pfenosech v prostfedi Internetu. Soufadnicovy systém nelze definovat, a proto se
predpoklada, ze se jedna o WGS84 (World Geodetic System 1984). Data 1ze libovolnym
zplUsobem zanofovat a vétvit (GISMentors, 2017).

GeoJSON

GeoJSON je vyménny geoprostorovy format zalozeny na datovém formatu JSON.
Definuje nékolik typt JSON objekti a zpusob jejich kombinace, kterym reprezentuji
geografické prvky, jejich vlastnosti a prostorovy rozsah. GeoJSON vyuziva soufadnicovy
systém WGS84 a jako jednotky desetinné stupné (RFC 7946 - The GeoJSON Format,
2016). GeoJSON je vyuzivan u webovych sluzeb pro svij maly objem a jednoduchost. Je
méné narofny na zpracovani, coz je vhodné zejména u webovych prohlizecu
(GISMentors, 2017).

Struktura formatu GeoJSON:

{

"type": "FeatureCollection",
"features": [
{
"type": "Feature",
"properties": {},
"geometry": {
"type": "Point",
"coordinates": [17.265400886535645,49.593818757533676]

]
}

TopoJSON

TopoJSON je druhym formatem odvozenym z formatu JSON, ktery ale zatim nenabyl
takové popularity jako GeoJSON. Hlavnim tkolem formatu TopoJSON je minimalizace
datového toku mezi webovym serverem a klientem. Format je ¢astecné ztratovy, nebot
soufradnice bodt a lomovych bodti jsou zapisovany v relativni poloze od daného pocatku
a v celych cislech (ztraci se presnost). K tspofe datové velikosti dochazi také tim, ze
hranice polygon® jsou ulozeny pro dvé sousedici plochy pouze jednou (format je tedy
topologicky) (GISMentors, 2017).

17



Struktura formatu TopoJSON:
{
"type":"Topology",
"transform":{
"scale": [1,11,
"translate": [0,0]
b
"objects":{
"two-squares": {
"type": "GeometryCollection",
"geometries": [
{"type": "Polygon", "arcs":[[0,1]],"properties": {"name":
"Left Polygon" }},
{"type": "Polygon", "arcs":[[2,-1]],"properties": {"name":
"Right Polygon" }}
]
}
b
"arcs": [[[112]1[01_2]]1 [[110]1[_110]1[012]1[110]]1 [[112]1[110]1[01_
21,0-1,0111
}

Csv

Format CSV (Comma-separated Values) je jednoduchy format pro ukladani dat, ktera
maji podobu tabulky. Kazda radka textového souboru obsahuje jeden zaznam
s nékolika polozkami, které jsou oddéleny oddélovacem. Nejcastéji se pro oddéleni
polozek pouziva stfednik, ¢arka nebo tabulator. Prvni fadka souboru mtize obsahovat
zahlavi sloupct (Holubova a kol. 2015).

Struktura formatu CSV:

Trip ID,Taxi ID,Trip Start Timestamp,Trip End Timestamp, Trip

Seconds, Trip Miles, Pickup Census Tract,Dropoff Census Tract,Pickup
Community Area,Dropoff Community Area,Fare,Tips,Tolls,Extras,Trip

Total, Payment Type,Company,Pickup Centroid Latitude, Pickup Centroid
Longitude, Dropoff Centroid Latitude,Dropoff Centroid Longitude
01e6,3999,12/01/2015 12:00:00 AM,12/01/2015 12:15:00
AM,120,0.3,17031081403,17031081600,8,8,%4.05,5%0.00,%0.00,%0.00,%4.05,
Cash,Dispatch Taxi Affiliation,41.890922026,-87.618868355,41.892072635, -
87.628874157

XML

Znackovaci jazyk XML (eXtensible Markup Languague) vznikl jako zjednodusSeni
komplexniho znackovaciho jazyka SGML. Znackovaci jazyky umoznuji doplnit prosty
text o strukturu elementti, ktera mu da vyznam. V dobé vzniku XML byla zaroven velka
poptavka po formatu, ktery by umoznil snadné propojeni systému a vyménu dat mezi
nimi. XML §lo pouzit i k témto ucCeliim, a tak se stalo nejpouzivanéjSim formatem pro
vyménu dat (Holubova a kol. 2015).

Na znackovacim jazyce XML jsou zalozeny i formaty KML (Keyhole Markup
Languague) a GML (Geography Markup Languague). Format KML byl ptivodné vyvinut
spoleénosti Google a umoznuje, na rozdil od GML, pouzit pouze soufadnicovy systém
WGS84. Slouzi predevSim pro vizualizaci jednotlivych prvkua geodat a od roku 2008
patfi mezi standardy OGC (Open Geospatial Consortium). Format GML je otevienym
OGC standardem pro pfenos vektorovych dat definovany normou ISO 19136
(GISMentors, 2017).

18



Struktura formatu XML:

<?xml version="1.0" encoding="UTF-8"?>
<current>
<city 1d="2643741" name="City of London">
<coord lon="-0.09" lat="51.51">
<country>GB</country>
<sun rise="2015-06-30T03:46:57" set="2015-06-30T20:21:12">
</city>
<temperature value="72.34" min="66.2" max="79.88"
unit="fahrenheit"/>
<humidity value="43" unit="%">
<pressure value="1020" unit="hPa">
<wind>
<speed value="7.78" name="Moderate breeze">
<direction value="140" code="SE" name="SouthEast">
</wind>
<clouds value="0" name="clear sky">
<visibility wvalue="10000">
<precipitation mode="no">
<lastupdate value="2015-06-30T08:36:14">
</current>
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5 ZDROJE DAT

Existuje cela fada datovych sad vhodnych pro zpracovani technologiemi uréenymi pro
zpracovani Big Data. Muzeme se setkat s otevienymi daty, daty poskytovanymi na
zakladé smluv nebo daty ziskanymi pomoci vefejné dostupnych API ¢i pomoci metod
jako data mining a web crawling.

5.1 Nalezova databaze ochrany pfirody

Nalezova databaze ochrany pfirody (ND OP) je zdroj dat v oblasti druhové rozmanitosti
Ceské republiky a je poskytovana Agenturou ochrany pfirody a krajiny Ceské republiky
(AOPK CR). Shrnuje veskera dostupna data o rozsifeni druht na tizemi CR. Databaze je
vS§eobecna, zaméfend na nalezy rostlin, zivoCicht i hub a liSejniki. Databaze je
prabézné dopliovana pomoci aplikace NDOP (dostupna na ndop.nature.cz), slouzici
k editaci dat. Prohlizeni dat pak umoznuje aplikace FiND (Filtr nalezovych dat), ktera je
dostupna pouze pro zaméstnance AOPK CR, Ministerstva Zivotniho prostfedi, pfipadné
na zakladé licen¢nich smluv. Aktualné obsahuje databaze celkem pfes 22 miliénu
nalezu.

Pod pojmem nalez se rozumi pozorovani jedincli ve volné prirod€, ale také napiiklad
nalezové tidaje exemplait ze sbirek a herbaiti ¢i kazdy publikovany ¢i nepublikovany
zaznam o vyskytu druhu na konkrétnim tzemi Ceské republiky. Databaze se neomezuje
na nékterou skupinu a data se sbiraji o vSech druzich. Primarné se jedna o ohrozené
druhy, ale databaze obsahuje i znatné mnozstvi zaznamti o béznych druzich. Pfesnost
geografického a Casového umisténi se odviji od ptvodniho zdroje. U nové pofizenych
udaju je pfesnost velmi vysoka, u historickych tidaji pak klesa.

Data jsou na zakladé smluv  poskytovana pro vyzkumné  ucely
véetné diplomovych a disertacnich praci. Data jsou poskytovana ve formatech SHP
(Shapefile) a CSV (Portal AOPK CR, 2018). Zaznamy v ND OP obsahuji ID nalezu, taxon,
autora nalezu, lokalitu, datum nalezu, pocetnost taxonu, soufadnice nalezu
v soufadnicovém systému S-JTSK (Systém jednotné trigonometrické sité katastralni)
a poznamky.

Ukazka dat z Nalezové databaze ochrany pfirody:

"ID ND NALEZ" "IDX ND AKCE" "DRUH" "AUTOR""LOKALITA""DATUM OD"

"DATUM DO" "ZDROJ" "POCET" "POP POC" "REL POC" "X" "Y" "IDX ND LOKAL"
"POZN1" "POZN2" "POZN3"

2395881 2990079 "Picea abies" "Tandler Libor" "m0174 251102 516 X9A"
"14.06.2003" "20.09.2003" "Libor Tandler. m0174: m0174. 2003." "" "" -
531068 -1111428 826685 "" "" "n

2011080 2877519 "Agrostis capillaris" "Kocurova Michaela"

"p0120 223305 113 L5.1"™ "04.07.2003" "13.08.2003" "Michaela Kocurova.
p0120: p0120. 2003.™ "™ "™ -813831 -1137483 714124 "m mm nn

5.2NYC TLC Trip Data

Taxi data z mésta New York poskytuje NYC TLC (New York City Taxi & Limousine
Commission) zdarma ve formatu CSV. Data jsou dostupna od roku 2009 pro zluta taxi
a od srpna roku 2013 pro zelena taxi (Boro taxi), ktera ale maji omezeno nabirani
zdkaznikGi na Manhattanu a zakazano nabirani zakaznikt na letisti JFK a letisti
LaGuardia. Od roku 2015 jsou dostupna data pro tzv. FHV (For-Hire Vehicle), mezi
které spada napriklad Uber, Lyft, Juno a Via. Zaznamy ze zlutych a zelenych taxi
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obsahuji ¢asovy udaj o nastupu a vystupu, pfesné souradnice nastupu a vystupu
v soufadnicovém systému WGS84 (od cervence 2016 jiz nejsou poskytovany presné
souradnice, ale pouze nastupni a vystupni taxi zény), vzdalenost trasy, cenu jizdného,
typ platby a pocet cestujicich. NYC TLC ziskava data od autorizovanych poskytovatelti
v ramci programt Taxicab & Livery Passenger Enhancement (TPEP/LPEP). FHV data
obsahuji ¢asovy tdaj nastupu, a ID lokality (NYC Taxi & Limousine Commission, 2018).

BRONX

West 110 Street MANHATTAN

i East 96 Street

QUEENS

BROOKLYN

s

STATEN ISLAND

Obr. 5 Omezeni zelenych taxi (zdroj: http://www.nyc.gov).

Ukazka NYC TLC Taxi dat:

vendor name, Trip Pickup DateTime,Trip Dropoff DateTime, Passenger Count,T
rip Distance,Start Lon,Start Lat,Rate Code,store and forward,End Lon,End
_Lat, Payment Type,Fare Amt,surcharge,mta tax,Tip Amt,Tolls Amt,Total Amt
VTS,2009-01-04 02:52:00,2009-01-04 03:02:00,1,2.63,-
73.991956,40.721567,,,-73.993803,40.695922,CASH,8.9,0.5,,0,0,9.4
VTS,2009-01-04 03:31:00,2009-01-04 03:38:00,3,4.55, -
73.982101,40.736289,,,-73.955849,40.768030,Credit,12.1,0.5,,2,0,14.6
DDS,2009-01-01 20:52:58,2009-01-01 21:14:00,1,5,-73.974266,40.790954,,, -
73.996557,40.731848,CREDIT,14.9,0.5,,3.049,0,18.4

5.3 Socialni sité

Velkym zdrojem dat mohou byt i socialni sité, ze kterych lze ziskat data prostfednictvim
tzv. API (Application Programming Interface). Pfikladem takové socialni sit€ muze byt
napfiklad Twitter. Standartni verze Twitter Search API pfistupna vefejnosti umoznuje
vyhledavat ve tweetech, které jsou az 7 dni staré. Vyhledavani lze omezit pouze na
urcity jazyk €i zvolenou zajmovou oblast, ve které se maji tweety vyhledavat. Existuje
také varianta Premium, vyzadujici vyvojarsky ucet a placena varianta Enterprise, ktera
zahrnuje i technickou podporu. Obé tyto varianty pak umoznuji vyhledavani tweeta jiz
od roku 2006. Twitter Streaming API pak slouzi k ziskavani tweetll v realném case.
Vefejné poskytuje Twitter pouze maly vzorek dat a to nanejvys 1 % tweett v daném case
(Morstatter a kol. 2013). Dostupna je také varianta Enterprise, ktera tento limit
navySuje na 10 % (Twitter Developer Platform, 2018). Podle Croitoru a kol. (2014) se
procento tweett1 s pfesné urcenou polohou pomoci souradnic pohybuje mezi 0,5 — 3 %.
Popisna toponyma pak obsahuje pfiblizné 40-70 % tweet?.

Dalsim pfikladem muze byt socialni sit Foursquare, ktera ale neposkytuje pfistup
pomoci vefejného API k jednotlivym check-ins (pfihlaSeni uzivatele) na konkrétnich
mistech (venues), nicméné ale existuje vefejné dostupna datova sada, obsahujici
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zaznamy od dubna 2012 do zari 2013, ve které je obsaZeno celkem 33 278 683 check-
ins od 266 909 uzivateli. Pro zachovani soukromi uzivatell byla jejich uzivatelska
jména anonymizovana. Datova sada je dostupna na nasledujicim odkazu:
https://sites.google.com/site/yangdingqi/home/foursquare-dataset

5.4 Dalsi datové zdroje

Mezi dalsi datové zdroje muzeme zafadit klimaticka data NOAA, ktera jsou dostupna
hned z nékolika zdroju. Konkrétné z datového portalu NOAA Earth Systems od
spole¢nosti IBM, AWS (Amazon Web Services) ¢i Google Cloud Plaftorm. Dostupna jsou
také taxi data pro mésto Chicago, a to od roku 2013. Tento dataset aktualné tvori
celkem 112 860 054 zaznamu a je dostupny zdarma ve formatech CSV, JSON ¢i XML
z oficialniho datového portalu mésta Chicago. Jako dalsi zdroj 1ze povazovat i tzv. VGI
(Volunteered Geographic Information) data. Prikladem téchto dat mohou byt napfiklad
OpenStreetMap data, ktera maji aktualné v nekomprimované podobé (format XML)
velikost priblizné 913 GB. V komprimované podobé (bzip2) maji tato data velikost
66,6 GB a ve formatu PBF pak 39,6 GB (OpenStreetMap Wiki, 2018).
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6 HADOOP

Jedna se o jedno z nejznaméjSich a nejefektivnéjSich feSeni, jak distribuované
zpracovavat a analyzovat velké objemy dat, ktera mohou byt strukturovana, ¢astecné
strukturovana nebo nestrukturovana. Dle Dumbilla (2013) se jedna fadové o desitky az
stovky gigabitti ¢i vice. Apache Hadoop ma své pocatky v projektu Apache Nutch, coz je
open source webovy vyhledavaé, ktery je soucasti Apache Lucene (knihovna pro
fulltextové vyhledavani). Apache Hadoop je Skalovatelny a vaci chybam tolerantni open
source framework psany v jazyce Java, jehoz autorem je Doug Cutting a vyvojem se
zabyva spolecnost Apache Software Foundation. Jeho soucasti je mnoho komponent,
které mohou podle potieby pracovat soucasné ¢i samostatné. Mezi zakladni
komponenty Apache Hadoop patfi YARN (Yet Another Resource Negotiator), MapReduce
a HDFS (Hadoop Distributed File System), které jsou popsany v nasledujicich
podkapitolach (Guller, 2015).

Apache Hadoop je navrzen tak, aby bézel v clusteru pocitact vyuzivajicich bézné
dostupny hardware, nicméné muize bézet i na jednom pocitaci v single-node konfiguraci.
Pro navy$eni vypocetniho vykonu a tilozného prostoru se namisto vertikalniho §kalovani
(scaling up), kdy se vypocetni vykon zvySuje pouzitim modernéjsiho a vykonnéjsiho
hardwaru daného serveru, vyuziva Skalovani horizontalni (scaling out), coz znamena
pfidani dalsiho uzlu do clusteru (Holubova a kol. 2015).

6.1 HDFS (Hadoop Distributed File System)

HDFS je S§kalovatelny distribuovany souborovy systém, ktery slouzi pro ukladani
soubort napfi¢ clusterem na jednotlivych datovych uzlech. Poskytuje rychly pfistup
k velkym soubortim, objemnym datovym sadam a vyznacuje se vysokou toleranci chyb.
Soubor ulozeny v HDFS je rozdélen na nékolik bloktl konfigurovatelné velikosti (vychozi
128 MB), které jsou ulozeny na jednotlivych datovych uzlech. (White, 2015). Diky
distribuovanému ulozeni je ¢teni a zapis objemnych dat mnohem rychlej§i, nez ¢teni
a zapis velkych soubort z jednoho disku. S distribuovanym ukladanim se zvys$uje
Sance, ze se soubor stane nedostupny v dusledku chyby datového uzlu. HDFS toto
riziko snizuje tak, ze jednotlivé bloky dat replikuje na vice uzlech. Zamérné tedy dochazi
k redundanci dat, aby v pfipadé selhani uzlu, byla data stale dostupna (Gulller, 2015).

Zakladni prvky architektury HDFS tvori uzly, které mohou byt dvojiho typu. Prvnim
je namenode, ktery spravuje jmenny prostor souborového systému a obsahuje veskera
metadata (nazvy soubort, uzivatelska opravnéni a misto ulozeni datovych bloku). Bez
namenode by distribuovany souborovy systém nemohl fungovat, jelikoz by bez néj
nebylo mozné rekonstruovat data z blokt ulozenych na datovych uzlech (datanode). Aby
nedoS$lo ke ztraté dat, poskytuje Hadoop dvé moznosti zalohy. Zalohovat 1ze samotna
metadata na lokalni disk pfipadné prostifednictvim protokolu NFS (Network File Systém)
na disk vzdaleného serveru. Druhou mozZnosti je vytvofeni sekundarniho namenode
béziciho na samostatném pocita¢i, ktery wuchovava obraz jmenného prostoru
a periodicky jej aktualizuje o provedené zmeény ulozené v logu (White, 2015).
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Obr. 6 Architektura HDFS (Holubova a kol. 2015).

6.2 MapReduce

MapReduce je programovaci model pfedstaveny spolecnosti Google v roce 2004
(Dean a Ghemawat, 2004), ktery umoznuje paralelni zpracovani objemnych datovych
sad v clusteru. Umoznuje programatorim bez pfedchozich zkuSenosti s psanim
paralelnich aplikaci psat aplikace, které jsou schopny bézet na clusteru bézného
hardwaru. MapReduce automaticky planuje spusténi aplikace na clusteru, spravuje
vyvazovani zatéze na jednotlivych uzlech, chyby uzld a komunikaci mezi nimi.
Zakladnim stavebnim prvkem MapReduce frameworku jsou funkce map a reduce.
Vstupni data jsou po nacteni rozdélena na mens$i ¢asti podle paru klié-hodnota, na
kterych nasledné probéhne funkce map, jejimz vystupem jsou prechodné pary klic-
hodnota. Tyto pary jsou poté rozdéleny a sefazeny. Sefazené pary vstupuji do funkce
reduce, ktera agreguje vSechny stejné pary do jednoho vysledného paru (Guller, 2015).
Proces mapovaci a redukéni faze je zobrazen na Obr. 7.

vstup rozdéleni funkce Map sefazeni funkce Reduce vystup
Anna, 1>l Anna, 2
Dana, 1 Anna, 1 i
Dana Anna Kvéta Anna, 1
Kvéta,1
gg:a, 1 LGem3 | Ana. 2
Dana Anna Kvéta Béta, 1 & étg' q ' Béta, 3
Béta Béta Kvéta Béta Béta Kvéta Bet_a, 1 ' Dana, 2
Dana Béta Anna Kvéta, 1 Dana, 1 —— Kvéta, 2
Dana, 1
Dana, 1
Dana Béta Anna Béta, 1
Kvéta, 1 Kvéta, 2
Anna, 1 e 3
Kvéta, 1

Obr. 7 Pritbéh mapovaci a redukéni faze (Holubova a kol. 2015).

6.3 YARN

Apache YARN (Yet Another Resource Negotiator) je systémem fizeni zdroji v Hadoop
clusteru. YARN byl poprvé predstaven v Hadoop verzi 2 pro vylepSeni implementace
MapReduce. Obecné ale slouzi i pro podporu ostatnich paradigmat v oblasti
distrubovaného zpracovani dat. Prvni verze Apache Hadoop podporovala pouze jeden
framework pro distribuované zpracovani dat - MapReduce (oznacovan také jako
MapReduce 1), ktery pomoci uzlu JobTracker (master) zajiStoval planovani uloh
(ptifazovani uloh TaskTracker (slave) uzlim), rozdélovani dostupnych prostiedkl
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v clusteru a monitorovani pribéhu vypocétt. Uzly TaskTrackers pak slouzily pro
provadéni vypoctli, jejichz vysledek byl pfedan zpét uzlu JobTracker, ktery ukladal
vysledek kazdé provedené ulohy. V pfipadé chybného zpracovani tulohy, mohl
JobTracker ulohu pfeplanovat na jiny TaskTracker uzel (White, 2015). S uvedenim
YARN jsou funkce uzlu JobTracker rozdéleny mezi dvé samostatné entity -
ResourceManager a ApplicationMaster (viz Obr. 8).

Centralni ResourceManager se dale déli na dvé komponenty - Scheduler
a ApplicationsManager. Scheduler je komponenta, zajiStujici planovani a pridélovani
prostiredkti entité ApplicationMaster, predstavujici instanci pouzitého frameworku pro
zpracovani dat (MapReduce 2, Spark apod.), ktera odpovida za vyzadani potfebnych
prostfredkti, sledovani stavu a monitorovani prtibéhu aplikace. Druha komponenta
ApplicationsManager pfijima tlohy od klientské aplikace a prifazuje jim kontejner, jez
predstavuje pridélené prostfedky a bézi v ném pravé jedna spusténa uloha. TaskTracker
byl nahrazen komponentou NodeManager, coz je sluzba, ktera existuje samostatné na
kazdém z uzlti. Odpovida za prifazené kontejnery, vyuziti prostfedk (CPU, pamét, disk,
sit) a hlaSeni téchto informaci zpét centralni entité ResourceManager (Apache Software
Foundation, 2018).

’I

\

Resource App Master
Manager (Spark)

b

.\—MP il

(MapReduce)

Obr. 8 Architektura Apache YARN (Guller, 2015).

6.4 Apache Hive

Tento framework vznikl 2z dtavodu potfeby zpracovavat objemna data, denné
produkovana spolec¢nosti Facebook, ktera byla ukladana v HDFS (White, 2015). Dnes je
Apache Hive vyuzivan mnoha podniky jako Skalovatelna platforma pro zpracovani dat.
Jedna se o datovy sklad, ktery poskytuje jazyk HiveQL (Hive Query Languague) pro
zpracovani a analyzu dat ulozenych v HDFS. Pomoci Apache Hive Ilze
pfistupovat i k dattim, ktera jsou ulozena v jinych systémech kompatibilnich s Apache
Hadoop (napi. Apache Cassandra, Apache HBase apod.) (Guller, 2015).
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Toto specialni datové ulozisté, pracuje prevazné s velkym objemem dat, ktera mohou
byt integrovana z rGznych zdroju. Pomoci Apache Hive je mozné datim ulozenych
v HDFS definovat a pfifadit strukturu, ktera je podobna relaénimu modelu. Poté je
mozné se nad nimi dotazovat pomoci jazyka HiveQL, vychazejiciho z jazyka SQL. Dotazy
napsané v HiveQL jsou pak kompilatorem pfelozeny na sérii MapReduce uloh, které
jsou spustény nad MapReduce frameworkem. Jazyk HiveQL se déli na dvé ¢asti - DDL
(Data Definition Languague) pro definovani dat (napf. pfikaz CREATE TABLE) a DML
(Data Manipulation Languague) pro manipulaci s daty (napf. pfikaz LOAD DATA, ktery
nacte data z HDFS do vytvofené tabulky). Pro dotazovani se v HiveQL vyuziva pfikazu
SELECT. Vysledky HiveQL dotazt je lze poté vlozit do vytvofenych tabulek (Holubova
a kol. 2015). Apache Hive umoznuje také vytvaret uzivatelsky definované funkce (UDF)
¢i uzivatelsky definované agregacni funkce (UDAF) pro zpracovani komplexnich tloh
a rozSifeni funkcionality.

6.5 Hadoop distribuce

Apache Hadoop jako takovy je open-source software poskytovany zdarma. Od jeho
uvedeni v roce 2011 ale vznikla cela fada komerénich Hadoop distribuci pro specifické
potfeby rtiznych firem, které kombinuji Apache Hadoop s ostatnimi Apache projekty.

Cloudera CDH

Jednou z nejznaméjS§ich a nejrozsirenéjSich distribuci Apache Hadoop pfredstavuje
americka spolec¢nost Cloudera. Spole¢nost byla zaloZzena v roce 2008 a jejimi zakladateli
byli Christophe Bisciglia ze spolec¢nosti Google, Amr Awadallah (Yahoo!), Mike Olson
(Oracle) a Jeff Hammerbacher (Facebook). V roce 2009 se do spolec¢nosti pfipojil i Doug
Cutting, autor Apache Hadoop. Cloudera byla prvni spolecnosti, ktera nabidla Hadoop
jako kompletni balik a nadale patfi mezi nejpouzivanéjsi distribuce. Jeji distribuce CDH
(Cloudera’s Distribution Including Apache Hadoop) je open-source pod licenci Apache
2.0 a je poskytovana zdarma. Aktualni verze nese oznaceni 5.13. Proprietarnim
produktem je balik Cloudera Enterprise dostupny v péti rliznych verzich, které se
odliSuji svymi funkcemi. Hlavnim nastrojem je Cloudera Manager, ktery slouzi pro
nastaveni a monitorovani clusteru (Cloudera, 2018).

Hortonworks Data Platform (HDP)

Mezi dalSi spoleénosti poskytujici distribuce Apache Hadoop patfi Hortonworks.
Hortonworks je americka spolecnost, ktera vznikla v roce 2011. Byla zalozena 24
inzenyry z Hadoop tymu spole¢nosti Yahoo!. Jeji distribuce Apache Hadoop nese nazev
Hortonworks Data Platform (HDP) a ze vSech distribuci ma nejvice pfispévateli do
zdrojového kédu. Spolecnost poskytuje placenou podporu a sluzby, ale neposkytuje
zadny proprietarni software a je zaméfena jen na open-source. Prvni verze vysla v roce
2012 a nynéjsi aktualni verze této distribuce je 2.6.4. Monitorovani a spravu clusteru
zajiStuje projekt Apache Amabari, ktery poskytuje jednoduché a piehledné webové
rozhrani (Hortonworks, 2018).
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Obr. 9 Ekosystém Hortonworks Data Platform (zdroj: https://hortonworks.com/products/data-
platforms/hdp).

MapR Converged Data Platform

Tteti hlavni distribuci je MapR Converged Data Platform od americké spolec¢nosti MapR
Technologies, Inc., ktera byla zalozena v roce 2009. Distribuce je poskytovana ve dvou
verzich. Community Edition je poskytovana zdarma a placena verze nese nazev
Enterprise Edition. Distribuce MapR Converged Data Platform je znama pfedevsim
svym distribuovanym souborovym systémem MapR-FS. MapR-FS je POSIX
distribuovany souborovy systém, ktery podporuje HDFS API a rychly NFS pristup. Od
distribuovaného souborového systému HDFS se odliSuje zejména tim, ze v ném
neexistuje namenode uzel, ktery v HDFS spravuje ulozeni dat na jednotlivych datovych
uzlech a metadata. MapR-FS tento koncept nevyuziva a veSkeré tyto informace spravuji
samotné datové uzly Timto se tento souborovy systém stévé tolerantnéj §1 Vﬁéi chybém
kdezto HDFS je psano v jazyce Java (Kim, 2016). Distribuce MapR Converged Data
Platform pouziva vlastni NoSQL (Not only SQL) databazi MapR-DB, ktera je podle
analyzy spole¢nosti ESG (Enterprise Strategy Group) v priuméru dvaapulkrat vykonnéjsi
nez NoSQL databaze Cassandra a dokonce pétinasobné prevySuje vykon NoSQL
databaze HBase (Leone a Amato, 2017).

HDInsight

Mezi cloudové implementace Hadoop mutizeme zatadit sluzbu HDInsight, ktera je
dostupna na cloudové platformé Azure spolecnosti Microsoft. Spole¢nost Microsoft
vytvorila sluzbu HDInsight v tizké spolupraci s Hortonworks na jejichz HDP distribuci je
tato sluzba postavena. Pfi tvorbé clusteru lze volit mezi riznymi typy — Hadoop, Spark,
Storm, Kafka apod. Sluzbu HDInsight bylo mozné provozovat i na platformé Windows
Server 2012 R2, nicméné od verze HDInsight 3.4 byla podpora této platformy ukoncena
a v budoucich verzich lze vytvaret pouze clustery postavené na operac¢nim systému
Linux. Aktualni verze HDInsight 3.6 pracuje konkrétné na linuxové distribuci Ubuntu
ve verzi 16.0.4 LTS. Cena za sluzbu HDInsight se li§i podle zvolené konfigurace uzlt
a jejich poctu. Limit velikosti clusteru (pocet uzlt) se odviji podle predplatného pro dany
Azure ucet a 1ze jej libovolné ménit (Azure HDInsight Documentation, 2018).
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Elastic MapReduce (EMR)

Elastic MapReduce je sluzba spole¢nosti Amazon predstavena v dubnu 2009. Jedna se
o cloudovou Hadoop distribuci, ktera bézi na infrastruktufe Amazon Elastic Compute
Cloud (Amazon EC2), ktera je snadno Skalovatelna a umoznuje ménit pocet uzla
obdobné jako HDInsight. Na EMR Ilze také spustit dalsi frameworky pro distribuované
zpracovani dat mezi které patfi napfiklad Apache Spark ¢i Apache Flink. ZajiSténa je
i interakce s daty ulozenymi v ostatnich AWS (Amazon Web Services) uloziStich Amazon
S3 (Simple Storage Service) a Amazon DynamoDB. Vyuzitim Elastic MapReduce
distribuce wuzivateli odpada nutnost konfigurovat uzly, vybrany framework pro
distribuované zpracovani dat a Hadoop cluster (Amazon EMR, 2018).
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7 TESTOVANI GIS TOOLS FOR HADOOP

GIS Tools for Hadoop je open source sada nastroji, ktera je schopna pracovat s Big
daty obsahujicimi lokaci a wumoznuje provadét prostorové analyzy za vyuziti
distribuovaného zpracovani v Hadoop frameworku. Samotna sada nastroju se sklada
z projekttt Esri Geometry API for Java, Spatial Framework for Hadoop a Geoprocessing
Tools for Hadoop.

Esri Geometry API for Java

Tato knihovna umoznuje podporu geometrickych prvkt (body, linie a polygony),
prostorovych operaci (napf. priénik, buffer) a prostorového indexovani. Pomoci této
knihovny lze také vytvaret vlastni MapReduce ulohy v jazyce Java pro dalsi analyzy na
prostorovych datech.

Spatial Framework for Hadoop

Tato knihovna obsahuje wuzivatelsky definované funkce, které roz§ifuji moznosti
datového skladu Apache Hive a jsou postaveny na knihovné Esri Geometry API for Java.
Pri spusténi této knihovny v Apache Hive, 1ze vytvatet dotazy za pomoci dotazovaciho
jazyka HiveQL, ktery je velmi podobny jazyku SQL (Structured Query Language),
namisto psani samotnych MapReduce tloh.

Geoprocessing Tools for Hadoop

Jedna se o toolbox, ktery obsahuje sadu nastrojii pro propojeni ArcMap a Hadoop.
Nastrojem Features to JSON lze prevést prvky do formatu JSON, které lze nasledné
pomoci nastroje Copy to HDFS, zkopirovat do distribuovaného souborového systému
HDFS. Vysledek analyzy v Hadoop je poté mozné pomoci nastroje Copy from HDFS
vyexportovat ve formatu JSON a nastrojem JSON to Features prevést vyexportované
JSON soubory na prvky pro dalsi zpracovani v ArcMap. Poslednim nastrojem je Execute
workflow, ktery umoznuje spoustét tlohy naplanované v Apache Oozie pro systém
Hadoop (Esri, 2015).
= f} Hadoop Tools
=" Copy From HDFS

% Copy To HDFS
= Execute Workflow

-~

E7 Features To JSON

-~

= JSOM To Features

i

Obr. 10 Geoprocessing Tools for Hadoop toolbox.

Pro testovani GIS Tools for Hadoop je doporufen virtualni stroj s Hadoop prostfedim
— konkrétné se jedna o Hortonworks Sandbox ve virtualnim prostfedi VirtualBox. Pro
potfeby této bakalaiské prace bylo pro nasazeni HDP (Hortonworks Data Platform)
vyuzito cloudové vypocetni platformy Microsoft Azure. Prvnim krokem je vyhledani
Hortonworks Sandbox with HDP 2.5 na Microsoft Azure Marketplace. Nasledné se podle
pravodce provede konfigurace virtualniho pocitace. Zvolime nazev virtualniho pocitace,
uzivatelské jméno, heslo (pfipadné vefejny SSH kli¢). Po nasazeni HDP Sandboxu bylo
nutné povolit pfichozi sitova pripojeni — konkrétné se jedna o porty 8888, 8080 (Ambari)
a 4200 (vestavény SSH klient). Povoleni téchto portt provedeme v nastaveni sitového
rozhrani (viz Obr. 11).
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i sitové rozhrani: hdp42s Platna pravidla zabezpedeni Topologie &
Wirtudlni sit/podsit: hdp-vnet/default Vefejna IP: HDP-ip Privatni IP: 10.0.1.4

PRAVIDLA PORTU PRO PRICHOZI SPOJEN] &

@ Skupina zabezpeteni sité HDP-nsg (pfipojeno k sitovému rozhrani: hdp428) PHdat pravidlo portu pro pfichozi spojeni
Dopady podsitim (celkem 0), sitovym rozhranim (celkem 1)
PRIORITA NAZEV PORT PROTOKOL ZDROJ cit AKCE

1000 default-allow-ssh 22 TCP Jakykoli Jakykoli Povolit
1010 Port_8080 8080 Libovolny Jakykali Jakykoli Povolit
1020 Port_8888 6888 Libovolny Jakykoli Jakykoli Povolit

1030 Port_4200 4200 Libovolny Jakykoli Jakykoli Povolit
Obr. 11 Nastaveni sitového rozhrani.

Po nakonfigurovani a GspéSném nasazeni je HDP Sandbox dostupny na IP adrese
40.68.254.xx:8888. Pro spravu a sledovani clusteru lze vyuzit webové rozhrani
Ambari dostupné na 40.68.254.xx:8080. Dostupny je také vestavény SSH klient na
adrese 40.68.254.xx:4200. Pro pristup k HDP Sandboxu lze vyuzit i jinych klientu
jako napf. PuTTY, ktery byl vyuzit i v této bakalarské praci. V tomto pfipadé je ale
nutné pro pfipojeni pouzit port 22. Pro potfeby testovani nastroju GIS Tools for Hadoop
je v ramci této bakalarské prace HDP v konfiguraci single-node.

Nejprve je nutné se prihlasit do vytvoreného virtualniho pocitace na pfidélené IP
adrese 40.68.254.xx pomoci pfrihlasovacich tidaju zadanych pfi konfiguraci a teprve
poté do HDP Sandboxu. Pfipojeni do HDP Sandboxu je uskuteénéno piikazem
ssh root@172.17.0.2 -p 22. Ve vychozim nastaveni je uzivatelské jméno a heslo pro
pfihlaseni do HDP Sandboxu ve tvaru root/hadoop. Po prvotnim pfihlaseni je uzivatel
z bezpecnostnich dtvodl vyzvan k zadani nového hesla.

Prvnim krokem bylo vytvofeni adresafe, do kterého byl nasledné naklonovan GIS
Tools for Hadoop toolkit. Adresar vytvofime pomoci pfikazu mkdir esri-git. Zdali se
adresat opravdu vytvoril, 1ze ovéfit pfikazem 1s, ktery vypiSe seznam slozek a soubora
v aktualnim umisténi. Dal§im krokem je pfesun do nové vytvoreného adresare pomoci
pfikazu cd esri-git a naklonovani repozitafe gis-tools-for-hadoop pfikazem
git clone git@192.30.253.112:Esri/gis-tools-for-hadoop.git.

7.1 Agregace bodu v polygonu

Nejdfive byl vytvofen pracovni adresat earthquakes v HDFS pfikazem hadoop fs -
mkdir earthquake, do kterého byla nasledné nakopirovana testovaci data pomoci dvou
nasledujicich pfikazti.

hadoop fs -put gis-tools-for-hadoop/samples/data/counties-data
earthquake

hadoop fs -put gis-tools-for-hadoop/samples/data/earthquake-data
earthquake

Poté byl spustén Hive CLI (Command Line Interface) pomoci hive a importovany externi
java knihovny (Esri Geometry API a Spatial Framework for Hadoop) pro praci
s prostorovymi daty.
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mailto:root@172.17.0.2

add jar

${env:HOME} /esri-git/gis-tools-for-hadoop/samples/lib/esri-geometry-
api-2.0.0.jar

${env:HOME} /esri-git/gis-tools-for-hadoop/samples/lib/spatial-sdk-
hive-2.0.0.jar

${env:HOME}/esri-git/gis-tools-for-hadoop/samples/lib/spatial-sdk-
json-2.0.0.jar;

Nasledné bylo nutné definovat uzivatelské funkce ST Point(x, y) pro vytvofeni bodu ze
soufadnic x, y) a ST _Contains(geometryl, geomtery2), ktera vrati kladnou hodnotu
pokud geomteryl obsahuje geomtery?2.

create temporary function ST Point as'com.esri.hadoop.hive.ST Point';

create temporary function ST Contains as
'com.esri.hadoop.hive.ST Contains';

Dalsim krokem bylo vytvofeni tabulek pro data o zemétfeseni (earthquakes), okresy
v Kalifornii (counties), definovani datového typu u jednotlivych atributt, formatu
vstupnich dat a oddélovace. V pfipadé dat o zemétfeseni se jednalo o textovy soubor
ve formatu CSV a okresy Kalifornie byly ulozeny ve formatu JSON.

CREATE TABLE earthquakes (earthquake date STRING, latitude DOUBLE,
longitude DOUBLE, depth DOUBLE, magnitude DOUBLE, magtype string,
mbstations string, gap string, distance string, rms string, source

string, eventid string)
ROW FORMAT DELIMITED FIELDS TERMINATED BY ','
STORED AS TEXTFILE;

CREATE TABLE counties (Area string, Perimeter string, State string,
County string, Name string, BoundaryShape binary)

ROW FORMAT SERDE 'com.esri.hadoop.hive.serde.EsridsonSerDe'
STORED AS INPUTFORMAT 'com.esri.json.hadoop.EnclosedEsridsonInputFormat'

OUTPUTFORMAT
'org.apache.hadoop.hive.qgl.io.HiveIgnoreKeyTextOutputFormat';

Dale bylo provedeno nacteni dat (earthquakes.csv a california-counties.json)
do jednotlivych tabulek (earthquakes a counties) pomoci pfikazu LOAD DATA.

LOAD DATA INPATH 'earthquake/earthquake-data/earthquakes.csv' OVERWRITE
INTO TABLE earthquakes;

LOAD DATA INPATH 'earthquake/counties-data/california-counties.json'
OVERWRITE INTO TABLE counties;
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Nasledné byla spus§téna prostorova analyza, jejimz vysledkem je pocet zemétieseni
v jednotlivych okresech Kalifornie (viz Obr. 12).

SELECT counties.name, count (*) cnt FROM counties
JOIN earthquakes

WHERE ST Contains (counties.boundaryshape,
ST Point (earthquakes.longitude, earthquakes.latitude))

GROUP BY counties.name
ORDER BY cnt desc;

Obr. 12 Vysledek prostorové analyzy v Hive.

7.2 Agregace bodu do ¢tvercové sité

Nejdfive bylo nutné zkopirovat data z lokalniho ulozisté do HDP Sandboxu. Toto lze
provést nékolika zptsoby. Pro pfenos lze vyuzit nastroj PSCP (PuTTY Secure Copy),
ktery je soucasti software PUTTY. Alternativou mutize byt software WinSCP se kterym je
snaz§i manipulace, jelikoz se jedna o plnohodnotného SFTP, FTP a SCP klienta
s grafickym uzivatelskym rozhranim. Na platformach macOS a Linux lze vyuzit terminal
a pro zkopirovani dat pouzit pfikaz (vyzadovano OpenSSH 7.3).

scp -oProxyJump=hdp@40.68.254.xx yellow tripdata 2010-0l.csv
root@l72.17.0.2:/root

Po zkopirovani dat do HDP Sandboxu bylo nutné vytvorit adresar v HDFS, kde budou
data ulozena. To bylo provedeno pfikazem hadoop fs -mkdir taxi-data.

Nasledoval pfesun dat do HDFS pomoci pfikazu hadoop fs -put taxi-
data/trip data l.csv taxi-data a import externich knihoven Esri Geometry API
a Spatial Framework for Hadoop.
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mailto:root@172.17.0.2:/root

add jar

${env:HOME} /esri-git/gis-tools-for-hadoop/samples/lib/esri-geometry-
api-2.0.0.jar

${env:HOME} /esri-git/gis-tools-for-hadoop/samples/lib/spatial-sdk-
hive-2.0.0.jar

${env:HOME}/esri-git/gis-tools-for-hadoop/samples/lib/spatial-sdk-
json-2.0.0.jar;

V dalsim kroku bylo nutné vytvofit uzivatelské funkce ST _Bin — vrati hodnotu bin id,
ve kterém je dany bod obsazen, ST_Point(x, y) — vytvofeni bodu ze soufadnic x, y
a ST _BinEnvelope(binsize, point) — vrati obalku daného bodu.

create temporary function ST Bin as 'com.esri.hadoop.hive.ST Bin';
create temporary function ST Point as 'com.esri.hadoop.hive.ST Point';

create temporary function ST BinEnvelope as
'com.esri.hadoop.hive.ST BinEnvelope';

Nasledovalo vytvofeni tabulky yellow tripdata 2010 01, ve které byly definovany
datové typy jednotlivych poli, oddélova¢, typ vstupniho souboru a informace o tom, ze
prvni fadek ma byt preskocen, jelikoz se jedna o zahlavi.

CREATE EXTERNAL TABLE yellow tripdata 2010 01 (vendor name STRING,

Trip Pickup DateTime STRING, Trip Dropoff DateTime STRING,

Passenger Count DOUBLE, Trip Distance DOUBLE, Start Lon DOUBLE,

Start Lat DOUBLE, Rate Code STRING, store and forward STRING, End Lon
DOUBLE, End Lat DOUBLE, Payment Type STRING, Fare Amt DOUBLE, surcharge
DOUBLE, mta tax DOUBLE, Tip Amt DOUBLE, Tolls Amt DOUBLE, Total Amt
DOUBLE)

ROW FORMAT delimited fields terminated by ',' STORED AS textfile

tblproperties ("skip.header.line.count"="1");

Nacteni dat v CSV souboru do tabulky yellow tripdata 2010 01 probéhlo pfikazem

LOAD DATA INPATH 'taxi-data/yellow tripdata 2010-01.csv' OVERWRITE INTO
TABLE yellow tripdata 2010 01;

Dale byla vytvofena tabulka yellow tripdata 2010 01 agg dropoffs pro
agregovana data (vystupni mista v mésici lednu roku 2010) a definovani vystupniho
typu souboru (v tomto pfipadé se jedna o JSON).

CREATE TABLE yellow tripdata 2010 01 agg dropoffs(area BINARY, count
DOUBLE)

ROW FORMAT SERDE 'com.esri.hadoop.hive.serde.EsridsonSerDe'

STORED AS INPUTFORMAT
'com.esri.json.hadoop.UnenclosedEsridsonInputFormat'

OUTPUTFORMAT
'org.apache.hadoop.hive.qgl.io.HiveIgnoreKeyTextOutputFormat';

33



Poté nasledovalo definovani dotazu pro agregaci (podrobnost vysledné ctvercové sité
v desetinnych stupnich, soutadnice bodu vystupnich mist a tabulka, do které ma byt
vysledek ulozen) a jeho provedeni (Obr. 13).

FROM (SELECT ST Bin(0.001, ST Point(End Lon,End Lat)) bin id, *FROM
yellow tripdata 2010 01) bins

INSERT OVERWRITE TABLE yellow tripdata 2010 01 agg dropoffs
SELECT ST BinEnvelope (0.001, bin id) shape, COUNT(*) count
GROUP BY bin id;

Obr. 13 Vysledek agregace v Hive.

Po dokoncéeni agregace bylo nutné vysledna data exportovat z HDFS. V pfipadé, ze
by byl HDP provozovan na lokalnim pocitaci (serveru), bylo by mozné pro export pouzit
nastroj Copy from HDFS, ktery je soucasti Geoprocessing Tools for Hadoop toolboxu.
Jelikoz byl ale virtualni pocita¢ s HDP Sandbox hostovan na vzdaleném serveru
platformy Microsoft Azure a nastroj Copy from HDFS neumoznuje pfipojeni pfes proxy,
bylo nutné pro export dat z HDFS vyuzit webového rozhrani pro spravu clusteru
Ambari. Po pfihlaseni do webového rozhrani Ambari pomoci pfihlasovaciho jména a
hesla (raj_ops/raj_ops) bylo nutné pfejit do spravce souborti, ktery umoznuje prohlizeni
souboru ulozenych v HDFS. Tento spravce souboru se v Ambari nachazi pod zalozkou
yFiles View“ (Obr. 14). Vysledné soubory se nachazi v umisténi apps/hive/warehouse.

@\ Ambari  Sandbox ) NS Dashboard i S

YARN Queue Manager

Hive View

8 HDES Metrics Heatmaps Config History

Metric Actions v Last 1 hour ~

Pig View
HDFS Disk Usage DataNodes Live HDFS Links Memory Usage N Storm View

Hive NameNode yhvaiiable Tez View

@ HBase 87% 1/1 Secondary NameNade

1 DataNodes

More... v

Obr. 14 Ambari Files View.
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Pocet vyslednych soubor se odviji od poétu redukénich funkci, které byly pro
zpracovani dat pouzity. V pfikladu, ktery je uveden na Obr. 13 se bude tedy
jednat o 9 soubort. Ty je mozné stdhnout bud jednotlivé nebo najednou
v komprimovaném formatu ZIP. Po stazeni a rozbaleni téchto souborti do zvoleného
adresare je nutné soubortim doplnit pfiponu *.json aby mohly byt spravné nacteny
a dale zpracovany v programu ArcMap. Pro hromadné pfejmenovani vSech soubortl byl
pouzit program Total Commander a jeho funkce hromadné pfejmenovani. Nasledné bylo
nutné pomoci nastroje JSON to Features pfevést JSON soubory na prvky.

5 JSON To Features - (] X
& Tnput 150N JSON type (optional)
=1
o Outpurt festure dass Specify the JSON type.
2
‘ (=} Enclosed JSOM: An enclosed JSON is a JSON
JSON type (optional) object that has fields, geometryType,
V| spatialReference and features properties. The

fields property is the field definition of the
attributes of the features, geometryType is the
geometry of the features (Example:
esfiGeometryPoint, esriGeometryPolyline,
esrGeometryPolygon) and the features property
is an array of feature objects. Each feature
object will specify the geometry and attribute
values of the features.

Unenclosed JSON: An unenclosed JSON is a
set of JSON objects. Each JSON object
represents a feature object which specifies the
geometry and attribute values of the feature. You
can append unenclosed JSON files.

More Info - http://github.com/Esri/spatial-
framework-for-hadoop/wiki’JSOMN-Formats

Cancel | |Environments... | | <<Hide Help Tool Help

Obr. 15 Nastroj JSON To Features.

Pro usnadnéni prace je mozné vytvorit toolbox v prostfedi ModelBuilder, ktery tento
pfevod zcela automatizuje, nicméné pfi zpracovani pomoci toolboxu neprobihal python
skript pro pfevod dat korektné, a tak bylo vyuzito pouze davkového zpracovani souboru.
Prevedené JSON soubory na prvky byly poté slouceny nastrojem Merge. Vysledné vrstvy
dat nemaji definovany zadny soufadnicovy systém, a tak jej bylo nutné pomoci nastroje
Define Projection definovat. Nastaven byl soufadnicovy systém WGS84, ve kterém jsou
data od NYC TLC poskytovana. Timto zplisobem byly vytvofeny vrstvy agregovanych dat
pro mésic leden v letech 2009-2016 pro zluta taxi a v letech 2014-2016 pro zelena Boro
taxi. Data jsou dostupna i za rok 2017 nicméné, od cervence roku 2016 NYC TLC jiz
neposkytuje presné GPS soufadnice nastupu a vystuptl z taxi.

Nasledna vizualizace dat poté probihala v prostfedi programu QGIS, kdy byla
jednotlivym vrstvam nastavena vhodna symbologie a poté byly vrstvy pomoci QTiles
pluginu vyexportovany jako XYZ dlazdice ve formatu PNG pro vizualizaci na webu. Pro
vizualizaci na webu byla vyuzita JavaScriptova knihovna pro tvorbu webovych map
Leaflet a pro rozdé€leni na dvé mapova okna a jejich simultanni ovladani byla vyuzita
knihovna D3. Uzivatel této webové aplikace tak muize snadno porovnavat vyuziti taxi
sluzby v jednotlivych letech v mésici lednu. Pomoci takto vizualizovanych dat, lze
pozorovat Ubytek zlutych taxi (patrné od roku 2013), ktery souvisi se zavedenim
zelenych Boro taxi a rozmachem FHV, mezi které patfi sluzby jako Uber, Lyft, Juno, Via
apod. Webova aplikace je dostupnd na webovych strankach vytvorenych v ramci
bakalatrska prace.
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Obr. 16 Vstupni data v programu QGIS a vysledna vizualizace agregovanych dat

V ramci prace byla otestovana i rychlost zpracovani agregace bod(i na dvou

sestavach. Prvni sestava (D2S_V3) o konfiguraci 1 jadro, 2 vlakna (Intel® Xeon®
Processor E5-2673 v4 @ 2.30 GHz), 8 GB RAM, 4000 IOPS (Input/output operations per
second). Druha testovana sestava (DS4_V2) byla tvofena konfiguraci 8 jader, 8 vlaken
(Intel® Xeon® Processor E5-2697 v4 @ 2.30 GHz), 28 GB RAM, 32000 IOPS.
Prvni testovaci sadou byla data poskytnuta NYC TLC zroku 2010 za mésic leden.
Velikost vstupniho souboru c¢inila pfiblizné 2,5 GB (15 milionti zaznamu). Druhou
testovaci sadou byla uméle vytvorena datova sada, ktera vznikla spojenim ¢tyf mésict —
leden, unor, bfezen a duben. Celkova velikost tohoto CSV souboru ¢inila pfiblizné 10
GB (65 miliont zaznamu). Testovacim kritériem bylo rozliSeni vysledné ctvercové sité
(jednotlivych bunék) s agregovanymi daty. Konkrétné se jednalo o rozliSeni 0.01, 0.005,
0.001, 0.0005 a 0.0001 desetinnych stupnti. Testovan byl vliv pouzité konfigurace ve
spojeni s nastavenym niz§im ¢i vySSim rozliSenim. Testovani bylo provedeno celkem
pétkrat pro kazdé rozliSeni. Nameéfené vysledky byly zpracovany ve formé tabulek
(Priloha 1) a vypocitan byl také aritmeticky prameér a median.

CASOVA NAROCNOST AGREGACE

)
w 300
m
B
200 e ®
100 o= ® . —
0 o
0.01 0.005 0.001 0.0005 0.0001
rozliseni [desetinné stupné]
=8=—DS2 V32,5GB =—8=DS2 V310GE =—@=DS4 V22,5GB DS4 V2 10GB

Obr. 17 Srovnani casové narocnosti agregace

Pfi testovani rychlosti zpracovani CSV souboru o velikosti 2,5 GB (pfiblizné 15 mil.
zaznamu) na sestavé DS2_V3 za pouziti nejniz§iho testovaného rozliSeni (0.01
desetinnych stupnu) byla agregace dokoncena v priméru za 105,927 sekund. Nejdéle
trvala agregace v prumeéru 174,331 sekund, a to pfi nastaveni nejvyssiho testovaného
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rozliSeni (0.0001 desetinnych stupnti). Rozdil mezi rozliSenim 0.005 a 0.001
desetinnych stupnti ¢inil primérné 5,627 sekund. Mezi rozliSenim 0.001 a 0.0005
desetinnych stupnti se rozdil pohyboval primérné kolem 10,756 sekund. Zpracovani
CSV souboru o velikosti pfiblizné 10 GB (65 mil. zaznamui) na sestavé DS2_V3 trvalo pfi
pouziti nejnizsiho rozliSeni v praméru 371,353 sekund. Rozdil mezi rozliSenim 0.005
a 0.001 ¢inil 19,87 sekund a mezi rozliSenim 0.001 a 0.0005 vzrostl na 104,426
sekund. Pfi pouziti nejvyss§iho rozliSeni byla agregace dokoncena primeérné za 561,329
sekund.

Pouziti vykonnéjsi konfigurace DS4_V2 pfineslo znaéné snizeni vypocetni doby. CSV
soubor o velikosti 2,5 GB byl na této konfiguraci zpracovan za 39,879 sekund pfi
rozdil mezi rozliSenim 0.005 a 0.001 byl zanedbatelny (1,313 sekund) a mezi rozliSenim
0.001 a 0.0005 rozdil vzrostl pouze nepatrné na 2,514 sekund. Pfi testovani na CSV
137,807 sekund. S pouzitim nejvySSiho rozliSeni vzrostl vysledny c¢as agregace na
250,791 sekund. Rozdil mezi rozliSenim 0.005 a 0.001 ¢inil pouze 6,214 sekund. Mezi
rozliSenim 0.001 a 0.0005 pak vzrostl na 71,788 sekund.
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8 TESTOVANI JAVASCRIPTOVYCH KNIHOVEN

V této casti bakalarské prace bylo otestovano celkem S JavaScriptovych knihoven pro
vizualizaci dat na webu. V pfipadé shlukovani byly otestovany knihovny
Leaflet.markercluster, OpenLayers, Supercluster, MapBox GL JS a PruneCluster. Pro
tvorbu heatmap bylo otestovano moznosti knihoven Leaflet a OpenLayers. Porovnavani
jednotlivych JavaScriptovych knihoven probihalo na bézné sestavé o konfiguraci Intel®
Core™ i5-6200U (2.30 GHz), 8 GB RAM. Jako prohlize¢ byl pro testovani zvolen Google
Chrome ve verzi 65.0.3325.181 a pro méfeni doby vykresleni mapy bylo vyuzito
integrovanych nastroji pro vyvojafe v prohlizec¢i Google Chrome (karta Performance).
Tyto nastroje umoznuji pfesné sledovat pribéh zpracovani stranky od prvotniho nacteni
pfes skriptovani az po jeji celkové vykresleni (Obr. 18). Testovani bylo provedeno na
lokalnim webovém serveru Apache HTTP Server 2.4.29 (soucast baliku XAMPP 7.2.3).
Pro analyzovani rychlosti nac¢itani webovych stranek existuji i dalSi specializované
nastroje, mezi které muzeme =zafadit napfiklad Apache Bench ¢&i online nastroj
webpagetest.org.

@ Developer Tools - http://localhost/web/mapbox/cluster. html - x

oad (atiles.map./NSQGHCONWISKOTWCHOW) | XHR Ldad (b
all (Bobinttp...1-ad3c 3372336202326 | Fur

Obr. 18 Nastroje pro vyvojafe v prohlize¢i Google Chrome.

Pro Uucely testovani bylo vytvofeno celkem 9 vzorkli dat o rliznych velikostech (viz
Tab. 5), ze kterych byly odebrany nepotfebné atributy. Zakladem téchto datovych sad
byl export z Nalezové databaze ochrany pfirody od AOPK CR. Konkrétné se jednalo o
vzorky ve formatu GeoJSON o velikostech 10 000, 25 000, 50 000, 100 000, 250 000,
500 000, 1 000 000, 1 500 000 bodt1 a cely export, ktery obsahoval 3 127 866 bodu (viz
Tab. 1). Jelikoz knihovna PruneCluster format GeoJSON nepodporuje, byla tato
knihovna otestovana s daty ve formatu JSON. Testovana byla rychlost vykresleni celé
webové mapy, a to celkem desetkrat pro kazdy vzorek dat. Z naméfenych hodnot byl
poté vypocitan aritmeticky primér a median. Vysledky byly poté zpracovany ve formé
tabulek (veSkeré naméfené hodnoty jsou uvadény v milisekundach).
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Tab. 1 Velikosti testovanych soubort ve formatech JSON a GeoJSON

Velikost testovaného souboru

Format
10 tis. | 25 tis. | 50 tis. | 100 tis. | 250 tis. | 500 tis. | 1 mil. | 1,5 mil. | ~3 mil.

JSON 240kB|600kB|1,2MB|2,4 MB |6 MB 12 MB 24 MB | 36 MB 75,1 MB

115,8 |173,7 362,1
MB MB MB

GeoJSON | 1,2 MB|2,9 MB|5,8 MB| 11,6 MB (28,9 MB | 57,9 MB

8.1 Marker Clustering

Leaflet.markercluster

Prvni testovanou JavaScriptovou knihovnou byl plugin Leaflet.markercluster pro
Leaflet. Leaflet je jednou =z nejznaméjSich open-source (FreeBSD licence)
JavaScriptovych knihoven pro tvorbu interaktivnich webovych map, jejimz autorem je
Vladimir Agafonkin. Prvni verze 0.1 vySla v roce 2011 a aktualné je Leaflet dostupny ve
verzi 1.3.1. Je navrzen tak, aby obsahoval pouze zakladni funkcionalitu (na rozdil od
OpenlLayers) a byl dale rozSifovan pomoci zasuvnych modultl (plugint). Leaflet funguje
na vSech hlavnich desktopovych a mobilnich platformach a pro svou funkcionalitu
vyuziva technologii HTML 5 a CSS3. Zasuvny modul Leaflet.marketcluster vysel v prvni
verzi 0.1 v roce 2012 (aktualni verze 1.3.0 z ledna 2018) a jeho autorem je Dave Leaver
(Leaflet, 2018).

Podle naméfenych hodnot je feSeni, které poskytuje plugin Leaflet.markercuster
nejpomalej$i v celém testovani. Pfi testovani na vzorku o velikosti 10 tisic bodu bylo
zjiSténo, ze feSeni dosahuje srovnatelnych ¢asti (1572 ms) s knihovnou OpenLayers
(1388 ms). Od 50 tisic bodu jiz ale rapidné nartista doba vykresleni (11612,5 ms) a lze
pozorovat zvySenou latenci pfi pfekreslovani mezi jednotlivymi tGrovnémi pfiblizeni,
pfedev§im pak pfi pfechodu z vét§ich trovni pfiblizeni do nizS§ich. Moznou pfi¢inou je
pouziti animace pfekreslovani na tkor rychlosti. Limitem pro tuto knihovnu byla datova
sada o velikosti 100 tisic bod®i, ktera byla v priméru vykreslena za 47154,3 ms. Pro
objemnéjsi datové sady nebylo mozné testovani dokonéit z divodu ,zamrzani“ a padani
webového prohlizece.

Tab. 2 Vysledky testovani knihovny Leaflet.markercluster (naméfené hodnoty jsou uvedeny
v milisekundach)

Méfeni Poéet bodu v datové sadé
10 tis. | 25 tis. | 50 tis. 100 tis. | 250 tis. [ 500 tis. |1 mil. | 1,5 mil. | ~3 mil.

1. 1549 [3439 |12701 [47252 [N/A N/A N/A [N/A N/A
2. 1677 |3373 [11167 [46872 |[N/A N/A N/A [N/A N/A
3. 1576 3371 11056 46966 N/A N/A N/A N/A N/A
4, 1564 [3501 [11093 [46914 [N/A N/A N/A [N/A N/A
5. 1590 3326 11176 48109 N/A N/A N/A N/A N/A
6. 1582 3399 12419 47442 N/A N/A N/A N/A N/A
7. 1531 [3457 |11810 [46161 [N/A N/A N/A |[N/A N/A
8. 1560 3467 11093 47323 N/A N/A N/A N/A N/A
9. 1521 3367 12380 46666 N/A N/A N/A N/A N/A
10. 1567 [3344 [11230 [47838 |[N/A N/A N/A |[N/A N/A
Arit. 11571 7134044 [ 11612,5 [47154,3 [N/A N/A N/A [N/A N/A
prumér

Median | 1565,5 | 3386 11203 47109 N/A N/A N/A N/A N/A
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OpenLayers

Druhou testovanou JavaScriptovou knihovnou je OpenLayers, ktera je taktéz
licencovana pod FreeBSD licenci. Prvni verze byla vyvinuta spole¢nosti MetaCarta
a vySla jiz v roce 2006 (OpenLayers, 2018). OpenLayers nativné podporuje shlukovani
bodu, takZze neni nutné vyuzivat jiné zasuvné moduly. Ty nicméné existuji a rozsifuji
nativni shlukovani v OpenLayers napfiklad o animované pfechody mezi jednotlivymi
urovnémi pfiblizeni obdobné jako u Leafletu (plugin ol-ext, ptivodné samostatny plugin
OL3-AnimatedCluster).

Shlukovani v knihovné OpenLayers dosahuje relativné dobrych vysledkt. Pii
testovani na datové sadé o velikosti 250 tisic bodt, byl primérny ¢as vykresleni 8061
ms. Pri testovani na datové sadé o velikosti 500 tisic bodt1 doslo k navySeni casu
vykresleni na trojnasobek (prumérné 24455 ms). Objemné&j§i datové sady jiz nedokazala
knihovna OpenLayers vykreslit a veSkeré pokusy koncily padem ¢i ,zamrznutim®
prohlizece.

Tab. 3 Vysledky testovani knihovny Openlayers (naméfené hodnoty jsou uvedeny
v milisekundach)

Méfeni Poéet bodu v datové sadé
10 tis. | 25 tis. [ 50 tis. [ 100 tis. [ 250 tis. [500 tis. |1 mil. | 1,5 mil. |~3 mil.

1. 1447 1810 2521 4616 8283 24926 N/A N/A N/A
2. 1458 2046 2749 4543 8149 24160 N/A N/A N/A
3. 1262 [1941 [2507 [4532 8303 24392 [N/A  |[N/A N/A
4. 1419 |[1857 [2561 [4696 8147 25013 |N/A [N/A N/A
5. 1299 1948 2738 4326 8024 23883 N/A N/A N/A
6. 1360 2045 2757 4526 8241 24127 N/A N/A N/A
7. 1435 1961 2734 4381 8000 24115 N/A N/A N/A
8. 1514 1914 2564 4191 7953 24586 N/A N/A N/A
9. 1416 [2081 [2615 [4362 7919 24463 |[N/A |N/A N/A
10. 1266 |1942 [2415 [4333 8061 24885 |N/A |N/A N/A
Arit. 113876 |1954,5|2616,1 |4450,6 [8108 24455 |N/A  |N/A N/A
prumér

Median | 1417,5 | 1945 2589,5 | 4453,5 8104 24427,5 [N/A N/A N/A
Supercluster

Dalsi testovanou knihovnou je knihovna Supercluster. Autorem této knihovny je
Vladimir Agafonkin (autor knihovny Leaflet). Supercluster je samostatna knihovna,
ktera mutize byt pouzita v kombinaci s jinou libovolnou JavaScriptovou knihovnou pro
tvorbu webovych map. V tomto pfipadé byla otestovana jeji rychlost ve spojeni
s knihovnou Leaflet. Tato knihovna pro tvorbu shluk®l vyuziva metodu hierarchical
greedy clustering. Tvorba shluku zac¢ina vybranim bodu z datasetu, kolem kterého jsou
nalezeny vsSechny body v ramci zvoleného poloméru, ze kterych je vytvofen shluk.
Tvorba dalsiho shluku zaéina vybranim bodu, ktery jesté soucasti zadného shluku neni.
Tuto metodu vyuziva i jiz dfive zminény Leaflet.markercluster plugin pro Leaflet.
V knihovné Supercluster je ale tato metoda navic roz§ifena o tzv. prostorovy index, kdy
jsou body jen jednou zpracovany do specialni datové struktury, kterou lze poté okamzité
vyuzit pro pozdé€jsi dotazovani (Agafonkin, 2016).

Vzorek o velikosti 1,5 miliént bodt vykreslila knihovna Supercluster za 23911,5 ms
(feSeni OpenLayers bylo schopné vykreslit, v pfiblizné stejném case 24455 ms, pouze
export o polovicni velikosti). Tato knihovna byla schopna bez problému vykreslit
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webovou mapu i pfi pouziti celého exportu z ND OP. Cely export byl vykreslen za
71776,5 ms. Prechody mezi jednotlivymi trovnémi pfiblizeni byly rychlé, nicméné
nedosahovaly plynulosti knihovny Mapbox GL JS.

Obr. 19 Princip metody Hierarchical Greedy Clustering (zdroj: https://blog.mapbox.com/).

Tab. 4 Vysledky testovani knihovny Supercluster (naméfené hodnoty jsou uvedeny
v milisekundach)

MéFeni Poéet bodu v datové sadé

10 tis. | 25 tis. | 50 tis. | 100 tis. | 250 tis. | 500 tis. | 1 mil. 1,5 mil. | ~3 mil.
1. 958 1150 1514 2483 5401 12461 23680 35957 72563
2. 952 1152 1499 2527 5283 12554 23632 36255 72097
3. 991 1153 1464 2497 5389 12207 24165 36685 71360
4, 768 1103 1587 2533 5271 12365 23670 36377 71120
5. 853 1179 1538 2537 5327 12239 23707 35103 72442
6. 828 1189 1475 2525 5242 12555 24632 36333 71465
7. 810 1166 1492 2480 5228 12525 23821 36203 72291
8. 782 1129 1484 2568 5281 12402 24418 35639 71576
9. 995 1096 1552 2597 5331 12443 22971 35750 71238
10. 819 1165 1446 2503 5253 12459 24419 36339 71613
::llitl;lér 875,6 |[1148,2]1505,1 |2525 5300,6 |12421 23911,5 | 36064,1 |71776,5
Median [ 840,5 |1152,5]1495,5 |2526 5282 12451 23764 36229 71594,5

Mapbox GL JS

Predposledni knihovnou, ve které byla otestovana funkcionalita shlukovani bodu je
knihovna Mapbox GL JS. Tato knihovna vyuziva pro shlukovani jiz zminénou knihovnu
Supercluster, nicméné Mapbox GL JS pouziva navic pro vykreslovani technologii
WebGL, diky které je vyuzito pro vykresleni GPU. Vzhledem k tomu, Ze pro shluovani
bodu je pouzita knihovna Supercluster by se dalo ocekavat, ze knihovna Mapbox GL JS
bude dosahovat obdobnych vysledktl jako knihovna Supercluster v kombinaci
s knihovnou Leaflet.

Do velikosti 100 tisic bodt dosahuje toto feSeni horSich vysledki nez knihovna
Supercluster v kombinaci s knihovnou Leaflet. S pouzitim objemnéjSich datovych sad se
ale rozdil ztraci a pfi testovani se vzorkem o velikosti 250 tisic nalezu byla jiz rychlost
vykresleni srovnatelna (rozdil pouze 167,8 ms), Pfi pouziti vzorku o velikosti 500 tisic
nalezu byla knihovna Mapbox GL JS jiz o 4329,7 ms rychlejsi. Cely export z ND OP pak
byla schopna vykreslit pramérné za 34224,8 ms (oproti 71775,6 ms, kterych
dosahovalo feSeni Supercluster a Leaflet). Tato knihovna byla ze vSech testovanych
nejplynulejs§i a prekresleni pfi zménach Grovni priblizeni bylo okamzité, a to i pfi pouziti
celého exportu ND OP.
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Tab. 5 Vysledky testovani knihovny Mapbox GL JS (naméfené hodnoty jsou uvedeny
v milisekundach)

Méfeni Poéet bodu v datové sadé
10 tis. |25 tis. | 50 tis. | 100 tis. | 250 tis. | 500 tis. | 1 mil. 1,5 mil. |~3 mil.

1. 3083 3378 |3393 4035 5505 8019 13007 17665 33964
2. 2850 3267 |3390 3942 5484 8180 12906 17889 34378
3. 2786 3120 |3302 4106 5397 8140 12958 17404 33835
4, 2824 3332 |3301 4073 5474 8175 12768 17678 34097
5. 3087 3055 |3450 4114 5475 8157 13457 17704 34677
6. 3029 3194 3473 4078 5462 8045 13011 17811 34459
7. 2875 3149 |3501 4017 5520 8025 13121 17460 34719
8. 2970 3292 | 3345 4010 5397 8152 13029 17486 33449
9. 2895 3123 |3411 4041 5464 8059 13010 17220 34469
10. 3036 3345 | 3402 3973 5506 7961 13410 17668 34201
::atﬁér 2943,5 |3225,5|3396,8 |4038,9 |5468,4 |[8091,3 13067,7]117598,5 |34224,8
Median | 2932,5 |3230,5|3397,5 (4038 5474,5 |8099,5 13011,5]|17665,5 |34289,5

PruneCluster

PruneCluster je poslednim testovanym feSenim (plugin pro knihovnu Leaflet) a jedna se
o projekt norské organizace SINTEF (Stiftelsen for industriell og teknisk forskning).
Autory této knihovny jsou Antoine Pultier a Aslak Wegner Eide. Tato knihovna
poskytuje efektivni feSeni shlukovani bodua ve webovych mapovych aplikacich. Autofi
této knihovny vyvinuli novy algoritmus pro shlukovani a aktualizaci bod v realném
Case. Inspiraci jim byly algoritmy pro detekci kolizi dvou objektti. Pouzity algoritmus,
podle testovani autort, vykazuje znacné zlepSeni oproti jinym dostupnym feSenim.
Knihovna je tak vhodna pro vizualizaci velkych datasett a to dokonce i v realném case.
Mezi vyhody patfi také moznost Clenit jednotlivé body do kategorii (Obr. 20) a zobrazit
pak jejich zastoupeni ve shluku (SINTEF, 2018). Knihovna PruneCluster nepodporuje
format GeoJSON a proto byla testovana s daty ve formatu JSON. Data v tomto formatu
maji odliSnou strukturu a podstatné nizsi velikost (72,1 MB oproti 362,1 MB v pripadé
celéeho exportu z ND OP). Proto nelze knihovnu PruneCluster pfimo srovnavat
s ostatnimi testovanymi knihovnami. Pro shlukovani ale pouziva odliSny algoritmus,
a tak byla do testovani zafazena.

Knihovna v testovani dosahovala nejniz§ich Cast, ze vSech testovanych knihoven,
kdy pual miliénu bodti zvladla vykreslit primérné za 3202,9 ms. Cely export z ND OP byl
pak v praméru vykreslen za 23111,9 ms. Z vysledkll testu lze usuzovat, ze v pfipadé
pouziti GeoJSON formatu, by pravdépodobné poskytovala nejrychlejSi ¢as vykresleni
knihovna Mapbox GL JS (23111,9 ms oproti 34224,8 ms). Knihovna PruneCluster,
obdobné jako Leaflet.markercluster, vyuziva animaci pfi pfechodu mezi jednotlivymi
urovnémi pfiblizeni. Pfi pouziti mensSich vzork(i dat je odezva pfi pfekresleni tinosna,
nicméné pfi pouziti vétSich vzorka (250 tisic bodu a vice) se pouzitd animace jiz
negativné projevuje na rychlosti.
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Obr. 20 Zastoupeni kategorii ve shluku (zdroj: https://github.com/SINTEF-9012 /PruneCluster).

Tab. 6 Vysledky testovani knihovny PruneCluster (naméfené hodnoty jsou uvedeny
v milisekundach)

M&Feni Poéet bodu v datové sadé
10 tis. [ 25 tis. | 50 tis. | 100 tis. | 250 tis. | 500 tis. |1 mil. 1,5 mil. |~3 mil.

1 794 879 945 1169 1891 3319 7668 14923 23425
2 769 817 920 1198 1864 3213 7284 13759 22273
3 761 827 920 1192 1952 3175 7553 14746 23107
4 764 847 936 1265 1880 3096 7615 14929 22625
5 761 804 935 1136 1967 3153 7352 13858 22850
6 763 809 931 1196 1836 3214 7307 14480 22753
7 747 850 978 1260 1931 3187 7658 14443 22978
8 765 856 932 1153 1867 3240 7736 13497 23747
9 775 804 973 1116 1904 3202 7541 14596 23872
10 769 835 935 1174 1934 3230 7732 14506 23489
::éltt;lér 766,8 |[832,8 1940,5 1185,9 1902,6 |3202,9 7544,6 |14373,7 |23111,9
Median | 764,5 |831 935 1183 1897,5 |[3207,5 7584 14493 23042,5
8.2 Heatmap

Testovanim JavaScriptovych knihoven pro tvorbu heatmap se zabyval Jezek a kol.
(2017). Ve svém prispévku porovnava rychlost vykreslovani heatmapy pomoci Google
Maps JavaScript API, Leaflet.heat pluginu pro Leaflet, ArcGIS online a vlastni WebGL
feSeni — WebGLayer, které vzniklo na Zapadoceské univerzité v Plzni. Posledni zminéné
feSeni dosahuje mnohem niz§ich vykreslovacich ¢ast nez feSeni predes§la (100 ms pro
datovou sadu o velikosti 1 492 475 bodt).

Pro vykreslovani heatmap byly v ramci testovany dvé knihovny. Prvni je plugin
Leaflet.heat ve verzi 0.2.0 pro knihovnu Leaflet, ktery vyuziva knihovny simpleheat.js
(inspiraci pro tuto knihovnu byl plugin heatmap.js). Druhou testovanou knihovnou je
OpenLayers, ktera tvorbu heatmapy podporuje nativné. U obou testovanych knihoven
probiha vykresleni heatmapy na HTML canvas. U heatmap lze nastavit parametry jako
radius, ve kterém ma dochazet ke scitani vlivu bodu ¢i rozostieni. Podle poznatkti Jezka
a kol. (2017) nemaji tyto parametry vliv na vysledny ¢as vykresleni heatmapy.

Leaflet.heat

Knihovna Leaflet v kombinaci s pluginem pro tvorbu heatmap Leaflet.heat byla schopna
vykreslit vSechny testovaci vzorky. V porovnani s knihovnou OpenLayers bylo feSeni
Leaflet.heat schopno vykreslit desetindsobné vice bodti ve srovnatelném case (primérné
1217,8 ms pro 100 tisic bodt pfi pouziti Leaflet.heat oproti 1276 ms pro 10 tisic bodt
pfi pouziti OpenLayers). Cely export z ND OP tedy 3 127 866 bodu bylo toto feSeni
schopno vykreslit v priméru za 16313,7 ms.
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Tab. 7 Vysledky testovani knihovny Leaflet.heat (naméfené hodnoty jsou uvedeny
v milisekundach)

Méfeni Poéet bodu v datové sadé
10 tis. | 25 tis. | 50 tis. | 100 tis. | 250 tis. | 500 tis. |1 mil. | 1,5 mil. |3 127 866

1. 825 900 1104 1350 1821 3432 5417 |8672 18456
2. 856 902 1049 1252 1819 3206 5631 |8861 16260
3. 946 892 1037 1194 1832 3330 5555 8146 15937
4. 901 925 1153 1191 1822 3032 5524 8052 15614
5. 808 952 1032 1143 1794 3216 5550 8740 15865
6. 793 887 1068 1189 1860 3088 5754 |8501 16136
7. 885 957 1004 1190 1837 3171 5947 | 8062 16225
8. 867 875 1012 1221 1795 3109 5682 |[7966 16432
o, 986 793 985 1225 1842 3121 5607 8578 16304
10. 746 952 1052 1223 1775 3256 5545 8241 15908
::1l°1t1;16r 861,3 |903,5 |1049,6|1217,8 1819,7 |3196,1 |5621,2|8381,9 16313,7
Median [ 861,5 |901 1043 1207,5 |1821,5 [3188,5 [5581 |[8371 16180,5
OpenLayers

Knihovna OpenLayers byla schopna vykreslit maximalné 250 tisic bodt, a to pramérné
za 10846,5 ms. S objemné&j§imi vzorky dat nebyla knihovna schopna pracovat a veSkeré
dalsi testy vyustily v ,zamrznuti“ ¢i pad webového prohlizece. I pfi pouziti nejmensiho
testovaciho vzorku vykazovala webova aplikace pfi uzivatelské interakci zvySenou
odezvu a manipulace s mapou nebyla plynula.

Tab. 2 Vysledky testovani knihovny OpenLayers (naméfené hodnoty jsou uvedeny
v milisekundach)

. Poéet bodu v datové sadé

Mereni I') 5 tis. | 25 tis. | 50 tis. | 100 tis. | 250 tis. | 500 tis. | 1 mil. | 1,5 mil. | 3 127 866
1. 1256 | 1977 |3289 |4763 |11358 |N/A N/A |N/A N/A
2. 1413|1759 |2995 |4686 |11258 |N/A N/A |N/A N/A
3. 1143|1811 |2910 |5100  |10025 |N/A N/A |N/A N/A
4. 1266 |1861 |2888 |4931 |11002 |N/A N/A |N/A N/A
5. 1438|1982 |3152 |4936 |10416 |N/A N/A |N/A N/A
6. 1328 |1753 |3155 |4825 |11029 |N/A N/A |N/A N/A
7. 1474 | 1826 |2939 |5184 |10146 |N/A N/A |N/A N/A
8. 1160 |1686 |2883 |5038 |11154 |N/A N/A |N/A N/A
9. 1154 |1845 |3017 |5072  |10889 |N/A N/A |N/A N/A
10. 1128 |1878 |2889 |4925 |11188 |N/A N/A |N/A N/A
Arit. 1,576 |1837,8|3011,7|4946,9 |10846,5 |N/A N/A |N/A N/A
prumér

Median | 1261 | 1835,5|2967 |4933,5 |11015,5 |N/A N/A |N/A N/A

8.3 Vektorové dlazdice

Dalsi moznosti vizualizace dat je zobrazeni celého datasetu za vyuziti vektorovych
dlazdic. Diky tomuto pfistupu lze efektivné zobrazit celé objemné datové sady vcetné
zachovani interaktivity (Ize pfistupovat k jednotlivym atributtim). Vektorové dlazdice lze
vytvofit z dat ve formatu JSON, GeoJSON, CSV ¢i Geobuf nastrojem tippecanoe, ktery je
ale dostupny pouze pro operacni systémy Linux ¢ macOS. Na operacénim systému
macOS lze pro nainstalovani nastroje tippecanoe vyuzit spravce softwarovych balicku
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homebrew. Instalace se poté provede pfikazem brew install tippecanoe v terminalu.
V prostfedi opera¢niho systému Linux je nutné nastroj tippecanoe ru¢né zkompilovat ze
zdrojového repozitare.

Po nainstalovani 1lze vytvofit vektorové dlazdice pfikazem tippecanoce -o
vystupni soubor.mbtiles [paramtery] vstupni soubor.geojson. Vystupem bude
soubor MBTiles, ktery obsahuje vysledné vektorové dlazdice (po technické strance se
jedna o SQLite databazi pro ukladani vektorovych ¢i rastrovych dlazdic). Vektorové
dlazdice je mozné také vyexportovat samostatné pro jednotlivé trovné pfiblizeni,
a to pouzitim parametru -e vystupni_ adresar namisto parametru -o. Vysledkem
pak budou jednotlivé vektorové dlazdice ve formatu PBF (Protocolbuffer Binary Format)
Nastavenim parametru lze ovlivnit maximalni ¢i minimalni Grovné pfiblizeni, pro které
se maji dlazdice generovat, miru generalizace apod. Pro vizualizaci je poté mozné
vektorové dlazdice nahrat na ulozi§t€ poskytované spolecnosti Mapbox a vizualizovat
pomoci JavaScriptové knihovny Mapbox GL JS. DalSi moznosti, jak lze vysledné
vektorové dlazdice hostovat je vyuziti nastroje TileServer pro spusténi vlastniho
tileserveru.
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9 VYSLEDKY

Cilem prace bylo provést analyzu paradigmata Big Data a na zvolenych pfipadech
demonstrovat odliSnosti oproti konvenénimu zpracovani geodat. Pro tyto tcely bylo
pracovano s Apache Hadoop distribuci HDP Sandbox 2.5 na virtualnim poécitaci
platformy Microsoft Azure. Byla ovéfena funkcionalita zvoleného baliku nastroji pro
zpracovani prostorovych Big Data, kterym byl balik GIS Tools for Hadoop. Funkcionalita
toho baliku nastroji byla otestovana na dvou pfikladech. Prvnim pfikladem pro
otestovani zakladni funkcionality byla agregace bodd v polygonu, jejiz vysledkem bylo
pocetni zastoupeni zemétfeseni v dil¢ich okresech Kalifornie. Druhym pfikladem byla
agregace CSV dat, konkrétné taxi zaznamu z New York City, do Ctvercové sité. Cely
postup prace je popsan v kapitole 7. Testovan byl vliv rozliSeni ¢tvercové sité na rychlost
zpracovani agregace. Pro ucely testovani byla pouzita dvojice CSV soubort s taxi daty
o velikosti pfiblizné 2,5 GB (15 miliont zaznamtl) a pfiblizné 10 GB (65 miliont
zaznamu). Testovani probihalo na dvou sestavach o odliSnych konfiguracich. Prvni
sestava byla tvofena konfiguraci 1 jadro, 2 vlakna (Intel® Xeon® Processor E5-2673 v4
@ 2.30 GHz), 8 GB RAM, 4000 IOPS a druha 8 jader, 8 vlaken (Intel® Xeon® Processor
E5-2697 v4 @ 2.30 GHz), 28 GB RAM, 32000 IOPS. Agregace do ctvercové sité byla
provedena celkem pétkrat pro kazdé testované rozliSeni.

Pfi pouziti CSV souboru o velikosti 2,5 GB byla agregace dokoncena na prvni
stupntl) a za 174,331 sekund pfi nastaveni nejvy§Siho testovaného rozliSeni (0.0001
desetinnych stupnii). Zpracovani CSV souboru o velikosti 10 GB trvalo na prvni
testované sestavé 371,353 sekund pfi nejniz§im rozliSeni ¢tvercové sit€é a 561,329
sekund pfi pouziti nejvySsiho rozliSeni.

Testovani na vykonnéj$i sestavé prineslo znac¢né snizeni doby, za kterou byla
agregace do Ctvercové sité dokoncena. Agregace CSV dat o velikosti 2,5 GB byla
v pfipadé pouziti nejvyssiho rozliSeni. Zpracovani CSV dat o velikosti 10 GB na této
sestavé poté probéhlo za 137,807 sekund pfi nejniz§im rozliSeni. Pouzitim nejvyssiho
rozliSeni vzrostl potfebny ¢as pro zpracovani na 250,791 sekund.

Data ze zlutych taxi (leden 2009-2016) a zelenych Boro taxi (leden 2014-2016) byla
agregovana do c¢tvercové sit€ o rozliSeni 0.001 desetinnych stupniti, vizualizovana
pomoci programu QGIS a nasledné vyexportovana jako XYZ dlazdice. Vysledna mapova
aplikace, ktera umoznuje srovnani vyuziti taxi v letech 2009-2016 v mésici lednu je
soucasti webovych stranek, které byly vytvoreny v ramci bakalarské prace.

Dale byly v praktické ¢asti prace otestovany JavaScriptové knihovny pro shlukovani
bodu a tvorbu heatmap. Testovana byla jejich schopnost vizualizovat objemné datové
sady. Testovani probihalo na bézné sestavé o konfiguraci Intel® Core™ i5-6200U (2.30
GHz), 8 GB RAM a lokalnim webovém serveru Apache HTTP Server 2.4.29. Jako
prohlize¢ byl pro testovani zvolen Google Chrome ve verzi 65.0.3325.181. Vzorky dat
pro testovani byly vytvofeny z exportu ND OP.

Shlukovani bodd bylo otestovano na péti JavaScriptovych knihovnach. Knihovna
Leaflet.markercluster byla schopna vykreslit nanejvySe vzorek o velikosti 100 tisic bodu,
a to v case 47154,3 ms. Objemné&jSi vzorky jiz nebyla knihovna schopna vykreslit.
Jednalo se tak o nejpomalej§i knihovnu v tomto testovani. Knihovna OpenLayers
podporuje shlukovani nativné a byla schopna vykreslit maximalné vzorek o velikosti
500 tisic bodli. Tento vzorek byl vykreslen v ¢ase 24455 ms. Testovani na dalSich
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vzorcich nebylo mozné dokoncit z divodu padani webového prohlizece. Knihovna
Supercluster v kombinaci s knihovnou Leaflet jiz byla schopna vykreslit cely export
z ND OP (3 127 866 bodti) a to v ¢ase 71776,5 ms. Prekreslovani pfi zméné urovni bylo
rychlé, nicméné nedosahovalo takové plynulosti jako v pfipadé dalsi testované knihovny
Mapbox GL JS. Tato knihovna byla schopna vykreslit cely export béhem 34224,8 ms.
Pouzitim technologie WebGL, ktera pro vykresleni vyuziva GPU, byla interakce
s webovou mapou nejplynulejSi ze vSech testovanych knihoven. Posledni testovanou
knihovnou byla knihovna PruneCluster. Tato knihovna nepodporuje format GeoJSON,
a proto byla otestovana se vzorky ve formatu JSON. Cely export dokazala knihovna
PruneCluster vykreslit za 23111,9 ms. V pfipadé pouziti dat ve formatu GeoJSON by
doba nutna pro vykresleni pravdépodobné vyrazné vzrostla, a to z davodu, ze data
ve formatu GeoJSON jsou objemnéjsi (362,1 MB) nez ve formatu JSON (75,1 MB).

Pro tvorbu heatmap byla otestovana knihovna Leaflet.heat a knihovna OpenLayers,
ktera stejné jako shlukovani bodu, podporuje nativné i tvorbu heatmap. Prvni zminéna
knihovna vykreslila heatmapu, pfi pouziti celého exportu, béhem 16313,7 ms.
Knihovna OpenLayers nebyla schopna cely export vykreslit. Limitem pro tuto knihovnu
byl vzorek o velikosti 250 tisic bodti, ktery byl vykreslen za 10846,5 ms. I pfi pouziti
nejmensiho vzorku vykazovala knihovna zvySenou odezvu, ktera se s pouzitim
objemnéj§ich vzorkl zvySovala.

Vytvofené webové aplikace pro shlukovani bodti a tvorbu heatmap jsou dostupné
na webovych strankach vytvofenych pro potfeby této bakalarské prace.
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10 DISKUZE

Cilem této bakalafské prace bylo teoreticky specifikovat a ovéfit moznosti vizualizace
vybranych zdroju dat, tedy konkrétni metody, technologie a postupy. Balik nastroji GIS
Tools for Hadoop byl vybran, jelikoz umozinuje propojeni Apache Hadoop a programu
ArcMap z ArcGIS Desktop pomoci Geoprocessing Tools for Hadoop toolboxu. Tento balik
byl testovan v prostfedi HDP Sandbox na virtualnim pocitaci platformy Microsoft Azure.

Prvni problém se tykal Geoprocessing Tools for Hadoop toolboxu, konkrétné nastroje
Copy from HDFS. Jelikoz byl HDP Sandbox hostovan na vzdaleném serveru platformy
Microsoft Azure a nastroj Copy from HDFS neumoznuje pripojeni pfes proxy, nebylo
mozné tento nastroj vyuzit pro export agregovanych dat z HDFS. Alternativnim feSenim
bylo vyuziti spravce soubort pro prohlizeni HDFS, ktery je integrovan do webového
rozhrani pro spravu Ambari.

Dalsim problémem byly chybé&jici bunky (patrné pfi pfiblizeni na oblast Manhattanu)
vjedné zvyslednych vrstev, konkrétné yellow tripdata 2012 _01_dropoffs_merged
(agregovana vystupni mista zlutych taxi vlednu 2012). Jedna se pravdépodobné
o chybu ve vstupnich datech, jelikoz i pfi opétovném provedeni agregace do ¢tvercové
sité tyto bunky chybély.

Ke clusterovému feSeni nebylo pristoupeno, jelikoz pro Tucely prace, tedy
demonstraci odliSnosti paradigmata Big Data oproti konvenénimu zpracovani geodat,
plné postacovalo prostiredi HDP Sandbox. Vyuziti clusteru na konkrétnim pfikladu a za
konkrétnim ucelem by bylo vhodnou moznosti, jak navazat na tuto praci. Otazkou je,
zdali by bylo vyuziti clusterového feSeni vyhodné a vysledny ¢as se oproti single-node
feSeni spiSe neprodlouzil (viz Ruzicka a kol. 2017). Dals§i moznosti navazani by mohlo
byt otestovani roz§ifeni MapReduce frameworku SpatialHadoop, které je urceno pro
praci s prostorovymi daty. Nabizi se také moznost vyuziti jiného frameworku pro
zpracovani dat. Prikladem mtize byt Apache Spark, jehoz moznosti vyuzivaji naptiklad
nastroje GeoTrellis.

Dalsi c¢ast prace tvofilo testovani JavaScriptovych knihoven na exportu z ND OP.
Nejedna se o Big Data v pravém slova smyslu, nicméné export o velikosti pfesahujici 3
milibny zaznamu vyzaduje vyuziti specialnich nastrojd (v tomto pfipadé
specializovanych JavaScriptovych knihoven), které dovedou takové mnozstvi zaznamu
zpracovat a vykreslit. ReSeni Leaflet.markercluster a OpenLayers se jevi jako zcela
nevhodné. Knihovna Leaflet.markercluster dokazala vykreslit maximalné vzorek
o velikosti 100 tisic bodli, a to za 47154,3 ms. ReSeni OpenLayers vykreslilo pfi
shlukovani bodt1 maximalné 250 tisic bodu béhem 24455 ms. Pfi tvorbé heatmap pak
pouze 250 tisic bodu za 10846,5 ms.

Webova mapa vykreslena pomoci knihovny Mapbox GL JS byla diky pouzité
technologii WebGL, ktera vyuziva pro vykresleni GPU, nejplynulejsi ze vSech
testovanych knihoven. Vyhody této technologie potvrzuje i testovani rychlosti vykresleni
heatmap (viz Jezek a kol. 2017), kdy bylo vykresleni pfi pouziti technologie WebGL
témér okamzité. Vykreslovani takto objemnych datovych sad lze také urychlit pouzitim
vektorovych dlazdic a to i v kombinaci s metodou Marker Clustering.
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11 ZAVER

Hlavnim cilem této prace bylo provést analyzu paradigmatu Big Data v oblasti
GIS/GIT s ohledem na moznosti vizualizace. Samotné tvorbé prace pfedchazelo studium
tohoto tématu, pfevazné ze zahrani¢nich publikaci, na jehoz zakladé byl v teoretické
¢asti popsan vznik pojmu Big Data a jeho nejcastéji uvadéné charakteristiky, mezi které
patii velikost (volume), rychlost (velocity) a raznorodost (variety), ¢asto oznacované jako
tzv. ,3V“.

Dale se autor v praci zaméril na charakteristiku dil¢éich komponent Apache Hadoop
frameworku, tedy na distribuovany souborovy systém HDFS pro ukladani dat, systém
fizeni zdroji YARN a programovaci model umoznujici paralelni zpracovani objemnych
datovych sad MapReduce. Popsany byly i popularni distribuce tohoto frameworku, a to
konkrétné Cloudera CDH, Hortonworks Data Platform a MapR Converged Data
Platform, které reprezentuji lokalni variantu tohoto frameworku. Implementaci Apache
Hadoop v cloudu pak predstavuji distribuce HDInsight ¢i Elastic MapReduce.

V ramci bakalarské prace probihalo i testovani funkcionality vybrané open source
sady nastrojii pro praci s prostorovymi daty GIS Tools for Hadoop. Testovani probihalo
na prikladech agregace bodu v polygonu a agregaci v ¢tvercové siti, pro kterou byla
vyuzita taxi data z New York City. Data ze Zlutych taxi (leden 2009-2016) a zelenych
Boro taxi (leden 2014-2016) byla agregovana do ¢tvercové sité a vizualizovana na webu.
Vysledna mapova aplikace byla umisténa na webové stranky, které byly vytvofeny pro
ucely bakalaiské prace.

Posledni cast prace tvorilo testovani JavaScriptovych knihoven pro shlukovani bodu
a tvorbu heatmap. Shlukovani bylo testovano na knihovnach Leaflet.markercluster,
Openlayers, Supercluster, Mapbox GL JS a PruneCluster. Pro tvorbu heatmap byly
testovany knihovny Leaflet.heat a OpenLayers. Zminéno je také proces vytvofeni
vektorovych dlazdic a jejich vyuziti pro vizualizaci na webu.
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PRILOHY



SEZNAM PRILOH

Vazané pfilohy:

Priloha 1 Casova naroénost agregace do &tvercové sité

Volné pfilohy

Priloha 2 Postup vytvoreni virtualniho pocita¢e s HDP Sandbox na platformeé
Microsoft Azure

Pfiloha 3 Licen¢ni smlouva o poskytnuti dat AOPK CR

Priloha 4 Poster

Priloha 5 DVD

Popis struktury DVD
Adresare:

metadata

text_prace — obsahuje text prace ve formatu PDF

data
aopk_nalezy_geojson — obsahuje testovaci vzorky dat ve formatu GeoJSON
aopk_nalezy_json — obsahuje testovaci vzorky dat ve formatu JSON

tripdata_hdfs_export — obsahuje neupravena data exportovana z HDFS

nyc_tlc_trip_data.gdb — obsahuje vysledné vrstvy, které vznikly pfrevedenim a
sloucenim exportovanych JSON souborti

geoprocessing tools_for_hadoop - obsahuje toolbox pro propojeni ArcMap a
Hadoop

ndop_export.zip — export z nalezové databaze ochrany pfirody
yellow_tripdata_2009-01.csv — taxi zaznamy z ledna roku 2009
nalezy.mbtiles — vytvofené vektorové dlazdice

web — obsahuje webové stranky vytvofené v ramci bakalaiské prace

poster — obsahuje poster vytvofeny v ramci bakalafské prace ve formatu PDF

Export z nalezové databaze ochrany pfirody je vazan licenéni smlouvou uzavienou
s AOPK CR. Dalsi vyuziti je mozné jen se souhlasem spravce téchto dat.



Tabulka 1 Casova naro¢nost zpracovani CSV souboru o velikosti 2,5 GB na konfiguraci DS2_V3

(¢as uveden v sekundach)

Priloha 1 Casovd ndroénost agregace do étvercové sité

. RozliSeni

Mérfeni

0.01 0.005 0.001 0.0005 0.0001
1. 105,111 108,894 115,005 125,465 176,361
2. 106,109 110,560 115,957 128,980 179,137
3. 105,400 109,075 116,857 125,076 171,118
4. 105,929 112,027 115,932 126,701 173,548
5. 107,087 111,507 116,449 127,760 171,493
Aritmeticky prumér 105,927 110,413 116,040 126,796 174,331
Median 105,929 110,560 115,957 126,701 173,548

Tabulka 2 Casova naro¢nost zpracovani CSV souboru o velikosti 2,5 GB na konfiguraci DS4_V2

(¢as uveden v sekundach)

. RozliSeni

Méfeni

0.01 0.005 0.001 0.0005 0.0001
1. 39,813 45,664 45,955 47,769 67,146
2. 38,964 44,638 46,655 48,908 73,920
3. 40,294 44,222 46,044 49,852 71,293
4. 40,014 45,380 45,662 47,969 67,134
5. 39,312 44,357 46,509 48,898 72,217
Aritmeticky prumér 39,679 44,852 46,165 48,679 70,342
Median 39,813 44,638 46,044 48,898 71,293

Tabulka 3 Casova narocnost zpracovani CSV souboru o velikosti 10 GB na konfiguraci DS2_V3

(¢as uveden v sekundach)

e . Rozliseni

Meéfeni

0.01 0.005 0.001 0.0005 0.0001
1. 372,787 383,926 399,158 507,235 557,967
2. 371,778 379,790 402,686 503,575 562,649
3. 370,452 381,810 404,928 505,200 558,157
4, 372,373 379,961 401,005 508,053 562,512
5. 369,374 382,535 399,592 505,438 565,360
Aritmeticky prumér 371,353 381,604 401,474 505,900 561,329
Median 371,778 381,810 401,005 505,438 562,512

Tabulka 4 Casova naroénost zpracovani CSV souboru o velikosti 10 GB na konfiguraci DS4_V2

(¢as uveden v sekundach)

e . Rozliseni

Méfeni

0.01 0.005 0.001 0.0005 0.0001
1. 138,767 142,171 149,489 223,885 250,729
2. 137,552 145,879 149,209 220,579 251,696
3. 135,516 145,050 150,475 220,315 248,340
4, 138,517 142,663 152,739 221,452 250,220
5. 138,681 144,741 149,664 222,521 252,969
Aritmeticky prumér 137,807 144,101 150,315 221,750 250,791
Median 138,517 144,741 149,664 221,452 250,729




