






4

ABSTRAKT

Diplomová práce se zabývá predikcí finan ních asových ad na kapitálových trzích

pomocí metod um lé inteligence. V práci je vytvo eno n kolik architektur dynamických

um lých neuronových sítí, které jsou nau eny a následn  slouží pro predikce budoucích

pohyb  akcií. Na základ  výsledk  je provedeno zhodnocení a doporu ení pro práci

s um lou neuronovou sítí.

ABSTRACT

This diploma thesis deals with the prediction of financial time series on capital markets

using artificial intelligence methods. There are created several dynamic architectures of

artificial neural networks, which are learned and subsequently used for prediction of

future movements of shares. Based on the results an assessment and recommendations

for working with artificial neural networks are provided.

KLÍ OVÁ SLOVA

Um lá inteligence, um lé neuronové sít , predikce finan ních asových ad,

deterministický chaos, fuzzy logika, genetické algoritmy.
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ÚVOD

Znalost a p edpovídání budoucnosti je již od starov ku obehnána tajemstvím. Lidé, kte í

edpovídali budoucnost, byli považováni za šamany. I v dnešní moderní dob  je touha

po znalosti budoucnosti velmi vysoká. P esná znalost budoucnosti je samoz ejm

nemožná, ale tendence k jejímu co nejbližšímu a nejp esn jšímu odhadu jsou ím dál

ast jší. Dnešní pokro ilé znalosti, moderní technologie a lidské poznání nám dokážou

mírný náhled a zlepšený odhad nejisté budoucnosti zformulovat a nazna it budoucí

vývoj.

V p edložené práci se budeme zabývat predikcí budoucího vývoje finan ních asových

ad akciových titul  velkých amerických spole ností. Úsp šné predikce budoucích cen

akcií nám mohou p inést vysoké zisky, a proto se t mito metodami zabývají i velmi

významné spole nosti, obchodující na sv tových trzích.

Koncem 80. let 20. století se s výrazným rozvojem výpo etní techniky do pop edí

dostává znovuobjevený obor um lé inteligence. Metody um lé inteligence pov tšinou

ebírají základní myšlenky pozorované v p írod  a  p evád jí je do podoby

aplikovatelné na po íta ích. Metody um lé inteligence tedy nep ivádí do ekonomické

oblasti nové analytické nástroje, ale dokážou nalézt podle definovaných požadavk

optimální ešení v obrovských kvantech dat.

Ani v sou asné dob  poznání mnoha rozpracovaných a úsp šných metod um lé

inteligence se ale stále neobejdeme bez kreativity, zkušeností a myšlenek lidí, kte í tyto

nástroje používají. Do budoucna se dá samoz ejm  p edpokládat, že se um lá

inteligence vyvine na zcela novou úrove , podobnou té lidské. Toto ale nechme

spisovatel m  a  poj me se v novat sou asným metodám a jejich aplikaci v ekonomii,

konkrétn  predikci finan ních asových ad.
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1 FORMULACE CÍLE DIPLOMOVÉ PRÁCE

Tato práce si klade za cíl popsat sou asné možnosti predikce vývoje asových ad na

kapitálových trzích. Práce chce systematizovat základní aplikované sm ry, nazna it

jejich vzájemné propojení a odlišnosti. Hlavní ást reálné práce se chce zam it na

aplikaci um lých neuronových sítí jako aproximátor  chování vybraných finan ních

titul . Práce chce doporu it vhodné postupy a metodiky, jak s tímto mocným

matematickým nástrojem pracovat, aby byly eliminovány chyby nevhodnou aplikací

nástroj  a následnou špatnou interpretací získaných výsledk . Hlavním cílem práce je

predikovat úsp šný vývoj akcií vybraných amerických spole ností.

Z hlavního cíle lze vyvodit cíle díl í.

Prvním díl ím cílem je formulace teoretického rámce od oblasti teorie finan ních trh

es rozd lení asových ad a teorie predikce asových ad, až po metody pro ešení

analýzy a predikce vývoje finan ních asových ad.

Druhým díl ím cílem je charakteristika spole nosti, pro kterou je práce vypracována a

zpracování t i zakladních analýz, tj. obchodní analýza spole nosti, analýza pro vstup do

nového odv tví podnikání a SWOT analýza.

etím díl ím cílem je vytvo ení t í predikcí pro každou ze t í významných amerických

spole ností pro odhad vývoje kurzu ceny akcií pomocí r zných architektur um lých

neuronových sítí.

Posledním díl ím cílem práce je zhodnocení a shrnutí dosažených výsledk  predikcí a

vývození obecných záv .
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2 TEORETICKÁ VÝCHODISKA PRÁCE

2.1 Finan ní asové ady a jejich charakteristické vlastnosti1

Existuje  n kolik druh  ekonomických asových ad, které je vhodné rozlišovat na

dlouhodobé (sledované s ro ní periodou), st edn dobé (sledované s t ím sí ní periodou)

a krátkodobé (sledované s denní a kratší periodou). Typickým p íkladem krátkodobých

asových ad jsou asosb rné soubory pohyb  cen na finan ních trzích. Tyto ady

ozna ujeme jako finan ní asové ady. Finan ní asové ady vykazují n které

specifické vlastnosti:

Vysoká frekvence zaznamenávání dat

Mají relativn  vysokou a prom nou variabilitu (volatilitu), což je zp sobeno

vysokou frekvencí zaznamenáváním dat, a tedy projevem faktor

nesystematického charakteru

Ze systematických faktor  se projevuje cyklická, trendová a sezónní složka

Teorie trhu - klasické p edpoklady, rysy chování trhu

Chování a hodnoty finan ních asových ad jsou ovlivn ny velmi složitými procesy,

které se dají složit  odhalovat a modelovat. Proto byly vytvo eny dv  základní hypotézy

chování finan ních trh :

Hypotéza efektivního trhu2

Základy této teorie prezentoval Louis Bachelier ve své diserta ní práci už v roce 1900.

edpoklady efektivního trhu3

K efektivnosti trhu v první ad  p ispívá vždy p ítomný ziskový motiv investor ,

díky n muž jsou b hem n kolika minut i sekund identifikovány a eliminovány

ípadné odchylky akciových kurz  od jejich vnit ní hodnoty.

1 ARTL, J., ARTLOVÁ, M.: Finan ní asové ady, Vlastnosti, metody modelování, p íklady a aplikace.
1. Vydání. Grada. Praha, 2003. 220s. ISBN 80-247-0330-0
2 WIKI, Teorie efektivních trh . [online]. 2012 [cit. 2012-02-01]. Dostupné z:
http://cs.wikipedia.org/wiki/Teorie_efektivn%C3%ADch_trh%C5%AF
3 WIKI, Teorie efektivních trh . [online]. 2012 [cit. 2012-02-01]. Dostupné z:
http://cs.wikipedia.org/wiki/Teorie_efektivn%C3%ADch_trh%C5%AF

http://cs.wikipedia.org/wiki/Teorie_efektivn%C3%ADch_trh%C5%AF
http://cs.wikipedia.org/wiki/Teorie_efektivn%C3%ADch_trh%C5%AF
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Efektivní trh p edpokládá, co nejbližší posun k tvrd  konkuren nímu trhu s

velkým po tem nezávislých investor , kte í  mají  rovný  p ístup k informacím,

technologiím a obchodním systém m.

Pro informa ní efektivnost trhu je zcela nezbytný volný, nep etržitý tok

asných, adekvátních, všem dostupných, korektních, kompletních a

souvztažných informací o firmách, odv tvích, domácí ekonomice, ale i

zahrani ních trzích a ekonomikách.4

Nezbytným technickým p edpokladem fungování efektivního trhu je

vybudování kvalitní infrastruktury na trhu, tj. zejména pružn , likvidn ,

bezchybn  a transparentn  pracujícího obchodního systému zabezpe ujícího

zpracování a ší ení informací, ale i systému regulace a kontroly.

Efektivní trh musí být trhem likvidním, nebo  pouze na likvidním trhu je možné

zabezpe it kontinuální, prudké a adekvátní promítání nových, neo ekávaných

informací do kurz  cenných papír .

Je vícemén  samoz ejmostí, že fungování trhu operujícího na ur itém stupni

efektivnosti musí být podpo eno kvalitní právní legislativou, která vytvo í

korektní právní prost edí pro všechny aktivity na tomto trhu a p esn  vymezí

práva a povinnosti subjekt  a institucí na trhu5.

Charakteristiky efektivního trhu6

1. Reakce kurz  cenných papír  (CP) na novou neo ekávanou informaci je

okamžitá a skoková.

2. Zm ny kurz  CP z období na období jsou nezávislé, kurzy CP konají tzv.

náhodnou procházku.

3. Žádný investor na efektivním trhu není schopen dlouhodob  a opakovan

dosahovat nadpr rného výnosu.

4. Veškeré obchodní a investi ní strategie na efektivním trhu ve snaze "bít trh"

selhávají7.

4 DOSTÁL, P.: Advanced decision making business and public services. 1. Vydání. CERM. Brno. 2011.
167s. ISBN: 978-80-7204-747-5
5 JANÍ EK, P.: Systémové pojetí 1, 2. vybraných obor  pro techniky. 1. Vydání. CERM. Brno, 2007.
1380s. ISBN: 978-80-7204-554-9
6 WIKI, Teorie efektivních trh . [online]. 2012 [cit. 2012-02-01]. Dostupné z:
http://cs.wikipedia.org/wiki/Teorie_efektivn%C3%ADch_trh%C5%AF

http://cs.wikipedia.org/wiki/Teorie_efektivn%C3%ADch_trh%C5%AF
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Dále rozlišujeme t i základní formy efektivnosti8:

Slabá forma efektivnosti

Akciový kurz obsahuje všechny informace, které lze získat ze soubor

historických dat. Proto investor nem že z historických dat predikovat budoucí

pohyb kurzu a zm na kurzu je vícemén  náhodná. P i této form  efektivnosti

nám technická analýza historických dat neposkytne adekvátní informace. V

analýzách je proto nutné vycházet z aktuálních dat. Tato forma efektivnosti se dá

na n kterých trzích vysledovat.

St edn  silná forma efektivnosti

i st edn  silné form  efektivnosti aktuální akciový kurz obsahuje nejen

historická data, ale i aktuální ve ejné informace. P i této form  efektivnosti nelze

na trhu objevit špatn  ocen né akciové instrumenty. Bez významu je pro nás

nejen technická analýza, ale i teorie vnit ní hodnoty akcie.

Silná forma efektivnosti

Silná forma efektivnosti vyjad uje skute nost, že aktuální akciový kurz obsahuje

všechny kurzotvorné informace, tzn. jak ve ejného, tak neve ejného charakteru.

i této form  ztrácí význam nejen analytická innost ve form  technické  a

fundamentální analýzy, ale bezcennými se stávají i neve ejné informace,

pon vadž jsou již absorbovány v akciovém kursu.9

Hypotéza fraktálního trhu

Hypotéza fraktálního trhu je nov jší a mén  propracovaná teorie, jejíž vznik se

datuje do 80. let 20. století, kdy se B. Mandelbrot zabýval studiem fluktuace

tržních cen v dlouhodobém i krátkodobém horizontu. Došel k názoru, že si jsou

tato data sob  podobná, a to položilo základy tzv. fraktální geometrie.

7 JANÍ EK, P.: Systémové pojetí 1, 2. vybraných obor  pro techniky. 1. Vydání. CERM. Brno, 2007.
1380s. ISBN: 978-80-7204-554-9
8 SOJKA, Z., DOSTÁL, P.: Elliottovy vlny. 1. Vydání. Tribun EU. Brno, 2008. 272s. ISBN: 978-80-
7399-630-7
9 JANÍ EK, P.: Systémové pojetí 1, 2. vybraných obor  pro techniky. 1. Vydání. CERM. Brno, 2007.
1380s. ISBN: 978-80-7204-554-9
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edpoklady fraktálního trhu10

Cena – každý ú astník na trhu m že analyzovat informace o cen  r zným

zp sobem, v r zném ase a d lat odlišné záv ry.

Investor – investo i se nechovají pouze racionáln , ale pov tšinou emocionáln .

tšinou  nemají  p ístup ke všem relevantním informacím, p ípadn  je

nedokážou správn  interpretovat. Z povahy investor  dále vyplývá, že v p ípad

ztráty mají sklon k investicím s v tším rizikem.

Pam  – jako ve všech oborech, tak i zde je rozhodování siln  ovlivn no

zkušenostmi, znalostmi a pam tí investor .

Rozložení – z empirických studií lze vyvodit záv r, že pravd podobnost zm n

cen nemá normální rozd lení, ale tzv. leptokurické rozd lení. To zahrnuje

skute nost, že mají velký koeficient špi atosti (tedy ceny rychleji klesají, než

rostou).

Ob  hypotézy se v sou asné dob  používají, více se však sou asnému d ní na

finan ních trzích p ibližuje hypotéza fraktálního trhu.

Vliv mikrostruktury trhu na n které vlastnosti finan ních asových ad

které významné vlastnosti asových ad a jejich pr  nemusí být obrazem

skute ných vztah  na finan ním trhu, ale mohou se objevovat vlivem tzv. organiza -

technických vliv . Mezi nejd ležit jší pat í:

Nesynchronní obchodování

Efekt nesynchronního obchodování vzniká v d sledku p edpokladu, že asové

ady jsou generovány se stejnou frekvencí. V praxi tomu tak není, protože

existují dny, kdy se neobchoduje. V t chto dnech se hromadí informace a jsou

pak v první obchodní den skokov  promítnuty do ceny.

Transak ní cena

Mezi investory jsou vyhledávány p edevším velmi likvidní trhy, o likviditu se

starají obchodníci na trhu. Ovšem za to požadují odm nu, která je vyjád ena

jako rozdíl mezi cenou nákupu a prodeje, tzv. transak ní cena.

10 DOSTÁL, P.: Pokro ilé metody analýz a modelování v podnikatelství a ve ejné správ . 1. Vydání.
CERM. Brno 2008. 340s. ISBN: 978-80-7204-605-8
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Pákový efekt

V sou asné dob  je možné na finan ních trzích obchodovat s výrazn  v tším

množstvím pen z, než máte k dispozici. Jedná se tzv. maržové ú ty, které jsou

v sou asné dob  nabízeny s finan ní pákou 1:100 až 1:1000.

Pákový efekt tedy umož uje složit 1000EUR a investovat 100 000EUR. To zvyšuje

díky v tší obchodované ástce zisk, ale samoz ejm  i p ípadnou ztrátu.

2.2 Druhy asových ad

Pro úsp šné zvládnutí predikce asové ady je nutná jejich zevrubná analýza. Nejd ív by

tedy m lo být eno, co je vlastn asová ada.

asová ada je posloupnost hodnot v závislosti na ase t. Hodnoty v ase t=1

ozna ujeme x1, t=2 ozna ujeme x2, atd. asovou adu lze tedy vyjád it jako vektor x =

(x1,x2,…,xN).“11

asové ady je vhodné d lit na krátkodobé a dlouhodobé, p emž za krátkodobé se

považují všechny asové ady kratší než jeden rok.

Na asové ady se lze dívat jako na kombinaci dvou samostatných složek, a to

deterministické a stochastické, které lze dále lenit podle Obr. 2.1.

Obr. 2.1: D lení složek asové ady, Zdroj: Autor

11 DOSTÁL, P.: Pokro ilé metody analýz a modelování v podnikatelství a ve ejné správ . 1. Vydání.
CERM. Brno 2008. 340s. ISBN: 978-80-7204-605-8
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2.3 Predikce

Definicí pojm  predikce je mnoho, pro naši pot ebu bylo p ijato toto p iblížení.

Predikce je p edpov  hodnot v následujících asových krocích. Úsp šnou predikci

ovliv uje mnoho faktor , p iblížím zde ty nejvýznamn jší:

asový horizont p edpov di – tedy kolik asových krok  dop edu predikuji.

asový krok je závislý na frekvenci zaznamenávání zdrojových dat, ze kterých

predikci vytvá íme. Pokud jsou zdrojová data v hodinovém (denním) záznamu,

náš asový krok je jedna hodina (den), atd.

Požadovaná forma p edpov dí – Nej ast ji se používají bodová p edpov  a

intervalová p edpov .

Požadovaná p esnost p edpov di

asová a finan ní náro nost – i pokud vyvineme 100% p esnou metodu

edpov dí, která ale pot ebuje pro ur ení predikce as delší než je náš

požadovaný asový krok, je pro nás tato metoda bezcenná.

Druh zdrojových dat a podp rné informace – podle charakteru zdrojových dat

(data obsahují trendovou složku) a p ípadn  vhodných dopl ujících informací

lze výrazn  ovlivnit kvalitu predikce.

Dostupnost a kvalita dat.

Predikovatelnost dat – pokud historická data vykazují velmi výraznou

stochastickou složku, která výrazn  p evyšuje všechny ostatní (trendovou,

cyklickou, sezónní), nelze na základ  t chto dat vytvá et v rohodné predikce.

Rozd lení metod

Kvalitativní metody jsou založeny na subjektivním hodnocení a odhadech expert ,

kte í vycházejí z vágních analýz a vlastních nabytých znalostí a zkušeností.

Technologické srovnávání je metoda založena na predikci budoucího vývoje asových

ad z hodnot sou asného vývoje jiných asových ad. P edpokládá se, že je známý

empirický vztah mezi vývojem jiných asových ad a námi hledané predikce. Odvození

a úpravy empirických vztah  jsou ponechávány na zkušenostech experta.

Kvantitativní metody se snaží p edpovídat na základ  historických dat a jejich

matematicko-statistické analýzy. Úsp šnost t chto metod je siln  závislá na
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pokra ování trendu, který je zahrnut v historických datech. Tento p edpoklad

edstavuje zárove  velmi vysoké omezení pro úsp šnost predikce.

Chyby a metody pro hodnocení predikce

Vyšet ování spolehlivosti predikce je nezbytný úkol pro hodnocení úsp šnosti nasazení

metody pro p edvídání budoucího vývoje. Úsp šnost p edpov di je v tšinou závislá na

podílu systematických a reziduálních složek asové ady a jejich vhodném vystižení

námi zvolenou predik ní metodou. Chyba predikce je tedy definována jako vzdálenost

skute né a predikované hodnoty. Pon vadž tato chyba m že nabývat kladné i záporné

hodnoty, konstruují se r zná kritéria p esnosti predikcí. Mezi základní používaná se

adí:

RMS – Root Mean Square Error

= (Rov. 1)

MSE – Mean Square Error

= (Rov. 2)

MAE – Mean Absolute Error

= | | (Rov. 3)

MAPE – Mean Absolute Percentage Error

= (Rov. 4)

MAD – Mean Absolute Deviation

= | | (Rov. 5)

Volba a použití metod jsou závislé na konkrétní situaci, nap íklad kriterium MAD roste

s chybou predikce lineárn , naproti tomu MSE roste s chybou kvadraticky. Z toho

vyplývá, že metoda MSE více penalizuje velmi špatné odhady. Metoda MSE bude

použita v praktické ásti práce.
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2.4 Metody analýz

K analýze a následné predikci finan ních asových ad bylo vypracováno, p ípadn

evzato z jiných v dních obor , mnoho metod. Pokusím se zde o jejich krátký,

systematický p ehled s hlavními charakteristikami. Strukturovaný p ehled je zobrazen

na Obr. 2.2.

Obr. 2.2: P ehled predik ních metod [8]



19

Technologické metody (Ekonomické modely)

Technická analýza12

Technická analýza se snaží na základ asové analýzy historických dat vyhledávat

opakující se chování vývoje asové ady a na základ  t chto výsledk  formulovat

ekávaný další budoucí vývoj. Nejb žn ji používané indikátory:

Bolingerova pásma – technický indikátor umož ující vizualizovat volatilitu a cenovou

úrove  daného titulu. Index zobrazuje relativní cenu daného titulu k sou asné situaci na

trhu. Samotné vypadnutí z Bolingerova pásma neznamená automaticky signál k nákupu

nebo prodeji titulu.

Klouzavé pr ry (Moving Average) – slouží k odstran ní stochastické složky a

zvýrazn ní nastoleného trendu. Podle po tu zahrnutí historických dat se snižuje reak ní

doba na zm ny. Tento problém áste  zlepšuje Exponencial Moving Average, který

ikládá nejv tší váhu poslední získané hodnot , starší hodnoty jsou násobeny vahami,

které mají exponenciáln  klesající hodnoty (Exponenciální zapomínání13).

MACD (Moving Average Convergence Divergence) – indikátor, který se používá k

identifikaci nákupních a prodejních signál  na trhu, i potvrzení sou asného trendu.

Nej ast ji se používá ve form  12 denních a 26 denních klouzavých pr  s nulovou

ivkou, vodorovnou s osou x a procházející bodem rovnosti 12 a 26 denních

klouzavých pr .

ROC (Rate Of Change) -  pom rový ukazatel, který detekuje výraznou zm nu kurzu

s delším asovým vlivem.

RSI - Standart deviation – vyjad uje relativní sílu indexu a identifikuje relativn

ekoupený / p eprodaný trh. Zárove  dokáže predikovat zm ny vývoje.

12 VRBA, P. Využití prost edk  um lé inteligence na finan ních trzích. Brno: Vysoké u ení technické v
Brn , Fakulta podnikatelská, 2011. 78 s. Vedoucí diplomové práce prof. Ing.Petr Dostál, CSc.
13 Exponenciální zapomínání je nejv rn jší formou eliminace historických dat z objemných soubor  dat.
Je inspirováno složitými procesy v lidském mozku, které se starají o naši pam . Zapomínání je p irozené
a pro lidský mozek, z d vodu kapacity nutné. Mozek zapomíná nejmén  hodnotné informace nejrychleji,
hodnotn jší postupn  s asem. Technicky nejpodobn jší matematická realizace se nazývá exponenciální
zapomínání.
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Fundamentální analýza

O této problematice je k dispozici mnoho dostupné literatury nap .14. Metoda vychází

z p edpokladu, že cena titulu je dána jeho vnit ní hodnotou, která je ur ována na

základ  analýzy finan ních ukazatel  a cena na finan ním trhu se bude pohybovat

sm rem k vnit ní cen  finan ního titulu.

Psychologická analýza

Psychologická analýza vychází ze základního p edpokladu, že na trzích obchodují lidé a

ti jsou pod trvalým a silným vlivem chování obchodník . Ti jsou vybuzováni

zám rnými impulsy k obchodování. Psychologická analýza se snaží zohled ovat  v

chování trhu typické panické jednání lidí na siln  negativní i pozitivní impulsy trhu. Za

nejvýznamn jší koncepce masové psychologie jsou považovány:

Keynesova spekulativní rovnovážná hypotéza

Kostolanyho burzovní psychologie

Teorie spekulativních bublin

Výrazný vliv psychologické analýzy narostl v Evrop  po ekonomických problémech

kterých lenských zemí eurozóny.

Lineární dynamické stochastické modely

ARIMA a jejich modifikace

Modely ARIMA slouží ke konstrukci bodových a intervalových p edpov dí na základ

lineárních model  p i podmínce heteroskedasticity. Tyto modely jsou nej ast ji

nasazovány na nestacionární asové ady, kde nestacionarita je dána m nící se st ední

hodnotou nebo rozptylem. Nej ast ji se parametry rovnic ur ují na základ  podmín né /

nepodmín né metody maximální v rnosti.

Modely volatility

GARCH a jejich modifikace

GARCH modely slouží pro odhady volatility v mnoha finan ních aplikacích, nej ast ji

i oce ování opcí, zkoumání vztahu mezi obchodním stykem a volatilitou akciového

trhu, atd.

14 Fundamentální analýza
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Matematické modely

Genetické algoritmy15

Metoda genetických algoritm  je matematickou aplikací princip  známých z biologie.

Nejb žn jší použití genetických algoritm  jsou optimaliza ní úlohy pro hledání extrém

složitých funkcí.

Metoda se skládá ze ty  základních krok :

1. Vyhodnocení – podle zvolených kriterií (ú elové funkce) se ohodnotí nejlepší

jedinci v populaci

2. Selekce – je proces ur ení pravd podobnosti výskytu jedince v další populaci,

vychází se p itom z vyhodnocení v p edešlém kroku

3. ížení – dochází k nahrazení jedinc  s nejnižší pravd podobností výskytu

novými jedinci, kte í vznikli kombinací jedinc  s nejvyšší pravd podobností

výskytu v další populaci

4. Mutace – náhodné zm ny genu jednotlivých jedinc , mutace probíhá velmi

ídka, ale má zabránit uváznutí algoritmu v lokálních extrémech funkcí.

Následn  se  pokra uje op t prvním krokem. Genetické algoritmy mají obecn  velmi

mnoho iterací, ovšem p i správn  zvolené velikosti populace a ú elové funkce dokážou

ešit problematiku ádov  rychleji než klasické metody.

Fuzzy logika

Fuzzy (vágní) logika je založena na teorii tzv. vágních (neostrých/nejednozna ných)

množin. Klasická booleovská logika zná pouze pravda (1), nepravda (0). Fuzzy

množiny nám umož ují vyjad ovat i pojmy pravda (1), tém  pravda (0.8),

pravda/nepravda (0.5), tém  nepravda (0.2), nepravda (0). Tento mechanismus nám

umož uje vytvá et složité logické funkce s rozhodovacími pravidly, se kterými v tšinou

pracují finan ní experti. Metoda je velmi vhodná pro tvorbu expertního systému, který

se u í a p ebírá zkušenosti od expert .

Simulace - Diferenciální rovnice

Teorie oby ejných diferenciálních rovnic (ODE) je univerzální. Byla dokázána analogie

mezi základními stavovými veli ina v mechanice (elektrice, hydraulice,

15 JANÍ EK, P.: Systémové pojetí 1, 2. vybraných obor  pro techniky. 1. Vydání. CERM. Brno, 2007.
1380s. ISBN: 978-80-7204-554-9
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termomechanice,…) Lze tedy i pomocí nich popsat i chování ekonomie? Tabulka s

analogií je nap . v literatu e16. Z vlastní zkušenosti se však domnívám, že lepší popis

budou poskytovat parciální diferenciální rovnice. Bohužel si uv domuji, že by bylo

velmi složité, až nemožné, získat parametry pro tyto rovnice.

ležitou diskutovanou otázkou, na kterou nebylo uspokojiv  odpov zeno, je použití

matematického aparátu a p ístupu z p írodních v d pro v du spole enskou, jakou

ekonomie bezesporu je. Je pravda, že existují p ípady, kde podobná analogie usp la,

avšak je nutné si uv domit,  že  se  jedná  v tšinou o okrajový, spíše náhodný úsp ch.

Zákony v p írodních a spole enských v dách se velmi zásadn  liší.

Hybridní metody

Metody, které kombinují výhody r zných p ístup  do jednoho celku. Nej ast ji se mezi

hybridní modely adí nap íklad neurofuzzy systémy (NeuroFIS), u kterých se ješt

používá pro optimalizaci struktury neuronové sít  genetický algoritmus.

Elliotovy vlny

Elliottovy vlny17 jsou jednou z metod technické analýzy finan ních trh , jejich autorem

je Ralph Nelson Elliott, který je objevil v 30. letech 20. století. Jsou založeny na

identifikaci opakujících se vzor  v asové ad  na finan ním trhu. Základním principem

Elliottových vln je, že trh výrazn  roste v impulzní vln , která je složena z p ti podvln

(1-2-3-4-5). Trh pak mírn  poklesne vlivem opravné vlny, která je složena ze t í podvln

(a-b-c). Celá Elliottova vlna se pak skládá z celkem osmi vln a dvou fází. Ukázka

Elliottovy vlny je na Obr. 2.3: Elliotovy vlny. Tyto vlny jsou ve skute né asové ad

strukturované a vytvá ejí opakující se vzory (fraktály) postupn  v tších a v tších

velikostí. Existuje mnoho variací t chto vln, nap íklad každý vzor z t chto vln má své

požadavky a vývojové tendence.

16 DOSTÁL, P.: Pokro ilé metody analýz a modelování v podnikatelství a ve ejné správ . 1. Vydání.
CERM. Brno 2008. 340s. ISBN: 978-80-7204-605-8
17 SOJKA, Z., DOSTÁL, P.: Elliottovy vlny. 1. Vydání. Tribun EU. Brno, 2008. 272s. ISBN: 978-80-
7399-630-7SOJKA, Z., DOSTÁL, P.; Elliottovy vlny
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Obr. 2.3: Elliotovy vlny18

Deterministický chaos19

I na první pohled m že ve velkém chaosu existovat jednoduchý a p esný ád.

Podmínkou možného výskytu deterministického chaosu je existence nelineární

dynamické soustavy. Pon vadž naprostá v tšina všeho okolo nás má vícemén

nelineární chování, deterministický chaos se proto objevuje tém  ve všem, na co si

vzpomeneme. By  je ekonomie jako v da azena mezi spole ensko-v dní disciplíny a

ve v tšin  metod využívaných v ekonomii se p edpokládají lineární závislosti, jedná se

o asi nejvíce složité a nelineární závislosti, jejichž podrobná struktura není zatím známá.

Deterministický chaos byl prokázán nap íklad na vývoji kurzu amerického dolaru a

japonského jenu v literatu e20. Pro odhalení výskytu deterministické chaosu se používají

dva základní exponenty:

Lyapun v exponent - ur ovaný pomocí Wolfova algoritmu

( ) =
, )

)
 , (Rov. 6)

kde spolehlivost je závislá od velikosti kladného Lyapunova exponentu. ím je

hodnota v tší, tím se zkracuje hodnota spolehlivé predikce, tzn. klesá schopnost

prediktability.

18 SOJKA, Z., DOSTÁL, P.: Elliottovy vlny. 1. Vydání. Tribun EU. Brno, 2008. 272s. ISBN: 978-80-
7399-630-7
19 DOSTÁL, P.: Advanced decision making business and public services. 1. Vydání. CERM. Brno. 2011.
167s. ISBN: 978-80-7204-747-5
20 JANÍ EK, P.: Systémové pojetí 1, 2. vybraných obor  pro techniky. 1. Vydání. CERM. Brno, 2007.
1380s. ISBN: 978-80-7204-554-9
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Hurst v exponent

( ) = ( ) = 1,2, … ,

( ) =
1

( ),

( ) = ( ) ,  (Rov. 7)

( ) = max ( ) min ( ),

( ) =
log )

)
log ( )

,

kde Hurst v exponent m í tzv. „rozeklátost“ asové ady a její fraktální

dimenzi. ím je hodnota Hurstova exponentu menší, tím roste fraktální dimenze

asové ady, tedy tím v tší je její chaoti nost.

Neuronové sít  (NS)

Um lé neuronové sít  vycházejí z principu fungování lidského mozku. Vykazují

následující výborné schopnosti:

Extrahovat a reprezentovat vnit ní závislosti v datech

Schopnost ešit siln  nelineární úlohy

Schopnost u it se a adaptovat se

Schopnost zevšeobec ování

Schopnost klasifikace, regrese a predikce

Pro pochopení funkce vyjdeme z popisu a funkce biologického neuronu.

Biologický neuron

V lidském mozku je asi 1011 neuron  a každý z t chto neuron  je spojen p ibližn  7000

synapsemi s dalšími neurony. Biologický neuron se skládá z jádra, t la neuronu (soma)

a mnoha kratších výb žk  (dendrit ) a jednoho dlouhého výb žku (axonu). Každý axon

je zakon en synapsí, která dosedá na další neuron. P es synapse se p enášejí vzruchy,

které ovliv ují membránový potenciál. Pokud dojde k jeho p ekro ení p es ur itou

úrove  (práh), dochází k aktivaci neuronu, a p es své synapse za íná p sobit na další

neurony, se kterými je spojen.
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Obr. 2.4: Neuron21

Lineární um lý model neuronu
Um lý neuron je základním stavebním prvkem um lých neuronových sítí. Oproti biologickému

neuronu má jiné vlastnosti. Skute ný neuron pracuje na základ  chemických reakcí a slabých

elektrických signál . Naproti tomu um lý neuron je matematický model a jeho innost lze

snadno popsat vzorcem, což je velmi výhodné pro zpracování na po íta ích. Neuron má 1 až n

vstup  a 1 až n výstup  a lze jej popsat následující rovnicí:

, (Rov. 8)

kde je

x - vektor vstupních hodnot,

u - bázová funkce,

f  - aktiva ní funkce

Existuje speciální p ípad um lého neuronu, který se nazývá perceptron. Je to

nejjednodušší neuronová sí  obsahující pouze jeden neuron s prahovou aktiva ní funkcí.

Tato sí  je používána jako jednoduchý lineární klasifikátor. Sí  typu perceptron je

schopna rozd lit všechny body v hyperprostoru, pokud jsou tyto body lineárn

separovatelné.

Bázová funkce

Bázová funkce p evádí 1 až n vstup  (x) neuronu na hodnotu u (x), která je použita jako

vstup do aktiva ní funkce. Každý vstup má svou váhu (w). V neuronové síti m že být

21 JANÍ EK, P.: Systémové pojetí 1, 2. vybraných obor  pro techniky. 1. Vydání. CERM. Brno, 2007.
1380s. ISBN: 978-80-7204-554-9

Obr. 2.5: Vzájemné spojení
dvou neuron 22
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použito mnoho typ  bázových funkcí. Nej ast ji se však používá lineární bázové funkce

definovaná vztahem:

 =  1 , (Rov. 9)

 =  0 < , (Rov. 10)

kde je

x - vektor vstupních hodnot,

w - vektor vah jednotlivých vstup .

Obr. 2.6: Obecná struktura um lé neuronové sít 22

Na Obr. 2.6: Obecná struktura um lé neuronové sít  je  možné  vid t, že ke všem

neuron m skryté a výstupní vrstvy je p ipojen jeden vstup navíc o konstantní hodnot  (v

našem p ípad  1), ve vzorci má váhu w0. Tento vstup zlepšuje proces u ení neuronové

sít .  V  p ípad , že na vstupu neuronové sít  by byly jen hodnoty 0, pak by se nebyla

schopná nic nau it. Docházelo by pouze k otá ení hyperplochy ve st edu hyperprostoru.

Tento prahový vstup tedy umož uje vertikální posunutí hyperplochy. Prahová hodnota

napodobuje chování biologického neuronu, který je schopen své aktivace až na signály

od ur itého chemického potenciálu.

22 EZINA, T.: Neuronové sít  – studijní podpory
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Aktiva ní funkce

Existuje n kolik druh  aktiva ních funkcí. Pro ú ely klasifikace se používá nej ast ji

skoková aktiva ní funkce. Pro pot ebu zpracování asových ad se ovšem využívají

vhodn jší aktiva ní funkce, které jsou spojité.

Je velmi výhodné, pokud mají aktiva ní funkce n které z t chto vlastnosti:

Funkce má spojitý pr h i v derivaci

Derivace funkce je možno p evést na pouhé s ítání a násobení

(Backpropagation)

Normalizovaný, symetrický a ohrani ený rozsah

Nej ast ji používané aktiva ní funkce jsou:

Logsig – logistická funkce

Jedná se o spojitou funkci, která nabývá hodnot 0-1. Její hlavní p edností je

snadný výpo et derivace, který se s výhodou využívá v metod  u ení

Backpropagation.

Purelin

Jedná se o spojitou funkci, která nabývá normovaných hodnot (-1,1). Používá se

evážn  u lineárních typ  sítí a jako vstupní a výstupní vrstva nelineárních sítí.

Tansig

Spojitá funkce v rozsahu (-1,1). Funkce se dá matematicky zapsat pomocí

exponenciální funkce, a proto se dá snadno derivovat.

Radbasn

Normalizovaná radiální bázová funkce.

Satlins

Symetricky definovaná satura ní funkce. Její derivace není spojitá funkce.

Hardlims

Skoková funkce typu signum. Op t má nespojité derivace.
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Obr. 2.7: Typy aktiva ních funkcí v neuronu23

ení

Pro u ení dop edné sít  se velmi asto používán gradientní algoritmus backpropagation

(algoritmus zp tného ší ení chyby). Nejprve bude vysv tleno  u ení jednoho neuronu,

následn  celé sít . Celé odvození algoritmu backpropagation lze nalézt v literatu e [4].

Ve výpo etním systému Matlab je vhodné používat metodu u ení Levenberg-

Marquardt, která pat í k základním a robustním u ícím metodám a bývá úsp šná na

mnoho r zných typ  úloh.

ení neuronu – metoda BP

ení probíhá jako nastavování synaptických vah neuronu. Na po átku jsou váhy

inicializovány náhodn . Jejich další zm na je popsána vzorcem:

, (Rov. 11)

kde

wi je váha i-tého vstupu neuronu, i koeficient u ení, (k) je chybový signál. Pokud

je použita aktiva ní funkce „sigmoida“ (Logsig), pak pro výpo et chybového

signálu (k) platí:

23 MATHWORKS: Matlab Help - Neural network.
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( ) = = [ ( ) )] [ )]. (Rov. 12)

ení sít

V první ad  je nutné provést sestavení tzv. trénovací množiny, na které se bude

neuronová sí  u it. Trénovací množinu vždy tvo í dvojice (vstup; výstup), kde vstup je

vstupní vektor a výstup je výstupní vektor. Nejprve je vložen vstupní vektor na vstup

neuronové sít . Pro všechny neurony skryté vrstvy je spo ítán jejich nový výstup. Tento

výstup skryté vrstvy je p ípadn  poslán další skryté vrstv , pokud je skrytých vrstev

více, nebo rovnou výstupní vrstv . Nakonec je na výstupu sít  získána nová hodnota. Je

vypo tena chyba ode tením nového výstupu od požadovaného výstupu. Tato chyba se

spo ítá zp tn  pro další vrstvy. Pro každou vazbu (synapsi) je nastavena nová váha v

závislosti na velikosti chyby, a to zp tn  od výstupní vrstvy k první skryté vrstv .

Zp tný algoritmus v tšinou pracuje s gradientem aktiva ní funkce, proto je vhodné, aby

ly aktiva ní funkce analyticky definované derivace. Proto se také stala velmi

úsp šnou aktiva ní funkce „sigmoida“ (logistická funkce). Tento postup se opakuje pro

všechny prvky trénovací množiny. Jedno u ení celé trénovací množiny se nazývá

epocha. Po et epoch u ení  m že být stanoven napevno, nebo je možné, aby se u ení

ukon ilo samo v p ípad  r stu chyby. Chyba je na po átku velká a p i správném u ení s

rostoucím po tem epoch klesá. Následující vztah slouží pro úpravu vah neuronu v

kontextu celé sít . Ve vzorci je rovn ž pro zlepšení kvality u ení  p idáno tzv.

momentum . D vod pro tento parametr bude vysv tlen pozd ji v textu.

( + 1) ( ) ( ) ( ) ( ) ( 1)      (Rov. 13)

Parametry ovliv ující u ení

Existuje n kolik parametr , které byly již zmín ny, a které ovliv ují kvalitu a rychlost

ení. Jejich konkrétní nastavení závisí na konkrétní úloze a na úrovni znalostí a

zkušeností návrhá e neuronové sít .
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Koeficient u ení (Learning rate)

Koeficient u ení ovliv uje  p edevším rychlost u ení. Menší koeficient znamená

pomalejší, ale kvalitn jší  u ení a naopak. Koeficient u ení je nutné nastavovat podle

mých zkušeností v intervalu (0; 1), literatura však jako vhodný interval doporu uje

rozsah (0; 3). Na v tšin  aplikací je vhodné hodnotu koeficientu b hem u ení postupn

snižovat.

Momentum

Zm na váhy není ízena pouze aktuální zm nou, ale i p edchozí zm nou s menší

intenzitou, což dodává u ení jistou setrva nost.  Momentum se  p idává do rovnice pro

zm nu váhy, aby se p edešlo uvíznutí v lokálním minimu. Parametr momenta leží v

intervalu  = (0; 1). asto se volí velikost momenta v tší než koeficientu u ení,

literatura doporu uje (0 - 6; 0 - 9). Ob as se používá úprava koeficientu momenta

hem u ení v závislosti na gradientu chyby u ení.

Po et epoch

Po et epoch je jiný název pro po et iterací u ení. Jedna epocha p edstavuje jedno u ení

všech trénovacích záznam  z trénovací množiny. Malý po et epoch m že znamenat

malé nau ení sít , naopak velký po et epoch m že zp sobit  p etrénování. Na správný

po et epoch pro konkrétní parametry sít  i data se dá p ijít experimentáln , p ípadn  je

možné pomocí vhodného algoritmu zastavit u ení v dob , kdy op t za íná r st chyba.

Jedním z použitelných algoritm  je  k ížové ov ování správnosti tzv. (Cross-

validation).24

Po áte ní nastavení vah

Po áte ní nastavení vah je klí ové pro u ení sít . Jako váhy se nej ast ji používají

pseudonáhodná ísla v rovnom rném rozložení. D ležitý je správný rozsah

generovaných hodnot. Obvykle se používají hodnoty normované do rozsahu intervalu

<-0.5; 0.5>.

24 Pro  zde máš konec oddílu? Nepat í to k sob ?
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Po et vrstev sít

Obvykle sta í jedna skrytá vrstva neuron . Více skrytých vrstev v tšinou nedává lepší

výsledky, naopak m že vést k delšímu u ení  a  p etrénování sít . V praxi se m žeme

setkat se dv ma skrytými vrstvami, v tší po et vrstev se používá z ídka.

Po et skrytých neuron

Neexistuje univerzální pravidlo pro ur ení vhodného po tu skrytých neuron  a je

pot eba volit experimentáln  v závislosti na konkrétním problému. Obecn  platí, že

malý po et skrytých neuron  neumožní síti dostate  se trénovací data nau it a naopak

íliš velký po et skrytých neuron  oslabuje schopnost zevšeobec ování, což vede k

etrénování sít .  P etrénování nastává v p ípad , kdy neuronová sí  má  p íliš malý

po et trénovacích dat vzhledem k po tu skrytých neuron . Má sklony pamatovat si

každý samostatný vstup namísto zevšeobec ování.

Typy dynamických sítí vhodných pro modelování predikcí

NARX – Nonlinear autoregressive network with exogenous inputs

Jedná se o dynamické neuronové sít  založené na nelineárním modelu ARX.

Jedná se o nejvhodn jší architekturu pro modelování asových ad se

zpožd ním.

Obr. 2.8 :Architektura sít  NARX25

25 MATHWORKS: Matlab Help - Neural network.
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FTDNN - Focused Time-Delay Neural Network

Jedná se o architekturu, do které m žeme za adit asové zpožd ní jen do vstupní

vrstvy nikoli však do vnit ních skrytých vrstev.

Obr. 2.9: Architektura sít  FTDN26

DTDNN – Distributed Time-Delay Neural Network

Jedná o stejnou architekturu sít  jako FTDNN, pouze s tím rozdílem, že tato sí

umož uje zanášet asová zpožd ní i do skrytých vrstev sít . Náro nost  u ení

sít  je vyšší, ale zase lépe dokáže aproximovat chování sít .

Obr. 2.10: Architektura sít  DTDN27

Problémy s neuronovými sít mi

Metodika um lých neuronových sítí je v sou asné dob  velmi propracovaná. Její

nejv tší problémy však spo ívají v tzv. nedeterminickém chování. P i tzv. online

ení28 neuronové sít  totiž dochází ke stav m, kdy neuronová sí  ztrácí schopnost

zevšeobec ování. V jednom bod , kde se nachází, velmi asto predikuje velmi p esn ,

ale v jiném míst  za íná dávat nesmyslené hodnoty.

26 MATHWORKS: Matlab Help - Neural network.
27 MATHWORKS: Matlab Help - Neural network.
28 Termín „online u ení“ charakterizuje, že výsledky sít  jsou v sou asné dob  používány, ale zárove  si
sí  modifikuje systém vnit ních vah. Proces u ení a nasazení sít  není odd len.
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Druhým problémem je asová náro nost hledání ešení zadané úlohy. S množstvím dat

samoz ejm  rostou asové nároky.

Tento jev tedy klade velké nároky na výb r vhodných dat pro trénování NS tak, aby

byla zahrnuta všechna relevantní data v podobném zastoupení a nedocházelo p i

trénování sít  k p eu ení na jedné stran  u ícího intervalu a nenau ení na druhé stran .

Takto nau ená sí  by nám nebyla schopna poskytnout relevantní predikované hodnoty.

Kritická analýza výsledk

Na všechny výsledky predikcí, které získáme metodami um lých neuronových sítí, je

nutné se dívat s p edpokladem pravd podobnosti chyby. Tyto výsledky bychom tedy

ly podrobit kritickému posouzení a ov ení. Bylo vypracováno mnoho metod pro

ov ování výsledk  predikce. Mezi nejúsp šn jší metody se adí implementace a

natrénování t í r zných typ  neuronových sítí na t ech disjunktních sériích dat. Všechny

sít  provedou predikci budoucího vývoje a jejich výsledky se statisticky zpracují. Na

základ  výsledku se p ijímají rozhodnutí. Tento p ístup výrazn  zvyšuje spolehlivost

predikce, v oblasti p esnosti trendu lze dosáhnout k 94%, v oblasti p esnosti hodnoty

k 90%.
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3 ANALÝZA PROBLÉMU, SOU ASNÝ STAV

3.1 Informace o zadavatelské spole nosti

Spole nost LDM, spol. s r.o. sídlí v eské T ebové. Byla založena spole enskou

smlouvou ze dne 25. b ezna 1994. Vznikla zápisem do Obchodního rejst íku vedeného

u Krajského soudu v Hradci Králové. Jedná se o spole nost s ru ením omezeným.

Statutárním orgánem spole nosti jsou 2 jednatelé. Jménem spole nosti jsou oprávn ni

jednat navenek a podepisovat za ni dokumenty oba jednatelé spole nosti, a to každý

samostatn . Základní kapitál spole nosti je v obchodním rejst íku zapsán ve výši

36 000 000 K  a je splacen v plné výši.

3.2 Popis spole nosti

edm t podnikání29

Spektrum podnikatelské innosti spole nosti LDM, spol. s r.o. je velmi široké. Podnik

se orientuje p evážn  na výrobu pr myslových armatur. Provádí však i mnoho dalších,

oboru p íbuzných inností, k nimž pat í:

práce konstruk ní a vývojové,

výroba a údržba pr myslových armatur,

montáž, opravy, údržba a revize vyhrazených elektrických za ízení a výroba

rozvad  nízkého nap tí,

kovoobráb ní,

nástroja ství,

koup  zboží za ú elem jeho dalšího prodeje a prodej,

výroba a prodej software,

projektová innost ve výstavb ,

galvanizování.

Na následujícím seznamu je uveden st žejní výrobní sortiment podniku. Nejv tší

podíl tvo í výroba ventil  r zného typu.

Regula ní ventily a havarijní uzáv ry

Ventily ady RV 10x, RV 113, COMAR line, BEE line, 200 line, RV 50x, RV

70x, RV 80x, RS 502, RS 702, ada G.

29 LDM, spol. s r.o. [online]. P evzato 10. 12. 2012.
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Reduk ní ventily

Ventily RD 10x V.

Regulátory diferen ního tlaku

Ventily RD 10x D a RD 122 BEE line.

Uzavírací ventily

Ventily UV xx6 a V 46.

Pojistné ventily a p íslušenství

Ventily SiZ 1508, PV 1509, ídící p ístroj RP 5330, dálková signalizace.

Speciální armatury a p íslušenství

Ventily pro jadernou energetiku (RV 501 NA, A10), vst ikovací hlavice (VH,

VHP), chladi  páry, kulové kohouty, asovací jednotka, filtry p írubové.

Podnik svým zákazník m nabízí také široký sortiment služeb.

Technologie povrchových úprav

chemické niklování

galvanické m ní

galvanické cínování

galvanické st íb ení

galvanické zinkování

Výroba kalibr

Ost ení nástroj

Historie spole nosti

Firma LDM, spol. s r.o. byla založena t emi spole níky v polovin  roku 1991. Od

samotného vzniku je zam ena na výrobu pr myslových armatur. Hlavním p edm tem

innosti byl zpo átku nákup a prodej regula ních ventil  SRV. Paraleln  se však

intenzivn  pracovalo na vývoji vlastních výrobk . V roce 1992 se firma poprvé

edstavila odborné ve ejnosti na veletrhu v Brn , kde m la svoji premiéru ada

ícestných mosazných ventil , která se brzy stala nejznám jším a nosným výrobkem

firmy.
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Za uvedení nové ady obdržela firma na veletrhu v Brn  199430 Zlatou medaili. V té

dob  m la pouhých 50 zam stnanc . Došlo k zakoupení nových technologií a prvních

CNC stroj , na Slovensku byla založena první dce iná spole nost.

V polovin  roku 1995 u inilo vedení spole nosti zásadní rozhodnutí, které ovlivnilo

budoucí rozvoj spole nosti. Bylo jím vybudování systému zajišt ní jakosti dle

mezinárodního standardu ISO 9001.

Roku 1996 firma p edstavuje nové vysokotlaké regula ní ventily s vícestup ovou

redukcí tlaku, vst ikovací ventily a reduk ní stanice. V roce 1997 má už p es 200

zam stnanc .

Vzniká spole nost LDM - servis a zakládají se nové dce iné spole nosti v Polsku,

Bulharsku a N mecku. Roku 2000 firma p edstavuje zcela novou regula ní techniku

v oblasti vytáp ní a na trh je uveden první výrobek pro oblast klimatizace a

vzduchotechniky. Rozší ila se i oblast poskytovaných služeb - chemické niklování,

galvanické m ní, cínování, st íb ení, zinkování, výroba kalibr  a ost ení nástroj . Od

této doby firma p edstavuje každým rokem nové a lepší výrobky.

Organiza ní struktura spole nosti31

30 Na veletrhu v Brn  roku 1994
31 Interní materiály LDM

Valná hromada spole ník

editel spole nosti

Útvar
obchodní

Útvar
technický

Útvar
výrobní

Útvar
editele

Útvar
správní

Obr. 3.1: Organiza ní struktura spole nosti, Zdroj: Autor
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Nejvyšším orgánem spole nosti je valná hromada spole ník , lenem valné hromady je

každý spole ník spole nosti. editele jmenuje a odvolává valná hromada spole ník .

Vrcholové vedení spole nosti tvo í editel spole nosti, technický editel, výrobní

editel, obchodní editel a vedoucí správního útvaru.

Podnik v sou asné dob  zam stnává 192 zam stnanc .

Charakteristika trh 32

Podnik p sobí jak na domácím, tak na zahrani ních trzích, a to hned v n kolika zemích.

Mezi pro podnik nejvýznamn jší zem  se adí ty, ve kterých jsou založeny dce iné

spole nosti. Seznam dce iných spole ností je uveden v oddíle Historie spole nosti.

Trh v oblasti strojírenství je v eské republice již obsazený. Proto se spole nost

rozhodla pro založení dalších dce iných spole ností mimo R. Konkrétn  se bude

jednat o Rusko a Ukrajinu. Tento trh je otev ený a je zde prostor pro další rozvoj.

Podnik již má zkušenosti se zakládáním dce iných spole ností v zahrani í. Jak již tomu

bylo d íve, podnik musí nejprve provést analýzu trhu a marketingový výzkum pro

zjišt ní velikosti poptávky, a také pro zjišt ní informací o konkurentech, kte í v této

oblasti p sobí.

Obchodní analýza spole nosti

Analýza postavení podniku

Pro provedení analýzy postavení podniku jsem zvolil Porter v model p ti sil.

V Porterov  modelu jsou zobrazeny konkuren ní tlaky a rivalita na trhu. Ta závisí na

sobení základních sil (konkurence, dodavatelé, zákazníci a substituty) a výsledkem

jejich spole ného p sobení je ziskový potenciál odv tví.

Riziko vstupu potenciálních konkurent

Vstup konkurenta je velmi obtížný. V tomto odv tví jsou vysoké z izovací výdaje, je

nutné mít velké prostory a mnoho výrobního za ízení. Potenciální konkurent by musel

tedy disponovat vysokým vstupním kapitálem. Mezi další bariéry se adí  d ra

zákazník . Spolupráce mezi podnikem a zákazníky je založena p edevším na

dlouhodobé spokojenosti zákazník , kdy zab hlý podnik m že svým zákazník m

nabídnout výhody p i nákupu.

32 Interní materiály podniku
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Rivalita mezi stávajícími konkurenty

V tomto oboru výroby je konkurence velmi silná. Na trhu eské republiky se pohybuje

velké množství podnik  zabývajících se strojírenskou výrobou. Podniky nep sobí pouze

v oblasti svého sídla, ale snaží se o pokrytí celého území R. Výhodou v tomto oboru

je, že každý podnik má portfolio svých vlastních výrobk  a je zam en na specifickou

oblast zákazník . Z toho d vodu, že je tuzemský trh obsazený, snaží se spole nost

pronikat na zahrani ní trhy, kde zakládá dce iné spole nosti.

Smluvní síla odb ratel

V p ípad , že odb rateli jsou v tší podniky, mají velmi silnou vyjednávací pozici. Jedná

se jak o termíny dodávek, které odb ratelé vyžadují stále kratší, tak i o ceny výrobk .

Stále ast ji se uplat ují vysoké pen žní sankce p i zpožd ní dodávky i o jeden den.

Smluvní síla dodavatel

Pozice dodavatel  v tomto odv tví je velmi silná. Hlavními dodavateli jsou hut  a

slévárny. Na území eské  republiky  jich  není  p íliš mnoho. Kv li této závislosti na

dodavatelích není možné diktovat jim podmínky nákupu.  Podniky mají sice možnost

obrátit se na zahrani ní dodavatele, ti jsou však výrazn  dražší. Naproti tomu jsou však

jejich výrobky kvalitn jší a dodržují smluvní podmínky.

Hrozba substitu ních výrobk

koli se výrobky tohoto odv tví vyráb jí na výrobní lince, nejedná se o masovou

výrobu n kolika typ  výrobk . Každý odb ratel má velmi specifické požadavky, takže

se výrobky upravují i konstruk . O substitutu bychom mohli uvažovat v p ípad , kdy

by si odb ratelé nechali takto specificky upravit výrobky u konkuren ních podnik .

Obchodní innost podniku33

Obchodní innost podniku spo ívá ve vyhledávání obchodních partner , dohadování

podmínek, p íprav  podklad  pro uzav ení smlouvy, pododávkové pé i o partnery.

Nej ast ji používanou formou prodeje je prodej práv  prost ednictvím obchodních

zástupc .

Pokud se budeme bavit o obchodu na zahrani ních trzích, tak ty jsou organizovány

prost ednictvím jednotlivých dce iných spole ností. Spole nost nepoužívá p i prodeji

svých výrobk  žádné zprost edkovatele a nemá žádnou vlastní sí  prodejen. Vzhledem

k charakteru výroby by byla taková sí  prakticky nepoužitelná.

33 Interní materiály podniku
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Co se tý e efektivnosti, vrcholový management nepoužívá žádné speciální techniky i

metody pro její m ení. Rozhodnutí o tom, jak bude obchodní innost probíhat, je

založeno na zkušenostech vrcholového vedení podniku.

Marketingová innost podniku

Co se tý e marketingu, tak se firma se v minulosti velmi asto prezentovala jako

sponzor r zných kulturních a sportovních akcí. Podílela se také na výstavb  n kolika

sportovních areál . V d sledku finan ní a ekonomické krize musely být tyto výdaje

omezeny. P ísp vky na kulturní a sportovní akce byly zcela zrušeny. Ponechána byla

internetová reklama a billboardy umíst né v blízkosti sídla firmy. Dále se spole nost

každoro  prezentuje na BVV na Strojírenském veletrhu.

Podnik také každoro  po ádá ples, kam jsou zváni nejd ležit jší obchodní partne i jak

z tuzemska, tak ze zahrani í.  Ú astní se také zástupci všech dce iných spole ností.

Firma se tak snaží dlouhodob  udržovat a rozvíjet dobré vztahy s obchodními partnery.

Co se tý e m ení efektivnosti, tak se zde stejn  jako u obchodních inností nepoužívají

žádné speciální techniky i metody. Rozhodnutí o tom, jakým marketingovým

innostem se bude firma v novat je založeno na zkušenostech vrcholového vedení

podniku.

Hlavní konkurenti

Mezi hlavní konkurenty se adí:

Pr myslové armatury AVIMEX Hranice spol. s.r.o

Jihomoravská armaturka a.s.

Johnson & Controls

Armatury Group, a.s.

Johnson Controls, Inc.

Mostro, a.s.

Stakeholders

Nejvýznamn ji ovliv ují chování na trhu zákazníci, dodavatelé a stát. Vzhledem

k zakázkov  výrob  jsou zákazníci st žejními stakeholdery, kte í rozhodují o výrob i

nevýrob  v podniku. Podnik není klasickým p edstavitelem hromadné výroby. Jedná se
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sice o výrobu ve velkých dávkách, výrobky jsou však fináln  upravovány dle p ání

zákazník . Dalším prvkem, který zákazníci výrazn  ovliv ují, je cena. Cena se

stanovuje na základ  dohody mezi ob ma stranami. Jelikož se však vlivem ekonomické

a finan ní krize dostali n kte í konkurenti do finan ních potíží, objevuje se zde problém

s nabídkou cen pod úrovní náklad . Je nutné takové chování konkurent  monitorovat

a reagovat na n j.

Co se tý e státu, tak ten ovliv uje podnik zejména systémem zdan ní, výškou

minimální mzdy, bezpe nostními p edpisy a také ekologickým nakládáním s odpady.

Vzhledem k charakteru poskytovaných služeb je zrovna otázka ekologické likvidace

odpad  ve spole nosti velmi významná.

Pozice dodavatel  v tomto odv tví je velmi silná. Podrobn  je pospána v odstavci

smluvní síla dodavatel  na str 38.

Vstup do nového podnikání – d vod zadání práce

Spole nost se rozhodla, že rozší í svou produktovou základnu výrobk  o produkci

elektro-hydromechanických za ízení pro leteckou techniku. Toto odv tví je

charakterizováno velmi vysokou p idanou hodnotou a jeví se jako strategický sm r do

budoucího udržitelného rozvoje a konkuren ní výhody nad levn jší konkurencí z Asie.

Pon vadž si je spole nost  v doma faktu, že toto odv tví je velmi chrán no  p ed

vstupem nových firem patenty a vysokým know-how, rozhodli se majitelé postupn

zvyšovat sv j vliv v zavedených leteckých spole nostech a tím postupn  formou

subdodávek pronikat do leteckého pr myslu.

Aby spole nost eliminovala rizika zbyte ných ztrát, rozhodla se pro ur ení vhodných

nákupních impuls  nových akcií použít i moderní predik ní metody založené na um lé

inteligenci.

V sou asné dob  se podobného principu využilo ve Švédsku, kde jedna malá spole nost

skupuje akcie p ti st edních firem zabývající se výrobou kompozitních vrtulí.



41

Swot analýza

Tabulka . 1 - SWOT

Silné stránky Slabé stránky

o Výborná rentabilita
o Finan ní rezerva
o Vysoká produktivita práce
o Diferenciace výrobk
o Expanze na zahrani ní trhy
o Efektivní d lba práce
o Jasné vazby mezi nad ízenými a pod ízenými
o Jednotný vnitropodnikový informa ní systém
o Dobrá informovanost zam stnanc
o Fungující neformální organiza ní struktura
o Tradice pr myslové výroby
o Náro ná výroba pro jadernou energetiku
o Certifikace mezinárodními oborovými normami

o Problémy s likviditou
o Vysoké zásoby
o Preferování díl ích zájm  jednotlivých útvar
o Špatná komunikace mezi útvary
o Špatná komunikace mezi pod ízenými a

nad ízenými na pracovišti
o Útlum vzd lávacích kurz
o Vysoká energetická náro nost výrobních

proces

íležitosti Hrozby

o Relativní dostatek i relativn  nízká cena v tšiny
pracovní síly

o Zvýšení nezam stnanosti
o Inovace
o Zavád ní nových technologií do výroby
o Patenty
o Obtížný vstup konkurence
o Silná zna ka, d ra a reputace

o Ekologická likvidace odpad  je finan  velice
náro ná

o Silný kurz koruny
o Nestabilní politická situace
o Silná vyjednávací pozice odb ratel  i

dodavatel

Tabulka 3.1: SWOT analýza, Zdroj: Autor
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4 VLASTNÍ NÁVRHY EŠENÍ, P ÍNOS NÁVRH EŠENÍ

4.1 edzpracování dat

Volba dat

Analyzované spole nosti byly zvoleny na základ  požadavku spole nosti LDM. M ly

být analyzovány minimáln  dv  americké letecké i zbroja ské spole nosti, které jsou

obchodované na burze v New Yorku a jejichž tržby pocházejí minimáln  z 60% ze

soukromých zdroj  a maximáln  30% z NASA a 10% z p ímých vládních dotací.

U takových spole ností se totiž neobjevují hluboké propady cen akcií v reakci na

nejr zn jší politické výroky senátor  ze senátního výboru pro omezování náklad  na

armádu a armádní výzkum a zakázky pro p ezbrojování amerického letectva.

Evropští výrobci nebyli zahrnuti do výb ru, protože jsou vysoce navázáni na dotace

z Evropských dota ních program  a  v tšina spole ností slouží pouze jako

subdodavatelé Airbusu, nebo jiných spole ností. Nemají vlastní kone ný produkt, což

pro spole nost ze strategického hlediska bezpe ných investic p edstavuje vysoké riziko.

Poslední t etí spole nost byla požadována spole nost Apple.

edzpracování dat pro u ení sít

V dnešní dob  je na trhu mnoho velmi schopných systém  pro modelování

neuronových sítí. Tyto nástroje si dokáží poradit i s výraznou neznalostí svých

uživatel . Pro získání v rohodných výsledk  by  se  m la všechna vstupní data, která

chceme použít pro trénování um lé neuronové sít , vhodn  p edzpracovat.

V našem p ípad  byly použity jen t i základní a nejnutn jší p edzpracování:

1. Normování vstupních a výstupních vektor  dat.

2. Odstran ní opakujících se sekvencí dat.

3. Odstran ní vliv  výplaty dividend, vydání nových akcií, atd…

Pro takto p edzpracovaná data bylo nutné ur it základní charakteristiky asových ad,

ze kterých vyplynulo, zda je alespo  teoreticky možné predikovat vývoj asové ady.

Pro všechny série dat byly ur eny momenty až do t etího ádu. Dle jejich výsledk  se

dají ur it záv ry:
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1. Rozptyl

Vyjad uje hodnotu kolísání náhodné veli iny okolo st ední hodnoty. ím je

rozptyl vyšší, tím je výrazn ji zastoupena náhodná složka v asové ad .

2. Sm rodatná odchylka

Je definovaná jako druhá odmocnina z rozptylu a má tedy ekvivalentní

vypovídací schopnost.

3. Šikmost

Vyjad uje, zda je rozd lení dat okolo st ední hodnoty symetrické, nebo

zešikmené vlevo (+) i vpravo (-).

4. Autokorela ní funkce

Autokorela ní funkce vyjad uje nezávislost mezi dv ma sousedními prvky

asové ady.

Obecné nastavení u ení sítí

Všechny neuronové sít  m ly globáln  nastaveny tyto parametry:

Popis Nastavení

Tréninková metoda Levenberg-Marquardt
ení výkonnosti MSE

Výpo et derivace Default
Maximální po et epoch 1000 (DTDN 100)
Rozd lení dat na tréninková, valida ní a testovací Random
Tréninková data 70%
Testovací data 15%
Valida ní data 15%
Minimální asové zpožd ní v síti 15 krok

Tabulka 4.1: Obecné nastavení parametr  pro u ení NS, Zdroj: Autor

Popis u ení a optimalizace struktury sít

Pro úsp šnou aplikaci um lých neuronových sítí (UNS) na ešený problém je d ležité

vhodn  zvolit typ neuronové sít . V dnešní dob  je  známo  p ibližn  sto typ  UNS,

které jsou vhodné pro ešení klasifika ních problém , jiné jako aproximátory

složitých nelineárních vztah , nebo jako prediktory asových ad. Pro zvolení správné

sady sítí na typ ešeného problému je dostupno mnoho literatury a všechny SW

prost edky tyto informace obsahují v rámci svých doporu ení.
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Po zvolení typu sít  musí uživatel na základ  svých zkušeností vhodn  zvolit strukturu

neuronové sít , kterou bude chtít nau it.  P i špatn  zvolené struktu e nebude UNS

poskytovat uspokojivé výsledky. Je už dnes obecn  známo, že p íliš velké sít

neposkytují lepší výsledky. Jsou asov  velmi náro né na nau ení, mívají velmi špatné

generaliza ní vlastnosti a vyžadují vysoké výpo etní a pam ové nároky na hardware.

Z t chto fakt  vyplývá náro ný požadavek na efektivní nalezení co nejmenší a

nejvhodn jší struktury UNS.

V literatu e34 jsou tyto optimaliza ní úkoly sv ovány jiným metodám um lé

inteligence. Mezi nej ast jší pat í genetické algoritmy (GA) a fuzzy logika (FL). Velmi

dobrých výsledk  lze také dosáhnout aplikací prohledávání stavového prostoru s alfa-

beta pro ezáváním a s vhodnými metapravidly. Tento zp sob  už  je  ale  velmi  náro ný

pro  b žného uživatele a v tšinou se používá na specializované, náro né a komplexní

problémy, kde máme k dispozici i mnoho dalších informací. Nap íklad v jiných v dních

oborech.

Byl proveden pokus s použitím GA k optimalizaci struktury UNS. Mnou navržený

algoritmus optimaliza ní funkce byl bohužel chybný a optimalizace nebyla úsp šná. Po

neúsp šné aplikaci inteligentního p ístupu pomocí genetického algoritmu pro

optimalizaci sít  bylo rozhodnuto zvolit mén  inteligentní, ale úsp šný zp sob

vysokého výpo etního výkonu stanice HeavyHorse. U všech typ  um lých

neuronových sítí použitých pro predikci je nutné provést správné nastavení t chto

parametr  struktury sít  (po et vrstev, po et neuron  ve vrstvách, velikost asového

zpožd ní, atd.).

Testy bylo zjišt no, že optimální struktura sít  se nachází v rozmezí asového zpožd ní

15 až 45 krok , a po tu neuron  10 až 30 v jedné vrstv . P i použití vícevrstvé sít  se

projevovaly velmi výrazné problémy s generaliza ním efektem um lé neuronové sít .

Následn  byly provedeny výpo ty velkých sérií dat, z nichž byly vybrány ty

nejúsp šn jší pro další predikce. Silný HW mi umožnil nalézt optimální strukturu sít

pro jednu sadu dat za 46 hodin, na notebooku Dell Precision M4300 by stejné množství

dat trvalo p ibližn  34 dní.

Konfigurace výpo etní stanice se nachází v p íloze 5 na str. 800.

34 MA ÍK, V., ŠT PÁNKOVÁ, O., LAŽANSKÝ, J.: Um lá inteligence 1-5, Academia, první vydání



45

4.2 Predikce vývoje akcií t í významných amerických spole ností

Spole nost Boeing

Graf 4.1: Boeing - Denní vývoj kurz  od 2.1.1962 do 30.4.2012, Zdroj: Autor

Graf 4.1 zachycuje dva výrazné propady cen akcií. První, prakticky skokový, nastal

14. 9. 2001 a byl zp soben šokem z leteckých útok  na WTO v NewYorku. Propad

akcií byl následn  korigován, ale propadal se další celý rok. Tento propad byl zp soben

výrazným poklesem zájmu o leteckou dopravu. Druhý výrazný a dlouho trvající pokles

cen akcií je od konce roku 2007 do roku 2009. Tento výrazný pokles je zp soben

dv ma faktory: První je zpožd ní v p edstavení nového revolu ního modelu letadla 787

Dreamliner  a druhý byl zp soben soudním sporem mezi spole nosti Boeing, Airbus a

WTO.

Pro u ení sít  byly použity série dat od 31. 8. 2011 do 11. 4. 2012 tedy 153 obchodních

dní.

OHLC + Volume pro data použitá pro trénování sít

Graf 4.2 umož uje, odvodit následující empirické závislosti:

1. Rozptyl ceny akcií b hem obchodního dne je malý.

2. i velkém množství obchod  se v následujících dnech zm ní sm rnice ceny

akcií.
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Graf 4.2: Boeing - OHLC + Volume pro data použitá pro trénování sít , Zdroj: Autor

Popis NARX FTDN DTDN

asové zpožd ní 21 22 22
Typ p enosové funkce ve
skryté vrstv 35

tansig tansig Tansig

Po et neuron  ve skryté vrstv 28 30 30
Typ p enosové funkce ve
výstupní vrstv 36

purelin purelin Puklin

Po et neuron ve výstupní
vrstv

1 1 1

Zpožd ní ve výstupní vrstv 0 0 0 až 3
Tabulka 4.2: Boeing - Optimální nastavení struktury sítí, Zdroj: Autor

Popis NARX FTDN DTDN

Výkonnost sít  – MSE 0.6951 1.1167 0.0829
Nejv tší absolutní chyba MAE 1.9 2.1 1.121
Úsp šnost predikce sm ru [%] 65% 61.3% 97%
Úsp šnost predikce [%] 51% 46% 86%
Koeficient lineární regrese 0.98 0.9888 0.96

Tabulka 4.3: Boeing - Dosažené výsledky pro všechny typy sít , Zdroj: Autor

35 Tansig - Tangenciální logistická k ivka
36 Purelin – Lineární závislost
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Predikce sít  FTDN

Graf 4.3: Boeing - Predikce sít  FTDN, Zdroj: Autor

Graf 4.3 prezentuje, jak se výsledky z nau ené sít  FTDN v otev ené smy ce, nau ené

sít  s uzav enou zp tnou vazbou pro dlouhé predikce a predikce na 15 dní dop edu

výborn  p ekrývají. Graf 4.3 zna í, že se architektu e FTDN sít  poda ilo dob e

vystihnout vnit ní dynamiku akciového titulu.

Predikce sít  NARX

Graf 4.4 ukazuje stejnou úlohu ešenou architekturou sít  NARX. Z výsledk  je patrné,

že výsledky neuronové sít  v otev ené smy ce a NS pro budoucí predikci se úsp šn

dokázala nau it na požadované chování sít . V uzav ené smy ce, která slouží pro delší

predikce, je pozorovatelné, že sí  dokáže správn  interpretovat zm ny sm ru, ale už

není tak p esná v odhadu finální hodnoty akcií. Z toho lze i dále vyvozovat záv ry, že

esnost na delší asové predikce se bude výrazn  zhoršovat.
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Graf 4.4: Boeing - Predikce sít  NARX, Zdroj: Autor

Predikce sít  DTDN

Graf 4.5 ukazuje, jak UNS v architektu e DDTN výborn  pokrývá pr h akcií

spole nosti Boeing v celém asovém intervalu. Graf 4.5 zachycuje výsledky otev ené  i

uzav ené smy ky. Uzav ená smy ka nevykazuje žádné offsety, což nazna uje, že UNS

vystihla skute nou dynamiku vzniku cen akcií spole nosti Boeing. Na druhou stranu

že hrozit problém s p eu ením sít . Na grafu je fialov  zobrazena predikce na

následujících 15 dní.

Porovnání predikcí všech architektur sítí

Graf 4.6 prezentuje porovnání predikcí t í um lých neuronových sítí FTDN (modrá),

NARX (fialová), DTDN (zelená) a reálný pr h  z  burzy  ( ervená). Sít  FTDN a

NARX se sice nau ily aproximovat chování na trénovací množin , ale nedokázaly najít

takové nastavení, které by reprezentovalo dynamické chování akciového titulu. To

zp sobilo, že jejich predikce jsou nesprávné. U sít  typu NARX je vystižen alespo
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Graf 4.5: Boeing - Predikce sít  DTDN, Zdroj: Autor

správný sm r v prvních ty ech krocích predikce, ale ani s t mito výsledky se nelze

smí it. Poslední sí  typu DTDN dosáhla úsp šných výsledk , dokázala uspokojiv

predikovat zm nu sm ru vývoje akcií, a to i s uspokojivou predikcí uzavírací hodnoty

ceny akcií.

U sítí architektur FTDN a NARX došlo nejspíš k p eu ení sít  a ztrát  generaliza ního

efektu UNS.

Parametr NARX FTDN DTDN

Doba u ení (pom rov ) 1.5 1 4
Pam ová náro nost Malá Malá St ední
Výpo etní náro nost St ední St ední Vysoká

Maximální po et epoch 1000 1000 100
esnost St ední St ední Vyšší

Spolehlivost St ední Nižší Vyšší
Tabulka 4.4: Boeing - Porovnání náro nosti u ení sít , Zdroj: Autor
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Graf 4.6: Boeing - Porovnání predikcí všech architektur sítí, Zdroj: Autor

Zhodnocení

Z  p íkladu predikce vývoje akcií spole nosti Boeing m žeme vyvodit záv r, že je

nejvhodn jší použití architektury um lé neuronové sít  typu DTDN. Jako podp rnou a

potvrzující sí , která pouze správn  reprezentuje sm r budoucího vývoje, lze doporu it

sí  typu NARX.

Pro tento akciový titul se dá doporu it jako vhodný nástroj predikce budoucího vývoje

metoda UNS.
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Spole nost GE

Graf 4.7: GE - Denní vývoj kurz  od rok 2.1.1962 do 30.4.2012, Zdroj: Autor

Graf 4.7 prezentuje op t dva výrazné propady cen akcií. První, praktický skokový,

nastal 14. 9. 2001 a byl zp soben, stejn  jako u akcií spole nosti Boeing, šokem

z leteckých útok  na WTO v NewYorku. Propad akcií trval celý další celý rok. Tento

propad byl zp soben výrazným poklesem zájmu o leteckou dopravu. Druhý výrazný a

dlouho trvající pokles cen akcií je od konce roku 2007 do roku 2009. Tento výrazný

pokles je zp soben dv ma faktory:

První je zpožd ní v p edstavení nového revolu ního modelu letadla 787 od spole nosti

Boeing a tedy výrazn  volné výrobní kapacity spole nosti, která na toto letadlo dodává

motorové jednotky.

Druhý je zp soben problémy s motory dodávanými pro letadla Airbus A380, které za

provozu vysazovaly a od letecké spole nosti hrozily vysoké sankce. Mezi spole nostmi

Boeing a GE je velmi vysoká k ížová provázanost.

Pro u ení sít  byly použity série dat od 31. 8. 11 do 11. 4. 12, tedy 153 obchodních dní.

OHLC + Volume pro data použitá pro trénování sít

Graf 4.8 umož uje, odvodit následující empirické závislosti:

1. Rozptyl ceny akcií b hem obchodního dne je malý.

2. i velkém množství obchod  se v následujících dnech zm ní sm rnice ceny

akcií.
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Graf 4.8: GE - OHLC + Volume pro data použitá pro trénování sít , Zdroj: Autor

Popis NARX FTDN DTDN

asové zpožd ní 31 37 38
Typ p enosové funkce ve
skryté vrstv

Tansig tansig tansig

Po et neuron  ve skryté vrstv 16 30 24
Typ p enosové funkce ve
výstupní vrstv

Puklin purelin purelin

Po et neuron  ve výstupní
vrstv

1 1 1

Zpožd ní ve výstupní vrstv 0 0 0 až 3
Tabulka 4.5: GE - Výsledná optimální struktura sítí, Zdroj: Autor

Popis NARX FTDN DTDN

Výkonnost sít  (MSE) 0.991 1.1167 0.0829
Nejv tší absolutní chyba (MAE) 1.3 2.1 1.121
Úsp šnost predikce sm ru [%] 85% 91.3% 97%
Úsp šnost predikce [%] 81% 96% 98%
Koeficient lineární regrese 0.96 0.9888 0.98

Tabulka 4.6: GE - Dosažené výsledky NS, Zdroj: Autor
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Predikce sít  FTDN

Graf 4.9: GE - Predikce sít  FTDN, Zdroj: Autor

Graf 4.9 zobrazuje výsledky z nau ené sít  v otev ené smy ce, nau ené sít  s uzav enou

zp tnou vazbou pro dlouhé predikce a sít  s predikcí na 15 dní dop edu  a  m žeme

pozorovat, že výsledky se výborn  p ekrývají. Graf zna í, že se architektu e FTDN sít

poda ilo dob e vystihnout vnit ní dynamiku sít . Tyto slibné výsledky z natrénované

sít  budou muset být ješt  otestovány pomocí výsledk  z burzy (viz. Graf 4.12).

Predikce sít  NARX

Graf 4.10 prezentuje, jak se neuronová sí  typu NARX dokázala úsp šn  nau it na

požadované chování. V otev ené smy ce je chování velmi dobré. V uzav ené smy ce,

která slouží pro delší predikce, je patrné, že sí  dokáže správn  interpretovat zm ny

sm ru, ale už není tak p esná v odhadu finální hodnoty akcií. Hodnota sít , která

predikuje budoucí vývoj na 15 dní dop edu, je podez elá. Ze statistického hlediska je

nepravd podobné, že bude budoucí vývoj v následujících deseti dnech vykazovat r st a

následn  op t pokles. Z tohoto pr hu je výrazná zm na predikované dynamiky.
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Graf 4.10: GE - Predikce sít  NARX, Zdroj: Autor

Predikce sít  DTDN

Graf 4.11 ukazuje, jak UNS výborn  pokrývá pr h akcií spole nosti General Electric

v ase. M žeme vid t, že i uzav ená smy ka nevykazuje žádné offsety, což nazna uje,

že UNS vystihla skute nou dynamiku vzniku cen akcií spole nosti GE. Graf 4.11

zobrazuje fialovou barvou predikci na následujících 15 dní, ov ení úsp šnosti této

predikce bude analyzováno na Graf 4.12.

Porovnání úsp šnosti všech predikcí se reálným pr hem

Graf 4.12 zobrazuje porovnání predikcí t í um lých neuronových sítí FTDN (modrá),

NARX (fialová), DTDN (zelená) a reálný pr h z burzy ( ervená). Je patrné, že žádná

z UNS nevystihla správn  predikci budoucího vývoje asové ady.
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Graf 4.11: GE - Predikce sít  DTDN, Zdroj: Autor

Z Graf 4.12 m žeme u init tyto záv ry:

1. FTDN sí  nevystihuje dostate  dynamiku asové ady

2. NARX sí  má výrazn  lepší výsledky než sí  FTDN, ale její predikce je

absolutn  špatná. Sí  reprezentuje jinou dynamiku, než jaká je obsažená

v hledané asové ad .

3. DTDN sí  velmi  p kn  reprezentuje chování asové ady. Predikce sice

odpovídá dynamice sít  i  o ekávaným historickým pr m, ale reálný vývoj

byl jiný.

Žádná z predikcí nebyla úsp šná a nyní se musíme zamyslet nad možnostmi a d vody,

které to mohly zp sobit:

1. Bylo zvolená malá trénovací množina (krátká trénovací ada)

2. Struktura sít  nebyla zvolena správn

3. Vyskytly se nedeterministické faktory, které nebyly sou ástí historických dat
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Graf 4.12: GE - Porovnání predikcí všech architektur sítí, Zdroj: Autor

Parametr NARX FTDN DTDN

Doba u ení (pom rov ) 1.5 1 4
Pam ová náro nost Malá Malá St ední
Výpo etní náro nost St ední St ední Vysoká
Maximální po et epoch 1000 1000 100

esnost St ední St ední Vyšší
Spolehlivost St ední Nižší Vyšší

Tabulka 4.7: GE - Porovnání náro nosti u ení sítí, Zdroj: Autor

Zhodnocení

V p edešlém odstavci byly navrženy možné d vodu neúsp šné predikce asové ady.

Na základ  mnoha pokus  a test , které byly provedeny, jsem vylou il první dv

varianty, pon vadž ani zm ny t chto dvou podmínek nevedly k úsp šné predikci.

ikláním se tedy k záv ru, že neúsp šná predikce je dána faktory, které se

nevyskytovaly v historických datech. I p i pohledu na Graf 4.12 je patrné, že došlo

k výrazné zm  dynamiky asové ady.
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Pokud bychom cht li eliminovat vliv t chto faktor , musíme provád t predikce pouze

na jeden až t i kroky dop edu a vždy p eu it novou sí . Pro taková data není možné

provád t úsp šné dlouhodobé predikce.

Potvrzení této hypotézy je také možno spat ovat v tom, že všechny t i NS shodn

predikovaly r st ceny akcií, ale reálný byl pokles.

Spole nost Apple

Graf 4.13: Apple - Denní vývoj kurz  od rok 7.9.1984 do 30.4.2012, Zdroj: Autor

Existuje pouze n kolik akciových titul , které p inášejí svým akcioná m tém

neot esitelný  r st a zisky. Mezi takové firmy pat í  v tšinou high-tech technologické

firmy a mezi nejúsp šn jší z nich spole nost sou asnosti - Apple.37 Jako druhá by se

v sou asn  dob  mohla za adit i spole nost Facebook, pokud dob e využije sv j

obrovský potenciál ve svém obchodním modelu. Graf 4.13 prezentuje, jak spole nost

výrazn  zrychluje sv j vývoj ziskovosti a tržeb, které se odrážejí v cenách akcií.

Spole nost od vstupu na burzu v roce 1984 až do roku 2004 m la velmi nízkou

dynamiku r stu. V roce 2004 byl uveden na trh první výrobek s písmeny  „iP“

ve jménu. Od této doby se s každým novým výrobkem, i redesignem p vodního

výrobku dynamika r stu zdvojnásobí. Všichni na první pohled dokážeme odhadnout

budoucí vývoj cen akcií spole nosti Apple. Nyní se podíváme, zda to bude tak snadné i

pro UNS.

37 Neexistuje mnoho akciových titul , které p inášejí svým akcioná m tém  neot esitelný r st a zisky (v tšinou jde o high-tech
technologické firmy nebo nejúsp šn jší spole nosti sou asnosti), jednou z takových spole ností je nap íklad Apple.
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Pro u ení sít  byly použity série dat od 31. 8. 2011 do 11. 4. 2012 tedy 153 obchodních

dní.

OHLC + Volume pro data použitá pro trénování sít

Graf 4.14 umož uje, odvodit následující empirické závislosti:

1. Rozptyl cen akcií b hem obchodního dne je malý.

2. i velkém množství obchod  se následujících dnech zm ní sm rnice ceny akcií.

3. Data mají malý rozptyl tém  monotónní r st  v ase, a vysokou volatilitu

obchodování. Tato kombinace bude zp sobovat velké problémy s natrénováním

neuronové sít .

Graf 4.14: Apple - OHLC + Volume pro data použitá pro trénování sít , Zdroj: Autor

Popis NARX FTDN DTDN

asové zpožd ní 16 18 15
Typ p enosové funkce ve
skryté vrstv

tansig tansig tansig

Po et neuron  ve skryté vrstv 10 8 14
Typ p enosové funkce ve
výstupní vrstv

purelin purelin purelin

Po et neuron  ve výstupní
vrstv

1 1 1

Zpožd ní ve výstupní vrstv 0 0 0 až 3
Tabulka 4.8: Apple - Výsledná optimální struktura sítí, Zdroj: Autor
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Popis NARX FTDN DTDN

Výkonnost sít  - MSE 3.6951 1.1167 0.0829
Nejv tší absolutní chyba MAE 4.9 2.1 1.121
Úsp šnost predikce sm ru [%] 75% 91.3% 97%
Úsp šnost predikce [%] 71% 86% 96%
Koeficient lineární regrese 0.98 0.9687 0.96

Tabulka 4.9: Apple - Dosažené výsledky NS, Zdroj: Autor

Na následujících grafech jsou zobrazeny výsledky jediné, vícemén  náhodn  získané

úsp šné predikce. V dalších odstavcích jsou pak dále rozebrány d vody neúsp šných

predikcí i náhodné následn  neopakovatelné úsp šné predikce.

Predikce sít  FTDN

Graf 4.15: Apple - Predikce sít  FTDN, Zdroj: Autor

Graf 4.15 ukazuje, jak se nám sí  na trénovací množin  úsp šn  nau ila a všechny t i

pr hy se nám výborn  p ekrývají. Hodnoty predikce ale spíše vypovídají o náhodném

generování predikcí bez úsp šného nau ení. Porovnání úsp šnosti predikce je

provedeno na Graf 4.18.
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Predikce sít  NARX

Graf 4.16 ukazuje, že se neuronová sí  úsp šn  dokázala nau it na požadované chování

na trénovací množin . V otev ené smy ce je chování velmi dobré, v uzav ené smy ce,

která slouží pro delší asové predikce je patrné, že sí  dokáže správn  interpretovat

zm ny sm ru, ale už není tak p esná v odhadu finální hodnoty akcií. Porovnání chování

sít  na trénovací množin  je uspokojivé, avšak výsledky predikce vypadají spíše jako

náhodné.

Graf 4.16: Apple - Predikce sít  NARX, Zdroj: Autor

Predikce sít  DTDN

Graf 4.17 zobrazuje, jak UNS výborn  pokrývá pr h akcií spole nosti Apple v ase.

žeme vid t, že i uzav ená smy ka nevykazuje žádné offsety, což nazna uje, že UNS

vystihla skute nou dynamiku vzniku cen akcií spole nosti Apple na trénovací množin .

Na grafu je fialov  zobrazena predikce hodnot akcií na následujících 15 dní.

0 20 40 60 80 100 120
350

400

450

500

550

600

650

700

Day

NARX - Porovnání požadovaného výstupu sít  v otev ené /
uzav ené smy ce a následné predikce na 15 dní

NARX
NARX - close
NARX - prediction



61

Graf 4.17: Apple - Predikce sít  DTDN, Zdroj: Autor

Porovnání úsp šnosti všech predikcí se reálným pr hem

Graf 4.18 prezentuje porovnání predikcí t í um lých neuronových sítí FTDN (modrá),

NARX (fialová), DTDN (zelená) a reálný pr h z burzy ( ervená). Z porovnání je

patrné, že se všechny t i sít  dokázaly nau it a úsp šn  predikovat budoucí vývoj

akciového trhu z pohledu sm ru. Nejlépe chování reprezentuje op t sí  typu DTDN.

Úsp šná predikce na tomto akciovém titulu se ovšem nedá p ipisovat metod  UNS,

pon vadž p i op tovném u ení UNS se podobných výsledk  již nepoda ilo dosáhnout.

Parametr NARX FTDN DTDN

Doba u ení (pom rov ) 1.5 1 4
Pam ová náro nost Malá Malá St ední
Výpo etní náro nost St ední St ední Vysoká
Maximální po et epoch 1000 1000 100

esnost St ední St ední Vyšší
Spolehlivost St ední Nižší Vyšší

Tabulka 4.10: Apple - Porovnání náro nosti u ení sítí, Zdroj: Autor
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Graf 4.18: Apple - Porovnání predikcí všech architektur sítí, Zdroj: Autor

Definice problému a hledání jeho ešení:

i predikci asové ady akcií spole nosti Apple, jsem p edpokládal velké problémy

s u ením sít . Informace a velmi monotónní pr hy nejsou vhodné pro kvalitní

nau ení sít . Tyto p edpoklady se potvrdily a predikce byly chybné.

Na základ  praktických zkušeností jsem se snažil trénovací data zkvalitnit pro proces

ení:

um lým p idáním bílého šumu

znými posuvy a kombinacemi vstupních dat

ížovou konvolucí

es všechny tyto techniky se mi nepovedlo opakovan  úsp šn  predikovat budoucí

vývoj.

Na výsledcích v p edešlých odstavcích je však vid t, že se to povedlo, bohužel je mi

záhadou z jakého d vodu. I p i opakovaných pokusech se stejnými nastaveními sít

jsem se k t mto výsledk m již nikdy znovu nedopracoval. P es podrobné zkoumání a
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konzultace jsem nenalezl p inu tohoto chování a zbylo mi pouze jediné poslední

ešení. Vhodn  náhodn  vygenerované po áte ní nastavení vstupních vah na synapsích

neuron . Toto vysv tlení nebylo ovšem možné ov it z d vodu neuložených

po áte ních podmínek úsp šné predikce.

Popis problému se vstupními daty

Tento problém není dán strukturou ani architekturou sít , ale je skryt v samé podstat

metody aplikace UNS.

UNS se p i u ení snaží nastavit své prom nné (váhy) tak, aby se na všechny kombinace

vstup  generovaly požadované výstupy s co nejmenší chybou. Tedy UNS má velmi

mnoho stup  volnosti a nemusí tedy najít pouze jedno ešení. Aby byly tyto nedostatky

metody odstran ny, používají se pro u ení sít  data s vysokým pokrytím požadovaného

chování sít . A zde je zásadní problém, pro  není predikce úsp šná. Naše data mají

velmi nízké pokrytí chování akciového titulu a ani zavedení um lých šum  do u ících

se dat tento problém nevy ešilo.

V praxi se s tímto problémem setkáme vždy, když ešíme pomocí UNS odhad

determistického chování soustavy, ale zárove  požadujeme, aby UNS odhadovala i

chování v p ípad  výskytu chyb. Narazíme na výrazný problém, jak získat data chování

i vzniku chyb a zárove  zda po adí chyb neovliv uje chování soustavy. V neposlední

ad  je problém i s procentuálním zastoupením chybových signál  v trénovací množin .

Zhodnocení

Akcie spole nosti Apple, které podle Graf 4.13 dokáže predikovat tém  kdokoli bez

jakýchkoli znalostí a zkušeností, nejsou vhodným typem pro predikce pomocí UNS.

Zd vodn ní lze nalézt v p edešlém odstavci.

Prakticky veškeré výsledky, které získáme pomocí metod UNS, je nutné podrobit tvrdé

kritice a porovnat je i s jinými výsledky. Je d ležité si uv domit, že bohužel ne všechny

výsledky je možné získat hrubou silou velmi výkonných po íta .  Aplikace  UNS  je

vhodná pouze na takové úlohy, kde je možno získat velmi mnoho kvalitních dat, která

pokrývají v tšinu stavového prostoru.
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ZÁV R

edložená práce popisuje teoretické i praktické poznatky metod um lé inteligence

použité pro predikce finan ních asových ad. Po obecném seznámení s teorií,

metodami a p ístupy pro ešení predikcí jsme se podrobn  zam ili na úzkou ást,

konkrétn  um lé neuronové sít . Byly ve zkratce popsány základní dynamické

architektury sítí a jejich rozdíly.

V další ásti se ve zkratce v nuji spole nosti, která m  na tuto práci p ivedla a d vody

volby konkrétních dat a titul .

V praktické ásti jsou p edstaveny vždy predikce pomocí t í architektur sít  s nalezenou

a testovanou optimální strukturou sít . První pro spole nost Boeing, kde byla predikce

úsp šná a velmi spolehlivá. Druhá pro spole nost General Electric, která vykazuje na

první pohled velmi podobné charakteristické pr hy. Spole nost je ve skute nosti

vysoce navázaná na spole nost Boeing, p esto  jsou  její  predikce  neúsp šné. T etí

spole nost Apple, u které jsem p edpokládal principiální selhání metod UNS, se

povedlo úsp šn  nalézt ešení. Toto ešení však bylo bohužel nalezeno náhodou a

nepovedlo se nalézt jej opakovan . V budoucích pracích bude nutno nalézt p iny

úsp šnosti této predikce.

Ve všech t ech  p íkladech aplikace modelu um lých neuronových sítí pro predikci

vývoje akciových titul  byly nejúsp šn jší výsledky sít  architektury DTDN. Tato

architektura se ukázala jako nejp esn jší a nejspolehliv jší, bohužel da  za tyto

výsledky jsou výrazn  vyšší HW a asové nároky na ešení. Sí  sice ve v tšin  p ípad

najde ešení do 100 epoch, ale na našich datech i t chto sto iterací trvalo n kolik hodin.

Um lé neuronové sít  jsou prezentovány jako mocný a tém  zázra ný nástroj pro

budoucí predikce asových ad, ale jak bylo v práci prezentováno, nalezení úsp šných,

stabilních a spolehlivých model  je velmi náro né, jak na tv rce UNS tak i na vstupní

data. Modely UNS mohou sloužit pouze jako doporu ení a m ly by být kombinovány

s mnoha jinými metodami a kvalifikovanými odbornými odhady.
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ÍLOHY

5 KÓDY

Systémový skript pro trénování sítí

%% trenovani site
function [] = trenink(dataset,Input1,Target1,TargetCOMP)
clc; close all; %clear all;
clear data
pocet = 1;
switch dataset

case 1
        cd('D:\_SCHOOL\DP\src\Figure\sikorsky')

case 2
        cd('D:\_SCHOOL\DP\src\Figure\boeing')

case 3
        cd('D:\_SCHOOL\DP\src\Figure\apple')

case 4
        cd('D:\_SCHOOL\DP\src\Figure\ge')

case 5
        cd('D:\_SCHOOL\DP\src\Figure\honeywell')

case 6
        cd('D:\_SCHOOL\DP\src\Figure\lockheadmartin')

otherwise
end

predikce = 15;
for TLD = 20:1:22

for i = 28:1:30
%         for j = 0:1:5
%             for k = 0:1:5
                layer = [i];

% FTDN

[fout,foutc,fouts]=ftdn_1(Input1,Target1,predikce,TLD,layer);

% Save data
                    data{pocet,1} = fout;
                    data{pocet,2} = foutc;
                    data{pocet,3} = fouts;

% Plotting

cplot(fout,foutc,fouts,Input1,Target1,TargetCOMP,pocet,'F');

% DTDN
                    [dout, doutc,
douts]=dtdn_1(Input1,Target1,predikce,TLD,3,layer);

% Save data
                    data{pocet,4} = dout;
                    data{pocet,5} = doutc;
                    data{pocet,6} = douts;
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% Plotting

cplot(dout,doutc,douts,Input1,Target1,TargetCOMP,pocet,'D');

% NARX

[nout,noutc,nouts]=narx_1(Input1,Target1,predikce,TLD,layer);

% Save data
                    data{pocet,7} = nout;
                    data{pocet,8} = noutc;
                    data{pocet,9} = nouts;

% Plotting

cplot(nout,noutc,nouts,Input1,Target1,TargetCOMP,pocet,'N');
                    pocet = pocet + 1;
%             end
%         end

end
end

switch dataset
case 1

        save('sikorsky.mat', 'data')
case 2

        save('boeing.mat', 'data')
case 7

        save('apple.mat', 'data')
case 4

        save('ge.mat', 'data')
case 5

        save('honeywell.mat', 'data')
case 6

        save('lockheadmartin.mat', 'data')
otherwise

end

end
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5.1 Trénování sít  typu DTDN
function [out, outc,
outs]=dtdn_1(Input1,Target1,predikce,TLD,HTLD,layer) % fitness,output

d1 = predikce:TLD+predikce;
d2 = 0:HTLD;

p = Input1;
t = Target1;

dtdnn_net = distdelaynet({d1,d2},layer);
dtdnn_net.performFcn = 'mse';
dtdnn_net.trainFcn = 'trainlm';
dtdnn_net.divideFcn = '';
dtdnn_net.trainParam.epochs = 100;
dtdnn_net = train(dtdnn_net,p,t);
% view(dtdnn_net);
% Y = dtdnnnet(dXs,dXi,dAi);
yp = sim(dtdnn_net,p);
% yp = cell2mat(yp);
Performence = perform(dtdnn_net,t(1:end),yp(1:end));

dtdnn_netc = closeloop(dtdnn_net);
dtdnn_netc = removedelay(dtdnn_netc,predikce);
dtdnn_netc.name = [dtdnn_net.name ' - Closed Loop Predikce'];
% view(dtdnn_netc);
dyc = sim(dtdnn_netc,p);
dclosedLoopPerformance = perform(dtdnn_netc,t(15:end),dyc(1:end-14));
% upravit hodnoty target pro vypocet fitness

dtdnn_nets = removedelay(dtdnn_net,predikce);
dtdnn_nets.name = [dtdnn_nets.name ' - Predict ', num2str(predikce) ,
' Step Ahead'];
% view(dtdnn_nets);
dys = sim(dtdnn_nets,p);
dearlyPredictPerformance =
perform(dtdnn_nets,t(predikce:end),dys(1:end-predikce+1));

out.predikce = predikce;
out.fitness = Performence;
out.name = 'DTDN - Compare target and output from learning neural
network';
out.y = yp;
out.net = dtdnn_net;

outc.predikce = predikce;
outc.fitness = dclosedLoopPerformance;
outc.name = 'DTDN - Closed loop + Prediction - Compare target and
output from learning neural network';
outc.y = dyc;
outc.net = dtdnn_netc;



72

outs.predikce = predikce;
outs.fitness = dearlyPredictPerformance;
outs.name = 'DTDN - Prediction - Compare target and output from
learning neural network';
outs.y = dys;
outs.net = dtdnn_nets;
end

5.2 Trénování sít  typu FTDN
function [out,outc,outs]=ftdn_1(Input1,Target1,predikce,TLD,layer)

ftdnnet = timedelaynet([predikce:(TLD+predikce)],layer);
% ftdnnet = timedelaynet([15],[100 16 30])
% ftdnnet = timedelaynet([15:30],[10])  velmi dobre
% ftdnnet = timedelaynet([15],[30])
% ftdnnet = timedelaynet([1:15],[30])
% ftdnnet = timedelaynet([15],[28 30 30])

% Train
[fXs,fXi,fAi,fTs] = preparets(ftdnnet,Input1,Target1);
ftdnnet = train(ftdnnet,fXs,fTs,fXi,fAi);
% view(ftdnnet)

%% Output nets
fY = ftdnnet(fXs,fXi,fAi);
Performence = perform(ftdnnet,fTs,fY);

%% Predicted loop
ftdnnets = removedelay(ftdnnet,predikce);
ftdnnets.name = [ftdnnets.name ' - Predict ', num2str(predikce) , '
Step Ahead'];
% view(ftdnnets);
[fxs,fxis,fais,fts] = preparets(ftdnnets,Input1,Target1);
fys = ftdnnets(fxs,fxis,fais);
fearlyPredictPerformance = perform(ftdnnets,fts,fys);

%% Closed Loop
ftdnnetc = closeloop(ftdnnet);
ftdnnetc.name = [ftdnnets.name ' - Closed Loop'];
% view(ftdnnetc);
[fxc,fxic,faic,ftc] = preparets(ftdnnetc,Input1,Target1);
fyc = ftdnnetc(fxc,fxic,faic);
fClosedLoopPerformance = perform(ftdnnets,ftc,fyc);

%% Outpus
out.predikce = predikce;
out.fitness = Performence;
out.name = 'FTDN - Compare target and output from learning neural
network';
out.y = fY;
out.net = ftdnnet;

outs.predikce = predikce;
outs.fitness = fearlyPredictPerformance;
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outs.name = 'FTDN - Prediction - Compare target and output from
learning neural network';
outs.y = fys;
outs.net = ftdnnets;

outc.predikce = predikce;
outc.fitness = fClosedLoopPerformance;
outc.name = 'FTDN - Closed loop - Compare target and output from
learning neural network';
outc.y = fyc;
outc.net = ftdnnetc;
end

%
% ftdnnet = timedelaynet([15:45],[11]) % ftdnnet =
timedelaynet([15],[100 16 30])
% % ftdnnet = timedelaynet([15:30],[10])  velmi dobre
% % ftdnnet = timedelaynet([15],[30])
% % ftdnnet = timedelaynet([1:15],[30])
% % ftdnnet = timedelaynet([15],[28 30 30])
% [fXs,fXi,fAi,fTs] = preparets(ftdnnet,Input1,Target1)
% ftdnnet = train(ftdnnet,fXs,fTs,fXi,fAi);
% view(ftdnnet)
% fY = ftdnnet(fXs,fXi,fAi);
% fperf = perform(ftdnnet,fTs,fY)
%
% ftdnnets = removedelay(ftdnnet,15);
% ftdnnets.name = [net.name ' - Predict One Step Ahead'];
% view(ftdnnets)
% [fxs,fxis,fais,fts] = preparets(ftdnnets,Input1,Target1);
% fys = ftdnnets(fxs,fxis,fais);
% fearlyPredictPerformance = perform(ftdnnets,fts,fys)

5.3 Trénování sít  typu NARX

function [out,outc,outs]=narx_1(Input1,Target1,predikce,TLD,layer)

xnet =
narxnet([predikce:(TLD+predikce)],[predikce:(TLD+predikce)],layer);
xnet.inputs{1}.processFcns = {'removeconstantrows','mapminmax'};
xnet.inputs{2}.processFcns = {'removeconstantrows','mapminmax'};
[xXs,xXi,xAi,xTs] = preparets(xnet,Input1,{},Target1);

xnet.divideFcn = 'dividerand';
xnet.divideMode = 'value'; % Divide up every value
xnet.divideParam.trainRatio = 70/100;
xnet.divideParam.valRatio = 15/100;
xnet.divideParam.testRatio = 15/100;
xnet.trainFcn = 'trainlm';
xnet.performFcn = 'mse';
xnet.plotFcns = {'plotperform','plottrainstate','plotresponse', ...
'ploterrcorr', 'plotinerrcorr'};

[xnet,tr] = train(xnet,xXs,xTs,xXi,xAi);
% view(xnet)
xY = xnet(xXs,xXi,xAi);
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Performence = perform(xnet,xTs,xY);

xnetc = closeloop(xnet);
xnetc.name = [xnetc.name ' - Closed Loop'];
% view(xnetc);
[xxc,xxic,xaic,xtc] = preparets(xnetc,Input1,{},Target1);
xyc = xnetc(xxc,xxic,xaic);
closedLoopPerformance = perform(xnetc,xtc,xyc);

xnets = removedelay(xnet,predikce);
xnets.name = [xnets.name ' - Predict ', num2str(predikce) , ' Step
Ahead'];
% view(xnets);
[xxs,xxis,xais,xts] = preparets(xnets,Input1,{},Target1);
xys = xnets(xxs,xxis,xais);
dearlyPredictPerformance = perform(xnets,xts,xys);

out.predikce = predikce;
out.fitness = Performence;
out.name = 'NARX - Compare target and output from learning neural
network';
out.y = xY;
out.net = xnet;

outc.predikce = predikce;
outc.fitness = closedLoopPerformance;
outc.name = 'NARX - Closed loop - Compare target and output from
learning neural network';
outc.y = xyc;
outc.net = xnetc;

outs.predikce = predikce;
outs.fitness = dearlyPredictPerformance;
outs.name = 'NARX - Prediction - Compare target and output from
learning neural network';
outs.y = xys;
outs.net = xnets;

end
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5.4 Postprocessing výsledk
% r = 1:1:9
% c = 1:1:prom
m = 7;
switch m

case 1
        load D:\_SCHOOL\DP\src\Figure\sikorsky\sikorsky

case 2
        load D:\_SCHOOL\DP\src\Figure\boeing\boeing

case 3
        load D:\_SCHOOL\DP\src\Figure\apple\apple

case 4
        load D:\_SCHOOL\DP\src\Figure\ge\ge
%     case 5
%       load D:\_SCHOOL\DP\src\Figure\honeywell\honeywell
%     case 6
%       load D:\_SCHOOL\DP\src\Figure\lockheadmartin\lockheadmartin

otherwise
        load apple
end
prom = 9; % 651
soucet = zeros(prom,1);
for c = 1:1:prom
    s = 0;

for r = 1:1:9
        s = data{c,r}.fitness + s;

end
    soucet(c,1) = s;
end

a = min(soucet);

for i = 1:1:prom
if soucet(i,1) == a

break
end
end
figure(5)
plot(soucet)

%%
s = zeros(prom,1);
for r= 1:1:9;
for c = 1:1:prom
    s(c,1) = data{c,r}.fitness;
end

a = min(s);

for i = 1:1:prom
if s(i,1) == a

break
end
end
j
end
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% vykresleni fitness podle typu site
fval = zeros(9,1);
for r = 1:1:9
fval(r,1) = data{i,r}.fitness;
end
figure(4)
plot(fval)

%% vykresleni dat siti
figure(1)
plot(cell2mat(data{i,1}.y(1:1,:)),'b','LineWidth',3)
hold on
plot(cell2mat(data{i,2}.y(1:1,:)),'g-+','LineWidth',2)
hold on
plot(cell2mat(data{i,3}.y(1:1,:)),'-m*')
% hold on
legend('FTDN','FTDN - close','FTDN -
prediction','Location','SouthEast')
title('FTDN - Porovnání požadovaného výstupu sítì v otevøené/uzavøené
smyèce a následné predikce na 15 dní')
xlabel('Day')
ylabel('Price [$]')
grid on

figure(2)
plot(cell2mat(data{i,4}.y(1:1,16:end)),'b','LineWidth',3)
hold on
plot(cell2mat(data{i,5}.y(1:1,:)),'g-+','LineWidth',2)
hold on
plot(cell2mat(data{i,6}.y(1:1,:)),'-m*')
% hold on
legend('DTDN','DTDN - close','DTDN -
prediction','Location','SouthEast')
title('DTDN - Porovnání požadovaného výstupu sítì v otevøené/uzavøené
smyèce a následné predikce na 15 dní')
xlabel('Day')
ylabel('Price [$]')
grid on

figure(3)
plot(cell2mat(data{i,7}.y(1:1,:)),'b','LineWidth',3)
hold on
plot(cell2mat(data{i,8}.y(1:1,:)),'g-+','LineWidth',2)
hold on
plot(cell2mat(data{i,9}.y(1:1,:)),'-m*')
legend('NARX','NARX - close','NARX -
prediction','Location','SouthEast')
title('NARX - Porovnání požadovaného výstupu sítì v otevøené/uzavøené
smyèce a následné predikce na 15 dní')
xlabel('Day')
ylabel('Price [$]')
grid on

figure(11)

plot(cell2mat(data{i,3}.y(1:1,:)),'b','LineWidth',3);hold on;
plot(cell2mat(data{i,6}.y(1:1,23:end)),'g-+','LineWidth',2);hold on;
plot(cell2mat(data{i,9}.y(1:1,:)),'-m*');hold on;
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plot(cell2mat(TargetCOMP(1,68:end)),'r','LineWidth',2.5);hold on;
legend('Predikce sítì FTDN','Predikce sítì DTDN','Predikce sítì
NARX','Skuteèný prùbìh ceny akcie','Location','SouthEast')
title('Porovnání predikcí se skuteèným prùbìhem')
xlabel('Day')
ylabel('Price [$]')
grid on

5.5 Postprocessing – vykreslení výsledk
figure(10)
i = 3;
k = 6805;
subplot(2,1,1)
plot(Results{i,2}.time(k:end),Results{i,2}.open(k:end),'b');hold on;
plot(Results{i,2}.time(k:end),Results{i,2}.high(k:end),'r');hold on;
plot(Results{i,2}.time(k:end),Results{i,2}.low(k:end),'m');hold on;
plot(Results{i,2}.time(k:end),Results{i,2}.close(k:end),'g');hold on;
grid on;
title ('Denní OHLC data')
legend('Open','High','Low','Close','Location','SouthEast')
xlabel('Day')
ylabel('Price [$]')
subplot(2,1,2)
bar(Results{i,2}.time(k:end),Results{i,2}.volume(k:end),'g');hold on;
grid on
xlabel('Day')
ylabel('Volume transaktion')
title ('Denní objemy obchodù')

5.6 Preprocessing vstupních dat
%% Nacteni vsech datovzch souboru

clear all;
clc; close all;

%% Defind loading data
name = {'Sikorsky_UnitedTechnologiesCorporation';

'Boeing';
'Apple';
'GE';
'Honeywell';
'Lockheadmartin';};

%% Load data from Excel
if exist('Results','var') == 0

for i=1:length(name);
        Results{i,1} = name{i,1};
        [Results{i,2}] = load_data(['01_Prac_',name{i,1},'.xls']);

end
    clear i
end
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%% Results
Results

%% Plotting
[r,c]=size(name);
for m = 3:1:3
for i=1:r
figure(i)
plot(Results{i,2}.time(:,1),Results{i,2}.adjclose(:,1));
grid on; title(name{i,1}); xlabel('day'); ylabel('price [$]')
end

% Input = Results{1,2}.adjclose(8000:end-10,1)
% Target = Results{1,2}.adjclose(8000:end-10,1)
%% Funkce detekce ymenz cenz akcie
uprava_o_dividendy;

for i=1:1:(length(Results{m,2}.time))
Input{1,i}(1,1) = Results{m,2}.opennew(i,1)';
Input{1,i}(2,1) = Results{m,2}.highnew(i,1)';
Input{1,i}(3,1) = Results{m,2}.lownew(i,1)';
Input{1,i}(4,1) = Results{m,2}.closenew(i,1)';
Input{1,i}(5,1) = Results{m,2}.volumenew(i,1)';
Target{1,i}(1,1) = Results{m,2}.closenew(i,1);
InputT{1,i} = Results{m,2}.closenew(i,1)';
end
%
% PRO APPLE
% for i=1:1:(length(Results{m,2}.time))
% Input{1,i}(1,1) = Results{m,2}.open(i,1)';
% Input{1,i}(2,1) = Results{m,2}.high(i,1)';
% Input{1,i}(3,1) = Results{m,2}.low(i,1)';
% Input{1,i}(4,1) = Results{m,2}.close(i,1)';
% Input{1,i}(5,1) = Results{m,2}.volume(i,1)';
% Target{1,i}(1,1) = Results{m,2}.close(i,1);
% InputT{1,i} = Results{m,2}.close(i,1)';
% end

% Input(2,:) = Results{1,2}.time(1:end-100,1)'
% Input(3,:) = Results{1,2}.time(1:end-100,1)'
% Input(4,:) = Results{1,2}.time(1:end-100,1)'
% Target{1,:} = Results{1,2}.open(1:end-100,1)
% Target(2,:) = Results{1,2}.high(1:end-100,1)
% Target(3,:) = Results{1,2}.low(1:end-100,1)
% Target(4,:) = Results{1,2}.close(1:end-100,1)

% Input1 = Results{1,2}.adjclose(10653:end,1)
% Target1 = Results{1,2}.adjclose(10653:end,1)

% close all
% Input1 = Input{1,9000:end}(:);
% Target1 = Target{1,9000:end}(:);
% clear Input3 Target3

% aa = (length(Input)-30-153)
% for j=1:1:length(Input)-30-aa
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%  Input1{1,j} = Input{1,j+aa:1:end-14};
%  Target1{1,j} = Target{1,j+aa+15:1:end};
%  Target10{1,j} = Target{1,j+aa:1:end};
%  InputTT{1,j} = InputT{1,j+aa:1:end};
% end
% for j=1:1:length(Input)-15-aa
%   TargetCOMP{1,j} = Target{1,j+aa+15:1:end};
end
% PRO APPLE
aa = (length(Input)-15-153)
for j=1:1:length(Input)-15-aa
 Input1{1,j} = Input{1,j+aa:1:end-29};
 Target1{1,j} = Target{1,j+aa+30:1:end};
 Target10{1,j} = Target{1,j+aa:1:end};
 InputTT{1,j} = InputT{1,j+aa:1:end};
end
for j=1:1:length(Input)-0-aa
  TargetCOMP{1,j} = Target{1,j+aa+30:1:end};
end

% for j=1:1:10683-9010
%  Input2{1,j} = Input{1,j+9000:1:end};
%  Target2{1,j} = Target{1,j+9000:1:end};
% end

% for j=1:1:10683-10658
%  Input3{1,j}(1,1) = Results{1,2}.opennew(j+10658,1)';
%  Input3{1,j}(2,1) = Results{1,2}.highnew(j+10658,1)';
%  Input3{1,j}(3,1) = Results{1,2}.lownew(j+10658,1)';
%  Input3{1,j}(4,1) = Results{1,2}.closenew(j+10658,1)';
%  Input3{1,j}(5,1) = Results{1,2}.volumenew(j+10658,1)';
%  Target3{1,j}(1,1) = Results{1,2}.closenew(j+15+10658,1)';
% end
trenovani_site(m,Input1,Target1,TargetCOMP);
end
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5.7 PC – parametry

Dell Precision M4300

Core2Duo T8300, 2,4GHz, RAM 4GB, nVidia Quadro FX360, HDD

500GB,WIN 7-64bit. Matlab R2010b.

HeavyHorse

2x šestnáctijádrový procesor AMD Opteron 6276 2.3 GHz, RAM 64 GB DDR3,

2x GPU karta NVidia Tesla C2070, HDD SATA 2TB
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5.8 Struktura sítí

FTDN

Obr. 5.1: Konfigurace neuronové sít  typu FTDN

NARX

Obr. 5.2: Konfigurace neuronové sít  typu NARX

DDTN

Obr. 5.3: Konfigurace neuronové sít  typu DTDN


