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Abstrakt

Metody datové asimilace vzhledem k jejich pfesvéd¢ivym vysledkim nasly v po-
slednich desetiletich siroké uplatnéni v hydrologii. Pojem datova asimilace 1ze shr-
nout jako metodu zac¢lenéni pozorovani systému v ¢ase do modelu za tucelem zis-
kéni lepsich odhadi stavi systému. Tato prace se konkrétné zabyva implementaci
sekven¢nich metod datové asimilace do celistvého hydrologického modelu BILAN,
vyuzivaného v ramci systému HAMR, ktery slouzi pro monitorovani a piredpovéd
sucha v Ceskeé republice. Tento systém byl vyvinut na zakladé novely vodniho
zakona schvalené¢ho v roce 2019, ktery deklaruje vznik komise operativniho rizeni
v obdobi nedostatku vody, obdobné jak tomu je v piipadé povodnovych situaci.
Systém by tak mél slouzit jako vSestranny zdroj informaci pro prijeti konkrét-
nich opatfeni zminénou komisi. Byly navrzeny dva mozné koncepty implementace
datové asimilace do modelu: (a) kombinace predikci vice modeli metodou Kal-
manova Filtru s cilem zlepseni vysledkii predikce na tyden dopiedu, (b) zlepseni
vysledku simulace modelu BILAN tupravou parametri za pomoci metody An-
samblového Kalmanova Filtru s aktualizaci po ¢astech. Koncept (a) kombinuje
predikce modelu BILAN s AR(1) procesem a byl aplikovan na predikcich tep-
loty vzduchu, srédzek a potencialni evapotranspirace. Vyhodnoceni probéhlo na
sto utvarech povrchovych vod Ceské republiky za pomoci kritéria MASE. Navr-
zenou metodikou se podarilo v pruméru snizit chybu oproti predikcim BILANu
u teplot o 10.3 %, v piipadé srazek o 7.15 % a pro potencialni evapotranspiraci
0 9.26 %. Koncept (b) byl vyhodnocen na Sesti ¢eskych povrchovych ttvarech
metodou kiizové validace, pficemz z jednoho roku pro kazdé povodi bylo vytvore-
no 51 testovacich tisekti pro naslednou validaci. Pii vyhodnoceni tohoto konceptu
doslo ke snizeni RMSE simulace o 48.7 % - 88.4 % (v zavislosti na zkoumaném
povodi) oproti simula¢ni metodice s neménnymi parametry. Obéma navrzenym
konceptim se tedy podafilo zlepsit presnost simulaci a predikei oproti béznému
postupu v ramci systému HAMR. Jejich budouci implementace by mohla pii-
spet k lepsimu hospodareni a distribuci vody jak v extrémnich hydrologickych

situacich, jakou je sucho, tak i pfi jeho nezbytném monitorovani.

Kli¢ova slova: sucho, BILAN, asimilace dat, Kalmaniv Filtr (KF), ansambl,

aktualizace po ¢astech



Abstract

Data assimilation methods have been extensively used in recent decades in the
field of hydrology due to their convincing results. The definition of data assi-
milation can be summarized as a method of incorporating observations of the
system over time into the model in order to obtain improved estimates of the
system states. This thesis specifically focuses on the implementation of sequen-
tial methods of data assimilation into the conceptual hydrological model BILAN,
used in the system for monitoring and forecasting of drought in the Czech Re-
public named HAMR. Said system was developed based on amendments to the
Water Act, which were approved in 2019 and entails the assembly of the ope-
rative management committee in case of water deficiency as well as floods and
therefore is intended to serve as a comprehensive information source for the-
ir decision-making. Two possible concepts of data assimilation implementation
were proposed: (a) combination of predictions from several models using Kalman
Filter in order to improve performance of the one week ahead predictions, (b) im-
provement of BILAN simulation results by modifying model parameters using
partitioned update scheme based on the Ensemble Kalman Filter (PU_EnKF).
Concept (a) combines BILAN predictions with predictions of the AR(1) model
and has been tested on air temperature, precipitation and potential evapotranspi-
ration. Results were evaluated on one hundred catchments in the Czech Republic
using MASE as a criterion. Proposed methodology succeeded in reducing the
error of temperature predictions on average by 10.3%, in the case of precipitation
by 7.15% and the potential evapotranspiration by 9.26% compared to BILAN
predictions. Concept (b) was evaluated on six catchments by cross-validation me-
thod. For validation purposes, 51 subsequent test datasets from one year were
created for each of the catchments. The evaluation of this concept showed a re-
duction in RMSE by 48.7% - 88.4% (depending on the catchment) compared to
the simulation methodology with constant parameters. Thus, both proposed con-
cepts managed to improve the accuracy of simulations and predictions compared
to the usual procedures of the HAMR system. Therefore, their future implemen-
tation could contribute to better water management and distribution in extreme
hydrological situations such as drought as well as in its essential monitoring rou-

tine.

Keywords: drought, BILAN, data assimilation (DA), Kalman Filter (KF), Par-
titioned Update Ensemble Kalman Filter (PU_EnKF)
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Uvod

Extrémni hydrologické situace, zapri¢inéné klimatickymi zménami, re-
prezentované rozsédhlymi nebo bleskovymi povodnémi, pripadné déle trvajicimi
periodami sucha, jsou vzhledem k jejich vaZnym néasledktim aktualnim tématem
(WMO, 2020b). Lepsi pochopeni pribéhu sucha a metod jeho vyhodnocent je kli-
c¢ovym krokem k jeho moznému zmirnéni. Za timto acelem se k popisu dynamiky
environmentalnich systému pouzivaji matematické a numerické modely. Tyto mo-
dely lze pouzit jak pro simulaci soucasného chovani systému, tak i pro predikci
chovani budouciho. Vzhledem k velkému mnozstvi zdroju nejistot v tomto smé-
ru vSak existuje mnoho prekazek. Tyto nejistoty jsou spojené se zjednodusenim
komplexnosti skutecného svéta, spocivajicich napiiklad v pocatec¢nich a okrajo-
vych podminkach, struktuie modelu a jeho parametrech. Toto vede k vyznamnym
rozdilim mezi pfedpoklddanymi a skutec¢nymi stavy systému. Zaclenéni pozoro-
vani systému v ¢ase do modelovych rovnic mize vést k ziskani lepsich odhadi
zminénych stavi. Cilem datové asimilace je tedy pouziti méfenych pozorovani
v kombinaci s modelem dynamického systému pro dosazeni presnych odhadu jak
soucasnych, tak i budoucich stavi systému, soucasné s odhady nejistoty v téchto
odhadnutych stavech (Lahoz et al., 2010).

Metody datové asimilace (DA) vzhledem k jejich presvédéivym vysled-
kiam nasly v poslednich desetiletich siroké uplatnéni v hydrologii (Liu et al.,[2012).
Ptedevsim bylo vynaloZeno zna¢né sili pro zlepSeni predikce odtokii, a to prevaz-
né metodami, kde predikce odtoku je aktualizovana za pomoci chyb spoc¢itanych
nezéavislym procesem ¢i modelem (napiiklad Abebe — Price| (2004) a Wu et al.
(2011). Casto je odtok uvazovan i jako p¥ichozi pozorovani a je vyuzit k asimilaci
stavovych veli¢in a parametri, jak popisuje napiiklad |Clark et al| (2008) a Seo
et al.| (2009). Existuji dale i pfistupy, kde odtok vystupuje v roli diagnostické
proménné a tedy nedochazi k jeho primé aktualizaci. V ramci datové asimilace
mohou byt zkoumény i dalsi prvky hydrologické bilance, a to jak pozorovani in
situ (Lannoy et al. 2007), tak i Dalkového prazkumu Zemé (Eicker et al., [2014]).
Mezi takové prvky hydrologické bilance patii napiiklad ptudni vlhkost, snéhova
pokryvka, teplota zemského povrchu a dalsi (Lahoz et al., 2010).

Kladné vysledky metod datové asimilace jsou tak hlavni motivaci pro
vyzkum jeji implementace do hydrologického modelu. Tato préace se zabyva zlep-
Senim vysledkt simulace a predikce prvku hydrologické bilance, coz tésné souvisi
se zdokonalenim v monitorovani a predikci sucha, jelikoz dostupné nastroje vy-

hodnoceni jsou zalozené na téchto prvcich.



Cile prace

Cilem prace je implementovat metody datové asimilace do hydrologic-
kého modelu BILAN (viz kapitola , ktery se vyuziva v ramci systému pro
monitorovani a predpovéd sucha HAMR (kapitola . Cilem je tedy vylepSeni
simulace prvki hydrologické bilance, coz povede ke zpresnéni ve vysledcich in-
dexti sucha, jenz se na zakladé téchto prvki vypocitavaji. To bude mit i primy
pozitivni dopad na vysledky jejich predikci. Datova asimilace vsak mé uplatnéni
i pfi praci vyhradné s predikcemi, a to tim, Ze lze pouzit ke kombinaci predik-
ci z vice modelt. Z tohoto divodu prakticka c¢ast prace bude rozdélena na dva
segmenty. Prvni se bude zabyvat konceptem zlepSeni vysledkt predikei na ty-
den dopfedu, a to za pomoci zakladni metody DA - Kalman Filter (podrobné
o metodé kapitola . Druhy segment se bude soustfedit na zlepSeni vysled-
kit simulace samotného hydrologického modelu BILAN. Z duavodi komplexnosti
tlohy se bude navrzeny koncept zakladat na pokrocilejsi metodé DA, zalozené
na ansamblovém pristupti. Konkrétné se jedna o tpravu parametri modelu za
pomoci rozsifeni Ensemble Kalman Filter (kapitola - Partitioned Update
Ensemble Kalman Filter (kapitola[1.3.4).

Teoreticka ¢ast prace (sekce [1)) se tak bude soustiedit na popis pouZi-
vaného hydrologického modelu BILAN se zasazenim do 8irSiho ramce systému
pro monitorovani a predpovéd sucha (kapitola . Dale bude popsana zakladni
teorie a terminologie datové asimilace véetné vybranych metod (kapitola[L.3). Na
popisu téchto metod a postupii se bude zakladat navrzeni konceptii implementace
zminénych metod do daného hydrologického modelu v navazujici praktické ¢asti.
V sekci [2] tak budou podrobné popsany postupy jednotlivych koncepti, véetné
zdivodnéni a naslednych vysledkii.

Ocekavany pfinos této prace tak spociva v navrzeni funkénich konceptu
zacClenéni metod datové asimilace do hydrologického modelu BILAN, ¢imz se po-
lozi zaklady pro dalsi vyzkum mozné implementace do stalého provozu v ramci
systému HAMR. Vzhledem k predpokladanému vyuziti HAMRu jako zdroje in-
formace pro komisi operativniho fizeni, by se dal oc¢ekavat nasledny dlouhodoby
prinos préace ve formé zlepSeni informovanosti v pfipadé extrémnich hydrologic-

kych situaci, jimiz je sucho.



1. Teorie

1.1 Sucho

Sucho je ¢asto vyuzivanym pojmem v hydrologii, klimatologii a meteo-
rologii, avsak tento pojem nema jednotnou definici. Obecné se tim rozumi klima-

ticky zptsobené anomalie srazek a teplot, vedouci k deficitu vody v atmosfére,

s naslednou propagaci tohoto deficitu do pudy a rostlin (Iglesias et al., 2019). Su-

cho tak lze charakterizovat z riznych pohledi, vzhledem k rozmanitosti faktort
jej zpusobujicich a nasledki, které za sebou zanechava. Komplexni popis proble-
matiky lze nalézt napiiklad u [Tallaksen — van Lanen| (2004), Van Loon| (2015)
a Iglesias et al.| (2019).
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Obrazek 1.1: Déleni sucha a jeho dopadu

Sucho se propaguje do odlisnych ¢éasti hydrologického cyklu, proto je di-

lezité odlisovat sucho z tohoto hlediska a uvazovat s tim spojené kritické dopady

socioekonomického a prirodniho charakteru (Van Lanen et al., 2016). Nedostatek

srazek a teplotni anomalie na vétsim tzemi po delsi dobu zptsobuji meteorologic-
ké sucho, snizeni infiltra¢ni schopnosti piidy v kombinaci se zvySenou evaporaci

vede k pudnimu suchu, kterému se také tika agronomické sucho, a to pokud piida



prichézi o svoji plodonosnou schopnost. Nasledny pokles v doplnéni zasob pod-
zemnich vod a odtocich vede k hydrologickému suchu. Vztahy mezi riznymi typy
sucha jsou znazornény na schématu (Tallaksen — van Lanen, [2004]).

V publikacich Brazdil — Kirchner| (2007) a Brazdil et al.| (2015) byla na
téma sucha provedena fada komplexnich analyz a sucho se popisuje z pohledu
minulosti, soucasnosti a budoucnosti. Podle autoru v Ceske republice jsou sucha
druhym nejvyznamnéjsim hydrometeorologickym extrémem po povodnich a maji

za nasledek vyrazné ekonomické a socialni dopady.

1.2 Simulace hydrologické bilance a predikce su-
cha v systému HAMR

Jednim z vladnich kroku ke zvlddani sucha
bylo podle tiskové zpravy MZP CR| (2019) schvéleni
navrhu novely vodniho zakonu (¢. 254/2001 Sb.). Nova
cast zakona s nazvem ,Zvladani sucha a stavu nedo-
statku vody“ by méla umoznit ufadum vétsi regulaci Obrazek 1.2: Grafické
odbéri vody a v pripadé sucha by mél vzniknout sys- logo systému HAMR
tém operativniho fizeni, obdobné jako tomu je v piipa-
dé povodnovych situaci. Platné znéni navrhu pravniho predpisu je k dispozici na
Portal ODok (2019). Na zakladé navrzenych plani pro zvladani sucha by méla
v obdobi nedostatku vody svolana komise zvazit prijeti konkretnich opatieni. Za
timto uc¢elem byl vyvinut systém pro monitorovani a predpovéd sucha HAMR
(Hydrologie, Agronomie, Meteorologie, Retence). Na vzniku systému se podileli
VUV TGM, v.v.i.,, UVGZ AV CR - CzechGlobe, CHMU a i KVHEM FZP CZU.
Grafické logo systému HAMR je uvedeno na obrazku [1.2]

Online systém pro zvladani sucha HAMR je zaloZen na propojeni mode-
lt pidniho, hydrologického a vodohospoddrské bilance, které dohromady se vstup-
nimi klimatickymi daty reprezentuji tfi typy sucha: meteorologické, zemédeélské
a hydrologické. Systém poskytuje informace o soucasném stavu vodni bilance
v jednotlivych povrchovych dtvarech CR a o stavu podzemnich vod. Monitoruji
se i stavy vodnich zdroju a jejich pfedpokladany vyvoj. Dale se v rdmci systé-
mu jednou tydné vyhodnocuji indikatory sucha a zaroven se vypracovavé jejich
predpovidany stav na dva tydny dopfedu, viz kapitola [1.2.2]

Jednotlivé modely jsou propojené za pomoci informaci z pidniho mo-
delu (modelu vlahové bilance pidy) SoilClim (Hlavinka et al., |2011)), ze kterého
byly ziskany parametry pro hydrologicky model BILAN (kapitola , a to pro

jednotlivé utvary povrchovych vod Ceské republiky. Simulace odtokovych poméru



ttvaru vychazi z odvozenych kvantili m-dennich pritoki (Qsoq - Q3644) & dlouho-
dobého prumérného roéniho pritoku (Q,) éeskym hydrometeorologickym tsta-
vem (CHMU) Jelikoz tyto parametry postradaji autokorelacni strukturu, byly
ke kalibraci modelu pouzity casové rfady evapotranspirace a idaje o celkové ptid-
ni zasobé vody z modelu SoilClim. Jako kalibra¢ni kritérium pii vypoctu slouzi
Kling-Gupta Efficiency (KGFE) a optimalizace probiha za pomoci globélniho opti-
maliza¢niho algoritmu Shuffled Complex Defferential Evolution. Validace simulo-
vanych pruatokia probihé na casovych fadach 156 mérnych stanic CHMU. Systém
HAMR je déle rozsiten o model vodohospoddiské soustavy jednotlivych povodi
WATERES, ktery z udaju o naklddani s vodami vyhodnocuje povolené a skutec-
né hodnoty uzivani vody za den ¢ meésic. Vice o vstupnich datech do systému,

jeho struktufe a pouziti, viz |Vizina et al.| (2018]).

1.2.1 BILAN

BILAN je hydrologickym modelem vyvijenym Vyzkumnym tstavem vo-
dohospodatrskym T. G. Masaryka. Tento fyzikalné zaloZeny celistvy model neu-
vazuje prostorovou variabilitu parametri a k popisu hydrologické bilance pouziva
nizky pocet parametri. Vypocet hydrologické bilance povodi ¢i tizemi lze provést
v dennim ¢i mésiénim ¢asovém kroku. Vypocet vsak mize byt Gpraven i na si-
mulace v tydennim kroku. Zakladni bilanéni vztahy jsou vyjadfeny na povrchu
povodi, v zoné saturace a zo6né aerace, do niz je zahrnut i vegetac¢ni kryt povodi.
(van Lanen et all 1997, VUV TGM, v.v.i., 2015) Vychozi vstupni veli¢iny pro

vypocet hydrologické bilance jsou denni ¢i mési¢ni data:

— srazkové thrny P [mm]
— prumérné teploty vzduchu 7' [°C|
— relativni vlhkost vzduchu H |%] !

potencialni evapotranspirace PET [mm| !»2
| 1

— pozorované odtokové vysky [mm
| 1t

uzivani vody |[mm/mésic

V pripadé nezadané vstupni fady potencialni evapotranspirace bude tato
fada dopocitana. Odhad miize byt proveden dvéma zptisoby: na zékladé sytostni-
ho doplnku, odvozeného pro danou teplotu a relativni vlhkost vzduchu, a pomoci
vztahu odvozeného |Oudin et al.| (2010) ze sluneéniho zéfeni a teploty vzduchu
(VUV TGM, v.v.i} [2015). Prvni metoda vyuziva funkci ve formé tabulek, které

Lyolitelnd

2pro Oudinovu metodu stanoveni PET nebo pro PET ze vstupnich dat
3¥ada bude vypsana ve vystupech, lze ji pouzit ve vizualizacich

4

fady odbéra z podzemnich vod, neevidovanych odbéri z povrchovych vod a vypousténi



Tabulka 1.1: Parametry modelu BILAN

Nazev Denni typ modelu Meési¢éni typ modelu
Spa kapacita zasoby ptdni vlhkosti [mm)|
Dgm koeficient mezi teplotou a tanim snéhu

koeficient pro vypocet mnozstvi
Dgw — kapalné vody dostupné na povrchu
za zimnich podminek

Alf parametr urcujici odtok ze zasoby | parametr vztahu mezi srazkou
pro piimy odtok (piimy odtok) a odtokem (piimy odtok)

parametr rozdélujici perkolaci na parametr rozdélujici perkolaci na
Soc | pfimy odtok a na dotaci podzemni | hypodermicky odtok a na dotaci
vody pro letni podminky podzemni vody pro letni podminky

parametr rozdélujici perkolaci na parametr rozdélujici perkolaci na
Mec | pfimy odtok a na dotaci podzemni | hypodermicky odtok a na dotaci
vody pro podminky tani snéhu podzemni vody pro téni snéhu

parametr rozdélujici perkolaci na
Wic — hypodermicky odtok a na dotaci
podzemni vody pro zimni podminky

Grd parametr urcujici odtok ze zasoby podzemni vody (zakladni odtok)

byly odvozeny pro rizné vegeta¢ni zéony v jednotlivych mésicich. Druha meto-
da vyzaduje uvedeni zemépisné $ifky povodi a vyuziva tuto informaci k vypocétu
hodnoty extraterestridlniho slunec¢niho zareni pro kazdy casovy krok.

Model simuluje ¢asové fady potencialni evapotranspirace, izemniho vy-
paru, zasoby vody ve snéhu, infiltrace do pudy a dotace podzemni vody z pudy
do podzemni vody. Celkovy odtok pro denni krok se skladé z piimého odtoku
a zakladniho odtoku. Odtok pro mésicéni krok je modelovan jako soucet pfimého,
hypodermického a zékladniho odtoku.

Jak jiz bylo zminéno, zakladni struktura modelu je schematizovana pro-
stfednictvim t¥i akumulacnich prostort: povrch, ptidni zéna véetné vegetacniho
krytu (zona aerace) a zéna podzemni vody (zéna saturace). K vypoctu se pouziva
obecny vztah pro vyjadieni bilance akumula¢niho prostoru: S; = S;_1 + I, — Oy,
kde S je zasoba vody, I je vstupni objem do akumula¢niho prostoru a O je objem
vystupni pro dany ¢as t. Velikost toku mezi nadrzemi je fizena algoritmy modelu
spojenych s Sesti volnymi parametry pro denni krok a osmi pro mési¢ni, které jsou
povazovany za ¢asové invariantni (viz obrazek [1.3|a[L.4] (Maca 2015), vysvétlivky
k nim jsou uvedeny v tabulce[I.2]a seznam parametri modelu je uveden v tabulce
(VUV TGM, v.v.i} 2015)). BILAN rozliguje t¥i teplotni rezimy: zima, tani
snéhu a léto.

Kalibrace parametri modelu se provadi optimaliza¢nim algoritmem za-



lozenym na hledani nejlepsi shody mezi simulovanou a pozorovanou fadou odto-
ku. K dispozici je lokalni gradientni algoritmus (binérni vyhledévani) a globalni
optimaliza¢ni algoritmus SCDE (Shuffled Complex Differential Evolution).

Gradientni zpusob kalibrace parametru je dvoufazovy, pricemz kazdou
fazi lze nastavit individualné (Vizina, 2014). Tento zpusob optimalizace je vy-
svétlen nedostatecnou shodou MSE (Mean Squared Error, , pripadné MAFE
(Mean Absolute Error, v oblasti malych prutokt a MAPE (Mean Absolute
Percentage Error, v oblasti prumérnych pritoki. Kombinaci téchto optima-
lizac¢nich kritérii se dosahuje lepsich vysledka pii kalibraci modelu a to jak pro
nizké, tak i pro prumérné hodnoty priutoku. V prvni fazi se odhadnou pomoci
MSE nebo MAE parametry reprezentujici priumérny odtok (Dgw, Dgm, Spa,
Alf) a zbylé parametry ovliviwjici distribuci odtoku na slozky jsou nasledovné
kalibrovéany s vyuzitim MAPE. Ke kalibraci 1ze také pouzit optimalizacni kri-
téria NSE (Nash-Sutcliffe Efficiency, |1.4]) a InNSE (Logarithmic Nash-Sutcliffe
Efficiency, |1.5).

Kriterialni funkce, kde R vystupuje jako pozorovany odtok, RM jako

odtok modelovany a n jako pocet pozorovani, lze zapsat nasledujicim zpiisobem:

n

MSE = %Z(RM(Z') ~R(G))? (1.1)
MAE = % Z |RM (i) — R(i)| (1.2)
MAPE = — Z |RM(R>(Z.) RO (1.3)

=1

n

> (RM(i) - R(’i))2 -
NSE=1-"=1 R=
> (R(i) — R)?

=1

3I’—‘

Z (1.4)

i(lnRM(i)—lnR(i))Q o
InNSE =1— = — lnR:ﬁZlnR(i) (1.5)

znj(ln R(i) —n R)?

Optimalizac¢ni algoritmus SCE (Shuffled Complex Evolution) nebo algo-
ritmus promichavani popsal |[Duan et al| (1993) a nasledné rozsifil [Storn — Price
(1997) o metodu diferencialni evoluce (DE). Metody byly testovany v ramci dal-
sich publikaci, napfiklad Vrugt et al.| (2009), [Mariani et al.| (2011)) a [Maca et al.
(2013). Dle Duan et al| (1993) metoda SCE je zalozené na ¢tyfech konceptech,



které se osvédcily pro globalni optimalizaci. Konkrétné se jedné o (a) kombinaci
pravdépodobnostnich a deterministickych pfistupt, (b) shlukovani, (c¢) systema-
tickou evoluci sady parametra smérujicich ke globalnimu zlepseni a (d) konku-
ren¢ni evoluci. Algoritmus SCDE pracuje s populaci sad parametri a hodnotami
kriterialnich funkci. Promichavanim se rozdéli populace podle hodnot kriterialnich
funkei (tak, aby hodnoty byly rovnomérné zastoupeny) do komplext a nasledné
se aplikuje optimalizace pomoci diferencialni evoluce a z vyvinutych komplexu je
vytvorena nova populace. Tento postup se opakuje dokud se nedosdhne maximal-

niho poctu iteraci.

Tabulka 1.2: Vysvétlivky ke schématim modelu BILAN

P | srazky I | hypodermicky odtok | SW | zésoba vody v nenasycené zomé

ET | tzemni vypar | BF | zakladni odtok GS | zésoba podzemni vody

DR | pfimy odtok | SS | zasoba vody ve snéhu | DS | zésoba pro pfimy odtok

/
Y74 —_— sw

L DR
DS
_—
BF GS &r

Obrazek 1.3: Schéma modelu BILAN ~ Obréazek 1.4: Schéma modelu BILAN

v mési¢nim kroku v dennim kroku

GS

1.2.2 Indexy sucha a jejich predikce

Sucha jsou zjevné pouze po dlouhém obdobi bez desté, je tézké stanovit
jejich pocatek, rozsah a konec. Obecné jsou sucha interpretovana a kategorizova-
na na meteorologické, agronomické a hydrologické, pricemz kazda s téchto skupin
se lisi dle intenzity, trvani a rozsahu. Jakékoliv sucho ma v8ak znaény dopad na
rozlicné oblasti lidské ¢innosti. Z tohoto divodu bylo vynalozeno velké usili do
vyvoje technik pro analyzu a monitoring sucha a v soucasnosti se jako nejvhod-

néjsi a nejefektivnéjsi nastroj prokazaly tzv. indexy sucha. Subjektivita v definici



sucha avsak zna¢né znesnadiuje stanoveni jedineéného a univerzalniho indexu su-
cha. Pro kvantifikaci, monitoring a analyzu sucha byla proto vyvinuta cela rada
indext a stalé se pracuje na vyvoji novych, pripadné na vylepseni jiz existujicich
indext (Vicente-Serrano et al., 2010).

V rameci systému HAMR je jednou tydné vyhodnocena fada indext a to
jak pro pravidelny monitoring, tak i pro predikci sucha na dva tydny dopiedu.
Pro hodnoceni sucha se pouzivaji napiiklad standardizované indexy (tzv. indexy
typu S) charakterizované typickymi veli¢inami pro zvolenou kategorii sucha. Pro
meteorologické sucho se pouziva Standardized Precipitation Evapotranspiration
Indezx (SPEI), pfi vypoétu kterého se vychazi z hodnot srazkovych thrni a po-
tencialni evapotranspirace za poslednich Sest tydni. Hydrologické sucho povrcho-
vé se v ramci systému hodnoti dle aktualni hodnoty Standardized Runoff Index
(SRI), zaloZené na pritocich, zatimco podzemni hydrologické sucho se hodnoti
na zékladé modelovanych hodnot zakladniho odtoku a to pomoci Standardized
Groundwater Indez (SGI) v daném tydnu. Vsechny tyto indexy standardizovanym
zpusobem reprezentuji anomaélie od normélu. Jedna se o transformaci ¢asovych
fad na normalni rozdéleni, vice o vypoc¢tu napiiklad Vlnas et al. (2014)) . Vyho-
dou je jejich relativné snadny vypocet na zakladé nékolika proménnych a pravé
jejich standardizovany charakter. Nevyhodou je to, ze zavaznost sucha je vyja-
diena pouze relativné, proto se bézné pouzivaji spiSe jako dopliujici informace
k dalsim ukazatelim (Iglesias et al., |2019)). Sucho v ramci systému HAMR je da-
le hodnoceno na zakladé naptiklad nedostatkovych objemii, srazkového deficitu,
deficitu vody v pudé a reten¢ni kapacity.

Predpovéd indikatort na dva tydny dopfedu je zaloZena na piedpove-
dich péti modelti, pouzivanych meteorologickymi sluzbami fady stati, mezi nimiz
jei Ceska republika. Jedna se o IFS (Integrated Forecast System, vyvijeny a spra-
vovany European Centre for Medium-Range Weather Forecasts), GFS (Global
Forecasting System, model meteorologické sluzby USA National Office for Ocean
and Atmosphere neboli NOAA), GEM (Global Earth Model, Canadian Meteoro-
logical Centre neboli CMC), UM (Unified Model, z United Kingdom Meteorolo-
gical Office ¢i UKMO) a ARPEGE (Action de Recherche Petite Echelle Grande
Echelle, model francouzské meteorologické sluzby Centre National de Recherches
Météorologiques/Meteo France) (Trnka et al., [2017)).



1.3 Asimilace dat

1.3.1 Zakladni pojmy a oznaceni

Datovou asimilaci se oznacuje piistup ¢ metoda pro kombinovani po-
zorovani s vystupem modelu za ucelem zlepSeni zminéného modelu (Asch et al.
2016). Datova asimilace mimo jiné umoziuje optimalizaci poc¢ateénich podmi-
nek, aktualizaci parametri a dokonce i vylepSeni struktury dynamického modelu.
DA, dfive pouzivané predevsim ve védéach atmosferickych a ocednografickych, je
stale vice pouzivana hydrology vzhledem k presvéd¢ivym vysledkim pii korekci
hydrologickych modela provadénych v redlném case (Sun et al., 2016)).

Existuji dva klasické piistupy datové asimilace: varia¢ni a sekvenéni (ne-
bo statisticky). V obou pfipadech se jedné o hledani optimalniho feseni, ale za-
timco u statistického pristupu se jedna o nalezeni nejnizsiho rozptylu, pFistup
varia¢ni minimalizuje vhodnou kriterialni (ac¢elovou) funkci. Vyvoj novych sché-
mat a metod je aktualnim tématem napti¢ matematickymi disciplinami. Neustéle
tedy pribyvaji novéjsi metody a rozsiteni. Mezi né patii kombinace dvou zéklad-
nich pristupt, které se oznacuji za metody smisené. Prehledné rozdéleni metod

DA popisuje napiiklad |Asch et al.| (2016), stru¢né by se dalo shrnout takto:

Sekvenéni: Varia¢ni: SmiSené:
o Kalman Filter (KF) o 3D-Var o 4DEnVar
o Ensemble KF (EnKF) o 4D-Var o IEnKS
o Extended KF (EKF) o Nudging o EDA

Tato prace se bude zabyvat pouze datovou asimilaci sekven¢niho typu, o aktual-
nim vyvoje téchto metod v hydrologii pise naptiklad Sun et al. (2016).
Standardni zapis problému datové asimilace formuloval Lorenc — Ghil
(1997) a tento zapis je ¢asto vyuzivan v literatufe o datové asimilaci, napiiklad
Asch et al. (2016]), Lahoz et al., (2010). Pokud uvazujeme diskrétni model pro
vyvoj fyzického (atmosférického, ocednského, mechanického atd.) systému defi-

novaného z ¢asu t;, do Casu t;, 1, pak ho lze popsat dynamickou stavovou rovnici
2! (ts1) = Mg [27 (1)), (1.6)

kde @ je vektor skutecngch stavii a M je odpovidajicim dynamickym operdtorem,
ktery obecné mize byt casové zavisly. Se stavem x souvisi chybova kovarianc-
ni matice P, nebot skutecny stav se bude od simulovaného lisit jak nahodnou

tak i systematickou chybou. Pozorovani neboli méreni v ¢ase t; jsou definovany

10



pomoci vztahu
y° = Hylz'(t)] + €f, (L.7)

kde H je casové zavisly operdtor pozorovdni a €, je bily Sum s nulovou stfedni
hodnotou a s kovarian¢éni matici R, reprezentujici chyby méfeni. Horni index

odpovida pivodu vektori, pripadné matic v procesu datové asimilace:

a - analysis neboli vysledek aproximace skute¢ného stavu pomoci odhadu

a méfeni (a posteriori),
— b - background neboli poc¢ateéni (a priori) odhad,

— f - forecast neboli predpoved,

o - observation neboli pozorovani, piipadné méfent,

— t - true neboli skute¢ny, vétsinou neznamy stav.

1.3.2 Kalman Filter

Jednou z klasickych sekvenc¢nich metod, ktera je jiz vice jak dvé dese-
tileti vyuzivana v hydrologické datové asimilaci (napfiklad [Evensen (1994) nebo
McLaughlin| (1995))) je metoda Kalmanova Filtru (KF). Metoda je pojmenovana
dle Rudolpha E. Kalmana, ktery publikoval v roce 1960 ¢lanek ,,A New Appro-
ach to Linear Filtering and Prediction Problems®, popisujici rekurzivni reseni
¢asové zavislého problému line4drniho filtrovani zalozeného na diskrétnich datech
(Kalman| [1960). Predpoklada se dynamicky stochasticky systém, ktery se vyviji

v diskrétnim ¢ase k. Tento systém lze zapsat nasledovné:
Ty = Mii[zr] + wy, (1.8)

kde wy pfestavuje chybu z nezavislého normalniho rozdéleni s nulovou stiredni

hodnotou wy, ~ N(0, Q). Pro méfeni/pozorovani plati
yp = Hizi] + vp, (1.9)

kde vy je opét chyba z nezavislého norméalniho rozdéleni s nulovou stfedni hodno-
tou vy ~ N(0, Ry). @ a R jsou kovarianéni matice u kterych se predpoklada, ze
jsou znamé a které muzou byt c¢asové zavislé. Sekvenéni schéma datové asimilace
se skladé ze dvou hlavnich kroki: tvorba predikce a nasledna analyza. V case
ti je k dispozici vysledek predchozi predikce a:£ a vektor dostupnych pozorovani

Y. Na zakladé téchto dvou vektorii se provedenim analyzy ziskava a posteriori
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stav xf, ktery je linearni kombinaci a priori stavu (m£ ) a vaZenym rozdilem mezi

skuteénym pozorovanim (y;) a pozorovanim predikénim Hy, [mi] Zména je tedy
zalozena na rozdilu mezi mérenim a odhadovanou hodnotou v ¢ase k. KF pak ma

tvar:
QZZ :$£+Kk(yk—Hka:£), (1.10)

kde K je takzvana Kalmanova vaha, zvolena tak, aby minimalizovala kovarianéni
chybu analytického stavu. Kalmanovu vahu minimalizujici tuto chybu lze ziskat

nasledovné
K,=P/H'(HP/H" + R}, (1.11)

kde Pkf je kovarian¢éni matice predikénich chyb. Takto ziskany odhad je BLUE
neboli best linear unbiased estimator. Podrobny popis s dikazy uvadi napiiklad
Asch et al| (2016). Postup KF lze sepsat do podoby algoritmu (viz (1)) nebo shr-
nout do schématu (obréazek [1.5)).

Algoritmus 1: Cyklus KF

1 Inicializace odhadi i a P
2 for k=0,...,K do
3 Predikéni faze analyzy:
predikce stavu :c,]: 4 = Mz,
predikce kovarian¢ni chyby Pkf h=MPM T+ Q
4 Aktualizace pozorovani, ,korekéni” faze:

vypocet Kalmanovy vahy
Ky = Pkf—&-lHT(HPkf—&-lHT +R)™!
aktualizace odhadu pozorovanim
Tpq = w£+1 + K1 (Yrg1 — HCL'£+1)

aktualizace kovarianéni chyby Py, = (I — K H )P/ 11

5 end

12



Xa
Ye+1 ¢ k2

f
i X/e+3
a
X/e+3

yAS Yiess

Xle+1

\j

k k+1 k+2 k+3

Obrézek 1.5: Schéma sekven¢ni asimilace pro KF, osa x znazoriiuje ¢as a osa y zna-
¢i hodnoty vektora analytickych a pozorovacich stavi (pfevzato z |Asch et al.
(2016))

1.3.3 Ensemble Kalman Filter

Ensemble Kalman Filter (EnKF) je dalsi sekven¢ni metodou datové asi-
milace. Tato metoda byla prvné navrzena Evensen| (1994) jako stochasticka nebo
Monte Carlo alternativa Kalmanova Filtru. EnKF je zaloZzen na konceptu dil-
¢ich soucésti, souboru stavovych vektori, které jsou nazyvany ¢leny ansamblu.
Ve snaze se vyhnout propagaci velkych kovarian¢nich matic, je nejistota systému
reprezentovana variabilitou téchto ¢lent. Existuji dva piristupy EnKF': determinis-
ticky a stochasticky. V ramci analyzy ve stochastickém pristupu jsou generovany
nadhodné perturbace, zatimco v deterministickém piistupu nikoliv. Stochasticky
EnKF se tak snazi napodobit postup analyzy KF z kapitoly [I.3.2] kovarian¢ni
matice jsou vSak nahrazeny jiz zminénymi ansambly. Cilem je provést u kazdého

¢lenu ansamblu analyzu nasledujicim zptusobem (Asch et al., 2016):
af =a! + K[y — H(z])|, (1.12)

kde ¢« = 1,...,m je index ¢lenu ansamblu a a:f je vektorem predikei pro ¢len
ansamblu i, ktery reprezentuje pocateéni odhad nebo stav pfed analyzou. Pro
napodobeni KF', K je oznacovana Kalmanovou vahou, kterou je potieba odhad-

nout ze statistik ansamblu:

K =P H'(HP'H" +R)™' (1.13)
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Lze stanovit kovarian¢ni matici chyby jako

Tento odhad chybové kovarian¢ni matice lze pak zapsat
P/ = X;X],

kde X je matice o velikosti n x m, sloupce, které jsou predstaveny normalizova-

nymi perturbacemi pro:=1,...,m,

X/l = ——

Ze vztahu lze stanovit ,analytické” stavy ansamblu {x{}i—1 ., ze kterych
lze nasledné odhadnout statistiky odhadu. Lze tedy spocitat jak odhady, tak

i ansambl perturbaci odhadi pomoci vztahi:

1 & ;
2=l [Xi= ——
i=1

Normalizované anomdlie, X = [X,];, tj. normalizované odchylky ¢leni ansamblu

od priméru, jsou ziskany z rovnice [1.12| minus aktualizovana stfedni hodnota,
X=X/ +K((0-HX/)=(I,- KH)X/, (1.14)
kde X Zf = [X|;, coz vede k chybové kovarianéni matici analyzy

P'=X,X!=(I,-KH)X;X{(I,-KH)" = (I, - KH)P/(I, - KH)".
(1.15)

Toto avsak nespliiuje BLUE charakteristiku odhadu, jak tomu bylo u KF, docha-
zi k podhodnoceni odhadu chybovych kovarianci, coz vede k divergence teSeni,
kdyz je schéma cyklovano. Toto se Tesi perturbaci vektoru pozorovanych hodnot
kazdého ¢lenu ansamblu: y — y; = y + wu,;, kde u; pochéazi z Gaussova rozdéleni
atedy u; ~ N (0, R). Stfedni hodnota vzorku u; je pak definovana jako @ a zmény

v perturbacich

H:Blf—ui—H:Equﬁ

[Yy)i = —

, (1.16)
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z ¢ehoz je patrné, ze predpovézené pozorovani H a:f jsou vskutku perturbovany.

Vektor anomélii z analyzy je modifikovan odpovidajicim zptsobem:

a f f ;  Klui—a)
X{ =X/ - KY/ = (I, - KH)X] + ——— (1.17)
m_

Kalmanova vaha pak muze byt definovana pouze z hlediska matic anomalif,
K =X, Y/ (X;Y[)" (1.18)

7 tohoto zapisu je patrné, ze aktualizované perturbace jsou linedrni kombinaci
perturbaci predpovézenych. Postup EnKF lze tedy sepsat do nékolika kroku (viz
algoritmus [2)).

Algoritmus 2: Stochasticky EnKF
Vstup: Pro k =0,..., K : chybova kovarian¢ni matice pozorovani

Ry, operator pozorovani Hj, dynamicky operator M
1 Inicializace ansamblu {:/rzfc 0 }i=0,....m
2 for k=0,...,K do

3 Generace statisticky konzistentni sady pozorovani:
proi=1,...,m: Yik = Y + Ui, u; ~ N(0, Ry)
4 Vypocet stfednich hodnot ansamblu:

=f _ 1 m f — 1 m —f __ 1 m f
Ly = m D i LTig, U= Do Wi Y = m D i Hk(wzk>
normalizace anomalii

w{k—:ﬁi Hk(“#ik) —ui—g,{—i-’&

(X ylip = , Yilin =

m—1 m—1

—1
5 Vypocet Kalmanovy vahy: K = X,f (ka)T{ka (ka)T}

6 Aktualizace ansamblu:

proi=1,...,m: a:fk:asz+Kk(ylk—Hk(w{k))
7 Vypocet predpovédi pro ansdmbl:

proi=1,...,m: w{kﬂ = M1 (7).
8 end
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1.3.4 Partitioned Update Ensemble Kalman Filter

Partitioned update schéma, neboli aktualizace po ¢astech, je rozsite-
nim Ensemble Kalman Filter (zkracené PU_EnKF), které bylo predstavené Xie
— Zhang| (2013) a pouzivéa se k aktualizaci jak hydrologickych proménnych, tak
i parametri modelu. Béhem asimilace novych pozorovani je tak vektor parametria
aktualizovan najednou se stavovymi proménnymi a to jakmile je nové pozorova-
ni k dispozici. Pri takovéto aktualizaci ansamblu parametri je soubor nachylny
ke tzv ,shrinkage* (tj zmenSeni rozptylu parametrii). PU EnKF proto uvadi fe-
Seni tohoto problému pomoci kernel vyhlazeni vzorku parametri, metodologii
predstavené [West| (1993)) a pozdéji rozsitené |Liu| (2000)). Xie et al. shrnuji feseni

néasledujicim zptsobem:

0" = abit + (1— )b, +7i, 7 ~N(0T) (1.19)

— 1~
0py = — Zeti—l
[t
T, = h*var(6; )

kde a reprezentuje ,shrinkage factor” rozsahu (0, 1] (typicky nabyva hodnot v roz-
mezi [0.95,0.99]), h je vyhlazovaci faktor, ktery se vétsinou odvodi ze vztahu
a? + h? = 1 a T, je kovariance odvozena z v vyhlazovaciho faktoru a variance
ansdmblu parametrt var(f;"). Proménna h se stanovuje dle autort metody ex-
perimentalné a ponc¢kud subjektivné, je zavisld na velikosti rozptylu ansdmblu
parametrii var(6," ;) a musf byt zvolena tak, aby zamezovala ¢ naopak prispivala
k rozsifeni ansamblu.

Metoda aktualizace po ¢astech rozdéluje parametry na nékolik typu pod-
le jejich citlivosti a kazdy z téchto typu je aktualizovan samostatné v ramci m cyk-
lu (kde m se zna¢i pocet parametri). Shrnuti postupu metody je zobrazeno na
schématu v némz n je pocet realizaci ansamblu, parametry jsou znaceny 6,
L je délka ¢asového tseku, x se znac¢i vektor predpovézenych stavi a y se znaci
vektor pozorovanych stavii. Vektor parametri A se sklada ze tii ¢asti:

(1) praméry nové aktualizovanych parametri z pfedchozich cykla v souc¢asném

—+ —+
¢asovém kroku ¢: (Ql,t7 20 70j—1,t)

/L'_
(2) cilovy typ parametru, ktery ma byt aktualizovan v soucasném cyklu: (ej,t)
(3) prumér parametri odhadnutych v predchozim ¢asovém kroku ¢ — 1:

Crimts o).
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T
t < [ Ano
Ne

Konec

Obrézek 1.6: Schéma PU_EnKF (pfevzato z Xie — Zhang| (2013))

Perturbace pozorovani y pak probiha obdobné jak tomu bylo v kapitole
m, tedy yi, = v + €, kde €5, ~ N(0, R;), kde R, je chybova kovarianc-

ni matice pozorovani. Operator pozorovani H je zjednoduSen a odpovida [1,0].
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Kalmanova vaha K pak miize byt vyjadiena nasledujicim zptsobem:

cov(X;t, X;t) 1
Kjt -
’ cov(X-_ X-_)—i-Rt
- - Jitr <5t
cov (X, 05;)
Aktualizaci stavu a parametru lze dale zapsat:
5 r
= + K, y;»’t—H(x;;,/\},t) , proi=1,...,n

05 O

(1.20)

(1.21)

Predpovéd stavu je tak podminéné cilovym parametrem, jehoz odhad

se vzhledem k iterativnimu charakteru aktualizace posouva k optimalni hodno-

té. Autofi metody resumuji, ze metoda umoznuje redukci poc¢tu stupiii volnosti

a snizeni ruSeni riznymi typy parametri a timto se ocekava dosazeni presnéjsi

reprezentace kovarianci mezi parametry a dynamickymi stavy. Optimélni odhad

kazdého stavu pak lze aproximovat primérem vSech m ¢lenti ansamblu.
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2. Metodika

2.1 Data

Data vstupujici do vypoctu hydrologické bilance modelem BILAN byla
ziskana ze zdrojového FTP serveru, spravovaného CzechGlobe — Ustavem vyzku-
mu globélni zmény AV CR, v. v. i., kde se nachéazi databaze vystupu z fyzikalné
zalozeného matematického modelu SoilClim. Jedné se o vystupy thrnu srazek,
teplot vzduchu a evapotranspirace pro jednotlivé ttvary povrchovych vod Ces-
ké republiky. Obdrzené ¢asové fady jsou v ¢asovém rozmezi od roku 1961 az do
konce roku 2019.

Déle byly od Ceského hydrometeorologického tstavu obdrzeny zaznamy
o méfeném odtoku pro 74 vodomeérnych stanic CR a to pro obdobi od 01-01-1981
az 31-10-2010. Data jsou nasledné prifazena k 70 povrchovym ttvartim. Casto se
ovsem rozvodnice povodi nekryje s rozvodnici ke stanici. Nejedné se vSak o velké
rozdily a tedy odtok na plochu povodi se neméni nijak vyznamné.

Veskeré skripty pouzité pro vypocet jsou napséany v programovacim ja-
zyce R, konkretné verze 3.6.1 (2019-07-05) a to prevazné za pouziti balickt uvede-

nych v tabulce 2.1} Veskeré skripty pouZité pro vypoéty jsou uvedeny v piiloze B

Tabulka 2.1: Technicka charakteristika pouzitych R balicku

Nazev Verze Popis

bilan 2018-11-29 | Bilan water balance model

Goodness-of-Fit Functions for Comparison of Simulated and
hydroGOF 0.3-10

Observed Hydrological Time Series

data.table | 1.12.2 Extension of data.frame

dplyr 0.8.3 A Grammar of Data Manipulation

lubridate | 1.74 Make Dealing with Dates a Little Easier

reshape?2 1.4.4 Flexibly Reshape Data: A Reboot of the Reshape Package
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2.2 ZlepSeni predikce pomoci KF

2.2.1 Koncept

Pro tvorbu jak simulaci tak i pfedpovédi byla pouzita metodika vyvi-
nuta hydrologickym oddélenim Vyzkumného Ustavu Vodohospodaiského T. G.
Masaryka a KVHEM CZU. Pouzité parametry modelu v této ¢asti prace byly
nauceny jako soucast projektu HAMR (viz kapitola na zakladé informaci zis-
kanych z modelu SoilClim a to pro kazdy z 1121 utvart povrchovych vod (povodi)
Ceské republiky. Tyto parametry byly néslednymi vstupy do hydrologického mo-
delu BILAN v dennim kroku a byly tedy pouzity k modelovani prubéhu prvka
hydrologické bilance od roku 1981 do soucasnosti véetné predpovédniho obdobi
(rok 2019). Konkrétni postup simulace za pouZiti pfedpoc¢itanych parametri je
uveden ve skriptu |B.1

Postup pro predpovéd na tyden dopfedu je zaloZen na simulaci dat,
slozenych z (a) dat od roku 2011 az k tydnu, predchézejicimu tyden predpovidany
a (b) tydnt odpovidajicich predpovidanému z let 1981 az 2010 (viz schéma [2.1]).
Vyslednych tficet simulaci se omezi na zajmovy tyden a nasledné se priméruji.

Postup byl dale opakovan pro vSechny tydny v roce.

X. tyden 1981
X. tyden 1982
X. tyden 1983

1. tyden 2011 az X-1. tyden 2019

X. tyden 2010

I
r
I
r
I
I LI
I |
r 1

Obrézek 2.1: Navrzena struktura vstupnich dat pro predpovéd modelem BILAN
na tyden doptedu, X se znadi ¢islo zdjmového tydnu

Koncept navrzené metody se zabyva kombinaci iprav predikéniho mode-
lu na zakladé vysledki alternativniho modelu. Jako alternativni model byl zvolen

jednoduchy autoregresni proces prvniho stupné AR(1), ktery lze zapsat:
T = ATp—1 + Wk, (2.1)

kde « je autoregresnim koeficientem a wy je bily sum a tedy wy, ~ N(0,0?).
Priklad obdobné ulohy popisuje napiiklad [Wu et al.| (2017). Zminény proces byl
nasledné pouzit k tvorbé jednotydenni predpovédi a tato predpovéd je nésledné
asimilovana s predpovédi ziskanou z modelu BILAN pomoci Kalmanova filtru.
Tento postup je aplikovan pro vybrané proménné hydrologické bilance, tedy at-
mosferické srazky (P), teploty vzduchu (T) a potencialni evapotranspiraci (PET).

Lepsi predpovéd zminénych proménnych by vedla k naslednému zlepseni predpo-
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védi modelovaného odtoku, jelikoz tyto proménné ptsobi jako zakladni vstupy do
modelu BILAN. Proménné P a PET jsou zaroven klicovymi pii vypoctu indexu
sucha SPEI, zatimco k vypoc¢tu SRI je potieba jiz zminény modelovany odtok.

Pro aplikaci metody KF (viz kapitola je potieba znalost hodnot
kovarianc¢nich matic R; a Qp a znalost hodnoty dynamického operatoru Mj.
Tyto veli¢iny byly stanoveny odhadem z pfedchoziho obdobi, tedy na roce 2018.
Za timto ucelem byly odhadnuty tydenni predikce pro rok 2018 a to jiz vySe
popsanym zpusobem (uvedenym ve skriptu , s prislusnou upravou casového
horizontu. Na téchto datech se stanovi autoregresni koeficienty, které pouzije-
me jako dynamicky operator Mj. Déale Ry neboli chybova kovarianéni matice
je predstavena rozptylem chyby predikce modelu BILAN a kovarianéni matice
pozorovani Qy, je predstavena rozptylem chyby AR modelu (viz skript [B.3).

Na zakladé popsané teorii a algoritmu z kapitoly byla napsana
funkce postupu zakladniho KF, kterd je nasledné vyuzita ve funkci pii tvorbé
predikéniho kroku. Dohromady jsou soucasti funkce, jejiz pozadovanymi vstupy
jsou zadjmova proménnda, méfena a predikovand data, taktéz jako soubor kova-
rian¢nich matic a hodnoty dynamického operatoru. Soucasti tohoto vypoctu je
dale ziskani predikce na tyden doptfedu pomoci AR(1) procesu a jeji nésledné
asimilace s predikci dle BILANu. Funkce jsou nasledné zahrnuty do jednotného

vypoc¢tu pres vSechny zajmové proménné obdobi roku 2019, jenz je uveden ve

skriptu [B.4]
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2.2.2 Vysledky

2.2.2.1 Ovéreni konceptu na jednom povodi

Ovéreni navrzeného konceptu bylo prvné provedeno na jednom povodi
a to konkretné na povodi s identifikaitorem OHL_0030. Vyhodnoceni chyb by-
lo provadéno na zakladé nékolika kritérii (MAFE , MSE a RMSE),
pricemz se vyhodnocoval vysledek predpovédi autoregresniho procesu, modelu
BILAN a kombinace modelu BILAN a Kalmanova Filtru pro kazdou ze zvole-
nych proménnych hydrologické bilance. Kritérium RMSE (Root Mean Square

Error) se stanovi podle vzorce:

1
= —_ ; — )2
RMSE - g (Ui — vi)?, (2.2)

=1

kde ; jsou hodnoty predikované a y; jsou hodnoty pozorované. Za pozorované
hodnoty v této ¢asti praci se povazuji vystupy simulace modelu BILAN pomoci
parametru ziskanych podle metodiky uvedené v kapitole a skriptu [B.1} Vizu-
alizace vysledku zminénych predikénich metod oproti ,,pozorovanym‘* hodnotam
je zobrazena na obrazku a vysledné hodnoty vSech tfi kritérii jsou uvedeny
v tabulce 2.2

Tabulka 2.2: Hodnoty kritérii MAE, MSE a RMSE pro vybrané prvky hydrolo-
gické bilance povodi ‘OHL 0030’

T P PET
AR(1) | BILAN | KF AR(1) | BILAN | KF AR(1) | BILAN | KF
MAE | 2396 | 2474 [2233| |MAE | 1.024 | 0.995 |0.966| | MAE | 0.402 | 0.403 |0.379
MSE | 8.346 | 8566 |7.130| |MSE | 1.439 | 1.454 |1.436| | MSE | 0.314 | 0.343 | 0.281
RMSE | 2.8%9 | 2927 [2.680 | | RMSE | 1.200 | 1.206 | 1.198 | | RMSE | 0.561 | 0.585 | 0.530

v

zbylym metodam, a to pfes vSechna kritéria a pro vSechny proménné. Tedy na
zékladé uvedenych vysledki lze oznacit navrzeny koncept metody za funkéni

a prejit k testovani na vice povrchovych utvarech.

2.2.2.2 Aplikace na vice povrchovych utvarech

Pro ovéreni tvrzeni o funkénosti navrzeného konceptu bylo potieba ho
ovérit na vice povrchovych tatvarech, z tohoto divodu bylo ndhodné zvoleno sto

takovych utvart. Jako mira presnosti predpovédi se tentokrat zvolilo kritérium
MASE (Mean Absolute Scaled Error), navrzeny Hyndman — Koehler| (2006)) a to

22



25

S

5 T T T T T
Jan 2019 Apr2019 Jul 2019 Oct2019 Jan 2020

: /\MHMW “

Jan 2019 Apr2019 Jul 2019 Oct 2019 Jan 2020

o

o

P [mm]

het v
) %f/% \QK:%

T T T T T
Jan 2019 Apr 2019 Jul 2019 QOct 2019 Jan 2020
Datum

—— Pozorovani AR(1) Predikce BILAN —— Predikce KF

Obrazek 2.2: Predikce pomoci AR(1), BILANu a BILANu s pouzitim KF oproti
pozorovanim vybranych proménnych hydrologické bilance

hlavné z duvodu méritkové invariance a tedy porovnatelnosti vysledki napftic

povodimi. Vypocet probiha podle vzorce:

(2.3)

kde J je délka predikéniho horizontu a n je délka casové tfady. Zapis ve formé
funkce je uveden ve skriptu [B.5] Graficka vizualizace vysledki pro vsech 100
povrchovych ttvari je uvedena na obrazku Vyhodnoceni formou krabicového
grafu je na obrazku 2.3 Dle tohoto grafu je patrné, ze kombinace predikei pomoci

KF v praméru snizila chyby. Déle procentuélni tspésnost dosazeni nejnizsi chyby
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pres vSechna zvolend povodi pro kazdou z metod je shrnuta v tabulce 2.3] a zde

opét je tspésnost kombinace potvrzena. Kombinaci pomoci KF se podarilo ziskat

cvv .

pripadi u potencialni evapotranspirace.

T P PET

(X1

0.9

0.9

07 08

Model 5 AR(1) £ BILAN E KF

Obrazek 2.3: Krabicovy graf vysledki MASE kritéria na 100 povodich pro pro-
ménné teploty (T), srazek (P) a potencialni evapotranspirace (PET) pro modely
AR(1), BILAN a BILAN s aplikaci KF

Tabulka 2.3: Procentualni tspésnost metod podle kritéria MASE na vzorku sta
povodi pro vybrané prvky hydrologické bilance

T P PET
KF | AR(1) | BILAN | | KF | AR(1) | BILAN | | KF | AR(1) | BILAN
68% | 32% | 0% 88% | 2% | 10% 100% | 0% | 0%

7 vysledk je tedy zfejmé, Ze navrzend metoda s aplikaci KF z prevazné
casti vedla k lepsim vysledkim, nez dalsi predstavené metody. Nizs§i predikéni
schopnost metody KF v pripadé teploty vzduchu lze vysvétlit faktem, Ze podle
tiskovych zprav NASA (Brown, 2020) a WMO (WMO), 2020a) byl rok 2019 dru-
hym nejteplej$im zaznamenanym rokem. Parametry Ry, Q) a M) odhadnuté na
roce 2018 tedy tuto skutec¢nost nemohly postihnout. Resenim by mohla byt zmé-
na obdobi ¢ samotné metody odhadu téchto parametri. V piipadé srazek nizka
sériova zéavislost mezi jednotlivymi pozorovanimi ovliviuje predikéni schopnost

AR procesu a tedy se snizuje i vliv tohoto modelu v rdmci celkové metodiky.
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2.3 ZlepSeni simulace pomoci PU EnKF

Navrzeny koncept pro aplikaci partitioned update schématu je zalozen
na ansamblu o Sedesati clenech. Pro kalibraci modelem BILAN byla pouzita data
tvorené dvojicemi let od roku 1981 do roku 2000, konkretné deset po sobé jdoucich
dvojic a padesat dvojic ndhodné kombinovanych. Kalibrace parametrii modelu se
provedla metodou diferencialni evoluce (DE). Takto koncipované ansambly byly
vytvoreny pro Sest nahodné zvolenych povodi. Vysledky kalibrace vyhodnocené
na zakladé kritéria NSE (Nash-Sutcliffe efficiency, (|1.4])) pro vSechna vybrana
povodi jsou uvedeny v tabulce Skript pro vypocet ansambli vSech povodi
je uveden v piiloze [B.7] Na obrazku je pak znazornén modelovany odtok za
pomoci priméri z parametru vSech ¢lenti ansambli oproti méfenému odtoku na

povodich.

Tabulka 2.4: Souhrnné statistiky kritéria NSE, vypocitanych pres jednotlivé cleny
ansambli v rdmci zajmového povodi

UPQV_ID | Minimum | Primér | Medidn | Maximum
BER_0810 0.0005 0.0118 | 0.0099 0.0499
DYJ_0080 0.0004 0.0036 | 0.0029 0.0116
HOD_0040 0.0188 0.1146 | 0.1009 0.3403
HOD_0170 0.0037 0.1004 | 0.0633 0.5468
LN0O_0140 0.0776 0.2176 | 0.1967 0.4158
MOV_0440 0.0956 0.5179 | 0.3818 1.3928

Pro simulaci fad odtoku modelem BILAN byla napsana funkce, vstupy
do které jsou pouze datovy soubor, obsahujici ¢asové tady srazkovych thrni,
teplot vzduchu a potencialni evapotranspirace a parametry. Tento krok je dale
uplatnén v ramci predikéni faze analyzy, a tedy zaclenén do funkce, ktera byla
sestavena dle schématu [I.6] Obé funkce jsou uvedeny ve skriptu[B.§ Jako vstupy
do funkce slouzi parametry ansambli, simulace tvorené témito parametry, méfrené
pozorovani odtoku na povodi, ¢asové rozmezi dat, chybova kovarian¢ni matice R;
a takzvany ,shrinkage factor” a. Odchylenim od postupu uvedeném v kapitole
[1.3.4] je ponechavani parametru beze zmény, pokud variance a priori stavu se
blizi nule, jelikoz zména parametru za takovych podminek je nestabilni a tedy
neprispiva ke zméné odhadu.

Chybova kovarian¢éni matice R; a ,shrinkage factor « se stanovily ex-
perimentalné, a to tak, ze se vyzkousela fada moznych kombinaci mimo zajmové
obdobi, pfi¢emz se ukazalo, Ze zménu hodnoty « (v rozmezi 0.95 az 0.99 s rozestu-
pem 0.01) by se dalo oznaéit za bezvyznamnou. Optimélni hodnota R; z testova-

ného rozmezi odpovida 0.02, s 90% uspésnosti jak na testovaci, tak i na trénovaci
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sadé v rameci zvoleného obdobi.
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Obrazek 2.5: Simulace fad odtoku modelem BILAN za pomoci pruméra z para-
metri vSech ¢lenti ansambli pro vybrana povodi

Validace navrzeného konceptu probéhla za pomoci metody kiizové va-
lidace. Rok 2008 byl rozdélen na 51 tseki, a to klouzavym oknem o délce tii
tydny s jednotydennim posunem. Tyto tseky jsou dale oznacovany za trénovaci.
Parametry odhadnuté na trénovaci sadé nasledné vstupuji do vypoctu pro tes-
tovaci sadu. Simulace pro testovaci sadu za¢ina na zacatku trénovaciho obdobi
a sklada se tak z tfech tydnu trénovaci sady a jednoho tydne na né navazujiciho
(viz schéma . Vyhodnoceni chyb je provadéno pouze na tomto navazujicim
tydnu, a to za pouziti kritéria RMSE . Skript popsaného postupu je uveden
v pifloze

Shrnuti vysledkt chyb vypocétenych formou RMSE do formy krabicové-
ho grafii je uvedeno na obrazku 2.7 Mezi vyhodnoceni chyb byla zahrnuta i si-
mulace modelem BILAN s parametry vypoc¢tenymi pro jednotliva povodi v ram-
ci systému HAMR. Z grafu je patrné, ze navrzeny koncept metody PU EnKF
pii porovnani s vysledky primért parametri ansdmbli, prispiva ke znaénému

snizeni medidnu chyby a jejiho rozptylu v kazdém ze zkoumanych povrchovych
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Simulace pro testovaci sadu Cas

! ! ! ! ! ! ! ! ! ! ! ! !
T T T T T T T T T T T T T

L
T
\, y JW_/ . )
Trénovaci sada Testovaci sada - validace
Simulace pro testovaci sadu

! ! ! ! ! ! ! ! ! ! ! !
T T T T T T T T T T T T

~—
-

z JW_/ ’ .
Trénovaci sada Testovaci sada - validace
Simulace pro testovaci sadu

!
T
.

! ! ! ! ! ! ! ! ! ! !
T T T T T T T T T T T

~—
-

’ JW_/ ’ .
Trénovaci sada Testovaci sada - validace

!
T
.

Obrazek 2.6: Schéma kiizové validace metody PU _EnKF

utvart. Pti srovnéni dosazenych vysledki metody PU EnKF s vysledky ze sys-
tému HAMR, mediany chyb jsou dosti srovnatelné, misty vyssi, nez v pripadé

parametri z HAMRu, stale v8ak doslo ke zna¢nému snizeni rozptylu chyby.
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Obréazek 2.7: Porovnani kritéria RMSE na testovacich sadach pro vybrana povodi:
simulace modelem BILAN s pruméry parametrti ansamblii (BILAN_ENS), modelem

BILAN s parametry vypoétené v ramci systému HAMR, (BILAN_HAMR) a simulace
s aplikaci metody datové asimilace (PU_EnKF)
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Vizualizace vysledkt simulaci oproti mérenému odtoku pro vSech 51 tes-
tovacich obdobi pro kazdé ze zvolenych povodi jsou uvedeny v priloze na obrazku
[A.1] Zobrazené jsou pouze tydny, na kterych probihala validace. U povrchové-
ho utvaru s identifikatorem LNO_0140 doslo v tsecich 42 a 44 k nadhodnoceni
odtoki. Pri bliz§im zkoumani chovani parametra v tomto obdobi se ukézalo, ze
hodnoty jednoho z parametri se dostaly do zapornych hodnot. Z tohoto divodu

bylo rozhodnuto o zavedeni korekce do vypoctu, obdobné postup aplikuje napii-

klad (Clark et al.| (2008). Tedy pro dodrzeni fyzikalni reality byl stanoven rozsah

parametri na hodnoty 0 az 200. Pridéani dalsich omezeni pro horni hranici pa-
rametri se vSak na zkoumanych povodich prokizalo jako nevyznamné. Vliv na
vysledek vypoctu tak mélo predevsim omezeni dolni hranice parametri. Skript

uvedeny v piiloze [B.§| tyto zmény jiz zahrnuje.
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Obrézek 2.8: Porovnani kritéria RMSE na testovacich sadach pro vybrana povodi
po zavedeni korekce: simulace modelem BILAN s pruméry parametri ansambli
(BILAN_ENS), modelem BILAN s parametry vypoctené v ramci systému HAMR
(BILAN_HAMR) a simulace s aplikaci metody datové asimilace (PU_EnKF)

Vysledky chyb ve formé krabicového grafu po zavedeni omezeni parame-
tri jsou zobrazeny na obrazku [2.8] porovnani chyb samotné metody PU_EnKF
s omezenim a bez je pak k dispozici na obrazku 2.9 Z grafu je patrné, Ze doslo

k ploSnému snizeni variability chyb metody PU EnKF'. To samé Ize fict i o medi-
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anu chyb, s vyjimkou povodi LNO_0140, kde vysledek obou metod je srovnatelny.
Tyto vysledky tak indikuji pozitivni dopad zavedeni omezeni hodnot parametri.
Vizualizace simulaci pro vSech 51 testovacich tiseki jsou opét uvedeny v priloze
[A2] Vychyleni v odtoku, jak tomu bylo v obdobich 42 a 44 pfedchoziho vypoctu,
jiz na zadném z povodi zaznamenano nebylo. Navrzeny koncept metody dato-
vé asimilace PU_EnKF tedy lze oznacit za vhodny k rozsifeni a mozné aplikaci

v ramci vétsiho systému.
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Obrazek 2.9: Porovnani vlivu zavedeni omezeni parametrii do vypoc¢tu PU _EnKF
za pomoci kritéria RMSE na testovacich sadech pro vybrana povodi

30



Diskuze

Metody datové asimilace a jejich presvédcivé vysledky byly hlavni moti-
vaci za vyzkumem jejich implementace do hydrologického modelu BILAN. Jejich
pouziti nasledné pfineslo prevazné pozitivni vysledky v rdmci zkoumanych metod
této prace.

Koncept zlepSeni predikci pomoci kombinace dvou modeli za pouziti
Kalman Filter se ukazal na vzorku sta povodi jako celkové tuspésny. Stale vsak
existuje potencidl k jeho vylepSeni. Konkrétné by se jednalo o nalezeni repre-
zentativniho obdobi pro odhad parametrii, schopného postihnout jak extrémni
situace, tak i bézny stav dat. Dale by bylo prinosné vyzkoumat moznosti jinych
metod pfi odhadi parametra a vliv jinych modeli ¢i procesii pii ziskani nasledné
asimilovanych predikci, nez jednoduchého AR(1) procesu.

P1i implementaci metody partitioned update schématu PU EnKF, hod-
noty jednoho z parametru se dostali pod dolni mez stanovenou modelem BILAN.
Toto chovani bylo oSetfeno omezenim parametrii pouze na povolené rozmezi, coz
vedlo ke zlepSeni ve vysledcich. Dilezité je v tomto pripadé zminit, Ze i prestoze
navrzeny koncept vychazi z metody Xie — Zhang| (2013)), pouziva se v této praci
pouze pro Upravu parametri modelu a tedy neuplatiuje autory ptivodné navrzené
upraveni samotnych stavi. Toto je vlastnim divodem k zavedeni omezeni para-
metria, které jsou nasledné vyuzity modelem BILAN pro tvorbu odhadu téchto
stavil.

Predmétem dalsiho vyzkumu v ramci konceptu zalozeného na PU _ EnKF
by mohla byt volba vhodné délky asimilovaného obdobi. Tedy obdobi, pii kterém
by nedoslo k preuceni parametru a které by bylo zédroven dostatecné rozsahlé, aby

z néj model obdrzel co nejvice informaci.
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Zaver

Cilem prace bylo implementovat metody datové asimilace do hydrologic-
kého modelu BILAN. Vyzkouseny byly metody pro zlepseni jak predikei, tak i si-
mulaci modelu. Prvné byl navrzen koncept kombinujici predikce modelu BILAN
s vysledky alternativniho modelu, konkrétné jednoduchym AR(1) procesem, po-
moci sekvencni metody datové asimilace - Kalman Filter. Koncept byl aplikovan
na predikcich t¥i prvkia hydrologické bilance: teplotach vzduchu, atmosferickych
srazkach a potencidlni evapotranspiraci. Vyhodnoceni vysledki probéhlo na sto
nahodné zvolenych povrchovych ttvarech Ceské republiky pomoci kritéria MASE.
P1i vyhodnoceni vysledki se ukazalo, ze v pripadé predikce pomoci metody s apli-
kaci KF doglo ke snizeni chyby o 10.3% u teplot, o 7.15% u srazek a o 9.26%
u potencialni evapotranspirace oproti bézné predikéni metodice modelu BILAN.

Dale byl navrzen koncept pro zlepSeni simulaci odtoku modelu BILAN,
a to za pomoci uprav parametri modelu rozsitenou metodou sekvenc¢ni datové
asimilace zalozené na ansdmblovém pristupu - Partitioned update Ensemble Kal-
man Filter. Pro Sest ndhodné zvolenych povodi byly vytvoreny Sedesati-¢lenné
ansambly parametri, kalibrovanych modelem BILAN. Pro asimilaci byla pouzi-
ta data odtoku z mérnych stanic poskytnuta CHMU. Pro vyhodnoceni metody
byla pouzita kiizova validace s trénovaci sadou o délce tfi tydny, aby se zamezilo
preuceni parametri, a testovaci sadou o délce jednoho tydne. Posunutim tréno-
vaci sady formou klouzavého okna s jednotydennim posunem probéhla validace
po délce celého roku. K néaslednému vyhodnoceni se tedy vytvofilo celkem pade-
sat jedna vysledki z testovacich sad za kazdé povodi. Vyhodnoceni probéhlo za
pomoci kritéria RMSE a vysledky ukazuji, Ze za pouziti metody PU EnKF se
podafilo snizit chyby minimalné o 48.7%, a to v p¥ipadé povodi MOV_0440, a ma-
ximéalné az o 88.4%, v pripadé povodi DYJ_0080, oproti béZné simula¢ni metodice
modelu HAMR s neménnymi parametry. Dalo by se to vysvétlit zvysujici se fle-
xibilitou modelu pfi uvolhovani parametri, navazujici na zvysujici se schopnost
modelu prizplsobit se k nastavajicim klimatickym zménam a postihnout i mensi,
napiiklad sezonélni vykyvy.

Vysledky by vsak mély byt popsany i z hlediska jejich limitaci. Byla
testovana pouze méla ¢ast povodi Ceské republiky a tedy pri dalsim vyzkumu
by se mohla odhalit nezbytnost dalsich korekci koncepti. Dale v piipadé metody
PU_ EnKF existuje prostor ke zlepseni vysledkti kalibrace parametria pii tvor-
bé ¢lentt ansdmbli, coz by nésledné mélo vést k celkovému zlepseni vysledki.
Vzhledem k momentalnimu koncipovani metod a jejich funkci, které je strikt-

né zamérené na jejich testovani a naslednou valida¢ni hodnotu vysledki, bude
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potieba vzit v potaz nezbytné zmény v jejich struktuie pfed moznym plosnym
zavedenim do vypoctu v ramci systému HAMR. Mezi nimi je naptiklad i navrzeni
postupu vypoctu v pripadé slozenych povodi.

Zlepseni vysledki predikei prvki hydrologické bilance tésné souvisi s na-
slednym zlepSenim predpovédi jak modelovaného odtoku modelem BILAN, tak
i nékterych indexu sucha (naptiklad SPEI, SRI), vzhledem k tomu, Ze jejich me-
todika vypoctu je postavena na téchto prvcich. Presnéjsi vysledky jak simulaci,
tak i predikci hydrologického modelu BILAN vede ke zdokonaleni v monitorovani
a predikci sucha v ramci systému HAMR. Toto nésledné vede k vétsi informo-
vanosti pii prijeti opatfeni proti suchu ¢i regulaci odbéru vody v pripadé jeho
nastani. V této praci byly navrzeny koncepty implementujici metody datové asi-
milace do modelu BILAN. Jejich funkénost poklada zaklady pro implementaci
téchto konceptu do stélého provozu a oteviré cesty pro dalsi vyzkum ve vymeze-

né problematice.
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B Skripty

Pozn.: filepath je vlastni cestou k adresafi.

Skript B.1: Modelovéani pribéhu ¢asovych fad prvku hydrologické bilance mode-

lem BILAN pro obdobi 1981-2019

library (data.table); library(bilan)
pars <- readRDS(file.path(filepath, ’data/pars.rds’))
for (i in seq_along(pars)) {
UPQOV.pars <- pars[[i]]
UPOV.dta <-
as.data.table(readRDS (pasteO (
filepath, ’data/rds/’, names(pars[il]), ’.rds’
)))
UPOV.dta <- UPOV.dtal, c(’UPOV_ID’, ’DTM’, ’Rain’,
’>Tavg’, ’ETr’)]
UPOV.dta <- UPOV.dta[DTM >= °>1981-01-01’ ,]
UPOV.dta <-
UPQOV.dtal[, DTM

seq(as.Date(’1981-01-01",
format = ’%Y-%m-%d’),

by = ’month’, length.out = .N)]
b <- bil.new(type = ’d’)
p <- UPOV.pars$pars$current
names (p) <- as.character (UPOV.pars$pars$name)
bil.set.params.curr (model = b, params = p)
bil.set.values (

model = b,

input_vars = data.frame (P UPOV.dtal[, Rainl],
T = UPOV.dtal, Tavgl,
PET = UPOV.dtal, ETrl),
init_date = ’1981-01-01’,append = FALSE)
bil.run(b)
out <- as.data.table(bil.get.values(b)$vars)

out <- out[, DTM := seq(as.Date(’1981-01-01",
format = ’%Y-%m-%d’),
by = ’day’,
length.out = .N)]
saveRDS (out, pasteO(filepath, ’data/BILout_day/’,
names (pars[i]), ’.rds?’))
print (paste (’BILAN’, 1))
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Pozn.: skript vyzaduje spousténi v terminalu pomoci Rscript pro tspornéjsi

nakladani s opera¢ni paméti.

Skript B.2: Tvorba predikci modelem BILAN pro rok 2019

library (data.table); library(bilan); library(lubridate)

pars <- readRDS(pasteO(filepath, ’pars.rds’))
SEL <-
sort (as.character (read.table(

paste0(filepath, ’selectedUPQOVs.txt’),

sep = 7,7,
stringsAsFactors = F
)))
done <- gsub(’.rds’, 77,

dir (pasteO(filepath, ’BILprediction2019’)))
iter <- which(names(pars) %in’% SEL[!(SEL %in?% done)])

5/if (length(iter) != 0) {

i = iter[1]

UPOV.pars <- pars[[i]]
UPOV.dta <-
as.data.table(readRDS (pasteO(filepath, ’rds/’,

names (pars[i]), ’.rds’)))
UPOV.dta <- UPOV.dta[DTM >= as.Date(’1961-01-01’) , 1]
UPOV.dtal[, week := week(DTM)]
UPOV.dtal, rok := year(DTM)]

roky <- 1981:2010
out_fin <- NULL
out2 <- NULL
for (TYD in 1:52) {
for (ROK in roky) {
UPQOV.dta.p <- UPOV.dta[DTM > as.Date(’2010-12-31°)]
UPOV.dta.p <-
UPOV.dta.p[DTM <= as.Date(’2018-12-31’) + weeks (TYD
- 1]
UPOV.dta.p <-
rbind (UPOV.dta.p, UPOV.dtal[rok == ROK & week %in%
TYD])
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b <- bil.new(type = ’d°)

p <- UPOV.pars$pars$current

names (p) <- as.character (UPOV.pars$pars$name)

bil.set.params.curr (model = b,

params = p)

init.year22 <- 2011
bil.set.values(
model = b,
input_vars = data.frame(
P = UPOV.dta.p[, Rain],
T = UPOV.dta.pl, Tavgl,
PET = UPOV.dta.p[, ETr]

),
init_date = pasteO(init.year22, ’-01-01’),
append = FALSE
)
bil.run(b)
out <- as.data.table(bil.get.values(b)$vars)
out [, id_rok := pasteO(ROK)]
out <- out[DTM > (as.Date(’2018-12-31’) + weeks(TYD -
1)1
out2 <- rbind(out2, out)
gc ()
}
if (TYD %% 5 == 0) {
cat (TYD, ’T’, collapse = ’ ’, sep = ’’)
}

}
out_fin <-
rbind (out_fin, out2[, lapply(.SD, mean), .SDcols =
colnames (out) [-c(1, 20)], by = DTM])
saveRDS (out_fin,
pasteO(filepath, ’BILprediction2019/°,
names (pars[i]), ’.rds’))

cat (names (pars[i]), collapse = ’\n’)

1q Q)
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Skript B.3: Odhad kovarian¢nich matic pro metodu KF

require (dplyr); require(lubridate)
SEL <- sort(as.character(read.table(paste0O(filepath,

’selectedUPOVs.txt’), sep = ’,’, stringsAsFactors = F)))
kf _in_est <- list ()
for (upov in SEL) {
dta2018 <- readRDS(pasteO(filepath,
’BILout_day/’, upov, ’.rds’))
BIL.predic <- readRDS(pasteO(filepath,
’BILprediction2018/’, upov, ’.rds’))
VAR <- c¢(’T’, ’P’, ’PET?’)
BIL.predic <- BIL.predic[BIL.predic$DTM < ’2019-01-01’,
c("DTM", VAR)]
AR_est <- R_est <- Q_est <- NULL
for (i in VAR) {
dta <- dta2018 %>% select(value = i, DTM) %>%
filter (year (DTM) == 2018) %>% group_by(week(DTM)) %>%
summarise (DTM = first(DTM), value = mean(value)) %>%

ungroup () %>% select (DTM, value)
x <- dta$value
predikce2018 <- BIL.predic %>%
select (DTM, value = i) %>% mutate(week

year = year (DTM)) %>%

group_by (year, week) %>% summarise (DTM
value = mean(value)) %>% ungroup()

y <- predikce2018$value

if (length(ar(x, order.max = 1)$ar) != 0) {
AR_est[i] <- ar(x, order.max = 1)$ar
Q_est[i] <- mean((ar(x, order.max = 1)$resid) =~ 2

na.rm = T)

} else {
estPerc <- lm(data = dta, value ~ lag(value) - 1)
AR_est[i] <- as.numeric(coef (estPerc))
Q_est[i] <- mean(residuals(estPerc) =~ 2 , na.rm =

}
R_est[i] <- sum((y - x) =~ 2) / length(x)
}
kf _in_est [[upov]] <- rbind(AR_est, R_est, Q_est)
}

week (DTM) ,

first (DTM) ,

>

T)

/| saveRDS (kf _in_est, file = pasteO(filepath, ’KF_params.rds’))
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Skript B.4: Funkce pro datovou asimilaci metodou KF

kalmanf <- function(s) {
if (is.null(s$y))
warning ("No observation")
return
if (is.null(s$x))
s$x <- rep(NA, length(s$y))
if (is.null(s$P))
s$P <- NA
if (is.null(s$A))
s$A <- diag(length(s$x))
if (is.null(s$Q))
s$Q <- matrix (0, length(s$y), length(s$y))
if (is.null(s$R))
warning ("Observation covariance matrix is missing")
return
if (is.null(s$H))
s$H <- diag(length(s$x))
if (all(is.na(s$x))) {
s$x <- solve(s$H) %x*% s$y
s$P <- solve(s$H) %*% s$R %*% solve(s$H) } else {
s$x <- s$A Yx) s$x
s$P <- s$A UxY% s$P U%x% t(s$A) + s3$Q
s$K <- s$P %x*% t(s$H) %*% solve(s$H %x*% s$P %x*% t(s$H) +
s$R)
s$x <- s$x + s$K Yx*% (s$y - s$H %x% s$x)
s$P <- s$P - s$K %=*% s$H %x*x% s$P
}

return(s)

kf _pred <- function(s, y, x) {

state_1 <- list(s); x_kf <- NULL

for (i in seq(2, 52)) {
state_1[[i - 1118y <- y[il
state_1[[i - 1]11$x <- x[i - 1]
state_1[[i]] <- kalmanf(state_1[[i - 1]1])
x_kf <- c(x_kf, state_1[[i]]$x)

}

return (x_kf)
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KFsolver <- function(var, obs, predic, s) {

dta <-

obs %>% select(value = var, DTM) %>% filter (year (DTM) >=

2018)
dta <-

dta %>% mutate(week = week(DTM), year = year (DTM)) %>%

group_by (year, week) %>%

summarise (DTM = first(DTM), value = mean(value)) %>%

ungroup ()
x <- dta$value
arl_f1 <- NULL
for (i in 53:104) A

arl_h <- ar(x[(i - 52):i], order.max = 1)

ar1_f1l <- c(ar1_fl, predict(arl_h, n.ahead = 1)$pred)

}
x_2019 <- dtal[dta$year == 2019, ]l$value
y_prB <-
predic %>% select(DTM, value = var) %>} mutate(week =
week (DTM) , year = year (DTM)) %> filter (week != 53)
5>

group_by (year, week) %>% summarise(DTM = first(DTM),
value = mean(value)) %>% ungroup()

y <- y_prB$value

x_kf <- kf_pred(s, y, x_2019)
sim <-
data.frame (
DTM = y_prB$DTM,
prKF = c(NA, x_kf),
prBIL = y_prB$value,
AR1 = arl_f1,

stringsAsFactors = F
)
real <-
list (full = data.frame(DTM = dta$DTM,value = dta$value),
half = data.frame(dtal[dta$year == 2019,
c("DTM", "value")]1))
return(list(real = real, sim = sim))
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Skript B.5: Funkce pro vypocet kritéria MASE

MASE <- function(sim, obs){
e <- mean(abs(obs - sim), na.rm = T)
y <- matrix(c(obs[2:length(obs)], obs[1:length(obs)-1]),
byrow=F, ncol=2)
X <- e/mean(abs(y[,1] - y[,21))

return (X)

MASEsolver <- function(simDT, obs, COLs){
X <- data.frame(A = MASE(simDT[,1], obs),
B MASE (simDT[,2], obs),
C = MASE(simDT[,3], obs))

colnames (X) <- COLs

return (X)

Skript B.6: Aplikace metody KF, vypocet pro sto povrchovych dtvari s vyhod-

nocovanim kritéria MASE

library (dplyr); library(lubridate); require(hydroGOF)
source (pasteO(filepath, ’KF_fun.R’))
source (paste0(filepath, ’err_est_fun.R’))
SEL <-
sort (as.character (read.table(

pasteO(filepath, ’data/selectedUP0Vs.txt’),

sep = 7,7,
stringsAsFactors = F
)))

mase_est <- NULL
VAR <- c¢(’T’, °P’, ’PET?’)

for (upov in SEL) {
UPQOV.dta <- readRDS(pasteO(
filepath, ’>data/’, ’BILout_day/’, upov, ’.rds’))
BIL.predic <- readRDS(pasteO(
filepath, ’data/’, ’BILprediction2019/’, upov, ’.rds’))
KF_in_est <- readRDS(pasteO(
filepath, ’data/’, ’KF_params.rds’))

48




for (i in VAR) {
s <- list(
Q

matrix (KF_in_est [[upov]][3, i]

matrix (KF_in_est [[upov]][1, il

matrix(1, 1, 1),

A
P
R matrix (KF_in_est [[upov]][2, il

OUT <-
KFsolver (
var = i,

UPOV.dta,

obs
predic = BIL.predic,

S = 8

simDT <-
cbind (
KFmodel 0UT$sim$prKF,
ARmodel 0UT$sim$ AR,
BILmodel = 0UT$sim$prBIL
)
0BS <- 0UT$real$half$value

mase_est <-
rbind (mase_est, cbind(
UPOV_ID = upov,
MASEsolver (simDT [2:nrow (simDT) ,
O0BS[2:1length (0BS)],

3 1, 1)’
) 1, 1):

, 1, 1)

] b

C("KF", "AR(].)", "BILAN")) ,

VAR = 1
))
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Skript B.7: Kalibrace parametri pro jednotlivé ¢leny ansambla pro kazdé ze zvo-

lenych povodi

library (data.table); library(bilan); library(lubridate)
set.seed (100)

randy <-
matrix (sample(seq (1981, 2000), 104, replace = T),
byrow =T,
ncol = 2)

randy <- randy[!duplicated(randy), ]
randy <- randy[1:50, ]

mpa <-
as.data.table(readRDS (paste0 (

filepath, ’data/merena_pro_asimilaci.rds’

)))
i for (upov in c("MOV_0440", "LNO_0O140", "HOD_O170",
"HOD_0040", "BER_0810", "DYJ_0080")) {
ns <- NULL
mpa <- mpal[UPOV_ID == upov, c(’DTM’, ’Q’)]
DT <-

as.data.table(readRDS (pasteO(filepath, ’data/rds/’, upov
, ’.rds?’)))

init.year <- seq(1981, 2000, 2)
i=1
for (rok in init.year) {
UPOV.dta <-
DT[DTM >= pasteO(rok, ’-01-01’) &
DTM < (as.Date(pasteO(rok, ’-01-01’)) + years(2))

) ]
real <-
mpa [DTM >= pasteO(rok, ’-01-01’) &
DTM < (as.Date(pasteO(rok, ’-01-01’)) + years(2)
)]
b = bil.new(type = ’d’)

bil.set.values(
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model = b,
input_vars = data.frame(
P = UPOV.dtal[, Rain],
T = UPOV.dtal, Tavgl,
PET = UPOV.dtal, ETr],
R = reall, Q]
),
init_date = pasteO(rok, ’-01-017),
append = FALSE

bil.set.optim(b, method = ’DE’)

bil.optimize (b)
out <-
list (data = bil.get.values(b)$vars, params =

params (b))

bil.get.

if (!dir.exists(pasteO(filepath, ’data/Ensemble/’, upov)

)) A
dir.create(paste0(filepath, ’data/Ensemble/’,
dir.create(pasteO(filepath, ’data/Ensemble/’,

params’))

ns <- c(ns, bil.get.values(b)$crit)

saveRDS (out,
pasteO (
filepath,
’data/Ensemble/’,
upov,

’/params/’,

‘set_?,
i,
’.rds”’
))
print (pasteO(’set_’, 1))
i=1+1
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j o= 11

for (i in 1:nrow(randy)) A
UPQOV.dta <- DT[year(DTM) %in% c(randyl[i,
21),1
real <- mpalyear (DTM) %in’% c(randyli,
b = bil.new(type = ’d’)
bil.set.values(
model = b,
input_vars = data.frame (
P = UPQV.dtal,
T = UPQOV.dtal,
PET = UPOV.dtal,
R = reall[, Q]
),

init_date =

Rain],
Tavg],
ETr],

pasteO(min(randy[i, 1),

append = FALSE

bil.set.optim(b, method = ’DE’)
bil.optimize (b)
out <-
list(data = bil.get.values(b)$vars,
params (b))
ns <- c(ns, bil.get.values(b)$crit)
saveRDS (out,
pasteO (
filepath,
’data/Ensemble/’,
upov,

’/params/’,

‘set_’,
Js
. rds”’

))
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params =

1], randyl[i,

randy [i, 2]1),]
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bil.get.
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141

print (paste0(’set_’, j))

write.table(
ns,
pasteO(filepath, ’data/Ensemble/’, upov, ’/’, ’NS.txt’),

dec = .7,

col .names F,

row.names =

par_est <- list()
for (i in dir(pasteO(filepath, ’data/Ensemble/’, upov, ’/
params/’))) {
par_est[[gsub(’set_|.rds’, ’’, i)]] = readRDS(pasteO(
filepath, ’data/Ensemble/’, upov, ’/params/’, i))[[’

params ’]]

saveRDS (par_est,
pasteO(filepath, ’data/Ensemble/’, upov, ’/

estimated_pars.rds’))

PARS <- as.data.frame(par_est)
PARS <- PARS[, grep(’current’, colnames (PARS))]
colnames (PARS) <- gsub(’X|.current’, ’’, colnames (PARS))
rownames (PARS) <- c(’Spa’, ’Alf’, ’Dgm’, ’Soc’, ’Mec’, ’
Grd’)
PARS <- PARS[, c(as.character(l:length(par_est)))]
saveRDS (PARS,
pasteO(

filepath,

’data/Ensemble/’,

upov,

’/estimated_pars_unlisted.rds’

))
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Skript B.8: Funkce pro datovou asimilaci metodou PU EnKF

bilEval <- function(UPOV.dta, lambda) {
UPOV.dta <- as.data.frame (UPOV.dta)

b <- bil.new(type = ’d’)
bil.set.params.curr(model = b,
params = lambda)

bil.set.values (

model = b,
input_vars = data.frame(P = UPOV.dtal, ’Rain’],
T = UPOV.dtal, ’Tavg’]l,
PET = UPOV.dtal, ’ETr’]),
init_date = ’2000-01-01’,
append = FALSE
)
bil.run(b)

out <- bil.get.values (b)$vars$RM

return (out)

puenkf <- function(PARS, ENS, 0OBS, dtm_range, R, alpha) {
H <- matrix(c(l, 0), nrow = 1)
Tt <- (1 - 0.95) * apply(PARS, 1, var)
Theta_avg <- rowMeans (PARS)
lambda <- Theta_avg
names (lambda) <- rownames (PARS)
param_ev <- PARS
lambda_evolve <- list ()
iter <- 0
tm_range <- which(0BS$DTM %in% dtm_range)
for (tm in tm_range) {
iter <- iter + 1
for (j in 1:nrow(PARS)) {

x_f <- rep(0, n_ens)

lambda_ens <- lambda

for (i in 1:n_ens) {

lambda_ens[j] <- param_ev[j, il
x_fl[i] <-
bilEval (UPOV.dta[tm, , drop = FALSE], lambda_ens)
}
if (any(is.na(x_£)))

break

o4




if (round(var(x_£f), 3) != 0) {
prtrb <- rnorm(n_ens, mean = 0,
sd = 0.001) + 0BS[tm, ’Q’]
K <- matrix(c(var(as.numeric(x_f)),
cov(as.numeric(x_f),
as.numeric (param_ev[j,])
)), ncol = 1) %x*Y%
((1 / var(as.numeric(x_f))) + R)
state <- list ()
for (i in 1:(n_ens)) {
state_fin <-
matrix (c(x_f[i],

param_ev[j, 11)) + K %*%

(prtrb[i] - (H %*% matrix(c(x_f[i], lambdaljl)))

)
state_fin[2] <-
ifelse(state_fin[2] < 0, 0, state_fin[2])
state_fin[2] <-
ifelse(state_fin[2] > 200, 200, state_fin[2])
state[[1i]] <- state_fin

}

lambda[j] <- mean(unlist(lapply(state, function(x)
x[2]1)))

if (lambdalj]l < 0)
break

if (any(is.na(lambda))) {
stop(paste0(tm, sep = ’\n’))
}
param_ev[j,] <-
alpha * unlist(lapply(state, function(x)
x[2]1)) + (1 - alpha) * lambdalj] +

rnorm(n_ens, 0, Tt[jl)

}
lambda_evolve[[iter]] <- lambda
}
}
return(list (lambda_evolve = lambda_evolve,

param_ev = param_ev))
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Skript B.9: Vypocet metodou PU EnKF, véetné kiizové validace

library(bilan); library(lubridate)
source (pasteO(filepath, ’PU_EnKF_fun.R’))

0BS_nf <- readRDS(pasteO(filepath, ’data/merena_pro_

asimilaci.rds?’))

for (upov in c("MOV_0440",
"LNO_0140",
"HOD_0O170",
"HOD_0040",
"BER_0810",
"DYJ_0080")) {
0BS <-
0BS_nf [0BS_nf$UPOV_ID == upov &
0BS_nf$DTM >= ’2000-01-01’, c(’DTM’, ’Q’)]
ENS <- readRDS(pasteO(filepath, ’data/Ensemble/’,

upov, ’/ensemble_sim.rds’))

n_ens <- ncol (ENS)

PARS <-
readRDS (paste0(
filepath,
’data/Ensemble/’,
upov,
’/estimated_pars_unlisted.rds’

))

UPOV.dta <- readRDS(pasteO(filepath, ’data/rds/’,
upov, ’.rds’))
UPOV.dta <- UPOV.dtal, c(’UPOV_ID’, ’DTM’,
’Rain’, ’Tavg’, ’ETr’)]
UPOV.dta <-
UPOV.dta [UPOV.dta$DTM >= ’2000-01-01" &
UPOV.dta$DTM <= °2010-10-31°, ]

first_week <- seq(as.Date(’2008-01-01’),
as.Date(’2008-01-01’) + weeks(3), 1)

dtm_set <- list()

dtm_set [[1]] <- first_week
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for (tyd in 1:50) {
dtm_set [[tyd + 1]] <- first_week + weeks(tyd)

EnsParsMean <- rowMeans (PARS)
results_pars <- list()

i=1

dir.create(pasteO(filepath, ’data/Ensemble/’,

upov , ’/res’))

for (dtm_range in dtm_set) {
next_period <-
seq(dtm_range [length(dtm_range)] + days (1),
dtm_range[length(dtm_range)] + days(7), 1)
selected <- which(c(dtm_range, next_period) %in¥%

next_period)

bilan_train <-
bilEval (UPOV.dta[UPOV.dta$DTM %in% dtm_range, 1,
lambda = EnsParsMean)

skut_train <- 0BS[0BS$DTM %in’% dtm_range, c(’DTM’, °Q’)]

bilan_test <-
bilEval (UPOV.dta[UPOV.dta$DTM %in% c(dtm_range,
next_period), 1],
lambda = EnsParsMean)
skut _test <-
OBS[0BS$DTM %in% c(dtm_range, next_period),
c(’DTM’, ’Q’)]

PU_ParsMean <-
rowMeans (puenkf (PARS, ENS, 0BS, dtm_range,
alpha = 0.95, R = 0.02)$param_ev)

pu_enkf_train <-
bilEval (UPOV.dta [UPOV.dta$DTM %in% dtm_range, 1,
lambda = PU_ParsMean)
pu_enkf_test <-
bilEval (UPOV.dta [UPOV.dta$DTM %in’% c(dtm_range,

next_period), 1,
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lambda = PU_ParsMean)

results_pars[[i]] <-

list (pars PU_ParsMean,

data reshape2: :melt(
data.frame (
DTM = UPOV.dtal
UPQOV.dta$DTM %in% next_period,
1$DTM,
R_n
R_o = bilan_test[selected],
R_sk = skut_test[selected, ’Q’]
),
id.vars = ’DTM’
))

i=1+1

pu_enkf_test[selected],

rm(pu_enkf_train)
gc )
}
saveRDS (
results_pars,
pasteO(
filepath,
’data/Ensemble/’,
upov,

’/res/res_pars_list_meze.rds’
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