VYSOKE UCENI TECHNICKE V BRNE

BRNO UNIVERSITY OF TECHNOLOGY

FAKULTA INFORMACNICH TECHNOLOGII
FACULTY OF INFORMATION TECHNOLOGY

USTAV POCITACOVE GRAFIKY A MULTIMEDII
DEPARTMENT OF COMPUTER GRAPHICS AND MULTIMEDIA

ZVYSOVANI KONZISTENCE V DATOVYCH SADACH
PRO ROZPOZNAVANI TEXTU

IMPROVING CONSISTENCY IN TEXT RECOGNITION DATASETS

BAKALARSKA PRACE
BACHELOR’'S THESIS

AUTOR PRACE MATUS TVAROZNY
AUTHOR

VEDOUCI PRACE Ing. MARTIN KISS
SUPERVISOR

BRNO 2022



Vysoké uceni technické v Brné
Fakulta informaénich technologii

Ustav pogitadové grafiky a multimédii (UPGM) Akademicky rok 2021/2022
Zadani bakalatske prace || [P
25170
Student: Tvarozny Matus
Program: Informaéni technologie
Nazev: Zvysovani konzistence v datovych sadach pro rozpoznavani textu
Improving Consistency in Text Recognition Datasets
Kategorie: Zpracovani obrazu
Zadani:

1. Prostudujte zaklady konvoluénich siti a rozpoznavani textu.

2. Vytvotte si pfehled o sou¢asnych metodach rozpoznavani textu pomoci konvoluénich siti a o
problémech konzistence datovych sad uréenych pro jejich trénovani.

3. Vyberte nebo navrhnéte metodu pro zvySeni konzistence datovych sad pro rozpoznavani

textu.

Obstarejte si datovou sadu vhodnou pro experimenty.

Implementujte navrzenou metodu a proved'te experimenty nad datovou sadou.

Porovnejte dosazené vysledky a diskutujte moznosti budouciho vyvoje.

Vytvorte struéné video prezentujici vasi praci, jeji cile a vysledky.

Literatura:

e SHI, Baoguang; BAI, Xiang; YAO, Cong. An end-to-end trainable neural network for image-
based sequence recognition and its application to scene text recognition. /EEE transactions
on pattern analysis and machine intelligence, 2016, 39.11: 2298-2304.

e KANG, Lei, J. Ignacio TOLEDO, Pau RIBA, Mauricio VILLEGAS, Alicia FORNES a Marcal
RUSIOL. Convolve, Attend and Spell: An Attention-based Sequence-to-Sequence Model for
Handwritten Word Recognition. In: Pattern Recognition. Stuttgart, Germany: Springer
International Publishing, 2019, s. 459-472. ISBN 978-3-030-12938-5.

e SHENG, Fenfen; CHEN, Zhineng; XU, Bo. NRTR: A no-recurrence sequence-to-sequence
model for scene text recognition. In: 2019 International Conference on Document Analysis
and Recognition (ICDAR). |IEEE, 2019. p. 781-786.

Pro udéleni zapoctu za prvni semestr je poZzadovano:

e Body 1 az 3.

Podrobné zavazné pokyny pro vypracovani prace viz https://www.fit.vut.cz/study/theses/
Vedouci prace: Kis§$ Martin, Ing.

Vedouci tstavu:  Cernocky Jan, doc. Dr. Ing.

Datum zadani: 1. listopadu 2021

Datum odevzdani: 11. kvétna 2022

Datum schvaleni: 2. listopadu 2021

Nooks

Zadani bakalafské prace/25170/2021/xtvaro00 Strana 1z 1



Abstrakt

Tato praca sa zaoberd zvysovanim konzistencie datovych sad pre rozpoznavanie textu. V
tejto praci su popisane problémy, ktoré nekonzistenciu spésobuju a nasledne st predstavené
riesenia na jej odstranenie. Skiimany je vplyv vlastnosti polygénov definujicich ohranicenie
riadkov a teda to ako upravend verzia datovej sady, ktord je zlozend z idedlnych variant
riadkov ovplyvnila presnost modelu. Dalej sa praca zameriava na detekciu a nasledné odstra-
nenie alebo upravenie riadkov, ktorych prepis ground truth nekoresponduje so skutoé¢nym
textom, ktory sa na nich nachiddza. Experimentovanim sa ukazalo, ze odstranenie vizudl-
nej nekonzistencie na trénovacej sade nemd zasadny vplyv na natrénovanost modelu, za
to poupravenim testovacej sady sa presnost OCR modelu zlepsila o 1.1% CER. Uprave-
nim datovej sady tak, aby neobsahovala navziajom nekonzistentné dvojice rozpoznavaného
textu a prislusnej ground truth, sa model po opdtovnom natrénovani zlepsil maximalne len
0 0.2% CER. Hlavnym zistenim tejto prace je predovsetkym preukéazany priaznivy dcéinok
odstranenia nekonzistencie na testovacich sadach, vdaka ktorému je mozné zistit realnejsiu
chybovost OCR, modelu.

Abstract

This work is concerned with increasing the consistency of datasets for text recognition. This
paper describes the problems that cause the inconsistency and then presents solutions to
eliminate it. The effect of the properties of the polygons defining the text line boundaries
and hence how the modified version of the dataset, which is composed of ideal text line
variants, affected the accuracy of the model is investigated. Further, the work focuses on
detecting and then removing or modifying text lines whose ground truth transcription does
not match the actual text they contain. Experimentation showed that removing the visual
inconsistency on the training set did not have a significant effect on the trained model,
but modifying the test set improved the OCR accuracy of the model by 1.1% CER. By
modifying the dataset so that it did not contain mutually inconsistent pairs of recognized
text and the corresponding ground truth, the model improved by a maximum of only 0.2%
CER after re-training. The main finding of this work is, above all, the proven beneficial
effect of removing inconsistencies on test suites, thanks to which it is possible to determine
a more realistic error rate of the OCR model.
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Kapitola 1

Uvod

Rozpoznavanie textu alebo OCR z anglického spojenie Optical Character Recognition je
metdda, ktorej hlavnou tlohou je preklad tlaceného alebo pisaného textu do digitdlnej po-
doby, typicky ASCII znakov, ktoru je dalej mozné upravovat, vyhladavat v nej alebo s 1nou
prevadzat iné potrebné tkony. Je to zlozity proces, hlavne kvoli réznorodému rozpoznava-
nému textu, ktory moéze byt v mnohych podobéach, jazykoch, z réznych obdobi a pisany
rozliénymi stylmi alebo autormi.

M3 siroku skalu uplatnenia a prinos nachadza v podobe automatickej digitalizacie do-
kumentov a textov, ktoré boli vytvorené v pisanych alebo tlacenych formach. Tak isto sa
vyuziva pri rozpoznavani osobnych dokladov, postovych smerovacich ¢isel ¢i ¢itani doprav-
nych znaciek v autonémne riadenych autach.

Dnes sa na rieSenie tejto problematiky pouzivaji neurénové siete, ktoré dosahuji velmi
dobré vysledky. Existuje viacero state-of-the-art modelov, ktoré sa dnes na rozpoznavanie
pisma pouzivaji. OCR je mozno riesit architektirou zalozenou na konvoluc¢ne rekurentnych
siefach alebo pristupom sequence to sequence. Tieto metdédy budu neskor blizsie popisané
v samotnej praci.

Na pracu s nimi su potrebné datové sady, ktoré sa konkrétne vyuzivaja hlavne pri
ich trénovani. Tato prica sa zaobera prave zvySovanim ich konzistencie a skiimanim, aky
vplyv mé samotna konzistencia na natrénovanost modelu. Cielom je dosiahnut zlepsenie
presnosti pouzitého OCR modelu po jeho opadtovnom natrénovani na trénovacej sade, ktorej
konzistencia bola zvysena. Pre tieto tcely boli navrhnuté a neskor skimané metddy, ktoré
upravuju alebo odstranuju nekonzistentné riadky pouzitej datovej sady.

Praca je c¢lenend do niekolkych kapitol. Kapitola 2 priblizuje aktudlne pristupy k roz-
poznavaniu textu a je v nej opisana trojica rozli¢nych architektir neurénovych sieti, ktoré
sa dnes v tejto problematike pouzivaji. Kapitola 3 obsahuje prehlad datovych sad urcenych
na rozpoznavanie textu. V kapitole 4 st opisané problémy, ktoré suvisia s nekonzistenciou
v datovych sadéach spolocne s ich ndvrhmi riesenia. V kapitole 5 st zhrnuté implementacné
detaily skriptov, ktoré boli vytvorené pre ucely potlacenia danej nekonzistencie. V kapi-
tole 6 st zhrnuté vysledky experimentov a vplyv upravenych datovych sdd na tspesnost
testovaného modelu. V zavere préace, v kapitole 7, sa nachddza zhodnotenie dosiahnutych
vysledkov a moznosti budicej prace.



Kapitola 2

Rozpoznavanie textu

Rozpoznavanie textu alebo OCR je metdda, ktora sa stard o prevod pisaného alebo tla-
c¢eného textu do digitadlnej podoby. Prvy OCR systém, nazyvany Optophone predstavil
Edmund Edward Fournier d’Albe uz pred vyse 100 rokmi. Jeho hlavnou motiviciou bolo
umoznit pristup k pisanym informéciam slepym Iudom. Pristroj pri svojej ¢innosti vyuzival
foto senzory, s pomocou ktorych detekoval ¢ierne pismo z pozadia a prevadzal ho na zvuk[9].
Dalsi vyznamny pokrok nastal v roku 1977, kedy Ray Kurzweil predstavil Kurzweil reading
machine[23]. Tento pristroj opat prevadzal tlaceny text na zvuk. Zo stranky textu rozpoznal
pismend a tie neskor spdjal do slov. Kazdé identifikované pismeno predstavovalo maticu, z
ktorej boli postupne kontrolované geometrické ¢rty, ktorych sumarizacia urcovala vysledni
triedu rozpoznavaného pismena. Dnes sa k rieseniu tohto problému pristupuje pomocou
umelych neurénovych sieti.

V nasledujicej kapitole budu predstavené najpouzivanejsie metddy zalozené na stro-
jovom uceni, ktoré sa dnes v tejto oblasti pouzivaji. Priblizené buda zaujimavé casti a
fungovanie jednotlivych architektir. Prvy z moznych pristupov je postaveny na konvo-
luéne rekurentnej neurénovej sieti[34]. Jej rekurentnd ¢ast byva implementovand pomocou
LSTM][18][12] alebo GRU[7] jednotiek. Nésledne bude priblizeny pristip sequence to se-
quence[22] s vyuzitim mechanizmu attention[4]. Na tomto mechanizme je postavend aj po-
slednd diskutovand architektira neurénovych sieti, transformer[36]. Vychadza z pristupu
sequence to sequence a pracuje s rozsirenou implementaciou mechanizmu nazyvanym multi-
head attention[36].

Na konci kapitoly je spomenutéd Levenshteinova vzdialenost[27], z ktorej vychddza Le-
venshteinove zarovnanie, na zaklade ktorého je mozné spocitat metriky ako Character Error
Rate alebo Word Error Rate. Tie st zakladanym porovnavacim ukazovatelom pri vyhodno-
covani presnosti jednotlivych modelov.

2.1 Konvolucne rekurentné neuronové siete

Neurénova siet tohto typu[34] sa deli na tri hlavné ¢asti, komponenty. Na tiplnom zac¢iatku
sa nachadza konvoluc¢na cast, ktord extrahuje ¢rty z povodného obrazka. Rekurentné vrstvy
udrzuja kontext pre cely vstupny obrazok a vytvaraju predikcie pre kazdy vektor, ktory
dostali na vstupe. Na samom konci sa nachadza transkrip¢né cast, ktord vytvara vyslednta
predikciu.



Obr. 2.1: Sekvencia vektorov, ktoré si pomocou konvoluc¢nej casti extrahované zo vstupného
obrazka. Kazdy z nich opisuje ¢rty daného regiénu, ku ktorému prislicha. Prevzaté z [34]

Konvoluénd cast

Konvoluc¢né cCast siete pozostava z konvoluénych a maz-pooling vrstiev, ktorych tlohou je
zo vstupného obrazku extrahovat jednotlivé ¢rty. Tieto vrstvy si prevzaté zo standartnych
CNN modelov, jedinou zmenou je odstranenie plne previazanych vrstiev.

Obrazok vstupujuci do siete musi najprv prejst vhodnym pre-processingom, ktorého
hlavnou a nevyhnutnou ¢astou je dany obrazok upravit tak, aby mal pozadovani vysku, no
pomer jeho stran ostal zachovany. Vstupny obrazok, predstavujici riadok textu je rozdeleny
na jednotlivé regiony, kazdy z nich je jednotnej fixnej sirky. Z nich konvolu¢éné cast siete
postupne sprava dolava vytvori sekvenciu vektorov, ktoré st vstupom do rekurentnej casti
siete. Tieto vektory nezavisle popisuji jednotlivé ¢asti vstupného obrazku. Cize kazdy -ty
vektor prislicha i-tému vyrezu zo vstupu, a teda je jeho deskriptorom[34]. Zobrazené na
obrazku 2.1.

Rekurentna cast

Ulohou rekurentnej ¢asti siete je hlavne zachytévanie kontextu zo sekvencie vektorov. Pri
rozpoznavani textu pomocou opisovanej metédy je tato skutocnost uzitoénd hlavne pri
rozliénej sirke jednotlivych pismen, pretoze niektoré tizke pismena mdzu byt jednoznacne
definované uz pri rozbore jedného vektora, obdlznika zo vstupného obrazku, zatial ¢o na
uplnt identifikdciu Sirokych pismen je potrebnych tychto vektorov niekolko. Kontext tak
isto napomaha rozpoznavaniu pismen na zdklade ich vysky voci okolitym pismendm, c¢o
zjednodusuje predikovat triedu v danom okne. Napriklad pri pismenach ako su ,,i* a ,1“
DalSou vyhodou rekurentnej ¢asti siete je spitnd propagacia chyby na vstup, a teda
spat na konvoluc¢né vrstvy. To umoznuje spolo¢né trénovanie ako rekurentnych, tak konvo-
luénych vrstiev naraz. Prinosom rekurentnej ¢asti pre dany model je aj schopnost operovat
s Tubovolnymi dlzkami sekvencif. To znamend, ze dlzka vstupného obrazka pre tento typ
sieti nie je limitujica a cela sekvencia vektorov je prechadzand od zaciatku po koniec.
Bezné rekurentna siet svoj aktudlny interny stav pocita aj na zaklade minulého, uz pre-
pocitaného vektora, ktory pri vypocte toho aktualneho berie na vedomie. Takto postupuje
pri préaci s kazdym vektorom. V moznych dlhych sekvenciach tato skutocnost limituje infor-



macie, ktoré sa v sieti dalej prendsaji, dokonca mdéze podstatna informécia tiplne zaniknit.
Tento problém je zndmy pod nazvom wvanishing gradient problem.

Problém tzko suvisiaci s predchddzajicim je exploding gradient problem, pri ktorom
jednotlivé hodnoty vah naprie¢ siefou nekontrolovatelne rasti a prehlusuju kontext ostat-
nych informécii. Kvoli tymto problémom nebolo do roku 2006, kedy Hinton[16] problémy
prvykrat popisal a vyriesil, iplne mozné trénovat hlboké rekurentné neuronové siete a tak
nedosahovali svoj skutoény potencial hlavne pri rieseni problémov s rozsiahlym kontextom.
Dnes sa tieto problémy riesia pomocou LSTM a GRU.

LSTM

Long Short-Term Memory[18][12] je typ rekurentnej neurénovej siete, ktord méa schopnost
uchovavat kontext v dlhych sekvenciach, a teda potrebnil vlastnost pri rozpoznavani ruc¢ne
pisaného textu v celych slovach alebo riadkoch. Jej hlavny mechanizmus tvoria brany. Tie
dokézu regulovat tok informécii a ucif sa, ktoré informécie nie st potrebné a je mozné
ich zahodit a ktoré informécie si pre vytvorenie predikcie nevyhnutné. Nakres popisujuci
konstrukciu jednotky je mozné vidiet na obrazku 2.2.

Brany tvoria aktiva¢né o funkcie, ktoré vstupné hodnoty pretransformuja na ¢&isla v
intervale (0, 1), ¢im blizsie je vysledné ¢islo k 0, tym je jeho hodnota menej podstatnd,
kedze ¢islo nasobené 0 zanikne. Naopak, ¢im je ¢islo blizsie k 1, tym méa jeho hodnota vacsi
vyznam.

Forget gate rozhoduje o tom ¢i bude informécia z predchadzajiceho ¢asového kroku
zahodena alebo ponechand. Urcuje tak na zaklade predchadzajticeho skrytého stavu a ak-
tudlnom vektore na vstupe. Ulohou input gate je vyjadrit ddlezitost novej informécie, ktord
sa nachadza na vstupe. Opét je aplikovand o funkcia, ¢im je zabezpecené rozmedzie vy-
slednej hodnoty v intervale <0,1>. Nasledne je mozné vypocitat cell state, ktory nesie
podstatné informaécie z celého vstupu po cely ¢as vypoctu. Ucini tak postupnym nésobe-
nim predchadzajuceho cell state s vysledkom forget gate a naslednym pric¢itanim vystupu z
input gate. Vysledkom tychto operécii je novy cell state. Posledny na rad prichddza output
gate, ktory vytvara novy skryty stav, ktory je obohateny o informécie z aktualneho vstupu.
Tato operacia opéat spociva v znésobeni, tentokrat vystupu z output gate s novym, pravé
vytvorenym cell state.

GRU

Gated Recurrent Unit[7] je obnovou LSTM a funguje velmi podobne. Namiesto pouzivania
cell state ako dlhodobej paméte vyuziva svoj skryty stav, v ktorom dokaze drzat kontext
dlht dobu. Kedze vychadza z LSTM tiez funguje na principe spominanych brén, ktoré sa
vo svojej podstate implementované rovnako, teda ako o funkcie. Tieto brany obsahuje iba
dve reset gate a update gate. Update gate funguje podobne ako forget gate a input gate z
LSTM, rozhoduje o tom, ktoré informécie zo vstupu maji byt zahodené a ktoré pridané do
skrytého stavu. Reset gate sa stara o spravu skrytého stavu, a teda ktoré informécie z neho
maju byt pri prechode jednotkou zahodené a ktoré ponechané do dalsej iteracie.

GRU je o nieco jednoduchsia ako LSTM a pri svojej ¢innosti s vektormi si vystaci s
menej operaciami. Pri trénovani véicsiny rekurentnych neurénovych sieti to tak z nej robi
rychlejsiu jednotku. Konstrukciu danej jednotky je mozné vidiet na obrazku 2.3.



forget gate cell state

input gate output gate

Obr. 2.2: Obréazok popisuje jednotlivé komponenty LSTM, naznacuje spojenia medzi nimi a
to, akymi matematickymi operaciami si implementované. Tak isto zobrazuje usporiadanie
jednotlivych brén a to, v akom poradi si predévaji informécie. Prevzaté z [33].
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Obr. 2.3: Obrazok popisuje jednotlivé komponenty GRU. Usporiadanie bran a operacie, kto-
rymi st ich vystupy modifikované. Uz z ndhladu je mozné vidiet jednoduchsiu konstrukeciu
celej jednotky v porovnani s jednotkou LSTM. Prevzaté z [33].



Transkrip¢na cast

Proces transkripcie vytvara finadlnu predikciu celého slova alebo riadku v zavislosti od po-
ziadavkov na model. Robi tak pretvaranim vystupov rekurentnej casti siete, a teda jej
predikcii pre kazdy vektor, inak povedané pre kazdu vysegmentovani c¢ast obrazka. Trans-
kripcia moéze vysledni sekvenciu produkovat Cisto na zdklade predikcii vychadzajicich z
rekurentnej Casti siete, bez ohladu na vysledne slovo, ktoré vytvori. Takyto pristup sa
nazyva lexicon-free. Druhy pristup sa nazyva lexicon-based, ktory je rozsireny o takzvany
slovnik slovnej zasoby. Predikcia konkrétneho slova je vybrand z tohto slovnika na zdklade
najvacsej podobnosti sekvencie ziskaného neurénovou sietou zo vstupu s danym slovom.
Avsak pri slovnikoch velkych rozmerov by porovnavanie kazdého slova bolo ¢asovo prilis
narocné, preto sa od prvotnej sekvencie hladaju takzvany najblizsi susedia. Mnozina tychto
slov je urcend na zaklade maximélnej Levenshteinovej vzdialenosti[27] kazdého z nich od
poévodne predikovaného slova. Toto je umoznené vdaka sposobu ulozenia slovniku v datovej
struktire BK stromu, z ktorého sa nasledne vyberie findlny kandidat, ktorého vzdialenost
od povodnej predikcie je spomedzi vsetkych najmensia.

CTC

Connectionist temporal classification[13] je objektivna funkcia, ktord umoznuje trénovanie
rekurentnych neuronovych sieti bez nutnosti predom segmentovat vstupné data. Tak isto
riesi dekodovanie vysledku rekurentnej neurénovej siete. Nie je tak potrebne mat klasifiko-
vanu triedu, ground truth, pre kazdy vektor, pretoze CTC tento vystup patricne zarovnava.
Zakladnou myslienkou je interpretovat vystup z rekurentnej casti siete ako rozdelenie prav-
depodobnosti vsetkych moznych sekvencii, ktoré zodpovedaju vstupnej sekvencii znakov
na obrazku. Prave na zdklade tohto rozdelenia sa d4 odvodit potrebna objektivna funkcia,
ktora maximalizuje pravdepodobnost urcenia spravneho oznacenia. Tato funkcia je diferen-
ciovatelnd, a teda sief moze byt trénovand Standardnou spétnou propagaciou. Formalne je
zapisana nasledovne:

T
p(r|x) = Hyfrt,Vﬂ er'” (2.1)
t=1

Vstupnou sekvenciou je x, jej dizku udéva parameter T. yi je pravdepodobnost vyskytu
znaku k v ¢ase t. Znak k je znakom pouzivanej abecedy L'T, ktora je zjednotenim vsetkych
znakov, ktoré sa mozu na vstupe objavit a zaroven prazdnym znakom, takzvanym blank.
Matematicky zapisané ako L' = L U {blank}. Jednotlivé elementy abecedy L'! sa nazyvajt
cesty a su znacené su ako .

V dalsom kroku je potrebné definovat mapu typu many-to-one B : L'" — L=T kde LT
je mnozinou moznych znaceni pre danti vstupnu sekvenciu. V jednoduchosti je tento pro-
ces vykonavany odstranenim vsetkych prazdnych znakov blank a opakujicich sa znakov.
Nézorna ukazka, B(a—ab—) = B(-aa—abb) = aab. Nakoniec je B pouzité na definovanie
podmienenej pravdepodobnosti daného znac¢enia 1 € L=T ako sti¢et pravdepodobnosti viet-
kych ciest, ktoré mu zodpovedaji. Priklad vypoctu je zndzorneny na obrazku 2.4. Formélne
zapisané nasledovnym spésobom:

p(x) = > plrlx) (2.2)

reB-1(1)
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Obr. 2.4: Vypocet p(l|x) by vyzeral nasledovne. Uvedeny priklad je zndzorneny nad vstup-
nou abecedou L'T = {a,b, —} s 3 asovymi krokmi. Retazec na vstupe bude ,a“, ktory je
zaroven aj takzvanym ground truth. VSetky mozné cesty pre ,,a“ v tomto priklade su ,,aaa“,
,a— -a-“  —af aa-“, -aa’. S¢itanim skore jednotlivych ciest, ktoré dostaneme, je 0.048
+ 0.168 + 0.018 4+ 0.072 4 0.012 + 0.028 = 0.346. 0.346 je pravdepodobnost vyskytu ground
truth. Z tejto hodnoty je vypocitany logaritmus, ktory je nasledne negovany a vysledkom
je takzvana hodnota loss, ktord moéze byt spitne propagovand a neurénova siet moze byt

trénovand. Prevzaté z [5].

7 danej formulédcie vyplyva, ze vystup klasifikatora by mal byt najpravdepodobnejsim
znacenim vstupnej sekvencie. Zapisané nasledovne:

h(x) = arg max p(1|x) (2.3)
leL=T

2.2 Sequence to sequence

Je $pecidlnym typom rekurentnych neurénovych sieti, ktoré dokazu mapovat vstupnu sek-
venciu na vystupnd, ktorej dizka je vopred nezndma. Pravé kvoli tejto vlastnosti byva jej
architektura aplikovand hlavne na riesenie zlozitych jazykovych problémov, akym je napri-
klad machine translation, ¢ize preklad sekvencie textu z jedného jazyka do sekvencie textu
druhého jazyka. Kedze prave pri preklade dlhej sekvencie znakov, vety v slovenskom ja-
zyku, moze byt vystupom tuplne inéd sekvencia, a teda aj iny pocet znakov v inom, cudzom
jazyku. Okrem iného je vyuzivana tiez na text summarization, ¢o znamena, ze dokize suma-
rizovat podstatu textu. Z toho vyplyva siroka skala uplatnenia ako je napriklad vytvaranie
cetovacich robotov, ktory dokédzu napriklad automaticky odpovedat na otazky. Tiez byva
pouzivand na rozpoznavanie re¢i[35]. Dnes je tento pristup vo velkom vyuzivany aj v OCR
modeloch na rozpoznavanie textu[22].

Attention

KTucova tlohu v sequence to sequence modeloch zohrava takzvany attention mechanizmus,
ktory predstavil v roku 2014 Bahdanau a spol[4]. Vyriesil problém pouzitia kédovacieho
vektora fixnej dlzky, kde mal encoder len obmedzeny pristip k informacidm zo vstupulg].



Attention mechanizmus vyuziva tri hlavné komponenty, ktoré sa nazyvaju queries Q, keys
K, values V' a krok po kroku vykonava nasledovné vypocty:

Kazdy query vektor q = sy_1 sa porovnava s databazou keys pre vypocet daného skére.
Tato operacia zhody sa vypocita ako skalarny sicin konkrétneho uvazovaného query s
kazdym key vektorom k;

€q.k; = 4 ki (2.4)

Vysledky st spracovane operdciou softmaz, ktorda vygeneruje vahy

Qq K, = softmax(eq ;) (2.5)

Attention je nasledne vypocitany vazenym stc¢tom value vektorov vy, kde kazdy z nich
je sparovany s prislusnym key

attention(q, K, V) = Z Qg k; Vi (2.6)
i

V podstate, ked attention mechanizmus pracuje so sekvenciou slov, vezme query vektor
priradeny konkrétnemu slovu v sekvencii a porovna ho s kazdym key v databaze. Pritom
zachytdva, ako uvazované slovo suvisi s ostatnymi vo vstupnej sekvencii. Potom zoraduje
values podla vah vypocitanych zo skére tak, aby sa zachovalo zameranie na tie slova, ktoré
su relevantné pre dani query. Pritom vytvara attention vystup pre uvazované slovo|8].

Metéda, ktort predstavil Kang a spol v roku 2019 v préci [22], je postavend préve na
modeli sequence to sequence s vyuzitim attention mechanizmu. Ich model sa sklada z troch
hlavnych Casti a to encoder, attention mechanizmus a decoder. Architektiru daného modelu
je mozné vidiet na obrazku 2.5.

Encoder

Na zaciatku kodéra sa nachidza konvolu¢na neurénova siet, ktorej hlavnou tlohou je extrak-
cia ¢rtou zo vstupného obrazka. Vyextrahované data si vstupom do Bi-directional Gated
Recurrent Unit, ktord je viacvrstvova, slizi na zachytavanie celkového kontextu a pridéva
informécie o pozicii kazdého okna. Tak isto ako je mozné vidiet aj na obrazku 2.5 vytvara
vystup kodéra a zakdduje vysledni sekvenciu. Funkcionalita kodéra, a teda kombinécie
CNN a BGRU spociva v zakédovani textu zo vstupného obrazku Z do mapy vektorov X.
Této je nasledne transformovand do dvojrozmerného pola X’, ktoré obsahuje vyextrahované
¢rty pre jednotlivé ¢asové kroky. Vektory tohto pola vstupuji do BGRU, ktorého vystupom
je opit dvojrozmerné pole vektorov H s rovnakou dizkou, ktoré obsahuje pridané informécie
a z ktorého bude pocitany attention.

Content-based Attention

Implementécia mechanizmu Content-based Attention slizi modelu na hladanie podobnosti
medzi aktudlnym skrytym stavom dekodéru a ¢értami vstupného obrazka, ktoré sa zaro-
ven vystupmi kodéra. Na zaklade toho, ktoré s vektorom najviac korelujui je mechanizmus
schopny urcit prislusny znak pre dany c¢asovy krok vstupného obrizka. Formalne zapisané
nasledovne:
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Obr. 2.5: Architektira modelu, ktory predstavil Kang a spol, zobrazuje hlavné pouzité
komponenty a ich vzdjomné prepojenie. Prevzaté z [22].

a; = Softmax(e;) (2.7)

eri = f(hi,si-1) = thcmh(Whi +Vsi1+40) (2.8)

Definovand je attention mask oy vektora v Casovom kroku t. h; je skryty stav ko-
déra v ¢asovom kroku i € {0,1,...., N — 1}. s; je skryty stav dekodéra v ¢asovom kroku
t € {0,1,....,T — 1}, kde T je maximélna dizka dekédovanych znakov. w, W,V a b si na-
trénovatelné parametre. Po vypocitani attention mask vektora, je mozné vypocitat vektor
s najdolezitejsim kontextom nasledovne:

N-1
a =g, H) = Z ouihi (2.9)
i=0

Location-based Attention

Location-based Attention mechanizmus je do modelu zakomponovany pre odstranenia nevy-
hody, ktorou trpi vyssie uvedeny Content-based Attention mechanizmus. Ten na detekovanie
odlisnosti medzi viacerymi reprezentaciami toho istého ¢rtu zo vstupného obrazka, v tomto
pripade pismena, potrebuje mat zakdédované pozicné informacii o tychto prvkoch od ko-
déra. Predchadzajici mechanizmus bol preto rozsireny o zohladnovanie pozicie na ziklade
zarovnania vytvoreného v predchadzajicom kroku a implementovany je nasledovne:

lt =Fx Q1 (210)
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Na zaciatku sa vyextrahuje pocet k vektorov l;; € R* pre kazdt poziciu i z predché-
dzajticeho zarovnania a;—; a to konvoltciou s maticou F' € RE*". N4sledne je rovnica cislo
2.8 nahradena nasledujicou rovnicou:

eri = f'(hiys1-1,1t) = w tanh(Wh; + Vi1 + Uly; +b) (2.11)

Kde st w, W, V,U a b opét trénovatelné parametre.

Attention Smoothing

Vo svojej praci este Kang a spol odporuca nahradit Softmaz funkciu 2.7 za o funkciu 2.12,
ktord mé za nasledok zachytévanie o trochu sirSieho okolia okolo pismena na vstupnom
obrazku. Konecny vysledok rozpoznavania daného znaku je sice rovnaky, ale z Tudského
pohladu je takto segmentovany znak lepsie rozpoznatelny a v budtcnosti by sa pravé z
tejto skutocnosti mohlo benefitovat.

;= =) (2.12)

; N
Zi:o o (et,z’)

Decoder

Dekodér je poslednym komponentom celého modelu, ktory je vo svojej podstate dalSou
implementaciou rekurentnej neurénovej siete. Dekdéduje znaky pre kazdy vektor, ktorych
spojenie vedie k vytvoreniu vyslednej sekvencie, prepisu textu zo vstupného obrazku. Imple-
mentovany je pomocou viacvrstvovych jednosmernych GRU. Vstupom do tychto jednotiek
je vzdy prislusny vektor v ¢asovom kroku ¢, ktory vznikol zretazenim embedding vektora
predchadzajiceho ¢asového kroku g;—1 a vektora ¢; nesiceho kontextové informéacie. Pred-
ikcia pre kazdy casovy krok teda vyzera nasledovne:

yy = arg max(w(sy)) (2.13)

Kde w(.) je linedrnou vrstvou. Embedding vektor vracia matica, takzvand look-up table,
ktora je na zaciatku inicializovand ndhodnymi hodnotami a pocas procesu trénovania sa
aktualizuje.

7¢ = Embedding(y;) (2.14)

Dekodér vzdy zaéne po nacitani Startovacieho signalu, ktorym je znak (GO). Proces
dekédovania konéi po nacitani znaku (EOS) alebo pokial dekodér nenacita maximélny
pocet casovych krokov T.

Skryty stav dekodéra v aktudlnom casovom kroku s; je vysledkom konkatenécie aktu-
alneho kontextového vektora a predchadzajiceho vstupného vektora. GRU z tohto tazi a v
kazdom ¢asovom kroku ¢erpa z oboch informacii, ¢o jej pomaha vytvorit spravnu predikciu.
Formalne je to zapisané nasledovne:

St = Decoder([g]t_l, Ct}, St—l) (215)
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Obr. 2.6: Architektira mechanizmu Multi-Head Attention, ktord sa skladd z niekolkych
attention vrstiev pracujucich paralelne. Prevzaté z [30]

kde [, -] znaé¢i konkatenéciu.

2.3 Transformer

Architektara transformer je modelom neurénovych sieti, ktora si ku svojej ¢innosti adap-
tovala mechanizmus attention a vSeobecne funguje bez pouzitia konvoluénych alebo reku-
rentnych Casti. Svoje uplatnenie nasla predovsetkym na poli natural language processing
a computer vision, ¢o bolo pri vyvoji danej architektiry aj jej hlavnym cielom. Klic¢ovou
vlastnostou, prave pri rieseni tychto problémov, je schopnost zakédovat dlhodobé zavislosti
vo velkych sekvencidch[32] a to aj kvdli tomu, Ze oproti rekurentnym neurénovym sietam
netrpi problémom explodujiceho a stracajiceho sa gradientu.

V roku 2017 Vaswani a spol predstavili novi jednoduchu architektiru siete transfor-
mer[36], ktord funguje vyhradne s pouzitim attention mechanizmu bez zahrnutia reku-
rentnych alebo konvoluénych céasti siete. Rekurentné modely si pre uchovanie kontextu zo
vstupnej sekvencie po dobu svojej ¢innosti prendsaju informaciu v skrytom stave, ktory
je prepocitavany pre kazdy Casovy krok, ¢o vylucuje moznost paralelizacie. Tato architek-
tura vsak je jednoducho paralelizovatelnd, a teda casova naroc¢nost pri trénovani je znacne
znizend[36].

Multi-Head Attention

Povodny névrh architektiry transformer, ktory uviedli Vaswani a spol[36] namiesto prace s
jednou attention funkciou, ktord operuje len s jednou maticou skladajicou sa z keys, values
a queries, pouzili tychto matic hned niekolko. Vsetky si spracovivané paralelne a vysledné
matice su konkatenované do findlnej matice, ktord obsahuje konecné hodnoty.

12
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Obr. 2.7: Architekttira modelu, zaloZeného na metoéde transformer, ktory predstavil Kang
a spol, zobrazuje hlavné Casti architektiry a ich vzédjomné prepojenie. Prevzaté z [21].

Na problematiku rozpoznéavania ruc¢ne pisaného pisma ako prvy metédu transformer po-
uzil Kang a spol[21]. Ich model sa skladd z dvoch hlavnych komponentov, tak ako je vidiet
na obrazku 2.7. Visual Feature Encoder, tak ako vyplyva z jeho nézvu, funguje ako encoder
a zo vstupného riadku v podobe obrazku extrahuje podstatné ¢rty a pomocou attention
mechanizmu sa zameriava na rozlicné pozicie vo vstupe. Text Transcriber je implemen-
taciou decoderu a zameriava sa na vytvaranie vyslednej sekvencie znakov. Tu vytvara na
zéklade ako vizualnych, tak aj jazykovych vlastnosti vstupu a pri trénovani sa zaroven uci
tiez komplexne desifrovat pisany text spolu s modelovacim jazykom|[21].

Visual Feature Encoder

Samotny kodér sa este ¢leni na tri jednotlivé ¢asti. Na tplnom zaciatku sa nachddza CNN,
ktora zo vstupného riadku Iubovolnej diiky vytvori sekvenciu vektorov F, o velkosti f, v
ktorych st zahrnuté vizudlne ¢rty spolu s kontextovou informaciou. T4 poskytuje globalny
pohlad na cely vstupny obrazok.

Vystup konvolucnej siete je vstupom do takzvaného Temporal Encoding, ktorého tilohou
je zvyraznit dolezité informacie bez pouzitia akejkolvek rekurencie. V prirodzenom texte sa
nachadzaji rovnaké znaky na viacerych miestach, no pre spravne fungovanie attention me-
chanizmu je potrebne aby sa jednotlive vektory, ktoré ich popisuju lisili, to sa dd dosiahnut
stratou invariancie horizontdlneho posunu. Preto je na zdklade navrhu v praci Attention
Is All You Need[36] aplikované jednorozmerné pozicné kédovanie pomocou sinusovych a
kosinusovych funkeii[21].

V poslednom kroku, ktory je obsiahnuty v Visual Self-Attention Module je kladeny este
multi-head attention mechanizmu z prace Attention Is All You Need[36]. Sihrn najdolezi-
tejsich vizualnych ¢t je na konci vytvoreny funkciou softmaz.

Text Transcriber

Na rozdiel od bezného dekodéru, ktory sa pouziva napriklad v modeloch na prevod reci do
textu, ktory funguje na trovni slov, tento je implementovany na baze predikcie jednotlivych
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znakov. Predikcia je teda vytvaranad na zdklade uz detekovanych pismen pre kazdy znak
osobitne. Tak isto ako kodér, sa aj dekodér ¢leni na tri po sebe nasledujice logické casti.

V prvom module Text Encoding je okrem znakov zo vstupnej abecedy A potrebna defi-
nicia niekolkych Specidlnych znakov. Su to: (S) na oznacenie zaciatku vstupnej sekvencie,
(E) na oznacenie konca vstupnej sekvencie a (P) ako prazdny znak. Samotné vkladanie
predikovanych znakov sa vykondva pomocou plne prepojenej vrstvy, ktord mapuje kazdy
znak zo vstupného retazca na f-rozmerny vektor. Na mapovanie sa opéat vyuziva Temporal
Encoding podobne ako na zaciatku. V pristupoch, ktoré vyuzivaji rekurentné neuronové
siete je pri dekdédovani kazdy znak poslany spit do rekurentnej casti kvoli potrebe dekd-
dovania nasledujiceho znaku, ¢o znemozinuje spominani paralelizaciu[21]. V architektire
transformer, si ale vSetky mozné kroky spracovavané sticasne s takzvanou maskou[36]. Pri
potrebe dekdédovania j-tého znaku, tato maska zabranuje dekédovaniu znakov na poziciach
dekédovanim samotného znaku na pozicii j.

Druhy modul je nazvany Language Self-attention Module, opat vyuziva multi-head at-
tention mechanizmy a jeho cielom je ponechat len najdolezitejsie informacie z textu a dalej
sa zameraf na ucenie vlastnosti Specifickych pre dany jazyk.

Posledny modul Mutual-attention Module pracuje zéroven s vizudlnymi informéaciami z
obrazka a s terminolégiou daného jazyka. Opéf je obdobou implementéacie multi-head at-
tention mechanizmu a ocakava sa, ze jeho vystup bude zarovnany s transkripciou, ktora je
vystupom kodéru. Konecna kombinovana reprezentéacia je privedena do linedrneho modulu,
po ktorom nasleduje aktiva¢na funkcia softmaz, ktorej ¢innostou sa ziska finalna predpoved.

2.4 Levenshteinova vzdialenost

V roku 1965 Vladimir Levenshtein v praci Binary codes with correction of dropouts, in-
sertions and substitutions of characters[27] stanovil novi metriku na porovnavanie dvoch
sekvencii. V dnesnej dobe sa vyuziva hlavne na porovnavanie retazcov. Vysledkom porovna-
. . v/ 7 4 . . ) z ). . )
vania je Cislo, ktoré sa nazyva Levenshteinova vzdialenost a udava ako velmi sa dva retazce
navzijom lisia. V praxi je to minimélny pocet prvkov, ktoré je potrebné zmenit, doplnit
alebo odstranit z jednej sekvencie, aby sa rovnala druhej. Formalne zapisané nasledovne:

max (i, j) ak min(i, j) = 0,
levgp(t —1,75) +1
min levep(i,7 —1)+1 inak.
levap(i — 1,7 — 1) + Lig,2))

1eva,b(i’j) = (216)

kde a a b st porovnavane retazce, 7 a j si pozicie prave porovnavanych znakov v ich
pévodnom retazci. Pokial st prave porovnavané znaky v retazcoch totozné, Levenshteinova
vzdialenost ostava nezmenend. Pokial sa liSia, je inkrementovand o jeden.

Najpriamociarejsie vysvetlenie rovnice 2.16 je pomocou matic. Zndzornené na obrazku
2.8.
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Obr. 2.8: Matica sa vzdy zadina vypliiat od Tavého horného rohu s pokracovanim po riad-
koch. Modré ¢islice pod jednotlivymi porovnavanymi pismenami znacia ich indexy, pri po-
rovnévani doplitané za i a j vo vychodzej rovnici. Koneénd Levensthteinovu vzdialenost
udéava cislo, ktoré sa po vyplneni matice objavi na spodnom pravom rohu. V tomto pripade
je Levenshteinova vzdialenost medzi slovami kitten a sitting 3. Prevzaté z [30].

Levenshteinovo zarovnanie

Je to predovsetkym zapis vychddzajici z rovnomennej vzdialenosti, sliizi na opis atomic-
kych operécii, ktoré boli vykonané pocas mapovania prvého retazca na druhy. Pokial je
transformovany refazec dlhsi a je potrebné zbavit sa niektorého znaku, tak je operacia za-
pisana specidlnym znakom, ktory sa zvoli na zaciatku, typicky ,-*. Pri mapovani retazca
sitting na retazec kitten, sa refazec zarovna ako kitten-.
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Kapitola 3

Prehlad datovych sad

Kapitola poskytuje prierez najpouzivanejs$imi datovymi sadami, ktoré umoznuju tréning
a nasledné vyhodnocovanie presnosti neurénovych sieti na rozpoznévanie ruc¢ne pisaného
textu. Hlavna kategorizacia takychto datovych sad je podla typu OCR, ktoré ma byt na-
trénované, a teda ¢i bude jeho tcelom rozpoznéavat offiine alebo online pisany text. V
zavislosti od poziadaviek na konkrétny model a jeho pouzitie, je potrebné vybrat vhodnu
détova sadu. Tie sa mozu lisit v mnohych aspektoch, od druhu pouzitého pisma, obdobia
jeho vyskytu, az po jazyk, v ktorom je dané pismo zaznacené. Kazda sada sa vyznacuje
hlavne svojim zameranim, ktoré je dané stupnom anotécie jednotlivych prvkov. Existuju
datové sady zamerané na samostatné znaky alebo Cislice, ktoré st vo velkom pouzivane
napriklad pri trénovani a testovani systémov rozpoznavajtcich postové smerovacie ¢isla na
postach. Dalsou skupinou st datové sady, ktorych obsah pozostéva z vyseparovanych slov,
viet, riadkov alebo celych blokov textu. Podla tohto rozdelenia st vic¢sinou aj anotované.
Ostatné faktory, ktoré tiez ovplyvinuju vysledny natrénovany model je velkost, kvalita, roz-
liSenie a konzistencia obrizkov vybraného datasetu. Prehlad spomenutych datovych sad sa
nachadza v tabulke 3.1.

IAM-DB

Détova sada TAM Handwriting Database[29][20] bola vytvorend prepismi formuldrov do pi-
saného textu, ktory bol nasledne naskenovany s rozlisenim 300 dpi a ulozeny vo formate
PNG s 256 urovnami Sedi. Ukazka tohto formularu sa nachadza na obréazku 3.1. Dané for-
muldre boli vytvorené a pochddzajui z korpusu britskej angli¢tiny Lancaster-Oslo/Bergen.
Cela sada ma rozsah 1 539 stran, ktoré obsahuja 5 685 viet, 13 353 riadkov textu a 115 320
slov. Svoje uplatnenie nenachadza len v rozpoznavani textu, ale tak isto aj v identifikacii a
verifikacii potencionalneho pisatela.

IAM-OnDB

Détova sada IAM On-Line Handwriting Database[28][20] bola inspirovand IAM Handwri-
ting Database. Na tvorbe sa podielalo 221 réznych pisatelov, ktori dokopy napisali 13 049
riadkov textu, pozostavajucich z 86 272 slov. Priblizne rovnaké zastipenie maji obe po-
hlavia a okolo 10% respondentov bolo Tavakov. Vsetky déata boli zozbierané pomocou sys-
tému E-Beam, ktory dokaze premenit na interaktivny displej aktikolvek Standardni tabulu.

16



Obr. 3.1: Ukazka formuldru s ruénym prepisom, ktoré dokopy tvoria zdklad datovej
sadyIAM-DB. Zobrazené su tiez uz vysegmentované riadky a slova. Prevzaté z [1].

Zhromazdené tidaje boli nasledne ulozené vo formate XML, vratane ID pisatela a pouzitého
nastavenia nahravania. Ku kazdému pisatelovi bolo okrem iného ulozené aj jeho pohlavie,
rodny jazyk a niektoré dalsie faktory, ktoré by mohli byt uzitoéné pre potencionalnu budicu
analyzu.

IAM-HistDB

TIAM Historical Document Database[2] je datova sada, ktord vznikla spojenim troch rozli¢-
nych databdz. Prvou z nich je Saint Gall Database[10], ktora obsahuje latinské texty z 9.
storocia, ktoré napisal jediny autor a to s pouzitim atramentu na pergamen. Pozostava zo
49 listov, ktoré sa nachadzaji na 60 stranach, dokopy tvoria 1 410 riadkov a napisanych
je celkovo 11 597 slov. Original tychto textov je uschovany v Abbey Library of Saint Gall
vo Svajéiarsku. Druhou z nich je Parzival Database[11], jej naplii tvori gotické pismo z 13.
storocia, opét je napisana atramentom na pergamen a to v stredovekej nemcine. Ma roz-
sah 47 stran, ktorych obsahom je rovnomenné epicka basen z toho istého obdobia. Dielo
spisala trojica pisatelov. Databazu dokopy tvori 4 477 riadkov textu a 23 478 slov, ktoré
st znacené 93 roznymi pismenami. Rovnako ako prvé spominané dielo aj tento origindlny
prepis je ulozeny v Abbey Library of Saint Gall vo Svajéiarsku. Tretou a poslednou z nich je
Washington Database[11], ktord je vytvorend z 82 dopisov z 18. storocia, ktorych autormi
st George Washington a Thomas Jefferson. Tieto listy st pisane atramentom na papier v
anglickom jazyku a ich rozsah je priblizne 20 stran, 656 riadkov textu, 4 894 slov a obsahuju
82 réznych pismen.

HKR

Datova sada Handwritten Kazakh and Russian Database for Text Recognition[31] je vytvo-
rend z azbuky, 95% z nej tvorf rustina a ostéavajucich 5% tvoria slova a vety z kazaStiny.
Pozostava z formularov generovanych LATEX-om, ktoré vyplnilo priblizne 200 réznych au-
torov. Kazdy z nich vyplnil tychto formuldrov 5 az 10, ¢ize celkovo ich bolo zozbieranych
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vySe 1400. Nachadzaji sa v nich ru¢né prepisy klicovych slov kazastiny a rustiny, nazvy
miest a obci, ruéne pisané basnicky a prepisy azbuky. Cela sada tak obsahuje viac ako 63
000 viet a viac ako 715 000 symbolov, ktoré st utvorené z 33 rozlicnych pismen azbuky a
doplnkovych 9 Specifickych znakov typickych pre kazastinu.

HIT-OR3C

Datova sada Harbin Institute of Technology Opening Recognition Corpus for Chinese Cha-
racters[38] je zbierkou ¢inskych rukopisov, ktoré boli zozbierané pomocou tabletu a nésledne
automaticky anotované softwarom ORSC Toolkit. Z tohto dosledku je sada vhodné aj na
trénovanie on-line OCR modelov. Cela sada sa ¢leni do 5 Casti: GB1, GB2, Letter, Digit a
Document. Na prvych 4 castiach sa podielalo 122 pisatelov a spolu vytvorili 832 650 vzo-
riek pisanych ¢inskych znakov a ¢islic, ktoré spadaji do 6 825 roznych tried. Piata cast s
nazvom Document je vytvorena 20 pisatelmi, pozostava z prepisanych novinovych c¢lankov
a jej rozsah je 77 168 vzoriek, spadajicich do 2 442 roznych tried.

NIST

Détova sada NIST Special Database 19[15] je zlozend z vySe 810 000 obrazkov znakov, ktoré
vytvorilo viac ako 3600 pisatelov. Obsahuje separované ¢islice a pismend malej a velkej la-
tinskej abecedy. Kazdy obrazok ma velkost 128 x 128 pixelov a je zaradeny do jednej zo 62
tried, a teda “07-“97, “A”-“Z”, “a”-“z”. Skutocnost, ze celd sada a zaradenie jednotlivych
obréazkov do tried bolo ru¢ne skontrolované, ddva vyslednu chybovost sady okolo 0.1% CER.

RIMES

Détova sada Recognition & Indexing of handwritten documents & faxes[14] bola vytvorena
dobrovolnikmi, ktori boli poziadani, aby napisali ru¢ne pisané listy vo francizstine vyme-
nou za darcekové poukdazky. Dobrovolnikom bola pridelend fiktivna identita z 5 réznych
kategorii a scenar listu bol vybrany spomedzi tém, ako st napriklad: zmena osobnych uda-
jov, ziadost o nejaké informacie, otvorenie a zrusenie napriklad zakaznickeho uctu, tprava
zmluvy alebo objednévky, staznost, fazkosti s platbou, upomienka, prehlasenie o skode a
podobne. Dobrovolnici mali list napisat vlastnymi slovami a jeho celkova Stylizacia bola
tiez ponechand na nich, jedinou tilohou bolo drzat sa dopredu vybranej témy. Na zbierke sa
podielalo viac ako 1 300 Tudi, niektori z nich napisali az 5 listov. Datova sada tym padom
dosiahla obsah az 12 723 stran, ¢o zodpoveda 5 605 listov s dvomi aZ tromi stranami. V
celej databaze je napisanych viac ako 300 000 slov.

PERO Handwriting Dataset

Komplexna datova sada PERO Handwriting Dataset je zloZzena z riadkov ru¢ne pisaného
pisma, z ktorych je 629 558 v trénovacej sade a 5762 v testovacej sade. Sklada sa dokopy
zo siedmich nezédvislych casti, ktoré si z rézneho obdobia a zaroven pisane v réznych ja-
zykoch. Prvou je dataset Saint Gall[10], z ktorého dokumentov je celkovo pouzitych 1 324
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Datova sada Jazyk/Pismo Anotacia Pocet prvkov

IAM-DB anglicky slova 15 320
IAM-OnDB anglicky riadky 13 049
TAM-HistDB viacjazycny riadky 6 543

HKR azbuka znaky 715 000
HIT-OR3C ¢inske znaky 832 650
NIST latinka znaky 810 000

RIMES francizsky slova 300 000

PERO HWR viacjazycny riadky 635 320

Tabulka 3.1: Tabulka zobrazuje porovnanie spomenutych datovych sdd. Porovnava ich za-
meranie podla trovne anotacie prvkov, ktoré tvoria ich obsah, podla jazyka alebo druhu
pisma v ktorom su prvky napisané. Tak isto porovnava aj ich rozsah, ktory je udavany v
pocte prislusnych anotovanych prvkov.

riadkov. DalSou ¢astou je dataset Parzival[11], ktory celej datovej sade poskytuje 4 330 riad-
kov. Pouzité st tiez dokumenty z datasetu Bentham|[6], ktorého pévodna verzia sa sklada
z viac ako 25 000 stran textu, ktoré napisal anglicky filozof a reformator Jeremy Bentham.
Anotované si dobrovolnikmi, ktory sa zucastnili iniciativy smerovanej na preloZenie tychto
spisov. Texty pochadzaji z prelomu 17. a 18. storoc¢ia a celkovo je z nich pouzitych 11
070 riadkov. Dalej sa v nej nachadza 1 381 riadkov starého nemeckého rukopisu, ktoré si
prevzaté z databazy Herzog August Bibliothek Wolfenbiittel Manuscript database[3]. Dalsich
88 376 riadkov vychadza z dat, ktoré st zhromazdené v zbierke 111 let ceského dopisu v
korpusovém zpracovdni[17], vytvorenou Zdernkou Hladkou. Jedna sa o 2 000 ru¢ne pisanych
osobnych dopisov, ktoré boli napisane v rozmedzi rokov 1902 az 2012. Z ceskych kronik je
v datasete zastupenych 25 062 riadkov. Z datasetu READ Dataset sa v danej datovej sade
nachadza 178 756 riadkov, ktoré si napisane v nemeckom jazyku. V spolupraci s Moravsko
zemskou knihovnou bolo anotovanych niekolko stran textu, tieto data vytvaraju dataset s
nazvom Brno HWR a je z neho pouzitych 4 307 riadkov. Ostavajicich 320 714 riadkov
textu bolo zozbieranych vyskumnou skupinou projektu PERO'.

Thttps://pero.fit.vutbr.cz/
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Kapitola 4

Konzistencia datovych sad

Détové sady st nevyhnutnou stcastou prace s neurénovymi siefami. Hlavnu rolu zohravaju
pri ich trénovani. D4 sa povedat, ze kvalita daného natrénovaného modelu je priamo zavisla
na kvalite ddatovej sady a tak isto je mozné povedat, Ze kvalita datovej sady zas suvisi s
jej konzistenciou, a teda plne korespondujicimi hodnotami prepisov ground thruth k si-
visiacim datam. Déatové sady pre rozpoznavanie textu nemusia byt plne konzistentné a to
vedie k zméteniu modelu pri jeho trénovani, z ¢oho vyplyva strata potenciondlne lepsich
vysledkov[37].

Kedze sa tato praca zaobera konkrétnou problematikou OCR, a teda rozpoznavanim
textu, cielom mojej prace je vhodne upravif alebo detektovat a eliminovat prave tie po-
lozky, v tomto pripade dvojice riadkov textu a ich prepisov ground thruth datovej sady,
ktoré by mohli mat na trénovanie vysledného modelu negativny vplyv. V nasledujtcej ka-
pitole rozoberiem jednotlivé problémy a situdcie pri ktorych nekonzistencia nastava. Tak
isto nac¢rtnem riesenia, s ktorymi budem na potlacenie tychto problémov experimentovaf.

4.1 Problémy v datovych sadach

Hlavny problém, ktory v datovych sadach nastava, vznika pri segmentovani, a teda vyre-
zévani riadkov zo suvislého textu, ktory sa nachéddza v dokumente, ku ktorému bol prepis
ground truth vytvarany. Takéto datové sady su, tak ako bolo spominané aj v kapitole 3,
zvacSa vytvarané prepisom celého suvislého textu, pricom je dodrzané jeho formatovanie
a pocet slov v jednotlivych riadkoch. Pri neskorsom segmentovani riadkov z pévodného
dokumentu, ktoré prebieha automaticky, moézu byt z riadkov odstranené celé slova alebo
podstatné ¢rty pismen, ktoré ich definuji. Vypadnuté ¢asti textu moézu byt zabrané inymi
riadkami, ku ktorym naopak nepatria, ¢o vytvara druhy problém. V riadku sa nachadza
text, ktory k jeho prepisu neprislicha. Takéto casti textu alebo opat v niektorych pripa-
doch celé pismena ci slova pdsobia rusivo a trénovany model zbytocne méta. Tieto utrzky
textu mozu byt v krajnych pripadoch také velké, ze mézu byt rozpoznavané ako pismend
alebo celé slova. V tychto situacidch ani nezalezi ¢i st rozpoznané korektne alebo nie, pre-
toze prepis ground truth, ktory k nim patri je priradeny inému riadku. Z tohto dovodu je
pri naslednom vyhodnocovani predikcie alebo vypocte chyby pre tieto riadky zaznamenané
mnozstvo zbytoénych chyb. Pri¢in tohto problému méze byt hned niekolko.
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Mobze ho spbésobovat vseobecne nespravne nastavenie segmentovania riadkov, ktoré pis-
mend, bud zbavuje vyznamnych ¢ft alebo naopak zbytocne zachytava privelké casti nepris-
lachajtcich pismen okolitych riadkov.

Dalsf dévod sa nachidza v samotnom texte, ktory nie je tGplne vhodny na trénova-
nie OCR modelov. V rucne pisanych listoch sa mézu vyskytovat rézne vsuvky, a teda slova
umiestnené nad zvycajnou liniou ostatnych slov, pricom s do vety vsunuté réznymi pomoc-
nymi znakmi napriklad v tvare pismena V. Ludia vytvarajici ground truth prepis takéhoto
riadku mé6zu slovo do vety zakomponovat alebo ho z vety vypustit. Urcit, ktord z moznosti
je spravna, je obtiazne a nejednoznacné. Zakomponované slovo moéze byt pri segmentécii z
riadku tak povediac odstrihnuté a v prepise ground truth sa tym padom nachadza slovo,
ktoré nebude nikdy z obrazku riadka rozpoznané. Opakom tohto je slovo alebo pismeno,
ktoré sa pri vyrezavani riadka objavuje v jeho spodnej casti. V pévodnom texte patrilo, na
zéklade vsuvky, riadku o troven nizsie, kde bolo pri vytvarani jeho prepisu ground truth
aj priradené, v aktudlnom prepise vSak chyba. Model ho ale rozpoznéva, ¢o opét vedie k
nekonzistencii na danom riadku.

Dalsim prikladom st rézne Sipky a ¢iary ukazujtce zo slova niekam do jeho okolia, ktoré
maju signalizovat prehodeny slovosled. Opét nastava situicia, kedy moze byt pri vytvarani
prepisu slovosled prehodeny a ground truth hodnota bude voci obrazku riadku nevalidna.

V texte sa zvyknu nachddzat aj preskrtnuté pismena, celé slova alebo casti viet, ktoré
ale OCR model dokaze plne rozpoznat. Do prepisu ale zakomponované byt nemusia. Opét
tak su do datovej sady pridavané nekonzistentné riadky, ktorych ground truth prepis nezod-
poveda textu na obrazku. V texte sa mimo vyssie uvedené priklady mozu nachadzat tiez
rozne machule, skrtance a znaky, ktoré nenesii podobu alebo vyznam ziadneho z pismen.
Ich urcenie ako pri vytvarani prepisu ground truth, tak pri rozpoznavani OCR modelom je
nejasné a pre trénovanie OCR modelov moéze byt nevhodné.

4.2 Navrhy rieSenia

Riesenia navrhnuté na zvysenie konzistencie pouzitej datovej sady budi priamo zamerané
na problémy uvedené vyssie. Ich vplyv bude nésledne otestovany na experimentoch, ktoré
su blizsie popisané v kapitole 6.

Riesenim problému, ¢i st riadky z ich povodného dokumentu segmentované spréavne
bude vyzadovat vytvorenie réznych tprav ich ohranicujucich polygénov, na zaklade ktorych
st riadky neskor z dokumentu vyrezavané. Z rdznych transformacii sa nésledne vytvoria
rozne varianty pre kazdy riadok. Potom sa pre kazdu vygenerovanu variantu daného riadku
vypocita hodnota CTC chybovej funkcie, na zaklade ktorej bude jasne poznat, ktory riadok
danému modelu vyhovoval najviac. Varianty riadkov s najnizsou hodnotou budi zoskupené
do novej, takpovediac upravenej datovej sady, na ktorej sa natrénuje novy model. Dvojicu
starého a novonatrénovaného modelu bude mozné porovnat na totoznej testovacej sade a
tym zistit, ¢i takto upravend trénovacia datova sada zaruc¢i modelu nizsiu chybovost.

Pri rieseni dalsieho problému sa zameriam na detekciu nekonzistentnych poloziek, riad-
kov z pouzitého datasetu. St to hlavne riadky, ktorym neprislicha spravny prepis ground
truth. Tieto riadku moézu byt nasledovne z datasetu odstranované alebo opravované, na
zéklade toho ¢i sa nachddzaju v trénovacej alebo testovacej sade. Chybajice znaky alebo
celé slova ¢i uz v transkripcii alebo v prepise ground truth by mali byt jasne rozpoznatelné
na zaklade Levenshteinovho zarovnanial27]. Ako priklad uvediem riadok textu, ktorého
prislusnéd ground truth obsahuje slovo navyse, toto slovo bolo z riadka pri jeho vyrezavani
odstrihnuté, pretoze sa nachadzalo vysoko nad jeho tiroviiou. Pri mapovani sekvencie ground
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truth na precitani sekvenciu znakov sa vo vyslednom zarovnani objavi ist4 postupnost zna-
kov blank, ktord reprezentuje znaky slova v prepise ground truth, ktoré sa nenamapovali
na ziadny znak z vystupu OCR modelu, pretoze znaky tohto slova v niom chybali. Kedze
zarovnavanie prebieha v oboch smeroch, to isté bude platit pokial sa vo vystupe OCR bude
nachadzat nejaké slovo alebo cast vety navyse voci prepisu ground truth. Tentokrat bude
tato postupnost znakov blank na opacnej strane, a teda v zarovnanom prepise ground truth.
Pokial sa budi nachadzat tieto zhluky znakov blank v oboch zarovnaniach, ale ich umiest-
nenie bude navzajom nezavislé, a teda v kazdom zarovnani iné, d4 sa uvazovaft, ze precitany
text ma voci prepisu ground truth prehodeny slovosled.
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Kapitola 5

Implementacia

V nasledujtcej kapitole budt zhrnuté implementované skripty, ktoré bolo potrebné vytvorit
pre tcely prevedenia experimentov spomenutych v sekcii 4.2. Skripty st implementované v
jazyku Python 8.7 a je mozné ich rozdelit do dvoch c¢asti podla toho, ku ktorému experi-
mentu patria, kedze na sebe nie st zavislé. Na prevedenie prvého experimentu bolo tychto
skriptov vytvorenych niekolko, pracuji chronologicky a daju sa rozdelit do jednotlivych
krokov. V druhom experimente bude potrebné trénovaciu sadu zbavit nekonzistentnych
riadkov a v testovacej sade previest korekciu na chybnych prepisoch ground truth, pre tieto
ucely som vytvoril skript na ich detekciu.

Niektoré mnou implementované skripty vyuzivaju aj funkcionalitu implementovand vo
verejnom GitHub repozitary pero-ocr'. Na tiplné prevedenie experimentov som vyuzival aj
skripty zo sikromného GitHub repozitaru pero, ktory patri vyskumnej skupine projektu
PERO.

5.1 Dataset s upravenymi variantami riadkov

Pre ticely prvého experimentu som vytvoril viacero skriptov, kedze cely experiment sa sklada
z niekolkych diel¢ich krokov, tak ku kazdému z nich prislicha jeden skript. Ich vstupmi st
vystupy z predchadzajiceho kroku. V prvom kroku bolo potrebné stanovit pociatocné trans-
formacie polygénov, ktoré definuji ohranicenie riadkov v pévodnom dokumente. Nasledne
bol kazdy riadok vyrezany v kazdej variante, ktora bola definovana v prvom kroku. Dokopy
tak vzniklo 27 varidnt kazdého riadku, ¢o sa da interpretovat aj ako 27 r6znych variant ce-
lého datasetu. Tieto riadky podliehali transforméciam ako predlZenie, uprava vysok alebo
posun ich ohranic¢ujiceho okna. Nasledne bol spomedzi vSetkych varidant riadka vybrany
pravé ten, ktorého vyslednd hodnota CTC chybovej funkcie[13] bola spomedzi vSetkych
ostatnych najnizsia. VSetky riadky v ich najlepsej verzii tak vytvorili novi datovi sadu, na
ktorej si bol predom natrénovany OCR, model najistejsi.

Stanovenie jednotlivych transformacii riadka

Na zaciatku bolo potrebné stanovit, aké st moznosti iprav daného riadka a ktoré z nich
st vobec zmysluplné a mohli by viest k zlepseniu vysledkov. Riadok je teda mozné menit
hned v niekolkych smeroch, a teda ho predlzovat alebo skracovat, zviacsovat alebo zmenso-
vat kazdu z jeho dvoch vysok, ktorymi je polygén dany alebo celé okno postvat na oboch

Thttps://github.com/DCGM /pero-ocr
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<PcGts xmlns="http://schema.primaresearch.org/PAGE/gts/pagecontent/2013-07-15">
<Page imageFilename="Mistni_narodni_vybor_Hladke_Zivotice_inv_c_15_808.jpg"
imagelidth="4000" imageHeight="2820">
<TextRegion id="6a@7acd2-a58b-43b7-b7ad-2298a6face4a">
<Coords points="452,256 384,256 384,336 524,336 524,256 452,256"/>
<TextlLine id="acc82e8b-abcf-4fa®-97b4-e30774147581"
custom="heights_v2:[59.8,19.7]" conf="1.000">
<Coords points="384,256 384,336 452,336 524,336 524,256 452,256 384,255"/>
<Baseline points="384,316 452,316 524,316"/>
<TextEquiv>
<Unicode>Str. 10.</Unicode>
</TextEquiv>
</TextLine>
</TextRegion>
</Page>
</PcGts>

Obr. 5.1: Na obrazku sa nachidza ukazka Page XML stiboru. Jeden takyto stbor prislicha
ku kazdému dokumentu, ktory obsahuje riadky tvoriace ddtova sadu. Element TextRegion
udava textovy regién na stranke a v jeho elemente Coords pod atribiitom points je dané jeho
ohranicenie. Element TextLine definuje dany riadok, ktory sa nachadza vo vnutri textového
regionu, ktory tychto riadkov mdze obsahovat viacero. V jeho atribitoch si specifikované
potrebné informécie, ako jeho ID v atribite id a jeho hornt a spodnt vysku v atribite
custom. Jeho ohranic¢ujici polygén vychadza zo spodnej doty¢nice pismen v danom riadku,
ktorej zachytné body st ulozené v elemente Baseline a oboch vysok. Tieto body sa nacha-
dzaju v elemente Coords. Posledna podstatna cast je ground truth, ktorej prepis je ulozeny
v elemente Unicode v prisluSnom zanoreni.

osach. Transformacie pracuji s uz danymi hodnotami, ktoré jednotlivé riadky v ich povod-
nom dokumente definuji. Tie boli stanovené dedikovanym modelom[24], ktory tieto riadky
rozpoznava a je schopny ich z pévodného dokumentu identifikovat. Na zaciatku stanovi ba-
seline, ktord je dotycCnicou spodnych casti pismen. Z nej nasledne odhadne vysky a z tychto
zachytnych bodov zostavi stadvajici polygon, inak povedané najde takzvané najmensie ohra-
nicenia riadka.

Tieto data si ulozené v XML stboroch, ktorych forméat sa nazyva Page XML, ich
struktiru je mozné vidiet na obrazku 5.1.

Na prvotnej testovacej sade, ktord pozostavala z 10 ndhodne zvolenych dokumentov,
pricom na riadkoch kazdého z nich bola prevedend kazda diel¢ia transformécia, ktorych
ukézky si zobrazené na obrazku 5.2, s kladnymi aj zdpornymi 10%, som sledoval ¢i je
ohranicenie riadku stéle korektné, a teda ¢i je zachyteny cely jeho text alebo naopak ¢i sa za
jeho hranice nedostéva prilis velké ¢ast okolitych riadkov. Upravy, ktoré boli prilis drastické
a uz z vyrenderovanych vzoriek bolo jasne vidiet nekonzistenciu, boli vyradené. Z tohto
dovodu boli odstranené moznosti horizontalneho posunu, a teda posunu okna povodnych
rozmerov na osi x spolu s akymkolvek skracovanim riadka.

Finalne transformaécie, s ktorymi sa v experimente dalej pracovalo boli aplikované ako
samostatne, tak aj vo vsetkych moznych kombinécidch bez toho aby sa navzajom vylucovali.
Dielcie transformacie teda boli nasledovné:

o predlzovanie riadka o 5% a 10%
o uprava celkovej vysky riadka o -10% a +10%
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(a) povodny riadok

(b) predlzeny riadok

(c) skrateny riadok

(d) riadok so zvac¢senou vyskou

(e) riadok so zmensenou vyskou

(f) riadok posunuty nadol

(g) riadok posunuty nahor

(h) riadok posunuty doprava

(j) riadok posunuty dolava

Obr. 5.2: Na obrazkoch sa nachddza znazornena kazda z jednotlivych transformacii, kazda
z nich bola prevedend s koeficientom 10%. Na obrazkoch (c), (h) a (j) je jasne vidiet, ze
dané transformécie zbavuju pévodny riadok znac¢nych kusov pévodného textu.
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o vertikdlny posun riadka na osi y o 10% smerom nadol a 10% smerom nahor

Po skombinovani vsetkych nevylucujtcich sa moznosti vzniklo 27 réznych variant kaz-
dého riadka. Medzi nimi sa nachadzaju ako samostatne stojace transformécie, tak ich kom-
binacie a tak isto p6vodny neupraveny riadok.

Vytvorenie transformovanych riadkov

Pre vytvorenie transformovanych riadkov bolo potrebné vytvorit transformované Page XML
stbory. Vsetky tpravy sa prevadzali v elementoch TextLine. V nich sa upravovali predov-
setkym elementy Coords, presnejsie ich atributy points, ktoré prislichaji k jednotlivym
riadkom. Skript iteruje cez priec¢inok so vstupnymi Page XML sibormi a podla vstupnych
parametrov upravuje potrebné atributy.

Pokial je cielom transformécie upravit dizku riadka, stane sa tak upravenim points v
prislichajicom Baseline elemente. Toto predizenie prebieha posunutim krajnych bodov pod
rovnakym uhlom, v akom sa nachadza jej posledny segment. Odvodenie, kam az je krajné
body potrebné posunit, aby vysledna dizka odpovedala pozadovanym percentdm, je dosia-
hnuté spoéitanim dizok jednotlivich segmentov Baseline. Ak mé transformdcia v sebe aj
zmenu vysky povodného riadka, tak je prepisand hodnota custom atributu v prislichaji-
com riadku na prepocitané hodnoty. Ak sa nachddza v transformécii aj vertikdlny posun
celého okna, tak sa opét pozmenia obe vysky. Typicky je z nich jedna zvicsend a jedna
skratenda, podla toho, do ktorého smeru je pozadovany riadok potrebné posunit. To ma
za nasledok posunutie zachytnych bodov celého polygénu pri ich odvodzovani. Nakoniec
st vsetky body definujice ohranicenie riadka prepocitané. Ich poloha vychddza zo surad-
nic jednotlivych bodov Baseline a vysSok. Stanovené su podla kolmic postupne na kazdy
zo segmentov Baseline, ich body dotykov st jednotlivé zachytné body a konce pomyselnej
dotyc¢nice st stanovené na zaklade vysok.

Vyber najlepsich variant riadkov

Kazda varianta kazdého riadka bola spracovand natrénovanym OCR modelom. Z vysled-
nych logit-ov, bola na jednotlivych vystupoch voci ground truth spoc¢itana CTC chybova
funkcia[13]. Hodnoty kazdého riadku boli spolu s ich ID ulozené do stborov, podla ich po-
vodného dokumentu. Na zaklade tychto hodndt bola pre kazdy riadok vybrand varianta,
transkripcie si bol na vybranej variante najistejsi. Z tychto riadkov boli nasledne pre kazdy
dokument datovej sady poskladané Page XML subory definujice riadky, ktoré sa na nich
nachadzaji. Nazorna ukazka ako sa dané XML siibory lisSia a ako menia vlastnosti riadkov
na prislusnej stranke textu je mozné vidief na vyrenderovanych dokumentoch, ktoré sa na-
chadzaju na obrazku 5.3. Najlepsie varianty riadkov boli nasledne z dokumentov vyrezané
a spolu tvoria novua verziu datasetu, na ktorej model, ktory varianty riadkov porovnaval,
dosahuje najlepsie vysledky.

5.2 Detekcia chybnych riadkov

Pre ticely druhého experimentu bolo potrebné vhodne detekovat riadky, ktorych prisltcha-
jaci prepis ground truth neodpoveda textu nachadzajicemu sa na obrazku. Jednd sa hlavne
o pripady slov, ktoré boli do viet vsunuté neskér pomocou réznych symbolov v tvare pis-
mena V alebo predstavuju opravu zaskrtaného slova. Vo vSeobecnosti st takto doplnené

26



Obr. 5.3: Na obrazku vlavo st riadky segmentované na zaklade pévodnych Page XML sibo-
rov, ¢ize na nich nie je prevedend ziadna transformécia. Na obrazku vpravo sa nachadzaju
riadky s najlepSim moznym ohrani¢enim spomedzi ich vSetkych moznych variant.

slovd umiestnené niekde nad pismenami pévodného riadka a pri jeho vyrezdvani tak boli
zahodené. Ide teda hlavne o detekciu riadkov, ktorym v ich prepise chyba slovo. Ukazky
podozrivych riadkov, ktoré si cielom detekcie sii zobrazené na obrazku 5.4.

Slovo, ktoré je v prepise ground truth navyse alebo je v iom naopak vynechané, nie je
nejak z4vislé na celkovej dizke textu, ktory je obsiahnuty ¢i uz v samotnom prepise alebo
v danom riadku. Preto bolo cielom detekovat podozrivy riadok tak isto nezavisle na jeho
odpovedajicej dizke. Kedze vypadnuté slovo o dizke napriklad 3 znakov, v celom prepise o
dizke 30 znakov, nie je detekovatelné na zaklade CER, ktora by v pripade, Ze ostatné znaky
su precitané spravne bola 10%. Takyto riadok je jednoducho zamenitelny s riadkom, kde
boli len nespravne precitané 3 znaky.

Algoritmus pre detekciu podozrivych riadkov respektuje tvrdenie uvedené vyssie. Za-
kladom jeho ¢innosti je detekcia zvysSenej hustoty Nome na jednom mieste v zarovnanom
prepise ground truth alebo samotnej transkripcii. Skript iteruje naraz cez obe zarovnané
sekvencie znakov a v pripade, ze najde None v jednej zo sekvencii, aktivuje prislusné poci-
tadlo. Celkovo skript pracuje s dvomi pocitadlami. Jedno pre zarovnany prepis ground truth
a jedno pre zarovnanu transkripciu. Kazdé z nich je inkrementované nezavisle zakazdym,
ked je ndjdeny dalsi None v prislusnej sekvencii a dekrementované ak znak v aktudlnej
iterdcii nie je None. Akondhle je hodnota jedného z pocitadiel rovnd hodnote parametru,
riadok je vyhodnoteny ako podozrivy a jeho ID je zapisané do vystupného siboru. Para-
meter je mozné menit a uddva dolnt hranicu dizky sekvencie None, a teda potencionélne
chybajiceho slova, ktoré ked riadok obsahuje, je oznaceny ako podozrivy. Na zdklade toho,
ktoré z pocitadiel riadok oznacilo, je tiez mozné v pripade potreby urcit, o aki chybu v
danom riadku ide. Ako je vidiet na obrazku 5.4, zarovnanie neprebehne vzdy bezchybne
a spravne rozpoznané pismend sa mozu zarovnaf aj na pismend vypadnutého slova. Preto
ak nastane situdcia, ze pri prechode sekvenciami aktualny znak nie je None, ale zaroven
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GT: jenZe zas tam urc¢ité bude stradné kluku.. a

T: Jenze zas tam urcité strasné kluka..
GT: mal offen gegen dich auszusprechen, u.
T: mal gegen dich offenzauszusprechen, u.

GT: KdyZ sme se dostali znova az dolll a hledali
T: KdyZz sme se dostali z ov_ a a hledali

GT: Dat se do hospodafeni na polich? Vidyt nemam
T: Dat se do hospodafe n ? Vidyt nemam

GT: stara kronika byla za okupace
T: stara kronika ktera byla za okupace

Obr. 5.4: Ukazky nekorespondujucich dvojic obriazkov textu s ich prepisom ground truth,
ktoré sa nachiadzaji v pouzitej datovej sade. Na transkripcidch a ground truth prepisoch,
ktoré st zarovnané podla Levenshteinovho zarovnania, je jasne vidief vynechané, prevy-
sujuce alebo nespravne umiestnené slovo. Je reprezentované sekvenciou podtrzitok, ktoré
predstavuju None mapovany na miestach pismen vynechaného slova. Pokial sa tato sek-
vencia nachddza v prepise ground truth, znamend to, ze dané slovo je v nej vynechané.
Ak sa naopak tato sekvencia nachadza v transkripcii, tak dané slovo je v prepise ground
truth navyse. Ak je sekvencia podtrzitok ako v prepise ground truth, tak aj v prislichajuicej
transkripcii, je mozné, ze sa jedna o prehodeny slovosled. Ttto situdciu je mozné vidiet na
druhom obrazku zhora.

ten predchadzajici v danej sekvencii nim bol, prislusné pocitadlo nie je dekrementované
a ostane nezmenené. Tato podmienka by mala vykryvat chyby pouzitého Levenshteinovho
zarovnania.

Pri navrhovani algoritmu som pracoval s viacerymi verziami zdkladného mechanizmu
detektoru. Ten je dalej oznacovany ako K. Prvy z nich oznacil riadok ako podozrivy, po-
kial hodnota jedného z pocitadiel dosiahla hodnotu X-1 a zaroven sekvencia None kondila
medzerou. Tato verzia je dalej oznacovand ako M. Cielom bolo detekovat aspon cast riad-
kov, ktoré obsahovali nekorektné slova o jeden znak kratsie ako bola hodnota nastaveného
parametru. Ako je vidiet aj na obrazku 5.4, pokial je slovo z daného riadku vypadnuté,
tak ¢asto k nemu prislicha este jedna medzera. Tato je neskor spoloéne so znakmi slova
namapovand na None. Na rovnakom principe je zalozend aj dalsia verzia, oznacovand ako
S, ktora k medzere pridava ostatné interpunkéné znamienka a Specialne znaky.

V dalsom sktimani riadkov a toho ako sa zarovnava transkripcia s prepisom ground truth
som si vsimol, Ze pomerne ¢asto nastava chyba pri ¢itani Specidlnych znakov, hlavne — a =.
Bezne sa tieto znaky ohranicuji medzerami a tak je tomu aj v niektorych prepisoch ground
truth aj ked text na obrazku tomu neodpoveda. Pri ¢itani tychto sekvencii je pre OCR model
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tazko rozpoznatelné ¢i tam dané medzery patria alebo nie, hlavne ked sa jedna o rucne
pisany text. Preto ak algoritmus detektoru narazi na postupnost None—None a na mieste
pomlcky sa nachddza Iubovolny Specidlny znak, pocitadlo nie je inkrementované a v cykle
sa rovno presko¢i odpovedajici pocet iteracii. Verzie, ktoré obsahovali aj implementaciu
tychto Specidlnych podmienok, st oznacované + (K+, S+).
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Kapitola 6

Experimenty

V tejto kapitole st popisané jednotlivé experimenty, ktorych cielom je zvysit konzisten-
ciu datovej sady, a teda zlepsif natrénovanost modelu. Prvy experiment pracuje s datovou
sadou a moznostami rdznych transformécii jednotlivych riadkov pri ich segmentovani z ce-
listvého dokumentu. Upravuje ich parametre ako st napriklad dizka, vyska ¢i posun okna
na jeho vertikalnej ose. Nasledne je pre kazdy riadok z datovej sady vybrana jeho najlep-
Sia varianta spomedzi vsetkych vytvorenych transformacii. Tieto riadky spolu vytvaraju
novu verziu pouzitej datovej sady, na ktorej je model natrénovany a nasledne porovnany
s modelom natrénovanym na povodnej sade. V druhom experimente st detekované riadky,
ktoré by mali mat nespravny prepis ground truth voci textu, ktory sa skuto¢ne nachadza na
obrazku. Pokial sa takto detekované riadky nachadzaji v trénovacej sade, st z nej pre tucely
trénovania vyradené. Detekovanym riadkom, z testovacej sady je nasledne rucne opraveny
ich prepis ground truth tak aby odpovedal textu nachadzajicemu sa na obrazku. Vsetky
experimenty st prevadzané na datovej sade PERO Handwriting Dataset, ktord mi pre tcely
tejto prace spolu s OCR modelom neurénovej siete poskytla vyskumné skupina projektu
PERO. Kazdy z modelov bol trénovany 400 000 iteraciami.

6.1 Vyhodnocovanie

V nasledovnej sekcii zhrniem metriky, ktoré boli pri vyhodnocovani jednotlivych experi-
mentov pouzivané a zaroven patria medzi najpouzivanejsie metriky vo svojich oblastiach
pouzitia. Na objektivnu evaluéciu, ¢i uz vystupu z OCR, alebo na ¢o najobjektivnejsie po-
rovnavanie rozlicnych OCR modelov a ich natrénovanosti sa pouzivaju metriky, ktoré sa
nazgvaji CER a WER. Ide o metriky nezavislé na dlzke porovnavanych retazcov, ¢o je
pre zachovanie objektivity nevyhnutné. Obe z nich pracuju s Levensthteinovou vzdialenos-
tou2.4, ¢ize porovnavaju vystip z OCR s prislusnym ground truth prepisom. Pocas testo-
vania algoritmu na detekciu podozrivych riadkov som pouzival metriku FI score, ktora ma
uplatnenie aj na poli strojového ucéenia. Pouziva sa najmé pri vyhodnocovani vykonnosti
klasifika¢nych modelov.

Character Error Rate (CER)

Vypocet CER vyplyva z Levensthteinovej vzdialenosti, a teda si¢tu minimélneho poctu
operacii, ktoré je potrebné s jednotlivymi znakmi prepisu ground truth spravit aby sa rovnal
vystupu OCRJ[26]. Formélne zapisané nasledovne,
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D+1
CERzzﬁijfi— (6.1)

kde S je pocet substiticii znakov, D je pocet odstranenych znakov, I je pocet vlozenych
znakov a N je celkova dizka alebo inak povedané pocet vietkych znakov v pdvodnom prepise
ground truth.

Metrika je udavana v percentach, ktoré znacia kolko znakov z vystupu bolo predikova-
nych nespravne. To znamena, ¢im je vysledné percento nizsie, tym je vykon modelu lepsi.
Model, ktory vyprodukuje bezchybny prepis mé teda hodnotu CER rovni 0%.

Pokial je vystup z OCR dlhsi ako samotny prepis ground truth, méze hodnota CER
nadobuidat hodnoty védsie ako 100%. Na potlacenie tohto javu je hodnota normalizovana
na zaklade nasledovnej rovnice:

S+D+1
S+D+1+C
kde C' je pocet spravne predikovanych znakov.

Urcit na zaklade CER ¢i je model dostatoéne dobry, nie je tplne jednoznacné. Treba
brat do tivahy aj konkrétny pripad pouzitia a komplexnost celého problému, v pripade OCR
zlozitost vstupnych obrazkov. Na aspon priblizné urcenie kvality daného modelu, bol v roku
2009 publikovany ¢lanok s ndzvom How Good Can It Get? Analysing and Improving OCR
Accuracy in Large Scale Historic Newspaper Digitisation Programs.[19], ktory rozdeluje
OCR modely podla hodnoty CER do troch kategérii, 1-2% znamend, ze vykonnost modelu
je dobra. Pokial je hodnota v rozmedzi 2-10%, model je priemerny a ak hodnota prekracuje
10% vykonnost modelu je podpriemernd az slaba. V pripade rozpozndvania velmi zlozitého
rukopisu, ktory obsahuje mnoho slovo z okraja slovnej zasoby, je pripustnd aj hodnota
pohybujtica sa okolo 20%.

CERnormalized = (62)

Word Error Rate (WER)

Druhou vyznamnou metrikou na meranie vykonu a porovnéavanie rozlicnych OCR modelov
je WERJ26]. Jej hodnota naberd vyznam v pripade rozpoznévania viet ¢i suvislého textu.
Tak isto je pomerne ddlezita, pokial rozpoznidvany text obsahuje napriklad rodné alebo
telefénne ¢isla, kedze v ich pripade je dolezitd spravnost kazdého jedného znaku. Forméalne
je zapisana nasledovne:

Sw + Dy + Iy
Ny
Od metriky CER sa liSi len v najmensej porovnavanej polozke, ktorou je v tomto pripade
celé slovo w.
Typicky je hodnota WER vzdy znac¢ne vyssia od hodnoty CER.

WER = (6.3)

F1 score

F1 score je metrikou pouzivanou v oblasti strojového ucenia, pouziva sa predovsetkym na
odhad vykonnosti klasifikacnych modelov a jej vyhodou je nezavislost na pocte prvkov v
jednotlivych triedach[25]. Je spojenim dvoch jednoduchsich vykonnostnych metrik, Preci-
ston a Recall. VSetky z nich st udavane v percentach.

Pri pocitani ako F1 score, tak Precision a Recall je potrebné okrem poctu prvkov v
jednotlivych triedach este poznat nasledujice hodnoty:
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True positives - pozitivne prvky, ktoré boli predikované ako pozitivne
False positives - negativne prvky, ktoré boli predikované ako pozitivne
True negatives - negativne prvky, ktoré boli predikované ako negativne

False negatives - pozitivne prvky, ktoré boli predikované ako negativne

Metrika Precision vyjadruje, kolko prvkov z celej mnoziny pozitivnych prvkov bolo
predikovanych ako pozitivne. Matematicky zapisané nasledovne:

. True positives
Precision =

6.4
T'rue positives + False positives (6:4)

Model s nizkou hodnotou Precision sice nendjde vela pozitivnych prvkov, ale tie ktoré
vyberie, su s vysokou pravdepodobnostou spravne. Naopak, model, ktorého hodnota Preci-
ston je vysoka, ndjde vicsinu alebo vSetky pozitivne prvky, ale okrem nich vyberie aj velké
mnozstvo nespravnych, negativnych prvkov.

Metrika Recall vyjadruje, kolko prvkov z celej mnoziny prvkov predikovanych ako po-
zitivne je skutoc¢ne pozitivnych. Matematicky zapisané nasledovne,

True positives
Recall = P

6.5
True positives + False negatives (65)

Spojenim dvoch vyssie uvedenych metrik vznika metrika F'I score, ktord je definovana
ako ich harmonicky priemer zapisany nasledovne,

Precision * Recall
F1 =2 6.6
seore ¥ Precision + Recall (6.6)

Pokial je potrebné na vyhodnotenie klasifika¢ného modelu pouzif len jedno ¢islo, upred-
nostnuje sa prave F'1 score.

6.2 Vplyv vlastnosti okna definujiiceho vyrezany riadok na
uspesnost modelu

V nasledujiicom experimente som previadzal niekolko transformécii a iprav na polygoénoch,
ktoré ohranicéuju jednotlivé riadky a na zdklade ktorych st neskor jednotlivé riadky textu
vyrezavané z pévodného dokumentu. Cielom bolo vytvorit verziu pouzitého datasetu, ktora
bude obsahovat riadky segmentované vo formate, na ktorom si je predom natrénovany OCR
model najistejsi. Ide hlavne o pripadné poupravenie riadkov, ktorym boli pri ich segmentéacii
odrezané podstatné ¢rty pismen alebo prislusné diakritické znamienka, ktoré sa nachadzaju
v povodnom prepise ground truth. Bez ich vyskytu v danom riadku tak OCR model nema
sancu prepis urc¢it spravne. To isté plati aj v opa¢nom pripade, ked do riadku prenika privela
Sumu z okolia. Zaroven bude z tychto dét mozné zistit ako pracuje detektor riadkov[24] a
¢i sa naskytaji nejaké moznosti zlepSenia v samotnej detekcii.

Zastupenie jednotlivych transformacii v novovytvorenej datovej sade je vidiet na ob-
razku 6.1. Z vysledkov grafu vyplyva, ze drviva vac¢sina riadkov mala tendenciu menit sa,
na zaklade ¢oho je mozné zvazovat poupravenie nastavenia alebo opdtovné natrénovanie
dedikovaného modelu na detekciu riadkov. Ten sa stard o prvotniu segmentaciu riadkov v
pévodnom dokumente. Sice ani jedna z konkrétnych pouzitych transformécii nebola zastt-
penda v znacnom pocte, ktory by prevysoval ostatné, no je mozné vidiet, Ze mnozstvo z nich
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Sucet pouzitych transformacif
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Obr. 6.1: Graf zobrazuje pocty vyskytov transformaécii riadkov v upravenej datovej sade.

Vplyv jednotlivych transformacii

Dizka Posun Vyska
0.0%  0.0%  0.0% 1.48 Riadky
0.0% -10.0% 0.0% 0.63 2.04 Emm Upravené
+5.0% 0.0% 0.0% 0.71 2.07 Povodné
0.0% +10.0% 0.0% 0.71 2.35
0.0% 0.0% +10.0% 0.74 2.06
+10.0% 0.0% 0.0% 0.79 2.19
0.0% 0.0% -10.0% 0.9 2.43
0.0% -10.0% -10.0% 0.92 2.41
+5.0% 0.0% +10.0% 0.93 2.24
0.0% +10.0% +10.0% 0.93 2.55
© +10.0% 0.0% +10.0% 0.99 2.28
- +5.0% -10.0% 0.0% 1 2.52
£ 0.0% -10.0% +10.0% 1.06 2.63
§ +5.0% -10.0% -10.0% 1.06 2.56
4] +10.0% -10.0% 0.0% 1.09 2.42
© +5.0% 0.0% -10.0% 1.1 2.61
= +5.0% +10.0% +10.0% 112 2.82
+10.0% 0.0% -10.0% 1.15 2.69
+5.0% -10.0% +10.0% 1.17 2.64
+10.0% -10.0% -10.0% 1.17 2.73
+10.0% +10.0% +10.0% 1.19 2.85
+5.0% +10.0% 0.0% 1.2 2.88
+10.0% -10.0% +10.0% 1.22 2.68
0.0% +10.0% -10.0% 1.23 3.18
+10.0% +10.0% 0.0% 1.25 2.95
+5.0% +10.0% -10.0% 1.49 3.54
+10.0% +10.0% -10.0% 1.56 3.71

00 05 10 15 20 25 3.0 35 4.0 45
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Obr. 6.2: Graf zobrazuje o kolko jednotlivé transformécie zlepsili hodnoty CER, oproti p6-
vodnym riadkom.
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P6vodny model Novy model

CER WER CER  WER
P6vodny dataset 3.81% 16.22%  3.73% 15.82%
Novy dataset 2.68% 11.78%  3.45% 14.72%

Tabulka 6.1: Porovnanie pévodného modelu, ktory bol natrénovany na povodnej datovej
sade s modelom natrénovanym na novovzniknutej datovej sade. Porovnanie prebehlo opét
na povodnej a upravenej verzii testovacej sady.

dosahovalo nizsiu hodnotu CTC chybovej funkcie ked mali zvic¢sent vysku alebo bolo ich
celé ohranicenie posunuté smerom nahor. Toto chovanie je mozné pripisovat potrebe lep-
sieho zachytavania hornych cCasti riadkov, ktoré zviacsa zahina diakritické znamienka alebo
¢rty na vrcholoch vysokych pismen.

Vyhodnotenie, aky vplyv na vyslednej transkripcii mali dané transformécie na k nim
prisltichajtcich riadkoch, a teda tych, ktoré mali ako svoju najlepsiu variantu zvolend prave
dand transformaciu sa nachadza na obrazku 6.2. Na grafe je vidiet, ze najvacsi rozdiel na
vyslednej transkripcii mali na svojich riadkoch préve transformaécie, ktoré riadky predlzovali
a posuvali ich ohrani¢enie smerom nadol. Z grafu tiez vychadza, ze prave najdrastickejsia
Uprava akou je predizenie najviac hybala s pévodnou hodnotou CER. To méze byt sposobené
tym, ze predizeny riadok lepsie zachytéval okrajové slova alebo ich ¢asti, ktoré neboli pri
povodnej segmentacii spravne zachytené.

Porovnanie modelu, ktory bol natrénovany na pévodnej a novovytvorenej datovej sade
sa nachadza v tabulke 6.1.

Natrénovanie modelu na novej datovej sade neprinieslo nejak znac¢ne signifikantny roz-
diel v jeho presnosti. To mbze byt spésobené odstranenim variability jednotlivych riadkov,
ktora ma pri trénovani OCR modelov tak isto svoj vyznam. Ak je model trénovany na vi-
zualne nekonzistentnych riadkoch, nauci sa, ako sa s istou mierou vizudlnej nekonzistencie
vysporiadat aj na testovacej sade. Na potlacenie zniZzenej variability trénovacich riadkov,
ktoré by ale mali vo svojej vysegmentovanej forme lepsie zachytavat okrajové casti pis-
men a interpunkéné znamienka, som model natrénoval na novej trénovacej sade s réznymi
stupnami zosilnenej geometrickej augmentacie.

Vysledky tohto testovania sa nachddzaju v tabulke 6.2. Vyplyva z nich, Ze zosilnena
geometrickd augmentacia pri trénovani ¢iasto¢ne pomohla presnosti modelu, pretoze z cel-
kového zlepSenia hodnoty CER na pdévodne;j testovacej sade z 3.81%, ktorti dosahoval model
natrénovany na povodnych variantéch riadkov, voc¢i hodnote 3.54%, ktori dosahoval model
natrénovany na lepsie vyrezanych riadkoch je z vicSej Casti, priblizne o 0.2%, dosiahnutych
prave vdaka nej.

7 tychto zisteni vyplyva aj zaver celého experimentu. Variabilita v trénovacej sade spo-
sobena nedokonalostou pri segmentacii riadkov mé na vyslednt natrénovanost modelu vacési
vplyv ako umelo vyprodukovand, pretoze pri trénovani az tak nevadi mierne zvysend chy-
bovost. Za to pri pouziti predstaveného postupu na testovacej sade je pri evaluédcii modelov
vyhodnotend ich realnejsia chybovost, kedze budi mat na vstupe lepsie detekované riadky.
Respektive, detektor riadkov nemusi byt vzdy plne kompatibilny s tym, ¢o ocakava na
vstupe OCR. To vyplyva z porovnania pévodného modelu na poévodnych a lepsie vyreza-
nych riadkoch testovacej sady, kde dosiahol rozdiel v hodnotdch CER priblizne 1.1%.
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g vyjadruje konstantu, ktorou sa nasobili parametre geometrickych augmentacii,
pri g = 1.0 sa jednd o pévodné hodnoty

Testovacia sada

povodna nova

g=1.0 3.73% 3.45%
m 3.58% 3.32%
H 3.56% 3.27%
E 3.54% 3.26%

Uroven geometrickych augmentacii

Tabulka 6.2: Tabulka zobrazuje vplyv réznych stupniov geometrickej augmentacie na tspes-
nost modelu natrénovaného na upravenych riadkoch trénovacej sady. Porovnanie prebehlo
na povodnej a upravenej testovacej sade.

6.3 Odstranenie nekonzistentnych riadkov

V tomto experimente bolo potrebné vhodne detektovat nekonzistentné riadky v datovej
sade. Do tejto skupiny spadaji predovsetkym riadky, ktorych prepis ground-truth nie je
plne korespondujici s textom, ktory sa na danom obrazku nachddza. Detekované riadky,
ktoré sa nachadzali v trénovacej sade, z nej boli odstranené a tie, ktoré patrili do testovacej
sady som rucne skontroloval a upravil ich prepis ground truth tak, aby odpovedal textu na
vyrezanom obrazku. Cielom experimentu je vytvorit trénovaciu sadu, ktord bude zbavena
nekonzistentnych riadkov a na ktorych nie je mozné dosiahnut hodnotu CER rovni nule
ani s idedlnym OCR modelom. Model, ktory bude na tejto sade natrénovany, bude neskor
porovnany s modelom natrénovanym na povodnej trénovacej sade.

Vyhodnotenie réznych verzii detektoru podozrivych riadkov sa nachiddza v tabulke 6.3.
Porovnavanie prebiehalo na casti pouzivanej datovej sady, ktorti som ruc¢ne skontroloval.
Pozostavala z 5 009 riadkov rozdelenych do dvoch skupin, podla toho ¢i prislusny prepis
odpovedal ich skutocnému textu alebo nie. Kontroloval som predovsetkym riadky s vysokou
pravdepodobnostou chybajiceho alebo prevysujiceho slova, ktoré boli vybrané, ak sa v ich
zarovnani objavil vyssi pocet None, ktory ale nemusel byt v sekvencii na zaklade ktorej ich
neskor detekoval samotny detektor. Nakoniec sa v skontrolovanej datovej sade nachadzalo
3 670 riadkov s nevalidnym prepisom a 1 339, ktorych prepis ground truth bol spravny. Ak
riadky obsahovali iba drobnt nedokonalost, vyhodnotil som ich prepis ako korektny.

Na zaklade vysledkov porovnavania bol pre tcely experimentu zvoleny detektor, ktory
berie do tvahy Specidlne znaky na konci None sekvencii a zaroven nepocita s chybami v
podobe medzier v tesnom okoli $pecidlnych znakov (S+).

Zvoleny algoritmus na detekciu podozrivych riadkov bol nezévisle spusteny na pouzitej
datovej sade trikrat, vzdy s inym parametrom. Ten uddva dolnd hranicu dizky sekvencie
None, na zaklade ktorej je riadok vyhodnoteny ako podozrivy. Vysledkom teda boli 3 upra-
vené dvojice trénovacej a testovacej sady. Prvotny parameter, s ktorym je mozné zacat
detekciu a vytvorit prvit dvojicu sad, bol uréeny na zdklade medidnu a priemeru dizky
vSetkych slov, ktoré sa v datovej sade nachddzaji. Priemernd dizka slova bola vypoéitand
na hodnotu 5.029 a median dlzky slov sa v pouzitej ddtovej sade rovnal 5. Vychddzal som
préve z tychto hodnot, kedze pouzitd datova sada obsahuje texty v réznych jazykoch a z
rozneho obdobia. Pri pouziti parametru 5 bolo celkovo detekovanych 3 276 riadkov textu, z
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c predstavuje parameter algoritmu pre detekciu chybnych riadkov
TP FP TN FN F1 score

K 3627 734 605 43 0.90324
M 3646 923 416 24 0.88505
c=3 S 3646 939 400 24 0.88334
K+ 358 660 679 84 0.90601
S+ 3619 879 460 o1 0.88614

K 3093 323 1016 577 0.87298
M 3295 487 852 375 0.88432
c=4 S 3324 508 831 346 0.88616
K+ 3030 290 1049 640 0.86695
S+ 3285 450 889 385  0.88723

K 2654 164 1175 1016 0.81812
M 2891 232 1107 779 0.85117
c=5 S 2906 239 1100 764 0.85282
K+ 2590 153 1186 1080 0.80773
S+ 2852 216 1123 818 0.84654

Tabulka 6.3: Tabulka zobrazuje porovnanie predstavenych verzii detektoru s pouzitim roz-
nych parametrov. Toto testovanie prebiehalo na plne skontrolovanej ¢asti pouzitej datovej
sady.
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c predstavuje parameter algoritmu pre detekciu chybnych riadkov,
¢ = 0 je ekvivalentné s pévodnou datovou sadou

Testovacia sada

c=0 c=5 c=4 c=3

0 381% 3.7%% 3.73% 3.71%
c=5 3.62% 3.60% 3.57% 3.55%
c=4 37% 3.72% 3.711% 3.69%
3 383% 3.7% 3.76% 3.75%

c =

Trénovacia sada

C =

Tabulka 6.4: Tabulka zobrazuje vplyv vyslednych poupravenych testovacich a prefiltrova-
nych trénovacich sidd na tspesnost modelu.

nich 22 spadalo pod testovaciu sadu. Tie boli ruc¢ne skontrolované a v pripade potreby som
previedol pozadovanu korekciu v ich prepisoch ground truth. Z prislusnej trénovacej sady
tak bolo odobratych 3254 riadkov. Druha dvojica bola vytvorena s pouzitim parametru 4, s
ktorym skript detekoval dokopy 4 944 podozrivych riadkov, z nich 42 sa nachadzalo v testo-
vacej sade a 4 902 riadkov bolo z trénovacej sady odobratych. V trefom behu boli v datovej
sade detekované riadky, ktorych sekvencia None dovisila dizku 3. Takto bolo detekovanych
10 398 riadkov, z ¢oho 98 patrilo do testovacej a 10 300 do trénovacej sady.

Porovnanie jednotlivych modelov, ktoré boli natrénované na trénovacich sadach vytvo-
renych na zaklade vysledkov z detektoru nekonzistentnych riadkov pri pouziti réznych pa-
rametrov sa nachadza v tabulke 6.4. Spolu s trénovacimi sadami boli vytvorené aj prislusné
poupravené testovacie sady, na ktorych vzdjomné porovnanie modelov prebehlo.

7 vysledného porovnania je vidiet, ze najvacsi rozdiel v zlepseni na povodnej testovacej
sade dosiahol model natrénovany na trénovacej sade vytvorenej s pomocou detektoru s
parametrom 5. Jednd sa o rozdiel 0.19% na hodnotdch CER, ktory nie je nejak zésadne

sade nachadzaji je maly. S pouzitim tohto parametru ich bolo identifikovanych iba 3 254,
¢o tvori priblizne 0.5%. Na vysledkoch je tiez mozné pozorovat, ze odstranenie ndro¢nejsich
riadkov, takych, ktorych zarovnanie vyslednej transkripcie obsahovalo kratsie postupnosti
None, z trénovacej sady posobi kontraproduktivne. Model pri vyhodnocovani podobnych
riadkov v testovacej sade potom dosahoval horsie vysledky ako model, ktorého trénovacia
sada bola zbavena len riadkov s vysokou pravdepodobnostou chyby v prislusnom prepise.

Na zdklade experimentu vyplyva, ze z trénovacej sady méa zmysel odstranit riadky,
ktoré maju vysoku pravdepodobnost, ze v ich prepise slovo chyba alebo sa naopak nachadza
navyse. Naopak tym, Ze na testovacej sade sa riadky neodstranuju, ale opravuje sa ich prepis,
déva najvacsi zmysel nechat detektovat aj riadky s nizsou pravdepodobnostou chybajiceho
alebo prevysujiceho slova. Celkom konzistentne je totiz vidief zlepSenie vsetkych modelov
pri dokladnejsie opravenych testovacich sadach.
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Kapitola 7

Zaver

Cielom tejto prace bolo preskimat konzistenciu datovych sdd pre rozpozndvanie textu a
nésledne sledovat aky vplyv ma pripadnd nekonzistencia pri trénovani a vyhodnocovani
OCR modelov. Nasledne stanovit aké problémy nekonzistenciu v datovych sadach spdsobuju
a definovat postup na ich potlacenie.

Nekonzisteciu je mozné rozdelit podla problémov, ktoré ju spésobuji. Vizualna nekonz-
sitencia je sposobend hlavne nedokonalostami v automatickej segmentacii riadkov. Prejavuje
sa odstranenim &ft pismen, ktoré poméahaji k ich naslednému spravnemu rozpoznaniu. Dal-
sia nekonzistencia nastava medzi textami, ktoré sa skutoéne nachéddzaji na obrazku a k nim
prislusnym prepisom ground truth, ktoré nie si spravne a nedefinuji povodny text v jeho
skutocnej forme.

Na potlacenie vizualnej nekonzistencie bolo vytvorenych 27 variant kazdého riadku z
pouzitej datovej sady. Nasledne boli pre kazdy z riadkov vybraté ich najlepsie varianty,
ktoré boli urcené na zéklade vysledku CTC chybovej funkcie. Tieto riadky spolu tvorili
novu verziu datovej sady. Pre odstranenie nekonzistentnych riadkov z pdévodnej datovej
sady, bol navrhnuty detektor riadkov, ktory oznacil riadky, ktorym v ich prepise chybalo
alebo prevysovalo slovo alebo bol prehodeny slovosled. V zavislosti na vstupnom parametre
detektoru, boli nasledne chybné riadky z trénovacej sady odstranené a v testovacej sade bol
rucne opraveny ich prepis.

Na vysledkoch z experimentov bol preukdzany vplyv konzistentnosti datovej sady na
uspesnost OCR modelu. Potlac¢enie vizualnej nekonzistencie malo najvéacsi dopad na testo-
vaciu sadu, na nej dosahovali vSetky testované OCR modely konzistentne lepsie vysledky.
Povodny model sa na lepSie vyrezanej testovacej sade zlepsil o 1.1%. Naopak model, ktory
bol natrénovany na takto vytvorenej trénovacej sade nedosahoval nejak zdsadne lepsich
vysledkov. Vysledky nezlepsila ani dodatocne zosilnend geometrickd augmentécia pri tré-
novani na upravenych riadkoch. Z ¢oho vyplyva vyznam variability riadkov, spdsobenou
ich nedokonalou segmentaciou pri trénovani. V druhom experimente bol dokazany nepriaz-
nivy vplyv nekonzistencie riadkov s ich prepismi. Opéaf bolo vidiet zlepsujicu sa presnost
vSetkych testovanych modelov na testovacej sade v zavislosti od miery jej skontrolovania
a nasledného opravenia. Najlepsie vysledky dosahoval model, ktorému boli z trénovacej
sady odobraté len riadky s vysokou pravdepodobnostou chyby. Oproti pévodnému modelu
dosahoval priblizné zlepsenie 0.2% CER naprie¢ vSetkymi testovacimi sadami.

Moznosti budiiceho vyvoja prace by pozostavali z natrénovania modelu, ktory sa stara
o segmentaciu riadkov na datach vytvorenych pri prvom experimente. Nasledne sktimat
vysledky OCR modelu pri natrénovani a testovani na variantach riadkov, ktoré by vypro-
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dukoval. Tak isto je tu moznost experimentovania s inymi, mensimi datovymi sadami, kde
by mohla nekonzistencia zohravat vacsiu rolu na celkovych vysledkoch.
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Priloha A

Obsah prilozeného paméatového
meédia

e bp.pdf - text bakalarskej prace v elektronickej podobe
o video.mp4 - video k bakalarskej praci
o doc/ - prie¢inok so zdrojovymi sibormi prace v latex-u

o src/ - priec¢inok so zdrojovymi sibormi skriptov k experimentom
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