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Abstrakt

Tato praca sa zaobera zvysSovanim konzistencie datovych sad pre rozpoznavanie textu. V
tejto praci su popisane problémy, ktoré nekonzistenciu spdsobuju a néasledne st predstavené
rieSenia na jej odstranenie. Skiimany je vplyv vlastnosti polygénov definujtcich ohranicenie
riadkov a teda to ako upravena verzia datovej sady, ktora je zlozena z idedlnych variant
riadkov ovplyvnila presnost modelu. Dalej sa praca zameriava na detekciu a nasledné odstra-
nenie alebo upravenie riadkov, ktorych prepis ground truth nekoresponduje so skutoénym
textom, ktory sa na nich nachiddza. Experimentovanim sa ukazalo, ze odstranenie vizual-
nej nekonzistencie na trénovacej sade nemd zasadny vplyv na natrénovanost modelu, za
to poupravenim testovacej sady sa presnost OCR modelu zlepsila o 1.1% CER. Uprave-
nim datovej sady tak, aby neobsahovala navzidjom nekonzistentné dvojice rozpoznavaného
textu a prislusnej ground truth, sa model po opdtovnom natrénovani zlepsil maximéalne len
0 0.2% CER. Hlavnym zistenim tejto prace je predovSetkym preukézany priaznivy uc¢inok
odstranenia nekonzistencie na testovacich sadach, vdaka ktorému je mozné zistif realnejsiu
chybovost OCR modelu.

Abstract

This work is concerned with increasing the consistency of datasets for text recognition. This
paper describes the problems that cause the inconsistency and then presents solutions to
eliminate it. The effect of the properties of the polygons defining the text line boundaries
and hence how the modified version of the dataset, which is composed of ideal text line
variants, affected the accuracy of the model is investigated. Further, the work focuses on
detecting and then removing or modifying text lines whose ground truth transcription does
not match the actual text they contain. Experimentation showed that removing the visual
inconsistency on the training set did not have a significant effect on the trained model,
but modifying the test set improved the OCR accuracy of the model by 1.1% CER. By
modifying the dataset so that it did not contain mutually inconsistent pairs of recognized
text and the corresponding ground truth, the model improved by a maximum of only 0.2%
CER after re-training. The main finding of this work is, above all, the proven beneficial
effect of removing inconsistencies on test suites, thanks to which it is possible to determine
a more realistic error rate of the OCR model.
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Kapitola 1

Uvod

Rozpoznavanie textu alebo OCR z anglického spojenie Optical Character Recognition je
metdda, ktorej hlavnou tlohou je preklad tlaceného alebo pisaného textu do digitalnej po-
doby, typicky ASCII znakov, ktori je dalej mozné upravovat, vyhladavat v nej alebo s miou
prevadzat iné potrebné tukony. Je to zlozity proces, hlavne kvoli ré6znorodému rozpoznava-
nému textu, ktory moéze byt v mnohych podobéach, jazykoch, z réznych obdobi a pisany
rozlicnymi stylmi alebo autormi.

Ma siroku skalu uplatnenia a prinos nachddza v podobe automatickej digitalizacie do-
kumentov a textov, ktoré boli vytvorené v pisanych alebo tlacenych formach. Tak isto sa
vyuziva pri rozpoznavani osobnych dokladov, postovych smerovacich ¢isel ¢i ¢itani doprav-
nych znaciek v autonémne riadenych autach.

Dnes sa na riesenie tejto problematiky pouzivaji neurénové siete, ktoré dosahuju velmi
dobré vysledky. Existuje viacero state-of-the-art modelov, ktoré sa dnes na rozpoznédvanie
pisma pouzivaji. OCR je mozno riesit architekttirou zalozenou na konvoluc¢ne rekurentnych
siefach alebo pristupom sequence to sequence. Tieto metdédy budi neskor blizsie popisané
v samotnej praci.

Na pracu s nimi st potrebné datové sady, ktoré sa konkrétne vyuzivaju hlavne pri
ich trénovani. Tato praca sa zaoberd prave zvysovanim ich konzistencie a skiimanim, aky
vplyv ma samotnd konzistencia na natrénovanost modelu. Cielom je dosiahnut zlepsenie
presnosti pouzitého OCR modelu po jeho opadtovnom natrénovani na trénovacej sade, ktorej
konzistencia bola zvysend. Pre tieto tcely boli navrhnuté a neskor skiimané metddy, ktoré
upravuju alebo odstranujui nekonzistentné riadky pouzitej datovej sady.

Praca je ¢lenena do niekolkych kapitol. Kapitola 2 priblizuje aktualne pristupy k roz-
poznavaniu textu a je v nej opisana trojica rozlicnych architektir neurénovych sieti, ktoré
sa dnes v tejto problematike pouzivaju. Kapitola 3 obsahuje prehlad datovych sad urcenych
na rozpoznavanie textu. V kapitole 4 st opisané problémy, ktoré sivisia s nekonzistenciou
v datovych sadach spolo¢ne s ich navrhmi rieSenia. V kapitole 5 st zhrnuté implementacné
detaily skriptov, ktoré boli vytvorené pre ucely potlacenia danej nekonzistencie. V kapi-
tole 6 si zhrnuté vysledky experimentov a vplyv upravenych datovych sid na uspesnost
testovaného modelu. V zavere prace, v kapitole 7, sa nachadza zhodnotenie dosiahnutych
vysledkov a moznosti budicej prace.



Kapitola 2

Rozpoznavanie textu

Rozpoznavanie textu alebo OCR je metdda, ktord sa stard o prevod pisaného alebo tla-
¢eného textu do digitalnej podoby. Prvy OCR systém, nazyvany Optophone predstavil
Edmund Edward Fournier d’Albe uz pred vyse 100 rokmi. Jeho hlavnou motivaciou bolo
umoznit pristup k pisanym informaciam slepym ludom. Pristroj pri svojej ¢innosti vyuzival
foto senzory, s pomocou ktorych detekoval ¢ierne pismo z pozadia a prevadzal ho na zvuk[9].
Dalsi v§znamny pokrok nastal v roku 1977, kedy Ray Kurzweil predstavil Kurzweil reading
machine[23]. Tento pristroj opét prevadzal tlaceny text na zvuk. Zo stranky textu rozpoznal
pismena a tie neskor spajal do slov. Kazdé identifikované pismeno predstavovalo maticu, z
ktorej boli postupne kontrolované geometrické ¢rty, ktorych sumarizacia urcovala vysledna
triedu rozpoznavaného pismena. Dnes sa k rieSeniu tohto problému pristupuje pomocou
umelych neurénovych sieti.

V nasledujicej kapitole buda predstavené najpouzivanejsie metédy zalozené na stro-
jovom uceni, ktoré sa dnes v tejto oblasti pouzivaju. Priblizené budu zaujimavé cCasti a
fungovanie jednotlivych architektar. Prvy z moznych pristupov je postaveny na konvo-
luéne rekurentnej neurénovej sieti[34]. Jej rekurentnd ¢ast byva implementovand pomocou
LSTM][18][12] alebo GRU|[7] jednotiek. Nésledne bude priblizeny pristip sequence to se-
quence[22] s vyuzitim mechanizmu attention[4]. Na tomto mechanizme je postavend aj po-
slednd diskutovana architektira neurénovych sieti, transformer[36]. Vychadza z pristupu
sequence to sequence a pracuje s rozsirenou implementaciou mechanizmu nazyvanym multi-
head attention|[36].

Na konci kapitoly je spomenutd Levenshteinova vzdialenost[27], z ktorej vychddza Le-
venshteinove zarovnanie, na zaklade ktorého je mozné spocitat metriky ako Character Error
Rate alebo Word Error Rate. Tie si zakladanym porovnavacim ukazovatelom pri vyhodno-
covani presnosti jednotlivych modelov.

2.1 Konvoluc¢ne rekurentné neuronové siete

Neurénova siet tohto typu[34] sa deli na tri hlavné ¢asti, komponenty. Na tplnom zaciatku
sa nachadza konvolu¢na cast, ktora extrahuje ¢rty z povodného obrazka. Rekurentné vrstvy
udrzuju kontext pre cely vstupny obrazok a vytvaraji predikcie pre kazdy vektor, ktory
dostali na vstupe. Na samom konci sa nachadza transkripénd cast, ktora vytvara vyslednt
predikciu.
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Obr. 2.1: Sekvencia vektorov, ktoré si pomocou konvoluc¢nej Casti extrahované zo vstupného
obrazka. Kazdy z nich opisuje ¢rty daného regiénu, ku ktorému prislicha. Prevzaté z [34]

Konvoluénd c¢ast

Konvoluéna c¢ast siete pozostava z konvoluénych a maz-pooling vrstiev, ktorych tlohou je
zo vstupného obrazku extrahovat jednotlivé ¢rty. Tieto vrstvy su prevzaté zo standartnych
CNN modelov, jedinou zmenou je odstranenie plne previazanych vrstiev.

Obrazok vstupujuci do siete musi najprv prejst vhodnym pre-processingom, ktorého
hlavnou a nevyhnutnou Castou je dany obrazok upravit tak, aby mal pozadovanu vysku, no
pomer jeho stran ostal zachovany. Vstupny obrazok, predstavujici riadok textu je rozdeleny
na jednotlivé regiony, kazdy z nich je jednotnej fixnej Sirky. Z nich konvolucéna cCast siete
postupne sprava dolava vytvori sekvenciu vektorov, ktoré st vstupom do rekurentnej casti
siete. Tieto vektory nezavisle popisuji jednotlivé ¢asti vstupného obrazku. Cize kazdy i-ty
vektor prislicha -tému vyrezu zo vstupu, a teda je jeho deskriptorom[34]. Zobrazené na
obrazku 2.1.

Rekurentnd c¢ast

Ulohou rekurentnej Casti siete je hlavne zachytévanie kontextu zo sekvencie vektorov. Pri
rozpoznavani textu pomocou opisovanej metdédy je tato skutocénost uzitoénad hlavne pri
rozli¢nej Sirke jednotlivych pismen, pretoze niektoré tizke pismena moézu byt jednoznac¢ne
definované uz pri rozbore jedného vektora, obdiznika zo vstupného obrazku, zatial ¢o na
uplni identifikaciu Sirokych pismen je potrebnych tychto vektorov niekolko. Kontext tak
isto napomaha rozpoznavaniu pismen na zaklade ich vysky voci okolitym pismenam, ¢o
zjednodusuje predikovat triedu v danom okne. Napriklad pri pismenach ako su ,,i* a ,1“
Dalsou vyhodou rekurentnej ¢asti siete je spitnd propagacia chyby na vstup, a teda
spat na konvolucné vrstvy. To umoznuje spolo¢né trénovanie ako rekurentnych, tak konvo-
luénych vrstiev naraz. Prinosom rekurentnej Casti pre dany model je aj schopnost operovat
s Iubovolnymi dizkami sekvencif. To znamena, ze dizka vstupného obrazka pre tento typ
sieti nie je limitujica a celd sekvencia vektorov je prechddzand od zaciatku po koniec.
Bezna rekurentnd sief svoj aktualny interny stav pocita aj na zaklade minulého, uz pre-
pocitaného vektora, ktory pri vypocte toho aktualneho berie na vedomie. Takto postupuje
pri praci s kazdym vektorom. V moznych dlhych sekvenciach tato skutoc¢nost limituje infor-



macie, ktoré sa v sieti dalej prenasaji, dokonca mdze podstatna informécia iplne zaniknut.
Tento problém je zndmy pod nazvom wvanishing gradient problem.

Problém tzko suvisiaci s predchadzajicim je exploding gradient problem, pri ktorom
jednotlivé hodnoty vah naprie¢ sietou nekontrolovatelne rasti a prehlusuju kontext ostat-
nych informécii. Kvoli tymto problémom nebolo do roku 2006, kedy Hinton[16] problémy
prvykrat popisal a vyriesil, iplne mozné trénovat hlboké rekurentné neuronové siete a tak
nedosahovali svoj skuto¢ny potencial hlavne pri rieSeni problémov s rozsiahlym kontextom.
Dnes sa tieto problémy riesia pomocou LSTM a GRU.

LSTM

Long Short-Term Memory[18][12] je typ rekurentnej neurénovej siete, ktord mé schopnost
uchovavat kontext v dlhych sekvenciach, a teda potrebnu vlastnost pri rozpoznavani rucne
pisaného textu v celych slovach alebo riadkoch. Jej hlavny mechanizmus tvoria brany. Tie
dokazu regulovat tok informéacii a ucit sa, ktoré informacie nie st potrebné a je mozné
ich zahodit a ktoré informécie st pre vytvorenie predikcie nevyhnutné. Nakres popisujuci
konstrukciu jednotky je mozné vidiet na obrazku 2.2.

Brany tvoria aktivacné o funkcie, ktoré vstupné hodnoty pretransformuju na cisla v
intervale (0, 1), ¢im blizsie je vysledné ¢islo k 0, tym je jeho hodnota menej podstatnd,
kedze ¢islo nasobené 0 zanikne. Naopak, ¢im je ¢islo blizsie k 1, tym ma jeho hodnota vacsi
vyznam.

Forget gate rozhoduje o tom ¢ bude informéacia z predchadzajiceho ¢asového kroku
zahodena alebo ponechané. Urcuje tak na zaklade predchadzajiceho skrytého stavu a ak-
tudlnom vektore na vstupe. Ulohou input gate je vyjadrit ddlezitost novej informécie, ktord
sa nachadza na vstupe. Opéft je aplikovana o funkcia, ¢im je zabezpecené rozmedzie vy-
slednej hodnoty v intervale <0,1>. Néasledne je mozné vypocitat cell state, ktory nesie
podstatné informacie z celého vstupu po cely ¢as vypoctu. Uéini tak postupnym nasobe-
nim predchadzajiceho cell state s vysledkom forget gate a ndslednym pri¢itanim vystupu z
input gate. Vysledkom tychto operacii je novy cell state. Posledny na rad prichadza output
gate, ktory vytvara novy skryty stav, ktory je obohateny o informacie z aktualneho vstupu.
TAato operacia opat spociva v zndsobeni, tentokrat vystupu z output gate s novym, pravé
vytvorenym cell state.

GRU

Gated Recurrent Unit[7] je obnovou LSTM a funguje velmi podobne. Namiesto pouzivania
cell state ako dlhodobej paméte vyuziva svoj skryty stav, v ktorom dokaze drzaf kontext
dlha dobu. Kedze vychadza z LSTM tiez funguje na principe spominanych bran, ktoré sa
vo svojej podstate implementované rovnako, teda ako o funkcie. Tieto brany obsahuje iba
dve reset gate a update gate. Update gate funguje podobne ako forget gate a input gate z
LSTM, rozhoduje o tom, ktoré informécie zo vstupu majua byt zahodené a ktoré pridané do
skrytého stavu. Reset gate sa stara o spravu skrytého stavu, a teda ktoré informacie z neho
maju byt pri prechode jednotkou zahodené a ktoré ponechané do dalsej iteracie.

GRU je o niec¢o jednoduchsia ako LSTM a pri svojej ¢innosti s vektormi si vystaci s
menej operaciami. Pri trénovani vacsiny rekurentnych neurénovych sieti to tak z nej robi
rychlejsiu jednotku. Konstrukciu danej jednotky je mozné vidiet na obrazku 2.3.
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Obr. 2.2: Obrazok popisuje jednotlivé komponenty LSTM, naznacuje spojenia medzi nimi a
to, akymi matematickymi operdciami si implementované. Tak isto zobrazuje usporiadanie
jednotlivych bran a to, v akom poradi si preddvaji informécie. Prevzaté z [33].
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Obr. 2.3: Obrazok popisuje jednotlivé komponenty GRU. Usporiadanie bran a operacie, kto-
rymi sd ich vystupy modifikované. Uz z ndhladu je mozné vidiet jednoduchsiu konstrukciu
celej jednotky v porovnani s jednotkou LSTM. Prevzaté z [33].



Transkripéna cast

Proces transkripcie vytvara finalnu predikciu celého slova alebo riadku v zavislosti od po-
ziadavkov na model. Robi tak pretvaranim vystupov rekurentnej Casti siete, a teda jej
predikcii pre kazdy vektor, inak povedané pre kazda vysegmentovani c¢ast obrazka. Trans-
kripcia mdéze vysledni sekvenciu produkovat ¢isto na zdklade predikcii vychadzajicich z
rekurentnej Casti siete, bez ohladu na vysledne slovo, ktoré vytvori. Takyto pristup sa
nazyva lexicon-free. Druhy pristup sa nazyva lexicon-based, ktory je rozsireny o takzvany
slovnik slovnej zasoby. Predikcia konkrétneho slova je vybrana z tohto slovnika na zdklade
najvécsej podobnosti sekvencie ziskaného neurénovou sietou zo vstupu s danym slovom.
Avsak pri slovnikoch velkjch rozmerov by porovnavanie kazdého slova bolo ¢asovo prilis
narocné, preto sa od prvotnej sekvencie hladaju takzvany najblizsi susedia. Mnozina tychto
slov je urcend na zdklade maximélnej Levenshteinovej vzdialenosti[27] kazdého z nich od
povodne predikovaného slova. Toto je umoznené vdaka sposobu ulozenia slovniku v datovej
struktire BK stromu, z ktorého sa nasledne vyberie findlny kandidat, ktorého vzdialenost
od povodnej predikcie je spomedzi vsetkych najmensia.

CTC

Connectionist temporal classification[13] je objektivna funkcia, ktord umoznuje trénovanie
rekurentnych neuronovych sieti bez nutnosti predom segmentovat vstupné data. Tak isto
riesi dekodovanie vysledku rekurentnej neurénovej siete. Nie je tak potrebne mat klasifiko-
vanu triedu, ground truth, pre kazdy vektor, pretoze CTC tento vystup patricne zarovnava.
Zakladnou myslienkou je interpretovat vystup z rekurentnej casti siete ako rozdelenie prav-
depodobnosti vsetkych moznych sekvencii, ktoré zodpovedaju vstupnej sekvencii znakov
na obrazku. Prave na zdklade tohto rozdelenia sa d4 odvodit potrebna objektivna funkcia,
ktord maximalizuje pravdepodobnost urcenia spravneho oznacenia. Tato funkcia je diferen-
ciovatelnd, a teda sief moze byt trénovana standardnou spétnou propagaciou. Formalne je
zapisand nasledovne:

T
p(r|x) = Hyfrt,VW e (2.1)
t=1

Vstupnou sekvenciou je x, jej dizku udéva parameter T. y}; je pravdepodobnost vyskytu
znaku k v Gase t. Znak k je znakom pouzivanej abecedy L'T, ktord je zjednotenim vsetkych
znakov, ktoré sa mozu na vstupe objavif a zaroven prazdnym znakom, takzvanym blank.
Matematicky zapisané ako L' = L U {blank}. Jednotlivé elementy abecedy L'7 sa nazjvajt
cesty a su znacCené su ako 7.

V dalsom kroku je potrebné definovat mapu typu many-to-one B : L' — L=T kde L=T
je mmnozinou moznych znaceni pre dand vstupnu sekvenciu. V jednoduchosti je tento pro-
ces vykondvany odstranenim vsetkych priazdnych znakov blank a opakujicich sa znakov.
Néazornd ukazka, B(a—ab—) = B(-aa—abb) = aab. Nakoniec je B pouzité na definovanie
podmienenej pravdepodobnosti daného znacenia 1 € L=T ako sti¢et pravdepodobnosti viet-
kych ciest, ktoré mu zodpovedaju. Priklad vypoctu je znazorneny na obrazku 2.4. Formalne
zapisané nasledovnym spdsobom:

p(x)= > plrlx) (2.2)

TeB1(1)
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Obr. 2.4: Vypocet p(l|x) by vyzeral nasledovne. Uvedeny priklad je zndzorneny nad vstup-
nou abecedou L'" = {a,b,—} s 3 Casovymi krokmi. Retazec na vstupe bude ,a“, ktory je
zaroven aj takzvanym ground truth. VSetky mozné cesty pre ,,a“ v tomto priklade su ,,aaa“,
,a—c, ,-a-¢, —a“ jaa-“, ,-aa“ Sc¢itanim skore jednotlivych ciest, ktoré dostaneme, je 0.048
+ 0.168 + 0.018 + 0.072 + 0.012 4 0.028 = 0.346. 0.346 je pravdepodobnost vyskytu ground
truth. Z tejto hodnoty je vypocitany logaritmus, ktory je nasledne negovany a vysledkom
je takzvana hodnota loss, ktord moéze byt spéitne propagovani a neurénova sief moze byt

trénovand. Prevzaté z [5].

7 danej formulacie vyplyva, Ze vystup klasifikdtora by mal byt najpravdepodobnejSim
znacenim vstupnej sekvencie. Zapisané nasledovne:

h(x) = arg max p(1|x) (2.3)
leL=T

2.2 Sequence to sequence

Je Specidlnym typom rekurentnych neurénovych sieti, ktoré dokazu mapovat vstupni sek-
venciu na vystupnd, ktorej dizka je vopred nezndma. Pravé kvoli tejto vlastnosti byva jej
architektura aplikovana hlavne na riesenie zlozitych jazykovych problémov, akym je napri-
klad machine translation, Cize preklad sekvencie textu z jedného jazyka do sekvencie textu
druhého jazyka. Kedze prave pri preklade dlhej sekvencie znakov, vety v slovenskom ja-
zyku, moze byt vystupom uplne ind sekvencia, a teda aj iny pocet znakov v inom, cudzom
jazyku. Okrem iného je vyuzivana tiez na text summarization, Co znamena, ze dokdze suma-
rizovat podstatu textu. Z toho vyplyva siroka skala uplatnenia ako je napriklad vytvaranie
cetovacich robotov, ktory dokazu napriklad automaticky odpovedat na otazky. Tiez byva
pouzivana na rozpoznavanie re¢i[35]. Dnes je tento pristup vo velkom vyuzivany aj v OCR
modeloch na rozpoznavanie textu[22].

Attention

KTucova dlohu v sequence to sequence modeloch zohrava takzvany attention mechanizmus,
ktory predstavil v roku 2014 Bahdanau a spol[4]. Vyriesil problém pouzitia kédovacieho
vektora fixnej dlzky, kde mal encoder len obmedzeny pristtip k informécidm zo vstupul8].



Attention mechanizmus vyuziva tri hlavné komponenty, ktoré sa nazyvaju queries @, keys
K, values V' a krok po kroku vykonava nasledovné vypocty:

Kazdy query vektor q = si_1 sa porovnava s databazou keys pre vypocet daného skore.
Tato operacia zhody sa vypocita ako skalarny suc¢in konkrétneho uvazovaného query s
kazdym key vektorom k;

qk = d- ki (2.4)

Vysledky st spracovane operaciou softmaz, ktora vygeneruje vahy

Qq,k, = softmax(eqx;) (2.5)

Attention je néasledne vypocitany vazenym stuctom walue vektorov vy, kde kazdy z nich
je sparovany s prislusnym key

attention(q, K, V) = Z Qg kg Vig (2.6)
i

V podstate, ked attention mechanizmus pracuje so sekvenciou slov, vezme query vektor
priradeny konkrétnemu slovu v sekvencii a porovna ho s kazdym key v databaze. Pritom
zachytava, ako uvazované slovo sivisi s ostatnymi vo vstupnej sekvencii. Potom zoraduje
values podla vah vypocitanych zo skére tak, aby sa zachovalo zameranie na tie slova, ktoré
su relevantné pre dant query. Pritom vytvara attention vystup pre uvazované slovol8].

Metéda, ktord predstavil Kang a spol v roku 2019 v praci [22], je postavend prave na
modeli sequence to sequence s vyuzitim attention mechanizmu. Ich model sa sklada z troch
hlavnych Casti a to encoder, attention mechanizmus a decoder. Architektiru daného modelu
je mozné vidiet na obrazku 2.5.

Encoder

Na zaciatku kodéra sa nachddza konvolué¢na neurénova siet, ktorej hlavnou tlohou je extrak-
cia Crtou zo vstupného obrazka. Vyextrahované data st vstupom do Bi-directional Gated
Recurrent Unit, ktora je viacvrstvova, slizi na zachytiavanie celkového kontextu a priddva
informécie o pozicii kazdého okna. Tak isto ako je mozné vidief aj na obrazku 2.5 vytvara
vystup kodéra a zakdéduje vyslednt sekvenciu. Funkcionalita kodéra, a teda kombinacie
CNN a BGRU spociva v zakédovani textu zo vstupného obrazku Z do mapy vektorov X.
TAto je nasledne transformovand do dvojrozmerného pola X’, ktoré obsahuje vyextrahované
Crty pre jednotlivé ¢asové kroky. Vektory tohto pola vstupuji do BGRU, ktorého vystupom
je opét dvojrozmerné pole vektorov H s rovnakou dizkou, ktoré obsahuje pridané informdcie
a z ktorého bude pocitany attention.

Content-based Attention

Implementacia mechanizmu Content-based Attention slizi modelu na hladanie podobnosti
medzi aktudlnym skrytym stavom dekodéru a ¢rtami vstupného obrazka, ktoré sa zaro-
ven vystupmi kodéra. Na zaklade toho, ktoré s vektorom najviac koreluji je mechanizmus
schopny urcit prislusny znak pre dany c¢asovy krok vstupného obrazka. Forméalne zapisané
nasledovne:
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Obr. 2.5: Architektira modelu, ktory predstavil Kang a spol, zobrazuje hlavné pouzité
komponenty a ich vzajomné prepojenie. Prevzaté z [22].

ay = Softmax(e;) (2.7)

eti = f(hi,st—1) = thcmh(Whi +Vsi_1+40) (2.8)

Definovana je attention mask a; vektora v c¢asovom kroku t. h; je skryty stav ko-
déra v ¢asovom kroku i € {0,1,....N — 1}. s; je skryty stav dekodéra v ¢asovom kroku
t € {0,1,....,T — 1}, kde T je maximélna dizka dekédovanych znakov. w, W,V a b st na-
trénovatelné parametre. Po vypocitani attention mask vektora, je mozné vypocitat vektor
s najdodlezitejsim kontextom nasledovne:

N—-1
e =glag, H) = Z agih; (2.9)
=0

Location-based Attention

Location-based Attention mechanizmus je do modelu zakomponovany pre odstranenia nevy-
hody, ktorou trpi vyssie uvedeny Content-based Attention mechanizmus. Ten na detekovanie
odlisnosti medzi viacerymi reprezentaciami toho istého ¢rtu zo vstupného obrazka, v tomto
pripade pismena, potrebuje mat zakdédované pozi¢né informéacii o tychto prvkoch od ko-
déra. Predchadzajici mechanizmus bol preto rozsireny o zohladnovanie pozicie na ziklade
zarovnania vytvoreného v predchadzajicom kroku a implementovany je nasledovne:

lt =Fx [e TN} (210)

10



Na zaciatku sa vyextrahuje pocet k vektorov l;; € RF pre kazdu poziciu i z predché-
dzajuceho zarovnania a;_1 a to konvoliciou s maticou F € RF*" N4sledne je rovnica ¢islo
2.8 nahradena nasledujticou rovnicou:

eri = f'(hiysi—1,lt) = th(mh(Whi + Vs + Ul +b) (2.11)

Kde st w, W, V,U a b opéf trénovatelné parametre.

Attention Smoothing

Vo svojej praci este Kang a spol odporuca nahradit Softmax funkciu 2.7 za o funkciu 2.12,
ktorda mé za nasledok zachytavanie o trochu Sirsieho okolia okolo pismena na vstupnom
obrazku. Koneény vysledok rozpoznavania daného znaku je sice rovnaky, ale z Tudského
pohladu je takto segmentovany znak lepSie rozpoznatelny a v budtcnosti by sa pravé z
tejto skutocnosti mohlo benefitovat.

s = —2ti) (2.12)

) N
Zi:o U(et,i)

Decoder

Dekodér je poslednym komponentom celého modelu, ktory je vo svojej podstate dalSou
implementaciou rekurentnej neurénovej siete. Dekdéduje znaky pre kazdy vektor, ktorych
spojenie vedie k vytvoreniu vyslednej sekvencie, prepisu textu zo vstupného obrazku. Imple-
mentovany je pomocou viacvrstvovych jednosmernych GRU. Vstupom do tychto jednotiek
je vzdy prislusny vektor v ¢asovom kroku ¢, ktory vznikol zrefazenim embedding vektora
predchadzajiceho casového kroku g1 a vektora ¢; nestceho kontextové informacie. Pred-
ikcia pre kazdy ¢asovy krok teda vyzerd nasledovne:

yr = arg max(w(sy)) (2.13)

Kde w(.) je linedrnou vrstvou. Embedding vektor vracia matica, takzvana look-up table,
ktord je na zaciatku inicializovand ndhodnymi hodnotami a pocas procesu trénovania sa
aktualizuje.

7+ = Embedding(y;) (2.14)

Dekodér vzdy zacéne po nacitani Startovacieho signdlu, ktorym je znak (GO). Proces
dekdédovania konéi po nacitani znaku (EOS) alebo pokial dekodér nenacita maximdlny
pocet ¢asovych krokov T'.

Skryty stav dekodéra v aktudlnom ¢asovom kroku s; je vysledkom konkatendcie aktu-
alneho kontextového vektora a predchadzajiceho vstupného vektora. GRU z tohto tazi a v
kazdom ¢asovom kroku ¢erpa z oboch informacii, ¢o jej pomaha vytvorit spravnu predikciu.
Formaélne je to zapisané nasledovne:

s¢ = Decoder([gt—1, ¢t], st—1) (2.15)
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Obr. 2.6: Architektira mechanizmu Multi-Head Attention, ktorda sa skladda z niekolkych
attention vrstiev pracujucich paralelne. Prevzaté z [30]

kde [ -, -] znac¢i konkatendciu.

2.3 Transformer

Architektara transformer je modelom neurénovych sieti, ktora si ku svojej ¢innosti adap-
tovala mechanizmus attention a vSeobecne funguje bez pouzitia konvoluénych alebo reku-
rentnych Casti. Svoje uplatnenie nasla predovsetkym na poli natural language processing
a computer vision, ¢o bolo pri vyvoji danej architektiry aj jej hlavnym cielom. Klicovou
vlastnostou, prave pri rieseni tychto problémov, je schopnost zakédovat dlhodobé zavislosti
vo velkych sekvencidch[32] a to aj kvdli tomu, Ze oproti rekurentnym neurénovym sietam
netrpi problémom explodujiceho a stracajiceho sa gradientu.

V roku 2017 Vaswani a spol predstavili novia jednoducht architekturu siete transfor-
mer[36], ktord funguje vyhradne s pouzitim attention mechanizmu bez zahrnutia reku-
rentnych alebo konvolu¢nych cCasti siete. Rekurentné modely si pre uchovanie kontextu zo
vstupnej sekvencie po dobu svojej ¢innosti prenasajui informéaciu v skrytom stave, ktory
je prepocitavany pre kazdy ¢asovy krok, ¢o vylucuje moznost paralelizidcie. Tato architek-
tara vSak je jednoducho paralelizovatelnd, a teda ¢asova narocnost pri trénovani je znacne
znizend[36].

Multi-Head Attention

Pévodny névrh architektiry transformer, ktory uviedli Vaswani a spol[36] namiesto préce s
jednou attention funkciou, ktora operuje len s jednou maticou skladajicou sa z keys, values
a queries, pouzili tychto matic hned niekolko. Vsetky st spracoviavané paralelne a vysledné
matice st konkatenované do finidlnej matice, ktord obsahuje koneéné hodnoty.

12
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Obr. 2.7: Architektira modelu, zaloZeného na metdéde transformer, ktory predstavil Kang
a spol, zobrazuje hlavné Casti architektiry a ich vzdjomné prepojenie. Prevzaté z [21].

Na problematiku rozpoznédvania ru¢ne pisaného pisma ako prvy metédu transformer po-
uzil Kang a spol[21]. Ich model sa sklada z dvoch hlavnych komponentov, tak ako je vidiet
na obréazku 2.7. Visual Feature Encoder, tak ako vyplyva z jeho nazvu, funguje ako encoder
a zo vstupného riadku v podobe obriazku extrahuje podstatné ¢rty a pomocou attention
mechanizmu sa zameriava na rozlicné pozicie vo vstupe. Text Transcriber je implemen-
taciou decoderu a zameriava sa na vytvaranie vyslednej sekvencie znakov. T vytvara na
zaklade ako vizualnych, tak aj jazykovych vlastnosti vstupu a pri trénovani sa zaroven uci
tiez komplexne desifrovat pisany text spolu s modelovacim jazykom|[21].

Visual Feature Encoder

Samotny kodér sa este ¢leni na tri jednotlivé ¢asti. Na tiplnom zaciatku sa nachadza CNN,
ktord zo vstupného riadku Iubovolnej dizky vytvori sekvenciu vektorov F, o velkosti f, v
ktorych st zahrnuté vizualne ¢rty spolu s kontextovou informéciou. Ta poskytuje globalny
pohlad na cely vstupny obrazok.

Vystup konvolucnej siete je vstupom do takzvaného Temporal Encoding, ktorého tlohou
je zvyraznit dolezité informéacie bez pouzitia akejkolvek rekurencie. V prirodzenom texte sa
nachadzaji rovnaké znaky na viacerych miestach, no pre spravne fungovanie attention me-
chanizmu je potrebne aby sa jednotlive vektory, ktoré ich popisuju lisili, to sa da dosiahnut
stratou invariancie horizontalneho posunu. Preto je na zaklade navrhu v praci Attention
Is All You Need[36] aplikované jednorozmerné poziéné kédovanie pomocou sinusovych a
kosinusovych funkcii[21].

V poslednom kroku, ktory je obsiahnuty v Visual Self-Attention Module je kladeny este
vacsi doraz na vyzdvihnutie najpodstatnejSich vizualnych ¢ft. To je dosiahnuté pouzitim
multi-head attention mechanizmu z prace Attention Is All You Need[36]. Suhrn najdélezi-
tejsich vizualnych ¢ft je na konci vytvoreny funkciou softmaz.

Text Transcriber

Na rozdiel od bezného dekodéru, ktory sa pouziva napriklad v modeloch na prevod reci do
textu, ktory funguje na trovni slov, tento je implementovany na baze predikcie jednotlivych
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znakov. Predikcia je teda vytvarand na zaklade uz detekovanych pismen pre kazdy znak
osobitne. Tak isto ako kodér, sa aj dekodér cleni na tri po sebe nasledujuice logické casti.

V prvom module Text Encoding je okrem znakov zo vstupnej abecedy A potrebnd defi-
nicia niekolkych Specidlnych znakov. Su to: (S) na oznacenie zaciatku vstupnej sekvencie,
(E) na oznacenie konca vstupnej sekvencie a (P) ako prazdny znak. Samotné vkladanie
predikovanych znakov sa vykondva pomocou plne prepojenej vrstvy, ktord mapuje kazdy
znak zo vstupného retazca na f-rozmerny vektor. Na mapovanie sa opat vyuziva Temporal
Encoding podobne ako na zaciatku. V pristupoch, ktoré vyuzivaju rekurentné neuronové
siete je pri dekédovani kazdy znak poslany spit do rekurentnej ¢asti kvoli potrebe deko-
dovania nasledujticeho znaku, ¢o znemoziiuje spominant paralelizaciu[21]. V architektire
transformer, si ale vsetky mozné kroky spracovdvané sicasne s takzvanou maskou[36]. Pri
potrebe dekédovania j-tého znaku, tato maska zabranuje dekédovaniu znakov na poziciach
vicsich ako j. Cize dekédovanie zévisi len od doteraz znamych predikcii vytvorenych pred
dekdédovanim samotného znaku na pozicii j.

Druhy modul je nazvany Language Self-attention Module, opat vyuziva multi-head at-
tention mechanizmy a jeho cielom je ponechaf len najdolezitejsie informacie z textu a dalej
sa zameraf na ucenie vlastnosti Specifickych pre dany jazyk.

Posledny modul Mutual-attention Module pracuje zaroven s vizudlnymi informaciami z
obrazka a s terminolégiou daného jazyka. Opéf je obdobou implementéacie multi-head at-
tention mechanizmu a oCakava sa, ze jeho vystup bude zarovnany s transkripciou, ktora je
vystupom kodéru. Koneéna kombinovana reprezentécia je privedend do linedrneho modulu,
po ktorom nasleduje aktivacna funkcia softmaz, ktorej ¢innostou sa ziska findlna predpoved.

2.4 Levenshteinova vzdialenost

V roku 1965 Vladimir Levenshtein v praci Binary codes with correction of dropouts, in-
sertions and substitutions of characters[27] stanovil novii metriku na porovndvanie dvoch
sekvencii. V dnesnej dobe sa vyuziva hlavne na porovnavanie retazcov. Vysledkom porovna-
vania je Cislo, ktoré sa nazyva Levenshteinova vzdialenost a udava ako velmi sa dva retazce
navzajom liSia. V praxi je to minimélny pocet prvkov, ktoré je potrebné zmenit, doplnit
alebo odstranit z jednej sekvencie, aby sa rovnala druhej. Formalne zapisané nasledovne:

max (i, j) ak min(z, j) = 0,
levep(i —1,75) +1
min levyp(i,j—1)+1 inak.
levap(i — 1,5 — 1) + La,2p))

lovas(i, ) = (2.16)

kde a a b st porovnavane retazce, ¢ a j s pozicie prave porovnavanych znakov v ich
povodnom retazci. Pokial st prave porovnavané znaky v refazcoch totozné, Levenshteinova
vzdialenost ostdava nezmenena. Pokial sa lisia, je inkrementovana o jeden.

Najpriamociarejsie vysvetlenie rovnice 2.16 je pomocou matic. Znazornené na obrazku
2.8.
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Obr. 2.8: Matica sa vzdy zadina vypliiat od Tavého horného rohu s pokracovanim po riad-
koch. Modré ¢islice pod jednotlivymi porovnavanymi pismenami znacia ich indexy, pri po-
rovnavan{ dopliiané za i a j vo vychodzej rovnici. Koneént Levensthteinovu vzdialenost
udava cislo, ktoré sa po vyplneni matice objavi na spodnom pravom rohu. V tomto pripade
je Levenshteinova vzdialenost medzi slovami kitten a sitting 3. Prevzaté z [30].

Levenshteinovo zarovnanie

Je to predovsetkym zapis vychadzajuci z rovnomennej vzdialenosti, slizi na opis atomic-
kych operacii, ktoré boli vykonané pocas mapovania prvého retazca na druhy. Pokial je
transformovany refazec dlhsi a je potrebné zbavit sa niektorého znaku, tak je operécia za-
pisand specialnym znakom, ktory sa zvoli na zaciatku, typicky ,-“ Pri mapovani retazca
sitting na refazec kitten, sa refazec zarovna ako kitten-.
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Kapitola 3

Prehlad datovych sad

Kapitola poskytuje prierez najpouzivanejSimi datovymi sadami, ktoré umoznuju tréning
a nasledné vyhodnocovanie presnosti neurénovych sieti na rozpoznavanie ruc¢ne pisaného
textu. Hlavna kategorizacia takychto datovych sad je podla typu OCR, ktoré ma byt na-
trénované, a teda C¢i bude jeho ucelom rozpoznavat offiine alebo online pisany text. V
zavislosti od poziadaviek na konkrétny model a jeho pouzitie, je potrebné vybrat vhodnu
datovi sadu. Tie sa mozu lisit v mnohych aspektoch, od druhu pouzitého pisma, obdobia
jeho vyskytu, az po jazyk, v ktorom je dané pismo zaznacené. Kazda sada sa vyznacuje
hlavne svojim zameranim, ktoré je dané stupnom anoticie jednotlivych prvkov. Existuja
datové sady zamerané na samostatné znaky alebo Cislice, ktoré si vo velkom pouzivane
napriklad pri trénovani a testovani systémov rozpoznavajucich postové smerovacie ¢isla na
postach. Dalsou skupinou st détové sady, ktorych obsah pozostava z vyseparovanych slov,
viet, riadkov alebo celych blokov textu. Podla tohto rozdelenia st vic¢sinou aj anotované.
Ostatné faktory, ktoré tiez ovplyvnuju vysledny natrénovany model je velkost, kvalita, roz-
lienie a konzistencia obrizkov vybraného datasetu. Prehlad spomenutych datovych sid sa
nachadza v tabulke 3.1.

IAM-DB

Datova sada IAM Handwriting Database[29][20] bola vytvorena prepismi formularov do pi-
saného textu, ktory bol nasledne naskenovany s rozlisenim 300 dpi a uloZzeny vo formate
PNG s 256 urovnami Sedi. Ukédzka tohto formularu sa nachadza na obrazku 3.1. Dané for-
muldre boli vytvorené a pochddzaju z korpusu britskej angli¢tiny Lancaster-Oslo/Bergen.
Cela sada mé rozsah 1 539 stran, ktoré obsahuja 5 685 viet, 13 353 riadkov textu a 115 320
slov. Svoje uplatnenie nenachadza len v rozpoznavani textu, ale tak isto aj v identifikacii a
verifikacii potencionalneho pisatela.

IAM-OnDB

Datova sada IAM On-Line Handwriting Database[28][20] bola inspirovand ITAM Handwri-
ting Database. Na tvorbe sa podielalo 221 réznych pisatelov, ktori dokopy napisali 13 049
riadkov textu, pozostavajiucich z 86 272 slov. Priblizne rovnaké zastipenie maji obe po-
hlavia a okolo 10% respondentov bolo lavdkov. Vsetky data boli zozbierané pomocou sys-
tému E-Beam, ktory dokaze premenit na interaktivny displej akukolvek standardni tabulu.
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Obr. 3.1: Ukazka formularu s ruénym prepisom, ktoré dokopy tvoria zaklad datovej
sadyIAM-DB. Zobrazené su tiez uz vysegmentované riadky a slova. Prevzaté z [1].

Zhromazdené tidaje boli nasledne ulozené vo formate XML, vratane ID pisatela a pouzitého
nastavenia nahravania. Ku kazdému pisatelovi bolo okrem iného ulozené aj jeho pohlavie,
rodny jazyk a niektoré dalsie faktory, ktoré by mohli byt uzitoéné pre potencionalnu budicu
analyzu.

IAM-HistDB

IAM Historical Document Database[2] je datova sada, ktord vznikla spojenim troch rozlic¢-
nych databédz. Prvou z nich je Saint Gall Database[10], ktora obsahuje latinské texty z 9.
storocia, ktoré napisal jediny autor a to s pouzitim atramentu na pergamen. Pozostava zo
49 listov, ktoré sa nachadzaji na 60 stranach, dokopy tvoria 1 410 riadkov a napisanych
je celkovo 11 597 slov. Original tychto textov je uschovany v Abbey Library of Saint Gall
vo Svajéiarsku. Druhou z nich je Parzival Database[11], jej naplii tvori gotické pismo z 13.
storocia, opédf je napisand atramentom na pergamen a to v stredovekej nemcine. M4 roz-
sah 47 stran, ktorych obsahom je rovnomenna epicka basen z toho istého obdobia. Dielo
spisala trojica pisatelov. Databdzu dokopy tvori 4 477 riadkov textu a 23 478 slov, ktoré
st znacené 93 réznymi pismenami. Rovnako ako prvé spominané dielo aj tento originalny
prepis je ulozeny v Abbey Library of Saint Gall vo Svajéiarsku. Tretou a poslednou z nich je
Washington Database[11], ktord je vytvorena z 82 dopisov z 18. storodia, ktorych autormi
st George Washington a Thomas Jefferson. Tieto listy st pisane atramentom na papier v
anglickom jazyku a ich rozsah je priblizne 20 stran, 656 riadkov textu, 4 894 slov a obsahuju
82 réznych pismen.

HKR

Datova sada Handwritten Kazakh and Russian Database for Text Recognition[31] je vytvo-
rend z azbuky, 95% z nej tvori rustina a ostavajicich 5% tvoria slovd a vety z kazaStiny.
Pozostava z formularov generovanych LATEX-om, ktoré vyplnilo priblizne 200 rdznych au-
torov. Kazdy z nich vyplnil tychto formularov 5 az 10, ¢ize celkovo ich bolo zozbieranych
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vyse 1400. Nachadzaju sa v nich ru¢né prepisy klucovych slov kazastiny a rustiny, nazvy
miest a obci, ru¢ne pisané basnic¢ky a prepisy azbuky. Celd sada tak obsahuje viac ako 63
000 viet a viac ako 715 000 symbolov, ktoré st utvorené z 33 rozli¢nych pismen azbuky a
doplnkovych 9 Specifickych znakov typickych pre kazastinu.

HIT-OR3C

Datova sada Harbin Institute of Technology Opening Recognition Corpus for Chinese Cha-
racters[38] je zbierkou ¢inskych rukopisov, ktoré boli zozbierané pomocou tabletu a nasledne
automaticky anotované softwarom ORSC Toolkit. Z tohto dosledku je sada vhodné aj na
trénovanie on-line OCR modelov. Cela sada sa cleni do 5 casti: GBI, GB2, Letter, Digit a
Document. Na prvych 4 castiach sa podielalo 122 pisatelov a spolu vytvorili 832 650 vzo-
riek pisanych ¢inskych znakov a déislic, ktoré spadaju do 6 825 réznych tried. Piata cast s
nazvom Document je vytvorena 20 pisatelmi, pozostava z prepisanych novinovych ¢lankov
a jej rozsah je 77 168 vzoriek, spadajicich do 2 442 roéznych tried.

NIST

Datova sada NIST Special Database 19[15] je zlozené z vySe 810 000 obrazkov znakov, ktoré
vytvorilo viac ako 3600 pisatelov. Obsahuje separované ¢islice a pismend malej a velkej la-
tinskej abecedy. Kazdy obrazok ma velkost 128 x 128 pixelov a je zaradeny do jednej zo 62
tried, a teda “07-“9”, “A”-“Z”, “a”-“z”. Skutoc¢nost, ze celd sada a zaradenie jednotlivych
obrazkov do tried bolo ru¢ne skontrolované, ddva vyslednu chybovost sady okolo 0.1% CER.

RIMES

Datova sada Recognition €& Indexing of handwritten documents € faxes[14] bola vytvorena
dobrovolnikmi, ktori boli poziadani, aby napisali ru¢ne pisané listy vo franctzstine vyme-
nou za darcekové poukazky. Dobrovolnikom bola pridelend fiktivna identita z 5 réznych
kategorii a scenar listu bol vybrany spomedzi tém, ako si napriklad: zmena osobnych uda-
jov, ziadost o nejaké informaécie, otvorenie a zrusenie napriklad zakaznickeho uc¢tu, tprava
zmluvy alebo objednéavky, staznost, fazkosti s platbou, upomienka, prehlasenie o skode a
podobne. Dobrovolnici mali list napisat vlastnymi slovami a jeho celkova Stylizacia bola
tiez ponechand na nich, jedinou tlohou bolo drzat sa dopredu vybranej témy. Na zbierke sa
podielalo viac ako 1 300 Tudi, niektori z nich napisali az 5 listov. Datova sada tym padom
dosiahla obsah az 12 723 stran, ¢o zodpoveda 5 605 listov s dvomi az tromi stranami. V
celej databaze je napisanych viac ako 300 000 slov.

PERO Handwriting Dataset

Komplexna datova sada PERO Handwriting Dataset je zlozena z riadkov ruc¢ne pisaného
pisma, z ktorych je 629 558 v trénovacej sade a 5762 v testovacej sade. Sklada sa dokopy
zo siedmich nezavislych Casti, ktoré si z rézneho obdobia a zaroven pisane v réznych ja-
zykoch. Prvou je dataset Saint Gall[10], z ktorého dokumentov je celkovo pouzitych 1 324
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Datova sada Jazyk/Pismo Anotacia Pocet prvkov

TAM-DB anglicky slova 15 320
IAM-OnDB anglicky riadky 13 049
TAM-HistDB viacjazycny riadky 6 543

HKR azbuka znaky 715 000
HIT-OR3C ¢inske znaky 832 650
NIST latinka znaky 810 000

RIMES francizsky slova 300 000

PERO HWR viacjazycny riadky 635 320

Tabulka 3.1: Tabulka zobrazuje porovnanie spomenutych datovych sad. Porovnava ich za-
meranie podla Urovne anotacie prvkov, ktoré tvoria ich obsah, podla jazyka alebo druhu
pisma v ktorom st prvky napisané. Tak isto porovnava aj ich rozsah, ktory je udavany v
pocte prislusnych anotovanych prvkov.

riadkov. DalSou éastou je dataset Parzival[11], ktory celej datovej sade poskytuje 4 330 riad-
kov. Pouzité st tiez dokumenty z datasetu Bentham[6], ktorého povodna verzia sa sklada
z viac ako 25 000 stran textu, ktoré napisal anglicky filozof a reformator Jeremy Bentham.
Anotované st dobrovolnikmi, ktory sa ztcastnili iniciativy smerovanej na prelozenie tychto
spisov. Texty pochadzaju z prelomu 17. a 18. storocia a celkovo je z nich pouzitych 11
070 riadkov. Dalej sa v nej nachadza 1 381 riadkov starého nemeckého rukopisu, ktoré si
prevzaté z databézy Herzog August Bibliothek Wolfenbiittel Manuscript database[3]. Dalsich
88 376 riadkov vychadza z dat, ktoré si zhromazdené v zbierke 111 let ceského dopisu v
korpusovém zpracovdni[17], vytvorenou Zdernkou Hladkou. Jedna sa o 2 000 ru¢ne pisanych
osobnych dopisov, ktoré boli napisane v rozmedzi rokov 1902 az 2012. Z ceskych kronik je
v datasete zastipenych 25 062 riadkov. Z datasetu READ Dataset sa v danej datovej sade
nachadza 178 756 riadkov, ktoré st napisane v nemeckom jazyku. V spolupraci s Moravsko
zemskou knihovnou bolo anotovanych niekolko stran textu, tieto data vytvaraju dataset s
nazvom Brno HWR a je z neho pouzitych 4 307 riadkov. Ostavajicich 320 714 riadkov
textu bolo zozbieranych vyskumnou skupinou projektu PERO®.

Yhttps:/ /pero.fit.vutbr.cz/
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Kapitola 4

Konzistencia datovych sad

Datové sady s nevyhnutnou sucastou prace s neurénovymi sieftami. Hlavna rolu zohravaja
pri ich trénovani. D4 sa povedat, ze kvalita daného natrénovaného modelu je priamo zavisla
na kvalite datovej sady a tak isto je mozné povedat, ze kvalita datovej sady zas savisi s
jej konzistenciou, a teda plne korespondujicimi hodnotami prepisov ground thruth k su-
visiacim datam. Datové sady pre rozpoznavanie textu nemusia byt plne konzistentné a to
vedie k zméteniu modelu pri jeho trénovani, z ¢oho vyplyva strata potencionalne lepsich
vysledkov[37].

Kedze sa tato praca zaobera konkrétnou problematikou OCR, a teda rozpoznavanim
textu, cielom mojej prace je vhodne upravit alebo detektovat a eliminovat prave tie po-
lozky, v tomto pripade dvojice riadkov textu a ich prepisov ground thruth datovej sady,
ktoré by mohli mat na trénovanie vysledného modelu negativny vplyv. V nasledujtcej ka-
pitole rozoberiem jednotlivé problémy a situdcie pri ktorych nekonzistencia nastava. Tak
isto naCrtnem rieSenia, s ktorymi budem na potlacenie tychto problémov experimentovat.

4.1 Problémy v datovych sadach

Hlavny problém, ktory v datovych sadach nastédva, vznika pri segmentovani, a teda vyre-
zavani riadkov zo suvislého textu, ktory sa nachadza v dokumente, ku ktorému bol prepis
ground truth vytvarany. Takéto datové sady su, tak ako bolo spominané aj v kapitole 3,
zvacsa vytvarané prepisom celého suvislého textu, pricom je dodrzané jeho formétovanie
a pocet slov v jednotlivych riadkoch. Pri neskorSsom segmentovani riadkov z pdvodného
dokumentu, ktoré prebieha automaticky, moézu byt z riadkov odstranené celé slova alebo
podstatné ¢rty pismen, ktoré ich definuji. Vypadnuté casti textu moézu byt zabrané inymi
riadkami, ku ktorym naopak nepatria, ¢o vytvara druhy problém. V riadku sa nachadza
text, ktory k jeho prepisu neprislicha. Takéto Casti textu alebo opét v niektorych pripa-
doch celé pismenad ¢i slova pdsobia rusivo a trénovany model zbyto¢ne méti. Tieto utrzky
textu moézu byt v krajnych pripadoch také velké, ze moézu byt rozpoznavané ako pismena
alebo celé slova. V tychto situdcidch ani nezdlezi ¢i st rozpoznané korektne alebo nie, pre-
toze prepis ground truth, ktory k nim patri je priradeny inému riadku. Z tohto dévodu je
pri naslednom vyhodnocovani predikcie alebo vypocte chyby pre tieto riadky zaznamenané
mnozstvo zbytoc¢nych chyb. Pri¢in tohto problému méze byt hned niekolko.
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Moze ho spbsobovat vSeobecne nespravne nastavenie segmentovania riadkov, ktoré pis-
mena, bud zbavuje vyznamnych ¢it alebo naopak zbytocne zachytava privelké casti nepris-
lachajucich pismen okolitych riadkov.

Dalsf dévod sa nachidza v samotnom texte, ktory nie je tiplne vhodny na trénova-
nie OCR modelov. V ruc¢ne pisanych listoch sa m6zu vyskytovat rozne vsuvky, a teda slova
umiestnené nad zvycajnou liniou ostatnych slov, pricom st do vety vsunuté ré6znymi pomoc-
nymi znakmi napriklad v tvare pismena V. Ludia vytvarajaci ground truth prepis takéhoto
riadku mo6zu slovo do vety zakomponovat alebo ho z vety vypustit. Urcit, ktord z moznosti
je spravna, je obtiazne a nejednoznacné. Zakomponované slovo moéze byt pri segmentacii z
riadku tak povediac odstrihnuté a v prepise ground truth sa tym padom nachédza slovo,
ktoré nebude nikdy z obrazku riadka rozpoznané. Opakom tohto je slovo alebo pismeno,
ktoré sa pri vyrezavani riadka objavuje v jeho spodnej ¢asti. V pévodnom texte patrilo, na
zaklade vsuvky, riadku o droven nizsie, kde bolo pri vytvarani jeho prepisu ground truth
aj priradené, v aktudlnom prepise vsak chyba. Model ho ale rozpoznéva, ¢o opif vedie k
nekonzistencii na danom riadku.

Dalsim prikladom st rézne Sipky a ¢iary ukazujice zo slova niekam do jeho okolia, ktoré
maju signalizovat prehodeny slovosled. Opét nastava situdcia, kedy moze byt pri vytvarani
prepisu slovosled prehodeny a ground truth hodnota bude voé¢i obrazku riadku nevalidna.

V texte sa zvykna nachadzat aj preskrtnuté pismena, celé slova alebo Casti viet, ktoré
ale OCR model dokéaze plne rozpoznat. Do prepisu ale zakomponované byt nemusia. Opét
tak st do datovej sady pridavané nekonzistentné riadky, ktorych ground truth prepis nezod-
poveda textu na obrazku. V texte sa mimo vyssie uvedené priklady mézu nachédzat tiez
rozne machule, Skrtance a znaky, ktoré nenesi podobu alebo vyznam ziadneho z pismen.
Ich urcenie ako pri vytvarani prepisu ground truth, tak pri rozpoznavani OCR modelom je
nejasné a pre trénovanie OCR modelov moze byt nevhodné.

4.2 Navrhy riesenia

Riesenia navrhnuté na zvysenie konzistencie pouzitej datovej sady budi priamo zamerané
na problémy uvedené vyssie. Ich vplyv bude nasledne otestovany na experimentoch, ktoré
su blizsie popisané v kapitole 6.

Riesenim problému, ¢i st riadky z ich povodného dokumentu segmentované spravne
bude vyzadovat vytvorenie réznych tiprav ich ohranicujicich polygénov, na zdklade ktorych
st riadky neskér z dokumentu vyrezdvané. Z roéznych transformécii sa nédsledne vytvoria
rozne varianty pre kazdy riadok. Potom sa pre kazda vygenerovant variantu daného riadku
vypocita hodnota CTC chybovej funkcie, na zaklade ktorej bude jasne poznat, ktory riadok
danému modelu vyhovoval najviac. Varianty riadkov s najnizSou hodnotou budi zoskupené
do novej, takpovediac upravenej datovej sady, na ktorej sa natrénuje novy model. Dvojicu
starého a novonatrénovaného modelu bude mozné porovnat na totoznej testovacej sade a
tym zistit, ¢i takto upravena trénovacia datova sada zaruc¢i modelu nizsiu chybovost.

Pri rieseni dalsieho problému sa zameriam na detekciu nekonzistentnych poloziek, riad-
kov z pouzitého datasetu. St to hlavne riadky, ktorym neprislicha spravny prepis ground
truth. Tieto riadku mézu byt nasledovne z datasetu odstranované alebo opravované, na
zaklade toho ¢i sa nachadzaju v trénovacej alebo testovacej sade. Chybajice znaky alebo
celé slova ¢i uz v transkripcii alebo v prepise ground truth by mali byt jasne rozpoznatelné
na zaklade Levenshteinovho zarovnania[27]. Ako priklad uvediem riadok textu, ktorého
prislusna ground truth obsahuje slovo navyse, toto slovo bolo z riadka pri jeho vyrezavani
odstrihnuté, pretoze sa nachadzalo vysoko nad jeho tiroviou. Pri mapovani sekvencie ground
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truth na prec¢itant sekvenciu znakov sa vo vyslednom zarovnani objavi ista postupnost zna-
kov blank, ktora reprezentuje znaky slova v prepise ground truth, ktoré sa nenamapovali
na ziadny znak z vystupu OCR modelu, pretoze znaky tohto slova v nom chybali. Kedze
zarovnavanie prebieha v oboch smeroch, to isté bude platit pokial sa vo vystupe OCR bude
nachadzat nejaké slovo alebo ¢ast vety navyse voci prepisu ground truth. Tentokrat bude
tato postupnost znakov blank na opacnej strane, a teda v zarovnanom prepise ground truth.
Pokial sa budii nachadzat tieto zhluky znakov blank v oboch zarovnaniach, ale ich umiest-
nenie bude navzajom nezavislé, a teda v kazdom zarovnani iné, d4 sa uvazovaft, ze precitany
text ma voci prepisu ground truth prehodeny slovosled.
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Kapitola 5

Implementacia

V nasledujtcej kapitole budi zhrnuté implementované skripty, ktoré bolo potrebné vytvorit
pre ucely prevedenia experimentov spomenutych v sekcii 4.2. Skripty sd implementované v
jazyku Python 8.7 a je mozné ich rozdelit do dvoch casti podla toho, ku ktorému experi-
mentu patria, kedZe na sebe nie si zavislé. Na prevedenie prvého experimentu bolo tychto
skriptov vytvorenych niekolko, pracuji chronologicky a daju sa rozdelit do jednotlivych
krokov. V druhom experimente bude potrebné trénovaciu sadu zbavit nekonzistentnych
riadkov a v testovacej sade previest korekciu na chybnych prepisoch ground truth, pre tieto
ucely som vytvoril skript na ich detekciu.

Niektoré mnou implementované skripty vyuzivaju aj funkcionalitu implementovanii vo
verejnom GitHub repozitary pero-ocr'. Na tiplné prevedenie experimentov som vyuzival aj
skripty zo stikromného GitHub repozitaru pero, ktory patri vyskumnej skupine projektu
PERO.

5.1 Dataset s upravenymi variantami riadkov

Pre tcely prvého experimentu som vytvoril viacero skriptov, kedze cely experiment sa sklada
z niekolkych dieléich krokov, tak ku kazdému z nich prislicha jeden skript. Ich vstupmi sa
vystupy z predchadzajiceho kroku. V prvom kroku bolo potrebné stanovit poc¢iato¢né trans-
formécie polygonov, ktoré definuji ohranicenie riadkov v pé6vodnom dokumente. Nasledne
bol kazdy riadok vyrezany v kazdej variante, ktora bola definovana v prvom kroku. Dokopy
tak vzniklo 27 variant kazdého riadku, ¢o sa da interpretovat aj ako 27 rdoznych variant ce-
1ého datasetu. Tieto riadky podliehali transformdcidm ako prediZenie, uprava vysok alebo
posun ich ohranic¢ujiceho okna. Nasledne bol spomedzi vSetkych varidant riadka vybrany
pravé ten, ktorého vyslednd hodnota CTC chybovej funkcie[13] bola spomedzi vsetkych
ostatnych najnizsia. VSetky riadky v ich najlepsej verzii tak vytvorili novi datova sadu, na
ktorej si bol predom natrénovany OCR model najistejsi.

Stanovenie jednotlivych transformacii riadka

Na zaciatku bolo potrebné stanovit, aké st moznosti iprav daného riadka a ktoré z nich
su vobec zmysluplné a mohli by viest k zlepSeniu vysledkov. Riadok je teda mozné menit
hned v niekolkych smeroch, a teda ho predlzovat alebo skracovat, zviacsovat alebo zmenso-
vat kazdu z jeho dvoch vysSok, ktorymi je polygén dany alebo celé okno posiivat na oboch

"https:/ /github.com/DCGM /pero-ocr
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<PcGts xmlns="http://schema.primaresearch.org/PAGE/gts/pagecontent/2013-07-15">
<Page imageFilename="Mistni_narodni_vybor_ Hladke_Zivotice_inv_c_15_@@8.jpg"
imageWidth="40e8" imageHeight="2820">
<TextRegion id="6a@7acd2-a58b-43b7-b7ad-2298a6face4a">
<Coords points="452,256 384,256 384,336 524,336 524,256 452,256"/>
<TextLine id="accB2e8b-abcf-4fa@-97b4-e38774147501"
custom="heights_v2:[59.8,19.7]" conf="1.800">
<Coords points="384,256 384,336 452,336 524,336 524,256 452,256 384,256"/>
<Baseline points="384,316 452,316 524,316"/>
<TextEquiv>
<Unicode>Str. 18.</Unicode>
</TextEquiv>
</TextLine>
</TextRegion>
</Page>
</PcGts>

Obr. 5.1: Na obrazku sa nachadza ukazka Page XML stuboru. Jeden takyto sibor prislicha
ku kazdému dokumentu, ktory obsahuje riadky tvoriace datova sadu. Element TextRegion
udava textovy regién na stranke a v jeho elemente Coords pod atribttom points je dané jeho
ohranicenie. Element TextLine definuje dany riadok, ktory sa nachddza vo vnutri textového
regiénu, ktory tychto riadkov méze obsahovat viacero. V jeho atribitoch sa $pecifikované
potrebné informacie, ako jeho ID v atribute id a jeho horni a spodni vysku v atribiite
custom. Jeho ohranicujuci polygdén vychadza zo spodnej dotyc¢nice pismen v danom riadku,
ktorej zachytné body st ulozené v elemente Baseline a oboch vysok. Tieto body sa nacha-
dzaju v elemente Coords. Posledna podstatna cast je ground truth, ktorej prepis je ulozeny
v elemente Unicode v prisluSnom zanoreni.

osach. Transformécie pracuju s uz danymi hodnotami, ktoré jednotlivé riadky v ich p6vod-
nom dokumente definuji. Tie boli stanovené dedikovanym modelom[24], ktory tieto riadky
rozpoznava a je schopny ich z pdvodného dokumentu identifikovat. Na zaciatku stanovi ba-
seline, ktord je doty¢nicou spodnych Casti pismen. Z nej nasledne odhadne vysky a z tychto
zachytnych bodov zostavi stavajuci polygon, inak povedané najde takzvané najmensie ohra-
nicenia riadka.

Tieto data su ulozené v XML suboroch, ktorych format sa nazyva Page XML, ich
Struktiaru je mozné vidief na obrazku 5.1.

Na prvotnej testovacej sade, ktord pozostavala z 10 ndhodne zvolenych dokumentov,
pricom na riadkoch kazdého z nich bola prevedend kazda diel¢ia transformaécia, ktorych
ukdzky s zobrazené na obrdzku 5.2, s kladnymi aj zdpornymi 10%, som sledoval ¢i je
ohranicenie riadku stale korektné, a teda ¢i je zachyteny cely jeho text alebo naopak ¢i sa za
jeho hranice nedostéva prilis velké ast okolitych riadkov. Upravy, ktoré boli prilis drastické
a uz z vyrenderovanych vzoriek bolo jasne vidiet nekonzistenciu, boli vyradené. Z tohto
dovodu boli odstranené moznosti horizontalneho posunu, a teda posunu okna povodnych
rozmerov na osi z spolu s akymkolvek skracovanim riadka.

Findlne transformécie, s ktorymi sa v experimente dalej pracovalo boli aplikované ako
samostatne, tak aj vo vsetkych moznych kombindacidch bez toho aby sa navzajom vylucovali.
Dielcie transformécie teda boli nasledovné:

« predlZovanie riadka o 5% a 10%
o uprava celkovej vysky riadka o -10% a +10%
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Obr. 5.2: Na obrazkoch sa nachadza znazornena kazd4 z jednotlivych transformécii, kazd4a
z nich bola prevedena s koeficientom 10%. Na obrézkoch (c), (h) a (j) je jasne vidiet, Ze
dané transformécie zbavuji povodny riadok znac¢nych kusov povodného textu.
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« vertikdlny posun riadka na osi y o 10% smerom nadol a 10% smerom nahor

Po skombinovani vSetkych nevylucujicich sa moznosti vzniklo 27 réznych variant kaz-
dého riadka. Medzi nimi sa nachadzaju ako samostatne stojace transformécie, tak ich kom-
binacie a tak isto povodny neupraveny riadok.

Vytvorenie transformovanych riadkov

Pre vytvorenie transformovanych riadkov bolo potrebné vytvorit transformované Page XML
subory. VSetky Upravy sa prevadzali v elementoch TextLine. V nich sa upravovali predov-
Setkym elementy Coords, presnejsie ich atributy points, ktoré prislichaju k jednotlivym
riadkom. Skript iteruje cez priec¢inok so vstupnymi Page XML stibormi a podla vstupnych
parametrov upravuje potrebné atributy.

Pokial je cielom transformécie upravit dizku riadka, stane sa tak upravenim points v
prislichajicom Baseline elemente. Toto prediZenie prebieha posunutim krajngch bodov pod
rovnakym uhlom, v akom sa nachddza jej posledny segment. Odvodenie, kam az je krajné
body potrebné posunit, aby vyslednd dizka odpovedala pozadovanym percentdm, je dosia-
hnuté spoéftanim dizok jednotlivych segmentov Baseline. Ak mé transformdcia v sebe aj
zmenu vysky povodného riadka, tak je prepisand hodnota custom atributu v prislichaju-
com riadku na prepocitané hodnoty. Ak sa nachiadza v transformacii aj vertikdlny posun
celého okna, tak sa opdf pozmenia obe vysky. Typicky je z nich jedna zvicSend a jedna
skratena, podla toho, do ktorého smeru je pozadovany riadok potrebné posunit. To ma
za nasledok posunutie zachytnych bodov celého polygénu pri ich odvodzovani. Nakoniec
su vSetky body definujice ohranic¢enie riadka prepocitané. Ich poloha vychadza zo surad-
nic jednotlivych bodov Baseline a vysok. Stanovené si podla kolmic postupne na kazdy
zo segmentov Baseline, ich body dotykov st jednotlivé zachytné body a konce pomyselnej
dotycCnice st stanovené na zaklade vysok.

Vyber najlepsich variant riadkov

Kazda varianta kazdého riadka bola spracovana natrénovanym OCR modelom. Z vysled-
nych logit-ov, bola na jednotlivych vystupoch voéi ground truth spocitand CTC chybova
funkcia[l3]. Hodnoty kazdého riadku boli spolu s ich ID ulozené do stborov, podla ich po-
vodného dokumentu. Na zaklade tychto hodno6t bola pre kazdy riadok vybrana varianta,
ktord mala hodnotu pouzitej chybovej funkcie najnizsiu, a teda OCR model pri urcéovani
transkripcie si bol na vybranej variante najistejsi. Z tychto riadkov boli nasledne pre kazdy
dokument datovej sady poskladané Page XML stbory definujice riadky, ktoré sa na nich
nachidzaji. Nazorna ukazka ako sa dané XML siibory liSia a ako menia vlastnosti riadkov
na prislusnej stranke textu je mozné vidiet na vyrenderovanych dokumentoch, ktoré sa na-
chadzaju na obrazku 5.3. Najlepsie varianty riadkov boli nasledne z dokumentov vyrezané
a spolu tvoria novu verziu datasetu, na ktorej model, ktory varianty riadkov porovnaval,
dosahuje najlepsie vysledky.

5.2 Detekcia chybnych riadkov

Pre 1cely druhého experimentu bolo potrebné vhodne detekovat riadky, ktorych prislicha-
juci prepis ground truth neodpoveda textu nachddzajicemu sa na obrazku. Jedna sa hlavne
o pripady slov, ktoré boli do viet vsunuté neskoér pomocou réznych symbolov v tvare pis-
mena V alebo predstavuji opravu zaskrtaného slova. Vo vSeobecnosti si takto doplnené
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Obr. 5.3: Na obrazku vlavo st riadky segmentované na zéklade pévodnych Page XML subo-
rov, ¢ize na nich nie je prevedend ziadna transformacia. Na obriazku vpravo sa nachiadzaja
riadky s najlepsim moznym ohrani¢enim spomedzi ich vSetkych moznych variant.

slovd umiestnené niekde nad pismenami pdvodného riadka a pri jeho vyrezavani tak boli
zahodené. Ide teda hlavne o detekciu riadkov, ktorym v ich prepise chyba slovo. Ukazky
podozrivych riadkov, ktoré su cielom detekcie st zobrazené na obrazku 5.4.

Slovo, ktoré je v prepise ground truth navyse alebo je v nom naopak vynechané, nie je
nejak zavislé na celkovej dizke textu, ktory je obsiahnuty ¢i uz v samotnom prepise alebo
v danom riadku. Preto bolo cielom detekovat podozrivy riadok tak isto nezavisle na jeho
odpovedajicej dizke. Kedze vypadnuté slovo o dizke napriklad 3 znakov, v celom prepise o
dizke 30 znakov, nie je detekovatelné na ziklade CER, ktora by v pripade, Ze ostatné znaky
st precitané spravne bola 10%. Takyto riadok je jednoducho zamenitelny s riadkom, kde
boli len nespravne prec¢itané 3 znaky.

Algoritmus pre detekciu podozrivych riadkov respektuje tvrdenie uvedené vyssie. Za-
kladom jeho ¢innosti je detekcia zvysenej hustoty None na jednom mieste v zarovnanom
prepise ground truth alebo samotnej transkripcii. Skript iteruje naraz cez obe zarovnané
sekvencie znakov a v pripade, ze najde None v jednej zo sekvencii, aktivuje prislusné poci-
tadlo. Celkovo skript pracuje s dvomi pocitadlami. Jedno pre zarovnany prepis ground truth
a jedno pre zarovnanu transkripciu. Kazdé z nich je inkrementované nezavisle zakazdym,
ked je najdeny dalsi None v prislusnej sekvencii a dekrementované ak znak v aktudlnej
iterdcii nie je None. Akondhle je hodnota jedného z pocitadiel rovna hodnote parametru,
riadok je vyhodnoteny ako podozrivy a jeho ID je zapisané do vystupného siuboru. Para-
meter je mozné menit a uddva dolnt hranicu dizky sekvencie None, a teda potencionalne
chybajiceho slova, ktoré ked riadok obsahuje, je oznaceny ako podozrivy. Na zdklade toho,
ktoré z pocitadiel riadok oznacilo, je tiez mozné v pripade potreby urcit, o aktl chybu v
danom riadku ide. Ako je vidiet na obrazku 5.4, zarovnanie neprebehne vzdy bezchybne
a spravne rozpoznané pismend sa mozu zarovnaf aj na pismend vypadnutého slova. Preto
ak nastane situdcia, ze pri prechode sekvenciami aktudlny znak nie je None, ale zaroven
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Obr. 5.4: Ukazky nekorespondujucich dvojic obriazkov textu s ich prepisom ground truth,
ktoré sa nachadzaji v pouzitej datovej sade. Na transkripciach a ground truth prepisoch,
ktoré st zarovnané podla Levenshteinovho zarovnania, je jasne vidief vynechané, prevy-
sujuce alebo nespravne umiestnené slovo. Je reprezentované sekvenciou podtrzitok, ktoré
predstavuji None mapovany na miestach pismen vynechaného slova. Pokial sa tato sek-
vencia nachadza v prepise ground truth, znamena to, ze dané slovo je v nej vynechané.
Ak sa naopak tato sekvencia nachddza v transkripcii, tak dané slovo je v prepise ground
truth navyse. Ak je sekvencia podtrzitok ako v prepise ground truth, tak aj v prislichajuce;j
transkripcii, je mozné, Ze sa jedna o prehodeny slovosled. Tuto situdciu je mozné vidiet na
druhom obrazku zhora.

ten predchadzajuci v danej sekvencii nim bol, prislusné pocitadlo nie je dekrementované
a ostane nezmenené. Tato podmienka by mala vykryvat chyby pouzitého Levenshteinovho
zarovnania.

Pri navrhovani algoritmu som pracoval s viacerymi verziami zdkladného mechanizmu
detektoru. Ten je dalej oznacovany ako K. Prvy z nich oznacil riadok ako podozrivy, po-
kial hodnota jedného z pocitadiel dosiahla hodnotu X-1 a zaroven sekvencia None koncila
medzerou. Tato verzia je dalej oznacovand ako M. Cielom bolo detekovat aspon cast riad-
kov, ktoré obsahovali nekorektné slova o jeden znak kratsie ako bola hodnota nastaveného
parametru. Ako je vidiet aj na obrazku 5.4, pokial je slovo z daného riadku vypadnuté,
tak ¢asto k nemu prislicha este jedna medzera. Tato je neskdr spolo¢ne so znakmi slova
namapovana na None. Na rovnakom principe je zalozenda aj dalSia verzia, oznacovand ako
S, ktora k medzere pridava ostatné interpunkéné znamienka a Specidlne znaky.

V dalsom sktuimani riadkov a toho ako sa zarovnéva transkripcia s prepisom ground truth
som si v§imol, ze pomerne Casto nastava chyba pri ¢itani Specidlnych znakov, hlavne — a =.
Bezne sa tieto znaky ohrani¢uji medzerami a tak je tomu aj v niektorych prepisoch ground
truth aj ked text na obrazku tomu neodpovedd. Pri ¢itani tychto sekvencii je pre OCR model
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tazko rozpoznatelné ¢ tam dané medzery patria alebo nie, hlavne ked sa jednd o rucne
pisany text. Preto ak algoritmus detektoru narazi na postupnost None—None a na mieste
pomlcky sa nachddza ITubovolny Specidlny znak, pocitadlo nie je inkrementované a v cykle
sa rovno preskoc¢i odpovedajici pocet iteracii. Verzie, ktoré obsahovali aj implementaciu
tychto $pecidlnych podmienok, st oznacované + (K+, S+).
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Kapitola 6

Experimenty

V tejto kapitole s popisané jednotlivé experimenty, ktorych cielom je zvysit konzisten-
ciu datovej sady, a teda zlepsit natrénovanost modelu. Prvy experiment pracuje s datovou
sadou a moznostami réznych transformécii jednotlivych riadkov pri ich segmentovani z ce-
listvého dokumentu. Upravuje ich parametre ako st napriklad dizka, vygka & posun okna
na jeho vertikdlnej ose. Nasledne je pre kazdy riadok z datovej sady vybrana jeho najlep-
Sia varianta spomedzi vSetkych vytvorenych transformiécii. Tieto riadky spolu vytvaraja
novu verziu pouzitej datovej sady, na ktorej je model natrénovany a nasledne porovnany
s modelom natrénovanym na poévodnej sade. V druhom experimente si detekované riadky,
ktoré by mali mat nespravny prepis ground truth voci textu, ktory sa skuto¢ne nachadza na
obrazku. Pokial sa takto detekované riadky nachadzaju v trénovacej sade, st z nej pre tcely
trénovania vyradené. Detekovanym riadkom, z testovacej sady je nasledne ru¢ne opraveny
ich prepis ground truth tak aby odpovedal textu nachddzajicemu sa na obrazku. Vsetky
experimenty su prevadzané na datovej sade PERO Handwriting Dataset, ktort mi pre tcely
tejto prace spolu s OCR modelom neurdnovej siete poskytla vyskumna skupina projektu
PERO. Kazdy z modelov bol trénovany 400 000 iteraciami.

6.1 Vyhodnocovanie

V nasledovnej sekcii zhrniem metriky, ktoré boli pri vyhodnocovani jednotlivych experi-
mentov pouzivané a zaroven patria medzi najpouzivanejSie metriky vo svojich oblastiach
pouzitia. Na objektivnu evaluaciu, ¢i uz vystupu z OCR, alebo na ¢o najobjektivnejsie po-
rovnavanie rozlicnych OCR modelov a ich natrénovanosti sa pouzivaju metriky, ktoré sa
nazyvaji CER a WER. Ide o metriky nezdvislé na dizke porovndvanych retazcov, ¢o je
pre zachovanie objektivity nevyhnutné. Obe z nich pracuji s Levensthteinovou vzdialenos-
tou2.4, ¢ize porovnavaju vystiup z OCR s prislusnym ground truth prepisom. Pocas testo-
vania algoritmu na detekciu podozrivych riadkov som pouzival metriku F1 score, ktora ma
uplatnenie aj na poli strojového ucenia. Pouziva sa najmé pri vyhodnocovani vykonnosti
klasifika¢nych modelov.

Character Error Rate (CER)

Vypocet CER vyplyva z Levensthteinovej vzdialenosti, a teda si¢tu minimélneho poctu
operacii, ktoré je potrebné s jednotlivymi znakmi prepisu ground truth spravit aby sa rovnal
vystupu OCR[26]. Formélne zapisané nasledovne,
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S+D+1
CER = —~ (6.1)
kde S je pocet substiticii znakov, D je pocet odstranenych znakov, I je pocet vlozenych
znakov a N je celkova dizka alebo inak povedané pocet vSetkych znakov v pévodnom prepise
ground truth.

Metrika je udavana v percentach, ktoré znacia kolko znakov z vystupu bolo predikova-
nych nespravne. To znamenda, ¢im je vysledné percento nizsie, tym je vykon modelu lepsi.
Model, ktory vyprodukuje bezchybny prepis mé teda hodnotu CER rovna 0%.

Pokial je vystup z OCR dlhsi ako samotny prepis ground truth, moéze hodnota CER
nadobudat hodnoty vicsie ako 100%. Na potlacenie tohto javu je hodnota normalizovana
na zaklade nasledovnej rovnice:

CERnormalized = g _{5_1 ; i ;—i C (62)
kde C je pocet spravne predikovanych znakov.

Urcit na zaklade CER ¢i je model dostato¢ne dobry, nie je uplne jednoznac¢né. Treba
brat do ivahy aj konkrétny pripad pouzitia a komplexnost celého problému, v pripade OCR
zlozitost vstupnych obrazkov. Na aspon priblizné urcenie kvality daného modelu, bol v roku
2009 publikovany ¢lanok s ndzvom How Good Can It Get? Analysing and Improving OCR
Accuracy in Large Scale Historic Newspaper Digitisation Programs.[19], ktory rozdeluje
OCR modely podla hodnoty CER do troch kategérii, 1-2% znamend, Ze vykonnost modelu
je dobré. Pokial je hodnota v rozmedzi 2-10%, model je priemerny a ak hodnota prekracuje
10% vykonnost modelu je podpriemernd az slabd. V pripade rozpoznévania velmi zlozitého
rukopisu, ktory obsahuje mnoho slovo z okraja slovnej zdsoby, je pripustnd aj hodnota
pohybujtca sa okolo 20%.

Word Error Rate (WER)

Druhou vyznamnou metrikou na meranie vykonu a porovnéavanie rozliécnych OCR modelov
je WERJ26]. Jej hodnota naberd vyznam v pripade rozpoznévania viet ¢i sivislého textu.
Tak isto je pomerne dolezita, pokial rozpoznavany text obsahuje napriklad rodné alebo
telefénne ¢isla, kedze v ich pripade je dolezita spravnost kazdého jedného znaku. Formalne
je zapisana nasledovne:

Sw + Dy + 1,
Ny
Od metriky CER sa liSi len v najmensej porovnavanej polozke, ktorou je v tomto pripade
celé slovo w.
Typicky je hodnota WER vzdy znac¢ne vyssia od hodnoty CER.

WER = (6.3)

F1 score

F1 score je metrikou pouzivanou v oblasti strojového ucenia, pouziva sa predovsetkym na
odhad vykonnosti klasifikacnych modelov a jej vyhodou je nezavislost na pocéte prvkov v
jednotlivych triedach[25]. Je spojenim dvoch jednoduchsich vykonnostnych metrik, Preci-
ston a Recall. Vsetky z nich st udavane v percentach.

Pri pocitani ako F1 score, tak Precision a Recall je potrebné okrem pocétu prvkov v
jednotlivych triedach este poznaf nasledujiice hodnoty:
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True positives - pozitivne prvky, ktoré boli predikované ako pozitivne
False positives - negativne prvky, ktoré boli predikované ako pozitivne
True negatives - negativne prvky, ktoré boli predikované ako negativne

False negatives - pozitivne prvky, ktoré boli predikované ako negativne

Metrika Precision vyjadruje, kolko prvkov z celej mnoziny pozitivnych prvkov bolo
predikovanych ako pozitivne. Matematicky zapisané nasledovne:

True positives

Precision = (6.4)

True positives + False positives

Model s nizkou hodnotou Precision sice nendjde vela pozitivnych prvkov, ale tie ktoré
vyberie, st s vysokou pravdepodobnostou spravne. Naopak, model, ktorého hodnota Preci-
ston je vysoka, ndjde vic¢sinu alebo vsetky pozitivne prvky, ale okrem nich vyberie aj velké
mnozstvo nespravnych, negativnych prvkov.

Metrika Recall vyjadruje, kolko prvkov z celej mnoziny prvkov predikovanych ako po-
zitivne je skutocCne pozitivnych. Matematicky zapisané nasledovne,

Recall = T'rue positives

6.5
True positives + False negatives (6:5)

Spojenim dvoch vyssie uvedenych metrik vznikd metrika F1 score, ktord je definovana
ako ich harmonicky priemer zapisany nasledovne,

Precision * Recall
F1 =2 6.6
seore * Precision + Recall (6:6)

Pokial je potrebné na vyhodnotenie klasifika¢ného modelu pouzit len jedno ¢islo, upred-
nostnuje sa prave F1 score.

6.2 Vplyv vlastnosti okna definujiceho vyrezany riadok na
uspesnost modelu

V nasledujiicom experimente som prevadzal niekolko transformécii a iprav na polygoénoch,
ktoré ohranicuju jednotlivé riadky a na zaklade ktorych st neskor jednotlivé riadky textu
vyrezavané z povodného dokumentu. Cielom bolo vytvorit verziu pouzitého datasetu, ktora
bude obsahovat riadky segmentované vo forméte, na ktorom si je predom natrénovany OCR
model najistejsi. Ide hlavne o pripadné poupravenie riadkov, ktorym boli pri ich segmentéacii
odrezané podstatné ¢rty pismen alebo prislusné diakritické znamienka, ktoré sa nachiddzaju
v povodnom prepise ground truth. Bez ich vyskytu v danom riadku tak OCR model nema
Sancu prepis urc¢it spravne. To isté plati aj v opa¢nom pripade, ked do riadku prenika privela
sumu z okolia. Zaroven bude z tychto dat mozné zistit ako pracuje detektor riadkov[24] a
Ci sa naskytajui nejaké moznosti zlepSenia v samotnej detekcii.

Zastupenie jednotlivych transformécii v novovytvorenej datovej sade je vidiet na ob-
razku 6.1. Z vysledkov grafu vyplyva, ze drviva vicsina riadkov mala tendenciu menit sa,
na zaklade ¢oho je mozné zvazovat poupravenie nastavenia alebo opétovné natrénovanie
dedikovaného modelu na detekciu riadkov. Ten sa stard o prvotna segmentaciu riadkov v
pévodnom dokumente. Sice ani jedna z konkrétnych pouzitych transformécii nebola zasti-
pend v znacnom pocte, ktory by prevysoval ostatné, no je mozné vidiet, Ze mnozstvo z nich
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Ditka Posun Vyka Sucet pouzitych transformacii

+5% +10% -10% 12231
+10% +10% -10% 12451
+10% +10% 0% 12461
+5% +10% 0% 12681
+10% +10% +10% 17180
+5% +10% +10% 17314
0% +10% -10% 18414
+5% -10% 0% 20294
+10% -10% 0% 20828
© 0% +10% 0% 21371
o +10% 0% -10% 21603
© +5% 0% -10% 21822
g +5% -10% -10% 22251
o +10% -10% -10% 22267
‘@ +10% 0% 0% 22856
S +5% 0% 0% 23318
= +5% -10% +10% 23878
+10% -10% +10% 24910
0% +10% +10% 26483
+5% 0% +10% 26853
+10% 0% +10% 26892
o -10% 0% 30745
0% -10% -10% 31691
0% -10% +10% 32261
0% 0% -10% 32439
0% 0% +10% 39532
0% 0% 0% 0294

0 5000 10000 15000 20000 25600 30600 35600 40600 45000
Pocet

Obr. 6.1: Graf zobrazuje pocty vyskytov transformacii riadkov v upravenej datovej sade.

Vplyv jednotlivych transformacii

Dizka Posun Vyska
00%  00%  0.0% 1.48 Riadky
0.0% -10.0% 0.0% 0.63 2.04 mmm Upravené
+5.0%  0.0%  0.0% 0.71 2.07 Povodné
0.0% +10.0% 0.0% 0.71 2.35
0.0% 0.0% +10.0% 0.74 2.06
+10.0% 0.0% 0.0% 0.79 2.19
0.0% 0.0% -10.0% 0.9 2.43
0.0% -10.0% -10.0% 0.92 2.41
+5.0% 0.0% +10.0% 0.93 2.24
0.0% +10.0% +10.0% 0.93 2.55
© +10.0% 0.0% +10.0% 0.99 2.28
= +5.0% -10.0% 0.0% 1 2.52
1S 0.0% -10.0% +10.0% 1.06 2.63
§ +5.0% -10.0% -10.0% 1.06 2.56
o +10.0% -10.0% 0.0% 1.09 2.42
® +5.0% 0.0% -10.0% 1.1 2.61
= +5.0% +10.0% +10.0% 1.12 2.82
+10.0% 0.0% -10.0% 1.15 2.69
+5.0% -10.0% +10.0% 1.17 2.64
+10.0% -10.0% -10.0% 1.17 2.73
+10.0% +10.0% +10.0% 1.19 2.85
+5.0% +10.0% 0.0% 1.2 2.88
+10.0% -10.0% +10.0% 1.22 2.68
0.0% +10.0% -10.0% 1.23 3.18
+10.0% +10.0% 0.0% 1.25 2.95
+5.0% +10.0% -10.0% 1.49 3.54
+10.0% +10.0% -10.0% 1.56 3.71
T T T T T T T

00 05 10 15 20 25 3.0 35 40 45
CER [%]

Obr. 6.2: Graf zobrazuje o kolko jednotlivé transformécie zlepsili hodnoty CER oproti po-
vodnym riadkom.
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P6vodny model Novy model

CER WER CER WER
P6vodny dataset 3.81% 16.22%  3.73% 15.82%
Novy dataset 2.68% 11.78%  3.45% 14.72%

Tabulka 6.1: Porovnanie pévodného modelu, ktory bol natrénovany na povodnej datovej
sade s modelom natrénovanym na novovzniknutej datovej sade. Porovnanie prebehlo opét
na pévodnej a upravenej verzii testovacej sady.

dosahovalo nizsiu hodnotu CTC chybovej funkcie ked mali zvacsend vysku alebo bolo ich
celé ohraniCenie posunuté smerom nahor. Toto chovanie je mozné pripisovat potrebe lep-
Sieho zachytdavania hornych casti riadkov, ktoré zviacsa zahina diakritické znamienka alebo
¢rty na vrcholoch vysokych pismen.

Vyhodnotenie, aky vplyv na vyslednej transkripcii mali dané transformécie na k nim
prislachajucich riadkoch, a teda tych, ktoré mali ako svoju najlepsiu variantu zvolenu prave
dant transforméaciu sa nachiadza na obrazku 6.2. Na grafe je vidiet, ze najvicsi rozdiel na
vyslednej transkripcii mali na svojich riadkoch prave transformacie, ktoré riadky predlzovali
a posuvali ich ohranic¢enie smerom nadol. Z grafu tiez vychadza, ze prave najdrastickejsia
tiprava akou je predizenie najviac hybala s povodnou hodnotou CER. To méZe byt spdsobené
tym, ze predizeny riadok lepsie zachytéval okrajové slova alebo ich Casti, ktoré neboli pri
povodnej segmenticii spravne zachytené.

Porovnanie modelu, ktory bol natrénovany na poévodnej a novovytvorenej datovej sade
sa nachadza v tabulke 6.1.

Natrénovanie modelu na novej datovej sade neprinieslo nejak znacne signifikantny roz-
diel v jeho presnosti. To moze byt spdsobené odstranenim variability jednotlivych riadkov,
ktora méa pri trénovani OCR modelov tak isto svoj vyznam. Ak je model trénovany na vi-
zualne nekonzistentnych riadkoch, naudi sa, ako sa s istou mierou vizudlnej nekonzistencie
vysporiadat aj na testovacej sade. Na potlacenie znizenej variability trénovacich riadkov,
ktoré by ale mali vo svojej vysegmentovanej forme lepsie zachytavat okrajové casti pis-
men a interpunkéné znamienka, som model natrénoval na novej trénovacej sade s roéznymi
stupnami zosilnenej geometrickej augmentacie.

Vysledky tohto testovania sa nachiadzaju v tabulke 6.2. Vyplyva z nich, Ze zosilnena
geometrickd augmentacia pri trénovani ¢iastoéne pomohla presnosti modelu, pretoze z cel-
kového zlepsenia hodnoty CER na povodnej testovacej sade z 3.81%, ktord dosahoval model
natrénovany na poévodnych variantdch riadkov, vo¢i hodnote 3.54%, ktori dosahoval model
natrénovany na lepsie vyrezanych riadkoch je z vac¢Sej casti, priblizne o 0.2%, dosiahnutych
prave vdaka nej.

Z tychto zisteni vyplyva aj zaver celého experimentu. Variabilita v trénovacej sade spo-
sobené nedokonalostou pri segmentacii riadkov mé na vyslednt natrénovanost modelu vacsi
vplyv ako umelo vyprodukovana, pretoze pri trénovani az tak nevadi mierne zvySena chy-
bovost. Za to pri pouziti predstaveného postupu na testovacej sade je pri evaludcii modelov
vyhodnotenad ich redlnejsia chybovost, kedze budd mat na vstupe lepsie detekované riadky.
Respektive, detektor riadkov nemusi byt vzdy plne kompatibilny s tym, ¢o ocakava na
vstupe OCR. To vyplyva z porovnania pévodného modelu na pdvodnych a lepsie vyreza-
nych riadkoch testovacej sady, kde dosiahol rozdiel v hodnotdch CER priblizne 1.1%.
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g vyjadruje konstantu, ktorou sa nasobili parametre geometrickych augmentacii,
pri g = 1.0 sa jedna o p6vodné hodnoty

Testovacia sada

povodna nova
g=1.0 3.73% 3.45%
g=1.5 3.58% 3.32%
g=2.0 3.56% 3.27%
g=2.5 3.54% 3.26%

Uroven geometrickych augmentacii

Tabulka 6.2: Tabulka zobrazuje vplyv réznych stupnov geometrickej augmentéacie na uspes-
nost modelu natrénovaného na upravenych riadkoch trénovacej sady. Porovnanie prebehlo
na pévodnej a upravenej testovacej sade.

6.3 Odstranenie nekonzistentnych riadkov

V tomto experimente bolo potrebné vhodne detektovat nekonzistentné riadky v datovej
sade. Do tejto skupiny spadaji predovsetkym riadky, ktorych prepis ground-truth nie je
plne korespondujici s textom, ktory sa na danom obrazku nachddza. Detekované riadky,
ktoré sa nachadzali v trénovacej sade, z nej boli odstranené a tie, ktoré patrili do testovacej
sady som ruc¢ne skontroloval a upravil ich prepis ground truth tak, aby odpovedal textu na
vyrezanom obrazku. Cielom experimentu je vytvorif trénovaciu sadu, ktord bude zbavena
nekonzistentnych riadkov a na ktorych nie je mozné dosiahnut hodnotu CER, rovni nule
ani s idedlnym OCR modelom. Model, ktory bude na tejto sade natrénovany, bude neskor
porovnany s modelom natrénovanym na povodnej trénovacej sade.

Vyhodnotenie réznych verzii detektoru podozrivych riadkov sa nachadza v tabulke 6.3.
Porovnavanie prebiehalo na ¢asti pouzivanej datovej sady, ktort som rucne skontroloval.
Pozostavala z 5 009 riadkov rozdelenych do dvoch skupin, podla toho ¢ prislusny prepis
odpovedal ich skuto¢nému textu alebo nie. Kontroloval som predovsetkym riadky s vysokou
pravdepodobnostou chybajiceho alebo prevysujiceho slova, ktoré boli vybrané, ak sa v ich
zarovnani objavil vyssi pocet None, ktory ale nemusel byt v sekvencii na zaklade ktorej ich
neskor detekoval samotny detektor. Nakoniec sa v skontrolovanej datovej sade nachadzalo
3 670 riadkov s nevalidnym prepisom a 1 339, ktorych prepis ground truth bol spravny. Ak
riadky obsahovali iba drobnt nedokonalost, vyhodnotil som ich prepis ako korektny.

Na zaklade vysledkov porovnavania bol pre ucely experimentu zvoleny detektor, ktory
berie do tivahy Specidlne znaky na konci None sekvencii a zaroven nepocita s chybami v
podobe medzier v tesnom okoli Specidlnych znakov (S+).

Zvoleny algoritmus na detekciu podozrivych riadkov bol nezavisle spusteny na pouzitej
datovej sade trikrat, vzdy s ingm parametrom. Ten uddva dolnd hranicu dizky sekvencie
None, na zaklade ktorej je riadok vyhodnoteny ako podozrivy. Vysledkom teda boli 3 upra-
vené dvojice trénovacej a testovacej sady. Prvotny parameter, s ktorym je mozné zacat
detekeiu a vytvorit prvi dvojicu sdd, bol uréeny na ziklade medidnu a priemeru dizky
vSetkych slov, ktoré sa v ddtovej sade nachddzaju. Priemerns dizka slova bola vypocitana
na hodnotu 5.029 a mediin diiky slov sa v pouzitej datovej sade rovnal 5. Vychadzal som
prave z tychto hodnot, kedze pouzita datova sada obsahuje texty v rdznych jazykoch a z
rozneho obdobia. Pri pouziti parametru 5 bolo celkovo detekovanych 3 276 riadkov textu, z
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c predstavuje parameter algoritmu pre detekciu chybnych riadkov
TP FP TN FN F1 score

K 3627 734 605 43 0.90324
M 3646 923 416 24 0.88505
c=3 S 3646 939 400 24 0.88334
K+ 3586 660 679 84 0.90601
S+ 3619 879 460 51 0.88614

K 3093 323 1016 577 0.87298
M 3295 487 852 375 0.88432
c=4 S 3324 508 831 346 0.88616
K+ 3030 290 1049 640 0.86695
S+ 3285 450 889 385  0.88723

K 2654 164 1175 1016 0.81812
M 2891 232 1107 779 0.85117
c=5 S 2906 239 1100 764 0.85282
K+ 2590 153 1186 1080 0.80773
S+ 2852 216 1123 818 0.84654

Tabulka 6.3: Tabulka zobrazuje porovnanie predstavenych verzii detektoru s pouzitim roz-
nych parametrov. Toto testovanie prebiechalo na plne skontrolovanej Casti pouzitej datovej
sady.
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c predstavuje parameter algoritmu pre detekciu chybnych riadkov,
¢ = 0 je ekvivalentné s pévodnou datovou sadou

Testovacia sada

c=0 c=5 c=4 c=3
c=0 381% 375% 3.73% 3.71%
c=5 3.62% 3.60% 3.57% 3.55%
Trénovacia sada
c=4 3.7% 3.72% 3.711% 3.69%
c=3 38% 378% 3.76% 3.75%

Tabulka 6.4: Tabulka zobrazuje vplyv vyslednych poupravenych testovacich a prefiltrova-
nych trénovacich sad na tspesnost modelu.

nich 22 spadalo pod testovaciu sadu. Tie boli ru¢ne skontrolované a v pripade potreby som
previedol pozadovani korekciu v ich prepisoch ground truth. Z prislusnej trénovacej sady
tak bolo odobratych 3254 riadkov. Druha dvojica bola vytvorena s pouzitim parametru 4, s
ktorym skript detekoval dokopy 4 944 podozrivych riadkov, z nich 42 sa nachadzalo v testo-
vacej sade a 4 902 riadkov bolo z trénovacej sady odobratych. V trefom behu boli v datovej
sade detekované riadky, ktorych sekvencia None dovisila dizku 3. Takto bolo detekovanych
10 398 riadkov, z ¢oho 98 patrilo do testovacej a 10 300 do trénovacej sady.

Porovnanie jednotlivych modelov, ktoré boli natrénované na trénovacich sadach vytvo-
renych na zaklade vysledkov z detektoru nekonzistentnych riadkov pri pouziti réznych pa-
rametrov sa nachiadza v tabulke 6.4. Spolu s trénovacimi sadami boli vytvorené aj prislusné
poupravené testovacie sady, na ktorych vzajomné porovnanie modelov prebehlo.

7 vysledného porovnania je vidiet, ze najvacsi rozdiel v zlepseni na pdvodnej testovacej
sade dosiahol model natrénovany na trénovacej sade vytvorenej s pomocou detektoru s
parametrom 5. Jednd sa o rozdiel 0.19% na hodnotdch CER, ktory nie je nejak zdsadne
vacsi hlavne z dévodu, ze celkovy pocet nekonzistentnych riadkov, ktoré sa v trénovacej
sade nachadzaju je maly. S pouzitim tohto parametru ich bolo identifikovanych iba 3 254,
¢o tvori priblizne 0.5%. Na vysledkoch je tiez mozné pozorovat, ze odstranenie naro¢nejsich
riadkov, takych, ktorych zarovnanie vyslednej transkripcie obsahovalo kratsie postupnosti
None, z trénovacej sady posobi kontraproduktivne. Model pri vyhodnocovani podobnych
riadkov v testovacej sade potom dosahoval horsie vysledky ako model, ktorého trénovacia
sada bola zbaven4 len riadkov s vysokou pravdepodobnostou chyby v prisluSnom prepise.

Na zaklade experimentu vyplyva, ze z trénovacej sady ma zmysel odstranit riadky,
ktoré maju vysoku pravdepodobnost, Ze v ich prepise slovo chyba alebo sa naopak nachiadza
navysSe. Naopak tym, Ze na testovacej sade sa riadky neodstranuju, ale opravuje sa ich prepis,
dava najvacsi zmysel nechat detektovat aj riadky s nizsou pravdepodobnostou chybajiceho
alebo prevysujuceho slova. Celkom konzistentne je totiz vidief zlepsenie vSetkych modelov
pri dokladnejsie opravenych testovacich sadach.
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Kapitola 7

Zaver

Cielom tejto prace bolo preskiimat konzistenciu datovych sad pre rozpoznédvanie textu a
nasledne sledovat aky vplyv mé pripadna nekonzistencia pri trénovani a vyhodnocovani
OCR modelov. Nasledne stanovit aké problémy nekonzistenciu v datovych sadéch spdsobuja
a definovat postup na ich potlacenie.

Nekonzisteciu je mozné rozdelif podla problémov, ktoré ju spésobuju. Vizualna nekonz-
sitencia je sposobend hlavne nedokonalostami v automatickej segmentacii riadkov. Prejavuje
sa odstranenim ¢t pismen, ktoré poméahaji k ich naslednému spravnemu rozpoznaniu. Dal-
Sia nekonzistencia nastava medzi textami, ktoré sa skutocne nachiadzaji na obrazku a k nim
prislusnym prepisom ground truth, ktoré nie si spravne a nedefinuji povodny text v jeho
skutocnej forme.

Na potlacenie vizualnej nekonzistencie bolo vytvorenych 27 variant kazdého riadku z
pouzitej datovej sady. Nésledne boli pre kazdy z riadkov vybraté ich najlepSie varianty,
ktoré boli ur¢ené na zaklade vysledku CTC chybovej funkcie. Tieto riadky spolu tvorili
novu verziu datovej sady. Pre odstranenie nekonzistentnych riadkov z pdvodnej datovej
sady, bol navrhnuty detektor riadkov, ktory oznacil riadky, ktorym v ich prepise chybalo
alebo prevysovalo slovo alebo bol prehodeny slovosled. V zavislosti na vstupnom parametre
detektoru, boli nasledne chybné riadky z trénovacej sady odstranené a v testovacej sade bol
rucne opraveny ich prepis.

Na vysledkoch z experimentov bol preukazany vplyv konzistentnosti datovej sady na
uspesnost OCR modelu. Potlac¢enie vizudlnej nekonzistencie malo najvacsi dopad na testo-
vaciu sadu, na nej dosahovali vSetky testované OCR modely konzistentne lepsie vysledky.
Povodny model sa na lepSie vyrezanej testovacej sade zlepsil o 1.1%. Naopak model, ktory
bol natrénovany na takto vytvorenej trénovacej sade nedosahoval nejak zdsadne lepsich
vysledkov. Vysledky nezlepsila ani dodato¢ne zosilnena geometrickd augmentacia pri tré-
novani na upravenych riadkoch. Z ¢oho vyplyva vyznam variability riadkov, spdsobenou
ich nedokonalou segmentiaciou pri trénovani. V druhom experimente bol dokazany nepriaz-
nivy vplyv nekonzistencie riadkov s ich prepismi. Opéat bolo vidiet zlepSujicu sa presnost
vsetkych testovanych modelov na testovacej sade v zavislosti od miery jej skontrolovania
a nasledného opravenia. NajlepSie vysledky dosahoval model, ktorému boli z trénovacej
sady odobraté len riadky s vysokou pravdepodobnostou chyby. Oproti pévodnému modelu
dosahoval priblizné zlepsenie 0.2% CER naprie¢ vSetkymi testovacimi sadami.

Moznosti budiceho vyvoja prace by pozostavali z natrénovania modelu, ktory sa stara
o segmentaciu riadkov na datach vytvorenych pri prvom experimente. Nasledne sktimat
vysledky OCR modelu pri natrénovani a testovani na variantach riadkov, ktoré by vypro-
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dukoval. Tak isto je tu moznost experimentovania s inymi, mensimi datovymi sadami, kde
by mohla nekonzistencia zohravat vicsiu rolu na celkovych vysledkoch.
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Priloha A

Obsah prilozeného pamatového
média

e bp.pdf - text bakaldrskej prace v elektronickej podobe
e video.mp4 - video k bakaldrskej praci
e doc/ - priecinok so zdrojovymi stibormi préce v latex-u

o src/ - priec¢inok so zdrojovymi stibormi skriptov k experimentom
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