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POUZITI NASTROJU UI PRO

HLEDANI OPTIMALNIHO
SCENARE TEZBY PZP

ABSTRAKT

Tato prace se zabyva jednou z mnoha oblasti optimalizace
tézby z podzemnich zasobnikd plynu (PZP). Konkrétné jde
o prvotni pokus vytvofeni jadra expertniho systému zaloze-
ného na umélé neuronové siti, ktery by na zakladé celkového
denniho pozadovaného mnoZstvi tézby ze zasobniku dokazal
vyhodnotit optimalnirozloZeni celkového mnozstvi na jednot-
livé sondy daného zasobniku.

Klicova slova: Expertni systém, Uméla neuronova sit, Pod-
zemni zasobnik plynu

FINDING OF OPTIMAL UGS
PRODUCTION SCENARIO BY
AI TOOLS

ABSTRACT

This work deals with one of the many areas of optimization
of extraction from underground gas reservoirs. Specifically,
it is an initial attempt to create the core of an expert system
based on an artificial neural network, which would be able to
evaluate the optimal distribution to the individual probes of
the given stack based on the total daily required amount.

Keywords: Expert system, Artificial neural network, Under-
ground gas stack
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Operativni fizeni podzemniho zasobniku plynu (PZP) se kazdodenné zabyva
nékolika otazkami. Jedna z nich tvofi i napli této prace a zni: Jak nejlépe
rozdélit pozadované mnozstvi plynu ze zasobniku na jednotlivé produkéni
body (sondy)?

PZP se buduji ve vhodnych geologickych strukturach hluboko v podzemi
a jediny mozny pfistup k nim z povrchu zemé je pfes tzv. sondy (hlubinny
vrt a jeho vystrojeni). Ty se vrtaji pfevazné na zakladé nepfimych informaci
ziskanych z geologického a geofyzikalniho vyzkumu dané oblasti. Vzhledem
k tomu, ze se PZP rozklada na rozsahlé plose, je v ramci jednoho zasobniku
vyvrtano vétsinou nékolik desitek sond.

Sondy maiji odliSné produkéni vliastnosti, a to i v ramci jednoho zasobniku.
Neni tedy efektivni pfi pozadavku na odtézeni konkrétniho mnozstvi plynu
ze zasobniku rozdélit tuto sumu rovnomérné mezi jednotlivé sondy. V dnes-
ni dobé se v ramci fizeni PZP pouzivaji simuldtory zalozené na numerickych
modelech, které jsou schopné poskytnout informaci, zdali je zasobnik scho-
pen dodat pozadované mnozstvi plynu pro nasledujici tézebni den. Pokud
ano, simulator rovnéz navrhne rozlozeni na jednotlivé sondy. V praxi vSak
¢asto dochazi k tomu, Ze technik navrhované rozlozeni ze simulatoru upra-
vuje na zakladé svych vlastnich zkuSenosti.

Cilem této prace je zjistit, zda by neuronova sit umozriovala |épe prediko-
vat vySe uvedené rozdéleni, nez predikuje dosavadni simulator. V praci tedy
dojde k natrénovani vhodné neuronové sité, ktera na zakladé dvou vstupU
(pozadovaného mnozstvi plynu na nasledujici tézebni den a aktualniho sta-
vu zasob v PZP) rozhodne o optimalnim rozloZeni celkové pozadované sumy
na jednotlivé sondy jednoho konkrétniho zasobniku. Poté budou na testova-
cich datech provedeny predikce pomoci vytvorené sité a simulatoru, které
umozni porovnani obou téchto technologii.

Na zacCatku prace bude popsana problematika skladovani zemniho ply-
nu v PZP, kterd umozni objasnit faktory ovliviiujici rozdéleni poZadovaného
mnozstvi plynu na jednotlivé sondy. V dalSim kroku bude vybrana vhodna
architektura sité z hlediska prichodu dat siti a bude popsano, jak |ze neuro-
nové sité trénovat pomoci aplikace Matlab. Poté dojde k navrhu feSeni, jehoz
cilem bude stanovit pfesné kroky, které budou v ramci prace provedeny pro
dosazeni cile prace.
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2 PODZEMNI ZASOBNIKY PLYNU

Podzemni zasobnik plynu [1, 2] vétSinou neni uméle vytvorené prostredi, kte-
ré by bylo pfimo ur¢ené pro skladovani plynu, ale jedna se o vhodnou pfiro-
zenou geologickou strukturu hluboko v podzemi, ktera umoznuje uchovat
plyn.

Na obrazku 2.1 je znazornéno obecné schéma PZP. Geologické prostfedi
se sklada z tésnici nadlozni vrstvy (izolatoru), ktera zabranuje uniku plynu
Z nize polozené skladovaci struktury (kolektoru). PFistup povrchové techno-
logie ke kolektoru zajistuji sondy.

Povrchova technologie

Tésnici ' >—-Sondy

nadlozni
vrstvy

Skladovaci

geologicka strukuta Vodni z&poli

Obrazek 2.1: PZP - Schéma [2]

Z vySe uvedeného popisu PZP je zfejmé, ze o pfirozené skladovaci struk-
tufe Ize ziskat jen velmi malo pfimych informaci, které tvofi jadra z vrtd a je-
jich nasledné zkoumani. VétSinu informaci o skladovaci struktufe predsta-
vuji nepfimé informace (modelovani z informaci ziskanych pomoci geologic-
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kych, geofyzikalnich a hydrodynamickych vyzkum). Dal$i poznatky Ize zis-
kat z provoznich dat a nasledného vyuziti numerickych modeld [2].

Vhodnych geologickych struktur je vicero druhd, jsou uvedeny a popsany
v [1]. Na Gzemi CR se z 97 % celkové skladovaci kapacity vyuzivaji pfirozené
geologické struktury typu poréznich hornin [2].

2.1 PROVOZ PZP

Zemni plyn je na uzemi CR vyuzivan prevazné k vytapéni [1], to zplsobuje
velmi silnou zavislost spotfeby plynu na denni teploté, ktera je viditelna na
obrazku 2.2.

Do roku 2022 platilo, Ze se na Gzemi CR dostaval plyn pfedevsim z po-
loostrovu Jamal prostfednictvim tranzitniho potrubi, kdy v letnich mésicich
bylo mozné uspokojit poptavku pfimo z tranzitniho potrubi a navic z pfebytku
plynu bylo mozné naplfhovat zasobniky.

Naopak v zimnich mésicich, kdy spotfeba plynu vyrazné stoupne, kapa-
cita a ¢asova prodleva proudéni plynu pfes tranzitni plynové potrubi neu-
moznovala uspokojit poptavku, dochazelo pro jeji uspokojeni k tézbé plynu
z PZP.

1400 1 —

1200 4 -—

1000 -

800

600 1

400 1

2001

L IL. 1 v v vi vl vl IX X XI Xl

Obrazek 2.2: Priibéh ro&ni spotifeby zemniho plynu v CR [1]

2.2 ODTEZOVACI KRIVKA

Odtézovaci kfivka (viz obrazek 2.3) znazorfiuje zavislost maximalniho den-
niho vykonu zasobniku na stavu zasob. Dispecer na jejim zakladé rozhoduje,
zda-li je zasobnik schopen poskytnout potfebné mnozstvi plynu pro nasle-
dujici den [2].
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Existuji dva typy tvorby kfivek. Prvni typ, kdy kfivka je nakreslena geolo-
gem na zacCatku tézby a béhem tézebni sezdny je jednou az dvakrat aktu-
alizovana. Kfivka vytvorena timto modelem se nazyva staticka a nepromita
rychlost tézby (plati pouze pro pomalou tézbu). Didvodem je omezeni loZis-
ka, které neumoznuje okamzité a rovnomérné dorovnavani tlakl. Pokud tedy
dojde k intenzivni tézbe, vzniknou kolem sond tlakové deprese, které zapfi-
¢ini snizeni jejich vykonu. Naopak po odstaveni zasobniku v délce dnl az
tydnU se tlaky dorovnaji zpét na odpovidajici Uroven odtézovaci kiivky [2].

Druhym typem je automaticky generovana odtézovaci kfivka. Je zaloze-
na na numerickém modelu, ktery se denné aktualizuje. Tim odrazi skute¢ny
stav zasobniku, kde jsou zahrnuty i Udaje o posledni tézbé. Automaticky ge-
nerovana odtézovaci kfivka je soucasti simulatoru, ktery se v dnesni dobé
pouziva pro fizeni PZP. Simulator kromé vySe zminéné kfivky dokaze navrh-
nout rozlozeni celkového pozadovaného mnozstvi plynu na jednotlivé son-
dy. Avéak mezi geology prevlada stala nedlvéra k navrhovanému rozlozeni
a Casto dochazi k jeho korekci.

Gas Rate [mil.m3]
=040
23
22
21
2.0
19
1.8
1.7
16
15
14
1.3
1.2
11
1.0
0.9
0.8
0.7
0.6

0.5

0.4
0 1040

10 20 30 40 50 60 o ] 90 100 110 120 130 140
Produced Gas Volume [mil.m3]

Obrazek 2.3: Priklad odtézovaci kfivky [2]
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2.3 FAKTORY OVLIVNUJICI TEZBU

V pfedchozi podkapitole 2.2 byl zminén problém vzniku tlakovych depresi,
které vyrazné ovliviuji téZbu z PZP. Na obrazku 2.4 je zobrazeno schéma
PZP, kde modra barva znazorfiuje tlak plynu dle odtézovaci kfivky. Pokud
dojde k intenzivni tézbé, vzniknou kolem sond, které se podilely na tézbég,
tlakové deprese (znazornéné na obrazku bilou barvou v ¢erveném ohrani-
¢eni). Z toho vyplyva, ze pfirozlozeni pozadovaného mnozstvi plynu na jed-
notlivé sondy se musi zohlednit i pfedesla tézba.

Sonda Sonda Sonda  Sonda
c.1 c.2 c. 4 ¢.5

Ll

Tlakova deprese

Tlakova deprese

Kolektor

Obrazek 2.4: Ukazka ,depresni kapsy“

Jelikoz se misto a hloubka sondy uruje pfevazné na zakladé nepfimych
informaci, nelze sondy umistit tak, aby byly pfedem znamé presné vlastnosti
porézni horniny v umisténi sondy, ktera ma vliv na jeji vykon. To znamen3, ze
i v ramci jednoho zasobniku se vykonnost kazdé sondy vyrazné lisi.

DalSim faktorem, ktery ovliviiuje tézbu, je tzv. interference sond. Ta vzni-
ka pfi vétsi propustnosti kolektoru mezi blizkymi sondami. Vétsi propustnost
zapfricini, Ze se tlakova deprese jedné sondy projevi na vykonnosti druhé
sondy (znazornéno na obrazku 2.4 u sond ¢. 1a 2).

VySe uvedené faktory poskytuji tfi kli€oveé informace pro ucely této prace:

|. Kazda sonda ma jiné vykonové parametry (maximalni mnozstvi vytéze-
ného plynu za den).

Il. Sondy se mohou navzajem ovlivhovat.

lll. Historie téZby dané sondy ma vliv na jeji vykon pfi dalSi tézbé.
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Pod pojmem umélad neuronova sit (ANN, z anglického nazvu Artificial neu-
ron network) se mysli algoritmus, ktery je inspirovany modely zpracovani
smyslovych viemd mozkem. Pouzitim algoritmU, které napodobuji procesy
skuteé¢nych neuronl, mizeme sit pfimét, aby se ,naudila” fesit mnoho typu
problému [3].

Zakladni stavebni jednotkou neuronové sité je umély neuron. Umélé neu-
rony se vrstvi a propojuji a tim vznika neuronova sit. Neurony mohou mit
rlznou podobu, jedna z nich je znadzornéna na obrazku 3.1. Jde v podstaté
0 rovnici pfimky y = x - w + b, kde vystup projde jesté tzv. aktivacni funkci.
Ta se poziva pro zabranéni linearity. Kdyby sit neobsahovala aktivaéni funk-
ce, jednalo by se pouze o slozenou funkci vice linearnich funkci a konec¢ny
vysledek by byl vzdy také linearni [21]. Jako aktiva¢ni funkce se ¢asto pou-
Ziva napfiklad Hyperbolicka tangenta, Sigmoida, reLU, atd.

Vstupni Skryté vrstva Vystupni

Vstup 1

TNy Vstup 2
(P
A4

Vstup 3

Vstup 4

Obrazek 3.1: Umély neuron  Obrazek 3.2: Schéma neuronové sité [20]

Pomoci algoritmu zpétné propagace se u neuronl iteraéné nastavuji
vahy w a bias b (ulici se parametry) tak, aby se minimalizoval rozdil mezi
vystupem sité a chténymi vystupy (pfedlohami). Rozdil mezi vystupem sité
a prfedlohami se pouziva pro vypocet gradientu, ktery se posléze propagu-
je algoritmem zpétného prichodu. Nastavenim ucicich se parametrl je pak
neuron schopen fesit linearni problém.

Zapojeni vice umélych neuronl a jejich vzajemné propojeni umozriuje
neuronové siti fesit pak i nelinearni problémy rlznych typd.
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3.1 DEFINICE PROBLEMU PRACE

Cilem této prace je vytvoreni neuronové sité, ktera bude na zakladé dvou
vstupnich informaci:

x; — pozadovaného mnozstvi plynu pro nasledujici tézebni den
r,  —aktualniho stavu zdsob v PZP

generovat N vystupnich hodnot, kde N oznacCuje pocCet sond konkrétniho
zasobniku. Vystupni hodnoty by pak mély reprezentovat vhodné rozlozeni
vstupu z; tak, aby tézba z PZP byla efektivni.

Jedna se tedy o Ulohu typu regrese, pfiCemz z informaci uvedenych v ka-
pitole 2 Ize vyvodit, Ze historie téZzby z jednotlivych sond ma vliv na budouci
tézbu.

3.2 POTENCIALNE VHODNE TYPY SITI

Umélé neuronové sité je mozné rozliSovat podle velkého poctu kritérii (pri-
chodu dat siti, pouzitymi typy neurond, atd.). V této ¢asti prace budou popsa-
ny vybrané pojmenované typy siti a zhodnoti se jejich potencidlni vhodnost
pro vySe uvedeny problém.

3.21 Dopredna sit

Doprednou siti se mysli neuronova sit, kterou prochazi pouze aktualni vstupni
data [4]. Na obrazku 3.3 je znazornéné zjednodusené schéma dopredné si-
té, kde neuron z obrazku 3.1 reprezentuje perceptron (nékolik neuron( v jed-
né vrstvé). Vystupni vrstva se pfidava do siti z dlvodu transformace dat na
chtény pocet vystupl (v rdmci feSeného problému bude mit tato vrstva vzdy
N neurond).

Skryta vrstva Vystupni vrstva

Obrazek 3.3: Schéma dopredné sité

Vzhledem k tomu, Ze tato sit neumoznuje zohlednit pfedchozi vystupy,
které poskytuji dllezité informace v definovaném problému, nelze tuto sit
povazovat za vhodnou k ucellm této prace.
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3.2.2 Rekurentni sit

Rekurentni sit je architektura, ktera umoznuje poskytnout zpétnou vazbu
z predchoziho rozhodovani sité prostfednictvim rekurentni vrstvy [5]. Ze
schématu sité na obrazku 3.4 je vidét, ze kazdy neuron ve skryté vrstvé
pouzije svij historicky vystup jako dal$i vstup k aktualnimu vstupu.

Skryta vrstva Vystupni vrstva

Obrazek 3.4: Schéma rekurentni sité

Tato architektura se pouziva pro ¢asové fady, kterym odpovida i uloha
této prace. Proto ji Ize povazovat za potencialné vhodnou pro feSeni daného
problému.
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3.2.3 NARX

Nelinedrni autoregresni neuronova sit s externim vstupem (dale jen NARX) je
architektura znazornéna na obrazku 3.5, ktera je schopna se naucit prfedpo-
vidat jednu ¢asovou Ffadu na zakladé téze Casové fady ze zpétnovazebniho
vstupu a vnéjsi (exogenni) Casoveé rady [6].

Skryta vrstva Vystupni vrstva

Obrazek 3.5: Schéma NARX

Z informaci uvedenych v kapitole 2 si Ize pfedstavit vytéZzené mnozstvi
plynu konkrétni sondy konkrétniho zasobniku jako jednu ¢asovou fadu s pe-
riodou ¢, kde ¢t odpovida jednomu dni. Dale celkové poZzadované mnozstvi
jako prvni exogenni vstup a aktualni stav zasob jako druhy exogenni vstup.
Pak je sit této architektury schopna se naucit vSechny vlastnosti uvedené
v kapitole 2.3 a je tedy vhodna pro problém této prace.
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4 TVORBA NEURONOVYCH SITI
POMOCI MATLABU

RozSiteni aplikace Matlab nastrojem pro hluboké u¢eni neuronovych siti ,De-
ep learning toolbox” umoZzniuje prostfednictvim této aplikace efektivné skla-
dat a ucit neuronové sité [7]. Tento nastroj pfida do aplikace Matlab dvé
rlzné architektury pro tvorbu a uéeni neuronové sité, které jsou na sobé ne-
zavislé a nelze je navzajem kombinovat.

Prvni z nich je uréena pro mélké neuronové sité (sit obsahuje jednu skry-
tou vrstvu, nebo pouze malé mnozstvi skrytych vrstev)[8] a umozfiuje velmi
rychlou a snadnou kompletni implementaci trénovani a testovani mélkych siti
vCetné pre-processingu dat, ale neumoznuje vyraznégjsi flexibilitu v defino-
vani vlastnich vrstev, vytvoreni vlastni tréninkové smycky, atd.

Druha architektura naopak slouzi k vytvareni hlubokych neuronovych siti
(sit obsahuje vétsi pocet skrytych vrstev) [9] a umozZfiuje v podstaté neome-
zenou flexibilitu za pfedpokladu rozsahlejSich znalosti z oblasti neuronovych
siti.

V této ¢asti prace budou uvedeny k obéma vySe zminénym architektu-
ram zakladni informace, které umozni vytvofit a natrénovat neuronovou sit
pro predmeétny problém za pomoci obou architektur. Nize uvedené informa-
ce jsou platné pro verzi Matlabu R2022b a verzi ,Deep learning toolbox“ 14.5;
tyto verze byly aktualni v dobé vzniku této prace.

4.1 MELKE NEURONOVE SITE

Architektura pro vytvoreni mélké neuronoveé sité je zastfeSena jednou tfidou,
nazvanou ,network". Konfiguraci tohoto objektu Ize vytvofit sit s M skrytymi
vrstvami, kde kazda z nich mlze obsahovat N neurond. Podrobné informace
o objektu Ize ziskat z dokumentace [10].

Pro zjednodus$eni vytvoreni sité pomoci objektu ,network” je mozné vyuzit
neékolik funkci, které pfipravi objekt tak, aby odpovidal potfebné architekture
sité. Pro architektury uvedené v kapitole 3 jsou nazvy funkci odpovidajici
dané architektufe znazornény v tabulce 4.1.
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Architektura sité | Funkce

Dopredna sit fitnet

Rekurentni sit | layrecnet
NARX narxnet

Tabulka 4.1: Funkce pro vytvoreni neuronové sité

411 Data

Data pro trénovani sité se predavaji az do trénovaci funkce popsané v ka-
pitole 4.1.3 ve dvou moznych datovych typech, jimiz jsou matice a bunky.
Ukéazka kddu 4.1 znazornuje priklad obou moznych validnich formatd dat pro
trénovani sité, kterd ma dva vstupy a pét vystupl. Ve formatu matice rad-
ky pfedstavuiji jednotlivé vstupy do sité X (pfipadné predlohy T) a sloupce
pak jednotlivé zaznamy (v ukazce kodu 4.1 ma priklad 100 zdznamd). Pro
format bunék je fadek jenom jeden a pocet sloupcd zlstava roven podtu
jednotlivych zaznamU, pricemz kazda burika obsahuje véechny vstupy nebo
predlohy konkrétniho zaznamu pro trénovani sité.

X
T

rand (2, 100); % Vstupy x Zaznamy
rand(5, 100); % Predlohy x Zaznamy

cellX
cellT

mat2cell (X, size (X, 2), ones(1, size(
mat2cell (T, size(T, 2), ones(1, size(

X, 1))
T, M)

Ukazka kodu 4.1: Validni formaty trénovacich dat pro funkci train

Rozlozeni dat na trénovaci, validagni a testovaci sadu se provadi nasta-
venim proménnych ,divideFcn“ a , divideParam” v objektu ,network". Matlab
poskytuje ¢tyfi funkce (viz tabulka 4.2), mezi nimiz Ize volit zplsob rozdé-
leni dat. Prostfednictvim prvni z uvedenych proménnych ,divideFcn” se voli,
ktera z funkci se ma pouzit zadanim nazvu funkce jako pole znakd.

Rozdéleni Funkce
Nahodné dividerand
Po souvislych blocich divideblock

Pomoci prokladaného vybéru divideint

Podle pfesné uréenych index( | divideind

Tabulka 4.2: Funkce pro rozlozeni dat
Proménna ,divideParam" je typu struktury a slouzi k zadani pomérl rozlo-

Zeni dat na jednotlivé sady. Pfi zvoleni funkce ,divideind” se rozdéleni zadava
vyétem indexd, u ostatnich funkci procentualnim rozlozenim.
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Pro sité s Casovym posunem je v prostiedi Matlab implementovana funkce
Lpreparets”, ktera na zakladé objektu ,network”, vstupnich a predlohovych
dat pfipravi data tak, aby se dala pfimo pfedat do trénovaci funkce.

41.2 Standardizace

Standardizace prevadi jednotlivé proménné na stejné méfitko, prestava tedy
zalezet na skute¢ném rozmeéru pfislusnych proménnych [20]. Standardizaci
vstupl i vystupl sité je mozné provést pfimo pomoci objektu ,network", ve
kterém proménné ,inputs” a ,,outputs” uchovavaji informace o vstupech a vy-
stupech sité. Tyto proménné jsou formatu bunék, pfi¢emz bunky obsahuji na
piisludné pozici vstupl a vystupl sité strukturu, v niz Ize mimo jiné nastavit
standardizaci pomoci proménné ,processFcns”. Standardiza¢nich funkci Ize
pro konkrétni|/O nastavit vice, jak je to znazornéno v ukazce kodu 4.2 na prv-
nim fadku. Implementovatelné standardizacni funkce, které Ize vyuzit, jsou
uvedeny v tabulce 4.3. Pro pfipad vyuziti neimplementované standardiza¢ni
metody se mlzZe proménna ,processFcns” nechat prazdna a standardizace
mUzZe byt provedena mimo sit.

Standardizacni funkce Funkcionalita

mapminmax Transformuje I/O do rozsahu (-1, 1).

mapstd Prfevede I/O tak, aby mély nulovou stfedni hod-
notu a jednotny rozptyl.

processpca Zpracuje sloupce I/O pomoci analyzy hlavnich
komponent.

fixunknowns Nahradi NaN hodnoty primérem fadku.

removeconstantrows Odstrani konstantni hodnoty 1/0.

Tabulka 4.3: Implementované standardizacni funkce

net.inputs {1}.processFcns={'removeconstantrows’, 'mapminmax’};
net.outputs{2}.processFcns={ "mapminmax’};

Ukazka kodu 4.2: Definice standardiza¢nich funkci objektu ,,network"

41.3 Trénovani

Pfed spusténim trénovani sité je potfeba v objektu ,,network” nastavit tréno-
vaci algoritmus a jeho parametry pro trénovani. Uzivatel ma na vybér z dva-
nacti znamych algoritm(, jejichZ vycet, funkcionalita a potfebné paramet-
ry jsou uvedeny v dokumentaci [11]. PFi vytvofeni objektu ,network” pomoci
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funkci uvedenych v tabulce 4.1 se jako vychozi metoda pouzije algoritmus
Levenberg-Marquardt zpétné propagace s vychozimi parametry.

Trénovani neuronové sité vytvorené architekturou pro tvorbu mélkych si-
ti se vyvola funkci ,train“ [12], do které se pfeda objekt ,network", vstupni
hodnoty a jejich pfedlohy (pro sité s ¢asovym posunem lze vyuzit vystup
z funkce ,preparets” zminéné v podkapitole 4.1.1). Timto krokem se spusti
trénovaci proces s grafickym rozhranim (znazornéné na obrazku 4.1), ktery
se ukondi po dovrseni jedné z podminek pro ukon&eni konkrétniho tréno-
vaciho algoritmu, a funkce vrati objekt typu ,network” s jiz natrénovanymi
parametry.

Natwork Diagram

Training Results

Training finished: Met validation criterion &

Training Progress

Unit Initial Value | Stopped Value | Target Value
Epoch 0 13 1000
Elapsed Time - | o000 |
Performance 1.78e+10 650407 0
Gradient 2.41e+10 9.12e407 1e-07
Mu 0.001 1e+05 1e+10
Validation Chiscks 0 | 6 6

Training Algorithms

Data Division: Index divideind

Levenberg-Marquardt  traini
nce:  Mean Squared Eror mse

dlations:  MEX

Obrazek 4.1: Grafické rozhrani zobrazené funkci ,train”

VySe zminéné grafické rozhrani poskytne veSkeré potfebné informace
véetné vysledkl jednotlivych datovych sad pro jednotlivé iterace trénova-
ni.

41.4 Testovani

Jak jiz bylo zminéno v pfedchozi podkapitole, trénovaci funkce provede i do-
pfedny prichod na testovacich datech a vysledky zobrazi v grafické podobé.

Ukazka kddu 4.3 znazoriuje dva mozné zplsoby, jak simulovat dopfedny
prichod siti. Pro simulaci sité slouzi funkce ,sim“, ktera je implementovana
v objektu sité, ale Ize ji pouzit i samostatné. Simulace prostfednictvim imple-
mentace v objektu ,network” se provadi pouzitim natrénované sité jakozto
funkce, které se predaiji vstupni hodnoty, pfipadné vnitfni stavy z predcho-
zich prichod( pro ¢asové zpozdéné sité.

sim(net,x); % simulace pomoci funkce sim
net(x); % vyvolani funkce sim pomoci objektu network

Ukazka koédu 4.3: Simulace sité
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Druha z architektur pro u€eni neuronovych siti pomoci nastroje ,Deep lear-
ning toolbox” aplikace Matlab je zcela odliSna od architektury popsané
v podkapitole 4.1. Je zaloZena na tfidach jednotlivych vrstev dédicich ze tfid
v bali¢ku ,nnet.layer”. Sit se pak sklada pomoci téchto tfid zplsobem, ktery
bude podrobngji popsan v podkapitole 4.2.1. Tato architektura vytvareni siti
umoziuje sestaveni prakticky libovolné umélé neuronové sité.

4.21 Vytvoreni sité

Zakladem pro architekturu ,Deep learning toolboxu” jsou objekty jednotli-
vych vrstev, které se skladaji do pole, a tim vznika neuronova sit. V ramci
nastroje je pfipraveno velké mnozstvi tfid pro rizné znamé problémy; jejich
vyCet je uveden v dokumentaci [13]. Pro pfipad, kdy by nebyla vhodna vrstva
implementovana, Ize definovat vlastni vrstvu, pfiemz postup pro jeji vytvo-
feni je uveden v dokumentaci [14]. Tfidy vrstev je mozné rozdélit do tii ka-
tegorii podle jejich postaveni v siti na vstupni vrstvy, mezivrstvy a vystupni
vrstvy. Posledni zmifovana vrstva neni ve smyslu uvedeném v podkapito-
le 3.2.1, ale jedna se o vrstvu, pomoci které se vypocitava v ramci procesu
uceni gradient.

Sit je mozné vytvofit dvéma zpUsoby. Pro jednoduché sité, které neobsa-
huji vétveni dat pfi prlichodu siti, Ize pouZit pole obsahujici jednotlivé objek-
ty vrstev v hierarchickém poradi priichodu dat siti. Pro vétvené sité je nutné
pouzit objekt ,layerGraph, ktery umoznilibovolné namapovat jednotlivé pri-
chodly siti.

Na obrazku 4.2 jsou zndzornéné dvé varianty siti. Prvni sit, ktera se skla-
da pouze z Cernych prvkl a je tedy tvofena pravé jednou vétvi priichodu
dat siti, Ize vytvofit jako pole obsahujici jednotlivé objekty vrstev (viz ukdzka
kddu 4.4). Pro druhou sit, ktera je slozena z prvni sité pfidanim &ervenych
vrstev, se jiz musi pouzit objekt ,layerGraph“. Pomoci funkce ,addLayers"
jsou do objektu postupné predany jednotlivé celistvé sekvence vrstev, kte-
ré jsou tvoreny hierarchickym prlichodem dat, a nasledné se pomoci funkce
,connectLayers" tyto sekvence dle potfeby propoji (viz ukdzka kédu 4.5).

input1 fe_1

il —mm——

tanh RegressionLayer

multiplication

’7 input2 fc_2

Obréazek 4.2: Schéma sité
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layers = [
featurelnputLayer (1,”Name”,”input1”)
fullyConnectedLayer (10,”Name” ,” fc_1")
tanhLayer ("Name” ,”tanh")

regressionLayer ("Name” ,”regressionLayer”) ];

Ukazka kodu 4.4: Vytvoreni sité pomoci pole

Igraph = layerGraph();
templLayers = [
featurelnputLayer (1,”Name”,”input1”)
fullyConnectedLayer (10,”Name” ,” fc_1") 1;
Igraph = addLayers(lgraph , templLayers);

templLayers = [
featurelnputLayer (1,”Name”,”input2”)
fullyConnectedLayer (10,”Name” ,”fc_2") 1;
Igraph = addLayers(lgraph , templLayers);

templLayers = [
multiplicationLayer (2,”Name” ,”
tanhLayer ("Name” ,”tanh”)

regressionLayer ("Name” ,”regressionLayer”) ];
Igraph = addLayers(lgraph , templLayers);

multiplication”)

Igraph
Igraph

connectlLayers(Igraph,”fc_1",” multiplication/in1");
connectlLayers(Igraph,”fc_2”,” multiplication/in2");

Ukazka kodu 4.5: Sit vytvofena pomoci objektu layerGraph

Pro snazsi vytvoreni sité prostfednictvim architektury pro hluboké neu-
ronove sité je mozné vyuzit nastroj ,,deepNetworkDesigner”, ktery umoznuje
vytvaret sité v grafickém prostiedi a nasledné kody generovat automaticky.

DESIGNER

Cut R
| B 4 B azwmn | B B | ¢
New | Duplicate © O™ it Q zoomow Auto | Analyze | Export
e e

to View
NETWORK BUILD NAVIGATE LAYOUT | ANALYSIS | EXPORT
Layer Library Designer | Data | Training Properties

[\ [ input

B smeriecteatayer

wordEmbeddingLayer

~ ACTIVATION
L] retayer
L] reakymetutayer

E‘ clippedReluLayer

Istm
IstmLayer

B e
S [I
B seuaer dropoutLayer
Bl swsnierer

fc

L] softpustayer
~ NORMALIZATION fullyConnected...
E batchNor

izationLayer

E layerNormalizationLayer

[ [
m softmax
o
-~ er softmaxLayer verview
al
m
classification
classificationLa...

Obrazek 4.3: Ukazka nastroje ,,deepNetworkDesigner”
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4.2.2 Data

Data pro trénovani Ize predat trénovaci funkci ve vice datovych typech za-
vislych na povaze dat. Existuje ovSem jeden univerzalni pro vSechny mozné
typy dat, a to je prostfednictvim datového ulozisté ,Datastore”.

Uvazujme pfiklad neuronové sité s dvéma vstupy a péti vystupy, kterou
chceme natrénovat pomoci trénovaci sady se stem zaznamu. Vstupni data
a predlohy mame v datovych typech matice, kde fadky obsahuji jednotlivé
vstupy/vystupy a sloupce zadznamy. Pak ukazka kodu 4.6 znazorhuje postup,
jak tato data pfipravit do datového ulozisté. Pomoci funkce ,arrayDatastore”,
které se pfeda matice a urci se spravna dimenze obsahuijici jednotlivé zazna-
my, se vytvofi objekt , ArrayDatastore”. Pro kombinaci vstupnich a pfedloho-
vych datovych ulozist se vyuZije funkce ,combine”, ktera vrati objekt ,,Com-
binedDatastore”, jenz je mozny pfedat trénovaci funkci.

X; % matrix (2, 100)
T; % matrix (5, 100)

adsX
adsT

arrayDatastore (X, lIterationDimension=2);
arrayDatastore (T, IterationDimension=2);

cdsTrain = combine(adsX, adsT);

Ukazka kodu 4.6: Data pro trénovani sité

V pfedchozi architektufe pro vytvareni mélkych siti popsané v podkapi-
tole 4.1 se definovalo rozdéleni dat na trénovaci, valida¢ni a testovaci sa-
du v ramci zastieSujiciho objektu ,,network”. V této architekture pro hluboké
neuronove sité takovato moznost neni k dispozici a je tfeba data rozdélit ru¢-
ne. Trénovaci data se pak predavaiji pfimo do trénovaci funkce, validac¢ni data
do nastaveni parametrl pro trénovani (viz nize v kapitole 4.2.3) a testovaci
data se pouziji az pfi testovani natrénované sité (viz kapitola 4.2.4).

Architektura pro hluboké neuronové sité nenabizi moznost pre-proces-
singu a post-processingu dat. Data je tedy nutné standardizovat mimo sit.

4.2.3 Trénovani

Trénovani sité vytvorené polem obsahujicim jednotlivé vrstvy, nebo objek-
tem ,layerGraph” se vyvola pomoci funkce ,trainNetwork" [15]. Té se predaiji
trénovaci data, vytvorena sit a nastaveni parametrd pro trénovani.

Funkce ,trainingOptions” vytvofi jeden ze tfi moznych objektd, které slou-
Zi jako nastaveni parametr( trénovani sité pro funkci ,trainNetwork"”. Objekty
jsou zavislé na zvolené metodé optimalizace Upravy vah sité vzhledem ke
gradientlim, pficemz architektura nastroje pro hluboké sité nabizi praveé tfi
metody optimalizace, jejichz podrobnéjsi popis Ize najit v dokumentaci [16].

1. Stochasticky gradientni sestup s hybnosti (SGDM).
2. Optimalizator RMSProp.
3. Optimalizator Adam.
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Funkce vytvarejici objekt pro nastaveni trénovacich parametr( ,trainin-
gOptions” ma pouze jeden povinny parametr, a to zvoleni jedné z vySe uve-
denych metod feSeni optimalizace upravy vah. Dale se do funkce mohou
pomoci pojmenovanych parametr( specifikovat jednotliva nastaveni tréno-
vaciho procesu. V tabulce 4.4 jsou uvedeny parametry tykajici se minidavek
(pocet zdznam, které vstoupi hromadné do jedné iterace trénovani) a vali-
dace. Vycet vSech parametrl a jejich vychozi hodnoty v¢éetné nastavitelnych
hodnot pro jednotlivé metody Upravy vah jsou uvedeny a popsany v doku-
mentaci [16].

Parametr Popis
MaxEpochs Nastaveni maximalniho po&tu epoch trénovani.
MiniBatchSize Nastaveni velikosti davky.
Shuffle Promichani trénovacich dat, kde Ize vybrat ze tfi

variant: jednou na zacatku trénovani, pfed kazdou
epochou, nebo nikdy.

ValidationData Pfedani valida¢ni datové sady.

ValidationFrequency | Frekvence v iteracich provadéni priichodu na vali-
dacnich datech.

ValidationPatience Maximalni trpélivost validace (proces trénovani se
ukonci, pokud se vysledky valida¢nich dat nebudou
po urcitou dobu zlepSovat).

OutputNetwork Zvoleni vystupni sité, kde Ize vybrat sit z posledni
iterace, nebo sit s nejlepsim valida¢nim vysledkem.

Tabulka 4.4: Vybrané pojmenované parametry funkce ,trainingOptions”

Pro pfipady, kdy z néjakého dlvodu funkce ,trainNetwork” nevyhovuje
potfebé trénovani neuronové sité, lze definovat vlastni trénovaci smycku.
Neuronova sit pak musi byt zastfeSena objektem ,dInetwork” a data prety-
povana na specialni typ ,dlarray”. Sit v takovém pfipadé nesmi obsahovat
vystupni vrstvu, protoze ztrata a zpétna propagace se pocita a programuje
v ramci trénovaci smyc€ky. Vice informaci o trénovani neuronovych siti po-
moci vlastni smycky Ize najit v dokumentaci [17, 18, 19].
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4.2.4 Testovani

Simulace sité se provadi pomoci dvou funkci, jejichz vybér zavisi na typu
ulohy sité. Pro ulohu klasifikace je k dispozici funkce ,classify” a pro regres-
ni Ulohy funkce ,predict”. Obéma funkcim se preda objekt natrénované sité
a testovaci vstupni data.

Pro sité obsahujici vrstvy s vnitfnimi stavy lze simulovat i pribézné vy-
sledky jednotlivych sekvenci prostfednictvim funkci ,predictAndUpdateSta-
te” a ,classifyAndUpdateState”, které vraceji objekt sité se zménénymi vniti-
nimi stavy po prichodu jednotlivych dat sekvence a vystupy sité. Pro obno-
veni vnitfnich stavl je k dispozici funkce ,resetState”.
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5 NAVRH RESENI PRACE

Reseni Ulohy pomoci neuronovych siti s sebou pfindsi mnoho moznosti, jak
sestavit danou sit, a rovnéz velké mnozstvi rliznych konfiguraci trénovani
sité. V této C¢asti bude popsan presny postup feSeni prace.

5.1 POSTUP RESENI

NiZe jsou uvedené jednotlivé kroky, které budou v ramci této prace provede-
ny s cilem natrénovani neuronove sité, ktera poté bude schopna fesit dany
problém. Po jejich vypracovani bude mozné tuto praci oznacit za dokonce-
nou.

1. Pfiprava dat:

(a) Analyza dat

e Zkoumani zavislosti vstupu na vystupu
e Zvazeni pouziti transformacéni metody jednotlivych vstupd

a vystupl
e Vybér standardiza¢ni metody
(b) Rozdéleni dat na trénovaci, valida¢ni a testovaci sadu
2. Natrénovani sité typu NARX pomoci architektury pro meélké sité popsa-
né v kapitole 4.1, pficemz dojde k optimalizaci parametrd:
(a) Pocet neurond ve skryté vrstvé
(b) Zpozdéni zpétné vazby

3. Navrh alespon dvou feseni, ktera by potencialné mohla vést ke zlepSeni
nejlepsiho vysledku dosazeného v ramci bodu 2 postupu feSeni prace.

4. Aplikace navrhil z bodu 3 pomoci architektury pro hluboké neuronové
sité popsané v kapitole 4.2.

5. Porovnani sité s nejlepsi vykonnosti dosazenou v ramci této prace s vy-
sledky simulatoru, ktery se v dnesni dobé pouziva pro fizeni PZP, a to
z hlediska dosazenych vysledkd a sloZitosti algoritmu.

31



5.2 VYKONNOST SITE

Pro stanoveni vykonnosti sité se v ramci této prace vyuzije hodnot stfedni
kvadratické chyby (RMSE z anglického Root-Mean-Square Error) aplikované
na testovaci sadé dat. RMSE je definovana vzorcem (5.1), kde znadi:

n  pocet zaznaml testovacich dat

m  pocet sond

Y  vystupy sité

T  pozadované vysledky (prfedlohy)

1 n m )
RMSE = J — (Z (Yij — Tyj) ) (5.1)

i=1 \j=1
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V této Casti prace doslo k pfipravé a naslednému analyzovani poskytnutych
dat. Data bylo nutné nejdfive upravit tak, aby reprezentovala vstupy do sité
a k nim pfislusné predlohy (chténé vystupy ze sité). Nasledné z nich by-
la vybrana pouze data, ktera odpovidala tézbé. Nakonec byla vybrana data
analyzovana.

Data pro ucely této prace byla poskytnuta prostfednictvim souboru typu ,xI-
sx", ktery tvofi pfilohu 1a. Tabulka obsahuje usporadana provozni data jed-
noho PZP, a to po jednotlivych dnech od 1. 11. 2004 do 19. 11. 2009, kde
jednotlivé sloupce obsahuji informace uvedené v tabulce 6.1.

Sloupec Poskytnuta informace
A Datum pro dany zaznam.
B Pozadované mnozstvi plynu pro tézbu z / vtlaceni do PZP dané-

ho dne (hodnoty jsou uvedeny v sm? se zdpornym znaménkem
pro tézbu a kladnym pro vtlaceni).

C-G Rozdéleni pozadovaného mnozstvi na jednotlivé sondy (zapor-
né hodnoty pro tézbu, kladné pro vtlaceni).

H Zasoby plynu v PZP po daném dni.

Tabulka 6.1: Poskytnuté informace v jednotlivych sloupcich

Vzhledem k tomu, Ze pro praci bylo potieba ziskat pro dany den informaci
o stavu zasob pfed dennim pozadavkem, byl vySe uvedeny soubor upraven
tak, aby sloupec H obsahoval zasoby plynu v PZP pred téZzbou/vtlacenim
daném dni (pfiloha 1b). Nasledné byla takto upravena data pfevedena do
formatu ,TimeTable” aplikace Matlab (skript 2(c)i) a uloZzena pro dalsi uziti
v praci do souboru typu ,MAT" (pfiloha 1(d)i) .
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6.2 VYBER TEZEBNICH DAT

Poskytnuta data obsahuji kompletni zaznamy po jednotlivych dnech za ob-
dobi uvedené v podkapitole 6.1, tedy véetné zaznami o vtlaceni do zasobni-
ku. Vzhledem k tomu, Ze se tato prace ma vénovat optimalizaci tézby z PZP,
nikoliv vtlaCeni, byla z poskytnutého setu vybrana data tykajici se pouze téz-
by.

Na zakladé informaci uvedenych v podkapitole 2.3 Ize konstatovat, ze
nelze vybrat pouze zaznamy, ve kterych doSlo k tézbé, ale je nutné brat
v potaz i dny, ve kterych k tézbé nedoslo, ale jejich okoli obsahuje tézebni
dny. Déle pak z poznatkl uvedenych v podkapitole 2.1 a nasledné i z po-
skytnutych dat je zfejme, ze téZzba a vtlaCeni probihaji stfidavé po urcitém
C¢asovém obdobi. Na zakladé téchto informaci byly v praci vybrany celé tyto
useky odpovidajici tézbé (dale jen ,sezdny”).

Obrazek 6.1 znazorfiuje v grafické podobé poskytnuté hodnoty reprezen-
tujici oba vstupy do chténé neuronové sité v pribéhu ¢asu. Déle jsou na ob-
razku znazornény zacatky a konce jednotlivych tézebnich sezdn, které byly
vybrany nasledujicim postupem:

1. Za zalatek tézebni sezdny se povazuje den, kdy doslo k téZbé a prede-
Sly nenulovy zaznam obsahuje vtlaceni, nebo zacatek datového setu.

2. Za konec tézebni sezony se povazuje den, ve kteréem doSlo k tézbé
a nasledny nenulovy zdaznam obsahuje vtlaceni.

®
7
2,
2004/2005
End
End
= 2007/2008
g1
End
2008/2009

End
2006/2007

End
2004/2005
Start
2005/2006
Start
2006/2007
Start
2007/2008
Start
2008/2009

1%
Start
2005/2006

A
T

Date

Obrazek 6.1: Zasoby v PZP a denni pozadavky v prabéhu ¢asu
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Bé&hem vybéru byl ignorovan zaznam ze dne 20. 9. 2008 (na obrazku 6.1 zna-
zornén Cervenou svislou ¢arou), ktery by dle bodu 1 vySe uvedeného postu-
pu mél byt povazovan za zacatek tézebni sezéony 2008/2009, ale vykazoval
zndmky nestandardnosti vzhledem k ostatnim zaznamdm.

VySe popsany vybér dat byl proveden skriptem 2(c)ii, kde data byla vzhle-
dem k malému poctu sezén vybrana ru¢né. Sezony byly ulozeny do promén-
né ,season” typu struktury s dvéma proménnymi ,begin“ a ,end”, kde obé
uchovavaji pole s pfislusnymi dny ve formatu ,datatime”. Nasledné byla tato
proménna ,season” ulozena do souboru ,MAT" (pfiloha 1(d)ii).

Pro usnadnéni dalSiho pouziti dat v praci byl vytvofen objekt 2(b)i, ktery
na zakladeé dat z 1(d)i, 1(d)ii a rozdéleni jednotlivych sezdén na trénovaci, va-
lida¢ni a testovaci sadu poskytuje pomoci vefejnych funkci jednoducha pole
s potfebnymi daty. K objektu byla vytvofena dokumentace a seznam funkci
s jejich funkcionalitou je dostupny pfikazem ,help”.

Rozdéleni dat na trénovaci, valida¢ni a testovaci sady bylo provedeno po jed-
notlivych sezdénach, pfriCemz tfi sezony byly uréeny pro trénovani a po jedné
sezoné bylo ur¢eno na validaci a testovani. Konkrétni rozdéleni je uvedeno
v tabulce 6.2.

Sezoéna | 2004/2005 | 2005/2006 | 2006/2007 | 2007/2008 | 2008/2009

Sada Trénovaci | Trénovaci | Trénovaci Validaéni Testovaci

Tabulka 6.2: Rozdéleni dat

Po rozdéleni dat byl z pfikazové fadky inicializovan objekt 2(b)i s odpovi-
dajicim rozloZenim dat, ktery byl nasledné ulozen do souboru ,MAT" (pfiloha
1(d)iii). Pro pouziti dat v nadchazejicich skriptech bylo nutné pouze nacist
tento soubor.

Po vyclenéni tézebnich dat bylo v praci pfistoupeno k jejich analyze. Byly
zkoumany zavislosti vstupl na vystupech, aby se podlozila teoreticka tvr-
zeni z kapitoly 2.3. Nasledné byla provedena analyza Cetnosti zastoupeni
jednotlivych vstupl a vystupl. Poté byla definovana standardizaéni meto-
da, ktera odstranila mérné rozdily mezi daty.
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6.41 Zavislost dat

Na obrazku 6.2 je znazornéna zavislost tézby z jednotlivych sond na cel-
kovém pozadovaném mnozstvi (graf obsahuje vSechny hodnoty tézebnich
sezdn v jednotkach sm?). Z grafl Ize vydist, Ze existuje mira linearni zavislos-
ti mezi celkovym pozadovanym mnozstvim a tézbou konkrétni sondy. Dale
je mozné zjistit, ze sonda €. 1 byva nejCastéji béhem tézby zcela uzaviena
a celkové se spole¢né se sondou €. 2 podili na tézbé méné nez zbylé sondy,
coz dokladaji i korela¢ni koeficienty pro jednotlivé sondy (viz tabulka 6.3).

x104 R, = x10*

Tézba sondy €. 2
o

Tézba sondy ¢. 1
o

-8 -6 -4 -2 0 -8 -6 -4 -2 0
Pozadované mnozstvi .. 1g®%

Tézba sondy €. 4

Tézba sondy ¢. 3

-4 -2 0 -8 -6 -4 -2 0
Pozadované mnozstvi .. 1g° Pozadované mnozstvi . 1g%

Tézba sondy ¢. 5

Obrazek 6.2: Zavislost pozadovaného mnozstvi na tézbé z jednotlivych sond

Sonda 1 2 3 4 5
Korelacni koeficient | 0,71253 | 0,89512 | 0,93183 | 0,95059 | 0,92824

Tabulka 6.3: Korela¢ni koeficienty pozadovaného mnozstvi a tézby z jednot-
livych sond
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Obrazek 6.3 znazornuje zavislost tézby z jednotlivych sond na stavu za-
sob v PZP, ze které Ize vycist, ze téZba ze sond €. 1a 2 postupné klesa pfi na-
plnénosti zadsobniku mensim neZ cca 5 x 10" sm?, nasleduje sonda €. 3, u které
dochadzi k vyraznému snizeni téZzby po dosazeni hranice cca 4,8 x 10”sm?. Na-
opak sondy €. 4 a 5 byly schopny tézit i pfi nizké naplnénosti zasobniku.
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Obrazek 6.3: Zavislost stavu zasob v PZP na tézbé z jednotlivych sond
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Na obrazku 6.4 jsou znazornény téZby z jednotlivych sond v pribéhu jed-
né tézebni sezény. Teplost barev znadi objem tézby z konkrétni sondy (stu-
denéjsi barva znamena vétsi objem tézby), na ose x jsou jednotlivé zaznamy
sefazené dle prlbéhu ¢asu a na ose y jsou vyneseny jednotlivé sondy za-
sobniku.

V ramci prace nebyly vypozorovany z obrazku zadné indicie, které by ob-
jashovaly zavislost rozloZeni na jednotlivé sondy vzhledem k predeslé tézbé
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I — —— —
LoL o6 ©
&5 3

20 40

3
S

80 100 120 x10%
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il I s
L I I -10
il I I
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40 60 80 100 120 140 160 x10*

Sezéna 3

I [T [T [

20 40 60 80 100 120 140

20

90 100 x10*

Obrazek 6.4: Pribéh tézby jednotlivych sond v ¢ase

Pro ziskani vySe uvedenych informaci byl vyuzit skript 2(c)iii. Pro vytvore-
ni grafické podoby tézby z jednotlivych sond (viz obrazek 6.4) byla vytvofena
z dGvodu dal$iho uZiti v praci samostatna funkce 2(a)i.

6.4.2 Transformace dat

Pro trénovani neuronové sité je vhodné, aby data, ze kterych se sit bude ucit,
meéla pokud mozno co nejvice rovnomeérné rozlozeni. Rovhomérnym rozlo-
Zenim trénovacich dat se zabrani pfipadnému preuceni sité na vzorky, které
jsou Cetnéji zastoupené v datech.

Pfi nerovhomérném rozlozeni Ize pouzit na data jednu z transformacnich
metod (napfiklad prfevedeni vstupl do logaritmické miry). U pouZiti transfor-

38



macnich metod se musi brat v Uvahu, ze transformace data ovliviiuji a mohou
vést ke ztraté informace.

Na obrazku 6.5 je znazornéno pomoci histogrami zastoupeni jednotli-
vych vzorkl obou vstupl do zamys$lené neuronové sité. U pozadovaného
mnozstvi plynu ze zasobniku je vidét, Ze se pfiblizuje normalnimu rozdéleni.
Histogram v$ak ukazuje, Ze v datech je obsazeno velké mnozstvi zaznam,
ve kterych je téZzeno méné nez sto tisic sm?3. Nasledné bylo spoditano, ze
z celkového poétu 676 zaznamu je 219 s nulovym pozadavkem a 29 obsa-
huje téZbu mensi nez sto tisic sm?. Z povahy feSeného problému a u védomi
poznatk( uvedenych v kapitolach 2.2 a 2.3 se ale jejich odstranéni nepova-
Zovalo za vhodné.

Histogram druhého vstupu (Stavu zasob v PZP) do zamyslené sité uka-
zuje, Ze je pomérné hodné vzorkl do 50 mil sm?, poté pocet zastoupenych
dat zaCne vyrazné klesat.

Pozadované mnozstvi Naplnéni zasobniku
250 — 120

200 100

80
150
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100
40

50
20

8 7 6 5 4 3 2 A 0 3 4 5 6 7 8
x10° x107

Obrazek 6.5: Histogram dat obou vstupl

U obou vstupd by bylo mozné vyuzit logaritmickou, nebo odmocninovou
transformacni metodu (zachovavaiji objem tézby i stav zasob a diky vybéru
pouze dat tézby Ize prvni vstup prfevést do absolutni hodnoty), ale vzhledem
k tvaru histogramu a po¢tu nulovych zaznam( u prvniho vstupu by ani jedna
z téchto metod nebyla uginna.

Na obrazku 6.6 jsou pak znazornény histogramy pro jednotlivé sondy, na
kterych je vidét obdobné rozlozeni, jaké bylo mozné pozorovat u celkového
pozadovaného mnozstvi.

Pro dosazeni lepSiho rozlozeni dat bylo vyzkouseno pfevedeni hodnot na
procenta (vystup sité by predstavoval rozlozeni na jednotlivé sondy v pro-
centudlnim pomeéru). Tato mysSlenka se ukazala jako nevhodnad, protoze his-
togram mél pomérné velké zastoupeni do 40 %, pak byla dlouha prodleva
a nakonec bylo nékolik vzorkd v rozmezi 90-100 %.

Poté byly vyzkouseny logaritmické a odmocninové transformace, které
ovSem rovnéz nepfinesly vyrazné zlepseni v rozlozeni dat. Z tohoto dlivodu
nebylo v praci pfistoupeno k zadné transformacéni metodé. Histogramy rlizné
upravenych dat si je mozné zobrazit pomoci skriptu 2(c)iv.
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Obrazek 6.6: Histogramy jednotlivych predloh

6.4.3 Standardizace

Standardizace dat se provadi ze dvou ddvodd. Prvnim ddvodem je nutnost
odstranit rozdil mezi mérnymi jednotkami jednotlivych dat. Kdyby nebyly od-
stranény, pfi uéeni sité by se nadhodnocovaly vahy u vstupU, které by obsa-
lejSi konvergence k minimu pfi procesu uceni, kdyz jsou hodnoty prochazejici
siti v blizkém okoli nuly.

Existuje vice metod pro standardizaci dat, mezi nejznaméjsi patfi Z-
transformace a ,min-max“ normalizace. Pro ucely této prace byla zvolena
metoda ,map-min-max“ definovana vztahem (6.1) s rozsahem (—1,1) z dl-
vodu snadné implementace pfi vytvareni mélkych siti v aplikaci Matlab.

(ymazx — ymin) - (x — xmin)

y = , + ymin (6.1)
(xmax — xmin)
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Po pfipravé dat bylo mozné pfistoupit k prvnim experimentdm trénovani neu-
ronové sité pro dany problém. V pocatku feseni této prace bylo zjiSténo, ze
pfi opakovani totozného experimentu (stejna siti data) se dosahuje odliSnych
vysledkU. Zapfic¢inuji to dva faktory, které pridavaji do algoritmu jednotlivych
experimentl nahodnost. Prvni z nich vznika pfi automatickém rozdéleni dat
na trénovaci, valida¢ni a testovaci sadu. Tento faktor nema vliv na vysled-
ky dosazené v této praci, protoze se rozdéleni stanovilo pfedem a je pro
vSechny experimenty stejné. Druhy faktor vysledky ovliviiuje, nelze jej ale
odstranit. Je zplsobeny ndhodnym inicializovanim vah na za¢atku trénovani
sité a jeho odstranéni (napfiklad inicializaci vah vzdy na nulové hodnoty) je
pfi procesu uéeni neefektivni. Z tohoto ddivodu bylo v préaci pfistoupeno k fe-
Seni, v ramci kterého se totozny experiment vzdy 5krat zopakuje a vysledek
sité bude prdmér RMSE téchto experimentl a jejich smérodatna odchylka o.

Pro sité typu NARX je nutné zavést dva nize uvedené pojmy tykaijici se
zpétné vazby, které maji v ramci architektury pro tvorbu mélké sité v aplikaci
Matlab zcela zasadni vyznam.

Open-loop (oteviena smycka) je v podstaté sit rozsifena o dalsi vstup ve
velikosti zpétné vazby. Pokud je pfi pouziti funkce ,preparets” (zminéné
v podkapitole 4.1.1) pfedana sit s otevienou smyckou, funkce vytvori
zpétnou vazbu z predlohovych dat a pfi trénovani sité se pouziji data
predlohy odpovidajici pfedchozim zaznamUim jako zpétna vazba.

Close-loop (uzaviena smycka) znamena skute¢nou zpétnou vazbu. Tedy
funkce ,preparets” vrati pouze vstupy odpovidajici plvodnim vstupim
a pfi procesu uceni se jako zpétna vazba pouzivaji skute¢né vystupy
z pfedchoziho rozhodovani sité.

Sité typu NARX je tedy mozné nejdfive natrénovat pomoci oteviené
smycCky, poté ji pfetrénovat s uzavienou smyckou. Tento proces nékdy vede
k lepSimu natrénovani sité.

Prvni experiment probéhl za ucelem stanoveni pfiblizné potencialni hodno-
ty RMSE pro danou ulohu. Byla tedy natrénovana sit o 10 neuronech, kdy
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zpétnou vazbu tvofily 4 predchozi vystupy (pfiloha 2(d)i). Aby se dosahlo
potencidlni vykonnosti, byla sit natrénovana a nasledné testovana s otevre-
nou smycCkou. Tento pfistup neumozniuje ziskat relevantni vykonnost sité,
protoze pouziti dat pfedloh ve zpétné vazbé feSeny problém vyrazné zjed-
nodusuje, ale Ize tim dosahnout hodnoty RMSE, ktera predstavuje hranici
nejlepSiho mozného vysledku.

V ramci tohoto experimentu bylo dosaZzeno pridmérné hodnoty RMSE
15 555,38 sm?® se smérodatnou odchylkou o = 1 297,67 sm?, kdy trénovani
sité skoncilo vzdy podminkou maximalni validacni tolerance (pocet validac-
nich vysledkl v fadé horsich nez doposud nejlepsi dosazené validaéni sko-
re), ktera byla ve vychozim nastaveni rovna Sesti.

VySe uvedeny experiment byl proveden pouze na datech, ktera nebyla
kromé standardizace upravena. Funkce ,preparets” tedy pro ziskani zpét-
né vazby ofezala data o jejich délku, coz pro praxi znamena, Ze sit by byla
schopna predikovat rozloZeni az po n dnech tézby, kde n znadi délku zpétné
vazby.

Z tohoto dlvodu se experiment opakoval s upravenymi daty, kde Uprava
spocivala v pridani prefixu pfed kazdou sezdnu o délce zpétné vazby (pfi-
loha 2(d)ii). Prefix byl zvoleny v praci tak, aby simulovat » dn(, kdy nedo$lo
k téZbé. Obsahoval tedy nulové hodnoty pro vstup pozadovaného mnozstvi
plynu a prvni hodnotu sezdény pro stav zasob. Pfedlohy v prefixu byly nulo-
vé. Tim se docililo, Ze funkce ,preparets” data ofezala pouze o prefix a prvni
hodnota pro trénovani byla skute¢na hodnota prvniho poskytnutého vstupu.
Vysledky experimentu jsou znazornéné v tabulce 7.1.

Pramérné RMSE | Smérodatna odchylka

14 886, 86 sm? 1 265,42 sm?

Tabulka 7.1: Vysledky experimentu z kapitoly 7.1

Na obrazku 7.1 jsou znazornény grafy regresi pro jednotlivé vystupy z po-
sledniho opakovani experimentu. Graf regrese znazorfiuje, jak jsou prediko-
vané hodnoty vzdalené od predlohy. Idedlni hodnota (pfedloha ku predloze)
je v grafu znazornéna ¢ervenou pfimkou, modré body pak znaci predikova-
nou hodnotu (pfedloha ku predikci). V nejlepSim mozném pfipadé by tedy
vS§echny modré body lezely na Cervené pfimce.

Z jednotlivych grafl je vidét, Ze se sit naucila pomérné dobte predikovat
sondy €. 2-5, ale predikce sondy €. 1 Casto predikuje pomeérné velkou tézbu
i pro chténé nulové hodnoty.

Nasledné bylo spocitano, Ze sit z posledniho opakovani experimentu pre-
dikuje 46krat u jednotlivych sond kladnou hodnotu, ktera v povaze feSené
ulohy predstavuje vtlageni. Jedna se prevazné o hodnoty pfi nulovém po-
zadavku, kdy zadouci vystupy jsou také nulové. Zaroven pfi totozném po-
Zadavku Ize konstatovat, ze vystupy sité nejsou nikdy nulové, ale pouze se
pohybuji v nizkych hodnotach pfiblizujicich se nule.
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Obrazek 7.1: Regrese potencialni vykonnosti

Na obrazku 7.2 jsou zndzornény predlohy a predikované hodnoty v pri-
béhu ¢asu pomoci grafu vysvétleného v podkapitole 6.4.1. Z grafu predloho-
vych dat je mozné vycist, ze pfi sezoné, ktera byla vybrana k testovani site,
se sonda ¢. 1 nepodilela na tézbé az do 66. dne sezdny, ale sit této sondé
tézbu prifazovala. Navic vzdy s nejvétSim podilem pfi vétSim pozadovaném
mnozstvi plynu, kdyz pfedchozi dny o délce minimalné stejné, jako je zpétna
vazba, byly s nulovym pozadavkem. Nasledujici den je podil u sondy vzdy
vyrazné nizsi. To naznacuje, ze hodnoty pfedlohovych dat ve zpétné vazbé
maiji silny vliv, ale pfesto sit nepredikuje vypnuti sondy.
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Obrazek 7.2: Predikce vs. realita v pribéhu ¢asu (oteviena smycka)

7.2 UZAVRENA SMYCKA

Nasledné bylo provedeno natrénovani obdobné sité z pfedchoziho experi-
mentu, ale jiz s uzavienou smyckou zpétné vazby. Za timto ucelem vznikly
dva skripty, které se liily zplsobem trénovani.

V prvnim z nich (pfiloha 2(d)iii) byla pouzita metoda pfedtrénovani s ote-
vienou smyckou a nasledného pretrénovani sité s uzavienou zpétnou vaz-
bou. Ve druném (pfiloha 2(d)iv) byla sit natrénovana pouze s uzavienou
smyc¢kou. Vysledky obou metod je mozné vidét v tabulce 7.2. Podle pri-
mérného RMSE opakovanych experimentl dosahovala druha metoda lep$ich
vysledkd.

Bé&hem pokusl bylo zjiténo, Ze obc¢as kondéi trénovani sité s uzavienou
smyc¢kou po jedné iteraci dosazenim maximalni hodnoty MU parametru, ktery
se pouziva k vypoctu gradientu u algoritmu Levenberg-Marquardt zpétné
propagace. Tento jev byl vzhledem k nepravidelnostem pfifazovan nahodné
inicializaci vah pfi spusténi trénovaciho procesu a nasledného velkého RMSE
pfi prvotnim prlchodu dat siti. V ramci prace byly vysledky takto ukonéeného
experimentu ignorovany a experiment byl opakovan.
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Metoda Primérné RMSE | Smérodatna odchylka

predtrénovani 27 847,20 sm? 1192,25 sm?
pouze uzaviend smycka | 25 537,06 sm? 657,83 sm?

Tabulka 7.2: Vysledky experiment( z kapitoly 7.2

Na obrazcich 7.3 a 7.4 jsou znazornény grafy regrese a predikce v pribé-
hu ¢asu jednoho z experiment(, kdy trénovani probéhlo pouze s uzavienou
smyckou. Z grafli regrese je pozorovatelné, Ze sit s uzavienou zpétnou vaz-
bou pomérné dobfe predikuje hodnoty u sond 2-5. Naopak u sondy €. 1 pfi
chténé nulové hodnoté je predikovano vice hodnot s pomérné velkym za-
stoupenim dané sondy na tézbé, nez tomu bylo pfi minulém experimentu
s otevienou smyckou.

«104 Sonda 1 ) «104 Sonda 2

'5 ‘;‘\ .
A e e
10° @g>

Predict
Predict

Predict
Predict

Predict

Obrazek 7.3: Regrese uzaviené smycky

VySe uvedené zavéry je mozné pozorovat i u druhého ze zminénych ob-
razkl 7.4, kde sit ignoruje u sondy €. 1jeji ne¢innost do 66. dne sezdny a pre-
dikuje ji konstantné pomérné velky podil na tézbé.

Z predikovanych hodnot bylo navic zjiSténo, ze stale pretrvava problém
vznikly ze znalosti silné zavislosti vystupl na pozadovaném mnoZzstvi plynu.
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Sit se neni schopna naudit, Ze soucet vystupt ma byt roven poZadovanému
mnozstvi a predikované hodnoty maiji byt mensi, nebo rovny nule.
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Obrazek 7.4: Predikce vs. realita v pribéhu ¢asu (uzaviena smycka)

7.3 OPTIMALIZACE PARAMETRU

K optimalizaci po¢tu neuronl ve skryté vrstvé a zpozdéni zpétné vazby by-
lo pfistoupeno natrénovanim jednotlivych siti a naslednym zkoumanim jejich
vysledkU. Byly natrénovany sité s 5 az 20 neurony ve skryté vrstvé a zpétnou
vazbou o délce 1 az 10 pfedchozich vystupd sité.

Jednotlivé experimenty s konkrétni siti byly provedeny obdobnym zp{so-
bem jako v pfedchozi podkapitole 7.2. Vzhledem k tomu, Ze sité byly tréno-
vany v programoveé smycce, byla pro zajisténi ukon€eni algoritmu nastavena
maximalni tolerance ignorace trénovacich procesd ukonéenych parametrem
MAX_MU na deset. To znamena, ze pokud 10krat béhem jednoho experimen-
tu neskoncilo trénovani jinou podminkou nez MAX_MU, pak byl tento expe-
riment ignorovan.

Trénovani a zaznamenavani jednotlivych vySe uvedenych siti bylo prove-
deno dvéma skripty, které se liSily v mddu trénovani. V prvnim z nich (pfiloha
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2(d)v) bylo pouzito pfedtrénovani sité s otevienou smyckou a ve druhém (pfi-
loha 2(d)vi) byly sité trénovany pouze s uzavienou smyc¢kou. Z divodu ¢aso-
vé narocnosti obou skriptd byly vysledky uloZzeny do souboru ,MAT" (pfilohy
1(d)iv a 1(d)v).

Nasledné se ziskana data zkoumala pomoci skriptu 2(c)v. Na obrazku 7.5
jsou v grafu vyneseny mediany RMSE opakovanych experimentl pfislusnych
siti (trénovanych pouze se zavienou smyckou). Graf ukazuje, ze se hodno-
ty RMSE nejCastéji pohybuji nepravidelné mezi 25 az 27 tisici sm3. Neni ale
mozné fict, Ze by ze zvy$ovani poc¢tu neuront ¢i délky zpétné vazby vznikala
patrna oblast s konvergenci k minimalni hodnoté RMSE.
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Obrazek 7.5: Median RMSE opakovanych experiment(

Dale se zkoumaly podrobngji predikované hodnoty siti s minimalnim
(6 neuront a 3 zpétné vystupy) a maximalnim RMSE (20 neuronl a 1 zpoz-
dény vystup). Bylo zjisténo, ze rozdil mezi vysledky tvofi pfevazné hodnoty
u nulového pozadavku na tézbu, kdy predikce osciluje kolem nizkych hod-
not, ale nikdy neni zcela nulova. Tento jev potvrdilo i zkoumani vysledk( u siti
s okrajovymi hodnotami optimalizovanych parametrl (5 neuronl a 1 zpozdé-
ny vystup vs. 20 neuront a 10 zpozdénych vystupd).

Na zakladé vysSe uvedeného je mozné konstatovat, ze zvolenou metodou
se nepodafilo nalézt optimaini sit s konkrétnim poétem neuronl ve skryté
vrstvé a pfisluSnou délkou zpétné vazby.
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8 VYSTUPNE-VALIDACNI FUNKCE

Dosavadnimi experimenty bylo zjiSténo, Ze mélka sit typu NARX vytvorena
pomoci architektury pro mélké sité v aplikaci Matlab se neni schopna zcela
naucit dvé silné zavislosti vystupnich hodnot na jednom ze vstup(. Protoze
zavislosti jsou znamé z daného problému, Ize neuronové siti pomoct definici
funkci feSici tyto zavislosti a nasledné je implementovat v siti.

Prvni znamou vlastnosti je, ze vstup z; (poZadované mnozstvi) jasné
oznacuje svym znaménkem tézbu z / vtlaCeni do PZP. Neni tedy pfipustné,
aby pfi pozadované tézbé byly predikovany u nékterych sond kladné hodno-
ty, které v povaze problému znamenaiji vtlaceni. Pro odstranéni tohoto jevu
je mozné po prlichodu dat vystupni vrstvou sité definovat funkci (8.1).

Froond (Virzy) = 4 0 kdyZ (21 <OAY; >0)V (z1 >0AY; <0)Va; =0
Trend \Li; L1) = )/z kdyi ([El <0/\YZ<O>\/<CL’1 >O/\)/z>0)
(8.1)

Pro druhou vlastnost, kdy vstup z; ma byt roven souctu jednotlivych vy-
stupnich hodnot, mize byt definovana za predpokladu predchozi aplikace
vztahu (8.1) funkce (8.2).

0 kdyz Y =0

<5Y> cxy kdyz 7Y #£0 (8.2)

fSum (YM IE1) - {

8.1 VYTVORENI VRSTEV VALIDACE

Doposud byla v praci pouzita vyhradné architektura popsana v podkapito-
le 4.1 pro tvorbu meélké sité, ktera vSak neumoziuje snadnou implementaci
vlastnich vrstev. Bylo by mozné implementovat vySe uvedené funkce klasic-
kou Matlab funkci a po prlichodu dat siti je pomoci ni validovat. Tento zpUsob
by ale neumoznoval zapojit validaéni funkce do procesu uceni. Z tohoto d-
vodu byla namisto architektury pro tvorbu mélkych siti vyuzita architektura
pro tvorbu hlubokych siti popsané v podkapitole 4.2.

Pro kazdou z valida¢nich funkci byla naprogramovana z divodu piehled-
nosti vlastni mezivrstva, kdy pro spravné fungovani validace je potfeba po-
uzit obé tyto vrstvy za vystupni vrstvou sité (mysSlena vrstva, ktera transfor-
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muje vystupy na chtény pocet, nikoliv vystupni vrstva dle architektury hlu-
bokych siti, ktera slouzi k trénovani sité), a to v jasné daném pofadi. Prvni
musi byt zapojena vrstva implementujici funkci fr...q (pfiloha 2(b)iv) a az
poté vrstva s funkci fs.,, (pfiloha 2(b)v).

Z dlvodu standardizace dat bylo nutné zajistit, aby se funkcionalita im-
plementovanych funkci ve vrstvach zachovala i pfi riznych standardizaénich
metodach. Proto byla data pfed vykonanim funkce pifevedena do plvodnich
hodnot a po validaci byla opét standardizovana. Aby bylo mozné data uvnitf
vrstev prevadét, byla v ramci prace napsana abstraktni tfida (pfiloha 2(b)ii)
se dvéma abstraktnimi funkcemi: ,standardize” a ,,destandardize”. Pro stan-
dardizaci dat pak musi byt implementovana tfida, ktera dédi z této abstraktni
tfidy (standardizaci metodou ,map-min-max”“ vykonava objekt 2(b)iii). Tyto
standardizacni objekty se nasledné predavaiji konstruktoru obou vrstev.

8.11 Zpétny prtichod

Neuronova sit je v podstaté sloZzeni nékolika funkci (jednotlivych vrstev), kdy
se doprfednym prlchodem aplikuji hodnoty od nejvic vnofené funkce (prvni
vrstvy) az po nejsvrchnéjsi funkci (posledni vrstva). Algoritmus zpétné pro-
pagace vypocita gradient, ktery se poté propaguje derivaci slozené funkce.
Jelikoz se jedna vzdy o sloZzenou funkci, je vyuzito fetizkové pravidlo.
Metoda pro zpétnou propagaci obou vlastnich vrstev tedy implementu-
je nize uvedené parcialni derivace pfisluSnych funkci, které jsou nasobeny
hodnotami gradientu (dLdZ) vypocitaného niZze polozenou vrstvou.

8fTrend_ 0 kdyé (Il<0/\Y¢>0)\/($1>0/\n<0)\/$120
aY;  |dLdZ KkdyZ (z; <OAY; <0)V (z; >0AY; > 0)
afTrend o
8:171 =0
Ofsum |0 kdyz Y =0 (8.3)
ay, (Zy) LdLdZ kdyz Y #0
O f sum 0 kdyz > Y =0
Bz, (ZYY) -dLdZ kdyz Y #0

Funkce zpétné propagace obdobné jako pfi dopifedném prichodu pre-
vede data do plvodni podoby a ta se po vypodtu gradientu standardizuiji.
Vzhledem k tomu, ze vstup do vrstev x; predstavuje realny vstup do sité
a nema tedy vliv na dalsi Sifeni gradientu siti, byly do zpétné propagace pre-
dany pouze nulové hodnoty a realny vypocet derivace byl u vstupu z; igno-
rovan.
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V ramci prace byly nejdfive vytvofeny dvé architektury sité, ve kterych byly
implementovany vlastni valida¢ni vrstvy. Tyto architektury se liSi ve zpraco-
vani vstupu, kdy prvni architektura, znazornéna na obrazku 8.1, obsahuje dvé
vstupni vrstvy a k nim pfislusné plné propojené vrstvy.

INPUT FC_INPUT
(featurelnputLayer) (fullyConr ayer)

ADD Hyperbolicky tangens FC_output 1. validaéni funkce 2. validaéni funkce
(additionLayer) (tanhLayer) (fullyConnectedLayer) (003_TrendValidationLayer) (004_SumValidationLayer)

Feedback L FC_FB
(featurelnputLayer) (fullyConnectedLayer)

Obrazek 8.1: Prvni architektura sité s valida¢nimi vrstvami

Nasledné bylo vySe uvedené schéma zjednoduseno tim, Zze byla zpétna
vazba pfimo pfidana ke vstuplm do sité a byla pouZitd pouze jedna plné
propojena vrstva (viz obrazek 8.2).

| | |

INPUT + Feedback FC Hyperbolicky tangens FC_output 1. validaéni funkce 2. validaéni funkce
(featurelnputLayer) (fullyConnectedLayer) (tanhLayer) (fullyConnectedLayer) (003_TrendValidationLayer) (004_SumValidationLayer)

Obrazek 8.2: Druha architektura sité s valida¢nimi vrstvami

Vytvoreni zpétné vazby, kdy vstupni vrstva sité je tvofena vrstvou pro
pfiznaky ,featurelnputLayer”, bylo provedeno dle schématu na obrazku 8.3
pfidanim dalSich vstupnich hodnot do sité&, a to nasledujicim zplsobem. Pro
vstupy do sité v Ease t byly pfidany dalsi vstupni hodnoty o velikosti n - m
(kde n znadi pocet vystupl sité a m je délka zpétné vazby), které obsahuji
hodnoty ptedchoziho rozhodovani sité. Razeni vektoru obsahujiciho jednotli-
vé zpétné vazby vzhledem k ¢asu zpozdéni je sestupné (nejméné zpozdeéna
zpétna vazba je fazena do poslednich fadkd). Jednotlivé vystupy (sondy)
jsou vzhledem k jejich pofadi fazeny vzestupné (sonda €. 1je na prvnim fad-
ku pfislusné zpétné vazby).
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Obrazek 8.3: Zpracovani zpétné vazby pfiznakové vstupni vrstvy

8.21 Otevrena smycka

VySe uvedené sité byly vytvofeny, natrénovany a testovany s otevienou
smyc¢kou pomoci skriptd 2(d)vii a 2(d)viii. Data byla upravena prefixem a na-
sledné standardizovana stejnym zpUlsobem jako pfi pfedchozich experimen-
tech s architekturou pro mélkeé sité (kapitola 7).

U kazdé ze siti byla vyuZita velikost deseti neuront ve skryté pIné propo-
jené vrstvé. To znamenad, Ze u prvni uvedené sité bylo deset neuron( ve skry-
té vrstvé pro vstupni data a stejny pocet byl i ve skryté vrstvé pro zpétnou
vazbu. Druha architektura obsahovala pouze jednu plné propojenou vrstvu
o deseti neuronech.

Vzhledem k oteviené smyc&ce bylo mozné vyuzit trénovaci funkce ,train-
Network", jiz byly pfedany konfigurace uvedené v tabulce 8.1.

Optimaliza¢ni metoda Adam
Inicializa€ni mira trénovani 0,01
Promichani dat kazdou epochu
Validacni tolerance 6
Vystupni sit nejlepsi validaéni vysledek

Tabulka 8.1: Nastaveni trénovani siti z kapitoly 8.2.1

Obé sité dosahly lepsich vysledkl nez sit z kapitoly 7.1. Architektura s od-
délenym vstupem pro zpétnou vazbu dosahla lepsich vysledkl nez druha
z architektur. MoZnou pfi¢inou rozdilu je dvojnasobny poéet neuronl ve skry-
té vrstvé (2 - 10). Hodnoty vykonu obou siti jsou uvedeny v tabulce 8.2. Nize
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pak Ize na obrazku 8.4 vidét grafy regresi posledniho experimentu druhé ar-
chitektury.

Sit Priimérné RMSE | Smérodatna odchylka
Oddélena zpétna vazba 11 989,61 sm? 1 044,47 sm?
Jeden spole¢ny vstup 12 925,03 sm? 1 188,05 sm?

Tabulka 8.2: Vysledky experiment( siti z kapitoly 8.2.1
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Predict
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«104 Sonda 5

Predict

Obrazek 8.4: Regrese sité z kapitoly 8.2.1

Graf regresi a vysledky v pribéhu ¢asu (obrazek 8.5) ukazuji, Ze validaéni
funkce funguji. U vzorkd, kde je poZzadované mnozstvi nulové, jsou rovnéz
nulové i vSechny vystupni hodnoty a zadna sonda nepredikuje vtlaceni. Dale
je na obrazku vidét, ze sit neni schopna opét predikovat nepodileni se sondy
¢. 1 na tézbé do 66. dne sezodny a vysledky jsou snizovany pfedlohami ve
zpétné vazbe.

Z vySe uvedeného Ize konstatovat, ze zavedeni valida¢nich funkci po-
mérné vyrazné zlepsilo vysledky, ale sit stale ignoruje vynechani sondy ¢. 1
v prvni poloviné sezony.
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Obrazek 8.5: Predikce vs. realita v prlibéhu ¢asu z kapitoly 8.2.1

8.2.2 Uzavrena smycka

Sité s uzavienou smyckou vytvorené architekturou pro tvorbu hlubokych siti
nelze trénovat pomoci funkce ,trainNetwork”, protoze ta nedisponuje zpra-
covavanim vystupl b&hem trénovani. Z tohoto dlvodu pro tyto sité byla im-
plementovana vlastni tréninkova smycka.

Sité byly vytvoreny, trénovany a testovany pomoci skriptd 2(d)ix a 2(d)x.
V tréninkové smyc&ce byla pouzita jako minidavka celd jedna sezéna a data se
béhem tréninku nepromichavala. Zména hodnot ve zpétné vazbé byla pro-
vedena vzdy na konci epochy a sit byla trénovana bez predtrénovani s ote-
vienou smyckou. Pro vypocet a propagaci gradientu byla vyuzita obdobné
jako pfi trénovani pomoci funkce optimalizacni metoda Adam.

Z vysledkl uvedenych v tabulce 8.3 vyplyva, Ze obé architektury se po-
hybuji zhruba ve stejné vykonnosti a jsou srovnatelné s vysledky dosazenymi
v kapitole 7.2. Je ale nutné pfipomenout, ze RMSE zohledhuje pouze vzdale-
nost predikce od predlohy a nezaleZi na tom, jestli jsou predikované hodnoty
vétsi, nebo mensi nez predlohy. PIny efekt valida¢nich funkci tedy RMSE ne-
zohledniuje.
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Sit Priamérné RMSE

Smérodatna odchylka

Oddélend zpétna vazba | 26 205,08 sm3

1 282,82 sm?®

Jeden spole¢ny vstup 25 788,90 sm?

822,64 sm3

Tabulka 8.3: Vysledky experimentl siti z kapitoly 8.2.2

NiZe jsou opét uvedeny grafy regresi (obrazek 8.6) a graf predikce vici
realité v pribéhu Casu (obrazek 8.7), na némz je mozné pozorovat podob-
né chovani jako v experimentu kapitoly 7.2 s tim rozdilem, Ze je zde jasné

viditelny vliv valida¢nich funkci.
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Obrazek 8.6: Regrese sité z kapitoly 8.2.2

Na zakladé vySe uvedenych informaci Ize konstatovat, ze valida¢ni funk-
ce pomohly siti zlepSit predikci tim, ze jiz Zadné sondy nepredikuji vtlaceni
a soucet vystupl je vzdy roven pozadovanému mnozstvi. Potencialni vykon-
nost u siti s validaénimi funkcemi byla lepSi nez u pfedchoziho obdobného
experimentu, ale vykony dle RMSE s uzavienou smyckou byly srovnatelné.
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Obrazek 8.7: Predikce vs. realita v pribéhu ¢asu z kapitoly 8.2.2
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Z dlvodu, Ze fedeny problém odpovida tloham ¢asovych fad, pro které exis-
tuji specialni rekurentni vrstvy, byla v praci vytvorena jesté jedna architektura
sité (znazornéna na obrazku 9.1). Skryta plné propojena vrstva z druhé ar-
chitektury predchoziho experimentu byla nahrazena rekurentni vrstvou pro
uceni dlouhodobé zavislosti mezi ¢asovymi kroky (LSTM vrstva). Protoze re-
kurentni vrstvy pracuji se sekvenénimi daty, byla zménéna i vstupni vrstva
na sekvencni.

| | |

INPUT + Feedback LSTM Hyperbolicky tangens FC_output 1. validaéni funkce 2. validaéni funkce

(sequencelnputLayer) (IstmLayer) (tanhLayer) (fullyConnectedLayer) (003_TrendValidationLayer) (004_SumValidationLayer)

Obrazek 9.1: Architektura sité s LSTM vrstvou

Jako prvni byla vyzkouSena myslenka, Zze jedna sekvence bude obsaho-
vat celou jednu sezénu. To se ale po prvnich pokusech (pfiloha 2(d)xi) ukaza-
lo jako nevhodné, protozZe sit se pak ucila pouze ze tfech dlouhych sekvenci.

Nasledné bylo pfistoupeno k tvorbé sekvence o zvolené délce zpétné
vazby (LSTM vrstva se bude ucit pouze zavislosti z nékolika prfedchozich ¢a-
sovych stop). Skladani dat do sekvence je znazornéno na obrazku 9.2, kdy
vstupni data pro okamzik ¢ byla tvofena aktualnimi vstupy a vystupy z pred-
choziho kroku ¢ — 1. Jedna sekvence pak byla tvofena takovymi zaznamy m,
kde m je délka zpétné vazby. Vzorky sekvenci byly tvofeny posouvanim ca-
soveé fady vzdy o jeden krok t. Pro nize uvedené experimenty byla zvolena
sekvence o délce ¢ty zpétnych vzorkd.

U LSTM vrstvy je mozné volit mezi dvéma formaty vystupnich dat. Vrstva
dale posila data bud' ve formatu celé pfichozi sekvence, nebo pouze vystupu
pro posledni ¢asovy usek. VySe uvedené vytvoreni sekvence podita prave
s druhym zminovanym vystupem vrstvy a toto chovani je nutné zadat pfi jeji
inicializaci.
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Obrazek 9.2: Zpracovani zpétné vazby sekvencni vstupni vrstvy

V praci byla nejprve jako obvykle vyzkous$ena sit s otevienou smyc¢kou zpét-
né vazby, ktera byla nejdfive natrénovana pomoci funkce ,trainNetwork” se
stejnym nastavenim jako u experimentu z kapitoly 8.2.1 (skript 2(d)xii). Tréno-
vani timto zplsobem z doposud nezji§ténych dlvodd vykazovalo nezvykle
vysoké hodnoty dosazitelného RMSE trénovacich a validaénich dat béhem
procesu uceni. Ten byl pak ukonéen po nékolika epochach dosazenim vali-
dacnitolerance. Z tohoto dlivodu byla sit natrénovana i pomoci vlastni trénin-
koveé smycky (pfiloha 2(d)xiii), kde vysledky trénovacich dat béhem trénova-
ni stabilné konvergovaly k minimalni hodnoté RMSE. Vykony siti trénovanych
pomoci obou pfistupl jsou uvedeny v tabulce 9.1.

Trénovani Primérné RMSE | Smérodatna odchylka
trainNetwork 15 338,75 sm? 3 567, 62sm?
vlastni smycka 11 373,23 sm? 931,43 sm?

Tabulka 9.1: Vysledky experimentl siti z kapitoly 9.1

Z vys$e uvedenych vysledkl je ziejmé, Ze pfi trénovani s vlastni smyc¢-
kou bylo dosaZeno nepatrné lepsich vysledkl nezZ pfi experimentu z kapi-
toly 8.2.1. NiZe jsou uvedeny grafy regresi a predikce v pribéhu Casu sité
natrénované vlastni smyckou, kde Ize vidét rovnéz zlepsSeni, ale soucasné
také neustalou tendenci pfifazovat sondé ¢&. 1 tézbu v pocatku sezdny, kdy
je uméle srazena hodnotou predloh ve zpétné vazbé.
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Obrazek 9.4: Predikce vs. realita v pribéhu ¢asu z kapitoly 9.1
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Algoritmus trénovani s uzavienou smyc¢kou byl proveden obdobnym zpUso-
bem jako u experimentu v kapitole 8.2.2 a experimenty této sité byly pro-
vedeny pomoci skriptu 2(d)xiv. Z nize uvedenych vysledkl v tabulce 9.2 je
evidentni, ze sit dosahuje podobné vykonnosti jako u experimentu v kapitole
8.2.2.

Primérné RMSE | Smérodatna odchylka

26 286,59 sm? 917,26 sm?

Tabulka 9.2: Vysledky experimentd sité z kapitoly 9.2

Na grafu regrese vidime podhodnocovani sond ¢. 2-4, které sit kompen-
zuje sondou ¢&. 1. Tento jev byl pozorovatelny u vSech provedenych experi-
mentU siti s uzavienou smyckou zpétné vazby. Nyni Ize tedy fict, Ze ani jed-
na ze siti si v ramci této prace s timto problémem nedokazala poradit a je na
misté uvazovat o mozné technické odstavce sondy &. 1 na zacatku sezony,
ktera byla pouzita pro testovani. Pokud by opravdu sonda €. 1 byla odstavena
z technickych ddvodd, pak by se tento jev mohl odstranit pridanim dalSich
vstupl do sité, které by obsahovaly jednoduchou informaci o tom, zda se
konkrétni sonda mdze podilet na téZzbé, ¢i nikoliv. Sit by se pak mohla naudit
i rozdéleni na sondy v pfipadé, kdy se nékteré nemohou podilet na tézbé.
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Obrazek 9.6: Predikce vs. realita v pribéhu ¢asu z kapitoly 9.2
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V ramci prace byly poskytnuty vystupy ze simulatoru pro vSechny pouzité
zaznamy (pfiloha 1c). Z poskytnutych dat byla vybrana pouze ta data, ktera
odpovidala testovaci sezéné. Nasledné bylo spocitano RMSE a zobrazeny
grafy regresi jednotlivych sond a graf predikce vici realité v pribéhu ¢asu
obdobné, jak tomu bylo pfi testovani siti. Uvedené Cinnosti byly provedeny
pomoci skriptu 2(c)vi.

Hodnota RMSE pro vystupy ze simuldtoru &ini 34 726,25 sm?3, coz je pfi-
blizné o 8 500 sm?3 horsi vysledek, nez dosahovala sit z kapitoly 9.2. Déle je
mozné z obrazkl 10.1 a 10.2 pozorovat, Ze simulace rovnéz ignoruje vypnu-
ti sondy €. 1 v prvni poloviné testovaci sezony. Na rozdil od posledni sité
ale kompenzuje ¢innost sondy ¢. 1 mensim vytizenim sond ¢. 3-5, pficemz
posledni sit kompenzovala tuto anomalii sondami ¢. 2-4.

Pro moznost srovnani vypocetni naro€nosti siti se simulatorem bylo pfi-
stoupeno k mérfeni ¢asu trvani pribéhu kodu. U jednotlivych siti byla zmérena
doba trénovani a testovani (hodnoty jsou uvedeny v Uvodnich komentafich
pFislusnych skriptl). V namérenych hodnotach je mozné pozorovat pomérné
velké ¢asové skoky, jejichz odlvodnéni Ize vydist z tabulky 10.1.

Doba Doba
. Metoda Metoda i L. L.
Architektura i .. . . | trenovani | testovani
trénovani testovani
[s] [s]
Cils e . Hromadna
Meélké sité train() ] 0,88-2,86 | 0,01-0,05
simulace
L s . Hromadna
Hlubokeé sité | trainNetwork() ] 13-20 0,11-0,26
simulace
L s , . Jednotlivé
Hluboke site | Vlastni smycCka ) 62-117 0,64-0,68
zaznamy

Tabulka 10.1: Casova naroénost trénovani a testovani siti
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Obrazek 10.2: Predikce vs. realita v pribéhu ¢asu vystupl ze simulatoru
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V ramci prace byly natrénovany na poskytnutych provoznich datech jednoho
PZP C&tyfi architektury sité typu NARX, pfic¢emz u kazdé z architektur byly
provedeny experimenty s otevienou i uzavienou smyckou zpétné vazby.

Prvni z vySe uvedenych architektur byla tvofena jednou piné propojenou
skrytou vrstvou a vystupni vrstvou, kdy sit byla vytvofena nastrojem pro mél-
ké sité v aplikaci Matlab. Vysledky experimentl této architektury ukazaly, Ze
sit se neni schopna zcela dobfe naucit dvé silné zavislosti plynouci z pova-
hy feSeného problému. Vystupy ze sité se nikdy nerovnaly pozadovanému
mnozstvi plynu, a dokonce se u nékolika malo vystupl predikovalo vtlaceni.
Toto zjisténi vedlo k definovani ,vystupné-valida¢nich” funkci, které tyto za-
vislosti FfeSi. Aby bylo mozné tyto funkce vytvofit jako vrstvy sité a zapojit je
piimo do procesu uceni, doslo ke zméné nastroje a nasledné sité byly vytvo-
feny pomoci architektury pro hluboké sité aplikace Matlab. To s sebou pfi-
neslo nutnost vlastniho feSeni zpétné vazby, a tak vznikly dalSi dvé architek-
tury siti. Prvni z nich méla oddéleny vstup pro zpétnou vazbu se svou viastni
plné propojenou skrytou vrstvou. Druha vznikla za u¢elem pfiblizit se feSeni
zpétné vazby z architektury pro mélké sité, tedy mit pouze zpétnou vazbu
jako dalSi maticové vstupy do jedné plné propojené vrstvy. U obou téch-
to siti byly pfipojeny za vystupni vrstvu vlastni ,vystupné-validacni“ vrstvy.
Vysledky experimentl ukazaly, Ze definované funkce maji pozitivni vliv na
predikci sité a splnily svij ucel. Avéak rozdil RMSE mezi obéma architektu-
rami byl zanedbatelny. Ve snaze zlepSit vystupy sité byla vytvorena jesté
posledni architektura, ktera vznikla ze tfeti architektury nahrazenim skryté
piné propojené vrstvy LSTM vrstvou, ktera je schopna se naucit Casové za-
vislosti. S touto siti se v8ak dosahovalo obdobnych vysledkd, jako tomu bylo
u tfeti architektury.

Vysledky v8ech architektur siti mély jednu spole&nou vlastnost. Zadna
z vytvorenych siti nedokazala predikovat ne€innost sondy €. 1 v prvni polo-
viné sezony vybrané k testovani. U experimentl s otevienou smyc¢kou zpét-
né vazby byly predikované hodnoty nizké, ale nikdy nulové, navic ke snizeni
doslo u souvislych sekvenci tézby, kterym pfedchazely dny bez tézby, vzdy
az po prvni vysoké predikci. To znaci, Ze pfedlohova data ve zpétné vazbé
méla na tuto anomalii vliv, ale ani tak sit nedokazala predikovat ne¢innost da-
né sondy. Sité s uzavienou smyckou zpétné vazby pak tuto ne€innost zcela
ignorovaly. Zkoumani vystupl ze simulatoru (ktery se v dnesni dobé vyuziva
pro fizeni PZP) na danych datech ukdzalo, Ze simulator rovnéz vypnuti sondy
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¢. 1 nepredikuje, navic dosahuje horsi hodnoty RMSE na testovaci sadé dat
nez sité s uzavienou smyckou, a to cca o 8 500 sm?. Vzhledem k faktu, Ze si-
mulator predikuje hodnoty pouze na zakladé stavu kolektoru a nezohlednuje
povrchovou technologii, je tedy mozné na zakladé porovnani vystupl simu-
latoru a siti konstatovat, ze z poskytnutych trénovacich dat se sit nedokaze
naucit omezeni ze strany povrchové technologie.

V dalSim pokraCovani prace by bylo mozné datovou sadu, ze které se
sit uci, rozsifit o informace, jaké maximalni mnozstvi mize konkrétni sonda
v dany den tézit. Tyto informace by siti poskytly moznost predikce za pro-
pojeni omezujicich vlastnosti kolektoru a povrchové technologie. Tim by se
neuronova sit mohla potencialné stat vyznamnou &asti fizeni PZP, protoze
v dnesni dobé neexistuje systém, ktery by obé oblasti dokazal propojit.

Architektura Smycka | Primér RMSE | Smérodatna odchylka
oteviend | 14 886,86 sm? 1 265,42 sm3
Meélka sit
uzaviend | 25 537,06 sm? 657,83 sm?
Valida¢ni funkce oteviena | 11 989,61 sm? 1 044,47 sm?

s oddélenou vétvi
pro zpétnou vazbu

uzaviend | 26 205,08 sm? 1 282,82 sm?
Valida¢ni funkce se teviena | 1299503 sm? 1 188,05 sm3
spole¢nou vétvi otevrena ) U ST U9 ST
vstupu a zpétné
vazby uzaviend | 25 788,90 sm? 822,64 sm3

oteviend | 11 373,23 sm? 931,43 sm?
LSTM vrstva

uzaviend | 26 286,59 sm? 917,26 sm3

Tabulka 11.1: Souhrn vysledkl dosazenych v praci
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1. Data
(a)
(b)
(c)
(d)

data.xslx
data_modified.xslx

c) vysledky_simulatoru.xIsx
d) Mat
i. mO1_AllDataTT.mat
ii. mO2_Season.mat
iii. m03_DataManager.mat
iv. m04_OptimParamNARXV1.mat
v. mO5_OptimParamNARXV2.mat
2. Zdroje
(a) Funkce

R

fO1_surfOutput.m
fO2_regressionChart.m

(b) Objekty

i.
ii.
iii.
iv.
V.

o01_DataManager.m
002_MyStandartization.m
002b_MyMapMinMax.m
003_TrendValidationLayer.m
004_SumValidationLayer.m

(c) Pomocné

i.
ii.
iii.
iv.
V.

Vi.

(d) Sité

i.
ii.
iii.
iv.
V.
Vi.

t01_loadData.m
t02_selectProduction.m
t03_dataDependencies.m
t04_frequencyOfData.m
t05_optimShallowNet.m
t0O6_compSimulation.m

nsO1_firstExperiment.m
ns02_addPrefixBeforeSeason.m
nsO3_closeLoop.m
ns04_closeLoopV2.m
nsOS_optimParam.m
ns06_optimParamV2.m
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Vii.
viii.
. nd03_ovfCloseLoop.m
. nd04_ovfCloseLoopV2.m
Xi.
Xii.
Xiii.
XiV.

nd01_ovfOpenLoop.m
nd02_ovfOpenLoopV2.m

NndOS_LSTMOpenLoop.m
ndO06_FbAsSeqOL.m
nd07_FbAsSeqOLMTL.m
NndO8_FbAsSeqCL.m
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