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Abstrakt

Cielom tejto bakalarskej prace je vytvorenie systému pre automaticky prepis dodacich lis-
tov — dokumentov s pevnou Struktirou. RieSenie prace je rozdelené do dvoch ¢asti. Prvou
castou je detekcia Ciar tabuliek a z nich nasledna detekcia a extrakcia buniek, ktoré ob-
sahuju pozadované data. Druha cast je samotné rozpoznanie ru¢ne pisanych numerickych
znakov v obrazkoch vyrezanych buniek. Vysledny systém dokéze pri kvalitne naskenova-
nych dodacich listoch detegovat bunky s pozadovanymi tdajmi s presnostou 100 %, pric¢om
uspesnost samotného rozpozndvania numerickych znakov je viac ako 95 % pre samostatné
znaky a vySe 92 % pre celé sekvencie znakov. Prinosom tejto price je systém pre auto-
maticky prepis dodacich listov, ktory zabezpecuje rychlejie a jednoduchsie inak zdihavé
,prepisovanie“ obsahu dodacich listov do informac¢ného systému maloobchodu. Vyuzitim
tohoto systému usetri pracovnik na kazdom dodacom liste viac nez 50 % casu.

Abstract

This bachelor thesis aims to create a system for automatic transcription of delivery notes -
documents with a fixed structure. The solution is divided into two parts. The first part is
table lines detection and subsequent detection and extraction of cells, that contain required
data. The second part is handwritten numeric characters recognition in the images of the
cutted cells. The resulting system can detect cells with the required data with 100% accuracy
with well-scanned delivery notes, while the success rate of numerical character recognition is
more than 95% for individual characters and more than 92% for entire character sequences.
The benefit of this work is a system for automatic transcription of delivery notes, which
provides faster and easier otherwise lengthy rewriting of the contents of delivery notes to
the information system in the retail. By using this system, the employee saves more than
50% of the time on each delivery note.

KTlacové slova

dodacie listy, OCR, HWR, HTR, ruc¢ne pisany text, rozpozndvanie textu, prepis textu, spra-
covanie obrazu, tabulky, spracovanie tabuliek, obrazkové dokumenty, dokumenty zaloZzené
na obrazkoch, NN, neurénova siet, CRNN, konvolu¢na rekurentna neurénova siet

Keywords

delivery notes, OCR, HWR, HTR, handwritten text, text recognition, text transcription,
image processing, tables, table processing, document images, image based documents, NN,
neural network, CRNN, convolutional recurrent neural network

Citacia
NECPAL, David. Automaticky prepis dodacich listi. Brno, 2020. Bakalafskd prace. Vy-

soké uceni technické v Brné, Fakulta informacnich technologii. Vedouci prace Ing. Michal
Hradis, Ph.D.



Automaticky prepis dodacich listt

Prehlasenie

Prehlasujem, ze som tuto bakaldrsku pracu vypracoval samostatne pod vedenim pana Ing.
Michala Hradisa, Ph.D. Uviedol som vsetky literarne pramene, publikicie a dalsie zdroje,
z ktorych som cerpal.

David Necpél
29. jula 2020

Podakovanie
Rad by som podakoval panovi Ing. Michalovi HradiSovi, Ph.D. za odborné vedenie, cenné
rady a pomoc pri vypracovavani tejto bakalarskej prace.



Obsah

1 Uvod
2 Definicia tlohy
2.1 Aktudlna situdcia evidencie pohybu tovaru v maloobchodnej prevadzke . . .
2.2 Dodacie listy . . . . . . . .
2.3 Automatizdcia prepisov . . . . . ... ..o e
3 Detekcia a spracovanie tabuliek v dokumentoch
3.1 Popistabuliek . . . . . . . L
3.2 Spracovanie tabuliek . . . .. ... 0o o Lo
3.3 Existujice riesenia pre spracovanie obrazkovych dokumentov . . . .. . ..
4 Rozpoznanie rucne pisaného textu
4.1 Rozpoznéavanie ruc¢ne pisaného textu . . . . . .. ... o000
4.2 Existujice rieSenie pre rozpoznavanie znakov . . . ... ... L
4.3 Neurénova siet pre rozpoznavanie slov . . . . . . .. .. ... ...
5 Navrh rieSenia
5.1 Detekcia a spracovanie tabuliek dodacich listov . . . .. ... .. ... ...
5.2 Rozpoznavanie a prepis rucne pisaného textu . . . ... ... .. ... ...
6 Implementacia
6.1 Pouzité nastroje . . . . . .. ..o
6.2 Implementdcia systému pre automaticky prepis dodacich listov . . . . . ..
6.3 Pomocné nastroje . . . . . . . .. ..o
7 Experimenty a vysledky
7.1 Detekcia buniek . . . . . . ...
7.2 Rozpozndvanie textu . . . . . . .. ... Lo
7.3 Automatizacia prepisu dodacich listov . . . . .. ... 0oL
8 Zaver
Literatara

A Obsah pamiatového média

B Instalacia a navod k pouzitiu

[\

SO w W

© oo

13
13
16
16

19
19
23

25
25
25
28

30
30
31
32

34

35

39

40



Kapitola 1

Uvod

Zapis pohybu tovaru je dolezitou stucastou evidencie tovaru najmé podnikatelov a podnikov
v oblasti predaja a vyroby. Pre takyto zapis sa vyuzivaju dodacie listy — dokumenty s pevnou
tabulkovou struktirou, do ktorych sa zapisuji potrebné tidaje o danom tovare. V dnesnej
dobe je ziaduice spracovavat a uchovavat informacie v elektronickej podobe, a to hlavne
kvoli moznosti rychleho pristupu a spracovania velkého mnozstva dat. Z toho dévodu je ne-
vyhnutné data z dodacich listov prepisat do elektronickej podoby, najcastejsie v Specializo-
vanom informac¢nom systéme. Takéto ,prepisovanie“ dodacich listov mdze byt z ¢asového
hladiska pomerne naro¢né a vplyvom vicsieho mnozstva dat a monoténnosti prace moze
dochadzat k ob¢asnym chybam. To zvic¢sa spdsobuje mrhanie ¢asu pri hladani a opravovani
tychto chyb, v najhorsich pripadoch dochddza aj k finanénym stratam.

Cielom tejto prace je aplikacia vyuzivajica optické rozpozndvanie znakov (Optical Cha-
racter Recognition, OCR), ktord z naskenovaného dodacieho listu automaticky rozpoznd
ruc¢ne pisané numerické znaky a vytvori textovy dokument obsahujici prepis dat v elektro-
nickej podobe, ktory je nasledne vyuzity pre vlozZenie obsahu takto spracovaného dodacieho
listu do informac¢ného systému maloobchodu.

Systém pre vstup vyuziva obrazok dodacieho listu z digitalneho skenera, ktory nasledne
systém upravi. V obrazku je nasledne najdend hlavné tabulka, ktora obsahuje pozadované
— ru¢ne pisané — informécie o tovare. Aby bolo mozné tieto informaécie ziskat, je potrebné
pomocou detekcie ¢iar najst jednotlivé bunky tabulky a tie, ktoré obsahuji potrebné infor-
macie, z tabulky vyrezat. Ked sa ziskané obrazky obsahujice tieto bunky, je mozné vyuzit
uz spomenuté rozpoznavanie znakov implementované pomocou konvolu¢nej rekurentnej ne-
urénovej siete [39]. Pomocou neurdénovej siete sa ziskaji digitdlne prepisy vSetkych ruéne
pisanych informacii z jednotlivych buniek, z ktorych sa vytvori spomenuty textovy doku-
ment sliziaci pre urychlenie elektronickej evidencie dodacich listov.



Kapitola 2

Definicia Glohy

Evidencia odovzdavania a prijimania tovaru je dolezitou sucastou kazdej prevadzky, no nie
vsetky prevadzky mozu takyto pohyb tovaru evidovat priamo v informac¢nom systéme.
V mnohych prevadzkach prijem a vydaj tovaru prebieha prevazne v skladovych priestoroch,
v ktorych nie je vzdy k dispozicii poc¢itac¢ alebo prenosné zariadenie, ktoré by takyto pohyb
tovaru umoznovali evidovat elektronicky.

Tato kapitola sa zameriava na popis aktualneho stavu evidencie pohybu tovaru v malo-
obchodnej prevadzke zeleziarstva Remeslo Stavmat, s.r.o., problémy spojené s manualnym
zaddvanim dat z dodacich listov do informac¢ného systému, ako aj samotny informacny sys-
tém vyuzivany v tejto prevadzke. Dalej popisuje dodacie listy — dokumenty pre evidenciu
pohybu tovaru. Na konci kapitoly je zhrnuty ciel tejto bakalarskej priace — automatizacii
prepisov dat z dodacich listov.

2.1 Aktualna situacia evidencie pohybu tovaru v maloob-
chodnej prevadzke

Remeslo Stavmat, s.r.o. je maloobchodné prevadzka, ktora pre evidenciu pohybu tovaru
a potvrdeni o odovzdani tovaru vyuziva predtlacené dokumenty — dodacie listy, ktoré pra-
covnik vypliia ru¢ne. Obrazok 2.1 zobrazuje dodacie listy pouzivané v tejto prevadzke.
Po vyplneni dodacich listov je potrebné ruéne zapisané udaje z dodacich listov vlozit do in-
formacného systému maloobchodu. To je potrebné hlavne z dévodu vystavovania faktir
a evidencie tovaru v uc¢tovnictve. Tento proces nie je nijako automatizovany, preto je v su-
Casnosti nutné kazdu polozku z dodacieho listu zapisat do informac¢ného systému manudalne.

Proces vypliiania dodacieho listu za¢ina prijatim objednévky od odberatela. Na dodact
list sa uvedd potrebné uidaje o odberatelovi, datum a ostatné forméalne nalezitosti. Nasle-
duje samotnd priprava tovaru pre odberatela a Vypiﬁanie obsahu dodacieho listu. Pre kazda
polozku sa do dodacieho listu zapise ndzov tovaru, jeho registracné ¢islo a mnozstvo. Na-
kolko kazdy tovar nie je oznaceny Stitkom s cenou, do dodacieho listu sa ceny jednotlivych
poloziek a celkovad cena zapisuju az na konci — ked su do dodacieho listu zapisané vsetky
polozky odovzdavaného tovaru. Vtedy je dodaci list odneseny do kancelarie k pocitacu
s informa¢nym systémom, kde pracovnik dopisSe ceny poloziek podla tidajov zo skladovych
zasob, urobi sucet ceny, skontroluje dodaci list s objednavkou, podpisSe sa a odovzda origi-
nal dodacieho listu na prilozenie k objednavke. Az potom pracovnik moéze obsah dodacieho
listu vlozit do informac¢ného systému.
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Obr. 2.1: Vyplnené dodacie listy pouzivané v prevadzke Remeslo Stavmat, s.r.o.

Informac¢ny systém pre maloobchody Ventus MOPwin

Ventus ISM MOPwin' je informaény systém pre maloobchodné predajne zabezpecujtci
predaj tovaru, fakturdciu a spravu skladu. V informacnom systéme je mozné najst stav
skladovych zasob, ako aj prehlady faktir a dodacich listov dodavatelov a odberatelov.

Informacny systém poskytuje dva sposoby pre vytvaranie / zapis dodacich listov. Prvy
a aktualne vyuzivany spdsob je manudalne vytvaranie, pozri obrazok 2.2. Druhy spdsob
je vyuzitie sluzby Import poloZiek z prenosného termindlu (zdznamnika).

Manualne vytvaranie dodacich listov v informa¢nom systéme zacina vlozenim tdajov
o odberatelovi. Nésledne sa zapisuje samotny obsah — polozky tovaru z dodacieho listu. Tieto
polozky sa zapisuju postupne, pricom pre kazda polozku je potrebné napisat nazov alebo
registracné ¢islo vyrobku, pripadne najst tento vyrobok v zozname skladovych zasob. Potom
sa uvedie mnozstvo danej polozky a po potvrdeni zapisu sa pokracuje na dalsiu polozku.
Po zapise vSetkych poloziek a vizudlnej kontrole spravnosti obsahu je mozné dodaci list

ulozit.
Sluzba Import poloziek z prenosného terminilu (zdznamnika) slizi na vloZenie
obsahu z pripraveného dokumentu do informacéného systému. Téato sluzba’ vyzaduje po-

"nformaény systém pre maloobchodné predajne od spolo¢nosti Ventus, s.r.o., viac informécif o produkte
je mozné najst na oficidlnej stranke produktu https://www.ventus.sk/mopwin/.
2Informécie o tejto sluzbe mi zdelil obchodny zastupca firmy Ventus, s.r.o. cez e-mailovii konzultéciu.
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Obr. 2.2: Manuéalne vytvaranie / vypliianie dodacieho listu v informa¢nom systéme.

Ciato¢né nastavenie, ktoré je potrebné urobif iba pri prvom vyuziti tejto sluzby. V sluzbe
Definovanie parametrov zaznamnika sa nastavi parameter Cesta na ddtovy subor, kde bude
informac¢ny systém sibor hladat. Stubor musi mat nazov vydaj.tzt, obsahuje polia oddelené
¢iarkou a mnozstvo pouziva ako desatinny oddelovaé bodku. Struktira textového siboru je
¢iarovy koéd alebo registralné &islo,mnoZstvo, napriklad 660075,15.6.

Samotné pouzitie sluzby zacina rovnako, ako v pripade manualneho vytvarania dodacich
listov, a to vyplnenim ddajov o odberatelovi. Po potvrdeni sa namiesto evidovania polo-
ziek vyvola sluzba Import zo zdznamnika, respektive zo siboru, ktory pripravil zdznamnik.
V pripade, ze je textovy stbor ndjdeny, do informac¢ného systému sa vlozi cely obsah tex-
tového stuboru. Dodaci list je mozné nasledne ulozif alebo vlozit obsah dalSieho textového
stboru.

Problémy manualneho prepisovania dodacich listov

Vacsi objem dat, ich podobnost a monoténnost ¢innosti moéze pri takomto ,,prepisovani®
dodacich listov viest k problémom. Vznik problémov sa odzrkadluje na mnozstve ¢asu, ktoré
je potrebné venovat tejto ¢innosti, a to pri kontrole spravnosti prepisanych dat, ako aj
pri hladani a odstranovani vzniknutych chyb.

Chyby, ktoré moézu vzniknit pri manudlnom prepisovani dat z dodacich listov do infor-
macného systému maloobchodu:

e chyba vzniknuta vynechanim riadku na dodacom liste,
e chyba vzniknuta horsou ¢itatelnostou znakov dat,
e chyba vzniknuta nepozornostou a prekliknutim sa na klavesnici.

V pripade, Ze sa tieto chyby neodhalia, méze ddjst aj k finanénym stratam, bud to
na strane dodéavatela, alebo na strane odberatela.



Chyby ale mozu vznikntt uz pri vypliiani dodacich listov, no prejavia sa aZ pri prepiso-
vani dat do informac¢ného systému. Zvicsa sa jedna o chybny nazov alebo registra¢né ¢islo
tovaru, pripadne zly idaj o mnozstve tovaru. Takéto chyby sa fazko odhaluju a este tazsie
opravuju, nakolko prepis dodacich listov do informac¢ného systému neprebieha hned a preto
je zlozité zistit skuto¢ny stav odovzdaného alebo prijatého tovaru.

2.2 Dodacie listy

Dodacie listy sa povazuju za uctovné doklady, vyuzivaju sa v oblasti predaja a vyroby.
Maju formu tabulky a mézu byt vyplnené rucne alebo elektronicky. Obrazok 2.3 zobrazuje
dodacie listy pouzivané v prevadzke Remeslo Stavmat, s.r.o.

Dodacie listy slizia ako potvrdenie odovzdaného alebo prijatého tovaru v stanovenom
mnozstve, druhu a kvalite. Fyzicky sa prikladaji k dodavke. Vystavuju sa v dvoch vyho-
toveniach, pricom origindlne vyhotovenie patri strane, ktora za tovar plati. Dodacie listy
nie su vyzadované zakonom, ale na ich zaklade sa néasledne vystavuju faktary.

Dodacie listy musia obsahovat uré¢ité nalezitosti popisané v zakone 431/2002 Z.z. [40],
ktory upravuje obsah tc¢tovnych dokladov:

e slovné a ¢iselné oznacenie uc¢tovného dokladu,

e obsah uc¢tovného pripadu a oznacenie jeho ucastnikov,

e penazni sumu alebo tdaj o cene za mernt jednotku a vyjadrenie mnozstva,

e datum vyhotovenia tc¢tovného dokladu,

e datum uskutocCnenia uc¢tovného pripadu, ak nie je zhodny s datumom vyhotovenia,

e podpisovy zdznam osoby zodpovednej za ctovny pripad v uctovnej jednotke a pod-
pisovy zaznam osoby zodpovednej za jeho zauctovanie,

e oznacenie uc¢tov, na ktorych sa uc¢tovny pripad zatuctuje v uc¢tovnych jednotkach uctu-
jacich v sistave podvojného tctovnictva, ak to nevyplyva z programového vybavenia.

O samotnom tovare sa eviduju hlavné informdcie ako ndzov a/alebo registracné ¢islo
tovaru, jeho mnozstvo a mernd jednotka, pripadne aj dalSie informécie ako kvalita, cena
a podobne.

2.3 Automatizacia prepisov

Ako uz bolo spomenuté, manualny zapis dat dodacich listov do informacného systému pri-
nasa urcité problémy a jednd sa o ¢asovo naro¢nu ¢innost. V navrhnutom rieseni proces
automatizacie prepisov dodacich listov spociva v tom, Ze na zac¢iatku sa ru¢ne vyplneny do-
daci list naskenuje a nasledne sa obrazok vlozi do cielovej aplikacie tejto prace, ktord zabez-
peci spracovanie obrazku a prepis textu do digitalnej podoby. Tento postup automatizacie
je zvoleny hlavne preto, ze v prevadzke nie je v sicasnej dobe mozné vyuzif prenosné elek-
tronické zariadenia, ktoré by dodacie listy vytvarali elektronicky priamo do informacného
systému. Obrazok sa v systéme spracuje, pozadovany obsah dodacieho listu sa pomocou
metdédy OCR prepise do digitalnej podoby a vlozi sa do textového suboru. Textovy sibor
sa nasledne pouzije na vlozenie obsahu dodacieho listu do informac¢ného systému.
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Obr. 2.3: Predtlacené dokumenty pre evidenciu pohybu tovaru — dodacie listy. (a) Elektro-
nicky vyplneny dodaci list formétu A4. (b) Ru¢ne vyplneny dodaci list formatu A5.

Takyto proces automatizacie eliminuje ¢asovi naro¢nost manudlneho prepisovania do-
dacich listov do informac¢ného systému, ako aj spominané problémy a chyby. Oproti ma-
nudlnemu prepisovaniu je naviac vyzadované zariadenie pre skenovanie dodacich listov, ale
zariadenim s moznostou skenovania dnes disponuje vécsina maloobchodnych prevadzok.

Avsak aj pri navrhnutom rieSeni automatického prepisovania méze v malom percente
pripadov dojst k urc¢itym chybam, a to hlavne z dévodu poskodenia dodacich listov alebo
zna¢nym zhorsenim ¢itatelnosti znakov dat, ktoré systém nedokaze odstranif alebo s nimi
nevie pracovat. Z toho dévodu bude dalsie rozsirenie systému zahinat pridanie jednoduchého
uzivatelského rozhrania, v ktorom bude mozné prepis obsahu dodacieho listu skontrolovat
a v pripade potreby aj jednoducho upravit.



Kapitola 3

Detekcia a spracovanie tabuliek
v dokumentoch

Kazdy den sa vo svete vytvori nespocetne vela dokumentov a vo véc¢sine z nich sa pre zapis,
zobrazenie a pracu s udajmi vyuzivaji tabulky, a to hlavne pre ich vysoki informativnu
hodnotu a prehladnost.

V oblastiach, kde sa informacie z tabuliek vyuzivaji pre dalsie digitalne spracovanie
alebo archivaciu, je potrebné obsah tabuliek vlozit do pocitaca. Pri mnozstve dokumentov,
ktoré je denno-denne potrebné spracovat, by ruc¢né prepisovanie tabuliek do pocitaca ne-
bolo mozné, preto vznikaji nastroje a systémy, ktoré tento proces automatizuji. Niektoré
nastroje st jednoduché, iné zase komplexné s radou pokrocilych funkcii. Proces detekcie
a spracovania tabuliek v dokumentoch vsak c¢asto maji podobny postup a prave na to
sa zameriava kapitola 3. Na zaciatku su struc¢ne definované tabulky. Nasledne sa kapitola
venuje najpodstatnejsej asti, a to samotnej detekcii a spracovaniu tabuliek v dokumentoch.

3.1 Popis tabuliek

Ked sa povie tabulka, vac¢sina ludi si vie nejakt tabulku predstavit a popisat, ¢o to ta ta-
bulka vlastne je. Formélna definicia je vsak komplikovanejsia a napriec literattirami je for-
malny popis tabulky nejednoznac¢ny, pretoze rdzni autori tito Struktiru popisuju rozdielne.
Aj ked nie je formalny popis tplne jasny, sicasné forméalne definicie vychdadzaji z rovnakého
zékladu, a to definicie tabulky Jamesa Camerona z roku 1989 [3]. Vo svojej praci uviedol,
ze tabulku je mozné popisat ako objekt, v ktorom sa pomocou linearnych vizualnych prv-
kov popisujui vztahy a logické spojenia medzi jednotlivymi polozkami. Zakladnou jednotkou
tabulky je polozka obsahu, pricom to moéze byt akykolvek vizudlny symbol. To znamena,
ze tabulky mo6zu obsahovat slova, ¢isla, vzorce alebo rézne grafické prvky [8].

Samotné tabulky sa vsak klasifikuju aj podla zlozitosti, a to na jednoduché a zlozité
(komplexné). Jednoduché dvojrozmerné tabulky maji Struktiru matice s jednoduchymi
riadkami a stipcami limitovanymi na jednu troveti hierarchie. Zlozité dvojrozmerné tabulky
mozu obsahovat rekurzivne stipce a riadky [4]. Samotny obsah buniek v tom pripade nie je
limitovany na slova, ¢isla, vzorce alebo grafické prvky, ale tabulky vo svojich bunkéch
obsahuju vnorené tabulky, ktoré opat vo svojich bunkach moézu obsahovat vnorené tabulky.

Tabulky moézeme rozdelit aj na zéklade ich struktiry, a to na tri typy [5]. Prvym typom
st tabulky, ktoré pouzivaji na oddelovanie buniek tsecky, horizontalne aj vertikalne. Druhy
typ su tabulky obsahujice horizontalnu ¢iaru na oddelenie riadkov a medzery na oddelenie



Polozka 1 060 261 17,43 Polozka 1 060 261 17,43 Polozka 1 060 261 17,43

Polozka 2 730 540 31,15 Polozka 2 730 540 31,15 Polozka 2 730 540 31,15

Polozka 3 111 235 142,00 Polozka 3 111 235 142,00 Polozka 3 111 235 142,00

Polozka 4 927 183 99,20 Polozka 4 927 183 99,20 Polozka 4 927 183 99,20
(a) (b) (c)

Obr. 3.1: (a) Tabulka typu 1 s ¢iarami pre oddelenie riadkov a stipcov. (b) Tabulka typu 2
s ¢iarami pre oddelenie riadkov a medzerami pre oddelenie stlpcov. (¢) Tabulka typu 3

s medzerami pre oddelenie riadkov a stipcov. Obrazky s prevzaté a upravené z [5].

stipcov. Treti typ tabuliek pouziva pre oddelenie riadkov a stipcov len medzery. Obrazok 3.1
zobrazuje tri typy Struktur tabuliek. Vzhladom na to, ze dodacie listy (ako aj velké mnozstvo
tabuliek v dokumentoch) maju prvy typ struktiry tabulky a pre tento typ sa pouzivaju
iné pristupy detekcie a rozpoznania tabulky ako pre ostatné dva typy, praca sa zameriava
prevazne na tabulky, ktorych bunky st oddelené horizontalnymi a vertikalnymi ¢iarami.

3.2 Spracovanie tabuliek

Aj ked je v dnesnej dobe vela procesov uz digitalizovanych a mnohé dokumenty sa vytva-
raju, vypisujui, posielaju a ukladaji elektronicky, stile sa mnozstvo dokumentov vytvara,
vypisuje, posiela alebo uklada ru¢ne, v papierovej podobe.

Na zéklade toho je dokumenty mozné rozdelit na dve hlavné skupiny, a to digitalne
dokumenty a dokumenty zalozené na obrazkoch (obrazkové dokumenty). Pre obidva typy
existuju rozdielne pristupy pre detekciu, rozpoznanie a nasledne aj spracovanie tabuliek.

Na to, aby tabulky v dokumentoch mohli byt spracované, najprv musia byt najdené.
Obzvlast dolezité to je v pripade obrazkovych dokumentov, kde hlavnou tlohou pri detekcii
tabulky je zistit, ¢i dokument nejaku tabulku obsahuje a kde sa v dokumente nachadza [4].
V pripade digitalnych dokumentov je najdenie tabulky taktiez naro¢nou tlohou. V texto-
vych dokumentoch je casté, ze tabulka neobsahuje Ziadne fyzické stopy, ale pre oddelenie
riadkov a stipcov st vyuzité len medzery. Proces spracovania tabuliek taktiez zahfiia roz-
poznanie a rozdelenie tabulky na jej struktiru a obsah. Rozpoznanie Struktiry je dolezité
prave na to, aby bolo mozné data extrahovat. Po tom, ako je struktira detekovana, je mozné
rozpoznat samotné data. Na to sa najcastejsie vyuzivaju systémy OCR.

Obrazkové dokumenty

Kategéria obrazkovych dokumentov zahina vécsie mnozstvo kombinacii, akym spdsobom
mozu byt tieto dokumenty vytvorené. NajcastejSie sa vSak d& stretnit s tromi druhmi doku-
mentov, a to dokumenty pisané rukou, dokumenty vytvarané na pocitac¢i — v elektronicke;j
podobe a nasledne s vytlacené, ¢asto krat pre odoslanie postou alebo priloZenie k zasielke,
alebo ich kombindcia, ¢o znamena, ze ¢ast dokumentu je vytvorend elektronicky, hlavne
struktuara tabuliek, nadpisy, hlavicky a podobne, a data v dokumente st vpisované rucne.
Takéto dokumenty vSak neobsahuju ziadne elektronické metadata, ktoré by umoznili priame
rozpoznanie tychto dokumentov [4]. Prvym krokom pri digitalizdcii takychto dokumentov
je naskenovanie alebo odfotenie dokumentu digitalnym skenovacim zariadenim.



Najjednoduchsim sposobom pre detekciu a lokalizaciu tabuliek v obrazkovych doku-
mentoch je analyzovat strukturdlne prvky — vertikdlne a horizontalne ¢iary tabulky. Jednou
z moznosti je, ze sa najprv najdu segmenty ciar(ako napriklad v [24]) a nésledne sa extra-
hované tsecky vyuzija pre ziskanie tabulkovej struktury.

V obrazkoch dokumentov ¢asto dochadza k neziadicemu Sumu a pritomnost rukopisu
v ru¢ne vyplnenych tabulkich zhorsuje detekciu vertikalnych a horizontalnych tseciek ta-
buliek, kvoli comu moéze pri hladani tabuliek v dokumentoch dochadzat k chybam. Preto
vacsina technik detekcie a extrakcie tiseCiek tabuliek vyzaduje fazu predbezného spracova-
nia, ktorda zahfna roézne techniky tpravy obrazu, ako napriklad korekcia zosikmenia, od-
stranenie Sumu, vyuzitie morfologickych operécii a transformécii a podobne. Viac detailov
o technikéch spracovania obrazu dokumentov je mozné néjst v knihe [12].

3.3 Existujice riesenia pre spracovanie obrazkovych doku-
mentov

V obdobi 21. storocia je digitalizicia dokumentov velmi populdrna, preto vznikaji mnohé
systémy, ktoré su pre detekciu a spracovanie tabuliek v dokumentoch priamo urcené. Jed-
nym z aktualne dostupnych rieseni pre detekciu tabuliek v obrazkovych dokumentoch je pri-
stup od B. Gatosa a spol. [10]. Nizsie bude tento pristup podrobnejsie popisany, a to hlavne
z dévodu, Ze Ciastocne inSpiroval aj moje riesenie systému pre automaticky prepis dodacich
listov. Detekcia tabuliek je v spomenutom pristupe rozdelend na tri kroky, a to predspra-
covanie obrazkov, detekcia horizontalnych a vertikalnych ¢iar a detekcia tabulky.

Predspracovanie obrazkov

Ako uz bolo spomenuté, prvym doélezitym a nevyhnutnym krokom pri detekcii ¢iar a tabu-
liek je predspracovanie obrazu. To zahina napriklad binarizaciu, oto¢enie obrazu a korekciu
zosikmenia, odstranenie Sumu, dilatdciu obrazu a iné. VysSSie spomenuty pristup zacina
binarizaciou, kedy je Sedoténovy obrazok za pouzitia urcitej prahovej hodnoty prevedeny
do binarnej reprezentacie. Body s vysSou intenzitou sa zmenia na ¢ierne, ostatné sa zmenia
na biele. Binarizicia sa vykonava hlavne z dévodu redukcie tienov, nejednotného osvetlenia,
nizkeho kontrastu, réznych $muh a podobne [11]. Po binarizacii nasleduje krok korekcie zo-
sikmenia. V popisovanom pristupe je pre to vyuzité uréenie orientacie textu [44] a nasledne
rychla Houghova transformécia [31]. Jednym z dalsich krokov je odstréanenie okrajov nestvi-
siacich s obsahom dokumentov [1]. Takéto okraje vznikaji vzdy, ked je pri skenovani alebo
foteni dokumentu zachytené aj okolie mimo daného dokumentu. Tieto okraje velmi vyrazne
zhors$uju spracovanie obrazkov dokumentov a preto je potrebné ich odstranit. Na obrazku
3.2 je vidiet, ako prebieha proces predspracovania a jeho vysledok.

Detekcia ¢iar

Aby bolo mozné detegovat tabulku a samotny obsah v nej, je najprv potrebné najst ¢iary,
ktoré tuto tabulku tvoria. Technika detekcie ¢iar je zalozena hlavne na spracovani tmavych
horizontalnych a vertikdlnych ¢iar a na odhade obrazovych a textovych oblasti, aby bolo
mozné rozpoznat, ktoré usecky patria do obsahu buniek a ktoré patria tabulke. Pre dosia-
hnutie vysSej uspesnosti spracovania horizontalnych a vertikalnych ¢iar popisovany pristup
vyuziva pri ich detekcii morfologické operacie, a to hlavne dilataciu a eréziu. Dilatacia sluzi
na spojenie blizkych objektov alebo zaplnenie malych dier, ¢im sa objekt v obraze zvacsi
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Obr. 3.2: Ukazka predspracovania obrdazkového dokumentu podla [10]. (a) Vstupny Sedo-
ténovy obrazok. (b) Vysledok po binarizacii a vylepSeni obrazu. (c) Vysledok po korekcii
zoSikmenia. (d) Vysledok po odstraneni okrajov nestvisiacich s obsahom dokumentu. Ob-
razky su prevzaté z [10].

a Ciary, ktoré maji medzi sebou malé medzery, sa spoja a mozu vytvorit jednotné ciary ta-
bulky. Erézia naopak objekt v obraze zmensuje, odstranuje okraje a rozsiruje tzke medzery
[32]. Po aplikécii morfologickych operacii je findlny krok detekcie ¢iar rozdeleny na dve
Casti, a to odhad horizontalnych a vertikalnych ¢iar a vylepSenie odhadu ¢iar pomocou
odstranenia obrazovych a textovych oblasti.

Detekcia tabulky

Poslednym krokom je samotna detekcia tabuliek, ktora je v popisovanom pristupe rozdelena
na dve fazy. Prvou fazou je detekcia prieseénikov tseciek tabulky, nasledne druhou fazou
je detekcia tabulky — rekonstrukcia.

e Detekcia priesecnikov tseciek tabulky (Detection of line intersections)
Algoritmus detekcie priese¢nikov [10] funguje v niekolkych krokoch (pozri obréazok
3.3). V prvom kroku sa najde koncovy bod vertikalnej priamky a koncovy bod hori-
zontalnej priamky. Ak tieto body maji medzi sebou mensiu vzdialenost ako ostatné
body v okoli, st oznadené ako priese¢nik tvoriaci rohovy bod v tabulke. Dalsim kro-
kom je porovnavanie koncového bodu horizontéalnej priamky alebo vertikalnej priamky
s dalsim bodom priamky, ktory nie je koncovym bodom a lezi na horizontéilnej alebo
vertikalnej priamke. Tieto body musia maf najmensiu vzdialenost oproti ostatnym
bodom v okoli. Poslednym krokom je ndjdenie priese¢nikov vertikalnych a horizontél-
nych priamok.

e Detekcia tabulky a rekonstrukcia (Table detection and reconstruction)
Proces pre detekciu tabulky a rekonstrukciu zac¢ina tym, Ze sa odstrania vsetky body
patriace najdenym c¢iaram. Nasledne sa vSetky najdené priesecniky zoskupia najprv
horizontalne a potom vertikalne. Kazd4d skupina je potom zarovnana podla strednej
hodnoty vertikdlnych alebo horizontalnych poloh pre horizontalne, respektive verti-
kalne zoskupenie. Nakoniec je dosiahnuté rekonstrukcia tabulky zakreslenim vertikal-
nych a horizontalnych ¢iar, ktoré spajaju vsetky pary priese¢nikov ciar.
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Obr. 3.3: Priesecniky ¢iar. Obrazok je prevzaty a upraveny z [10].

Medzi dalsie mozné pristupy pre detekciu tabuliek v obrazkovych dokumentoch patri
pouzitie modelu CascadeTabNet [34]. CascadeTabNet sluzi ako na detekciu tabulky,
tak aj na rozpoznanie Struktury tabulky. Pre obidve dlohy vyuziva jednu konvolu¢nt ne-
urénovu siet (Convolution Neural Network — CNN). Model CascadeTabNet dokaze deteko-
vat a rozpoznat tabulky vyuzivajuce ¢iary pre ohranicenie riadkov a stipcov a aj tabulky
bez ohranicenia — tabulky vyuzivajice medzery pre oddelenie riadkov a stipcov, avsak vy-
uzitie konvoluénej neurdnovej siete je iba pri tabulkich bez ohranicenia. V pripade tabuliek
bez ohranicenia sa odhadované bunky v tabulke usporiadaji na zaklade ich polohy. Na za-
klade odhadu buniek sa odhadnd riadky a stipce, vdaka ¢omu je mozné najst aj bunky,
ktoré neboli v prvotnom odhade najdené. Pre tabulky s ohranic¢enim je pre detekciu ¢iar
vyuzity tradi¢ny algoritmus pre detekciu ¢iar tabulky. Bunky st nasledne identifikované po-
mocou priese¢nikov Ciar. Nasledne je vyuzity dalsi algoritmus pre detekciu textovej oblasti
v samotnych bunkach.
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Kapitola 4

Rozpoznanie ruc¢ne pisaného textu

Po detekcii a rozpoznani tabulky prichddza na rad rozpoznanie obsahu tabulky. Pokial
je obsah tabulky tvoreny textom, pre jeho rozpoznanie sa vyuzivaji nastroje pre rozpozné-
vanie textu (Optical Character Recognition — OCR). OCR je prevod obrazu obsahujiiceho
textové znaky do digitdlnej editovatelnej textovej podoby pre dalSie spracovanie. Systém
OCR pre strojové automatické rozpoznanie textu je ako kombindcia o¢i a mozgu cloveka,
kedy o¢i vidia text na obrazku a mozog tento text spracovava [30].

Rozpoznavanie textu je v dnesnej dobe velmi rozsirené, avsak patri medzi najnaroc-
nejsie oblasti pri spracovani obrazu. OCR nesltzi len na rozpoznanie textového obsahu
v tabulkach, ale vyuziva sa v réznych oblastiach verifikacie dokumentov, tvorbe digitalnych
kniznic, spracovani postovych adries, Sekov, iradnych dokumentov, danovych formularov,
digitalizacii historickych dokumentov a podobne.

OCR je komplexnda oblast zahfnajica viac druhov rozpoznavania textovych znakov.
Hlavné delenie rozpoznavania znakov je podla typu textu na strojové a pisané rukou [27],
v pripade textu pisaného rukou dalej podla sposobu ziskania dat na on-line a off-line. Vo vse-
obecnosti je off-line rozpoznavanie znakov oproti on-line tazsie [33], nakolko vlastnosti zna-
kov pocas on-line rozpoznavania mézu byt ziskavané ako aj z trajektorie pera a rychlosti
pisania, tak aj z vysledného obrazku znaku. Pre off-line rozpoznavanie je k dispozicii len
vysledny obrazok znaku. Obecne sa on-line rozpoznavanie znakov vyuziva pre rucne pi-
sany text, zvycCajne pisany na digitaliza¢ny tablet. Naopak off-line rozpoznavanie znakov
je vyuzité ako pre ruéne pisany text, tak aj pre strojovy (tlaceny) text [36].

Pre delenie strojového a ruc¢ne pisaného textu je rozpoznavanie rucne pisaného textu
zlozitejSie, nakolko v rucéne pisanom texte nie si ziadne pravidld na styl pisania, kazdy
¢lovek mé iny tvar, sklon, styl aj velkost pisma [22].

Praca sa dalej bude zameriavat na off-line rozpoznavanie ru¢ne pisaného textu, nakolko
cielom bakaldrskej prace je vytvorenie systému, ktorého sticastou je prepis rucéne pisaného
textu z obrazkov.

4.1 Rozpoznavanie rucne pisaného textu

Proces rozpoznavania textu prebieha vo viacerych fazach, a to predspracovanie, segmenta-
cia, extrakcia vlastnosti, klasifikicia a nasledné spracovanie / rozpoznanie [22]. Nasledujici
popis procesu rozpoznavania textu bude vychadzat z ¢lankov [22] a [27]. Obrazok 4.1 ukazuje
cely proces rozpoznavania rucne pisaného textu v dokumente. Neurénova siet pre rozpozna-
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Obr. 4.1: Hlavné fazy procesu rozpoznavania ruc¢ne pisaného textu. Obrazok je prevzaty
z [27].

vanie ru¢ne pisaného textu v mojom systéme nevyuziva vSetky nizsie popisané kroky, avsak
pre uplnost informécii a ilustraciu mozného rieSenia st v praci stru¢ne uvedené.

Nultym krokom pri rozpoznavani rucne pisaného textu je ziskanie obrazku obsahujiceho
znaky alebo text, ktory ma byt rozpoznany. NajcastejSie sa na to vyuzivaju digitdlne ske-
novanie zariadenia, ktorych vystup je priamo vlozeny do systému pre rozpoznavanie rucne
pisaného textu. Takto ziskany obrazok je potrebné upravit, aby bolo mozné znaky bez chyb
rozpoznat. To sa vykonava vo fiaze predspracovania.

Predspracovanie

Faza predspracovania zahina sériu operacii sliziacich na zlepsenie obrazka, ¢o zarucuje
lepsiu segmentaciu a rozpoznédvanie znakov a textu. Medzi hlavné kroky predspracovania
patria:

e Odstranenie Sumu
Sum najcastejsie vznik4 pri zachytévani obrazu skenovacimi zariadeniami alebo na-
slednej kompresie obrazu pri prenose obrazu do pocitaca. Zvycajne sa jedna o diery
a medzery v riadkov a Ciarach, spojené znaky, periodicky Sum a podobne. Na od-
stranenie sa vyuzivaju filtre [43] a morfologické operacie [37]. Najpouzivanej$imi mor-
fologickymi operaciami su dilaticia a erézia. Erdzia objekt zmensi a medzery medzi
objektami zvacsi. VSetky body objektu, ktoré sa dotykajui pozadia, sa zmenia na po-
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zadie. Naopak, dilatacia objekt zvic¢suje, pridava body okolo hran objektu. Kazdy
bod, ktory sa dotyka bodov objektu, sa zmeni na bod objektu. Dalsimi vyuzivanymi
morfologickymi operdciami si otvorenie a zatvorenie.

e Normalizacia
Normalizéacia je proces odstranenia informécii, ktoré priamo nestvisia s textom. Do to-
hoto procesu zvyc¢ajne patri Cistenie obrazu, korekcia zosikmenia a pripadne detekcia
¢iar a normalizdcia velkosti znakov [9], aby mali rozpoznavané znaky textu rovnaku
velkost. Korekcia zosikmenia slizi na zarovnanie papiera dokumentu so suradnicovym
systémom skeneru, v skratke zarovnat dokument do roviny. Na to sa vyuzivaja rozne
techniky, jednou z nich je napriklad Houghova transformécia [22].

¢ Kompresia
Kompresia zahina dve délezité techniky, a to prahovanie (thresholding) alebo bina-
rizacia [42] a riedenie (thinning) [23]. Binarizacia sa vyuziva na prevod farebného
alebo sedoténového obrazku na binarny obrazok, vdaka comu je spracovanie obriazku
zrychlené. Riedenie extrahuje informécie o tvaroch znakov.

Segmentacia

Dalsim dolezitym krokom v kazdom systéme pre rozpoznivanie textu, ktory ovplyviiuje
uspesnost samotného rozpoznivania, je segmentacia. Slizi na oddelenie textu od zvysnej
casti dokumentu, ako s tabulky, grafy, obrazky, riadky a podobne. Segmentéacia je dolezita
hlavne vtedy, ked dochadza k prekrytiu alebo dotyku textu s inymi objektami, ¢o je v pri-
pade rozpoznavania rucne pisaného textu bezné. Vystupom uspesnej segmentacie je obrazok
obsahujtci iba pozadovany text. Segmentacia moze byt externd a interna [26, 29]. Externa
segmentacia sa zameriava na oddelenie jednotlivych odsekov, viet alebo slov. Interna seg-
mentacia predstavuje rozlozenie znakov na podobrazy — casti znakov. Niektoré systémy
vyuzivaju segmentaciu znakov, a to pre ziskanie jednotlivych znakov zo slov. Pre dosiahnu-
tie vysSej presnosti pri rozpoznavani rucéne pisanych znakov sa vSetky znaky normalizuju
na rovnaku velkost. Pre to je mozné vyuzit algoritmy na néjdenie, zoskupenie a rozdele-
nie oblasti [7], alebo sa vyuzije algoritmus heuristickej segmentdcie [15]. Dalsie pristupy
k segmentécii znakov je mozné ndjst v [35].

Extrakcia vlastnosti

Extrakcia vlastnosti sltzi na najdenie parametrov, ktoré presne a jednoznacne definuju tvar
znaku. Met6dy extrakeie vlastnosti [6] sa rozdeluji na tri skupiny, a to Statistické vlastnosti,
globalna transformécia a rozsirovanie skupin (global transformation and series expansion)
a geometrické a topologické vlastnosti. Prva metoda ilustruje obraz ako statistické rozdelenie
bodov. Druhé metéda vyuziva rézne techniky, ako napriklad Fourierova transformaécia alebo
Gaborova transformécia. Poslednd metéda vyuziva konstrukéné prvky, napriklad slucky
a krivky a vyuzivaju sa spolu s fuzzy logikou na rozpoznavanie znakov [25]. Dali prehlad
met6d na extrakciu vlastnosti je mozné ndjst v [6, 19].

Klasifikacia

7 historického hladiska, proces klasifikacie slizi na priradenie kazdého znaku do spravnej
triedy znakov, ide o takzvanu fazu rozhodovania. Pri vyssSej kvalite extrahovanych vlastnosti
z predoslého kroku je klasifikicia tspesnejSia. Pre ru¢ne pisany text existuje viac pristupov
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[21], ktoré sa delia na klasické techniky a techniky Soft Computing. Klasické techniky za-
hinajua template matching, Statistické techniky a strukturalne techniky. Pod techniky Soft
Computing spada vyuzitie neurénovych sieti, techniky fuzzy logiky a techniky vypoctov
pomocou evolucnych algoritmov.

Jednou z technik Soft Computing je vyuzitie systému od autorov H. C. Fu a spol. [18]
pre rozpoznavane rukopisu zaloZeného na neurénovej sieti. Tento systém poskytuje pred-
beznu klasifikdciu, rozpoznavanie znakov a prispésobenie systému podla osobnych potrieb.
Hlavné rozpoznavacie moduly systému su realizované pomocou samorasticich neurénovych
sieti zaloZenych na pravdepodobnostnych rozhodnutiach (self-growing probabilistic decision
based neural networks — SPDNNs). Neurénova siet pouziva jednu podsiet pre jeden ob-
jekt (znak), vdaka ¢omu je schopnd lokélne a presne priblizit rozhodovaciu oblast kazdej
triedy. Tato vlastnost je ziadand hlavne v oblasti rozpoznavania osobného rukopisu alebo
identifikacie podpisu. SPDNN ma taktiez vlastnosti ako nizka miera nespravneho prijatia
a nespravneho odmietnutia.

Dalsou moznostou je vyuzitie pristupu s ndzvom metéda boxu pre extrakciu funkeif
pre rozpoznavanie ruc¢ne pisanych znakov [16]. V tejto metdde je bindrny obraz kazdého
znaku rozdeleny na fixny pocet podobrazov nazyvanych boxy. Pre rozpoznanie znakov je na-
sledne vyuzita neurénova siet alebo fuzzy logika.

Alex Graves a spol. [13] navrhli pristup s vyuzitim rekurentnej neurénovej siete Specidlne
navrhnutej pre tlohy sekvenéného znacenia, v ktorych je problém so segmentédciou dat.

4.2 Existujtce riesenie pre rozpoznavanie znakov

V dnesnej dobe existuje velké mnozstvo OCR softvérov, no len mélo z nich je zadarmo
a s verejnymi zdrojovymi kodmi.

Tesseract[41] je jednym z open-source softvérov pre rozpoznévanie znakov. Bol vyvinuty
spolo¢nostou HP a od roku 2005 je k dispozicii ako open source'. Aktuélne je Tesseract vyvi-
jany a udrzovany spolo¢nostou Google, pricom poskytuje podporu pre rozne jazyky. Proces
rozpoznavania textu systémom Tesseract prebieha v niekolkych krokoch podla architektiary
zobrazenej na obrazku 4.2. Pre ziskanie bindrneho obrazku zo vstupného ¢iernobielo alebo
farebného obrazku obsahujiceho text je vyuzité adaptivne prahovanie [38]. Aktudlna verzia
Tesseractu vyuziva neurénovu siet LSTM a metédu adaptivnej klasifikdcie [41]. V tomto
pripade je rozpoznavanie textu vykonavané v dvoch fazach. V prvom priechode je snaha
o rozpoznanie kazdého slova z textu. Kazdé slovo, pri ktorom je kvalita rozpoznania dostacu-
juca, je predané adaptivnemu klasifikdtoru ako trénovacie data. Ten v druhej fize rozpozna
text s vyssou presnostou, nakolko v prvej faze obdrzal niektoré slova ako trénovacie data.

4.3 Neurdnova siet pre rozpoznavanie slov

V oblasti rozpoznavania rucne pisaného textu je ¢astou a dolezitou c¢astou rozpoznédvanie
rucne pisaného textu vo vetach. Je vela systémov pre rozpoznavanie ru¢ne pisanych znakov
alebo slov s rovnakou diikou, avsSak tieto pristupy nie je mozné s vysokou uspeSnostou
vyuzit pre slova s roznou dizkou, pripadne celé vety. Hlavngmi dovodmi je to, ze slovo ako
objekt mo6ze byt zlozené z variabilného poc¢tu znakov — pismen a slovo nemoéze byt oznacené

!Open source OCR softvér Tesseract dostupny na https://github.com/tesseract-ocr/
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Obr. 4.2: Hlavné fazy procesu rozpoznavania rucne pisaného textu v systéme Tesseract.
Obrazok je prevzaty z [27].

stitkom a zaradené do konkrétnej triedy, nakolko len pri anglickom jazyku sa odhaduje,
ze obsahuje okolo 450 000 slov.

Na zéklade toho vznikol model vyuzivajici konvoluéni rekurentnii neurénovi siet (Con-
volutional Recurrent Neural Network — CRNN) [39], ¢o je kombinécia hlbokych konvolué-
nych neurénovych sieti (Deep Convolutional Neural Networks — DCNN) a rekurentnych
neurénovych sieti (Recurrent Neural Networks — RNN). Vyhodami je to, ze mo6ze byt tréno-
vany priamo celymi slovami bez detailnejsej anotacie znakov. Taktiez ma rovnaké vlastnosti
ucenia ako DCNN bez potreby ruéne vkladanych vlastnosti alebo kroku predspracovania
priamo z obrazkovych dat. Ma rovnakt vlastnost ako RNN, a to schopnost vytvorenia
sekvencie Stitkov. Nie je obmedzena dizka sekvencnych objektov — slov, vyzaduje sa iba
rovnaka vyska vstupnych obrazkov vo faze trénovania a testovania. Dosahuje porovnatelné
alebo dokonca lepsie vysledky v rozpoznani slov ako aktualne vyuzivané algoritmy a sys-
témy. CRNN nie je primarne urcend pre rozpoznavanie ruc¢ne pisaného textu, avsak jej
architekttra je natolko robustnd, Ze ju na tito ucel je mozné natrénovat a pouzit s velmi
dobrymi vysledkami.

Architektura siete CRNN

Architektura siete [39] pozostdva z troch casti, a to konvoluénych vrstiev, rekurentnych
vrstiev a transkripénej vrstvy (transcription layer). CRNN na zaciatku za pouzitia kon-
voluénych vrstiev extrahuje vlastnosti zo vstupného obrazku. Po konvolu¢nych vrstvach
su rekurentné vrstvy, ktoré vytvaraju predikcie pre kazda skupinu vlastnosti. Posledna
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vrstva v CRNN — transkripénda vrstva — previdza predikcie jednotlivych ramcov na finalnu
sekvenciu znakov — slov. Siet je trénovand s vyuzitim stochastic gradient descent (SGD),
kde gradienty st pocitané za pomoci algoritmu spéatnej projekcie.

Extrakcia vlastnosti

V CRNN s konvoluéné vrstvy vytvorené spojenim konvoluénych a maz-pooling vrstiev
z CNN modelov. Tieto vrstvy sa vyuzivaji na extrakciu vlastnosti zo vstupného obrazku.
Je potrebné, aby vstupné obrazky boli pred vstupom do konvoluénych vrstiev normalizo-
vané na rovnaku vysku. Konvolu¢né vrstvy néasledne extrahuju vlastnosti — popisné vektory
zo vstupného obrazka, ktoré dalej sluzia ako vstup pre rekurentné vrstvy. Vysledkom ex-
trakcie vlastnosti je sekvencia vlastnosti popisujicich vstupny obrazkov.

Predikcia vlastnosti

Pre vytvorenie rekurentnych vrstiev sa vyuziva hlboka obojsmerna rekurentna neurénova
siet. Rekurentné vrstvy zabezpecuju predikciu pre kazdy stipec z predoslych vrstiev. Viho-
dou je, ze RNN ma schopnost zachytavat informéacie v rameci sekvencie znakov, ¢o je v ramci
rozpoznavania z obrazkov presnejsie oproti ziskavaniu informéacii z kazdého znaku samos-
tatne. DalSou vyhodou je to, ze RNN je schopna pracovat so sekvenciami znakov Iubovolnej
dizky.

Beznd RNN vsak trpi na problém miznticeho gradientu ( Vanishing gradient problem)
[2], ¢o znizuje rozsah kontextu, ktory si RNN pamétd a to zatazuje proces trénovania. Preto
je v konkrétnej CRNN vyuzitd RNN typu Long Short-Term Memory [17] (LSTM), ktora
postupnym spracovanim sekvencie znakov modifikuje internt pamaét.

LSTM sa sklada z paméitovej bunky a troch ,,bran®, konkrétne vstupna brana, vystupna
brana a brana ,,zabudnutia“, kde pamétova bunka uklada predoslé kontexty rozpoznavania
a vstupnd a vystupné brana umoznuja, aby tento kontext pamétova bunka ulozila na dlhsiu
dobu. Pre vymazanie paméte v pamétovej bunke slizi brana ,zabudnutia®

Nakolko je LSTM jednosmernd a pouziva iba predoslé kontexty, st pouzité dve, navza-
jom opacne otocené LSTM pre vytvorenie obojsmernej LSTM. Zaroven je mozné spojit viac
obojsmernych LSTM a tak vytvorit hlboké obojsmerné LSTM [14] pre dosiahnutie vyssej
urovne abstrakcie a znac¢ného zlepSenia pri rozpoznavani rec¢i. Popisovanda CRNN vyuziva
dve obojsmerné LSTM, pricom kazda z nich obsahuje 256 pamétovych buniek.

Transkripcia znakov

Transkripcia je proces zmeny predikcie jednotlivych rdmcov z RNN na sekvenciu oznaceni.
Transkripcia sa deli na dve skupiny, a to na transkripciu bez slovniku, kde sa predikcie vy-
tvarané bez slovniku a transkripciu so slovnikom, kde st predikcie tvorené vyberom sekven-
cie oznaceni, ktord ma najvyssiu pravdepodobnost. Slovnik je skupina oznaceni, na ktoré
je obmedzena predikcia, nieco ako slovnik kontroly pravopisu. V bezslovnikovom rezime
je najvyssia pravdepodobnost uréena predikciou siete. Popisovana CRNN vyuziva kombi-
naciu oboch pristupov — slovnikovy aj bezslovnikovy.
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Kapitola 5
Navrh riesenia

Tato kapitola popisuje navrh rieSenia systému pre automaticky prepis dodacich listov. Ve-
nuje sa postupu riesenia, ivaham o rieSeni a dévody k vytvoreniu findlneho riesenia. Cela
architektira systému je zobrazena na obrazku 5.1.

Navrhnuty systém pre automaticky prepis dodacich listov ako vstup ocakava obrézok
dodacieho listu vo forméte JPG alebo PDF ziskany z digitdlneho skeneru. Dalej je sys-
tém rozdeleny na dve hlavné fazy. Prvou hlavnou fazou je detekcia a spracovanie tabuliek
v dodacich listoch. V tejto faze prejde obrazok krokom predspracovania, v ktorom je vy-
konand korekcia zosikmenia, orezanie okrajov a z obrazku sa odstrani pozadie. Nasledne
sa v obrazku dodacieho listu deteguju ¢iary tabulky a pomocou nich sa najdu pozadované
boxy oznacujuce bunky tabulky. Nasleduje vyrezanie buniek z p6vodného obrazku. Vyrezy
sa ulozia a v pripade potreby sa dalej upravuji, nakolko niektoré vyrezy buniek obsahuja
textovy nézov tovaru a jeho registracné ¢islo. V tom pripade sa textovy nazov tovaru z vy-
rezu bunky odreze. Vystupom tejto fazy st obrazky vyrezov bumiek len s registra¢nym
¢islom tovaru alebo jeho mnozstvom. To znamena, ze z kazdého vyplneného riadku tabulky
su v idedlnom pripade vyrezané a ulozené dva obrazky obsahujice ¢iselné hodnoty.

Tieto obrazky buniek dalej sluzia ako vstup pre druhi hlavni fazu systému — rozpozné-
vanie a prepis textu. V tejto faze si obrazky vlozené do CRNN [39], ktora zabezpecuje pre-
pis numerickych a matematickych znakov do textovej podoby — v  ASCII kédovani. Vsetky
vyrezy su spracované v jednom behu programu a nasledne st zapisané do textového doku-
mentu v poradi, v ktorom sa nachidzali na pévodnom dodacom liste. Textovy dokument
sa nasledne vyuzije pre vlozenie obsahu dodacieho listu do informacného systému prevadzky
Remeslo Stavmat, s.r.o.

5.1 Detekcia a spracovanie tabuliek dodacich listov

Prvym krokom celého systému je ziskanie obrazku dodacieho listu vo formate JPG. Do sys-
tému je vSak mozné vlozit aj sibor vo formate PDF obsahujici jeden alebo viac obrazkov
dodacich listov na samostatnych stranach. Takyto PDF stbor je nasledne konvertovany
na JPG obrazok z kazdej stranky PDF siboru. Po ziskani JPG obrazku dodacieho listu
je potrebné uz len detekovat tabulku a vyrezat pozadované bunky. To vSak nie je vzdy jed-
noduché a jednoznac¢né, nakolko obrazok dodacieho listu zo skeneru zvéc¢sa obsahuje rézne
problémy zhorsujtuce kvalitu samotnej detekcie tabulky a nasledne aj rozpoznania textu
v tabulke. Z toho d6évodu je pred samotnou detekciou krok predspracovania, ktory kvalitu
obrazu vylepsi a detekcia tabulky a rozpoznania textu bude presnejsia. Cely proces vo faze
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Obr. 5.1: Architektira systému pre automaticky prepis dodacich listov. (a) Vstupny ob-
razok naskenovaného dodacieho listu. (b) Féza detekcie a spracovania tabuliek. (¢) Féza
rozpoznavania a prepisu ruc¢ne pisaného textu. (d) Vystupny obsah dodacieho listu uloZeny
v textovom dokumente.

detekcie a spracovania tabuliek dodacich listov je na obrazku 5.2. Dalej budd jednotlivé
kroky podrobnejsie popisané.

Predspracovanie obrazu

Ako uz bolo spomenuté v kapitole 3, prvou ¢astou pri detekcii tabuliek v obrazkovych do-
kumentoch je predspracovanie obrazu. Vo vstupnom obrazku dodacieho listu je na zaciatku
nutné detegovat a odstranif zosikmenie, preto je na obrazok aplikovany proces korekcie
zosikmenia. V pripade pouzitia skeneru k velkému zosikmeniu nedochidza, ale v urc¢itych
pripadoch aj mensie zosikmenie mdze sposobit chybu pri detekcii ¢iar tabuliek. Pre detek-
ciu a korekciu zosikmenia sa v obrazku deteguje najvacsi box — najcastejsie hlavna tabulka
dodacieho listu. Zo sturadnic rohovych bodov sa vypocita uhol zoSikmenia. Nasledne sa po-
mocou ziskanych bodov a vypocitaného uhlu zosikmenia obrazok otodi tak, aby bol uhol
zosikmenia nulovy — zosikmenie z obrazku je odstranené alebo minimalizované.

Zaroven su v tomto kroku odstranené neziadice okraje nepatriace k dodaciemu listu
vznikajuce vacsou skenovacou plochou skenera oproti skenovanému papieru dodacieho listu,
ako aj informacie, ktoré pre rozpoznavanie obsahu dodacieho listu nie st potrebné. Pre to
su opétovne vyuzité suradnice ziskané pri detekcii zoSikmenia — siradnice hlavnej tabulky
dodacieho listu. Obrazok sa podla tychto siradnic oreze a v obrazku ostane len hlavna
tabulka, pozri 5.2 (b).

7 takto orezaného obrazka sa ziskaju rozmery, ktoré slizia na vypocet hodnoty, podla
ktorej sa uré¢i, ¢i ide o dodaci list typu A4 (2.1 (a)) alebo dodaci list typu A5 (2.1 (b)).
Na to je vyuzity fakt, ze druhy typ dodacieho listu ma pomer §irka / vyska vicsi ako
prvy typ dodacieho listu.
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Obr. 5.2: Architektara casti systému, ktord vykondva fazu detekcie a spracovania tabu-
liek dodacich listov. Faza je rozdelena na tri casti — predspracovanie obrazu, detekcia ¢iar
tabulky a detekcia buniek tabulky. (a) Proces korekcie zosikmenia. (b) Odstranenie preby-
to¢nych okrajov. (c) Vy¢istenie pozadia od Smih a inych neziadicich objektov. (d) Prevod
obrazku do bindrnej podoby. (e) Aplikdcia morfologickych operacii pre zvysenie kvality ¢iar
tabulky. (f) Detekcia ¢iar tabulky. (g) Vydcistenie obrazku od textu. (h) Detekcia a vyrez
buniek s pozadovanymi datami.
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Poslednym krokom je vycistenie pozadia, nakolko dodacie listy ¢asto obsahuji Smuhy,
zasednutie obrazu a iné rusivé prvky. Vydcistenie pozadia prebieha tak, Ze sa nastavi RGB
hodnota a pokial ma pixel RGB hodnotu vyssiu ako je predom nastavend hodnota, jeho
farba sa zmeni na bielu. To sa opakuje pre vSetky pixle v obrazku. Vystupny obrazok tak
obsahuje zarovnant hlavnta tabulku dodacieho listu, zvysné objekty mimo nej a okraje
su odrezané, pozadie tabulky je biele a farba ostatnych objektov ostiava nezmenena.

Detekcia ciar tabulky

Dalsfm, nie ¢asto vyuzivanym, krokom je pouzitie segmentécie obrazu na zaklade farby [28].
Segmentacia obrazu na zdklade farby je vyuzitd pre zvyraznenie ¢iar tabuliek s vyuzitim
farebného histogramu. Pre kazdy druh dodacieho listu ziskam jeden farebny histogram.
Tento histogram sa pocita zo vSetkych bodov ¢iar, a to pre tabulky vsetkych vybranych
obrazkov dodacich listov konkrétneho druhu.

Po pouziti segmentacie obrazu na zaklade farby je s vyuzitim prahovania obrazok pre-
vedeny do bindrnej podoby, aby sa odstranilo pozadie obrazku a zvyraznili ¢iary tabulky
a text. Nasledne vyuzijem morfologické operacie z dovodu, Ze pocas skenovania, Cistenia
pozadia, segmentdcie obrazu, prevodu obrazku do bindrnej podoby alebo chybou pri tlaci
dodacich listov mohlo dojst k medzeram v ¢iarach tabuliek, ¢o je velmi neziadice. Mor-
fologické operacie objekty v obrdzku upravia (rozsiria) do takej podoby, aby boli chyby
pri procese detekcie Ciar uplne odstranené alebo aspon minimalizované. Vystupom tychto
krokov je binarny obrazok obsahujuici biele ¢iary tabulky, biely text a ¢ierne pozadie.

Na tento obrazok je nasledne aplikovand metéda pre identifikdciu ¢iar tabuliek, ktora
ndjde tsecky splitajice urcité podmienky. Pre identifikdciu ¢iar tabuliek sd k dispozicii dve
metédy. Standardna Houghova transformécia je navrhnuté pre detekciu priamok, ¢o v pri-
pade detekcie tabuliek nie je vzdy vhodné. Preto je vyuzitd druhd metéda — probabilisticka
Houghova transformécia, ktora sa od standardnej varianty 1{Si tym, Ze naviac zistuje hranice
najdenych c¢iar. Nedetekuje teda priamky, ale ohranic¢ené uisecky. Z tychto tisecCiek su ziskané
ich sdradnice a na zaklade siradnic st zakreslené ¢iary prekryvajice povodné ciary tabulky
na obrazku. Po tomto kroku je mozné z obrazku ,,vycistit* — nastavit farbu pixlov na bielu —
vSetko okrem ¢iar zakreslenych na siradniciach ziskanych z pouzitej metédy. Tento postup
je zvoleny hlavne preto, ze vysledkom je biely obrazok obsahujuci len farebne rozlisené ¢iary
tabulky, pozri 5.2 (g). Na takyto obrazok sa aplikuje prahovanie a ziska sa bindrny obréazok
obsahujuci len pixle ciar.

Detekcia buniek tabulky

Poslednym krokom pri spracovani tabuliek je detekcia a ,,vyrezanie“ buniek obsahujtcich
pozadované data, a to konkrétne bunky s registracnym ¢islom tovaru a jeho mnozstvom.

V tabulke sa deteguju vsetky bunky, a to tym spdsobom, ze v bindrnom obrazku z pre-
doslého kroku sa vyhladaju vsSetky kontury a na zdklade ich siradnic sa vytvoria boxy
— objekty tvorené Styrmi spojenymi Ciarami — a z tychto boxov sa ziskaji suradnice ich
rohovych bodov. V pripade, Ze tieto boxy spliiaji predom urfené rozmery a umiestnenie
v tabulke zodpovedajice pozadovanym bunkam, siradnice Tavého horného a pravého dol-
ného rohového bodu sa ulozia pre dalsie spracovanie. Nasledne sa vytvoria dvojice ,,boxov*
obsahujtcich bunku registracného ¢isla a bunku mnozstva. Nakolko sa stale pracuje so si-
radnicami, pre vytvorenie dvojic sa pouzivaju siradnice na y-ovej osi.

Jeden druh dodacich listov vSak vyuziva jednu bunku pre zapis ndzvu tovaru a zaroven
aj registracného d¢isla tovaru. V tom pripade sa vyrezy buniek este dalej spracovavaju,
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kedy je pocas toho z vyrezu bunky ndzov tovaru odstraneny a vo vyreze je ponechané
len registracné ¢islo. Tento proces spociva v tom, ze v bunke st pomocou morfologickych
operacii rozsirené pixle textu tak, aby nazov tovaru tvoril jeden objekt a registracné ¢islo
tovaru tvorilo druhy objekt. Nasledne sa uz len ziskaja siradnice tychto objektov a obrazok
bunky sa oreze podla toho objektu, ktory méa x-ovi stiradnicu lavého horného rohového bodu
vacsiu, nakolko nazov tovaru sa do bunky pise vlavo, registracné ¢islo vpravo — v obrazku
bunky je tak ponechané len registracné ¢islo. Finalnym krokom je uz len ,,vyrezanie* buniek
z tabulky a ich ulozenie ako samostatné obrazky.

Vystupom tohoto kroku sl obrazky — vyrezy buniek s registracnym ¢islom tovaru alebo
mnozstvom tovaru. Tieto vyrezy buniek sa dalej vyuziju v druhej hlavnej faze systému.

5.2 Rozpoznavanie a prepis rucne pisaného textu

Druha faza systému ako vstup vyuziva obrazky buniek z vystupu predoslej fazy. Na zaciatku
je potrebné normalizovat rozmery obrazkov. Normalizacia velkosti obrazku bunky funguje
na principe, Ze sa najprv vypocita pomer r medzi pozadovanou vyskou a skuto¢nou vyskou.
Nasledne sa vypocita nova sirka ako stcin r a skutoénej sirky obrazku bunky. Nakolko vsak
nie st vSetky vyrezy rovnako Siroké, tak je po tejto zmene velkosti obrazku este obrazok
rozsireny bielym okrajom na lava aj pravi stranu. Po tomto kroku maju vsetky obrazky
buniek rovnaku — normalizovanti — vysku a sirku, pricom pocas tejto normalizacie nedojde
k deformacii textu v obrazku.

Nasledne sa tieto obrazky pouziju pre vstup do neurdnovej siete, ktora zabezpedi roz-
poznanie a prepis textu z obrazkov do digitdlnej podoby. Vsetky obrazky — vyrezy buniek
z jedného dodacieho listu st spracované v jednom behu neurénovej siete, aby bol Cas roz-
pozndvania ¢o najkratsi. Pre ticely rozpozndvania numerickych znakov (0 az 9), desatinnej
¢larky a znaku ,,+“ je vyuzitd CRNN [39], ktord bola podrobnejsie popisana v 4.3. Popis
datovej sady pre trénovanie neurénovej siete je uvedeny v nasledujicej podsekcii.

Vystupy neurénovej siete pre kazdy obrazok (retazce obsahujice prepis textu z obrazka)
st postupne vkladané do textového dokumentu vo formate registraéné &islo,mnoZstvo.
Po skonceni behu neurénovej siete — prepisu vsetkych obrazkov vyrezanych buniek — je ob-
sah textového dokumentu dalej upraveny. V pripade, ze nie je rozpoznané registracné ¢islo
alebo mnozstvo a tak netvoria platnd dvojicu ¢isiel, je tento riadok z textového dokumentu
odstraneny. Systém o odstraneni riadku uzivatela neinformuje, avsak pri findlnej kontrole
je v pripade odstranenia riadku, ktory mal byt sucasfou prepisu, tento fakt zisteny uziva-
telom a riadok tak mdéze ruéne doplnit.

Ak prepisand hodnota obsahuje znak ,+“ (Znak ,+“ sa vyuziva pri hodnote mnoz-
stva, napriklad 4+2,5, iné matematické znacky sa v dodacich listoch nevyuzivaji.), je tato
hodnota dalej spracovana ako matematicky vyraz a vo vystupnom textovom dokumente
sa na jeho mieste nachadza jeho vysledok. Vo findlnom kroku sa cely spracovany obsah
vlozi do textového dokumentu vydaj.txt, ¢o je zaroven aj vystupom navrhnutého riesenia
systému.

Datova sada pre trénovanie a testovanie neurénovej siete

Pre ucely trénovania a testovania neurénovej siete [39] som zvolil vytvorenie vlastnej datovej
sady, a to z dovodu, ze mam k dispozicii va¢sie mnozstvo fyzickych dodacich listov a dodacie
listy v prevadzke Remeslo Stavmat, s.r.o. st vypliiané len piatimi osobami, preto nie je
potrebné trénovaf siet na verejne dostupnych datovych sadach so stovkami tisic obrazkov.
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Obrazky pre datovi sadu s ziskavané uz popisanym systémom, priebeh ziskania obraz-
kov pre datova sadu je rovnaky ako priebeh spracovania obriazku dodacieho listu. Obrazky
v datovej sade obsahuju jeden az osem znakov, konkrétne ¢iselné znaky 0 az 9, znak desa-
tinnej Ciarky a znak ,,+“ Rozmery obrazkov st vyssie uvedenym sposobom normalizované
na Sirku 192 pixlov a vysku 32 pixlov. Datova sada obsahuje 8 891 obrazkov — vyrezov bu-
niek, pricom su rozdelené na trénovanie, testovanie a validaciu v pomere 80:10:10. Kazdy
obrazok je oznacCeny anotaciou — prepisom obsahu obrazka. Vsetky obrazky v datovej sade
som anotoval rucne. Détova sada je vytvorend podla ddtovej sady MJSynth [20], na ktort
je optimalizovand mnou pouzitd neurénova siet. To znamend, ze je vytvorenych niekolko
textovych dokumentov a priec¢inok obsahujtci vsetky obrazky — vyrezy buniek. Textovy
dokument imlist.txt obsahuje ndzvy obrizkov, lexicon.txt obsahuje vSetky anotované
hodnoty z obrazkov. Najdolezitejsi textovy dokument annotation.txt obsahuje nazov ob-
razku a poziciu anotovanej hodnoty v dokumente lexicon.txt. Tri posledné textové doku-
menty annotation_train.txt, annotation_test.txt a annotation_val.txt obsahuja
nahodné hodnoty z annotation.txt, na zaklade ktorych sa nasledne urcuje, ktoré obrazky
budu sliazit na trénovanie, ktoré na testovanie a ktoré na validaciu neurénovej siete.

Nasledne som vyuzil nastroj write_tfrecords z GIT repozitara, ktory z datovej sady
vytvori tensorflow zdznamy (tensorflow records). Tie st nasledne vyuzité neurénovou sietou.
Neurénova siet je natrénovand na 50 000 priechodoch (epochs), miera ucenia (learning rate)
je 0,01. Presnost rozpozndvania samostatnych znakov je 95 % a celych sekvencii znakov
92 %.
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Kapitola 6

Implementacia

Tato kapitola sa zameriava na popis implementacie systému pre automaticky prepis doda-
cich listov, ktorého navrh bol popisany v kapitole 5.

6.1 Pouzité nastroje

Systém a jeho pomocné skripty si implementované v programovacom jazyku Python'
vo verzii 3.7. VAcSina algoritmov pre spracovanie obrazu je implementovanych za pouzi-
tia kniznice OpenCV?, ktord sa zameriava na pocitacové videnie a spracovanie obrazu.
Pre pracu s vektormi, maticami a viacrozmernymi polami je v implementacii systému vy-
uzitd kniznica NumPy?.

Pre rozpoznéavanie ruc¢ne pisaného textu je vyuzita konvolu¢énd rekurentnd neurénova siet
[39], konkrétne implementacia v jazyku Python za pouzitia softvéru TensorFlow dostupnd
v podobe GIT repozitara®.

Implementécia systému prebiehala na OS Windows 10 za pouzitia softvéru Anaconda’,
a to az do doby implementacie neurénovej siete, kedy sa mi nepodarilo nainstalovat vsetky
potrebné baliky softvéru TensorFlow a preto bola implementacia presunuta na OS Linux
Ubuntu, kde bol vysledny systém aj testovany.

6.2 Implementacia systému pre automaticky prepis dodacich
listov

V nasledujicej casti tejto kapitoly budi stru¢ne uvedené zaujimavé a dolezité casti im-
plementéacie systému. Viac podrobnosti o jednotlivych funkcidch v implementécii je mozné
najst v komentaroch zdrojovych kédov.

V pripade, Ze je vstupny subor vo formate PDF a obsahuje jeden alebo viac obrazkov
dodacich listov, je sibor na zaciatku spracovany a obrazky z tohoto siboru st konvertované
do formatu JPG. Pre to je vyuzitd funkcia convert_from_path() z kniznice pdf2image.
Tieto obrazky st nasledne ulozené do docCasného priecinka pre dalsie spracovanie. Vac-

"https://www.python.org/

https://opencv.org/

Shttps://numpy.org/

4Implementdcia konvolu¢nej rekurentnej neurénovej siete podla [39] dostupna pod MIT licenciou na
odkaze https://github.com/MaybeShewill-CV/CRNN_Tensorflow.

Shttps://www.anaconda.com/
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Sina vytvorenych skriptov pri spusteni vyuziva vstupné argumenty, ktoré su spracované
funkciami kniZnice argparse.

Nakolko je fungovanie systému komplexnejSie a je obsiahnuté vo viacerych dalej po-
pisanych skriptoch, vSetky hlavné skripty st spustané pomocou jedného hlavného skriptu
delivery_note_recognition.py, ktory v pripade potreby zabezpeci konverziu PDF si-
boru na JPG obrazky, nasledné spracovanie obrazku a vyrez buniek, normaliziciu velkosti
buniek a aj findlny prepis textu do digitalnej podoby. To znamena, ze cely navrhnuty systém
je mozné spustit pomocou tohoto skriptu, ktory ako potrebny vstupny parameter vyzaduje
len vstupny subor.

Detekcia a spracovanie tabuliek

Proces detekcie a spracovania tabuliek je obsiahnuty v skripte table_recognition.py.
Ako bolo napisané v navrhu riesenia, faza detekcie a spracovania tabuliek za¢ina procesom
predspracovania. Tento proces zacina vo funkcii skew_corr_and_noisy_bg_rem(), ktorej
vstupny parameter je vstupny obrazok dodacieho listu. Funkcia s vyuzitim vstavanych fun-
kcii z kniznice OpenCV zabezpecuje detekciu zosikmenia podla popisu z predoslej kapitoly
a nasledne aj jeho odstranenie s vyuzitim funkcif getRotationMatrix2D () a warpAffine().
Sturadnice ziskané pre tieto dve funkcie st zaroven vyuzité pre odstranenie okrajov tabulky
dodacieho listu, ktoré nie si pre proces detekcie tabuliek dolezité. Na to je vyuzita fun-
kcia getRectSubPix (). Na konci funkcie je z rozmerov vyrovnaného obrazka bez okrajov
zisteny typ dodacieho listu, nakolko v previadzke Remeslo Stavmat, s.r.o. pracuji s dvomi
typmi dodacich listov — dodaci list vo formate A4 (pozri 2.1 (a)) a dodaci list vo formate
A5 (pozri 2.1 (b)). Vystupom tejto funkcie je uz spomenuty vyrovnany obrazok tabulky
s orezanymi okrajmi a typ dodacieho listu. Proces predspracovania pokracuje vo funkcii
clear_background (), kde sa za pouzitia masky vytvorenej funkciou inRange () nastavi po-
zadie tabulky na bielu farbu. Vystupom funkcie je obrazok s vycistenym pozadim bez zmeny
ostatnych objektov v obrazku.

Dalsim krokom vo fize detekcie a spracovania tabuliek je proces detekcie ¢ar tabulky.
Tento proces za¢ina funkciou draw_lines (). V systéme je pre detekciu ¢iar vyuzitd spatna
projekcia, konkrétne funkcia CalcBackProject (), ktorda na zaklade histogramu deteguje
body obrazku, ktoré maji hodnotu farby obsiahnuti v danom histograme.

Nésledne sa obrazok prevedie do invertovanej binarnej podoby a na obrazok sa apli-
kuju funkcie pre vyplnenie a zvacSenie objektov, konkrétne dilatacia a funkcia filter2D().
Po tom uz nasleduje najddlezitejsia cast tejto funkcie, a to detekcia ¢iar za pouzitia proba-
bilistickej Houghovej transforméacie. Pre vyuzitie probabilistickej Houghovej transformacie
je v kniznici OpenCV dostupnd funkcia HoughLinesP (). Houghova transformacia vrati si-
radnice useciek, na ziklade ktorych sa do obrazku zakreslia farebne odliSené ¢iary, pozri
obrazok 5.2 (c). Vystupom funkcie draw_lines() a teda procesu detekcie ¢iar je obrazok
tabulky dodacieho listu s farebne zvyraznenymi ¢iarami tvoriace kostru tabulky.

Poslednym krokom vo faze detekcie a spracovania tabuliek je proces detekcie buniek
tabulky. Tento proces zac¢ina funkciou get_cells(). V nej sa na zaciatku pévodny obrazok
tabulky (5.2 (f)), v ktorom st z predoslého kroku zakreslené farebne zvyraznené ¢iary na po-
zicii ¢iar tabulky, vycisti pomocou masky ziskanej funkciou inRange (). Nasledne sa pre zis-
kanie bindrneho obrazku pouzije funkcia threshold() z kniZnice OpenCV. V tomto binér-
nom obrazku sa néasledne ndjdu kontiry pomocou funkcie findContours () opét z kniznice
OpenCV. Konttry z findContours () sa v pomocnej funkcii sort_contours () pomocou fun-
kcie boudingRect () zoradia podla y-ovej osi a opdtovnym pouzitim tejto funkcie st z kazdej
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kontiry ziskané Styri hodnoty, a to x-ova stradnica, y-ova stradnica, Sirka boxu a vyska
boxu. Tieto hodnoty sa dalej vyuZiji pre testovanie boxov a ak boxy spliiaji podmienky
na velkost, polohu v obriazku a pocet nebielych bodov, siradnice boxov sa ulozia. Vo fun-
keii sort_cropped_imgs() sa vytvoria dvojice — konkrétne stiradnice boxu obsahujiceho
registracné ¢islo vyrobku a suradnice boxu obsahujiceho mnozstvo vyrobku.

Po vytvoreni dvojic sa proces vracia do predoslej funkcie, kde sa kontroluje, ¢i box
pre registracné ¢islo vyrobku neobsahuje zaroven aj jeho nazov, nakolko jeden typ dodacieho
listu (pozri obrézok 5.1 (a)) vyuziva pre zapis nadzvu vyrobku a jeho registra¢né ¢islo jednu
bunku. V pripade, Ze box obsahuje obe polozky, vo funkcii crop_number_from_cell()
sa obrazok bunky spracuje. Na obrazok sa aplikuje funkcia threshold () a nésledne sa pixle
objektov rozsiria funkciou dilate() pre ziskanie dvoch objektov, kde jeden objekt tvori
nazov vyrobku a druhy objekt je registrac¢né ¢islo vyrobku. Nésledne sa opét ziskaju kontury
tychto objektov funkciou findContours () a z nich nasledne Styri vyssie spomenuté hodnoty.
Pomocou nich sa uréi objekt tvoriaci registracné ¢islo vyrobku a podla tohoto objektu
(a jeho stradnic) sa obrdzok bunky oreze. Nakoniec sa na zaklade suradnic boxov vyrezi
jednotlivé bunky z tabulky a ulozia sa v podobe JPG obrazkov pre dalsie spracovanie.
Vystupom tohoto procesu su vyrezy pozadovanych buniek z celého dodacieho listu.

Rozpoznavanie a prepis ruc¢ne pisaného textu

Prvym krokom, ktory treba vo fize rozpoznavania a prepisu textu v bunkach tabuliek
urobif, je normalizacia velkosti vstupnych obriazkov — vyrezov buniek. Normalizacia vel-
kosti prebieha postupom popisanym v 5.2 v skripte resize_image.py. Pre zmenu velkosti
sa v skripte vyuziva funkcia resize () z kniznice OpenCV, na pridanie bielych okrajov na lavi
a pravu stranu obrazku bunky je vyuzita funkcia copyMakeBorder () opét z kniznice OpenCV.
Po behu tohoto skriptu maju vsetky vystupné obrazky buniek velkost 192 pixlov na sirku
a 32 pixlov na vysku.

Po tomto kroku uz nasleduje hlavna c¢ast systému, a to rozpoznavanie textu. Ako bolo
napisané v navrhu riesenia, pre prepis textu je vyuzitd konvoluéna rekurentna neurénova
siet [39], konkrétne implementdcia v jazyku Python za pouzitia softvéru TensorFlow do-
stupna ako GIT repozitar®. Implementéacia je uverejnend pod MIT licenciou, ¢o dovoluje
dielo vyuzivat a zdrojové kddy upravovat. Implementacia bola prevzata z uvedeného GIT
repozitara a nasledne ¢iastoéne upravena. Povodna implementicia umoznuje predikciu iba
pre jeden obrazok na jeden beh neurénovej siete, ¢o je v pripade desiatok obrazkov z kaz-
dého dodacieho listu velmi ¢asovo ndroéné (beh programu pri priblizne 40 obrézkoch trval
10 minut), preto bolo nutné upravit nac¢itanie obrazkov do neurénovej siete.

Nacitanie obrazkov bolo upravené v skripte test_shadownet.py. Pévodna implementa-
cia rozpoznavanie textu na obrizku realizovala tak, Ze obrizok bol nacitany zo vstupného
argumentu skriptu a predikcia prebiehala iba pre tento obrazok. Preto bolo upravené spus-
tenie skriptu, kedy vstupny argument nie je jeden obrazok, ale cely priec¢inok, v ktorom
sa nachadzaji vytvorené vyrezy buniek. Nasledne je vo funkcii recognize () spusteny beh
neurénovej siete za pouzitia softvéru TensorFlow a az potom s zo vstupného priecinku
nacitané jednotlivé obrazky. Ked je obrazok — vyrez bunky — nacitany, vykona sa predikcia,
vysledok sa zapiSe a nacita sa dalsi obrazok. Ked si rozpoznané vsetky obrazky, beh ne-
urénovej siete sa ukonéi. Rozpozndvanie obrazkov po tejto tiprave je znacne rychlejsie, pri
40 obrazkoch je ¢as behu skriptu priblizne 20 sekind. K dal$im tpravam v implementacii
neurénovej siete nedoslo.

Shttps://github.com/MaybeShewill-CV/CRNN_Tensorflow.
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Predikcie vSetkych obrazkov z prie¢inku sa v priebehu behu procesu rozpoznavania textu
ukladaji do docasného textového dokumentu. Potom sa obsah textového dokumentu na-
Cita a skontroluje sa platnost rozpoznanych hodnét. V pripade, ze hodnota obsahuje znak
,+*, napriklad 40+20, je s hodnotou pracované ako s matematickym vyrazom, tento vy-
raz je pomocou funkcie eval() vypocitany a zapisany je jeho vysledok. Finalne hodnoty
su zoradené do dvojic, kde jedna hodnota predstavuje registrac¢né ¢islo a druha hodnota
mnozstvo. V pripade, Ze jedna alebo druha hodnota chyba, je cely riadok z finadlneho pre-
pisu dodacieho listu odstraneny. Na konci sa predikcia vSetkych vyrezov buniek zapiSe do
textového stiboru vydaj.txt, ktory sa dalej vyuzije pre vlozenie obsahu dodacieho listu do
informacného systému prevadzky.

6.3 Pomocné nastroje

Pocas implementéacie systému bolo potrebné vytvorit aj niekolko pomocnych nastrojov
(skriptov), ktoré sa pri pouzivani systému k automatickému prepisu dodacich listov priamo
nevyuzivajui.

Ako bolo spomenuté v 6.2, pre detekciu ¢iar je vyuzitd spatna projekcia, ktord potrebuje
farebny histogram. Na to, aby sa mohol dany histogram vyuzif, ho vsak najprv treba vytvo-
rif. Na to slizi skript calc_hist.py. Pred vytvorenim histogramu som vybral Sest dodacich
listov z kazdého typu a pre tieto dodacie listy som vytvoril takzvané skelety tabuliek, to zna-
mena obrazky s priehladnym pozadim obsahujice iba ¢iary tabuliek na rovnakych pozicidch
ako na pévodnom — vzorovom — obrazku. V skripte st nasledne vzorové obrizky a ob-
razky obsahujice skelety tabuliek nac¢itané. Vo funkcii create_new_image from_scelet ()
sa vytvori novy obrazok o velkosti vzorového obrazku, pricom vsetky jeho pixle majui RGB
hodnotu (0, 0, 0). Nésledne sa ziskaju suradnice kazdého bodu ¢iar z obrazku so skeletom
tabulky. Vzapéti sa pre kazdy bod ¢iary ziska farba bodu na danej stradnici zo vzorového
obrazku a tento bod sa vlozi do obrazku, ktory bol na zaciatku funkcie vytvoreny. Tymto
procesom vznikne obrazok obsahujuci iba ¢iary tabulky, ktoré maja rovnak farbu ako ¢iary
zo vzorového obrazku, zvysok obrazku ostava Cierny. Z obrazku tak je mozné jednoducho
vypocitat, akej farby su ¢iary tychto tabuliek. Tento proces sa vykond pre vSetky vzorové
obrazky. V poslednom kroku sa vo funkcii calc_histogram() vypocita jeden spolo¢ny his-
togram pre vSetky obrazky jedného typu dodacieho listu. Na to sluzi funkcia calcHist ()
z kniznice OpenCV. Histogram sa nasledne ulozi do textového stboru, aby ho bolo mozné
nacitat a vyuzit pri segmentacii obrazu pomocou farby. Krok vypoc¢tu histogramu a hlavne
ziskavanie obrazkov pre vypocet histogramu je mozné riesit viacerymi spdsobmi, avsak
pocas implementacie systému vysiel tento postup ako najjednoduchsi, preto je vypocet
histogramu implementovany tymto spdsobom.

Dalsf pomocny skript xml_feeder.py bol naimplementovany pre anotaciu dat. Dovo-
dom pre vytvorenie daného skriptu bolo to, ze dodacie listy, ktoré boli manualne prepisané
do informac¢ného systému prevadzky, je mozné spitne exportovat vo formate XML, pricom
z tohoto XML stboru je mozné pomocou tohoto skriptu ziskat registracné ¢islo a mnozstvo
z kazdej polozky dodacieho listu. Tieto udaje sa nasledne mali priradovat k obrazkom vy-
rezov buniek z konkrétnych dodacich listov. Tento spdsob sa vSak ukazal ako ¢asovo velmi
narocny, preto som ho pri tvorbe datovej sady nevyuzil. VSetky obrazky z datovej sady som
anotoval rucne.

Funkénost skriptu create_tfrecords_dataset.py uz bola z viacsej Casti popisana v 5.2.
Skript slizi na vytvorenie datovej sady pre trénovanie, testovanie a validaciu neurénovej
siete. Proces tvorby datovej sady zacina nac¢itanim textového siboru, ktory obsahuje cestu a
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nazov kazdého obrazka z datovej sady a ich prepisy — anotdcie. Z tohoto textového stiboru
st nasledne vytvorené vsetky potrebné textové dokumenty. Vyber obrizkov pre trénova-
ciu, testovaciu a valida¢ni datova sadu je ndhodny, na ,,zamiesanie“ obrazkov v datasete
je vyuzitd funkcia shuffle() z kniznice random.

Zaroven boli vytvorené dva skripty pre testovanie presnosti pri vyrezdvani buniek.
Prvy, pomocny skript get_coordinates_of_boxes.py slizi na ziskanie siradnic buniek,
ktoré maji byt vyrezané z tabulky konkrétneho dodacieho listu. Na zaciatku sa vybe-
rie konkrétny dodaci list, ktory sa pocas behu skriptu zobrazi v okne. Néasledne je po-
trebné manudlne oznacit bunky na obriazku dodacieho listu, ktoré by mali byt vyrezané.
Za pouzitia funkcie setMouseCallback() a pomocnej funkcie click_and_crop() sa na ak-
ciu EVENT_LBUTTONDOWN ziskaju pociatocné suradnice bunky a pri akcii EVENT_LBUTTONUP
st ziskané koncové sturadnice bunky. Stradnice sa ulozia do pola. Rovnakym spdsobom
sa pokracuje na dalsie bunky az kym nie si oznacené vsSetky bunky z tabulky. Nasledne
je zobrazenie obrazku ukonc¢ené a obsah pola sa zapise do textového suboru. Tento textovy
stbor obsahujici referenéné stradnice buniek v dodacom liste je dalej vyuzity v skripte
compare_cells.py, ktory slizi na porovnavanie manualne oznacenych ,referenénych* bu-
niek so skutocne vyrezanymi bunkami popisanym systémom z dodacieho listu. Na zistenie
stradnic skutocne vyrezanych buniek je v skripte table_recognition.py zaroven imple-
mentované zapisovanie sturadnic vyrezanych buniek do textového suboru. Ten je vyuzity
pre popisované testovanie. Proces porovnavania suradnic buniek prebieha tak, Ze sa po-
rovnavaju jednotlivé hodnoty zo stradnic, pricom je pocitané aj s odchylkou 10 pixlov.
Po porovnani vsetkych siradnic skutoCne vyrezanych buniek so stradnicami referenénych
buniek sa vyhodnoti tispesnost a chybovost vyrezavania.

Posledny vytvoreny skript pre testovanie je compare_recognition.py, ktory porovnava
a vyhodnocuje uspesnost prepisu obsahu dodacieho listu. Skript porovnava referen¢né hod-
noty z prepisovanych buniek a skutoc¢ne ziskané hodnoty zo siiboru vydaj.txt ziskaného
po behu systému. Aktudlne tento skript vyhodnocuje tispesny prepis riadkov, a to v tom
pripade, ze riadok obsahuje dve hodnoty — registracné ¢islo a mnozstvo — a obe hodnoty
su spravne.
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Kapitola 7

Experimenty a vysledky

Testovanie systému prebiehalo v troch fazach. Prvé testovanie je na dspesné vyrezdvanie
buniek, v ¢om je zaroven zahrnutd aj spravna detekcia samotnej tabulky a ¢iar tejto tabulky.
Druhé testovanie — testovanie prepisu textu — je rozdelené do dvoch casti, a to testovanie
na valida¢nych déatach a testovanie rozpoznavania textu s findlnym modelom neurdénovej
siete na novo pripravenych obrazkoch dodacich listov. Posledné testovanie je testovanie
samotnej podstaty bakalarskej prace — ¢asové porovnanie manualneho a automatizovaného
prepisovania dodacich listov do informac¢ného systému.

Zatial ¢o prvé dve kategérie testov je mozné vykonavaf automatizovane na pocitadi,
tretiu kategériu testov bolo potrebne vykondvat priamo v prevadzke Remeslo Stavmat,
s.r.o. s pracovnikmi, ktori budd tento systém obsluhovat aj v budiicnosti.

7.1 Detekcia buniek

Prvym krokom pri testovani detekcie buniek je ziskanie referenénych stiradnic buniek v kaz-
dom testovanom dodacom liste. Pre to je pouzity skript get_coordinates_of_boxes.py
popisany v 6.3. Pre testovanie detekcie buniek som vybral 22 dodacich listov typu A4 a 8 do-
dacich listov typu A5, to znamena dokopy 30 ndhodnych testovanych obriazkov. V kazdom
obrazku sa teda ruc¢ne oznacia pozadované bunky a suradnice z tychto buniek sa ulozia
do textového siiboru. Nésledne je obrazok pouzity ako vstupny obrazok pre systém a pocas
spracovania tabulky a vyrezu buniek v skripte table_recognition.py su ziskané a ulo-
zené do textového suboru aj sturadnice skutocne vyrezanych buniek. Tento proces sa opakuje
pre vsetkych 30 testovanych obrazkov.

Po ziskani referen¢nych aj redlnych stradnic buniek vSetkych dodacich listov sa vyuzije
skript compare_script.py, ktory je opéf popisany v 6.3. Pre testovanie boli dodacie listy
naskenované skenerom v prevadzke Remeslo Stavmat, s.r.o., aby vysledky zobrazovali realnu
funkénost systému po nasadeni do tejto prevadzky. Tabulka 7.1 zobrazuje vysledky tohoto
testu. Z tabulky je vidiet, Ze pri vhodne naskenovanych obrazkoch dodacich listov systém
deteguje vsetky pozadované bunky. Problémy pri detekcii buniek vSak nastavaju v pripade,
ze vstupny obrazok je prilis ,,bledy“ a ¢iary tabuliek st nevyrazné, alebo naopak vtedy, ked
je obrazok prili§ ,,tmavy“. Vhodné nastavenie skeneru je pri detekcii buniek velmi dolezité.
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, Pocet Pocet Uspesne | Netispesne | Celkova
Typ dodacich . . , . b
listov dodacich | referencnych | vyrezané | vyrezané uspesnost
listov buniek bunky bunky vyrezavania [%]
Typ Ad (2.1 (a)) | 22 844 844 0 100
Typ A5 (2.1 (b)) | 8 138 138 0 100

Tabulka 7.1: Testovanie tispesnosti vyrezavania buniek dodacich listov

7.2 Rozpoznavanie textu

Prva cast testovania rozpoznévania (prepisu) textu — testovanie na validaénych datach z da-
tovej sady — prebiehala pocas trénovania neurénovej siete. Testovanie na valida¢nych datach
je pocas trénovania automatizované a vykonava sa pravidelne po predom nastavenom pocte
krokov trénovania. Testovanie je zabezpeCené skriptom evaluate_shadownet.py dostup-
nom v implementacii popisanej v 6.2. Tabulka 7.2 zobrazuje vysledky ziskané z tohoto
testovania. Z tabulky je vidief, Ze najlepSie vysledky rozpoznavania rucne pisaného textu
neurénova sief dosahuje pri pouziti modelu ziskaného pri 41 000 trénovacich epochoch.

. Presnost prepisu Presnost prepisu
Pocet epoch samostatrll)yclll) znakov | sekvencii I;nzﬁ{ov
5000 0.916926 0.856027
10 000 0.942549 0.910714
20000 0.945432 0.918527
40 000 0.950826 0.924107
41 000 0.951012 0.925223
50000 0.950640 0.924107

Tabulka 7.2: Testovanie neurénovej siete na validac¢nych datach pocas jej ucenia.

Druhad cast testovania rozpoznavania textu spociva v samotnom vyhodnocovani tspes-
nosti prepisu textu. Pre testovanie bolo vybranych 47 dodacich listov. Tychto 47 testovanych
dodacich listov obsahuje 1 670 relevantnych vyrezov buniek, to znamena 835 riadkov obsa-
hujtcich dve kategoérie vyrezanych buniek, a to bunky obsahujice registracné cislo, ktoré
m4 vzdy dizku 6 ¢selnych znakov a bunky obsahujice mnozstvo. Tabulka 7.3 zobrazuje vy-
sledky tohoto testovania. Pri teste bolo zistené, ze 67 riadkov nebolo prepisanych spravne.
V tychto riadkoch méze byt zly prepis registracného ¢isla alebo mnozstva, pripadne oboch
Cisiel, alebo tento riadok nebol do findlneho textového stiiboru zahrnuty vobec, a to z dévodu,
ze jedno alebo obe ¢isla z dvojice neboli rozpoznané — prepisané — vobec. Tento udaj teda
udéva, kolko riadkov vyzaduje tpravu (alebo doplnenie) pracovnikom pred tym, nez bude
vysledny textovy dokument pouzity pre vlozenie idajov dodacieho listu do informac¢ného
systému.

Pocet Pocet Uspesne | Netspesne | Celkova
testovanych referenénych | prepisané | prepisané | tspesnost
dodacich listov | riadkov riadky riadky prepisu [%]
47 835 768 67 91.97605

Tabulka 7.3: Testovanie ispesnosti prepisu ruc¢ne pisaného textu — tispesne prepisany riadok
je vtedy, ked registraéné ¢islo a aj mnozstvo st prepisané (rozpoznané) spravne.
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7.3 Automatizacia prepisu dodacich listov

Posledné testovanie, a to testovanie priamo v prevadzke Remeslo Stavmat, s.r.o. je za-
merané na zistenie urychlenia prepisu dodacich listov do informac¢ného systému pri pouziti
navrhnutého systému pre jeho automatiziciu oproti v sti¢asnosti vyuzivanému manualnemu
prepisovaniu. Testovanie prebiehalo u dvoch pracovnikov prevadzky. U oboch pracovnikov
testovanie prebiehalo na piatich dodacich listoch.

Pri manuédlnom prepisovani dodacieho listu bolo meranie ¢asu spustené od stlacenia pr-
vej klavesy na numerickej kldvesnici, to znamena od zaciatku prepisovania obsahu dodacieho
listu. Meranie ¢asu bolo zastavené po ulozeni dodacieho listu v informac¢nom systéme.

Pre automaticky prepis dodacich listov boli ziskavané dva casové tudaje. Prvy casovy
tdaj zobrazuje rychlost spracovania dodacieho listu samotnym systémom. Cas sa zacal
merat od spustenia systému so vstupnym obrazkom a meranie ¢asu bolo ukoncené vtedy,
ked systém vytvoril findlny textovy subor vydaj.txt. Proces pocas tohoto merania zahina
cely uz popisany proces automatického prepisu dodacieho listu do textového stiboru. Me-
ranie druhého asového tdaju nadvizuje na to prvé. Cas sa za¢ne merat pri vloZeni obsahu
dodacieho listu do informac¢ného systému a ukoncuje sa pri ulozeni dodacieho listu v in-
formac¢nom systéme. Proces v druhom c¢asovom tseku zahfna vlozenie obsahu textového
dokumentu do informa¢ného systému (postup bol popisany v 2.1) a kontrolu prepisu do-
dacieho listu v textovom dokumente, pripadne tpravu alebo doplnenie chybajicich dat.
Tabulka 7.4 zobrazuje vysledky tohoto testu. Z tabulky je vidief, ze pri vyuziti systému
pre automatizaciu prepisu dodacich listov je priemerny cCas, ktory musi pracovnik veno-
vat prepisu dodacieho listu do informac¢ného systému krats$i{ viac ako o 50 %. Tento fakt
je umocneny este aj tym, ze pocas spracovania dodacieho listu systémom modze pracovnik
vykonavat ini ¢innost.
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. , Systém + Systém +
Pracovnik 1 | Pracovnik 2 Pracovnik 1 | Pracovnik 2
Siicovania - - 00:21 00:21
Dodaci Cp -
list 1 as PIepISt | .49 02:17 00:53 01:02
a kontroly
scisacovania - - 00:19 00:19
Dodaci Cp .
list 2 a8 PIEPISU | 9.4 02:21 00:39 00:46
a kontroly
sciixcovania B B 00:20 00:20
Dodaci Cpas repi
list 3 PTEPISU 1 948 03:03 00:47 00:53
a kontroly
scisacovania - - 00:19 00:19
Dodaci Cpas .
list 4 PEEPISTLL 995 02:37 00:43 00:50
a kontroly
scisacovania ) ) 00:20 00:20
Dodaci Cpas repisu
list 5 PTEPISE 5913 02:30 00:41 00:49
a kontroly
iRy G2 02:16 02:34 01:04 1:11
na dodaci list

Tabulka 7.4: Testovanie zrychlenia procesu prepisu dodacieho listu pri vyuziti vytvoreného

systému.
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Kapitola 8

Zaver

Cielom tejto bakalarskej prace bolo navrhntt a vytvorit systém, ktory automaticky pre-
pise dodacie listy. Vysledny systém na vstupe vyzaduje obrazok vo formate JPG alebo
dokument PDF obsahujici jeden alebo viac obrazkov dodacich listov. V pripade, zZe je
na vstupe dokument PDF, prevedie sa dokument na samostatné obrazky. Na zaciatku sa
vstupny obrazok spracuje, najde sa tabulka a samostatné bunky. Pozadované bunky sa z ob-
razku vyreza a predaji sa k rozpoznaniu textu. Po rozpoznani textu sa vytvoria dvojice
registraéné &islo a mnozstvo. Vysledkom behu systému je textovy dokument obsahu-
juci prepisy pozadovanych udajov o konkrétnych polozkach z tabulky dodacieho listu. Tento
textovy dokument je nasledne vizudlne skontrolovany pracovnikom, v pripade chyb v pre-
pise textu sa textovy dokument upravi a nakoniec sa vyuzije pre vlozenie obsahu dodacieho
listu do informac¢ného systému prevadzky Remeslo Stavmat, s.r.o.

Vstupny obrazok musi obsahovat naskenovany dodaci list. V pripade, ze skener pri skeno-
vani papier dodacieho listu prilis presvieti a vznikne obrazok s niz$im kontrastom, je pres-
nost detekcie ¢iar tabulky a samotnych buniek zna¢ne znizena. Vacsina dodacich listov
pre testovanie systému a vytvorenie datovej sady bola skenovand priamo v spomenutej pre-
vadzke, aby boli vysledky ¢o najpresnejsie a systém mohol byt bez dalSich Gprav nasadeny
priamo do tejto prevadzky. Presnost vyrezdvania buniek na testovanych dodacich listoch
je 100 %.

Pre rozpoznéavanie ruc¢ne pisaného textu je pouzita konvolu¢na rekurentna neurénova siet
[39] popisand v 4.3. Pred uc¢enim neurdénovej siete bola vytvorend détova sada obsahujica
8891 obrazkov — vyrezov buniek. Neurénova siet bola trénovand na 50 000 epochov, pricom
najlepsie vysledky vykazuje pri pouziti modelu ziskaného pri 41 000 epochoch, a to viac ako
95 % pri rozpoznani samostatnych znakov, viac ako 92 % pre rozpoznanie sekvencii znakov
a skoro 92 % pre rozpoznanie ,riadkov® — dvojice registra¢né ¢islo a mnozstvo.

Testovanim bolo zistené, ze pri pouziti systému moze pracovnik usetrit viac ako 50 %
casu na kazdom prepisovanom dodacom liste. Zaroven moéze pracovnik pocas behu systému
— spracovania dodacieho listu — vykondvat ini ¢innost, ¢o moze usetrit este viac casu. Okrem
toho pracovnik nemusi do informac¢ného systému udaje z dodacieho listu rucne prepisovat,
ale len skontrolovat obsah, ktory bol vytvoreny systémom.

Dalsie rozsirenie systému bude zahffiat vytvorenie jednoduchého grafického uzivatel-
ského rozhrania, aby bola praca so systémom pohodlnejsia a intuitivnejsia. V grafickom
uzivatelskom rozhrani bude zobrazeny obrazok spracovavaného dodacieho listu a po behu
systému aj prepis textu jednotlivych buniek, kde sa prepis skontroluje a pripadne upravi.
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Priloha A

Obsah pamitového média

Prilozené paméfové médium obsahuje vsetky zdrojové subory spolu s ddatovou sadou, ob-
razky dodacich listov pre otestovanie vytvoreného systému, text bakalarskej prace vo for-
mate PDF a zdrojové sibory pre vysadzanie tohoto textu. Zaroven je k dispozicii video
prezentujice pracu systému, ako aj sibory README.md, requirements.txt a manual.pdf.
Adresarova struktira prilozeného pamétového média je nasledujicas:

e delivery_notes/

e images_DN/ ukazkové JPG obrazky dodacich listov
e pdf DN/ ukazkové PDF dokumenty dodacich listov

e source_codes/ zdrojové kédy systému

e CRNN_directory/ zdrojové kody a ostatné nalezitosti k pouzitej CRNN
e DN_recognition/ skripty a ostatné nalezitosti pre spracovanie dodacich listov

e dataset/ datova sada na vytvorenie modelu pre CRNN

e tests/ pomocné materidly a vysledky testov
e text/ zdrojové sibory KTpXpre vysidzanie PDF textu a samotny PDF text préace
e video/ video prezentujice pracu systému
e manual.pdf dokument obsahujici ndvod na obsluhu systému
e README.md dokument obsahujtci navod na instaldciu

e requirements.txt dokument s potrebnymi balickami pre fungovanie systému
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Priloha B
Instalacia a navod k pouzitiu

Systém bol vyvijany a testovany na OS Linux Ubuntu. Pre instalaciu vsetkych zavislosti
systému je mozné vyuzit prikaz pip install -r requirements.txt.
Stibor requirements.txt je dostupny v prvej drovni adresarovej struktiry systému.

Pozadované parametre a spustenie systému
-i input_img — cesta k vstupnému suboru (JPG alebo PDF)

$ python3 delivery_note_recognition.py -i cesta/k/vstupnému/obrazku

Volitelné parametre

-t tmp_dir — cesta k prie¢inku na ulozenie vyrezov buniek

-d tmp_pdf_dir — cesta k priecinku na ulozenie JPG obrazkov z PDF stiboru

-s predict_script_path — cesta ku skriptu na predikciu textu — test_shadownet.py
-w weights_path — cesta k stiboru s vahami trénovanych tried

-c char_dict_path — cesta k prie¢inku so slovnikom znakov — char_dict. json

-r ord_map_dict_path — cesta k mape znakov — ord_map. json

-v visualize — zobrazenie obrazku prechddzajiceho predikciou — True/False

-0 output_file — vystupny stbor obsahujici prepis textu — ./vydaj.txt
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