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Abstrakt

Diplomova praca sa zaobera zhodnotenim vplyvu fenoldgie na klasifikaciu
druhov hlavnych hospodarskych drevin na lesnickom useku Bohumile (LU4), ktory
spada pod Lesy CZU. Ciel'om prace bolo klasifikovat dve fenologické obdobia, jar
a jesen a nasledne porovnat spravnost’ tejto klasifikacie. Letecké snimky z jari roku
2020 ajesene roku 2022 boli spracované v softvéri ArcGIS PRO aR. Ako
referencné data bola pouzita bodova vrstva, ktora reprezentovala pozicie
jednotlivych stromov a niesla unikatnu informaciu o tom, o aky druh dreviny ide.
Klasifikacia sa zameriava na hlavné hospodarske dreviny, a to smrek, smrekovec,
buk adub. V softvéry R bola vykonana klasifikdcia pomocou algoritmov
strojového ucenia, Support Vector Machine a RandomForest. Tato klasifikacia sa
da povazovat za klasifikaciu zalozent na pixeloch, pretoze boli pouzivané hodnoty
spektralnej reflektancie z jednotlivych pixelov. Na porovnanie bola vykonana
klasifikacia na snimke z roku 2020 v softvéri ArcGIS PRO, ktora bola zalozena na
objektoch.

Klasifikacia z jarného fenologického obdobia 2020 vysla lepSie ako klasifikacia
z obdobia jesene 2022. NajvysSia spravnost bola dosiahnuta pouzitim algoritmu
Support Vector Machine (SVM) a to 65% pri klasifikacii zalozenej na objektoch a
59% pri klasifikécii zalozenej na pixeloch. Obe tieto klasifikacie prebehli na

snimkach z jari 2020.

Klucové slova: druhova klasifikacia, letecké snimkovanie, DPZ



Abstract

The main aim of the diploma thesis is evaluation of the influence of phenology on
the classification of main tree species in the forest section of Bohumile (LU4),
which falls under the CZU Forests. The aim of the work was to classify two
phenological periods, spring, and autumn. Then compare the accuracy of this
classification. Aerial images from the spring of 2020 and the fall of 2022 were
processed in ArcGIS PRO and R software. A point layer was used as reference data,
which represented the positions of individual trees and carried unique information
about what type of wood it is. The classification focuses on the main economic
trees, namely spruce, larch, beech, and oak. Classification was performed in R
software using machine learning algorithms, Support Vector Machine and
RandomForest. This classification can be considered a pixel-based classification
since spectral reflectance values from individual pixels were used. For comparison,

object-based classificationwas performed on a 2020 image in ArcGIS PRO.

The classification from the spring phenological period 2020 came out better than
the classification from the autumn 2022 period. The highest accuracy was achieved
using the Support Vector Machine (SVM) algorithm, namely 65% for object-based
classification and 59% for pixel-based classification. Both classifications took place

on images from spring 2020.

Key words: tree species classification, aerial imagery, remote sensing
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1 Uvod

Ziskanie Co najpresnejSich dat o konkrétnych druhoch lesnych drevinje cenny
zaklad. Pre lesné monitorovanie sa postupom casu vyuzivaju stale modernejsie
postupy na suhrn a spracovanie priestorovych dat (Lieckfeld, 2012). Nakol'ko sa
spomenuté metody monitorovania osvedcili, rovnako narastd aj samotnd naro¢nost
spracovania ziskanych udajov a nevyhnutnost’ ich vyuzitia pri rozhodovani vo
vyskume (Meister,2015), alebo manazmente lesnych zdrojov, ¢im prispievaju k
promptnejSiemu rieseniu krizovych situécii, napriklad po kalamitach alebo pri
prebiehajucich environmentalnych zmenach lesa (Elling, 2007). . K dispozicii su
rozne druhy dat, medzi ktoré patria satelitné snimky, letecké snimky a snimky
z dronov.

V lesnom hospodarstve je mozné vyuzit dialkovy prieskum Zeme pre
monitorovanie rozsiahlych poskodeni, ako st napriklad poziare alebo lykozrutova
kalamita. A taktiez na klasifikaciu druhov drevin.

Ako uvadza viacero autorov, rozpoznat druhy drevin na zaklade hodnot
spektralnej reflektancie je Casto narocné, pretoze podobné druhy ako dub a buk
alebo smrek a smrekovec su si velmi podobné. Prave z tohto dévodu je vhodné
poznat ako sa krivka spektralnej reflektancie sprava v roznych feonologickych
obdobiach. Pre ucely tejto diplomovej prace buda vyuzité letecké multispektralne

snimky z dvoch fenologickych obdobi a to z jari a jesene.
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2 Ciel’ prace

Ciel'om prace je porovnat’ spravnost klasifikacie na rovnakych vzoroch pre dva
rozne lety. To znamend ze klasifikdcia prebehne v dvoch rozli¢nych
fenologickych obdobiach ato vjarnom obdobi ajesennom obdobi. Ide
o klasifikaciu hlavnych hospodarskych drevin, hlavne buk a smrek. Pozemné
databoli zbierané pomocou aplikacie FieldMaps a s kompatibilné so softvérom
ArcGIS Pro. Ide o bodovu vrstvu, ktora nesie v sebe tématickil informaciu
o druhu drevin reprezentujucich jednotlivé body. Klasifikacia bude vykonana

v softvéryR a ArcGIS Pro metddou Support Vector machine a Random Forest.
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3 Dialkovy prieskum Zeme

Definicia dialkového prieskumu Zeme (DPZ) presla z historického hl'adiska
roznymi zmenami, podla toho, ako sa vyvijali moderné technologie. V principe je
definovany ako zaznamenavanie alebo zhromazdovanie informécii na dialku
(Campbell a Wynne, 2011).

Dnes sa skor pouziva definicia proces alebo technika detekcie a monitorovania
zemského povrchu z l'ubovolnej dialky v roznych Castiach svetelného spektra, bez
priameho kontaktu s objektom alebo povrchom (Holmgren, 2004). Informaécie
o povrchu, alebo objekte su zaznamenané, spracované a nasledné interpretované.
V DPZ ide o zaznamenavanie odrazenej, alebo emitovanej energie od povrchu
Zeme. Snimacie zariadenia, ktoré slizia na zaznamenavanie informacii, su
zabudované na letiacich alebo pozemnych platformach (Zihl'avnik a Scheer, 2001).

V dnesnej dobe sa vyuziva DPZ v roznych oblastiach, napriklad pri mapovani
druhov pddneho pokryvu (Bucha a Pavlendova, 2009), v environmentalnych
vedach, v pol'nohospodarstve, pri monitorovani odlesiiovania, dynamike vody,
raste miest a v neposlednom rade vo velkej miere aj v lesnom hospodarstve
(Pavelka, 2010).

Vyuzitie DPZ v lesnictve prebieha na réznych trovniach (Warkotsch, 2010).
V oblasti lesného hospodarstva je mozné vyuzit drony, lietadla alebo satelity.
Satelitné snimky moézu byt pouzivané na monitorovanie odlesiiovania, ¢i
hodnotenie lesnych parametrov. V dnesnej dobe su k dispozicii napriklad satelitné
snimky PlanetScope, ktoré sprostredkovavaamericka firma PlanetLab. Je to stibor
priblizne 130 satelitov (Surovy et al., 2019), ktoré poskytuju satelitné snimky
s priestorovym rozliSenim 3m. Tieto snimky je mozné pouzit v lesnom
hospodarstve na detekciu a monitoring odumretych stromov po lykozritovej
kalamite (Scharvogel et al.,2020).

Letecké snimky je mozné vyuzit' na monitoring zalesfiovania a kontrolu jeho
uspesnosti, ziskavanie dendrometrickych velicin alebo klasifikaciu druhov drevin.
Data ziskané z dronov su ovela detailnejSie a preto su vhodné na detekciu

jednotlivych stromov, meranie porastovych veli¢ina pod. (Surovy et al. 2019).
3.1 Principy DPZ

Ide hlavne o interakciu medzi dopadajucim ziarenim a prislusnymi ciel'mi, kedy

uplatnenie zobrazovacich systémov je ovplyvnené prvkami ako :
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Pristup zdroja energie, alebo osvetlenia, ktory doda elektromagneticku energiu
cielovému objektu. Atmosféra, ktorou putuje energia k cielu, interaguje
prostrednictvom senzoru, sprostredkujuc zber a zaznam elektromagnetického
ziarenia (Cerny, 2009).

Prenos, prijem a spracovanie dat sa prendSaju v elektronickej forme do
prijimacej stanice, kde sa udaje transformuji do podoby obrazu, ktory sa
interpretuje vizualne, automatizovane alebo ¢iasto¢ne automatizovane (Tempfli et

al ,2009).
3.2 Zdroj Elektromagnetického ziarenia

Objekty na a pri zemskom povrchu si schopné odrazat’ alebo emitovat
elektromagnetické ziarenie (Horning, 2019), ktorého pdvodcom mobzu byt
prirodzené, extraterestrialne li¢e pochadzajuce zo Slnka, alebo terestrialne ziarenia
emitovanézemskym povrchom. Umelé Ziarenie pochadza zo zariadeni dialkového

prieskumu Zeme. (Lillesand, Kiefer a Chipman, 2015)

Prirodzené zdroje elektromagnetického ziarenia

Ako uz bolo spomenuté, najvyznamnejsi prirodzeny zdroj elektromagnetického
Ziarenia je Slnko, ktorého miera vyzarovanych vinovych dizok je v rozsahu od 0,28-
3,0 um, &ize od radiovychvin, po Gamaluge. Silaa druh Ziareniabyva ovplyvnena
ro¢nym obdobim, zemepisnou polohou ako aj dennou dobou (Baron et al., 2022).

Kozmické ziarenie, vznika pri jadrovych reakciach prebiehajucich vo vnutri
hviezd. Tak, ako pdvodca vysoko energetickych zloziek elektromagnetického
Zlarenia, vo svojej vrstve obsahuje elektrony, protony, tazsie jadra, s galaktickym
a extra galaktickym ohniskom (Gosse, 2014). Pred preniknutim do zemskej
atmosféry je védcSina tohto ziarenia vychylena spat do vesmiru Zemskym
magnetickym polom. Zostatok vytvori tzv. spf§ku sekundarnych castic, ¢o je
kaskada ionizovanych ¢astic a elektromagnetického ziarenia, pri¢om tieto dosahuj
aj povrchu Zeme. Kozmické ziarenie znizuje kvalitu nastrojov dialkového
snimania (Grieder, 2001).

Ziarenie emitované od zemského povrchu je vo forme infraderveného, alebo inak
dlhovinného ziarenia, Co je sice za spektrom viditelnosti, no prejavuje sa ako
tepelna energia Zeme. Je vysledkom vplyvu Slne¢nych kratkovinnych ziareni s

vysokou energiou (Laszlo et al, 2020). To odovzda Zemskému povrchu svoju
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energiu, kedy Zem s ohladom na teplotni nevyrovnanost so Slnkom, prijatu a
absorbovant energiu opétovne vyzaruje v podobe dlhovinnych dizok, teraz uz s
nizSou energiou. Mnozstvo a vlnova dizka emitovanej energie zavisi od
vnutornych faktorov, ako su, zlozenie povrchu Zeme a jej atmosférickych plynov
(UGC, 2023)

Umelé zdroje elektromagnetického ziarenia

Zahrnuje zariadenia, ktoré pri svojej praci tvoria elektromagnetické polia. V
takomto pripade zariadenie dial’kového snimania vysiela svoj vlastny energeticky
impulz, vlastnosti ktorého st opédtovne zaznamenané senzorom vysielajuceho
zariadenia (Brodie, 2018). Senzory mechanizmov s umelym zdrojom Ez sleduju ¢as
alebo silu ozveny ktory je potrebny na cestu impulzu zo zariadeniak cielu a naspét.
Mechanizmy vyuzivajice umelé zdroje Ez sa oznaCuji ako aktivne systémy
dial'kového snimania, kde ich hlavnym nastrojom zisku svetla je vlastny zdroj
(Baroi et al., 2022). Obrazok 1 popisuje 3 zdroje elektromagnetického ziarenia
v dialkovom prieskume. Zdrojom 1 je prirodzené ziarenie, zdrojom 2 je terestrialne
alebo prirodzené ziarenie emitované zemskym povrchom. Zdroj 3 je umelé ziarenie

pochadzajuce zo zariadeni dialkového prieskumu.

- ;
g’ m:k Z&OJ 3 Atmosféra -

n
OdraZené Ziarenie %,
W Emito%nie

Obrizok1 Zdroje elektromagnetického ziarenia (Zdroj: Mountrakis et al., 2011)
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4 Elektromagnetické Ziarenie

Elektromagnetické ziarenie sa definuje ako tok energie, ktory sa §iri vo vinach
vo forme elektrickych a magnetickych poli. Rozsah vsetkych elektromagnetickych
ziareni vytvara elektromagnetické spektrum, ktoré je rozdelené na zaklade
vlnovych dizok (Novakov4,2008). Ludské oko je schopné vidiet iba viditelne
spektrum elektromagnetického ziarenia, avSak to je len jedna z mnohych foriem
elektromagnetického spektra. Podla dizky elektromagnetickych  vin sa
elektromagnetické spektrum rozdel'uje na radiové viny, mikrovinnu oblast’ spektra,
infraCervené ziarenie, viditel'nu ¢ast’ spektra, ultrafialové ziarenie, rontgenové luce
a gama ziarenie (Chyba! Nenafiel sa Ziaden zdroj odkazov. 2) (Lillesand, Kiefer a Chipman,

2015).

- Energy increases
Short wavelength Long wavelength
107 nen 107am I nm 10°nm 10° nen Im 0'm
|
Gamma rays X rays Ultravwolet ll Infrared Microwaves Radio waves
-0 Y L ———————— = — e — r Dap— - a—— T
107z W0RHe 107 10"Mz  10MM2 . 10"z 109H:2 107 M2 10° Hz 10 M2 107 M2
High frequency Low frequency
Visibie light -
7 X 10"Hz 4x10"H

Obrazok 2 Zobrazeniec vlnovych dizok elektromagnetického spektra (Zdroj: https:/natural-
resources.canada.ca/home)

Elektromagnetické ziarenie ako vinovy pohyb sa Siri formou elektromagnetickej
energie sinusovym spdsobom pri ,,rychlosti svetla®“ ¢ (Lillesand, Kiefer a Chipman,
2015).

Ako obrazok 3 prezentuje, Elektromagnetické ziarenie  je zlozené
z elektrického pola, velkost' ktorého sa meni kolmo na smer pohybu ziarenia
a magnetického pol'a orientovaného ku elektrickému pol'uv pravom uhle. Spoloc¢ne

sa polia pohybuju rychlost'ou svetla. (Natural Resources Canada , 2014).
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Obrazok 3 Elektromagnetické viny zloZené z elektrickych a magnetickych vin girené v sinusoidach v
pravom uhle (Zdroj: S. Thenkabail, 2016)

Vlnova dizka a frekvencia ako dve charakteristiky elektromagnetického Ziarenia
priblizuju principy DPZ. Dizka jedného cyklu, ktora reprezentuje rozsah medzi
dvoma vrcholmi vin ako vinova dizka a meria sa v metroch, resp. nasobkoch,
v nanometroch (nm, 10° metrov) alebo mikrometroch (um 10‘metrov). Frekvencia
zastreSuje pocet cyklov takejto viny, ktora prejde pevnym bodom za jednotku ¢asu.
Jej jednotka je hertz (Hz), Co je ekvivalent jediného vinového cyklu za casova
jednotku jednej sekundy (QS study, Electromagnetic Spectrum,2023).

Pre ucely DPZ sa nedaju vyuzit vSetky casti elektromagnetického spektra, pretoze
nie kazda oblast je priepustna atmosférou. Kratke vinové dizky v oblasti
rontgenove] Casti a gama ziarenia neprenikaju cez atmosféru(Remote Sensors,
2017). Pre viditelné a blizke infracervené spektrum je atmosféra priepustna.
V oblasti stredného infracerveného ziarenia vznikaju takzvané atmosférické okna,
pre ktoré je stredna Cast’ infraCerveného ziarenia priepustna (Campbell a Wynne,

2011).
4.1 Spektralne spravanie vegetacie (Spektralna reflektancia)

Spektralnu odrazivost inak, mnozstvo odrazeného ziarenia, definujeme ako pomer
intenzity odrazeného ziarenia a intenzity dopadajiceho ziarenia na danej vlnovej
dizke(Jain, Singh, 2003). Inymi slovami je spektralna odrazivost miera medz
dopadajucim a odrazenym ziarenim. Kazda latka na zemskom povrchu mé vlastni
spektralnu charakteristiku (Aggarwal,2004). Pri rastlinach je takato odrazivost
ovplyvnena biochemickymi vlastnostamilistov (Chyba! Nenasiel sa ziaden zdroj

odkazov.) (bunkovou §truktirou a obsahom pigmentov). Na to, aby bol nasnimany
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obraz spravne interpretovany je potrebna znalost’ o spravani svetelného spektra

po dopade na povrch rastlin.

Infrared radiation - IR = infracervene Fiarenie prenika listom
aZ k bunkam mezofylu, kde sa odriZa spat

Green light - G = zelené svetlo sa odraza spat chlorofylovym
pigmentom v chloroplastoch v palisad. bunkach

FTTTT 1 Blue and red light - R = modré a fervené svetlo je

] - ) absorbované a vyuiivané pri fotosyntéze
chlorofylowvym pigmentom v palisadovych
bunkach

2271 _kutikula hornej epidermis

' - palisddové bunky obsahujice chloroplasty

- hubovité mezofylové bunky

92227 -kutikula spodnej Easti epidermis

Obrazok 4 Struktira zeleného listu a interakcia s elektromagnetickym ziarenim (Zdroj: Gibson 2000)

Casti svetelného spektra sa spravaju v rozne vo vztahu k povrchu rastlin. Kazdé
svetelne spektrum je ovplyvnené inou zlozkou rastlin. Viditelné spektrum je
najviac ovplyvilované pigmentami obsiahnutymi v zelenych Castiach rastlin, ako je
chlorofyl, xantofyl, karotenoidy a iné (Ollinger, 2011; Clevers,2017) Chlorofyl je
dominantnym pigmentom a preto zohrava najdélezitejSiu ulohu pri absorpcii Cervenej

a modrej Casti svetelného spektra (Jones a Vaughan, 2010).

Listnaté dreviny
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Obrazok 5 Spektralna odrazivost’ zdravej vegetacie, vo viditelnej a NIR vinovom pasme (Zdroj:
https://www.geog.ucsb.edu)
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Ako je vidiet na Obrazku 5, pri zelenej vegetacii dochadza vo viditelnom casti
spektra k absorpcii chlorofylom v oblasti cervenej (priblizne 0,65um) a modrej
zlozky (priblizne 0,45 um). To znamena Ze zelena zlozka vidite'ného spektra je od
povrchu rastlin odrazana (oblast priblizne 0,54 um) (Clevers 2017, Deepak et al,
2019) Xantofyly a karotenoidy spOsobuju tiez ¢iasto¢nu absorpciu vo viditelnej
zlozke spektra, avsak v modrozelenej Casti. Najesen dochadza k uibytku chlorofylu
v listoch a zaCinaju prevladat xantofyly a karotenoidy. Vdaka tomu sa absorpcny
ucinok tychto pigmentov stdva vyrazne zretelnejSim na krivke spektralne
reflektancie listov. Tieto rozdiely m6zu sluzit ako nastroj na determinaciu druhov
rastlin (drevin) na zaklade farby listov (Jones a Vaughan, 2010).

Od 0,75 um priblizne do 1,3 pm je spravanie spektralnej reflektancie rastlin
ovplyvitované medzibunkovou §truktarou listov (parenchymom) (Ollinger, 2011).
V tychto vinovych dizkach uz nedochadza k absorpcii Ziarenia pigmentami
(Obrazok 6). Tento jav je vysvetleny tym, ze energia ktora dopada na list, listom
prechadza alebo sa od neho odraza. Priblizne 50% energie NIR pasma je odrazené
povrchom listov rastlin, avSak tento jav neplati u vSetkych druhov. Toto percento
je prave ovplyvnené medzibunkovou struktaroulistov. Mnozstvo odrazeného NIR

ziareniajetaktiez ovplyvnené tym, v akom §tadiu sa list nachadza (Knipling, 1970).

60 70 80

30

40

Vegetacia

Spektralna reflektancia %
30

04 06 08 1.0 1.2 14
Vlnové dizky pm

Obrazok 6 Krivka spektralnej reflektancie vegetacie v blizkominfracervenom pasme (Zdroj: Clevers,2017)
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Vo vinovych dizkach priblizne od 1,3 pm dochadza k odrazaniu alebo absorbovaniu
svetla. Tento jav je sposobeny obsahom vody v listoch rastlin a jej nepriamymi
ucinkami na vlastnosti listov, ktoré stivisia s hydrataciou a vodnym stresom (obsah
ligninu, dusiku, proteinov, celuléza) (Lillesand, Kiefer a Chipman, 2015,0llinger,
2011) Zdravé listy zvycajne obsahuju vel'ké mnozstvo vody, ¢o mé priamy vplyv
na optické vlastnosti krivky spektralnej reflektancie (Ollinger, 2011) Na krivke
spektralnej reflektancie rastlin v mikrovinnej oblasti st zna¢né tri absorpéné piky
(1,4;1,9 a 2,7 um) Tato absorbcia je sposobena obsahom vody a vinové dizky
v tejto oblasti su nazyvané pasma absorpcie vody. Mimo tieto pasma je svetlo

odrazané (Lillesand, Kiefer a Chipman, 2015)

4.2 Vegeta¢né indexy/ Normalized Difference Vegetation Index

V dial’kovom prieskume zeme vegetacné indexy kvantifikuju vegetaéni masu
pre jednotlivé pixely jedinym cislom (Dutta, 2016). Zakladom vyvoja a vyuzitia
vegetacnychindexov je algebraickd kombinacia dial’kovo snimanych spektralnych
pasiem, vdaka ktorym je mozné ziskat informacie o vegetaCnej Strukture,
vegetacnom kryte, o fotosyntetickej kapacite, obsahu vody v listoch, mineralnych

deficitoch, alebo parazitickych Sokoch. (Tucker, 2014).

Vegetacny index je pomer rozdielu medzi blizkym infraCervenym a Cervenym

pasmom a ich suma

vy = VIR = RED
" NIR+ RED

kde, NIR vyjadruje odrazivost' v blizkom infraervenom pasme symbolizuje
odrazivost vo viditelnom cervenom pasme. Algoritmus NDVI vychadza zo
skutoCnosti, ze zelena vegetacia odraza menej viditel'né svetlo a vo vacse] miere
NIR, pricom menej intenzivna zelend vegetacia odraza vacsiu Cast viditeIného
a NIR (Tucker,2014)

Rozsah hodndt odrazovych charakteristik NDVIsa pohybuje v hodnotach -
1,+1, kde vyznam naberaji len kladné hodnoty. Plati tu pravidlo, ¢cim vyssi je index,

tym vacsi aj podiel chlorofylu v rastline.
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Avsak, spektralna reflektancia a rozdiely medzi druhmi drevin nie st ovplyvnené

len samotnymi vlaznostami jednotlivych listov, ale aj zapoja ako celku- naviaz na
(Jones a Vaughan,2010).

4.3 Fenologické obdobia drevin a rozdiely medzi nimi

Fenologia je veda venujuca sa Studiu kazdorocne sa opakujucich zivotnych
prejavov organizmov. Rastlinna fenologia je rozdelena na dve fazy, ktoré suvisia
s olistenim a plodenim rastlin (EEA, 2016). Faza stuvisiaca s olistenim sa povazuje
za vegetaCnu, a faza suvisiaca s plodenim za generativnu (Horbach, 2023). Tieto
periodicky sa opakujice biologické udalosti su ovplyviiované sezonnymi
klimatickymi a poveternostnymi podmienkami (Ekelund, 2016). Ich nacasovanie je
dolezity ukazovatel mimo iné, pri hodnoteni dopadov klimatickych zmien(Essl,
2013). Fenologia ako klucovy ukazovatel priestorového rozlozenia stromov,
napomaha predikcii buducich posunov v geografickych rozsahoch druhov v reakcii
na zmenu klimy (Chuine, 2001)

Rozdiel listnaté stromy a ihli¢naté

Vo vzfahu kradiatnym vlastnostiam rastlin u ihli¢natych drevin je
fotosyntetické pletivo ktoré obsahuje chlorofyl rozdelené optimalnejSie ako

u listnatych drevin_(Jones a Vaughan, 2010).
4.4 Zmeny Struktury listov listnatych drevin na jar a na jeseri

Pocas jesene sa meni farba listov, pre mnozstvo pigmentov, ktoré¢ sa meni,
dochadza k strate chlorofylu (Deakin, 2018). Za optimalnych podmienok rastliny
resorbuju zna¢nu Cast’ dusika v Struktire molekuly pigmentu (Wohlleben, 2010).
Karotenoidné pigmenty sa sice z plastidov pocas starnutia vytracaju, niektoré sa
udrzia aj po strate chlorofylu, o vytvara jesenné sfarbenie( The Proces of Leaf
Color Changing, Harvard,2023). Cervené sfarbenieje vysledkom aktivnej syntézy
antokyanovych pigmentov. V kombinacii s chlorofylom vytvara hnedé sfarbenie.
Zlth a oranzovu farbu spdsobuje najma xantofyl, alebo flavén (The Process of Leaf
Color Change Harvard Forest,2023).

Listy buka lesného

Listy buka sa pocas vegetaéného obdobia §trukturalne menia. Cerstvo vypucané
bukové listy su jasno zelenej farby, maju typicky vinité okraje a pokrytie
hodvabnymi chipkami(Engel, 2016). V tomto stave si nesmierne jemné a makké,
postupom Gasu tmavnu, stracaju svoje malé chipky, na jeseii zvicsia objem,
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zhrubnu a zoschnu. Na jar maju listy vajcovity tvar so zaostrenou §pickou, €o sa v
jesennom obdobi meni okraje sa zahlbuju a celkovy tvar sa javi ovalnejsi (Reich a
Kreutzer, 2013).

Listy duba zimného

Rozdiel medzi jarnym a jesennym olistenim je znatelny. Struktirajarného listia
je jemna, ¢im sa zvySuje nachylnost' na poskodenie poveternostnymi vply vmi.
Farba je bleda, postupom cCasu tmavni a tvrdnu. Funkcia jarného listia je
fotosyntetizovat’, vytvorit zasoby energie na celé vegetacné obdobie, na jesen zas

uchovavat’ ziviny na dobu vegetacného kl'udu. (Dreyer a Schmid, 2017)
4.5 Zmeny Struktury listovihli¢natych drevin na jar a na jeseri

Jarné ihli¢ie sa vytvara z pucikov pripevnenych ku vetve stopkou. Ihlice su
Spiralovito usporiadané okolo vetvy (Wohlleben, 2010). V zavislosti od druhu
dreviny sa ihlice drzia na strome v rozsahu 3 az 7 rokov, pri zdravych jedincoch
borovice su to 3 roky, smrek ajedla 7 rokov (Arens,2010). Ihli¢naté stromy
neprodukuju nové sady ihli¢iakazdorocne, za sezonu to je len maly podiel, €o sluz
ako stratégia prezitia na nevyzivnych pddach (Dreyer, 2019).

Ako ihli¢ie starne, stava sa menej ucinné v procese fotosyntézy pre nadmernu
tvorbu vosku, ktory obmedzuje tok oxidu uhli¢itého do ihlice. Na druhej strane
zabranuje strate vody cez stomata, Pre tento dovod je vymena listovych sad
prechodna (Marin et al., 2016). Obrazok 7 podava priklad jarnych prirastkov na
Smreku obyc¢ajnom(Picea Abies L.), kde je zretelny svetelny prechod medz

jarnymi prirastkami a povodnym ihli¢im.

Obrizok 7 Jarné prirastky na Smreku obyCajnom (Picea Abies L.,) (Zdroj: https:/www.
https://de.123rf.com
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Obraz v DPZ

Zemsky povrch sa da monitorovat roznymi sposobmi. V dneSnej dobe je
k dispozicii viacero nosi¢ov, ktoré sluzia na nesenie senzora (stavaju sa jeho
platformou) ziskavajuceho data DPZ (Berni, 2009). Tieto nosi¢e mozu byt
umiestnené vo vesmirnom priestore, v tom pripadeide o druzice, na Zemi alebovo
vzduchu. Medzi pozemné nosiCe patria platformy typu TLS ( Terrestrial laser
scanning), ¢o je pozemna aktivna zobrazovacia metdda, v ramci ktorej je mozné
ziskat 3D bodové mracna s vyuzitim laserového ur€ovania vzdialenosti. Tieto
techniky sa pouzivaju v pripade nudze vyssiehorozliSenia a vacsej flexibility v uhle
skenovania (Zhang,2020) v porovnani s UAV (Unmanned aerial vehicles). Za
vzdusné nosice sa povazuju lietadla a bezpilotné lietadla (UAV). Volba nosica
zavisi od poziadaviek, ktoré su kladené na konecny vysledok snimkovania. Na
zaznamenavanie obrazu v DPZ sa vyuzivaju rozmanité senzory, a kazdy z tychto
senzorov ma §pecifické poziadavky na stabilitu, silu a priestor nosi¢a (Nimura,
2022).

Jednotlivé senzory su citlivé na rozne vinové dizky, neexistuje idealny senzor,
ktory by dokéazal zaznamenat vSetky Casti elektromagnetického spektra pocas
jedného snimkovania. Kazdy senzor ma Specifické rozliSenie. Senzory su
limitované prave tymto rozliSenim. Ide o priestorové, Casové, spektralne
a radiometrické rozlisenie (Zuzulova, 2020)

Senzory moézu byt pasivne alebo aktivne (Obrazok 8). Pasivne senzory
zaznamenavaju energiu ktora je emitovana alebo odrazanéa od zaujmového zdroja.
NajcastejSie predstavuje tuto odrazenu energiu (ziarenie) slnecné svetlo. Tieto
senzory si nevytvaraju sameé energiu, ako to je pri aktivnych senzoroch (Remote
sensing, 2017).

Pasivne senzory najCastejS§ie zaznamenavaju viditelnu, infracervent
a mikrovlnnu Cast svetelného spektra. Aktivne senzory vytvaraju svoj vlastny zdroj
energie, ktory emituju smer k zaujmovému objektu. Ziarenie je odrazené od ciel'a
spat’ k senzoru, kde je nasledne detekované a zaznamenané. Vyhodou aktivneho
senzoru je moznost ziskania informacii o cieli za akychkol'vek svetelnych
podmienok (Earthdata,2021). Nevyhodou je ale spotreba energie, ktora kvoli
osvetl'ovaniu zemského povrchu z vlastnych zdrojov bude vyssia. Aktivne senzory
pracuju v oblasti mikrovinnej Casti elektromagnetického spektra, ktora nasobnymi

vlnovymi dlzkami v porovnani s viditelnym alebo infracervenym ziarenim ich
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prekondva a umoziiuje penetrovat atmosféru bez ohl'adu na jej suCasny stav

(Shakhtara et al., 2019)

Passive vs. Active Sensors

Active Satellites:

\ g}

Obrazok 8 Priklad aktivneho a pasivneho senzoru
(Zdroj:https://www.geospatialworld.net/blogs/observing -the-earth-fueling-global-development-
solutions)

4.6 Druzice

Satelitné dialkové snimanie ponuka vyhody, v porovnani s lietadlami maju §irsi
zaber sledovaného Gzemia, poskytuju jemné detaily, poskytuju systematicky sa
opakujuce pokrytie, ( ¢o sluzi pre ucely tvorby kartografickych praci a monitoringu

environmentalnych zmien. (Miglarese,2018)

Technologie satelitného snimania:

Satelitny prieskum Zeme mozeme rozdelit na polarny, orbitilny a
geostacionarny.

Pricom polarne satelity obiehaju zvacsa okolo Zeme v nizsej nadmorskej vyske
a v horizonte par dni pokryju cely zemsky povrch.

Geostacionarne satelity sluzia na nepretrzité monitorovanie konkrétneho bodu
zemského povrchu nad ktorym su fixované. Pri vybere vhodného satelitu sa
prihliada na pozadované priestorové a Casové rozliSenie a zavisi od konkrétnej
aplikacie. (Soler, 1994)

Principy satelitného snimkovania

Satelitny prieskum robi simultdnné snimky Zeme vo viacerych vinovych

dizkach. Vo viditelnej aj neviditelnej sfére, teda v multispektralnom zobrazeni,
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¢im sme schopni ziskat’ vacSie mnozstvo latentnych informéacii o objekte, ako
napriklad v pripade beznej fotografie.

Zariadenie nasnima 5 rovnakych fotografii s rozdielnymi farebnymi filtrami,
ktoré deteguju rozne snimkové prvky na zaklade ich odrazivosti napr.-vegetacia,
voda, poda, atd’ (Soler,1994).

Senzory druzic

Medzi najpouzivanejsie typy senzorov pri druziciach patria optické senzory,
detegujuce viditelné, infraCervené svetlo, d’alej radarové senzory vyuzivajuce
mikrovlny na prenikanie oblacnosti a detekciu povrchovych prvkov (Bergen, 2009).

Spracovanie ziskanych ddt:

Spracovanie udajov sa skladda z niekol'kych krokov zahffiajuc predbezné
spracovanie obrazu, naslednu klasifikaciu a fuziu obrazu. Pre eliminovanie
atmosférického Sumu v ziskanych udajoch sa robi predspracovanie obrazu, zatial
o klasifikacia obrazu sa pouziva na zoskupenie pixelov v obraze do kategorii, ako
su typy krajinného pokryvu (Appice, Malerba, 2019).

Pre vytvorenie presnejSieho zobrazenia zemského povrchu je potrebna fizia obrazu
ziskavana z viacerych senzorov. (Bergen, 2009).

VyuZitie satelitného DPZ

Satelitné dialkové snimanie ma mnozstvo aplikacii, kde snimky mozno uplatnit
medzi ktoré mozno zaradit vyuzivanie pody a mapovania krajinnej pokryvky.
Vyuziva sa na monitoring vegetacie, urbanistického planovania a manazmentu
katastrof.

Za pomoci funkcie DPZ je realizované mapovanie vyuzivania krajinnej povrchu ,
sledujic zmeny zemského povrchu v priebehu Casu, akym je odlesifiovanie,
urbanizacia a rozmach pol'nohospodarstva. Monitorovanie vegetacie je dolezite pre
sledovanie zmien vo vegetacnom kryte, medzi ktoré patria zmeny v biomase a
produktivite. Zarovein sa vd’aka nemu mozu vcas identifikovat oblasti so stresom

zo sucha a iné.. (Miglarese,2018)
4.7 UAV

Legislativa spojena s prevadzkou UAV v Cr definuje bezpilotné systémy ako,
autonémne lietadlo, kde pilot priamo nezasahuje do riadenia letu. RozliSujeme
Bezpilotné lietadlo (UA), Bezpilotny systém (UAS)- €o je systém obsahujuci

bezpilotné lietadlo, riadiacu stanicu, vzletové a pristavacie systémy, model lietadla,
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ktoré modze byt wvyuzity pre Sportové, sutazné, rekreacné ucely. Let
prostrednictvom vysielaca, je pod stadlym vizuadlnym dohl'adom (Goodbody et al.,
2019).

Legislativa CR prikazuje vykonavat let len takym spdsobom, aby sa vyhlo
ohrozeniu bezpecnosti lietania vo vzdu§nom priestore, osob a majetku na zemi
a zivotnom prostredi.

Dohlad’ pilota musi byt az na vynimky uradu pre civilné letectvo vykonavany
v priamom vizualnom kontakte aby bol schopny spravne vyhodnotit prekazky
a okolitu letovu premavku (Ptedpis L2 Dopln€k X zakona ¢. 49/1997 Sb.)
Zodpovednost’ pri vykone letu nesie osoba, ktora zariadenie dial’kovo riadi, bez
ohl'adu na aroven automatizacie. Pilot UAV d’alej zodpoveda, ze zariadenie bude
vyuzité len na tcely, pre ktoré bolo vyrobené, bude pouzivat bezpilotné systémy,
ktorych technické parametre buda v stlade s poziadavkami UCL (Urad pre civilné
letectvo). Vlastnik je povinny sa podrobovat kontrolam prevadzky a letovej
sposobilosti podla poziadaviek UCL. Pilot zaznamenava ucelené informacie
o leteckej Cinnosti do Specializovaného dennika o lete. (Pfedpis L2 Doplnek X

zakona ¢. 49/1997 Sb.)

Rozdelenie UAV

1. UAV da delia podla typu kridiel na druhy: Lietadl4 s fixovanym kridlom
( Fixed-wing). Klasifikované aj ako horizontal takeoff and landing (HTOL).
Tento druh lietadiel si vystaci pri manipulécii s niz§im vykonom, ako to je
v pripade VTOL, svyS$Sou ucinnostou azaroveili nizSou dobou
letu. (Toth,2015)

2. Lietadla s rotacnym kridlom/ Rotary- wing, alebo multikoptéry. Pre zdvih
tela stroja do vzduchu je potrebnych viac rotorov s ¢epel'ami, ako to je bezné
pri helikoptérach, kde staci jeden rotor s doma lopatkami (Wallace,2011).
Podrla poctu rota¢nych lopatiek sa delia do samostatnych podskupin.: Su
referované ako lietadla vertical takeoff and landing (VTOL) s vertikalnym
vzletom a pristatim. Manipulacia s VTOL je pohodlnejsia, Co sa tyka
manévrovaniav obmedzenom manipulac¢nom prostredia (Shakhatreh etal.,
2019). Celkovo let zariadenia je lepSie kontrolovatelny. Vyuzitelné pri
leteckom fotografovani, zachrannych a patracich akciach (Guimaraes,

2020). Typické pre kvadrokoptéry a vrtul'niky.
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3. UAV s mavajucimi kridlami (Flapping -wing UAV). Tieto stroje pri svojom
lete napodobuju vtaky, mavanim kridel, pre zdvih a celkovy pohon. Svojou
minimalnou vel'kost'ou a l'ahkou vahou su prispdsobené pre monitoring
zivotného prostredia, kde manipuluju pri zemskom povrchu (Wolf et al.,
2017).

4. UAV s hybridnym kridlom, alebo Hybrid — wing UAVs
Poskytuji danostt UAV s pevnhym kridlom, ¢o znamena dosah
avydrz svlastnostami rotary- wing UAV, ¢o im poskytuje VTOL.
Vyuzitie pri prieskume velkych oblasti, na dlha dobu, s moznostou

vznasania sa na mieste (Chianucci et al.,2015).

Formy rotorov na UAV

Ako bolo vysSie popisané, drony sa delia podla typu kridiel d’alSim faktorom je
podla velkosti na mikro, mini a podla vzdialenosti medzi dvoma rotomi. VacsSina
uzivatel'skych rotorov lietadiel je mikro- multirotorové, s rozsahom medzi dvoma
rotormi mens§im ako I m. Na trh prichadzaja v rozdielnych podobach, ako je blizsie
popisané na obr.9. Tu sa drony na zaklade usporiadania a poctu rotorov rozdeluja
na konfiguraciu X,Y,a asymeticku. Podla poctu, na tri, Styri, Sest, osem rotorové

stroje. (Camilli, 2015)

QUAD-ROTOR QUAD-ROTOR HEXA-ROTOR
TION (*X" CONFIGURATION

(“4"CONFIGURATIO

FRONT

FRONT FRONT

OCTO-ROTOR - X8-ROTOR en Y6-ROTOR

Obrazok 9 Konfiguracia rotorov malych dronov od Ed Daracka,(Zdroj: CAMILLIL, 2015)

Lietadla
Lietadlas posadkou najdu vyuzitie pri snimani vel'kych ploch alebo pri preprave

objemnych senzorov. Vrtulniky s posadkou spajaju vyhody bezpilotnych lietadiel
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UAV s pilotovanymi, pricom vo vlastnostiach bezpilotnych ktoré su spdsobilé
priblizit sa ku cielu na minimalnu vzdialenost. Maju tiez schopnost VTOL. Pri
pilotovanych lietadlach, je to ich vysoka odolnost'ou a nostnost’ (Candiago , 2015).

Diplomova praca spraciva multispektralne data vytvorené prave

prostrednictvom tohto druhu leteckého snimkovania.

Spaceborne :

e g2

Multi- ;a

---- .. et QSN 3
Satellite Constellation .

Space Shuttie ‘l‘ruo—colom o lln-colour
SAR “ Multi-spectral Multi-spectral

Airborne Altiome
m rspectral 10-12 km
SAR
LIDAR
? LIDAR 3D point cloud
A | 1.2-3.5km
graphy 0.3 km
&y UAV (drone) 5
Ground-based Hipastpectt w .
LiDAR

a.&m&-f o:?lom

Obrazok 10 Platformy dialkového prieskume Zeme a najcastejsie pouzivané typy snimacov

Synthetic Aperture Radar

Obrazok 10 vlavo popisuje typy snimacov vo vesmirnom leteckom a pozemnom

dialkovom prieskume Zeme a vysky v ktorych stroje st schopné manipulovat’.

Multispektrdlne snimky

Multispektralne snimky pozostavaji ztroch aviac svetelnych pasiem.
Klasickym prikladom multispektralnej snimky je snimka s ervenym, zelenym
a modrym pasmom (RGB). To znamena, ze ak su k dispozicii tietotri pAsma, moze
sa poskladat’ snimka ktora je najblizsie k zobrazeniu skutocnych farieb, ako mozno
vidiet na obrazku 10 vpravo hore (Chen et al.,2019). Avsak, da sa pracovat’ aj
jednotlivo s pasmami bez toho, aby sa pouzila ich kombinacia. Multispektralna
snimka moze obsahovat’ aj pasma, ktoré su mimo vidite'né spektrum (I'udskym
okom neviditel'né). Ak sa pouzije pasmo, ktoré nie je ludskym okom viditel'né, ide
o kompoziciu vo falos$nych farbach. NajbeznejSie pouzivana farebna kompozicia

vo falosnych farbach je NIR RED BLUE v Cervenej, zelenej a modrej na
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akomkol'vek zobrazovacom zariadeni (Goodbody et al., 2019). V tejto diplomovej

praci budu pouzité multispektralne letecké snimky.

Vyuzitie spektrdlnych ddt v lesnictve

Spektralne idaje mozu byt vel'mi uzito¢né v lesnictve pre rozne aplikacie, ako
je mapovanie lesov, monitorovanie zdravia a produktivity lesov, odhad biomasy a
ukladania uhlika a zistovanie zmien vo vyuzivani pddy a krajinnej pokryvky.
Niektoré z najbeznejSich zdrojov spektralnych tidajov pouzivanych v lesnom
vyskume su:

Letecké a satelitné snimky: Letecké a satelitné snimky mozu poskytnut’ cenné
informaécie o charakteristikach lesa, ako su druhy stromov, Strukturalesa a pokryv
koruny. Multispektralne a hyperspektralne senzory sa bezne pouzivaji na zber
spektralnych udajov, ktoré mozno spracovat pomocou rdznych technik na
extrakciu relevantnych informacii o lesoch (Kubista, 2022).

LiDAR: (Light Detection and Ranging) je technologia dialkového snimania,
ktora vyuziva laserové impulzy na generovanie 3D udajov o korune lesa a lesnej
pode. Udaje LiDAR mozno pouzit na odhad objemu, vysky a biomasy lesa, ako aj
na identifikaciu réznych typov lesov a vegetacnych Struktar ( vid obrazok 10
vpravo v strede) (Falkowski et al, 2010).

Pol'na spektroskopia: Polna spektroskopia zahriia zber spektralnych udajov
pomocou prenosnych spektrometrov, alebo radiometrov na zemi. Polna
spektroskopia moze poskytnut’ presné a podrobné informacie o spektralnych
vlastnostiach roznych zloziek lesa, ako su listy, konare a kmene, ktoré mozno
pouzit na vyvoj spektralnych indexov a modelov na charakterizaciulesa (Hill et al.,
2014).

Obrazok 10 v pravom dolnom rohu vykresl'uje snimky z radaru so syntetickou
aperturou-Synthetic aperture radar, kedy tento radar aktivnym zberom udajov,
produkuje vlastnu energiu a zaroven zachytava energiu odrazenu spat’ po interakcii
so Zemou. Signal registruje povrchové charakteristiky, vlhkostné a Strukturalne

(Pepe, Calo, 2017).
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5 Klasifikacia obrazu v DPZ

Klasifikacia obrazu v DPZ je zalozena hlavne na rozpoznéavani a klasifikovani

jednotlivych pixelov do tried na zaklade odliSnosti v krivke spektralnej reflektancie
(Al-doski, 2013).

5.1 Kontrolovana Klasifikacia (Supervised Clasification)

Pri kontrolovanej klasifikacii pouzivatel' dohliada na pracovny proces, identifikuje
pixely na snimke, ktoré si mu dobre zname (napriklad pixely reprezentujuce les,
holinu, vodné plochy a pod.) (Jones a Vaughan, 2010).

Kontrolovana klasifikacia je typ metddy analyzy obrazu, ktord sa pouziva na
kategorizaciu pixelov alebo objektov v ramci obrazka na zaklade ich spektralnych
alebo inych kvantitativnych vlastnosti ( Richards, J.A. 1986).

Pouzivatel' poskytne subor tréningovych udajov a algoritmus najde vzory a
charakterizuje kazdu triedu z tychto tréningovych udajov(Hasmadi, 2009).

Postup klasifikacie pod dohl'adom by sme mohli rozdelit na 3 kroky: tvorba
tréningovych suborov, generovanie krivky spektralnej reflektancie a samotna

klasifikacia. Vid obrazok 11.

Obrazok 11 Zakladne kroky pri kontrolovanej kalsifikécii (Zdroj: GISGeography,2022)
5.2 Nekontrolovana klasifikacia

Typ metddy analyzy obrazu, ktord sa pouziva na kategorizaciu pixelov alebo
objektov v ramci obrazka na zéklade ich Statistickych vlastnosti, bez pouzitia
vopred definovanych kategorii alebo tréningovych udajov. Pouzivatel’ zada pocet
tried, kde spektralne triedy st vytvorené len na zaklade hodnoty pixelov

Algoritmus tu zoskupuje pixely alebo objekty suhrnne na zaklade ich

spektralnych alebo inych kvantitativnych vlastnosti bez predchadzajuce;j znalosti
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tried alebo kategorii pritomnych na obrazku. Na obrazku 12 su popisané dva

zakladné kroky pri klasifikacii bez dozoru, tvorba klastrov a priradenie tried.

2

Classify
lso
Clusters

Obrazok 12 Zakladne kroky pri nekontrolovanej klasifik4cii (Zdroj: GISGeography,2022)

Kontrolovana klasifikacia sa v§eobecne povazuje sa presnejsiu metddu, pretoze
je zalozena na vopred definovanych kategoriach a vyuziva tréningové udaje na
ucenie sa vzorov a charakteristik kazdej triedy.

Nekontrolovana klasifikacia sa spolieha na §tatisticku analyzu vlastnosti obrazu,
ktora nemusi byt vzdy schopna presne rozliSit medzi podobnymi triedami alebo
kategoriami.

V interpretovani kontrolovana klasifikacia produkuje vysledky, ktoré sa l'ahSie
vykladaju. Nekontrolovana klasifikacia poskytuje vysledky, ktoré si mozu
vyzadovat d’alSie nasledné spracovanie a interpretaciu na urCenie zmysluplnych

kategorii alebo oznaceni.

5.3 Objektovo zalozena analyza obrazu (Object-based Image Analysis-

OBIA)

Podstatou objektovo zalozenej analyzy obrazu je pristup ku spracovaniu obrazu,
sposobom, aby sa extrahovali informacie zo snimok zoskupenim pixelov do
zmysluplnych objektov alebo oblasti.

Zakladnym predpokladom OBIA je, ze interpretaciu obrazu mozno najlepsie

dosiahnut analyzou objektov, a nie jednotlivych pixelov.
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Proces OBIA zahfiia niekol'ko krokov vratane segmentéacie obrazu, extrakcie
prvkov a klasifikacie. Segmentacia obrazu sa tyka procesu rozdelenia obrazu do
odlisnych oblasti alebo objektov na zaklade podobnosti vo farbe, texture alebo
inych vizualnych charakteristikach. Extrakcia prvkov zahffia extrakciu
kvantitativnych merani z tychto objektov, ako su tvar, textura a spektralne
vlastnosti. Tieto vlastnosti mozno pouzit’ na opis objektov a ich vzajomné odliSenie
(Hossain a Chen, 2019).

OBIA je odolnejsia vo¢i Sumu a inym zdrojom variability obrazu, pretoze
zoskupuje pixely do objektov na zaklade celkovej podobnosti a nie jednotlivych
variacii.

Pri DPZ mozno OBIA pouzit na klasifikaciu typov krajinnej pokryvky, ako su
lesy, alebo mestské prostredie, cesty, voda a iné, na zaklade ich spektralnych a
priestorovych charakteristik (GISGeography, 2022). Obrazok 13 zobrazuje
segmentaciu na tomto principe. Ako bolo uz spomenuté, pixely rospoznané
v segmente st spajané aj spektralne, na zaklade prahu podobnosti. Cim je tento

prah podobnosti mensi, tym je segmentova homogenita vacsia. (Clark Labs, 2018)

Obrizok 13 Ukazka segmenticie obrazu leteckej snimky. Nal’avo rozsegmentovany obraz na
zaklade spektralnych a priestorovych podobnosti, napravo originialna snimky (Zdroj: David Zigo,
zobrazenie v softvéry ArcGIS Pro)

5.4 Klasifikaciazalozena na pixeloch

Klasifikacia zalozena na pixeloch je zalozena na klasifikovany kazdého pixelu
v ramci zaujmového uzemia. Analyzovany je kazdy pixel zvlast nebertic v uvahu
priestorové alebo kontextové informacie. Tento druh klasifikécie je vhodny pri

snimkach s niz§im rozliSenim, kde nie je potrebné a Casto ani nie je mozné brat’ do
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uvahy priestorové informacie (Lillesand, Kiefer a Chipman, 2015). Tento pristup
klasifikacie sa da povazovat za najbeznejsi a najcCastejSie pouzivany. Avsak, ked’ze
neberie do uvahy priestorové informacie v niektorych pripadoch to moze znizovat
spravnost’ klasifikacie. Hlavne pri snimkach s vys$§im rozliSenim (Demers et al.,
2015).. Tento druh klasifikacie je mozné pouzit’ na rozsiahlych izemiach. Napriklad
pri monitoringu vyvoja lykozratovej kalamity na satelitnych snimkach, s niz8§im
rozliSenim (3m). A naopak, klasifikéaciu zal ozent na objektoch je mozné pouzit’ pre
ten isty ucel, avsak na leteckych snimkach s vy§sim rozliSenim (20cm) (Surovy a

kol., 2022).
5.5 Techniky klasifikacie obrazu

Je mnozstvo technik a pristupov, ktoré sa daju pouzit pri klasifikécii obrazu.
Patria sem rdozne Statistické metody, metody strojového ucenia a taktiez v dnesnej
dobe uz popularne metody hlbokého ucenia (umela inteligencia). V tejto kapitole

budu opisané najcastejsie pouzivané metody (Sarker, 2021)
5.5.1 Podporny vektorovy stroj (Support Vector Machine)

Metdda Support vector machine patri medzi algoritmy strojového ucenia,
ktoré su pouzivané pri kontrolovanej klasifikacii. Akoriadeny algoritmus ma
vyuzitie pre regresné a klasifikacné ulohy. Podstatou SVM je nakreslit
nadrovinu, ktora by oddelila dve triedy optimalne tak, aby bola vzdialenost’
medzi touto nadrovinou a pozorovanim maximalna. (Swamynathan, 2017).
Pomocou  linearnej  hranice  oddeluje  triedy  klasifikacnych

bodov.(Mountrakis et al., 2011)
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Obrazok 14 Linearna hranica oddel'ujica triedy Zdroj: (Sjarif, 2017)
5.5.2 Rozhodovaci strom-Decision Tree

Algoritmus Decision Tree sa pouziva pri kontrolovanej klasifikacii a vo
svojej podstate je datovou Strukturou stromového vetvenia. Cielom je
identifikovat objekty nositel'mi atributov, do jednotlivych tried. Kazdy uzol
tu predstavuje test atributu a kazda vetva vysledok testu (Swamynathan,
2017). Ako aj obrazok 15 prezentuje, farbou odliSené uzly symbolizuja
oznacenia tried, kedy ku rozhodnutiu pride az po sc¢itani v§etkych atributov.
Smer klasifikaciejevedeny ,,od koreria po listy”, pomyselného stromu, teda
vnasom pripade datasetu, Co je predpisom rozhodovacieho stromu
(Swamynathan, 2017). Podstatou je vSak prehladnost ajednoducha

interpretacia.
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Decision Tree-1 Decision Tree-2 Decision Tree-N

Result-1 Result-2 Result-N

Majority Voting / Averaging

Final Result

Obrazok 15 Tlustracia Rozhodovacich stromov Zdroj:( Khan, 2021)

5.5.3 Klasifikator najblizSieho suseda-K Nearest Neighbor

Ako najjednoduchsi klasifikator, sa spolieha na vzdialenosti medzi vektormi
prvkov klasifikovanymi neznamymi bodmi. (Jain, 2019).

V procese klasifikacie nového prvku sa najde v mnozine trénovacich
vzoriek subjekt, s najzhodnejSimi vlastnostami, pod ktory sa novy subjekt
oznaci. Inymi slovami, funguje to tak, ze okolo nového datového bodu
spocitame kol’ko susedov patri do ktorej mnoziny, ak do, v nasom pripade
zelenej] mnoziny patri viac susedov, ako do modrej, nas testovaci subor by
automaticky mal byt zaradeny do tejto skupiny (Morgan, 2016). V§Simnime
si obrazok 16, kde figuruju2 trénovaciea 2 testovacie mnoziny. Na
diagrame klasifikujeme testovacie body metddou najblizsieho suseda.

Testovacie subory v naSom pripade su klasifikované, sfarbené na zeleno,
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lebo ich najbliz§imi susedmi su prave tieto body.
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Y °
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° ° ° Y
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Obrazok 16 Subor prvkov trénovanej mnoZiny (Zdroj: https://course.elementsofai.com/sk/4/2)
5.5.4 Umelé neurdnové siete- Artificial Neural Network

UmelainteligenciajeinSpirovana vlastnostamibiologickej neuronovej siete,
pricom tie biologické maju dendrity, ktoré prijimaju signaly a bunkové telo ich
spracuva. Axon prenasa tieto signaly do d’alSich neurénov. Pri umelej neurénovej
sieti jeto obdobné. Neuron tu mé viacero vstupnych kanélov, ktoré sluzia ako opora
pre tréningové vzorky. Schopnost spracovania dat je ulozenad v oblasti medzi-
jednotky spojenia pevnosti, s nazvom- vahy ( Kukreja, 2016).Vahy st upravené aby
sa prediSlo chybam. Vahy sa pouzivaji pri regresii na zndsobenie vstupov
neuronov, ktoré sa spocCitaji. Vyuzitie umelej neuronovej siete je pri rozpoznavani
obrazu, re¢i a spracovani prirodzené¢ho jazyka (Livshin, 2019). Obrazok 17
porovnava Struktiry neurénovych sieti na biol ogickej aumelej podstate. Biologické
neurony ziskavaju signaly cez dendrity, o si vetvené vybezky, prijimajice
nervové vzruchy, bunkové telo ich spracuje a axony su distributori medz
susednymi neuronmi. V pripade umelého neurdnu, ktory disponuje mnozstvom
vstupnych kanalov, ktoré prijmu tréningové vzorky, v stadiu spracovania su vahy

upravené spdsobom aby sa vystupna chyba ¢o najvyraznejSie zmenSila.
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Obrazok 17 biologicka vs. umeld neurénova siet’ (Zdroj: (Swamynathan, 2017)
5.5.5 Konvolu¢né neurénové siete-Convolutional Neural Networks

CNN je druh Specialnej architektary umelych neurénovych sieti. Tento
algoritmus hibkového u¢enia sa primarne sustredi na klasifikaciua detekciu
obrazu, so schopnostou prirad’ovat’ dolezitost’ a odliSovat jednotlivé prijaté
vstupné obrazy (Skansi, 2018). Ako mozno vidiet na obrazku 18, zakladnym
prvkom algoritmu su vrstvy, kde kazda plni charakteristicki ulohu. Prva
uplatiiuje sadu filtrov a zaroven extrahuje funkcie potrebné pre beh ulohy.
Vystupy z uloh prechadzaju zdruzovacimi vrstvami, ktoré maja schopnost’
znizit priestorovu dimenzionalitu vystupu, ¢o zjednoduSuje pracu pre
nasledujuce vrstvy. Pri poslednej zdruzovacej vrstve vystup prejde cez
viacero vzajomne prepojenych vrstiev, ktoré vykonaju rozpoznavaciu ulohu.
Vyhoda CNN je ucit sa hierarchicky reprezentovat’ data a schopnost

zachytit priestorové vztahy medzi pixelmi obrazu (Yamashitaet al., 2018).

Fully

Convolution Connected

Pooling ...~
Input E..-

Feature Extraction Classification

Obrazok 18 Zakladna architektira Konvoluénych neurénovych sieti
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5.6 Chybova Matica- error matrix

Chybova matica klasifikacie/error matrix je druh kontingencnej tabul'ky, ktora
nam umozni si predstavit vykon klasifikacného algoritmu. Porovnava sa tu
predpokladana hodnota cielovej premennej s tou skuto¢nou. V nasom pripade z
pol'a obsahujuceho 5 hlavnych hospodarskych drevin- Smreka, Dubu, Borovice,
Smrekovca a Buku na vzorkach ktorych bola vykonana klasifikacia, kedy spravne
klasifikované data na diagonale zostupne klesaju z 'avého horného rohu dolu do
pravého. Ostatné hodnoty su chyby a to z vynechania alebo z nespravneho
zaradenia( Olofsson, 2014). Na vzorkach sa vykonala spracovatel'ska presnost
(Producer's Accuracy) €o je pomer medzi spravne klasifikovanymi a testovacimi
pixelmi. Uzivatel'ska presnost (Ucer accuracy) nam povie, s akou
pravdepodobnostou pixel zaradeny do konkrétnej triedy, tuto triedu naozaj
reprezentuje. Kappa koeficient meria zhodu medzi klasifikaciou
abodmi skuto¢nymi . Pricom hodnota 1 znamena dokonalti zhodu a 0 ziadnu

zhodu (Lillesand, Kiefer a Chipman, 2015).
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6 Metodika

Data boli ziskavane na izemi Lesov CZU. Ako z&dujmové tizemie bol vybrany

lesnicky usek LU4 Bohumile, lokalita LU4 je zobrazena na obrazku Xy
6.1 Opis zaujmového izemia

Pre potreby terénnych merani sluzili podklady dostupné z Lesnych
hospodarskych evidencii Lesov CZU. Tieto dve lokality LU4 Bohumile s rozlohou
823 ha a je sucast'ou Lesného hospodarskeho celku (LHC) 116 201. LHC je pokryté
z 72 percent ihlicnanmi a to najmé smrekom obycajnym (Picea abies) s podielom
50 percent, d’alSou dominantou drevinou je Borovica lesna (Pinus Sylvestris)
s podielom presahujucim 16 percent, Jedl'a biela (Abies alba) tvori 1,8 percenta,
Smrekovec opadavy (Larix decidua) zabera 4 percenta lesnatosti. Z listnatych
drevin ¢ov celkovej mierke pokryvaju 28 percentlesnej pddy je najpocetne)si Buk
lesny ( Fagus sylvatica) so 14 percentami, d’alej zastupca Duba (Quercus sp.) s 9
percentami. ZvyS$ok listnatych drevin zahriiuji Hraby, JelSe a iné. V oblasti Lesov
CZU su zastupené tieto lesné vegeta&né stupne v pomere: 0- stupeii borov (0,7%),
1- dubovy (0,3%), 2- bukodubovy (21%), 3- dubobukovy (53,8%), 4- bukovy
(24.,2%)

Vekovo skladba lesov vykazuje nevyrovnanost’ s nedostatkom 6 a Ciasto¢ne 7

vekového stupiia, na druhej strane s prebytkom 8,11,12.

[10816)

VyZlovsky
rybnik

[108

Bohumil

Jevany

415m [1088]

[1087
[1087]

Konojedy
Vyiq

108
ermap, NASA, NG'AJUSGS GUGIK, Esri, HERE, Garmin,
Foursquare, GeoTechnologies, Inc, METI/NASA, USGS

ce P miny Esri, USGS

Obrazok 18 Lokalita LU4 v ramci celej Eeskej republiky a izemiaLesov CZU
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6.2 Letecké snimky

Pre ucely tejto diplomovej prace boli pouzité multispektralne snimky, ziskané
pomocou leteckého skenovania pocas dvoch fenologickych obdobi. Prvy let bol
uskutoCneny na jar roku 2019 v letovej vyske 1130-1400 m nad terénom a druhy
let bol uskutocneny na jesefi roku 2022. Multispektralne snimky obsahuju 4
spektralne pasma, Cervené, zelené, modré a blizke infracervené pasmo.

Letecké snimky z roku 2020 a z roku 2022 boli ziskané rozdielnymi skenermi,

¢o by nemalo mat’ vplyv na rozdiely sposobené inymi fenologi ckymi obdobiami.
6.3 Pouzity softvér a aplikacie

Na spracovanie boli pouzité dva produkty od kalifornskej firmy Esri. Ako prvé
boli zbierané data do aplikacie Field Maps, ktoré boli nasledne spracované

v softvéri ArcGIS Pro. Konc¢eny vysledok bol vyhodnoteny v komerénom softvéri
R.

6.3.1 ArcGIS Field Maps

Tato aplikacia bola vyvinuta spolocnostou Esri na ul'ahCenie prace v teréne.
Vd'aka nej je mozné zachytavat’ a ukladat' udaje v realnom Case, vrataneich polohy.
Pri dostupnom datovom pripojeni su udaje automaticky ukladané na online
cloudové ulozisko, takze st hned k dispozicii aj pre spracovavaniev kancelarii. To
je d’alSou vyhodou pouzitia aplikacie Field Maps v teréne.

Do tejto aplikacie boli nahrané multispektralne snimky, bodova vrstva Points

a vektorova vrstva ktora reprezentovala hranice jednotlivych usekov.
6.3.2 Softvér ArcGIS Pro

Softvér ArcGIS PRO je rovnako ako Field Maps vyvijany firmou Esri. Tato
profesionalna desktopova GIS aplikacia umoziuje analyzovat', vizualizovat’ data,
vytvarat 2D mapy a 3D scény.

Pre ucely tejto diplomovej prace boli pouzivané zakladne nastroje zo sady

nastrojov.
6.4 Zber dat

Na oboch lesnickychtsekoch boli v teréne ziskané polohy stromov, ktorym boli

priradené atributy s druhom dreviny ktoru reprezentovali. Vyskum bol zamerany

45



hlavne na hospodarske dreviny, a to smrek, buk, dub, smrekovec a borovica.
Ostatné druhy, ktoré sa vyskytuju na uzemi Lesov CZU neboli brané do uvahy,
pretoze ich zastupenie nieje dostatoné a nevznikla by reprezentativnavzorka pre
klasifikaciu. VSetky data boli ukladané do bodovej vrstvy Points.shp. Bodova
vrstva bola v stradnicovom systéme WGS84 WEB Mercator. Podla Zihlavnik
a Scheer, 2001 trénovaci dataset by mal obsahovat 10 n az 100n prvkov, pri¢om n
je pocet spektralnych pasiem. V tomto pripade i§lo o 4 spektralne pasma, Cize
trénovaci dataset by sa mal pohybovat v hodnotach od 40 do 400. Pocet
valida¢nych dat sa odvija od poctu trénovacich dat, priCom je dodrzany pomer 1:4
(valida¢né data : trénovacie data). PocCet nazbieranych dat sa odvijal od tychto

pomerov.
6.5 Spracovanie datv ArcGIS

V atribute druh boli zjednotené skratky drevin. Pri ziskavani dat v teréne doslo
v niektorych pripadoch k preklepom, ktoré bolo potrebné opravit. Jedna sa
orozdielne zaznaCenie drevin (napriklad SM a Sm). Tieto nepresnosti boli
odstranené pomocou nastroja Select By Attributes, kdeboli vybrané vSetky hodnoty
ktoré obsahovali nejednotné skratky drevin. Tento nastroj bol pouzity pre kazda

drevinu osobitne. Oznacené atributy boli néasledne prepisané pomocou funkcie

Calculate Field.

Fields T Helper

FID
Shape
GloballD

CreationDa
Creator
Where |druh = lisequal =||sm - X EditDate

Editor
Or = |druh - lisequal *||5m - X

Obrazok 19 Spdsob zjednotenia atributov v bodovej vrstve Points

Ako uz bolo vyssie spomenuté, bodova vrstva Points bola v koordina¢nom systéme
WGS84 WEB Mercator. Funkciou Project bola transformovana do koordinacného
systému S-JTSK Krovak East North, pretoze pouzité multispektralne snimky st

v tomto koordinacnom systéme.
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Pri pouziti néstroja classification wizard v softvéry ArcGIS Pro je potrebné, aby
trénovaci a validacny dataset obsahoval atributy ,,classname® a ,,classvalue* . Preto
boli pomocou ADD field pridané dva nové stipce s tymito atributmi. Stipec
classname obsahuje skratky drevin a stipec classvalue obsahuje unikatne &iselné
hodnoty, ktoré su priradené kazdej drevine a zodpovedaju hodnotam v klasifikacnej
schéme, ktord je pouzivana pri riadenej klasifikacii. Priradené hodnoty su

zobrazené v Tabul’ka 1

Tabul’ka 1 Priradené ¢iselné hodnoty jednotlivym druhom drevin

classname classvalue

BK 99
DB 3
SM 2
BO 4
SC 6
Pouzitie uz existujuceho trénovacieho datasetu pri & Buffer ¥

Parameters Environments

nastroji Classification Wizard ma eSte jednu

podmienku, musi ist’ o vektorovy forméat suboru. To Ipblline
znamena, ze bodova vrstva musela byt upravena na o o
vektorova vrstvu. Pri tomto kroku bol pouzity

nastroj Buffer, ktory okolo kazdého bodu vytvoril — Methed
polygon. Polomer polygonubol zvoleny na 1,5m o Dissolve ype

zodpoveda pribliznej velkosti korun stromov.

Po tomto kroku bola vrstva rozdelené podl'a izemia LU4 a LU7. Dal§im krokom
bolo rozdelenie novovzniknutych vrstiev na trénovacie a valida¢né vzorky. Ako uz
bolo spomenuté, pouzil sa pomer 1:4 (validacné:trénovacie). Na rozdelenie vzoriek
bol pouzity Python skript zobrazeny na obrazku XY. Python skript bol inSpirovany

70 zdrojov dostupnych na ArcGIS community.
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Python

import arcpy
import random

# Set the workspace to the lncation where vou saved the data
arcpy.env.workspace =

# Set the name of the input feature class and field to split
in_features = "LU7_SJTSK_Polygon
split_field = "druh” # replace with the name of your attribute field

# Get the unique values in the split field
unique_values = set{row[0] for row in arcpy.da.SearchCursor(in_features, [split_field]))

# Create a dictionary to hold the OBJIECTIDs for each unigue value
objectids_dict = {value: [] for value in unique_values}

# Loop through the feature class and add the OBJECTIDs to the dictionary for each unigue value
with arcpy.da.SearchCursor(in_features, [split_field, "FID"]) as cursor:
for row in cursor:
objectids_dict[row[0]].append(row[1])

# Loop through the unigue values and split the OBJECTIDs into training and validation samples
training_objectids =[]
validation_objectids =[]
for value in unique_values:
objectids = objectids_dict[value]
count = len(objectids)
num_training = int(count * 0.8)
training_objectids.extend(random.sample(objectids, num_training))
validation_objectids.extend([id for id in objectids if id not in training_objectids])

# Convert the training and validation OBJECTIDs to a SQL expression for selection
training_expression = "FID IN format(", " join(str(id) for id in training_objectids))
validation_expression = "FID IN ({})".format(", " join(str(id) for id in validation_objectids))

# Select the random points and save them to new feature classes for the training and validation samples
training_samples = arcpy.Select_analysis(in_features, "train es", training_expression)
validation_samples = arcpy.Select_analysis(in_features, "va ples”, validation_expression)

Obrazok 20 Ukazka Python skriptu pouzitého na rozdelenie vzoriek

6.5.1 Extract Multi Values to Points

Pre ucely tejto diplomovej prace bolo potrebné zistit hodnoty spektralne
reflektancie pre kazdy druh dreviny. Tato Specifickd hodnota je zaznamenana
v kazdom pixely pouzitych snimok. Na extrakciu tychto hodndt je mozné v ArcGIS
pro pouzit’ nastroj Extract Multi Values to Points. Ako uvadza ArcGIS Pro online,
tento nastroj umoziuje extrahovat hodnoty pixelov na Specifikovanych miestach
zo snimok. Specifické miesta st definované bodovou vrstvou. Tieto hodnoty
nasledne zaznamenava do atributovej tabul'ky bodovej vrstvy.

Vstupnou vrstvou boli multispektralne snimky a bodova vrstva. Ku kazdému bodu,
ktory reprezentoval dreviny, bola priradena hodnota spektralnej reflektancie, ktora
odpovedala hodnote reflektancie pixelu na ktorom sa nachadzal dany bod. Ako
vysledok pouzitia tejto funkcie vznikli v atributovej tabul'ke bodovej vrstvy Points

4 nové stipce. Kazdy stipec pre jedno spektralne pasmo. Hodnoty z atributovej
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tabul'ky sa ulozili do formatu .xls ktory sa nasledne konvertoval do forméatu .csv.
Tento novovzniknuty subor bol vlozeny do R §tudia.
Hodnoty reflektancie st zndzornené na obrazku 22.

i Point_layer_SITSK opravene 2022 X

Field: [ Add [ Calculate ~ Selection: [fg Select By Attributes %smm
FID Shape druh classname dassvaluf]l b1_OrtholU b2_OrthoLU b3_OrtholU b4 _OrtholU b1_Mosaic2 b2_Mosaic2 b3_Mosaic2 b4_Mosaic2
1|0 Point  BK BK 9 72 4| 52 166 20729 19270 16707
2 |1 Point BO BO 83 82 62 167 44953 44065 50419
Point | SM SM 87 80 77 149 41733 38115 48904
4 3 Point  SM SM 59 55 43 127 14596 18150 2164
5 4 Point BK BK 9 47 43 32 155 40788 6774 33431
6|5 Point  BK BK 9 73 72 54 196 47729 647 3411
7 6 Point DB DB 79 78 65 184 54422 48244 41532
8 |7 Point  SC sC 79 75 64 131 14002 1212 7664
Point ' SC SC 53 51 41 17 10727 16642 21569 15373
10 9 Point DB DB 62 58 40 123 44485 41464 34294 39074
11 10 | Point  BK BK 9 75 76 56 191 12480 16642 17898 21491
Obrazok 21 Hodnoty refelektancie odvodené z leteckych snimok. OrthoLU predstavuje snimky z roku

2020, Mosaic snimky z roku 2022

6.6 Softvér R

R je programovaci jazyk azaroven softvér, ktory je pouzivany pre Statistické
vypocty(Surovy,2019).

Softvér R bol pouzity pre klasifikaciu leteckych snimok. V tomto softvéry boli
pouzité dva balicky, RandomForest a Support Vector machine.

Ako prva bola implementovand kniznica RandomForest (Breiman,2001). Ako
trénovacie a validacné data data bol pouzity .csv subor ktory obsahoval informacie
o reflektanciach jednotlivych stromov. Trénovacie a validacné vzorky boli

rozdelené v pomere 70:30.
6.7 Klasifikaciav ArcGIS Pro

Na vytvorenie mapy druhov drevin bola pouzité klasifikaciav softvéri ArcGIS.
Tymto spdsobom bola klasifikovand snimka z roku 2020, slazi to ako ukazka
moznych vystupov, ktoré sa daju ziskat' rozdielnymi pristupmi.

V ArcGIS Pro je pristupny nastroj pre priestorové analyzy snazvom
Classification Wizard. Tento nastroj umoziuje klasifikaciu rastrovych vrstiev.
Tento nastroj je umiestneny v zalozke Imagery v skupine Image classification

(Obrazok 23).
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Project Map Insert Analysis View Edit Imager Share

a % |8 B B

New Georeference Raster  Function Change Classification |Classification
Workspace ¥ Functions~ Editor Detection~ Wizard Tools ¥
Jrtho Mapping | Alignment & Analysis Image Classification

Obrazok 22 Ovladaci panel v softvéri ArcGIS Pro

Classification Wizard je koncipovany ako sprievodca klasifikaciou, kedy krok
po kroku navadza uzivatela ako ma pokraCovat. Na spustenie tohto nastroja je
potrebné oznacit' v Content raster (v tomto pripade multispektralnu snimku) ktory
sa bude klasifikovat’.

Po oznaCeny rastra sa aktivuje nastroj Classification Wizard a umozni
klasifikéaciu obrazu.

V konfigura¢nom okne sa zvoli metdda a typ klasifikacie. Konfigura¢né oknoje
zobrazené na Obrazku 24.Na vyber su dve metody, kontrolovana a nekontrolovana
klasifikacia. Na ucely tejto diplomovej prace bola zvolenda kontrolovana
klasifikacia (Supervised classification) (1). Dal§im krokom bola volba typu
klasifikacie (2), kde je na vyber objektovo zalozena klasifikacia (Object based)
alebo pixelovo zalozena klasifikacia (Pixel based). Zvolila sa objektova
klasifikacia. Do konfiguracného okna sa d’alej vlozi klasifika¢na schéma (3).
Klasifikacna schéma sluzi na urcenie poctu tried. Ako bolo spomenuté vyssie kazda
trieda ma Specifické hodnoty classvalue (hodnota triedy) a classname (nazov
triedy). Tieto Specifické informacie st ulozené v klasifikacnej schéme s ktorou
softvér d’alej pracuje.

Nasledovalo vlozenie dopredu pripravenych trénovacich a valida¢nych vzoriek

(4a5).
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Image Classification Wizard ? v X

@
Configure
Classification Method
Supervised 1
Classification Type
Object based 2
Classification Schema
druhydrevin 3
Output Location
¥ Optional
Segmented Image
Training Samples
training_samples 4
Reference Dataset
validation_samples 5

Obrazok 23 Konfiguraéné okno

Kedze klasifikacia zalozena na objektoch
je dvojkrokovy procesom, tvorenym zo
segmentacie obrazu a naslednej klasifikacie,
d’alsim krokom bolo nastavenie parametrov
pre segmentaciu obrazu. Medzi parametre
patria spektralne detaily (spectral detail),
ktoré boli ur€ené na 18,5. Pri spektralnom
rozliSeni je senzor schopny analyzovat
drobné intervaly vlnovych dizok. Meria

kazdé pasmo v subore udajov v ramci

Image Classification Wizard
®
Segmentation

Spectral detail

Spatial detail

Minimum segment size in pixels

Show Segment Boundaries Only

? v aX

18,50

400

elektromagnetického spektra. Dalsimi st priestorové detaily (Spatial detail), kde

bola hodnota nastavena na 18. Priestorové rozliSenie meria pocet pixelov v

skimanej oblasti. Mensie pixely v rastri su detailnejSie, zatial' o vacSie pixely

posobia hrubsie. Nasledkom toho poskytuje vyssie priestorové rozliSenie jasnejsi a

detailnejsi obraz (Phillips, 2022). Pre minimum segment size in pixels bola zvolena

hodnota 400. Minimum segment size je parameter suvisiaci so zvolenou

minimalnou mapovacou jednotkou. Segmenty mensSie ako tato vel'kost sa zlucia s

ich najvhodnejsim susednym segmentom(ArcGis Pro, 2023).
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Image Classification Wizard ?TeRx

TSI ~ Nasledovalo okno Training samples manager, kde sa uz ni¢
ST nemenilo, pretoze trenovacie vzorky boli dopredu
mee nadefinované
Dalsim krokom bol vyber klasifikatora kde 'mage Classification Wizard T

bol zvoleny Support vector machine.
Klasifikacia prebiehala priblizne 5-10 minut,
po ktorej vznikol klasifikovany raster.
Dalsim krokom bolo vytvorenie chybovej
matice, ktora reprezentovala spravnost

klasifikacie.
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7 Vysledky

V tejto kapitole budi opisané jednotlivé vysledky. Najskor budu vysvetlné
krabicové grafy, potom opisané vysledky klasifikacie v programe R a dalgj

vyhodnotena klasifikacia v softvéri ArcGIS Pro.
7.1 Krabicové grafy z programu R

Vystupom zo softvéruR boli tzv. krabicové grafy (box plots) ktoré reprezentuju

median jednotlivych drevin pre kazdé pasmo zvlast'.
Su grafickym suméarom Ciselnych udajov, tie stoja na tzv. kvartile, o znamena, ze
Statisticky subor je rozdeleny na Stvrtiny. Data grafu su prezentované
prostrednictvom ramceka, obsahujiiceho hodnoty Medidnu v strede s maximami
v prvom kvartile a na tretom. (Schneiter, 2020) Cely krabicovy graf reprezentuje
rozptyl hodnot ktoré boli odvodené z jednotlivych pixelov snimok.

Z krabicovych grafovje mozné urCit v ktorom spektralnom pasme su jednotlivé
dreviny najlepsie rozliSiteI'né a naopak. V pripade ak st hodnoty medianu (tmava
Ciara v strede krabicového grafu) na rovnakej urovni, tak dreviny od seba nebudu
rozoznatelné a naopak. AvSak, ak sa hodnota medianu nezhoduj ale celkovy rozptyl
je rovnaky, alebo velmi podobny, v tom pripade tiez nebude mozné dreviny

rozpoznat'.
7.1.1 Opis krabicovych grafov jar 2020

Na obrazku (Red band z roku 2020) je zobrazeny krabicovy graf pre spektralne
pasmo cCervenej, v ktorom je mozné rozoznat ze hodnota medidnu borovice
prevySuje hodnoty ostatnych drevin, okrem smreka. Hodnota medianu dubu
a smrekovca je rovnaka. V spektralnom pasme modrej vykazuje dub a smrekovec
podobné znaky a median borovice a buku je opit najlepsie odliSitelny. Zelené
pasmo je o trochu viac variabilné a su tam viditel'né Ciasto¢né zmeny v medialne
dubu a smrekovca. Pasmo blizkej infracervenej vykazuje vyrazné odlisné hodnoty.

Hodnoty medianu su v tomto pripade podobné u drevin buk a borovica.
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Obrazok 24 Rozptyl hodnot a medidn spektralnej reflektancie v cervenom péasme z leteckej snimky 2020
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Obrazok 25 Rozptyl hodnota median spektralnej reflektancie v modrom pasme z leteckej snimky 2020
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Obrazok 26
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7.1.2 Opis krabicovych grafov jesen 2022

Z dat ziskanych na leteckych snimkach 2022 vykazovali hodnoty medianu
odlisne spravanie ako na snimkach 2020. V ¢ervenom pasme sa najviac odliSoval
od ostatnych drevin dub. V modrom pasme hodnota medianu vykazovala

podobnost’ u vSetkych druhov drevin. V pasme zelenej smrek a smrekovec

vykazovali rovnaké hodnoty medianu.
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7.2 Vysledky klasifikaciez programu R

Ako uz bolo spomenuté, pre klasiifkaciuboli implementované do softvéruR dva
balicky, a to Support Vector Machine a Random Forest. Vzorky ziskané z terénu
boli rozdelené v programe R v pomere 70:30.

V nasledujucich tabulkach (Tabulka 2 az Tabulka 5) st zobrazené chybové
matice ako vysledok z programu R.

Vvsledky klasifikacie LU4 za rok 2020:

Chybova matica (error matrix), je Specialny druh kontingecnej tabulky,
obsahujuca dva rozmery, skutocné zlozky a predpovedané, kde hodnoty bodov
v stipcoch reprezentuju skutoénu triedu a riadky matice charakterizuju jednotky
predikované v triede. Podstata chybovej matice je odhalit’ pripady, kedy si systém
pletie tieto triedy.

V Tabulke 2 bolo klasifikovanych 27 skutoénych bukov, znich 5 bolo
identifikovanych ako dub, 1 ako smrekovec a jeden ako smrek . Na rovnakom
principeboli spracované dreviny borovica, dub, smrekovec a smrek.

Zvyraznené Ciselné hodnoty na diagondle, ako uz bolo spomenuté
charakterizuju spravne klasifikované dreviny. Celkova spravnost procesu pri
pouziti metody Support vector machine bola 59%. ( Vypocita sa ako podiel suctu
sklasifikovanych hodnot a celkovou sumou hodnét.) Kappa koeficient je v hodnote

43%
Tabul’ka 2 Chybova matica ako vysledokKlasifikicie LU4 2020 v programe R. Pouziti metéda: SVM

Klasifikované/Skutocné BK BO DB SC SM

BK 24 0 5 1 1

BO 0 3 2 0 3

DB 0 0 0 0 0

SC 0 3 0 4 0

SM 3 2 1 6 8
Celkova spravnost’ 0,59
Kappa 0,43

Pri klasifikécii snimku LU4 2020 v programe R s pouzitim algoritmu Random

forest vysla celkova spravnost 56%, s koeficientom Kappa 34%.
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Tabulka 3 Chybova matica ako vysledok klasifikicie LU4 2020 v programe R. Pouzita metoda:
RandomForest

Klasifikované/Skutocné ~ BK BO DB SC SM

BK 17 0 5 1 2

BO 1 2 0 0 2

DB 0 0 0 0 1

SC 1 2 1 7 5

SM 0 2 0 1 5
Celkova spravnost’ 0,56
Kappa 0,34

Pri spracovani leteckych snimok za rok 2022, s vyuzitim metddy support vector
machine vysla celkova spravnost snimky na useku LU4 len 40%, s hodnotou
Kappa koeficientu 16%.

Vysledky klasifikacie .LU4 za rok 2022:
Tabul’ka 4 Chybova matica ako vysledokklasifikicie LU4 2022 v programe R. Pouziti metéda: SVM

Klasifikované/Skutocné BK BO DB SC SM

BK 20 2 5 14 6

BO 1 2 0 0 1

DB 1 0 1 2 0

SC 0 0 0 0 0

SM 2 6 0 2 5
Celkova spravnost’ 0,40
Kappa 0,16

Tabulka 5 LU4 2022 s pouzitou metddou Random Forest, vykazuje celkovu

spravnost’ na urovni 44%, s Kappa hodnotou 27%.

Tabulka 5 Chybova matica ako vysledok klasifikicie LU4 2022 v programe R. Pouzita metoda:
RandomForest

Klasifikované/Skutocné BK BO DB SC SM

BK 17 0 4 9 1

BO 1 2 0 1 2

DB 2 1 2 5 0

SC 1 1 0 1 0

SM 3 6 0 2 9
Celkova spravnost’ 0,44
Kappa 0,27

7.3 Klasifikaciav softvéry ArcGIS Pro

Vysledkom klasifikacie zo softvéru ArcGIS PRO je mapa drevin na lesnickom

useku Bohumile a chybova matica.

58



- -
Vyzlovka L Cernymi lesy
ez
K patezy
o
R & 10816

VyZlovsky
rybnik

H

Legenda

N ex
N eo
[ oB
I sc
__El
-

i ! B

Esri, Intermap, NASA, NGA, USGS; GUGIK, Esri, HERE, Gaspi, Foursquare,
500 250 0 500 1000 1500 2000 GeaTechnologies, Inc, METI/NASA, USGS

e e e —,

Obrazok 31 Mapa klasifikovanych drevin na izemi LU4. Snimka z jari 2020

Chybova matica zobrazuje klasifikované segmenty. Cisla v chybovej matici
zodpovedaju poctu segmentov, ktoré boli oznacené na zéklade valida¢nych vzoriek
ako jednotlivé klasifikaéné triedy. Diagondla znazortiuje pocet spravne
klasifikovanych segmentov. Celkova spravnost’ klasifikéacie vy§la 65%. Spravnost
klasifikacie pri jednotlivych drevinach bola najlepSia pri drevine buk, kde
dosahovala 95%. Klasifikacia borovice vykazovala najmensiu spravnost’, 12%.
Borovica bola vo velkej miere klasifikovana ako smrek. Smrekovec bol
klasifikovany so spravnostou 60%, a taktiezbol vo vacSej miere klasifikovany ako
smrek. Samotny smrek bol klasifikovany so spravnostou 82%. Dub dosiahol

spravnosti klasifikacie 26%.
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Tabul’ka 6 popis vysledku klasifikicie, z leteckého snimkovania vykonaného na jar v roku 2020 na
ploche LU4. Klasifika¢na chybova matica- error matrix

Druh SM DB BO SC BK Total U accuracy Kappa

SM 92 24 70 20 0 206 0,44 0

DB 2 16 0 0 2 20 0.8 0

BO 1 8 10 1 0 20 0,5 0

SC 1 0 2 50 6 59 0,84 0

BK 16 13 0 11 155 195 0,79 0
Total 112 61 82 82 163 500 0 0
P_Accuracy 0,82 0,26 0,12 0,6 095 0 0,65 0

Kappa 0 0 0 0 0 0 0 0,52

7.4 Porovnanie vysledkov v ArcGIS Pro a programe R

Dalsim vysledkom je tabulka, v ktorej je porovnana spravnost klasifikacie
zalozenej na pixeloch a spravnost’ klasifikacie zalozenej na objektoch. Ako je
vidiet' z Tabul'ka 7, najlepsia spravnost’ bola dosiahnuté pri klasifikacii zalozenej
na objektoch pri klasifikacnej metode Support Vector Machine, 65%. Najmensia
spravnost’ bola dosiahnuta taktiez pri klasifikacii zalozenej na objektoch, av§ak pri
zvolenej metdde Random Forest. Spravnost’ pixelovej klasifikacie dosahovala

hodnot 59% pri metode SVM a 56% pri metdde Random Forest.

Tabul’ka 7 Vysledky klasifikicie v R a ArcGIS PRO

2020 R SVM RF
celkova spravnost’ (%) 59 56
2020 ArcGIS PRO SVM RF
celkova spravnost’ (%) 65 53
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8 Diskusia

Diplomova praca demonS$truje schopnost automatickej klasifikacie na
vybranych piatich hlavnych hospodarskych drevinach, v zastupeni ihli¢natych aj
listnatych stromov Pre ¢o mozno najreprezentativnej§iu vzorku boli vybrané
nasledujuce dreviny: Borovica ,Smrek, Smrekovec, Dub a Buk, ktoré majuv ramci
danej lokality najvacSie zastupenie. Terénne prace boli vykonavané na izemi Lesov
CZU, konkrétne na lokalite lesnickeho tseku Bohumile (LU4). Vzorky boli
vybrané v heterogénnych porastoch mierneho pasma.

Data boli zozbierané prostrednictvom aplikacie Field Maps a v ramci
kancelarskych praci spracované v software ArcGIS Pro. Vystupom bolo na zaklade
spracovanych dat ziskanie hodnot spektralnej reflektancie pre kazdy druh dreviny.

Klasifikované snimky, boli nasledne spracované v software R, kde boli pouzité
dva balicky Random Forest (RF)a Support Vector Machine (SVM). SVM aRF su
v suCasnosti najpouzivanejSie algoritmy v strojovom uceni. Spolu moézu byt
pouzité ako pri kvalifikacnych, tak i pri regresnych ulohach (Kynova,2013).

Na porovnanie bola vykonana klasifikacia na snimke z roku 2020 v softvér
ArcGIS PRO, ktora bola zalozena na objektoch. Klasifikacia v softvéry R bola
v podstate klasifikaciou zalozenou na pixeloch. Ako uvadza viacero zdrojov,
klasifikacia zalozend na objektoch pri vy$Som rozliSeni snimok vykazuje vacsiu
spravnost’. V tomto pripade sa to potvrdilo, ked’ klasifikacia zalozena na pixeloch
v softvéry R dosiahla spravnosti 59% pri pouziti klasifika¢ného algoritmu SVM
a klasifikacia zalozena na objektoch pri pouziti toho istého algoritmu dosiahla
spravnosti 65%.

Z grafov z jari 2020 v Cervenom spektralnom pasme vyplyva, ze hodnoty
medianu borovice a smreku prevySuju hodnoty ostatnych drevin, zatial ¢o v
modrom spektralnom pasme su najlepSie odliSitelné dreviny borovice s bukom. V
zelenom spektralnom pasme dochadza k vyraznej variabilite so zmenami medianu
dubu a smrekovca. Pri vzorkach z jesene 2022 v ¢ervenom spektralnom pasme
vykazoval najvysSie odliSenie dub, v modrom pasme sa hodnoty medianu
vybranych drevin skoro rovnali a v zelenom pasme sa rovnali hodnoty medianu pri
ihlicnanoch smreku a smrekovca. To znamena Ze v pripade ak hodnoty medianu

boli podobné alebo sa tiplne rovnali algoritmus nemohol rozlisit tieto druhy a preto
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dochadzalo k zamene jednotlivych drevin. Ako je mozné demonstrovat’ v tabulke
6, kde doslo k zamene smrekovca za smrek.

Algoritmy strojového ucenia pouzite v diplomovej praci vykazuji pozitivne
vysledky, podl'a Kynova ,2013 boli schopne spravne klasifikovat’ az 95% udajov,
podl'a autorovych slov mohlo byt sposobene aj vyberom testovacich dat.

V Diplomovej praci boli spracovane data v dvoch prostrediach v softvéry R a v
ArcGIS pro, metédami Supervised vector machine Random forest

Celkova spravnost’ dat spracovanych v prostredi R pomocou metddy support
vector machine v naSom pripade dosahovalo 59%, s funkciou Random Forest 56%
pricom, v prostredi ArcGIS pro so support vector machine 65% a Random Foreste
53% . Dolezite je spomenut ze snimky boli vytvorené pocas dvoch fenologickych
obdobi, a to jarnéhoa jesenného. Predpokladalo sa, ze klasifikacia pocCasjesenného
obdobia vyjde s vy§Sou spravnostou, pretoze listy su uz plne vyvinuté a mali by
vykazovat’ viacero rozdielov. Ale ako je vidiet z krabicovych grafov, jednotlivé
dreviny medzi sebou boli tazko odlisitelné na zéklade hodnoty medianu. Krabicovy
graf obsahuje d’al$i dolezity idaj a tym je rozptyl hodndt. AvSak tento parameter je
vol'nym okom tazké posudit a boli by potrebné d’alSie Statistické testy, medzi ktoré

patri analyza rozptylu a vSeobecny linearny model.

62



9 Zaver

Ciel'om prace bolo zhodnotenie vplyvu fenologie na vysledky klasifikacie
druhov hlavnych hospodarskych drevin. Hypotézou bolo Ze snimky z jesenného
obdobia budi vykazovat viacsiu spravnost. AvSak vysledky ukazali opak.
Klasifikacia druhov z jesenného obdobia vysla s nizSou spravnost’ou. Pocas letu
na jesen bola pouzita ina kamera, ako na jar 2020. Tato kamera vytvorila
kvalitnejSie snimky, a aj napriek tomu klasifikéacia nedopadla podl'a o¢akavani.
Jednoduchou analyzou pomerov sa jednotlivé druhy na jeseri nedaji dobre
rozpoznat. AvSak klasifikacia z jarného obdobia vysla s vy$Sou spravnostou.
Jednotlivé druhy boli od seba lepsie odliSitelné, no ani tieto rozdiely neboli
dostacujuce na to, aby klasifikacia vykazovala vysoka spravnost. Na zaklade
dosiahnutych vysledkov sa da zhodnotit’ ze jarné snimky su pre klasifikaciu
druhov drevin vhodnejsie. Pri klasifikacii je potrebné klast vel'ky doraz na zber
referenCnych dat, pretoze tie mézu byt rozhodujucim faktorom pri spravnosti
klasifikacie.

Predpoklada sa ze letné fenologické obdobie, kedy su listy plne vyvinuté je
pre klasifikaciu druhov drevin najmenej vhodné. Dévod by mohol byt velky
vplyv zeleného spektralneho pasma, v ktorom by druhy drevin nemuseli byt
rozlisitelné. Pre tieto uCely sa odporucaju d’alSie merania, dataset s vacSim
poctom referenénych vzoriek a klasifikdcia snimok zo vSetkych troch vySssie

spomenutych fenologickych obdobi.
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