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Abstrakt

Tato práce se zabývá vyhledáváńım pojmenovaných entit v textu

pomoćı dataminingových algoritmů a jej́ım ćılem je navrhnout

nástroj, který by tento problém řešil. Součást́ı práce je rešerše

existuj́ıćıch nástroj̊u a algoritmů, které se danou problematikou

zabývaj́ı.

Dále byl navržen a implementován nástroj, který využ́ıvá několik

dataminingových algoritmů zároveň a kombinuje tak jejich výhody.

Konkrétńı algoritmy jsou realizovány pomoćı exterńıch kniho-

ven a výsledky vyhledáváńı jednotlivých algoritmů jsou sloučeny

pomoćı vlastńı navržené metody. Tato metoda bere v potaz

předchoźı úspěšnost nástroj̊u a vyb́ırá ze všech výsledk̊u ten nejv́ıce

pravděpodobný. Práce také popisuje vytvořeńı datového modelu

pro naučeńı nástroje. Pomoćı vlastńıho modelu lze nástroj použ́ıt

nad libovolnou doménou dat. Celý nástroj je uzp̊usobený na vy-

hledáváńı entit v českém jazyce. V závěru práce je nástroj na vy-

tvořeném datovém modelu otestován pomoćı přesnosti a úplnosti.

Kĺıčová slova

Vyhledáváńı pojmenovaných entit, datamining, dolováńı dat, stro-

jové učeńı, extrakce informace, algoritmy dataminingu, morfolo-

gická analýza, pojmenovaná entita
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Abstract

This thesis concerns itself with named entity recognition and use

of data mining algorithms for this purpose. Its main objective is

to design and implement a tool, that solves the problem of named

entity recognition. This thesis contains research of existing tools for

named entity recognition and research of data mining algorithms.

A new tool for named entity recognition was designed and imple-

mented. This tool combines several data mining algorithms and

dictionary method and takes advantage of their strong points by

merging their results using own designed method. Each algorithm

is implemented by external tool. The method for results merging

uses previous precision of included tools to determine most proba-

ble results. The thesis also covers the topic of creating own training

data set. The tool was trained and tested using data set created

within the diploma thesis.

Key words

Named entity recognition, data mining, machine learning, infor-

mation extraction, data mining algorithms, morphological analysis,

named entity
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1 Úvod 13
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3 Nástroje pro vyhledáváńı pojmenovaných entit v textu 23
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1 Úvod

Informace je ropou 21. stolet́ı a analýza spalovaćım motorem.

Peter Sondergaard, Gartner Research

Podle sedmé výročńı studie EMC Digital Universe objem dat obsažených v di-

gitálńım světě vzroste desetkrát do roku 2020 [1]. Ačkoliv data nesou sama o sobě

užitečné informace, jejich analýzou lze źıskat informace nové, nacházet dř́ıve ne-

viděné vztahy a objevovat nové souvislosti. A tak data (informace) v dnešńı době

tvoř́ı jednu z nejvzácněǰśıch komodit.

Nechat data bez analýzy znamená ztrácet jejich potenciálńı hodnotu. Nejedná se

pouze o prvoplánově užitečná data, ale také o takzvané datové zplodiny, neužitečná

data, ze kterých lze jejich analýzou źıskat užitečné informace. Tento pojem je použit

v knize Big Data [2], kde je uveden na názorném př́ıkladu shromažd’ováńı informaćı

o chováńı čtenáře elektronické knihy. Jak dlouho stráv́ı čteńım jedné stránky, kde

čtou, kde si podtrhnou nějakou pasáž atd. Výrobce elektronických knih pak tyto

informace shromážd́ı, analyzuje a pokuśı se poskytnout čtenáři ještě lepš́ı zážitek ze

čteńı. Jiný př́ıklad užit́ı je analýza známých dat o zákazńıćıch finančńı společnosti,

na základě které pak společnost předv́ıdá, zda novému zákazńıkovi uděĺı p̊ujčku či

nikoliv [3].

Tento proces, kdy se z dat těž́ı nová netriviálńı data, se nazývá datamining (do-

slova dolováńı dat). A právě s rychlým nár̊ustem digitálńıho obsahu stoupá využit́ı

a obliba dataminingu. Jednou z mnoha oblast́ı, kterou se datamining zabývá, je

extrakce informace z textu, konkrétněji vyhledáváńı pojmenovaných entit v textu.

O tom, jaké nástroje a postupy datamining při vyhledáváńı pojmenovaných entit

nab́ıźı, pojednává tato diplomová práce. Zaměřuji se v ńı předevš́ım na to, které

konkrétńı algoritmy pro dolováńı dat jsou k této činnosti vhodné a jak je použ́ıt.
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2 Pojmenované entity a dataminingové

algoritmy

Označeńım pojmenovaná entita rozumı́me slovo nebo v́ıceslovné spojeńı, které jed-

noznačně identifikuje objekt či entitu. Těmito entitami jsou nejčastěji osoby, organi-

zace, města, geografická územı́, data nebo časová rozmeźı, výrazy množstv́ı a jiné [4].

Termı́n pojmenovaná entita byl zaveden v roce 1996 na šesté Message Under-

standing conference. Tato konference, která se poprvé konala roku 1987, se or-

ganizuje za účelem lepš́ıho porozuměńı a vyvinut́ı přesněǰśıch metod pro extrakci

informace. Konference je založena na principu soutěžeńı několika týmů o nejlepš́ı

výsledky v adaptováńı r̊uzných postup̊u při snaze o extrakci informace z textu [5].

2.1 Úloha rozpoznáváńı pojmenovaných entit v textu

Rozpoznáváńı pojmenovaných entit (NER) je jedna z úloh použ́ıvaných v datami-

ningu. Jej́ım ćılem je odhalit, kde se v textu nacháźı pojmenované entity. Vstupem

pro vyhledáváńı je blok textu a výsledkem pak stejný blok textu, ve kterém jsou

anotovány pojmenované entity. Např́ıklad pro vstup:

Roy Raymond, zakladatel značky Victoria’s Secret, která má k datu 1. ledna 2014

cenu zhruba pět miliard dolar̊u, spáchal v roce 1993 sebevraždu skokem z Golden

Gate Bridge deset let poté, co značku prodal Lesliemu Wexnerovi za čtyři miliony

dolar̊u.

Může být výstupem:

[Roy Raymond]Osoba, zakladatel značky [Victoria’s Secret]značka, která má k datu

[1. ledna 2014]Datum cenu zhruba [pět miliard dolar̊u]množstv́ı, spáchal v roce [1993]Datum
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sebevraždu skokem z [Golden Gate Bridge]stavba [deset let]časový údaj poté, co značku

prodal [Lesliemu Wexnerovi]osoba za [čtyři miliony dolar̊u]množstv́ı.

V tomto př́ıpadě bylo ve větě detekováno a klasifikováno osm pojmenovaných

entit. Atomické části názvu entity (slova, interpunkčńı znaménka) jsou označovány

jako tokeny. Toto pojmenováńı se do češtiny nepřekládá. Pojmenovaná entita Gol-

den Gate Bridge je tř́ıtokenová a klasifikována tř́ıdou stavba. Zároveň je patrné, že

jediná pojmenovaná entita může být definována mnoha r̊uznými úseky textu (Roy

Raymond, zakladatel značky Victoria’s Secret) a entity mohou být do sebe vnořené

([zakladatel značky [Victoria’s Secret]značka]Osoba). Jak budeme entitu vńımat, pak

zcela zálež́ı na tom, za jakým účelem text zkoumáme.

2.2 Běžný postup p̌ri vyhledáváńı pojmenovaných

entit

Obrázek 2.1 popisuje, jak se zpravidla postupuje při rozpoznáváńı pojmenovaných

entit. Vstupńı text se nejprve rozděĺı na větné celky (lemmatizace), následně se se

rozděĺı na tokeny (tokenizace), provede se vyhledáváńı pojmenovaných entit pomoćı

slovńık̊u a poté pomoćı statistických metod. Výsledkem je označkovaný vstupńı text,

s nalezenými pojmenovanými entitami. Obrázek 2.1 popisuje zp̊usob, jakým funguje

hybridńı nástroj (nástroj kombinuje užit́ı slovńıkových a statistických metod).

Obrázek 2.1: Běžný postup při rozpoznáváńı pojmenovaných entit
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2.3 Zp̊usoby rozpoznáváńı pojmenovaných entit

v textu

Př́ıstup k rozpoznáńı pojmenovaných entit je dvoj́ı:

� Slovńıkové metody

� Metody založené na statistickém modelu

2.3.1 Slovńıkové metody

Slovńıkové metody využ́ıvaj́ı k nalezeńı entit v textu předem definovaný slovńık

pojmů. Obvykle dosahuj́ı větš́ı přesnosti než metody založené na statistickém mo-

delu, za cenu času stráveného při př́ıpravě slovńıku – jeho vytvořeńı může zabrat

i měśıce práce. Pomoćı tohoto př́ıstupu lze nalézt pouze entity definované slovńıkem

a pokryt́ı je tedy omezené. Daľśım úskaĺım (nejen této metody) jsou začátky vět, kde

nelze rozhodnout, zda velké ṕısmeno označuje začátek věty, nebo se jedná o vlastńı

jméno. Např́ıklad:

Nečas zahalil krajinu neproniknutelnou záclonou deště.

Nečas podal demisi 17. června 2013.

Že se ve druhém př́ıpadě jedná o českého politika, tedy o pojmenovanou entitu,

zjist́ıme pouze z kontextu věty. Stroj by v obou př́ıpadech rozhodl stejně – označil

by výraz Nečas jako pojmenovanou entitu bud’ v obou větách, nebo v žádné. V obou

př́ıpadech by se tak dopustil chyby.

2.3.2 Metody založené na statistickém modelu

Metody založené na statistickém modelu k rozpoznáńı entit využ́ıvaj́ı strojové učeńı,

při kterém je anotována pouze malá část trénovaćıch dat. Stroj využije tuto trénovaćı

sadu, aby se z ńı naučil pracovat s daty, která v této sadě nejsou. K učeńı se použ́ıvá

některý z dataminingových algoritmů, který se vyb́ırá podle typu a zaměřeńı úlohy.

Přesnost této metody je vždy menš́ı než přesnost slovńıkové metody. Tato metoda je

naopak flexibilněǰśı, protože dokáže rozhodovat i o datech, která nejsou v trénovaćı
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sadě – má tedy větš́ı pokryt́ı. V př́ıkladu uvedeném v kapitole 2.3.1 by statistický

model už mohl rozhodnout správně v obou př́ıpadech, pokud by k rozpoznáváńı

pojmenovaných entit využil např́ıklad širš́ıho kontextu věty.

2.4 Metriky pro mě̌reńı úspěšnosti NER nástroje

Aby jednotlivé nástroje bylo možné mezi sebou porovnávat, byly zavedeny ukaza-

tele pro měřeńı jejich výkonu [6]. Tyto ukazatele vycháźı z následuj́ıćıch hodnot

naměřených při práci nástroje.

� True Positive (TP) – stroj správně označil výraz jako pojmenovanou entitu.

� False Negative (FN) – výraz, který je pojmenovanou entitou, nebyl strojem

rozpoznán.

� False Positive (FP) – stroj označil výraz za pojmenovanou entitu, ačkoliv se

o pojmenovanou entitu nejedná.

Pomoćı těchto hodnot se vypočtou tři ukazatele, které určuj́ı kvalitu použité

metody pro rozpoznáńı pojmenovaných entit. Těmito ukazateli jsou:

� Přesnost (precision) – dána jako poměr TP / (TP + FP), udává poměr správně

nalezených pojmenovaných entit v̊uči všem nalezeným entitám.

� Úplnost (recall) – definováno jako TP / (TP + FN), udává poměr entit, které

byly správně označeny jako pojmenované entity, v̊uči všem entitám v textu.

� F-mı́ra (F-measure) – je nejčastěji definována jako harmonický pr̊uměr přesnosti

a úplnosti. Tedy vztahem:

F1 = 2 · precision · recall
precision+ recall

(2.1)

F-mı́ra zahrnuje přesnost i úplnost a má nejpřesněǰśı vypov́ıdaćı hodnotu

o použité metodě. Ve výše uvedeném vzorci je na přesnost i úplnost kladen

stejně velký d̊uraz. Někdy se použ́ıvá vyjádřeńı, které klade větš́ı d̊uraz na
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přesnost (např. F0,5) nebo na úplnost (např. F2). Výsledná F-mı́ra se pak

dopoč́ıtává podle vztahu:

Fλ = (1 + λ2) · precision · recall
(λ2 · precision) + recall

(2.2)

Tyto ukazatele se vzájemně doplňuj́ı v tom smyslu, že souviśı s opačným typem

chyb.

2.5 Strojové učeńı a hledáńı pojmenovaných entit

Strojové učeńı je vědecká discipĺına, která se zabývá algoritmy, pomoćı nichž se

stroj dokáže naučit samostatnému rozhodováńı. Učeńı prob́ıhá následuj́ıćım zp̊uso-

bem: Stroji je předložena sada trénovaćıch dat, ze kterých vytvoř́ı model. Na základě

tohoto modelu je pak schopen rozhodnout, jak zacházet s novými daty, aniž by se

tato data nacházela v trénovaćı sadě. Učeńı prob́ıhá některou z obecných technik

strojového učeńı, typicky za využit́ı algoritmu SVM (Support Vector Machines),

HMM (Skryté Markovovy Modely) nebo CRF (Conditional Random Fields).

V úloze hledáńı pojmenovaných entit tvoř́ı trénovaćı sadu text, ve kterém jsou

pojmenované entity anotovány. Z tohoto textu stroj vytvoř́ı model, pomoćı kterého

klasifikuje pojmenované entity v neanotovaném textu. Účinnost tohoto př́ıstupu je

podmı́něna jak velkým množstv́ım anotovaných dat, tak algoritmem požitým pro

učeńı a rozhodováńı stroje. Aby se předešlo zbytečnému úsiĺı věnovanému ano-

taci dat, použ́ıvá se takzvaný semisupervised př́ıstup – kombinace strojového učeńı

s učitelem a bez učitele – anotovaná data tvoř́ı pouze malou část trénovaćı sady,

zbytek dat je neanotovaný.

Některé nástroje mohou tyto metody kombinovat a ze správně určených entit

vytvářet slovńıky, ze kterých se dále uč́ı a použ́ıvaj́ı je při budoućıch vyhledáváńıch.

2.6 Úskaĺı vyhledáváńı pojmenovaných entit

Ačkoliv se na úloze NER pracuje již od devadesátých let, jsou dnes systémy NER

stále omezené v tom smyslu, že systém vyvinutý pro konkrétńı doménu text̊u nebude
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ideálně fungovat nad jinou doménou. Přetvořeńı systému tak, aby fungoval nad

novou doménou, může stát stejné úsiĺı jako tvorba nového systému. To plat́ı jak

pro systémy využ́ıvaj́ıćı statistický model, tak pro systémy založené na slovńıkových

metodách.

Stěžejńı domény, kterými se dnes NER zabývá jsou: novinové články, bioinfor-

matika, molekulárńı biologie, vojenské zprávy, dotazy zadávané do vyhledávač̊u,

lékařské zprávy atd.

Daľśım úskaĺım je rozd́ılnost jazyk̊u a jejich bohatost na r̊uzné výjimky. V češtině

se jediná entita může vyskytovat v mnoha r̊uzných tvarech a je potřeba, aby ji systém

vždy klasifikoval správně. Jiným specifikem jsou jazyky, jejichž abecedy obsahuj́ı

velké množstv́ı znak̊u, jako např́ıklad č́ınština se zhruba padesáti tiśıci znaky.

2.7 Algoritmy pro vyhledáváńı pojmenovaných entit

v textu

Obecně je dataminingový algoritmus konečná sada pravidel, která ze vstupńıch dat

vytvoř́ı statistický model. Tento model je dále využit ke klasifikaci neznámých dat.

Použitelnost algoritmu záviśı na povaze dataminingové úlohy – algoritmus vhodný

pro jednu úlohu, nemuśı být vhodný pro jinou. Neexistuje tedy takový algoritmus,

který by byl použitelný na všechny typy úloh a zároveň vykazoval u všech nejlepš́ı

výsledky.

Pro rozpoznáváńı pojmenovaných entit je vhodných algoritmů v́ıce. Nejčastěji

použ́ıvané a časem ověřené jsou algoritmus podp̊urných vektor̊u (Support Vector Ma-

chines – SVM), Skrytý Markov̊uv model (Hidden Markov Model – HMM) a podmı́ně-

ná náhodná pole (Conditional Random Fields – CRF). Tyto algoritmy jsem také

využil při realizaci vlastńı implementace nástroje pro NER. Algoritmy jsem vybral

na základě výsledk̊u práce ICDM, která srovnává nejpouž́ıvaněǰśı základńı algoritmy

dataminingu [7].

19



2.7.1 Support Vector Machines

Algoritmus podp̊urných vektor̊u je relativně novým př́ıstupem ke strojovému učeńı,

který umožňuje řešit problém rozděleńı do dvou tř́ıd (jedná se tedy o binárńı kla-

sifikátor). Podp̊urný vektor je reprezentant trénovaćı sady, který slouž́ı k vytvořeńı

rozhodovaćı nadroviny, podle které algoritmus rozděluje vstupńı vektory do tř́ıd.

Těchto rozhodovaćıch nadrovin můžeme nalézt v́ıce než jednu, proto je hledáńı roz-

hodovaćı roviny optimalizačńı úloha, viz obrázek 2.2. Podp̊urné vektory jsou právě

body, které tuto rovinu popisuj́ı.

(a) Optimálńı nadrovina (b) Neoptimálńı nadrovina

Obrázek 2.2: Hledáńı optimálńı nadroviny v úloze SVM

Mějme sadu trénovaćıch dat, která jsou klasifikována do dvou tř́ıd:

(x1, Y1) ... (xn, Yn), Yi ∈ -1, +1

kde xi ∈ Rn je vektor vlastnost́ı i-tého vzorku ze sady trénovaćıch dat a Yi je tř́ıda

do které xi nálež́ı. Ćılem algoritmu je nalézt rozhodovaćı funkci, která s dostatečnou

přesnost́ı urč́ı tř́ıdu Y pro vstupńı vektor x. Nelineárńı SVM klasifikátor přǐrad́ı

každému vstupńımu vektoru xi rozhodovaćı funkci f(x) = sign(g(x)), kde

g(x) =
m∑
i=1

wiK(x, si) + b

Pokud je pro vstupńı vektor x f(x) = 1, znamená to, že x je prvkem tř́ıdy Y ,

pokud f(x) = −1, pak x neńı prvkem tř́ıdy Y . Symbol si označuje podp̊urný vektor

a m je počet podp̊urných vektor̊u. Výpočetńı složitost funkce g(x) je tedy př́ımo

úměrná č́ıslu m. K(x, si) je jádro, které mapuje vstupńı vektory do prostoru s vyšš́ı
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dimenźı, než je dimenze vektoru. Umožňuje tak separovat lineárně neseparovatelná

data transformaćı ze vstupńıho prostoru (viz obrázek 2.3 vlevo) do prostoru s vyšš́ı

dimenźı, ve kterém jsou data separovatelná (viz obrázek 2.3 vpravo).

Obrázek 2.3: Transformace lineárně neseparovatelných dat

Jádrových funkćı použ́ıvaných v SVM je několik. Často se použ́ıvaj́ı jádra, která

využ́ıvaj́ı skalárńı součin a jsou definována předpisem

K(x, si) = k(x· si)

Daľśı, méně už́ıvané jádro je např́ıklad polynomické jádro, definované předpisem

K(x, si) = (1 + x)d

Proměnná d je zadávána uživatelem. Volba jádra a jeho implementace zásadně

ovlivňuje výkonnost SVM algoritmu.

2.7.2 Hidden Markov Model

Skrytý Markov̊uv model je statistická metoda, která modeluje systém se skrytými

stavy. Ze systému je tedy pozorovateli viditelný pouze jeho výstup. Vnitřńı stav

systému, který je pozorovateli skrytý, má na výstup pravděpodobnostńı vliv. Mate-

matické základy modelu vyvinul v roce 1966 Leonard E. Baum [8]. Mimo extrakci

informace z textu a POS tagging je skrytý Markov̊uv model vhodný také pro roz-

poznáváńı řeči, ručně psaného textu či gest.
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2.7.3 Conditional Random Fields

Metoda podmı́něných náhodných poĺı je opět statistická modelovaćı metoda. Na poli

NLP je obĺıbená zejména proto, že na rozd́ıl od běžných klasifikátor̊u dokáže vźıt

v potaz sousedńı vzorky klasifikovaného vzorku. V př́ıpadě NER se tedy jedná o kon-

text, ve kterém je klasifikované slovo zmı́něno. Využit́ı této vlastnosti je názorně

ukázáno v kapitole 2.3.1. Časté využit́ı CRF je právě v oblasti NLP, dále v ob-

lasti poč́ıtačového viděńı (segmentace obrazu, rozpoznáńı objekt̊u) nebo vyhledáváńı

gen̊u.

Na CRF se lze d́ıvat jako na pravděpodobnostńı grafický model, který znázorňuje

známé závislostńı vztahy mezi jednotlivými pozorováńımi [9], nebo jako na Marko-

vova náhodná pole [10]. Tento model je závislý na náhodné proměnné X, která

představuje posloupnost pozorováńı. Uvažujeme neorientovaný graf

G = (V,E), kde {v ∈ V } jsou vrcholy grafu G a {e ∈ E} jsou jeho hrany.

Každý vrchol v představuje jednu z náhodných proměnných yv ∈ Y . Pokud každá

proměnná yv zachová Markovovu vlastnost vzhledem ke grafu G, pak (Y,X) je

podmı́něné náhodné pole. Struktura grafu G může být teoreticky libovolná. V praxi

se však při modelováńı posloupnost́ı nejčastěji využ́ıvá takové struktury, ve které

vrcholy v představuj́ıćı prvky Y , tvoř́ı jednoduchý řetěz prvńıho řádu. Toto seřazeńı

je ilustrováno na obrázku 2.4 – vyšrafované proměnné jsou generovány modelem,

b́ılé nejsou. Obrázek je převzat z [10].

Obrázek 2.4: Grafické znázorněńı podmı́něných náhodných poĺı s řetězovou struk-
turou.
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3 Nástroje pro vyhledáváńı pojmenovaných

entit v textu

Nástroj̊u pro NER existuje celá řada. Nı́že jsou uvedeny některé z nejznáměǰśıch,

které jsou dostupné veřejnosti zdarma pro vědecké účely [11]. Tyto nástroje se lǐśı

v mnoha ohledech:

� Metody, kterými nástroje pracuj́ı – slovńıkové, automatické se strojovým uče-

ńım nebo hybridńı, které kombinuj́ı slovńıkové a statistické metody.

� Tř́ıdy entit, které nástroj vyhledává a rozpoznává.

� Doménový rozsah – některé mohou být obecné a aplikovatelné na jakýkoliv

text, jiné naopak specificky zaměřené na konkrétńı doménu.

� Implementace – některé se použ́ıvaj́ı ve formě knihovny nebo plugin̊u, jiné jako

webové služby atd.

� Výstup – jelikož neexistuje standard pro zadáváńı pojmenovaných entit, i vý-

stupy nástroj̊u se lǐśı. Většinou je výstup ve formě objekt̊u nebo textových

soubor̊u.

Ačkoliv se mohou nástroje pro NER v mnohém lǐsit, jedno maj́ı společné – použitý

slovńık, trénovaćı sada a dataminingový algoritmus maj́ı zásadńı vliv na výkon

a efektivitu nástroje.

V následuj́ıćı podkapitole jsou stručně charakterizovány nejpouž́ıvaněǰśı nástroje.

Rozděleńı na cizojazyčné a české nástroje je myšleno z pohledu vstupńıho textu, se

kterým nástroj pracuje. Obecně lze nástroj použ́ıt i na jiný jazyk. Jeho úspěšnost pak

záviśı na mı́̌re zaměřeńı nástroje na konkrétńı jazyk. Pokud budou jazyky zásadně
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odlǐsné, nástroj pravděpodobně nebude vykazovat takové výsledky jako pro jazyk,

na který je uzp̊usoben.

3.1 Cizojazyčné nástroje

Stanford NER (SNER)

SNER1 je nástroj pro rozpoznáváńı pojmenovaných entit implementovaný v jazyce

Java a zaměřený předevš́ım na rozpoznáńı tř́ı tř́ıd – osoby, organizace a lokality.

V základńı verzi obsahuje modely pro anglický jazyk, ale je možné v programu

nač́ıst vlastńı model a nad ńım pak provádět NER. Tento systém využ́ıvá metodu

CRF, která na rozd́ıl od běžných klasifikátor̊u dokáže vźıt v potaz širš́ı kontext a ne-

rozhodovat pouze na základě jednoho, v daný moment klasifikovaného vzorku.

Illinois Named Entity Tagger (INET)

INET2 je vydaván jako samostatný program, který je založen na několika metodách

strojového učeńı: skryté Markovovy modely, v́ıcevrstevné neuronové śıtě a jiné sta-

tistické metody. V p̊uvodńı verzi rozpoznával čtyři tř́ıdy pojmenovaných entit, ve

stávaj́ıćı verzi už dokáže rozlǐsit osmnáct tř́ıd entit. Při práci mimo jiné využ́ıvá

slovńıky sestavené z hesel z wikipedie.

Alias-i LingPipe (LIPI)

LIPI3 je robustńı nástroj, který se použ́ıvá nejen pro NER, ale i jiné úlohy na zpra-

cováńı textu a extrakci informace (např́ıklad automatická oprava překlep̊u). Pro

NER využ́ıvá metodu HMM.

OpenCalais Web Service (OCWS)

OCWS4 je nástroj v podobě webové služby. Metody rozhrańı OCWS je možné volat

několika protokoly: SOAP, REST a HTTP. Podobně jako u LIPI se jedná o robustńı

1http://www-nlp.stanford.edu/software/CRF-NER.shtml
2http://cogcomp.cs.illinois.edu/page/software view/NETagger
3http://alias-i.com/lingpipe
4http://www.opencalais.com/documentation/calais-web-service-api
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nástroj s širš́ım zaměřeńım, který vyhledává nejen entity, ale také např́ıklad fakta

a události. Výsledky pak dokáže mapovat na hesla na wikipedii. OCWS podporuje

angličtinu, francouzštinu a španěľstinu.

General Architecture for Text Engineering (GATE)

GATE5 je software, který se zabývá zpracováńım textu velmi zeširoka. Na jeho

vývoji, který prob́ıhá od roku 1995, pracuje rozsáhlá komunita vývojář̊u i uživatel̊u

po celém světě. Celá architektura je rozdělena na několik produkt̊u podle zaměřeńı

a užit́ı. Jsou jimi:

� GATE Developer – integrované vývojové prostřed́ı určené ke zpracováńı jazyka

a textu spolu se systémem pro extrakci informace a sadou plugin̊u (tyto pluginy

může vyv́ıjet sám uživatel). Celé toto prostřed́ı je zaměřené na angličtinu.

� GATE Embedded – objektová knihovna určená pro import a použit́ı v jiných

aplikaćıch a programech. Umožňuje př́ıstup ke všem službám GATE Develo-

per.

� GATE Teamware – určeno pro rozsáhlé komerčńı projekty.

� Mı́mir (Multi-paradigm Information Management Index and Repository) –

nástroj, který umožňuje fulltextové vyhledáváńı a anotaci dat a je použitelný

na rozsáhlé textové korpusy (až TB textu).

3.2 České nástroje

Common Part-of-speech Tagger (COMPOST)

COMPOST6 je program pro vyhledáváńı entit v českém a anglickém jazyce, ho-

landštině a islandštině. Je psaný pouze pro operačńı systém linux a vyv́ıjený na

fakultě matematiky a fyziky Univerzity Karlovy v Praze. Nemá grafické uživatelské

rozhrańı – spoušt́ı se pouze z př́ıkazového řádku. Pojmenované entity vyhledává

kombinováńım metod strojového učeńı s učitelem a bez učitele.

5https://gate.ac.uk
6http://ufal.mff.cuni.cz/compost
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MorphoDiTa

MorphoDiTa7 (Morphological Dictionary and Tagger) je v́ıceúčelový lingvistický

nástroj vydaný pod licenćı LGPL, který vznikl na Univerzitě Karlově v Praze. Ne-

jedná se př́ımo o nástroj pro NER, ale umožňuje provádět tokenizaci, morfologickou

analýzu a obsahuje také lingvistické modely. Nástroj MorphoDiTa lze použ́ıt jak

samostatně, tak jako knihovnu pro jazyk Java. V práci jsem jej využil pro źıskáńı

morfologických značek z textu.

Treex

Treex8 (formálně TectoMT) je modulárńı nástroj pro NLP implementovaný v ja-

zyce Python, který také vzniká na Univerzitě Karlově v Praze. Jeho silnou stránkou

je vysoká modularizace, d́ıky které je snadné jej začlenit do vlastńıho projektu a dále

rozv́ıjet. Skládá se z takzvaných blok̊u, které maj́ı jednotné, objektově orientované

rozhrańı a usnadňuj́ı tak vzájemnou interakci. Treex je také možné vyzkoušet přes

webové rozhrańı.

7http://ufal.mff.cuni.cz/morphodita
8http://ufal.mff.cuni.cz/treex
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žb
a
.

3
L

ib
ra

ry
–

n
ás

tr
o

j
je

p
os

k
y
to

v
án

ja
ko

k
n

ih
ov

n
a
,

k
te

ro
u

lz
e

v
lo

ži
t

d
o

v
la

st
ń
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4 Návrh a implementace nástroje pro NER

Vlastńı implementaci jsem navrhl tak, aby využ́ıvala možnost́ı v́ıce dataminingových

algoritmů zároveň a kombinovala jejich silné stránky. Ve vzniklém nástroji jsou

použity dataminingové algoritmy SVM, HMM, CRF (viz kapitolu 2.7) a slovńıková

metoda pro vyhledáváńı pojmenovaných entit. Z pohledu metodiky práce se tedy

jedná o hybridńı nástroj. Algoritmy HMM, CRF a SVM jsou prováděny exterńımi

nástroji LIPI, SNER a LIBSVM (viz tabulku 3.1). Dále jsem implementoval slo-

vńıkovou metodu, která je součást́ı výsledného programu. Program jsem pracovně

nazval MANER (Multiple Algorithm Named Entity Recognizer). Při psańı programu

jsem se inspiroval knihou Uměńı programováńı [12], která je dobrým zdrojem návod̊u

a př́ıklad̊u programováńı složitěǰśıch datových struktur a matematických výpočt̊u.

4.1 Popis navržené implementace

Navržená implementace, znázorněná na obrázku 4.1, pracuje ve dvou základńıch

fáźıch – fáze učeńı a fáze rozpoznáváńı.

4.1.1 Fáze učeńı

V této fázi je stroji poskytnuta trénovaćı sada, na které se jednotlivé části nástroje

nauč́ı rozpoznávat pojmenované entity. Protože jednotlivé nástroje nepracuj́ı se

stejnými vstupńımi daty, je potřeba trénovaćı data vždy převést do formátu sro-

zumitelného pro daný nástroj. Každý ze tř́ı nástroj̊u si na základě trénovaćıch dat

vytvoř́ı vlastńı model. Pomoćı tohoto modelu pak rozpoznává pojmenované entity ve

druhé fázi (rozpoznáváńı). Tuto činnost stač́ı provést pouze jednou, když je potřeba

nástroj naučit rozpoznávat entity nad jinou doménou.
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Obrázek 4.1: Návrh implementace nástroje pro NER

4.1.2 Fáze rozpoznáváńı

V této fázi jsou již nástroje natrénovány a připraveny rozpoznávat pojmenované

entity ve vstupńım textu. Rozpoznáváńı prob́ıhá ve dvou kroćıch:

Krok 1 – vyhledáńı entit

V tomto kroku všechny čtyři nástroje provedou své vyhledáváńı (provede se tedy

třikrát statistická metoda a jednou slovńıková metoda). Výstupem jsou čtyři se-

znamy pojmenovaných entit.
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Krok 2 – sloučeńı výsledk̊u

Čtyři seznamy nalezených entit z předešlého kroku jsou nyńı sloučeny do jednoho.

Sloučeńı se ř́ıd́ı předešlým úspěchem jednotlivých nástroj̊u ve vyhledáváńı entit.

Každému nástroji je podle jeho přesnosti přidělena váha (č́ıslo v intervalu <0; 1>).

Na základě těchto vah se urč́ı nejpravděpodobněǰśı kandidáti na správně nalezené

pojmenované entity. Vzniklý seznam (ve formě označkovaného vstupńıho dokumentu

s nalezenými pojmenovanými entitami) je výstupem tohoto kroku a celého nástroje.

4.2 Použitý datový korpus

K demonstraci úlohy byl vybrán korpus dat źıskaný ze stránek ČSFD (Česko-

Slovenská Filmová Databáze). Data byla źıskána postupným parsováńım žebř́ıčk̊u

filmů, amatérských filmů, TV pořad̊u a seriál̊u. Všechny filmy pocháźı z české pro-

dukce. Pro parsováńı dat jsem v jazyce Java implementoval parser, který využ́ıvá

knihovnu jsoup1 k parsováńı HTML a manipulaci s DOM. Výsledný korpus ve

formátu XML obsahuje název filmu, url adresu filmu, rok vzniku, hodnoceńı, po-

pis zápletky, výpis lid́ı, kteř́ı se pod́ıleli na vzniku filmu spolu s odkazy na jejich

profily, výčet všech komentář̊u k filmu spolu s uděleným hodnoceńım, jménem ko-

mentátora a odkazem na jeho profil. Datová struktura dokumentu je znázorněna na

obrázku 4.2. Datový korpus a zdrojové kódy parseru jsou obsaženy na přiloženém

CD. Tabulka 4.1 obsahuje údaje o stažených datech.

1http://jsoup.org; intuitivńı API pro práci s HTML dokumenty, které využ́ıvá podobnou ano-
taci jako CSS a JS.
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Obrázek 4.2: Struktura stažených dat

Tabulka 4.1: Údaje o stažených datech

Počet vět 757 487

Počet filmů 3 571

Počet komentář̊u 227 893

Počet komentátor̊u (unikátńı) 19850

Počet aktér̊u (unikátńı) 9710

Nástroj MANER lze pro stahováńı dat o filmech použ́ıt následuj́ıćım zp̊usobem:

java -jar maner.jar -download [yearFrom] [yearTo] [movieType]

Tyto tři argumenty slouž́ı k filtrováńı filmů, o kterých se budou data stahovat.

Argumenty yearFrom a yearTo omezuj́ı filmy rokem vzniku. Argument movieType

omezuje filmy typem.
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Povolené hodnoty tohoto argumentu jsou:

0 – filmy

1 – video filmy

2 – TV filmy

3 – TV seriály

4 – TV pořady

7 – studentské filmy

8 – amatérské filmy

Výsledek stahováńı je uložen do XML souboru s následuj́ıćı cestou:

./files/dumps/list-[movieType]-1-from-[yearFrom]-to-[yearTo].xml

Stahováńı dat je omezené na deset požadavk̊u za minutu. Předejde se tak vy-

sokému množstv́ı požadavk̊u na server, možnému podezřeńı na DoS2 útok a násle-

dnému zablokováńı IP adresy.

Stažená data jsou dále použita k vytvořeńı testovaćı a trénovaćı sady a slovńıku.

Metody které jsou k tomu použity čtou data vždy pouze z jednoho souboru, a proto

nástroj umožňuje spojit několik XML soubor̊u do jednoho pomoćı př́ıkazu:

java -jar maner.jar -merge [directoryWithXMLFiles] [outputFile]

Data lze z XML formátu do textové podoby bez značek převést př́ıkazem:

java -jar maner.jar -convert [inputXMLFile] [outputDirectory]

2Denial of Service
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4.3 Použité značeńı pojmenovaných entit

Jako standard pro označováńı pojmenovaných entit ve výstupńım textu jsem použil

konvence podobné CNEC. Tedy nalezené entity jsou vyznačeny ve formě:

Hrdiny filmu <PERS Petera Kerekese> jsou vojenšt́ı kuchaři z r̊uzných kout̊u

<LOC Evropy>.

Značeńı ve slovńıku a v trénovaćı a testovaćı sadě je odlǐsné od značeńı ve

výstupńım souboru, a to zejména kv̊uli odlǐsné struktuře soubor̊u. Na rozd́ıl od

výstupńıho souboru, který je ve formě souvislého textu, jsou trénovaćı a testovaćı

sada a slovńık vždy ve formě jednoho hesla na řádek. A proto jsou ve tvaru:

Hrdiny O

filmu O

Petra PERS

Kerekese PERS

Všechny druhy entit, které nástroj MANER vyhledává, jsou spolu s jejich ozna-

čeńım shrnuty v tabulce 4.2. Ke klasicky vyhledávaným entitám jsem nav́ıc přidal

entity specifické pro vybranou doménu dat. Jedná se o název filmu a přezd́ıvky

(zejména přezd́ıvky komentuj́ıćıch, tedy jména uživatel̊u ČSFD).

Tabulka 4.2: Značeńı druh̊u vyhledávaných entit

Druh entity Označeńı (SNER, LIPI) Označeńı (SVM)

Osoba PERS 1

Lokalita LOC 2

Časový údaj TIME 4

Název organizace ORG 6

Název filmu MOV 7

Přezd́ıvka NICK 3

Slovo, které neńı entitou O 0
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4.4 Tvorba slovńıku z dat z ČSFD

Pro vytvořeńı slovńıku ze stažených dat použijeme př́ıkaz:

java -jar maner.jar -dctbuild [inputXMLFile] [outputDictionary]

Argument inputXMLFile je soubor, který vznikl po vykonáńı př́ıkazu download nebo

merge (kapitola 4.2). Ve výsledném slovńıku jsou obsažena všechna jména filmů,

herc̊u, tv̊urc̊u filmů a uživatel̊u, která byla k nalezeńı ve vstupńım souboru. Tato

jsou označena př́ıslušným druhem entity a to stylem popsaným v kapitole 4.3.

4.5 Př́ıprava trénovaćı a testovaćı sady

Knihovny SNER a LIPI využ́ıvaj́ı podobný vstupńı formát trénovaćı a testovaćı

sady: [token][tabulátor][tř́ıda entity př́ıslušej́ıćı tokenu]. Lǐśı se pouze v pojmenováńı

druh̊u entit. Ve formátu pro LIPI je rozlǐseno, zda se jedná o začátek (prefix B-)

pojmenované entity nebo pokračováńı v́ıcetokenové entity, která začala na některém

z předchoźıch řádk̊u (prefix I-). Pro převedeńı trénovaćı sady nástroje SNER na

trénovaćı sadu pro nástroj LIPI slouž́ı př́ıkaz:

java -jar maner.jar -lipiconvert [pathToSNERTrainFile] [outputFile]

Algoritmus prováděj́ıćı konverzi vycháźı z předpokladu, že mezi dvěma enti-

tami je alespoň jedno slovo nebo znak, které neńı entitou. Tedy každou entitu,

jež následuje bezprostředně za jinou entitou a má stejnou tř́ıdu, označ́ı jako po-

kračováńı předchoźı entity. Tento př́ıstup je do jisté mı́ry naivńı, ale porušeńı tohoto

předpokladu nastane tak ojediněle (např́ıklad v trénovaćı a testovaćı sadě nenastalo),

že je možné jej použ́ıt, aniž by t́ım utrpěla následná přesnost vytvořeného uč́ıćıho

modelu. Pro zjednodušeńı jsem pro trénováńı SVM algoritmu použil stejný formát

jako je formát SNER, který je před spuštěńım programu převeden na vektory.

Obě sady byly vytvořeny z dat stažených z ČSFD. Ze všech komentář̊u a zápletek

jsem náhodně vybral tři tiśıce vět na trénovaćı sadu a 600 vět na testovaćı sadu,
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rovnoměrně vždy polovinu vět ze zápletek a polovinu z komentář̊u. Vybraný text

jsem prošel a ke každému tokenu přǐradil odpov́ıdaj́ıćı druh entity. Takto označeným

dat̊um se ř́ıká golden data (zlatá data), nebot’ se vycháźı z předpokladu, že jsou

správná a stroj se z nich může učit. Tvorba obsáhleǰśı sady je velmi zdlouhavá činnost

a projevuje se to na vysoké hodnotě takto anotovaných dat. Vzniklá trénovaćı sada je

považována za malou (ve srovnáńı např́ıklad s trénovaćı sadou CNEC, která obsahuje

9000 vět).

4.5.1 Automatické rozšǐrováńı trénovaćı sady

Aby se při rozpoznáváńı pojmenovaných entit dosáhlo co nejlepš́ıch výsledk̊u, využil

jsem automatické rozš́ı̌reńı trénovaćı sady. Protože manuálńı označováńı entit je

časově náročná činnost, je možné trénovaćı sadu rozš́ı̌rit automaticky. Obecně se

v dataminingu využ́ıvá v́ıce př́ıstup̊u (např́ıklad generováńı virtuálńıch př́ıklad̊u na

základě známých dat). U této konkrétńı úlohy je vhodné k rozš́ı̌reńı sady použ́ıt

vzniklý slovńık entit. Trénovaćı sadu jsem tedy rozš́ı̌ril o slovńık všech jmen a pře-

zd́ıvek stažených z ČSFD.

4.5.2 Trénovaćı data pro nástroj LIBSVM

Trénovaćı sada pro nástroj LIBSVM je zásadně odlǐsná od trénovaćıch sad dvou

předchoźıch nástroj̊u. Je to zp̊usobeno předevš́ım podstatou algoritmu SVM. Před

trénováńım nástroje je potřeba každý token převést na vektor. Každá položka tohoto

vektoru určitým zp̊usobem charakterizuje daný token. Položky vektoru jsem sestavil

z morfologických značek ke kterým jsem nav́ıc přidal vlastńı charakteristiky popsané

ńıže.

Morfologické značky

Pro charakterizaci tokenu jsem využil morfologické značky. Morfologická značka je

řetězec, který vznikne jako výstup morfologické analýzy. Každý jeho znak představuje

jednu morfologickou kategorii.
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Např́ıklad značka

Praha: NNFS1-----A----

nese o slově Praha informaci, která je popsána v tabulce 4.3.

Tabulka 4.3: Význam morfologických značek pro slovo Praha

pozice znak význam

1 N podstatné jméno

2 N obyčejné substantivum

3 F ženského rodu

4 S jednotného č́ısla

5 1 v prvńım pádě

11 A afirmativ, tedy slovo je bez negativńı předpony ne

Pokud je na některé pozici pomlčka, znamená to, že tato hodnota u daného

slova nedává smysl (např́ıklad značka na desáté pozici určuje stupeň). Kompletńı

dokumentaci s popisem každé značky a jej́ıch možných hodnot lze nalézt v [13]. Pro

źıskáńı morfologických značek k danému tokenu jsem použil nástroj MorphoDiTa.

Struktura vstupńıch vektor̊u

Vektory v trénovaćı sadě maj́ı celkem dvacet položek. Prvńı položka představuje

tř́ıdu entity daného tokenu. Jedná se o č́ıslo v rozsahu nula až sedm. Nula je vy-

hrazena pro slova, která nejsou pojmenovanými entitami a ostatńı č́ısla představuj́ı

jednotlivé tř́ıdy pojmenovaných entit (viz tabulku 4.2). Daľśıch patnáct položek vek-

toru představuje morfologické značky daného tokenu. Položky na pozici 17, 18, 19

a 20 nabývaj́ı pouze hodnot jedna a nula, a uchovávaj́ı tyto informace:

pozice 17 – zda je daný token deľśı než dva znaky

pozice 18 – zda daný token zač́ıná velkým ṕısmenem

pozice 19 – zda je daný token celý velkými ṕısmeny

pozice 20 – zda je daný token na začátku věty
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Převod trénovaćı sady do formátu SVM

Pro převod trénovaćı sady slouž́ı př́ıkaz:

java -jar maner.jar -svmconvert [inputFile] [outputFile]

Vstupńı soubor muśı být ve formátu trénovaćı sady pro nástroj SNER (tedy vždy

[token] [tř́ıda] na jednom řádku). Výstupńı soubor je pak ve formátu jednoho podp̊ur-

ného vektoru na řádek.

Tedy pro Praha : NNFS1-----A---- bude výstupem:

2 1:6 2:37 3:1 4:3 5:1 11:1 16:1 17:1 18:0 19:1

Význam jednotlivých č́ısel je uveden výše. Je d̊uležité podotknout, že prvńı č́ıslo

udává tř́ıdu pojmenovaných entit (2 = LOC ) do které vektor nálež́ı a je uvedeno

samostatně. Všechna ostatńı jsou po dvojici a to ve formě: [pozice položky]:[hodnota

položky]. Položky které nejsou určené (v morfologické značce maj́ı pomlčku) se ve

vektoru v̊ubec neobjev́ı.

4.5.3 Ručńı anotace dat

Pro zjednodušeńı ručńı anotace dat nástroj MANER implementuje následuj́ıćı po-

stup:

1. lemmatizace libovolně velkého souboru s textem – data jsou převedena do

podoby jedna věta na řádek,

2. náhodný výběr zadaného počtu vět,

3. tokenizace – data jsou převedena do podoby jeden token na řádek,

4. přǐrazeńı výchoźı tř́ıdy entity každému tokenu – data jsou převedena do podoby

[token][tabulátor][výchoźı tř́ıda entity].
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Pro provedeńı dané sekvence operaćı slouž́ı př́ıkazy:

java -jar maner.jar -lemmatize [inputFile]

java -jar maner.jar -limitlemmas [inputFile] [n]

java -jar maner.jar -tokenize [inputFile]

java -jar maner.jar -defaultclass [inputFile] [defaultClass]

Každý př́ıkaz vytvář́ı nový soubor (se stejnou cestou jako vstupńı soubor, pouze

mu přidá novou koncovku), který přej́ımá následuj́ıćı př́ıkaz. Po vykonáńı této sek-

vence je potřeba proj́ıt celý výsledný soubor a každé entitě přǐradit jej́ı odpov́ıdaj́ıćı

tř́ıdu. Výstupem tohoto kroku jsou již výše zmı́něná golden data. V tabulce 4.4

jsou uvedeny údaje o ručně označených datech. Je patrné a očekávatelné, že většina

slov nejsou pojmenované entity. Poměr rozděleńı jednotlivých tř́ıd je na náhodně

vybraných datech velmi podobný v trénovaćı i testovaćı sadě. V tabulce je také

uvedeno, jak se změnila trénovaćı sada po automatickém rozš́ı̌reńı.

Tabulka 4.4: Údaje o trénovaćı a testovaćı sadě

Trénovaćı sada Testovaćı sada Rozš́ı̌rená tr. sada

Počet vět 3 000 600 12 000

Počet slov 49 768 9 861 208 962

Počet jmen (PERS) 1 904 340 22 134

Počet lokalit (LOC) 519 66 519

Počet názv̊u filmů (MOV) 340 60 10 481

Počet čas. údaj̊u (TIME) 148 31 14 432

Počet organizaćı (ORG) 136 38 136

Počet přezd́ıvek (NICK) 59 10 28 695

Počet ne-entit (O) 46 609 9 304 132 647

Procento entit 6,35 % 5,65 % 36,5 %

38



4.6 Trénováńı NER nástroj̊u

Po vytvořeńı trénovaćıch sad je možné je použ́ıt k trénováńı jednotlivých nástroj̊u.

Př́ıkazy pro trénováńı jsou:

java -jar maner.jar -svmtrain [inputFile] [outputFile]

java -jar maner.jar -lipitrain [inputFile] [outputFile]

java -jar maner.jar -snertrain [propertiesFile]

U nástroj̊u LIBSVM a LIPI je rozhrańı stejné. Argument inputFile je cesta ke

vstupńı trénovaćı sadě v př́ıslušném formátu a argument outputFile je cesta, kam se

ulož́ı natrénovaný model. U trénováńı nástroje SNER je rozhrańı odlǐsné. Jediný ar-

gument propertiesFile je cesta k souboru s nastaveńım trénovaćıho nástroje. Tento

soubor mimo jiné obsahuje i nastaveńı vstupńıho a výstupńıho souboru. Př́ıklad

takového souboru lze nalézt na přiloženém CD. Cesta k souboru je:

./MANER/files/SNER/csfdner.prop.

Trénovaćı sada pro nástroj SVMLIB muśı být nejprve převedena do formátu vek-

tor̊u (viz kapitolu 4.5.2). Co se týče doby trénováńı nástroj̊u, jsou zde zásadńı rozd́ıly.

Nástroj LIBSVM se na trénovaćı sadě učil nejkratš́ı dobu (necelých 7 sekund),

nástroj SNER se učil 27 sekund a nástroji SNER vytvářeńı modelu zabralo dokonce

9,5 minuty. Uvedené hodnoty byly naměřeny na poč́ıtači s konfiguraćı uvedenou

v tabulce 4.5. Na stejném poč́ıtači byly prováděny i veškerá daľśı testováńı.

Tabulka 4.5: Konfigurace poč́ıtače, na kterém bylo prováděno testováńı

Operačńı systém Windows 8.1 Pro

Velikost RAM 6 GB

Procesor Intel® Core� i3-3227U, CPU @ 1,90 GHz 1,90 GHz

Typ systému 64bitový

V tabulce 4.6 jsou uvedeny doby trénováńı jednotlivých nástroj̊u na p̊uvodńı

trénovaćı sadě i na rozš́ı̌rené trénovaćı sadě. Časy jsou uvedeny ve formátu hh:mm:ss.
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Tabulka 4.6: Doba trváńı trénováńı jednotlivých nástroj̊u

Základńı trénovaćı sada Rozš́ı̌rená trénovaćı sada

SNER 00:09:11 01:29:42

LIPI 00:00:30 00:01:21

LIBSVM 00:01:02 02:35:44

4.7 Testováńı NER nástroj̊u

Součást́ı nástroje je také rozhrańı pro jeho otestováńı. Pro otestováńı je potřeba

sada dat ve stejném formátu jako trénovaćı data. Aby byly výsledky testováńı od-

pov́ıdaj́ıćı, měla by se data v testovaćı sadě lǐsit, ale také by se mělo jednat o data

ze stejné domény jako data v trénovaćı sadě. Otestováńı se provede př́ıkazem:

java -jar maner.jar -test [inputFile] [snerModelFile]

[lipiModelFile] [svmModelFile] [outputFile]

Nástroj MANER načte ze vstupńıho souboru správné tř́ıdy jednotlivých entit a předá

nástroj̊um pro rozpoznáváńı entit pouze čistá data. Po zpracováńı vyhodnot́ı výsledky

všech nástroj̊u pomoćı správných odpověd́ı a výsledky ulož́ı do výstupńıho souboru.

Tyto výsledky obsahuj́ı počty TP, FP, FN, přesnost, úplnost a F-mı́ru.

4.8 Použit́ı NER nástroj̊u samostatně

Mimo to, že lze nástroj MANER použ́ıt jako celek, lze také použ́ıt pouze jednotlivé

nástroje. Můžeme tak zjistit, jak hodnotil daný vstupńı text každý nástroj. Rozhrańı

pro samostatné použit́ı nástroj̊u je:

java -jar maner.jar -svm [inputFile] [modelFile]

java -jar maner.jar -lipi [inputFile] [modelFile]

java -jar maner.jar -sner [inputFile] [modelFile]

Argument inputFile je cesta ke vstupńımu souboru s prostým textem. Argument

modelFile je cesta k modelu, jehož tvorbu popisuje kapitola 4.6. Výstup jednot-
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livých nástroj̊u je vytǐstěn na standardńı výstup. Pokud bychom chtěli zkontrolovat

vyhodnoceńı slovńıkové metody, použijeme př́ıkaz:

java -jar maner.jar -dictionary [inputFile] [dictionaryFile]

Argument dictionaryFile je soubor se slovńıkem. Tvorba slovńıku je popsána v ka-

pitole 4.4.
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5 Testováńı navrženého nástroje

V této kapitole jsou shrnuty výsledky naměřené při běhu programu. Program byl

natrénován a otestován pomoćı testovaćı a trénovaćı sady vytvořené v rámci práce –

tedy pomoćı dat stažených z webu ČSFD. V tabulce 5.1 jsou shrnuty výsledky testu

programu před automatickým rozš́ı̌reńım trénovaćı sady pomoćı slovńıku. Uvedená

hodnota vždy představuje F-mı́ru (tedy kombinaci přesnosti a úplnosti) konkrétńıho

nástroje. F-mı́ra je v tomto př́ıpadě harmonický pr̊uměr přesnosti a úplnosti (viz ka-

pitolu 2.4). Trénovaćı a testovaćı sady použité pro otestováńı nástroje jsou popsány

v tabulce 4.4.

Tabulka 5.1: Výsledky testováńı nástroje MANER před automatickým rozš́ı̌reńım
trénovaćı sady

Tř́ıda
Testovaný nástroj

SNER LIPI LIBSVM slovńık MANER

PERS 0,801 0,131 0,721 0,885 0,952

LOC 0,666 0,4 0,0 0,0 0,652

TIME 0,415 0,586 0,384 0,0 0,578

ORG 0,211 0,211 0,0 0,0 0,4

MOV 0,052 0,027 0,0 0,874 0,787

NICK 0,0 0,011 0,0 0,71 0,551

O 0,917 0,888 0,922 0,933 0,952

Z tabulky 5.1 je patrné, že nejlépe nástroj vyhledával jména lid́ı a datové údaje.

Jména lid́ı vyhledával nejlépe proto, že jejich zastoupeńı v trénovaćı sadě bylo

nejvyšš́ı. Datových údaj̊u nebylo mnoho, ale od běžného textu jsou jednoduše rozlǐsi-

telné. Nejlépe toho využ́ıvá algoritmus SVM, který na slova pohĺıž́ı z morfologického

hlediska. Naopak ostatńı tř́ıdy pro tento algoritmus byly problémové právě z tohoto

d̊uvodu.
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Dále je patrné, že slovńıková metoda nepřesahuje rámec definovaného slovńıku,

a rozpoznává pouze druhy pojmenovaných entit, které jsou ve slovńıku definovány.

Obecně si ze všech nástroj̊u nejlépe vedl nástroj SNER. Lze zde vypozorovat jistou

souvislost mezi dobou trénováńı nástroje a jeho úspěšnost́ı, viz tabulku 4.6.

Před t́ım, než se provedlo testováńı celého nástroje MANER, byly výsledky tes-

továńı d́ılč́ıch nástroj̊u použity k sestaveńı tabulky vah. Jako váha nástroje pro

konkrétńı tř́ıdu entit slouž́ı jeho přesnost při testováńı. V podstatě se tedy jedná

o tabulku přesnost́ı jednotlivých nástroj̊u. Jedinou výjimkou je tř́ıda O. Ačkoliv je

zde označována jako tř́ıda pojmenované entity, ve skutečnosti se o pojmenovanou

entitu nejedná. Protože je jej́ı zastoupeńı v běžném textu nejvyšš́ı, nástroj je touto

tř́ıdou přeučen. Pokud by j́ı z̊ustala jej́ı přesnost, pak by většinu skutečných pojme-

novaných entit v textu nástroj označil tř́ıdou O. Proto byla v tabulce vah u každého

nástroje pro tř́ıdu O použita přesnost 0,01. Váhy, která vznikly při prvńım testováńı,

jsou uvedeny v tabulce 5.2.

Tabulka 5.2: Váhy použité při testováńı nástroje MANER před automatickým
rozš́ı̌reńım trénovaćı sady

Tř́ıda
Nástroj

SNER LIPI LIBSVM slovńık

PERS 0,905 0,899 0,781 0,97

LOC 0,919 0,888 0,0 0,0

TIME 1,0 1,0 1,0 0,0

ORG 1,0 1,0 0,0 0,0

MOV 0,5 1,0 0,0 0,7

NICK 0,25 0,333 0,0 0,125

O 0,01 0,01 0,01 0,01

V tabulce 5.3 jsou výsledky běhu programu po automatickém rozš́ı̌reńı trénovaćı

sady. Je patrné, že toto rozš́ı̌reńı na výsledky testováńı mělo značný vliv. Bylo za-

znamenáno očekávané zlepšeńı zejména v rozpoznáváńı těch tř́ıd entit, které byly

rozš́ı̌rené. Ve tř́ıdách, které rozš́ı̌reny nebyly (LOC, ORG) výsledky nejsou jedno-

značné. Zat́ımco rozpoznáváńı tř́ıdy LOC se zlepšilo, rozpoznáváńı tř́ıdy ORG se

zhoršilo.
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Tabulka 5.3: Výsledky testováńı nástroje MANER po automatickém rozš́ı̌reńı
trénovaćı sady

Tř́ıda
Testovaný nástroj

SNER LIPI LIBSVM slovńık MANER

PERS 0,95 0,043 0,753 0,885 0,98

LOC 0,789 0,429 0,0 0,0 0,769

TIME 0,894 0,398 0,753 0,0 0,996

ORG 0,222 0,222 0,0 0,0 0,316

MOV 0,922 0,227 0,286 0,875 0,952

NICK 0,768 0,687 0,529 0,71 0,753

O 0,955 0,89 0,905 0,933 0,911

Váhy použité pro testováńı s rozš́ı̌renou trénovaćı sadou jsou uvedeny v ta-

bulce 5.4.

Tabulka 5.4: Váhy použité při testováńı nástroje MANER po automatickém
rozš́ı̌reńım trénovaćı sady

Tř́ıda
Testovaný nástroj

SNER LIPI LIBSVM slovńık

PERS 0,709 0,6 0,601 0,992

LOC 0,625 0,666 0,0 0,0

TIME 0,935 0,93 0,826 0,0

ORG 0,666 0,666 0,0 0,0

MOV 0,727 0,8 0,0 0,933

NICK 0,0 1 0,0 0,944

O 0,01 0,01 0,01 0,01
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Graf na obrázku 5.1 přehledně znázorňuje, jak byl nástroj MANER úspěšný

v nalézáńı pojmenovaných entit v porovnáńı s d́ılč́ımi výsledky jednotlivých nástroj̊u.

Obrázek 5.1: Porovnáńı F-mı́ry nástroje MANER s jednotlivými nástroji

Součást́ı vývoje byla také následná paralelizace běhu nástroje. Protože MANER

p̊uvodně pracoval v jednom vlákně, bylo možné změřit vliv paralelizace na rychlost

běhu programu. Naměřené hodnoty jsou uvedeny v tabulce 5.5. Měřeńı prob́ıhalo na

poč́ıtači se stejnou konfiguraćı, jako je uvedena v tabulce 4.5. Do měřeńı byl zahr-

nut čas běhu programu od začátku do konce, včetně konstantńı složky (inicializace

nástroj̊u a nač́ıtáńı model̊u). Časy jsou uvedeny ve formátu hh:mm:ss.

Tabulka 5.5: Vliv paralelizace na rychlost běhu programu

2 kB textu (379 slov) 2,6 MB textu (370 000 slov)

Před paralelizaćı 00:00:32 02:13:42

Po paralelizaci 00:00:14 00:53:21
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6 Závěr

V této práci byla řešena problematika vyhledáváńı pojmenovaných entit pomoćı al-

goritmů dataminingu. Byla provedena rešerše nástroj̊u, které se k daným účel̊um

použ́ıvaj́ı, jejich výhody, nevýhody a specifika použit́ı. Dále byla provedena rešerše

algoritmů dataminingu, které se v uvedené oblasti extrakce informace použ́ıvaj́ı. Na

základě těchto poznatk̊u byl navržen a v jazyce Java implementován nástroj, který

inovativńım zp̊usobem řeš́ı daný problém. Tento nástroj kombinuje několik exis-

tuj́ıćıch nástroj̊u a algoritmů a využ́ıvá výhody každého z nich. Pomoćı navrženého

nástroje lze doćılit vyšš́ı přesnosti i úplnosti než u jednotlivých nástroj̊u samostatně.

Práce dále na praktickém př́ıkladě popisuje, jak pro navržený nástroj vytvořit da-

tový model. Na vytvořeném modelu byl nástroj otestován pomoćı přesnosti a úplnosti.

Nástroj téměř ve všech př́ıpadech vykazoval vyšš́ı přesnost i úplnost než při použit́ı

d́ılč́ıch nástroj̊u a algoritmů samostatně, což lze považovat za hlavńı př́ınos práce. Po

otestováńı nástroje pomoćı přesnosti a úplnosti byly naplněny všechny body zadáńı

práce.

Daľśı vývoj nástroje MANER by mohl směřovat k př́ıvětivěǰśımu uživatelskému

rozhrańı. Jelikož je uživatelské rozhrańı programu ve formě př́ıkazové řádky, mohl

by být daľśım krokem vývoj grafického uživatelského rozhrańı, které by program

zpř́ıstupnilo širš́ımu spektru uživatel̊u. Lepš́ıch výsledk̊u vyhledáváńı by také bylo

možné doćılit daľśım ćıleným rozšǐrováńım trénovaćı sady. A to zejména o ty tř́ıdy

entit, které jsou v té stávaj́ıćı ř́ıdce zastoupené.
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