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ABSTRAKT
Tato bakalářská práce se věnuje problematice genomické predikce s využitím predikčních
metod založených na strojovém učení. V první části se práce zabývá teoretickou rešerší s
užším zaměřením na genomickou predikci a její aplikaci v rámci rostlinných dat. Dále se
zabývá predikčními algoritmy a modely založenými na strojovém učení, které se využívají
pro genomické predikce. Další část obsahuje podrobnější popis použitých genomických
a metabolomických dat poskytnutých od vedoucí práce. Ve čtvrté části je popsána sa-
motná implementace vybraných modelů strojového učení. Poslední pátá část se zabývá
zhodnocením modelů strojového učení a diskuzí k výsledkům.
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ABSTRACT
This bachelor’s thesis deals with the problem of genomic prediction using machine learn-
ing based prediction methods. The first part of the thesis deals with theoretical review
with a narrower focus on genomic prediction and its application to plant data. Thesis
then discusses prediction algorithms and machine learning based models that are used
for genomic prediction. The following section contains a more detailed description of the
used genomic and metabolomic data, provided by the thesis supervisor. The fourth sec-
tion describes the actual implementation of the selected machine learning models. The
last fifth section deals with the evaluation of the machine learning models and discussion
of the results.
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Úvod
Genomická predikce je postup používaný pro modelování vztahu genotyp-fenotyp
a pomáhá pochopit otázky spojené s interpretací genomu. Stále detailnější schop-
nost pochopení skrytých pochodů na pozadí tohoto vztahu genotyp-fenotyp vede k
snadnějšímu pokroku v mnoha oblastech a to jak v biomedicíně, tak v zemědělství
a ekologii – při šlechtění rostlin. Globální změna klimatu, zvýšená poptávka po bio-
energii a rostoucí světová populace jsou současnými výzvami v rámci udržitelnosti.
Proto je zvyšování světové produkce plodin důležitou současnou výzvou a otevírá
velké možnosti pro využití predikčních algoritmů v aplikaci genomické predikce u
rostlin.

Tato bakalářská práce se zaměřuje na implementaci predikčních modelů pro ge-
nomickou predikci rostlin, využívajících genomická data popsána pomocí jednonuk-
leotidových polymorfismů. K implementaci predikčních modelů jsou použity metody
strojového učení, konkrétněji hřebenové regrese, operátoru nejmenšího absolutního
zmenšení a výběru, náhodného lesa a především sítí s dlouhou-krátkodobou pamětí
(tzv. LSTM sítí).

Teoretická část práce se soustředí na teorii v rámci genomické predikce. První
část je zaměřena na genomickou predikci, což je problém vyplývající z biologie, jež
se zabývá zkoumáním vztahu mezi genotypem a fenotypem. Tato část zahrnuje také
přehled celogenomových asociačních studií, které slouží jako základ pro genomické
predikce, a důvody pro použití genomické predikce u rostlin. Dále se práce zaměřuje
na rešerši publikovaných studií, které se zabývají genomickou predikcí rostlin - a
popisem analyzovaných dat, konkrétně modelového organismu Arabidopsis thaliany.

Praktická část práce se dále věnuje predikčním metodám. V základu konvenč-
ním modelům založeným na strojovém učení, které jsou využívány pro genomické
predikce. Dále je důraz kladen také na hloubkové učení a specifické typy architektur
neuronových sítí. Přičemž hlavní pozornost je dána na LSTM sítě, které jsou hlav-
ním tématem této práce, a jejich aplikace v oblasti predikcí. Na závěr práce popisuje
hodnotící metriky predikčních modelů.

Praktická stránka práce se zabývá konkrétní implementací vybraných konvenč-
ních modelů strojového učení a sítí LSTM. Obsahuje předzpracování dat a použití
konkrétních funkcí pro realizaci jednotlivých modelů. V poslední části této bakalář-
ské práce jsou prezentovány a diskutovány výsledky GP a jim odpovídající výsledky
hodnotících metrik pro jednotlivé predikční přístupy.
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1 Genomická predikce
Genomická Predikce (GP) se využívá pro modelování vztahu genotyp-fenotyp [1].
Správná interpretace modelů popisujících vztah genotyp-fenotyp povede k nalezení
nových vlastností, které se skrývají na pozadí. Informace ukryté právě v těchto
vlastnostech tak povedou k efektivnějšímu rozvoji genetiky, molekulární biologie
a otevřou nové možnosti v medicínské prognóze. Celo-genomová asociační studie
(angl. Genome-Wide Association Study – GWAS) je jednou z metod, které se dají
využít při interpretaci genomu. GWAS se používá pro identifikaci individuálních alel
a interpretaci variant genů ve studiích celo-genomového sekvenování (angl. Whole
Genome Sequencing – WGS).

Studie WGS mají potenciál identifikovat každou formu genetické variace vzhle-
dem k referenčnímu genomu. Proto je mnohem pravděpodobnější, že WGS data
obsahují soubor variant, které ovlivňují studované fenotypy. V minulosti byla pro-
blémem dostupnost dat WGS, protože cena sekvenačních technologií byla vysoká.
V dnešní době se tento problém přenesl z dostupnosti dat právě na jejich interpretaci.
V molekulární biologii je velkou výzvou v této interpretaci hledání tzv. kauzálních
variant pro daný fenotyp. Kauzální variantou lze rozumět variantu v genomu, která
je odpovědná za fenotypové změny. [2, 3]

1.1 Vztah genotyp-fenotyp
Genotyp označuje soubor všech genů daného jedince, přesněji soubor všech alel tzn.
konkrétních variant genů, které jedinec zdědil [4]. Variabilita genetické informace je
způsobena její změnou, mezi které patří mutace, delece, indel (inzerce a delece). Tato
změna je vztažena k referenčnímu genomu. Soubor genů jedince kóduje polypeptidy
jejichž funkce jsou základem pro fenotypové vlastnosti daného jedince. Fenotyp je
potom souborem všech pozorovaných vlastností jedince, např. barva květů. [4]

Vztah genotyp-fenotyp je reprezentován mírou variability daného genu k varia-
bilitě pozorovaného fenotypu. Ve skutečnosti individuální gen sám o sobě nezpůsobí
pozorovaný fenotypový znak, ani nemusí být potřebný, nebo postačující pro vznik
pozorovaných vlastností [4]. Pro sledovaný účinek na organismus je potřeba kombi-
nované působení více alel, tzn. kombinace dominantních a recesivních alel, a jejich
kumulativní účinky. Geny mimo jiné interagují s vlivy prostředí, např. abiotickými
faktory nebo symbionty, které v důsledku vytvářejí fenotyp. Proto vlivy prostředí
také výrazně ovlivňují vztah genotyp-fenotyp. Díky tomu má vztah genotyp-fenotyp
komplexní charakter, jež se projevuje nelineárními vztahy. Avšak, komplexní charak-
ter komplikuje genomické predikce, které jsou často modelovány pomocí lineárních
predikčních metod. [2, 4]
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Jednonukleotidové polymorfismy

Jednonukleotidové polymorfismy (angl. Single Nucleotide Polymorphism – SNP)
jsou pozice určitých páru bází v DNA, na kterých se u normálních jedinců v dané po-
pulaci vyskytují různé varianty. Podmínkou dané varianty je, aby byla její četnost v
pozorované populaci 1 % nebo více. Alternativy s nižší četností patří mezi vzácné va-
rianty. SNP v rámci DNA zahrnují různé typy, tj. tranzice C⇔T/G⇔A a transverze
G⇔T/G⇔C/A⇔T/A⇔C. Daná tranzice/transverze má synonymní, nebo nesyno-
nymní účinek na translaci aminokyseliny. Souvislost SNP s genotypem je znázorněn
na obrázku 1.1. Obrázek 1.1 ilustruje, jak malé změny v genomu formují genotyp
a existenci vztahu mezi genotypem a daným fenotypem. Data charakterizovaná po-
mocí SNP jsou užitečná v řadě bioinformatických a výpočetních aplikacích. [5]

Obr. 1.1: Schéma vztahu genotyp-fenotyp. Převzato a upraveno z [6].

1.2 Celogenomová asociační studie
GWAS zahrnuje testování genetických variant napříč genomy mnoha jedinců s cílem
identifikovat vztahy/spojení mezi genotypem a fenotypem. GWAS zkoumá genetické
odchylky napříč celým genomem, což z ní činí komplexní nástroj pro identifikaci
vztahů mezi konkrétními genetickými markery a znaky organismu. Současnou ana-
lýzou tisíců až milionů SNP ve velkých a různorodých populacích může GWAS určit
běžné genetické varianty, které přispívají k určitému projevu. [7, 8]

Prvními kroky GWAS analýzy jsou identifikace pozorovaného znaku a k němu
vhodný výběr studované populace, neboli neurčitý vzorek populace pro určitý feno-
typový znak. Genotypizaci lze provést pomocí WGS, nebo dat charakterizovaných
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SNP maticemi, které jsou v rámci GWAS stále nejvíce využívané. Především díky
nižším nákladům, protože provádění WGS u velmi velkých vzorků je v současné době
nákladově náročné. K identifikaci oblastí genomu spojených se zájmovým fenotypem
s celo-genomovou významností se používají asociační testy. [7, 8].

Zjištěná spojení pomocí GWAS vedou k identifikaci významných alel v kon-
textu sledovaných fenotypů. Například ve studii Grzybowski a kol. [9] se zaměřili na
identifikaci alel souvisejících s kvetením samic kukuřice. Obrázek 1.2a znázorňuje
zeměpisné rozložení jedinců kukuřice použitých v této studii [9]. Na obrázku 1.2b je
Manhattanský graf, který se využívá pro vizualizaci výsledků GWAS analýzy. Na
grafu je vidět, že asociační testy identifikovaly dvě významné alely MADS69 a ZCN8
související s kvetením samic kukuřice [9]. GWAS analýzy stále vedou k pokroku v kli-
nické péči, např. identifikace nových cílů pro léčiva a biomarkerů onemocnění, a v
personalizované medicíně, např. predikce rizika a optimalizace terapie na základě
genotypu. Avšak, i přes všechny výhody má GWAS svá omezení, jako je například
nedostatečná schopnost určit příčinné varianty a geny, omezená klinická výpovědní
hodnota a neschopnost identifikovat všechny genetické determinanty komplexních
znaků. [8]

1.3 Genomická predikce u rostlin
GP je přístup založený na predikci pomocí celého genomu, jejíž potenciál se zdá
vhodný pro aplikaci při zlepšování plodin, díky velké dostupnosti genomických dat.
Například ve studii Raimondi a kol. [2] se povedlo identifikovat 36 nových genů,
které jsou pravděpodobně spojeny s rysy kvetení. Přičemž pro 6 z těchto 36 nově
identifikovaných genů existují důkazy pomocí laboratorních experimentů publiko-
vané v literatuře [2]. Další výsledky studií naznačují, že GP je výkonný doplňkový
přístup při šlechtění hybridů pro vysoce polygenní znaky [3]. Cílem většiny šlechti-
telských programů je křížení inbredních linií s vhodnými partnery, u kterých se snaží
předpovědět genetické hodnoty a umožnit tak cílené kombinace žádoucích alel, aby
se vytvořili hybridi s vyšší vitalitou a zvýšeným výnosem [3, 10].

Výzvy v rámci udržitelnosti v současné době čelí globální změně klimatu, zvýšené
poptávce po bioenergie a rostoucí světové populaci. Mimo jiné je potřeba udržovat
přirozenou biodiverzitu naší planety. Vzhledem k těmto výzvám je důležité zaměřit se
na adaptaci rostlin, pro zvýšení jejich celkové odolnosti a výnosu. Což otevírá velké
možnosti predikčním algoritmům v aplikaci na genomickou predikci rostlin. [2, 3, 10]
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Obr. 1.2: Obrázek znázorňuje zeměpisné rozložení použitých vzorků a Manhattanský
graf s identifikovanými alelami. Převzato a upraveno z [9].
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2 Predikční techniky
Predikční modely jsou založené na metodách strojového učení (angl. Machine Lear-
ning — ML), které spadá do problematiky umělé inteligence (angl. Artificial In-
telligence — AI). ML metody se zaměřují na vytvoření modelu, který na základě
vstupních informací, které mohou reprezentovat genetickou informaci, predikuje vý-
stupní hodnotu - v našem případě fenotyp. Jinými slovy, model se snaží naučit
vztahy, vzory nebo struktury identifikované v datech. [11]

Metody ML se v základu dělí podle přístupu k učení modelu, které se dá např.
rozdělit na zpětnovazebné učení (angl. reinforcement learning), učení bez učitele
(angl. unsupervised learning) a učení s učitelem (angl. supervised learning). V této
práci se budeme zaměřovat na učení s učitelem, které je obecně rozšířeno v kontextu
prediktivní systémové biologie [11]. Učení s učitelem spočívá v tom, že se pro učení
modelu využívají trénovací data, která obsahují soubor vstupů a k nim odpovídající
cílovou proměnou, kterou chceme predikovat. Existují dvě hlavní úlohy při učení s
učitelem, které se liší podle toho, zda je cílová proměnná kategoriální nebo spojitá.
U kategoriální proměnné se jedná o úlohu klasifikace. U spojité proměnné se jedná
o úlohu regrese. Vstupem může být jakákoli hodnota, u které očekáváme, že se bude
podílet na predikci cílové proměnné. [11, 12]

2.1 Konvenční metody
Klasická Vícenásobná Lineární Regrese (VLR) je základem pro velkou skupinu kon-
venčních predikčních metod, které se často využívají pro GP. VLR modeluje lineární
vztahy mezi vstupy a cílovou proměnnou. Genomická data obvykle obsahují mnoho
vstupů a obsažené informace mohou být vysoce korelované, což způsobuje při apli-
kaci VLR problémy. Metody regularizovaných lineárních regresí nebo sofistikovanější
metody založené na stromových strukturách lépe řeší problémy spojené s aplikací
VLR na genomická data. [13]

2.1.1 Regularizované regresní metody
Z metod regularizovaných lineárních regresí jsou zde detailněji zmíněny hřebenová
regrese (angl. Ridge Regression — RR) a operátor nejmenšího absolutního zmenšení
a výběru (angl. Least Absolute Shrinkage and Selection Operator — LASSO), které
se řadí mezi často používané pro GP. Tyto metody se zabývají dvěma problémy,
a to odhadem regresních parametrů a výběrem vstupních hodnot, tzn. vybírají re-
levantní vstupy vzhledem k požadované predikci. Odhad regresních parametrů se
provádí pomocí metody nejmenších čtverců (angl. Least Squares — LS), která se

16



běžně používá u lineární regrese. Výběr vstupů užitečných pro predikci je v těchto
metodách zajištěn pomocí zavedené regularizace, která je řešena pomocí tzv. pe-
nalizace [14]. Díky regularizaci, metody lépe řeší problém multikolinearity, který
vyplývá z komplexnosti použitých dat a problém nadměrně velkého rozptylu, který
má negativní vliv na přesnost predikce u testovacích dat, tzn. model se nadměrně
přizpůsobí trénovacím datům. [13, 14, 15]

Základem obou metod je lineární regresní model, který je popsán následující
rovnicí:

𝑌 = 𝑋𝛽 + 𝜖, (2.1)

kde 𝑌 je n-rozměrný vektor proměnných cílové predikce, 𝑋 je matice příznaků o
velikosti n x p (n je počet pozorování a p je počet vstupů), 𝛽 je vektor regresních
koeficientů vstupů a 𝜖 je vektor náhodných chyb. [13]

RR využívá k vytvoření modelu reziduálního součtu čtverců a tzv. L2 penali-
zace [14]. Míru působení L2 penalizace určuje ladící parametr 𝜆 ≥ 0, tzn. 𝜆 řídí
míru zmenšení koeficientů. Vyšší hodnota parametru 𝜆 způsobí větší zmenšení ko-
eficientů. Koeficienty se u RR modelu zmenšují směrem k nule, ale nikdy nemohou
být vynulovány a tím způsobit vyřazení některých vstupních hodnot. 𝜆 je hyperpa-
rametrem RR modelu, tzn. musí být vhodně zvolen. K určení 𝜆 se běžně používá
křížová validace aplikovaná na data. [13, 14, 15]

LASSO využívá k vytvoření modelu reziduálního součtu čtverců a tzv. L1 pe-
nalizace [14]. Míru působení L1 penalizace určuje stejně jako u RR ladící parametr
𝜆 ≥ 0. Rozdíl oproti RR je v penalizaci L1, která umožňuje metodě LASSO zmen-
šení některých regresních koeficientů na nulu. LASSO tedy dokáže vyřadit některé
vstupní hodnoty. Proto je metoda LASSO vhodnou volbou při aplikaci pro výběr
vstupních hodnot. [13, 14, 15]

2.1.2 Náhodné lesy
Metody náhodného lesa (angl. Random Forest — RF) jsou schopny zpracovat velké
množství vstupů a určit jejich význam v kontextu cílové proměnné. Mají potenciál
identifikovat a modelovat komplexní nelineární vztahy mezi vstupy a cílovou pro-
měnnou. Proto bývají RF využívány pro GP. Základem metody RF jsou rozhodovací
stromy. [16]

Rozhodovací strom (angl. Decision Tree — DT) je stromově strukturovaný graf,
který je rozdělený na uzly, větve a listy, nebo-li koncové uzly stromu. V rámci DT
lze rozlišit dvě různé metodiky: klasifikační strom a regresní strom (angl. Regres-
sion Tree — RT). Dále se zaměříme podrobněji na RT, protože je v této práci
řešen problém regrese. RT používá kritérium součtu čtverců k rozdělení dat na po-
stupně homogennější podmnožiny obsažené v uzlech. Ke každému z koncových uzlů
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je připojena jednoduchá regrese, která platí pouze v tomto uzlu. V rámci jednoho
regresního stromu lze tedy na různé podmnožiny dat aplikovat různé regrese, které
mohou představovat různé odezvy řízené různými vstupy. Tyto vlastnosti dodávají
RT robustnost, což umožňuje metodě nalézt skryté nelineární vztahy v datech. Z
tohoto důvodu se tato práce zaměřuje také na aplikaci metody RF, založené na RT.
RF je v kontrastu k regresním metodám, které dokáží nalézt jen lineární vztahy v
datech. [16, 17, 18]

RF je technika, která kombinuje výkonnost mnoha algoritmů DT pro klasifikaci
nebo regresi. V případě RT dokáže tedy provádět vícerozměrnou nelineární regresi a
kombinovat výkonnost mnoha algoritmů regresních stromů. RF při regresní analýze
ze vstupního vektoru, který se skládá z různých vstupních hodnot analyzovaných
pro cílovou proměnnou, sestaví řadu regresních stromů, které následně zprůměruje a
vytvoří tak výsledný strom. RF nechává růst jednotlivé stromy z různých podmnožin
trénovacích dat, vytvořených postupem zvaným „bagging“, aby zabránil korelaci
mezi stromy. Jakmile je proces vytváření jednotlivých stromů ukončen, lze použít
metody prořezávání, jejichž cílem je zlepšit zobecňovací schopnost stromů snížením
jejich strukturální složitosti. Za kritérium prořezávání lze považovat např. počet
případů v uzlech. Pro metodu RF se dále využívají tyto tréninkové parametry: počet
stromů v lese; počet vstupů vyzkoušených při každém dělení; a minimální velikost
uzlu, pod kterou nejsou listy dále děleny. [16, 17, 18, 19]

2.2 Metody hloubkového učení
Hlavním cílem této práce, zaměřující se na genomické predikce, je otestování metody
založené na hloubkovém učení (angl. Deep Learning – DL), které se řadí mezi pří-
stupy strojového učení. Rozdíl oproti klasickým statistickým metodám je, že metody
DL vytvářejí neparametrické modely. Neparametrické modely jsou vhodné pro data
s komplikovanými nelineárními vztahy mezi vstupy a cílovou proměnnou, tzn. jsou
schopné se přizpůsobit složitým a skrytým vzorům neznámé struktury v datech. Což
se jeví jako vhodný přístup pro aplikaci GP, vzhledem ke složitým vztahům na po-
zadí vztahu genotyp-fenotyp. Metody DL potřebují ke správnému naučení modelů
dostatečně velká trénovací data, které jsou mnohonásobně větší než u konvenčních
predikčních modelů. Genomická data jsou obsáhlá, proto se hodí pro aplikaci DL
modelů. Na základě současné literatury metody DL nemají jasnou převahu nad kon-
venčními predikčními modely z hlediska predikční síly [20]. Nicméně existují jasné
důkazy, že modely DL zachycují nelineární vzory efektivněji než konvenční modely,
proto je vhodné zkoumat jejich výkonnost v rámci GP [20]. [20]

Metody DL využívají umělé neuronové sítě, které byly inspirovány skutečnými
biologickými neurony a jejich propojeními [11]. Neuron je v rámci DL matematická
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funkce, která přijímá vstupní vektor hodnot a vhodně jej transformuje. Transformace
je prováděna pomocí aktivační funkce, která určuje výstupní hodnotu na základě
adaptivních vah a prahu. Výstupní hodnota představuje aktuální aktivaci neuronu.
Práh je učenlivý parametr, který se přidává do aktivační funkce a určuje, jak snadno
se neuron aktivuje. Hodnoty vah kódují naučené informace získané z trénovacích dat
a určují sílu spojení mezi jednotlivými neurony. [10, 11, 20]

Mezi nejpoužívanější topologie neuronových sítí patří dopředná neuronová síť
(angl. Feedforward Neural Network – FNN), rekurentní neuronová síť (angl. Recurrent
Neural Network – RNN) a konvoluční neuronová síť (angl. Convolutional Neural
Network — CNN), jenž jsou znázorněné na obrázku 2.1. FNN 2.1A a RNN 2.1B
obsahují neurony ve skrytých vrstvách navzájem hustě propojené. RNN navíc ob-
sahuje rekurzivní spojení, tzn. informace se v síti šíří oběma směry. V levé části
2.1B je zobrazena obecně celá struktura RNN. 𝑋 představuje vstupy, ℎ jsou skryté
vrstvy, 𝑜 jsou výstupy, 𝑦 jsou pozorované cílové proměnné a 𝐿 je ztrátová funkce
modelu RNN. Ztrátová funkce měří, jaké jsou kvantitativní rozdíly mezi pozorova-
nými a předpovídanými proměnnými. V pravé části 2.1B je znázorněna rekurzivní
struktura RNN. CNN 2.1C obsahuje navíc oproti FNN a RNN konvoluční vrstvy
v kombinaci s tzv. pooling vrstvami. Pooling vrstvy provádí podvzorkování, tzn.
slučují výstupy z různých po sobě jdoucích pozic. Pooling vrstvy nezavádí do sítě
CNN žádné nové parametry, provádí jen redukci rozměrů a odstraňují šum. [20, 21]

Neuronové sítě se učí v epochách, tzn. v jednotlivých průchodech neuronovou
sítí dopředu a dozadu. Při průchodu dozadu jde o zpětné šíření, během nějž je
chyba predikce modelu sledována zpět k jednotlivým odhadovaným parametrům
modelu a je možné je vhodně upravit, tzn. umožňuje efektivní učení sítě. S rostoucím
počtem epoch se v neuronové síti mění váhy a model přechází z podtrénování (angl.
underfitting) do optimálního natrénování (angl. fitting), nebo do fáze přetrénování
(angl. overfitting). [10, 11]

2.2.1 Konvoluční neuronové sítě
CNN jsou výkonné nástroje pro práci s daty, která obsahují vstupní hodnoty se
známými prostorovými vztahy. CNN efektivně zachycují prostorové a časové zá-
vislosti vstupních dat [20]. Aplikují se na jednorozměrná i vícerozměrná data. Do
aplikace na jednorozměrná data se řadí např. data reprezentovaná pomocí SNP, jak
je znázorněno na obrázku 2.1C. Modely CNN zmenšují velikost vstupu a sdílejí pa-
rametry. Což vede ke snížení počtu parametrů, které je třeba odhadnout, a zvýšení
výkonnosti. [11, 20, 21]
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Obr. 2.1: A: Dopředná pětivrstvá neuronová síť, převzato a upraveno z [19]. B:
Schéma fungování rekurentní neuronové sítě, převzato a upraveno z [21]. C: Jed-
notlivé kroky konvoluční neuronové sítě, převzato a upraveno z [21].
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2.2.2 Sítě s dlouhou-krátkodobou pamětí
Podrobněji než v předešlé podkapitole se v této práci zaměříme na sítě s dlouhou-
krátkodobou pamětí (angl. Long Short-Term Memory — LSTM), jejichž implemen-
tace v rámci GP je hlavním cílem této práce. LSTM sítě jsou speciálním druhem
RNN a jsou určeny k naučení dlouhodobých závislostí v datech [21]. RNN jsou
obecně navrženy pro modelování časoprostorových struktur v datech, čehož se dá
využít u sekvenčních dat při GP [21].

LSTM sítě lépe řeší problémy při zpracovávání velmi dlouhodobých závislostí v
datech, s kterými mají klasické RNN problémy [22]. LSTM sítě jsou známé svými pří-
znivými konvergenčními vlastnostmi, tzn. odchylky dopočítávané ztrátovou funkcí
mají tendenci konvergovat k nule [20]. V síti LSTM se základní jednotka nazývá
paměťový blok. Každý blok se skládá z buňky, paměťové části a tří bran: vstupní
brány, výstupní brány a zapomínající brány. Vstupní brána je jednotka, která řídí
tok informací do buňky. Zapomínající brána určuje, které informace z předchozích
kroků buňky mají být zapamatovány a které zapomenuty. Stav buňky nám udává,
které informace jsou v buňce uchované z minulých běhů. Výstupní brána je jednotka,
která řídí tok informací ven z buňky. Paměťový blok si dokáže zapamatovat hodnoty
v libovolných časových intervalech v rámci dat/sekvence. Což by se dalo využít při
GP, protože jednotlivé geny spolu v rámci genomu/sekvence navzájem interagují.
Obecná struktura sítě LSTM je podobná jako v RNN. Rozdíl je v neuronech ve
skrytých vrstvách, jenž jsou nahrazeny paměťovými bloky. [22]

Obr. 2.2: Vnitřní struktura paměťového bloku sítě LSTM. Převzato z [22].
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Na obrázku 2.2 je znázorněn jeden paměťový blok sítě LSTM. Uvnitř bloku je
naznačen způsob propojení jednotlivých částí, které jsou popsány výše [22]. ℎ(𝑡)

představuje výstup aktuálního časového kroku. ℎ(𝑡−1) představuje výstup předcho-
zího časového kroku. 𝑥(𝑡) je vstup aktuálního časového kroku. Výstup ℎ(𝑡−1) a vstup
𝑥(𝑡) jsou vstupem do bloku v aktuálním časovém kroku 𝑡. Výstup ℎ(𝑡) v časovém
kroku 𝑡 pak bude vstupem do stejného bloku v dalším časovém kroku (𝑡 + 1). [22]

2.3 Hodnotící metriky predikčních modelů
Mezi nejpoužívanější metriky pro hodnocení predikčních modelů patří střední kvad-
ratická chyba (angl. Mean Squared Error – MSE) a Korelační Koeficient (KK). MSE
poskytuje průměrný čtvercový rozdíl mezi cílovou a predikovanou hodnotou. MSE
je definována následovně:

𝑀𝑆𝐸 = 1
𝑁

𝑁∑︁
𝑖=1

(𝑦𝑖 − 𝑦𝑖)2 [23], (2.2)

kde 𝑁 je počet vzorků, 𝑦𝑖 jsou cílové hodnoty predikce a 𝑦𝑖 jsou predikované hodnoty
modelu. [23]

KK je statistická veličina, která nám udává míru korelace mezi dvěma proměn-
nými. Korelace je metoda, která nám udává míru možné lineární závislost mezi
dvěma spojitými proměnnými. Mezi hlavní typy KK se řadí i Pearsonův KK, na
který se v rámci této práce více zaměříme. Extrémní hodnoty mohou sílu Pearso-
nova KK nadhodnotit nebo podhodnotit, a proto je nevhodný, pokud jedna nebo
obě proměnné nejsou normálně rozděleny. V této práci byl použit Pearsonův KK
dostupný z [24]. Pearsonův KK je definován následovně:

𝑟 =
∑︀ (𝑥 − 𝑚𝑥) (𝑦 − 𝑚𝑦)√︁∑︀ (𝑥 − 𝑚𝑥)2 ∑︀ (𝑦 − 𝑚𝑦)2

[24], (2.3)

kde 𝑟 je Pearsonův KK pro vektory proměnných 𝑥 a 𝑦, 𝑚𝑥 je průměrná hodnota
vektoru 𝑥 a 𝑚𝑦 průměrná hodnota vektoru 𝑦. [25]

Pearsonův KK může nabývat hodnot v rozmezí ⟨−1, 1⟩. Nulová hodnota KK
znamená, že mezi proměnnými neexistuje žádný lineární vztah. Hodnota 𝐾𝐾 = 1
znamená dokonalý pozitivní lineární vztah, proměnné spolu přímo souvisí, tzn. s
rostoucí hodnotou jedné proměnné má tendenci růst i hodnota druhé proměnné.
Hodnota 𝐾𝐾 = −1 znamená dokonalý negativní lineární vztah, proměnné spolu
souvisejí nepřímo, tzn. s růstem hodnoty jedné proměnné má hodnota druhé tendenci
klesat. Pearsonův KK dokáže poukázat jen na lineární vztah mezi proměnnými.
Jakýkoliv nelineární vztah bude z hlediska Pearsonova KK nulový. V této práci je
zkoumán lineární vztah mezi predikovanými a reálnými hodnotami, proto je pro
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hodnocení modelů použit Pearsonův KK. Znázornění hledaného lineárního vztahu
mezi reálnou a predikovanou cílovou hodnotou je vidět na obrázku 2.3. [25]

Obr. 2.3: Graf znázorňující hledanou lineární závislost mezi reálnými a predikova-
nými cílovými hodnotami. Převzato a upraveno z [26].
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3 Arabidopsis thaliana
Huseníček rolní (lat. Arabidopsis thaliana – AT) je drobná kvetoucí rostlina, řadící
se do čeledi Brukvovitých [2]. AT se stala klíčovým objektem studia a modelovým
organismem v molekulární biologii a genetice rostlin. Tento status modelového or-
ganismu získala díky několika faktorům, které jsou popsané v následujícím odstavci.
Výzkum AT přinesl hlubší pochopení základních fyziologických, buněčných a mole-
kulárních procesů [27]. Dále významně rozvinul poznatky o vnitrodruhové genetické
variabilitě [27].

AT disponuje genomem o velikosti ∼125 Mb a krátkým životním cyklem [2]. Je
samosprašným druhem s rozšířením do různých zeměpisných šířek, což ji vystavuje
široké škále klimatických podmínek [28]. Široké rozšíření a převážně samosprašný typ
rozmnožování vedly ke vzniku velkého množství geneticky odlišných homozygotních,
inbredních linií [27], dále nazývaných linie vzorků. V roce 2000 proběhlo sekveno-
vání genomu AT, které významně přispělo k nárůstu dostupných sekvenačních dat,
zahrnující data WGS a detailní fenotypové anotace [2].

3.1 Genomická informace
Použitý dataset v této bakalářské práci reprezentující genomickou informaci obsa-
huje 241 genomů vybraných linií vzorků zmíněných níže, v části metabolomické
informace. Genomická informace v datasetu je popsána pomocí SNP, které jsou do-
stupné ze studie Weiszmann a kol. [28]. Genomická informace studie Weiszmann a
kol. [28] vychází z dostupných genomických informací studie Alonso-Blanco a kol.
[27]. Studie [27] se zabývá analýzou genomického sekvenování více než 1 000 přiroze-
ných inbredních linií AT. Analýza odhaluje globální populační strukturu, migrační
vzorce, evoluční historii a poskytuje bohatý genetický zdroj pro studium fenotypové
variability a adaptace AT [27].

Studie [27] prezentuje 1 135 genomů, sekvenovaných na řadě platforem Illumina
v průběhu několika let. Jednotlivé varianty byly vyvolány pomocí MPI-SHORE a
GMIGATK, blíže popsané ve studii [27]. Výsledkem byly soubory VCF s vysokou
kvalitou. Volání variant bylo porovnáno pomocí celo-genomových zarovnání jednoho
dlouhého čtení (Pacific Biosciences) a tří krátkých čtení (Illumina) de novo sesta-
vených proti referenci [27]. Průměrná hodnota pravdivě pozitivních výsledků byla
98 %, průměrná hodnota falešně negativních výsledků 1,5 % [27]. Po filtrování ob-
sahovaly jaderné genomy 10 707 430 bialelických SNP a 1 424 879 indelů [27]. To
představuje v průměru jednu variantu na každých 10 bp jediné kopie genomu, což
je nejhustší mapa variant pro jakýkoli organismus [27].
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Ve studii [28] byl pro SNP dataset kladen požadavek, aby se minoritní alela vy-
skytovala alespoň ve 13 liniích vzorků, tzn. frekvence minoritní alely > 5 % ze všech
241 linií vzorků. Výsledkem bylo 1 756 214 bialelických SNP. Tedy soubor s vysokým
rozlišením přibližně jeden SNP na 77 bp, ve studii [28] byla data použita pro výpo-
čty GWAS. Pro účely GP byl vytvořen unikátní soubor dat SNP. V souboru nejsou
žádné opakující se profily SNP napříč 241 liniemi vzorků. Soubor obsahuje vektory
o délce 241 s prvky "1"a "-1". Alely byly kódovány jako "1"a "-1", aby odrážely dva
různé diploidní homozygotní genotypy [28]. Z původního souboru dat byly vybrány
pouze SNP, které vyžadovaly imputování nejvýše jedné chybějící alely, tzn. soubor
s vysokou spolehlivostí [28]. Výsledkem byl soubor 16 544 bialelických SNP, tedy
jeden SNP na ∼8 kb. Pokrytí SNP bylo považováno za dostatečné pro účely GP,
bližší informace ve studii [28].

3.2 Metabolomická informace
Metabolomika nabízí široký pohled na biochemický a fyziologický stav organismu [29].
Změny na úrovni metabolomu jsou odrazem změn na úrovni genomu, transkriptomu
a proteomu [29], což je možné vidět na obrázku 3.1. Metabolom je tedy považován za
základní biochemickou vrstvu odrážející všechny informace vyjádřené a modulované
v ostatních vrstvách omiky, což z něj činí nejbližší spojení s fenotypem [29]. Proto
mohly být v této práci použiti hladiny jednotlivých metabolitů jako cílové hodnoty
GP.

Metabolomická data použitá v této práci pochází ze studie [28]. V této studii
bylo 241 přírodních linií vzorků AT pěstováno při 16 °C a 6 °C [28]. Pro tyto teploty
byly zaznamenávány růstové parametry spolu s profily metabolitů, aby bylo možné
zkoumat vliv genomu a prostředí na variabilitu metabolomu [28]. Metabolity byly ex-
trahovány a měřeny na plynové chromatografii spojené s hmotnostní spektrometrií,
blíže popsané ve studii [28]. Výsledkem byly datasety obsahující růstové parametry
a hladiny 37 metabolitů pro 241 linií vzorků AT, vždy pro 16 °C a 6 °C. [28]

V rámci předzpracování získaných dat byly ve studii [28] nejprve normalizovány
absolutní hladiny metabolitů, pro dosažení Gaussovského rozložení. Dále byla data
metabolomického profilu každého vzorku centrována na medián, bližší informace ve
studii [28]. Poté byl každý metabolit standardizován, tzn. průměr = 0 a rozptyl
= 1. Nakonec byla data zprůměrována přes všechna opakovaní dané linie vzorků.
Výsledkem byla jedna hodnota pro každý z 37 metabolitů pro všech 241 linií vzorků
v obou teplotních přístupech. Na takto předzpracovaná metabolomická data dále
navazuje tato bakalářské práce. [28]
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Obr. 3.1: Obrázek znázorňující tok biologické informace od genomu k fenotypu. Pře-
vzato a upraveno z [29].
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4 Implementace predikčních modelů
Tato kapitola se zaměřuje na praktickou aplikaci teoretických znalostí získaných
v kapitolách 1 a 2. První část popisuje předzpracování dat. Druhá část se zamě-
řuje na implementaci konvenčních predikčních modelů RR, LASSO a RF. Třetí část
se věnuje implementaci a optimalizaci LSTM sítě. Pro úpravu a práci s daty jsou
použité knihovny NumPy [30] a Pandas [31]. Pro implementaci konvenčních pre-
dikčních modelů je použita ML knihovna Scikit-learn [32]. V rámci implementace
sítě LSTM je použita ML knihovna TensorFlow [33]. Všechny kódy jsou zpracovány
v programovacím jazyce Python verze 3.12.2 [34].

4.1 Předzpracování dat
Prvním krokem předzpracování dat je přetransformování SNP datasetu na binární
reprezentaci SNP. Původní SNP dataset je reprezentován pomocí desetinných čísel,
které jsou v rozmezí hodnot ⟨0, 1⟩. Neceločíselné hodnoty v původním SNP data-
setu udávají, že na dané pozici je jen určitá míra polymorfismus. Pro neceločíselné
hodnoty je v rámci binární reprezentace přiřazena hodnota 1, tzn. na dané pozici se
vyskytuje polymorfismus. Výsledkem je binární reprezentace SNP datasetu.

Dále se práce v rámci předzpracování dat věnuje několika částem kontroly data-
setů. První část se věnuje kontrole zachování sekvenční posloupnosti SNP datasetu.
Jednotlivé pozice SNP datasetu jsou charakterizovány číslem chromozomu, na kte-
rém se nacházejí a číslem pozice SNP na daném chromozomu. Proto byla naprogra-
movaná funkce pro kontrolu sekvenční posloupnosti těchto jednotlivých chromozomů
a pozic SNP, které hrají významnou roli v aplikací LSTM sítí. Druhá část se věnuje
kontrole binárních vlastností přetransformovaného binárního SNP datasetu. Třetí
část se věnuje odstranění prázdných hodnot reprezentujících jako NaN (angl. Not a
Number) hodnot binárního SNP datasetu a metabolomických datasetů. Čtvrtá část
předzpracování dat se věnuje kontrole odlehlých hodnot (angl. outliers) u metabo-
lomických dat. Tato kontrola byla provedena vizuální kontrolou box-plotů všech 37
metabolitů.

Díky fázi předzpracování jsou data vhodně transformována na vstupy pro al-
goritmy predikčního modelování. Data jsou nejprve načtena za pomoci knihovny
Pandas [31]. Poté jsou data vhodně transformována na vstupní formát vybraných
predikčních metod. Formát predikčních metod je v podobě matic/vektorů hodnot.
Pro SNP dataset je to matice hodnot jednotlivých SNP pro všech 241 linií vzorků
AT, kde každý řádek matice reprezentuje 27 081 hodnot SNP pro jednu linii vzorků
AT. Pro metabolomický dataset je to vektor 241 hodnot hladin daného metabolitu.
Výsledkem jsou hodnoty SNP pro jednotlivé linie vzorků a jim odpovídající hladiny

27



metabolitů. Následně jsou tyto matice hodnot pro jednotlivých 241 linií vzorků AT
náhodně rozděleny na trénovací a testovací set za pomoci funkce train_test_split(),
dostupné z knihovny Scikit-learn [32]. Trénovací a testovací set je rozdělen v poměru
180/61 linii vzorků AT, kdy je velikost trénovacího setu rovna přibližně trojnásobku
setu testovacího. Trénovací set slouží k natrénování jednotlivých modelů. Testovací
set slouží k otestování úspěšnosti jednotlivých modelů.

4.2 Regularizované regresní modely a náhodný les
Pro každý predikční model byl vytvořen skript, v kterém se nachází vytvořená
funkce s obecným názvem Model_computation(). Vstupy a výstupy funkce Mo-
del_computation() jsou vidět na obrázku v příloze A. Pro natrénování modelů je
použit předzpracovaný binární SNP dataset a metabolomické data. Predikce je pro-
vedena pro každý metabolit a pro obě teplotní kultivační podmínky, tedy 6 a 16°C.

Každá funkce Model_computation() nejprve rozdělí data na trénovací a testovací
dataset. Následně za pomoci vhodné funkce z knihovny Scikit-learn [32] natrénuje
model. Nakonec jsou za pomoci modelu predikované výsledné hodnoty pro trénovací
a testovací dataset a jsou pro model vypočteny hodnotící metriky. Obecná struktura
funkce Model_computation() je znázorněna na diagramu v příloze A.

Pro natrénování RR modelu je použita funkce RidgeCV() dostupná z knihovny
Scikit-learn [32]. Jedná se o RR se zabudovanou křížovou validací pro volbu nej-
vhodnějšího hyperparametru 𝜆, který ovlivňuje nastavení jednotlivých parametrů
modelu, pro co nejlepší natrénování modelu. Funkce je z hlediska hyperparametru
𝜆 použita v základním nastavení, kdy funkce vybírá z předem definovaného vektoru
hodnot 𝜆 [32]. Navíc model používá i křížovou validaci, pro zobecnění a reproduko-
vatelnost výsledků modelových predikcí. Pro natrénování LASSO modelu je použita
funkce LassoCV() dostupná z knihovny Scikit-learn [32]. Funkce LassoCV() navíc
oproti RidgeCV() umožňuje iterativní automatické nastavení hodnot 𝜆. Funkce Las-
soCV() také využívá křížovou validaci. Dále je pro funkci nastaven maximální počet
iterací na hodnotu 10 000, aby docházelo ke konvergenci při iterativním hledání
nejvhodnějšího hyperparametru 𝜆.

Pro natrénování RF modelu je použita funkce RandomForestRegressor() do-
stupná z knihovny Scikit-learn [32]. Pro zvolení nejlepší kombinace hyperparametrů
RF modelu je použita funkce GridSearchCV dostupná z knihovny Scikit-learn [32].
Do funkce GridSearchCV vstupuje zvolený model, hodnota k-násobné křížové vali-
dace a zvolená mřížka hyperparametrů, která byla vhodně nastavena při předzpra-
cování hyperparametrů modelu RF, podrobněji popsané v následujících dvou od-
stavcích. Funkce GridSearchCV se v mřížce snaží najít tu nejlepší kombinaci hy-
perparametrů. K-násobná křížová validace je nastavena na hodnotu 3, tzn. každá
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podmnožina obsahuje 60 vzorků trénovacích dat. I přes omezení hyperparametrů je
natrénování RF modelu výrazně časově náročnější než u regularizovaných regresních
modelů.

Nastavení hyperparametrů modelu RF
Pro náhodný les je proveden krok předzpracování navíc, který se zaměřuje na op-
timalizaci natrénování modelu. Optimalizace se věnuje velkému množství hyper-
parametrů, které je potřeba vhodně nastavit. Pro tyto účely je vytvořena mřížka
vhodných hyperparametrů, ze které model vybírá během svého trénování. Mřížka
vhodných hyperparametrů je vytvořena za pomoci funkce RandomizedSearchCV(),
dostupné z knihovny Scikit-learn [32]. Tato funkce využívá křížové validace k nasta-
vení a otestování náhodných kombinací hyperparametrů modelu, které se nastavují
z námi vložené mřížky hyperparametrů. Výsledkem je nejlepší kombinace hyperpa-
rametrů modelu, která byla během námi nastavených iterací nalezena. Pro potřeby
této práce je nastaven počet iterací na hodnotu 100 a křížová validace na hodnotu
3, tedy jeden násobek křížové validace je roven 60 vzorkům trénovacích dat.

Mezi vložené hyperparametry v mřížce patří:

∗ počet stromů,
∗ maximální počet vstupů branných v úvahu při každém dělení stromu,
∗ minimální počet vzorků potřebných pro rozdělení uzlu,
∗ minimální počet vzorků potřebných v koncovém uzlu/listu,
∗ volba metody pro výběr vzorků při trénování jednotlivých stromů.

Nakonec je podle nalezené nejlepší kombinace hyperparametrů vhodně vytvořena
výsledná mřížka hyperparametrů, která je použita při trénování modelu náhodného
lesa.

4.3 Sítě s dlouhou-krátkodobou pamětí
Sestavení a natrénování sítí LSTM je implementováno v jazyce python a ve funkci
LSTM_single_metabolit_predictor. Tato funkce umožňuje natrénování sítě LSTM
vždy pro jeden metabolit. Mezi vstupy funkce LSTM_single_metabolit_predictor
patří: počet epoch, velikost dávky (angl. batch size), rychlost učení (angl. lear-
ning rate), identifikační číslo LSTM modelu, cesta k uloženým datům, název me-
tabolitu pro který má být síť LSTM natrénována a název metabolomického data-
setu. Počet epoch, velikost dávky a rychlost učení jsou hyperparametry sítě LSTM,
na které se tato práce zaměřuje z hlediska optimalizace sítě. Výstupem funkce
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LSTM_single_metabolit_predictor jsou predikované hladiny metabolitu, hodnoty
Pearsonova KK a MSE pro trénovací a testovací množinu dat. Pro natrénování sítě
LSTM je použit předzpracovaný binární SNP dataset a metabolomická data. Pre-
dikce je provedena pro každý metabolit naměřený za teplotních podmínek: 6 °C a
16 °C.

Funkce LSTM_single_metabolit_predictor nejprve načte data a vhodně je upraví
na trénovací a testovací dataset. Následně za pomoci funkcí Sequential(), InputLa-
yer(), LSTM() a Dense(), dostupných z knihovny TensorFlow [33], sestaví architek-
turu sítě LSTM.

Pro ztrátovou funkci, která hodnotí odchylku predikovaných hodnot od reálných,
je nastavena metrika MSE, která je použita i jako hodnotící metrika modelů. Pro
optimalizaci je použit tzv. Adam Optimizer [35]. Adam Optimizer patří mezi nejpou-
žívanější iterační optimalizační algoritmy, které se používají k minimalizaci ztrátové
funkce při trénování neuronových sítí.

Dále je funkcí LSTM_single_metabolit_predictor nastavena kontrola, která se
snaží zabránit přeučení sítě LSTM. Tato kontrola spočívá v monitorování validační
odchylky ztrátové funkce. Pokud v pěti epochách po sobě nedojde ke snížení této va-
lidační odchylky, funkce LSTM_single_metabolit_predictor ukončí trénování sítě a
uloží nejlepší nalezené váhy sítě LSTM. Následně je za pomoci sestavené architektury
a funkce model.fit(), dostupné z knihovny TensorFlow [33], síť natrénována. Mezi
vstupní parametry funkce model.fit() patří: trénovací množina dat, počet epoch,
velikost dávky, validační poměr dat a výše zmíněná kontrola přeučení sítě LSTM.
Validační poměr je nastaven na hodnotu 30 % z celkových 180 vzorků trénovacích
dat, což odpovídá 126 vzorkům trénovacích dat, 54 vzorkům validačních dat a 61
vzorkům testovacích dat. Validační data slouží k otestování generalizační schopnosti
modelu sítě a k omezení nadměrné adaptace sítě na trénovací data během trénování
sítě. Výsledkem natrénování sítě je uložení nejlepších nalezených vah modelu. Na-
konec funkce LSTM_single_metabolit_predictor použije natrénovanou síť LSTM k
predikci na trénovacích a testovacích datech a dopočítá hodnotící metriky modelu
LSTM.

Funkce LSTM_single_metabolit_predictor vytváří jednoduchou jednosměrnou
architekturu sítě LSTM, která z mnoha vstupů predikuje jeden výstup, v našem
případě hladinu konkrétního metabolitu. Schéma navrhnuté architektury LSTM sítě
je možné vidět na obrázku 4.1. Architektura LSTM sítě začíná vstupní vrstvou, je-
jíž velikost odpovídá počtu vstupních hodnot modelu sítě. Následují dvě vrstvy
LSTM, které obsahují hustě propojené paměťové jednotky LSTM. Ke každé vrstvě
LSTM je připojena tzv. Dropout vrstva, která se snaží zabránit přeučení modelu.
Dropout vrstva u přiřazené vrstvy nastavuje některé jednotky na nulovou hodnotu.
Nulováním jednotek dropout vrstva v každém běhu vytváří náhodně modifikovanou
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Obr. 4.1: Schéma znázorňující vytvořenou architekturu sítě s dlouhou-krátkodobou
pamětí za pomoci funkce LSTM_single_metabolit_predictor. Vytvořeno v
MATLABU [36].

architekturu sítě, tzn. v každém běhu je model vystaven jiné množině vstupních
hodnot. Hodnota dropout vrstev je nastavena na 20 %, tzn. že v každém běhu je
20 % jednotek v přiřazených vrstvách vynulováno. LSTM a dropout vrstvy následují
dvě hustě propojené vrstvy neuronů. Tyto hustě propojené vrstvy zpracovávají in-
formace získané z předchozích vrstev LSTM. Druhá hustě propojená vrstva, která
je zároveň poslední vrstvou architektury sítě, obsahuje jen jeden neuron. Tento je-
den neuron obsahuje lineární aktivační funkci, která odpovídá finální regresi, jejíž
výstupem je hladina daného metabolitu. Počet paměťových jednotek v LSTM vrst-
vách je nastaven na hodnoty 32 a 16. Počet neuronů v první hustě propojené vrstvě
je nastaven na hodnotu 8 a jejich aktivační funkce je nastavena na tzv. ReLU ak-
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tivační funkci. Výsledkem této architektury sítě LSTM je 7 633 adaptovatelných
parametrů modelu. Počet jednotek v jednotlivých vrstvách ovlivňuje výsledný počet
adaptovatelných parametrů, které ovlivňují výslednou výpočetní a časovou nároč-
nost modelu sítě LSTM. Tato výpočetní a časová náročnost je velkou výzvou, proto
je na ni kladen důraz při vytváření architektury LSTM sítě.

Optimalizace hyperparametrů pro sítě LSTM
Tato práce se zaměřuje z hlediska optimalizace sítě LSTM na tyto hyperparametry:
počet epoch, velikost dávky a rychlost učení. Je zvolen experimentální přístup op-
timalizace, kdy jsou pozorovány průměrné hodnoty hodnotících metrik modelu sítě
pro různá nastavení již zmíněných hyperparametrů. Pro počet epoch jsou pozoro-
vány výsledky hodnotících metrik pro hodnoty 4, 8 a 12 epoch. Zbylé dva hyperpa-
rametry jsou při testování počtu epoch nastaveny následovně: velikost dávky = 60
a rychlost učení = 0.001. Pro velikost dávky jsou pozorovány výsledky hodnotících
metrik pro hodnoty 20, 40 a 60. Nastavení zbylých hyperparametrů je při testování
velikosti dávky následovné: počet epoch = 4 a rychlost učení = 0.001. Pro rychlost
učení jsou pozorovány výsledky hodnotících metrik pro hodnoty 0.01, 0.001 a 0.0001.
Ostatní hyperparametry jsou při testování rychlosti učení nastaveny následovně: po-
čet epoch = 4 a velikost dávky = 60.

Z těchto výše zmíněných nastavení je vybrána nejlepší kombinace hyperpara-
metrů, u kterých vycházely nejlepší průměrné hodnoty hodnotících metrik modelu
sítě LSTM. Výsledná nejlepší kombinace hyperparametrů vyšla následovně: po-
čet epoch = 12, velikost dávky = 20 a rychlost učení = 0.01. Tato nalezená nejlepší
kombinace hyperparametrů je použita pro finální natrénování a predikci za pomoci
modelu sítě LSTM.
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5 Genomická predikce v Arabidopsis thali-
ana

Tato kapitola shrnuje a hodnotí výsledky GP získané za pomoci implementovaných
predikčních modelů popsaných v kapitolách 2 a 4. Kapitola je rozdělena do dvou
částí. V první části jsou popsány a zhodnoceny výsledky konvenčních predikčních
modelů RR, LASSO a RF. Druhá část popisuje a hodnotí výsledky GP získané za
pomoci implementovaných sítí LSTM.

5.1 Genomické predikce za pomoci RR, LASSO a RF
Výsledky GP konvenčních modelů pro všech 37 metabolitů při 6 °C a 16 °C je možné
vidět v přiložených tabulkách v příloze B. Tyto tabulky obsahují vypočtené hodno-
tící metriky pro modely RR, LASSO a RF. Každá hodnotící metrika je uvedena pro
trénovací a testovací část dat. Pro vizualizaci výsledků GP konvenčních modelů jsou
uvedeny následující dva přiložené grafy v příloze C. Každý graf znázorňuje výsledné
hodnoty Pearsonova KK v % pro testovací část dat. První graf obsahuje výsledky
pro metabolity při 6 °C a druhý graf pro metabolity při 16 °C.

Na prvním grafu C.1 lze vidět, že nejlepší výsledky predikce pro metabolity při
6 °C dosahují hodnot kolem 60 % Pearsonova KK. Z pohledu všech konvenčních
modelů se mezi nejlépe predikované metabolity při 6 °C řadí fruktóza, kyselina fu-
marová a threitol. Tyto tři metabolity překročily hranici 40 % Pearsonova KK u
všech konvenčních přístupů. Model RR překonal hranici 50 % Pearsonova KK pro
kyselinu citronovou, galaktózu, maltózu a serin. Model LASSO nejlépe predikoval
fruktózu, galaktinol, glukózu, kyselinu glutamovou a raffinózu, jejichž hodnoty pře-
kročily hranici 50 % Pearsonova KK. Model RF si nejlépe vedl při predikci fruktózy,
kyseliny fumarové, kyseliny mléčné, myo-inositolu a spermidinu, jejichž hodnoty také
překročily hranici 50 % Pearsonova KK. Pro predikci spermidinu model RF dokonce
překročil hranici 60 % Pearsonova KK.

Na druhém grafu C.2 pro metabolity při 16 °C dosahují nejlepší predikce hodnot
50 až 60 % Pearsonova KK. Hranici 40 % Pearsonova KK pro všechny tři konvenční
přístupy překročila predikce galaktinolu, glycinu, kyseliny mléčné, raffinózy a kyse-
liny threoniové. U kyseliny threoniové model RF dokonce dosahoval predikce vyšší
než 60 % Pearsonova KK. Modely RR a RF si navíc vedly dobře při predikci kyseliny
fumarové, kyseliny jablečné, myo-inositolu a spermidinu, jejichž predikce přesáhly
hodnotu 40 % Pearsonova KK. Pro myo-inositol a modely RR a RF predikce sahala
přes hodnotu 55 % Pearsonova KK.
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Z grafů se dá vyčíst, že je rozdíl mezi predikcemi metabolitů při 6 °C a predikcemi
metabolitů při 16 °C. Například jde vidět, že model LASSO si lépe vedl při predikci
metabolitů při 6 °C. Dále je vidět, že určité metabolity při 6 °C vykazují dobré
výsledky predikce a naopak stejné metabolitů při 16 °C nevykazují zas tak dobré
výsledky predikce. Stejně tak určité metabolity při 16 °C vykazují lepší hodnoty
predikce než u 6 °C. Například predikce fruktózy při 6 °C dosahovala hodnot 50 %
Pearsonova KK. Naopak predikce fruktózy při 16 °C nedosahovala ani hodnot 40 %
Pearsonova KK. Predikce kyseliny threoniové zase vykazovala velice dobré výsledky
při 16 °C, ale při 6 °C jsou výsledky predikce výrazně horší.

Pro lepší zhodnocení toho, který model všeobecně dosahoval nejlepší výkonnosti
při predikci jednotlivých metabolitů, jsou zde přiloženy následující dvě tabulky 5.1
a 5.2. Tabulky obsahují průměrné hodnoty hodnotících metrik pro predikci na tes-
tovacích datech za pomoci konvenčních modelů a každá tabulka obsahuje jeden z
teplotních přístupů 6 °C a 16 °C.

Model: |KK| [%] MSE Teplota
RR 28.566 0.210 6 °C
LASSO 26.532 0.206 6 °C
RF 30.955 0.200 6 °C

Tab. 5.1: Tabulka průměrných hodnot hodnotících metrik konvenčních modelů pro
predikci na testovacích datech a pro metabolity při 6 °C.

Model: |KK| [%] MSE Teplota
RR 29.786 0.219 16 °C
LASSO 22.379 0.223 16 °C
RF 30.336 0.212 16 °C

Tab. 5.2: Tabulka průměrných hodnot hodnotících metrik konvenčních modelů pro
predikci na testovacích datech a pro metabolity při 16 °C.

Z tabulek je patrné, že si v obou teplotních přístupech nejlépe vedl model RF,
následující modelem RR a nejhůře si vedl model LASSO. Jediná výjimka nastala
z hlediska průměrné hodnoty MSE při 6 °C, kdy si vedl model LASSO o trošičku
lépe než model RR, ale rozdíl je téměř nepatrný a z hlediska KK si lépe vedl model
RR. Dále je možné vidět, že si modely vedly lépe při predikci metabolitů při 6 °C,
až na výjimku modelu RR, který si z hlediska průměrné hodnoty KK vedl lépe u
metabolitů při 16 °C. Všechny průměrné hodnoty hodnotících metrik jsou si však
v obou teplotních přístupech blízké. Největší rozdíl je z hlediska průměrné hodnoty
KK pro model LASSO, jenž byl patrný i z grafů.
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V přiřazených tabulkách B je vidět, že úspěšnost predikce na trénovacích datech
je u modelů RR a RF velmi vysoká, neklesá pod hodnotu 93 % Pearsonova KK. To
ukazuje na přílišné přizpůsobení modelů RR a RF trénovacím datům a nižší gene-
ralizační schopnost modelů. Pro model LASSO se průměrné hodnoty KK pohybují
kolem 60 %, čemuž však odpovídají i nižší hodnoty KK při predikci na testovacích
datech oproti modelům RR a RF.

Výsledky predikce získané pomocí modelů RR, LASSO a RF dokazují, že jsou
modely schopny natrénování se na dostupných genomických datech. Získané vý-
sledky však poukazují i na nedostatky metod RR a LASSO založených na VLR.
VLR není vhodnou volbou pro řešení problému vícerozměrné predikce, jelikož data
v takovém případě obsahují často spoustu příznaků, nebo-li vysokou dimenziona-
litu a vykazují složitou korelační strukturu mezi příznaky. Dalším problémem pro
VLR je, když počet příznaků převyšuje počet pozorování. Genomická data, která
jsou základem této práce, obsahují mnohem více příznaků, než je počet pozorování
a obsažené informace mohou být vysoce korelované. Z těchto důvodů nejsou metody
používající VLR nejvhodnější volbou pro aplikaci na genomická data a je potřeba
hledat další přístupy v rámci ML, které by mohly dosahovat lepších výsledků a lépe
hledat složité vztahy obsažené v genomických datech. Sofistikovanější metody zalo-
žené na stromových strukturách, jako je RF, by mohly být lepší volbou, jak nám
dokazují i výsledky v tabulkách 5.1 a 5.2. Dále je potřeba více prozkoumat i složitější
metody založené na DL, čemuž se věnuje tato práce a další část této kapitoly.

5.2 Genomická predikce za pomoci sítí LSTM
Výsledky GP za pomoci sítí LSTM pro všech 37 metabolitů při 6 °C a 16 °C je
možné vidět v přiložené tabulce v příloze D. Tato tabulka obsahuje vypočtené hod-
notící metriky pro sítě LSTM. Každá hodnotící metrika je uvedena pro trénovací a
testovací část dat. Pro vizualizaci výsledků GP za pomoci sítí LSTM jsou uvedeny
heat mapy dostupné v příloze E. Heat mapy znázorňují reálné hodnoty hladin me-
tabolitů a predikované hodnoty hladin metabolitů za pomoci sítí LSTM, pro obě
teplotní podmínky 6 a 16 °C.

Na heat mapách je možné porovnat rozsahy reálných a predikovaných hodnot. Z
hlediska rozsahu hodnot můžeme vidět, že rozsah predikovaných hodnot je ve všech
případech menší než rozsah hodnot reálných. Dále je u predikovaných hodnot vidět,
že variabilita je oproti reálným hodnotám pro některé metabolity téměř nulová, tzn.
že se síť pro tyto metabolity nebyla schopna efektivně natrénovat. Naopak například
u fruktózy a kyseliny mléčné při 6 °C a leucinu a serinu při 16 °C je vidět, že se zde
nachází určitá míra variability predikovaných hodnot, což naznačuje určitou míru
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natrénování sítě LSTM. Pro tyto výše zmíněné metabolity vycházejí i vyšší hodnoty
Pearsonova KK, což je možné vidět na přiloženém grafu F.1 v příloze F.

Graf predikcí za pomoci sítí LSTM F.1 zobrazuje hodnoty Pearsonova KK v %
pro testovací část dat a teplotní podmínky 6 a 16 °C. Z grafu je patrné, že si LSTM
všeobecně pro všechny metabolity nevedla tak dobře jako konvenční modely. Rozdíl
oproti konvenčním modelům je také v tom, že se u predikce alaninu a glutaminu při
6 °C a u kyseliny oxoglutarové při 16 °C vyskytla hodnota zajímavá z pohledu zá-
porné korelace Pearsonova KK, což u konvenčních modelů nenastalo. Tato záporná
hodnota by také mohla naznačovat určitou míru natrénování sítě LSTM. Nejvíce
zajímavé jsou však hodnoty predikce u kyseliny mléčné při 6 °C a u kyseliny aspa-
ragové, kyseliny glutamové a leucinu při 16 °C, u nichž hodnoty predikce za pomoci
sítí LSTM předčily modely RR, LASSO a RF, z pohledu Pearsonova KK.

V přiřazené tabulce D je vidět, že úspěšnost predikce na trénovacích datech
také všeobecně nedosahuje vysokých hodnot. Dokonce pro některé metabolity jsou
hodnoty pro trénovací dataset nízké, ale pro testovací dataset jsou vyšší. To ukazuje
na nižší generalizační schopnost a nedostatečné natrénování sítí LSTM.

Výsledky GP získané za pomoci sítí LSTM výkonnostně nepřekonaly konvenční
modely RR, LASSO a RF. Přesto se nalezly případy, kdy se LSTM dařilo a ně-
kdy dokonce lépe než konvenčním modelům, což podporuje myšlenku toho, že jsou
LSTM sítě schopny nalézt jiné hlubší vztahy v datech. Přístupy DL jsou však velice
náročné na velikost trénovacích dat, což může být jeden z důvodů, který komplikoval
predikci za pomoci sítí LSTM v této práci. Dále by bylo potřeba více prozkoumat
optimalizaci sítí LSTM, protože v tomto ohledu se nachází spousta možností, které
si však žádají velké množství času a hlubší zkoumání. Například by se dalo zaměřit
více na optimalizaci konkrétního metabolitu, než na optimalizaci z pohledu všech
zkoumaných metabolitů v této práci. Také by se dala zkoumat vícerozměrná GP,
např. GP více metabolitů najednou, což by mohlo vést zase k jiným zajímavým
výsledkům.
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Závěr
Tato bakalářská práce se zabývá problematikou genomické predikce u rostlin s vy-
užitím predikčních metod založených na strojovém učení. Práce využívá genomická
data popsána pomocí jednonukleotidových polymorfismů. Cílem práce bylo zpraco-
vat potřebnou teorii, která je zaměřena na genomickou predikci a její aplikace u
rostlin, na predikční metody a modely strojového učení využívané pro genomické
predikce rostlin a hodnotící metriky predikčních modelů.

První část práce je zaměřená na teoretickou část a popisuje i detailněji analyzo-
vaná data z Arabidopsis thaliany. Cílem praktické části práce bylo implementovat
vybrané konvenční modely strojového učení a sítě LSTM pro genomickou predikci
rostlin v programovacím jazyce Python. Implementace zahrnovala také předzpraco-
vání dat a transformaci dat na vstupy, které jsou vhodné pro algoritmy predikčního
modelování. Cílem implementace bylo zautomatizovat predikci pro dostupných 37
hladin metabolitů, které jsou uvedeny pro dvě teplotní podmínky 6 a 16 °C. Pro
realizaci implementace byly použity funkce ze známých ML knihoven se správnou
implementací do vytvořených funkcí v rámci této bakalářské práce. U sítí LSTM se
práce navíc zaměřila na optimalizaci, která byla provedena experimentálním přístu-
pem. Výsledkem práce bylo uložení výsledných hodnot hodnotících metrik modelů
pro následné zhodnocení genomické predikce.

Hodnocení úspěšnosti predikce modelů bylo provedeno pomocí Pearsonova kore-
lačního koeficientu a MSE. Na dostupných datech se povedlo otestovat a natrénovat
konvenční modely RR, LASSO a RF. V nejlepších případech u nich predikce někte-
rých metabolitů dosahovaly kolem 60 % Pearsonova KK. Z pohledu všech prediko-
vaných metabolitů si nejlépe vedl model RF, jehož predikce průměrně dosahovaly
hodnot mezi 30 až 31 % Pearsonova KK. Nejhůře si vedl model LASSO, který měl
v některých případech problém zpracovat předzpracovaná data této práce a nebyl
schopen správného natrénování. Výsledky konvenčních přístupů poukázaly na nedo-
statky lineárních metod RR a LASSO. Naopak RF prokázal svou schopnost nalézt
v datech složitější vztahy a vedl si lépe. Nakonec byly úspěšně implementovány sítě
LSTM. Genomická predikce u nich v nejlepších případech dosahovala hodnot v roz-
mezí 20 až 55 % Pearsonova KK. Pro sítě LSTM se navíc objevily hodnoty zajímavé
i z pohledu záporné korelace, dosahovaly hodnot -20 až -30 % Pearsonova KK. Prů-
měrné hodnoty MSE pro genomickou predikci za pomoci sítí LSTM dosahovaly o
něco horších výsledků než pro modely RR, LASSO a RF.
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Seznam symbolů a zkratek
GP Genomická Predikce

GWAS Celogenomová Asociační Studie – angl. Genome-Wide Association
Study

WGS Celogenomové Sekvenování – angl. Whole Genome Sequencing

SNP Jednonukleotidové Polymorfismy – angl. Single Nucleotide
Polymorphism

ML Strojové Učení – angl. Machine Learning

VLR Vícenásobná Lineární Regrese

RR Hřebenová Regrese – angl. Ridge Regression

LASSO Operátor Nejmenšího Absolutního Zmenšení a Výběru – angl. Least
Absolute Shrinkage and Selection Operator

LS Nejmenší Čtverce – angl. Least Squares

RF Náhodný Les – angl. Random Forest

DT Rozhodovací Strom – angl. Decision Tree

RT Regresní Strom – angl. Regression Tree

DL Hloubkové Učení – angl. Deep Learning

FNN Dopředná Neuronová Síť – angl. Feedforward Neural Network

RNN Rekurentní Neuronová Síť – angl. Recurrent Neural Network

CNN Konvoluční Neuronová Síť – angl. Convolutional Neural Network

LSTM Síť s Dlouhou-Krátkodobou Pamětí – angl. Long Short-Term
Memory

CEC Konstantní Chybový Kolotoč – angl. Constant Error Carousel

MSE Střední Kvadratická Chyba – angl. Mean Squared Error

KK Korelační Koeficient

AT Huseníček rolní – Arabidopsis thaliana

NaN Prázdná Hodnota – angl. Not a Number
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A Diagram pro funkci Model_computation()
V této části přílohy je vyobrazen diagram znázorňující obecnou strukturu funkce
Model_computation(), která je použita pro implementaci konvenčních predikčních
modelů RR, LASSO a RF.

Obr. A.1: Diagram znázorňující obecnou strukturu funkce Model_computation().
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B Tabulky výsledků genomické predikce pro
konvenční modely
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C Grafy výsledků genomické predikce pro kon-
venční modely a metabolity při 6 a 16 °C
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D Tabulka výsledků genomické predikce za
pomoci sítí s dlouhou-krátkodobou pamětí

LSTM 6C: PK:train [%] PK:test [%] MSE:train MSE:test LSTM 16C: PK:train [%] PK:test [%] MSE:train MSE:test
Alanin -2.629 -26.624 0.237 0.218 Alanin 14.687 -6.380 0.269 0.338
Asparagin 8.662 -8.085 0.203 0.190 Asparagin 0.183 -1.071 0.256 0.240
Kyselina asparagová 2.295 11.776 0.138 0.166 Kyselina asparagová 19.292 28.709 0.155 0.127
Kyselina 4-aminobutanová 10.510 -5.310 0.151 0.156 Kyselina 4-aminobutanová 7.284 -1.247 0.187 0.233
Kyselina citronová 8.035 7.196 0.215 0.247 Kyselina citronová 3.052 10.883 0.156 0.187
Fruktóza 47.669 33.056 0.488 0.483 Fruktóza 0.693 19.015 0.296 0.300
Kyselina fumarová 21.019 5.779 0.316 0.391 Kyselina fumarová -1.284 6.702 0.351 0.330
Galaktinol 17.556 1.613 0.301 0.214 Galaktinol 0.957 0.725 0.254 0.311
Galaktóza 8.110 -6.633 0.221 0.265 Galaktóza -1.330 -13.676 0.149 0.158
Glukóza 26.356 -1.790 0.693 0.569 Glukóza 10.063 17.831 0.226 0.203
Kyselina glutamová 13.126 -9.287 0.103 0.106 Kyselina glutamová 12.842 28.466 0.174 0.182
Glutamin 18.043 -27.125 0.162 0.199 Glutamin 4.344 -0.938 0.167 0.123
Glycin 3.984 5.590 0.205 0.157 Glycin -8.338 -11.817 0.236 0.177
Isoleucin 17.173 -0.292 0.145 0.181 Isoleucin 14.297 6.611 0.150 0.175
Kyselina mléčná 45.670 54.751 0.267 0.245 Kyselina mléčná 16.618 28.028 0.199 0.200
Leucin 9.844 -11.122 0.257 0.269 Leucin 25.795 40.852 0.242 0.264
Lysin 20.954 -12.700 0.178 0.217 Lysin 4.294 19.088 0.181 0.159
Kyselina jablečná 21.680 4.303 0.240 0.284 Kyselina jablečná 9.561 -10.649 0.212 0.204
Maltóza 22.565 -2.952 0.256 0.231 Maltóza 11.888 -7.653 0.208 0.169
Myo-inositol 8.017 29.265 0.170 0.181 Myo-inositol 5.689 23.095 0.322 0.364
Ornithin 21.420 11.198 0.168 0.132 Ornithin 18.423 -3.771 0.234 0.151
Kyselina oxoglutarová -3.078 0.370 0.237 0.246 Kyselina oxoglutarová 5.630 -23.389 0.243 0.277
Fenylalanin 6.676 -8.193 0.324 0.419 Fenylalanin 11.828 5.551 0.293 0.441
Prolin 6.797 -5.843 0.148 0.133 Prolin 14.771 -4.214 0.187 0.254
Putrescin 10.646 -5.659 0.199 0.231 Putrescin 4.494 6.539 0.170 0.147
Kyselina pyrohroznová 16.342 12.431 0.157 0.233 Kyselina pyrohroznová -6.051 -15.379 0.171 0.240
Raffinóza 12.865 -3.657 0.248 0.179 Raffinóza 11.416 4.955 0.206 0.297
Serin 6.842 8.869 0.252 0.204 Serin 15.814 30.450 0.311 0.345
Spermidin 21.523 11.847 0.231 0.175 Spermidin 0.228 -11.172 0.163 0.129
Kyselina jantarová 18.644 7.445 0.098 0.090 Kyselina jantarová 15.979 5.822 0.123 0.161
Sacharóza 6.509 23.770 0.164 0.172 Sacharóza -1.847 -0.717 0.159 0.162
Threitol 42.215 35.582 0.108 0.109 Threitol 8.223 -4.421 0.110 0.108
Kyselina threoniová 24.063 -1.401 0.148 0.141 Kyselina threoniová 24.793 18.093 0.216 0.253
Threonin 10.427 3.000 0.126 0.079 Threonin 0.841 -2.780 0.154 0.118
Trehalóza 9.598 -12.123 0.292 0.258 Trehalóza 11.496 -5.958 0.440 0.536
Tyrosin 26.106 -1.043 0.190 0.161 Tyrosin 12.640 7.204 0.262 0.264
Valin 22.717 19.648 0.266 0.404 Valin 12.664 6.565 0.280 0.350

Tab. D.1: Tabulka výsledků hodnotících metrik pro sítě LSTM a metabolity při 6 a
16 °C.
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E Heat mapy reálných hodnot a predikova-
ných hodnot pomocí sítí LSTM
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F Graf výsledků Pearsonova korelačního ko-
eficientu pro predikci za pomoci sítí LSTM
a metabolity při 6 a 16 °C
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G Obsah elektronické přílohy
Elektronická příloha této práce obsahuje vytvořené kódy, v kterých je aplikována
genomická predikce za pomoci ML modelů, a excel soubory obsahující výsledky
genomické predikce pro dané modely. Všechny kódy jsou vytvořeny v programovacím
jazyce Python verze 3.12.2.

/................................................................kořenový adresář
Kódy..........................kódy pro jednotlivé metody a předzpracování dat

Predzpracovani.py
Regularizovane_regresni_modely.py
Nahodny_les.py
LSTM.py

Výsledky.............................................excel soubory s výsledky
Vysledky_konvencni_metody.xlsx
LSTM_optimalizace_vysledky.xlsx
Vysledky_LSTM.xlsx
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