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ABSTRAKT

Tato bakalarska prace se vénuje problematice genomické predikce s vyuzitim predikénich
metod zaloZenych na strojovém uceni. V prvni Casti se prace zabyva teoretickou resersi s
uzsim zamérenim na genomickou predikci a jeji aplikaci v rdmci rostlinnych dat. Dale se
zabyva predikénimi algoritmy a modely zalozenymi na strojovém uceni, které se vyuzivaji
pro genomické predikce. Dalsi ¢ast obsahuje podrobnéjsi popis pouzitych genomickych
a metabolomickych dat poskytnutych od vedouci prace. Ve Ctvrté Casti je popsana sa-
motna implementace vybranych modeld strojového uceni. Posledni pata cast se zabyva
zhodnocenim modell strojového uceni a diskuzi k vysledkim.

KLICOVA SLOVA

predikéni metody, strojové ucleni, hrebenova regrese, operator nejmensiho absolutniho
zmenseni a vybéru, ndhodny les, sité s dlouhou-kratkodobou paméti, genomicka predikce

ABSTRACT

This bachelor’s thesis deals with the problem of genomic prediction using machine learn-
ing based prediction methods. The first part of the thesis deals with theoretical review
with a narrower focus on genomic prediction and its application to plant data. Thesis
then discusses prediction algorithms and machine learning based models that are used
for genomic prediction. The following section contains a more detailed description of the
used genomic and metabolomic data, provided by the thesis supervisor. The fourth sec-
tion describes the actual implementation of the selected machine learning models. The
last fifth section deals with the evaluation of the machine learning models and discussion
of the results.
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Uvod

Genomicka predikce je postup pouzivany pro modelovani vztahu genotyp-fenotyp
a pomaha pochopit otazky spojené s interpretaci genomu. Stédle detailnéjsi schop-
nost pochopeni skrytych pochodt na pozadi tohoto vztahu genotyp-fenotyp vede k
snadnéjsimu pokroku v mnoha oblastech a to jak v biomediciné, tak v zemédélstvi
a ekologii — pTi slechténi rostlin. Globalni zména klimatu, zvysena poptavka po bio-
energii a rostouci svétova populace jsou soucasnymi vyzvami v ramci udrzitelnosti.
Proto je zvysovani svétové produkce plodin dilezitou soucasnou vyzvou a otevira
velké moznosti pro vyuziti predikénich algoritmt v aplikaci genomické predikce u
rostlin.

Tato bakalarska prace se zaméruje na implementaci predikénich modeli pro ge-
nomickou predikci rostlin, vyuzivajicich genomicka data popsana pomoci jednonuk-
leotidovych polymorfismi. K implementaci predikénich modelti jsou pouzity metody
strojového uceni, konkrétnéji hiebenové regrese, operatoru nejmensiho absolutniho
zmenseni a vybéru, nadhodného lesa a predevsim siti s dlouhou-kratkodobou paméti
(tzv. LSTM siti).

Teoreticka cast prace se soustfedi na teorii v rdmci genomické predikce. Prvni
¢ast je zamérena na genomickou predikci, coz je problém vyplyvajici z biologie, jez
se zabyva zkoumanim vztahu mezi genotypem a fenotypem. Tato ¢ast zahrnuje také
prehled celogenomovych asociacnich studii, které slouzi jako zéaklad pro genomické
predikce, a dtivody pro pouziti genomické predikce u rostlin. Dale se prace zaméruje
na resersi publikovanych studii, které se zabyvaji genomickou predikci rostlin - a
popisem analyzovanych dat, konkrétné modelového organismu Arabidopsis thaliany.

Prakticka cast prace se dale vénuje predikénim metodam. V zakladu konvenc-
nim modelim zaloZenym na strojovém uceni, které jsou vyuzivany pro genomické
predikce. Dale je diraz kladen také na hloubkové uceni a specifické typy architektur
neuronovych siti. Pricemz hlavni pozornost je dana na LSTM sité, které jsou hlav-
nim tématem této prace, a jejich aplikace v oblasti predikci. Na zavér prace popisuje
hodnotici metriky predikénich modeli.

Prakticka stranka prace se zabyva konkrétni implementaci vybranych konvenc-
nich model strojového uceni a siti LSTM. Obsahuje predzpracovani dat a pouziti
konkrétnich funkei pro realizaci jednotlivych modelti. V posledni ¢asti této bakalar-
ské préace jsou prezentovany a diskutovany vysledky GP a jim odpovidajici vysledky

hodnoticich metrik pro jednotlivé predikéni pristupy.
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1 Genomicka predikce

Genomické Predikce (GP) se vyuziva pro modelovani vztahu genotyp-fenotyp [1].
Spravna interpretace modelil popisujicich vztah genotyp-fenotyp povede k nalezeni
novych vlastnosti, které se skryvaji na pozadi. Informace ukryté pravé v téchto
vlastnostech tak povedou k efektivnéjsimu rozvoji genetiky, molekularni biologie
a oteviou nové moznosti v medicinské prognéze. Celo-genomova asociacni studie
(angl. Genome-Wide Association Study — GWAS) je jednou z metod, které se daji
vyuzit pfi interpretaci genomu. GWAS se pouziva pro identifikaci individualnich alel
a interpretaci variant genu ve studiich celo-genomového sekvenovani (angl. Whole
Genome Sequencing — WGS).

Studie WGS maji potencial identifikovat kazdou formu genetické variace vzhle-
obsahuji soubor variant, které ovliviuji studované fenotypy. V minulosti byla pro-
blémem dostupnost dat WGS, protoze cena sekvenacnich technologii byla vysoka.
V dnesni dobé se tento problém prenesl z dostupnosti dat pravé na jejich interpretaci.
V molekularni biologii je velkou vyzvou v této interpretaci hledani tzv. kauzalnich
variant pro dany fenotyp. Kauzalni variantou lze rozumét variantu v genomu, ktera

je odpovédna za fenotypové zmény. [2, 3]

1.1 Vztah genotyp-fenotyp

Genotyp oznacuje soubor vSech genti daného jedince, presnéji soubor vsech alel tzn.
konkrétnich variant gent, které jedinec zdédil [4]. Variabilita genetické informace je
zpusobena jeji zménou, mezi které patii mutace, delece, indel (inzerce a delece). Tato
zmeéna je vztazena k referenénimu genomu. Soubor genii jedince kdéduje polypeptidy
jejichz funkce jsou zakladem pro fenotypové vlastnosti daného jedince. Fenotyp je
potom souborem vsech pozorovanych vlastnosti jedince, napt. barva kveéti. [4]

Vztah genotyp-fenotyp je reprezentovan mirou variability daného genu k varia-
bilité pozorovaného fenotypu. Ve skutec¢nosti individudlni gen sdm o sobé nezpiisobi
pozorovany fenotypovy znak, ani nemusi byt potiebny, nebo postacujici pro vznik
pozorovanych vlastnosti [4]. Pro sledovany t¢inek na organismus je potieba kombi-
nované pusobeni vice alel, tzn. kombinace dominantnich a recesivnich alel, a jejich
kumulativni t¢inky. Geny mimo jiné interaguji s vlivy prostfedi, napt. abiotickymi
faktory nebo symbionty, které v dusledku vytvareji fenotyp. Proto vlivy prostiedi
také vyrazné ovliviiuji vztah genotyp-fenotyp. Diky tomu ma vztah genotyp-fenotyp
komplexni charakter, jez se projevuje nelinearnimi vztahy. Avsak, komplexni charak-
ter komplikuje genomické predikce, které jsou casto modelovany pomoci linearnich
predikénich metod. [2, 4]
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Jednonukleotidové polymorfismy

Jednonukleotidové polymorfismy (angl. Single Nucleotide Polymorphism — SNP)
jsou pozice urc¢itych paru bazi v DNA, na kterych se u normalnich jedinct v dané po-
pulaci vyskytuji rizné varianty. Podminkou dané varianty je, aby byla jeji ¢etnost v
rianty. SNP v ramci DNA zahrnuji rizné typy, tj. tranzice C<T/G< A a transverze
GeT/GeC/AST/A<C. Dand tranzice/transverze ma synonymni, nebo nesyno-
nymni Uc¢inek na translaci aminokyseliny. Souvislost SNP s genotypem je znazornén
na obrazku 1.1. Obrazek 1.1 ilustruje, jak malé zmény v genomu formuji genotyp
a existenci vztahu mezi genotypem a danym fenotypem. Data charakterizovand po-

moci SNP jsou uzitecna v fadé bioinformatickych a vypocetnich aplikacich. [5]

Genotyp Fenotyp
TAGAAAAGGT

TAGTAACGGT &ﬁﬁ
TAGAAAAGGT
TAGTAACGGT &gg&

TAGTAACGGT

S5NPs AT A/C

Obr. 1.1: Schéma vztahu genotyp-fenotyp. Prevzato a upraveno z [6].

1.2 Celogenomova asociacni studie

GWAS zahrnuje testovani genetickych variant napri¢ genomy mnoha jedincu s cilem
identifikovat vztahy/spojeni mezi genotypem a fenotypem. GWAS zkouméd genetické
odchylky napfi¢ celym genomem, coz z ni ¢ini komplexni nastroj pro identifikaci
vztahit mezi konkrétnimi genetickymi markery a znaky organismu. Soucasnou ana-
Iyzou tisict az milioni SNP ve velkych a ruznorodych populacich muze GWAS uréit
bézné genetické varianty, které prispivaji k uré¢itému projevu. [7, §]

Prvnimi kroky GWAS analyzy jsou identifikace pozorovaného znaku a k nému
vhodny vybér studované populace, neboli neurcity vzorek populace pro urcity feno-

typovy znak. Genotypizaci lze provést pomoci WGS, nebo dat charakterizovanych
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SNP maticemi, které jsou v ramci GWAS stale nejvice vyuzivané. Predevsim diky
nizsim nakladtm, protoze provadéni WGS u velmi velkych vzorkt je v soucasné dobé
nakladové narocné. K identifikaci oblasti genomu spojenych se zadjmovym fenotypem
s celo-genomovou vyznamnosti se pouzivaji asociacni testy. [7, 8.

Zjisténa spojeni pomoci GWAS vedou k identifikaci vyznamnych alel v kon-
textu sledovanych fenotypu. Naptiklad ve studii Grzybowski a kol. [9] se zaméfili na
identifikaci alel souvisejicich s kvetenim samic kukufice. Obrazek 1.2a znazornuje
zemeépisné rozlozeni jedinci kukutice pouzitych v této studii [9]. Na obrazku 1.2b je
Manhattansky graf, ktery se vyuziva pro vizualizaci vysledki GWAS analyzy. Na
grafu je vidét, ze asociacni testy identifikovaly dvé vyznamné alely MADS69 a ZCNS8
souvisejici s kvetenim samic kukutice [9]. GWAS analyzy stale vedou k pokroku v kli-
nické péci, napt. identifikace novych cili pro lé¢iva a biomarkeri onemocnéni, a v
personalizované mediciné, napt. predikce rizika a optimalizace terapie na zakladé
genotypu. Avsak, i pres vSechny vyhody ma GWAS sva omezeni, jako je napriklad
nedostatecna schopnost uréit pri¢inné varianty a geny, omezend klinickd vypovédni
hodnota a neschopnost identifikovat vSechny genetické determinanty komplexnich
znaki. (8]

1.3 Genomicka predikce u rostlin

GP je pristup zalozeny na predikci pomoci celého genomu, jejiz potencial se zda
vhodny pro aplikaci pti zlepsovani plodin, diky velké dostupnosti genomickych dat.
Napriklad ve studii Raimondi a kol. [2] se povedlo identifikovat 36 novych gent,
které jsou pravdépodobné spojeny s rysy kveteni. Pricemz pro 6 z téchto 36 nove
identifikovanych gent existuji ditkazy pomoci laboratornich experimentii publiko-
vané v literatufe [2]. Dalsi vysledky studii naznacuji, ze GP je vykonny doplinkovy
pristup pfi slechténi hybrida pro vysoce polygenni znaky [3]. Cilem vétsiny slechti-
telskych programi je kiizeni inbrednich linii s vhodnymi partnery, u kterych se snazi
predpoveédét genetické hodnoty a umoznit tak cilené kombinace zadoucich alel, aby
se vytvorili hybridi s vyssi vitalitou a zvysSenym vynosem [3, 10].

Vyzvy v ramci udrzitelnosti v soucasné dobé celi globalni zméné klimatu, zvysené
poptavce po bioenergie a rostouci svétové populaci. Mimo jiné je potreba udrzovat
prirozenou biodiverzitu nasi planety. Vzhledem k témto vyzvam je dtilezité zamérit se
na adaptaci rostlin, pro zvyseni jejich celkové odolnosti a vynosu. Coz otevira velké

moznosti predikénim algoritmim v aplikaci na genomickou predikei rostlin. [2, 3, 10]
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2 Predikcni techniky

Predikéni modely jsou zalozené na metodach strojového uceni (angl. Machine Lear-
ning — ML), které spadd do problematiky umélé inteligence (angl. Artificial In-
telligence — Al). ML metody se zamétuji na vytvoreni modelu, ktery na zdkladé
vstupnich informaci, které mohou reprezentovat genetickou informaci, predikuje vy-
stupni hodnotu - v nasem pripadé fenotyp. Jinymi slovy, model se snazi naucit
vztahy, vzory nebo struktury identifikované v datech. [11]

Metody ML se v zakladu déli podle pristupu k uceni modelu, které se da napr.
rozdélit na zpétnovazebné uceni (angl. reinforcement learning), uceni bez uditele
(angl. unsupervised learning) a uceni s ucitelem (angl. supervised learning). V této
praci se budeme zamérovat na uceni s ucitelem, které je obecné rozsireno v kontextu
prediktivni systémové biologie [11]. Uceni s ucitelem spociva v tom, Ze se pro uceni
modelu vyuzivaji trénovaci data, ktera obsahuji soubor vstupt a k nim odpovidajici
cilovou proménou, kterou chceme predikovat. Existuji dvé hlavni dlohy pii uceni s
ucitelem, které se lisi podle toho, zda je cilova proménnd kategorialni nebo spojita.
U kategorialni proménné se jedna o tlohu klasifikace. U spojité proménné se jedna
o ulohu regrese. Vstupem miize byt jakakoli hodnota, u které ocekavame, ze se bude

podilet na predikci cilové proménné. [11, 12]

2.1 Konvenéni metody

Klasickd Vicendsobnd Linearni Regrese (VLR) je zdkladem pro velkou skupinu kon-
vencnich predikénich metod, které se ¢asto vyuzivaji pro GP. VLR modeluje linearni
vztahy mezi vstupy a cilovou proménnou. Genomicka data obvykle obsahuji mnoho
vstupt a obsazené informace mohou byt vysoce korelované, coz zptisobuje pti apli-
kaci VLR problémy. Metody regularizovanych linearnich regresi nebo sofistikovanéjsi
metody zalozené na stromovych strukturach lépe tesi problémy spojené s aplikaci
VLR na genomickd data. [13]

2.1.1 Regularizované regresni metody

Z metod regularizovanych linearnich regresi jsou zde detailnéji zminény hiebenova
regrese (angl. Ridge Regression — RR) a operator nejmensiho absolutniho zmenseni
a vybéru (angl. Least Absolute Shrinkage and Selection Operator — LASSO), které
se Tadi mezi ¢asto pouzivané pro GP. Tyto metody se zabyvaji dvéma problémy,
a to odhadem regresnich parametri a vybérem vstupnich hodnot, tzn. vybiraji re-
levantni vstupy vzhledem k pozadované predikci. Odhad regresnich parametri se

provadi pomoci metody nejmensich ¢tvercu (angl. Least Squares — LS), ktera se
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bézné pouziva u linearni regrese. Vybér vstupu uzitecnych pro predikci je v téchto
metodach zajistén pomoci zavedené regularizace, ktera je reSena pomoci tzv. pe-
nalizace [14]. Diky regularizaci, metody lépe Tesi problém multikolinearity, ktery
vyplyva z komplexnosti pouzitych dat a problém nadmérné velkého rozptylu, ktery
ma negativni vliv na presnost predikce u testovacich dat, tzn. model se nadmérné
prizptsobi trénovacim datum. [13, 14, 15]

Zakladem obou metod je linearni regresni model, ktery je popsan nasledujici

rovnici:
Y =X0+e, (2.1)

kde Y je n-rozmérny vektor proménnych cilové predikce, X je matice priznakl o
velikosti n x p (n je pocet pozorovani a p je pocet vstupt), 8 je vektor regresnich
koeficientti vstupt a € je vektor nahodnych chyb. [13]

RR vyuziva k vytvoreni modelu rezidualniho souctu ¢tverct a tzv. L2 penali-
zace [14]. Miru pusobeni L2 penalizace urcuje ladici parametr A > 0, tzn. A ridi
miru zmenseni koeficientt. Vyssi hodnota parametru A\ zptisobi vétsi zmenseni ko-
eficientli. Koeficienty se u RR modelu zmensuji smérem k nule, ale nikdy nemohou
byt vynulovany a tim zptisobit vyTazeni nékterych vstupnich hodnot. A je hyperpa-
rametrem RR modelu, tzn. musi byt vhodné zvolen. K urceni \ se bézné pouziva
kiizova validace aplikovand na data. [13, 14, 15]

LASSO vyuziva k vytvoreni modelu rezidualniho souctu ¢tvercu a tzv. L1 pe-
nalizace [14]. Miru ptsobeni L1 penalizace urcuje stejné jako u RR ladici parametr
A > 0. Rozdil oproti RR je v penalizaci L1, kterd umoznuje metodé LASSO zmen-
seni nékterych regresnich koeficienti na nulu. LASSO tedy dokaze vyradit nékteré
vstupni hodnoty. Proto je metoda LASSO vhodnou volbou pii aplikaci pro vybér
vstupnich hodnot. [13, 14, 15]

2.1.2 Nahodné lesy

Metody nahodného lesa (angl. Random Forest — RF) jsou schopny zpracovat velké
mnozstvi vstupli a urcit jejich vyznam v kontextu cilové proménné. Maji potencial
identifikovat a modelovat komplexni nelinearni vztahy mezi vstupy a cilovou pro-
ménnou. Proto byvaji RF vyuzivany pro GP. Zakladem metody RF jsou rozhodovaci
stromy. [16]

Rozhodovaci strom (angl. Decision Tree — DT) je stromové strukturovany graf,
ktery je rozdéleny na uzly, vétve a listy, nebo-li koncové uzly stromu. V ramci DT
1ze rozlisit dvé ruzné metodiky: klasifika¢ni strom a regresni strom (angl. Regres-
sion Tree — RT). Déle se zaméfime podrobnéji na RT, protoze je v této praci
fesen problém regrese. RT pouziva kritérium souctu ¢tverct k rozdéleni dat na po-

stupné homogennéjsi podmnoziny obsazené v uzlech. Ke kazdému z koncovych uzla
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je pripojena jednoducha regrese, ktera plati pouze v tomto uzlu. V ramci jednoho
regresniho stromu lze tedy na rizné podmnoziny dat aplikovat rtizné regrese, které
mohou predstavovat rtizné odezvy rizené ruznymi vstupy. Tyto vlastnosti dodavaji
RT robustnost, coz umoznuje metodé nalézt skryté nelinearni vztahy v datech. Z
tohoto divodu se tato prace zaméruje také na aplikaci metody RF, zalozené na RT.
RF je v kontrastu k regresnim metodam, které dokazi nalézt jen linedrni vztahy v
datech. [16, 17, 18]

RF je technika, kterd kombinuje vykonnost mnoha algoritmt DT pro klasifikaci
nebo regresi. V pripadé RT dokaze tedy provadét vicerozmérnou nelinearni regresi a
kombinovat vykonnost mnoha algoritmii regresnich stromii. RF pfi regresni analyze
ze vstupniho vektoru, ktery se sklada z rtznych vstupnich hodnot analyzovanych
pro cilovou proménnou, sestavi fadu regresnich stromu, které nasledné zprumeéruje a
vytvori tak vysledny strom. RF nechava rist jednotlivé stromy z riiznych podmnozin
trénovacich dat, vytvorenych postupem zvanym ,bagging“, aby zabranil korelaci
mezi stromy. Jakmile je proces vytvareni jednotlivych stromt ukoncen, lze pouzit
metody prorezavani, jejichz cilem je zlepsit zobecnovaci schopnost stromt snizenim
jejich strukturalni slozitosti. Za kritérium profezavani lze povazovat napt. pocet
pripadt v uzlech. Pro metodu RF se dale vyuzivaji tyto tréninkové parametry: pocet
stromt v lese; pocet vstupu vyzkousenych pri kazdém déleni; a minimalni velikost

uzlu, pod kterou nejsou listy dale déleny. [16, 17, 18, 19]

2.2 Metody hloubkového uceni

Hlavnim cilem této prace, zamérujici se na genomické predikce, je otestovani metody
zalozené na hloubkovém uceni (angl. Deep Learning — DL), které se radi mezi pii-
stupy strojového uceni. Rozdil oproti klasickym statistickym metodam je, ze metody
DL vytvareji neparametrické modely. Neparametrické modely jsou vhodné pro data
s komplikovanymi nelinearnimi vztahy mezi vstupy a cilovou proménnou, tzn. jsou
schopné se prizpusobit slozitym a skrytym vzorim neznamé struktury v datech. Coz
se jevi jako vhodny pristup pro aplikaci GP, vzhledem ke slozitym vztahtim na po-
zadi vztahu genotyp-fenotyp. Metody DL potfebuji ke spravnému nauceni modelti
dostatecné velka trénovaci data, které jsou mnohonasobné vétsi nez u konvencnich
predikénich model. Genomicka data jsou obsahla, proto se hodi pro aplikaci DL
modeli. Na zakladé soucasné literatury metody DL nemaji jasnou prevahu nad kon-
venénimi predikénimi modely z hlediska predikéni sily [20]. Nicméné existuji jasné
dikazy, ze modely DL zachycuji nelinearni vzory efektivnéji nez konvencéni modely,
proto je vhodné zkoumat jejich vykonnost v rdmci GP [20]. [20]

Metody DL vyuzivaji umélé neuronové sité, které byly inspirovany skutecnymi

biologickymi neurony a jejich propojenimi [11]. Neuron je v rdmci DL matematicka
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funkce, ktera prijima vstupni vektor hodnot a vhodné jej transformuje. Transformace
je provadéna pomoci aktivacni funkce, ktera urcuje vystupni hodnotu na zakladé
adaptivnich vah a prahu. Vystupni hodnota predstavuje aktudlni aktivaci neuronu.
Prah je ucenlivy parametr, ktery se pridava do aktivacni funkce a urcuje, jak snadno
se neuron aktivuje. Hodnoty vah koduji nauc¢ené informace ziskané z trénovacich dat
a urcuji silu spojeni mezi jednotlivymi neurony. [10, 11, 20]

Mezi nejpouzivanéjsi topologie neuronovych siti patii doprednd neuronova sit
(angl. Feedforward Neural Network — FNN), rekurentni neuronova sit (angl. Recurrent
Neural Network — RNN) a konvoluéni neuronova sit (angl. Convolutional Neural
Network — CNN), jenz jsou zndzornéné na obrazku 2.1. FNN 2.1A a RNN 2.1B
obsahuji neurony ve skrytych vrstvach navzajem husté propojené. RNN navic ob-
sahuje rekurzivni spojeni, tzn. informace se v siti $ifi obéma sméry. V levé casti
2.1B je zobrazena obecné celd struktura RNN. X predstavuje vstupy, h jsou skryté
vrstvy, o jsou vystupy, y jsou pozorované cilové proménné a L je ztratova funkce
modelu RNN. Ztratova funkce méri, jaké jsou kvantitativni rozdily mezi pozorova-
nymi a predpovidanymi proménnymi. V pravé ¢asti 2.1B je zndzornéna rekurzivni
struktura RNN. CNN 2.1C obsahuje navic oproti FNN a RNN konvolu¢ni vrstvy
v kombinaci s tzv. pooling vrstvami. Pooling vrstvy provadi podvzorkovani, tzn.
slucuji vystupy z riznych po sobé jdoucich pozic. Pooling vrstvy nezavadi do sité
CNN 7zadné nové parametry, provadi jen redukci rozmeéri a odstranuji sum. [20, 21]

Neuronové sité se uc¢i v epochach, tzn. v jednotlivych prichodech neuronovou
siti dopredu a dozadu. Pii prichodu dozadu jde o zpétné sSiteni, béhem néjz je
chyba predikce modelu sledovana zpét k jednotlivym odhadovanym parametrim
modelu a je mozné je vhodné upravit, tzn. umoznuje efektivni uceni sité. S rostoucim
poctem epoch se v neuronové siti méni vahy a model prechazi z podtrénovani (angl.
underfitting) do optimélniho natrénovani (angl. fitting), nebo do faze pretrénovani
(angl. overfitting). [10, 11]

2.2.1 Konvoluéni neuronové sité

CNN jsou vykonné nastroje pro praci s daty, ktera obsahuji vstupni hodnoty se
zndmymi prostorovymi vztahy. CNN efektivné zachycuji prostorové a casové za-
vislosti vstupnich dat [20]. Aplikuji se na jednorozmérna i vicerozmérna data. Do
aplikace na jednorozmérna data se radi napr. data reprezentovand pomoci SNP, jak
je znazornéno na obrazku 2.1C. Modely CNN zmensuji velikost vstupu a sdileji pa-
rametry. Coz vede ke snizeni poc¢tu parametrii, které je tieba odhadnout, a zvysSeni
vykonnosti. [11, 20, 21]
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Obr. 2.1: A: Dopfednad pétivrstva neuronova sit, prevzato a upraveno z [19]. B:
Schéma fungovani rekurentni neuronové sité, pfevzato a upraveno z [21]. C: Jed-

notlivé kroky konvolu¢ni neuronové sité, prevzato a upraveno z [21].
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2.2.2 Sité s dlouhou-kratkodobou paméti

Podrobnéji nez v predeslé podkapitole se v této praci zamérime na sité s dlouhou-
kratkodobou paméti (angl. Long Short-Term Memory — LSTM), jejichz implemen-
tace v ramci GP je hlavnim cilem této prace. LSTM sité jsou specialnim druhem
RNN a jsou urceny k nauceni dlouhodobych zavislosti v datech [21]. RNN jsou
obecné navrzeny pro modelovani casoprostorovych struktur v datech, ¢ehoz se da
vyuzit u sekvenc¢nich dat pii GP [21].

LSTM sité 1épe tesi problémy pri zpracovavani velmi dlouhodobych zavislosti v
datech, s kterymi maji klasické RNN problémy [22]. LSTM sité jsou znamé svymi pii-
znivymi konvergenénimi vlastnostmi, tzn. odchylky dopocitavané ztratovou funkei
maji tendenci konvergovat k nule [20]. V siti LSTM se zakladni jednotka nazyva
pamétovy blok. Kazdy blok se sklada z bunky, pamétové ¢asti a tii bran: vstupni
brany, vystupni brany a zapominajici brany. Vstupni brana je jednotka, ktera ridi
tok informaci do bunky. Zapominajici brana urcuje, které informace z predchozich
krokta bunky maji byt zapamatovany a které zapomenuty. Stav bunky nam udava,
které informace jsou v bunce uchované z minulych béht. Vystupni brana je jednotka,
ktera 1idi tok informaci ven z bunky. Pamétovy blok si dokaze zapamatovat hodnoty
v libovolnych ¢asovych intervalech v ramci dat/sekvence. Coz by se dalo vyuzit pti
GP, protoze jednotlivé geny spolu v ramci genomu/sekvence navzdjem interaguji.
Obecna struktura sité LSTM je podobna jako v RNN. Rozdil je v neuronech ve

skrytych vrstvach, jenz jsou nahrazeny pamétovymi bloky. [22]

Obr. 2.2: Vnitin{ struktura pamétového bloku sité LSTM. Prevzato z [22].
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Na obrazku 2.2 je znazornén jeden pamétovy blok sité LSTM. Uvnitt bloku je
naznacen zptisob propojeni jednotlivich ¢asti, které jsou popsany vyse [22]. h®
predstavuje vystup aktualniho ¢asového kroku. A=V predstavuje vystup pfedcho-
ziho ¢asového kroku. z(*) je vstup aktudlniho ¢asového kroku. Vystup =1 a vstup
z® jsou vstupem do bloku v aktudlnim ¢asovém kroku t. Vystup h() v ¢asovém

kroku t pak bude vstupem do stejného bloku v dalsim ¢asovém kroku (¢ + 1). [22]

2.3 Hodnotici metriky predikénich modelii

Mezi nejpouzivanéjsi metriky pro hodnoceni predikénich modeld patii stfedni kvad-
raticka chyba (angl. Mean Squared Error — MSE) a Korela¢ni Koeficient (KK). MSE
poskytuje prumeérny c¢tvercovy rozdil mezi cilovou a predikovanou hodnotou. MSE
je definovana nasledovné:
1 Y 9
MSE = N Z (yi — 0:)" [23], (2.2)
i=1

kde N je pocet vzorkt, y; jsou cilové hodnoty predikce a ¢; jsou predikované hodnoty
modelu. [23]

KK je statisticka veli¢ina, kterd nam udava miru korelace mezi dvéma promén-
nymi. Korelace je metoda, kterd ndm udava miru mozné linedrni zavislost mezi
dvéma spojitymi proménnymi. Mezi hlavni typy KK se fadi i Pearsontiv KK, na
ktery se v ramci této prace vice zamérime. Extrémni hodnoty mohou silu Pearso-
nova KK nadhodnotit nebo podhodnotit, a proto je nevhodny, pokud jedna nebo
obé proménné nejsou normalné rozdéleny. V této praci byl pouzit Pearsoniv KK

dostupny z [24]. Pearsoniv KK je definovan nasledovné:

S (-m)y—my)
VE (@ —me)’ S (y —my)?

r [24], (2.3)

kde r je Pearsontuv KK pro vektory proménnych x a y, m, je primérna hodnota
vektoru x a m, prumérnd hodnota vektoru y. [25]

Pearsoniv KK mize nabyvat hodnot v rozmezi (—1,1). Nulovd hodnota KK
znamena, ze mezi proménnymi neexistuje zadny linedrni vztah. Hodnota KK = 1
znamend dokonaly pozitivni linedrni vztah, proménné spolu piimo souvisi, tzn. s
rostouci hodnotou jedné proménné ma tendenci riist i hodnota druhé proménné.
Hodnota KK = —1 znamena dokonaly negativni linedrni vztah, proménné spolu
souvisejl nepiimo, tzn. s ristem hodnoty jedné proménné ma hodnota druhé tendenci
klesat. Pearsoniv KK dokaze poukazat jen na linearni vztah mezi proménnymi.
Jakykoliv nelinearni vztah bude z hlediska Pearsonova KK nulovy. V této praci je

zkouman linedrni vztah mezi predikovanymi a realnymi hodnotami, proto je pro
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hodnoceni modeli pouzit Pearsontiv KK. Znazornéni hledaného linearniho vztahu

mezi realnou a predikovanou cilovou hodnotou je vidét na obrazku 2.3. [25]

Pozorované Y

&0 BO

0 40 .
Predikované Y

Obr. 2.3: Graf znazornujici hledanou linearni zavislost mezi redlnymi a predikova-

nymi cilovymi hodnotami. Pfevzato a upraveno z [26].
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3 Arabidopsis thaliana

Husenicek rolni (lat. Arabidopsis thaliana — AT) je drobna kvetouci rostlina, fadici
se do celedi Brukvovitych [2]. AT se stala klicovym objektem studia a modelovym
organismem v molekularni biologii a genetice rostlin. Tento status modelového or-
ganismu ziskala diky nékolika faktortim, které jsou popsané v nasledujicim odstaveci.
Vyzkum AT prinesl hlubsi pochopeni zakladnich fyziologickych, bunécnych a mole-
kuldrnich procest [27]. Dale vyznamné rozvinul poznatky o vnitrodruhové genetické
variabilité [27].

AT disponuje genomem o velikosti ~125 Mb a kratkym zivotnim cyklem [2]. Je
samosprasnym druhem s rozsifenim do rtznych zemépisnych sitek, coz ji vystavuje
Siroké Skale klimatickych podminek [28]. Siroké rozsiteni a pirevdzné samosprasny typ
rozmnozovani vedly ke vzniku velkého mnozstvi geneticky odlisnych homozygotnich,
inbrednich linif [27], dale nazyvanych linie vzorki. V roce 2000 probéhlo sekveno-
vani genomu AT, které vyznamné prispélo k narustu dostupnych sekvenacnich dat,

zahrnujici data WGS a detailni fenotypové anotace [2].

3.1 Genomicka informace

Pouzity dataset v této bakalarské praci reprezentujici genomickou informaci obsa-
huje 241 genomu vybranych linii vzorkii zminénych nize, v ¢asti metabolomické
informace. Genomicka informace v datasetu je popsana pomoci SNP, které jsou do-
stupné ze studie Weiszmann a kol. [28]. Genomické informace studie Weiszmann a
kol. [28] vychazi z dostupnych genomickych informaci studie Alonso-Blanco a kol.
[27]. Studie [27] se zabyva analyzou genomického sekvenovani vice nez 1 000 pfiroze-
nych inbrednich linii AT. Analyza odhaluje globdlni popula¢ni strukturu, migracéni
vzorce, evolucni historii a poskytuje bohaty geneticky zdroj pro studium fenotypové
variability a adaptace AT [27].

Studie [27] prezentuje 1 135 genom, sekvenovanych na fadé platforem Illumina
v prubéhu nékolika let. Jednotlivé varianty byly vyvolany pomoci MPI-SHORE a
GMIGATK, blize popsané ve studii [27]. Vysledkem byly soubory VCF s vysokou
kvalitou. Volani variant bylo porovnano pomoci celo-genomovych zarovnani jednoho
dlouhého cteni (Pacific Biosciences) a tii kratkych ¢teni (Illumina) de novo sesta-
venych proti referenci [27]. Pramérna hodnota pravdivé pozitivnich vysledki byla
98 %, prumeérna hodnota falesné negativnich vysledki 1,5 % [27]. Po filtrovani ob-
sahovaly jaderné genomy 10 707 430 bialelickych SNP a 1 424 879 indelu [27]. To
predstavuje v pruméru jednu variantu na kazdych 10 bp jediné kopie genomu, coz

je nejhustsi mapa variant pro jakykoli organismus [27].
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Ve studii [28] byl pro SNP dataset kladen pozadavek, aby se minoritni alela vy-
skytovala alespon ve 13 liniich vzorki, tzn. frekvence minoritni alely > 5 % ze vSech
241 linii vzorkl. Vysledkem bylo 1 756 214 bialelickych SNP. Tedy soubor s vysokym
rozliSenim pfiblizné jeden SNP na 77 bp, ve studii [28] byla data pouzita pro vypo-
¢ty GWAS. Pro ucely GP byl vytvoren unikatni soubor dat SNP. V souboru nejsou
zaddné opakujici se profily SNP napric¢ 241 liniemi vzorkl. Soubor obsahuje vektory
o délce 241 s prvky "1"a "-1". Alely byly kédovany jako "1"a "-1", aby odrazely dva
ruzné diploidni homozygotni genotypy [28]. Z ptivodniho souboru dat byly vybrany
pouze SNP, které vyzadovaly imputovani nejvyse jedné chybéjici alely, tzn. soubor
s vysokou spolehlivosti [28]. Vysledkem byl soubor 16 544 bialelickych SNP, tedy
jeden SNP na ~8 kb. Pokryti SNP bylo povazovano za dostatecné pro ucely GP,

vV,

3.2 Metabolomicka informace

Metabolomika nabizi siroky pohled na biochemicky a fyziologicky stav organismu [29].
Zmény na urovni metabolomu jsou odrazem zmén na dirovni genomu, transkriptomu
a proteomu [29], coZ je mozné vidét na obrazku 3.1. Metabolom je tedy povazovéan za
zakladni biochemickou vrstvu odrazejici vsechny informace vyjadrené a modulované
v ostatnich vrstvach omiky, coz z néj ¢ini nejblizsi spojeni s fenotypem [29]. Proto
mohly byt v této praci pouziti hladiny jednotlivych metabolitt jako cilové hodnoty
GP.

Metabolomicka data pouzitd v této praci pochazi ze studie [28]. V této studii
bylo 241 prirodnich linif vzorka AT péstovano pii 16 °C a 6 °C [28]. Pro tyto teploty
byly zaznamenavany rustové parametry spolu s profily metaboliti, aby bylo mozné
zkoumat vliv genomu a prostfedi na variabilitu metabolomu [28]. Metabolity byly ex-
trahovany a méreny na plynové chromatografii spojené s hmotnostni spektrometrii,
blize popsané ve studii [28]. Vysledkem byly datasety obsahujici ristové parametry
a hladiny 37 metaboliti pro 241 linii vzorki AT, vzdy pro 16 °C a 6 °C. [28]

V ramci predzpracovani ziskanych dat byly ve studii [28] nejprve normalizovany
absolutni hladiny metaboliti, pro dosazeni Gaussovského rozlozeni. Dale byla data
studii [28]. Poté byl kazdy metabolit standardizovan, tzn. pramér = 0 a rozptyl
= 1. Nakonec byla data zprimeérovana pres vSechna opakovani dané linie vzorki.
Vysledkem byla jedna hodnota pro kazdy z 37 metaboliti pro vsech 241 linii vzorki
v obou teplotnich pristupech. Na takto predzpracovana metabolomicka data déle

navazuje tato bakalarské prace. [28]
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Obr. 3.1: Obrazek znazornujici tok biologické informace od genomu k fenotypu. Pre-

vzato a upraveno z [29].
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4 Implementace predikénich modeli

Tato kapitola se zaméruje na praktickou aplikaci teoretickych znalosti ziskanych
v kapitolach 1 a 2. Prvni ¢ast popisuje predzpracovani dat. Druha cast se zamé-
fuje na implementaci konvenc¢nich predikénich modeli RR, LASSO a RF. Treti ¢ast
se vénuje implementaci a optimalizaci LSTM sité. Pro upravu a praci s daty jsou
pouzité knihovny NumPy [30] a Pandas [31]. Pro implementaci konvenc¢nich pre-
dikénich modelt je pouzita ML knihovna Scikit-learn [32]. V rdamci implementace
sité LSTM je pouzita ML knihovna TensorFlow [33]. VSechny kdody jsou zpracovany

v programovacim jazyce Python verze 3.12.2 [34].

4.1 Predzpracovani dat

Prvnim krokem predzpracovani dat je pretransformovani SNP datasetu na binarni
reprezentaci SNP. Pivodni SNP dataset je reprezentovan pomoci desetinnych ¢isel,
které jsou v rozmezi hodnot (0,1). Necelociselné hodnoty v puvodnim SNP data-
setu udavaji, ze na dané pozici je jen urcita mira polymorfismus. Pro neceloc¢iselné
hodnoty je v ramci binarni reprezentace pritazena hodnota 1, tzn. na dané pozici se
vyskytuje polymorfismus. Vysledkem je bindrni reprezentace SNP datasetu.

Déle se prace v ramci predzpracovani dat vénuje nékolika ¢astem kontroly data-
setll. Prvni ¢ast se vénuje kontrole zachovani sekvencni posloupnosti SNP datasetu.
Jednotlivé pozice SNP datasetu jsou charakterizovany ¢islem chromozomu, na kte-
rém se nachazeji a ¢islem pozice SNP na daném chromozomu. Proto byla naprogra-
movand funkce pro kontrolu sekvenc¢ni posloupnosti téchto jednotlivych chromozomi
a pozic SNP, které hraji vyznamnou roli v aplikaci LSTM siti. Druha ¢ast se vénuje
kontrole binarnich vlastnosti pretransformovaného binarntho SNP datasetu. Tteti
¢ast se vénuje odstranéni prazdnych hodnot reprezentujicich jako NaN (angl. Not a
Number) hodnot bindrniho SNP datasetu a metabolomickych datasett. Ctvrta cast
predzpracovani dat se vénuje kontrole odlehlych hodnot (angl. outliers) u metabo-
lomickych dat. Tato kontrola byla provedena vizualni kontrolou box-plotii vSech 37
metabolitil.

Diky fazi predzpracovani jsou data vhodné transformovana na vstupy pro al-
goritmy predikéniho modelovani. Data jsou nejprve nactena za pomoci knihovny
Pandas [31]. Poté jsou data vhodné transformovana na vstupni formét vybranych
predikénich metod. Forméat predikénich metod je v podobé matic/vektort hodnot.
Pro SNP dataset je to matice hodnot jednotlivych SNP pro vsech 241 linii vzorka
AT, kde kazdy radek matice reprezentuje 27 081 hodnot SNP pro jednu linii vzorkt
AT. Pro metabolomicky dataset je to vektor 241 hodnot hladin daného metabolitu.
Vysledkem jsou hodnoty SNP pro jednotlivé linie vzorku a jim odpovidajici hladiny
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metaboliti. Ndsledné jsou tyto matice hodnot pro jednotlivych 241 linii vzorku AT
nahodné rozdéleny na trénovaci a testovaci set za pomoci funkce train_test_split(),
dostupné z knihovny Scikit-learn [32]. Trénovaci a testovaci set je rozdélen v poméru
180/61 linii vzorku AT, kdy je velikost trénovaciho setu rovna pfiblizné trojnasobku
setu testovaciho. Trénovaci set slouzi k natrénovani jednotlivych modelii. Testovaci

set slouzi k otestovani tispésnosti jednotlivych modelti.

4.2 Regularizované regresni modely a nahodny les

Pro kazdy predikéni model byl vytvoren skript, v kterém se nachazi vytvorena
funkce s obecnym nézvem Model computation(). Vstupy a vystupy funkce Mo-
del__computation() jsou vidét na obrazku v piiloze A. Pro natrénovani modeli je
pouzit predzpracovany bindrni SNP dataset a metabolomické data. Predikce je pro-
vedena pro kazdy metabolit a pro obé teplotni kultiva¢ni podminky, tedy 6 a 16°C.

Kazda funkce Model__computation() nejprve rozdéli data na trénovaci a testovaci
dataset. Nasledné za pomoci vhodné funkce z knihovny Scikit-learn [32] natrénuje
model. Nakonec jsou za pomoci modelu predikované vysledné hodnoty pro trénovaci
a testovaci dataset a jsou pro model vypocteny hodnotici metriky. Obecna struktura
funkce Model _computation() je zndzornéna na diagramu v piiloze A.

Pro natrénovani RR modelu je pouzita funkce RidgeCV() dostupné z knihovny
Scikit-learn [32]. Jedna se o RR se zabudovanou kiizovou validaci pro volbu nej-
vhodnéjsiho hyperparametru A, ktery ovliviiuje nastaveni jednotlivych parametri
modelu, pro co nejlepsi natrénovani modelu. Funkce je z hlediska hyperparametru
A pouzita v zakladnim nastaveni, kdy funkce vybira z predem definovaného vektoru
hodnot A [32]. Navic model pouziva i kfiZovou validaci, pro zobecnéni a reproduko-
vatelnost vysledki modelovych predikci. Pro natrénovani LASSO modelu je pouzita
funkce LassoCV/() dostupnd z knihovny Scikit-learn [32]. Funkce LassoCV/() navic
oproti RidgeCV() umoznuje iterativni automatické nastaveni hodnot A. Funkce Las-
soCV() také vyuziva kiizovou validaci. Déle je pro funkeci nastaven maximalni pocet
iteraci na hodnotu 10 000, aby dochézelo ke konvergenci pri iterativnim hledani
nejvhodnéjsiho hyperparametru \.

Pro natrénovani RF modelu je pouzita funkce RandomForestRegressor() do-
stupnd z knihovny Scikit-learn [32]. Pro zvoleni nejlepsi kombinace hyperparametri
RF modelu je pouzita funkce GridSearchCV dostupnd z knihovny Scikit-learn [32].
Do funkce GridSearchCV vstupuje zvoleny model, hodnota k-nasobné krizové vali-
dace a zvolena miizka hyperparametrii, kterd byla vhodné nastavena pti predzpra-
covani hyperparametri modelu RF, podrobnéji popsané v nasledujicich dvou od-
stavcich. Funkce GridSearchCV se v miizce snazi najit tu nejlepsi kombinaci hy-

perparametrii. K-nédsobnd kiizova validace je nastavena na hodnotu 3, tzn. kazda
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podmnozina obsahuje 60 vzorku trénovacich dat. I pres omezeni hyperparametri je

Vv

modelt.

Nastaveni hyperparametri modelu RF

Pro nahodny les je proveden krok predzpracovani navic, ktery se zaméruje na op-
timalizaci natrénovani modelu. Optimalizace se vénuje velkému mnozstvi hyper-
parametri, které je potieba vhodné nastavit. Pro tyto ucely je vytvorena mfizka
vhodnych hyperparametrii, ze které model vybirda béhem svého trénovani. Mrizka
vhodnych hyperparametri je vytvorena za pomoci funkce RandomizedSearchCV(),
dostupné z knihovny Scikit-learn [32]. Tato funkce vyuziva kitzové validace k nasta-
veni a otestovani nahodnych kombinaci hyperparametri modelu, které se nastavuji
z nami vlozené mrizky hyperparametrii. Vysledkem je nejlepsi kombinace hyperpa-
rametri modelu, kterd byla béhem nami nastavenych iteraci nalezena. Pro potieby
této prace je nastaven pocet iteraci na hodnotu 100 a kiiZova validace na hodnotu
3, tedy jeden néasobek kiizové validace je roven 60 vzorktm trénovacich dat.
Mezi vlozené hyperparametry v miizce patii:

% pocet stromt,

* maximalni pocCet vstupti brannych v tivahu pri kazdém déleni stromu,

* minimalni pocet vzorku potrebnych pro rozdéleni uzlu,

« minimalni pocet vzorku potfebnych v koncovém uzlu/listu,

* volba metody pro vybér vzorkt pri trénovani jednotlivych stromt.
Nakonec je podle nalezené nejlepsi kombinace hyperparametri vhodné vytvorena
vyslednd mriizka hyperparametrii, kterd je pouzita pri trénovani modelu nahodného

lesa.

4.3 Sité s dlouhou-kratkodobou paméti

Sestaveni a natrénovani siti LSTM je implementovano v jazyce python a ve funkci
LSTM _single_metabolit_predictor. Tato funkce umoznuje natrénovani sité LSTM
vzdy pro jeden metabolit. Mezi vstupy funkce LSTM single metabolit _predictor
patii: pocet epoch, velikost davky (angl. batch size), rychlost uceni (angl. lear-
ning rate), identifikacni ¢islo LSTM modelu, cesta k uloZzenym dattim, ndzev me-
tabolitu pro ktery ma byt sit LSTM natrénovana a nazev metabolomického data-
setu. Pocet epoch, velikost davky a rychlost uceni jsou hyperparametry sité LSTM,

na které se tato prace zaméruje z hlediska optimalizace sité. Vystupem funkce
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LSTM _single_metabolit_predictor jsou predikované hladiny metabolitu, hodnoty
Pearsonova KK a MSE pro trénovaci a testovaci mnozinu dat. Pro natrénovani sité
LSTM je pouzit predzpracovany bindrni SNP dataset a metabolomicka data. Pre-
dikce je provedena pro kazdy metabolit naméreny za teplotnich podminek: 6 °C a
16 °C.

Funkce LSTM _single _metabolit__predictor nejprve nacte data a vhodné je upravi
na trénovaci a testovaci dataset. Nésledné za pomoci funkci Sequential(), InputLa-
yer(), LSTM() a Dense(), dostupnych z knihovny TensorFlow [33], sestavi architek-
turu sité LSTM.

Pro ztratovou funkci, kterd hodnoti odchylku predikovanych hodnot od realnych,
je nastavena metrika MSE, ktera je pouzita i jako hodnotici metrika modeli. Pro
optimalizaci je pouzit tzv. Adam Optimizer [35]. Adam Optimizer patii mezi nejpou-
zivanéjsi iterac¢ni optimalizac¢ni algoritmy, které se pouzivaji k minimalizaci ztratové
funkce pri trénovani neuronovych siti.

Dale je funkci LSTM single _metabolit _predictor nastavena kontrola, ktera se
snazi zabranit preuceni sité LSTM. Tato kontrola spo¢iva v monitorovani valida¢ni
odchylky ztratové funkce. Pokud v péti epochach po sobé nedojde ke snizeni této va-
lida¢ni odchylky, funkce LSTM _single__metabolit _predictor ukonci trénovani sité a
ulozi nejlepsi nalezené vahy sité LSTM. Nésledné je za pomoci sestavené architektury
a funkce model.fit(), dostupné z knihovny TensorFlow [33], sit natrénovana. Mezi
vstupni parametry funkce model.fit() patii: trénovaci mnozina dat, pocet epoch,
velikost davky, validacni pomeér dat a vysSe zminénd kontrola preuceni sité LSTM.
Valida¢ni pomér je nastaven na hodnotu 30 % z celkovych 180 vzorki trénovacich
dat, coz odpovida 126 vzorktim trénovacich dat, 54 vzorkim validac¢nich dat a 61
vzorkiim testovacich dat. Valida¢ni data slouzi k otestovani generalizac¢ni schopnosti
modelu sité a k omezeni nadmérné adaptace sité na trénovaci data béhem trénovani
sité. Vysledkem natrénovani sité je ulozeni nejlepsich nalezenych vah modelu. Na-
konec funkce LSTM _single metabolit__predictor pouzije natrénovanou sit LSTM k
predikci na trénovacich a testovacich datech a dopocita hodnotici metriky modelu
LSTM.

Funkce LSTM single__metabolit _predictor vytvari jednoduchou jednosmérnou
architekturu sité LSTM, ktera z mnoha vstupu predikuje jeden vystup, v nasem
pripadé hladinu konkrétniho metabolitu. Schéma navrhnuté architektury LSTM sité
je mozné vidét na obrazku 4.1. Architektura LSTM sité zac¢ind vstupni vrstvou, je-
jiz velikost odpovida poctu vstupnich hodnot modelu sité. Nasleduji dvé vrstvy
LSTM, které obsahuji husté propojené pamétové jednotky LSTM. Ke kazdé vrstve
LSTM je pripojena tzv. Dropout wvrstva, kterd se snazi zabranit preuceni modelu.
Dropout vrstva u pritazené vrstvy nastavuje nékteré jednotky na nulovou hodnotu.

Nulovanim jednotek dropout vrstva v kazdém béhu vytvaii ndhodné modifikovanou

30



,ﬂ. VSTUP_27081
inputLayer

' LSTM_32
IstmLayer

Dropout 0.2
dropoutLayer

LSTM_16
IstmLayer

Dropout 0.2
dropoutLayer

HP_8 RelU
fullyConnected. ..

% HP_1_LINEAR.
fullyConnected. ..

Obr. 4.1: Schéma znazornujici vytvorenou architekturu sité s dlouhou-kratkodobou
paméti za pomoci funkce LSTM single metabolit _predictor. Vytvoreno v
MATLABU |[36].

architekturu sité, tzn. v kazdém béhu je model vystaven jiné mmnoziné vstupnich
hodnot. Hodnota dropout vrstev je nastavena na 20 %, tzn. Ze v kazdém béhu je
20 % jednotek v prifazenych vrstvach vynulovano. LSTM a dropout vrstvy nasleduji
dvé husté propojené vrstvy neuronti. Tyto husté propojené vrstvy zpracovavaji in-
formace ziskané z predchozich vrstev LSTM. Druhé husté propojena vrstva, ktera
je zaroven posledni vrstvou architektury sité, obsahuje jen jeden neuron. Tento je-
den neuron obsahuje linearni aktivacni funkci, ktera odpovida findlni regresi, jejiz
vystupem je hladina daného metabolitu. Pocet pamétovych jednotek v LSTM vrst-
vach je nastaven na hodnoty 32 a 16. Pocet neuront v prvni husté propojené vrstve

je nastaven na hodnotu 8 a jejich aktivacni funkce je nastavena na tzv. ReLLU ak-
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tivacni funkci. Vysledkem této architektury sité LSTM je 7 633 adaptovatelnych
parametri modelu. Pocet jednotek v jednotlivych vrstvach ovliviiuje vysledny pocet
adaptovatelnych parametri, které ovliviuji vyslednou vypocetni a ¢asovou naroc-
nost modelu sité LSTM. Tato vypocetni a ¢asova naroc¢nost je velkou vyzvou, proto

je na ni kladen diraz pri vytvareni architektury LSTM sité.

Optimalizace hyperparametrti pro sité LSTM

Tato prace se zamétuje z hlediska optimalizace sité LSTM na tyto hyperparametry:
pocet epoch, velikost davky a rychlost uceni. Je zvolen experimentalni pristup op-
timalizace, kdy jsou pozorovany primérné hodnoty hodnoticich metrik modelu sité
pro rizna nastaveni jiz zminénych hyperparametrii. Pro pocet epoch jsou pozoro-
vany vysledky hodnoticich metrik pro hodnoty 4, 8 a 12 epoch. Zbylé dva hyperpa-
rametry jsou pri testovani poc¢tu epoch nastaveny nasledovné: velikost davky = 60
a rychlost uceni = 0.001. Pro velikost davky jsou pozorovany vysledky hodnoticich
metrik pro hodnoty 20, 40 a 60. Nastaveni zbylych hyperparametri je pii testovani
velikosti davky nasledovné: pocet epoch = 4 a rychlost uceni = 0.001. Pro rychlost
uceni jsou pozorovany vysledky hodnoticich metrik pro hodnoty 0.01, 0.001 a 0.0001.
Ostatni hyperparametry jsou pri testovani rychlosti uceni nastaveny nasledovné: po-
¢et epoch = 4 a velikost davky = 60.

7 téchto vyse zminénych nastaveni je vybrana nejlepsi kombinace hyperpara-
metri, u kterych vychazely nejlepsi primérné hodnoty hodnoticich metrik modelu
site. LSTM. Vysledna nejlepsi kombinace hyperparametra vysla néasledovné: po-
cet epoch = 12, velikost davky = 20 a rychlost u¢eni = 0.01. Tato nalezena nejlepsi
kombinace hyperparametri je pouzita pro findlni natrénovani a predikci za pomoci
modelu sitée LSTM.
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5 Genomicka predikce v Arabidopsis thali-
ana

Tato kapitola shrnuje a hodnoti vysledky GP ziskané za pomoci implementovanych
predikénich modelit popsanych v kapitolach 2 a 4. Kapitola je rozdélena do dvou
casti. V prvni c¢asti jsou popsany a zhodnoceny vysledky konvenc¢nich predikénich
modeli RR, LASSO a RF. Druh& ¢ast popisuje a hodnoti vysledky GP ziskané za

pomoci implementovanych siti LSTM.

5.1 Genomické predikce za pomoci RR, LASSO a RF

Vysledky GP konvenc¢nich modelii pro vsech 37 metabolitt pii 6 °C a 16 °C je mozné
vidét v prilozenych tabulkach v priloze B. Tyto tabulky obsahuji vypoctené hodno-
tici metriky pro modely RR, LASSO a RF. Kazda hodnotici metrika je uvedena pro
trénovaci a testovaci ¢ast dat. Pro vizualizaci vysledkti GP konvenc¢nich modelt jsou
uvedeny nasledujici dva prilozené grafy v priloze C. Kazdy graf zndzornuje vysledné
hodnoty Pearsonova KK v % pro testovaci ¢ast dat. Prvni graf obsahuje vysledky
pro metabolity pti 6 °C a druhy graf pro metabolity pii 16 °C.

Na prvnim grafu C.1 lze vidét, ze nejlepsi vysledky predikce pro metabolity pri
6 °C dosahuji hodnot kolem 60 % Pearsonova KK. Z pohledu vsech konven¢nich
modell se mezi nejlépe predikované metabolity pti 6 °C tadi fruktoza, kyselina fu-
marova a threitol. Tyto tfi metabolity prekrocily hranici 40 % Pearsonova KK u
vSech konven¢nich pristupi. Model RR prekonal hranici 50 % Pearsonova KK pro
kyselinu citronovou, galaktézu, maltézu a serin. Model LASSO nejlépe predikoval
fruktézu, galaktinol, glukézu, kyselinu glutamovou a raffinézu, jejichz hodnoty pre-
krocily hranici 50 % Pearsonova KK. Model RF si nejlépe vedl pii predikei fruktézy,
kyseliny fumarové, kyseliny mlééné, myo-inositolu a spermidinu, jejichz hodnoty také
prekrocily hranici 50 % Pearsonova KK. Pro predikci spermidinu model RF dokonce
prekroéil hranici 60 % Pearsonova KK.

Na druhém grafu C.2 pro metabolity pii 16 °C dosahuji nejlepsi predikce hodnot
50 az 60 % Pearsonova KK. Hranici 40 % Pearsonova KK pro vSechny t¥i konvencni
pristupy prekrocila predikce galaktinolu, glycinu, kyseliny mlécné, raffinézy a kyse-
liny threoniové. U kyseliny threoniové model RF dokonce dosahoval predikce vyssi
nez 60 % Pearsonova KK. Modely RR a RF si navic vedly dobfe pfi predikei kyseliny
fumarové, kyseliny jablecné, myo-inositolu a spermidinu, jejichz predikce presahly
hodnotu 40 % Pearsonova KK. Pro myo-inositol a modely RR a RF predikce sahala
pres hodnotu 55 % Pearsonova KK.
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Z grafti se da vycist, Ze je rozdil mezi predikcemi metabolitt pti 6 °C a predikcemi
metabolitu pri 16 °C. Napriklad jde vidét, Ze model LASSO si lépe vedl pri predikci
metaboliti pri 6 °C. Dale je vidét, ze urcité metabolity pii 6 °C vykazuji dobré
vysledky predikce a naopak stejné metaboliti pii 16 °C nevykazuji zas tak dobré
vysledky predikce. Stejné tak urcité metabolity pii 16 °C vykazuji lepsi hodnoty
predikce nez u 6 °C. Napriklad predikce fruktézy prii 6 °C dosahovala hodnot 50 %
Pearsonova KK. Naopak predikce fruktézy pii 16 °C nedosahovala ani hodnot 40 %
Pearsonova KK. Predikce kyseliny threoniové zase vykazovala velice dobré vysledky
pri 16 °C, ale pri 6 °C jsou vysledky predikce vyrazné horsi.

Pro lepsi zhodnoceni toho, ktery model vseobecné dosahoval nejlepsi vykonnosti
pri predikei jednotlivych metaboliti, jsou zde prilozeny nasledujici dvé tabulky 5.1
a 5.2. Tabulky obsahuji primérné hodnoty hodnoticich metrik pro predikci na tes-
tovacich datech za pomoci konvencnich modeli a kazda tabulka obsahuje jeden z
teplotnich pristupt 6 °C a 16 °C.

Model: | |[KK]| [%] | MSE | Teplota
RR 28.566 0.210 6 °C
LASSO 26.532 0.206 6 °C
RF 30.955 0.200 6 °C

Tab. 5.1: Tabulka primérnych hodnot hodnoticich metrik konven¢nich model pro

predikci na testovacich datech a pro metabolity pii 6 °C.

Model: | |[KK]| [%] | MSE | Teplota
RR 29.786 0.219 16 °C
LASSO 22.379 0.223 16 °C
RF 30.336 0.212 16 °C

Tab. 5.2: Tabulka primérnych hodnot hodnoticich metrik konvenc¢nich model pro

predikci na testovacich datech a pro metabolity pii 16 °C.

Z tabulek je patrné, ze si v obou teplotnich pristupech nejlépe vedl model RF,
nasledujici modelem RR a nejhute si vedl model LASSO. Jedind vyjimka nastala
z hlediska prumérné hodnoty MSE pii 6 °C, kdy si vedl model LASSO o trosicku
lépe nez model RR, ale rozdil je témér nepatrny a z hlediska KK si 1épe vedl model
RR. Dale je mozné vidét, ze si modely vedly 1épe pri predikci metabolitt pii 6 °C,
az na vyjimku modelu RR, ktery si z hlediska primérné hodnoty KK vedl lépe u
metabolita pii 16 °C. VSechny primérné hodnoty hodnoticich metrik jsou si vSak
v obou teplotnich pristupech blizké. Nejvétsi rozdil je z hlediska primérné hodnoty

KK pro model LASSO, jenz byl patrny i z grafu.
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V pritazenych tabulkach B je vidét, ze ispésnost predikce na trénovacich datech
je u modeli RR a RF velmi vysoka, neklesa pod hodnotu 93 % Pearsonova KK. To
ukazuje na prilisné prizpusobeni modelit RR a RF trénovacim datiim a nizsi gene-
raliza¢ni schopnost modeli. Pro model LASSO se prumérné hodnoty KK pohybuji
kolem 60 %, ¢emuz vsak odpovidaji i niz$i hodnoty KK pri predikci na testovacich
datech oproti modelim RR a RF.

Vysledky predikce ziskané pomoci modeli RR, LASSO a RF dokazuji, ze jsou
modely schopny natrénovani se na dostupnych genomickych datech. Ziskané vy-
sledky vsak poukazuji i na nedostatky metod RR a LASSO zalozenych na VLR.
VLR neni vhodnou volbou pro feseni problému vicerozmérné predikce, jelikoz data
v takovém pripadé obsahuji casto spoustu priznaki, nebo-li vysokou dimenziona-
litu a vykazuji slozitou korela¢ni strukturu mezi priznaky. Dalsim problémem pro
VLR je, kdyz pocet priznakt prevysuje pocet pozorovani. Genomicka data, ktera
jsou zakladem této prace, obsahuji mnohem vice priznaki, nez je pocet pozorovani
a obsazené informace mohou byt vysoce korelované. Z téchto divodt nejsou metody
pouzivajici VLR nejvhodnéjsi volbou pro aplikaci na genomicka data a je potieba
hledat dalsi pristupy v ramci ML, které by mohly dosahovat lepsich vysledkt a 1épe
hledat slozité vztahy obsazené v genomickych datech. Sofistikovanéjsi metody zalo-
zené na stromovych strukturach, jako je RF, by mohly byt lepsi volbou, jak nam

vvvvvv

metody zalozené na DL, cemuz se vénuje tato prace a dalsi ¢ast této kapitoly.

5.2 Genomicka predikce za pomoci siti LSTM

Vysledky GP za pomoci siti LSTM pro vSech 37 metabolita pii 6 °C a 16 °C je
mozné vidét v prilozené tabulce v ptiloze D. Tato tabulka obsahuje vypoctené hod-
notici metriky pro sité LSTM. Kazda hodnotici metrika je uvedena pro trénovaci a
testovaci ¢ast dat. Pro vizualizaci vysledkit GP za pomoci siti LSTM jsou uvedeny
heat mapy dostupné v priloze E. Heat mapy znézornuji redlné hodnoty hladin me-
taboliti a predikované hodnoty hladin metabolitii za pomoci siti LSTM, pro obé
teplotni podminky 6 a 16 °C.

Na heat mapach je mozné porovnat rozsahy realnych a predikovanych hodnot. Z
hlediska rozsahu hodnot miizeme vidét, ze rozsah predikovanych hodnot je ve vsech
pripadech mensi nez rozsah hodnot realnych. Déle je u predikovanych hodnot vidét,
ze variabilita je oproti realnym hodnotam pro nékteré metabolity témeér nulova, tzn.
ze se sit pro tyto metabolity nebyla schopna efektivné natrénovat. Naopak napriklad
u fruktézy a kyseliny mlécéné pii 6 °C a leucinu a serinu pti 16 °C je vidét, ze se zde

nachazi urcitd mira variability predikovanych hodnot, coz naznacuje urcitou miru
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natrénovani sité LSTM. Pro tyto vyse zminéné metabolity vychazeji i vyssi hodnoty
Pearsonova KK, coz je mozné vidét na prilozeném grafu F.1 v priloze F.

Graf predikci za pomoci siti LSTM F.1 zobrazuje hodnoty Pearsonova KK v %
pro testovaci ¢ast dat a teplotni podminky 6 a 16 °C. Z grafu je patrné, ze si LSTM
vseobecné pro vsechny metabolity nevedla tak dobre jako konvenc¢ni modely. Rozdil
oproti konvenénim modelim je také v tom, ze se u predikce alaninu a glutaminu pri
6 °C a u kyseliny oxoglutarové pii 16 °C vyskytla hodnota zajimava z pohledu za-
porné korelace Pearsonova KK, coz u konvenc¢nich modelt nenastalo. Tato zaporna
hodnota by také mohla naznacovat urc¢itou miru natrénovani sité LSTM. Nejvice
zajimavé jsou vsak hodnoty predikce u kyseliny mlécéné pti 6 °C a u kyseliny aspa-
ragové, kyseliny glutamové a leucinu pti 16 °C, u nichz hodnoty predikce za pomoci
siti LSTM predcily modely RR, LASSO a RF, z pohledu Pearsonova KK.

V prirazené tabulce D je vidét, Ze uspésnost predikce na trénovacich datech
také vseobecné nedosahuje vysokych hodnot. Dokonce pro nékteré metabolity jsou
hodnoty pro trénovaci dataset nizké, ale pro testovaci dataset jsou vyssi. To ukazuje
na nizsi generaliza¢ni schopnost a nedostateéné natrénovani siti LSTM.

Vysledky GP ziskané za pomoci siti LSTM vykonnostné nepiekonaly konvenéni
modely RR, LASSO a RF. Presto se nalezly pripady, kdy se LSTM darilo a né-
kdy dokonce lépe nez konvenénim modeltim, coz podporuje myslenku toho, ze jsou
LSTM sité schopny nalézt jiné hlubsi vztahy v datech. Pristupy DL jsou vsSak velice
narocné na velikost trénovacich dat, coz mize byt jeden z divodi, ktery komplikoval
predikci za pomoci siti LSTM v této praci. Déale by bylo potfeba vice prozkoumat
optimalizaci siti LSTM, protoze v tomto ohledu se nachazi spousta moznosti, které
si vSak zadaji velké mnozstvi ¢asu a hlubsi zkoumani. Napriklad by se dalo zamérit
vice na optimalizaci konkrétniho metabolitu, nez na optimalizaci z pohledu vsech
zkoumanych metaboliti v této praci. Také by se dala zkoumat vicerozmérna GP,
napt. GP vice metaboliti najednou, coz by mohlo vést zase k jinym zajimavym

vysledktim.
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Zaveér

Tato bakalarska prace se zabyva problematikou genomické predikce u rostlin s vy-
uzitim predikénich metod zaloZenych na strojovém uceni. Prace vyuziva genomicka
data popsana pomoci jednonukleotidovych polymorfismii. Cilem prace bylo zpraco-
vat potrebnou teorii, ktera je zamérena na genomickou predikci a jeji aplikace u
rostlin, na predikéni metody a modely strojového uceni vyuzivané pro genomické
predikce rostlin a hodnotici metriky predikénich model.

Prvni ¢ast prace je zamérena na teoretickou ¢ast a popisuje i detailnéji analyzo-
vand data z Arabidopsis thaliany. Cilem praktické Casti prace bylo implementovat
vybrané konven¢ni modely strojového uceni a sité LSTM pro genomickou predikci
rostlin v programovacim jazyce Python. Implementace zahrnovala také predzpraco-
vani dat a transformaci dat na vstupy, které jsou vhodné pro algoritmy predikéniho
modelovani. Cilem implementace bylo zautomatizovat predikci pro dostupnych 37
hladin metaboliti, které jsou uvedeny pro dvé teplotni podminky 6 a 16 °C. Pro
realizaci implementace byly pouzity funkce ze znamych ML knihoven se spravnou
implementaci do vytvorenych funkei v ramci této bakalarské prace. U siti LSTM se
prace navic zamérila na optimalizaci, ktera byla provedena experimentalnim pristu-
pem. Vysledkem prace bylo ulozeni vyslednych hodnot hodnoticich metrik modeli
pro nasledné zhodnoceni genomické predikce.

Hodnoceni tispésnosti predikce modela bylo provedeno pomoci Pearsonova kore-
la¢niho koeficientu a MSE. Na dostupnych datech se povedlo otestovat a natrénovat
konvencéni modely RR, LASSO a RF. V nejlepsich pripadech u nich predikce nékte-
rych metaboliti dosahovaly kolem 60 % Pearsonova KK. Z pohledu vsech prediko-
vanych metaboliti si nejlépe vedl model RF, jehoz predikce primérné dosahovaly
hodnot mezi 30 az 31 % Pearsonova KK. Nejhute si vedl model LASSO, ktery mél
v nékterych pripadech problém zpracovat predzpracovana data této prace a nebyl
schopen spravného natrénovani. Vysledky konvencnich pristupt poukazaly na nedo-
statky linearnich metod RR a LASSO. Naopak RF prokazal svou schopnost nalézt
LSTM. Genomicka predikce u nich v nejlepsich pripadech dosahovala hodnot v roz-
mezi 20 az 55 % Pearsonova KK. Pro sité¢ LSTM se navic objevily hodnoty zajimavé
i z pohledu zaporné korelace, dosahovaly hodnot -20 az -30 % Pearsonova KK. Pru-
mérné hodnoty MSE pro genomickou predikci za pomoci siti LSTM dosahovaly o
néco horsich vysledki nez pro modely RR, LASSO a RF.
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Seznam symboli a zkratek

GP
GWAS

WGS

SNP

ML
VLR
RR
LASSO

LS
RF
DT
RT
DL
FNN
RNN
CNN

LSTM

CEC
MSE
KK
AT

NaN

Genomické Predikce

Celogenomova Asociacni Studie — angl. Genome-Wide Association
Study

Celogenomové Sekvenovani — angl. Whole Genome Sequencing

Jednonukleotidové Polymorfismy — angl. Single Nucleotide

Polymorphism

Strojové Uceni — angl. Machine Learning
Vicenasobna Linearni Regrese

Hrebenova Regrese — angl. Ridge Regression

Operéator Nejmensiho Absolutniho Zmenseni a Vybéru — angl. Least

Absolute Shrinkage and Selection Operator

Nejmensi Ctverce — angl. Least Squares

Néhodny Les — angl. Random Forest

Rozhodovaci Strom — angl. Decision Tree

Regresni Strom — angl. Regression Tree

Hloubkové Uceni — angl. Deep Learning

Dopredna Neuronova Sit — angl. Feedforward Neural Network
Rekurentni Neuronova Sit — angl. Recurrent Neural Network
Konvolu¢éni Neuronova Sit — angl. Convolutional Neural Network

Sit s Dlouhou-Kratkodobou Paméti — angl. Long Short-Term
Memory

Konstantni Chybovy Koloto¢ — angl. Constant Error Carousel
Stredni Kvadratickd Chyba — angl. Mean Squared Error
Korela¢ni Koeficient

Husenicek rolni — Arabidopsis thaliana

Prazdna Hodnota — angl. Not a Number
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A Diagram pro funkci Model_computation()

V této casti prilohy je vyobrazen diagram znazornujici obecnou strukturu funkce
Model__computation(), ktera je pouzita pro implementaci konvenénich predikénich
modelu RR, LASSO a RF.

Nazev SNP Nazev metabol. . . Cesta k ujoienjfm
datasetu datasetu e datum

"

» Model_computation() -«

v

Vytvoreni trénovaci
a testovaci
mnoziny

v

Funkce
pro natrénovani
modelu

v

Predikce
za pomoci
maodelu

Vypodéet
hodnoticich metrik
maodelu

v

Model_computation()

¥ i ; l i ; h

. o Hodnoty Hodnoty
Nazev metabolitu Pearsonova KK / MSE

asyuny
EINYNILS ILIHUA

Obr. A.1: Diagram znazornujici obecnou strukturu funkce Model _computation().
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B Tabulky vysledkii genomické predikce pro
konvencni modely
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Ly

RR 6C: PK:train [%] | PK:test [%] | MSE:train | MSE:test LASSO 6C: PK:train [%] | PK:test [%] | MSE:train | MSE:test RF 6C: PK:train [%] | PK:test [%] | MSE:train | MSE:test
Alanin 99.883 23.278 0.000 0.181 Alanin 66.796 48.000 0.155 0.170 Alanin 94.221 46.138 0.044 0.164
Asparagin 25.844 0.000 0.180 Asparagin 59.194 17.341 0.159 0.177 Asparagin 97.607 20.534 0.025 0.174
Kyselina asparagova -4.355 0.000 0.158 Kyselina asparagova 69.475 11.747 0.096 0.166 Kyselina asparagova 97.467 23.144 0.018 0.159
Kyselina 4-aminobutanové | 99.996 26.309 0.000 0.196 Kyselina 4-aminobutanova | 33.765 -14.975 0.146 0.164 Kyselina 4-aminobutanové | 94.603 -15.252 0.041 0.177
Kyselina citronova 99.985 55.646 0.000 0.234 Kyselina citronova 62.740 29.748 0.165 0.230 Kyselina citronova 97.233 26.735 0.031 0.230
Fruktéza 99.996 46.687 0.000 0.387 Fruktoza 86.067 59.678 0.200 0.354 Fruktoza 96.317 54.990 0.067 0.380
Kyselina fumarova, 99.981 48111 0.000 0.304 Kyselina fumarova 72.662 43.683 0.197 0.334 Kyselina fumarova 97.860 51.978 0.030 0.296
Galaktinol 99.922 9.059 0.000 0.159 Galaktinol 87.561 60.151 0.096 0.132 Galaktinol 97.397 49.795 0.029 0.155
Galakt6za 100.000 51.602 0.000 0.284 Galaktéza, 66.499 22.027 0.152 0.250 Galakt6za, 98.046 22.440 0.020 0.250
Glukéza 99.492 31.534 0.000 0.437 Glukéza 88.943 51.919 0.194 0.417 Glukéza 97.271 49.529 0.063 0.431
Kyselina glutamova 99.716 22978 0.001 0.097 Kyselina glutamova, 67.639 51.482 0.071 0.085 Kyselina glutamova 96.284 38.622 0.014 0.090
Glutamin 99.982 27.889 0.001 0.177 Glutamin 57.703 14.999 0.138 0.177 Glutamin 96.158 29.421 0.031 0.167
Glycin 30 30.273 0.000 0.143 Glycin 63.905 39.755 0.159 0.138 Glycin 95.019 33.230 0.044 0.136
Isoleucin 99.921 43.877 0.000 0.173 Isoleucin 43.867 -12.118 0.137 0.183 Isoleucin 97.222 24.837 0.021 0.167
Kyselina mlééna 99.999 23.594 0.001 0.293 Kyselina mlééna 99.613 47.303 0.004 0.321 Kyselina mlééna 96.793 50.253 0.039 0.260
Leucin 99.708 -3.964 0.000 0.271 Leucin 69.945 -11.389 0.167 0.296 Leucin 96.319 12.143 0.035 0.270
Lysin 100.000 40.749 0.001 0.233 Lysin 53.963 6.649 0.155 0.206 Lysin 96.970 1.985 0.022 0.217
Kyselina jablecna 99.997 33.896 0.000 0.238 Kyselina jabletna 74.106 26.287 0.148 0.265 Kyselina jabletna 97.721 36.530 0.026 0.248
Malt6za 99.940 53.042 0.000 0.215 Maltéza 81.330 17.632 0.146 0.223 Maltéza, 96.492 25.545 0.046 0.219
Myo-inositol 99.787 2.620 0.000 0.132 Myo-inositol 89.586 43.729 0.051 0.144 Myo-inositol 97.489 52.713 0.015 0.136
Ornithin 99.865 11.164 0.001 0.159 Ornithin 57.373 10.880 0.141 0.131 Ornithin 96.467 11.660 0.026 0.135
Kyselina oxoglutarova, 99.976 7.543 0.001 0.259 Kyselina oxoglutarova 0.000 0.000 0.237 0.244 Kyselina oxoglutarova 94.860 10.987 0.053 0.243
Fenylalanin 100.000 33.240 0.000 0.465 Fenylalanin 59.997 -2.842 0.262 0.428 Fenylalanin 96.861 4.738 0.055 0.430
Prolin 99.998 45.755 0.000 0.119 Prolin 0.000 0.000 0.145 0.131 Prolin 96.650 36.754 0.024 0.115
Putrescin 99.404 35.189 0.000 0.176 Putrescin 65.722 46.695 0.139 0.189 Putrescin 95.390 44.468 0.034 0.187
Kyselina pyrohroznova 99.983 36.009 0.002 0.201 Kyselina pyrohroznova 62.459 34.844 0.116 0.204 Kyselina pyrohroznova 95.441 37.822 0.030 0.198
Raffin6za, 99.944 16.323 0.000 0.151 Raffinéza 81.027 56.494 0.122 0.119 Raffin6za, 97.257 38.274 0.027 0.141
Serin 99.992 59.653 0.000 0.220 Serin 99.867 2.650 0.001 0.287 Serin 96.911 20.885 0.027 0.199
Spermidin 99.998 20.048 0.000 0.114 Spermidin 89.630 48.566 0.058 0.136 Spermidin 94.112 65.417 0.037 0.103
Kyselina jantarova, 100.000 0.219 0.000 0.093 Kyselina jantarova, 84.232 24.003 0.044 0.087 Kyselina jantarova, 94.870 23.884 0.021 0.086
Sacharéza 100.000 41.596 0.000 0.210 Sacharéza 67.579 10.619 0.117 0.178 Sacharéza 97.102 21.697 0.021 0.174
Threitol 99.974 41.512 0.000 0.106 Threitol 71.546 49.125 0.080 0.097 Threitol 95.568 49.999 0.022 0.095
Kyselina threoniova 8.925 0.000 0.116 Kyselina threoniova 0.000 0.000 0.153 0.138 Kyselina threoniova 94.445 34.757 0.037 0.121
Threonin 29.812 0.000 0.092 Threonin 72.457 24.370 0.074 0.075 Threonin 93.865 23.183 0.026 0.076
Trehaléza 9.816 0.000 0.188 Trehaléza 82.606 24.633 0.151 0.195 Trehaléza 97.393 17.479 0.027 0.200
Tyrosin 27.410 0.000 0.198 Tyrosin 51.913 0.192 0.169 0.163 Tyrosin 94.880 11.018 0.043 0.168
Valin 27.410 0.000 0.393 Valin 59.589 15.164 0.232 0.401 Valin 97.887 26.488 0.030 0.387

Tab. B.1: Tabulka

vysledki hodnoticich metrik pro konvenéni modely a metabolity pti

6 °C.
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RR 16C: PK:train [%] | PK:test [%] | MSE:train | MSE:test LASSO 16C: PK:train [%] | PK:test [%] | MSE:train | MSE:test RF 16C: PK:train [%] | PK:test [%] | MSE:train | MSE:test
Alanin 99.973 26.833 0.000 0.311 Alanin 76.823 28.486 0.165 0.302 Alanin 96.279 32.725 0.041 0.293
Asparagin 99.920 35.620 0.000 0.243 Asparagin 62.001 40.407 0.189 0.216 Asparagin 96.367 37.240 0.034 0.215
Kyselina asparagova 98.980 4.200 0.003 0.170 Kyselina asparagova 91.837 4.783 0.043 0.152 Kyselina asparagova 95.503 11.128 0.027 0.141
Kyselina 4-aminobutanova | 100.000 13.549 0.000 0.244 Kyselina 4-aminobutanova | 0.000 0.000 0.188 0.233 Kyselina 4-aminobutanové | 97.997 12.220 0.019 0.232
Kyselina citronova 99.915 28.487 0.000 0.175 Kyselina citronova 0.000 0.000 0.155 0.187 Kyselina citronova 97.437 33.191 0.020 0.168
Fruktéza 99.945 37.099 0.000 0.271 Fruktoza 97.241 17.205 0.031 0.339 Fruktoza 95.383 34.113 0.065 0.271
Kyselina fumarova, 99.268 52.043 0.005 0.241 Kyselina fumarova 63.890 32.882 0.259 0.298 Kyselina fumarova 95.951 49.797 0.058 0.257
Galaktinol 99.951 45.290 0.000 0.248 Galaktinol 89.288 41.438 0.078 0.257 Galaktinol 97.830 43911 0.030 0.253
Galakt6za 15.331 0.000 0.176 Galaktoza 55.083 13.266 0.125 0.156 Galaktoza 97.083 14.495 0.021 0.162
Glukéza 25.044 0.000 0.196 Glukéza 38.281 0.256 0.216 0.205 Glukéza 96.667 19.058 0.040 0.198
Kyselina glutamova -0.728 0.001 0.228 Kyselina glutamova, 58.036 4.727 0.153 0.188 Kyselina glutamova 97.282 8.133 0.018 0.200
Glutamin 7.877 0.001 0.155 Glutamin 60.414 6.812 0.135 0.126 Glutamin 96.569 12,672 0.024 0.132
Glycin 49.886 0.000 0.135 Glycin 74.630 52.425 0.142 0.136 Glycin 94.222 52.509 0.045 0.134
Isoleucin 26.630 0.000 0.179 Isoleucin 54.102 31.176 0.135 0.168 Isoleucin 96.255 28.890 0.029 0.163
Kyselina mlééna 43.708 0.001 0.167 Kyselina mlééna 63.945 46.810 0.138 0.169 Kyselina mlééna 97.049 46.274 0.024 0.167
Leucin 13.764 0.000 0.326 Leucin 29.263 17.195 0.256 0.299 Leucin 95.989 15.028 0.053 0.302
Lysin 17.379 0.000 0.185 Lysin 76.059 22.281 0.111 0.168 Lysin 96.534 14.469 0.030 0.170
Kyselina jablecna 49.775 0.000 0.153 Kyselina jabletna 65.920 25.634 0.155 0.189 Kyselina jabletna 97.416 45.401 0.024 0.161
Malt6za 21.566 0.000 0.166 Maltéza 32.945 6.560 0.203 0.161 Maltoza 95.895 13.884 0.046 0.162
Myo-inositol 58.211 0.000 0.249 Myo-inositol 74.044 34.923 0.207 0.329 Myo-inositol 97.853 56.209 0.028 0.278
Ornithin .94 18.782 0.005 0.159 Ornithin 65.448 16.343 0.173 0.145 Ornithin 96.810 20.495 0.028 0.145
Kyselina oxoglutarova, 99.956 31.993 0.000 0.257 Kyselina oxoglutarova 74.357 26.757 0.144 0.255 Kyselina oxoglutarova 94.625 41.524 0.044 0.232
Fenylalanin 22.157 0.002 0.429 Fenylalanin 66.582 17.092 0.231 0.431 Fenylalanin 96.856 27.066 0.048 0.413
Prolin 26.276 0.000 0.236 Prolin 43.073 20.723 0.180 0.245 Prolin 96.611 27.722 0.035 0.231
Putrescin 9.9¢ 31.371 0.000 0.135 Putrescin 43.256 23.164 0.159 0.143 Putrescin 97.557 38.503 0.019 0.127
Kyselina pyrohroznova 99.995 22.303 0.000 0.235 Kyselina pyrohroznova 49.081 27.179 0.151 0.226 Kyselina pyrohroznova 97.287 27.069 0.021 0.219
Raffin6za, 41.371 0.001 0.250 Raffinéza 99.542 40.117 0.003 0.258 Raffinéza 98.437 43.323 0.015 0.243
Serin 35.661 0.002 0.314 Serin 83.129 28.646 0.122 0.329 Serin 97.066 36.718 0.030 0.306
Spermidin 51.104 0.001 0.107 Spermidin 74.116 18.295 0.088 0.138 Spermidin 93.081 44.461 0.033 0.109
Kyselina jantarova, 36.082 0.000 0.142 Kyselina jantarova, 66.109 33.112 0.087 0.146 Kyselina jantarova, 95.843 32.389 0.017 0.144
Sacharéza 6.430 0.005 0.190 Sachardza 33.903 5.435 0.153 0.166 Sacharéza 93.981 3.422 0.040 0.174
Threitol 32.941 0.000 0.097 Threitol 53.780 18.190 0.092 0.098 Threitol 95.752 33.017 0.022 0.092
Kyselina threoniova 99.555 56.555 0.002 0.179 Kyselina threoniova 67.042 42.506 0.158 0.229 Kyselina threoniova 95.686 61.609 0.039 0.188
Threonin 99.923 25.737 0.000 0.108 Threonin 51.267 11.681 0.126 0.110 Threonin 97.200 17.917 0.022 0.109
Trehaléza 99.995 36.939 0.000 0.447 Trehaldza 89.986 37.908 0.135 0.450 Trehaléza 97.444 42.790 0.044 0.435
Tyrosin 99.997 45.088 0.000 0.222 Tyrosin 59.844 33.597 0.208 0.246 Tyrosin 95.161 38.925 0.062 0.236
Valin 99.926 8.218 0.000 0.389 Valin 0.000 0.000 0.282 0.352 Valin 97475 4.124 0.034 0.371

Tab. B.2: Tabulka vysledkii hodnoticich metrik pro konvenéni modely a metabolity pri

16 °C.




C Grafy vysledkii genomické predikce pro kon-
vencni modely a metabolity pfi 6 a 16 °C
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D Tabulka vysledkii genomické predikce za
pomoci siti s dlouhou-kratkodobou pameéti

LSTM 6C: PK:train [%)] | PK:test [%] | MSE:train | MSE:test LSTM 16C: PK:train [%)] | PK:test [%] | MSE:train | MSE:test
Alanin -2.629 -26.624 0.237 0.218 Alanin 14.687 -6.380 0.269 0.338
Asparagin 8.662 -8.085 0.203 0.190 Asparagin 0.183 -1.071 0.256 0.240
Kyselina asparagova, 2.295 11.776 0.138 0.166 Kyselina asparagova, 19.292 28.709 0.155 0.127
Kyselina 4-aminobutanova | 10.510 -5.310 0.151 0.156 Kyselina 4-aminobutanové | 7.284 -1.247 0.187 0.233
Kyselina citronova 8.035 7.196 0.215 0.247 Kyselina citronova 3.052 10.883 0.156 0.187
Fruktéza 47.669 33.056 0.488 0.483 Fruktéza 0.693 19.015 0.296 0.300
Kyselina fumarova 21.019 5.779 0.316 0.391 Kyselina fumarova -1.284 6.702 0.351 0.330
Galaktinol 17.556 1.613 0.301 0.214 Galaktinol 0.957 0.725 0.254 0.311
Galaktoza 8.110 -6.633 0.221 0.265 Galaktéza -1.330 -13.676 0.149 0.158
Glukéza 26.356 -1.790 0.693 0.569 Glukéza 10.063 17.831 0.226 0.203
Kyselina glutamova 13.126 -9.287 0.103 0.106 Kyselina glutamova 12.842 28.466 0.174 0.182
Glutamin 18.043 -27.125 0.162 0.199 Glutamin 4.344 -0.938 0.167 0.123
Glycin 3.984 5.590 0.205 0.157 Glycin -8.338 -11.817 0.236 0.177
Isoleucin 17.173 -0.292 0.145 0.181 Isoleucin 14.297 6.611 0.150 0.175
Kyselina mlécnd 45.670 54.751 0.267 0.245 Kyselina mlécna 16.618 28.028 0.199 0.200
Leucin 9.844 -11.122 0.257 0.269 Leucin 25.795 40.852 0.242 0.264
Lysin 20.954 -12.700 0.178 0.217 Lysin 4.294 19.088 0.181 0.159
Kyselina jablecna 21.680 4.303 0.240 0.284 Kyselina jablecna 9.561 -10.649 0.212 0.204
Maltéza 22.565 -2.952 0.256 0.231 Maltéza 11.888 -7.653 0.208 0.169
Myo-inositol 8.017 29.265 0.170 0.181 Myo-inositol 5.689 23.095 0.322 0.364
Ornithin 21.420 11.198 0.168 0.132 Ornithin 18.423 -3.771 0.234 0.151
Kyselina oxoglutarova -3.078 0.370 0.237 0.246 Kyselina oxoglutarova 5.630 -23.389 0.243 0.277
Fenylalanin 6.676 -8.193 0.324 0.419 Fenylalanin 11.828 5.551 0.293 0.441
Prolin 6.797 -5.843 0.148 0.133 Prolin 14.771 -4.214 0.187 0.254
Putrescin 10.646 -5.659 0.199 0.231 Putrescin 4.494 6.539 0.170 0.147
Kyselina pyrohroznova 16.342 12.431 0.157 0.233 Kyselina pyrohroznova -6.051 -15.379 0.171 0.240
Raffinéza 12.865 -3.657 0.248 0.179 Raffinéza 11.416 4.955 0.206 0.297
Serin 6.842 8.869 0.252 0.204 Serin 15.814 30.450 0.311 0.345
Spermidin 21.523 11.847 0.231 0.175 Spermidin 0.228 -11.172 0.163 0.129
Kyselina jantarova 18.644 7.445 0.098 0.090 Kyselina jantarova 15.979 5.822 0.123 0.161
Sacharéza 6.509 23.770 0.164 0.172 Sachar6za -1.847 -0.717 0.159 0.162
Threitol 42.215 35.582 0.108 0.109 Threitol 8.223 -4.421 0.110 0.108
Kyselina threoniova, 24.063 -1.401 0.148 0.141 Kyselina threoniova, 24.793 18.093 0.216 0.253
Threonin 10.427 3.000 0.126 0.079 Threonin 0.841 -2.780 0.154 0.118
Trehal6za 9.598 -12.123 0.292 0.258 Trehal6za 11.496 -5.958 0.440 0.536
Tyrosin 26.106 -1.043 0.190 0.161 Tyrosin 12.640 7.204 0.262 0.264
Valin 22.717 19.648 0.266 0.404 Valin 12.664 6.565 0.280 0.350

Tab. D.1: Tabulka vysledkt hodnoticich metrik pro sité LSTM a metabolity pfi 6 a
16 °C.
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Vlevo heat mapa realnych hodnot hladin metaboliti pri 16 °C. Vpravo heat mapa predikovanych hodnot hladin metabolitii

16 °C pro predike

Obr. E.2

ti LSTM.
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F Graf vysledkii Pearsonova korelacniho ko-
eficientu pro predikci za pomoci siti LSTM
a metabolity p¥i 6 a 16 °C
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G Obsah elektronické prilohy

Elektronickéd priloha této prace obsahuje vytvorené kody, v kterych je aplikovana
genomicka predikce za pomoci ML modeli, a excel soubory obsahujici vysledky
genomické predikce pro dané modely. VSechny kody jsou vytvoreny v programovacim

jazyce Python verze 3.12.2.

PP kotfenovy adresar
L KOAY «eee et kédy pro jednotlivé metody a predzpracovani dat
| Predzpracovani.py

| Regularizovane_regresni_modely.py

| Nahodny_les.py

| LSTM.py
L VF8LedKy e ettt e excel soubory s vysledky

| Vysledky_konvencni_metody.xlsx
| LSTM_optimalizace_vysledky.xlsx
| Vysledky_ LSTM.xlsx
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