CESKA ZEMEDELSKA UNIVERZITA V PRAZE

FAKULTA ZIVOTNIHO PROSTREDI

Katedra vodniho hospodarstvi a environmentalniho modelovani

VyuZiti jadrovych odhadu hustoty pro popis rozdéleni

pravdépodobnosti srazkovych uhrnu

DIPLOMOVA PRACE

Vedouci prace: Ing. Jan Hnilica, Ph.D.
Diplomant: Bc. Anna Maksaeva

2023



CESKA ZEMEDELSKA UNIVERZITA V PRAZE

Autorka prace:
Studijni program:
Obor:

Vedouci prace:
Garantujici pracovisté:
Jazyk préace:

Nazev prace:

Nazev anglicky:

Cile préace:

Metodika:

Doporuceny rozsah
prace:

Kli¢ova slova:

Fakulta Zivotniho prostfedi

ZADANI DIPLOMOVE PRACE

Anna Maksaeva

Krajinné inzenyrstvi

Environmentalni modelovani

Ing. Jan Hnilica, Ph.D.

Katedra vodniho hospodafstvi a environmentalniho
modelovani

Cestina

Vyuziti jddrovych odhadu hustoty pro popis rozdéleni
pravdépodobnosti srazkovych ahrnt

Use of the kernel density estimates for the description
of probability distribution of daily precipitation sums

Cilem prace je analyza jadrovych odhad( hustoty pfi
popisu rozdéleni dennich srazkovych uhrna. Pozornost
bude vénovana problematice shlazeni odhadu a zejména
pak aplikaci jadrovych odhadu na pfirozené ne-negativni
nahodné veli€iny, s ¢imz je spjat tzv. ,boundary problem®.
S vyuzitim syntetickych i realnych dat budou testovany
mozné postupy konstrukce jadrovych odhadd, vysledné
odhady budou porovnany s parametrickymi odhady
hustoty.

Prace bude omezena na odhady jednorozmérnych
rozdéleni.

ReSerse:

- odhady hustoty — obecné, neparametrické odhady,
jadrové odhady

- pfehled metod odhadu hustoty srazkovych uhrnu
Prakticka ¢ast:

- vybér datovych podkladl (realna i synteticka data)

- aplikace jadrovych odhadu, porovnani s ostatnimi
metodami

- zhodnoceni: posouzeni uspésnosti metod, citlivosti na
nastaveni, robustnosti, dostupnosti software (pfipadné
naro¢nosti naprogramovani)

40 stran

hustota pravdépodobnosti, srazky, jadrové odhady

Doporuc¢ené zdroje informaci:



1. Rajagopalan, B., Lall, U., Tarboton, D. G. (1997): Evaluation of kernel
density estimation methods for daily precipitation resampling. Stochastic
hydrology and hydraulics, 11(6): 523 — 547.

2. Silverman, B. W. (1986): Density Estimation for Statistics and Data
Analysis. Chapman and Hall, New York.

PFedbé&zny termin 2022/23 LS - FZP

obhajoby:
Elektronicky schvaleno: 29. 3. EIektronlckyzsgggaleno: 30.3.
2020 L x
doc. Ing. Martin Hanel, Ph.D. prof. RNDr. z:llsaglmlr Bejcek,

Vedouci katedry Dékan



CESTNE PROHLASENI

Prohla$uiji, Zze jsem diplomovou praci na téma ,Vyuziti jadrovych odhadi hustoty pro
popis rozdéleni pravdépodobnosti srazkovych uhrnd“ vypracovala samostatné a
citovala jsem vSechny informacni zdroje, které jsem v praci pouzila a které jsem

rovnéz uvedla na konci prace v seznamu pouzitych informaénich zdroju.

Jsem si védoma, ze na moji diplomovou praci se pIiné vztahuje zakon ¢. 121/2000
Sb., o pravu autorském, o pravech souvisejicich s pravem autorskym a o zméné
nékterych zakonu, ve znéni pozdéjSich pfedpisu, pfedevsim ustanoveni § 35 odst. 3

tohoto zakona, tj. o uziti tohoto dila.

Jsem si védoma, ze odevzdanim diplomové prace souhlasim s jejim zverejnénim
podle zakona €. 111/1998 Sb., o vysokych Skolach a o zméné a doplnéni dalSich

zakonu, ve znéni pozdéjSich predpisu, a to i bez ohledu na vysledek jeji obhajoby.

Svym podpisem rovnéz prohlasuji, Zze elektronicka verze prace je totozna s verzi

tiSténou a Ze s udaji uvedenymi v praci bylo nakladano v souvislosti s GDPR.

VvV Praze dne 20.03.2023



PODEKOVANI

Upfimné dékuji Ing. Janu Hnilicovi, Ph.D., za trpélivost, za odborné vedeni pfi

zpracovani diplomoveé prace a vénovany ¢as.

Srdecné dékuji svému tatinkovi, bez jehoz podpory by se nic z toho nestalo.



Abstrakt

Cilem diplomové prace bylo analyzovat u¢innost jadrovych odhadu hustoty pfi popisu
rozlozeni pravdépodobnosti dennich srazkovych uhrnl. Byla provedena literami
reSerSe, kter4 se zabyvala jednak problematikou jadrovych odhadu obecnég, dale
potom specifickymi problémy spjatymi se srazkovymi daty. Na zakladé reSerSe bylo
vybrano osm metod jadrového odhadu, které byly naprogramovany. Metody byly
nejprve testovany na syntetickych datech pro porovnani jejich ucinnosti. Na zakladé
tohoto testovani byly vybrany dvé metody (,cut and normalize® a logaritmicka
transformace), které byly aplikovany na méfena data a porovnany s parametrickym
odhadem. Bylo zjisténo, Ze jadrovy odhad hustoty je pfi spravném vybéru metody
efektivnéjSi a poskytuje presngjsSi odhad rozdéleni pravdépodobnosti nez

parametricky odhad.

Kli€ova slova: jadrovy odhad, kernelovy odhad, Sitka okna, srazky, hustota

rozdéleni, pravdépodobnost

Abstract

The aim of the diploma thesis was to analyse the efficiency of kernel density estimates
for daily precipitation data. Eight methods of the kernel density estimation were
selected on the basis of a literature research. Synthetic datasets (samples from
various gamma distributions) were used to test the methods to compare their
efficiency. On the basis of the test, two methods (“cut and normalize” and logarithmic
transformation) were selected and applied on real measured data. Their efficiency
was compared with the efficiency of parametric density estimates. Finally, it was
found, that the kernel density estimates provide more accurate density estimation

than their parametric counterparts.

Keywords: kernel density estimate, bandwidth, precipitation, probability density

function, likelihood
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1. Uvod

Udaje o srazkovych Ghrnech jsou nezbytnym podkladem v mnoha odvétvich védecké
a inzenyrské cinnosti, od hydrologickych a klimatologickych studii az po posuzovani
a navrhovani hydrotechnickych opatfeni (Mosthaf a Bardossy, 2017).

PFfi mnoha praktickych aplikacich, jako napf. pfi konstrukci srazkovych generatort
(Wilks a Wilby, 1999) nebo pfi posuzovani klimatickych zmén (Teutschbein a Seibert,
2012), hraje klic¢ovou ulohu rozdéleni pravdépodobnosti srazkovych uhrnd. Rozdéleni
pravdépodobnosti dennich srazek se vyznacuje specifickym tvarem — je vyrazné
kladné Sikmé, s velkou pfevahou malych ahrn( a fidkym vyskytem vysokych srazek
(Chen a Brissette, 2014).

Pfi odhadovani rozdéleni na dané lokalité v praxi pfevladaji parametrické metody
odhadu. Zfejmé nejCastéji pouzivanym parametrickym modelem je gama rozdéleni,
jehoz pouziti pro popis dennich srazek Ize nalézt ve velkém mnozstvi praci (napf.
Block et al., 2009, a mnoho dalSich). Nicméné existuji studie, napf. VIcek a Huth
(2009), poukazujici na to, ze automatické pouzivani gama rozdéleni nemusi

v pfipadé srazek pfinaset presné vysledky.

Vedle parametrickych odhadl existuje mnozstvi neparametrickych metod odhadu
rozdéleni, jejich obsdhly a podrobny vycet pfedstavuje napf. Silverman (1986).
Pfedmétem této prace bylo posoudit moznosti vyuziti jedné z téchto metod, jadrovych

odhadu hustoty, pfi popisu rozdéleni pravdépodobnosti dennich srazkovych uhrna.



2. Cil prace

Cilem diplomové préace bylo analyzovat moznost vyuziti jadrovych odhadl hustoty pfi
popisu rozlozeni pravdépodobnosti dennich srazkovych uhmn( a porovnat jejich

ucinnost s bé€zné pouzivanymi parametrickymi odhady.

Diplomova prace je rozdélena do dvou zakladnich &asti. V prvni Casti jsou shrnuty
vysledky literarni rederde, ktera byla zaméfena jednak na problematiku jadrovych
odhadl obecné, tak také na specifické problémy, které nastavaji pfi aplikaci jadrovych
odhadu na srazkova data. Tyto problémy pochazeji z charakteristického tvaru
rozdéleni srazek a ztoho, Ze srazky jsou nahodna veli€ina pfirozené nezaporna.
Velka pozornost je v reSerSi vénovana pravé metodam, které pomahaji adaptovat

jadrové odhady hustoty na uvedené okolnosti.

Druha ¢ast prace se vénuje praktickému testovani metod popsanych v prvni ¢asti.
Nejprve jsou metody testovany na syntetickych datech, coz umoznuje jejich vzajemné
porovnani. Na jeho zakladé jsou pak vybrany nejucinnéjsi postupy, které jsou
testovany na realnych méfenych datech. Spolu s nimi jsou testovany také
parametrické metody odhadu a vysledky obou téchto pfistupl jsou nakonec

porovnany.

Veskeré zpracovani dat v této praci bylo provedeno v programovacim jazyce R (R
Core Team, 2015).



3. Literarni reserse
3.1 Zakladni pojmy

Pfed rozborem metod pouzitych v této praci je vhodné uvést struény prehled
zakladnich pojm0, se kterymi bude v dalSim textu ¢asto operovano. Prace se tyka
pravdépodobnostniho rozlozeni srazkovych uhrni a nékterych metod jeho odhadu.
Na srazkové uhrny je tedy pohlizeno jako na nahodnou veli€inu, proto jsou
v nasledujicich  odstavcich  definovany nékteré zakladni pojmy z teorie

pravdépodobnosti.

Nahodna veli¢ina je Ciselny popis vysledku ndhodného pokusu. Pfed realizaci pokusu
je vysledek nahodny, tzn. neni znamy a z vnéjSich okolnosti jej nelze pfedem ur¢it.

Nahodné veli€iny Ize rozdélit na diskrétni a spoijité.

Diskrétni nahodna veli¢ina mlze nabyvat pouze izolovanych hodnot. Mnozina téchto
hodnot pak muze byt kone¢na i nekone¢na. Pravdépodobnostni rozdéleni diskrétni

nahodné veli€iny je popsano pravdépodobnostni a distribu¢ni funkci.

Pravdépodobnostni funkce kazdému x pfifazuje pravdépodobnost, se kterou
nahodna veli€ina X nabyva této dané hodnoty a je definovana jako P(X = x) = p.

Pravdépodobnost p musi splfiovat nasledujici:

0 < p; <1lprokazdéi

Zpizl-
i

Distribu¢ni funkce F(x) diskrétni nahodné veliCiny X kazdému x pfifazuje

pravdépodobnost, s jakou je hodnota veliiny X mensi nebo rovna hodnoté x:
Fix)=P(X<x) = Z P(X = x;) pro vSechna x; < x.
i

Spojita nahodna veli¢ina mize nabyvat jakékoli hodnoty z urCitého intervalu na realné
Ciselné ose. Pravdépodobnost, Zze nahodna veliCina nabude jakékoli jednotlivé
hodnoty je rovna 0, protoze pocet hodnot, kterych mize nahodna veli€ina nabyvat, je
nekonecny. Pravdépodobnostni rozdéleni spojité nahodné veliiny je popsano
hustotou pravdépodobnosti, distribuéni a kvantilovou funkci.

Hustota pravdépodobnosti spojité nahodné veliCiny f(x) se pouziva k vyjadfeni
pravdépodobnosti s jakou nahodna proménna spada do urcitého intervalu hodnot.

Tato pravdépodobnost je dana integralem hustoty na daném intervalu, tzn. je dana



obsahem plochy pod funkci hustoty pravdépodobnosti. Vlastnosti funkce hustoty

pravdépodobnosti jsou

f(x) =0,
ff(x) dx = 1.

Dal$im zpusobem popisu pravdépodobnostniho rozdéleni spojité nahodné veli€iny je

distribu¢ni funkce. Distribuc¢ni funkce spojité nahodné veli€iny X mé nasledujici tvar:

F(x) = f Fu)du,

Tato funkce kazdému realnému &islu x pfifazuje pravdépodobnost, Ze nahodna
veli€¢ina nabude hodnoty, ktera je rovna nebo mensi nez toto Cislo, tzn. bude spadat
do polouzavieného intervalu < —oo, x). Hustotu pravdépodobnosti ziskame derivaci

distribu¢ni funkce. Vlastnosti distribu¢ni funkce jsou nésleduijici:

e 0 <F(x)<1,proVx (funkce je nezaporna),
e F(x) <F(y), proVx < y (funkce je neklesajici),
o rlli"(l) F(x + h) = F(x), (funkce je zprava spojita),
¢ F(—) = lim F(x) =0,
X — —00

o F(x) = xlirréoF(x) = 1.

Pro popis pravdépodobnostniho rozdéleni spojité nahodné veli€iny se pouziva také
kvantilova funkce, ktera je inverzni k funkci distribu¢ni (nékdy proto nazyvana také
jako inverzni distribuéni funkce). Pokud uvazujeme rozdéleni spojité nahodné veli€iny

s distribu¢ni funkci F(x), potom je kvantil @, je Cislo, pro néz plati nasleduijici:

P(X<Qy,)=F@Qp) =p

Distribucni funkce F(Q,) = p nahodné veli¢iny X udava s jakou pravdépodobnosti
bude hodnota nahodného pokusu mensi nebo rovna @, a nabyva hodnot z intervalu
< 0,1 >, inverzni distribuéni funkce F~1(p) = Q, potom udava, pro jaka x bude
vysledek nahodného pokusu s pozadovanou pravdépodobnosti p mensi nebo roven
Qp- V pfipadé, Ze distribuCni funkce neni prosta muze jedné hodnoté p odpovidat

nékolik hodnot Q.



3.2 Odhady hustoty pravdépodobnosti

Pfesné urCeni (resp. odhad) rozdéleni pravdépodobnosti dané konkrétni nahodné
veliiny je jednou ze zakladnich uloh statistické praxe a o jedné z metod odhadu
pojednava i tato prace. Odhad rozdéleni vzdy vychazi z tzv. nahodného vybéru, ktery
muzeme definovat jako koneény soubor naméfenych hodnot (realizaci nahodného
pokusu) dané nahodné veli€iny. Pfi odhadu hustoty pak mohou nastat dvé rozdilné

vychozi situace, o kterych pojednavaiji dalsi odstavce.

3.2.1 Parametrické odhady

Prvni situace je ta, kdy mame znalost o typu rozdéleni dané veli€iny. Tato znalost
muze byt dana teoretickymi divody, nebo konvenci, kdy u mnoha veli€in je nékteré
rozdéleni vSeobecné akceptovano jako vyhovujici. Nahodny vybér pak pouzijeme pro
odhad neznamych parametri daného rozdéleni. To muze byt provedeno nékolika
zpusoby, obvykle se pouziva metoda momentl nebo metoda maximalni vérohodnosti
(Andél, 1998).

Pfi vybéru metody se berou v Uvahu stfedni hodnota a rozptyl vysledného odhadu,

které se obvykle vyjadfuji pomoci nasledujicich pojm:

e nestrannost — odhad je nestranny, pokud je jeho stfedni hodnota rovna
hledanému parametru (tzn. odhad neni zatizen systematickou chybou)

e konzistence — odhad je konzistentni, pokud se jeho rozptyl zmensuje
s rostouci velikosti vybéru (tzn. dostate¢né velkym vybérem dosahneme

dostate¢né presného odhadu).

3.211 Metoda momentti

Momentova metoda vyuziva toho, Zze momenty nahodné veli€iny jsou funkcemi
parametri rozdéleni, které nejsou znamé. Momentovy odhad obecné najdeme tak,
ze teoretické momenty nahradime jejich vybérovymi momenty, které ziskame
z nahodného vybéru. Nasledné potom feSime rovnici (nebo soustavu rovnic)

vzhledem k neznamym parametram.
Obecny a centralni moment k-tého fadu nahodné veli€iny se vypocte jako
W = E (X

e = E(X — k.



Odpovidajici vybérové momenty se vypoctou jako

1 n
m, = —Zx{‘
n

i=1

1" ok
my = ;Ziﬂ(xi —xX)~.

Metoda momentl spociva tedy v tom, Ze odhady parametrl se stanovi jako feSeni
rovnic uj, = my, (resp. px = my), prok =1, 2,...,n, kde n je poCet parametrd, které maji
byt odhadnuty. Vyhodou pouziti metody momentl je pfedevSim jeji snadnost,
nicméné odhady ziskané touto metodou obvykle nejsou nestranné. Metoda ale

poskytuje konzistentni odhady.

Vyrazné lepsich vysledku je dosahovano tzv. metodou L-momentt (Hosking, 1990),

ktera k odhadu vyuziva linearni kombinace béznych momentu.

3.2.1.2 Metoda maximalni vérohodnosti

Dal$i metodou, ktera se pouziva pro odhad parametrd pravdépodobnostniho
rozdéleni je metoda maximalni vérohodnosti (Maximum Likelihood), ktera
pfedpoklada, Ze nejlepsi odhad parametru rozdéleni by mél maximalizovat
pravdépodobnost, Ze pozorované hodnoty pochazeji z pfedpokladaného rozdéleni.
Tato metoda je nejCastéji pouzivanou. Uvazujme, Zze x = (xy,...,x,) je nahodny
vybér a f(x, 0) je funkce rozdéleni pravdépodobnosti s parametrem 6. Sdruzenou

hustotu pravdépodobnosti (vérohodnostni funkci) Ize zapsat nasledovné:

L= ]l[f(xi,m
i=1

Maximalné vérohodny odhad je takovy odhad, ktery maximalizuje vérohodnostni
funkci. Pfi praktické aplikaci je vhodné pracovat s logaritmem vérohodnostni funkce,
tj.

InL = Z In[f(x;,6)]
i=1

Maximéaln& vérohodny odhad 6 hledame jako bod, kde se parcialni derivace
vérohodnostni funkce podle jednotlivych parametrd rovnaji nule (feSime tzv. soustavu
vérohodnostnich rovnic). Nezkresleny maximalné vérohodny odhad je rovnéz

nejlepSim nezkreslenym odhadem, tzn. jeho rozptyl mezi vSemi nezkreslenymi



odhady je nejmensi. Zaroven jsou tyto odhady konzistentni. Problémem je, Ze

soustava vérohodnostnich rovnic €asto vyZaduje numerické feseni.

3.2.2 Neparametrické odhady

Pfi pouziti neparametrickych metod pfedem nedélame Zzadné predpoklady o funkéni
formé& pravdépodobnostniho rozdéleni. Neparametrické metody obecné hledaji
takovy odhad, ktery bude co nejbliz§i k datovym bodlm, aniz by byl pfFili§ skokovity
nebo nerovny. Tento pfistup ma velkou vyhodu oproti parametrickym metodam v tom,
Ze vysledné odhady se mohou pfizpGsobit vétsi Skale moznych tvard
pravdépodobnostnich rozdéleni. Pouziti jakéhokoli parametrického pfistupu s sebou
pfinasi moznost, Zze zvolené pravdépodobnostni rozdéleni je vyrazné odliSné od
skutecnosti a v takovém pfipadé nebude vysledny model dobfe odpovidat datliim.
Oproti tomu neparametrické pfistupy se tomuto nebezpedi zcela vyhybaji, protoze
Zadny predpoklad o tvaru rozdéleni ne€inime. To je obzvlast vyhodné pro smiSena a
vicemodalni rozdéleni, kde by volba parametrického modelu byla velmi
komplikovana. Nevyhoda neparametrickych pfistupl vSak spociva v tom, Ze tyto
metody neredukuji problém odhadu na maly pocet parametrd, a proto je pro pouziti
téchto metod vyzadovan velmi velky poCet pozorovani (mnohem vice, nez je obvykle

potfeba pro parametricky pfistup), aby byl ziskany odhad dostatecné presny.

3.2.2.1 Histogram

Histogram je nejjednodusSim pfipadem neparametrického odhadu hustoty
pravdépodobnostniho rozdéleni. Prostor jevl je rozdélen do nepfekryvajicich se
pfihradek (pocet téchto pfihradek je vyjadfen pfirozenym Cd&islem) a hustota je
aproximovana kvantifikaci po¢tu pozorovani, ktera spadaji do jednotlivych pfihradek.
Vzhledem k poc¢atku x, a Sifce pfihradky, kterou oznalime jako h, definujeme
prihradky jako intervaly [x, + mh, xo, + (m + 1) h] pro kladna a zaporna cela Cisla m.
Pro jednoznacnost jsou intervaly obvykle voleny zleva uzaviené a zprava oteviené.
Histogram je pak definovan jako

R Ny

[l = (1)

" nh

kde n, je poCet hodnot ve stejné pfihradce jako x. Pro konstrukci histogramu musi

byt zvolen jak pocatek, tak Sitka pfihradky, kterou lze ovlivnit miru vyhlazeni



vysledného histogramu. Histogram lze zobecnit tak, Zze se Sifky pfihradek mohou

ménit, odhad je pak definovan nasledovné:

pocet X; ve stejné prihradce jako x
Sitka prihradky obsahujicix

R 1
f(x)=;><

Jak je mozné vidét, pro histogram je nutné definovat dva parametry: Sitka pfihradky
h a pocatek prihradky x,. Histogram je velmi jednoduchou formou neparametrického
odhadu hustoty a jeho pouZiti je spojeno s ur€itymi nedostatky. Za prvé, koneény tvar
odhadu hustoty velmi zavisi na vychozi poloze prvni pfihradky, ktera je dana zcela
subjektivné. Za druhé, pfirozenou vlastnosti histogramu je nespojitost odhadu hustoty
na hranicich pfihradek, ktera vSak nesouvisi s pUvodni hustotou, ale je pouze
nasledkem volby polohy jednotlivych pfihradek. Treti nevyhodou je skutecnost, ze
pocet pfihradek roste exponencialné s poctem dimenzi. Vyssi dimenze vyzaduji velky
rozsah nahodného vybéru, v opaéném piipadé by vétSina pfihradek byla prazdna
(tento problém je spoleénym problémem vSech neparametrickych metod odhadu
hustoty). VSechny tyto nevyhody &ini histogram nevhodnym pro vétSinu praktickych
aplikaci kromé rychlé vizualizace vysledki v jednom nebo dvou rozmérech.
Histogramu se také bézné& pouziva pro vytvofeni prvotni pfedstavy pro vybér

parametrického modelu rozdéleni.

3.2.2.2 Naivni odhad

Z definice hustoty pravdépodobnosti plyne, ze pokud ma nahodna veli¢ina X hustotu
f pak:

1
fx) = ’fl_r)noﬁP(x—h<X<x+h).

Pro libovolné dané h miZzeme samozfejmé odhadnout P(x — h < X < x + h) podilem
vybéru spadajiciho do intervalu (x — h,x + h). Tedy pfirozeny odhad hustoty je dan

vybérem malého Cisla h a vypocétem:

2 1
f(x) = > pocet x; spadajici do (x- h,x + h).

Tato metoda se nazyva naivni odhad (naive estimator). Pro transparentné;si vyjadfeni
odhadu definujeme vahovou funkci w takto:

0.5 jestli|x| <1
0 v ostatnich pripadech.

w(x) = { (2)



Pak Ize snadno vidét, Ze naivni odhad Ize napsat jako

=" w(EE) ©

Z toho vyplyva, Ze odhad je konstruovan umisténim pole o $ifce 2h a vySce (2nh)~!

na kazdé pozorovani a naslednym sectenim pro ziskani odhadu. Konstrukce naivniho
odhadu je podobnéa konstrukci histogramu, ale v pfipadé naivniho odhadu je kazdy
bod stfedem svého intervalu, ¢imz se histogram osvobodi od subjektivhiho vybéru
pozic pfihradek. Volba Sitky pfihradky ale stale existuje a fidi se parametrem h, ktery

uréuje, jak bude vysledny odhad vyhlazen.

Naivni odhad neni pro odhad hustoty idealni z hlediska interpretace a prezentace. Z
definice vyplyva, Ze f neni spojita funkce, ale ma skoky v bodech x; + h a vdude jinde
ma nulovou derivaci. To zpusobuje, Zze odhady nejsou hladké, coz jednak neni

zadouci esteticky, ale také to ztéZuje interpretaci vysledného odhadu.
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Obr. 1 Histogram a naivni odhad (modra ¢ara) ze nahodného samplu 150 hodnot
z normalniho rozdéleni N(O, 1). Sifka okna v obou pfipadech je 0.5.



3.2.2.3 Kernelovy (jadrovy) odhad

Jadrovy odhad (KDE — kernel density estimate) ziskame tak, Ze v definici (3)
nahradime vahovou funkci w jadrovou funkci (kernelem) K. Odhad je tedy ve tvaru

fw=— k() @

Jadrova funkce (jadro) musi splfiovat nasledujici poZzadavky:

e [K(x)dx=1,
e [xK(x)dx=0,
o [x? K(x)dx < oo,

e K(x) = 0provsechny x,

e K(x) = K(—x),

€Oz znamena, zZe jadro je symetricka hustota rozdéleni pravdépodobnosti se stfedni
hodnotou rovnou nule a s koneénym rozptylem. Proménna h v definici (4) je realné
kladné Cislo, které se obvykle nazyva Sifka pasma nebo Sifka okna (v anglicky psané

literatufe ,bandwidth) a kontroluje stuperi vyhlazeni odhadu.

Z definice plyne, Ze pokud je K hustota pravdépodobnosti, pak také f podle (4) je
hustota a po funkci K prebira spojitost a diferencovatelnost. Jadrovy odhad tedy FeSi
problém se spoijitosti, ktery byl u histogramu i naivnhiho odhadu, a také nevyzaduje
zadnou subjektivni volbu analogickou k volbé rozmisténi pfihradek. Odhad hustoty je
konstruovan centralizaci Skalovaného jadra na kazdy bod nahodného vybéru.
Hodnota odhadu v bodé x je pak jednoduse souctem hodnot vSech jader v tomto
bodé. Kombinace pFispévku z kazdého datového bodu znamena, Ze v oblastech, kde
je mnoho pozorovani a ocekava se, Ze skute¢na hustota ma relativné velkou hodnotu,
by mél jadrovy odhad také nabyvat relativné velké hodnoty. Opak by mél nastat v

oblastech, kde je relativné malo pozorovani.
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Obr. 2 Histogram a jadrovy odhad (modra ¢ara) ze nahodného samplu 150 hodnot
z normalniho rozdéleni N(0, 1).Pouzita byla jadrovéa funkce gaussova, Sitka okna v obou

pfipadech je 0.5.

Kromé metod popsanych vySe existuje nékolik dalSich metod neparametrického

odhadu hustoty, jako jsou napfiklad

e nearest neighbour estimator
e maximum penalized likelihood estimator

e variable kernel estimator.

Podrobnosti, véetné zplsobu implementace, uvadi Silverman (1986). Nicméné tyto
metody, jak ukazuje Silverman, jsou pouze specialnimi pfipady jadrovych odhadd,
resp. jsou jadrovymi odhady se specialné volenymi kernely, a obvykle vykazuji
nékteré problematické aspekty (vypocetni naro¢nost, citlivost na lokalni Sum v datech

atp.). Z téchto divodl se bézné nepouzivaji a tato prace se jimi dale nezabyva.
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3.3 Aplikace kernelovych odhadt

Prakticka aplikace kernelovych odhadl znamena vybér vhodné kernelové funkce a
nastaveni idealni hodnoty Sifky okna (h). Pro tyto volby neexistuje univerzalni a
vSeobecné akceptované feSeni, ale je nutné posuzovat kazdy pfipad (veliCinu)
individualné. PFi teoretickych Uvahach je volba kernelu a Sifky okna motivovana
analyzou stfedni kvadratické chyby (MSE), které se dopustime, pokud skute&nou

hustotu f(x) v bodé x odhadujeme pomoci f(x) podle (4). MSE je dana vztahem

MSE(F) = B (f(0) - f0) (5)

kde E(.) oznacuje stfedni hodnotu. Je nutné vysvétlit, Ze obecné vysledek odhadu
zavisi na zvoleném kernelu, zvoleném h a na datech, které mame k dispozici. PFi
vypoctu chyby (podle (5) a i pfi nékterych dalSich uvedenych definicich) je minéna
zavislost na datech, tzn. kernel a Sifku okna bereme jako fixni a poc€itdme stfedni

hodnotu pfi pouziti riznych datovych vybéra.

Standardnimi elementarnimi vlastnostmi stfedni hodnoty a rozptylu je mozné stfedni

kvadratickou chybu rozepsat jako

MSE,(f) = (Ef(x) —f(x))2 + varf(x) (6)

kde var oznaduje rozptyl (varianci). Vztah (6) ukazuje, ze pfi jadrovém odhadu se
celkova kvadraticka chyba sklada ze dvou slozek — z chyby odhadu a jeho rozptylu.
Silverman (1986) dal ukazuje, ze pfi rozvoji (6) podle Taylorova polynomu se daji obé
komponenty (chyba a rozptyl) vyjadfit jako funkce Sifky okna (h) tak, ze chyba je pfimo
umérna hodnoté h, zatimco rozptyl nepfimo. Z toho plyne, ze volbou velkého h
dosahneme redukce rozptylu odhadu, ale zvySime jeho chybu a naopak. Toto
prelévani celkové chyby (trade-off) mezi chybou a rozptylem je prdvodnim znakem

v8ech neparametrickych metod.

MSE neni vzdy dostacujicim méfitkem kvality odhadu, jelikoz se zaméfuje pouze na
lokalni chovani odhadu. Celkova (globalni) pfesnost odhadu se potom ziska
integrovdnim MSE jako stfedni integrovana kvadraticka chyba (zkracené MISE)

definovana jako

MISE(f) = Ef (f(x) —f(x))2 dx. (7

12



3.3.1 Vybér kernelu

Pomoci minimalizace Taylorova rozvoje stfedni kvadratické chyby odhadu (6) lze

vyjadfit teoretickou optimalni hodnotu Sifky okna jako

1/5

hope = k;%/° ( f K(x)zdx)l/s ( f f"(x)zdx) -1/ ®)
kde
k, = fsz(x) dx

a f je skute€na hustota, kterou se snazime odhadnout. Pokud dosadime tuto

optimalni hodnotu do vyjadfeni MISE podle (7), dostaneme

1/5

MISE(f) =ZC(I{) (f f"(x)zdx) n=4/5

kde C(K) je konstanta (vzhledem k datim) zavisejici pouze na pouzitém kernelu K a
jeji hodnota je

4/5

CK) = k2! (f K(xZ)dx)

Optimalni kernel tedy teoreticky dostaneme minimalizaci C(K) vzhledem k pouzité
kernelové funkci. Nejmensi hodnotu C (K) ma tzv. Epanechnikoviv kernel

0751 —x*)prolx| <1

0 pro |x| >1 (9)

K(x) = {

Nicméné ostatni kernely maji hodnotu C(K) velmi podobnou a vysledky odhadu
dosazené s rliznymi kernely mohou byt ekvivalentni prostfednictvim vhodného
vybéru Sitky vyhlazovaciho okna. V disledku toho se obecné ma za to, ze volba
kernelové funkce neni pro odhad hustoty pfili§ dulezita a je zcela legitimni vybrat
kernel podle dalSich vlastnosti (diferencovatelnost, definiéni obor, vypocetni

narocnost).
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Obvykle se pouziva téchto nékolik kernelovych funkci:

Nazev kernelu Funkce Definiéni obor
Normalni )
. K(x) = (2m) Y2e™*"/2 (=00, 0)
(Gaussovsky)
K(x) = 0.75(1 — x? <1
Epanechnikov ® ( ) HE
0 v opac¢ném pfipadé
_ K(x) = 0.9375(1 - x2)2 x| <1
Bisquare
0 v opac¢ném pfipadé

Tab. 1 Nejcastéji pouzivané kernelové funkce.

3.3.2 Volba urovné shlazeni

Problém volby parametru Sifky vyhlazovaciho okna (h) je oproti volbé kernelové
funkce zasadni a silné ovliviiuje pfesnost kernelovych odhadd. Obecné malé hodnoty

h vedou k zestihleni jader, zatimco velké hodnoty h vedou K jejich zplosténi.

©
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Obr. 3 Jadrové odhady s riznou sSitkou okna, aplikované na data globalni primérné zmény
absolutni hladiny mofe, pozorované od 15.04.2012 do 15.08.2012. Sitka okna=3.2a 7.8,
bylo pouZito jadro Epanechnikova.
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Pro volbu idealni hodnoty Sifky okna neexistuje univerzalni feSeni, nicméné bylo

vyvinuto nékolik metod, které jsou popsany v nasledujicich odstavcich.

3.3.2.1  Reference na parametrické rozdéleni

Pfi této metodé predpokladame, Ze skute¢na hustota f zhruba odpovida urcitému
parametrickému rozdéleni. Potom m(iZzeme tuto pfedpokladanou hustotu dosadit do
vztahu (8) pro vypocet optimalni hodnoty h. Hodnoty optimalniho h pro nékteré typy
rozdéleni jsou k dispozici v literatufe. Napf. Silverman (1986) ukazuje, Ze pro

normailni rozdéleni je za pouziti Gaussovského kernelu dosazeno hodnoty
h=1060n"1/5

kde o je smérodatnd odchylka vypocitana z nahodného vybéru. Rajagopalan et al.
(1997) pro normalné rozdélena data s pouzitim Epanechnikovova kernelu dochazi
k hodnoté

h=2130n"1/>

a pro data pochéazejici z exponencialniho rozdéleni (opét s Epanechnikovovym

kernelem) uvadi hodnotu
h=1970n"1/5 (10)

Je potfeba poznamenat, Zze uvedené vzorce poskytuji jen hruby odhad optimalni
hodnoty, ktery malokdy vede k uspokojujicimu vysledku. Cela metoda je také
neprakticka kvili potfebé pfedem uvazovat néjaké parametrické rozdéleni, coz je
v rozporu s celkovou filosofii neparametrickych odhadud. Na druhou stranu ale odhady

Sifky okna touto metodou poskytuji kvalitni vychozi bod pro mnohé dal$i metody.

3.3.2.2 Cross-validace metodou nejmensich ¢tvercu

Cross-validace metodou nejmensSich &tverct (least-squares cross-validation) je zcela
automaticka metoda pro vybér parametru vyhlazovani. Pfi daném libovolném odhadu

f skuteéné hustoty f Ize zapsat integrovanou &tvercovou chybu jako
[G-pr=[i-2[fr-]r a1)

Posledni ¢len rovnice (11) nezavisi na h, a tak idealni volba Sifky okna (ve smyslu
minimalizace integrované CcCtvercové chyby) bude odpovidat hodnoté, ktera

minimalizuje veli€inu R definovanou jako

15



R(f)=ff—2fff (12)

Zakladnim principem metody je sestrojit odhad R(f) ze samotnych dat a poté tento

odhad minimalizovat pfes h.

Silverman (1986) ukazuje, Ze odhadem R je veli€ina

Moh) = | =207 ) fita) (13)
kde
. 1 —x
fril0 = 5 1)h; K (" hxj) _ (14)

Skoére M, zavisi pouze na datech (i kdyz pro snadny vypocet neni v pfili§ vhodné
formé&). Lze ukazat (viz Silverman, 1986, kapitola 3.4.3), Ze minimalizace M,

odpovida minimalizaci MISE.

Je nutné uvést, Ze cela procedura mize pfinaset problematické vysledky v pfipadé,
Ze vstupni data jsou néjakym zplsobem zaokrouhlena (diskretizovana), coz je pfesné
pfipad srazek. V takovém pfipadé muze vypocet degenerovat do M, » — kdyz h —
0. V takovém pfipadé je lepSi provadét minimalizaci pouze v urcitém intervalu kolem
vychozi hodnoty h, dané napf. vypoctem podle reference na nékteré parametrické

rozdéleni (viz pfedchozi odstavec).

3.3.23 Likelihood cross-validace

Tato metoda je zaloZena na podobném principu jako metoda pfedesla. Vychazi
z toho, Ze na odhady hustoty 7 s danou kernelovou funkci je mozné pohlizet jako na
parametrickou rodinu rozdéleni s parametrem h (data tentokrat bereme jako fixni).
Nahodny vybér, ktery mame pro odhad k dispozici, mizeme pouzit ke cross-validaci

vérohodnostni funkce
1 ”
CVR) = > tog(F(x) (15)
i

kde symbol f_; ma stejny vyznam jako u pfedchozi metody, viz vztah (14).

Metoda je velmi citliva na odlehlé hodnoty (outliery), pfi jejich vyskytu vede volba

kernelu s omezenym defini¢énim oborem k pfiliSnému shlazeni (pfili§ velké h). Rovnéz
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zde mohou nastat problémy v pfipadé diskretizovanych data, stejné jako u pfedchozi

metody.

3.3.2.4  Prima minimalizace kvadratické chyby

Pfima minimalizace kvadratické chyby zahrnuje cely komplex metod odhadu h,
zaloZeny na pfimé minimalizaci aproximativniho vyjadfeni MISE podle Taylorova
rozvoje. Pokud v rovnici (8) vyjadfime
1/5
a(K) = k% ( f K(x)zdx)
a dale
1/5
b = ([ reorar)
optimalni hodnotu h Ize pak vyjadfit jako

hopt = a(K) ﬂ(f)n_l/s; (16)

kde Clen B(f) je neznamy (zavisi na neznamé odhadované hustoté). Princip pfimé
minimalizace spo&iva v tom, Ze provedeme odhad S (h,) &lenu 8, pfi kterém misto
neznamé hustoty vyuzijeme kernelovy odhad hustoty s néjakou prvotni hodnotu h,.

Tento postup je pak opakovan podle schématu
hisr = a(K) B(hn~/5, (17)

dokud neni dosazeno konvergence k optimalni hodnoté. Prvni koncept metody
navrhnul Woodroofe (1970) a pozdéji byl rozpracovan v pracich Scott et al. (1977),
Sheater (1983, 1986), Park a Marron (1990) a dalSich. V této praci je pouzita metoda
z Sheater a Jones (1991). Pfesny postup je obsahly a je rozepsan v uvedené praci a
dale sumarizovan v Rajagopalan et al. (1997). Pro praktickou aplikaci byla pouzita

implementace metody v R baliku KernSmooth (Wand a Jones, 1995).
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3.4 Aplikace kernelovych odhadl na srazkova data

Srazkova data maiji specificky charakter, ktery pfi aplikaci kernelovych odhadu pfinasi
nékteré problémy. Zaprvé se ve srazkovych datech vyskytuje velké mnoZstvi nul,
které jsou dllezitou soucasti popisu Casové fady srazek. Zde vznika urcity rozpor v
charakteru srazek, které jako spojitd nahodna veli€ina maji nulu jako vyznamnou
diskrétni hodnotu. Z tohoto divodu se obvykle suché dny (nuly) analyzuji separatné
od nenulovych dat. V této praci je tento postup dodrzen a kernelové odhady jsou

aplikovany vyhradné na nenulova data.

Druhym charakteristickym rysem je to, Ze nenulové Udaje jsou silné nahlouceny
kolem pocatku, kde je koncentrovana hlavni ¢ast pravdépodobnosti. To zpusobuje
charakteristicky tvar kfivky hustoty pravdépodobnosti, ktera se v pfipadé srazek
vyznacuje vysokymi hodnotami kolem pocatku s naslednym exponencialnim

poklesem.

Co se tyCe parametrickych modelt srazek, pouzivaji se obvykle ty, které maiji

schopnost vystihnout uvedeny pokles hustoty. Typicky jsou pouzivana tato rozdéleni:

e exponencialni rozdéleni (napf. v Monjo et al. (2012))

e weibullovo rozdéleni (napf. v Castellvi et al. (2004))

e gama rozdéleni (napf. v Teutschbein a Seibert (2012))
¢ log-logistické rozdéleni (napf. v Monjo et al. (2014))

¢ mix dvou exponencialnich rozdéleni (nap¥. Wilks, 2011)

Nejbéznéji je pouzivano gama rozdéleni, které je povazovano za standardni model

k popisu pravdépodobnostniho rozlozeni dennich srazek.

Uvedeny tvar rozdéleni pasobi pfi kernelovych odhadech problémy, protoze vyrazné
ztéZuje nastaveni optimalni Sifky okna. V levé Casti rozdéleni kolem pocatku, kde je
koncentrovano velké mnozstvi dat, je zapotiebi pouziti spiSe Uzkych kernelu, které
ale zpusobuji Sum v pravé &asti rozdéleni, kde je relativné malo hodnot. Prava ¢ast
rozdéleni naopak vyZaduje spiSe ploché kernely, které ale nedovoluji dobfe
vystihnout vysoké hodnoty hustot kolem poc&atku. DalSim problémem je fakt, ze
srazky jsou ze své podstaty nezaporné, takze pravdépodobnostni funkce nesmi
(neméla by) byt nenulova v zapornych hodnotach. Tento fakt (tzv. ,boundary
problem®) plasobi pfi aplikaci kernelovych odhadl problémy, protoze symetrické
kernely umisténé v tésné blizkosti pocCatku maji tendenci vytvaret nenulovou
pravdépodobnost i v zapornych hodnotach. Pokud pfi jaddrovém odhadu hustoty

srazek pouzijeme kernely s omezenym definiénim oborem (Epanechnikov, Bisquare),
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dojde v oblasti (0, h) ke ztraté pravdépodobnosti do zapornych hodnot a k deformaci
hustoty. Pro kernely s neomezenym definiénim oborem (Gaussovsky kernel) to plati
dvojnasob, tam k urcité ztraté pravdépodobnosti dojde vzdy. V obou pfipadech také

integral hustoty pfes defini¢ni obor srazek neni rovny 1.

0.20-

0.15

Hustota

0.05

0.00

-10 0 10 20
Srazkovy uhrn

Obr. 4 llustrace ,boundary probléemu* - jadrovy odhad hustoty srazkovych dat, zpracovany
pomoci dat ze stanici Dolni Dvoristé, pozorovane od 01.01.1961 do 01.09.71963.
Sitka okna = 1, bylo pouzito Gaussovo jadro.

Pro feSeni uvedenych problému bylo vyvinuto nékolik postupl, které jsou popsany

v dalSich kapitolach.

3.4.1 Promeénliva sSirka kernelu

Jedna z metod pro feSeni problému, které byly popsany vySe, spociva v tom, ze
optimalni Sifku okna zvolime rlznou pro rizné &asti rozdéleni. Misto jedné globalni
hodnoty h dostaneme specifickou hodnotu h; pro kazdé jadro zvlast. Princip metody
je obecné v tom, Ze h; volime nepfimo umérné druhé odmocniné odhadu hustoty na
daném bodé f(x;) (Abramson, 1982). To obecné zaruduje, Ze pro mista s vysokou
hustotou je dosazeno Uzkych kernelt a naopak. Procedura je itera¢ni a postupuje se

podle nasledujiciho schémata:

1. zvolime Gvodni globalni h a vytvofime prvotni odhady £ (x;)
2. pro vdechna i vypoéteme individualni faktory 1; = (f(xi)/g)_l/z, kde g je

geometricky pramér f(x;), ktery v praxi poéitame jako In(g) = n=1 ¥ In(x;)
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3. pro vsechna i spoCteme upravené Sifky okna jako h; = 4; h a na jejich
zakladé nové hodnoty f(x;)

Postup je opakovan, podle Silvermana (1986) ke konvergenci staci cca 2-3 iterace.

Pro ureni prvni hodnoty globalniho h se da pouzit napf. reference na vybrané

parametrické rozdéleni. Vysledné odhady s individualné nastavenymi Sitkami

jednotlivych kerneltl poc¢itame podle

for 15" L)

V literatufe je tento postup vétSinou oznaCovan jako ,adaptive kernel“ nebo ,variable

kernel“. Tato metoda tedy fesSi hlavné pfiliSné shlazeni pikd rozdéleni a pfiliSnou
drsnost koncl rozdéleni, unik pravdépodobnosti do zapornych hodnot (,boundary

problem®) je feSen jen Castelné spiSe jako vedlejsi efekt.

3.4.2 Metoda cut and normalize

Metoda pfedstavuje velmi pfimoc€ary postup k feSeni ,boundary” problému. Spociva
v tom, Ze pro kazdy pouzity kernel vypocitame plochu, ktera unikne do zaporné oblasti
a zbytek kernelu se normalizuje tak, aby mél odpovidajici integral v povolené oblasti.

Nejjednodussi pfiklad je ten, Ze vypoCteme globalni h,,; a potom omezime hodnotu

h; pro kazdy kernel tak, ze nastavime
h; = min(hopt'xi) (19)

kde x; je dany bod nahodného vybéru, na kterém je umistén pfisluSny kernel s Sifkou
okna h;. Metoda nefeSi zadné problematické aspekty, které jejim pouzitim vzniknou,

napf. deformaci tvaru hustoty na definiénim oboru srazek v okoli po¢atku.

3.4.3 Specialni kernely

Jinym pfistupem je pouziti kernell specificky vytvofenych pro oblast v blizkosti
pocatku. Priklady takovych kerneld uvadi napf. Muller (1991), nicméné tyto kernely
jsou asymetrické a v nékterych pfipadech jsou v ur€ité své ¢asti zaporné, takze samy
0 sobé nepfedstavuji hustotu. Jejich pouziti pro feSeni boundary problému neni

obvyklé a jsou zde uvedeny pouze pro Uplnost.
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Odlisné kernely navrhl ve své praci Chen (2000), ktery jako zéklad kernelu zvolil
hustotu gama rozdéleni. Parametr tvaru rozdéleni je v ramci odhadu poditan pro
kazdy bod nahodného vybéru zviast a vysledny odhad tak poskytuje automatickou
adaptaci tvaru rozdéleni na nahlou€eni hodnot kolem po¢atku. Jadrovy odhad hustoty
s pouzitim tohoto tzv. gama kernelu ma tvar

F=23" g (s Rr1m) (20)

n i

kde f, (x, a, B) je hustota gama rozdeéleni s parametry tvaru (a) a mefitka (). Tento

zpusob odhadu uspésné aplikovali napf. Peel a Wilson (2008).

3.4.4 Logaritmicka transformace dat

Metoda je obecné pouzitelna pro jakakoliv data nahlou¢ena v blizkosti poCatku a
spociva v tom, ze se jesté pfed odhadem hustoty provede logaritmicka transformace
nahodného vybéru, vypoclet h a odhad hustoty se provede né&jakou z dfive uvedenych
metod pro logaritmovana data a vysledna hustota je pak prfevedena zpét. Cela
procedura se da zapsat jako

i = LN (l080) — log(x)
fo =g k() @y

kde h, je Sitka okna odhadnuta pro logaritmovana data. Metoda z podstaty poskytuje
jak automatickou adaptaci Sitky okna jednotlivych kernell, tak také zabrariuje Uniku

pravdépodobnosti do zapornych hodnot.
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4. Metodika praktické ¢asti

Prakticka ¢ast méla dva cile. Prvnim cilem bylo nalezeni optimalniho zpusobu
jadrového odhadu hustoty (tedy volby kernelu a Siftky okna) pro denni srazkova data.
Druhym cilem bylo porovnat u€innost vybraného zplisobu s parametrickymi odhady

hustoty. Veskeré vypoclty byly provadény v jazyce R.

4.1 Vybér optimalniho zptsobu jadrového odhadu

Cilem této casti bylo vzajemnym porovnanim metod popsanych v pfedchozi Casti
prace vybrat optimalni zpUisob vybéru kernelu a Sifky okna pro odhad hustoty dennich

srazkovych dat. Pro testovani bylo vybrano téchto osm zplsobu:

Metoda Postup

Reference na parametrické rozdéleni rovnice (10)
Cross-validace metodou nejmensich &tvercd rovnice (13)
Likelihood cross-validace rovnice (15)
PF¥ima minimalizace kvadratické chyby rovnice (17)
Proménliva $itka kernelu rovnice (18)
Metoda Cut and normalize rovnice (19)
Gama kernel rovnice (20)
Logaritmicka transformace dat rovnice (21)

Pfi porovnavani metod bylo nutné posoudit shodu rozdéleni vzorovych data a
provedeného jadrového odhadu, proto jako vzorova data pro testovani byly pouzity
samply z gama rozdéleni, které je bézné pouzivanym parametrickym modelem. Da
se tedy predpokladat, Zze pokud bude metoda uspésna pfi rekonstrukci gama
rozdéleni, bude také pouzitelnd pro srazkova data. Aby bylo mozné posoudit
schopnost jadrovych odhadl vystihnout rizny tvar rozdéleni, byly pouzivany samply

z gama rozdéleni s parametry tvaru 0.5, 0.75 a 1, parametr méfitka byl vzdy 1.
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X

Obr. 5 Hustoty gama-rozdéleni s parametry tvaru 0.5 (modra ¢ara), 0.75 (zelena cara) a 1
(Cervena Cara).
Pro posouzeni shody rozdéleni samplu a kernelového odhadu byly pouzity dvé

statistiky:

1. jednovybérovy Kolmogoroviv-Smirnoviv (KS) test

2. integral rozdilu hustot

KS test testuje hypotézu, Zze nahodny vybér pochazi z rozdéleni s distribu¢ni funkci

F(x). Pouziva testovaci statistiku ve tvaru

D, = mJ?XIFn(x) — F(x)l.

kde E,(x) je empiricka distribu¢ni funkce testovaného vybéru. Pfi praktické aplikaci
byla nalezena nejvétsi odchylka mezi distribuéni funkci vzorového gama rozdéleni a
distribu¢ni funkci vypocitanou z jadrového odhadu. Hladina vyznamnosti testu byla
zvolena 5%, ale spiSe nez vysledku testu (ktery poskytuje binarni informaci) byla
pozornost vénovana konkrétnim hodnotam D,,, které umozfiovaly porovnani riznych
metod jadrového odhadu. Integral rozdilu hustot byl zvolen jako dopliujici kritérium,
protoze KS test zaznamenava pouze maximalni rozdil, tzn. hodnotu v jediném bodé.

Integréal rozdilu hustot je dale znacen jako I a je popsan nasledujicim zplsobem:
I = flpdf[‘(x) - pdfkernel(x)l dx. (22)
X

Kazda metoda jadrového odhadu byla postupné testovana pro odhad vSech tfi tvart
gama rozdéleni, pro kazdy bylo pouzito 100 samplu o velikosti 1000 bodu. Vysledkem
testovani jedné metody tedy byl soubor obsahujici 3-krat 100 hodnot testovaci

statistiky D,, (spolu s vysledky testl) a 3-krat 100 hodnot integralu rozdil( hustot.

23



Pro pfehlednost dal v praktické ¢asti jsou vysledky testd sumarizovany do tabulek,

stfedni hodnotu zna€ime jako E a smérodatnou odchylku jako o.

4.2 Porovnanijadrového a parametrického odhadu

Metoda jadrového odhadu, ktera byla v prvni Casti na zakladé provedenych testl
vyhodnocena jako nejlepS$i, byla nasledné pouzita pro odhad hustoty redlnych

mérenych srazek a vysledky byly porovnany s parametrickym odhadem.

Jako reprezentant parametrického odhadu hustoty bylo vybrano gama rozdéleni
odhadované metodou maximalni vérohodnosti. Uvedena kombinace predstavuje
zfejmé nejCastéjSi a vSeobecné akceptovany postup pfi praci se srazkovymi uhrny,
pro praktickou aplikaci byla pouzita implementace v R baliku univariateML (Moss,
2019).

Jako testovaci data byly pouzity denni srazkové Uhrny z 5 stanic na povodi feky
Mal$e: Bene$ov nad Cernou, Besednice, Ceské Budéjovice, Dolni Dvofisté a Kaplice.
K dispozici byly 38leté fady dennich uhrnt v obdobi od 1. 1. 1961 do 31. 12. 1998.

Protoze skutecné rozdéleni pouzitych srazkovych dat je neznamé, bylo vyuzito toho,
Ze srazkova data jsou méfena s presnosti na 0.1 mm, takze méfené udaje jsou
vlastné k dispozici ve formé podrobného histogramu. Pfi velkém mnozstvi dat, které
byly k dispozici, je mozné histogram povazovat za dobry odhad skute¢né hustoty
mérenych dat. Obé odhadnuté hustoty (gama a jadrovy odhad) byly tedy porovnavany
s histogramem srazkovych dat, jednak v jeho nejpodrobnéjSim nastaveni (Sifka
sloupce 0.1) a dale i s Sir§imi sloupci. Hodnoticim kritériem byl zvolen integral rozdilu
hustot (mezi histogramem a odhadem), pomoci kterého byla porovnavana uspésnost

jadrového a parametrického odhadu.
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5. Vysledky

5.1 Porovnani metod jadrového odhadu

V nasledujicich kapitolach je uveden struény souhrn vysledkd porovnani jednotlivych

metod jadrového odhadu pomoci syntetickych data z danych gama rozdéleni.

5.1.1 Reference na parametrické rozdéleni

Sitka okna pro jadrovy odhad byla pogitana ze vztahu (10), ktery pfedpoklada, ze
data maji exponencialni rozdéleni, coz zhruba odpovida srazkovym datim i gama

rozdélenim, pouzitym pro testovaci ucely.

Pfi testovani této metody bylo také provedeno porovnani ucinnosti odhadu pfi pouZiti
tfi raznych kernelovych funkci: Epanechnikov, Gauss a Bisquare. Nasledujici tfi
obrazky ilustruji porovnani vysledkt dosazenych riznymi kernely a pro razné tvary
vzorového gama rozdéleni. Tabulka pak obsahuje stru¢nou sumarizaci Ciselnych

vysledka.
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Obr. 6 Vizualni porovnani vysledkt pfi pouziti Epanechnikovova kernelu: ¢ervena cara
pfedstavuje vzorovou hustotu gama rozdéleni pro parametr tvaru 0.5 (nahore), 0.75
(uprostred) a 1 (dole). Sedé &ary predstavuiji jadrové odhady ze 100 riiznych samplii daného
gama rozdéleni.
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Obr. 7 Vizualni porovnani vysledkt pfi pouziti Gaussova kernelu: ¢ervena ara pfedstavuje
vzorovou hustotu gama rozdéleni pro parametr tvaru 0.5 (nahore), 0.75 (uprostred) a 1
(dole). Sedé cary predstavuji jadrové odhady ze 100 riznych sampli daného gama
rozdéleni.
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Obr. 8 Vizualni porovnéni vysledkdt pfi pouziti Bisquare kernelu: ¢ervena cara predstavuje
vzorovou hustotu gama rozdéleni pro parametr tvaru 0.5 (nahore), 0.75 (uprostred) a 1
(dole). Sedé cary predstavuji jadrové odhady ze 100 riznych sampli daného gama
rozdéleni.
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Pomér
Kernel uspésnych E(D,) o(D,) E(I) a(l)
testd
Parametr tvaru = 0.5
Epanechnikov 0 0.18096 0.00747 0.39416 0.01356
Gaussov 0 0.24580 0.00714 0.56365 0.01766
Bisquare 0 0.16674 0.00639 0.35247 0.01488
Parametr tvaru = 0.75
Epanechnikov 0 0.12039 0.00574 0.28918 0.01231
Gaussov 0 0.18842 0.00780 0.46731 0.01853
Bisquare 0 0.10641 0.00576 0.25370 0.01114
Parametr tvaru = 1
Epanechnikov 0 0.08112 0.00481 0.21677 0.01471
Gaussov 0 0.15032 0.00705 0.39020 0.02176
Bisquare 0.27 0.06908 0.00440 0.19188 0.01404

Tab. 2 Vysledky analyzy metody reference na parametrické rozdéleni.

Z vizualniho porovnani i z Ciselnych vysledku plyne, Ze pouziti Gaussova jadra je
nevhodné pro data s exponencialnim tvarem rozdéleni, unik pravdépodobnosti do
zapornych hodnot je ze vSech tfi jader nejvétsi. Tomu napomaha i neomezeny
definiéni obor jadra. Ostatni dvé jadra dosahuji podobnych vysledk, ale ve vSech
divodl bude v dalSich analyzach pouzivano pouze jadro Bisquare, protoZze po
provedeni nékolika zkuSebnich odhadl s dal§imi metodami vyplynulo, Ze bychom
s jadry Epanechnikov a Bisquare dosahovali velmi podobnych vysledkl. To je také

ve shodé s poznatky z literatury (napf. Silverman, 1986).

Z vysledkd také plyne, Ze podle ocekavani je nejvice problematicky odhad pro
parametr tvaru 0.5, kde je v okoli po¢atku soustfedéno nejvice hustoty, kfivka hustoty

je nejvice strma a ztraty odhadu do zapornych hodnot jsou nejvyssi.
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5.1.2 Cross-validace metodou nejmensich ¢tvercu

Sitka okna pro jadrovy odhad byla po&itana minimalizaci vyrazu (13). Pouzivano bylo

jiz jen jadro Bisquare.
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Obr. 9 Vizualni porovnani vysledku: Cervena Cara predstavuje vzorovou hustotu gama
rozdéleni pro parametr tvaru 0.5 (nahore), 0.75 (uprostfed) a 1 (dole). Sedé Cary pfedstavuji
jadrové odhady ze 100 riznych sampli daného gama rozdéleni.
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Parametr Pomer
¢ uspésnych E(D,) o(Dy) E() a(l)
varu .

testu
0.5 1 0.04219 0.00873 0.31495 0.02209
0.75 1 0.03509 0.01008 0.24981 0.03825
1 1 0.03229 0.01105 0.19885 0.03749

Tab. 3 Vysledky analyzy cross-validace metodou nejmensich ctvercd.

Z hlediska Kolmogorovova-Smirnovova testu metoda dosahuje velmi kvalitnich

vysledku pfi libovolném tvaru vzorového gama rozdéleni. Grafy vSak ukazuji velkou

rozkolisanost vyslednych hustot, ktera odpovida tomu, Ze cross-validace ma tendenci

produkovat pfili§ malé hodnoty Sifky okna. Tomu také odpovidaji hodnoty integralu

rozdild hustot, které jsou obdobné jako u reference na parametrické rozdéleni (s

jadrem Bisquare). Tyto vysledky také ukazuji, Ze samotné testovani (napf. KS testem)

nevypovida o vysledcich vSe a ukazuje se dulezitost vizualni kontroly vysledka.
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5.1.3 Likelihood cross-validace

Sitka okna pro jadrovy odhad byla po&itana pomoci rovnice (15).
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Obr.10 Vizualni porovnani vysledki: Cervena Cara predstavuje vzorovou hustotu gama
rozdéleni pro parametr tvaru 0.5 (nahore), 0.75 (uprostfed) a 1 (dole). Sedé Cary pfedstavuji
jadrové odhady ze 100 riznych sampli daného gama rozdéleni.
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Parametr Pomer
uspésnych E(D,) o(Dy,) E() a(l)
tvaru .
testu
0.5 1 0.04271 0.00765 0.32123 0.02007
0.75 1 0.03408 0.01026 0.37751 0.03098
1 1 0.03561 0.01134 0.42507 0.03298

Tab. 4 Vysledky analyzy metody likelihood cross-validace.

Metoda likelihood-cross-validace ukazuje kvalitni vysledky podle Kolmogorovova-
Smirnovova testu se vSemi tfemi parametry tvaru gama rozdéleni. Nicméné pfi
vizualnim zhodnoceni se objevuje stejna situace jako u cross-validace metodou
nejmensich &tverc — metoda produkuje pfili§ malé hodnoty Sitky okna, coz
zpusobuje vysokou rozkolisanost odhadu a je také odrazeno ve vysokych hodnotach
integralu rozdilu hustot. Na zakladé vizualniho posouzeni Ize konstatovat, Ze metoda

je prakticky nepouzitelna, prestoze z hlediska KS testu vychazi vysledky dobre.

Zajimavosti je, Ze z hlediska kritéria I bylo dosazeno nejhorsiho vysledku pro gama
rozdéleni s parametrem tvaru 1, u kterého bylo u pfedchozich metod dosazeno

naopak nejlepsich vysledka.
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5.1.4 Pfima minimalizace kvadratické chyby

Pro pfimou minimalizace kvadratické chyby byla Sitka okna pocitana pomoci vyrazu
(17), vyuzita byla implementace metody v R baliku KernSmooth (Wand a Jones,

1995). Jako v pfedchozich pfipadech bylo pouzivano jadro Bisquare.
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Obr. 11 Vizuélni porovnani vysledku: Cervena Cara piedstavuje vzorovou hustotu gama
rozdéleni pro parametr tvaru 0.5 (nahore), 0.75 (uprostfed) a 1 (dole). Sedé ¢ary predstavuji
jadrové odhady ze 100 riznych sampli daného gama rozdéleni.
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Pomér

P&;rame” Gspésnych E(D,) a(D,) E(D) o ()
varu o

testl
0.5 0 0.08447 | 0.00447 | 0.19821 | 0.01307
0.75 1 0.05075 | 0.00354 | 0.16556 | 0.01194
1 1 0.03286 | 0.00326 | 0.13385 | 0.01362

PFfima minimalizace kvadratické chyby ukazala dobré vysledky pro parametry tvaru
0.75 a 1, pro gama hustotu s parametrem 0.5 nastavaji vyrazné chyby v okoli
pocatku, coz vedlo k zamitnuti hypotézy o shodé rozdéleni ve v8ech pfipadech. Podle
grafll je zfejmé, Ze odhad je rozkolisany a taky se stale ¢aste¢né nachazi v oblasti
zapornych hodnot. Rozkolisanost je vS8ak vyrazné& zredukovana oproti cross-

valida¢nim metodam, coz se odrazi v hodnotach integralu rozdill hustot, které jsou

Tab. 5 Vysledky analyzy pfimé minimalizace kvadratické chyby.

oproti pfedchozim testovanym metodam vyrazné zredukovany.

35




5.1.5 Promeénliva Sirka kernelu

Uvodni globalni hodnota $ifky okna byla spoétena metodou parametrické reference,
individualni hodnoty h; byly spocteny iteraénim postupem popsanym v kapitole 3.4.1
a aplikovany podle rovnice (18). Pfed testem metody byl nejprve testovan potiebny
pocet iteraci. Na samplech z gama rozdéleni byla provedena fada testl, ze kterych
vyplynulo, Ze nejlepSich vysledku je v priméru dosahovano pfi pouziti 3 iteraci. Pro
mensi pocet iteraci nebyl efekt adaptivniho kernelu dostate¢ny, pro vyssi pocty ma
metoda tendenci produkovat pfilis Uzké kernely v oblasti poCatku a dochazi tak
k velké rozkolisanosti odhadu. Toto zjisténi je v souladu se zavéry publikovanymi
v Silverman (1986). Nasledujici obrazek ilustruje tuto skuteCnost na syntetickych
datech.
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3 Obr. 12 llustrace viivu poctu iteraci na vysledek odhadu s proménlivou $ifkou jadra.
Cervena Cara predstavuje vzorovou hustotu gama rozdéleni (parametr tvaru 1), Cerna cara
kernelovy odhad.
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Nasledujici obrazek a tabulka ilustruji vysledky pro 3 iterace.

hustota
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Obr. 13 Vizuélni porovnani vysledku: cervena Cara piedstavuje vzorovou hustotu gama
rozdéleni pro parametr tvaru 0.5 (nahore), 0.75 (uprostfed) a 1 (dole). Sedé Cary pfedstavuji
jadrové odhady ze 100 riznych sampli daného gama rozdéleni. Pocet iteraci 3.
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Pomér
Pirame" Gspésnych |  E(D,) a(D,) E(D) o ()
varu o
testu
0.5 0 0.10371 | 0.00606 | 0.31366 | 0.03253
0.75 0.81 0.05900 | 0.00769 | 0.25614 | 0.03333
1 0.93 0.04893 | 0.00941 | 0.23673 | 0.02983

Tab. 6 Vysledky analyzy metody proménliva Sitka kernelu.

Oproti pfedchozi metodé doslo k citelnému zvySeni chybovych kritérii, coz je patrné
hlavné u integralu rozdilll hustot, prestoze vysledky vypadaji opticky velice dobfre.
Nulové procento uspésnych KS testll pro parametr tvaru 0.5 je dano odklonem
jadrového odhadu v oblasti kolem pocatku, kdy k zamitnuti nulové hypotézy staci
jedna vyrazna odchylka od vzorové hustoty, ktera je pro tento tvar rozdéleni kolem

pocatku velmi strma.
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5.1.6 Cut and Normalize

Uvodni globalni $itka okna byla spoétena metodou reference na parametrické
rozdéleni a pro upravu jednotlivych kernell byl posléze pouzit vzorecek (19). Jako

v pfedchozich odstavcich bylo pouzivano uz jen jadro Bisquare.
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Obr. 14 Vizuélni porovnani vysledku: Cervena Cara piedstavuje vzorovou hustotu gama
rozdéleni pro parametr tvaru 0.5 (nahore), 0.75 (uprostfed) a 1 (dole). Sedé ¢ary predstavuji
jadrové odhady ze 100 riznych sampli daného gama rozdéleni.
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Pomér
Pirame” tspésnych E(D,) a(D,) E(D) o ()
varu o
testu
0.5 0 0.09832 0.01020 | 0.07987 | 0.01559
0.75 1 0.03695 0.01047 | 0.08831 | 0.01866
1 1 0.02667 0.00779 | 0.10092 | 0.01652

Tab. 7 Vysledky analyzy metody Cut and Normalize.

Vysledky ukazuji, Ze pfi pouziti kernelu s omezenym definiCnim oborem metoda feSi
unik pravdépodobnosti do zapornych hodnot, coz je zfejmé uz z definice ve vzorci
(19). Hodnoty D,, pro tvar 0.5 jsou nékolikanasobné vyS§Si nez pro ostatni tvary, coz
je zpusobeno vyraznymi rozdily mezi vzorovou a odhadnutou hustotou pravé v oblasti
kolem poc¢atku. Pro ostatni parametry funguje metoda dobfe a celkové Ize shrnout,
Ze touto metodou je dosazeno zatim nejlepSich vysledku. Integral rozdild hustot je

oproti pfedchozim metodam nékolikanasobné redukovany.
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5.1.7 Gama kernel

Odhad hustoty byl pocitan s vyuZzitim gama kernelu podle vyrazu (20). Pro vypocet
optimalni hodnoty globalniho h bylo testovano nékolik metod, nakonec byla pouzita

metoda likelihood cross-validace.
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Obr. 15 Vizuélni porovnani vysledku: Cervena Cara piedstavuje vzorovou hustotu gama
rozdéleni pro parametr tvaru 0.5 (nahore), 0.75 (uprostfed) a 1 (dole). Sedé ¢ary predstavuji
jadrové odhady ze 100 riznych sampli daného gama rozdéleni.
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Pomér
Peramelr | Gspesnych | E(D,) s(D,) E() o(D)
varu o
testu
0.5 0 0.19093 0.01197 | 0.35973 0.00352
0.75 0 0.10560 0.01162 | 0.23646 0.00646
1 0.96 0.05568 0.01187 | 0.14792 0.00971

Jak mlzeme vidét z vizualniho porovnani vysledkl, odhad se nenachazi v oblasti
zapornych hodnot, protoZze metoda se pomoci zmény parametri gama kernelu
automaticky adaptuje k nashromazdéni dat kolem pocatku v oblasti kladnych hodnot.
Odhad taky zjevné nema Zadnou rozkolisanost, vysledné kfivky jsou hladké. Nicméné
tvar rozdéleni neni gama kernely vystihnut pfesné, jak je mozné vidét z uspésnosti

KS testl a hodnot dalSich chybovych kritérii. Obzvlast z hlediska integralu rozdild

Tab. 8 Vysledky analyzy metody Gama kernel.

hustot doslo k citelnému zhorSeni oproti pfedchozi metodé Cut and normalize.
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5.1.8 Logaritmicka transformace dat

Data nahodnych vybéru byla pfed odhadem hustoty zlogaritmovana, byl pouzit
pfirozeny logaritmus. Odhad (globalni) hodnoty Sifky okna pro logaritmovana data byl
proveden metodou pfimé minimalizace chyby (vztah 17) a finalni odhad hustoty byl

spocten podle vzore€ku (21). Bylo pouzivano jadro Bisquare.
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Obr. 16 Vizualni porovnani vysledki: Cervena Cara piedstavuje vzorovou hustotu gama
rozdéleni pro parametr tvaru 0.5 (nahore), 0.75 (uprostfed) a 1 (dole). Sedé ¢ary predstavuji
jadrové odhady ze 100 riznych sampli daného gama rozdéleni.
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Parametr Pomér
i uspésnych E(D,) o(Dy,) E(D) a(l)
varu .
testu
0.5 0 0.12533 0.00846 0.05171 0.01523
0.75 1 0.04796 0.00750 0.05615 0.01578
1 1 0.02628 0.00920 0.05970 0.01887

Tab. 9 Vysledky analyzy metody logaritmicka transformace dat.

Z vizudalniho porovnani je patrné, Ze metoda velmi dobfe vystihuje tvar rozdéleni,
obzvlasté pro nizké hodnoty parametru tvaru vzorového gama rozdéleni, a zaroven
zabranuje uniku pravdépodobnosti do zapornych hodnot. Pro gama rozdéleni s
tvarem 1 muzeme vidét urcitou rozkolisanost odhadl kolem pocatku, které ale nemaji

vliv na Uspésnost KS testu. Z hlediska celkové urovné chybovych ukazatell je tato

vvvvvv
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5.1.9 Shrnuti porovnani metod

Nasledujici tabulka shrnuje celkové vysledky dosaZené jednotlivymi metodami pro

jednotlivé rozdéleni.

Parametr tvaru = 0.5
mE() mE(DN)

Reference na parametrické rozdéleni
Cross-validace metodou nejmensich étverca
Likelihood cross-validace

P¥{ma minimalizace kvadratické chyby
Proménliva 3itka kernelu

Cut and Normalize

Gama kernel

il

Logaritmicka transformace dat
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Parametr tvaru = 0.75

WE(l) mE(DN)

Reference na parametrické rozdéleni
Cross-validace metodou nejmensich ¢tverc
Likelihood cross-validace

Pfimé minimalizace kvadratické chyby
Proménliva $ifka kernelu

Cut and Normalize

Gama kernel

il

Logaritmicka transformace dat
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B E(l]) mE(Dn)

' Reference na parametrické rozdéleni
Cross-validace metodou nejmensich &tvercl
Likelihood cross-validace
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Obr. 17 Porovnavani vysledku testovanych metod s parametry tvaru 0.5 (nahore), 0.75
(uprostied) a 1 (dole). Oranzové Cary predstavuji stfedni hodnotu integralti rozdilu hustoty
rozdéleni pravdépodobnosti, modré ¢ary pfedstavuji stfedni hodnotu D,,.
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Z vysledu se d& konstatovat, Ze metoda logaritmické transformace dat se ukazala
nékolikanasobné predcila ostatni metody. Z pohledu tohoto kritéria se jako velice
dobra projevila také metoda Cut and normalize. Za témito dvéma metodami je jiz

v uspésnosti velice znacny skok a dalSi metody vyrazné zaostavaiji.

Z hlediska druhého kritéria — maxima rozdilG distribu¢nich funkci D,,, je situace
ukazaly cross-validaéni metody. Ty ale zcela selhaly z pohledu prvniho kritéria a jejich
problematické vysledky byly potvrzeny také vizualnim prozkoumanim vysledka.
Obecné mizeme konstatovat, ze kritérium D,, muzeme oznacit pouze za doplrfikovou
informaci (stejné jako vysledek KS testu), protoZze vysoka hodnota muize byt
zpusobena jedinym velkym rozdilem, obzvlasté v oblasti kolem pocatku, kde hustota

strmé klesa.

Celkové byly pro dalSi ¢ast prace (testovani na mérenych datech) vybrany dvé
metody — Cut and normalize a logaritmicka transformace. Po Gvaze byla provedena
zména v metodé Cut and normalize, konkrétné ve stanoveni Uvodni globalni hodnoty
h. Misto reference na parametrické rozdéleni, ktera byla pouzita pfi testovani na
gama rozdélenich, byla pro realna data pouzita pfima minimalizace kvadratické
chyby. Diavodem jsou vysledky této kapitoly, které ukazuji, Ze pfima minimalizace

poskytuje kvalitnéjsi odhady nez metoda reference na parametrické rozdéleni.

46



5.2 Porovnani jadrového a parametrického odhadu

Datové podklady tvofily denni srazkové uhrny z péti stanic na povodi feky MalSe a
jeho okoli: Benesov nad Cernou, Besednice, Ceské Budgjovice, Dolni Dvoristé a
Kaplice. Pouzity byly 38leté fady dennich Uhrn(i v obdobi od 1. 1. 1961 do 31. 12.
1998.

Ceské Budgjovice

Besednice

Kaplice
[

Bery

N Dolnd Dvoristé

A

0o 5 10 20 Km
I N T Y N N B |

Obr. 18. Poloha stanic pouZitych k testovani vybranych metod.

Ze zméfenych dat byly nejprve provedeny tfi odhady hustoty: hustota gama rozdéleni
(metodou maximum likelihood) a oba vybrané jadrové odhady — cut and normalize a

logaritmicka transformace.

Z méfenych dat pak byly postupné tvofeny histogramy s Sifkou sloupce 0.1, 0.2, ... 1
mm. Tyto histogramy byly uvazovany za ,skute¢nou® hustotu rozdéleni, vzhledem
k délce pouzitych dat, nebo alespori za nejlepSi moznou informaci, kterou mizeme o
skuteéné hustoté mit, protoZe méfena data jsou zaokrouhlena na 0.1 mm a pfesnéjsi
hodnoty nelze dostat. S uvedenymi histogramy byly vSechny odhady porovnany tak,
ze byl pocitan integral rozdild I mezi histogramem a odhadem, analogicky jako

v pfedchozi kapitole.

Histogram s Sitkou sloupce 0.1 mm je nejpodrobné&jSi mozné vyjadfeni hustoty
meéfenych dat, ktery by pfi velmi velkém mnozstvi dat predstavoval pfesny odhad
hustoty na dané lokalité. Protoze dat je pfece jen omezeny pocet, byly pouzity i
histogramy s SirSimi sloupci (nasobky 0.1) az do 1 mm, které zanechavaji detailni
kolisani hustoty skryté. Zaroven bylo mozné sledovat vliv shlazeni vzorové hustoty

na hodnoty chybového kritéria.
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Nasledujici obrazky ukazuji kompletni vysledky pro vSechny lokality. Modfe jsou
vyznaceny hodnoty chyby pro parametrickou gama hustotu, oranzZové pro jadrovy

odhad metodou Cut and normalize a Sedivé pro jadrovy odhad metodou logaritmické

transformace.
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Dolni Dvoristé
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Obr. 19. Porovnani uspésnosti parametrického a jadrového odhadu pro jednotlivé lokality.
Chyby parametrickych odhadu jsou vybarveny modre, chyby jadrového odhadu metodou Cut
and normalize jsou vybarveny oranzové, chyby jadrového odhadu metodou logaritmické
fransformace jsou Sedé.

Z vysledkl plyne, Ze obé metody jadrového odhadu jasné prekonavaji parametricky
odhad. S rostouci Sifkou sloupce histogramu dochazi samoziejmé k redukci chyby,
protoze jsou potlageny lokalni kolisani hustoty, ale i tato redukce je pro jadrové
odhady mnohem rychlejsi. Napfiklad, v lokalité Kaplice dosahnou jadrové odhady
chybu integrélu rozdilu hustot 0.05 pfi pouziti histogramu s Sifkou sloupce 0.6 mm.
Pokud bychom chtéli dosahnout takové chyby s gama rozdélenim, museli bychom
pouzit histogram o Sifce sloupce 9.6 mm. Pfestoze je tedy gama rozdéleni vSeobecné
akceptovanym modelem pro denni srazkové uhrny, je ziejmé, Ze spravnym vybérem

metody jadrového odhadu dosahneme vyrazné lepSi pfesnosti.
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6. Diskuse a zaveér

Cilem predlozené diplomové prace bylo analyzovat vyuziti jadrovych odhadl hustoty
pro popis rozdéleni pravdépodobnosti dennich srazkovych Uhrnli. Byla provedena
literarni reSerSe, zamérena jednak na problematiku jadrovych odhadd obecné, ale
hlavné na specifické problémy, tykajici se jejich vyuZiti pro sraZkova data. Jednalo se
pfedevsim o vystihnuti specifického tvaru rozdéleni srazek a feseni tzv. ,boundary”

problému, ktery plyne z toho, Ze srazky jsou nezaporna nahodna veli€ina.

Na zakladé reSerSe bylo vybrano osm metod volby Siitky kernelového okna. Tyto
metody byly naprogramovany v jazyce R, v jednom pfipadné byla vyuzito hotové
feSeni v podobé R baliku. Metody byly nejprve porovnany mezi sebou, kdyz byla

testovana jejich schopnost vystihnout rizna rozdéleni na zakladé nahodnych samplu.

Na zakladé testl byly vybrany dvé metody (Cut and normalize a logaritmicka
transformace dat), které byly pouzity pro odhad rozdéleni realnych méfenych srazek.
Pfitom byla jejich UspéSnost porovnana s parametrickym odhadem, kde jako
reprezentant parametrickych metod bylo pouzito gama rozdéleni, odhadované
metodou maximalni vérohodnosti. Bylo zjisténo, Ze jadrové odhady z hlediska

presnosti zcela pfekonaly parametricky odhad.

Z vysledkl plyne, Ze jadrové odhady v pfipadé srazek predstavuji velmi dobrou
alternativu k parametrickym odhad(iim a Ze s pomoci jadrovych odhadu Ize dosahnou
vyrazné vySsi pfesnosti odhadu. Vyhodou je také to, ze pro obtizné ¢asti vypoctu Ize
pouzit R balik KernSmooth, ktery obsahuje funkce pro vypocet Sifky okna metodou
pfimé minimalizace kvadratické chyby. Ta sama o sobé nebyla hodnocena jako
nejlepsi, ale vysledky ukazuji, je velmi vhodné ji zafadit do metod Cut and normalize

nebo logaritmické transformace, které se ukazaly jako nejucinné;si

Lze shrnout, zZe diplomova prace splinila vytcené cile.
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