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Abstrakt

Tato praca sa zaobera klasifikdciou mozgovych gliomovych nadorov na nizko a vysoko
agresivne nadory a predikciou doby prezitia pacientov po uplnej resekcii nddoru na zaklade
obrazovych dat dostupnych z magnetickej rezonancie. Pouzité obrazy pochadzaju z vyzvy
BRATS challenge 2019 akazdy subor dat obsahoval informaciu zo Styroch vahovacich
sekvencii. Praca je implementovana v jazyku PYTHON a programovom prostredi Jupyter
Notebooks. Pri vypocte obrazovych priznakov bola pouzita kniznica PyRadiomics. Ciel'om
prace bolo zistit’, z ktorej oblasti nddoru a vdhovacej sekvencie je najvyhodnejSie pocitat’
priznaky a nasledne ndjst’ subor priznakov s ktorym by bola ziskand najvyssSia tspesnost
klasifikacie a predikcie prezitia. V praci sa nachddza aj vyhodnotenie predikcie prezitia na

zaklade Statistickych metdd analyzy prezitia, konkrétne Coxovou regresiou.

KPacové slova

MRI, mozgové nadory, predikcia doby prezitia, radiomika, vyber priznakov, strojové ucenie,

Nahodné lesy, Coxova regresia.

Abstract

This thesis deals with a classification of glioma grade in high and low aggressive tumours and
overall survival prediction based on magnetic resonance imaging. Data used in this work is
from BRATS challenge 2019 and each set contains information from 4 weighting sequences of
MRI. Thesis is implemented in PYTHON programming language and Jupyter Notebooks
environment. Software PyRadiomics is used for calculation of image features. Goal of this work
is to determine best tumour region and weighting sequence for calculation of image features
and consequently select set of features that are the best ones for classification of tumour grade
and survival prediction. Part of thesis is dedicated to survival prediction using set of statistical

tests, specifically Cox regression.
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Uvod

Stanovenie spravneho typu nadoru je najddlezitejsi krok pri diagnostike a lieCbe rakoviny,
pretoze je na tom zalozené nastavenie liecCby a vyber vhodnych liekov, ktoré zlepSia pacientove
Sance na uzdravenie. Za zlaty Standard v pripade urovania typu nadoru je povazovana biopsia.
Biopsia je invazivna technika, ktord so sebou nesie isté rizikd pre pacienta a navyse podlicha
vzorkovacej chybe. To znamena, ze v malom kusku odobratého tkaniva nemusia byt’ pritomné
bunky, ktoré spravne stanovia typ nadoru. Tento fakt zvySuje snahu o zavedenie neinvazivnych
metdd analyzy nadorov, ktoré uSetria pacientovi Cas, spresnia a zjednodusSia diagnostiku
a uSetria pacienta vyraznej zat'aze spdsobenej biopsiou.

V préci sa zaoberdm stanovenim stupiia intrakranidlnych nadorov na zdklade analyzy
MRI snimok mozgu. Tento spdsob diagnostiky je pre pacienta vyhodny, ked’Ze je vzdy nateny
absolvovat’ CT alebo MRI vysetrenie pri zakladnej diagnostike nadoru ako je jeho pritomnost’
a poloha. MRI vysSetrenie je uprednostiované pred CT vySetrenim, pretoZze nepouziva
ionizujice Ziarenie a vd’aka zobrazovaniu vo viacerych modalitdch poskytuje komplexnejSiu
informdciu o tumore. Praca sa venuje aj predikcii doby preZitia pacientov s vysokoagresivnym
typom nadoru, ktory podstupili uplni resekciu nadoru. Téato predikcia bola rovnako ako
klasifikacia zalozena primarne na obrazovych priznakoch a klinickych priznakoch, ako je
napriklad vek.

Pri stanoveni typu nadoru biopsiou sa pouzivaji r6zne biomarkre, ktorych hodnoty sa
ziskavaju vySetrenim odobraného tkaniva. Obvykle je stanovend prahova hodnota, ktord
rozdel'uje fyziologické hodnoty od patologickych. Z obrazovej informacie takuto informéciu
nemdzeme zistit', preto je snaha o najdenie obrazovych biomarkrov, ktoré umoZznia analyzovat’
obrazovll informéciu o patologickom tkanive. Tejto problematike sa venuje disciplina nazyvana
radiomika a je zaloZend na predpoklade, Ze spravne zvolené priznaky nam umoznia najst’
vlastnosti tkaniva, ktoré beznému oku pozorovatela zostavaju skryté.

Radiomika sa da vyuzit aj pri predikcii doby preZitia pacientov. Samozrejme, preZzitie
pacienta nezavisi len na agresivite alebo polohe nadoru, ale aj na celkovom stave pacienta pred
operaciou a vysledku operacie. AvSak snahou je ndjst’ najmé d’alSie obrazové priznaky, ktoré
by pomohli spresnit’ prognézu pacienta. Preto je sucastou prace aj predikcia doby prezitia
pacientov na zdklade metdd strojového ucenia ale aj Statistickych testov, ako je napriklad
Coxova regresia .

Prva kapitola tejto prace je urCena na oboznamenie Citatel'a so Specifikami klasifikacie
intrakranialnych nadorov a analyzy tychto tkaniv dostupnymi metédami. Sucast'ou kapitoly je
aj kratky prehlad pouzivanych dat pri klasifikdcii nadorov a predikcii prezitia. V druhej
kapitole sa venujem radiomike a stru¢nému pribliZeniu pocitanych priznakov. Tretia kapitola
obsahuje prehlad pouZivanych algoritmov pri zadanych ulohdch avo Stvrtej kapitole je
uvedeny prehlad publikovanych metdd na dané témy. Piata a Siesta kapitola si venované

navrhu vlastného rieSenia a vyhodnoteniu a diskusii dosiahnutych vysledkov.



1.Mozgové nadory

Mozgovy nador, oznaCovany aj ako intrakranialny nador je abnormalny zhluk tkaniva v ktorom
bunky nekontrolovatel'ne narastaju a delia sa. Je zdokumentovanych viac ako 150 rozli¢nych
mozgovych nadorov. Zakladné delenie mozgovych nadorov je do dvoch skupin a to su primarne
a metastatické nadory.

Za primarne nadory oznacujeme tie nadory, ktoré vznikli z mozgového tkaniva alebo
z jeho priameho okolia. Tieto nddory nasledne delime na gliomy a ostatné nadory (ktoré¢ vznikli
z inych mozgovych Struktar, napriklad nervy, krv alebo zl'azy). Toto delenie je z dovodu, Ze
viac ako 78% primérnych nadorov vznika z gliomovych buniek.[1]

Za metastatické nddory povazujeme nadory, ktoré vznikli v niektorom inom organe
a migrovali do mozgu, obvykle vyuzitim krvného obehu. Takmer kazdému $tvrtému ¢loveku
trpiacemu na rakovinu sa neskor vytvori aj metastaticky nador v mozgu. V pripade rakoviny

pluc je tato pravdepodobnost’ az 40%.[1]

1.1 Klasifikacia nadorov
Klasifikovanie mozgovych nadorov je vel'mi odlisné od klasifikacie ostatnych nadorov v tele.
Tumory v pl'icach, kone¢niku alebo v prsniku st klasifikované na zéklade ich lokality v tele,
ucasti lymfatickych uzlin, velkosti a moznosti rozsirenia. Mozgové nadory su klasifikované na
zaklade toho, ako agresivne sa chovaju ich bunky pod mikroskopom.[2]

Nadory st delené do kategorii 1-4 na zaklade ich spravania, napriklad rychlost’ rastu a
pravdepodobnost’ rozsirenia do inych ¢asti v mozgu. Postupom casu sa kategoria nadoru moze
zmenit’ na vysSiu kategoriu. Povodne sa tieto nadory delili na benigne a maligne, avSak
v sucasnosti sa toto delenie pouZziva menej. Dovodom je chapanie benigneho nadoru ako zivot
neohrozujuceho, prognosticky st vSetky mozgové nddory maligne, aj v pripade, Zze nie su
schopné metastazovat’, pretoze moézu priamo poskodzovat’ alebo utlacat’ zdravé mozgové
tkanivo pevne uzavreté v lebke a tym spdsobovat’ epilepsiu, parézy pripadne poruchy zorného
pol'a. Moze dojst’ aj k zablokovaniu prietoku mozgomieSneho moku, ktory vyZivuje a chrani
mozog a nepriechodnost’ spdsobi vnutrolebe¢nt hypertenziu.

Napriek deleniu do 4 kategorii, obecne sa zachovéava rozdelenie nadorov do 2 skupin a tie su:

1) Nizkoagresivne nadory: Do tejto skupiny patria nddory kategorie 1 — 2 a vyznacuju sa
pomalym rastom, nizkou pravdepodobnostou moZnosti rozSirenia sa do okolitych
tkaniv alebo opédtovného rastu po odstraneni. Obvykle byvaju ohranicené jasnymi
hranami.

2) Vysokoagresivne nadory: Do tejto skupiny patria nddory kategorie 3 — 4 a vyznacuju
sa rychlym rastom, vy$Sou pravdepodobnostou moznosti roz§irenia sa do okolitych
tkaniv alebo opédtovného rastu po odstraneni.. Na ich lieCenie nestaci len operacia

samotnd, je nutné pristupit’ aj na radioterapiu a chemoterapiu.



1.2 Diagnostikovanie nadorov
Pritomnost’ nddoru v mozgu sa diagnostikuje pomocou magnetickej rezonancie alebo CT
vySetrenim. K zdkladnému vysSetreniu patri aj odobratie vzorky krvi na vysetrenie hladiny
hormoénov. Na urcenie vaznosti nadoru a jeho rychlosti rastu, ¢ize stupitu nadoru, slizia ostatné

testy.[2] Tieto testy mozu byt

e PET (Pozitronova emisna tomografia)

e Lumbarna punkcia ktora slazi na odobratie mozgomiesneho moku

e Biopsia — odobratie malého kiusku mozgové tkaniva pod narkézou

e angiogram — vySetrenie prekrvenia v zobrazovanej oblasti. Pouziva sa najmi v pripade

nadoru lokalizovaného hlboko v mozgu.

Medzi najéastejSie pouzivané testy na stanovenie stupiia nadoru st biopsia a lumbarna punkcia,
ktoré st invazivne a nesu pre pacienta riziko. Preto je vyvijana vel'kd snaha o n4jdenie metddy,
ktora automaticky analyzuje mozog a v pripade pozitivneho nalezu stanovi stupent nadoru. Je
snaha o vyvinutie takejto metddy zo zobrazovania magnetickou rezonanciou. Tento proces je
zlozity, pretoze patologické tkanivo je definované cez intenzitné zmeny, ktoré su relativne
k okolitému nenadorovému tkanivu. Aj manudlna segmentacia nalezov je extrémne narocna
z dovodu artefaktov spdsobenych MRI ako je bias a partial volume effect. Dalsim faktorom je
vysoka medzipacientskd variabilita ohladom velkosti, rozsirenia a pozicie nadoru, takze je
nemozné pouZit’ apriorne znalosti, ako je tvar alebo lokalita, ktoré sa pouzivajl pri segmentacii

patologickych tkaniv v inych castiach tela [3].

1.3 Predikcia doby prezitia
Predikcia prezitia na zaklade multimodéalnych MRI snimok mozgu je zlozity problém, pretoze

nezavisi len na radiomickych priznakoch odvodenych z preoprerativnych skenov, ale aj
na vysledku operacie, ktory zavisi na skdsenosti chirurga a kvality medicinskeho zariadenia.
Obecne je doba preZitia pri vysokoagresivnych mozgovych nadorov typu GBM (Glioblastoma
multiforme) vel'mi nizka, len 5,6% pacientov sa zvykne dozit’ viac ako 5 rokov.

Napriek tomu sa od roku 2017 stalo sucastou vyzvy MICCALI [3] okrem segmentacie
mozgovych nadorov aj predikcia doby prezitia pacientov s GBM. Cielom vyzvy je najst’
radiomické priznaky, ktoré poskytuju nejakil dodatocnu informaciu ohl'adom Sance pacienta
prezit’ dlhsi zivot. Vyhodnotenie presnosti sa stanovuje na zaklade predikcie poc¢tu dni prezitia
aa) na zdklade klasifikacie do troch vopred urCenych skupin. Tieto jednotlivé skupiny
predstavuju subjekty, ktori sa dozili menej ako 10 mesiacov, 10 az 15 mesiacov a posledna,
tretia, skupina je tvorend subjektmi, ktori sa dozili viac ako viac ako 15 mesiacov, pripadne st
eSte stadle nazive. Prahy oddel'ujice tieto skupiny boli stanovené na zéklade distriblicie
prezivsich v celom datasete. Bol stanoveny median doby prezitia 12,5 mesiaca a prahy boli

zvolené ako rovnaké kvantily od tejto medianovej hodnoty, aby sa zabranilo biasu vzhl'adom
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na niektora zo skupin prezivsich.[3] K poskytnutym informéaciam o subjektoch patri aj vek
pacientov a status resekcie. Vo vyzve boli sutazne vyhodnocované len predikované hodnoty
pre pacientov so statusom GTR (Gross Total resection) [3]. Obrazok 1 zobrazuje distribuciu
pacientov s tymto statusom v pouzitom datasete. Ako mdzeme vidiet’, rozloZenie nie je uplne
rovnomerné, najvyssi pocet pacientov je v poslednej skupine s najdlhsou dobou prezitia. Pocet
subjektov v tejto skupine prevysuje pocet subjektov v skupine s najmensim poctom priblizne
o Stvrtinu, o sa datasete tvorenom len 104 subjektmi mdze prejavit’ pri trénovani klasifikatora.
Z dovodu porovnatelnosti vysledkov s inymi $tidiami bolo ponechané toto rozdelenie a pri

vypocte uspesnosti klasifikacie sa ako mierka pouziva klasicka aj vahovana presnost’.

Distriblcia pacientov na zéklade doby prezitia
po Uplnej resekcii (GTR)

40 -

35 A

301

25 A

20 1

Pocet pacientov

15 A

10 A1

x <10m. 10 m.<x<15m. X > 15 m.
Predikované kategérie

Obrazok 1 Distribucia pacientov na zédklade doby prezitia po uplnej resekcii GTR

1.4 Zobrazovanie mozgovych tkaniv v MRI
Samotné zobrazovanie magnetickou rezonanciou nie je predmetom tejto prace a z tohto dévodu
sa budem venovat’ len praktickym dosledkom, ktoré tato metdda ma na zobrazené tkanivo.
Obrazok 2 zobrazuje 4 vahovacie sekvencie, ktoré boli pouzité v mojej praci. Tieto sekvencie
su:

e TI1 — Jedna zo zékladnych sekvencii demonstruje rozdiely v ¢ase pozdiznej relaxacii
proténov tvoriacich zobrazované tkanivo. Tuto hodnotu relaxacie maji najkratsiu tuky
a preto sa na vyslednom obraze prejavuji vysSou intenzitou ako ma napriklad voda,
ktora mé ¢as pozdiznej relaxacie dlhsi.

e T2 — Dalia zo zakladnych sekvencii demonstruje rozdiely v ¢ase prie¢nej relaxacie
protéonov. Tuto hodnotu maju najvysSiu tekutiny a preto ich moéZeme vidiet vo
vyslednom obraze svetlé.

e TIC — Umoziiuje ndm zobrazit’ tie Struktiry, ktoré by nebolo mozné pri beznom

vySetreni odliSit. Vyuziva sa fakt, Ze kontrastna latka neprechddza hemoencefalickou



membranou, takze st viditel'né jej porusenia. Rovnako sa kontrastna latka vychytava vo
vaskularizovanych Castiach nadoru, ¢o ndm od seba umoznuje odlisit’ edém a nador, ¢o
je pri T1 vahovani bez kontrastu nemozné.

e FLAIR - (Fluid Attenuated Inversion Recovery) — sluzi na potlacenie signalu

mozgomieSneho moku. Praktické vyuzitie nachadza pri vySetrovani sklerdzy

alebo poraneni mozgu.

Obrazok 2 Vplyv vybranej sekvencie na 100. rez z mozgu HG00015.

Prevzaté z [3]

Aj pri zbeZznom pohlade na ten isty nador vyobrazeny rozdielnymi sekvenciami je zrejme,
ze vel'ky problém pri segmentacii a aj pri klasifikacii nadorov je rozdielna velkost’ a hodnoty
intenzity vyobrazeného nadoru pre rozdielne sekvencie. Ked’Ze nador sa sklada z rozdielnych
Casti, ktoré treba rozlisit, vytvoril sa protokol, ktory urcuje ktoré tkaniva sa anotuju z prislusne;j
sekvencie a ako. Tento protokol je rovnaky pre vSetky stupne gliomov a je nasledovny:

1) Opuch sa segmentuje primarne z T2 sekvencie. FLAIR sa pouZiva na kriZzovu
validaciu rozSirenia opuchu ajeho diskrimindciu vo¢i mozgovym komoram
a ostatnym Struktiram obsahujucich tekutiny. Ked’ze takto vysegmentovand oblast’
obsahuje aj ostatné nadorové tkaniva v d’alSich krokoch je nutna d’alSia segmentacia.

2) Dalgie nadorové podstruktiry su nekrotizovany region a hrubé nadorové jadro ktoré
obsahuje postupujice a nepostupujuce nadorové struktury. Hrubé nddorové jadro sa
segmentuje  vyhodnocovanim  hyperintenzit v TIC  anehomogénnymi
hypointenzitnymi regionmi viditel'nymi v T1.

3) Postupujuci nador sa nasledne segmentuje prahovanim T1C intenzit v ramci
hrubého jadra. Tento prah sa obvykle stanovuje vizudlne.

4) Nekrotickéd oblast’ sa definuje ako kl'ukaté, nizko intenzitné Struktiry ohrani¢ené

postupujucim nadorom viditeI'nym v T1C. Oznacuju sa takto aj pripady hemoragie.



5) Nepostupujici nador je definovany ako zvySna, neoznacena cast' hrubého
tumorového jadra.
Cely tento protokol je uvedeny v mojej praci z dovodu pocitania radiomickych parametrov
z rozdielnych Struktur nddoru a preto je vyhodné vediet’, na ktorych vahovacich sekvenciach sa
jednotlivé struktury povazuju za rozlisite'né [3].
Z tychto dovodov je nutné na segmentaciu tychto tkaniv vybrat vhodni vahovaciu

sekvenciu, pripadne pouzit’ kombinaciu viacerych vahovacich sekvencii.

1.5 Dostupné data
Pri vytvarani ahodnoteni presnosti akéhokol'vek algoritmu je nutné mat” vhodné

a konzistentné data. Za aktualne najkvalitnejSie obrazové data su povazované data z BRATS
challenge, ktord sa kond od roku 2012. Tento dataset je kazdy rok rozSirovany o nové snimky
z r0znych inStitlcii atieto data su anotované na zdklade vysSie zmienené¢ho protokolu.[3]
Kedze snimky st vytvarané v roznych instituciach, su pouzivané MRI pristroje o rozdielnej
sile (1,5T a 3T) a s rozdielnymi rekonstrukénymi algoritmami [4]. V praci bol pouzity dataset
BRATS 2019, ktory pozostava zo 335 subjektov postihnutych gliomovym mozgovym
nadorom. Pocet subjektov s vysokoagresivnym nadorom typu GBM je 260 a pocet subjektov
s nizkoagresivnym nadorom je 75. Okrem obrazovych dat z MRI obsahuje dataset aj data
potrebné pre stanovenie doby prezitia jednotlivych subjektov postihnutych nddorom typu
GBM. Tieto dodato¢né déta pozostavaju z veku subjektov a typu resekcie, ktorti podstupili pri
naslednej operacii [3].

Z dovodu rozdielneho poctu subjektov s vysokoagresivnych a nizkoagresivnych nadorov
v datasete bola snaha rozsirit' dataset nizkoagresivnych nddorov o d’alSie snimky. ViacSina
vol'ne dostupnych datasetov ale neobsahuje tie ist¢ vahovacie sekvencie ako dataset BRATS.
Co sa ukazalo ako este vagsi problém bolo nepouZivanie rovnakého protokolu na anotovanie
dat. Obrazok 3 zobrazuje priklad nevhodne anotovaného datasetu ktory mal sliZit’ na rozSirenie
triedy nizkoagresivnych naddorov. Je vol'ne dostupny na stranke Cancer Imaging Archive.[5] Aj
pre laika je viditeI'né, Ze nador nie je vhodne anotovany pre ucely vypoctu priznakov z celého
objemu a nie su ani rozliSené jednotlivé Casti nadoru. Preto je tento dataset nepouzitel'ny spolu
s datasetom BRATS 2019.



Obrazok 3 Ukazka nevhodne anotovaného nadoru. VIavo ukéazka objemu

nizkoagresivneho nadoru LG 343 (Oligoasctrocytoma) z datasetu LGG-1p19gDeletion
[6], vol'ne dostupného z cancerimagingarchive [5]. Vpravo je ukazka axialnych rezov
tym istym nddorom. Maska sa vytvara len v reze s najvac¢§im priemerom nadoru

a v reze nad po pod tymto rezom. Ostatné rezy ostavaju bez anotacie

Tento dataset je avSak zaujimavy tym, Ze pontka informaciu o doleZitom
patognomickom biomarkeri, ozna¢ovanom ako I/p19gDeletion. Tato mutacia je molekularny
podpis nizkoagresivnych gliomovych nadorov typu oligodendrogiloma a pri klasifikacii
gliomovych nadorov ako trieda II alebo III sa poZaduje pritomnost’ tejto mutécie v tkanive [8].
Téato mutécia patri aj medzi 3 typy mutécii, ktoré sa sleduju na zaklade Specifického delenia
gliomovych nadorov do 5 skupin, ktoré sa pouziva od roku 2016 a postupne sa stava Coraz
obl'ibenej$im.[9] Tento biomarker sa tiez Casto pouziva pri predikcii doby prezitia, pretoze je
dokazang, ze ju pozitivne ovplyviiuje [8].



2 Radiomika

Radiomika je metdda, ktora extrahuje velké mnozstvo atributov z radiografickych
zobrazovacich metod vyuZzivajlic data-charakterizacné algoritmy. Tieto atriblity maja potencial
odhalit’ vlastnosti patoldgii, ktoré ¢lovek nie je schopny vidiet” alebo si uvedomit’. Vyuziva sa
hlavne v personalnej medicine, kedy sa pouziva na stanovenie progndzy alebo terapeutickej
odpovede na rozlicné liecby. V poslednych rokoch sa zacala pouzivat aj na kvalifikovanie
nadorov neinvazivnym sposobom a vysledky radiomiky sa daju pouzit' aj ako obrazové

biomarkre na podporu klinickych rozhodnuti.[10]

2.1 Obrazové priznaky

Z obrazov mdzeme ziskat’ mnozstvo rozdielnych priznakov. Kvalitativne sémantické priznaky
sa obvykle pouzivaju v radiologickych lexikéonoch na opis roznych lézii. Kvantitativne
priznaky st deskriptory, ktoré s z obrazu extrahované cez matematické algoritmy. Predstavuja
rozlicné levely komplexnosti. Deskriptory primarneho levelu opisujii tvar histogramu
patologickych tkaniv, deskriptory sekundarne opisuji priestorové usporiadanie intenzitnych
hodnot na voxelovom levely (textura). M6zu sa extrahovat’ bud’ priamo z nativnych obrazov
alebo po aplikacii niektorych transformacii €i filtrov.[10]

Pre vypocty niektorych priznakov je nutné vypocitat’ nasledujice matice

GLCM (Gray-Level Co-Occurrence Matrix) — matica ktora vyjadruje, ako si kombinacie
odtiefiov Sedi zo susednych pixelov distribuované pozdiz vybraného smeru v obraze. Obvykle
sa stanovuje vzdialenost’ 0 pixelov pod uhlom 6. Obrazok 4 zobrazuje priklad vypoctu matice
pre obraz s 5 odtiefimi Sedi. Pocitaju sa 2 typy smerovych a jedna nesmerova, symetricka,
GLCM matica, vSetky so vzdialenostou 0 1 a uhlom 8 0. To znamena, Ze pre GLCM pocitanu
z pravej strany sa berie do tivahy pixel, ktory je hned’ napravo od aktualneho pixelu. Mézeme
vyberat’ z akého mnoZstva susednych pixelov sa bude hodnota v matici pocitat’. V 3D priestore
sa obvykle pocita z 26 pixelov. Symetrickda GLCM, ktora sa pocita ako sumy nesymetrickych
smerovych GLCM matic sa ¢asto nepouZziva, neobsahuje informéciu o distribucii pixelov

pozdiz vybraného smeru.[11]
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Obrazok 4 Priklad vypoctu smerovej GLCM pre 2 rozdielne smery a symetrickej GLCM



GLRLM (Gray-Level Run Length Matrix) — Rovnako ako GLCM opisuje distribuciu
odtietiov $edi, ale pouziva k tomu hodnotu nazyvanu dizka behu. T4to hodnota udava dizku po
sebe iducej sekvencie pixelov s rovnakou hodnotou Sedi. Tato matica sa pocita pre kazdy smer
osobitne a nasledne sa vahuje poctom smerov, z ktorych sa vypocitala. Obrazok 5 znazoriuje
vypocet GLRLM pre obraz o Sirke 5 pixelov s 5 odtieiimi Sedi. Vypocet prebiehal len pre jeden

smer, preto je matica vahovana hodnotou 1.[11]

1 2 3 4 5

5 205 4 4 i1 01 0 o0

3 3 3 1/ 3 5 23 0 1 0 0

2 1 1 1 3 % 34 11 0 0

4 2 2 2 3 2 4 1 1 0 0 0

3 5 3 3 2 Z 513 00 0 0
Dizka behu

Obrézok 5 Priklad vypoctu GLRLM pre obraz o Sirke 5 px a s 5 odtienimi Sedi

GLSZM (Gray-Level Size Zone Matrix ) — uddva pocet zon, ktoré maju rovnaky pocet
voxelov o identickom odtieni Sedi. Na rozdiel od GLRLM automaticky pocita pre 3D obraz vo
vSetkych 13 smeroch a nevahuje sa. Obrazok 6 znazorituje vypocet GLSZM. Mdzeme vidiet,

ze §Sirka matice neodpoveda Sirke obrazu, ale moze byt’ eSte omnoho vécsia.[11]
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Pocet pixelov v zone

Obrazok 6 Priklad vypoctu GLSZM pre obraz o Sirke 5 px a s 5 odtiefimi Sedi

NGTDM (Neighborhood Grey Tone Difference Matrix) — kvantifikuje rozdiel medzi
hodnotou odtiefiu Sedi i a priemernou hodnotou odtiefiu $edi xp vo vzdialenosti 8. V matici je
uloZzena suma absolutnych rozdielov s a pravdepodobnost’ p pre uroven Sedi i. Obrazok 7
zobrazuje vyslednt NGTDM pre zadan(i maticu. Pre Gplnost’ je dodané, Ze suma » pixelov pre
vSetky odtiene Sedi musi davat’ pocet pixelov v matici a suma pravdepodobnosti p pre vSetky
stupne Sedi sa musi rovnat’ 1. Rovnice (2) a (4) popisuju vypocet hodnot matice pre druhy
stupeni Sedi.[11]
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Obrazok 7 Priklad vypoc¢tu NGTDM pre obraz o Sirke 4 px a s 5 odtiefimi Sedi

GLDM (Gray-Level Dependence Matrix)-— kvantifikuje zavislost’ odtieniov Sedi v obraze. Je
definovand ako pocet spojenych voxelov vo vzdialenosti ¢ ktoré si zavislé na centralnom
voxely. Susedny voxel s levelom Sedi j je zavisly od centralneho voxelu s odtiefiom Sedi i
v pripade, Ze spiiia podmienku |i —j| <a. V GLDM matici prvok s indexom i, j udava pocet
voxelov so stupfiom Sedi i s j zavislymi voxelmi. Obrazok 8 znazoriiuje vypocet GLDM matice
pre vzdialenost’ 6 =1 a o = 0. To znamena, Ze za zavisly pixel sa povazuje pixel s tou istou

hodnotou ako centralny pixel.[11]
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Obrazok 8 Priklad vypoctu GLDM pre obraz o Sirke 5 px a s 5 odtiefimi Sedi
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Z tychto matic sa pocitaju kvantitativne priznaky, ktoré patria do podskupiny
Statistickych priznakov druhého radu. Su to vsSetky textirne priznaky ktoré ziskavame
vypoctom Statistickych vlastnosti medzi susednymi voxelmi a uruji mieru intra-1éznej
heterogenity. Patri sem napriklad kontrast pocitany z GLCM matice, pripadne rozne d’alSie
miery zavislosti a entropie (LAE, SRE).[10]

Dalsie podskupiny kvantitativnych priznakov su:

1) Tvarové priznaky: Opisuju tvar analyzovanej oblasti a jej geometrické vlastnosti ako
objem, maximalny priemer cez rozlicné ortogonalne smery, maximalny povrch,
kompaktnost’ tumoru a sfericita. Napriklad, pomer povrchu ku objemu (SVR) bude mat’
vyssie hodnoty pre Spicaty tumor ako pre gulovy tumor s tym istym objemom.[10]

2) Statistické priznaky prvého radu: Opisuju distribuciu jednotlivych voxelovych hodnét
bez ohl'adu na priestorové vzt'ahy. St to vlastnosti zalozené na histograme. Patri tam
priemernd, maximalna alebo minimdlna intenzita jasu v obraze. Rovnako sem patri aj
asymetria, plochost’, uniformnost’ a entropia.[10]

3) Statistické priznaky vyssieho radu: Ziskavaju sa $tatistickymi metédami po aplikovani
filtrov alebo matematickych transformdcii na vstupny obraz. Obyc¢ajne byva cielom
identifikovat’ repetitivnost’ vzoru, potla¢it’ Sum alebo zvyraznit’ detaily. Patri k nim
fraktalna analyza, vinkova transformdcia a Laplacian filtrovaného obrazu, ktory moze

extrahovat’ hrub¢ textirne vzory.[10]

2.2 Dopad akvizicie a rekonStrukcie obrazu
Rutinné klinické zobrazovacie techniky vykazuji vysokd variabilitu v akviziénych
parametroch ako je napriklad priestorové rozliSenie, podavanie kontrastu, typ vahovacej
sekvencie a mnozstvo dalSich parametrov, hlavne pre MRI. Treba upozornit, Ze rozni
predajcovia pouzivaji rozne rekonstrukéné algoritmy. VSetky tieto vysSie zmienené faktory
ovplyviluju texturu obrazu a nésledne aj hodnoty radiomickych priznakov.[10]

Aj ked budeme vySetrovat rovnakého pacienta, v rovnakej pozicii arovnakym
pristrojom tak intenzita signalu sa moze menit’, pri¢om kontrast v tkanive zostane nezmeneny.
Bez korekcie pre tento efekt je porovnavanie radiomickych priznakov medzi pacientmi
nezmyselné, pretoze zavisi na numerickej hodnote intenzity jasu. Jednou z moznosti korekcie
je fokusovanie textirnej analyzy na radiomické priznaky kvantifikovanim vzt'ahu medzi
intenzitami voxelov, kde numerické hodnoty nezavisia na individuadlnych voxelovych

intenzitach. Dal§ia z moZnosti je normalizacia intenzit pred analyzou.[10]

2.3 Nastroj "PyRadiomics"
PyRadiomics je open source Python kniZnica, ktora slazi na extrakciu radiomickych priznakov

z medicinskych obrazovych dat. Jej cielom je vytvorenie referenéného Standardu
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a poskytovanie testovanej audrziavanej platformy pre jednoduchu a reprodukovatelnu
radiomicku analyzu.[12]

Predtym, ako za¢ne samotnd extrakcia priznakov, je potrebné predspracovat obraz.
Zakladné kroky predspracovania, ktoré si moze uzivatel’ v kniznici nastavit’ su:

1) Normalizacia obrazu — pocita sa centrovanim obrazu vypocitanim priemernej jasovej
hodnoty a Standardnej odchylky obrazu. Normalizacia je vypocitana zo vsetkych
jasovych hodndt v obraze, nie len v segmentovanej oblasti.[13]

2. Typ obrazu — Na pocitanie priznakov je mozné pouzit povodny nefiltrovany obraz.
Kniznica ponutka 9 rozli¢nych filtrov na Gpravu obrazu, medzi ktorymi je aj vinkova
transformacia, Laplacian Gausianu na zvyraznenie hran v obraze alebo LBP (Local
binary patterns) na popisanie textary.[13]

3. Vypocet histogramu — Vzhl'adom na vel'ky pocet priznakov sa nepredpoklada, Ze sa
bude pouzivat’ plny rozsah histogramu. Preto su parametre histogramu zadané bud’
pomocou poétu stipcov alebo §irky stipcov. Histogram sa poéita len z oblasti masky, nie
z celého obrazu, aako interval sa berie minimalna a maximalna hodnota
vysegmentovanej ¢asti obrazu.[13]

4. Prevzorkovanie obrazu — kniznica umoziuje aj prevzorkovanie obrazu a nésledne

niekol’ko roznych moZznosti interpolacie. V préci tdto moznost’ nebola vyuzita.[13]

Kniznica PyRadiomics umoznuje extrahovat’ tisice priznakov. Obvykle nema zmysel
pocitat’ takéto mnoZstvo priznakov, pretoZe je mnoho z nich korelovanych. Velkou vyhodou
softvéru je rozliSovanie medzi korelovanymi a nekorelovanymi priznakmi. Pri defaultnom
nastaveni programu na vypocet vSetkych priznakov v skuto€nosti nie st pocitané vSetky
priznaky, ale len tie, ktoré si oznacené ako nekorelované pre danu kategériu. Jednym
z prikladov je tvarovy deskriptor sfericita, ktory je korelovany so sférickou disproporciou
a kompaktnost'ou. Z tohto dovodu sa pri defaultnom nastaveni bude pocitat’ iba priznak
sfericity a zvy$né korelované priznaky je nutné Specificky povolovat.
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3 Strojové ucenie

Strojové ucenie je subor algoritmov a Statistickych modelov ktoré umoziuji pocitaCovému
systému vykonavat’ Specificku ulohu bez pouzitia explicitnych inStrukcii. Na zaklade vzorov
a odvodeni ziskanych z dat vytvéaraju matematicky model, ktory dokaze spravne klasifikovat
objekty alebo predvidat’ hodnoty. Tato praca sa venuje klasifikacii gliomov a predikcii doby
prezitia a d’alej v kapitole sa spominaji len algoritmy, ktoré sa najCastejSie pouzivaji pri
implementécidch tychto tloh.

Klasifika¢ny algoritmus je vo v§eobecnosti funkcia, ktora vahuje vstupné priznaky tak, aby
bolo mozné vystup rozdelit’ do Zelanych tried. Trénovanie klasifikatoru sluzi na identifikovanie
vah, ktoré zarucia najlepSie rozdelenie. Obycajne byva vypoctovo vel'mi naro¢né, pretoze
prebieha optimalizovanim niektorej hodnotovej funkcie ako napriklad MSE (Mean Square
Error) alebo ML (Maximal Likelihood). Preto sa obvykle pred trénovanim klasifikatoru
pouzivaji metddy, ktoré dokdzu vypoctovu nérocnost’ znizit selekciou najddlezitejSich
priznakov. Medzi takéto metddy patri napriklad Statisticky test ANOVA, vyber priznakov
pomocou Nahodnych lesov a iné. Uspesnost’ klasifikatoru sa obvykle vyhodnocuje pomocou
krizovej validacie.[14]

Predikcia doby prezitia je velmi Specidlna uloha v ramci strojového ucenia. Mdze sa
vnimat’ ako klasifikaény problém, ktory rozdel'uje prezivSich do niekol’kych uréenych tried ale
aj ako regresny problém pri ktorom sa snazime predikovat’ den, mesiac alebo rok umrtia
subjektu [3]. Pri predikcii doby prezitia sa Casto pouziva aj set Statistickych testov
oznacovanych ako Analyza preZitia (Survival Analysis). Tieto testy boli Specidlne vytvorené na
ulohu predikcie prezitia, aj ked’ svoje uplatnenie ndjdu aj v inych odvetviach ako zdravotnictvo.
Ciel'om tychto Statistickych testov je odpovedat’ na otdzku, ako dlho bude trvat’, kym nastane
urcitd udalost’ (smrt” subjektu). Vysledkom analyzy nie je konkrétna hodnota, ako trieda alebo

deil imrtia, ale skor pravdepodobnost’ a interval, v ktorom sa predpokladd smrt’ pacienta.[15]

3.1 Metody vyberu priznakov

Vyber priznakov je jeden zo zékladnych konceptov v strojovom uceni a vyrazne ovplyviiuje
uspesnost’ modelu. Obvykle sa dataset skladd z niekol’kych stoviek az tisicok priznakov pricom
mnohé z nich mézu len vel'mi malo prispievat’ k spravnemu zaradeniu vzorky do triedy alebo
dokonca mdzu poskytovat’ zavadzajiicu informaciu. Preto je vZdy vhodné zistit’, ktoré priznaky
najlepSie popisuju variabilitu v datasete a spravne popisuju jednotlivé triedy. Vd’aka vyberu
spravnych priznakov moéZeme zabranit’ preuceniu modelu, zlepSit presnost’ a znizit cas
potrebny na trénovanie. PretoZe existuje niekolko rozlicnych metdd vyberu priznakov, v
podkapitole sa budeme venovat’ len metédam, ktoré boli otestované pri vybere priznakov v tejto

praci.
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ANOVA (Analysis of variance — Analyza rozptylu)

Je parametrickd Statistickda metéda vytvorend na vzajomné porovnavanie dvoch
a viacerych skupin. Ciel'om analyzy je zistit', ¢i priemer niektorého priznaku sa vyznamne lisi
od priemerov ostatnych priznakov a rozptyl hodnét v ramci triedy dostato¢ne maly.[17] Obecne
je mozné povedat, Ze ANOVA porovnava vnutroskupinovu variabilitu s medziskupinovou
variabilitou. Ohodnotenie priznakov je zalozené na definovani nulovej hypotézy a vypoctu
p - hodnoty. P - hodnota je pravdepodobnost’, Ze ziskame hodnotu testovacej Statistiky, ktora je
vicsia alebo rovnakd ako skuto¢ne ziskana hodnota za predpokladu, ze je nulova hypotéza
pravdiva. Nulova hypotéza je, ze variabilita priznaku sa vyznamne neli§i od ostatnych
priznakov a priznak nie je schopny oddelit’ triedy. Tato hypotéza je prijata v pripade, ze
p - hodnota je vyssia ako 0,05. Alternativnu hypotézu, priznak je schopny oddelit’ triedy,
prijmeme v pripade, Ze je hodnota p nizSia ako 0,05. Vyber priznakov je ndsledne mozny
niekol’kymi spdsobmi, bud’ ako vyber n priznakov s najnizSou hodnotou p, alebo vyber
vSetkych priznakov ktoré boli oznacené ako Statisticky vyznamné. Vyber vsetkych Statisticky
vyznamnych priznakov je vhodny najmé na predspracovanie dat, kedy je mozné nasledne
pouzit’ tieto priznaky na vstup do iného algoritmu, ktory je vypoctovo narocnejsi a dokaze nam

presnejSie ohodnotit’ najvyznamnejsie priznaky [17].

Vyber priznakov zaloZeny na vypoéte nelistoty (gini impurity) v stromovych
klasifikatoroch

Stromovy klasifikéator je jednoduchy klasifikator ktory pozostava z uzlov a listov. Uzol
predstavuje podmienku z jedného vybrané¢ho priznaku, vd’aka ktorej moézeme rozdelit’ subor
dat do dvoch listov tak, aby podobné hodnoty skon¢ili v jednom liste.

Miera nazyvana ne€istota G (gini impurity) popisuje, ktora podmienka je povaZzovana
za dolezit. Stanovuje pravdepodobnost’ nespravnej klasifikdcie novej vzorky v pripade, Ze by
tato nova vzorka bola ndhodne klasifikovana na zaklade distribucie tried v datasete [19]. Jej

vypocet je uvedeny v rovnici (5).

JOEDWIOHCENION ©

yeYy

Kde P(y) je pravdepodobnost’ urcitej klasifikacie na zaklade priznaku y. Takze pri
trénovani stromu mdzeme vypocitat’ ako vel'mi jednotlivé priznaky znizuji vahovanu necistotu
v strome.

Spojenim viacerych stromovych klasifikatorov do jedného, vznikd silny klasifikator
oznacovany ako Nahodny les, kde pokles necistoty z kazdého priznaku moze byt’ priemerovany

a vysledné priznaky st vyhodnotené na zéklade tohto priemeru.
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Pri interpretovani vysledkov treba mysliet’ na to, ze pokial’ ma dataset viac korelovanych
priznakov, tak z pohl'adu modelu akykol'vek z tychto priznakov méze byt pouzity pri vytvarani
klasifikatoru. Ked’ je vybrany jeden z korelovanych priznakov, tak ddlezitost' zvysnych
priznakov vyznamne kles4, pretoze vacsinu necistoty, ktord mohli odstranit’, odstranil vybrany
prvy priznak, takze tieto priznaky budi mat nizSiu hodnotu doélezitosti. Ked’ spojime viac
stromovych klasifikdtorov do Nahodného lesa, tak v dosledku ndhodného vyberu priznakov
a priemerovania, maju korelované priznaky rovnaku vahu. To mdZze spdsobit’, ze budu vyberané

iba silno korelované priznaky.[20]
Korela¢na analyza

V niektorych pripadoch je vyhodna vizualizacia korelacnej matice. T4 byva obvykle
vizualizovana pomocou heatmapy, kde st osy matice tvorené jednotlivymi priznakmi a farba
a saturdcia pol'a udava koeficient korelacie. Heatmapa je obvykle symetricka takze najvyssie
hodnoty korelacie ateda najviac farebne saturované polia, st vzdy na hlavnej diagonale.
Obvykle plati, Ze ¢im viac je pole saturované, tym je korelacny koeficient vyssi. Heatmapa
idedlnych priznakov by mala mat’ teda ¢o najsvetlejSie farby. Takato vizualizdcia nam mdze
pomoct’ vyhodnotit’ jednotlivé skupiny priznakov a vzt'ahy medzi nimi, napriklad, ¢i textarne
priznaky v jednotlivych vahovacich sekvencidch MRI su korelované alebo nie. Tiez moze
sluzit’ ako kontrolny krok pri vybere priznakov. Pokial’ vidime, Zze vybrané priznaky maji
vysoky korelacny koeficient, urcite nie s vybrané spravne. Ukazku heatmapy spolu
s korela¢nymi koeficientami obsahuje Priloha A.

3.2 Klasifika¢né algoritmy
Existuje niekolko rozdielnych klasifikaénych algoritmov. Pri ich vybere sa riadime

kompromisom medzi pozadovanou presnostou, vypoftovym c¢asom a moznostami nasho
datasetu. Niektoré klasifikatory, ako napriklad logisticka regresia alebo SVM st bez pouZitia
kernelovych funkcii schopné delit’ dataset len rovnymi plochami, ¢o znacne obmedzuje ich
vyuzitie.[21] Neuronové siete su naopak schopné rozdelit’ dataset akymkol'vek spdsobom, ale
na ich trénovanie je potrebné mnozstvo vzoriek a proces ucenia a vybavovania moze byt vel'mi
narocny. VSetky spominané metddy sa navySe zvykna l'ahko preucit’ a potom je vysledkom
klasifikacie vel'ka chyba. KedZe je klasifikacnych algoritmov velké mnoZstvo, v praci je
spominanych len niekol’ko z nich. St to tie, ktoré sa najcastejSie pouZzivaju pri klasifikacii

glidomov.
Logisticka regresia

Logistickd regresia je Statisticky model, ktory pouziva sigmoidalnu funkciu o na
modelovanie binarne zavisle] premennej. Tato premenna sa teda moze nachadzat’ v dvoch
stavoch 0 alebo 1. V praxi to znamend, Ze logisticka regresia sa nepouziva na predikovanie
hodnot samotnych ale ako kvalifikator.[21]
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Ciel'om logistickej regresie je stanovenie triedy, do ktorej vzorka x patri vypocitanim
pravdepodobnosti tohto javu. V procese ucenia sa optimalizuje parameter w, ktory udava tvar
deliacej krivky tak, Zze sa maximalizuje hodnota vierohodnosti L ako pravdepodobnost’ P, ze

pozorované data pochadzaju zo Specifického modelu s parametrom w.

Support Vector machines

SVM je metdda ucenia s uitelom a vyuziva sa na klasifikovanie objektov. Spociva
v najdeni priestoru (okrajovej zony), ktory najlepsie oddel'uje 2 triedy s ndslednym vytvorenim
nadroviny, ktora prechadza tymto priestorom tak, ze minimalna vzdialenost bodov od
nadroviny je ¢o najvac¢sia. Obrazok 9 zobrazuje takyto priestor pre dva pripady rozlozenia dat.
VTavo je pripad, kedy su triedy uplne oddelite'né a okrajova zéna je prazdna. Vpravo je pripad,
ktory nastdva cCastejSie. V okrajovej zone sa nachédza niekol’ko vzoriek, ktorych maximdlny
mozny pocet sa nastavuje alebo je optimalizovany v algoritme.[21]

Na popis nadroviny oddelujucej triedy stacia iba body leziace na okraji zény a tieto
body nazyvame podporné vektory (support vectors), pretoze po ich odstraneni by sa pozicia
okraju zmenila. SVM je sama o sebe schopna oddelit’ priznaky len line4rne a preto sa Casto
pouziva v kombindcii s kernelovou transformaciou, ktord priznaky transformuje do vysSej

dimenzie, aby ich bolo mozné v pévodnom priestore nelinearne rozdelit’.

Hard margin Soft margin
@ L
-
® ® o :’ Margin Margin

@
-~ - ® .
L
Decision Decision ’I@ e
houndary - ® ™ boundary - @ @
- L @ -~ L ] @
@ L

@ Class1 () Supportvector

® Class2 © Sample violating constraint

Obrazok 9 Znéazornenie nadroviny a $irky okraju pre uplne separovatelné data a prekryvajice
sa triedy. Prevzaté z [23]
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Nahodny les

Metoda ucenia s ucitelom pre ulohu klasifikdcie vytvori v procese ucenia viacero
dekorelovanych rozhodovacich stromov s naslednym vydanim modusu triedy vybranej
jednotlivymi stromami. Obrazok 10 zobrazuje schému algoritmu. Princip algoritmu je zalozeny
na bootstrapovej agregacii. Z pdvodného datasetu n sa vytvori novy dataset n' tak, Ze niektoré
vzorky z pévodného datasetu budi chybat a iné sa budu opakovat’. Takto sa vytvori k datasetov
n', pricom k odpoveda poctu stromov ktoré chceme vytvorit. Ked'Ze predpokladdme, ze ziadny
z datasetov nie je rovnaky a vetvenie v stromoch sa tvori na zdklade ndahodného vyberu

priznakov mozeme predpokladat’ ze:

e Vicsina stromov dokaze uréit’ korektne triedu ku vacésine dat.

e Chyby v rozhodovacich stromoch st na rozdielnych miestach.

Testovanie prebieha tak, Ze sa postupne prechadzaju vsetky vzorky v povodnom datasete ».
Tie vzorky, ktoré sa nachadzaji v datasete n a aj n', nazyvame InBag vzorky na ktorych
prebieha ucenie algoritmu. Zvys$né vzorky, ktorych je obvykle 1/3 pdévodného datasetu,
nazyvame OOB (Out Of Bag) vzorky ana tych prebieha testovanie pre konkrétny strom.
Urc¢enie triedy je spracovanim vystupnej hodnoty len z tych stromov, ktoré dany vzor nemali
v trénovacom datasete n'. Vyhodou algoritmu je schopnost’ vytvarat’” dobré klasifikatory aj
s malym datasetom.[24]

TRAINNING DATA
n observations , m predictors

/\

[ Sample 1 ][ Sample 2 ] [ Sample k ]
k Bootstrap / \. / \ / \

samples InBag 1 | |o0B 1| |InBag2 [ |00B 2 InBag k | |00B k
(2/3) || (1/3) (2/3) (1/3) (2/3) (1/3)

2L 2}

O
TEST DATA l l

|
n-N samples | Pred. 2 Pred. k
m predictors

\

[Average of single trees predictions ]

Obrazok 10 Schéma algoritmu Nahodnych lesov. Prevzaté z [25]
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3.3 Algoritmy pre stanovenie doby prezitia
Ako uz bolo spominané, stanovenie doby prezitia je pomerne Specifickou tlohou ¢i uz v ramci

klasifikacnych aj regresnych algoritmov. Doba prezitia totizto nezadvisi len na samotnej
agresivite nadoru, teda priznakov, ktoré je mozné extrahovat’ z obrazu, ale aj zo $tadia naddoru
pri diagnostikovani, dostupnosti lekarskej starostlivosti danému subjektu, uspechu operacie
a pridruzenych zdravotnych diagnézach. K tomu je nutné brat’” do uvahy aj fakt, ze jasne
definované a vlastnostami Specifické triedy na klasifikaciu preziv§ich neexistuju a rozdiel
v dobe prezitia v jednej triede sa mdze lisit’ od par mesiacov az k jednému roku. Pokial je tloha
predikcie doby prezitia definovana ako klasifikacia, pouziva sa najcastejSie Nahodny les alebo
SVM. Pokial’ je tiloha definovana ako regresny problém, pouziva sa linearna regresia alebo
Nahodny les. Pokial’ je vyhovujuce predpovedat’ dobu prezitia skor ako interval, pouzivaju sa

Statistické metddy.
Linearna regresia

Medzi najcastejSie pouzivané algoritmy v predikcii doby prezitia patri lineadrna
regresia [38][39][40]. Jej velkou vyhodou je, Ze je jednoduchd, nezvykne sa preucit’ a preto
dokaze poskytovat stabilné vysledky aj ked s nizkou presnostou. Hodnoty sa obvykle
predikuju na zdklade jedného az troch priznakov. Mo6ze sa kombinovat’ s niektorymi
reguldciami, napriklad Ridge alebo Lasso, ktoré dokazu do istej miery nahradit’ vyber priznakov
a v pripade vel'mi malého trénovacieho datasetu, zniZit' chybu pri predikcii hodnot.

Obrazok 11 zobrazuje zavislost' doby prezitia na veku pacienta aj s regresovanou
linearnou priamkou.

Zavislost doby prezitia na
veku pacienta
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Obrazok 11 Priklad line4rnej regresie v zavislosti na priznaku veku pacienta
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Pri zobrazenom grafe mozeme vidiet, Ze rozdelovat’ prezivSich do troch skupin je
naro¢né nielen ohl'adom hladania priznakov, ale aj z praktickych dovodov, pretoze vicSina
subjektov sa nachddza vo vel'mi uzkom priestore okolo medianu, ktory sluzil na stanovenie
prahov pre klasifikaciu. Klasifika¢na chyba teda méze vyjst’ vel'mi vysoka aj ked’ by rozdiel vo

vysledku linearnej regresie mohol byt len par dni.
Analyza preZitia

Analyza prezitia je subor Statistickych nastrojov, ktoré sa zaoberaji otazkou, kol'’ko ¢asu
uplynie, dokym nenastane urcitd udalost’. Sluzi hlavne na porovnavanie réznych klinickych
procedur, napriklad rozdiel v pravdepodobnosti prezitia pacientov lieCenych s typom lieku
A alebo B. Pri analyze prezitia predpokladdme, Ze mame kladnu spojita, ndhodnti premennti 7,
ktora predstavuje Cas od diagnozy (alebo operacie) az po smrt’ pacienta.[15]

V pripade takejto premennej mdzeme pouzit' kumulativnu distribuc¢nu funkciu F(z)
a hustotu pravdepodobnosti f{#) na charakterizaciu ich distribucie. Z tychto distribiicii mézeme
odvodit’ dve zdkladné funkcie v analyze prezitia. Prva je funkcia prezitia S(z) ktord ndm
popisuje pravdepodobnost’, Ze udalost’ nenastala skor ako v ¢ase ¢. Pocita sa pomocou funkcie

hustoty pravdepodobnosti f(?) na zaklade vzt'ahu (6)

S(t)=1—-F(t) = J f(tdt (6)

Druhou funkciou, ktora definuje tento matematicky model, je funkcia hazardu A(?).
Udéava rychlost’ s akou jednotlivé udalosti nastavaji. Z medicinskeho hl'adiska je definovana
ako rychlost’ umierania subjektov v intervale df, ktori eSte zili v €ase . Zo vztahu (7) mézeme
vidiet, Ze jej definicia ma 2 Casti.

S(t) = St + de)
h(t) = S‘é;) )

Citatel’ v rovnici (7) predstavuje okamzitu rychlost’ udalosti. Predstavuje sklon krivky
prezitia v akomkol'vek okamihu t. Menovatel' v rovnici uddva proporciu prezitia v Case t.
Mozeme teda povedat’, Ze funkcia hazardu je miera risku, Ze umrie ¢lovek, ktory este zil v Case
t. Funkcia hazardu nie je ani hustota ani pravdepodobnost’. Mézeme vSak o nej premyslat’ ako
o pravdepodobnosti neuspechu v nekoneéne malom ¢asovom intervale dz. Cim je va¢si hazard
medzi ¢asom ¢ a 2, tym je vySSia miera nelispechu v tomto casovom intervale.[15]

Problémom metddy je ale odhad funkcie prezitia S(?). Ked'Ze nie je presne stanovena, je
nutné ju odhadnut’ z dostupnych dat. Pre tento ucel slizi neparametrickd metdéda nazyvana

Kaplan-Meier estimator, ktorej vztah je uvedeny v rovnici (8). Interval i predstavuje nami
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zvoleny interval, v ktorom analyzujeme jednotlivé udalosti, n je populacia v ohrozeni pred

okamzikom ¢, a d je definovana ako pocet udalosti v okamziku ¢;

~ n; — di
so=] ] ®)

i:tt<t

Vyhodou tejto metdody je moznost’ ratat’ aj s pripadom, Ze dand udalost’ nenastala,
v predikcii prezitia teda udalost, Ze pacient neumrel v ¢ase trvania merania. To je obrovska
vyhoda oproti klasifikacnym alebo regresnym algoritmom strojového ucenia, ktoré s touto
udalostou nie st schopné korektne pracovat. Nevyhodou metddy ale je nemoznost’ pocitat’
s akymikol'vek priznakmi, ktoré by mohli ovplyviiovat dobu prezitia, teda vek, agresivita
nadoru, typ resekcie a podobne. Preto sa v tychto pripadoch pouziva ina neparametricka metoda
odhadu oznacovana ako Coxov proporcionalny model hazardu. Tento model predpoklada, ze
definované priznaky, ktoré maju vplyv na dobu prezitia maju linearny multiplika¢ny efekt na
funkciu hazardu A(z) aich efekt sa nemeni v Case. Vzt'ah pre tuto funkciu je uvedeny
v rovnici (9), kde ho predstavuje zdkladnu funkciu hazardu, x je vektor hodndt priznakov pre
jeden subjekt a B je vektor véh priznakov, ktoré urcuji dopad jednotlivych priznakov na

vyslednu krivku prezitia.[15]

h(t)X = x) = hy(t) - e®"B ©)

3.4 Vyhodnotenie uspeSnosti vytvoreného modelu

Uspesnost’ modelu musi byt testovana na inom datasete, na akom bol trénovany. Obvyklym
sposobom je rozdelit’ dataset na trénujicu a testujicu cCast. Problémom je, Ze viac trénovacich
dat dokaze vytvorit’ obecnejsi model a viac testujucich dat d4 lepsi odhad klasifika¢nej chyby.
Aby sa nemusel hl'adat’ kompromis pouZziva sa algoritmus k-nasobnej kriZzovej validacie.

Obrazok 12 ndzorne zobrazuje tento algoritmus pre dve triedy, ktoré su reprezentované
cervenymi a zelenymi gulickami. Dataset je ndhodne rozdeleny do & zhlukov ktoré maju
rovnaku velkost” a rovnaku distribaciu tried. Klasifikator je trénovany k-krat, v kazdej iteracii
s inym zhlukom trénovacieho a testovacieho datasetu. Vysledna uspesnost’ klasifikatoru je
priemer presnosti z jednotlivych iteracii validacie.[21] Vysledok krizovej validacie ale moze
byt’ vyrazne skresleny v pripade, ze dataset neobsahuje rovnaky pocet vzoriek v triedach. V tom
pripade sa pouziva stratifikovana krizova validacia, ktord pouZziva proporéné zastiipenie tried
v jednotlivych sadach. Tym padom je v trénovacom aj testovacom datasete rovnaky pomer
tried, ako je v pdvodnom datasete a vysledky klasifikacie st reprezentativnejsie. Napriek tomu
je pri praci s takymto datasetom nutné pouzit’ metriku UspeSnosti klasifikacie, ktora dokaze

zohl'adnit’ nerovnomerné zastipenie tried.
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Obrazok 12 UkaZzka algoritmu k-nasobnej kriZzovej validacie. Prevzaté z [26]

Pri krizovej validacii mézeme pouzit’ viacero rozlicnych typov metrik pre stanovenie
uspesnosti klasifikatoru, pripadne prediktoru. Pri ulohéch klasifikdcie je prvym krokom
vypoctu akejkol'vek matriky definovanie matice zdmen (confusion matrix). Tabulka 1 je
nazornd ukdzka takejto matice, kde premenné v bunkidch matice obsahuji Cetnosti toho,
kol’kokrat doslo na skimanej datovej mnozine k danej kombinacii skuto¢nej a predpovedane;j
hodnoty. Pripady na hlavnej diagonale matice, teda skuto¢ne pozitivny (True positive - TP)
a skutocne negativny (7True negative - TN) su klasifikované spravne. V bunkdch mimo hlavna
diagondlu sa jedna o chyby klasifikacie, teda faloSne pozitivny (False positive - FP) a faloSne
negativny ( False negative - FN). Tabul'ka 1 obsahuje aj odvodent zédkladnti metriku z tejto
matice. Jednd sa o spravnost’ (precision), FOR (False omission rate), sensitivitu a Specifitu.[22]
Tieto metriky sa samy o sebe nepouZivajui Casto, pretoZe nie st schopné komplexne popisat’
chovanie klasifikatora, ale sluZia ako zaklad pre odvodenie zlozitejSich metrik, ktoré sa budu
pouzivat’ v nasledovnej kapitole.

Tabulka 1 Matica zamen (confusion matrix) spolu so zadkladnymi odvodenymi metrikami

Predpovedana hodnota
Pozitivny Negativny
Pozitivny TP FN Spravnost = l
Skuto¢na TP + FN
hodnota |\t ativy FP ™ FOR = —F _
FP + TN
Sensitivita Specifita
TP TN
" TP+ FP T TN+FN
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Pri klasifikacii sa najCastejSie pouziva presnost’ (accuracy), ktord udava pocet spravne
klasifikovanych subjektov zo vSetkych subjektov. Rovnica (10) zobrazuje vztah pre vypocet
tejto metriky.

, . TN + TP
TeSNOSt = TN+ TP + FN + FP (10)

V pripade datasetu, ktory ma vyrazne odlisny pocet subjektov v jednotlivych triedach
modze tato hodnota udavat’ vel'mi skreslené vysledky, pretoze nedokaze adekvatne ohodnotit
pripad, kedy je v menej pocetnej skupine ovela viac nespravne klasifikovanych subjektov ako
vo vicsej skupine. Preto sa pouziva vdhovana presnost’ (balanced accuracy), ktorej priklad

vypoctu sa nachadza v rovnici (11).

TP N TN
TP+FN TN+ FP

Vahovana presnost = 0,5 - (.

) (11

Pocet spravne klasifikovanych vzoriek je vdhovany poctom vzoriek, ktoré boli pouzité
pri testovani v jednotlivych triedach. Mdéze pomdct’ odhalit’ problémy, pokial’ je klasifikator
nastaveny preferovat’ viac pocetnejSiu triedu.

Dal$ou &asto pouzivanou metrikou klasifikacie je ROC krivka (receiver operating
characteristic curve) o je graf, ktory zobrazuje spravanie klasifikatora na vSetkych jeho
prahoch. Takyto sposob stanovenia uspesSnosti klasifikacie by bol vel'mi naro¢ny a preto sa
CastejSie pouziva z tejto krivky odvodend metrika ROC - AUC (A4rea under the ROC curve)
ktora, ako uz z nazvu vyplyva, pocita plochu pod ROC krivkou pomocou integralu.[27] AUC
mozeme interpretovat’ ako pravdepodobnost’, ze model klasifikuje vysSou hodnotou nahodnu
pozitivnu vzorku ako ndhodnu negativnu vzorku. MéZeme o nej povedat’, Ze je invariantna ku
Skale, to znamend, Ze nam jej hodnota hovori o tom ako dobre st predikcie oznacené, ale nie
ich skutocné hodnoty. Obrazok 13 zobrazuje interpretaciu vysledku AUC krivky. Na lavej
strane moZeme vidiet’ distribuciu vypocitanych hodndt na zédklade dvoch priznakov, ktoré st
reprezentované osami x a y. Na pravej strane zase moze vidiet’ graf AUC krivky, kde na ose x
je obratend hodnota Specifity ana ose y je sensitivita klasifikatoru. V pripade idealneho
klasifikatora je hodnota AUC rovna 1 a spodna Cast’ krivky by bola kolma na jej vrchnt Cast’.
V tom pripade by boli distribucie hodnoét priznakov uplne oddelitelné. Distriblicie na obrazku
ale tito podmienku nespiaju, takze ich hodnota AUC nemdze byt rovna jednej. V pripade

uplného prekrytia distriblcii su hodnoty klasifikované ndhodne a hodnota AUC je teda 0,5.
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Obrazok 13 Ukazka AUC krivky pre zadané distribucie dat. Na l'avej strane je reprezentacia

rozlozenia dat dvoch tried a na pravej strane odvodena AUC krivka. Prevzaté z [27]

Vsetky vyS$Sie spominané metriky st Skalované tak, aby maximalna uspeSnost
klasifikacie bola 1 a minimalna 0. Pri prihliadani na vysledky klasifikacie ale treba prihliadat’
aj na pocet tried. Za obecne najhorsi vystup klasifikatoru sa povazuje ndhodné klasifikovanie.
Pri klasifikovani do dvoch tried sa tato hodnota rovna 0,50, pri klasifikovani do troch tried je
to 0,33. Preto v pripade, Ze UspeSnost’ klasifikatoru pri dvoch triedach je rovna 0, moze to
oznacovat’ vel'mi presny klasifikator, len treba vymenit’ triedy. V praxi ale tito moznost nie je
obvykla.

Pri predikcii sa pouzivaju odlisSné metriky ato si metriky na stanovenie chyby
predikovanej hodnoty od aktualnej hodnoty. V pripade perfektného prediktoru je tdto hodnota
nulova. Horny limit nie je stanoveny, ale stanovuje sa v pouZzitom rozsahu pri trénovani. To
znamena, ze ak sa regresuju hodnoty v ditoch, hodnota chyby je v diioch a podobne. Aj
v pripade regresie pozname rozlicné mierky na stanovenie presnosti regresie. NajCastejSie sa
pouzivaju najmé 2 metriky a to RMSE a MAE.

RMSE (Root Mean Square Error) popisuje odmocninu z priemernej kvadraticke;j
chyby. Tato metrika je pomerne citlivd na extrémne a odl'ahlé hodnoty. Vztah pre jej vypocet
je uvedeny v rovnici (12).

(12)

RMSE — Ii"zl(Predikované hodnota; — Aktualna hodnota;)?
B Pocet vzoriek
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MAE (Mean Absolute Error) popisuje priemernu absolutnu chybu. Tato metriku
extrémne alebo odlahlé hodnoty az tak neovplyviiuju. Vztah pre jej vypocet je uvedeny

v rovnici (13).

1

MAE = ————
Pocet hodnot

N
. Z |Predikovana hodnota; — Aktualna hodnota,;| (13)
i=1

Ked’ sa vysledky pre MAE a RMSE lisia, da sa predpokladat’, ze v datasete si odl'ahlé
hodnoty, ktorych chyba pri predikovani je vel'mi vysoka.
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4 PrehPad publikovanych metod

Vsetky pouzivané metddy na stanovenie stupna nadoru maju podobny princip ktory zahtiia
vypocet priznakov, selekciu alebo dimenziondlnu redukciu priznakov a nasledné trénovanie
klasifikaéného algoritmu. Obvykle sa pouziva menej ako 10 priznakov a medzi najCastejSie
pouzivané patria priznaky poéitané z matice GLCM a GLRLM. Casto sa pouZivaju aj priznaky
vypocitané z obrazov transformovanych ¢i uz vinkovou transformaciou alebo LoG.

Aktudlne sa vdcsina metod venuje hlavne predikcii doby prezitia pri vysokoagresivnych
nadoroch, najmé typu GBM. Najcastejsi postup je zalozeny na vypocte radiomickych priznakov
a najdeni vhodného klasifikatoru alebo regresoru [3]. Tieto metddy sa najlahSie vyhodnocuju
a je na nich mozné najjednoduchsie porovnavat’ vhodnost’ vybranych priznakov napriek tomu,
ze odhady doby prezitia nie st vel'mi presné, napriklad pre BRATS challenge nepresahuja 65%
presnost’. V pripade nutnosti komplexnejsej a presnejsej metody, ktorej ucelom je stanovenie
liecby alebo vyhodnotenie testov sa pouZzivaju Statistické testy oznacované ako Analyza
prezitia.[15]

Pri vyhodnocovani vysledkov ¢i uz predikcii prezitia alebo klasifik4cie nadorov je nutné
byt opatrny, pretoze existuje Siroké spektrum réznych mozgovych nadorov a tie sa delia do
niekol’kych podtried. Aj pri zdkladnom deleni na nédory nizko a vysokoagresivne je nutné
sledovat’, ktoré triedy nddorov sa nachadzali v datasete, aké boli pouzité vahovacie sekvencie
a kvalita MRI.[28][29]

V nasledujtcej sekcii st uvedené vysledky niektorych publikovanych metod.

4.1 Klasifikovanie stupna nadoru zaloZené na radiomickej analyze

Princip tejto metddy je vel'mi priamociary. Najprv je nutné vytvorit’ niekol'ko oblasti zaujmu,
ROI, z ktorych sa budu extrahovat’ radiomické priznaky. Prva oblast’ zduymu, ROI 1, bola
vytvorena spojenim tkaniva oznac¢eného ako nepostupujici tumor a nekréza. Druhd oblast’
zaujmu, ROI 11, bola vytvorena pridanim postupujiiceho tumoru k oblasti vytvorenej v ROI .
Tretia oblast’, ROI 111, kombinovala ROI II s opuchom. Radiomické data sa pocitali pre vSetky
oblasti zduyjmu aaj pre vSetky vahovacie sekvencie, takZze to vychddzalo na 12 setov
radiomickych priznakov na jedného pacienta. K vypoctu radiomickych priznakov bol pouzity
open source software PyRadiomics.[30]

Tato metdda bola aplikovana na BRATS dataset 2017, ktory obsahoval len 285
subjektov, ale jej vysledky a vybrané priznaky je napriek tomu mozné porovnat’ z vysledkami
z tejto prace. Rovnako ako v aktualnom datasete pouZitom v tejto préci sa jednalo o nevyvazeny
dataset a vyhodnotenie uspesSnosti klasifikacie prebehlo vyuzitim 5-krizovej validécie, kde bolo
zaistené rovnaké zastipenie HGG a LGG nddorov v trénovacej aj testovacej mnoZine ako
v pdvodnom datasete. Miera Uspesnosti klasifikacie bola 0,888 a AUC malo hodnotu 0,921.
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Tabulka 2 Vybrané priznaky pre ucenie klasifikatoru. Hodnoty prevzaté z [30]

Priznak Modalita Kategoria ROI
Sféricka disproporcia tvar Tvar 1
Kontrast Tlc GLCM 2
Kompaktnost’ tvar Tvar 2
Autokorelacia FLAIR GLCM 2

4.2 Klasifikovanie nadorového tkaniva pomocou vinkovej transformacie a
LBP priznakov

V tejto Studii je pouzity dataset z BRATS challenge 2012 a gliomy su klasifikované do dvoch
tried na nizko a vysokoagresivne nddory. Obraz vysegmentovaného nddoru z T2 vahovaného
obrazu je rozlozeny pomocou jednoturoviiovej DWT (Discrete Wavelet transform) na 4
podpasma. Nizkofrekvencna informacia je ulozena v jednom pasme a vysokofrekvencna
informadcia, teda detaily, stt uloZzené v zostavajtcich troch pasmach. Nasledne je na kazdé pasmo
aplikovana LPB ktorej vysledkom je ziskanie transformovaného obrazu pre kazdy jeden rez
obrazu a to pre vSetky 4 podpasma. Z tychto transformovanych obrazov sa nasledne pocitaji 3
priznaky Sikmost’ (skewness), Spicatost’ (kurtosis) a entropia (entropy). Okrem LPB priznakov
sa zo segmentovaného nadoru pocitali aj tvarové priznaky, konkrétne konvexcita.[32]

Autor dosiahol hodnotu Dice 0,78 pri testovani algoritmu na 50 obrazoch [32]. Je nutné
brat do uvahy, Ze vtomto pripade bol algoritmus testovany na datach, ktoré boli
vysegmentované autormi $tadie, nie na klinicky oznacenych datach [32] .

4.3 Klasifikovanie nadorového tkaniva na zaklade PCA-ANN (Principal
Component Analysis — Articial Neural Network)

Tato Stadia bola zamerana na klasifikovanie nadorov do Siestich skupin. Prvé delenie bolo
rozdelenie na mozgy bez nalezu a s nalezom. Nésledne sa mozgy s ndlezom delia na primarne
a sekundérne nadory. Primarne nadory sa delia na gliomové nadory (Astrocytomy — v datasete
len  nizkoagresivne  a glioblastomy — vysokoagresivne — stupeit 4)  Medulloblastomy
a Meningiomy. Vypocet priznakov prebiehal z T1C védhovaného obrazu a autori extrahovali
218 priznakov. Patrili tam napriklad priznaky pocitané z GLCM, Gaborove texturne priznaky
alebo LBP priznaky vypocitané transformovaného obrazu [33].

Nasledne bola dimenzia priznakov zredukovana vyuzitim PCA na 49 dimenzii. Na
klasifikaciu bola pouzita artificidlna neuronova siet’ typu MLP (Multilayer perceptron), ktora

mala v jedinej skrytej vrstve 18 neuronov [33].
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Autori touto metddou dosiahli celkovu presnost’ (accuracy) 91,97%, pricom najpresnejsie
boli klasifikované metastazové nadory s presnost'ou 96,67%. Dataset obsahoval snimky 55
pacientov [33].

4.4 Metody pouzivané k predikcii doby prezZitia
Ako uz bolo spominané, vyhodnocovanie tspesnosti predikcie doby prezitia je zlozity problém.
Kazda klinika si stanovuje vlastné prahy v pripade klasifikécie prezivsich do tried a tieto triedy
nie si ziadnym spdsobom prirodzene oddelené. Obecne je tspesnost’ predikcie doby prezitia
vel'mi nizka. Pre BRATS dataset nedosahuje maximalna dosiahnuté presnost’ 65% [37]. Je to
vsak sposobené celkovou nevhodnostou metdd strojového ucenia k tejto ulohe, pretoze
nedokdzu prirodzene pracovat s pripadom, Ze subjekt pocas trvania pozorovania neumrel.
NajcastejSim priznakom pouzivanym pri tejto ulohe je vek pacienta [37]. Linedrna regresia
zalozena na odhade doby prezitia len na zéklade veku, ziskala tretie miesto v BRATS challenge
2018 s presnostou 0,53. Dal§imi ¢asto pouzivanymi priznakmi st tvarové deskriptory ako
povrch alebo objem, ¢i uz jednotlivych nadorovych tkaniv alebo nadoru ako celku. Tato
kombinacia priznakov vSak nie je velmi spolahliva. Vitaz BRATS challenge 2018 v oblasti
predikcii prezitia mal pouzitim linedrnej regresie a kombinaciou priznakov ako vek subjektu,
objemu a povrchu nadoru presnost’ na poskytnutom validaénom datasete 0,32 ale nakoniec
vyhral vyzvu s presnostou 0,63 na testovacom datasete [37] [40].

Za jednu z GspesnejSich stadii v oblasti predikcie doby prezitia je povazovand §tidia,
ktora sa venovala extrakcii priznakov z vahovacej sekvencie T1C a FLAIR.[41] Na poskytnuté
obrazy bola aplikovand vinkova transformdcia a z nadorového tkaniva boli extrahované
priznaky tvaru a textury. Pre vyber najvyznamnejSich priznakov bola pouZita obmena klasickej
PCA analyzy, metoda SPC (supervised principal components). Tato metdda sa pouZiva
v pripade, Ze pocet pocitanych priznakov je vacsi ako pocet subjektov. V tom pripade teda
metoda vyberie n priznakov, ktoré su najviac korelované s vyslednou triedou a az z tohto
podvyberu sa pocitaji nové hlavné komponenty [44]. Ako najvyznamnejSie priznaky boli
oznacené priznaky z védhovacej sekvencie FLAIR popisujlice textiru, pochadzajice z matic
GLCM a GLRLM. Za uplne najpodstatnej$i parameter sa ukéazal parameter Energie. Tento
parameter vysiel ako vyznamny pre vSetky rozklady vlnkovou transformaciou. Na samotnt

predikciu doby prezitia bola pouZita Coxova regresia.[44]
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5 Vlastné rieSenie
V tejto praci boli segmentované data z BRATS challenge 2019, ktoré obsahovali gliomové

nadory delené na nizko a vysokoagresivne. Vzhl'adom na to, Ze praca je zamerand najmi na
extrakciu radiomickych priznakov, bola na vypocet priznakov pouzitd kniznica PyRadiomics
a nasledne aplikovany algoritmus na selekciu najdolezitejSich priznakov. V praci boli pouzité
data od 335 subjektov a pracovalo sa so 4 vahovacimi sekvenciami T1, T1C, T2 a FLAIR.
Najprv bolo nutné vytvorit’ niekol’ko oblasti zdujmu z ktorych sa budu extrahovat’
radiomické priznaky. Obrazok 14 vyobrazuje jednotlivé oblasti zaujmu spolu s nativnou
snimkou. Prvy regiéon ROI I je vytvoreny spojenim tkaniva oznaceného ako nepostupujuci
tumor a nekroza. Druhy region ROI II bol vytvoreny pridanim postupujiceho tumoru k regionu
vytvoreného v ROI L. A treti region, ROI 111, kombinoval ROI II s opuchom. Radiomické data
sa pocitali pre vSetky regiony ROI a aj pre vSetky vahovacie sekvencie, takze v celku 12 setov

radiomickych priznakov na jedného pacienta.

Obrazok 14 Jednotlivé oblasti zaujmu. Nativny snimok A, oblast’ z&ujmu ROI I B, oblast’
zaujmu ROI II C, oblast’ zaujmu ROI III D

Dal§im délezitym krokom v préci je filtracia obrazu. Tej sa blizsie budeme venovat
v nasledujucej kapitole. Intenzity jasu z filtrovanych obrazov boli prerozdelené na 128 hodnot
(binov) a z takto upraveného obrazu boli pocitané vybrané priznaky, napriklad priznaky prvého
radu ako median, odchylka alebo maximalna hodnota intenzity jasu. Dalej boli pog&itané tvarové
deskriptory ako sfericita ¢i maximalny priemer. Textirne priznaky boli poc¢itané vyuzitim matic
nesymetrickej GLCM, GLRLM, GLSZM, NGTDM a GLDM. Z dévodu uz pouzitého
prebinovania obrazov boli parametre matic ako vzdialenost’ 6 alebo prah a nastavené na
hodnotu 1.

Pocet pocitanych priznakov pre jednu vahovaciu sekvenciu zavisel od pouzitej filtracie,
priemerne sa pocitalo cez 1000 priznakov pre jeden obraz. Jednym z cielov prace bolo
vyhodnotit’ Gspesnost’ jednotlivych filtracii pri klasifikacii a stanovit’ ¢1 dodavaji nejakt

dodato¢nu informaciu k nativnemu obrazu, pripadne dosiahnut’ ¢o najlepsi vysledok vyuzitim
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priznakov z rozli¢nych filtracii, pokial’ by sa ukazalo, Ze obsahuju odlisnu informéciu. Obrazok
15 zobrazuje postup prace aj s obecnym urcenim cielov. V praci bol pouzity aj vypocet
vlastnych priznakov, ktory bol mozny vd’aka vyuzitiu viacerych oblasti zaujmu. Presnejsi popis
vlastnych priznakov je uvedeny v osobitnej kapitole.

Dal§im dolezitym krokom bola metéda vyberu priznakov, nakolko poé¢itanych
priznakov bolo velké mmnoZzstvo. Priznaky boli vyberané najmid na zéklade algoritmu
Néhodného lesu, korela¢nej analyzy a tiez Statistickymi testami ako ANOVA alebo vypoctom
vzajomnej informacie.

Poslednym krokom prace bolo vytvorenie klasifikacného modelu. Kedze sa uz
v spominanych $tadidch Nahodny les prejavoval ako najlepsi klasifikator, bol pouzity pre
klasifikaciu priznakov do dvoch tried. Vyhodnotenie uspesnosti klasifikacie prebehlo pomocou
stratifikovanej 10 - krizovej validdcie a na zistenie najpresnejSieho modelu klasifikacie boli
stanovené 3 mierky ato presnost, vdhovanid presnost aplocha pod ROC krivkou
(ROC - AUC). Véhovana presnost bola pouzitd z dovodu rozdielneho zastupenia vysoko

a nizko agresivnych naddorov v datasete

Vyber datasetu a Vypocet priznakov Vyber priznakov Trénovanie modelu
vytvorenie ROI

Klasifikator
Nahodny les

l obrazu

Nahodny
les

Heatmap Vyhodnotenie
klasifikacie

I II 10 - krizova validécia
1 S IIII III =® Presnost
e e T s
e Vytvorenie | -+ AUC

vlastnych priznakov

Vyhodnotenie dosiahnutych vysledkov

Najlepsia filtracia? Najlepsie priznaky? Najlepsia metdéda Najpresnejsi model
vyberu priznakov?

Obrazok 15 Postup prace a vyhodnotenia pre klasifikaciu stupnia gliomov. V postupe prace st
pre I'ahSie pochopenie uveden¢ grafické ukazky len niektorych krokov

29



Sucastou prace je aj analyza doby preZitia jednotlivych subjektov. Tato analyza sa tyka
len subjektov postihnutych vysokoagresivnym nddorom, konkrétne typom GBM, ktori boli po
resekcii typu GTR (Gross total resection). Pocet subjektov v tejto kategorii je 104. Postup prace
bol obdobny ako pri klasifikéacii gliomovych nadorov. Jediny rozdiel bol v pocte klasifikacnych
tried, ktoré boli 3 a ku vyhodnoteniu uspeSnosti modelu bola vyuzité aj regresia. BliZSie detaily

k predikcii doby prezitia su v d’alSich kapitolach.

5.1 Filtracia obrazu
V praci boli otestované viaceré mozné typy filtracie. Z dovodu o najobjektivnejSieho

porovnania pouzitych filtracii bola vyhodnocovana presnost’ klasifikacie bez vyberu priznakov
a len pre jednu oblast’ zdujmu, konkrétne ROI I, ktora sa ukazovala ako najvyznamnejsia pri
klasifikacii. Celkové hodnotenie UspeSnosti pouZitia filtrov spolu s diskusiou sa nachadza
v osobitnej kapitole.

Obrazok 16 zobrazuje hranovi detekciu po aplikacii LoG filtru s hodnotou d rovnou 0,9.
Tento filter sluzi na odstranenie nahodného Sumu, ktorého hodnotu odchylky odhadujeme
parametrom 6 a naslednej detekcii hran Laplaceovym operatorom. Poslednym krokom je
sCitanie povodného obrazu s vypoc€itanou hranovou detekciou. Vysledkom je obraz so
zvyraznenymi hranami. Na zobrazenej hranovej detekcii je viditeIné, ze hrany pri
vysokoagresivnom nadorom tkanive su vyraznejSie z ddvodu hromadenia kontrastnej latky pri
obvode postupujuceho nadorového tkaniva. Cielom filtracie bolo zvyraznenie tejto vlastnosti

nadoru.

Obrazok 16 Aplikacia filtru Gausovského Laplacidanu so 6 o hodnote 0,9 na

nadorové tkanivo. NajsvetlejSou farbou su zobrazené najostrejsSie hrany.

Dalsia odskusana filtracia bola 3D vlnkové transformacia. Pri tomto type filtracie st
dolezité najma 2 parametre, typ materskej vinky a pocet levelov dekompozicie. Dekompozicia
prebehla len pre jeden level, takze bolo ziskanych 7 podoobrazkov. Materskych viniek bolo
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pouzitych niekol’ko. Ako prva bola pouzita vinka coiflet I, ktora je aj defaultna materska vinka

v kniznici PyRadiomics. Obrazok 17 zobrazuje koeficienty tejto materskej vinky.

VInové funkcia coiflet 1

0.50

0.25 A

—0.25 A

—0.50 A

—0.75 A

—1.00 A

-1.254

Obrazok 17 Vinkova funkcia coiflet 1

Dalsie pouzité vinky pochadzali z bioortogonalnej rodiny. To znamena, Ze tieto vinky
nie s ortogonalne a ich tvar pri dekonstrukcii a rekonstrukcii obrazu sa mierne 1iSi. Obrazok
18 zobrazuje vinkové funkcie z pouzitej bioortogonalnej rodiny, konkrétne vinky bior 1.5
a bior 3.1. Tieto vinky boli vybraté z dovodu docielenia o najvacSieho rozdielu v tvaroch

pouzitych vlniek.

VInové funkcia bior 1.5 VInova funkcia bior 3.1
1.00 081
0.75 1 0.61
0.50 0.44
0.25 0.2
0.00 0.0
-0.25 -0.21
-0.50 _041
-0.75 ~064
—-1.00 1 ' ' ' ' ' o8l ' ' ' ' '
0 2 4 6 8 0.0 0.5 1.0 15 2.0 2.5

Obrazok 18 Vinkové funkcie bior 1.5 a bior 3.1 pouzité pri vinkovej dekonstrukeii obrazu

Obréazok 19 zobrazuje dekompoziciu obrazu pomocou tejto vinkovej transformécie.
Priznaky boli pocitané z kazdého typu obrazu, takZe pre jednu vahovaciu sekvenciu to bolo 711
priznakov a pre vSetky 4 vdhovacie sekvencie dohromady 2844 priznakov.
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Originalny snimok rezu z oblasti ROl | Koeficienty 1. levelu dekompozicie
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Obrazok 19 Ukazka dekompozicie obrazu pomocou 2D vinkovej transforméacie

na prvy level. Ked’ze sa jedna o 2D dekompoziciu, vytvorenych podobrazov je 4, nie 7

Ako posledné bola pouzita filtrdcia pomocou 3D LBP. Tato obmena klasickej LBP
dokaze pracovat' s 3D obrazmi a vyuziva na to sférické harmonické funkcie. Vysledkom
filtracie je matica tvorena nulami a jednotkami, ktora sa pouziva najmé na rozliSovanie textury.
Cielom tejto filtracie bolo zvyraznit’ niektoré textirne vlastnosti nddorov, ako entropia alebo
heterogenita. Vysledok filtracie zavisi na 3 parametroch a to poctu harmonickych funkcii, ktoré
boli nastavené na hodnotu 3, velkosti okolia a poc¢tu vzoriek v okoli, ktoré boli nastavené na
hodnotu 2.

5.2 Pouzivané priznaky
Dobre rozlisit’ nadory ndm umozZnia iba priznaky, ktoré realne popisuju ich odlisné vlastnosti.
Jednou zvlastnosti  vysokoagresivnych nddorov je  vytvaranie prominentnych
mikrovaskularnych proliferacii a oblasti s vysokou vaskuldrnou denzitou. Naopak,
nizkoagresivne nadory byvaju stredne prekrvené.[31] Tieto vlastnosti sa prejavuju rozlicnymi
hodnotami intenzity jasu v obraze a st opisané najmé priznakmi prvého radu.[29]

Obréazok 20 zobrazuje 3 nadory, na ktorych su viditelné tieto rozdielne intenzitné
vlastnosti, najmé pri porovnani postupujiceho a nepostupujuceho nddorového tkaniva. Okrem
toho je na obrazku viditel'né, Ze na T1C védhovanych obrazoch je rozliSiteI'ny agresivny nador
od menej agresivneho aj vd’aka tomu, Ze hrany nadoru sa javia jasnejSie, pretoZe v oblasti
postupujuceho naddoru sa akumuluje kontrastny agent z dévodu poSkodenia bariéry medzi krvou
amozgom.[31] Tento fakt bolo vidiet’ aj na obrazku hranovej detekcie v predchadzajice;j
podkapitole, viz Obrdzok 16. Mdzeme teda lahko urcit’ nekrotizovanu cast’, ktord byva
pritomna iba u vysokoagresivnych nadoroch [29]. Pri pohl'ade na obrdzok mézeme vidiet, ze

medzi nizkoagresivnymi nadormi B a C je velky rozdiel v intenzitnych hodnotach, pretoze
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nador C vobec postupujicu cast nadorového tkaniva neobsahuje. Obecne sa svojimi
vlastnostami LG nadory vzajomne liSia v datasete viac ako HG nadory, pretoze tie obsahuju
iba posledny 4 stupent nadoru, oznatovany ako GBM, kym nizkoagresivne nadory obsahuju

viac subtypov gliomov v rdznych triedach.

Obrézok 20 Porovnanie intenzitnych hodnot v postupujucom (svetlom) a nepostupujicom

(tmavom) naddorovom tkanive medzi vyskoagresivnym nadorom A) a nizkoagresivnym
nadormi B) a C). Snimok pochéddza z T1C vahovanej sekvencie. Edém je vyobrazeny

cervenou farbou, pretoze jeho intenzitné hodnoty nie st ddlezité pri klasifikacie nadorov

Okrem intenzitnych hodnot m6ze pomoct’ rozlisit’ nadory aj miera opuchu okolo nadoru.
Nizkoagresivne nadory zvykni mat mensi opuch okolo svojho jadra, pretoze rasth
pomalSie [31]. To ale nie je nevyhnutné, nakol’ko miera opuchu zavisi aj na Casti mozgu,
v ktorej sa nddor nachddza. Obecne je pozorovatelné, Ze vysokoagresivne nadory st vyrazne
heterogénnejsSie. Maju nejasné a nepravidelné hrany zapricinené ich vysokou invazivnost'ou.
Tieto vlastnosti sa prejavuji najmd utvarovych deskriptorov alebo textirnych
deskriptorov [33]. Obrazok 21 zobrazuje model dvoch nadorov patriacich do rozli¢nych tried.
Kompaktny model nizkoagresivneho nadoru s hladkymi hranami (vpravo) sa vyrazne lisi od
modelu vysokoagresivneho nadoru (vlavo), ktory posobi neucelenym dojmom s mnozZstvom
vyrastkov rozneho tvaru a velkosti. Nizkoagresivny tumor vl'avo ma tiez vyrazny sféricky tvar.
Této charakteristika je ale typicka len pre nizkoagresivne nadory prvého stupiia, s rastucim
stupniom nadoru sa jeho sférickost’ postupne vytraca.[31]

NajcCastejSie pouzivané priznaky pri klasifikacii gliomov su napriek tomuto faktu
tvarové deskriptory [34][32], ako je napriklad sfericita, povrch alebo kompaktnost’. K tomuto
typu priznakov sa pridavaji aj priznaky prvého radu akymi st hodnoty rozptylu, priemeru
energie alebo entropie. Z priznakov druhého radu sa €asto poZzivaju priznaky pocitané z GLCM
matice ako je korelacia, klasterova prominencia (cluster prominence), klasterovy tien (cluster
shade) alebo homogenita (/DN) [34].
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Obrazok 21 Porovnanie tvaru modelu nadoru vysokoagresivneho (vl'avo)

a nizkoagresivneho (vpravo). Vytvorené z prvej oblasti zaujmu (ROI I)

V pripade predikcie doby prezitia st oproti klasifikcii nddorov menej podstatné
priznaky prvého radu a tiez tvarové desktriptory. Tieto priznaky zvykntl mat’ vSetky HG nadory
podobné, preto nie je vhodné ich pouZivat’ pri tejto tlohe. Z prehl'adu publikovanych metdd
uvedené¢ho v predchadzajucej kapitole vieme, Ze najCastejSie pouzivanymi deskriptormi v
pripade predikcie doby prezitia st vek a objem nadoru, pripadne jeho povrch.

Obrazok 22 zobrazuje modely celého patologického tkaniva naddoru u dvoch subjektov
A a B, ktory mali podobny vek 27 a 29 rokov. Tieto subjekty boli vybrané z dévodu niZse;j
pravdepodobnosti, Ze nador v mozgu vznikol ako metastdza z iného nadoru, pripadne ze
subjekty mali nejaké pridruZzené zdravotné problémy, ako to u pacientov v pokroc¢ilom veku
byva. Napriek tomu, Ze oba subjekty podstipili rovnaky typ resekcie, mali podobny objem
patologického tkaniva a mali vel'mi podobny vek, subjekt A Zil d’alSich 5 rokov od operéacie,
kym subjekt B umrel po necelych 4 mesiacoch. Dovodov pre tak rozdielny vysledok operacie
moze byt mnoho. Jednym z nich méze byt, Ze nador subjektu B bol urcite t'azsie operovatelny
a mohol zasiahnut’ aj pre Zivot dolezitejSie funkcie, ked’ze sa nachadza bliz§ie mozgového
kmena ako nador subjektu A.

V tomto konkrétnom pripade by presnejSia predikcia doby prezitia mohla byt
dosiahnutd aj priznakom objemu postupujiceho a nepostupujuceho nadoru, kedze je
z obrazkov viditel'né, Ze subjekt B mal vyrazne viac tkaniv tohto typu. DalSou charakteristikou
ktord pozitivne prispieva k dobe prezitia je kompaktnost’ jadra anajmid postupujuceho
nadorového tkaniva, kde z obrazkov mézeme vidiet, ze postupujlice tkanivo subjektu A je
tvarovo kompaktnejsie.
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Subjekt A

Subjekt B

Obrazok 22 Vizualne porovnanie objemu patologickych tkaniv u dvoch subjektov A a B,
ktory mali priblizne rovnaky vek (27 a 29 rokov ) ale vyrazne odlisnt dobu dozitia (5 rokov
vs. 4 mesiace) Modrou je v modeli zndzorneny opuch, ¢ervenou postupujiice nadoroveé

tkanivo a Zltou nepostupujice nadorové tkanivo.

5.3 Vlastné priznaky
Vzhladom na to, ze softvér PyRadiomics dokdze spocitat’ pravdepodobne vsetky obrazové
priznaky, nebolo nutné pocitat’ Ziadne d’alSie tvarové alebo texturne priznaky. AvSak pouZitim
viacerych oblasti zaujmu, bolo mozné vyuzit’ znalosti fyziolégie mozgovych nddorov a nové
priznaky odvodit’ na zdklade tychto znalosti. Ako uz v praci bolo spominané, vysokoagresivne
nadory zvykni byt obklopené vyraznejSim opuchom okolo svojho pevného jadra ako
nizkoagresivne nédory.[31] Aj pomer medzi postupujucim nadorom (enhancing)
a nepostupujucim (non-enhancing) zvykne byt rozdielny. Obrazok 23 zobrazuje 3 modely
mozgov postihnutych nddormi. Tieto modely boli vytvorené v softvéri 3D Slicer. Model A je
model vysokoagresivneho nadoru, ktory ma vo svojom okoli vyrazny opuch a jeho jadro je
tvorené z vel'kého objemu postupujuceho nadorového tkaniva (na obrazku cervenou farbou).
Model B je model nizkoagresivneho nadoru, ktory je v rovnakej miere obklopeny opuchom ako
nador na modeli A, ale podiel postupujuceho nadorového tkaniva je vyrazne mensi. Model C
predstavuje tieZ nizkoagresivny nador, ktory nie je takmer vobec obklopeny opuchom a tiez

neobsahuje ziadne postupujice nadorové tkanivo.
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Obrazok 23 Porovnanie vel’kosti opuchu okolo pevného nadorového jadra pre HG (A) a LG
(B a C) nadory. Opuch je zobrazeny priehl'adnou sietovanou textirou. Postupujice nadorové

tkanivo je zobrazené Cervenou a nepostupujice Zltou farbou

Aj napriek uz spominanym uskaliam tychto priznakov boli v praci vytvorené nové
priznaky odvodené z vlastnosti viditelnych na obrazku. Prvy priznak bol pomer objemu
nepostupujiceho naddoru (ROI I) a celkového objemu patologického tkaniva (ROI III). Ked'ze
pre nizkoagresivny nador bola predpokladana nizka hodnota opuchu a aj postupujiceho
tkaniva, tento priznak sa ukazal ako spol'ahlivejsi pri trénovani modelu, ako porovnavanie jadra
nadoru (postupujice aj nepostupujice tkanivo) a opuchu. Dalim pouzitym priznakom bol
rozdiel maximalneho priemeru celého objemu patologického tkaniva (ROI III) a opat
nepostupujiceho nadoru (ROI I). Maximalny priemer nadoru bol pouzivany v inych stadiach
ako priznak pri predikcii preZitia. V praci sa vSak rozdiel tohto parametru pre vySSie zmienené

tkaniva ukazal ako vyznamny pri klasifikécii.

5.4 Vyber priznakov
Zo zaciatku boli priznaky vyberané na zdklade algoritmu Néahodnych lesov pocitanim Gini
impurity, lenze vysledky UspeSnosti klasifikacie sa po vybere priznakov zhorSili. Zmeny
parametrov algoritmu Nahodnych lesov, ako pocet klasifika¢nych stromov alebo maximalna
hibka stromu sa na vysledkoch vel'mi neprejavovali a preto sa ukazala ako vhodnejsia cesta
kombinacia viacerych metdd pre vyber priznakov. Prvym krokom selekcie priznakov bola
redukcia priznakov z niekol’ko tisic na 300 priznakov pouZzitim Statistického testu ANOVA,
ktory odstranil priznaky s nulovou variabilitou a zaroveil vybral priznaky, ktoré mali najvacsiu
relevantnost’ k jednej z tried. Tieto priznaky boli pouzité ako vstup do algoritmu Nahodnych
lesov, ktory znich vybral 30 priznakov, ktoré povazoval za najddlezitejSie pre klasifikaciu.
Pretoze algoritmus Casto vyberal silno korelované priznaky, tieto priznaky boli nasledne
skontrolované pomocou korelacnej analyzy a namiesto takychto priznakov boli pouzité
priznaky, ktoré mali vel'mi nizku p hodnotu a neboli s ostatnymi korelované. Dalej boli do

vytvarané¢ho suboru priznakov pridané vlastné priznaky. Nasledovalo uz len vyhodnocovanie
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uspesnosti klasifikacie pre rozne skupiny priznakov, ktoré mali niektoré spolocné zakladné
vlastnosti, napriklad oblast’ zaujmu z ktorej boli pocitané, pripadne typ filtracie a podobne.
Konkrétny prehl'ad vybranych priznakov a ich uspesnost’ pri klasifikacii nadorov sa

nachadza v nasledujucej kapitole.
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6 Vysledky a diskusia

Ciel'om prace bolo vytvorit’ ¢o najvhodnejsi model na klasifikaciu gliomov do dvoch skupin
a najst’ priznaky, ktoré dokézu ¢o najpresnejsie predikovat’ dobu prezitia pacienta. Aby to bolo
mozné, bolo nutné samostatne vyhodnocovat’ jednotlivé kroky v praci a postupne vytvarat
komplexnejsi model. Jednym z prvych krokov bolo vytvorenie 3 oblasti zdujmu a aplikécia
filtrov na obrazové data. Cielom bolo zistit’, ¢i existuje filter, ktory dokaze lepSie zvyraznit
dolezité priznaky &i uz pre klasifikaciu nadorov alebo predikciu doby prezitia. Dalej bolo tiez
potrebné vyhodnotit’ jednotlivé oblasti zdujmu a zistit, ¢i pocitanie priznakov zo vsetkych
tychto oblasti ma zmysel.

Dalsie kroky prace boli komplexnejsie. Jednalo sa o vyber najvhodnejsich priznakov.
Celkovy pocet pocitanych priznakov dohromady prekonaval 30 000 priznakov. Vyber
priznakov neprebiehal naraz pre vSetky filtracie, ale bolo snahou n4jst’ filtracie, u ktorych bola
pravdepodobnost’, ze zvyraziuji rozdielne vlastnosti nddorov a tie ndsledne skombinovat'.
Preto do algoritmu vyberu priznakov obvykle vstupovali sady priznakov z minimalne dvoch
filtracii naraz.

Pouzity dataset pochadza z vyzvy BRATS challenge 2019. Napriek tomu, ze stcastou
vyzvy nie je klasifikacia gliomov, existuje mnoho publikacii ktoré sa venuju tejto tematike
a vyuzivajui na validaciu vysledkov niektory z datasetov poskytnutych touto organizéciou. Je
mozné objektivne porovnanie vysledkov, ktoré nie je ovplyvnené rdéznymi pouzitymi
vahovacimi sekvenciami alebo r6znymi anotovacimi protokolmi.

Sucastou prace je aj predikcia doby preZitia. T4 je sucastou vyzvy od roku 2017.
Vysledok predikcie sa obvykle vyhodnocuje uspesnost'ou klasifikacie prezivsich do troch
vopred stanovenych tried. Tieto predikcie obvykle nemavaju velku presnost’ a preto je sticastou
prace aj predikcia preZitia na zaklade analyzy preZitia pomocou Coxovej regresie.

Vysledky uspesnosti klasifikacie alebo predikcie boli vyhodnocované pomocou
10 - nasobnej stratifikovanej krizovej validacie pri ktorej testovanie prebiehalo na tretine

vzoriek.

6.1 Aplikacia filtrov

Na vyhodnotenie filtracie boli pouZité priznaky len z oblasti nepostupujuceho tumoru. Priznaky
boli vypocitané pre vSetky 4 vahovacie sekvencie a nasledne vstupili do klasifikaéného
algoritmu Nahodny les, ktory bol tvoreny 500 stromami s maximalnou hibkou 9 uzlov.
Klasifikacii nepredchadzala ziadna selekcia najdolezitejSich priznakov. Tabulka 3 zobrazuje
vysledky Uspesnosti klasifikacie pre pouzité filtracii. Na porovnanie vysledkov su pri kazdej
filtracii uvedené 3 rozdielne metriky vyhodnotenia uspesnosti klasifikacie.

Ako prvé boli vyhodnotené priznaky pre origindlnu oblast’ spolu s tvarovymi
deskriptormi. Presnost’ klasifikacie vysla 0,901, vahovana presnost’ vysla 0,824 a plocha pod
ROC krivkou vysla 0,929. Tieto hodnoty budu sluzit' ako zdklad na porovnanie GspeSnosti

ostatnych filtrécii.
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Prvou filtraciou, ktord bola aplikovana na poskytnuté obrazové data bola filtracii LoG
operatorom. Cielom tejto operacie je potlacit’ Sum a zvyraznit’ hrany v obraze. Operator bol
aplikovany s dvomi rozdielnymi hodnotami 6 0,5 a 0,9, ale nepriniesol pozadované zlepSenie.
Aplikacia LoG operatoru s hodnotou 6 rovnou 0,9 vysledok prakticky nezmenila, presnost’
zostala po zaokruhleni rovnaka ako v originalnej oblasti 0,90. Hodnota plochy pod krivkou bola
mierne zhorSena na 0,90. Aplikacia operatoru s hodnotou & rovnou 0,5 vyslednu presnost
dokonca mierne zhors$ila na hodnotu 0,88. Lepsi vysledok by bol pravdepodobne dosiahnuty
s vySSou hodnotou 9§, ale vzhl'adom na fakt, Ze pri klasifikacii na rozdiel od originalnej oblasti
neboli pouzité tvarové deskriptory, ktoré su Casto oznaCované ako vel'mi vyznamné, tento
vysledok nebol povazovany za neuspech ale d’alej bolo uprednostnené filtrovanie vinkovou
transforméciou, ktora ma podobné vlastnosti ako LoG.

Na obraz boli aplikované 3 r6zne druhy vinkovych transformécii. Vinka coif I, ktora je
v kniznici PyRadiomics nastavena ako defaultnd, sa ukazala ako vyrazne nevhodna pre tento
typ filtracii. Vyslednu presnost’ zhors$ila na hodnotu 0,87 a vahovanu presnost’ dokonca az na
0,76, ¢o bol najhors$i vysledok spomedzi aplikovanych filtracii. Rovnako dopadla aj
bioortogonalna vinka bior3. 1, ktorej vysledna presnost’ bola tiez 0,87.

Az pouzitim vinky biorl.5 boli dosiahnuté rovnaké vysledky ako v originalnej oblasti,
ale bez pouzitia tvarovych deskriptorov. Dalsie prekvapivé zlepSenie nastalo aplikiciou
lokalnych binarnych znakov (LBP). Téato filtracia dokdzala mierne zlepSit vSetky

vyhodnocovacie metriky.

Tabulka 3 Vyhodnotenie presnosti klasifikacie pre rozdielne typy filtracie obrazu.
Vyhodnotenie je spravené len pre oblast’ zaujmu ROI I bez vyberu priznakov

Originalna
LOG Vinkova transformacia LBP

oblast’
Parametre 0.5 0.9 coif 1 biorl.5 bior3.1
Presnost’ 0.901 0.877 | 0.898 0.866 0.901 0.868 0.901
Vahovana

0.824 0.786 | 0.812 0.764 0.823 0.780 0.837
presnost’
ROC-AUC 0.929 0.901 | 0914 0.902 0.927 0914 0.931

Po zhrnuti vysledkov mdéZeme povedat’, Ze najlepSie vysledky davala transformacia
obrazu pomocou LBP. Tato transformécia dokonca mierne zlepSila vysledky klasifikacie
v originalnej oblasti, ktoré boli vyhodnocované spolu s tvarovymi deskriptormi. Ako
potenciondlne uzitonymi sa ukdzali pri filtracii aj operator LoG s hodnotou & rovnou 0,9
a vlnkova transformacia pomocou vinky biorl.5.
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Ked’ze vinkova transformacia dosahuje v odstranovani Sumu a zachovavani hran lepsie
vysledky ako operator LoG, bola tato transformécia v d’alsich vyhodnoteniach uprednostnena

pred LoG, ktora je svojou nizSou vypoctovou naro¢nost’ou do praxe vhodnejsia.

6.2 Vyhodnotenie klasifikacie pre vSetky oblasti ziujmu

Nador sa sklada z niekol’kych rozli¢nych tkaniv , ktoré obvykle vykazuji rozli¢né obrazové
vlastnosti. Ked’ze nador moze byt’ pomerne objemny, je dolezité zistit', €i je naozaj nevyhnutné
pocitat’ priznaky zo vSetkych tkaniv. Obecne sa na vypocet radiomickych priznakov pouziva
najmé tvrdé jadro nddoru (ROI II), ktoré obsahuje postupujice aj nepostupujiice nadorové
tkanivo. V pripade nizkoagresivnych nddorov sa moéze stat, ze postupujice tkanivo vobec
neobsahuju. Naopak, vysokoagresivne nddory moézu obsahovat pomerne malu cCast’
nepostupujiceho tkaniva, a velku Cast’ postupujuceho nadoru. Nastava teda situdcia, kedy su
porovnavané priznaky z dvoch vlastnost'ami vyrazne rozdielnych patologickych tkaniv, ktora
moze negativne ovplyvnit’ vysledok klasifikacie. Tabulka 4 obsahuje vyhodnotenie tispeSnosti
klasifikacie pre vSetky 3 oblasti zaujmu. Klasifikacia prebiehala na kombinécii priznakov
vypocitanych z origindlnej oblasti ale aj z priznakov vypocitanych po aplikacii vinkovej
transformécie a LBP.

Z tabul’ky mozeme vidiet’, Ze najvyssiu hodnotu presnosti, 0,92 a vdhovanej presnosti,
0,915 dosiahla klasifikacia na zaklade priznakov z ROI 1. Obdobné vysledky dosiahla aj
klasifikdcia na zéklade priznakov z ROI II. Téato oblast’ zaujmu obsahuje tu istli informaciu
o nepostupujicom tkanive ako ROI I a eSte k tomu aj informéciu o postupujucom tkanive.
Vicsie mnozstvo informdacie sa vsSak neprinieslo pozadované zlepSenie, presnost po
zaokruhleni zostala rovnaka ako pre ROI I, s hodnotou 0,92.

Najhorsie dopadla klasifikacia na zdklade priznakov z celého patologického tkaniva -
0,89. Je to pravdepodobne z dovodu, Ze textura opuchu je identické pre obidva typy nadorov

a tato oblast’ zaujmu nebola schopnd priniest’ nova informéciu.

Tabul'ka 4 Vyhodnotenie presnosti klasifikacie pre vSetky oblasti zauyjmu pouZitim priznakov

z originalnej oblasti, LBP a vinkovej transformacie

Oblast’ zaujmu Presnost’ Vahovana presnost’ ROC-AUC
ROI'T 0,922 0,915 0,961
ROI 1T 0,917 0,915 0,966
ROI I 0,892 0,883 0,949

6.3 Vyhodnotenie klasifikacie pre pouzité vahovacie sekvencie
Vyhodou magnetickej rezonancie je pouzivanie roznych vahovacich sekvencii, ktoré nam
dokazu poskytnit’ réznu informéciu o zobrazovanom tkanive. Pri zobrazovani mozgu sa
najcastejSie pouziva 5 vahovacich sekvencii ato FLAIR, T1, T1C, T2 a DWI (Diffusion
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weighted image). Poslednd spominana sekvencia sa nenachadza v BRATS datasete, preto nie
je mozné vyhodnotit’ jej vplyv pri klasifikacii nadoru. Obecne je za najddlezitejSiu sekvenciu
pri rozliSovani vysoko a nizko agresivneho naddoru povazovand T1C sekvencia [31], pretoze
vd’aka kontrastu je zrejmy vyrazny rozdiel medzi postupujicim a nepostupujliicim tumorom,
atiez opuchom. Tabulka 5 zobrazuje vysledky uspesnosti klasifikdcie pre 4 pouzité
zobrazovacie sekvencie. Priznaky boli extrahované zo vSetkych oblasti zaujmu. MoZeme
vidiet, ze vo vSetkych metrikdch dosiahla TIC sekvencia najvyssiu uspesnost’ a ako jedina
presiahla hranicu 90% presnosti aj vahovanej presnosti.

Najnizsie hodnoty presnosti dosiahla FLAIR sekvencia. Hodnota presnosti bola 0,87
a plochy pod ROC krivkou 0,923.

Tabul’ka 5 Vyhodnotenie tspesnosti klasifikacie pre pouzité vahovacie sekvencie pouzitim

priznakov z originalnej oblasti, LBP a vinkovej transformacie

Vahovacia sekvencia Presnost’ Vahovana presnost’ ROC-AUC
FLAIR 0,872 0,859 0,923
T1 0,881 0,864 0,935
T1C 0,925 0,914 0,959
T2 0,880 0,868 0,921

Napriek tomu, Ze FLAIR sekvencia sa moZe javit ako najmenej uZito¢na spomedzi
vSetkych pouzitych vahovacich sekvencii, jej priznaky su najmenej korelované s priznakmi

ostatnych vahovacich sekvencii, takZe je schopna poskytnit’ odliSnu informaciu o nadore.

6.4 Vyber a vyhodnotenie pouzitych priznakov
Vypocet velkého mnoZzstva priznakov z velkej oblasti a velkého mnozstva védhovacich
sekvencii je velmi neprakticky. Vypoctovo je velmi naro¢ny, vd¢Sina priznakov je silno
korelovana a klasifikaény model sa moze 'ahko preucit’ pretoze je méalo obecny.

Preto bolo ciel'om prace vybrat’ skupinu najvhodnejSich priznakov, ktoré buda pouzité
na trénovanie vysledného modelu. Ako najpriamociarejSou metédou sa javil vyber priznakov
pomocou niektorého z algoritmov na tato Glohu uréenych. V praci bol pouzity Statisticky test
ANOVA na hrubu selekciu priznakov a nédsledne Nahodny les na vyber konkrétneho poctu
najdodlezitejSich priznakov. Po porovnani uspesnosti klasifikacie s jednotlivymi oblastami
zdujmu bez vyberu priznakov nastal problém. Po vybere priznakov sa uspesnost’ klasifikacie
pre ROI I zhorsila, pre ROI II zostala rovnaka a pre ROI I1I sa zlepsila.

Po wvysktSani roznych parametrov nastavovania algoritmov sa ukazalo ako
najjednoduchsie vytvorit’ stibory priznakov na zaklade uz publikovanych metod, obecnych
vedomosti, vysledkov selekcie priznakov a postupne vyhodnotit’, ktoré kombinacie priznakov

budu davat’ najlepsie vysledky. Pre vybrané priznaky bola vypocitana korelacna analyza, ktora

41



je reprezentovana heatmapou v prilohe A. Tato analyza pomahala urcit,, ¢i vyberané priznaky
nie su vyznamne korelované.

Tabulka 6 obsahuje vyhodnotenie uspeSnosti klasifikdcie pre vybrané skupiny
priznakov. Maximalny pocet priznakov obsahovala skupina Hyperset. Tato skupina obsahovala
priznaky z ROI I, z ROI II, z originalnej oblasti, vinkovej a LBP transformacie, z vdhovacich
sekvencii T1C, T2 a FLAIR. Priznaky z vinkovej transformacie boli vypocitané pomocou
materskej vinky bior3.1, pretoze ta nakoniec davala pri klasifikacii lepSie vysledky, ako vinka
biorl.5. Konkrétny zoznam pouzitych priznakov je uvedeny v prilohe B.

Prekvapenim bolo, Ze celkovo najhorSie sa umiestnili priznaky pocitané len z ROI I,
s presnost'ou 0,88 zaostali za vitaznym stiborom priznakov v priemere o 5 percentnych bodov.
V priebehu vyhodnocovania prace a selekcii priznakov Nahodnym lesom sa totizto priznaky
pocitané z tejto oblasti zadujmu predpokladali za najddlezitejsie.

O trochu lepSie dopadli priznaky pocitané len z ROI II. Tieto subory dosahovali
presnost’ 0,895. Medzi tieto priznaky patrili dva tvarové deskriptory, sfericita a pomer povrchu
k objemu, 2 textirne deskriptory pocitané z matice GLRLM a GLSZM a priznaky prvého radu
ako median apod.

Hranicu 90% presnosti sa podarilo prekonat’ trom skupindm priznakov. Priznaky
pocitané z originalnych obrazov obsahovali textirne a tvarové priznaky z ROI I a $tatistické
priznaky prvého radu z ROI III. V subore sa nachadzali aj 2 vlastné priznaky, ktorych samotné
pouzitie pri trénovani klasifikatoru dosiahlo presnost’ 0,89. MdézZeme teda povedat’, Ze pridanie
d’alSich priznakov do suboru dokazalo zvysit’ presnost’ klasifikacie na 0,92.

NajlepSie dopadla skupina priznakov pocitand z origindlnej oblasti az LBP
transformdacie. Tato skupina priznakov dokdzala presiahnut’ presnost’ 93%. Ukdazalo sa, ze
pridanie dalSich priznakov z vinkovej transformacie vyslednu klasifikacie len zhorSilo na

hodnotu presnosti 91% .

Tabul'ka 6 Vyhodnotenie tspesnosti klasifikacie pre vybrané skupiny priznakov. Skupiny
v tabul’ke st zoradené podl'a poctu priznakov, ktoré ich tvoria. Konkrétny list vybranych

priznakov v jednotlivych skupinéch je uvedeny v prilohe B

Pocet Vahovana | ROC -
i Subor priznakov Presnost’
priznakov presnost’ AUC
2 Vlastné priznaky 0,890 0,882 0,855
8 Priznaky z ROI I1 0,895 0,882 0,938
9 Originalna oblast 0,922 0,926 0,925
9 Priznaky z ROI' 1 0,880 0,855 0,927
19 Priznaky z originalnej oblasti a LBP 0,932 0,936 0,961
23 Hyperset 0,919 0,912 0,958
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Z vyhodnotenia priznakov je zrejmé, ze najlepSie vysledky klasifikdcie naozaj
dosahovala kombinécia viacerych oblasti zdujmu a viacerych vahovacich sekvencii. Jedina
vahovacia sekvencia, ktora sa javila pri klasifikacii redundantne bola T1 sekvencia.

Textlrne alebo tvarové priznaky pochadzajiuce z ROI 111, celého patologického tkaniva,
sa ukazali ako nepouzitel'né pri klasifikacii nadoru. Avsak Statistické priznaky prvého radu boli
s ostatnymi priznakmi, viz Priloha A a B.

Stubor s najvys$Sou hodnotou presnosti klasifikacie neobsahoval ani jeden priznak
pocitany z transformovaného obrazu pomocou vinkovej transformacie. D6vodom nemusi byt
horsia kvalita priznakov ako pri LBP, ale neschopnost’ selekénych algoritmov vybrat’ dolezité
priznaky.

Je zlozité presne stanovit’ poradie skupin priznakov, ktoré dévali najlepSie vysledky,
pretoze presnost’ klasifikdcie sa moZze v rdmci jedného percenta 'ubovolne menit’. Skupiny
priznakov, ktoré skorovali nad 93% sa javili ako stabilné a ziadne pridavanie alebo uberanie

inych priznakov ich presnost’ vyrazne nemenilo.

6.5 Vysledné vyhodnotenie klasifikacie
Pre objektivne vyhodnotenie uspesSnosti klasifikdcie je nutné aj porovnanie s ostatnymi
Studiami, vyhodnotenymi na podobnych datach. Aj ked’ mézeme uvazovat’, ze BRATS dataset
sa medzi rokmi 2015 a 2019 vyrazne zmenil, data st anotované rovnakymi protokolmi
a obsahuju rovnaké vdhovacie sekvencie.[37]

Tabul'ka 7 obsahuje porovnanie uspeSnosti klasifikacie pre vybrané algoritmy.
Z tabulky vidime, ze v praci dosiahnuté presnost’ 0,932 je druhy najlepsi vysledok v tabulke.
Prekonala ju len neurénova siet’ VolumeNet, ktora bola autormi $tudie natrénovana od zékladu
na datach z vyzvy zroku 2017. Tato siet’ dosiahla presnost’ 0,95. Ostatné neurénové siete
v tabul’ke, ako VGG a ResNet, boli predtrénované a stacilo len dotrénovat’ niekol’ko poslednych
vrstiev siete. Tieto predtrénované neurénové siete nepresiahli presnost’ 0,75, takZze na danu
ulohu neboli pravdepodobne vhodné.

Vypocet radiomickych priznakov a natrénovanie jednoduchého klasifikatoru pouzili
autori Stadie pri metodach, ktoré aj ked’ boli aplikované na rozdielne datasety dosiahli rovnakt
presnost’ 0,88. Autori na obrazy neaplikovali ziadnu transformaciu obrazu a nizka presnost’
modze byt odovodnena pouzitim malého, alebo naopak prili§ velkého mnozZstva priznakov.
Nahodny les bol v poslednej publikacii trénovany len na piatich priznakoch z toho ani jeden
priznak nepochéadzal z oblasti zauymu ROI III alebo z vdhovacej sekvencie T2.
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Tabulka 7 Vysledky klasifikacie nadorov do dvoch tried z predchadzajicich BRATS vyziev

BRATS Citacia Metoda Presnost’
2015 [35] Logisticka regresia -radiomické priznaky 0,898
2017 [36] Hibkové ucenie - VolumeNet 0,950
2017 [36] Pretrénované siete -VGGNet 0,680
2017 [36] Pretrénované siete -ResNet 0,720
2017 [30] Nahodny les — radiomické priznaky 0,887
2019 - Nahodny les — radiomické priznaky 0,932

Z porovnania je zrejmé, ze pretrénované neurdnové siete pravdepodobne nie st
najvhodnej§im adeptom na klasifikaciu gliomovych nadorov. To sa ned4d povedat
o nenatrénovanych sietach typu VolumeNet, ale je tazké odhadnut’, ako sa budu spravat’ na
novych datach.

6.6 Predikcia doby prezitia
Predikcia doby prezitia sa da vyhodnotit’ pomocou niekol’kych metdd. Vo vyzve BRATS sa
uspesnost’ algoritmov vyhodnocuje na zaklade klasifikacie do troch vopred urcenych tried,
ktoré st rozdelené dvomi prahmi - 10 a 15 mesiacov preZzitia. Organizatori ¢asto pozaduju aj
dodatocnu regresiu dni preZitia, ktoré nie je vyhodnocovana sut'azne.

Prvym krokom vytvorenia predikéného modelu bola filtracia dostupnych obrazov
vinkovou transforméciou s vinkou bior 1.5 a pomocou Lokalnych binarnych priznakov (LBP).
Tieto filtracie vychéadzali ako najuspeSnejSie pri klasifikacii nddorov a preto boli pouzité aj
v tejto ulohe. Dalej boli vypoéitané radiomické priznaky a pomocou Statistického testu
ANOVA bolo vybranych niekol'ko priznakov, ktoré sa javili ako najddlezitejSie. Na zdklade
empirického testovania sa preukédzalo ako najddleZzitejSich 5 priznakov, medzi ktorymi mal

vwe

spolu s vdhovacou sekvenciou a pouZitou filtraciou.

Tabulka 8 Vybrané priznaky pre predikciu doby prezitia pomocou testu ANOVA

Zdroje priznakov Filtracia Priznak
Udaje pacienta Vek
VInkové transformacia HLH GLCM - Klasterovy tien
FLAIR .
LBP Rozsah hodndt jasu
- Vlinkova transformécia LLL Sikmost’
Vlinkova transformécia LLL GLCM - Klasterovy tief
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Vybrané priznaky si obdobné priznakom vybranym v niekolkych stadiach [41] [42].
V tychto citovanych stadiach boli obrazy filtrované vinkovou transforméciou a na predikciu
doby prezitia bola pouzitd najmi sekvencia FLAIR. Tabulka 9 zobrazuje dosiahnuté vysledky
presnosti a vdhovanej presnosti pre dva typy klasifikatorov. Uspesnost klasifikacie bola
vyhodnotena pomocou 10 - ndsobnej stratifikovanej krizovej validacie apri trénovani
klasifikatorov boli pouzité rovnaké priznaky. Z tabulky moézeme vidiet, ze klasifikacia
pomocou Nahodného lesu dopadla vyrazne lepSie ako klasifikdcia pomocou linearnej regresie,
ked’ze Nahodny les dokazal klasifikovat’ spravne dvojnasobne viac vzoriek. Hodnota presnosti
linearnej regresie sa pohybuje na urovni ndhodného delenia - 0,40. Hodnota presnosti
Nahodného lesu je 0,63, pricom vahovana presnost’ je 0,69. Rozdiely v tychto hodnotach su
sposobené nerovnomernym rozlozenim datasetu a uprednostiovanim strednej triedy na

Cvwr

vahovanej presnosti prejavilo pozitivne.

Tabulka 9 Vysledky predikcie prezitia pri klasifikacii subjektov troch tried

Klasifikator Presnost’ Vahovana presnost’
Néhodny les 0,637 0,689
Linearna regresia 0,407 0,511

Kedze sucastou vyzvy je aj odhad poc¢tu dni dozitia, boli tieto hodnoty regresované
pouzitim regresoru Nahodnych lesov a linedrnej regresie s regulaciou Lasso s parametrom «
nastavenym na hodnotu 0,5. Tabul'ka 10 zobrazuje vysledky predikcie na zaklade poctu dni. Je
mozné vidiet’, Ze vysledky st ve'mi podobné pre oba regresori, jedind rozdielna hodnota je
MSE. Ked’Ze vysledky pre MAE a RMSE sa navzdjom od seba liSia priblizne o 100 dni, je
mozné predpokladat’, Ze v datasete boli niektoré vyrazne odl'ahlé hodnoty, ktoré zasadne
ovplyvnili vyslednt chybu. Obecne vysledna chyba vel'mi zavisela na vybranych subjektoch
v datasete, pretoze rozdiel v hodnotaich RMSE pre jednotlivé testovacie datasety pri kriZzovej
validacii bol v radoch niekol'kych stoviek dni.

Tabulka 10 Vysledky predikcie doby prezitia v rdmci dni pouzitim Lasso regresie
a Nahodného lesu

MSE | deii | MAE | den | RMSE [ den |
Regresor Nahodného lesu 306113 431 539
Lasso regresia 305 784 431 539

V BRATS vyzve sa predikcia doby prezitia vyhodnocuje na niekol’kych datasetoch.

Prvym datasetom, na ktorom je mozné vyhodnotenie je tzv. trénovaci dataset. Tento dataset je
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vol'ne dostupny, funguje na trénovanie klasifikatoru a vyhodnocovanie priebeznej presnosti
pomocou krizovej validacie. Vo vyzve BRATS 2019 obsahoval 104 subjektov. Druhym
datasetom pouzivanym vo vyzve je tzv. validacny dataset. Tento dataset je obvykle mensi,
obsahuje okolo 40 - 50 subjektov a je sice voI'ne dostupny, ale bez spravnych vysledkov, takze
v praci ho nebolo mozné pouzit. Tento dataset sluzi len pre ucastnikov vyzvy na zlepsenie
vysledku klasifikatoru. Poslednym datasetom, na zaklade ktorého sa urcuju vitazné algoritmy
a poradie ucastnikov je testovaci dataset. Tento dataset obsahuje obvykle najviac subjektov -
100 az 150, ale nie je vol'ne dostupny a ani samotny ucastnici vyzvy k nemu nemaju pristup.
Vysledky presnosti medzi validacnym a testovacim datasetom sa mozu diametralne liSit
z dévodu malych datasetov a l'ahkého preucenia klasifikatoru. Tabul'ka 11 zobrazuje prehl’ad
najuspesnejsich algoritmov v poslednych dvoch BRATS vyzvach (2019 a 2018). V tabul’ke sa
nachddza odkaz na dany clanok, pouzity klasifikator a vysledky presnosti pre jednotlivé
datasety. Vysledky pre trénovaci dataset sii zvyraznené hrubym pismom. Tento dataset ako
jediny mohol byt pouzity v praci, kedze st volne dostupné nativne aj anotované data.
Vyhodnotenie vyzvy pre rok 2019 stale nie je publikované, zverejnené je len poradie ui¢astnikov
bez vyslednej dosiahnutej presnosti na testovacom datasete. Preto v publikovanych ¢lankoch
k tomuto roku sa nachadza vyhodnotenie len pre trénovaci a valida¢ny dataset. Z vyzvy v roku
2018 su vysledky prace uverejnené v zborniku, ten vSak obsahuje vyhodnotenie len pre
valida¢ny a testovaci dataset.

V praxi pouzitie viacerych datasetov znamena, Ze dosiahnuté presnosti na trénovacom
datasete (alebo validatnom datasete) nemusia byt najvyssie dosiahnuté presnosti v rdmci vyzvy
celkovo, pretoze poradie sa vyhodnocuje len na testujicom datasete. Ukazkou toho, ako vel'mi
sa mozu vysledky presnosti pre jednotlivé datasety lisit, je pripad algoritmu linedrnej regresie
z vyzvy v roku 2018, ktory sa nachadza v tabul'ke 9 na prvom riadku. Ten mal presnost’ na
validatnom datasete na hrane nahodnej klasifikacie - 0,321, ale vyzvu nakoniec vyhral
s vyslednou presnostou 0,63.

Tabul'ka 11 obsahuje aj informaciu o pouZzitych algoritmoch pri klasifikacii , kde
moézeme vidiet, Ze najCastejSie pouzivany a aj najuspesnejsi algoritmus pri predikcii doby
prezitia je Nahodny les. Ten bol zo 6 vitaznych algoritmov pouzity 3 krat. Aj v tejto praci sa
preukazalo, Ze na tych istych priznakoch daval pri klasifikacii vyrazne lepSie vysledky, ako
jednoduchd linedrna regresia, viz Tabul'ka 9.
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Tabulka 11 Vysledky predikcie prezitia pre vyzvy konané v predchadzajtcich 2 rokoch.
Zverejnené su len prvé 3 najlepsie metody na zéklade vysledkov presnosti z testovacieho
datasetu. Vhodné je porovnavat’ len hodnoty presnosti, ktoré st hrubym pismom. Pochadzaju

z identickych datasetov.

. Testovaci
L i Trénovaci / Validacny dataset
BRATS Citacia Metoda dataset
Presnost MSE [ den ] Presnost
Linearna
[40] . -/0,321 99115 0,63
regresia
2018
[43] Néhodny les -/0,540 - 0,61
[42] Néhodny les -/0,464 - 0,61
[45] Nahodny les 0,517 /0,554 121 803 -
2019 [46] SVM 0,590 /0,5 89 724 -
[47] FCNN 0,448 / 0,515 100 000 -
Vysledky Néhodny les 0,637 / - 306 113 -

Ako uz bolo v praci niekol'kokrat spominané, obecne st hodnoty presnosti klasifikacie
relativne nizke a u dobrych algoritmov sa pohybuju v rozsahu od 0,5 do 0,65. Nas algoritmus,
s presnost'ou 0,637 bol najaspesnejsi spomedzi vyhernych algoritmov na trénovacom datasete,
ale nevyhnutne to neznamena, Ze by si podobne viedol aj na testovacom datasete.

Hodnota MSE nasho algoritmu je spomedzi vyhodnocovanych algoritmov najvyssia.
Do6vodov mdze byt niekolko, jednym znich je, Ze pri vyhodnocovani chyby boli v naSom
pripade zapocitavani aj pacienti, ktori eSte zili. To mohlo vyrazne navysit’ odhadovani MSE,
pretoZe sa jednalo o pacientov v dochodkovom veku. NavySe vysledné hodnoty MSE sa pre
jednotlivé stibory dat v krizovej validacii zna¢ne lisili, a pokial’ bol pouzity median hodndt,
vyslednd MSE algoritmu sa pohybovala v hodnotach okolo 200 000.

Castym doévodom zlyhania algoritmu na validaénych a testovacich datasetoch je
pretrénovanie klasifikatoru. Z dovodu malého datasetu st na tento pripad Specidlne citlivé
neurdnoveé siete, preto vo vitaznych algoritmoch moézeme néjst’ len jednu neurénovu siet’ a aj
to len vel'mi jednoduchu.[46] Jednalo sa o plne prepojent neurénovu siet’ (FCNN) s dvomi
skrytymi vrstvami, pricom v kazdej bolo 64 neurénov. Pri trénovani bolo pouzitych 7
priznakov. Konkrétne pomer jednotlivych patologickych casti k celému objemu mozgu,
gradientna aproximacia jednotlivych patologickych casti a vek. Radiomické priznaky neboli
pocitané. Tento algoritmus dosiahol presnost’ na trénujucom datasete 0,448, ale na validacnom
datasete sa jeho presnost’ zvysila na 0,515. Tento vysledok je vSak o viac ako 10 percentnych
bodov nizsie ako nas vysledok klasifikacie.

Vo viacerych algoritmoch boli uprednostnené len tvarové priznaky [40][43][46][47].

Jednym z takychto algoritmov bol aj vitazny algoritmus z roku 2018 kde bol pouzity linedrny
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regresor zalozeny na 7 priznakoch. Tieto priznaky boli hodnoty objemu a povrchu pre
nepostupujuci nador, postupujici nador a opuch a tiez klinicky priznak veku. Napriek tomu, ze
tento algoritmus pohorel na trénujicom datasete s presnost'ou 0,32, nakoniec vyzvu vyhral
s presnost'ou 0,63.[40]

Ani algoritmus, ktory sa umiestnil hned’ za vyhernym algoritmom v tom istom roku
nepouzival radiomické priznaky.[43] Ako klasifikator bol pouzity Nahodny les a na trénovanie
bolo pouzitych 10 priznakov. Okrem veku pacienta apomeru objemu jednotlivych
patologickych tkaniv k celkovému objemu mozgu, bola pouzitd aj pozicia centroidov
jednotlivych patologickych tkaniv v mozgu. Uastnici vyzvy vytvorili jednoduchy atlas
I'udského mozgu, ktory pozostaval z desiatich Casti (frontalny lalok, parentalny lalok atd’.)
a centroidy jednotlivych nadorovych tkaniv boli do nich zaradované. Napriek tomu, ze tento
algoritmus bral do tuvahy vSetky l'ahko interpretovatené a priamo spojiteIné priznaky
z odhadom doby preZitia, ako su vek, vel'kost’ nddoru a poloha nadoru, dosiahol presnost’ na
valida¢nom datasete iba 0,54.

To, zZe pri predikcii doby prezitia je dolezitd jednoduchost’ algoritmu znova dokézal
vyherny algoritmus z roku 2019 [45]. Ako klasifikator bol pouzity Nahodny les, ktory bol
trénovany na priznakoch ako objem celkového naddoru, nekrézy, postupujiceho nadoru a veku.
Dalej sa z objemu celého patologického tkaniva (v nasom ponimani ROI III) poéitali aj
priznaky z kniznice PyRadiomics - sfericita, povrch, dizka mensej a vacsej osy.

Publikacia [46], ktora sa umiestnila druhd v danom roku je zaujimava vyhodnotenim
a porovnanim viacerych modelov na predikciu doby preZitia. Prvy model pozostaval z linearnej
regresie pouzitim veku ako jediného priznaku. Na vytvorenie druhého modelu boli pouzité
radiomické priznaky ana vytvorenie treticho modelu bol pouzity regresor SVM (SVR)
pouzitim dvoch priznakov a to veku a invazivnosti. Za parameter invazivnosti bol povazovany
pomer pevného nddorového jadra a celého objemu patologického tkaniva. Ako najstabilnejsi sa
ukdzal posledny model, ktory daval stabilné vysledky pri trénovacom aj validacnom datasete
a to konkrétne hodnoty presnosti 0,59 a 0,5.

Algoritmus vytvoreny v tejto praci sa najviac podobal algoritmu, ktory sa vo vyzve
BRATS 2018 umiestnil treti [41]. Ako klasifikator bol pouzity Ndhodny les a na trénovanie
bolo pouzitych 11 radiomickych priznakov extrahovanych z FLAIR a T1C sekvencie, ktora
bola predtym filtrovana vinkovou transformaciou a LoG transformaciou. Ako najvyznamnejSie
priznaky oznacili aj klasterovy tien a Sikmost’, ktoré boli pouzité aj v praci vytvorenom
algoritme, viz Tabul'ka 8. Medzi d’alSie pouzité priznaky v algoritme [41] patrila aj zdruzena
entropia, autokorelacia apod.

Na rozdiel od algoritmu pouzitého v praci bola presnost’ posledného spominaného
algoritmu na trénujucom datasete pomerne nizka — 0,464. Nakoniec sa v§ak umiestnil v prvej

trojici s druhou najlepSou presnostou a to 0,61.
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Coxova regresia v ramci analyzy prezitia

Ako uz bolo v praci spominané, hlavnou ulohou predikcie doby prezitia nie je Co
najpresnejsie predpovedat’ den, ked’ pacient zomrie, ale skor na tychto datach vyhodnotit’
uspesnost’ lieCby alebo klinického zékroku, odhalit’ rizikové skupiny pripadne analyzovat
vybrané priznaky, ktoré ndm pri stanovovani liecby mézu pomoct’. Najmé z poslednych dvoch
pripadov na zaver prace uvediem vel'mi strucné ukazky, nakolko st metody analyzy prezitia
vel'mi komplexna téma.

Pokial’ chceme vyhodnotit’ uspesnost’ liecby alebo odhalit’ rizikové skupiny, musime si
najprv stanovit’ metriku, ktorou tento jav mézeme zmerat’. Ako Uplne najzékladnejsia a zaroven
aj najprirodzenejsia metrika je na zéklade ziskanych udajov vypocitat pravdepodobnost’, Ze
dany subjekt sa v danej skupine alebo po danej liecbe dozije nejaky pocet dni. Pokial’ vidime,
7ze pacienti po absolvovani konkrétnej liecby alebo operdcie maju vyrazne vysSiu
pravdepodobnost’ doZitia sa ist¢ho casového useku (napr. 1 rok) ako iny pacienti, mdéZzeme
uvazovat’ ze liecba je uspeSna. Naopak, pokial’ vidime, Ze skupina subjektov, ktorych spéja
rasova prislusnost’, vek alebo iné d’alSie diagn6zy ma vyrazne znizent pravdepodobnost’ dozitia
sa tejto udalosti, m6zeme uvazovat o ich klasifikacii ako rizikovej skupiny.

Obrazok 24 predstavuje predikciu doby preZitia Coxovou regresiou na zéklade veku
pacienta. Tento model bol vytvoreny tak, Ze boli pri regresii pouzité rovnaké priznaky ako pri
trénovani klasifikatoru a nasledne sa vytvorila analyza kovariant. Kovariant je pojem, ktory
v analyze preZitia popisuje priznak o ktorom predpokladdme, Ze ma vplyv na dobu prezitia.
Analyza kovariant prebieha tak, Ze sa poneché natrénovany model a pozoruje sa, ako sa bude
menit’ pri zmenach jednej z kovariant, pokial’ ostatné budu ponechané nezmenené. Z obrazku
mozeme vidiet, Ze vek mal vyrazny vplyv na dobu prezitia pacientov. Pravdepodobnost’, Ze sa
25 rocny subjekt doZije jedného roku je viac ako 90%, u subjektov nad 65 rokov je tato
pravdepodobnost’ pod 50 %. MéZeme teda jednoznacne potvrdit’, ze vyssi vek je jednoznacne

rizikovy faktor.
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Pravdepodobnost prezitia v zavislosti na veku pacienta
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Obrazok 24 Pravdepodobnost’ prezitia v zavislosti na veku pacienta v prvom roku po operacii

Analyza prezitia sa modze pouzit aj na vyhodnotenie niektorych radiomickych
priznakov. Pokial’ priznak nema Ziaden vplyv na dobu prezitia v analyze kovariant by sa mal
prejavit’ len vel'mi malou zmenou tvaru krivky. Obrazok 25 zobrazuje analyzu kovariant pre
textarny priznak z GLCM matice oznacovany ako klasterovy tieni. Tento priznak mé pomerne
maly rozsah, po normalizicii od - 0,1 po 0,2, ale v publikaciach sa casto objavoval ako
vyznamny priznak v predikcii prezitia. Tento priznak bol extrahovany z vahovacej sekvencie
FLAIR. Na obrazku mézeme pozorovat’, Ze doby prezitia sa vyrazne liSia. Pre subjekty, ktory
maju maximalnu hodnotu klasterového tiena je pravdepodobnost’ dozitia 10 mesiacov len 50%,
kym subjekty s minimalnou hodnotou maju tato pravdepodobnost’ 75%. Pri interpretacii tychto
kriviek ale treba byt opatrny, nebert do uvahy korelaciu priznakov a tieZ redlnu priemerna
hodnotu. Z vedenia priemernej krivky (baseline) mozeme predpokladat’, ze c¢ervend krivka
pravdepodobne patri skor okrajovej hodnote.

Obecne teda z tvaru krivky mézeme vycitat, Ze sa jednd o jednoznacne slabsi priznak
ako vek, pretoze rozdiely pravdepodobnosti nie su az také vel'ké, ale mal by to byt priznak,

ktory je schopny dodat’ nejaki dodato¢ntl informaciu k predikcii prezitia
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Obrazok 25 Pravdepodobnost’ prezitia v zavislosti na textGrnom priznaku klasterovy tien

z védhovacej sekvencie FLAIR

Z kriviek predikcie doby prezitia je moZzné vycitat’ aj trend zomierania. Obrazok 24 a aj
Obrazok 25 zobrazuji podobny jav, kedy mo6Zeme vidiet’, Ze zo zaciatku je pravdepodobnost’
prezitia priblizne rovnakd pre vSetky skupiny. Vyraznd zmena trendu krivky nastdva pre
skupinu najstarSich obyvatel'ov medzi druhym a tretim mesiacom, kedy im vyrazne klesa
pravdepodobnost’ prezitia. Dalej je trend krivky pomerne konstantny pre vietky skupiny, d’alsia
vyrazna zmena nastava az priblizne v 10 mesiaci, kedy je na obidvoch grafoch vo vsetkych
skupinach zrejmy strmy pokles pravdepodobnosti preZitia. Je samozrejme otazne, ¢o mdze byt
za tak vyraznym poklesom, ale pravdepodobne to moZe byt recidiva nadorového tkaniva.
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Zaver

Ciel'om tejto prace bolo nastudovanie problematiky klasifikacie gliomovych nddorov na vysoko
anizko agresivne, predikcie doby prezitia a vytvorenie literarnej reSerSe, ktora zhriuje
teoretické poznatky o danych metddach a aj vysledky ich praktického pouzitia na I'ubovolné
datasety. Tejto tematike sa venuju najmé kapitoly tri a Styri. Na zaklade ziskanych informacii
bol ako vhodny klasifikacny algoritmus zvoleny Nahodny les a vypocet radiomickych
priznakov pomocou kniznice PyRadiomics. Praca bola implementovana v programovacom
jazyku Python a prostredi Jupyter Notebooks.

Prvym krokom prace bolo vytvorenie troch oblasti zdujmu, oznacovanych ako ROI.
Prva oblast’ zaujmu, ROI I, obsahovala informéciu len z nepostupujuceho nddorového tkaniva.
Druhé oblast’ zdujmu ROI II, obsahovala informaciu z celého tvrdého jadra nadoru a tretia
oblast’ zdujmu ROI III, obsahovala informaciu z celého objemu patologického tkaniva, teda aj
opuchu. Pre kazdu oblast’ zaujmu sa osobitne pocitali radiomické priznaky.

Dalsim krokom préace bol vyber vhodnej filtracie, ktora by dokézala zlepsit’ klasifikaény
vysledok. Z jednotlivych filtrovanych obrazov boli pocitané radiomické priznaky a nasledne
bola vyhodnotend tspesnost’ klasifikécie. Po aplikacii niekol’kych filtracii sa ako najvhodnejsie
transformacie javili filtracie pomocou LoG operatoru a vinkova transformacia.

Pocet priznakov pouzitych pri klasifikacii nddorového tkaniva presahoval 40 000. Pri
takomto pocte je zrejmé, ze mnohé priznaky musia poskytovat’ rovnaku informdciu a nie st
schopné zvySovat' presnost’ klasifikdcie. NavysSe trénovanie modelu a vyhodnocovanie
klasifikacie je pri takomto objeme priznakov vel'mi vypoctovo naroc¢né. Preto boli priznaky
najprv redukované pomocou Statistického testu ANOVA anasledne vyberom niekol’kych
najdolezitejSich priznakov Nahodnym lesom. Vysledky klasifikacie po selekcii priznakov
neboli postacujuce. Preto bol empiricky vytvoreny subor priznakov, ktory obsahoval priznaky
vybrané Nahodnym lesom, ale aj priznaky vybrané na zéklade rozdielnych publikécii, testu
ANOVA apod. Sucastou suboru priznakov boli aj priznaky vytvorené Specidlne pre ucely
prace, ktoré dokazali vyhodnotit' zmenu vlastnosti tkaniva medzi jednotlivymi oblast'ami
zdujmu. Vysledné priznaky v stibore boli analyzované pomocou korela¢nej analyzy, aby subor
neobsahoval silno korelované priznaky.

Vysledny stbor obsahoval 23 priznakov. Obsahoval priznaky pocitané zo vsetkych
oblasti zaujmu a vSetkych vahovacich sekvencii, okrem T1. Téato sekvencia sa javila ako
redundantna aj pri klasifikacii aj pri predikcii doby prezitia. Tento vel'ky subor priznakov bol
rozdeleny na niekol'’ko menSich suborov na zaklade charakteru vybranych priznakov. Priznaky
v jednotlivych suboroch sa prekryvali. NajvysSia dosiahnutd presnost’ klasifikacie bola 0,931.
Téato presnost’ bola dosiahnuta pre subor 19 priznakov, ktoré boli pocitané z origindlneho
obrazu a z obrazu transformovaného pomocou LBP. Klasifik4cia gliomovych nddorov na
zaklade priznakov pocitanych len z origindlnej oblasti dosiahla presnost’ 0,922.

Po porovnani vysledkov s niektorymi inymi Stidiami je mozné konStatovat’, ze vysledky

klasifikacie st uspokojivé. Algoritmy pouZzivajiice podobny postup dosiahli maximalnu
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presnost’ 0,88 a nas algoritmus bol prekonany len neurénovou sietou VolumeNet, ktora autori
Studie celt natrénovali na datach z BRATS datasetu.

Dalsou tilohou v praci bola predikcia doby preZitia pacientov s vysokoagresivnym
typom nadoru. Vyhodnotenie tlohy prebiehalo na zéklade klasifikacie prezivsich do troch tried
podla poctu mesiacov dozitia. Postup vypoctu a selekcie priznakov bol obdobny ako pri
klasifikacii nadorov. Nakoniec bolo na trénovanie klasifikatora pouzitych 5 priznakov,
z ktorych ako najvyznamnejsi sa javil priznak veku pacienta. Obecne tento spdsob predikcie
doby prezitia nedosahuje vel'mi presné vysledky, dosiahnutd presnost’ v praci bola 0,64. Aj
napriek relativne nizkej presnosti algoritmus dosiahol najvysSiu presnost’ spomedzi
tohtorocnych vitaznych algoritmov na trénujucom datasete. Vysledky vyzvy boli ale
vyhodnocované na testujucom datasete, ktory nie je volne dostupny a vysledky tspesnosti
sut'aziacich zatial’ nie su zverejnené.

Obecne sa predikcia doby prezitia nepouZziva na presné odhadnutie dia iimrtia pacienta,
ale na vyhodnotenie Uspesnosti liecby, odhalenie rizikovych skupin a podobne. Na tieto ucely
sa vyuziva stubor $tatistickych metdd oznacovany ako Analyza prezitia. V praci je zmieneny len
kratky tvod do tejto problematiky vyuzitim Coxovej regresie na vytvorenie krivky prezitia
a analyzu kovariant, ¢o umoziiuje sledovat’ vplyv veku na pravdepodobnost’ dlhSieho dozitia,
alebo sledovat’ trend umierania.

Vysledky prace je mozné v mnohom zlepsit. Skupina priznakov, ktora dosiahla
najvyssiu presnost’ pri klasifik4cii urcite nie je unikatna skupina priznakov, ktord mohla ziskat’
danu presnost’. Mozno existuje aj skupina priznakov, ktorych kombinaciou by sme ziskali
presnost’ vyssiu ako 93%. Bohuzial’, vyber priznakov je vypoctovo vel'mi narocny a Specialne
pre radiomické priznaky aj vel'mi zloZity, pretoZze zvyknl byt vyrazne korelované a st
ohodnocované vel'mi malymi hodnotami ddlezitosti.

Cielom predikcie doby prezitia v BRATS challenge je najmé néjdenie priznaku, ktory
by dokazal poskytnit’ dodato¢nt vyznamntl informéciu ohl'adom prognoézy pacienta. Napriek
tomu, Ze priznak klasterového tiefiu sa javil ako vyznamny, je narocné naozaj ur€it, ¢i sa jedna

o spolahlivy priznak, najmé z dévodu jeho malého rozsahu hodnét.
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Zoznam symbolov, veli¢in a skratiek

ANOVA — Analysis of Variance

AUC — Area Under Curve

CT — Computed Tomography

FCNN — Fully Connected Neural Network
FLAIR — Fluid Attenuated Inversion Recovery Time
FN — False Negative

FOR — False Omission rate

FP — False Positive

GBM — Glioblastoma Multiforme

GLCM - Gray-Level Co-Occurrence Matrix
GLRLM — Gray-Level Run Length Matrix
GLSZM — Gray-Level Size Zone Matrix
GLDM — Gray-Level Dependence Matrix
GTR — Gross Total Resection

HG — High glioma

HLH — High — Low— High

LAE — Large Area Emphasis

LBP — Local Binary Patterns

LoG- Laplacian of Gaussian

LG — Low glioma

LLL — Low — Low— Low

ML — Maximal Likelihood

MRI — Magnetic Resonance Imaging

MRMR — Minimal redundancy Maximal relevance
MSE — Mean Square error

MAE — Mean Absolute error

NGTDM - Neighborhood Grey Tone Difference Matrix
OOB — Out of bag

PCA — Principal component analysis

PET - Positron emission tomography

Px — pixel

RMSE — Root Mean Square Absolute error
ROC - receiver operating characteristic curve
ROI — Region of interest

SPC — Supervised principal components

SRE — Short Run Emphasis



SVM — Support Vector Machine
SVR — Support Vector Regression
TN — True Negative

TP — Tru Positive

Vs — Verzus
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Priloha A Korela¢na analyza reprezentovana heatmapov vysledného vyberu priznakov
oznacen¢ho ako Hyperset

Korela¢na analyza reprezentovana heatmapov vysledného vyberu priznakov
oznacovaného ako Hyperset. Hodnoty v poliach heatmapy reprezentuju vysledok
korela¢nej analyzy a indexy na osach heatmapy odkazuji ku jednotlivym indexom v
tabulke vybranych priznakov v prilohe B.
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Priloha B Zoznam priznakov

B 1 Tabul’ka vybraného suboru priznakov. Obsahuje vSetky priznaky v stibore

Hyperset. DalSie podsiibory priznakov boli vytvorené selekciou vybranych priznakov

z tohto suboru. Tabul’ka vytvorenych skupin spolu s indexami vybranych priznakov,

ktoré ich tvoria sa nachadza v prilohe B 2

Index Oblast’ | Vahovacia | Typ Kategoria | Priznak
v tabul’ke | zaujmu | selvencia | filtracie priznaku
skupin
0 - - original shape ROI III Volume/ ROI I Volume
o ROI III Maximum3DDiameter/ ROI I
1 - - original shape . i
Maximum3DDiameter
2 ROI Il T1C original firstorder Skewness
3 ROI Il T1C original firstorder Median
4 ROI Il T1C original firstorder MeanAbsoluteDeviation
5 ROI'I FLAIR lbp-3D-k firstorder Energy
6 ROI'I T1C 1bp-3D-m2 glszm HighGrayLevelZoneEmphasis
wavelet- . . .
7 ROI 1 T2 LHL glrlm RunLengthNonUniformityNormalized
wavelet- ) )
8 ROI 1 T1C glrlm GrayLevelNonUniformity
- HLL
9 ROI'I T2 Ibp-3D-m1 glrlm GrayLevelNonUniformity
wavelet- . .
10 ROI 1 T2 glrlm GrayLevelNonUniformity
- HHL
wavelet- . .
11 ROIII T2 LLL glrlm GrayLevelNonUniformity
12 ROI 1 T2 1bp-3D-m2 gldm GrayLevelNonUniformity
13 ROI'I - original shape SurfaceVolumeRatio
14 ROIII T1C Ibp-3D-m1 | firstorder Mean
15 ROIII T1C Ibp-3D-m1 | firstorder Median
16 ROIII - original shape SurfaceVolumeRatio
17 ROI 1T T1C Ibp-3D-m2 | firstorder RootMeanSquared'
18 ROIII T1C 1bp-3D-m2 glrlm HighGrayLevelRunEmphasis
19 ROI'II TIC Ibp-3D-m2 glszm SmallAreaHighGrayLevelEmphasis
20 ROI'II T1C Ibp-3D-m3 | firstorder Mean
21 ROI'1 - original shape Sphericity
22 ROIII - original shape Sphericity




B 2 Tabulka odvodenych podskupin priznakov

Stubor priznakov

Index z tabul’ky priznakov

Viastné priznaky 0,1

Priznaky z ROI 11 11,14,15,16,17,18,19,20,21,22

Vlastne priznaky a originalna oblast’ | 0,1,2,3,13,16,22

Priznaky z ROI 1 5,6,7,8,9,10,12,13,21

LBP priznaky 0,1,2,3,4,5,6 .9, 12,13,14,15,16,17,18,19,20,21,22

Hyperset

0,1,2,3,4,5,6,7,8,9,10,11,12,13,14,15,16,17,18,19,20,21,22




Priloha C Poskytnuté data

V praci boli pouzité data z BRATS challenge 2019 ktoré su volne dostupné na stranke:
https://ipp.cbica.upenn.edu/

K ich stiahnutiu je nutné najprv sa zaregistrovat’ na danom portali podl'a nasledujtcich
pokynov:
https://www.med.upenn.edu/cbica/brats2019/registration.html

Vypocitané radiomické priznaky z tychto dat je mozné najst’ na stranke:
https://github.com/koles289/MTS-Radiomics-dataset.git

Tieto data obsahuju niekol’ko roznych radiomickych datasetov spolu s parametrickymi
subormi,(.yaml) ktoré boli pouzité pri ich vytvoreni. Pred pracou s tymito datasetmi je
odporacané precitat’ dokument README.pdf ktory obsahuje pokyny pre pracu s datami a
programami

K praci je priloZenad aj priloha s nazvom source code. Obsahuje hlavny skript programu,
Master thesis.pynb.ktory je implementovany v programovom prostredi Jupyter Notebooks.
Dalej obsahuje dva python skripty, Dclr of class variables.py a Dclr of functions.py. Blizsie
informacie k implementacii programu a jednotlivym skriptom je mozné najst’ v subore
README.pdfktory je tiez sucastou prilohy.
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