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Abstract

The recent progress in information and communication technologies has enabled
us to obtain and store very large amounts of data. The main problem is how to find
and extract useful information contained in data. The main goal of this study is to
assess the possibility of using Adaptive resonance theory (ART) neural networks
for cluster analysis and information retrieval. Their properties, behavior and suc-
cess rate for different types of artificial and real data were determined as well as
optimal values of their parameters for this purpose. Based on achieved results, the
possibility of using ART neural networks for Big data analysis was assessed. Then
the application based on ART principles with included graphical user interface was
implemented and this process was described.
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Abstrakt

Aktudlni pokrok v informac¢nich a komunikac¢nich technologii ndm umoznuji ucho-
vavat stale vétsi objemy dat. Ziskat z téchto dat uZzitecné informace neni jednodu-
ché. Tato prace se zabyvad moznosti ziskani téchto informaci pomoci shlukovaci
analyzy dat s vyuzitim neuronovych siti zaloZenych na teorii adaptivni resonance
(ART). Predevsim je kladen diliraz na vlastnosti a ispésnost, které tyto sité na riiz-
nych typech dat vykazuji, a ur¢eni optimalnich parametrti pro testovana data. Na
zakladé ziskanych vysledkl byly ART neuronové sité zhodnoceny z hlediska moz-
nosti jejich vyuziti pro analyzu Big data. Ddle je v této praci popsan postup, na za-
kladé kterého je moZné implementovat aplikaci realizujici principy ART vcetné
grafického uzivatelského rozhrani.
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1 Uvod a cil prace

1.1 Uvod

Diive jsme udaje o diilezitych udalostech ¢i objevech uchovavali predevSim pomoci
knih a jinych pisemnych zaznami. S prichodem informacnich technologii se objevil
novy zpusob uchovani téchto informaci a bylo mozné uchovavat stale vet$i mnoz-
stvi zaznam{. S rostoucim mnozstvim zaznamu rostla i potieba je dale zpracovavat
a vytéZovat z nich co nejvétsi mnoZzstvi informaci. Tehdejsi metody byly pro velké
mnozstvi dat neefektivni a vznikla potfeba proces zpracovani dat automatizovat.
Za timto ucelem vzniklo velké mnoZstvi modelti zaloZenych predevsim na statistice
a matematice.

V soucCasnosti je sbér dat stale snazsi a mnohdy je nutné zpracovavat tak velké
objemy dat, na kterych je vyuziti mnoha modernich automatizovanych metod nee-
fektivni. Takova data oznaCujeme Casto terminem Big data. Vhodnym adeptem pro
analyzu takto objemnych dat jsou neuronové sité zaloZené na teorii adaptivni re-
sonance (ART).

Pro zpracovani Big data jsou ART sité vhodné hned z nékolika divodii. Prvnim
diivodem je fakt, Ze zaznamy zpracovavaji sekvencné a nepotiebuji je v pribéhu
svého uceni udrzovat vSechny zaroven. Z tohoto diivodu je mozné zpracovavat
i velmi velké mnoZstvi zaznamu. Jednotlivé prvky kazdého zaznamu jsou pomoci
téchto siti zpracovavany oddélené, a proto neni problém analyzovat i mnohoroz-
mérna data. Proces uceni je mozné libovolné prokladat s procesem kategorizace,
diky tomu miiZeme jizZ naucenou sit prizplisobit novym skute¢nostem bez nutnosti
opakovat cely proces uceni.

Koncept ART siti je znam jiZ od roku 1976, ovSem od té doby byl mnohokrat
zdokonalen. Tato prace pojednava o vyuZiti modernich modelti ART neuronovych
siti v praxi a o jejich vlastnostech.

1.2 Cil prace

Jednim z cili této prace je obezndmit Ctenare s metodami a principy dolovani zna-
losti z dat a s vyuzitim neuronovych siti v této oblasti. Duraz je kladen predevsim
na neuronové sité zaloZené na teorii adaptivni rezonance (ART).

Hlavnim cilem této prace je otestovat chovani vybranych architektur ART
neuronovych siti na rtznych typech dat. Na zakladé ziskanych informaci budou
definovany vlastnosti vybranych modeli, dale bude stanovena jejich uaspéSnost pro
jednotliva testovana data v zavislosti na zvolenych parametrech sité a nasledné
budou vyhodnoceny moznosti vyuziti zvolenych modeli v praxi.

Pro realizaci vybranych modelli bude nutné vybrat vhodné softwarové reseni
a nasledné tyto modely implementovat. Dale bude vytvoreno grafické uzivatelské
rozhrani pro usnadnéni spravy a obsluhy neuronové site.
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2 Soucasny stav a vyvoj dolovani znalosti
Z dat

Dolovani dat (data mining) je soucasti pocitaCové védy a v soucasnosti se vyviji
stale rostoucim tempem. Vyuziva poznatky a postupy z mnoha riiznych védnich
oblasti. ,Mezi tyto oblasti radime predevsim statistiku, strojové uceni, umélou inteli-
genci a databdzové systémy [1].”

S rozvojem informacnich technologii je moZné ziskavat stale vétsi objemy dat
a je kladen stale vétsi dliraz na jejich maximalni vyuziti. OvSem ziskani uZzitecné
znalosti z dat je velmi komplikovany proces. Dolovani dat obecné slouZi pravé
k odhaleni na prvni pohled skrytych struktur a znalosti a jejich prevedeni do ¢lo-
véku srozumitelné formy [1]. Odhaleni uZiteCnych znalosti a struktur vyrazné
usnadni proces rozhodovani a provadéni dalSich analyz.

2.1 Historicky vyvoj

Samotny pojem data mining je sice zaleZitosti 20. a 21. stoleti, ovSem nékteré teo-
retické principy, které v této védni discipliné vyuzZivame, sahaji mnohem dal do
minulosti.

Vroce 1763 vySel posmrtné clanek anglického duchovniho Thomase Bayese
(1701-1761), ve kterém byl podrobné popsan vztah mezi podminénou pravdépo-
dobnosti urcitého jevu a pravdépodobnosti opacné podminéného jevu. Tento vztah
je vdnesni dobé znam jako Bayesova véta a je zakladem pro Bayestv teorém [2].
Na zakladé Bayesova teorému funguji soucasné klasifikatory, jako je napiiklad Na-
ivni Bayesovsky klasifikator [3].

0 42 let pozdéji v roce 1805 dva némecti matematici Adrien-Marie Legendre
a Carl Friedrich Gauss dali zaklad regresni analyze, kdyZ se pokouseli presné urcit
obézné drahy vesmirnych téles okolo slunce [2]. Ktomuto Gcelu vyuzili metodu
nejmensich Ctverct, kterou vyuzivime dodnes pro stanoveni vztahli mezi promén-
nymi [4].

Dal$im velmi diilezitym milnikem byl rok 1936, kdy ve svém c¢lanku britsky
matematik a kryptoanalytik Alan Turing popsal univerzalni stroj, ktery je dnes
znami jako Turingtv stroj [2]. Tim udal zakladni principy, na kterych funguji mo-
derni pocitace, a umoznil sbirat a zpracovavat velké objemy dat.

Warren McCulloch a Walter Pitts v roce 1943 vytvortili model neuronové sité,
ve kterém neuron popisuji jako zakladni jednotku sité, ktera mtize prijimat vstupy,
zpracovat je a vygenerovat patri¢ny vystup [5].

Vroce 1965 zalozil americky doktor Lawrence ]J. Fogel spoleCnost Decision
Science, Inc., ktera se specializovala na vyvoj evoluc¢nich algoritmi zaloZenych na
principech inspirovanych Darwinovou teorii evoluce druhii [2]. Dale v roce 1975
byla vydana revolu¢ni kniha ,Adaptation in Natural and Artificial Systems®, ktera
se stala zakladem pravé pro evolu¢ni programovani [5].


http://www.amazon.com/Adaptation-Natural-Artificial-Systems-Introductory/dp/0262581116/

Soucasny stav a vyvoj dolovani znalosti z dat 15

V roce 1980 firma HNC vytvorila nastroj nazvany DataBase Mining Workstati-
on (pracovni stanice pro dolovani databazi), ktery slouzil k vytvareni modeli umé-
lych neuronovych siti, a k ochrané tohoto produktu si nechala zaregistrovat ob-
chodni znacku ,database mining“ (dolovani databazi). Dalsi dilezity pojem
v oblasti dolovani dat je ,Knowledge Discovery in Databases - KDD“ (objevovani
znalosti v databazich) a byl definovan Gregorym Piatetsky-Shapirem v roce 1989.
Ve stejném roce se také poradal prvni KDD workshop. V roce 1990 se poprvé obje-
vuje pojem data mining a je hojné vyuZivan pro ekonomické analyzy ve velkych
firmach. Mezi roky 1990 a 2015 byly postupy vyuzivané pro dolovani dat neustale
vylepSovany, stavaly se popularnéjsSimi a byly vyuzivany stale vétSim mnoZstvim
firem [2].

V soucasnosti je dolovani dat (data mining) nedilnou soucasti mnoha obord,
mezi které patii napriklad management, véda, stavebnictvi a zdravotnictvi. ,PouZi-
vd se napriklad pro dolovdni financnich transakci, ménovych trhi, pro tucely ndrodni
bezpecnosti, mapovdni genomu, podporu rozhodovdni a dalsi [2].”“ ProtoZe se data
sbiraji daleko jednoduseji neZ drive, jejich objem stoupa a stale castéji se setkava-
me s pojmem Big Data [6].

2.2 Bigdata

Big data jsou v soucasnosti velmi diskutovanym tématem. Jedna se o takova data,
ktera jsou rozsahem tak obsahla nebo sloZita, Ze pouZiti tradi¢nich metod zpraco-
vani dat, je bud’ velmi komplikované, nebo nemoZzné. Analyza takovych dat je sice
slozita, ale ma potencial poskytnout mnohem presnéjsi vysledky.

Sbér takto rozsahlych dat umozZnuje predevsim rozvoj internetu, elektroniky,
informatiky a stalé zvétSovani uloZného prostoru. Pomoci mobilnich zatizeni, soci-
alnich siti, satelitti, kamer, RFID CteCek a dalSich senzortl je mozné takova data zis-
kat pomérné levné.

Big data mliZeme popsat pomoci nasledujicich Sesti charakteristik:

objemu dat mliZeme ¢aste¢né posoudit, jaky maji data potencial a zda se sku-

tecné jedna o Big data.

e Rozmanitost dat je zakladni vlastnosti pro kazdého datového analytika. Tato
znalost usnadiiuje samotnou analyzu a umoziuje jeji jednodussi pribéh. To je
pfi praci s Big data jednim z kli¢covych faktord.

® Rychlost, se kterou data museji byt generovana a zpracovavana, aby bylo vy-
hovéno stanovenym poZadavkim.

e Variabilitou myslime nestalost dat. K nestalosti Casto dochazi, pokud jsou né-
které informace uchovavany redundantné a kazdy zdroj poskytuje jinou in-
formaci o stejném objektu. Nestalost dat ma negativni vliv na vysledek analy-
zy.

e Kvalita a vérohodnost dat ma piimy vliv na vysledek analyzy. Jsou-li data malo
vérohodnj, je treba zvazit, zda jsou vhodna pro analyzu.


http://en.wikipedia.org/wiki/Gregory_I._Piatetsky-Shapiro
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e SloZitost dat ma zasadni vliv na proces zpracovani. Sprava dat mtize byt velmi
obtizna, obzvlast pokud rozsahld data pochdazeji z vice zdroji. Takova data
musi byt spravné propojena na zakladé spravné stanovenych vztaha tak, aby
uzivatel pochopil informaci, kterou maji data sdélovat [7].

2.3 Zakladni pojmy strojového uceni

Strojové uceni patfi mezi pocitacové védy a zabyva se tvorbou a vyuzitim algorit-
mi, které jsou schopné se ucit na prijatych datech, a na zdkladé ziskané znalosti
predpovidat vlastnosti novych dat. VyuZivaji se pro dolovani dat.

Algoritmy strojového uceni se obvykle pouzivaji v takovych situacich, ve kte-
rych by realizace algoritmu pomoci striktnich instrukci byla bud’ nemoZna, nebo
nevhodna. Mezi takové situace patfi napriklad rozpoznavani pismen ziskanych
optickym zatizenim, realizace vyhledavaci, kategorizace textu a jiné [8].

Hlavnim cilem algoritmu strojového uceni je generalizovat zkuSenosti ziskané
analyzou dat a na zakladé znalosti ziskané generalizaci kategorizovat dal$i nova
data [8]. Analyzovana data mohou obsahovat na prvni pohled neznamé struktury
a vzory, které je nutné odhalit a popsat pomoci obecného modelu, ktery nasledné
slouzi ke kategorizaci.

2.3.1  Rozpoznavani vzori

Rozpoznavani vzort je nedilnou soucasti strojového uceni. Cilem této discipliny je
rozpoznavani objektl (vzord) a kategorizace objektid do tiid, které sdruzuji objek-
ty s podobnymi vlastnostmi. Struktura a vlastnosti objekti se u riznych typt pro-
blémii lisi. Objekty mohou reprezentovat obrazky, vinové délky nebo jakékoliv jiné
naméiené veliCiny, které chceme kategorizovat [9]. O objektech budeme dale mlu-
vit jako o vzorech.

Rozpoznavani vzori ma dlouhou historii, ale aZ do roku 1960 se provadeélo jen
na teoretické a statistické urovni. Stejné jako u celé rady dalSich védnich obort,
rychly rozvoj vypocetni techniky umoznil vyuziti této védni discipliny v praxi i pro
objemna data. Stale rostouci zajem o praktické vyuZiti vedl ke zvySovani poZadav-
ki a k dalSimu rozvoji na teoretické urovni. S prechodem nasi spolec¢nosti z in-
dustrialni do postindustrialni doby nabyva automatizace vyroby a sbér a analyza
informaci stale vétSiho vyznamu [9]. Tento rostouci trend posouva rozpoznavani
vzorl na hranici sou¢asnych moZznosti.

Jedna z oblasti, ve které vyuzivame rozpoznavani vzora velice Casto, je strojo-
vé vidéni. Data byvaji obvykle nasnimana pomoci kamery. Poté jsou analyzovana
a prevedena do takové formy, aby co nejlépe vystihovala nasnimany obraz. Tento
postup se vyuziva napriklad pro vystupni kontrolu vyrobki firmy a detekci pri-
padnych defektti [9].

Dalsi oblasti, kde se hojné vyuziva rozpoznavani vzord, je automatické rozpo-
znavani znakil (OCR - optical character recognotion). OCR systémy ke své Cinnosti
obvykle vyuzivaji svételny zdroj, skenovaci CoCky, zarizeni pro manipulaci
s dokumentem a detektor. Intenzita odraZeného svétla je prevedena na Ciselné
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hodnoty a ty jsou nasledné rozdéleny na sekvence znakt [9]. S timto principem se
miiZeme bézné setkat napiiklad u skeneru nebo RFID ctecky.

Pocitacem asistované diagnostikovani je také velmi diilezitou oblasti, kde vyu-
zivame rozpoznavani vzoru. Tento zplisob diagnostikovani je velmi bézny ve zdra-
votnictvi a da se aplikovat na celou fadu zdravotnickych dat jako je napf. rentgen,
tomografie, ultrazvuk, elektrokardiogramy (ECG), elektroencefalogramy (EEG) [9].
Finalni rozhodnuti a zplisob 1é¢by jsou samoziejmé vZidy provedeny lékafem. Tyto
expertni systémy slouZi pouze k usnadnéni jeho prace.

Rozpoznavani vzori je nezbytné v oblasti detekce a rozpoznani mluvené teci.
Re¢ je sice nejbéznéjsi formou komunikace mezi lidmi, oviem stroje maji velké po-
tiZze lidské reci porozumét. Do této oblasti vyvoje se investuje v soucasnosti velké
mnozstvi penéz, protoZe existuje mnoho potencidlnich zpisobl vyuziti této tech-
nologie. Podobna technologie by mohla vyrazné usnadnit mnoho vyrobnich proce-
st, fizeni stroji v nebezpecném prostredi a zlepsit zivot handicapovanym [9].
[ kdyZ se o tuto oblast zajimaji predni védci a bylo u¢inéno mnoho pokroki, stroje
stale nejsou schopné plné rozumét lidské reci. V soucasné dobé stroje umi prevést
mluvené slovo do ASCII symboli, ty nasledné délit na véty a slova i identifikovat
jednotlivé casti véty (podmeét, prisudek atd.) a dokonce je rozdélovat do skupin
(napf. pozitivni a negativni) [10].

VysSe zminéné priklady zastupuji pouze nékteré oblasti vyuziti, rozpoznavani
vzord se pouziva pro reSeni mnoha dalSich problémi. V zavislosti na nasi znalosti
problému dostupnych dat je nutné zvolit spravnou formu uceni.

2.3.2 Uceni s ucitelem a bez ucitele

Mame-li trénovaci data jiZ ohodnocena a pouzity algoritmus dokaZe tuto predem
zndmou znalost vyuzit pri procesu uceni, potom se jedna o uceni s ucitelem. Pri
vyuziti u€eni s ucitelem dosahujeme obvykle lepsi nebo stejné presnosti kategori-
zace neZ pri vyuziti uCeni bez ucitele i pti trénovani na mens$im objemu dat, avsak
ne vZdy mame k dispozici trénovaci data s oznacenymi vyslednymi tfidami [11].

Vsituaci, kdy potrebujeme kategorizovat data, ke kterym nemame vhodna
trénovaci data s oznacenymi cilovymi tiidami, musime zvolit jiny postup, kterému
rikame uceni bez ucitele. V pripadé, kdy mame k dispozici pouze mnoZinu vstup-
nich vektorii bez ohodnoceni, je nasim cilem hledat podobnosti mezi nimi a na za-
kladé nalezenych podobnosti je tridit do skupin s poZadovanym stupném podob-
nosti. Tomuto zptisobu kategorizace se rika shlukovani (clustering).

2.4 Shlukovani

Shlukovani je tedy proces, pri kterém se snazime vzory spojit do skupin na zakladé
podobnosti jejich vlastnosti. Takto vzniklé skupiné vzora rikame shluk. ProtoZe se
pri procesu uceni nepracuje s predem znamym ohodnocenim vystupni skupiny,
nemusi byt na prvni pohled jasné, jaké vlastnosti jsou typické pro urcity shluk. In-
terpretaci jednotlivych shluki byva obvykle zajisténa expertem [12].
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2.4.1  Obecny postup shlukovani

1. Ziskani dat

Normalizace dat

Aplikace shlukovaci metody
Analyza vytvorenych shlukl

v W

Stanoveni presnosti shlukovani [13]

Prvnim krokem analyzy shluki je ziskani dat. ProtoZe hodnoty tvorici vstupni vek-
tor velmi Casto nepochazeji ze stejnych intervald, je v naSem zajmu tyto hodnoty
prevést na spolecny interval. Tento proces nazyvame normalizace dat. Po prove-
deni normalizace jiZ hodnoty vstupniho vektoru nebudou mit Zadnou vazbu na
jednotky realného svéta, ovSem vysledek shlukovani bude presnéjsi. Nejcastéjsi
formou normalizace je normalizace do intervalu (0, 1). Hodnoty v tomto intervalu
jsou vhodné pro rozpoznavani vzorl pomoci vétSiny dostupnych nastroji. Pro né-
které nastroje muze byt vhodna i normalizace na jinak ohranicené intervaly, jiné
nastroje mohou byt schopné pracovat i na nenormalizovanych datech.

DalS$im krokem je aplikace vybrané shlukovaci metody. VétSina shlukovacich
algoritmtl funguje na principu porovnavani vzdalenosti v r-rozmérném prostoru
mezi jednotlivymi kategorizovanymi vzory (viz Obr. 1). R-ta souradnice vzoru od-
povida r-tému prvku vstupniho vektoru.

st . wat,w
e gt

Obr. 1 Shlukovani [14]

Po provedeni shlukovaci metody je nutné otestovat, zda vytvorené shluky od-
povidaji naSim poZadavkiim a s jakou presnosti je nyni algoritmus schopny katego-
rizovat nové vstupy. To miiZeme otestovat naptiklad pomoci metody zvané krosva-
lidace. Pri pouziti této metody jsou data rozdélena na deset stejné velkych ¢asti.
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[terativné vZdy vybereme jednu desetinu pro ucely testovani a zbytek dat se vyuzi-
je jako trénovaci data. Iterativné provadime 10 testl a vysledna tspésnost je vy-
poctena jako aritmeticky priimér uspésnosti dosazenych pti kazdé iteraci.

24.2 Aplikace shlukovani

Shlukovani se v praxi vyuZziva pro feSeni mnoha riznych problémi. V nasledujicim
textu se zamérime na sméry, ve kterych se lze se shlukovanim bézné setkat a bude
vysvétleno, jakym zplisobem je mozné shlukovani v téchto oblastech pouzit.

Redukce dat

Velmi Casto se setkdvame s daty, jejichZ objem je obrovsky, a zpracovani takovych
dat se miiZze ukazat velmi problematické. Analyzy shlukd se miiZze vyuzit pro setri-
déni dat do urcitého poctu skupin, pricemz data uvniti jedné skupiny maji spolec-
né vlastnosti a poté zpracovavame kazdou skupinu jako samostatnou entitu.

Naptiklad pri prenosu signalu mizeme vyuZzit shlukovani tak, Ze definujeme
zastupce pro kazdy datovy shluk. Nasledné misto prenosu dat samotnych, pouze
vysilame predem definovany kod pro pienaseny shluk [15]. Timto zplisobem mi-
zeme docilit vyrazné komprese dat.

Generovani hypotéz

V tomto piipadé aplikujeme shlukovani na data za ucelem ziskat hypotézu, ktera
vystihuje podstatu dat samotnych. Shlukovani vyuzivame jako nastroj pro stano-
veni hypotéz, ovSem pravdivost téchto hypotéz musi byt nasledné potvrzena vyu-
zitim jinych dat [16].

Testovani hypotéz

Analyzu shlukl pouzivdme také pro ovéreni spravnosti urcitych hypotéz. Vezmé-
me v uvahu nasledujici hypotézu: Velké spole¢nosti investuji v zahranici. Jednim
zplUsobem, jak ovérit tuto hypotézu, je vyuziti analyzy shlukl na dostatecné velkou
a reprezentativni mnozinu spolecnosti. Predpokladejme, Ze kazda spolecnost je
reprezentovana jeji velikosti, aktivitami v zahranic¢i a schopnosti ispéSné realizo-
vat svoje projekty. Pokud se po aplikovani analyzy shlukl vytvori shluk reprezen-
tujici velké spolecnosti, které investuji v zahranici bez ohledu na tspésnost jejich
projektti, potom je tato hypotéza podporovana [15].

Piredpovédi zaloZené na skupinach

Na zakladé analyzy shluki je také mozné ziskavat predpovédi. V tomto piipadé
aplikujeme analyzu na dostupnou mnozinu dat, diky cemuz ziskame jeden Ci vice
shluki. Tyto shluky jsou charakterizovany vlastnostmi objektd, na zakladé kterych
byly zformovany. Pokud nasledné ziskdme dal$i neznamy objekt, je moZné urcit, do
jakého shluku pravdépodobné nalezi, a priblizné tak ziskat jeho vlastnosti na za-
kladé vlastnosti daného shluku [15].
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Predstavme si priklad, kdy je analyza shlukl vyuzita na mnoZinu dat, ktera
obsahuje informace o pacientech, ktefi absolvovali stejnou nemoc. Data obsahuji
predevsim informace o reakci pacientli na urcité 1éky a ucinnosti 1é¢by [9]. Potom
pro nového pacienta mizeme stanovit, do jakého shluku patti, a na zakladé toho
urcit zplisob 1éCby, ktery je pro néj nejvhodnéjsi.

DalSi konkrétni priklady vyuziti

Analyzu shlukli pouzivame také pro vyhodnocovani dat porizenych pomoci multi-
spektralniho dalkového pozorovani zemé. Jedna se o multispektralni snimky pofri-
zené pomoci specidlnich senzori umisténych na satelitu, letadle nebo vesmirné
stanici. Tyto velmi citlivé senzory jsou schopné zachytit veSkerou elektromagne-
tickou energii, ktera je zemskym povrchem pasivné odraZzena nebo aktivné gene-
rovana [17]. Senzory jsou citlivé na rlizna vlnova pasma elektromagnetického za-
feni. Riizné typy zemského povrchu odrazeji elektromagnetickou energii v jednot-
livych vlnovych pasmech srozdilnou intenzitou. Napriklad elektromagnetickou
energii ve viditelném pasmu odrazeji predev§im minerdly, vlhka plida, vodni usa-
zeniny a vegetace. V infraCerveném pasmu lze sledovat tepelné vlastnosti povrchu.
Jinymi slovy: kazdé pasmo elektromagnetického zatfeni popisuje riizné vlastnosti
stejného mista na Zemi [9]. Timto zplisobem je mozZné vytvorit obrazy zemé, které
odpovidaji odrazu energie v riznych pasmech. Naslednym ukolem je identifikovat
jaké vlastnosti maji rizné druhy zemského povrchu v jednotlivych pasmech. Zem-
sky povrch mtizeme napiiklad délit do nasledujicich shluki: zastavba, les (listnaty,
jehli¢naty), zemédélské oblasti, voda a podobné (viz Obr. 2). KaZdym vstupnim
vzorem analyzy potom bude jednotlivy pixel obrazu a prvky vstupniho vektoru
budou tvorit intenzity namérené v riiznych vinovych pasmech pro dany pixel. Oce-
kavame, Ze stejné typy zemského povrchu budou zarazeny do stejného shluku.

Shlukovani se také hojné vyuziva v socialnich védach pro zpracovani vysledki
prizkumi, vytvareni statistik a pro usnadnéni procesu rozhodovani. Chceme-li
napriklad zjistit spojitost mezi negramotnosti, Umrtnosti déti a hruby domacim
produktem (HDP) urcitého statu. Vtomto pripadé je kazda zemé reprezentovana
trojrozmérnym vektorem, ktery obsahuje Udaje pravé o HDP, timrtnosti déti
a gramotnosti v dané zemi. Po provedeni analyzy shlukii pravdépodobné nalezne-
me takovy shluk, ktery bude sdruZovat zemé s malou urovni HDP, vysokou umrt-
nosti déti a vysokou urovni negramotnosti [9].

Dal$im moznym zpasobem vyuziti shlukovani je kategorizace textovych dat.
Prestavme si, Ze mame mnoZinu dat, ktera obsahuje textova hodnoceni spokoje-
nosti s urcitou sluzbou, a nasim cilem je rozdélit tato hodnoceni na kladna, zaporna
a poptipadé neutralni [18]. Nejdiive je nutné se zamyslet, co je typické pro pozi-
tivni ¢i negativni komentar. MiiZe jit o pocet vyskyta urcitych slov nebo slovnich
spojeni. Po nalezeni takovychto typickych frazi zjistime Cetnost jejich vyskytu
v jednotlivych hodnocenich a na zakladé této Cetnosti vytvorime vektor pro kazdé
analyzované hodnoceni.
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Obr. 2 Shlukovani typt zemského povrchu: a) mapova vrstva; b) vysledné shluky [9]

2.4.3  Kategorie shlukovacich algoritmu

Algoritmt pro shlukovani existuje velké mnozstvi a kazdy z nich miiZze poskytovat
jiné vysledky na stejnych datech, proto je vhodné je rozdélit do skupin na zakladé
principu, na kterém funguji.

Sekven¢ni algoritmy

Sekvencni algoritmy mohou poskytovat vice vysledka shlukovani. Jedna se o pri-
mocaré a rychlé metody. U vétSiny z nich prezentujeme vstupni vektor jednou ne-
bo vicekrat, oviem obvykle ne vic nez Sestkrat. Finalni vysledek je zavisly na pora-
di vstupnich dat [9]. Pro tyto algoritmy je typické generovani shlukl tvaru hyper-
kvadru nebo hyperelipsoidu v zavislosti na pouZivané vzdalenostni metrice.

Hierarchické shlukovaci algoritmy

Hierarchické shlukovaci algoritmy miiZeme dale rozdélit na spojovaci a rozdélova-
cl.

e Spojovaci algoritmy funguji ve vice krocich. Pocet shlukii vzniklych v prvnim

kroku je nejvyssi. V kazdém dalS$im kroku vznikaji shluky spojenim dvou shlu-

ki z predchoziho kroku. Tyto algoritmy jsou vhodné pro detekci shlukt
s protahlym tvarem.

e Rozdélovaci algoritmy také funguji ve vice krocich. Pocet shlukli v prvnim kro-
ku je nejmensi. V dalSich krocich vznikaji shluky rozdélenim jednoho shluku
z predchoziho kroku na dva [9].



22 Soucasny stav a vyvoj dolovani znalosti z dat

Shlukovaci algoritmy zaloZené na principu optimalizace cenové funkce

Tyto algoritmy posuzuji smysluplnost shlukli podle vysledku cenové funkce. Vétsi-
na algoritmu tohoto typu je zaloZena na diferencidlnim poctu. Algoritmus shluky
iterativné upravuje do té doby, nez dosdhne optimalni hodnoty cenové funkce,
podle které je stanovena kvalita shlukovani. Tuto kategorii je moZné rozdélit do
nékolika podkategorii.

e Prvni podkategorii tvori Hard or Crisp (pevné nebo kiehké) shlukovaci algo-
ritmy. V tomto typu algoritmi patti vektor pouze do jednoho shluku na zakla-
dé definovaného Kkritéria optimality.

e Pravdépodobnostni shlukovaci algoritmy zarazuji vektory do shluki na zakladé
Bayesova teorému.

e Fuzzy shlukovaci algoritmy nedefinuji, do jakého shluku vektor patfi, ale urcuji
stupen, se kterym vektor nalezi do kazdého ze shlukii.

e Algoritmy pro detekci hranice pracuji odliSnym zpisobem neZ ostatni. Misto
urceni shlukli samotnych se iterativné stanovuji a upravuji hranice mezi shlu-

ky [9].
Ostatni

Tato posledni kategorie obsahuje nékteré specialni druhy shlukovacich technik,
které se nedaji zaradit do vySe zminénych kategorii.

e Branch and bound clustering (shlukovani pomoci vétveni a ohraniceni) je sku-
pina shlukovacich algoritmd, ktera je schopna generovat velmi presné vysled-
ky pro pfedem urceny pocet shluki a kritérium optimality, aniZ by museli ite-
rativné generovat vice rtznych vyslednych shlukovani. Jejich velkou nevyho-
dou je vysoka vypocetni sloZitost.

e Genetic clustering (genetické shlukovani) algoritmy vychazi z Darwinovy teo-
rie o evoluci druht. Tyto algoritmy se inicializuji vytvorenim prvni generace,
ktera je reprezentovana moznym vysledkem shlukovani. Kazda dalsi generace
by méla reprezentovat lepsi vysledek shlukovani na zakladé stanoveného kri-
téria.

e Stochastic relaxation (stochasticka relaxace) metody nam za urcitych podmi-
nek garantuji konvergenci pravdépodobnosti ke globalné optimalnimu shlu-
kovani. Tyto metody maji velkou vypocetni sloZitost.

e Valley-seeking clustering (shlukovani pomoci prohledavani udoli) algoritmy
reprezentuji vstupni vektory jako objekty r-rozmérné ndhodné proménné x.
Vychazeji z béZné uznavaného predpokladu, Ze oblasti x, ve kterych se nachazi
velké mnozstvi vektorl, odpovidaji oblastem funkce hustoty pravdépodob-
nosti (probability density function - pdf). Odhadnuti pdf nam tedy mize po-
moci zvyraznit oblasti, ve kterych se tvori shluky.
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e Competitive learning (soutéZivé uceni) algoritmy patii mezi iterativni metody,
které nepouzivaji Zddnou cenovou funkci. Obvykle vytvoii vice moznych vy-
slednych shlukovani a nasledné vyberou jedno takové, které dava nejvétsi
smysl z hlediska metriky.

o Density-based clustering (shlukovani zaloZené na hustoté) algoritmy reprezen-
tuji shluky jako oblasti n-dimenzionalniho prostoru s velkou hustotou dat.
V tomto ohledu jsou podobné Valley-seeking algoritmim, ale k dosazeni toho-
to cile vyuzivaji jiny postup. Kazdy algoritmus z této skupiny se snazi riiznymi
zpusoby kvantifikovat hustotu. Algoritmy z této skupiny je moZzné vyuzit pro
zpracovani velmi obsahlych dat.

e Subspace clustering (shlukovani podprostoru) algoritmy jsou vhodné pro
zpracovani mnohorozmérnych dat. V nékterych pripadech miize atributovy
prostor dosahovat mnoha tisic rozméri. Funguji na principu rozdélovani

’

mnohorozmérného prostoru na podprostory, ve kterych je vypocet snadné;jsi

[9]-

2.5 Umeéelé neuronoveé site

Umélé neuronové sité patii mezi algoritmy strojového uceni. Neuronova sit' je tvo-
Fena mnozinou vypocetnich jednotek zvanych neurony (uzly), které jsou propoje-
ny jednosmérnymi cestami.

Xo=1

synaptické prahovd
hodnota

nelinedmi
furkce

\ Y
_

Obr. 3 Model umélého neuronu [19]

Pro kazdou neuronovou sit by mélo obecné platit:

e Obsahuje mnozinu adaptivnich numerickych parametri (vahy).

¢ Je schopna aproximovat nelinearni funkce.
Vahy v podstaté reprezentuji silu spojeni mezi neurony a jsou vyuZzivany v procesu
uCeni i vyhodnoceni. Neurony vjedné vrstvé zpracovavaji informaci paralelné
a podileji se tedy na feSeni problému spole¢né (viz Obr. 3). Vyobrazeny neuron ma
celkem pét vstupd.
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Xj je j-ty vstup neuronu

wjje synapticka vaha na j-tém vstupu neuronu

Xo je prahova hodnota (bias)

Y je vystupem neuronu

Vystup neuronu je zavisly na vstupech neuronu, hodnotach vah, prahové hod-
noté i aktivacni funkci. Nejdrive je nutné urcit sumu S (1), ktera je tvorena souci-
nem vSech vstuptl (x) a vahy odpovidajici danému vstupu. Pro vypocet vystupu
neuronu y je nutné na S aplikovat aktiva¢ni funkci f{S)(2) [20].

5
j=0
y=f() (2)

2.5.1  Analogie mezi umélou a biologickou neuronovou siti

,Umélé neuronové sité jsou inspirovdny biologickymi neuronovymi sitémi. Tato vlast-
nost urcitym zptisobem predurcuje, Ze uméle vytvorené neuronové sité by mély byt
schopny, z hlediska zdkladnich principti, se chovat stejné nebo alespori podobné jako
jejich biologické vzory. Je zi'ejmé, Ze vytvoreni umélého lidského mozku se vS§emi jeho
schopnostmi je véc jen velmi téZce fesitelnd, at' uZ z hlediska kvantity jeho neuronti Ci
jejich zptisobu propojeni, chovdni jednotlivych typii neuronti apod. Nicméné skytd se
tu Sance simulovat alespon nékteré funkce lidského mysleni a tyto pak implemento-
vat [20].”

Jak jiz bylo re¢eno, umélé neuronové sité vychazeji z principt, na kterych fun-
guji biologické neuronové sité (viz Obr. 4). Pro popis biologickych neuronovych siti
vyuzivame nasledujici pojmy: jddro (soma), axon, dendrity, synapse.
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Obr. 4 Biologicka neuronova sit [21]

Jadro neuronu (soma) u biologickych neuronovych siti odpovida umélému

neuronu (uzlu).

¢ Pojem axon u biologickych neuronovych siti odpovida vystupu umélého neu-
ronu.

¢ Pojem dendrit u biologickych neuronovych siti odpovida vstupu umélého neu-
ronu.

e Pojem synapse u biologickych neuronovych siti odpovida vaze vstupu umélé-

ho neuronu [22].

2.5.2 Architektura neuronové sité

Ucelem této kapitoly je podrobnéji popsat principy, na nichZ neuronové sité fungu-
ji a obecné vlastnosti neuronovych siti, vysvétlit funkci jednotlivych neuroni a je-
jich chovani v siti.

Vlastnosti sité

Neuronova sit je tvofena mnoZinou neuront spojenych jednosmérnymi toky. Kaz-
dy z téchto neuronii pracuje samostatné, ovsem vstup jednoho neuronu mize byt
tvoreny vystupem jiného. Kazdé spojeni mezi dvéma neurony je ohodnoceno cisel-
nou hodnotou (vdhou), kterd reprezentuje vliv vystupniho neuronu na neuron
vstupni. Kladna hodnota vahy znaci posileni vazby a naopak zaporna hodnota vahy
znaci blokaci dané vazby. Hodnoty téchto vah udavaji vlastnosti neuronové sité
a do jisté miry plni roli jako béZny program. Kazdy pocitacovy program muze byt
simulovan pomoci neuronové sité [23].
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vystupni vrstva

vnitini vrstva

vstupni vrstva

Obr. 5 Architektura neuronové sité [23]

Vstupni neurony jsou definovany externé a nemaji zadna vstupni spojeni [23].
Jejich vystupni spojeni se nepocita, pouze reprezentuje vstup dat do neuronové
sité. Vice vstupnich neuroni tvofi vstupni vrstvu neuronové sité (viz Obr. 5).

Dalsi specidlni skupinou neuronti jsou neurony vystupni (viz Obr. 5). Jejich
funkci je poskytovat vysledné hodnoty a tedy jejich vystupy povaZujeme za vystu-
py celé neuronové sité [23]. Vice vystupnich neuroni tvori vystupni vrstvu neuro-
nové sité.

Takové neurony, které nejsou vstupni ani vystupni, nazyvame neurony vnitini
vrstvy (viz Obr. 5) [23]. Tyto neurony a vazby mezi nimi realizuji funkcionalitu
neuronové sité a jsou nezbytné k tomu, aby neuronova sit mohla pocitat vysledky
sloZitych funkci.

MiiZe nastat situace, kdy miZeme definovat vstupy neuronové sité, a vime, ja-
ké vystupy neuronova sit poskytuje, ale nemame zZadné nebo omezené informace
o neuronech a vazbach vnitini vrstvy [23]. V takové situaci nevime, jakym zptliso-
bem neuronova sit data zpracovava, protoZe je pro nas vnitini vrstva skryta. Sité,
které obsahuji podobné skryté vrstvy se skrytymi neurony a vazbami, povazujeme
za Cernou skrinku (black box).

Podle toho, zda neuronova sit obsahuje zpétnou vazbu a tedy i cykly, rozdélu-
jeme neuronové sité na dopredné a rekurentni. Prvni skupina se mnohdy pouziva
pro aplikace uceni s ucitelem [23]. Vnitfni vrstvu neuronové sité je velmi Casto
vhodné rozdélit do nékolika podvrstev. Kazda vrstva potom reprezentuje oddéle-
nou cast procesu a jednotlivé vrstvy mezi sebou mohou sdilet i zpétnou vazbu.
U striktné vrstvené neuronoveé sité je nutné, aby neurony jedné vrstvy mély vazbu
pouze na neurony jiné vrstvy, tedy neurony jedné vrstvy nesméji sdilet vazbu.
Vstupni vrstvu neuronové sité do poctu vrstev obvykle nezahrnujeme.
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Podle poctu vrstev mlizeme neuronové sité rozdélit na jednovrstvé a vicevrst-
vé. Jednovrstvé neuronové sité maji striktné vstupni a vystupni vrstvu. Vicevrstvé
neuronové sité mohou mit analogicky vrstev vice. Specialnim pripadem vicevrstvé
sité je plocha sit. Ta obsahuje vrstvu vstupni (F0), jednu skrytou vrstvu (F1)
a vrstvu vystupni (F2) (viz Obr. 6) [23].

F2

F1

NN

(a) (b) (©)

FO

Obr. 6 Uplna (a), jednovrstva (b) a ploché (c) neuronova sit’ [23]

Vlastnosti neuronu

Kazdy z neuronti uvnitf neuronové sité je schopen prijimat vstup a generovat vy-
stup. Vystupem mize byt numericka hodnota nebo indikace aktivace. Napiiklad na
Obr. 5 mizeme vidét vystup neuronu u11, ktery vyuzivame jako jeden z finalnich
vystupl neuronové sité a zaroven pro vypocet aktivace neuronu usz.

Vstupy neuronu mohou nabyvat diskrétnich nebo spojitych hodnot. U dis-
krétnich vstupi jsou to urcité mnoziny hodnot, obvykle se jednd o mnoziny {0, 1}
a{-1, 0, 1}. Spojité vstupy jsou definovany intervalem, obvykle se jedna o interval
(0,1)a (-1, 1).

Dle konvenci kaZzdy neuron sité musi byt pripojeny ke specidlnimu neuronu uy,
jehoZ vystupem je vZdy hodnota 1. Vazba mezi uo a jinym neuronem se nazyva bias.
Pro usnadnéni se neuron uo nahrazuje zavedenim hodnoty bias uvniti kazdého
neuronu [23].

Aktivace neuronu je spoctena na zakladé aktivaci vSech neuronti do néj primo
pripojenych. Nasledné je spoctena vaZena suma aktivaci vaZenych silou prislusné-
ho spojeni. Na Obr. 5 je vidét, Ze pri stanovovani aktivace neuronu u11 vychazime
z aktivaci neuront us, us, ug, u1o a vah wi1,0 (bias), wi,3, wiig, wi,10 [23]. Nejdrive
probéhne vypocet S (1) a nasledné je aplikovana aktiva¢ni funkce (2).
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Aktivaéni funkce

Aktivacni (prenosova) funkce je nutna pro stanoveni vystupu neuronu v zavislosti
na jeho vstupech, vahach a prahové hodnoté. Nejdrive je na zakladé téchto hodnot
stanovena hodnota S (1), na kterou nasledné aplikujeme aktivacni funkci (2). Pro-
toZe je vystup neuronu silné zavisli pravé na aktivacni funkci, je nutné tuto funkci
zvolit vhodné, aby se neuron choval tak, jak od néj o¢ekavame. Strmost aktivacni
funkce urcuje rychlost reakce neuronu na zménu nezavislych vstupt. Aktiva¢ni
funkce se daji rozdélit do tri zakladnich kategorii: prahové, linearni a nelinearnti. Je
nutné mit na paméti, Ze nelinearni funkci nelze aproximovat pouze kombinaci line-
arnich funkci.

Prahové aktivacni funkce jsou schopné generovat pouze urcity pocet vystupt,
obvykle pouzivame skokovou funkci, kterd je schopna generovat obvykle dva nebo
tri vystupy (0 a 1 nebo 1, 0 a -1). K aktivaci neuronu dochazi pri prijeti prahové
hodnoty definované funkci. Tento druh funkce vyuzivame v situacich, kdy pracu-
jeme se dvéma nebo vice dobre oddélenymi stavy.

Linearni a nelinearni aktivac¢ni funkce se lisi od prahovych predevSim tim, Ze
generuji vystupy, které patii do spojitého intervalu. Obvykle se jedna o interval
(0, 1) a interval (-1, 1). Linearni funkce se obvykle pouzivaji pro neurony ve vy-
stupni vrstvé neuronové sité. Vzorec linearni prenosové funkce (3) je nasledujici:

f) =5 (3)

Mezi nejpouzivanéjsi nelinearni funkce patfi sigmoida, hyperbolicka tangenta, ra-
didlni bazova funkce a saturac¢ni funkce. Sigmoida (4; e - Eulerovo ¢islo) je schopna
generovat vystupy v intervalu (0, 1) a béZné se pouZiva v neuronovych sitich pro
reseni problému jako celku. Chceme-li radéji rozdélit problém na vice podproblé-
mu, zvolime jiny pristup.

f($) = 15 o5 (4)

Hyperbolickad tangenta (5) je specialni formou sigmoidy. I kdyZ se v goniometrii
béZné pouzivj, jeji vyuziti v neuronovych sitich s goniometrif prili§ nesouvisi. Tato
funkce ma velmi podobné aktivacni vlastnosti jako sigmoida, na rozdil od ni je
schopna generovat vystup v intervalu (-1, 1) a diky tomuto vy$$imu numerickému
rozsahu je Casto vyuzivana misto sigmoidy.

sinh(S) e’ —e”*
cosh(S) eSS+ e~S

() = (5)
Radialni bazova funkce (RBF) je tvarem podobna Gaussové krivce. VyuZziva se
v situaci, kdy je pro nas vyhodnéjsi problém rozdélit na podproblémy, nasledné
jednotlivé instance problému hodnotit z hlediska kazdého podproblému zvlast.
Tento pristup je z lokdlniho hlediska presnéjsi, ale ztracime tim globalni piehled
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o daném problému. Zakladni verze vzorce pro radialni bazovou funkci (6) obsahuje
volitelné parametry a, u a o, které ovliviiuji tvar kiivky [24].

(5= w?

f(S) = ae 207 (6)

Dynamické vlastnosti

Pro spravné fungovani neuronové sité musi byt specifikovano, kdy ma probihat
aktivace urcitych neuronti. V doptednych neuronovych sitich bez zpétné vazby
obvykle probiha aktivace neuronii v pevné daném poradi tak, aby probéhla aktiva-
ce kazdého neuronu predtim, nez prejdeme k nasledujicimu. V tomto pripadé sit
nabyde stabilniho stavu po jednom priichodu neuronovou siti.

U rekurentnich model neuronovych siti volime z nékolika moznosti. Jednou
z moznosti je projit neurony v predem definovaném poradi tak, jako tomu bylo
u dopredného modelu. Bohuzel vyuzitim tohoto zplisobu neni mozné zarucit, Ze sit’
nabyde stabilniho stavu. Dalsi moZnosti je opakovat priichod siti v pevné daném
poradi do té doby, dokud sit nenabyde stabilniho stavu. Neuronova sit bud’ nabyde
stabilniho stavu, nebo se bude proces cyklicky opakovat. Treti moZnosti je vypoci-
tat aktivaci vSech neuronti zaroven a poté provést zménu a nasledné zménit vystu-
py vSech neuronti zaroven [23]. Tento proces se cyklicky opakuje, stejné jako tomu
bylo v predchozim pripadé. Také miizeme prochazet jednotlivé uzly v ndhodném
poradi, ovSem v takovém pripadé nelze zajistit jakoukoliv formu cyklického pri-
béhu a samotny proces se velmi tézko limituje.

Ucéeni

[ u neuronovych siti rozliSujeme uceni s ucitelem a uceni bez ucitele. Pro uceni
s uCitelem je nutné, aby nase trénovaci data obsahovala i spravné hodnoty vystupi
neuronové sité, pro uceni bez ucitele takovéto pozadavky na data nemame.

Problémy, které reSime pri uceni s uCitelem, se dale rozd€luji na lehké a tézké
[23]. Resime-li lehky problém, mame ke kaZdému zaznamu nejen informaci
o spravnych vystupech sité, ale i informace o spravnych aktivacich neuronti vnitini
vrstvy. Pro reSeni tézkych ikolti mame sice informace o spravnych vystupech neu-
ronové sité, ale nevime, jaké jsou spravné aktivace neuronti uvnitr sité.

Tézké tkoly se daji dale rozdélit do dvou kategorii: problémy volné sité a pro-
blémy pevné sité. U volnych siti se v priibéhu procesu mohou piidavat i dalsi neu-
rony a ménit topologii sité, naopak u pevnych siti je pocet neuronti a topologie sité
pevné dana. V priibéhu vlastniho procesu uc¢eni se méni pouze vahy u spojeni [25].

Jednotlivé algoritmy také délime podle poctu priichodd, které neuronova sit
potiebuje ke spravnému stanoveni vah. Prvni skupinu tvori takové algoritmy, kte-
rym ke stanoveni vah staci jen jeden priichod neuronovou siti, tyto algoritmy patii
obecné mezi nejrychlejsi.

Naopak iterativni algoritmy museji obvykle ke spravnému stanoveni vah pri-
chod stejného zaznamu siti nékolikrat opakovat. Iterativni algoritmy nam obecné
poskytuji lepsi vysledky, ale jsou vyrazné pomalejsi [23]. Rychlost uceni je velmi
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dtlezita z hlediska zpracovani stiednich a velkych objemt dat. Pro problémy zahr-
nujici velké objemy dat je pouziti ¢asové naro¢nych algoritmi nemoZné.

V této kapitole byly vysvétleny nejdllezitéjsi vlastnosti neuroni a z nich vy-
tvotrenych neuronovych siti, mizeme se bliZe podivat na jednotlivé algoritmy, kte-
ré v této oblasti vyuzivame.

2.5.3 Nejdiilezitéjsi modely neuronovych siti

KaZzdy model neuronové sité vykazuje jiné vlastnosti, a proto je vhodné si shrnout
alespon zakladni z nich. Tato kapitola pojednava o zakladnich modelech neurono-
vych siti o jejich vlastnostech a vyuZiti.

Neuron prvni generace byl navrzen americkymi kybernetiky Warrenem
McCullohem a Waltrem Pittsem. Inovace spocivala v zavedeni inhibi¢nich vazeb
neuronu. Prvni typ vazby je reprezentovan synaptickou vahou rovnou hodnoté +1
a druhy pak hodnotou 0. KaZzdy neuron méa definovanou svou vnitini hodnotu pra-
hu, ktera musi byt prekonana vnitfrnim potencialem neuronu, aby doslo k jeho exci-
taci. Tento jednoduchy zptlisob definice neuronu umoznuje modelovat rizné pro-
cesy, jako naptiklad podminény reflex. Model se sklada ze tii neuroni s definova-
nou hodnotou praht, dvou vstupii (nepodminény a podminény), jednoho vystupu
(podminény reflex) a pouze z excitatnich vazeb [20]. Vyvoj prvniho neuronu byl
pocatkem rozvoje neuronovych siti.

Jeden z nejdutlezitéjSich modeli dodnes pouzivanych je tzv. perceptron, jehoz
potencial je definovany jako vazeny soucet vstupujicich signalti. Pokud tento vnitf-
ni potencial neuronu pifekona jeho prahovou hodnotu, dojde k excitaci neuronu na
hodnotu 1. V opatném pripadé je neuron inhibitovan, coZ je reprezentovano hod-
notou 0. V podstaté se jedna o rozdéleni vstupniho prostoru na dva poloprostory.
Jinymi slovy, jsme schopni prostfednictvim jednoho perceptronu rozlisit dvé tridy
vstupt. Jedné z nich odpovida excitace rovna hodnoté 1 a druhé inhibice neuronu
dana hodnotou 0. Otazkou nyni je, jak stanovit hodnoty vah neuronu, aby byl scho-
pen spravné rozpoznavat (prifazovat do tiid) predloZené vstupy. K tomu je po-
tfebné nas perceptron adaptovat na zdkladé trénovaci mnoZiny prostrednictvim
néjakého algoritmu. Jeden z nejznaméjsich principli je adaptace (uceni) neuronu
podle Hebbova pravidla [20].

Dal$im hojné vyuzivanym modelem neuronovych siti je backpropagation
(zpétné Sireni) vyuZivajici vicevrstvé neuronové sité, tedy takové sité, které maji
vstupni, vystupni a alesponl jednu vnitini vrstvu. VZdy mezi dvéma sousednimi
vrstvami se pak nachazi tzv. dplné propojeni neuront, tedy kazdy neuron nizsi
vrstvy je spojen se vSemi neurony vrstvy vyssi. Pomoci doptedného Sireni signalu
je nejprve ziskdna odezva neuronové sité na vstupni podnét dany excitaci neuronti
vstupni vrstvy. Takovym zplisobem vlastné probiha sifeni signali i v biologickém
systému, kde vstupni vrstva miize byt tvorena napi. zrakovymi bunkami a ve vy-
stupni vrstvé mozku jsou pak identifikovany jednotlivé objekty sledovani. Otazkou
zUstava to nejduilezitéjsi, jakym zplisobem jsou stanoveny ony synaptické vahy
vedouci ke korektni odezvé na vstupni signdl. Proces stanoveni synaptickych vah je
opét spjat s pojmem uceni a adaptace neuronové sité. Dalsi otazkou je i schopnost
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generalizace nad nauenym materialem, jinymi slovy jak je neuronova sit schopna
na zakladé nauceného usuzovat na jevy, které nebyly soucasti uceni, které vsak lze
néjakym zpisobem odvodit [20]. K procesu uceni potrebujeme jednak tzv. tréno-
vaci mnozinu a dale také vhodnou metodu, ktera umoznuje odpovidajici adaptaci
vah odvodit. Pro tyto ucely vyuzivime pravé metodu zpétného Sifeni. Na rozdil od
dopredného Sifeni signalu neuronovou siti, tato metoda adaptace spociva v opac-
ném Sifeni informace smérem od vrstev vyssich k vrstvam nizsim.

VSechny doposud zminéné modely neuronovych siti nebraly v ivahu kontext,
ve kterém data prichazeji. Vystup téchto siti je tedy pro stejny vstup vzdy stejny.
Nékteré neuronové sité dokazi vnimat i kontext, ve kterém data prichazeji. Protoze
u takovych neuronovych siti vystup zavisi nejen na vstupnim vektoru, ale i na kon-
textu, ve kterém data prichazeji, vystup sité se pro stejny vstupni vektor muze li-
Sit [20]. Chceme-li, aby nasSe neuronova sit' byla schopna zohlednit pro své hodno-
ceni i kontext, ve kterém data prichazeji, vyuZijeme rekurentni neuronovou sit.
Rekurentni neuronova sit’ ke své adaptaci vyuziva metodu zpétného sireni. Oproti
predchazejicim modeliim se v tomto pripadé signal nesiii pouze od vstupni vrstvy
smérem k vrstvé vystupni, ale dochazi i ke zpétnovazebnému prenosu informace
od vrstev vysSich zpét do vrstev nizSich [20]. Topologie rekurentni sité se lisi od
klasické dal$imi rekurentnimi neurony ve vstupni a vnitini vrstvé. Ve stredni vrst-
vé je jeden neuron odpovidajici jednomu neuronu vystupni vrstvy a ve vstupni
vrstvé jsou dva rekurentni neurony odpovidajici dvou neurontim vnitini vrstvy.
Kazdy z téchto neuroni prijima jediny vstupni signal, pattici jemu prislusejicimu
regulérnimu neuronu z nasledujici vrstvy.

Jeden z nejbéznéjsSich modell neuronovych siti vyuzivany pro shlukovani se
nazyva Kohenovy mapy a patii mezi vicevrstvé neuronové sité. Propojeni ve vy-
stupni vrstvé je typické sebeexcitujici vazbou a inhibi¢nimi vazbami vzhledem
k ostatnim neurontim. Tento zplisob propojeni vede k postupnému posilovani toho
neuronu, ktery byl na pocatku excitovan nejvice. Vysledkem je pak situace, kdy je
tento neuron vyexcitovan na maximum, zatimco ostatni jsou uplné potlaceny (late-
rarni, postranni inhibice). Tento postup je obdobny postupu excitace a inhibice
neuront ve skuteném mozku. Kazdy neuron pak reprezentuje néjaky objekt, ¢i
tiidu objektl ze vstupniho prostoru. Takovy neuron budeme nazyvat jako vitézny
uzel (bm - best matching) [20]. KaZdému vektoru je pro spravnost shlukovani nut-
né urcit odpovidajici bm, ktery potom vektor reprezentuje. Takovy neuron je poté
schopen urcit i dalsi vektory, které do dané skupiny patri. Hlavni ideou téchto neu-
ronovych siti je nalézt prostorovou reprezentaci slozitych datovych struktur. Tedy
aby tridy s podobnymi vektory byly reprezentovany neurony blizkymi si v dané
topologii. Tato vlastnost je typicka i pro skutec¢ny mozek, kde naptiklad jeden ko-
nec sluchové ¢asti mozkové kiiry reaguje na nizké frekvence, zatimco opacny ko-
nec reaguje na frekvence vysoké. Timto zplisobem je mozné mnohodimenzionalni
data zobrazit v jednodussim prostoru.

Z Kohenovych map vychazi dals$i hojné vyuZivany model, kterému rikame
Counterpropagation (opac¢né Sireni). Diive, neZ pristoupime k popisu tohoto mode-
lu neuronové sité, pokusme se nejprve o definovani tzv. Grossbergovy hvézdy. Tu
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si mizeme predstavit jako vrstvu neuronti obklopujici bm ve stifedu. Obdobné jako
v pripadé Kohonenova algoritmu se koeficient u¢eni méni v ¢ase, obvykle je jeho
pocatecni hodnota 0,2 a postupné pri adaptaci dosahne nulové hodnoty [20]. Takto
vytvorené shluky vykazuji vysokou miru podobnosti. V Counterpropagation neu-
ronovych sitich vyuzividme jednu skrytou vrstvu tvofenou Kohenovou mapu a dru-
hou pomoci Grossbergovi hvézdy. Nespornou vyhodou uvedeného modelu je rych-
lost jeho adaptace, nevyhodou je mensi presnost odezvy neZ poskytuje metoda
zpétného Siteni [20].

Na zavér této kapitoly se seznamime s Hopfieldovymi neuronovymi sitémi, je-
jichZ autorem je John Hopfield, ktery se zabyval studiem neuront podobnych jiz
drive uvedenym perceptrontim, ale prece jenom s nékterymi podstatnymi odlis-
nostmi. Podstatou problému bylo pouZiti energetické funkce svazané s neurono-
vou sitf tak, jak je to bézné i u jinych fyzikalnich systémi. Hopfieldova sit’ se sklada
z mnoziny neuroni navzajem uplné v obou smérech propojenych. Vahy sité jsou
symetrické ve smyslu rovnosti. Kazdy neuron ma stejné jako perceptron sviij prah
a skokovou aktiva¢ni funkci. Vstupem neuronu je opét vnitini potencial dany vaze-
nou sumou vystupti okolnich neuront. Stav neuront tedy mize byt bud'to stan-
dardni {0, 1} nebo bipolarni {-1,+1} [20]. S bipolarnimi stavy neuronti se obvykle
u Hopfieldovych siti setkavame castéji. Hlavni rozdil Hopfieldova modelu spociva
v tom, Ze vstup je aplikovan na vSechny neurony sité ve formé hodnot -1 a +1, na-
cez nasleduje cyklus postupnych zmén excitaci neurond, az do okamziku dosazeni
stabilniho stavu. Jinymi slovy vystupy predchoziho kroku se staly novymi vstupy
soucasného kroku. Inicializacni stav reprezentuje riiznorodost excitaci neuront,
které vzhledem k tomu, Ze jsou vSechny propojeny, se zacnou navzajem ovliviiovat.
To miliZe znamenat, Ze jeden neuron se snazi neurony excitovat na rozdil od jiného,
ktery se snazi o opacné. Vysledkem je nalezeni kompromisu - sit' relaxovala do
stabilniho stavu [20]. Hlavnim problémem uvedeného algoritmu Hopfieldovy sité
je nebezpeci uviznuti v nékterém z nezadoucich lokalnich minim energie béhem
relaxace siteé.

2.6 Teorie adaptivni resonance

Teorie adaptivni resonance (ART) byla formulovdana vroce 1976 matematiky
Stephenem Grossbergem a Gailem Carpenterem a je zdkladem fady matematickych
modeld, které vyuzivame pro dolovani znalosti z dat.

V podstaté se jedna o kognitivni a nervovou teorii popisujici zptisob, jakym se
lidsky mozek uci kategorizovat, rozpoznavat a predpovidat udalosti v ménicim se
svété. ART podrobné popisuje procesy védomého formovani zkuSenosti a funguje
na principu predpovédi funk¢niho spojeni mezi procesy védomi, uceni, oCekavani,
odezvy a synchronizace. Timto spojenim je popsan zplsob, jak lidsky mozek reagu-
je na okolni prostiedi [26]. Tento princip umoziuje adaptaci na zdkladé vjemu
okolniho svéta v realném Case a nejen diky tomuto faktu se teorie adaptivni reso-
nance vyuziva pro radu algoritmi pro ucely uceni a stabilni kategorizace.
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V teorii adaptivni resonance hraji kritickou roli takzvané resonantni stavy.
ART predpoklad3, Ze vSechny védomé stavy jsou resonantni [26]. Jednotlivé reso-
nantni stavy jsou mezi sebou propojeny pomoci zpétné vazby, ktera umoznuje
prevedeni naucenych zkuSenosti do logické reprezentace realného svéta. Algorit-
my zaloZené na ART se Casto vyuZivaji pro kategorizaci objemnych dat napriklad
v lékarskych databazich. Tyto algoritmy fadime mezi neuronové site.

U shlukovacich algoritmli probiranych v predchozich kapitolach je casto
striktné oddélena faze uceni a samotna faze kategorizace a diky tomu mohou
v urcitych situacich nastat problémy. Realny svét se neustale méni a stejné tak da-
ta, ktera z ného pochdazeji. V praxi se proto mliZeme casto ocitnout v situaci, kdy
chceme nasi neuronovou sit prizpiisobit novym, difive nezndmym skuteCnostem.
Neuronové sité, které striktné oddéluji proces uceni a kategorizace toto obvykle
neumoznuji a je nutné opakovat cely proces od zacatku. Neuronové sité zalozené
na teorii adaptivni resonance zpracovavaji data sekvenc¢né a pfi procesu uceni ne-
potirebuji vSechna trénovaci data uchovavat v paméti. Diky tomu je mozZné prokla-
dat proces uceni a proces samotné kategorizace dle potreby bez rizika znehodno-
ceni jiZ naucenych znalosti.

Zatimco pojem neuron je vhodny k vysvétleni zakladnich principi neurono-
vych siti, v souvislosti s ART neuronovymi sitémi se v odborné literature obvykle
vyuziva pojem uzel, ktery je uzivan i v nasledujicim textu. Oba pojmy jsou vzajem-
né zaménitelné.

2.6.1 Princip ART siti

Neuronové sité zaloZené na teorii adaptivni resonance zpracovavaji vstupni vzory
po castech bud’ zménou vah, nebo pomoci dlouhodobé paméti (LTM - long term
memory) adaptivnich filtra (viz Obr. 7). Tyto filtry jsou obsaZeny uvnitf vazeb mezi
vrstvami F1 a F2. Vrstva F1 slouzi k reprezentaci vstupnich vektort ve formé pro-
totypl kategorii. Pocet uzli této vrstvy odpovida poctu kategorii, na které lze
vstupni data rozdélit. Vrstva F2 slouzi k reprezentaci jednotlivych shlukl a pocet
uzll této vrstvy vyslednému poctu shlukd odpovida. Mezi témito dvéma poli do-
chazi ke kooperativnim i kompetitivnhim interakcim realizovanych pomoci filtru
(u), ktery je tvoreny vazbami vedoucimi z vrstvy F1 do vrstvy F2 [27]. Takovou
kombinaci adaptace a kompetitivni interakce ¢asto nazyvdme kompetitivni ucent.
S kompetitivnim u¢enim v oblasti rozpoznavani vzori se setkivame pomérné cas-
to, ovSem pro vlastni stabilizaci ART sité hraje nejdiilezitéjsi roli druhy adaptivni
filtr vedouci z vrstvy F2 do F1 (d). Tento typ vazeb reprezentuje naucena ocekava-
ni ART sité a umozZiuje siti vykonavat nasledujici procesy: priming (reakce na urci-
ty stimul), porovnavani vzori a paralelni vyhledavani.

Na Obr. 7 vidime, Ze pole F1 a F2 vCetné obou zminénych adaptivnich filtri
jsou soucasti pozorovaciho subsystému. Orientacni subsystém slouZi jako zaloha
v situaci, kdy se vstup do vrstvy F1 neshoduje s Zadnym z naucenych ocekavani ve
vrstvé F2. Pri aktivaci orienta¢niho subsystému dojde k resetu reprezentace shlu-
ki ve vrstvé F2. Tento reset automaticky vyvola paralelni prohledavani pozorova-
ciho subsystému. Nalezené alternativy jsou dale testovany a je bud’ nalezena sho-
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da, nebo je vytvoren novy shluk. Rychlost prohledavani je zavisla na zvolené rych-
losti uceni. K vyznamnym zménam adaptivnich filtrd dochazi pouze, kdyz je pro-
hledavani dokonceno a pro vzor rezonujici uvniti systému byla nalezena shoda.

Pozorovaci _ o
subsytém Orientacni

ARTI subsystém

kotrola

_| kontrola i
vigilance

] Vstup

Obr.7 Architekrura ART1 [27]

ProtoZe uceni ART sité probihd pouze ve stavech rezonance, je mozné mani-
pulovat s pomérem stability a plasticity sité [27]. Plasticita sité urcuje jeji potencial
provadét rychlé zmény uvniti dlouhodobé paméti a tedy i schopnost sité reagovat
na potencialni zmény v budoucnu.

Adaptivni vyhledavani vyuzivané v ART modelech umoznuje uceni vzori bez
rizika uvaznuti v neZddoucim stavu nebo lokalnim minimu [27]. Kritérium, definu-
jici shodu mezi vstupnimi vzory a uzlem reprezentujicim shluk ve vrstvé F2 mi-
Zeme v ART sitich nastavit podle potifeby volbou vigilance parametru, na zakladé
kterého je spusSténa aktivace orientacniho subsystému. Vyssi hodnota vigilance
parametru piedstavuje striktnéjsi kritérium shody a v takovém pripadé je obvykle
vstupni mnozina rozdélena do vice presnéjSich shluki. Nizsi hodnota parametru
toleruje vétsi rozdily a vstupni mnoZina je obvykle rozdélena do mensiho mnozstvi
obsahlejsich shlukid. Proces uceni je dale regulovan pomoci kontroly zisku (viz
Obr. 7), ktera slouzi pro regulaci variability vstupnich vektorti. Pokusme se nyni
o hruby popis mechanismu modelu ART:

e PredloZeni vstupniho vektoru x srovnavaci vrstvé. Ten aktivuje vzor v podobé
kratkodobé paméti (STM - short term memory).
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e Prostiednictvim vazeb vedoucich z F1 do F2 a pomoci lateralni inhibice je vy-
bran uzel s nejvétsi excitaci, ktery oznacime jako bm.

e Vitézny uzel bm pak vySle signal d smérem k niZsi vrstvé. Tento se nazyva
ocekavani a je odvozen z predchozi zkuSenosti. Tento zpétnovazebni signal
pak aktivuje ve srovnavaci vrstvé novy vzor X*.

e Plivodni vektor x je porovnan se s novym vzorem X*.

e Jestlize podobnost mezi obéma vektory (vstupnim a zpétnovazebnim), tedy
mezi realitou a ofekavanim, je mensi neZ preddefinovana hodnota vigilance
parametru, pak vybrany uzel bm nereprezentuje spravnou tridu, do které pat-
1 nas vstup, a je tedy odstranén z mnoZiny moznych vitéza.

e Pokud existuje dalsi mozny kandidat mezi zbyvajicimi neurony, otestujeme ho
stejnym zplisobem. Paklize Zddny vhodny bm neexistuje, je vtaZen do procesu
dal$i zatim neangaZovany neuron, ktery bude garantovat spravné rozpoznani
naseho vstupu.

e V pripadé, Ze podobnost mezi vstupnim a zpétnovazebnim signalem je vétsi
neZ hodnota vigilance, tedy bm reprezentuje vektor x, dochazi k jevu rezonan-
ce, k souladu mezi vstupem a ocekavanim.

¢ Dojde-li k rezonanci, pak nasleduje proces adaptace vah sité [20].

2.6.2 Inovace ART siti

ART neuronové sité jsou jedny z nejvice inovovanych neuronovych siti. Schopnost
rozpoznavat, samostatné kategorizovat a sekven¢né zpracovavat bindrni vzory ma
mnoho vyuZziti, ¢asto je ovSem nutné zpracovavat analogové vstupni vzory. Pro
tento ucel byl Grossbergem a Carpenterem vyvinut model ART2.

Na prvni pohled se model ART2 pfrili$ nelisi od ART1, ale na rozdil od ART1
miliZeme pracovat se spojitymi i digitdlnimi daty. Hlavni rozdil v architektuie je
v realizaci vstupni vrstvy F0. U architektury ART1 vstupni vrstvu FO vétSinou ne-
zobrazujeme, protoZe jeji jediny ucel je symbolizovat jednotlivé binarni prvky
vstupniho vektoru. U ART2 kazdy uzel FO ve skute¢nosti obsahuje Sest uzli, které
slouzi k prevedeni jednoho analogového prvku vstupniho vektoru do vnitini re-
prezentace. Ve vétSiné pripadii je tato Sestice uzlli znacena pro zjednoduseni pouze
jako jeden uzel. Jednotlivé prvky vstupniho vektoru jsou mezi sebou spojené pouze
pomoci nezavislych proménnych, které jsou pro vSechny uzly FO spolec¢né [27].

ART1 a ART2 jsou zakladni pouZzivané modely, ale zdaleka ne jediné. Diky ne-
spornym vyhodam ART byly tyto dva modely dale rozvijeny za dcelem odstranéni
nékterych nedostatki a vylepSeni vlastnosti sité. Mezi nejzndmé;jsi modely ART siti
patii nasledujici:

e ART1 je prvni navrzeny model a vytvoril zaklad pro moderni ART sité. Mlize
pracovat pouze s binarnimi vstupy.

e ART?2 je prvnim modelem ART siti, ktery je schopny pracovat s analogovymi
vstupy.

o ART2-A je efektivnéjsi verzi ART2.



36 Soucasny stav a vyvoj dolovani znalosti z dat

e FuzzyART model obohacuje standardni ART2 architekturu o vyuZziti fuzzy
mnoZin.

e ART3 vyuziva treti pamét (MTM - medium term memory), ktera je inspirova-
na chemickymi procesy.

e ARTMAP je jedinym probiranym modelem, ktery funguje na principu uceni
s ucitelem. Sklada se ze dvou jednotek, jedné zaloZené na ART1 a druhé zalo-
Zené na ART2 [27].

e TopoART je vylepSenou verzi FuzzyART. Oproti siti FuzzyART vykazuje niZsi
citlivost na Sum a stabilnéjsi vysledky shlukovani. Vice informaci o této archi-
tektute a jejich modifikacich je moZné najit v kapitole 2.6.4.

2.6.3 Architektura FuzzyART

Architektury neuronovych siti testovanych v této praci vychazeji z principli, na
kterych funguje neuronova sit FuzzyART, a proto je vhodné se zamérit nejdrive
pravé na tuto architekturu. Zakladni verze architektury Fuzzy ART funguje na
principu uceni bez ucitele, ale existuje i modifikace pro uceni s ucitelem zvana
Fuzzy ARTMAP [28]. Za navrhem téchto architektur stoji opét Stephen Grossberg
a Gail Carpenter, autori teorie adaptivni resonance. Na tomto projektu dale spolu-
pracovali s Davidem Rosenem, matematikem a odbornikem na fuzzy mnoZiny.

V béZné teorii mnoZin se pouze rozliSuje, zda prvek do dané mnoziny naleZzi.
PrisluSnost prvku do dané mnoZiny lze tedy vyjadrit pomoci binarni hodnoty. Pr-
vek do mnoziny bud’ naleZi (binarni hodnota 1), nebo do této mnoZiny nenaleZzi
(binarni hodnota 0). Pri praci s fuzzy mnozinami to neni tak snadné. Pro kazdy pr-
vek neni pouze striktné stanovena prislusnost do urc¢ité mnoziny, ale je stanoven
stupen této prislusnosti. Velmi zjednodusené lze rict, Ze nékteré prvky do mnoZiny
patii vice nez druhé [29].

FuzzyART zahrnuje vSechny zakladni prvky ART neuronovych siti. Obsahuje
tedy porovnavaci vrstvu F1 a reprezentacni vrstvu F2. Mezi témito vrstvami probi-
ha komunikace pomoci adaptivnich filtr u a d a variabilita vstupnich vektort je
kontrolovana pomoci modulti kontroly zisku. Oproti standardni architekture ART
obsahuje FuzzyART navic vstupni vrstvu FO. Pravé diky této vrstvé jsou novéjsi
architektury ART neuronovych siti schopné pracovat nejen s binarnimi vstupni
vektory, ale i analogovymi. Pomoci této vrstvy jsou analogové vstupni vektory pre-
vedeny na signal reprezentovany komplementarnim kédem, ktery je pak prezen-
tovan porovnavaci vrstvé F1 a zaregistrovan jako novy vzor.

Z vrstvy F1 se pak tento signdl $iti do reprezentac¢ni vrstvy F2 pomoci adap-
tivniho filtru u. Z vrstvy F2 je poté pomoci adaptivniho filtru d vyslan signal, ktery
reprezentuje ocekavani ve formé vzorové kategorie. Vysledkem tohoto procesu je
bud’to jiZ popsany stav resonance, nebo adaptivni paralelni prohledavani, jehoZz
vysledkem je vytvoreni nového shluku. Tento proces nyni rozebereme podrobnéji.

Vstupni vektor (x) je nejprve ve vrstvé FO transformovan pomoci komplemen-
tarniho kédovani a dale Sifen do vrstvy F1. Zde je tento vektor registrovan jako
aktivni vzor (X). Vystupni vektor této vrstvy je Sifen skrz nékolik konvergujicich
a divergujicich cest (filtr u). V priibéhu tohoto procesu je vynasoben matici adap-
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tivnich vah, které reprezentuji dlouhodobou pamét. Timto zptisobem je vygenero-
van novy vektor, ktery slouZzi jako vstup pro vrstvu F2. Ve vrstvé F2 jsou uzly akti-
vované Sirenim vstupniho vektoru a je vygenerovan novy komprimovany vektor
(c). V architekture Fuzzy ART byva zvolen pouze jediny vitézny uzel majici nejvyssi
hodnotu aktivace ve vrstvé F2, a proto je pouze jeden prvek vektoru nenulovy. Ne-
nulovy prvek je vystupem vitézného uzlu, ten reprezentuje vysledny shluk. Aktiva-
ce uzlu F2 mize byt interpretovana jako ,tvoreni hypotézy“ o vstupnim vektoru x
[30].

Po aktivaci uzli F2 je dale vygenerovan signalni vektor (y), ktery je odeslan
do porovnavaci vrstvy F1 pomoci druhého adaptivniho filtru d. Pti priichodu timto
filtrem je vektor vynasoben adaptivni vahovou matici, ktera je v tomto filtru obsa-
Zena. Vynasobeny vektor y je mozné interpretovat jako ,siti nau¢ena ocekavani*.
Signdl reprezentovany vektorem y muze byt interpretovan bud’ jako ,testovani
hypotézy“, nebo jako ,vytvoreni prototypu Y“. Nyni je nutné, aby neuronova sit
porovnala prototyp Y s pivodnim vstupnim vektorem x. V tomto procesu porovna-
vani mize byt zménén vzor X potlacenim aktivace vSech prvki vektoru x, které
nejsou potvrzené vektorem y. Vysledny prototyp X* symbolizuje takové prvky
vstupniho vektoru x, na zakladé kterych se neuronova sit rozhoduje. Pokud jsou
oCekavani y dostatecné podobna vstupu x, dosdhne neuronova sit' stavu resonance.
V tomto stavu se neuronova sit’ prizplisobuje novym skute¢nostem pomoci adapta-
ce vah filtrii u a d. V této ¢asti se neuronova sit Fuzzy ART uci na zakladé prototypu
Y misto ptivodniho zaregistrovaného vzoru X [30].

Kritérium akceptovatelné shody vektori je definovano pomoci bezrozmérné-
ho parametru vigilance. Vigilance parametr definuje, jak blizko musi byt vzor
vstupniho vektoru X kprototypu Y. Nizkd hodnota tohoto parametru vede
k obecnym a méné presnym prototyplim. S vyssi hodnotou tohoto parametru se
kategorie, kterymi jsou definované jednotlivé prototypy, zuzuji a zpfesnuji. Napri-
klad s niz$i hodnotou vigilance parametru je FuzzyART schopna rozeznat obliceje
a pokud hodnotu vigilance zvy$ime, mlze rozeznavat vyrazy jednotlivych oblicejti.
Pokud je rozdil mezi zaregistrovanym vzorem X a prototypem Y pftilis velky na to,
aby uspokojil kritérium shody dané parametrem vigilance, je zahajeno adaptivni
prohledavani, jehoZ cilem je nalézt novy uzel F2, vhodny pro reprezentaci vstupni-
ho vektoru x. V pribéhu tohoto procesu je zabranéno formovani asociaci mezi pro-
totypy Y a X* Prohledavaci proces resetuje Y predtim, nez by se podobna asociace
mohla zformovat. Po nalezeni takového uzlu, ktery vykazuje dostate¢nou shodu se
vstupnim vektorem x a vektorem y je zaveden novy uzel ve vrstvé F2, ktery repre-
zentuje novy shluk. Nakonec za¢ne proces uceni nové kategorie [30].

Proces uceni, porovnavani a volby kategorie je u FuzzyART velmi podobny
ART?2 s tim rozdilem, Ze proces uceni je prizptisobeny praci s fuzzy mnozinami.

2.6.4  Architektury TopoART a prislusné algoritmy

Architektury neuronovych siti TopoART vychazeji z teoretickych pricipti Fuzzy
ART. Maji stejny pocet sitovych vrstev, které maji stejnou dlohu. V zasadé se tyto
architektury lisi pouze ve dvou vécech. V reprezentacni vrstvé F2 maji architektury
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zaloZené na TopoART navic cesty, které vzajemné propojuji jednotlivé uzly F2
a definuji topologickou strukturu. Zavedenim téchto cest je sniZena citlivost na
Sum.

TopoART a yF(t), cF(t) TopoART b y™(t), c™(t)
T 1 1

F2, Q\{,Q{Q F2, Q:Q
e—CL Q) OD @—O O O
Foxm\ 8}% / | o

! |
XFO(t )

Obr. 8 Architektura TopoART [31]

Uzly F2 jsou nejprve oznacené jako docasné a po urcitém poctu kroki je vyhodno-
ceno, zda uzly ponechat (oznacit jako permanentni) nebo je odstranit.

Dalsi vyhodou architektury TopoART (viz Obr. 8) je moZnost vytvoreni vétsi-
ho mnozstvi modulti, které spolecné sdileji vrstvu FO. Tyto dalsi moduly se lisi od
zdkladnitho modulu hodnotou vigilince parametru (p). Do dodatecnych moduli
jsou propagovany pouze takové uzly F2, které byly oznacCené jako permanentni.
Hodnota vigilance parametru (p) se automaticky zvySuje v kazdém dalSim doda-
teCném modulu. Na Obr. 8 miizeme vidét dva moduly (a, b) [31].

Nyni se podrobnéji zamérime na algoritmus sité TopoART. V priibéhu uceni
jsou vstupni vektory prezentovany vrstvé FO v diskrétnich ¢asovych krocich ¢t.
Kazdy r-rozmérny vstupni vektor xF°(t) miZe byt reprezentovan nasledujicim
zplsobem (7):

xPO) =[x, (), .., % (D] (7)

Drive, neZ je moZné tento vstupni vektor prezentovat vrstvé F1, je nutné na néj
aplikovat komplementarni kddovani, a proto kazdy prvek vstupniho vektoru musi
leZet v intervalu (0, 1). Po dokonceni procesu kddovani vypada vstupni vektor na-
sledovné (8):

x(t) = [x1(t), oo, 2-(), 1 — x,(¢), ..., 1 — x,-(V)] (8)

Dale je kddovany vstupni vektor Sifen do vrstvy F1, kde je zaregistrovan, a z této
vrstvy je vektor Sifen do vrstvy F2 pomoci adaptivniho filtru u. Kazda z cest tvori-
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cich adaptivni filtr u obsahuje vahovy vektor w;, kde j je oznaceni uzlu, do kterého

dana cesta smétuje. Prvky vahového vektoru oznacuji hrani¢ni body jednotlivych
kategorii, jejichZ prototypy jsou dané uzly vrstvy F1. Aktivace j-téhu uzlu F2 (z)
probiha na zakladé nasledujici funkce (9):

= |x(©) A w; (®)]
770,001 + |w;(e)]

%)

Tato funkce je také nazyvana funkci volby a méri podobnost mezi vstupnim vekto-
rem a uzlem j. Symbol A znaci operator MIN typicky pro fuzzy mnoziny. Déleni cle-
nem 0,001 + |w;(t)| vede k preferenci mensich shlukd pfed vétsimi (pokud je to
mozné).

Dale je na vektor vstupujici do této vrstvy aplikovana dalsi funkce, kterou na-
zyvame funkci shody, na zakladé které je urceno, zda je dany shluk moZné rozsirit
o vstupni vektor, aniz by byla pirekrocena maximalni velikost V (10), ktera je zavis-
14 na poctu rozmért (r) vstupniho vektoru a hodnoté parametru vigilance (p). Vy-
sledek funkce shody je Sifen adaptivnim filtrem d zpét do porovnavaci vrstvy F1.

V=r(1-p) (10)

Aby bylo mozné vstupni vektor do shluku zaradit, musi platit nasledujici vztah
(11):

t i(t
|[x() Aw; (D) -
x(t)
Po aktivaci vSech uzll F2 jsou vybrany dva uzly: uzel s nejvyssi hodnotou ak-
tivace bm a uzel s druhou nejvyssi hodnotou aktivace shm. Pro tyto dva uzly j jsou

upraveny vahy na cestach tvoricich adaptivni filtr na zakladé nasledujiciho vzorce
(12):

(11)

wit+1) = B (x(®) Aw(®) + (1= Hw;(D) (12)

Hodnota 8 odpovida parametru learning rates (rychlost uceni), kterym je mozné
stanovit stupen adaptace vah. Pro uzel bm je hodnota f rovna jedné. Pro uzel shm
je hodnota f stanovena pomoci volby daného parametru, je vhodné tuto hodnotu
zvolit nizsi neZ jedna a samoziejmeé vyssi nez nula. Pfi hodnoté nula by nedochaze-
lo k Zadné adaptaci vah. Uvedeny adaptacni vztah odpovida rozsireni shluku o da-
ny vstupni vektor. V priibéhu uceni se vysledné shluky nemiizou zmensovat a diky
tomu je dosazeno stabilnich vysledki. Navic je mezi uzly bm a sbm vytvorena cesta,
kterou neni mozné dale modifikovat.

Za predpokladu, Ze neexistuje Zadny existujici uzel F2 reprezentujici shluk, do
kterého by bylo moZzné dany vstupni vektor zahrnout, vstoupi neuronova sit' do
procesu paralelniho prohledavani, jehoz cilem je najit novy uzel F2, ktery odpovida
danému vstupnimu vektoru. Pro sniZeni vlivu Sumu obsahuje kazdy uzel F2 poci-
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tadlo, které uchovava pocet vstupni vektort, na kterych dany uzel adaptoval svoje
vahy. Po kazdych 200 celkovych vyukovych krocich je na zakladé tohoto pocitadla
rozhodnuto, jestli bude uzel oznacen jako permanentni a je pfipadné propagovan
do dal$tho modulu. V procesu vyhodnoceni dat je vstupni vektor propagovan do
obou modulli soucasné. Vigilance paramerametr (p) je moZné stanovit pouze pro
prvni modul g, vigilance parametr druhého modulu b je stanoven na zakladé hod-
noty pro modul a (13) [31].

1
pp=5(a+1D) (13)

Neuronova sit Fast TopoART se od standardni sité TopoART liSi pouze
v procesu uceni. V situaci, kdy jsou nalezeny odpovidajici uzly bm a shm, je pro tyto
uzly j provedena adaptace vah. V piipadé neuronové sité Fast TopoART je tato
adaptace provedena pomoci jednodussiho vztahu (14).

wit +1) = B (x(6) Aw; (D)) (14)

Tato uprava vede k vyssi rychlosti uceni, ma ovSem negativni vliv na presnost vy-
sledného shlukovani a zvysuje citlivost na Sum obsaZeny v datech [32].

Neuronova sit Hypersphere TopoART se od sité TopoART liSi v reprezentaci
kategorii. Prototypy jednotlivych Kkategorii jsou reprezentovany stejné jako
v TopoART pomoci uzli F1. Tvar téchto kategorii je opét dan hodnotami vah adap-
tivniho filtru. Reprezentace tohoto filtru je mezi témito architekturami odli$na, coZ
ma na tvar kategorie samoziejmé vliv. Zatimco u neuronové sité TopoART maji
kategorie tvar hyperkvadru, u neuronové sité Hypersphere TopoART maji jednot-
livé kategorie tvar hyperelipsoidu a to vede i k rozdilné reprezentaci. Kazda kate-
gorie je popsana vektorem vzdalenosti hrani¢ntho bodu od prototypu
v jednotlivych rozmérech (¢) a primérnym polomérem (R). Témto kritériim bylo
tieba prizplisobit aktivacni funkci (15) uzli j vrstvy F2.

H — max(R-, |x(t) — uj(t)D
H —R; + 0,001

z(t) = (15)

Funkce max vraci nejvyssi hodnotu z hodnot obsazenych v zavorce a proménna H
je stanovena na zakladé vzorce (16). Déleni vyrazem H — R; + 0,001 vede k prefe-

renci mensich shluka pred vétSimi.

;
1 |
H= 2 |) G- xpinye (16)
i=1

v 7

Proménné x;"®* a x™'" zna¢i oekdvané minimum a maximum v rozméru i.
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Stejné jako v pripadé TopoART je po stanoveni uzlu bm nutné ovérit, zda se
shluk reprezentovany timto uzlem muze rozsitit o dany vstupni vektor a zaroven
neprekrocCit maximalni velikost V (17). Funkce shody (18) vypada v pripadé Hy-
persphere TopoART nasledovné:

V=H(1- p) (17)

B max(R-, |x(t)— u]-(t)D -
o > p

Na rozdil od TopoART je v tomto pripadé velikost V nezavisla na poctu rozméri
(r), coz vede k vyssi flexibilité neuronové sité.

Poslednim rozdilem je zptlisob, jakym se v procesu u¢eni méni hodnoty u (19)
a R (20) v adaptivnich filtrech ve stavu resonance. Opét jsou adaptovany pouze
vahy takovych uzli j, které byly oznaceny jako bm a sbm. Hodnota £ je pro bm rov-
na 1. Pro sbm je tato hodnota opét volitelna. Funkce min funguje obdobné jako vyse

vV

(18)

[33].

min(R;(2), |x(t) — ;(®)])
|x(6) = 1w (®)]

e+ D) = (0 + 2 (1—

)Ix(t) - w® @9

Ri(t+1) = R;i(t) + %(max (R, |x(®) = W] - R®)) (20)
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3 Metodika

Hlavnim cilem této prace je urcit a popsat vlastnosti neuronovych siti zaloZenych
na teorii adaptivni resonance a dale ohodnotit moznosti jejich praktického vyuZziti.

K tomuto ucelu je nutné vytvorit vhodny nastroj implementujici principy teo-
rie adaptivni resonance a nasledné jej otestovat na rtiznych typech dat. Tato kapi-
tola podrobné popisuje zdroje dat, na kterych byly provedeny jednotlivé testy,
zplsoby, jakymi byla data upravena, i zpisob realizace samotnych neuronovych
sitf a vyhodnoceni dosazenych vysledkii.

3.1 Prostredky vyuzité k realizaci ART neuronovych siti

K otestovani byly vybrany tfi architektury ART neuronovych siti: TopoART, Fast
TopoART a HypersphereTopoART. Nejdiive bylo nutné vytvorit nastroj, ktery
principy téchto siti vhodné implementuje. Tento nastroj byl vytvoren pomoci pro-
gramovactho jazyku C# a dale vyuZival knihovny LibTopoART a knihovnu Win-
dowsFormes.

3.1.1 Programovacijazyk C#

C# je objektové orientovany programovaci jazyk podobny jazykiim C++ a JAVA. Byl
vytvoren spolecnosti Microsoft a ptivodné slouzil pro implementaci knihoven, tiid
a funkci pro framework (podpiirna softwarova struktura) .NET. Protoze C# patii
mezi jazyky kompilované, je nutné zdrojovy kdéd napsany vtomto jazyce pred
spusténim nejprve prevést do strojového jazyka (zkompilovat). Zkompilované koé-
dy po spusténi vyuzivaji prostredkl virtudlniho stroje CLR (Common Language
Runtime). CLR je tedy nezbytny pro spousténi jakéhokoliv C# kddu a je soucasti
vSech operacnich systémi Windows novéjsich nez Windows 98.

3.1.2 Knihovna Windows Forms

Knihovna Windows Forms je soucasti frameworku Microsoft .NET a je vyhradné
urcena pro tvorbu grafickych uZzivatelskych rozhrani (GUI) pro operac¢ni systémy
Microsoft Windows. Pro spravny chod GUI realizovanych pomoci Windows Forms
je nutné mit nainstalovany systém Windows novéjsi nez Windows XP, service
pack 3.

3.1.3 Knihovna LibTopoART

Knihovna LibTopoART implementuje principy ¢tyr architektur neuronovych siti
navrzenych Markem Tscherepanowem. Konkrétné jde o nasledujici ART neurono-
vé sité: TopoART, Fast TopoART, Episodic TopoART a HypersphereTopoART. Kni-
hovna byla vytvorena promoci nastroje MONO 3.12.0 pro .NET 4.5 a je moZné ji
vyuZivat na vSech systémech Windows novéjsich nez Windows Vista [34].
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3.2 Data

Pro stanoveni vlastnosti jednotlivych architektur neuronovych siti je nutné je otes-
tovat na riznych typech dat, abychom byli schopni urcit, které vlastnosti siti zlista-
vaji neménné, a naopak, které vlastnosti sité vykazuji pouze pro urcity typ dat.

Testy byly provedeny na dvou umélych datesetech (datovych sadach) a jed-
nom realném datasetu. Umély dataset Agregation je nejjednodussi z testovanych
dataseti a je vhodny pro stanoveni zakladnich vlastnosti testovanych siti a jejich
uspésnosti na dvourozmérnych datech. DalSim testovanym umélym datasetem byl
Hyperkvadrovy dataset, ktery obsahuje dva shluky v mnohorozmérném prostoru.
Tento dataset je vhodny pro stanoveni vlastnosti a dspésnosti siti na mnohoroz-
mérnych datech a pro stanoveni faktort, které maji vliv na spotrebu ¢asu pro shlu-
kovani. Posledni testovany dataset Hotelova hodnoceni byl tvoreny realnou sbir-
kou textovych hodnoceni psanych v prirozeném jazyce. Pro takova data je typicka
reprezentace pomoci fidkych vektort. Tento dataset byl vhodny pro stanoveni re-
alného vyuziti, vlastnosti a UspéSnosti na sloZitych velmi objemnych datech.

3.2.1  Agregation dataset

Agregation (agregace) dataset obsahuje 788 bodl v dvourozmérném prostoru.
Kazdy z téchto bodi je reprezentovan dvojici souiadnic x a y. Pomoci téchto je vy-
tvoreno celkem sedm rovinnych geometrickych tutvart.
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Obr.9 Geometrické utvary
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Nékteré z téchto utvari jsou od sebe oddéleny riizné velkou prazdnou oblasti, jiné
utvary jsou mezi sebou zdmérné propojeny riznymi zplsoby. VSechny utvary
a jejich znaceni miizeme vidét na Obr. 9. Tento dataset byl ziskan ze stranek Uni-
versity of Eastern Finland [35].

3.2.2  Hyperkvadrovy dataset

Hyperkvadrovy dataset obsahuje dva shluky bodt ohranicené tvarem hyperkvadru
v dvoutisicirozmérném prostoru. Vkazdém rozméru je tento prostor ohranic¢en
nulou a jedni¢kou. Pro kazdy shluk byl ndhodné stanoven jeho stied a kolem toho-
to stfedu bylo ndhodné generovano 1 000 bodd, které jsou v kazdém rozméru od
stredu vzdaleny maximalné o stanovenou hodnotu. Celkem tedy dataset obsahoval
2 000 bodti. Pii pouziti tohoto postupu je velmi pravdépodobné, Ze se vzniklé shluky
tvaru hyperkvadru budou v mnoha rozmérech prekryvat.

3.2.3 Hotelova hodnoceni

Tento realny dataset obsahuje kolekci slovnich hodnoceni sluZeb a ubytovani, kte-
ré bylo napsané hotelovymi zakazniky v riiznych zemich. K témto hodnocenim byla
dale vzdy pridélena hodnota, ktera vypovida o spokojenosti hostli. Hodnota 1 od-
povidala pozitivnimu hodnoceni a hodnota 2 odpovidala hodnoceni negativnimu.
Tato data byla prevzata z portalu Booking.com [36] a pro tcely této prace byla vy-
brana pouze data v anglictiné.

3.3 Priprava dat

Vétsinu datovych zdroji nebylo moZné analyzovat v jejich pivodni formé a bylo
nutné je prevést do formy k témto tcelim vhodné. NejbéznéjSim formatem vyuzi-
vanym pro dolovani znalosti z dat je format CSV.

3.3.1 Csv

Jak jiz bylo receno, CSV je bézny format v oblasti dolovani znalosti z dat. Zkratka
CSV pochazi z anglického spojeni comma-separated values (hodnoty oddélené car-
kami). Soubory tohoto typu obsahuji pro kazdy zaznam, ktery chceme zpracovat,
jeden radek. Kazdy z téchto radkl obsahuje stejny pocet hodnot oddélenych ¢ar-
kami, které popisuji jednotlivé zkoumané vlastnosti zdznamu.

Pri vyuziti tohoto formatu muze v Ceském jazyce nastat problém, protoZe
u desetinnych ¢isel vyuZivame c¢arku a neni jasné, zda ¢arka oddéluje desetinné
misto nebo jednotlivé hodnoty. Z tohoto diivodu bylo nezbytné zvolit jednu z bézné
pouzivanych modifikaci formatu CSV, ve které jsou jednotlivé hodnoty oddélené
stfednikem misto ¢arky.
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3.3.2  Tabulka vyskytii slov

Tabulka poctu vyskyti slov je jednim z béznych rFeseni, kterym je moZné reprezen-
tovat textova data ve formé matice a uchovavat je ve formatu CSV. Pro vytvoreni
podobné matice je nutné zjistit, s jakou frekvenci se vyskytuji slova v jednotlivych
zkoumanych zaznamech a zapsat pocet vyskyti jednotlivych slov pro kazdy za-
znam do tabulky. Kazdy radek této tabulky reprezentuje jeden zaznam a ve sloup-
cich je zapsan pocet vyskytl jednoho slova definovaného pro dany sloupec.

3.3.3 Normalizace Min-Max

Normalizace Min-Max je metoda pouZzivana pro prevedeni hodnot z urcitého inter-
valu do jiného pozadovaného intervalu. K tomuto ucelu je vyuZzivana technika line-
arni transformace. Obvykle se metoda Min-Max vyuZiva pro prevedeni analyzova-
nych hodnot do intervalu mezi nulou a jednickou na zakladé nasledujici rovnice
(21). Pro tuto rovnici museji byt spravné zvoleny parametry min a max. Parametr
min reprezentuje nejnizsi hodnotu piivodniho intervalu a parametr max reprezen-
tuje naopak nejvyssi hodnotu ptivodniho intervalu. Proménna x, reprezentuje pre-
vadénou hodnotu v pivodnim intervalu a proménna x, reprezentuje stejnou hod-
notu prevedenou do cilového intervalu.

Xp — min 2
X, = —
" max —min
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4 Vysledky

4.1 Agregation dataset

Agregation dataset obsahuje celkem sedm souvislych geometrickych utvart
v dvourozmérném prostoru. Tyto Utvary jsou tvoreny mnoZinami bodi. Body, kte-
ré nalezi do stejného utvaru (mnoZiny), tvori obrazce s rozdilnym tvarem i velikos-
ti. Jednotlivé utvary a jejich znaceni mliZeme vidét na Obr. 9. Vysledky shlukovani
pro dvourozmérna data je mozné velmi dobfe vizualizovat. Tento dataset je vhod-
ny pro stanoveni vlivu parametru vigilance na vysledek shlukovani a urceni za-
kladnich vlastnosti, které jednotlivé architektury ART neuronovych siti vykazuji,
a jejich nazornou ilustraci.

Nejdrive se zamérime na vliv parametru vigilance na finalni vysledky shluko-
vani. Tento parametr ovliviiuje velikost jednotlivych kategorii, jejichZ prototypy
jsou reprezentovany uzly vrstvy F1. Velikost téchto kategorii a jejich vzajemna po-
zice ma silny vliv na tvar a pocet finalnich shlukd.
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Obr.10  Shlukovani s vigilance parametrem 0,7

Nejdrive byly jednotlivé neuronové sité testovany pii hodnoté vigilance pa-
rametru 0,7 a parametru learning rates 0,5. Pfi niZ$ich hodnotach parametru vigi-
lance se neuronovym sitim data nedaftilo rozdélit do vice neZ jednoho shluku. Pa-
rametr learning rates mél na vysledek shlukovani zanedbatelny vliv. Neuronové
sité TopoART a FastTopoART na téchto datech dosahovaly stejnych vysledki shlu-
kovani a z tohoto diivodu budou komentovany dohromady. Vysledek shlukovani
pro tyto dvé neuronové sité miizeme vidét na Obr. 10 vlevo, zatimco vysledky
shlukovani dosaZené neuronovou siti Hypersphere TopoART vpravo. Jednotlivé
nalezené shluky jsou barevné odliseny.
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Sitim TopoART a FastTopoART se pri tomto nastaveni podarilo oddélit tri
shluky. Velké mnozstvi bodt bylo zafazeno do shluku oznaceného modre i presto,
7e jednoznacné tvori pét odlisnych ttvard s rtiznou mirou oddéleni. Cerveny shluk
obsahoval pouze body, které tvori jeden utvar, a proto je mozZné konstatovat, Ze byl
oddélen piesné. Zeleny shluk obsahoval body, které jednak tvofi souvisly tvar,
a také body, které tvori spojnici vedouci k utvaru 7.

Neuronové siti Hypersphere TopoART se podarilo pri stejné nastavenych pa-
rametrech data rozdélit pouze do dvou shlukli. Modfe vyznaceny shluk obsahoval
vétSinu bodu. Tyto body tvorily pét samostatnych oddélenych utvart. Lze konsta-
tovat, Ze modry shluk lze dale rozdélit s vy$si presnosti. Cerveny shluk obsahoval
body dvou oddélenych utvart (Gtvar 2 a 3), které by také bylo mozné rozdélit
presnéji.

Je patrné, Ze pti hodnoté vigilance parametru 0,7 se data nepodarilo rozdélit
s dostate¢nou presnosti. Tento problém Uzce souvisi s nastavenim hodnoty tohoto
parametru. Pfi této hodnoté mély kategorie (uzly F1) vzniklé v procesu shlukovani
prilis§ velkou velikost na to, aby bylo moZné jejich pomoci data rozdélit
s dostate¢nou presnosti. V takové situaci je vhodné experiment opakovat s vyssi
hodnotou vigilance parametru.
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Obr.11  Shlukovani s vigilance parametrem 0,8

Pro dalsi experimenty byla zvolena hodnota vigilance parametru 0,8. Vysledky
poskytnuté neuronovymi sitémi TopoART a FastTopoART je opét moZné vidét
v levé ¢asti Obr. 11 a vysledky poskytnuté neuronovou siti Hypersphere TopoART
jsou v pravé ¢asti obrazku.

Sité TopoART a FastTopoART byly opét schopné data rozdélit do ti{ shlukd.
Tyto tfi shluky se ovSem vyrazné liSily od shlukl nalezenych s hodnotou vigilance
parametru 0,7. Nejvice bodli bylo obsazeno v zeleném shluku. Zatimco nejvétsi
shluk v predchozim experimentu obsahoval utvary 1, 2, 4, 5 a 6, pti vyssi hodnoté
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parametru vigilance byly do nejvétstho shluku zahrnuty dtvary 1, 2, 3 a 7. Cerny
shluk obsahoval body, které nalezi do dvou utvari. Tyto Utvary nejsou dobie oddé-
lené, a proto byly zahrnuty do jednoho shluku. Pomoci modrého shluku byl presné
oddélen posledni utvar.

Neuronova sit Hypersphere TopoART pfri stejnych hodnotach parametra do-
sahla vyrazné presnéjsiho rozdéleni do shluki. Shluky vyznacené Cervené, zelené,
fialové a Zluté obsahovaly pouze body ptislusnych utvart. Fialovy shluk obsahoval
pouze body utvaru 3 a body tvorici spojnici vedouci k ttvaru 7, ovSem utvary 3 a 7
se podafilo oddélit do samostatnych shlukd. Cerny shluk obsahoval body titvart 4
a 6. Podobné jako u neuronové sité TopoART se tyto dva tutvary nepodarilo oddélit
ani pri vyssi hodnoté vigilance parametru.

Zatimco neuronové sité TopoART a Fast Topo ART stale nebyly schopné data
rozdélit dostatecné presné, vysledky poskytnuté neuronovou siti Hypersphere To-
poART se vyrazné vylepSily. Na zakladé dalSiho experimentu bude stanoveno, zda
je moZné vysledky shlukovani vylepSit pomoci volby vy$si hodnoty parametru vigi-
lance.
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Obr.12  Shlukovani s vigilance parametrem 0,9

Vysledky poskytnuté neuronovymi sitémi TopoART a FastTopoART pii hodnoté
parametru vigilance 0,9 vidime na Obr. 12 v levé ¢asti a vysledky poskytnuté neu-
ronovou siti Hypersphere TopoART se nachazeji v pravé Casti obrazku.

Neuronové sité TopoART a FastTopoART rozdélily vstupni data do jedenacti
shlukl. Vysoky pocet shlukl svédci o vyssi presnosti rozdéleni dat, ovsem nelze
rici, Ze se jedna o optimalni vysledek. Souvislé utvary 1, 3, 6 a 7 byly rozdéleny do
dvou a vice shlukil. Za pozornost stoji predevsim shluk vyznaceny Cervené. Tento
shluk obsahuje body utvarii 4 a 6. Zatimco se od sebe nepodaftilo oddélit tyto dva
utvary, od utvaru 6 byl oddélen dalsi shluk. Pro dalsi experimenty by bylo vhodné
zvolit pro sité TopoART a Fast TopoART hodnotu vigilance parametru mezi Cisly
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0,8 a 0,9. Na zakladé dalSich experimentl byla stanovena optimalni hodnota vigi-
lance parametru pro tyto sité 0,86 (viz Obr. 13 - vpravo). Pi této hodnoté se poda-
filo data rozdélit do sedmi shluka.

Neuronové siti Hypersphere TopoART se pri hodnoté vigilance parametru 0,9
podarilo vstupni data rozdélit velmi piesné do osmi shluk. (viz Obr. 12 - vpravo).
Kazdy shluk obsahuje pouze body, které naleZi pouze jednomu atvaru, a nedochazi
k rozpadu jednotlivych atvart na vice shlukli. Za zminku stoji fakt, Ze se podatilo
rozdélit utvary 4 a 6 do samostatnych shlukii a také oddélit shluk oznaceny rtzo-
vou barvou, ktery tvori spojnici mezi utvary 3 a 7. Na téchto datech se ukazala
hodnota vigilance parametru 0,9 jako optimalni, pti vys$sich hodnotach tohoto pa-
rametru dochazi k nezidoucimu rozpadu jednotlivych dtvari do vétSiho poctu
shluki.

Provedené experimenty vhodné ilustruji vliv parametru vigilance na kvalitu
vysledného shlukovani, ovS§em optimalni hodnota tohoto parametru se lisi v zavis-
losti na povaze testovanych dat a musi byt stanovena na zakladé experimenti, ne-
bo predem ziskanych znalosti. Pri prili§ nizkych hodnotach tohoto parametru maji
kategorie reprezentované uzly F1 velké rozméry. To ma za nasledek vznik velkych
shlukd, které by bylo vhodné dale rozdélit. Pri ptiliS vysokych hodnotach tohoto
parametru naopak vznika velké mnozstvi malych shluki a dochazi k nechténému
oddéleni souvislych utvard.

1 —+

Obr.13  Dodatetna adaptace neuronové sité TopoART

Velkou vyhodou ART neuronovych siti je fakt, Ze faze uceni a faze kategorizace
dat nenfi striktné oddélena. Diky tomu je mozné jiZ nauCenou neuronovou sit adap-
tovat nové vzniklym skute¢nostem bez nutnosti zacit s celym procesem znovu. Ta-
to schopnost byla ovérena nasledujicim experimentem.

V prvnim kroku experimentu byla neuronova sit TopoART s parametrem vigi-
lance 0,86 a parametrem learning rates 0,5 naucena na bodech tutvart 1, 3, 4 a 7.
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Nasledné byla naucena neuronova sit otestovana na celém datasetu. Vysledek
shlukovani je mozZné vidét vlevé casti Obr. 13. V této situaci byla neuronova sit
schopna rozeznat pouze ty body, na kterych jsme ji naucily. Nasledné byl proces
uceni zopakovan. Tentokrat byla neuronovou sit ucena pouze na bodech atvari 2,
4 a 5 aznovu otestovana na celém datasetu. Vysledek shlukovani je mozné vidét
v pravé casti Obr. 13. I kdyZ byla neuronova sit v druhém kroku ucena pouze na
bodech utvari 2, 4 a 5, byla schopna rozeznat i shluky, které se naucila
v predchozim kroku.

4.2 Hyperkvadrovy dataset

Hyperkvadrovy dataset obsahuje celkem dva shluky. Kazdy z téchto shluki repre-
zentuje mnozinu 1 000 bodl v 2 000 rozmérném prostoru ohrani¢enou hyperkva-
drem. Celkem dataset obsahuje 2 000 bodt. Kazdy z téchto bodi je reprezentovan
nefidkym vstupnim vektorem tvorenym 2 000 prvky. Obsazené shluky se v mnoha
rozmérech prekryvaji, coZ komplikuje proces analyzy. Tento dataset je vhodny pro
stanoveni Uspésnosti a vlastnosti, které jednotlivé testované ART neuronové sité
vykazuji pii praci s daty reprezentovanymi vstupnimi vektory s velkym poctem
prvkli (mnohorozmérna data). Dale byly na tomto datasetu provedeny testy pro
stanoveni faktort, které maji vliv na spotiebu ¢asu potrebného k analyze. Vliv jed-
notlivych faktori byl definovan.

4.2.1 Uspésnost testovanych ART neuronovych siti

Jednotlivé testované architektury produkovaly velmi odlisné vysledky shlukovani
v zavislosti na poradi vstupni vektorii v priibéhu procesu uceni, a proto byly vy-
hodnoceny zvlast pro dvé situace. V prvni situaci byly vstupni vektory rozdéleny
do skupin podle shluku, do kterého nalezi. Nasledné byly ART neuronové sité uce-
ny na jednotlivych skupinach vstupnich vektorti oddélené. V druhé situaci vstupni
vektory prichazely do procesu uceni v nahodném poradi.

Vysledky dosazené v situaci, ve které byla vstupni data rozdélena do skupin
podle shluki, byly pro vSechny testované architektury neuronovych siti velmi
priznivé. Pro nastaveni parametru vigilance 0,3 a parametru learning rates 0,5 byly
vSechny testované neuronové sité schopné rozdélit vstupni data do dvou shluki.
Neuronové sité TopoART a HypersphereTopoART byly schopné rozeznat prvky
jednotlivych shluki s presnosti 100 %. Neuronova sit Fast TopoART rozeznala
prvky jednotlivych shluki s presnosti 99 %. Zbylé jedno procento nespravné roze-
znanych prvka mélo velmi typické znaky. Vzdy se jednalo prvky pattici do skupiny,
ktera byla neuronovou siti zpracovavana az jako druha. Prvni prvky této skupiny
byly nespravné identifikovany a byly zarazeny do stejného shluku jako prvky sku-
piny, na kterych se neuronova sit’ ucila nejdrive. Napriklad v situaci, kdy jsme neu-
ronovou sit Fast TopoART ucili nejdrive na skupiné, ktera obsahovala prvky prv-
niho shluku, a nasledné ji zacali ucit na skupiné obsahujici prvky druhého shluku,
¢ast prvki patricich do druhého shluku byla mylné zarazena do shluku prvniho.
Tento problém bylo moZné ¢aste¢né vyreSit snizenim hodnoty parametru learning
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rates. Pri hodnoté parametru learning rates 0,3 byl vliv poradi nepatrné zmirnén,
ovSem Castecné byla omezena schopnost neuronové sité se adaptovat. To by mohlo
mit negativni vliv v situaci, kdy bychom chtéli neuronovou sit v budoucnu prizpt-
sobit novym okolnostem.

Ne v kazdé situaci je mozné vyukova data rozdélit do podobnych skupin. Z to-
hoto divodu byly jednotlivé testy provedeny znovu s jedinym rozdilem. V této si-
tuaci byly jednotlivé vstupni vektory prezentovany jednotlivym ART neuronovym
sitim ve zcela ndhodném poradi. Tato zména v procesu uceni vyrazné ovlivnila
kvalitu vysledki poskytnutych jednotlivymi sitémi.

Zatimco neuronova sit Hypersphere TopoART dosahla se stejnymi hodnotami
parametrl vigilance a learning rates na nesefazenych datech stejnych vysledki
jako na datech serazenych, vysledky poskytnuté neuronovou siti TopoART a Fast-
TopoART se vyrazné lisily. Pii stejnych hodnotach parametri neuronové sité To-
poART a FastTopoART rozdélily vstupni data do 48 shlukii. Tyto shluky rozdélova-
ly data predevsim v zavislosti na poradi, ve kterém se na nich neuronové sité ucily.
VSechna data obsazend uvnitf jednoho shluku byla zpracovana v procesu uceni za
sebou. Mnohem lepsi trovné kategorizace dosahly tyto neuronové sité TopoART
a FastTopoART pfti volbé vigilance parametru 0,24. Pfi této hodnoté vigilance se
podarilo témto sitim data rozdélit opét do dvou pozadovanych shluki (viz Tab. 1).

Hypersphere TopoART | TopoART | Fast TopoART
vigilance 0,3 0,24 0,24
shluk1 - celkem [%] 50 53 54
shluk?2 - celkem [%] 50 47 46
shluk1 - spravné [%] 100 52 51
shluk?2 - spravné [%] 100 51 51
celkova uspésnost [%] 100 52 51

Tab. 1 Vysledky na nesetazenych datech

Neuronova sit Hypersphere TopoART dosahla opét uspéSnosti 100 % pri
hodnoté vigilance parametru 0,3. Kazdy z vyslednych shlukiti obsahoval 50 % vSech
testovanych zaznami a oba shluky byly naprosto Cisté.

Vysledky poskytnuté neuronovou siti TopoART byly vyrazné horsi nez na se-
razenych datech. Zatimco na serazenych datech tato neuronova sit dosahla celkové
uspésnosti 100 %, na nesefazenych datech dosahla i s upravenou hodnotou vigi-
lance parametru (0,24) Uspésnosti pouze 52 %. Prvni shluk obsahoval 53 % vSech
zaznamd, ale pouze 52 % téchto zaznami bylo do tohoto shluku zafazeno spravné
a zbylych 48 % mélo patrit do shluku druhého. Druhy shluk obsahoval 47 % za-
znami, z nichz 51 % bylo zatazeno spravné. Z téchto vysledki vyplyva, Ze neuron-
ova sit TopoART selhala v rozdéleni vstupnich dat do pozadovanych shlukd.

Neuronova sit' Fast TopoART poskytla velmi podobné vysledky. Vétsi shluk
obsahoval 54 % vSech testovanych zaznami a zbylych 46 % patfilo do shluku
mensSiho. Celkova tspéSnost neuronové sité Fast TopoART byla 51 %. Vysoka mira
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neuspésnosti siti TopoART a Fast TopoART mohla byt ¢astecné zpiisobena nizsi
hodnotou vigilance parametru, ale pri vysSich hodnotach parametru vigilance se
pouze zvySoval pocet nalezenych shluki bez jakékoliv zavislosti na shlucich, které
data skute¢né obsahovala. Hlavnim divodem této nepresnosti se ovSem zda byt
zavislost velikosti kategorii na po€tu rozmérd, kterou tyto dvé neuronové sité na
rozdil od Hypersphere TopoART vykazuji. Pfi vysokém poctu rozmért testovanych
dat se u téchto neuronovych siti vyrazné zvysuje vliv potradi vstupnich vektord na
vysledek shlukovani.

Z téchto poznatki lze usoudit, Ze vyuziti neuronovych siti TopoART a Fast To-
poART je pro mnohorozmérna data vhodné pouze za piredpokladu, Ze jsme schopni
kontrolovat poradi vstupt ve fazi ucenf siti. Neuronova sit Hypersphere TopoART
nebyla potradim vstupd ovlivnéna, a proto je pro zpracovani podobnych dat mno-
hem vhodné;jsi.

4.2.2 Spoticeba casu

Jednotlivé testované architektury ART neuronovych siti byly vyhodnoceny
z hlediska casu, ktery potiebuji ke zpracovani dat. Cilem bylo zjistit, jaké faktory
maji na spotiebu ¢asu vliv a jakym zpisobem ji ovliviiuji. VSechny testy byly pro-
vedeny na pocitaci s procesorem Intel Core i3-2350M 2,30 GHz a operacni paméti
o velikosti 6 GB.

ProtoZe testované ART neuronové sité jsou schopné zpracovavat kazdy jed-
notlivy vstupni vektor oddélené, celkova doba procesu se da jednoduse urcit jako
suma casu, potirebnych ke zpracovani jednotlivych vstupnich vektort. Daleko vétsi
problém je urcit pravé spotiebu ¢asu pro zpracovani jednotlivych vstupnich vekto-
rid, protoZe tato spotfeba se méni v priibéhu procesu. Nejdrive byl otestovan vliv
jednotlivych parametri sité a dalSich faktort na ¢asovou spotiebu. Mezi tyto fakto-
ry patii pocet prvkl vstupniho vektoru (vrstva F0), learning rates parametr, vigi-
lance parametr, pocet nalezenych shluki (vrstva F2) a pocet uzli v porovnavaci
vrstvé F1.

Pocet prvki vstupniho vektoru mél na spotiebu ¢asu velmi velky vliv, protoze
tento parametr ovliviiuje celkovy pocet uzlii ve vrstvé FO neuronové sité. S kazdym
novym prvkem vstupniho vektoru se tento pocet uzlli FO zvysuje o jedna. Na za-
kladé méreni bylo stanoveno, Ze s rostoucim poctem uzlii ve vrstvé FO roste spo-
tfeba Casu linearné.

Parametr learning rates nemél na spotiebu ¢asu Zadny vliv, protoZe pouze
ovlivituje miru adaptace vah ve stavu resonance. Dal$im testovanym faktorem byl
parametr vigilance. Tento parametr ovliviioval spotfebu ¢asu nepiimo. Parametr
vigilance ma vliv na pocet uzlii F1 a na pocet nalezenych shlukd, ovSem tyto hodno-
ty jsou ovlivnéné predevsim vstupnimi daty, které analyzujeme. Pravé pocet uzli
v porovnavaci vrstvé F1 mél zasadni vliv na celkovy cas, ktery potifebujeme
k analyze. Na zakladé méteni bylo stanoveno, Ze s rostoucim poctem uzli vrstvy F1
roste spotieba ¢asu na zpracovani jednoho vstupniho vektoru opét linearné. Vy-
sledny pocet shluki nemél sam o sobé na spotfebu Casu zZadny zaznamenatelny
vliv.



Vysledky 53

Celkovy cas (t) potfebny ke zpracovani jednoho vstupniho vektoru je tedy
ovlivnén tremi faktory: poctem uzlli ve vrstvé FO (pro), souc¢asnym poctem uzlii ve
vrstvé F1 (pr1) a ¢asovou konstantou (k). Cas (t) potfebny ke zpracovani se tedy da
urcit pomoci nasledujiciho vzorce (22):

t = KkppoPr1 (22)

Casova konstanta (k) je rozdilna pro jednotlivé testované architektury neuro-
novych siti a je samoziejmé zavisla i na dostupnych vypocetnich prostiedcich.
Hodnoty této konstanty namérené pro testované architektury ART neuronovych
siti mGZeme vidét v Tab. 2. Tyto hodnoty byly ziskané mérenim na stroji s vypo-
Cetnimi prostredky uvedenymi na zacatku kapitoly.

k [ns] TopoART Hypersphere TopoART Fast TopoART
uceni 158 163 126
vyhodnoceni 111 114 111
Tab. 2 Hodnoty ¢asové konstanty k pro jednotlivé testované sité

Z Tab. 2 vyplyva, Ze pri stejném poctu uzll ve vrstvé FO a F1 je nejméné casové
naroc¢na architektura Fast TopoART s hodnotou konstanty k pro uceni 126 ns a pro
vyhodnoceni 111 ns. Druha nejméné casové narocna architektura je TopoART, kte-
ra ma hodnotu k rovnou 158 ns pro u¢eni a 111 ns pro vyhodnoceni. Nejvyssi ca-
sovou naro¢nost ma architektura Hypersphere TopoART s hodnotou k pro uceni
163 ns a pro vyhodnoceni 114 ns. To ovSem neznamena, Ze architektura Hyper-
sphere TopoART bude poskytovat vysledky nejpomaleji. PocCet uzli vrstvy FO bude
sice na stejnych datech stejny pro vSechny testované sité, ale pocet uzll vrstvy F1
se muze liSit pro razné architektury, i kdyz je vyuzivame pro analyzu stejnych dat.

Na Obr. 14 je patrnd linearni zavislost spotfeby ¢asu na jeden vstupni vektor
v zavislosti na poc¢tu uzli F1 pri procesu uceni. Vrstva FO obsahovala v této situaci
celkem 2000 uzlt. Napriklad v situaci pro 500 uzla ve vrstvé F1 a 2 000 uzlt v FO
trva proces uceni jednoho vstupniho vektoru neuronové siti TopoART 158 ms, Hy-
persphere TopoART 163 ms a Fast TopoART 126 ms. Proces vyhodnoceni by v ta-
kovém pripadé trval neuronové siti TopoART 111 ms, Hypersphere TopoART 114
ms a FastTopoART 111 ms. Je vhodné pripomenout, Ze v pribéhu procesu uceni se
pocet uzll F1 neustale méni. V pribéhu vyhodnoceni shluki jsou jiz uzly v FO i F1
neménné.




54 Vysledky

180 -

160 TopoART s

140 - Y

e « Hypersphere y/ ”
_ . P
120 TopoART . _-
. / , ’

100 - p
_ - = ”
E Fast TopoART / -
Tn’ S P s
>ﬂ1 80 - P d
© . ”

D ”
”
60 - ”
”
”
”
40 - P
-
o ”
20 A g
-
>
0 T T T T 1
0 100 200 300 400 500

pocet uzld F1

Obr.14  Spotieba ¢asu v zavislosti na poctu uzlt F1

Dalsi faktor, ktery vyznamné ovliviiuje ¢as potfebny ke zpracovani dat v pro-
cesu uceni i klasifikace, je Cistota dat. Jak jiZ bylo receno, testované ART neuronové
sité jsou schopné zpracovavat pouze prvky vstupnich vektori, které jsou
v intervalu mezi (0, 1). Napriklad v situaci, kdy prijde na vstup hodnota 1,6 je tato
hodnota ART neuronovou siti automaticky prevedena na hodnotu 1. Hodnoty men-
$1 neZ nula jsou naopak prevadény na hodnotu 0. Testované ART neuronové sité se
tedy s timto problémem jsou schopné poradit automaticky, ale ma to vyrazny ne-
gativni vliv na jejich vykon a to predevsim v situaci, kdy vstupni vektor obsahuje
velké mnozstvi takto neupravenych prvku. V extrémni situaci se proces zpracovani
dat miize z tohoto diivodu az nékolikanasobné prodlouzit. Proto je vhodné data
vZdy normalizovat napriklad pomoci normalizace Min-Max (viz Kapitola 3.3.3)
a pripadné extrémy ocistit.

4.3 Vliv poradi vstupnich dat na proces uceni

Velkou vyhodou ART neuronovych siti je jejich schopnost zpracovavat v pribéhu
uceni jednotlivé vstupni vektory samostatné. To sebou nese tsporu ¢asu i paméto-
vého prostoru. Tento postup ma i své nevyhody. Finalni vysledek shlukovani je
ovlivnén poradim, ve kterém jsou ji vstupni vektory prezentovany, a proto ndm
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neuronova sit miize poskytnout nékolik riznych vysledka shlukovani pro napros-
to stejna data.

Prijde-li na vstup takovy vektor 1, ktery neni mozné zaradit do existujici kate-
gorie, je pro néj vytvorena nova kategorie, pro kterou tvori prvky vstupniho vekto-
ru souiadnice prototypu. Prijde-li na vstup jiny vektor 2, ktery lze do této katego-
rie zaradit, neni nutné vytvaret dalsi kategorii. Kdyby ovSem pfriSel na vstup
nejdiive vektor 2, jeho prvky by tvorily prototyp nové kategorie misto prvki vek-
toru 1. Vektor 1 by byl nasledné do této kategorie pouze zarazen. Timto je v ramci
procesu uceni ovlivnén vznik jednotlivych kategorii a jejich rozloZeni, coz
v nékterych pripadech ma vliv i na jejich pocet. Jiny pocet a pozice vzniklych kate-
gorii miiZze zplisobit rozdilnou miru jejich prekryti a pravé prekryti jednotlivych
kategorii vyrazné ovliviiuje jejich zatazeni do finalnich shlukd.

Pokud jsou shluky dobte ohranicené a navzdjem oddélené bude mit poradi
vstupnich vektorti na analyzu minimalni nebo zadny vliv. V situaci, kdy se hledané
shluky prekryvaji nebo mezi nimi existuje velké mnozstvi Sumu, miize poradi
vstupnich vektori vysledek shlukovani vyrazné ovlivnit. Tento problém se da resit
nékolika zpiisoby, ale kazdy z téchto zplisobli ma své stinné stranky a je vhodné ho
vyuzit v jinych situacich.

V prvni fadé je nutné zkontrolovat, zda neni parametr vigilence nastaveny na
prili§ nizkou hodnotu. Tento parametr ovliviiuje velikost kategorii, které jsou re-
prezentovany uzly vrstvy F1. V takovém pripadé je mozZné, Ze se nepiekryvaji sa-
motné shluky, ale prekryvaji se kategorie, kterymi jsou shluky tvoreny. V tomto
piipadé je moZné parametr vigilance zvysit na takovou hodnotu, pti které nedojde
k prekryti problémovych kategorii. Pokud ovSem vigilance parametr zvySime pfri-
lis, miize dojit ke zbytecnému rozdéleni shluku do vice kategorii nez je potieba
a tedy k rlstu poctu uzli ve vrstvé F1 a pripadné k rozdéleni samotného shluku
(uzel F2). Svyssim poctem uzlli ve vrstvé F1 se linearné zvysi doba zpracovani
kazdého dalSiho zaznamu. Pri dalsim zvySovani hodnoty vigilance miize dojit
k uplnému rozpadu shluku.

V situacich, kdy zména hodnoty parametru vigilance nepomtize, je mozné vliv
poradi vstupnich dat ¢astecné zmirnit pomoci nastaveni niz8i hodnoty parametru
learning rates. Timto zplisobem ovSem nelze tento vliv iplné eliminovat a v mnoha
pripadech tento postup nema zadny efekt. Navic se zaroven s niz$i hodnotou pa-
rametru learning rates se sniZuje i schopnost neuronové sité adaptovat.

Mame-li dostatecné informace o analyzovanych datech, miizeme vlivu poradi
vstupi i vyuZzit. Pokud je moZné vstupni vektor zaradit do obou piekryvajicich se
shlukt, je prvek zarazen do toho shluku, do kterého byl zarazen néktery
z predchozich vektord naposled. Pripravime si vyukova data tak, Ze je rozdélime na
skupiny. V kazdé skupiné budou vstupni vektory, o kterych si myslime, Ze by mély
patrit do jednoho shluku a pokud je to moZné ddme na zacatek kazdé skupiny ta-
kovy vstupni vektor, ktery nelze zatadit do jiného shluku. Timto zptisobem je moz-
né zvysit presnost vyslednych shluki.

Poradi vstupnich vektort mélo vliv predevsim pfi analyze vyuziti neurono-
vych siti TopoART a Fast TopoART. U téchto architektur je velikost kategorii I/ (10)
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zavisla na poctu rozméri dat (pocet uzli FO0). Velikost kategorii (17) neuronové
sité Hypersphere TopoART zavisld na poctu rozmeéra vstupnich dat neni. Pravé
tato vlastnost vede u TopoART a Fast TopoART k vysoké drovni zavislosti na pora-
di vstupnich vektort.

4.4 Textova data

4.4.1 Priprava dat

Na surova textova data neni mozné pouzit shlukovaci analyzu primo, a proto je
nejdrive nutné je pomoci série uprav prevést do vhodného formatu. Pro dolovani
je bézny format CSV a textova data se timto zpilisobem daji reprezentovat tak, Ze je
prevedeme do tabulky vyskyti jednotlivych slov.

Jednotlivé textové zaznamy byly tvoieny hotelovymi hodnocenimi. Tato hote-
lova hodnoceni byla vyplnéna zakazniky a vyjadruji jejich nazor na sluzby, které
jim byly poskytnuty. Pro analyzu bylo vybrano zcela ndhodné 1 500 pozitivnich
hodnoceni a 1 500 negativnich hodnoceni. Celkem se tedy jednalo o 3 000 hodno-
ceni. Vybér byl pétkrat opakovan pro vytvoreni péti textovych Korpust. Protoze
samotna data maji velmi vysoky objem, budou vysledky jednotlivych provedenych
kroki prezentovany na malém ilustracnim vzorku dat. Tento ilustra¢ni vzorek bu-
dou tvorit nasledujici hodnocent:

2 Poor breakfast! Difficult to navigate to the hotel. Not enough signs.

1 Nice clean and the security is good.

2 No quilt on bed and, not a complaint just i would prefer a duvet on bed.
1 Clean modern, efficient and friendly staff who spoke English.

Zaznamy obsahuji na zacatku Ciselnou hodnotu, kterd nas informuje o tom, zda
bylo hodnoceni pozitivni ¢i negativni. Hodnota jedna znaci pozitivni hodnoceni
a hodnota 2 hodnoceni negativni. Tento surovy dataset bylo nejdiive nutné ocistit.
VSechna velka pismena byla prevedena na mala pismena, aby nedochazelo k oddé-
leni slov jako napriklad Clean a clean. Dale bylo nutné odstranit slova, ktera na ana-
lyzu nemaji zadny pozitivni vliv a jejich pritomnost by zptlisobila zvySeni Sumu.
Konkrétné se jedna o zajmena, ¢astice, predlozky, spojky, cizi slova a interpunkci.
Po provedeni téchto tprav by ilustrac¢ni vzorek vypadal nasledovné:

poor breakfast difficult navigate hotel not enough signs
nice clean security is good

no quilt bed not complaint just would prefer duvet bed
clean modern efficient friendly staff spoke english

NN NN

Dale se z upraveného textového korpusu izolovala jednotliva slova a z nich byl vy-
tvoren slovnik. Tento slovnik obsahoval priimérné 5 554 slov. V ilustra¢nim piipa-
dé by obsahoval nasledujici slova: poor, breakfast, difficult, navigate, hotel, not,
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enough, signs, nice, clean, security, is, good, no, quilt, bed, complaint, just, would pre-
fer, duvet, modern, efficient, friendly, staff, spoke, english. Tedy celkem by ilustra¢ni
slovnik obsahoval 27 slov. Na zakladé podobné vzniklého slovniku byla vytvorena
tabulka frekvenci vyskytu slov. Pro kazdé hodnoceni byl vytvoren radek v tabulce.
Hodnoty ve sloupcich tabulky reprezentovaly pocet vyskytli jednotlivych slov ob-
sazenych ve slovniku pro kazdé hodnoceni. Pro nami specifikovany ilustra¢ni pri-
klad by tedy tabulka méla 4 radky a 26 sloupct. Jak jiz bylo feceno, skutecné analy-
zované tabulka vyskytd slov obsahovaly 3 000 zaznami s primeérnou velikosti
slovniku 5554 slov (3 000 radkt a 5 554 sloupcti).

Dale bylo nutné hodnoty ve vytvorené tabulce vyskytl slov normalizovat na
interval (0, 1), protoZe ART neuronové sité jsou schopné zpracovat pouze hodnoty
v tomto intervalu. K tomuto ucelu byla vyuZita metoda normalizace Min-Max. Vét-
Sina slov obsazenych ve slovniku se vramci jednoho zaznamu vyskytla jednou,
ovSem v nékterych zaznamech se mohla objevit i dvakrat ¢i trikrat. Vice neZ trikrat
se stejné slovo v jednom zaznamu objevilo pouze ve velmi malém a statisticky za-
nedbatelném procentu zaznamu. Parametr Max metody Min-Max byl nastaven na
hodnotu tfi, aby zminéné extrémni piripady nemély negativni vliv na vysledek ana-
lyzy. Parametr Min byl nastaven na hodnotu nula. Tab. 3 je vyslednou tabulkou
vyskytl slov pro nas ilustracni priklad. Protoze je pocet slov prili$ velky na to, aby
se tabulka vesla celd na Sifku stranky, byl slovnik rozdélen na poloviny a hodnoty
jsou uvedeny pro kazdou polovinu slovniku zvlast.

normalizované pocty slov - prvni polovina
G 1103/03/03/[03[03/03[03]03]00|00]00]|00]0,0]0,0
= 2100|00|00]|00]|00]|00]|]00|]00]|03|03|]03]03]|03]0,0
§ 3/00/00|00]|00]00]|03]00|00|00|00]|00]|0,0]0,0]0,3
™ 4100]00|00]|00|00]|00|00|00]|00|03|00|00]|00]|0,0
normalizované pocty slov - druha polovina
G 1]00]00]|00|00]|00]|00]|00]|00]00]|00]|00]|00]0,0 -
= 2100/|00|00]|00]|00|00]|00]|]00|00]|00|00|00]|0,0 -
§ 3/03/07/03/03/03[03]03]00[|00]|00|00]0,0]0,0 -
™ 4100]00|00|00|00]|]00][00]|03]03/]03|03]|03]|0,3 -

Tab. 3 Tabula vyskytt slov

Vysledna tabulka vyskyti slov byla nasledné pirevedena na format CSV tak, Ze jed-
notlivé radky tabulky byly oddéleny oddélovacem radki a hodnoty v ramci jedno-
ho radku byly oddéleny stredniky.

4.4.2  Vysledky poskytnuté TopoART neuronovou siti

Uméla neuronova sit TopoART byla aplikovana na vytvorenou tabulku frekvenci
vyskytu slov. Parametr learning rates byl nastaven na hodnotu 0,45 pro snizeni
vlivu poradi vstupnich dat na vysledek analyzy. Je nutné davat pozor pfi dalSim
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sniZovani hodnoty tohoto parametru, protoZe zaroven se sniZenim vlivu poradi
vstupnich dat se také snizuje schopnost sité se nadale adaptovat. Pii nizkych hod-
notach parametru vigilance se nepodatilo ART siti data rozdélit do shluki, vysled-
ny pocet shlukl se rovnal jedné. Pti béZnych hodnotach vigilance parametru se
tento problém nepodaftilo vyreSit. AZ pifi velmi vysokych hodnotach vigilance se
podarilo oddélit od vysledného shluku dals$i mensi shluk. Jako optimalni hodnota
vigilance parametru se ukazala hodnota 0,99. S touto hodnotou vigilance dosaho-
vala TopoART neuronova sit nejlepsich vysledki shlukovani. Pii zvoleni vysSich
hodnot vigilance se oddélovaly dalsi shluky, ovSem tyto shluky obsahovali pouze
velmi maly pocet zaznaml (obvykle jeden), a proto pro analyzu neméli Zadnou
statistickou hodnotu. Pokud doslo k oddéleni podobnych malych shlukd, byly vyra-
zeny z dalsi analyzy. Kone¢ny pocet shlukii se tedy rovnal dvéma. Podrobné infor-
mace o vytvoienych shlucich je mozné vidét v Tab. 4.

vSechna hodnoceni [%] | pozitivni hodnoceni [%] | negativni hodnoceni [%]

shluk 1 83 60 40

shluk 2 17 2 98

Tab. 4 Shluky vytvorené pomoci TopoART

Prvni shluk obsahoval vétSinu zaznami. Priimérné se jednalo o 83 % ze vSech
testovanych zaznami. 60 % téchto zaznam bylo pozitivnich a zbylych 40 % nega-
tivni. Jak jiz bylo teceno, TopoART neuronova sit méla znacné problémy
se shlukovanim analyzovanych textovych dat. Prvni shluk byl pozlistatkem téchto
problému. I kdyZz se nakonec podarilo data rozdélit do dvou shlukd, vétSina analy-
zovanych zaznami byla nadale obsaZena v prvnim shluku a to bez ohledu na to,
zda byly pozitivni ¢i negativni.

Mnohem zajimavéjsi byl druhy nalezeny shluk. Tento shluk se podarilo oddélit
az pri velmi vysokych hodnotach vigilance parametru a obsahoval 17 % vSech ana-
lyzovanych zaznami. Pro nas zajimavou vlastnosti tohoto shluku byla jeho cistota.
Druhy shluk totiZ obsahoval z 98 % negativni zaznamy a pouze z 2 % zaznamy po-
zitivni. Pravé cistota tohoto shluku by mohla mit praktické vyuZiti pro filtrovani
vyrazné odliSnych zaznami v textovych datech. Konkrétné v tomto piipadé by bylo
mozné aplikovat neuronovou sit TopoART pro filtraci negativnich hodnoceni.
V takovém pripadé by neuronova sit byla schopna filtrovat aZ 33 % vSech negativ-
nich hodnoceni.

Za ptredpokladu, Ze by prvni shluk reprezentoval pozitivni hodnoceni a druhy
shluk hodnoceni negativni, by celkova uspésnost shlukovani zaznami mezi pozi-
tivni a negativni dosahla 66 %. Tato pomérné nizka aspésnost je zplisobena prede-
vSim prvnim shlukem, ktery obsahoval vétSinu testovanych zaznamu. Prestoze
vétSina zaznamil obsaZenych v tomto shluku byla pozitivnich (60 %), shluk obsa-
hoval i velké mnoZstvi negativnich zaznamia (40 %).

BohuZel vysledek byl vyrazné zavisly na poradi vstupnich dat ve fazi uceni
neuronové sité. ProtoZe jsou zaznamy reprezentovany ridkymi vektory (vétSina
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prvki vektoru je nulovych), vysledné shluky se vyrazné prekryvaly v oblasti nuly.
Pravé toto prekryti mélo za nasledek zvySeny vliv poradi vstupli na dspésnost
shlukovani. Vstupni vektory, které bylo mozné zaradit do obou shlukd, byly zara-
zeny do posledniho aktivniho shluku. Tento fakt mél vyrazny vliv na kvalitu vy-
sledného shlukovani. NejlepSich vysledkli kategorizace bylo moZné dosihnout
rozdélenim podobnych zaznaml do skupin na zakladé toho, zda byli pozitivni ¢i
negativni a nasledné neuronovou sit' ucit zvlast pro kazdou z téchto skupin. Pri
uprednostnéni vyrazného zastupce skupiny na zacatek této skupiny se v nékterych
pripadech zvysil pocet zdznami obsazenych v druhém shluku az na 19 %. V situaci,
kdy data sefazena nebyla, neuronova sit TopoART v procesu kategorizace selhala.
Takové rozdéleni dat ve fazi uceni sité vyzaduje rozsahlé znalosti o testovanych
datech, které v praxi ve vétsSiné situaci nemame.

4.4.3  Vysledky poskytnuté Hypersphere TopoART neuronovou siti

Uméla neuronova sit Hypersphere TopoART byla aplikovana na vytvoienou tabul-
ku frekvenci vyskytu slov. Parametr learning rates byl opét nastaven na hodnotu
0,45 pro sniZeni vlivu poradi vstupnich dat na vysledek analyzy, tedy na optimalni
pomeér stability a flexibility sité. Pfi nizkych hodnotach parametru vigilance se ne-
podarilo ART siti data rozdélit do shlukd, vysledny pocet shluki se rovnal jedné. Az
pii vyssich hodnotach hodnotach vigilance se podarilo oddélit od vysledného shlu-
ku dals$i mensi shluk. Optimalni hodnota vigilance byla v tomto piipadé vyrazné
nizs$i nez tomu bylo u sité TopoART, konkrétné byla stanovena hodnota 0,9 jako
nejvhodnéjsi pro shlukovani analyzovanych dat. S touto hodnotou vigilance dosa-
hovala neuronova sit Hypersphere TopoART nejlepSich vysledki shlukovani. Pii
zvoleni vys$sich hodnot vigilance se opét objevovaly malé statisticky zanedbatelné
shluky, které byly z analyzy vyrazeny. Konetny pocet shlukl se rovnal dvéma,
ovSem je nutné mit na paméti, Ze tohoto vysledku neuronova sit Hypersphere To-
poART dosahla s vyrazné nizsi hodnotou vigelance neZ neuronova sit TopoART.
Podrobné informace o vytvorenych shlucich je moZzné vidét v Tab. 5.

vSechna hodnoceni [%] | pozitivni hodnoceni [%] | negativni hodnoceni [%]

shluk 1 81 61 39

shluk 2 19 4 96

Tab. 5 Shluky vytvorené pomoci Hypersphere TopoART

Prvni shluk byl nejvétsi. V tomto pripadé se primérné jednalo o 81 % ze vSech
testovanych zdznami. 61 % téchto zdznami bylo pozitivnich a zbylych 39 % nega-
tivnich. Tento shluk byl nepatrné menSi nez v pripadé neuronové sité TopoART
a obsahoval kvalitnéjsi pomér pozitivnich a negativnich hodnoceni.

Druhy shluk byl v pripadé neuronové sité Hypersphere TopoART o néco méné
Cisty nez v pripadé sité TopoART. 96 % procent zaznamii obsazenych v tomto
shluku bylo pozitivnich a 4 % byla negativni. Jinymi slovy, shluk dva sice obsahoval
vétsi pocet zaznami oproti siti TopoART, ale tyto zaznamy navic méli negativni




60 Vysledky

vliv na cistotu tohoto shluku. Nejde ovSem o pfrili§ vysoky rozdil (pouze 2 %),
a proto by tento shluk bylo stale moZné pouZit pro filtrovani negativnich hodnoce-
ni. V takovém pripadé by filtr zaloZeny na siti Hypersphere TopoART byl schopen
odstranit 36 % negativnich hodnocenti z jejich celkového poctu, ovSem nelze zane-
dbat a i pocet pozitivnich hodnoceni, které by timto zptisobem byly odfiltrovany.
Konkrétné by Slo o 7 % pozitivnich hodnocenti z jejich celkového poctu.

Opét za predpokladu, Ze by prvni shluk reprezentoval pozitivni hodnoceni
a druhy shluk hodnoceni negativni, celkova uspéSnost rozdéleni zaznami mezi
pozitivni a negativni by dosahla 68 %. Sit Hypersphere TopoART tedy dosahla
0 2 % vyssi uspéSnosti kategorizace neZ sit TopoART. Tento rozdil je zpisoben
predevsim vétSim poctem zaznamu obsazenych v druhém shluku, ktery se v tomto
pripadé podaftilo 1épe oddélit.

Vysledek byl opét ¢astecné zavisly na poradi vstupnich dat ve fazi uceni neu-
ronové sité. Poradi mélo negativni vliv pfedevsim na ¢istotu druhého shluku, ale
srovnani s neuronovou siti TopoART byl vysledek shlukovani vyrazné stabilnéjsi.
Diky této vyssi drovni stability je moZné pouZit sit Hypersphere TopoART i na da-
ta, o kterych toho priliS mnoho nevime a s takovymi daty se v praxi setkdvame
mnohem castéji.

4.4.4  Vysledky poskytnuté Fast TopoART neuronovou siti

Posledni siti, kterou jsme testovali na vytvorené textové datasety byla neuronova
sit Fast TopoART. Tato neuronova sit byla opét testovana s parametrem learning
rates 0,45. BohuZel tato architektura neuronové sité v procesu shlukovani texto-
vych dat zna¢né selhavala.

Pti niZs$ich hodnotach vigilance parametru vznikal jeden velky shluk, ktery ob-
sahoval vSechny testované zaznamy. Pfi zvySovani hodnoty vigilance se situace
nemeénila, neZ jsme dosahli hodnoty 0,99. Pti této hodnoté vigilance parametru se
nam podarilo oddélit nékolik shluki. Pocet téchto shlukili zna¢né kolisal v zavislosti
na poradi vstupnich dat v priibéhu uceni.

V situaci, kdy data nebyla Zddnym zplsobem serazena, se podarilo oddélit
primérné 5 shluki. Jeden z téchto shlukd obsahoval vétSinu analyzovanych za-
znami (99 %) a ostatni shluky obsahovali pouze méné nez jedno procento zazna-
mu. Pii hodnotach vigilance parametru vyssich nez 0,99 se pouze zvySoval pocet
malych shlukti. Po sefazeni vstupnich dat do skupin na pozitivni a negativni se po-
Cet nalezenych shlukt zmensil na 2 shluky, ovSsem jeden z téchto shlukli opét obsa-
hoval vice nez 99 % analyzovanych zaznamt a druhy shluk tedy obsahoval méné
nez jedno procento analyzovanych zaznama. Takovy vysledek shlukovani je realné
nepouZitelny.

Z diivodu neuspésnosti neuronové sité Fast TopoART, bylo otestovano, zda je
mozné, ze negativni vysledek shlukovani miize byt zpiisoben volbou parametru
learning rates, ovSem i ve vSech predchozich testovacich pripadech byly architek-
tury vZdy testované s hodnotou parametru learning rates 0,45, pro sniZeni vlivu
poradi a zvySeni stability sité je vhodné parametr learning rates sniZit, a proto byl
proveden experiment pro hodnotu 0,2. Zména parametru ovSem neméla na vysle-
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dek shlukovani zadny vliv a opét jsme pri hodnoté vigilance parametru 0,99 ziskali
jeden velky shluk a nékolik dalSich shluki, které obsahovaly méné nez jedno pro-
cento zaznamd.

Shlukovani bylo netispésné kviili povaze textovych dat, ktera jsou reprezento-
vana Fidkymi vektory. Ridké vektory obsahuji malé mnozstvi nenulovych hodnot,
a proto se vysledné shluky casto prekryvaji v oblasti nuly. Ze stejného diivodu se
tvoril jeden velky shluk pri pokusech s neuronovymi sitémi TopoART a Hyper-
sphere TopoART. TopoART byla navic z diivodu vysokého poctu rozméria dat vy-
razné ovlivnéna poradim, ve kterém tato data prichazela na vstup. V pripadé Fast
TopoART se ovSem nepodaftilo oddélit druhy shluk obsahujici negativni zdznamy,
coz bylo zplisobeno predevsim jeji vyssi citlivosti na Sum a rychlejSim a méné
presnym procesem adaptace vah v priibéhu ucent.

4.4.5  Spotreba casu na textovych datech

Pouze dvéma testovanym ART neuronovym sitim se podarilo data ispésné rozdélit
do shluki. Konkrétné neuronové siti TopoART se podarilo testovana data rozdélit
do shlukil pti hodnoté vigilance parametru 0,99 a siti Hypersphere TopoART se
data podatilo rozdélit jiZz pri hodnoté vigilance parametru 0,9. Pomoci sité Fast To-
poART se data do shluki rozdélit nepodarilo. Rozdilna hodnota vigilance parame-
tru, pro ktery se data podarilo rozdélit do oddélenych shlukd, vedla k rozdilné ve-
likosti kategorii, jejichZ prototypy jsou reprezentovany pomoci uzll ve vrstvé F1.
Protoze siti Hypersphere TopoART se podarilo rozdélit do shlukid data jiz pri hod-
noté vigilance parametru 0,9, stacil ji k reprezentaci shlukli mensi pocet vétsich
kategorii. Naopak sit TopoART potiebovala vétsi pocet mensich kategorii.

ProtoZe pocet uzld ve vrstvé F1 ma primy linearni vliv na spotiebu Casu, je pa-
trné, Ze neuronova sit Hypersphere TopoART byla schopna data zpracovat rychleji
nez sit TopoART. Vyvoj poctu uzll v priibéhu procesu uceni je mozné sledovat na
Obr. 15.
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Obr.15  Vyvoj uzll F1 v zavislosti na poctu vykonanych kroki uceni

Je patrné, Ze pocet uzll ve vrstvé F1 stoupal v pripadé neuronové sité Topo-
ART vyrazné rychleji nez u neuronové sité Hypersphere TopoART. Zatimco neuro-
nova sit Hypersphere TopoART vyuZivala na konci procesu uceni 7 uzli F1, neu-
ronova sit TopoART vyuzivala 143 uzll F1. Pocet téchto uzli se ustalil zhruba po
1500 vyukovych krocich. PrestoZe neuronova sit Hypersphere TopoART ma vyssi
Casovy koeficient k nez sit TopoART, byla schopna data zpracovat vyrazné rychleji.
Neuronova sit TopoART s ¢asovym koeficientem pro uceni k = 158 ns by se na
kazdém dal$im zadznamu ucila zhruba 125 ms a s koeficientem k = 111 ns pro vy-
hodnoceni by kazdy vstup vyhodnotila za 88 ms. Neuronova sit Hypersphere To-
poART ma koeficient pro u€eni k = 163 ns a koeficient pro vyhodnoceni k = 114 ns.
V tomto pripadé by se tato sit naucila kazdy dalSi vstup zhruba za 6 ms a vyhodno-
covala by jednotlivé vstupy zhruba za 4 ms.

Tento ptipad jasné ilustruje situaci, ve které neuronova sit, prestoze ma vyssi
hodnotu koeficientu uceni, je schopna data zpracovat vyrazné rychleji, protoze
s niz§i hodnotou vigilance parametru je schopna data rozdélit stejné efektivné,
ovSem s vyrazné niz$im poctem uzld ve vrstvé F1. Tyto vysledky ovSem nelze zo-
becnit na vSechny typy dat. Testovana textova data bylo snazsi rozdélit do katego-
rif tvaru hyperelipsoidu, a proto fungovala efektivnéji neuronova sit Hypersphere
TopoART. Na datech, ktera by bylo snazsi rozdélit do kategorii tvaru hyperkvadru,
by pravdépodobné lépe fungovala sit TopoART. Pro vyhodnoceni velkych objemi
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dat podobnych testovanym textovym datlim bych rozhodné doporucil vyuZzit neu-
ronovou sit Hypersphere TopoART.

4.4.6 Shlukovani 10 000 textovych zaznamii

Nejlepsich vysledkili na textovych datech dosahla neuronova sit Hypersphere To-
poART, a proto byla otestovana pro vyssi objemy dat. Neuronova sit TopoART byla
velmi zavisla na poradi vstupli a méla vyrazné vyssi spotiebu ¢asu. Neuronové siti
Fast TopoART se nepodafilo textova data rozdélit do shlukii.

Pro ucely tohoto experimentu bylo vytvoreno znovu pét datasetli stejnym
zplisobem, jako je popsan v kapitole 4.4.1. Jediny rozdil byl v po¢tu hodnoceni, kte-
ré byly zahrnuty do jednoho textového korpusu. Vtomto pripadé kazdy textovy
korpus obsahoval 5 000 negativnich hodnoceni a 5 000 pozitivnich hodnoceni. Cel-
kové tedy textovy korpus obsahoval 10 000 hodnoceni a velikost slovniku dosaho-
vala primérné 10 703 slov. Vysledné tabulky vyskyti slov tedy mély 10 000 radkt
a primérné 10 703 sloupct.

Neuronova sit Hypersphere TopoART byla opét schopna data rozdélit pri
hodnoté vigilance parametru 0,9 a dosahla velmi podobného vysledku jako pri
piedchozim experimentu, ovSem v ramci jednotlivych testli byly vysledky stabil-
néjsi v tom smyslu, Ze pomér zaznami v jednotlivych nalezenych shlucich pro jed-
notlivé expermenty mnohem méné kolisal. DosaZené vysledky je mozné vidét
v Tab. 6.

vSechna hodnoceni [%] | pozitivni hodnoceni [%] negativni hodnoceni [%)]

shluk 1 79 62 38

shluk 2 21 6 94

Tab. 6 Vytvorené shluky

Nejvétsi nalezeny shluk obsahoval celkem 79 % procent zadznam@. Pomér me-
zi pozitivnimi a negativnimi hodnocenimi obsaZenymi v tomto shluku se nepatrné
zlepsil. V této situaci obsahoval prvni shluk 62 % procent pozitivnich hodnoceni
a 38 % negativnich hodnoceni. Zajimavéjsi byl opét druhy shluk. Celkové procento
zadznamu obsaZenych v tomto shluku stouplo na 21 %, ale Cistota nalezeného shlu-
ku nepatrné poklesla. V této situaci obsahoval shluk dva 94 % negativnich zazna-
ml a 6 % zaznamu pozitivnich. Pokles Cistoty tohoto shluku byl pravdépodobné
zplUsoben vétsim procentem zaznamii, které do tohoto shluku byly zarazeny. I pres
sahla lepsiho celkového vysledku neZ v predchozim pripadé. Za predpokladu, Ze by
prvni shluk reprezentoval pozitivni hodnoceni a druhy shluk hodnoceni negativni,
celkova uspésnost kategorizace zaznaml mezi pozitivni a negativni by dosahla
a lepSim pomérem pozitivnich a negativnich hodnoceni v prvnim shluku.

Z hlediska spotteby ¢asu pii procesu uceni a vyhodnoceni se situace vyrazné
zménila. V prvni fadé mél vytvoreny dateset skoro dvakrat vice sloupcl nez da-
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taset vytvoreny pro 3 000 hodnoceni. Jak jiZ bylo feceno, pocet prvki vstupniho
vektoru (jednotlivé sloupce) musi byt rovny poctu uzll ve vrstvé FO ART neurono-
vé sité. Dale se vyrazné zvysil i poCet kategorii, které jsou reprezentované pomoci
uzll ve vrstvé F1. Na konci procesu uceni bylo téchto uzli celkem patnact, tedy
o osm uzlli vic nez bylo potirebné pro shlukovani prvnich testovanych datasetii
(3000 zaznami). Rist poctu téchto vzniklych kategorii byl také zptsoben vétSim
poctem prvkil ve vstupnim vektoru. Pocet uzll vrstvy F1 se ustdlil ptiblizné po
5730 vyukovych krocich. Neuronova sit Hypersphere TopoART ma koeficient pro
ueni k=163 ns a koeficient pro vyhodnoceni k=114 ns. Vtomto pripadé by se
tato sit’ naucila kazdy dalsi vstup zhruba za 26 ms a vyhodnocovala by jednotlivé
vstupy zhruba za 18 ms.

4.4.7  Shrnuti experimentii na textovych datech

V této casti budou shrnuty vysledky dosazené pomoci jednotlivych architektur
neuronovych siti ART. Nejdiive byly provedeny testy na datasetu obsahujicim
3000 hodnoceni. Zatimco sité TopoART a Hypersphere TopoART byly schopné
data rozdélit do dvou shluk, neuronové siti Fast TopoART se to nepodafrilo.

Vsechny testované sité se potykaly s podobnym problémem. Textova data by-
la reprezentovana ridkymi vektory a v mnoha rozmérech se proto prekryvala
v oblasti nuly. Sum obsaZeny v datech mél vyrazny negativni vliv na proces katego-
rizace. Obecné se stale tvoril jeden velky shluk, ktery obsahoval vétSinu testova-
nych dat. Pouze dvéma testovanym architekturdm neuronovych siti se podafilo
testovana textova data rozdélit. Shrnuti vysledkd dosazenych jednotlivymi sitémi
pro jednotlivé architektury neuronovych siti miizeme vidét v Tab. 7.

TopoART | Hypersphere TopoART | Fast TopoART
vigilance 0,99 0,9 0,99
pocet shluki 2 2 1
procento zaznamu v mensim shluku [%] 17 19 -
procento zaznamu ve vétsim shluku [%] 83 81 -
celkova Uspésnost [%] 66 68 -
Cistota mensiho shluku [%] 98 96 -
Cistota vétsSiho shluku [%] 60 61 -
pocet uzll F1 143 7 -
vliv poradi vstupl vysoky nizky -

Tab. 7 Shrnuti dosazenych vysledku

Neuronova sit Fast TopoART nebyla schopna rozdélit textova data do vice nez
jednoho shluku ani pri velmi vysokych hodnotach vigilance parametru. Jakmile
jsme prekrocily hodnotu vigilance parametru 0,99, zacaly se od ptivodniho shluku
odtrhavat malé shluky, které obsahovaly méné nez jedno procento zaznamfi.
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Z tohoto divodu nebylo vécné tuto neuronovou sit dale hodnotit z hlediska dalsich
kritérii.

Mnohem lepsi urovné poskytnutych vysledkli shlukovani dosahly neuronové
sité TopoART a Hypersphere TopoART. Obéma sitim se podarilo rozdélit analyzo-
vana textova data do dvou vyslednych shluki. Vétsi z téchto shluki obsahoval vét-
S$inu testovanych zaznami s nepatrnou pirevahou pozitivnich hodnoceni. Od tohoto
velkého shluku se podarilo oddélit shluk mensi s hodnotou vigilance parametru 0,9
pro neuronovou sit Hypersphere TopoART a hodnotou 0,99 pro sit TopoART.
MenSsi shluk vytvoreny neuronovou siti TopoART obsahoval mensi pocet testova-
nych zaznami (17 %) neZ shluk vytvoreny siti Hypersphere TopoART (19 %), ale
poART (68 %), zatimco sit TopoART dosahovalo tspésnosti 66 %.

Diky niZsi hodnoté vigilance parametru potiebné k rozdéleni do shluki potie-
bovala sit Hypersphere TopoART daleko méné uzll ve vrstvé F1, a proto vykazo-
vala vyrazné vyssi rychlost pti procesu uceni a hlavné v procesu vyhodnoceni. Vy-
sledek shlukovani neuronové sité TopoART byl vyrazné ovlivnény poradim vstup-
nich dat, zatimco vysledky poskytnuté siti Hypersphere TopoART byli ovlivnéné
poiadim pouze minimalné.

Na zakladé téchto informaci je moZné neuronovou sit TopoART doporucit pro
analyzu mensich objemi textovych dat, o kterych mame dostatek informaci. Vyssi
Cistota druhého shluku umoZnuje presnéjsi identifikaci negativnich hodnoceni
a pri mensich objemech zpracovavanych dat mtizeme lépe kontrolovat poradi dat
pii procesu uceni. DalSim diivodem pro vyuziti sité TopoART na mensi objemy dat
je rychlost. Sit TopoART pracovala vyrazné pomaleji nez Sit Hypersphere Topo-
ART, coz by na vyssich objemech dat mohlo byt neefektivni.

Neuronovou sit Hypersphere TopoART bych naopak doporudil pro analyzu
vyssich objemi textovych dat. Tato sit’ sice dosahla mensi Cistoty druhého shluku,
ale pracovala vyrazné rychleji svyssi celkovou uspésnosti. Vliv poradi dat
v procesu uceni na tuto sit byl minimalni, a proto neni pro analyzu nutné mit pro
analyzu tak velké mnoZstvi informaci o datech jako pro sit TopoART.

Protoze se neuronova sit Hypersphere TopoART jevila pro kategorizaci texto-
vych dat nejvhodnéjsi ze vSech testovanych moznosti, byla otestovana na datesetu
obsahujicim 10 000 textovych hodnoceni. Dosahla velmi podobnych vysledki jako
v predchozim experimentu. Opét byla schopna od sebe oddélit dva shluky. Mensi
shluk obsahoval 21 % vSech testovanych textovych hodnoceni a byl nepatrné méné
Cisty. Pomér zdznami obsazeny v jednotlivych shlucich byl pro jednotlivé vykona-
né testy stabilnéjsi. Celkova tispéSnost se oproti predchozimu experimentu zvysila
na 69 %.

Celkové testovanym neuronovym sitim povedlo oddélit pouze jeden uZitecny
shluk s velikosti méné nez 20 % testovanych zaznamu. To je déla z hlediska real-
ného vyuziti pro textova data vhodné spiSe pro detekci vyrazné odliSnych zazna-
mu. V praxi by bylo mozné vyuzit algoritmus zaloZeny na siti TopoART a prede-
v8im Hypersphere TopoART napftiklad pro filtraci negativnich hodnoceni na we-
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bovém foru hotelu. Takovy algoritmus by byl schopny vyfiltrovat vice nez 30 %
vSech negativnich hodnoceni.

4.5 Vyuziti pro zpracovani Big Data

Na zdkladé experimentl popsanych v kapitolach 4.1, 4.2 a 4.4 byla vyhodnocena
moznost vyuZziti téchto neuronovych siti pro analyzu velkych objemi dat (Big Da-
ta). Tato objemna data obsahujici velké mnoZstvi zdznami je velmi obtiZné zpra-
covavat ovéfenymi postupy. VétSina soucasnych shlukovacich algoritmi potiebuje
v procesu uceni udrzovat vSechny vstupni vektory v paméti souc¢asné. To ma nega-
tivni vliv na nejen na velikost paméti potrebné k tomuto procesu, ale i na samotnou
spotrebu ¢asu potrebnou k vykonani analyzy.

Testované architektury neuronovych siti ART jsou schopné zpracovavat jed-
notlivé vstupni vektory oddélené. Kazdy vstupni vektor, ktery vstoupi do procesu
analyzy, je zpracovan neuronovou siti a vahy sité jsou adaptovany. Po provedeni
procesu adaptace jiZ tento vstupni vektor neni udrZzovan v paméti. Dale bylo na
zakladé experimentu potvrzeno, Ze tyto neuronové sité jsou schopné proces uceni
opakovat, bez nutnosti zacit proces uceni znovu nebo rizika, Ze prijdeme o jiZ nau-
¢ené vzory. Z téchto diivoda se ART neuronové sité zdaji vhodné pro analyzu takto
objemnych dat.

Zacnéme nejdrive neuronovou siti Fast TopoART, protoze vykazuje nejnizsi
hodnotu koeficientu k pro uceni i vyhodnoceni. Tato sit vykazovala velkou pres-
nost pri experimentech na malo rozmérnych datech. Na hyperkvadrovém datasetu,
ktery mél 2 000 rozmérq, zacala byt tato neuronova sit’ velmi ovlivnéna poradim
vstupnich vektorii v procesu uceni, coz mélo fatalni vliv na vysledky shlukovani.
Pouziti této neuronové sité pro vytvoreni kvalitnich shlukli bylo moZné pouze za
predpokladu, Ze jsme méli dostatecné informace o testovanych datech a byli jsme
schopni rozdélit testovana data do skupin, na kterych byla neuronova sit uc¢ena
oddélené. Ziskat tyto znalosti o velké objemu dat miliZe byt v mnoha ptipadech
nemozné. Pri pokusech s textovymi daty se ovSem ukazalo, Ze vysoké mnozstvi
Sumu obsaZeného v téchto datech znemoziiuje analyzu pomoci této neuronové site.
Z hlediska vyuzZiti pro analyzu Big data bych tuto neuronovou sit doporucil pouze
pro analyzu velkého mnoZstvi dat s malym poctem rozmérti, ktera neobsahuji vel-
ké mnoZstvi Sumu. Pro takova data by byla tato neuronova sit' schopna poskytovat
kvalitni vysledky nejrychleji ze vSech testovanych architektur ART.

Neuronova sit TopoART méla hodnotu koeficientu k vyssi neZz Fast TopoART
a niz8i nez Hypersphere TopoART. Pri experimentech s dvourozmérnymi daty byla
schopna pracovat se stejnou presnosti jako sit' Fast TopoART, ovSem nevyrazné
nizsi rychlosti. Pri experimentech s Hyperkvadrovym datesetem dosahla vyssi
presnosti shlukovani nez sit’ Fast TopoART, ovSem potykala se stejnymi problémy
tykajicich se poradi vstupnich vektort. Pti experimentech s textovymi daty byla na
rozdil od sité Fast TopoART schopna rozdélit je do shlukd, i pres velké mnozZstvi
Sumu obsaZeného v téchto datech. Na rozdil od sité Fast TopoART je TopoART
schopny oddélit shluky i v datech obsahujicich Sum, ale potyka se stejnymi pro-



Vysledky 67

blémy s potfadim vstupnich vektort jako sit Fast TopoART. Z tohoto diivodu bych
tuto neuronovou sit’ doporucil opét predevsim pro analyzu velkého mnozZstvi dat
s malym poctem rozmérua. Tato data mohou obsahovat i malé mnozstvi Sumu.

Neuronova sit Hypersphere TopoART ma nejvys$si hodnotu koeficientu k pro
uceni i pro vyhodnoceni. Na malo rozmérnych datech vykazovala podobnou ptes-
nost jako sité TopoART a Fast TopoART. Na hyperkvadrovém datasetu dosahla
vyrazné lepsich vysledkl. Byla schopna data rozdélit do kvalitnich shluki i bez
nutnosti data nejdiive rozdélit do skupin a dosahovala zhruba stejnych vysledki
shlukovani bez ohledu na poradi dat. Tyto vlastnosti se potvrdily i pti analyze tex-
tovych dat, kdy byla schopna rozdélit tato data do shluki pti niZs$i hodnoté para-
metru vigilance, neZ neuronova sit TopoART, coz vedlo k nizSimu poctu uzla vrst-
vy F1 a niZsi spotiebé Casu. Tato neuronova sit’ je vhodna pro analyzu mnohoroz-
mérnych dat. PresnéjSich vypocet vzdalenosti hranic jednotlivych kategorii od je-
jich prototypu, ktery je v této neuronové siti vyuzit, ma sice negativni vliv na koefi-
cient k, ovSem tato presnost s sebou nese vyrazné vyssi stabilitu pti analyze vice-
rozmérnych dat. Z téchto diivodu bych tuto neuronovou sit doporucil pro zpraco-
vani velkého poctu vstupnich vektorl, které mnohou obsahovat i vysoky pocet
prvkd.

4.6 Aplikace a grafické uzivatelské rozhrani

Soucasti této prace byla i implementace aplikace, ktera usnadnuje vyuZiti testova-
nych ART neuronovych siti, véetné jednoduchého grafického uzivatelského roz-
hrani (GUI). Pro implementaci veSkeré funkcionality poskytované touto aplikaci
byl vyuzit programovaci jazyk C#. Dale byly vyuZity dvé externi knihovny: LibTo-
poART a WindowsFORMS. Knihovna LibTopoART usnadiiuje implementaci ART
neuronovych siti a jejich vyuZiti. Knihovna WindowsFORMS slouZi k navrhu
a implementaci grafickych elementt, ze kterych se GUI skldda. Vytvorené GUI je
mozné vidét na Obr. 16.

Okno aplikace se da rozdélit do tri zakladnich Casti: Sprava neuronové site,
Sprava dat a Operace. V nejspodnéjsi ¢asti okna se nachazi uzamceny textovy panel
INFO, ktery ndm poskytuje diilezité informace o pribéhu a vysledcich jednotlivych
vykonanych uzivatelskych akci.

Prvni oblasti okna vysledné aplikace je Sprava neuronové sité. V této Casti jsou
dostupné celkem tfi uzivatelské akce: vytvorit novou neuronovou sit, ulozit aktivni
neuronovou sit' a nacist uloZenou neuronovou sit ze souboru. Chceme-li vytvorit
novou neuronovou sit, musime nejdtive zaskrtnout pole, které odpovida poZado-
vané architektuie (TopoART, Fast TopoART nebo Hypersphere TopoART).
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Obr.16  Grafické uzivatelské rozhrani

Po zvoleni pozadované architektury je dale nutné specifikovat zakladni vlastnosti
vytvarené neuronové sité. Prvni a nejdtlezitéjsi vlastnosti je pocet rozmért vstup-
nich dat. Jinymi slovy jde o pocet prvki, které obsahuje kazdy zpracovavany
vstupni vektor. Na zakladé toho poctu bude vytvoren odpovidajici pocet uzll ve
vrstvé FO neuronové sité. Déle je nutné nastavit hodnotu parametru vigilance
a parametru learning rates, ktery je v ramci GUI oznacen jako LR. Hodnoty téchto
parametri musi naleZet do intervalu (0, 1). Je-li zvolena pozadovana architektura
a parametry ART neuronové sité, je moZné sit’ vytvorit kliknutim na tlac¢itko Vytvo-
rit. Tim je aktivovan ndasledujici zdrojovy kod vyuZivajici mySlenek polymorfismu:

//zavedeni proménné t reprezentujici ART neuronovu sit
//objekt tridy, ze které dédi jednotlivé architektury
ITopoART t = null;
//volani prislusnych konstruktort
if (basic.Checked)

t = new TopoART (rozmery, 1, vigilance);
else if (fast.Checked)

t = new Fast TopoART (rozmery, 1, vigilance);
else if (hypersphere.Checked)

t = new Hypersphere TopoART (rozmery, 1, vigilance);
//nastaveni parametru learning rates
t.Beta sbm = finalLR;
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Polymorfismus spociva v tom, Ze nejdrive vytvorime proménnou s datovym typem
reprezentujicim objekt tiidy, ze které dédi vSechny tridy, mezi kterymi se rozhodu-
jeme. Na zakladé podminek (volba architektury) je této proménné prirazen objekt
pozadované tiidy pomoci zavolani vhodného konstruktoru. V konstruktoru je nut-
né specifikovat pocet rozmérli neuronové sité a hodnotu parametru vigilance. Vy-
tvorené neuronové siti je mozné definovat hodnotu parametru learning rates.
V ramci GUI je tato hodnota nastavena na zakladé obsahu odpovidajiciho pole pri
vytvoreni neuronové sité.

Vytvorena aplikace umoziuje nejen vytvorit novou ART neuronovou sit, ale
také ulozit aktivni neuronovou sit pro pozdéjsi vyuziti. Pro tyto ucely slouZi tlacit-
ko Ulozit. Po kliknuti na toto tla¢itko se zobrazi dialogové okno typické pro ope-
racni systém Windows, ve kterém je nutné zvolit nazev a umisténi souboru, do kte-
rého se aktivni neuronova sit’ uloZi.

Pro nacteni podobné uloZené neuronové sité slouZi tlacitko Nacist. Po stisknu-
ti tohoto tlacitka se opét otevie dialogové okno typické pro operacni systémy Win-
dows. V tomto okné zvolime soubor, ve kterém je neuronova sit uloZena. Pfed na-
Ctenim neuronové sité je nutné definovat, o jakou architekturu se jedna a kolik ma
nacitana sit rozmérd, protoZe tyto informace jsou nutné pro volani konstruktoru,
pomoci kterého neuronovou sit nacitame. Hodnoty ostatnich parametri se doplni
automaticky po nactent sité.

Dalsi oblast okna slouzi ke spravé dat. Tato oblast je tvorena dvéma dvojicemi
grafickych elementl. Prvni dvojice odpovida vstupnimu souboru s daty, ktera
chceme analyzovat. V textovém poli je moZné vidét cestu k danému souboru a po-
moci tlacitka Vstup je otevireno dialogové okno, ve kterém tento soubor vybereme.
Vstupni soubor musi byt ve formatu CSV oddélenym stredniky (viz Kapitola 3.3.1).
Stejnym zpiisobem je pomoci druhé dvojice reprezentovan soubor vystupni.

Posledni oblast grafického okna slouzi k obsluze jednotlivych procesi shluko-
vaci analyzy. Je-li vaplikaci zvolena aktivni neuronova sit a vstupni soubor, je
moZné vyuzit tlacitka Ucit a Stanovit shluky. Po kliknuti na tlac¢itko UCit se aktivni
neuronova sit zacne ucit postupné na jednotlivych radcich vstupniho souboru
(CSV). Na kazdém z téchto radki (vstupnich vektord) se aktivni neuronova sit’ ite-
rativné uci pomoci nasledujiciho prikazu:

t.Learn(vstupni vektor);

Po dokonceni procesu uceni je vhodné prepocitat vysledné shluky a stanovit jejich
pocet. To provedeme pomoci tlacitka Stanovit shluky, které zavola nasledujici pri-
kazy:

//vypo&et shluku

t.ComputeClusterIDs () ;

//Vypis poctu shlukd do textového panelu INFO
info.Text = Convert.ToString(t.ClusterNum[0]) ;
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Po prepocteni shluki je jejich finalni pocet vypsan v textovém panelu INFO. Po
provedeni procesu uceni a stanoveni shlukili je mozné zacit vstupni data vyhodno-
covat pomoci tlacitka Vyhodnotit, které je provedeno iterativnim opakovanim na-
sledujicich prikazi:

//vyhodnoceni vstupniho vektoru

F2 output[] result = t.GetBMOutput (InputArray.ToArray()):;
//zapis vysledku na vystup

temp = Convert.ToString(result[0].bm cluster ID);
output.AppendLine (temp) ;

Ciselny identifikator reprezentujici vysledny shluk je p¥ifazen kazdému vstupnimu
vektoru a nasledné je tento identifikator zapsan na samostatny radek vystupniho
souboru v takovém poradi, v jakém vstupni vektory prisly na vstup.
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5 Zaveér

V soucasné dobé mame k dispozici stale rostouci objemy dat. Pro zpracovani dat
s vysokym objemem miize byt vyuziti nastroji bézné vyuZzivanych pro dolovani
znalosti z dat velmi ¢asové a pamétové narocné. Tento problém je mozné zmirnit
vyuzitim ART neuronovych siti, které se vyuzivaji pro sekvencni shlukovani. Pravé
ART neuronové sité byly testovany v této praci.

V teoretické ¢asti prace byly rozebrany zakladni pojmy v oblasti dolovani zna-
losti z dat a byl vysvétlen zakladni rozdil mezi u¢enim s ucitelem a bez ucitele. Dale
tato ¢ast pojednavala predevsim o algoritmech fungujicich na principech uceni bez
ucitele ajejich vyuziti v oblasti analyzy shlukt. Tyto algoritmy byly rozdéleny do
nékolika skupin podle jejich vlastnosti a byly popsany zakladni principy, na kte-
rych jsou tyto algoritmy zaloZeny. V této oblasti jsou ¢asto vyuZivany algoritmy
zaloZené na umélych neuronovych sitich a konkrétné vyuZiti umélych neurono-
vych siti zaloZenych na teorii adaptivni resonance pro generovani shlukii bylo
hlavnim tématem této prace. Z tohoto divodu pojedndaval zavér teoretické casti
pravé o umeélych neuronovych sitich a teorii adaptivni resonance.

V metodické ¢asti je mozné se docist o zplisobu realizace testovanych ART
neuronovych siti a prostiredcich, které k tomuto ucelu byly vyuzity. Dale tato ¢ast
pojednavala o postupu testovani vybranych neuronovych siti. Byly popsany vlast-
nosti vSech dataset(i, na kterych jsme sité testovali, zptlisob jejich dalsi pripravy pro
zpracovani neuronovou siti a pripadné i jejich ptivod.

Dalsi ¢ast této prace popisovala priibéh jednotlivych experimentii, dosazené
vysledky a proces implementace grafického uZivatelského rozhrani. Nejdrive byly
provedeny experimenty, ve kterych jsme testovali vlastnosti vybranych architek-
tur neuronovych siti na umélych dvourozmérnych datech. Vysledky téchto expe-
rimentd bylo snadné prezentovat ve formeé rovinnych bodovych graft a na zakladé
téchto vysledkd byl definovan vliv parametru vigilance na ptresnost vyslednych
shluki a byly stanoveny zakladni vlastnosti testovanych neuronovych siti. Na téch-
to datech testované neuronové sité dosahovaly velmi podobnych vysledkd. Opti-
malniho vysledku shlukovani dosahli neuronové sité TopoART a Fast TopoART pri
hodnoté vigilance parametru 0,86 a sit Hypersphere TopoART pri hodnoté vigilan-
ce parametru 0,9.

V druhém experimentu byly neuronové sité testované na datasetu, ktery ob-
sahoval dva shluky ve tvaru hyperkvadru v prostoru s dvéma tisici rozméry. Tento
dataset byl urceny k otestovani schopnosti vybranych neuronovych siti analyzovat
data, ktera jsou popsana mnoha atributy, a dale k presnému definovani ¢asu po-
tirebného pro vedeni procesu analyzy a faktort, které na tento ¢as maji primy i ne-
primy vliv. Na tomto datasetu nejlépe obstala neuronova sit Hypersphere Topo-
ART, ktera byla schopnda tyto shluky oddélit naprosto presné, a nebyla pii tom
ovlivnéna poradim vstupnich vektord. Neuronové sité TopoART a Fast TopoART
byly silné ovlivnéné poradim vstupnich vektori a byly schopné dosdhnout opti-
malnich vysledkd shlukovani pouze v pripadé, Ze byly uceny na vstupnich vekto-
rech v uvedeném poradi. Na zakladé provedenych experimentli byl okomentovan



72 Zavér

vliv potadi vstupnich vektord na vysledek shlukovani a byly doporuceny zptsoby,
kterymi lze tento vliv zmirnit nebo dokonce vyuZzit.

Piimy vliv na spotiebu ¢asu mél pocet uzli ve vrstvach FO a F1 neuronové si-
té. Obé hodnoty ovliviiovaly spotfebu Casu potrebnou k analyze linearné. Za pred-
pokladu stejného poctu uzld v obou vrstvach byla data schopna analyzovat nej-
rychleji neuronova sit' Fast TopoART. Za stejného predpokladu byla nejpomalejsi
sit Hypersphere TopoART, sit TopoART by byla jen nepatrné rychlejsi.

Posledni experiment otestoval vybrané architektury ART neuronovych siti na
realnych datech. Dataset byl vytvoren ze souboru hotelovych hodnoceni a obsaho-
val stejny pocet hodnoceni pozitivnich a negativnich. Na tomto datasetu nejlépe
obstala neuronova sit Hypersphere TopoART, ktera byla schopna oddélit velmi
Cisty shluk obsahujici pouze negativni hodnoceni. Tato neuronova sit byla nejméné
ovlivnéna poiadim vstupnich vektori a byla schopna oddélit zminény cCisty shluk
pri nizsi hodnoté vigilance parametru nez sit TopoART, coZ vedlo k mensSimu poctu
uzll ve vrstvé F1. ProtoZe sit Hypersphere TopoART obstala nejlépe, byla otesto-
vana i na textovém datasetu s vyrazné vys$Sim objemem. Neuronova sit TopoART
byla schopna data rozdélit aZ pfi hodnoté vigilance parametru 0,99. Vysledky byly
nestabilni a silné ovlivnéné poradim vstupl. Neuronova sit’' Fast TopoART nebyla
schopna data rozdélit do shluki z divodu velkého mnozstvi Sumu, ktery byl v da-
tech obsaZen. Dale byly na zdkladé provedenych experimenti testované architek-
tury ART neuronovych siti vyhodnoceny z hlediska moznosti jejich vyuziti pro ana-
lyzu Big data a byla uvedena doporuceni o vyuZiti jednotlivych architektur
k tomuto tcelu.

Nakonec byla popsana implementace grafického uZivatelského rozhrani,
okomentovan jeho vzhled a funkcionalita a vysvétlen zpisob jeho pouziti.
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