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1.4.5 Algoritmus vlastńıch vektor̊u . . . . . . . . . . . . . . . . . 21

1.5 Kvalita modelu . . . . . . . . . . . . . . . . . . . . . . . . . . . . 22
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3.2.2 Robustńı SPLS metoda . . . . . . . . . . . . . . . . . . . . 39

5



4 Praktická část 43
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4.15 Srovnáńı PRM a SPRM model̊u . . . . . . . . . . . . . . . . . . . 57
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Úvod

Ve statistické analýze dat můžeme narazit na r̊uzné datové soubory. Nejčastěji

se však v matematicko-statistickém prostřed́ı setkáváme s daty, kde máme

k dispozici v́ıce pozorovaných hodnot než proměnných. V této situaci je vhodné

použ́ıt při regresńı analýze již známou, dobře propracovanou standardńı metodu

nejmenš́ıch čtverc̊u. Nicméně muśıme připustit, že ne vždy máme k dispozici

předpoklad dostatečného počtu pozorováńı, a to zejména kv̊uli finančńı a časové

náročnosti sběru dat. Daľśı př́ıčinou může také být ř́ıdký výskyt určitého jevu,

a tak je obt́ıžné dosáhnout velkého počtu pozorováńı.

Právě metoda nejmenš́ıch d́ılč́ıch čtverc̊u má široké využit́ı v př́ıpadech, kdy

je tento předpoklad porušen. Metoda je předně využ́ıvána v oblasti chemometrie,

protože v této vědńı discipĺıně je přirozenou vlastnost́ı datového souboru zvlášt’

velký počet proměnných. Proto bude pro mě d́ılč́ım ćılem též proniknout určitou

mı́rou do problematiky chemometrie, jež je věda použ́ıvaj́ıćı analytických obor̊u,

jako je v́ıcerozměrná statistika, aplikovaná matematika a informatika, za účelem

řešeńı problémů v chemii, biochemii, ale také medićıně. Avšak primárńım úkolem

mé práce bude zejména aplikováńı zmı́něné metody regrese na datové soubory,

a to pomoćı vhodného statistického softwaru, č́ımž je software R. Demonstrované

př́ıklady vycháźı z reálných dat, která mi poskytl Ústav molekulárńı a translačńı

medićıny v Olomouci.

Metoda nejmenš́ıch d́ılč́ıch čtverc̊u nab́ıźı hned několik možnost́ı, jak provést

kvantifikaci regresńıho vztahu, přesněji řečeno existuj́ı r̊uzné algoritmy vedoućı

k odhadu neznámých parametr̊u, což popisuje právě prvńı kapitola spolu s te-

oretickými a matematickými aspekty zmı́něné metody. Nadcházej́ıćı dvě kapi-

toly obsahuj́ı rozš́ı̌reńı základńı metody, konkrétně se jedná o robustńı a tzv.

ř́ıdkou metodu nejmenš́ıch d́ılč́ıch čtverc̊u. Na samotný závěr představ́ıme prak-

tické př́ıklady znázorňuj́ıćı aplikačńı potenciál uvedené metody.
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1 Metoda d́ılč́ıch nejmenš́ıch
čtverc̊u

Počátky metody nejmenš́ıch d́ılč́ıch čtverc̊u sahaj́ı do roku 1975, kdy se j́ı

zabýval statistik Herman Wold [18]. Primárně ji začal použ́ıvat v oblasti ekono-

metrie, později jeho syn Svante Wold a daľśı [19] však našli uplatněńı zejména

v chemometrii. Dokonce lze ř́ıci, že v tomto oboru se zmı́něná metoda často

použ́ıvá jako určité dogma. Pro srovnáńı, počátky klasické metody nejmenš́ıch

čtverc̊u spadaj́ı do roku 1795. Protože se tedy jedná o poměrně novou metodu,

setkáváme se s ńı prozat́ım předevš́ım v cizojazyčné literatuře. V textu tak bude

nadále často použ́ıvaná zkratka PLS, která vycháźı z anglického termı́nu Partial

Least Squares.

Jedná se o tř́ıdu metod slouž́ıćıch k modelováńı vztah̊u mezi vysvětluj́ıćımi

a vysvětlovanými proměnnými prostřednictv́ım skrytých neboli latentńıch proměn-

ných. Hlavńı úloha tak tkv́ı předevš́ım v odhadech parametr̊u v regresńım modelu.

Nesmı́me však opomenout ani daľśı užitečné vlastnosti, jako je zajǐstěńı redukce

dimenze dat, nebo odstraněńı multikolinearity čili závislosti mezi sloupci v ma-

tici plánu X, jenž odpov́ıdaj́ı jednotlivým vysvětluj́ıćım proměnným. Zmı́něné

vlastnosti patř́ı mezi velmi žádané ve statistické analýze. Než ovšem překroč́ıme

k zavedeńı jednotlivých model̊u, je zapotřeb́ı zavést označeńı výsledných odhad̊u,

aby nedošlo k nedorozuměńı. Pro odhady spojené s metodou nejmenš́ıch čtverc̊u

použijeme symbol β̂, avšak pro výsledný vektor odhad̊u parametr̊u vycházej́ıćı

z metody PLS včetně jej́ı robustńı a ř́ıdké modifikace využijeme symbolu b.

Nav́ıc, v literatuře, která se zabývá PLS, je zvykem nerozlǐsovat matici/vektor

neznámých parametr̊u a př́ıslušný odhad, budeme se tedy držet tohoto př́ıstupu.

Rozlǐsovat se to bude v př́ıpadě, kdy by mohlo doj́ıt k mylnému pochopeńı.

V této kapitole je čerpáno zejména ze zdroj̊u [10], [11], [13], [14], [15], [16]

a [17].
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1.1 Teoretické aspekty

Nejdř́ıve si ukážeme základńı děleńı metody, a to na PLS1 a PLS2. Rozd́ıl

spoč́ıvá ve struktuře vysvětlované proměnné. Jednodušš́ı podobu představuje mo-

del PLS1, kde závisle proměnná je pouze jednorozměrná, naproti tomu, jestliže

předpokládáme v́ıce než jednu závisle proměnnou, uvažujeme model PLS2. Nicmé-

ně, pro snadněǰśı uchopeńı teoretických a také praktických vlastnost́ı, v práci

bude uveden pouze model PLS1, kde se pracuje s vektorem hodnot vysvětlované

proměnné y, nikoliv s matićı Y .

• PLS1 → y︸︷︷︸
(n×1)

= X︸︷︷︸
(n×p)

b︸︷︷︸
(p×1)

+ e︸︷︷︸
(n×1)

, kde y je závisle proměnná, matice X je

tzv. matice plánu, jej́ıž sloupce tvoř́ı vysvětluj́ıćı nezávisle proměnné, vektor

b pak představuje vektor neznámých koeficint̊u a nakonec vektor chyb e.

• PLS2→ Y︸︷︷︸
(n×q)

= X︸︷︷︸
(n×p)

B︸︷︷︸
(p×q)

+ E︸︷︷︸
(n×q)

, model pro v́ıcerozměrnou vysvětlovanou

proměnnou, d́ıky čemuž je v modelu zahrnuta již matice neznámých pa-

rametr̊u B, namı́sto matice a také matice chyb E. Př́ıslušné rozměry n, p

a q odpov́ıdaj́ı počtu pozorováńı, počtu vysvětluj́ıćıch proměnných a u PLS2

počtu vysvětlovaných proměnných, v tomto pořad́ı.

Základńı princip metody PLS se zakládá na spojeńı metod hlavńıch kom-

ponent a mnohorozměrné lineárńı regrese. Nyńı se bĺıže pod́ıváme na hlavńı

myšlenky metody nejmenš́ıch d́ılč́ıch čtverc̊u.

Na úplném počátku vytvoř́ıme umělé proměnné pro matici X, popř́ıpadě

v modelu PLS2 i pro matici Y . Dále přijde na řadu aplikace kritéria, č́ımž je ma-

ximalizace kovariance mezi x-ovými skóry a závisle proměnnou. Použit́ım kritéria

dosáhneme vysoké kvality predikce závisle proměnné. Následuje deflace či pee-

ling, což představuje očǐstěńı matice plánu. Jinými slovy, z prvńı komponenty

(latentńı proměnné) je odstraněna informace. Źıskáváme residuálńı matici, na-

vazujeme opět odvozeńım daľśı PLS komponenty. Nyńı si můžeme odpovědět

na otázku: Proč metoda ve svém názvu obsahuje pojem
”
d́ılč́ıch čtverc̊u“? Od-
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pověd’ vycháźı právě z odvozeńı daľśı komponenty na základě použit́ı d́ılč́ı infor-

mace o x-ových, resp. y-ových skórech v modelu PLS2. Předchoźı kroky opaku-

jeme až do doby, kdy neńı dosáhnuto žádného daľśıho zlepšeńı predikce hodnot

vektoru y. Optimálńı počet PLS komponent urč́ıme pomoćı kř́ıžové validace -

cross validation, o které bude pojednáno později v samostatné podkapitole.

1.2 Výchoźı metody

PLS můžeme chápat jako kompromis metody nejmenš́ıch čtverc̊u (MNČ)

a regrese pomoćı metody hlavńıch komponent. Právě tyto metody si tedy v daľśı

části textu nast́ıńıme.

1.2.1 Metoda nejmenš́ıch čtverc̊u

Velmi známá metoda, jej́ıž základńı úloha spoč́ıvá v určeńı odhad̊u neznámých

parametr̊u minimalizaćı součt̊u čtverc̊u odchylek skutečných hodnot od odhad-

nutých.
n∑

i=1

(Yi − β0 − β1xi1 − β2xi2 − · · · − βpxip)2 → min, (1.1)

kde Yi znač́ı hodnotu vysvětlované proměnné i-tého pozorováńı, β0 absolutńı člen,

β1, . . . , βp př́ıslušné odhady a xip i-té pozorováńı proměnné p. Dı́ky předchoźı

minimalizaci dostáváme odhad neznámých regresńıch koeficient̊u,

β̂ = (XTX)−1XTy. (1.2)

Výsledné odhady se pak řad́ı mezi nejlepš́ı nestranné lineárńı odhady. Daľśı

výhodou je, že pro výpočet odhad̊u stač́ı použ́ıt jeden exaktńı vzorec, avšak

za velmi striktńıch předpoklad̊u. Důležitá je př́ıtomnost v́ıce pozorováńı než počtu

proměnných, a dále žádáme silný předpoklad, aby sloupce maticeX byly lineárně

nezávislé.
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1.2.2 Regrese pomoćı metody hlavńıch komponent

Zde se využ́ıvá zkratky PCR, která nálež́ı anglickému termı́nu Principal Com-

ponent Regression. U této metody za startovaćı krok považujeme klasickou me-

todu hlavńıch komponent, která se primárně využ́ıvá pro redukci dimenze dat

prostřednictv́ım výsledných skór̊u a zátěž́ı [2]. V prvńım kroku rozlož́ıme matici

X na matici skór̊u T a matici zátěž́ı P ,

X
(n×p)

= T
(n×a)

P T

(a×p)
+ EX ,

(n×p)
(1.3)

kde např. rozměry matice T odpov́ıdaj́ı n řádk̊um a počet sloupc̊u je roven

a hlavńım komponentám pro j = 1, . . . , a. Matice chyb EX př́ısluš́ı právě rozlože-

né matici X. Pokračujeme dosazeńım rozložené matice X do p̊uvodńıho modelu

y = Xb+ e. (1.4)

Poté si označ́ıme výraz P Tb jako vektor regresńıch koeficient̊u g, kde eT předsta-

vuje vektor chyb

y = Xb+ e = (TP T )b+ eT = Tg + eT . (1.5)

Je zapotřeb́ı zd̊uraznit, že chyby e a eT se od sebe lǐśı, protože k modelováńı

bereme pouze několik málo hlavńıch komponent. To nám vskutku řeš́ı problém

s multikolinearitou neboli závislost́ı vysvětluj́ıćıch proměnných, jelikož informace

o vysoké korelaci proměnných je zakomponována v nových skórových vektorech,

které jsou již nekorelované. Na nově vytvořený model y = Tg + eT aplikujeme

MNČ, a dostáváme tak vektor odhad̊u d́ılč́ıch regresńıch koeficient̊u

g = (T TT )−1T Ty. (1.6)

My však potřebujeme odhadnout vektor regresńıch parametr̊u b, proto jej vyjád-

ř́ıme z výrazu g = P Tb, č́ımž doćıĺıme požadovaných odhad̊u neznámých para-

metr̊u

bPCR = Pg. (1.7)
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1.2.3 Srovnáńı regrese metodou nejmenš́ıch d́ılč́ıch čtverc̊u

s metodami nejmenš́ıch čtverc̊u a hlavńıch kompo-
nent

U metody PLS neńı potřeba silných předpoklad̊u, jako je tomu u MNČ, máme

na mysli absenci multikolinearity - závislosti mezi sloupci v matici plánu a také

počet pozorováńı vyšš́ı než počet proměnných. Ovšem daň za porušeńı těchto

předpoklad̊u je taková, že výsledné odhady u PLS nemůžeme považovat za nej-

lepš́ı nestranné lineárńı odhady. Dále, ve srovnáńı s MNČ, algoritmy u metody

PLS pro výpočet odhad̊u neznámých parametr̊u pracuj́ı na postupném principu,

nestač́ı tedy aplikovat jeden exaktńı vzorec.

Společným a také hlavńım ćılem metod PLS a PCR je dosáhnut́ı nejlepš́ı

predikce, na druhém mı́stě pak vysvětleńı co největš́ı variability vysvětluj́ıćıch

proměnných (prediktor̊u). Obecná metoda hlavńıch komponent má za ústředńı

ćıl právě vysvětleńı co největš́ı celkové variability pomoćı několika málo hlavńıch

komponent. PCR pracuje pouze s x-ovými skóry, č́ımž se podstatně odlǐsuje

od PLS, kde naopak docháźı k modelováńı vztah̊u mezi dvěma bloky proměnných,

z čehož plyne, že PLS bere v úvahu vztah mezi x-ovými a y-ovými skóry. Dı́ky

použit́ı vztahu mezi oběma bloky tak dostáváme obecně menš́ı počet hlavńıch

komponent. Nicméně, výhodou u PCR je, že tato metoda vyúst́ı v nekorelo-

vané skóry a zároveň v ortogonálńı zátěže, vedoućı následně k ortonormálńımu

systému souřadnic. Naproti tomu, PLS nám dokáže poskytnout pouze jedno,

nebo druhé. Např́ıklad dańı za to, že odvozené zátěže budou ortogonálńı, skóry již

ortonormálńı (nekorelované) neobdrž́ıme. Př́ıpad ortogonálńıch (resp. ortonormál-

ńıch) zátěž́ı je preferován obzvláště z geometrického hlediska, např. při mapováńı,

daľśı výhodu shledáváme v zachováńı metrických vlastnost́ı. Výsledný obraz

pak nebude pokřivený, jak by tomu bylo při použit́ı nekorelovaných skór̊u. Para-

doxně ortonormálńı skóry jsou v praxi využ́ıvány častěji, nicméně se jev́ı výhodné

alespoň z hlediska fixace na metodu hlavńıch komponent.
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1.3 Matematické aspekty

Nyńı si představ́ıme technické záležitosti výše popsaných teoretických aspekt̊u.

Na úplném začátku jsou sloupce matice X, popř. matice Y centrovány, jež

jsou dále modelovány právě umělými proměnnými (komponentami). Dekompo-

zice matice X na skóry a zátěže má formálně stejnou podobu jako ve vztahu

(1.3). V modelu PLS1 lze rozepsat spojitost mezi x-ovými skóry a vektorem y

tzv. vnitřńım lineárńım vztahem

y
(n×1)

= T
(n×a)

d
(a×1)

+ h,
(n×1)

(1.8)

kde d představuje vektor regresńıch parametr̊u a vektor h znázorňuje př́ıslušné

chyby. Můžeme vidět, že u modelu PLS1 nejsou potřeba y-ové skóry, nýbrž př́ımo

y-ové proměnné.

Pro nalezeńı regresńıho vztahu budeme aplikovat kritérium použité na nově

vytvořené proměnné, kĺıčová úloha proto zńı - dosáhnout maximálńı kovariance

mezi skóry a n-rozměrným vektorem y, jelikož se zabýváme pouze modelem

PLS1, nikoliv PLS2. Kritérium matematicky zapisujeme

cov(t, y)→ max. (1.9)

Jednou z možnost́ı, jak odhadnout kovarianci mezi vektory t a y, je např́ıklad

pomoćı vztahu tTy/(n− 1) za podmı́nky ‖ t ‖= 1, jež nám zajist́ı jednoznačnost

řešeńı. Přitom připomeňme, že pro vektor x = (x1, x2, . . . , xn)T je euklidovská

norma neboli délka vektoru č́ıslo dané vztahem

‖ x ‖=
√
x21 + x22 + · · ·+ x2n =

√√√√ n∑
i=1

x2i . (1.10)

Vyřešeńım maximalizačńı úlohy výše tak źıskáme prvńı vektor skór̊u. Daľśı

vektory skór̊u źıskáme analogicky, které však muśı být nav́ıc ortonormálńı

k předchoźım źıskaným vektor̊um, tedy pro ně plat́ı: tTj tl = 0. Z technických

d̊uvod̊u je někdy lepš́ı, jak uvid́ıme v př́ı̌st́ı kapitole, zavést daľśı zátěžový vek-

tor w pro x-ové proměnné, pro y-ové proměnné pak vektor c, ten však u PLS1
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ve většině algoritmů nebude potřeba. Maximalizačńı kritérium můžeme potom

přepsat do následuj́ıćı formulace,

cov(Xw, y)→ max, (1.11)

při dodržeńı podmı́nky ‖Xw ‖= 1.

Právě kovariance kombinuje vysoký rozptyl jednotlivých složek v matici X

a vysokou korelaci mezi složkami matice X a vektorem y. Vysoký (vysvětlený)

rozptyl zajǐst’uje PCR, naproti tomu vysokou korelaci MNČ.

1.4 Algoritmy

Tato podkapitola bude věnována jednotlivým výpočetńım algoritmům

metody PLS1, kterých existuje celá řada. V praktické části pak budou

demonstrovány na konkrétńıch př́ıkladech. Nutno však ještě zmı́nit, že vysvětluj́ıćı

proměnné mohou být r̊uzného typu - spojité, diskrétńı, ale i kategoriálńı.

Pro každou z metod vycházej́ıćı z PLS existuje i varianta pro klasifikaci, a to

v situaci, kdy vysvětlovaná proměnná nabývá hodnot 0 nebo 1. V těchto př́ıpadech

pak označujeme PLS-DA, resp. O-PLS-DA, kde DA znač́ı Discriminant Ana-

lysis – klasifikačńı analýza. Tato varianta bude představena v praktické části

na reálném př́ıkladu.

Jelikož v následuj́ıćım textu bude potřeba znát, jakým zp̊usobem prob́ıhá

rozklad matice, nejdř́ıve si obecně definujeme pojem singulárńı rozklad matice

s využit́ım literatury [16]. Jedná se o vysoce využ́ıvaný nástroj jak ve statistice,

tak i v matematické oblasti. Naštěst́ı jej nemuśıme poč́ıtat ručně, protože soft-

wary nab́ıźı již knihovny s jeho implementaćı. V anglické literatuře se potkáváme

s názvem Singular Value Decomposition (dále jen SVD).

Podle SVD je každá matice X velikosti n× p rozložena na součin tř́ı matic,

konkrétně

X = T 0 · S · P T , (1.12)

kde pro centrovanou matici X plat́ı, že matice T 0 velikosti n× p obsahuje nor-

mované skóry o délce 1 vypočtené metodou hlavńıch komponent. Matice S je
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diagonálńı matićı o velikosti p× p, kde na hlavńı diagonále najdeme tzv. sin-

gulárńı hodnoty, které jsou rovny směrodatným odchylkám
√
λj př́ıslušných

skór̊u. Těmito směrodatnými odchylkami rozumı́me vlastńı č́ısla matice X. Pro

úplnost zbývá popsat matici P T , což je transponovaná matice zátěž́ı o velikosti

p× p. Z výše uvedeného plyne pro matici skór̊u vztah T = T 0 · S.

Dańı za obdržeńı univerzálńıho algoritmu bude však vysoká početńı náročnost.

V př́ıpadě, kdy máme vzhledem k počtu pozorováńı př́ılǐs velký počet proměnných,

je určitě výhodněǰśı, předevš́ım kv̊uli časové náročnosti, přistoupit ke snadněǰśımu

výpočtu. Ten uvažuje matici T 0 jako matici XXT , matice P je potom rovna

matici XTX. Obě matice maj́ı stejná vlastńı č́ısla, jejichž odmocniny tvoř́ı di-

agonálńı prvky matice S. Z tohoto d̊uvodu jsou vlastńı vektory T 0 spočteny

z matice XXT s využit́ım rozptyl̊u jednotlivých skór̊u z matice S2. S dosa-

vadńımi informacemi snadno źıskáme matici zátěž́ı, a to

P = XT · T 0 · S−1 = XT · T · S−2. (1.13)

Software R poskytuje několik př́ıkaz̊u pro vypočteńı singulárńıho rozkladu, nej-

použ́ıvaněǰśım je však svd(X). Detailněǰśı popis funkćı a jejich použit́ı bude uve-

deno v praktické části práce.

1.4.1 Jádrový algoritmus

Jedńım z možných př́ıstup̊u, jak vyřešit regresńı úlohu metodou d́ılč́ıch nejmen-

š́ıch čtverc̊u, je jádrový algoritmus. V anglických textech se setkáme s názvem

Kernel Algorithm. Kořeny této metody zasahuj́ı do roku 1993. Pojmenováńı

jádrový nese, protože docháźı k rozkladu tzv. jádrových matic, přesněji výrazu

XTY na vlastńı vektory a jelikož se zabýváme pouze metodou PLS1, zjed-

noduš́ıme výraz dále na matici XTy.

Algoritmus směřuje k nekorelovaným skór̊um, nikoliv k ortogonálńım zátěž́ım.

Nyńı si ukážeme podrobněǰśı postup vedoućı k odhadu regresńıch parametr̊u b.

1. Nejprve s využit́ım SVD spoč́ıtáme vlastńı vektor w1 odpov́ıdaj́ıćı největš́ı-

mu vlastńımu č́ıslu λ výrazu XTyyTX za podmı́nky ‖Xw1 ‖= 1.
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2. Dostáváme tak prvńı vektor skór̊u t1 = Xw1.

3. Zátěžový vektor spoč́ıtáme pomoćı MNČ regrese, jež vycháźı z rozkladu

matice X na součin matice skór̊u a zátěž́ı

X = TP T +EX ;

uvažujeme-li pouze prvńı vektor skór̊u a zátěž́ı, ṕı̌seme

X = t1p
T
1 ,

rovnici výše roznásob́ıme výrazem tT1

tT1X = (tT1 t1)p
T
1 ,

pomoćı jednoduché úpravy pak dostáváme zátěžový vektor

pT1 = (tT1 t1)
−1tT1X.

Dı́ky podmı́nce normality zapisujeme pT1 = tT1X = (Xw1)
TX = wT

1X
TX.

4. Pokračujeme odvozeńım daľśıch komponent při stálém dodržeńı maxima-

lizačńıho kritéria (1.9). Nastává tedy deflace neboli očǐstěńı matice X

X1 = X − t1pT1 = X − t1tT1X = (I − t1tT1 )X.

5. Daľśı vektory skór̊u tj a zátěž́ı pj pro j = 2, . . . , a, źıskáme obdobně.

S t́ım, že nyńı už vycháźıme z matice X1, nikoliv z matice X; matice X1 je

následně vždy dále očǐst’ována o hodnoty tjp
T
j . Algoritmus konč́ı obdržeńım

vektor̊u skór̊u a zátěž́ı pro posledńı možnou komponentu a. Jako kritérium

volby a může být použita kř́ıžová validace, která je představena v kapitole

1.5.

6. Na samotný závěr se dostáváme k odhadu regresńıch parametr̊u

b = W (P TW )−1y.
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Nutno zmı́nit, že algoritmus výše je vhodněǰśı při velkém počtu pozorováńı,

pokud tomu tak neńı, přistupujeme k tzv. rozš́ı̌rené jádrové metodě. Myšlenka

spoč́ıvá ve spočteńı počátečńıho vektoru w1 z odlǐsného výrazu, a to XXTyyT ,

pokračováńı algoritmu je dále naprosto analogické.

Samozřejmost́ı je existence jádrového algoritmu také pro PLS2, který vyžaduje

nav́ıc odvozeńı vektor̊u skór̊u a zátěž́ı matice Y .

1.4.2 NIPALS algoritmus

Z historického hlediska se řad́ı mezi nejstarš́ı algoritmy použité v rámci me-

tody PLS. Název vycháźı z anglických termı́n̊u Nonlinear Iterative Partial Least

Squares. Nyńı tento algoritmus představ́ıme podrobněji. Předpokládejme

n-rozměrnou vysvětlovanou proměnnou, tedy pouze vektor y.

1. Nejdř́ıve si inicializujeme matici X1 a vektor y1

X1 = X,y1 = y.

2. Dále spoč́ıtáme vektor wj, jenž představuje následuj́ıćı kombinaci

wj = XT
j yj/(y

T
j yj),

a uprav́ıme děleńım normou vektoru wj → wj = wj/ ‖ wj ‖.

3. Dostáváme tak požadovaný vektor skór̊u tj = Xwj.

4. Obdobně urč́ıme prvek cj, nikoliv vektor, jako by tomu bylo u metody PLS2,

cj = yT
j tj/(t

T
j tj).

5. Následuje výpočet vektoru zátěž́ı p1

pj = XT
j tj/(t

T
j tj).

6. Poté algoritmus vyžaduje očǐstěńı matice X
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Xj+1 = Xj − tjpTj .

Postup opakujeme pro všechna j.

7. Na závěr vypoč́ıtáme odhady regresńıch parametr̊u z p̊uvodńıho regresńıho

vztahu y = Xb+ e, odhad vycháźı z MNČ

β̂ = (XTX)−1XTy → b = W (P TW )−1c.

1.4.3 SIMPLS algoritmus

Zkratka nálež́ı anglickému pojmenováńı Statistically Inspired Modification

of the PLS. Rozd́ıl oproti předchoźım algoritmům tkv́ı v deflaci, jež neńı prove-

dena na p̊uvodńı maticiX. Očǐstěńı prob́ıhá na vektoru s = XTy, ke shodě tud́ıž

docháźı jen u prvńı komponenty. Krátce představ́ıme postup ř́ıdce použ́ıvaného

algoritmu SIMPLS:

1. Urč́ıme matici s0 = XTy a poté opakujeme kroky 2 až 6 pro j = 2, . . . , a.

2. Pro j > 1, sj = sj−1 − pj−1(pTj−1pj−1)−1pTj−1sj−1.

3. Vypočteme vektor wj, který je u PLS1 roven sj; tento krok řeš́ı

maximalizačńı úlohu. Takto obdržený vektor jednoduše znormujeme

wj = wj/ ‖ wj ‖.

4. Prostřednictv́ım projekce matice X na optimálńı směr jsou źıskány jednot-

livé skóry tj = Xwj.

5. Proběhne úprava j-tého vektoru skór̊u tj = tj/ ‖ tj ‖.

6. V předposledńım kroku použijeme regresi metodou nejmenš́ıch čtverc̊u

k obdržeńı zátěž́ı pj = XT
j tj.

7. Nakonec opět odvod́ıme požadovaný odhad regresńıch koeficient̊u, který má

následuj́ıćı podobu

b = WT Ty.
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Algoritmus se od předchoźıch lǐśı dále matićı W , jej́ıž prvky neboli váhy jsou

zde př́ımo vyprodukovány z matice X, nikoliv z očǐstěné matice, jako tomu bylo

v předešlých algoritmech.

1.4.4 O-PLS algoritmus

Modifikaćı algoritmu NIPALS můžeme rozumět algoritmus O-PLS, jehož název

je odvozen z názvoslov́ı Orthogonal Projections To Latent Structures. Patř́ı mezi

nejmoderněǰśı postupy metody PLS použ́ıvané předevš́ım v chemometrii. Hlavńı

myšlenkou O-PLS je rozděleńı matice vstupńıch proměnných X na dvě části.

Prvńı část je tvořena těmi proměnnými, které nejsou ortogonálńı k výstupńı

proměnné y, druhá část je tvořena proměnnými z matice X, jež jsou ortogonálńı

k vektoru y, tedy jsou nekorelované. Poté lze matici X vyjádřit ve tvaru

X = T pP
T
p + T oP

T
o +E, (1.14)

kde T o reprezentuje skóry a P o zátěže ortogonálńı části, T p a P p pak pro neor-

togonálńı část. Následuje deflace v podobě X − T oP
T
o . T́ımto př́ıstupem elimi-

nujeme nekorelovanou část informace směřuj́ıćı k ortogonálńım zátěž́ım. Jelikož

při regresi je nežádoućı mı́t lineárńı nezávislost mezi dvěma bloky proměnných,

stává se tento př́ıstup velmi atraktivńım z toho pohledu, že nepodává zkreslené

výsledky a považujeme je za d̊uvěryhodné.

1.4.5 Algoritmus vlastńıch vektor̊u

V cizojazyčné literatuře se setkáme s názvem The Eigenvector Algorithm,

který patř́ı k daľśımu, ačkoliv méně známému postupu pro výpočet regrese me-

tody nejmenš́ıch d́ılč́ıch čtverc̊u. Tento zp̊usob výpočtu představuje jednodušš́ı

variantu jádrového algoritmu. Hlavńı myšlenka a také rozd́ıl oproti jádrovému

algoritmu spoč́ıvá v řešeńı regresńı úlohy vypoč́ıtáńım všech vlastńıch vektor̊u,

které př́ısluš́ı největš́ım a vlastńım č́ısl̊um, kde a představuje žádoućı počet PLS

komponent. Algoritmus vede na p1, . . . ,pa vektor̊u ortogonálńıch zátěž́ı v x-ovém

prostoru, jež jsou dány právě vlastńımi vektory př́ıslušej́ıćı matici XTyyTX.
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Lineárńı kombinaćı tj = Xpj źıskáme výsledné x-ové skóry. Analogicky, v př́ıpadě

PLS2 by byly vypočteny také ortogonálńı zátěže y-ového prostoru q1, ..., qa, a to

z matice Y TXXTY . Významnou odlǐsnost́ı od předchoźıch algoritmů nacháźıme

v očǐstěńı matice, která se v tomto postupu reálně neuskutečńı. Následkem ab-

sence deflace neźıskáme nekorelované skóry, naopak dostáváme, jak již bylo řečeno,

ortogonálńı zátěže.

1.5 Kvalita modelu

Model s odhadnutými parametry je třeba podrobit daľśımu ověřeńı, zda je mo-

del v dostatečném souladu s daty. K tomu slouž́ı několik ukazatel̊u, které řad́ıme

mezi mı́ry vhodnosti modelu. K nejpouž́ıvaněǰśım patř́ı charakteristiky odvozené

z reziduálńıho součtu čtverc̊u, např́ıklad index determinace R2. Nicméně, vzhle-

dem k naš́ı problematice se nám bude ze široké nab́ıdky nejv́ıce hodit kř́ıžová

validace. Dále je možno prověřit model pomoćı test̊u, např́ıklad test kvality re-

grese či testy významnosti koeficient̊u.

Kř́ıžová validace

Kř́ıžová validace, ale alternativně třeba také metoda bootstrap, je aplikována

při zjǐst’ováńı vhodného počtu komponent v modelu z hlediska predikce vysvětlova-

né proměnné. Při kř́ıžové validaci je odstraněna vždy jedna pozorovaná hodnota

(či obecně množina hodnot), vytvoř́ı se tak podmnožina a na základě hodnot

zbývaj́ıćıch pozorováńı je predikce provedena pro př́ıslušnou podmnožinu. Takto

je postup zopakován tolikrát, dokud neńı postupně odstraněno každé pozorováńı,

dokud tedy nejsou vypočteny odhady pro všechny možné podmnožiny.

Nyńı si představ́ıme kř́ıžovou validaci matematicky. Myšlenka spoč́ıvá v rozdě-

leńı množiny dat na dvě skupiny, prvńı z nich pojmenujeme jako trénovaćı, dru-

hou pak testovaćı. Data mohou být náhodně rozdělena do několika segment̊u,

kde trénovaćı data, jež vycháźı ze všech segment̊u, jsou formovány pouze do jed-

noho segmentu. Testovaćı datová množina je pak tvořená objekty z vynechaného
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segmentu. T́ımto zp̊usobem vypadá množina určená pro tzv. trénováńı

XTRAIN = T TRAIN · P T
TRAIN +ETRAIN , (1.15)

s využit́ım a komponent, kde T TRAIN označuje prvńıch a skór̊u a P TRAIN prvńıch

a zátěžových vektor̊u. Poté dataset př́ıslušej́ıćı testové množině źıskáme jako

T TEST = XTEST · P TRAIN , (1.16)

ETEST = XTEST − T TEST · P T
TRAIN . (1.17)

Jestliže bychom použili pouze jediné rozděleńı datového souboru na množinu

testovaćı a trénovaćı, výsledky by byly velmi zkreslené a nepodávaly by žádnou

informaci. Z tohoto d̊uvodu kř́ıžová validace pracuje na principu, že každý seg-

ment je jednou využit jako testovaćı a podruhé jako trénovaćı. Celá procedura je

zopakována pro odlǐsné počty komponent.

Speciálńım variantou kř́ıžové validace je tzv.
”
odlož jeden mimo“ (angl. leave-

one-out - LOO). Interpretace tohoto př́ıpadu je, že v každé z n iteraćı je jedno po-

zorováńı (podmnožina) použito na testováńı a zbylých n − 1 podmnožin

na trénováńı. Vyplývá, že u této varianty kř́ıžové validace provedeme k možných

kombinaćı, což je z časového hlediska velmi náročné, je tedy sṕı̌se vhodná

pro menš́ı datové datové soubory. Výhodu shledáváme ve skutečnosti, že oproti

jakékoliv jiné k-násobné kř́ıžové validaci (LKO) dostaneme vždy pouze jednu

výslednou hodnotu úspěšnosti. Pro velké datové soubory se však doporučuje

použ́ıvat 10-násobnou kř́ıžovou validaci [22]. Mezi tyto typy kř́ıžové validace patř́ı

např́ıklad metoda k-fold či jackknife.

Kvalitu predikce budeme posuzovat předevš́ım na základě ukazatel̊u SEP,

MSEP, RMSEP a indexu determinace R2, proto si nyńı definujeme jejich vztahy.

Začneme se čtvercovou chybou predikce

SEP =

√√√√ 1

n− 1

n∑
i=1

(ei − e)2, (1.18)
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kde e znač́ı aritmetický pr̊uměr rezidúı ei. Středńı čtvercová chyba predikce je

dána vztahem

MSEP =
1

n

n∑
i=1

e2i , (1.19)

RMSEP je definován jako odmocnina ze středńı čtvercové chyby predikce,

RMSEP =

√√√√ 1

n

n∑
i=1

e2i . (1.20)

Připomeňme, že pro rezidua ei = yi − ŷi; přitom preferujeme nižš́ı hodnoty kritéríı

před vyšš́ımi [4]. Nakonec posledńı nástroj index determinace

R2 = 1− SSE

SST
, (1.21)

kde SSE představuje residuálńı součet čtverc̊u
∑n

i=1 e
2
i a SST celkový součet

čtverc̊u
∑n

i=1(yi − y)2. R2 nabývá hodnot z intervalu [0,1], nyńı preferujeme

hodnoty bĺızké 1, jelikož v tomto př́ıpadě bude kvalita regresńıho modelu vysoká.
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2 Robustńı metoda

V dnešńı době se řad́ı užit́ı robustńıch alternativ ke standardńım statistickým

metodám mezi velmi obĺıbené. V regresńım kontextu na popularitě źıskávaj́ı

právě z d̊uvodu redukce vlivu odlehlých hodnot při zkoumáńı závislosti proměn-

ných v datovém souboru. V kapitole bude čerpáno předevš́ım z literatury [3]

a [16].

V prvńı části této kapitoly nast́ıńıme přehledově problematiku robustńı re-

gresńı analýzy. Dále přejdeme k samotné aplikaci robustńı metody pro nás stěžejńı

metodu nejmenš́ıch d́ılč́ıch čtverc̊u.

2.1 Úvod do robustńı statistiky

Jak již bylo zmı́něno výše, robustńı statistika umožňuje pracovat s daty,

která jsou zcela přirozeně zat́ıžena odchylkami od ideálńıch statistických model̊u.

V praxi např́ıklad nemuśı nutně všechna data ležet kolem regresńı př́ımky, dále

může být porušen dodatečný předpoklad normality rezidúı, že rozptyl náhodných

chyb je konstantńı a daľśı omezuj́ıćı podmı́nky ve standardńım regresńım modelu.

Ćılem je tedy naj́ıt takový model, jehož předpoklady jsou splněny pro většinu

dat, nikoliv splněńı striktńıho požadavku pro všechna data z datového souboru.

Odlehlé hodnoty, které se v modelu vyskytuj́ı, mohou být produktem nepřesných

a také chybných měřeńı. Právě robustńı statistika poskytuje nástroj slouž́ıćı

k potlačeńı vlivu těchto nežádoućıch hodnot. Lze ř́ıci, že do modelu je zahrnuta

hlavńı část dat, která má vypov́ıdaj́ıćı hodnotu pro daľśı analýzu.

V regresńı analýze rozlǐsujeme dva druhy odlehlých pozorováńı (angl. out-

liers),

• odlehlá hodnota ve směru y-ové proměnné - regrese pomoćı MNČ je citlivá

k vychýleným hodnotám ve směru y-ové proměnné, v anglické literatuře se

setkáme s pojmem vertical outliers,
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• odlehlá hodnota ve směru x-ové proměnné - MNČ se zde stává velmi cit-

livou k odlehlým hodnotám ve směru x-ové souřadnice, můžeme se setkat

i s pojmem vlivná pozorováńı, nebo také leverage points.

2.1.1 M-odhady polohy

Problematika robustńı regresńı analýzy je velmi rozsáhlá, proto bude uve-

dena pouze část podstatná pro navazuj́ıćı kapitolu. Mezi nejrozš́ı̌reněǰśı odhady

pracuj́ıćı s
”
rozumnou“ většinou datového souboru patř́ı M-odhady, jimiž se

bude zabývat tato kapitola. Dále stoj́ı za zmı́nku L-odhady a R-odhady, zájemce

však odkazujeme na doporučenou literaturu [9], jelikož tato problematika je již

nad rámec diplomové práce.

Předpokládejme náhodný výběr hodnot x1, . . . , xn, které jsou nezávislé a stejně

rozdělené náhodné veličiny s distribučńı funkćı F a hustotou f . Problém zde vy-

vstává v odhadu charakteristiky polohy t. Odhad je založen na metodě maximálńı

věrohodnosti (z angl. maximum likelihood estimator, dále jen MLE), tedy vycháźı

z věrohodnostńı funkce, tj. součinu marginálńıch hustot, kterou maximalizujeme

n∏
i=1

f(xi − t) = maxt. (2.1)

Zlogaritmováńım výrazu (2.1) dostáváme součet mı́sto součinu, dále přidáńım

minusového znaménka minimalizujeme funkci, jelikož v mnoha situaćıch jsou al-

goritmy napsány právě pomoćı minimalizace, nikoliv maximalizace,

n∑
i=1

[− ln f(xi − t)] = mint. (2.2)

V daľśım kroku výraz zderivujeme podle jednotlivých parametr̊u rozděleńı

a polož́ıme součet roven nule. T́ımto postupem hledáme stacionárńı bod, jenž

je kĺıčový pro požadovaný odhad

n∑
i=1

−f ′

f
(xi − t) = 0. (2.3)

26



Nyńı si předchoźı úvahu zobecńıme zavedeńım obecné funkce ρ

n∑
i=1

ρ(xi − t) = min, (2.4)

kde v předchoźım př́ıpadě ρ = − ln f . Tuto funkci publikoval poprvé Huber

v roce 1964 [7]. Derivaćı obdrž́ıme novou funkci ψ = ρ′, neboli ψ = f ′

f
výše, poté

parametr t splňuje implicitńı tvar rovnice

n∑
i=1

ψ(xi − t) = 0. (2.5)

Je d̊uležité poznamenat, že každý MLE je také M-odhadem, opačné tvrzeńı však

neplat́ı.

2.2 Robustńı regrese

Nyńı využijeme dosavadńı poznatky k odvozeńı robustńı regrese. Máme k dis-

pozici vektor y závisle proměnné, dále matici X vysvětluj́ıćıch proměnných s ab-

solutńım členem, regresńı model poté bude ve známém tvaru (1.4), kde o složkách

ei vektoru chyb e předpokládáme, že jsou nezávislé stejně rozdělené náhodné

veličiny. Pro rezidua, neboli rozd́ıly mezi vyrovnanými a naměřenými hodno-

tami, zavedeme (vektorové) označeńı r = r(β̂) = y −Xβ̂. Konkrétněji, pro i-té

reziduum plat́ı vztah

ri = yi − xT
i β̂, (2.6)

kde i = 1, . . . , n.

Většina regresńıch metod je založena na minimalizaci součtu druhých mocnin

těchto rezidúı, což vyúst́ı v klasickou metodu nejmenš́ıch čtverc̊u, v literatuře se

běžně setkáváme se zkratkou LS odhad, nebot’ pocháźı z anglického názvoslov́ı

Least Squares. Jelikož již dobře známe odhady regresńıch parametr̊u při využit́ı

této metody, můžeme rovnou napsat vztah pro výpočet vyrovnaných hodnot,

ŷ = Xβ̂ = X(XTX)−1XTy = Hy, (2.7)
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kde matice H je známá pod názvem hat matrix, nicméně v češtině ji můžeme

pojmenovat jako klobouková matice či v́ıce známá projekčńı matice. Dále v textu

j́ı tedy budeme rozumět výraz H = X(XTX)−1XT .

Na obr. 2.1 dále uvid́ıme, že regresńı parametry spoč́ıtané pomoćı metody

nejmenš́ıch čtverc̊u jsou značně ovlivněny odlehlými hodnotami, a to jak

v x-ovém, tak v y-ovém směru. MNČ, kv̊uli jej́ı výrazné citlivosti na odlehlé

hodnoty, nelze tud́ıž vždy považovat za vhodnou metodu.

Nahrazeńım druhých mocnin absolutńı hodnotou źıskáváme tzv. L1 odhad,

a minimalizujeme tak součet absolutńıch hodnot rezidúı. Odpov́ıdaj́ıćı odhad

dostává podobu: β̂ = min
∑n

i=1 |ri|. Oproti MNČ má L1 regrese výhodu v tom,

že je citlivá pouze na odlehlé hodnoty v x-ovém směru, je ovšem robustńı v̊uči

odlehlým pozorováńım v y-ovém směru. Pro výpočet odhadu regresńıch para-

metr̊u v L1 regresi je ovšem, obdobně jako u ostatńıch regresńıch metod, potřeba

využ́ıvat iteračńıho algoritmu.

2.2.1 Regrese pomoćı mediánu čtverc̊u rezidúı

Název této regrese je odvozen z anglické terminologie Least Median of Squa-

res (dále pouze LMS), jelikož se jedná o minimalizaci mediánu čtverc̊u rezidúı.

Nast́ıńıme si hlavńı myšlenku této regrese, přičemž začneme uspořádáńım abso-

lutńıch hodnot rezidúı |r|(1) ≤ · · · ≤ |r|(n), dále si definujme nejjednodušš́ı odhad

rozptylu chyb v regresńım modelu jako σ(r) = |r|(h); pro h = n/2 rezidúı, odtud

pak plyne název regresńı metody. Př́ıslušnou minimalizaćı

β̂ = minβσ̂(r(β)) = minβ|r|(h) (2.8)

dostáváme vektor regresńıch parametr̊u; kde odhad směrodatné odchylky σ̂ je ro-

bustńı standardizovaný odhad rezidúı. Tato metoda je charakteristická vysokým

bodem selháńı - 50 %. Bodem selháńı rozumı́me nejmenš́ı počet pozorováńı, která

mohou zapř́ıčinit, že odhad může mı́t libovolnou hodnotu, což v našem př́ıpadě

znamená, že až 50 % pozorováńı lze přesunout bez toho, aby to výrazně ovlivnilo

regresńı odhady. Navzdory této vlastnosti se metoda LMS řad́ı mezi méně účinné,
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jelikož vede k odhad̊um s velkým rozptylem. Nav́ıc, př́ıslušný algoritmus je velmi

pomalý v př́ıpadě velkého počtu vysvětluj́ıćıch proměnných.

2.2.2 Metoda nejmenš́ıch useknutých čtverc̊u

V návaznosti na předchoźı metodu byla odvozena tzv. hladš́ı alternativa -

metoda nejmenš́ıch useknutých čtverc̊u. V nadcházej́ıćım textu budeme už́ıvat

zkratky LTS z anglického termı́nu Least Trimmed Squares. Tato metoda je založe-

na na následuj́ıćım odhadu rozptylu chyb,

σ(r) =

(
1

n

h∑
i=1

|r|2(i)

)1/2

, (2.9)

při h = n dostáváme hodnotu charakteristiky RMSEP, jelikož h se zvětšuje oproti

předchoźı metodě, bod selháńı se úměrně snižuje na hodnotu n−h
n

.

Daľśım krokem je minimalizace tohoto součtu, č́ımž dostáváme námi požadova-

né odhady regresńıch parametr̊u:

β̂ = minβσ̂(r(β)) = minβ

h∑
i=1

|r|2(i). (2.10)

Dı́ky svým vlastnostem se tato metoda stává v posledńı době velmi využ́ıvanou.

Řad́ı se mezi nejrobustněǰśı variantu LTS, kterou jsme schopni źıskat.

2.2.3 M-regrese

Hlavńı myšlenka spoč́ıvá v aplikaci funkce ρ na rezidua, přičemž výsledný

součet funkce ρ, o které bylo pojednáno již v kapitole o M-odhadech 2.1.1, mini-

malizujeme. Pro názornost formulujeme základńı vztah pro M-regresi jako

β̂ = min
n∑

i=1

ρ(ri(β)). (2.11)

V př́ıpadě regrese metodou nejmenš́ıch čtverc̊u plat́ı ρ(r) = r2, intuitivně

pro L1 odhad zapisujeme ρ(r) = |r|. Celá úvaha je tedy založena na redukci vlivu
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odlehlých hodnot v d̊usledku použit́ı vhodné volby funkce ρ, jež je odvozena

právě z M-odhad̊u. Tato regrese bude aplikována dále i v následuj́ıćı kapitole

a také v praktické části diplomové práce.

Daľśı možnost́ı je regrese pomoćı MM-odhad̊u. Jedná se o metodu, jež vycháźı

z regrese M-odhad̊u. Značnou výhodu nacháźıme v tom, že př́ıslušná regrese je

invariantńı na změnu měř́ıtka. Odhad je dán vztahem:

β̂ = min
n∑

i=1

ρ

(
ri(β)

σ̂

)
. (2.12)

Z následuj́ıćı dvojice obrázk̊u 2.1 můžeme vidět, že metoda nejmenš́ıch čtverc̊u

je značně ovlivněna hodnotami jak v x-ovém, tak v y-ovém směru. Naproti tomu,

LTS regrese a také regrese pomoćı MM-odhad̊u nám lépe charakterizuje datový

soubor.

Obrázek 2.1: Vliv odlehlých hodnot v x-ovém a y-ovém směru

2.3 Robustńı metoda PLS

U všech algoritmů popsaných výše byl odhad kovariance mezi x-ovými skóry

a vektorem y spoč́ıtán klasickou výběrovou kovarianćı. Nesmı́me opomenout, že

rozptyly a kovariance jsou silně ovlivněné výskytem odlehlých hodnot, tud́ıž zde
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vyvstává obodbný problém i pro maximalizačńı úlohu (1.9) prostřednictv́ım ma-

ximalizace výrazu XTy. Z těchto d̊uvod̊u je vhodné aplikovat robustńı odhad

kovariance.

Při odvozeńı robustńı metody budeme vycházet z metody nejmenš́ıch d́ılč́ıch

čtverc̊u, avšak v tom smyslu, že mı́sto
”
nejmenš́ıch čtverc̊u“ použijeme M-regresi,

a tak výsledná metoda dostává pojmenováńı
”
d́ılč́ı robustńı M-regrese.“ Neřeš́ıme

zde obdobně jako u klasické PLS regrese vstupńı regresńı problém, neboli neod-

hadujeme vektor regresńıch parametr̊u b př́ımo,

y = Xb+ e, (2.13)

nýbrž opět rozlož́ıme matici X na skóry a zátěže,

y = Xb+ e = (TP T )b+ eT , (2.14)

č́ımž opět využijeme pouze částečné informace x-ových dat. Jako v předchoźı

kapitole, také zde implementujeme teoretické aspekty pouze pro př́ıpad PLS1,

avšak problematika může být rozš́ı̌rená i pro v́ıce vysvětlovaných proměnných

(PLS2). Stěžejńı úlohou je robustně odhadnout regresńı koeficienty g = P Tb

ve vztahu (2.14), kde matice skór̊u T je stále neznámá. Hlavńı myšlenka spoč́ıvá

v aplikaci funkce ρ na rezidua regrese ri = yi − tTi g, kde ti představuj́ı jednot-

livé řádky př́ıslušné matici skór̊u, pro i = 1, . . . , n. Funkce ρ má za d̊usledek

potlačeńı odlehlých hodnot, jinými slovy, snižuje váhu př́ılǐs velkých absolutńıch

rezidúı, proto je vhodné minimalizovat funkci
∑n

i=1 ρ(yi − tTi g), jež lze alterna-

tivně zapsat jako minimalizaci součtu
∑n

i=1w
r
i (yi − tTi g)2 s vhodně zvolenými

váhami rezidúı wr
i = ρ(ri)/r

2
i , z čehož plyne označeńı součtu jako vážený součet

čtverc̊u rezidúı. Nikoli pouze velká rezidua, ale také vlivná pozorováńı, jenž se

vyznačuj́ı odlehlými hodnotami ve směru x-ové souřadnice, můžou ovlivnit od-

hady regresńıch koeficient̊u. Z tohoto d̊uvodu je potřeba zavést dodatečné váhy

pro zredukováńı dopadu také těchto odlehlých hodnot. Výsledné váhy, přǐrazené

každému vektoru ti, znač́ıme wt
i . Oba typy vah lze dále kombinovat, např. jako
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wi = wr
iw

t
i . Regresńı koeficienty g pak dostaneme minimalizaćı

n∑
i=1

wi(yi − tTi g)2 =
n∑

i=1

(
√
wiyi −

√
wit

T
i g)2. (2.15)

Můžeme vidět, že namı́sto klasického součtu čtverc̊u rezidúı jsou zde data yi

a x-ové skóry vynásobeny vhodnými váhami, a to
√
wi, poté přicháźı na řadu

aplikace MNČ. Prakticky prob́ıhá výpočet tak, že počátečńı hodnoty vah muśıme

určit, a v daľśıch kroćıch jsou upravovány užit́ım iteračńıho algoritmu.

Formulace finálńı úlohy poté zńı robustně odhadnout vektory skór̊u matice T ,

které jsou potřebné ve vztahu výše. Jak již v́ıme z předchoźı kapitoly, konkrétně

ze vztahu (1.4), pro vysvětluj́ıćı proměnné je j-tý vektor skór̊u dán výrazem

tj = Xpj, pro j = 1, . . . , a. Podle maximalizačńıho kritéria (1.9) jsou vektory

zátěž́ı pj źıskány postupně pomoćı

covw(Xp, y)→ max (2.16)

v závislosti na př́ıslušných omezeńıch, a to v podobě jednotkového zátěžového vek-

toru ‖ p ‖= 1. Dále požadujeme nekorelovanost jednotlivých skór̊u

covw(Xpj,Xpl) = 0 pro 1 ≤ l < j. Posledńı podmı́nku přepsanou do tvaru

covw(u, y) = 0 s vektorem u délky n si vysvětĺıme podrobněji. Zmı́něná ko-

variance zde zastává tzv. váženou kovarianci, která, jak již napov́ıdá název,

je definována pomoćı výše popsaných vah vztahem covw(u, y) = 1/n
∑
wiyiui.

T́ımto vztahem je splněna jednak podmı́nka jednotkového zátěžového vektoru

a jednak nekorelovanosti všech předchoźıch źıskaných zátěžových vektor̊u. Nyńı

můžeme přej́ıt k samotnému závěru, tedy vypočtu požadovaných regresńıch koe-

ficient̊u. Předpokládáme, že máme k dispozici všechny vektory zátěž́ı, následně

je zapotřeb́ı spoč́ıtat skóry nám již známým vztahem T = XP . Vyřešeńım re-

gresńıho problému, č́ımž rozumı́me vztah (2.15), obdrž́ıme koeficienty g = P Tb,

a konečně přecháźıme k p̊uvodńım regresńım parametr̊um, jež nám poskytuje

odvozený vztah: b = Pg.
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3 Řı́dká regrese

S metodou, o niž se pojednává v následuj́ıćı kapitole, se v česky psaných

textech sṕı̌se nesetkáme, jelikož se jedná o velmi moderńı metodu, jež se stává

součást́ı výzkumu statistik̊u až v posledńıch dekádách. Chceme-li naj́ıt jakékoliv

informace, hledáme v anglicky psaných článćıch či knihách termı́n sparse regres-

sion.

Nejprve představ́ıme ř́ıdkou regresi obecně, dále se seznámı́me s implementaćı

na námi známé metody PLS a robustńı PLS.Následně pro lepš́ı uchopeńı bude

tato modifikace demonstrována na př́ıkladech v praktické části práce. Kapitola

byla sepsána za použit́ı literatury [1], [8], [10] a [16].

Opět předpokládáme lineárńı model (1.4), odhad parametr̊u klasickou MNČ

(1.2), přičemž vyrovnané hodnoty obdrž́ıme vztahem: ŷ = Xβ̂. V řadě př́ıpad̊u,

kdy počet proměnných nabývá velkých hodnot, má matice X tendenci obsahovat

vysvětluj́ıćı proměnné, jež nenesou žádnou užitečnou informaci o datovém sou-

boru, nav́ıc zkresluj́ı výsledek vyrovnaných hodnot nebo žádným zp̊usobem tento

výsledek neovlivňuj́ı, jsou tedy naprosto zbytečné. K tomuto účelu jsme si již

v prvńı kapitole popsali metodu hlavńıch komponent zajǐst’uj́ıćı sńıžeńı dimenze

vysvětluj́ıćıch proměnných a zpracováńı pouze relevantńı informace. Nicméně, od-

hady parametru β̂ zahrnuj́ı i takovou podmnožinu parametr̊u {β̂j1 , . . . , β̂jp̌}, kde

β̂ji pro i = 1, . . . , p̌ jsou velmi malá č́ısla bĺızká nule náležej́ıćı p̌ nevýznamným

proměnným. Nutno však poznamenat, že tato malá č́ısla se nerovnaj́ı přesně

nule. Tyto koeficienty stále ovlivňuj́ı, byt’ v omezené mı́̌re, regresńı model, což je

ve statistické analýze nežádoućı. Tento problém řeš́ı právě ř́ıdký (sparse) odhad

b, který přǐrazuje koeficient̊um s malou d̊uležitost́ı přesně nulu.

Ř́ıdká regrese spadá do tzv. penalizačńıch regresńıch metod. Zjednodušeně

řečeno, tyto metody kladou podmı́nky na vektor koeficient̊u b, prakticky voĺı

parametr vyjadřuj́ıćı penaltu (sankci), jak nám napov́ıdá název těchto metod.

V našem př́ıpadě aplikujeme tzv. Lasso odhad. Tento penalizovaný odhad použ́ıvá
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L1 penaltu vedoućı k následuj́ıćımu vektoru ř́ıdkých koeficient̊u,

min
b
‖ y −Xb ‖2 +λ1 ‖ b ‖1, (3.1)

kde ‖ b ‖1=
∑p

j=1 |bj|. Parametr λ1 určuje ř́ıdkost odhadu a nepř́ımo uvažuje

také p̌, tedy počet koeficient̊u rovnaj́ıćıch se velmi ńızkým č́ısl̊um. Ř́ıdký od-

had v kombinaci s lasso odhadem se staly významným statistickým nástrojem

nacházej́ıćı velkého využit́ı v oblastech chemometrie, ale také bioinformatiky,

tedy v odvětv́ıch, kde je v datových souborech typickým znakem větš́ı počet

proměnných než pozorováńı.

Nutno připomenout, že se jedná o nerobustńı verzi ř́ıdké metody, o robustńı

alternativě bude pojednáno v kapitole 3.2. Nelze opomenout, že absence robust-

nosti v modelu zp̊usobuje zkresleńı predikované hodnoty zapř́ıčiněné př́ıtomnost́ı

odlehlých hodnot v datech.

3.1 Řı́dká PLS regrese

Mezi výraznou přednost metody PLS patř́ı źıskáńı velmi dobré predikčńı

schopnosti vysvětlované proměnné. Nicméně, tato metoda současně nedokáže

garantovat dobré predikčńı vlastnosti spolu s vhodným výběrem vysvětluj́ıćıch

proměnných, tedy s redukćı dimenze dat. Tohoto úkolu, současně zajistit obě

vlastnosti, se uj́ımá právě sparse partial least squares regression - SPLS, čehož

budeme dále už́ıvat v textu.

Postup je následuj́ıćı:

1. Najdeme vlastńı vektor př́ıslušný největš́ımu vlastńımu č́ıslu matice

M = XTyyTX, čemuž odpov́ıdá tato maximalizačńı úloha,

max
p
pTMp (3.2)

za předpokladu splněńı podmı́nek pTp = 1 a |p| ≤ λ.

2. Abychom dostali námi požadovaný ř́ıdký odhad, je k tomu potřeba přefor-

mulovat SPLS kritérium (3.2) v předchoźım kroku. Daná formulace zajist́ı
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přesné nuly, nikoliv koeficienty bĺızké nule zkresluj́ıćı výsledné predikčńı

hodnoty. Dále užit́ım L1 penalty na př́ıslušný tzv. náhradńı vektor zátěž́ı c

namı́sto p̊uvodńıho zátěžového vektoru p požadujeme

min
p,c
−κpTMp+ (1− κ)(c− p)TM (c− p) + λ1 ‖ c ‖1 +λ2 ‖ c ‖, (3.3)

za podmı́nek pTp = 1. Prvńı z penalt L1 př́ısluš́ı ř́ıdkosti parametru c,

druhá penalta L2 pak bere v úvahu potenciálńı singularitu ve výrazu M .

Možnost, která se zde nab́ıźı, je změnit měř́ıtko parametru c tak, abychom

obdrželi ‖ c ‖= 1.

Lze formulovat také vztah pro zobecněnou regresi SPLS, změna spoč́ıvá ve snaze

źıskat řešeńı pro p zafixováńım parametru c a poté analogicky naj́ıt řešeńı pro c

při zafixovańı p. Prvńı ze zmı́něných úloh řeš́ıme pomoćı účelové funkce

min
p
−κpTMp+ (1− κ)(c− p)TM (c− p), pTp = 1. (3.4)

Jestliže pro parametr κ plat́ı 0 < κ < 1/2, rovnice (3.4) se uprav́ı do tvaru

min
p

(ZTp− κ′ZTc)T (ZTp− κ′ZTc), pTp = 1, (3.5)

kde κ′ = (1− κ)/(1− 2κ) a Z = XTy. Problém se dále řeš́ı přes Lagrangeovy

multiplikátory. Zájemce o detailńı popis výpočetńıho postupu odkazujeme

na literaturu [1].

Druhá z výše uvedených možnost́ı spoč́ıvá v nalezeńı řešeńı vektoru c

pro zafixovanou hodnotu p,

min
c

(ZTc−ZTp)T (ZTc−ZTp) + λ1 ‖ c ‖1 +λ2 ‖ c ‖ . (3.6)

Metoda SPLS často požaduje vysoké hodnoty penalizačńıho parametru λ2

ve snaze vyřešit rovnici (3.6), a to z toho d̊uvodu, že matice Z rozměru q × p je

obvykle s ńızkými hodnotami q. Jelikož se zabýváme primárně modelem PLS1,

q nabývá nejnižš́ı možné hodnoty, tj. q = 1 př́ısluš́ı jednorozměrnému vektoru

y. Jako možné opatřeńı se nab́ıźı volba parametru λ2 =∞, který zajist́ı řešeńı
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rovnice (3.6) v podobě jemného hraničńıho či prahového odhadu. Vı́ce o pra-

hových parametrech bude pojednáno v kapitole 3.1.2. Z předchoźıch úvah plyne

řešeńı pro obecnou vysvětlovanou proměnnou Y , jak pro jednorozměrnou, tak

i v́ıcerozměrnou. Dále ukážeme, že prvńı SPLS zátěžový vektor lze spoč́ıtat

v jednom kroku volbou př́ıslušné meze p̊uvodńıho PLS vektoru zátěž́ı.

3.1.1 Algoritmus ř́ıdké regrese

Nyńı si představ́ıme SPLS algoritmus, který ukazuje, jak extrahovat pouze

relevantńı proměnné a přitom obdržet kvalitńı regresńı odhad. Nejprve si definu-

jeme potřebné označeńı. Novou matici index̊u významných proměnných z matice

X pojmenujeme jako A zahrnuj́ıćı aktivńı proměnné, tato matice A je obdržena

optimalizaćı dle vztahu (3.3). Dále ṕısmenem K označ́ıme počet skrytých (la-

tentńıch) proměnných, a nakonec posledńı symbol XA představuje matici plánu

př́ıslušej́ıćı matici A. V této chv́ıli můžeme přej́ıt k samotnému algoritmu:

1. Vypočteme b̂PLS = 0,A = {}, k = 1 a inicializujeme matici y1 = y.

2. Předpokládejme k < K,

(a) najdeme odhad p̂ ze vztahu (3.3), kde M = XTy1y
T
1X,

(b) aktualizujeme matici A jako {i : p̂i 6= 0} ∪ {j : b̂
PLS

i 6= 0},

(c) fitujeme PLS regresi pomoćı matice plánu XA, která č́ıtá k latentńıch

proměnných,

(d) d́ıky znalosti nových PLS odhad̊u zátěžových vektor̊u p̂ obměńıme

odhady parametru b̂
PLS

,

(e) aktualizujeme vektor y1 jako y1 = y −Xb̂PLS
, následně k = k + 1.

Metoda SPLS je předevš́ım zaj́ımavá t́ım, že je schopná v jeden čas praco-

vat s v́ıce než jednou aktivńı proměnnou. Od ostatńıch metod se odlǐsuje t́ım,

že využ́ıvá metodu konjungovaných gradient̊u ke spočteńı koeficient̊u v každém

kroku, a také dokáže simultánně vybrat skupinu korelovaných proměnných k daľśı
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analýze. Tato problematika nicméně překračuje charakter práce, proto odkazu-

jeme na literaturu [5].

3.1.2 Výběr prahového parametru a počtu komponent

Ačkoliv vztah (3.3) č́ıtá hned čtyři parametry (κ, λ1, λ2 a K), ve skutečnosti

SPLS regrese zahrnuje pouze dva kĺıčové parametry, které je potřeba určitým

zp̊usobem nastavit. Jedná se o tzv. mezńı, prahový či hraničńı parametr λ1

a počet skrytých komponent K. Jelikož algoritmus neńı výpočetně náročný, nejev́ı

se jako problém zkusit hned několik hodnot κ, které společně s měńıćımi se hod-

notami λ1 maj́ı vliv na počátečńı volbu počtu komponent. Dále parametr λ2

bĺıž́ıćı se k nekonečnu vyprodukuje mezńı odhad závislý pouze na parametru λ1.

Nejprve poṕı̌seme tzv. jemný mezńı vlastńı vektor p̃:

p̃ = (|p̂| − ηmax1≤i≤p |p̂i|)� I(|ŵ| ≥ ηmax1≤i≤p |p̂i|)� sgn(p̂),

kde 0 ≤ η ≤ 1 a I(.) hraje roli indikátoru př́ıslušné funkce. Symbol � představuje

tzv. Hadamard̊uv součin [21], který je obecně definován jako

A�B =


a11 · · · a1n
a21 · · · a2n
...

. . .
...

an1 · · · ann

�

b11 · · · b1n
b22 · · · b2n
...

. . .
...

bn2 · · · bnn

 =


a11 · b11 · · · a1n · b1n
a21 · b22 · · · a2n · b2n

...
. . .

...
an1 · bn2 · · · ann · bnn

 ∈ Rm×n.

(3.7)

Dále parametr η vyjadřuje ř́ıdkost stěžejńıho parametru λ1. Lad́ıćı parametr η je

nastaven prostřednictv́ım kř́ıžové validace pro všechny vlastńı vektory.

Daľśı př́ıstup se intuitivně nazývá tzv. hrubé prahováńı skrz kontrolu falešné

mı́ry. SPLS voĺı proměnné, které jsou charakteristické vysokou korelaćı se závisle

proměnnou y v prvńım kroku a přidává dodatečné proměnné s vysokou parciálńı

korelaćı v následuj́ıćıch kroćıch.
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3.2 Řı́dká PLS - robustńı regrese

Jak již bylo zmı́něno, robustńı statistika hraje v regresńı analýze d̊uležitou roli.

Z d̊uvodu eliminace citlivosti na odlehlé hodnoty je proto na mı́stě zavést též ro-

bustńı obdobu pro SPLS. Můžeme se však na implementaci robustńıho př́ıstupu

d́ıvat dvěma směry. Pvńım z nich je aplikace ř́ıdké metody na robustńı PLS re-

gresi, druhý směr uvažuje na metodu SPLS implementovat robustńı M-regresi.

Oba př́ıstupy vedou k odlǐsným výsledk̊um a uplatňuj́ı se při jiných situaćıch.

Ke konci kapitoly budou robustńı metody srovnány, a tak budeme mı́t lepš́ı

představu o výhodách a nevýhodách obou př́ıstup̊u.

V problematice o PLS jsme si již zavedli maximalizačńı kritérium, omezeńı

na skóry a zátěže, můžeme tedy přistoupit k centrováńı vysvětlované a vysvětluj́ı-

ćıch proměnných a následné maximalizaci

cov2(Xp,y) =
1

(n− 1)2
pTXTyyTXp =

1

(n− 1)2
pTMp, (3.8)

kde M = XTyyTX. Regrese závisle proměnné na př́ıslušné skóry poté poskytne

klasický vztah pro odhad parametr̊u. Stěžejńı vztahy pro źıskáńı robustńı regrese

jsou detailně popsány ve druhé kapitole.

3.2.1 Řı́dká robustńı PLS metoda

V této podkapitole si představ́ıme prvńı možný směr pro źıskáńı ř́ıdké a ro-

bustńı regrese, a to aplikaci ř́ıdkosti na již robustńı verzi metody nejmenš́ıch

d́ılč́ıch čtverc̊u. Pro jednoduchost zavedeme označeńı tohoto př́ıstupu jako PRM.

Předpokládejme, že máme již aplikovanou robustńı PLS metodu popsanou

v kapitole 2.3. Vzhledem k daľśımu použit́ı je však zapotřeb́ı daľśıho označeńı

pro váhy př́ıslušné matici X a vektoru y

X̃ = ΩX a ỹ = Ωy, (3.9)

kde Ω představuje diagonálńı matici s prvky wi ∈ [0, 1] pro i = 1, . . . , n. Odlehlé

hodnoty logicky obdrž́ı hodnotu váhy nižš́ı než 1. V kapitole 2.3 jsme definovali
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váhy wi jednoduše jako kombinaci wi = wr
iw

t
i . V literatuře se ovšem můžeme

setkat např. také s

w2
i = wr

(ri
σ̂

)
wt

(
‖ti −medj(tj)‖

medi‖ti −medj(tj)‖

)
. (3.10)

V tomto okamžiku můžeme přej́ıt k samotnému ř́ıdkému odhadu, jehož dosáh-

neme nastaveńım vhodné volby penalizačńıho parametru L1 vzhledem k zátěžo-

vým vektor̊um. Př́ıslušný odhad dostaneme vyřešeńım následuj́ıćı úlohy, která

nám právem připomı́ná rovnici (3.3)

min
p,c
−κpTM̃T

M̃p+ (1− κ)(c− p)TM̃
T
M̃ (c− p) + λ1‖c‖1, (3.11)

kde M̃ = ỹTX̃ a opět jsme použili náhradńı zátěžový vektor c. Rovnice je

zat́ıžena podmı́nkami, a to konkrétně

‖pj‖ = 1 a pTj X̃
T
X̃pi = 0 pro 1 ≤ i ≤ j.

Konečný odhad formulujeme jako normovaný pod́ıl pj = ĉ
‖ĉ‖ tzv. náhradńıho vek-

toru ĉ, který nav́ıc minimalizuje vztah (3.11). T́ımto postupem obdrž́ıme ř́ıdkou

matici robustně odhadnutých zátěž́ı P a skór̊u T = XP . Po provedeńı regrese

vysvětlované proměnné v závislosti na minimalizaci součtu
∑n

i=1 ρ(yi − tTi g),

která byla zmı́něna již v kapitole 2.3, dostaneme výsledný ř́ıdký d́ılč́ı robustńı

M-odhad. Nakonec zd̊urazńıme, že ř́ıdkost odhadnutých zátěž́ı je uskutečněna

právě d́ıky regresńım koeficient̊um.

3.2.2 Robustńı SPLS metoda

Nyńı uvedeme druhý možný př́ıstup, a to aplikaci robustnosti na již ř́ıdkou me-

todu nejmenš́ıch d́ılč́ıch čtverc̊u (SPRM). Označme pj jako klasický, neř́ıdký PLS

vektor zátěž́ı deflované matice X, potom SPLS řešeńı nacháźıme prostřednictv́ım

vztahu

wj = (|pj| − λ1/2)� I(|pj| − λ1/2 > 0)� sgn(pj), (3.12)
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kde I(.) znač́ı indikátor funkce přǐrazuj́ıćı prvky zátěžového vektoru tak, aby se

jeho prvky rovnaly 1 v př́ıpadě, že argument je pravdivý, a 0 jinak.

Ve výše uvedené rovnici (3.12) |pj| znázorňuje vektor absolutńıch hodnot

zátěžového vektoru pj náležej́ıćı j komponentám. V posledńı části vztahu (3.12)

se objevuje sgn(pj), což v matematickém jazyku vyjadřuje vektor znamének jed-

notlivých komponent. Uvažujeme-li matici W , tak jej́ı sloupce jsou tvořeny vek-

torywj, pro j = 1, . . . , a. Konečně můžeme přistoupit k odvozeńı ř́ıdkých vektor̊u

zátěž́ı ve smyslu p̊uvodńıch nedeflovaných proměnných, jež jsou dány vztahem

P = W (W TXTXW )−1.

Nyńı se vrát́ıme k rovnici (3.12) a přeformulujeme ji tak, aby v sobě zahrnovala

i lad́ıćı parametr η

wj = (|pj| − ηmax
i
|pij|)� I(|pj| − ηmax

i
|pij| > 0)� sgn(pj), (3.13)

kde prvky pij nálež́ı i-té složce zátěžového vektoru pj. Parametr η ∈ [0, 1) vy-

jadřuje velikost hranice, pod kterou jsou již všechny prvky vektoru wa rovny

právě nule. Dı́ky znalosti intervalu, ve kterém se pohybuje hodnota hraničńıho

parametru, lze použ́ıt kř́ıžovou validaci pro vhodnou volbu lad́ıćıho parametru.

Přicháźı na řadu definovat detailněji váhy aplikované v robustńı metodě PLS,

konkrétně v sekci 2.3; pro připomenut́ı - máme na mysli regresi pomoćı M-odhad̊u.

V této chv́ıli se zaměř́ıme na vhodnou volbu vah ve výrazu daném vztahem (2.15).

K tomuto účelu použijeme tzv. klesaj́ıćı Hampelovu váženou funkci [6], jež po-

skytuje kompromis mezi robustnost́ı a také eficienćı, tzn., kdy na úkor vysoké

robustnosti nepřicháźıme zároveň o přesnost výsledných odhad̊u. Tato funkce je

dána vztahem

ω(x) =


1 |x| ≤ a
a
|x| a < |x| ≤ b
q−x
q−b

a
|x| b < |x| ≤ q

0 q < |x|,

(3.14)

kde lad́ıćı konstanty a, b a q jsou kvantily daných rozděleńı. Vezmeme-li váhy

rezidúı wr, uvažujeme kvantily 0,95, 0,975 a 0,999 normálńıho rozděleńı, pro váhy

wt pak ch́ı-kvadrát rozděleńı s př́ıslušnými kvantily.
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Algoritmus SPRM

Finálńı odstavec teoretické práce bude věnovaný právě algoritmu, jehož kroky

vedou k źıskáńı ř́ıdkého odhadu robustńı SPLS metody.

1. Nejprve si opět inicializujeme matici X a také vektor vysvětlované proměn-

né y - tyto startovaćı hodnoty jsou robustně centrovány odečteńım mediánu.

2. Následuje výpočet počátečńıch vah,

(a) začneme výpočtem vzdálenost́ı jak pro xi, tak pro yi v tomto pořad́ı

di =
‖xi‖

medj‖xj‖
,

ri =
|yi|

c medj|yj|
,

kde i = 1, . . . , n a c = 1,4829 za účelem doćıleńı konzistence mediánové

absolutńı chyby (MAD),

MAD = mediani|xi −median(x)|,

(b) přicháźı na řadu definovat počátečńı váhy wi =
√
wt(di)wr(ri), tyto

prvky dostanou využit́ı v diagonálńı matici Ω.

3. Iteračńım procesem źıskáme postupně daľśı váhy,

(a) Data zat́ıžená váhami a jejich označeńı:

Xw = ΩX,

yw = Ωy.

(b) Pokračujeme aplikováńım ř́ıdké verze algoritmu NIPALS, přičemž be-

reme v úvahu váženou variantu matic Xw a yw, źıskáváme tak ma-

tici skór̊u T w, zátěž́ı P w, odhad vektoru neznámých koeficient̊u bw

a v neposledńı řadě vektor vyrovnaných hodnot ŷw.
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(c) V této části algoritmu vypoč́ıtáme váhy pro skóry a vysvětlovanou

proměnnou tak, že vycentrujeme diag(1/w1, . . . , 1/wn)T w, č́ımž obdr-

ž́ıme matici T̃ . Dále vyč́ısĺıme vzdálenosti pro t̃i a pro robustně cent-

rovaná a standardizovaná rezidua ri

di =
‖t̃i‖2

medj‖t̃j‖2
,

ri =
|yw,i − ŷw,i −medk(yw,k − ŷw,k)|

c medj|yw,i − ŷw,i −medk(yw,k − ŷw,k)|
,

iteračńı proces konč́ı aktualizováńım vah wi =
√
wt(di)wr(ri).

Postup jednotlivých bod̊u ve třet́ım kroku opakujeme dokud neźıskáme kon-

vergenci odhadu váženého vektoru neznámých parametr̊u bw.

4. Závěrečná iterace ukonč́ı algoritmus źıskáńım výsledných odhad̊u b, matice

zátěž́ı P a nakonec matice skór̊u T = XP .
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4 Praktická část

V této části budou předchoźı teoretické poznatky s využit́ım statistického soft-

waru R aplikovány na konkrétńıch datech, přičemž datové soubory budou hned

dvoj́ıho typu. Nejprve si vygenerujeme hodnoty datové sady náhodně, druhý

z představených př́ıklad̊u bude vycházet z reálných dat. Naš́ım ćılem pak bude

srovnat všechny metody z pohledu jejich predikčńı schopnosti a také výběru

vhodného počtu vysvětluj́ıćıch (umělých) proměnných. V obou př́ıkladech budou

vloženy spolu s grafickou interpretaćı i ukázky jednotlivých př́ıkaz̊u z prostřed́ı

softwaru R. V praktické části byly použity předevš́ım zdroje [11], [12], [15], [20],

[23] a [24].

4.1 Simulačńı studie

Myšlenka spoč́ıvá nejprve ve vygenerováńı náhodných č́ısel z mnohorozměrné-

ho normálńıho rozděleńı, následně provedeme regresńı analýzu užit́ım výše zmı́ně-

ných metod a vyhodnot́ıme kvalitu př́ıslušných model̊u. Dále provedeme tutéž

analýzu při zařazeńı odlehlých pozorováńı a nakonec předvedeme výsledné

srovnáńı.

Jelikož regresńı metody, kterými jsme se v této práci zabývali, jsou zaměřené

předevš́ım na data s vysokým počtem proměnných a ńızkým počtem pozorováńı,

nasimulujeme si př́ıpad, kdy máme 600 proměnných a pouze 20 pozorováńı. Kv̊uli

velkému rozměru matice plánu X jsou uvedeny pouze počátečńı a koncové hod-

noty.

4.1.1 Náhodná data bez odlehlých hodnot

> library(MASS)

> Sigma<-matrix(0.1,600,600)

> diag(Sigma)<-1 # matice sigma - na hlavnı́ diagonále jsou 1,

# mimo diagonálu 0,1
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> X<-mvrnorm(n=20,rep(0,600),Sigma)

[,1] [,2] [,3] [,4] [,5] [,6]

[1,] 0.889573517 0.9861291 2.3107508 0.71023694 -0.69152228 -0.5196984

[2,] 0.621027248 0.3967060 -0.4382004 -0.49107972 -0.04885482 -0.8602748

[3,] -0.371554734 -0.9985105 0.9317513 0.85026329 1.10078609 -0.8609645

[4,] -1.160166200 0.1856903 -0.6415714 -0.07383014 0.44405979 0.8999677

[5,] -0.008151431 -0.9381964 -2.5717257 -1.65190683 -0.84618167 0.1748377

[6,] 1.144342699 1.0233284 -0.2942201 -0.59791453 -1.19048104 0.9987625

[,595] [,596] [,597] [,598] [,599] [,600]

[15,] -0.10000348 -1.0355081 -0.6427298 -0.4184698 -0.4423897 -0.25841548

[16,] -1.14433404 -0.4298289 -0.9480865 0.8772079 0.4552718 -0.36730961

[17,] 0.11253224 0.1693885 0.4472491 -0.3685243 0.5505415 -0.08747634

[18,] -0.06479084 -1.1071541 -1.5110764 0.7401946 -0.3608100 0.67334701

[19,] -0.80117322 1.7174968 -1.2609340 0.7983749 -0.3502025 1.04379195

[20,] 0.24019192 0.1509314 0.2981366 -0.5270245 0.3788008 1.24516923

Protože jsme se v práci zabývali zejména modelem PLS1, vygenerujeme si náhod-

ně hodnoty vysvětlované proměnné rozměru n× 1. Součást́ı př́ıslušných knihoven

v softwaru R jsou ovšem také funkce navržené pro model PLS2.

> y<-mvrnorm(n=20,rep(0,1),Sigma))

[1,] 0.2922245 -0.1654144 0.3795482 0.2602218 0.3446628 0.4834142 -0.9068365

[8,]-0.5878771 -0.2269022 -1.152216 -0.641974 0.0689810 -1.644741 -0.2291005

[15,] 1.2643211 -0.1787650 0.8867992 0.3094683 0.9960373 -1.4879324

PLS metoda

Software R nab́ıźı hned několik knihoven zahrnuj́ıćı funkce, které můžeme

implementovat na metodu nejmenš́ıch d́ılč́ıch čtverc̊u a jej́ı modifikace. Začneme

modelováńım metody PLS a př́ıslušnou knihovnou pls a jej́ımi funkcemi mvr,

pslr a daľśı.

> simpls<-mvr(y~X,ncomp=5,method="simpls") # SIMPLS algoritmus

> opls<-mvr(y~X,ncomp=5,method="oscorespls") # O-PLS algoritmus

> kernel<-mvr(y~X,ncomp=5,method="kernelpls") # Jádrový algoritmus

> eigen<-pls_eigen(y~X,a=5) # alg. vlast. vektorů

# nefunguje, lze provést pouze pro model PLS2

> fitpls<-plsr(y~X,method=pls.options("kernelpls")$plsralg, ncomp=8)

> summary(fitpls)
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Necháme-li si zobrazit shrnut́ı této regrese, vid́ıme, že 15 zvolených komponent

vysvětluje téměř 80 % variability, které nám nahrazuj́ı p̊uvodńıch 600 proměnných.

Následuj́ıćı informace jsou výstupem př́ıkaz̊u výše.

Data: X dimension: 20 600

Y dimension: 20 1

Fit method: kernelpls

Number of components considered: 15

VALIDATION: RMSEP

Cross-validated using 10 random segments.

(Intercept) 1 comps 2 comps 3 comps 4 comps 5 comps 6 comps

CV 0.8241 0.7875 0.7911 0.7909 0.7910 0.7910 0.7910

adjCV 0.8241 0.7497 0.7506 0.7503 0.7504 0.7504 0.7504

7 comps 8 comps 9 comps 10 comps 11 comps 12 comps 13 comps

CV 0.7910 0.7910 0.7910 0.7910 0.7910 0.7910 0.7910

adjCV 0.7504 0.7504 0.7504 0.7504 0.7504 0.7504 0.7504

14 comps 15 comps

CV 0.7910 0.7910

adjCV 0.7504 0.7504

TRAINING: % variance explained

1 comps 2 comps 3 comps 4 comps 5 comps 6 comps 7 comps 8 comps

X 6.031 11.43 16.86 22.39 27.49 32.74 38.12 43.53

y 97.029 99.94 100.00 100.00 100.00 100.00 100.00 100.00

9 comps 10 comps 11 comps 12 comps 13 comps 14 comps 15 comps

X 48.8 53.9 58.78 63.91 69.29 74.14 79.24

y 100.0 100.0 100.00 100.00 100.00 100.00 100.00

V kapitole 1.5 jsme si představili, jakým zp̊usobem budeme posuzovat kvalitu

predikce, proto si následně pomoćı softwaru R tyto charakteristiky vyč́ısĺıme.

Výsledné hodnoty jednotlivých model̊u a charakteristik bude uvedena na konci

této kapitoly.

Obrázek 4.1 ukazuje na prvńım grafu vhodný počet komponent, a to do-

konce pouze jednu. Nicméně druhý z graf̊u nevykazuje př́ılǐs vysokou kvalitu pre-

dikce, což můžeme vidět pouhým okem, že minimálńı počet pozorovaných dat lež́ı

na vyznačené př́ımce.

> RMSEP(fitpls,ncomp = 2,intercept = FALSE)

(Intercept) 2 comps
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CV 0.813 0.7247

adjCV 0.813 0.6881

> MSEP(fitpls,ncomp = 2,intercept = FALSE)

(Intercept) 2 comps

0.596493 0.002948

> R2(fitpls,ncomp=2,intercept = FALSE) [1] 0.9951

(Intercept) 2 comps

-0.1080 0.1196

Obrázek 4.1: Kř́ıžová validace a kvalita predikce

Na daľśım obr. 4.2 jsou vykresleny vztahy mezi x-ovými a y-ovými skóry.

Můžeme ř́ıci, že oba vztahy vykazuj́ı lineárńı závislost.

Obrázek 4.2: Vztah mezi x-ovými a y-skóry pro 1. a 2. komponentu
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Robustńı metoda PLS

Nyńı si představ́ıme robustńı PLS regresi, která slibuje menš́ı citlivost

na odlehlá pozorováńı, očekáváme tedy vyšš́ı kvalitu predikce. K této metodě

byla využita knihovna chemometrics s těmito př́ıkazy,

> robust.cv <- prm_cv(X,y,a=15,segments=4,plot.opt=TRUE)

> prm(X, y, a = robust.cv$optcomp, opt = "l1m", usesvd = TRUE)

> plotprm(robust.cv, y)

Obrázek 4.3: Rezidua a predikované hodnoty

Obrázek 4.3 v levé části zobrazuje naměřené hodnoty versus vyrovnané hod-

noty. Ve srovnáńı s nerobustńı verźı PLS dostáváme rozhodně lepš́ı hodnotu

RMSEP. Napravo pak vid́ıme vykreslené vyrovnané hodnoty versus rezidua. De-

tailněǰśı analýzu jsem se rozhodla provést pomoćı implementace baĺıčku sprm, je-

likož nab́ıźı hned několik funkćı, které využijeme k analýze model̊u jak

pro robustńı, tak pro ř́ıdkou metodu PLS.

> library(sprm)

> d<-as.data.frame(X)

> d$y<-y

> robustPLS<-prms(y~X,data=d,a=15,fun="Hampel")

> robustPLS$fitted.values

Př́ıkaz summary(robustPLS) nám vytiskne vysvětlenou variabilitu p̊uvodńıch dat

pomoćı nových latentńıch proměnných. Ukazuje se, že 15 komponent vysvětluje

81,78 %, tedy o dva procentńı body v́ıce než metoda PLS.
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Při 4 zvolených hlavńıch komponentách nabývá charakteristika SEP nejnižš́ı

hodnotu, již za použit́ı knihovny sprm. Třebaže tyto 4 komponenty vysvětluj́ı

pouze 23,1 % variability p̊uvodńıch vysvětluj́ıćıch proměnných.

Obrázek 4.4: Robustńı PLS - kř́ıžová validace

Daľśım z výstup̊u je graf, který je v dnešńı době hodně už́ıvaným nástrojem

v prostřed́ı mnohorozměrných dat - biplot (4.5). Nutno uznat, že se nejedná kv̊uli

velkému počtu proměnných o přehledný obrázek, nicméně interpretace je stále

možná a je následuj́ıćı - biplot zobrazuje vliv p̊uvodńıch proměnných na nové

latentńı proměnné a také jakým zp̊usobem přisṕıvaj́ı do modelu. Většinou se

jedná o projekci dat na dvě hlavńı komponenty.

Obrázek 4.6 zobrazuje hodnoty vysvětlované proměnné a predikované hodnoty

fitovaného modelu spolu s konfidenčńımi intervaly pro každé pozorováńı. Vid́ıme,

že pro 3., 5. a 17. pozorovanou hodnotu jsou intervaly spolehlivosti dosti široké,

což je ve statistické analýze nežádoućı. Tato pozorováńı jsou identifikovaná jako

odlehlé hodnoty.

Řı́dká metoda PLS (SPLS)

V tomto okamžiku přecháźıme k aplikaci ř́ıdké metody, která dokáže vybrat

vhodný počet proměnných z datového souboru a také disponuje dobrými pre-

dikčńımi vlastnostmi. Z teoretické části v́ıme, že u této metody je zapotřeb́ı
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Obrázek 4.5: Robustńı PLS - biplot

Obrázek 4.6: Robustńı PLS - vyrovnané hodnoty

vhodně zvolit prahový parametr, který se objevuje ve funkćıch knihovny spls

pod názvem eta. V sekci 3.1.2 jej znač́ıme symbolem η, také si připomeneme,

že tento parametr může nabývat hodnot v intervalu [0,1]. Lad́ıćı parametr, jak

uvid́ıme dále, nemuśıme zadávat jako fixńı hodnotu, naopak lze pomoćı kř́ıžové

validace zvolit takový, který zapř́ıčińı nejnižš́ı hodnotu MSEP.

> library(spls)

> fitspls<-spls(X, y, K=8, eta = 0.7)

> fitspls$fit

> print(fitspls)

> coef.f<-coef(fitspls)

> coefplot.spls(fitspls,xvar=c(1:4))
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> pred.f<-predict(fitspls, type = "fit")

Pomoćı př́ıkazu print(fitspls) źıskáme výčet vybraných konkrétńıch nezávisle

proměnných. Nı́že vid́ıme, že z 600 náhodně vygenerovaných vysvětluj́ıćıch pro-

měnných ř́ıdká metoda vybrala pouze 175. Jako postačuj́ıćı vybral tento algorit-

mus pouze dvě komponenty, tedy o jednu v́ıce než v modelu PLS. Na obrázku

4.7 pozorujeme, že pro vyšš́ı hodnoty lad́ıćıho parametru dostáváme také vyšš́ı

hodnotu středńı čtvercové chyby predikce. V našem př́ıpadě optimálńı hodnota

nabývá hodnoty 0,5.

Obrázek 4.7: SPLS - MSEP

Sparse Partial Least Squares for an univariate response

----

Parameters: eta = 0.7, K = 8

PLS algorithm:

pls2 for variable selection, simpls for model fitting

SPLS chose 175 variables among 600 variables

> cv<-cv.spls(X,y,K=c(1:10),eta=seq(0.1, 0.9, 0.1))

> cv$eta.opt

[1] 0.7

> cv$K.opt

> cv$mspemat[2]
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Prozat́ım můžeme ř́ıci, že z pohledu charakteristiky RMSEP nerobustńı ř́ıdká

metoda PLS nabývá horš́ıch hodnot tohoto ukazatele než robustńı PLS, což může

být dáno větš́ı citlivost́ı na odlehlé hodnoty. Naproti tomu, SPLS disponuje nižš́ı

hodnotou RMSEP než PLS.

Řı́dká metoda robustńı PLS (SPRM)

Nakonec přicháźı aplikace ř́ıdké metody na robustńı PLS. K modelováńı byla

použita opět knihovna sprm, ve které jsme tentokrát aplikovali stěžejńı funkci

pro tuto metodu sprms. Při využit́ı ńıže uvedených př́ıkaz̊u dostáváme opět op-

timálńı počet komponent a odpov́ıdaj́ıćı počet vysvětluj́ıćıch proměnných.

> sprm <- sprms(y~., data=d, a=5, eta=0.5, fun="Hampel")

> y_pred <- sprm$fitted.values

Sparse partial M-robust regression

Number of components: 2

Sparsity parameter: eta = 0.6

weight function: Hampel with cutoff 0.95 0.975 0.999

Number of variables included in the model:

With 1 component : 58

With 2 components: 100

Percentage of explained variance

X y

With 1 component(s): 3.146937 87.67472

With 2 component(s): 5.771702 87.72000

Zobrazené výsledky v softwaru R ukazuj́ı, že optimálńı počet komponent je

opět pouze 2. Tedy pouze dvě skryté latentńı proměnné nahrazuj́ı 600 p̊uvodńıch

proměnných, přičemž bylo t́ımto algoritmem bylo vybráno 100 relevantńıch pro-

měnných.

Na obrázku 4.8 vid́ıme, jak jednotlivé proměnné jsou mezi sebou korelovány

a také rozděleńı do shluk̊u proměnných. Vertikálně jsou zřejmě zobrazeny proměn-

né, které do modelu nakonec nevstupuj́ı. Např́ıklad šesté pozorováńı je vzhledem
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k vysvětlované proměnné charakterizováno velkými hodnotami vysvětluj́ıćıch pro-

měnných v levé části biplotu.

Obrázek 4.8: SPRM - biplot

Také obrázek 4.9 známe již z analýzy předchoźı metody. Jedná se o vyrovnané

neboli predikované hodnoty závisle proměnné. Stejně jako v robustńı PLS metodě

jsou totožně odhalena odlehlá pozorováńı. Lǐśı se však délkou konfidenčńıch inter-

val̊u, které jsou v tomto př́ıpadě užš́ı, tedy vykazuj́ı vyšš́ı přesnost predikovaných

hodnot.

Obrázek 4.9: SPRM - vyrovnané hodnoty

Předposledńı obrázek 4.10 patř́ı mezi stěžejńı, jelikož ukazuje právě vhodný

počet komponent a také vhodnou volbu lad́ıćıho parametru; toto nastaveńı plyne

z použiti kř́ıžové validace. Parametr ř́ıdkosti se lǐśı oproti SPLS pouze o jednu
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desetinu, kde optimálńı hodnota parametru nabývá 0,6, což nám také znázorňuje

př́ı̌slušný obrázek 4.10. Můžeme vidět, že lad́ıćı parametr při dvou zvolených

komponentách odpov́ıdá nejnižš́ı hodnotě charakteristiky MSEP. Dále lze vypo-

zorovat na spodńım obrázku 4.10, že č́ım nižš́ı η parametr, t́ım v́ıce obdrž́ıme

v modelu nenulových parametr̊u.

> sprmcv <- sprmsCV(y~., data=d, as=1:5, etas=seq(0,0.9,0.2),

nfold=5, fun="Hampel", prec=0.1, plot=TRUE)

> summary(sprmcv$opt.mod)

Obrázek 4.10: SPRM - MSEP

Na závěr srovnáme dvě metody, které patř́ı mezi kandidáty s nejlepš́ı predikčńı

schopnost́ı, č́ımž je dle očekáváńı robustńı PLS a SPRM. K tomuto srovnáńı

pomůže jak obrázek 4.11, tak i tabulka 4.1. Vid́ıme, že vyrovnané hodnoty v́ıce

přiléhaj́ı regresńı př́ımce v modelu SPRM, čemuž odpov́ıdá i menš́ı hodnota RM-

SEP, než je tomu u robustńı PLS metody. Proto můžeme závěrem ř́ıci, že metoda

SPRM
”
vyhrává“ z pohledu této charakteristiky.
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Obrázek 4.11: Srovnáńı robustńı PLS a SPRM metody

Model RMSEP MSEP komponenty

PLS 0.7875 0.6203 1

Robustńı PLS 0.7703 0.5933 4

SPLS 0.7782 0.6056 2

SPRM 0.6624 0.4388 2

Tabulka 4.1: Srovnáńı model̊u
.
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4.1.2 Náhodná data s odlehlými hodnotami

Nyńı budeme zkoumat chováńı př́ıslušných model̊u v př́ıpadě, kdy je zahrnuto

v datech určité procento odlehlých hodnot. Nahrad́ıme tedy např. 6 pozorováńı

odlehlými hodnotami, což doćıĺıme tak, že pro vygenerováńı náhodných hodnot

z normálńıho rozděleńı zvoĺıme odlǐsnou matici Sigma. Dostáváme tak nový da-

tový soubor s 30 % odlehlých pozorováńı.

> Sigma<-matrix(0.5,600,600)

> diag(Sigma)<-2

> B<-mvrnorm(n=6,rep(0,600),Sigma)

> S<-2

> y1<-mvrnorm(n=6,rep(0,1),S)

#nahrazenı́ v matici plánu

A<-X[-c(15:20),]

X<-rbind(A,B)

#nahrazenı́ 6 pozorovánı́ ve vektoru vysvětlované proměnné

d <-y[c(1:14)]

> for (i in 1:length(d)){

y1[length(y1)+1] <- d[i] #přidánı́ hodnot k vektoru d

}

> y<-y1

Analýzu dat s odlehlými hodnotami provedeme analogicky jako v předchoźı ka-

pitole, proto budou uvedeny pouze výsledné charakteristiky model̊u s př́ıslušnými

grafy. Opět začneme s klasickou metodou d́ılč́ıch nejmenš́ıch čtverc̊u, tedy

bez aplikace robustnosti a ř́ıdkosti. Na obr. 4.12 vid́ıme, že predikce pro op-

timálńı počet komponent (4) zde nevykazuje vysokou kvalitu. Ve srovnáńı s daty

bez výskytu odlehlých hodnot se tato metoda nevyznačuje stabilitou dat. Také

index determinace je dle očekáváńı nepatrně nižš́ı 0,9715 oproti p̊uvodńımu mo-

delu bez outlier̊u 0,9951.

> RMSEP(pls30,ncomp = 4,intercept = FALSE)

> MSEP(pls30,ncomp = 4,intercept = FALSE)

> R2(pls30,ncomp=4,intercept = FALSE)

[1] 0.9715

Pokračujeme s robustńı PLS metodou, od které očekáváme menš́ı citlivost

právě na odlehlá pozorováńı. V softwaru R jsme si opět vyč́ıslili optimálńı počet
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Obrázek 4.12: Kř́ıžová validace a kvalita predikce

komponent - 13, který se v tomto př́ıpadě dosti lǐśı od p̊uvodńıho robustńıho

PLS modelu, kde pomoćı kř́ıžové validace byly vybrány pouze 4 umělé proměnné.

Nicméně hodnota charakteristiky SEP je vyšš́ı v robustńım PLS modelu obsa-

huj́ıćıho odlehlá pozorováńı, a to 0,3796 oproti robustńımu PLS modelu

bez odlehlých hodnot.

Obrázek 4.13: SEP pro r̊uzný počet komponent

Daľśı metodou v pořad́ı je ř́ıdká PLS metoda, neboli aplikace ř́ıdkosti na kla-

sickou PLS metodu. SPLS metoda zde nevykazuje př́ılǐs vysokou kvalitu predikce,

což je dáno právě zahrnutým velkým procentem odlehlých hodnot v datovém sou-

boru; je zřejmé z obrázku 4.14.
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> cv<-cv.spls(X,y,K=c(1:10),eta=seq(0.1, 0.9, 0.1))

> cv$eta.opt # [1] 0.4

> cv$K.opt # [1] 2

> cv$mspemat[5] # [1] 1.03908

Obrázek 4.14: Srovnáńı PLS a SPLS model̊u

Nakonec si představme posledńı z metod, a to ř́ıdkou robustńı metodu SPRM.

Můžeme ji obecně považovat za nejv́ıce stabilńı a s nejlepš́ımi predikčńımi schop-

nostmi. Závěrem lze konstatovat, že se opět potvrdila hypotéza, že aplikace

ř́ıdkosti spolu s robustifikaćı dosahuj́ı nejvyšš́ı kvality modelu, což pěkně dokládá

srovnáńı na obrázku 4.15.

Obrázek 4.15: Srovnáńı PRM a SPRM model̊u
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4.2 Aplikace na reálná data

Pro snadněǰśı uchopeńı interpretace regresńı analýzy pomoćı PLS představ́ıme

reálná data poskytnutá Ústavem translačńı a molekulárńı medićıny Lékařské fa-

kulty UP. Jedná se o data měřená pomoćı nećılené analýzy. K dispozici je tak 273

metabolit̊u, které ovšem nejsou identifikovány, proto nejsou označeny názvy, ale

jen č́ıselnými identifikátory. Dále jsou zde pouze dvě skupiny vzork̊u - 25 paci-

ent̊u s jednou konkrétńı nemoćı a 25 provedených kontrol. Kv̊uli dodržeńı rozsahu

práce a také citlivosti dat uvád́ım pouze vybrané metabolity pro prvńıch 6 kontrol

(Control) a posledńıch 6 pacient̊u s konkrétńım onemocněńım (MCADD).

sample X72.080966 X74.096124 X78.212489 X84.044983 X86.059806 X86.096225

1 Control01 0.6280626 0.2174143 1.0223077 0.1212418 0.7882556 0.77879643

2 Control02 0.8248765 0.2174143 1.1201980 1.1214116 0.7098177 0.92405315

3 Control03 0.0984793 0.9287449 0.5145475 0.1212418 1.4473355 0.00235655

4 Control04 0.6131866 1.1191734 0.9132367 0.5039025 0.7053937 0.78044438

5 Control05 0.8729618 0.2174143 1.0542507 0.8564464 1.3530839 0.96035162

6 Control06 0.5612812 1.6765328 0.9675868 0.4514951 1.8164352 0.72986949

sample X72.080966 X74.096124 X78.212489 X84.044983 X86.059806 X86.096225

45 MCADD020 1.2129649 1.9135055 1.0050437 0.1141646 0.6103507 0.9129539

46 MCADD021 0.9898026 1.0786420 1.0002946 0.5780141 0.9479815 0.9987213

47 MCADD022 1.0504486 0.4099087 0.9465702 0.6229320 0.7855707 0.8935574

48 MCADD023 0.7385370 0.3579466 0.7984062 0.4537749 0.8581424 0.6819085

49 MCADD024 0.6901536 0.5913333 0.9574624 0.6745181 0.8730102 0.8011072

50 MCADD025 0.7704024 1.4157553 0.6599329 0.3251013 0.9149823 0.6645886

Pro daľśı analýzu je vhodné data centrovat a také použ́ıt logpod́ılovou (angl.

logratio) transformaci, kterou umožňuje funkce clr v knihovně Hotelling. Je-

likož se v datech vyskytuje vysvětlovaná proměnná v klasifikačńı formě, využijeme

zde pro metodu PLS a jej́ı modifikace varianu diskriminačńı analýzy, kterou jsme

si nast́ınili již v teoretické části.

PLS-DA

Pro tuto implementaci se nab́ıźı knihovna DiscriMiner; konkrétně použijeme

funkci plsDA. Možnost́ı, jak nastavit výsledný model, je hned několik. Např́ıklad

si můžeme zvolit typ kř́ıžové validace, jež vyb́ırá vhodný počet komponent.

# PLS-DA s konkrétnı́m počtem hlavnı́ch komponent
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> plsda1= plsDA(skupiny[,2:274], skupiny$sample, autosel=FALSE, comps=4)

> plsda1$error_rate

> plsda1$error_rate

[1] 0

V tomto př́ıkladě budeme výhradně posuzovat kvalitu predikce dle indexu de-

terminace R2 nejprve si vyzkouš́ıme, jaké hodnoty této charakteristiky dosahuje

model se 4 zvolenými komponentami. Vid́ıme, že R2 = 0,9657. Máme zde však

i možnost automatického výběru vhodného počtu hlavńıch komponent, přičemž

pro 37 vybraných latentńıch proměnných dostáváme vyšš́ı hodnotu indexu deter-

minace R2 = 0,9711. Připomeňme si, že preferujeme vyšš́ı hodnotu před nižš́ı.

#vysvětlenı́ variability, index determinace

> plsda1$R2

R2X R2Xcum R2Y R2Ycum

t1 0.28769208 0.2876921 0.70806113 0.7080611

t2 0.16132245 0.4490145 0.18521233 0.8932735

t3 0.08381520 0.5328297 0.03937027 0.9326437

t4 0.04794809 0.5807778 0.03311391 0.9657576

> plsda1$Q2

Q2.Control Q2.MCADD Q2.global

t1 0.65882087 0.65882087 0.65882087

t2 0.55350845 0.55350845 0.55350845

t3 0.06589265 0.06589265 0.06589265

t4 0.21834608 0.21834608 -0.53754882

# PLS-DA s automatickým výběrem hlavnı́ch komponent

> plsda2= plsDA(skupiny[,2:274], skupiny$sample, autosel=TRUE)

> my_pls2$R2

R2X R2Xcum R2Y R2Ycum

t1 0.287692076 0.2876921 7.080611e-01 0.7080611

t2 0.161322447 0.4490145 1.852123e-01 0.8932735

t3 0.083815199 0.5328297 3.937027e-02 0.9326437

t34 0.003233589 0.8036401 4.001196e-24 0.9711774

t35 0.002420401 0.8060605 5.363412e-25 0.9711774

t36 0.002361267 0.8084218 3.316017e-26 0.9711774

t37 0.002281301 0.8107031 6.133955e-28 0.9711774

# PLS-DA s validacı́ za použitı́ testovacı́ a trénovacı́ množiny

> learning = c(1:15, 26:40)
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> testing = c(16:25,41:50)

> plsda3 = plsDA(skupiny[,2:274], skupiny$sample, validation="learntest",

learn=learning, test=testing)

> plsda3$error_rate

[1] 0.15

Vyzkouš́ıme-li odlǐsný typ kř́ıžové validace, konkrétně LKO, obdrž́ıme 36

hlavńıch komponent s př́ıslušným koeficientem R2 = 0,9811, což je vyšš́ı než

u předchoźı validace.

# diskriminačnı́ analýza s leave-K fold-Out validacı́

> plsda4= plsDA(skupiny[,2:274], skupiny$sample, validation = "NULL",

cv ="LKO")

> plsda4$R2

R2X R2Xcum R2Y R2Ycum

t1 0.287692076 0.2876921 7.080611e-01 0.7080611

t36 0.002281301 0.8261901 6.133955e-28 0.9811026

Robustńı metoda PLS-DA

Nyńı využijeme již znamé knihovny sprm, jež jsme použili v prvńım př́ıkladu

na simulovaných datech. Knihovna nab́ıźı analogii funkćı právě i pro diskri-

minačńı analýzu.

> rplsda<-prmda(sample~.,skupiny,a=4, fun = "Hampel",class = "regfit")

> summary(rplsda)

Partial M-robust regression

Number of components: 4

weight function: Hampel with cutoff 0.95 0.975 0.999

Aplikujeme-li robustnost na metodu PLS při zvolených 4 komponentách, oproti

klasické PLS-DA metodě dostáváme nižš́ı index determinace. Pomoćı kř́ıžové vali-

dace opět vygenerujeme vhodný počet komponent, v tomto př́ıpadě nám obrázek

4.16 ukazuje právě počet 3.

Percentage of explained variance

X y

With 1 component(s): 33.29739 83.09572

With 2 component(s): 48.36772 91.76054
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With 3 component(s): 52.90090 95.30175

With 4 component(s): 59.28112 96.88999

> plot(rplsda,type = "weights")

> plot(rplsda,type = "yyp")

> plot(rplsda, type="dd")

> predik_rplsda<-table(skupiny$sample,predict(rplsda))

> plot(predik_rplsda)

# křı́žová validace pro robustnı́ PLS-DA metodu

> rplsda_cv <- prmdaCV(sample~.,skupiny, as=1:5, fun="Hampel",

class="regfit", numit=10, prec=0.1)

> rplsda_cv$opt.mod

> mod$opt.mod

Obrázek 4.16: Robustńı PLS-DA - kř́ıžová validace

Řı́dká metoda SPLS-DA

Nyńı si představ́ıme aplikaci ř́ıdkosti na model PLS-DA. Využijeme následuj́ı-

ćıch př́ıkaz̊u v softwaru R. Ve výstupu ńıže uvedených př́ıkaz̊u vid́ıme, že model

SPLS-DA vybral 30 relevantńıch proměnných z 273 možných.

> modelspls<-splsda(x,skup_x$sample,K=3, eta=0.8, scale.x=FALSE)

> print(modelspls)
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Sparse Partial Least Squares Discriminant Analysis

----

Parameters: eta = 0.8, K = 3

Classifier: Linear Discriminant Analysis (LDA)

SPLSDA chose 30 variables among 273 variables

Selected variables:

x.35 x.71 x.75 x.78 x.79

x.80 x.93 x.146 x.148 x.150

x.151 x.153 x.154 x.155 x.156

x.157 x.188 x.208 x.210 x.216

x.219 x.222 x.231 x.238 x.250

x.252 x.256 x.259 x.262 x.264

Daľśım postupem v analýze je opět využ́ıt kř́ıžové validace k určeńı vhodné volby

lad́ıćıho parametru η a také vhodného počtu komponent. Na základě těchto op-

timálńıch parametr̊u je následně spoč́ıtána charakteristika kvality predikce MSEP,

což nám dokládá obr. 4.17.

Optimal parameters: eta = 0.9, K = 5

> cv$err.mat

NULL

> cv$eta.opt

[1] 0.9

> cv$K.opt

[1] 5

Řı́dká robustńı metoda SPRM-DA

Na závěr se dostáváme k aplikaci ř́ıdkosti na robustńı PLS-DA metodu. Kromě

vhodného výběru počtu komponent, vygeneruje také relevantńı proměnné, které

nejv́ıce přisṕıvaj́ı modelu. Na obr. 4.18 vid́ıme biplot, který znázorňuje, že proměn-

né 33, 75, 133 a 175 maj́ı největš́ı význam. Dále konkrétně proměnná x.157 má

největš́ı vliv na 32. pozorováńı.

> srplsda<-sprmda(sample~.,skslovy,a=4,eta= 0.7,class = "regfit")

> biplot.sprmda(srplsda)

> summary(srplsda)
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Obrázek 4.17: SPLS-DA - kř́ıžová validace

Sparse partial M-robust regression

Number of components: 4

Sparsity parameter: eta = 0.7

weight function: Hampel with cutoff 0.95 0.975 0.999

Number of variables included in the model:

With 1 component : 3

With 2 components: 4

With 3 components: 4

With 4 components: 6

Percentage of explained variance

X y

With 1 component(s): 12.69110 70.78669

With 2 component(s): 21.55533 71.24784

With 3 component(s): 26.10395 75.53153

With 4 component(s): 31.86951 76.91002

> srplsda_cv<- sprmdaCV(sample~.,skslovy, as=1:5, etas=seq(0.1,0.9,0.1),

nfold=5,class="regfit", numit=10, prec=0.1)

Posledńı z graf̊u (obr. 4.19) ukazuje vhodnou volbu lad́ıćıho parametru. Dı́ky

použit́ı kř́ıžové validace dostáváme eta = 0,2 a při zvolených dvou komponentách.
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Obrázek 4.18: SPRM-DA - biplot

Nı́že položený graf nám ukazuje, jak souviśı výběr lad́ıćıho parametru η s výběrem

počtu hlavńıch komponent na počet nenulových regresńıch parametr̊u. Použijeme-

li hodnotu eta = 0,2 a 6 hlavńıch komponent, budeme mı́t v modelu přibližně

200 nenulových regresńıch koeficient̊u.

Na závěr můžeme ř́ıci, že aplikace zároveň robustńı i ř́ıdké metody na metodu

PLS (ve variantě klasifikačńı analýzy) dává nejlepš́ı predikčńı vlastnosti, kde tomu

tak bylo i při aplikaci na simulovaná data. Ř́ıdká metoda je mimo jiné výhodná

z pohledu výběru relevantńıch proměnných.

Obrázek 4.19: SPRM-DA - kř́ıžová validace
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Závěr

V práci jsem se zabývala regresńı analýzou pomoćı metody nejmenš́ıch d́ılč́ıch

čtverc̊u. Jedná se o metodu, která se předevš́ım využ́ıvá k analýze v situaćıch,

kdy datový soubor obsahuje v́ıce proměnných než pozorováńı. S ohledem na do-

sud publikovanou literaturu o tomto tématu, bylo ćılem práce poskytnout uce-

lený přehled této metody a jejich modifikaćı s následným využit́ım aplikačńıho

potenciálu na konkrétńıch datech. V neposledńı řadě bylo záměrem práce též

srovnáńı jednotlivých model̊u z pohledu kvality predikce.

V prvńı kapitole teoretické části jsem představila metodu nejmenš́ıch d́ılč́ıch

čtverc̊u, princip, na kterém pracuje, jej́ı přednosti a také jednotlivé algoritmy.

V následuj́ıćıch dvou kapitolách byla metoda d́ılč́ıch nejmenš́ıch čtverc̊u robus-

tifikována a bylo použito možnost́ı zjednodušeńı interpretace regresńıch para-

metr̊u zahrnut́ım podmı́nky ř́ıdkosti. V posledńı kapitole mé diplomové práce

byly zmı́něné metody demonstrovány na simulovaných i reálných datech pomoćı

statistického softwaru R. Praktická část předevš́ım sloužila ke srovnáńı model̊u

a k jejich následnému vyhodnoceńı.

Jsem přesvědčena, že se nejednalo o jednoduchou problematiku, a tak značným

př́ınosem práce je předevš́ım komplexńı popsáńı jednotlivých metod a poskytnut́ı

přehledu o jejich využit́ı. Tyto metody jsou i v nyněǰśı době stále ve vývoji, ne-

bylo tedy vždy snadné naj́ıt jednotný př́ıstup k popisu jejich vlastnost́ı. Čtenář

má také možnost nahlédnout do prostřed́ı softwaru R společně s detailńımi po-

pisy použitých funkćı a př́ıkaz̊u pro praktické použit́ı. Metoda d́ılč́ıch nejmenš́ıch

čtverc̊u má velký aplikačńı potenciál, proto jsem ráda za př́ıležitost využ́ıt ji

k diagnostikováńı metabolit̊u ovlivňuj́ıćı konkrétńı onemocněńı.

Při psańı této práce jsem nabyla hodně zkušenost́ı, předevš́ım d́ıky zdokona-

leńı orientace v cizojazyčné literatuře a prohloubeńı si dovednost́ı programováńı

v softwaru R. Práce představovala v jistých okamžićıch i úskaĺı, a to konkrétně

v kapitole o aplikaci ř́ıdkosti, o které je minimum literatury, a tak bylo obt́ıžné
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naj́ıt české ekvivalenty k těm anglickým. Přesto doufám, že se hlavńı ćıl práce,

podat čtenář̊um ucelený přehled o možných př́ıstupech k regresńımu modelováńı

pomoćı metody d́ılč́ıch nejmenš́ıch čtverc̊u, podařilo naplnit.
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