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1 Uvod

Ve stale se rozsifujicich oblastech informatiky, ekonomiky a prace s daty, vyvstava
nutnost s témito daty ur¢itym zplisobem nakladat a vyuzivat je pro budouci pfilezitosti.
Data jsou ruznorodé informace, napiiklad o lidech, o zbozi nebo o sluzbach. Jejich
shromazd’ovanim ziskavame informace o potiebach lidi, o zbozi, které je pro lidi
atraktivni nebo o sluzbach, které vyhledavaji. Ziskana data musi byt podle urcitych
pravidel a metod zpracovéna tak, aby jejich vysledky odpovidaly potfebam, které vedly
k jejich tfidéni. Tomuto procesu se fika data mining, coz lze voln¢ ptelozit jako dolovani

dat nebo tézbé dat.

V dnesni dobé je data mining pouZivan jako nastroj pro nastavovani prodejnich
strategii, riznych uzivatelskych balickti nabizenych poskytovateli sluzeb a v mnoha
dalSich odvétvi. Jedna se o pfizpisobovani se zédkaznikovym potfebam a touham tak, aby
pro ného byly lakavé a nakonec si tyto sluzby nebo zbozi koupil. Kazda dne$ni domacnost
vétsinou disponuje alesponl jednim osobnim pocitacem, tabletem nebo chytrym telefonem
S piistupem na internet. To vSe je spjato s usnadnénim obchodovani a umoziuje zvysSovat
efektivitu procestt s nim spjatych. Napiiklad internetovy obchod je zaloZen na
elektronickém zpracovani a ptenosu dat. Patii do n¢j elektronicky prodej zbozi a sluzeb,
poprodejni sluzby, elektronickd vymeéna nejriznéjSich dat, vedeni bankovnich uétl,
zpracovani statistickych informaci, elektronické burzy cennych papirti, obchodni aukce a
jiné. Firmy data mining pouzivaji jako marketingovy nastroj pro zvétSeni svych trzeb,

zvySeni prodeju a uspokojeni zakaznika.

V prvni ¢asti mé bakalédiské prace popisi detailn€ji co to data mining je, kdy se
poprvé objevil, jakd data se pfi tomto procesu pouzivaji a jako ptiklad uvedu nekolik
metod a jejich specifikace. Objasnim hloubé¢ji jeho vyznam pro ekonomicky sektor a jeho
vyuziti v tomto odvétvi. Dale se sezndmim se softwarem, ktery se pouziva pro data
mining, popisi jeho uzivatelské prostiedi, formaty vstupnich dat, které jsou podporovany

timto softwarem a piipravou dat pro praci s nim.

V praktické casti bakalaiské prace nazorné ukazi na datech, které jsem si pfipravil,
jak probiha proces od zacatku az k vysledkim. Data pochazi z webovych stranek
Eurostat, kde jsou volné dostupna pro kohokoliv. Samoziejmé obsahuji jen udaje, které

odrazi hospodareni a vysledky minulych let. Nejsou zde zvetejiiovany zadné choulostivé
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udaje, které¢ by nemély byt vetejnosti pristupné. Postupné nazorné ukazi, jak vypadaji
jednotlivé metody znazornéné pomoci blokt, které piedstavuji uréité funkce a jaké jsou

vysledky jednotlivych metod.

V zavé€ru poté zhodnotim vysledky, které jsem ziskal jednotlivymi procesy
v programu, a navrhnu jejich mozné vyuziti v budouci tvorbé strategie. Vysvétlim, co

vysledky znamenaji a jak je nutné na né nahlizet.



2 Data Mining

Se stale rychlej$imi technologickymi pokroky zacind data mining pronikat do
podvédomi a nachazi uplatnéni v rychle se rozvijejicich oblastech na celém svéte.
Existence rozsahlych databazi dala vzniknout ¢innostem, které v téchto databazich,
majicich n¢kdy i desetitisice fadkl, dokazi najit souvislosti, vazby a vztahy, které 1ze dale
pouzivat naptiklad v managementu, pii tvorbé strategického planu, ale 1 dalSich

neekonomickych odvétvich.
Pro takové objemy dat nejsou standardni statistické metody pfili§ vhodné, bylo tedy
omezujicich predpokladli. Prostredkem nalezeni téchto struktur (pravidel, vzord,

asociaci, atd.) bylo vyuziti vypocetni techniky namisto statistickych parametrti (stfednich

hodnot, vah, atd.).

2.1 Pojem Data Mining

Pod pojmem data mining si kazdy mize pfedstavit néco jiného. Na ¢em se vétSina
autoru, ktefi se néjakym zptisobem zabyvali nebo zabyvaji data miningem, shodne, je
skutecnost, Ze se jedna o praci s velkym mnozstvim dat. V hlubsich definicich se autofi

rozchazeji a kazdy mé svou vlastni ptedstavu, co si predstavit pod timto pojmem.

Pojem data mining se zacal objevovat v devadesatych letech; v roce 1991 napsal prvni
definici data miningu Frawley: ,,Data mining je netrivialni ziskavani pfedem neznamé a
potenciondlné uzite¢né informace, ukryté v datech.” V né&kterych ptipadech je data
mining téz nazyvan ,,dolovanim informaci“ nebo ,,vytéZovanim dat“. Data mining se

pouziva hlavné v oblastech, kde se sbira velké mnozstvi dat. Typickym piikladem jsou:
e Udaje o klientech
e Udaje o volani (operatoii)
e Udaje o tom, jak lidé nakupuji (obchodni fetézce)

Podle Wittena a kol. (2011), data mining znamena ziskavani implicitnich, pfedem
neznamych a potencionalné uzitecnych informaci z dat. Myslenkou je vytvoftit poc¢itacové

programy, které projdou data skrz celou databazi a hledaji nejriznéjsi zakonitosti nebo

10



vzory, podle kterych by bylo mozné déle postupovat. Samoziejmé se mohou vyskytovat
problémy jako napftiklad to, Ze mnoho vzort bude banélnich nebo nezajimavych. Dal§im
nepiehlédnutelnym faktorem je, ze skutecné data nikdy nejsou dokonala. To znamena, ze
mohou chybét nékterd data; v ptipad€, Ze jsou data zadavana lidskym faktorem, je velka
pravdépodobnost, Ze se v datech budou vyskytovat pieklepy nebo zkomolené vyrazy, se

kterymi pocitatové programy neumi pracovat (Witten a kol., 2011).

Bramer (2007), ktery ve své knize hovoii 0 ,.knowledge discovery process”, coz lze
voln¢ prelozit jako proces ziskavani znalosti, ma za to, Ze data mining je pouze jednou
casti z celého procesu ziskavani informaci, ackoliv se jedna o €ast centralni. Velkou vahu
ptiklada i ¢innostem pfedchazejicim samotnému data miningu a vysledné interpretaci

ziskanych znalosti.

Obrdzek 1: Proces ziskavani znalosti

Data Sources

Data Store Prepared

Data Patterns
- —_— VAN

—> T . *C] —> Knowledge
[ ! ! L WO !
1 1 1 1
D 1 | | |
1 1 1 1
Integration Selection & Data Interpretation
I_:I Preprocessing Mining & Assimilation

Zdroj: Bramer, (2007)

Obrazek pfedstavuje mirné idealizovanou verzi kompletniho procesu. Data vstupuji do
procesu z mnoha riiznych zdrojii a jsou integrovana ve spoleéném datovém skladisti. Cast
z nich se zac¢ne zpracovavat do standardizované¢ho formatu. Nasledné jsou tato data
predana data miningovému algoritmu, ktery na zaklad¢ svych vlastnosti vytvofii vystup.

Tento vystup je povazovan za nové potencionalné uzite¢né znalosti (Bramer, 2007).

Cilem procesu dobyvani znalosti je ziskat co nejvice relevantnich informaci vhodnych
k feSeni daného problému. Berka (2003) ve své knize uvadi jako ptiklad realného
problému otazku nalezeni skupin zakaznikti obchodniho domu nebo skupin klientt
banky, kterym by bylo moZné nabidnout specidlni sluzby. U zadkaznikli obchodniho domu
uvadi jako pftiklad zjisténi, Ze zakaznik kupuje potravinaiské zbozi odpovidajici jisté
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dieté. V piripad¢ klienti banky muze jit o potencionalni zdjemce o hypotecni uvér.

Nalezené skupiny jsou interpretovany jako tzv. segmenty trhu v dané oblasti.

V koneéném dusledku je tedy mozné ftici, Ze data mining slouzi jako nastroj

napomahajici pochopeni vyznamu dat a tvorbé predpovédi z nich.

2.2 Vyuziti vekonomickém vyzkumu

Data mining zaujima svou cast i v ekonomickém odvétvi. Hlavnim cilem je zde neustale
reagovat na zmény trhu, byt co nejvice elasticky k témto zménam, reagovat na potieby
zakaznikil, odhalovat souvislosti a umét na nich tézit, nachazet modely, podle kterych se
lze do budoucna fidit a stim spojené kratkodobé odhadovani budoucich situaci.
Nésledujici podkapitola pojednavd o plvodu ekonomickych dat, jejich zdrojich,

uchovavani a mozném vyuziti v budoucnosti.

2.2.1 Ekonomicka data

Vznik ekonomickych dat je podminén ekonomickou Cinnosti, bez ni by Zadna
ekonomicka data nebylo mozné shromazd’ovat ani na zaklad¢ jejich vysledk, ziskanych
procesem data miningu, tvofit plany do budoucna. Existence téchto dat, zapficinila
proniknuti data miningu i do ekonomického sektoru, kde v dne$ni dobé zaujima svou

nenahraditelnou pozici.

Vétsina dostupnych ekonomickych dat pochazi z pozorovani ptirody. Podle
Feelderse (2002), ktery je autorem c¢lanku o data miningu v ekonomické sféfe, data
nebyla ziskana provadénim kontrolovanych experimentti, ale pasivnim pozorovanim
ekonomické reality. Podle né¢j maji omezujici moznosti experimentit v ekonomice za

nasledek mezeru mezi teorii a dostupnymi daty.

Jako pftiklad uvadi odhad poptavkové kiivky po pomerancich, kdy tvrdi, Ze neni
dostate¢né pozorovat cenu pomeranci v ruznych ¢asovych intervalech a odpovidajici
zakoupené mnozstvi. Diivod je zména dalSich faktorti, jako naptiklad cena substituti,

import atd. Aby byl odhad spravny, musime do né&j zahrnout i tyto dilezité vlivy.

Dal8im uzite¢nym rozd¢lenim ekonomickych dat je déleni na mikroekonomické a

makroekonomicka data. Mikroekonomicka data se vztahuji k jedné ur¢ité jednotce. Touto
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jednotkou mohou byt napiiklad firmy, domacnosti nebo jednotlivci. Makroekonomicka
data sdruzuji data na tzemi daného statu a zabyvaji se kone¢nym ekonomickym
vysledkem, celkovou nezaméstnanosti a pramérnymi cenami veskerého zbozi,
vyprodukovaného v dané ekonomice. Mnoho dat zckonomickych aktivit je
shromazd’ovano nejriznéj§imu subjekty. V piipadé makroekonomickych dat je tak
V nejvetsi mife ¢inéno vladnimi organy.

U nas je typickym piikladem Cesky statisticky wfad, ktery obsahuje nejrizngjsi
informace o statni ekonomice, srovnani se zahrani¢im, védé a vyzkumu. Tyto udaje jsou
volné dostupné vetejnosti a 1ze s nimi dale pracovat, pouzivat je v nejriuznéjsich pracich,

tvortit pfiklady na jejich zéklad¢ atd.

Ve Spojenych statech je podobna moznost ziskavani informaci o hospodafeni zemé
a to z webovych stranek Data.gov. Jejich obsah je mnohem rozsahlejsi a poskytuje Sirsi
spektrum informaci. Nabizi napiiklad data o zeméd¢lstvi, ekosystémech, energetice,

financich, ocednu, véd¢ a vyzkumu a mnoho dalSich.

2.2.2 Data miningové metody pouzivané v makroekonomii

Pouzivané metody maji fadu charakteristik, modeli a korelaci mezi vstupnimi daty
nebo poradi poskytovanych dat, coz zajistuje informacni nadbytecnosti a velmi jasné
vymezeny charakter existujicich dat. Stancu a kol. (2012) ve své publikaci o data
miningovych metodach pouzivanych na rumunskych makroekonomickych datech uvadi

ptiklady vyuziti téchto metod v nasledujicich situacich:
e Pokud je velikost vstupnich dat rozsahla
e Pokud jsou pozadovana stejnorodd data
Mezi hlavni tfi metody pouzivané pro praci s makroekonomickymi daty patii:
e Analyza hlavnich komponent
e Faktorova analyza

e Shlukova analyza
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Analyza hlavnich komponent prochazi podle Stancu a kol. (2012) n¢kolika kroky:
e Vypocet kovariacni matice ze vstupnich dat
e Maximalizovani odchylek

e Vypocet proprietarnich hodnot a jejich nasledné uspotadani od nejvétsi

hodnoty po nejmensi
e Stanoveni proprietarnich vektorl spojenych s proprietdrnimi hodnotami
e Stanoveni linearni kombinace v nové situaci

Faktorova analyza ma velkou vyhodu V nabizeni moznosti stanovit mnozstvi
nepozorovatelnych charakteristik dat. NejbéznéjSim faktorem je faktor vyjadiujici
zménu alespont dvou proménnych. Na rozdil od analyzy hlavnich komponent, se
faktorova analyza snazi modelovat korelaci, kterd jiz existuje mezi proménnymi

(Stancu, a kol., 2012).
Kroky faktorové analyzy jsou nasledujici:
e Urcit minimalni pocet pii¢innych faktora
e Otaceni faktorti v poradi k nalezeni faktoru feseni
e Vysvétleni spolecnych faktora
e (Odhadnuti skore matice faktort

Shlukova analyza je blize popsana v kapitole 3.3.

2.2.3 Data mining v mikroekonomii

Rostouci mnozstvi mikroekonomickych dat, vztahujicich se k individualnim
spotfebitelim a jejich ndkupnimu chovani poskytuje skvélou piilezitost pro data mining
(Feelders, 2002). Hlavnim cilem je pochopeni vztaht napiiklad mezi spotiebitelem a
dodavatelem nebo domacnostmi a dodavatelem apod. Vyuziva se zde zejména korelacni
matice a shlukova analyza, ale i dal§i metody podle potieb informaci, které jsou

pozadovany.
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SnaZzi se odpovédéet na otazky typu:
e Co urcuje cenu konkrétniho zboZzi
e Co urcuyje vystup konkrétni firmy nebo primyslu
e (o urcuje mnozstvi prace, kterou je konkrétni pracovnik ochoten poskytovat

Kazdé rozhodnuti ucinéné napiiklad bankou, statem nebo jednotlivcem musi byt
zalozeno na konkrétnich datech s kompletni informacni analyzou, ktera je z dat ziskana

(Stancu, 2012).

2.3 Zdroje dat

Mezi hlavni zdroje dat patii databaze obecné. At uz se jedna o databaze soukromé
firmy, statu, fyzické osoby ¢i jiného subjektu. Tato data musi byt n€kde uloZena. Jednou
Z moznosti jsou datové sklady a datova trzist€. Podle Inmona (1999), ktery v 80. letech

zformuloval koncept datového skladu, je takovy sklad:
e subjektove orientovany,
e integrovany,
e Casov¢ proménny,
o lec staly
soubor dat, ktery slouzi pro podporu rozhodovani.

Prvnim charakteristickym rysem takového skladu je orientovani na komodity, které jsou
pro dany subjekt typické. Datovy sklad neuchovava data, kterd nejsou vhodnéd pro
podporu rozhodovani na manazerské urovni. Na zaklad¢ vstupu dat do datového skladu
je potieba tato data integrovat a sjednocovat, coz obndsi sjednoceni nazvi stejnych
ukazatell, sjednoceni méfitek, sjednoceni kédovani apod. Dal§im takovym typem zdroje
dat jsou produkéni databaze, které se na rozdil od datovych skladi zabyvaji operacemi a
transakcemi, jako naptiklad uvéry, fakturami, vklady, vybéry apod. Uchovavaji data
potfebnd pro operativni fizeni bez ohledu na to, zda budou vyuzitelna pti budoucim
strategickém rozhodovani. Tyto dva typy jsou spolu provazany a funguji spolecné.

Vsechna data z datového skladu predstavuji ,,Casovy snimek* dat z produkénich databazi
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sejmuty v uritém okamziku (Berka, 2003). Datovy sklad je aktualizovan offline
Vv urcitych ¢asovych intervalech (tydn€, mési¢né, rocné) a je rovnéz analyzovan oddélené
od produkénich databazi. Vytvoreni datového skladu zahrnuje kony jako nacteni dat,
konverzi dat, Cisténi a transformaci. Data uloZena v datovém skladu piedstavuji datovy
prostor, ktery je neutralni a neni vytvafen za ucelem konkrétnich analyz. Proto se
doporucuje vytvaret v zavislosti na datovém skladu fadu specializovangjSich datovych
trzist, kam se z datového skladu presunou data potiebna pro urcity typ analyzy. Tento

proces je pak nazyvan tfivrstvou architekturou datového skladu (Symons, 2000).
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3 Metodika

Pro svou bakalafskou praci jsem mel moznost vybrat si z vice dostupnych programti
zamé&fenych na praci s velkym mnozstvim dat. Jednim z nejznaméjsich je RapidMiner.
Existuje mnoho dalsich programt, naptiklad Statistica, ten vSak nabizi mnohem vétsi

N 24

RapidMiner, protoze je mi svym prostfedim blize a prace s nim m¢ bavi.

3.1 RapidMiner Studio

RapidMiner je software, ktery byl vytvofen za ucelem usnadnéni prace s velkymi
databazemi obsahujicimi data nejriznéjSiho charakteru. Mezi jeho nesporné vyhody patii
bezplatna dostupnost na internetovych strankach vyrobce, intuitivni ovladani, grafické
prostfedi, ve kterém je prace opravdu zabava a fada dalSich. Nyné&j$i verze dostupna pro
vetejnost je verze 7.0. Dostupna je pro operacni systémy Windows, Mac OS a Linux.
Instalace je typicka jako u vétSiny software, vyberete adresar, ve kterém chcete program
mit a vyckate na dokonceni instalace. Po prvotnim spusténi je moznost projit si tutorial,

ktery seznamuje uzivatele s programem a jeho funkcemi.

3.1.1 Uzivatelské prostredi

Jak bylo kratce zminéno vySe, uzivatelské prostfedni je vytvoreno tak,
aby v programu mohl pracovat i ¢lovek, ktery s nim nema vétsi zkuSenosti. VSemu
napomaha grafické prostiedi, ve kterém dochdzi k vybrani spravnych blokl, jenz
reprezentuji funkci ve zvolené metod¢ a jejich nasledné spojeni do jednoho funkéniho
celku. Bloky lze vybirat z nabidky Operators v levém hornim rohu okna programu,
ktera nabizi velké mnozstvi funkci. V levém dolnim rohu se nachéazi okno Repositories,
ve kterém se ukryvaji veskera data potiebnd pii praci. Mohou a vétSinou i budou se tam
nachézet data, kterd se musi do ulozisté nahrat z vnéjsku. Hlavni a nejvétsi okno je okno
Process, umisténé ve stfedu, ve kterém dochézi ke spojovéani danych blokt, jenz byly
vybrany. Dal$i nespornou vyhodou je ndpovéda v pravém dolnim rohu slouzici pro

informativni Gcely tykajici se vybraného bloku. Staci vybrat si blok a pfesunout ho do
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okna Process, tim aktivujete napovédu, ve které se dozvite, co v§e vybrany blok zvladne,

struény popis jeho funkce, s jakymi vstupy pracuje a jaké jsou jeho vystupy.

Kazdy blok mé vstup a vystup, kromé prvniho bloku. Ten pfedstavuje vstupni data,
se kterymi se bude pracovat a ktera budou pouzita pro danou metodu. Z toho vyplyva, Ze
z bloki vznika jeden fetézec po sobé jdoucich procesti tvoficich findlni metodu.
Posledni blok vzdy musi byt pfipojen do bodu ,,res, nachdzejiciho se na pravém okraji

okna Process.

Po spojeni vSech bloki, by mél kazdy blok mit v levém dolnim rohu zelené kolecko.
Pokud se n¢kde vyskytla chyba nebo byly zvolené Spatné atributy, miize se stat, ze blok
bude mit ¢ervena kolecko, coZz znac¢i néjakou chybu, kterou je potieba odstranit, jinak
nedojde ke spravnému pribehu procesu a vysledky nebudou mit o¢ekavanou podobu.
Pokud maji vSechny bloky zelené kolecko, je mozno spustit proces. Proces spusti tlacitko
V levé horni ¢asti okna programu, které ma tvar modré Sipky. Po spusténi procesu se
zméni prostiedi z navrhové ¢asti do ¢asti vysledkt. Vysledky jsou pro kazdou metodu
jiné, ¢ili je t€zké o nich hovofit obecné.

Obradzek 2: UzZivatelské prostredi RapidMineru
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3.1.2 Import vstupnich dat

Potiebna data pro praci mohou pochazet z riznych mist a v fad¢ riznych podob.
Proto je diilezité, importovat je do prostfedi RapidMineru tak, aby spliiovala predpoklady
pro uspésnou praci s nimi. Hlavni diraz se klade na format vstupnich dat a poté také
na jejich samotnou strukturu, zda obsahuji prazdné buiiky nebo ne, zda veSkera data

uvniti souboru maji stejnou formu nebo zda se misi rtizné datové typy.

Abychom byli schopni pracovat s daty efektivné s vidinou tispésného konce, je nutné
data do RapidMineru importovat. Slouzi k tomu privodce, ktery se nachazi v okné
Repositories a jmenuje se ,,Import data“. Na vybér je z n€kolika formati, nejpouzivané;si
jsou formaty CSV a XLS. Pravodce zajisti spravnou podobu dat pro vybrany format
a tim se eliminuji pfipadné problémy s daty béhem pribchu procesu. V privodci je
moznost data riizné¢ formovat, vynechavat fadky nebo sloupce, ptreskakovat komentare
Vv souboru, vynechavat zahlavi a zapati souboru nebo napiiklad ménit datové typy

sloupct, které privodce automaticky rozpoznava a defaultné voli podle jejich vlastnosti.

3.1.3 Formaty vstupnich dat

Data pouzivana pro data mining byvaji Casto rozsahla, obsahuji tisice fadki a desitky
sloupci. Je proto zadouci, aby méla urcity format. Do prostiedi RapidMineru lze

importovat 6 riznych typt formatt dat.
1. XLS

Predstavuje nejpouzivanéjsi format uchovavani dat. Jedna se o dokument
vytvofeny v programu Microsoft Excel. Kazdy si jist¢ dokaze predstavit

tabulku z Excelu a v ni data napfiklad o prodeji zbozi.
2. CSV

Jsou data, kterd maji mezi kazdou hodnotou carku. Zkratka vychazi
z anglického nazvu ,,Comma-separated values®, coz v pfedkladu do Cestiny
znamena ,,Hodnoty oddélené Carkou®. Na opera¢nim systému Windows je

1ze otevfit napiiklad v poznamkovém bloku nebo v programu PS Pad.
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3. XML

Z anglického ,,Extensible Markup Language®, coz lze do CeStiny pielozit
jako ,,Rozsifitelny znackovaci jazyk*. Tento jazyk je urcen pro vyménu dat

mezi aplikacemi. Nezabyva se vzhledem, ale pouze vécnym obsahem.
4. Binarni soubory

Soubory obsahujici kombinace binarnich ¢isel.
5. Databazové tabulky

Databazové tabulky z riznych programu, kterymi disponuji firmy zabyvajici

se ¢innosti, kterd je spjata s uchovdvanim informaci.
6. Accessové databazové tabulky

Tabulky z prostiedi Microsoft Access, které vznikaly a stale vznikaji
naptiklad v knihovnach, kde se v nich uchovavaji informace o vyptjcenych
knihach a vypujcitelich nebo ve spolecnostech, které disponuji sklady, ve

kterych sdruzuji rizné zbozi a vyrobky.

3.1.4 Typy proménnych

Typl proménnych je cela fady. Nedostate¢né pochopeni rozdili mezi riznymi typy
proménnych mize vést k problémum pii jakékoliv praci s nimi. Mizeme rozlisit Sest

hlavnich typt (Bramer, 2007).
1. Nominalni proménné

Hodnoty pouzité K pfifazeni objektd do kategorii. Napiiklad mizeme pitifadit 10
lidem ¢isla od 1-10. Hodnotami mohou byt texty nebo ¢iselné kody. Nelze u nich

provadeét aritmetické operace.
2. Binarni proménné

Jsou specifickym ptfipadem nominalnich dat, které nabyvaji pouze dvou moznych

hodnot: pravda nebo nepravda, 1 nebo 0.
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3. Poradové proménné
Potadova cisla jsou podobna ¢islim nomindlnim s vyjimkou toho, Ze u
poradovych ¢isel jsou proménné uspotadany do smysluplného potadi. Napiiklad:
mala, stfedni, velka.

4. Celodiselné proménné

Jsou to proménné, které predstavuji skutecné celociselné hodnoty. Napiiklad:
Pocet platch DPH. Na rozdil od nominalnich proménnych s celoCiselnymi lze

provadét aritmetické operace. Lze je sCitat, odecitat a podobng.
5. Intervalové proménné

Jsou to proménné nabyvajici numerickych hodnot a Ize vyjadrit o kolik je jedna
hodnota vétsi (resp. mensi) nez hodnota druha. Mezi dobfe zndma intervalové

proménné patii Fahrenheitova teplotni stupnice a Celsiova teplotni stupnice.
6. Pomérové proménné

Pomérové proménné jsou podobné proménnym intervalovym s tim rozdilem, ze
u pomérovych ma smysl se ptat nejen na rozdil, ale i podil hodnot. Typickym
piikladem je vySka — vice nez to, ze jsou tfeba Evropané v priuméru o nékolik

centimetril vyss$i nez Asiaté, nam fekne sdéleni, o kolik procent jsou vyssi.
3.2 Jednotlivé faze procesu
Nésledujici podkapitola popisuje postup procesu ziskdvani znalosti z databazi.
Vysvétluje jednotlivé kroky, kterymi je tteba projit, aby byl proces Gspésny.

3.2.1 Porozuméni problematice

V této fazi je cilem pochopeni cila tlohy a pozadavkl na feSeni formulovanych
Z manaZzerského hlediska. ManaZerska formulace musi byt nasledné prevedena do zadani
ulohy. V této fazi se rovnéz provadi inventura zdroja, hodnoti se mozna rizika, naklady a

pfinos pouzitych metod, stanovuje se 1 piedbézny plan praci (Berka, 2003).

21



3.2.2 Porozuméni datiim

Féze porozuméni datim je zahdjena prvotnim sbérem dat. Dal§im krokem jsou
¢innosti, které umozni ziskat urcitou zakladni piedstavu o datech, jeZ jsou k dispozici
(posuzuje se kvalita dat, vytipovani zajimavych podmnozin apod.). Nejcastéji se zjistuji

rizné Cetnosti atributli, praimérné hodnoty, minima a maxima apod.

3.2.3 Priprava dat

Pro mnoho piipadi staci pouze data extrahovat z databaze nebo jiného mista,
kde se nachazeji a nasledné je pouzit. Naopak v dal§ich pfipadech mlze byt prave
Bramer (2007) uvadi, maze byt extrahovani z pfepist vyslechu svédkt, podezielych
Z nezdkonnych ¢innosti. Jejich spravnost ovlivni cely soudni proces a proto je tato ¢innost

nesmirné dulezita (Bramer, 2007).

Pro piipravu dat je tedy typické ciSténi dat, selekce dat, jejich transformace,
vytvareni, integrovani a formatovani dat. VétSina autorti se shoduje na tom, ze tato faze

je nejpracngjsi ¢asti celého procesu ziskavani znalosti z databazi.

3.2.4 Modelovani

V tomto kroku se aplikuji na data nejriiznéj$i metody. Existuje fada metod pro feSeni
uloh, proto je klicové vybrat tu nejhodnéjsi a vhodné€ nastavit parametry. Doporucuje se
pouzivat vice riiznych metod a kombinovat jejich vysledky (Berka, 2003). MiiZe se stat,
ze pouziti metod povede k nutnosti data néjakym zptisobem modifikovat, a tedy K navratu

k piipraveé dat z predchazejici faze.

Ktéto fazi dale patii ovéfovani nalezenych znalosti z pohledu metod. To mutze

predstavovat naptiklad testovani klasifikanich znalosti na nezavislych datech.
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3.2.5 Vyhodnoceni vysledkii

V této fazi jsme se dostali do bodu, kdy jsme nalezli znalosti a ovérili je testovanim
na nezavislych datech. Tyto vysledky je ale jeSté potieba vyhodnotit z pohledu manaZera,
zda byly splnény cile formulované pii zadavani tlohy. Zavérem této faze je prijmuti

rozhodnuti o zptisobu vyuziti vysledkd.

3.2.6 Vyuziti vysledku

vvvvvv

zakaznika. Podle typu tlohy muze vyuziti vysledkl na jedné strané znamenat prosté
sepsani zavéreCné zpravy, na strané¢ druhé pak zavedeni systému (hardwarové,

softwarové, organizaéni) pro automatickou klasifikaci novych piipadi (Berka, 2003).

3.3 Metody

V této kapitole se zam&fim na Ctyfi metody data miningu. Je to korela¢ni matice,
shlukova analyza, asocia¢ni pravidla a rozhodovaci stromy. Metod je samoziejmé velké
mnozstvi a pro kazdy ptipad se voli metoda nejlépe vyhovujici dané situaci, ale pro mou
praci jsem si zvolil metody viceméné nejzndméjsi a ve stru¢nosti popisi jejich vlastnosti.
Nebudu se zabyvat matematickym vyjadfenim algoritmi pro v§echny metody, nebot’ jsou
velice obsahlé a pomérné slozité. Mym cilem je zde nastinit vlastnosti vybranych metod
a jejich principy. V prostfedi RapidMineru tyto metody vykonava jediny blok a je proto

nadbytecné zaobirat se zde algoritmy jako takovymi.

3.3.1 Korela¢ni matice

Korelacni matice patii mezi nejzakladnéj$i metody data miningu. Jeji hlavni
vyuziti je v ptipad€, pokud hleddme vazby mezi nékterymi z proménnych, za ucelem
jejich ovlivnéni v budoucim rozhodovani. Pokud vypocteme koeficienty korelace pro
vSechny dvojice atributll a sestavime je do symetrické ¢tvercové matice R typu n X n,
dostaneme korelac¢ni matici. Tyto koeficienty, vyjadiuji silu vazby mezi kazdymi dvéma
proménnymi. RozliSuje se kladnd a zapornd korelace na zdkladné znaménka u

korela¢niho koeficientu.
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Korelaéni koeficient nabyva hodnot z intervalu <-1; 1>, pti¢emz tyto krajni meze
znaci nejsilnéjs$i moznou linearni vazbu mezi dvéma proménnymi. Znamena to, ze dvé
proménné jsou na sobé maximalné zavislé a ovlivituji se jakoukoli zménou. Pokud je
hodnota korela¢niho koeficientu velmi blizka nule, vyplyva ztoho, Ze dané dvé
proménné na sebe ptisobi zanedbatelnou silou, ¢ili zména jedné proménné se neprojevi

na proménnou druhou.

V ptipadé kladné korelace je znaménko korelacniho koeficientu kladné a znaci, ze
pokud se jedna z proménnych zvétsi, nastava zvétseni i u druhé proménné. Pokud se prvni
proménna zmensi, nastdva zména v podobé zmenseni i u druhé proménné. Zaporna
korelace se vyznacuje zapornym znaménkem u korela¢niho koeficientu a vyjadiuje, Ze

pokud se prvni proménna zvétsi, druhd se bude zmensovat a naopak.

3.3.2 Shlukova analyza

Shlukové analyza se vyznacuje seskupovanim objekti, které jsou podobné ostatnim
objektim, ale zaroven odlisné od objektt patficich do jiného shluku (Bramer, 2007). Na
prvni pohled jednoducha tloha skryva fadu problému. Neexistuje jednoznacna definice
podobnosti objektl a neexistuje ani jednoznacna definice shluku. Vysledky jsou vétsinou
formulovany jen jako hypotézy o klasifikaci zkoumanych objektt. (Sarmanova, 2012)

Shlukova analyza nachazi uplatnéni i v ekonomické sféfe (Bramer, 2007).
Naptiklad:
e Seskupovat zemé s podobnou vysi dichodti.

e V marketingu napiiklad vytvaiet shluky zékazniki se stejnou
potiebou.
e Seskupovat korporace podle vySe jejich obrati
Podle Stancu (2012) ma tato technika nasledujici vyhody:
e Studovani vyznamnych spojeni mezi daty

e Uchovavani nejdilezitéjSich charakteristik z databazi

e Shrnuti informaci ziskanych z dat
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Metody shlukové analyzy:
e Hierarchickd metoda
e Metoda K-stfedi
e Hustotni metoda
e Miizkova metoda
e Modelova metoda

Metoda hierarchického shlukovani je zaloZena na principu ,,zdola nahoru®. Za¢ina
se tedy v situaci, kdy kazdy objekt tvofi jeden samostatny shluk. Postupné se pak
jednotlivé shluky spojuji, az skon¢ime s jednim shlukem obsahujicim vSechny objekty.
Proces hierarchického shlukovani vétsinou byva zachycen v podobé tzv. dendrogramu.

Ten ukazuje postupné spojovani shlukii pocinaje o¢islovanymi objekty.

Metoda k-stfedd nebo k-means, je dal$i metodou shlukové analyzy, kterou v roce
1967 uvedl John MacQueen. Jejim principem je pfifazeni kazdému zkoumanému objektu
pravé jeden ze sady shlukl. Prvnim krokem je rozhodnuti kolik shlukd chceme z dat

udélat. Tato hodnota se oznacuje pismenem k a byva faddove jednomistné celé Cislo, ale

Vv

Vvt

nemaji Zadné objekty. Vybér téchto bodil je naprosto libovolny, ale pro spravnou funkci

metody se doporucuje vybirat body, které jsou od sebe pomérn¢ daleko. Nyni miizeme

A%

W v w

tézisti shlukti (Bramer, 2007).
Souhrnné 1ze tedy napsat nasledujici postup:
e Zvolime hodnotu k (pocet shlukti)
e Zvolime hodnotu k (pocet bodu, ptedstavujici t€zisté k shluki)

e Piifazujeme objekty do shlukii, podle nejblizSich bodl, dokud nejsou

pfifazeny vSechny objekty
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Obrazek 3: Objekty shlukové analyzy

Zdroj: Bramer, (2007)

3.3.3 Asociacni pravidla

Asociaéni pravidla jistym zptisobem zkoumal jiz poc¢atkem 90. let Agrawal (1993).
Zabyval se analyzou nadkupniho koS$iku, pii které zjiStoval, jaké druhy zbozi si v
supermarketech zdkaznici kupuji soucasné. Hlavni mySlenkou je tedy hleddni vazeb
(asociaci) mezi riznymi polozkami sortimentu prodejny. Pfitom neni upiednostiiovan

zadny specialni druh zbozi jako zavér pravidla (Berka, 2003).

V ptipad¢ asocia¢nich pravidel neni Zadny atribut (sloupec tabulky) vyc¢lenén jako
cil klasifikace. Asocia¢ni pravidla hledaji ,,vSechny zajimavé“ asociace (implikace,

ekvivalence) mezi hodnotami riiznych atributii. (Sarmanova, 2012)

Vyuzivaji se algoritmy postavené na konstrukci IF — THEN, piikladem muze byt
pfipad IF nezaméstnany = ano THEN pfijem = nizky apod. Kodratoff (1999) uvadi
ve své knize dal$i metody ziskavani znalosti, které jsou zaméteny spiSe na charakteristiky

ruznych pravidel, nez na algoritmy samotné.

NejznaméjsSim algoritmem hledani asocia¢nich pravidel je algoritmus ,,aprioric.
Tento algoritmus navrhl Agrawal v navaznosti na analyzu nakupniho kosiku (Agrawal,
1996). Podstatou je hledani Casto se opakujicich mnozin polozek. Jde o kombinaci

kategorii, které dosahuji pfedem zadané Cetnosti v datech (Berka, 2003).

Algoritmus ,,apriori‘ miizeme popsat nasledovné:
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Prvni prichod algoritmem spocitd vyskyt jednoprvkovych mnozin a wurci
jednoprvkové frekventované mnoziny. Druhy prichod k se pak sklada ze dvou fazi.
Nejprve se frekventovand mnozina Lki nalezend k-1 prichodem pouzije pro
vygenerovani kandidatskych frekventovanych mnoZzin Ck. Pak se prochazi databaze a pro
jednotlivé kandidatské mnoziny je spocitana podpora. Aby se urychlil tento vypocet,
potiebuji se rychle a efektivné identifikovat kandidati z mnoZin Ck Vv dané transakci.

(Sarmanova, 2012)

Dalsi metodou je metoda GUHA (General Unary Hypothesis Automaton), ktera
pochézi z Cech, kde na ni v 80. letech 20. stoleti pracovali Hajek, Havranek a Chytil.
Tato metoda dokaze pracovat s netplnou informaci a vytvaii hypotézy na zaklade

empirickych dat (Burda, 2004).

Jeji princip byl formulovéan jiz v roce 1966 jako ,,pomoci pocitace generovat vSechny
hypotézy zajimavé na zakladé danych empirickych dat®“. Zajimavost je dana logickym
tvarem hypotézy a zpiisobem, jakym ji podporuji data. Data maji tvar obdélnikové matice,
jeji tadky odpovidaji objektim a sloupce atributim. Ve vétSiné implementaci maji
hypotézy tvar ,,¢ souvisi s y*, kde ¢, v jsou logické kombinace atribut. Souviseni je
dano pomoci néjakého zobecnéného kvantifikatoru, ¢asto daného néjakou statistikou
uzivanou pfi testovani statistickych hypotéz (Hajek, Havel, Chytil, 1966).

GUHA je svym zptisobem jedna z prvnich metod data miningu, ale zlstala celkem
neznama, proto se o ni v nyn¢jsi literatuie vétSinou ani nedo¢teme. Svym zpiisobem je to
Skoda, protoze teorie samotné metody obsahuje mnoho podnétl, piistupti a skutecnosti,

na které data mining postupné ptichazel sam.

3.3.4 Rozhodovaci stromy

Zpusob prezentovani znalosti V podobé rozhodovacich stromt je dobfe znam z fady
oblasti. Indukce rozhodovacich stromti patéi k nejzakladnéjSim algoritmiim z oblasti

symbolickych metod strojového uceni (Berka, 2003).

Rozhodovaci stromy jsou analytické nastroje slouZzici k nalezeni pravidel a vztaht

Cvwr

je urcit takové promeénné, které dokazi zaznamy rozdélit a snizuji tak nejistotu.
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Podstatou této metody je rozdélovani zkoumanych dat na stale menSi a mensi
podmnoziny (uzly stromu) tak, aby v téchto podmnozinach ptevladaly piiklady jedné
tiidy (Berka, 2003). Uzel na nejvyssi Grovni je oznaCovan pojmem kofenovy. Vétvi
nazyvame mozny vysledek testu, externi uzly oznaCované jako listy reprezentuji
jednotlivé tiidy. Od kofene stromu se na zékladé¢ odpoveédi na otdzky (umisténé
v nelistovych uzlech) postupuje ptislusnou vétvi stale hloubéji, az do listového uzlu, ktery

odpovida zatazeni ptikladu do tfidy.

Kone¢nym vysledkem je poté strom s rozhodovacim uzlem a s koncovym uzlem.
Rozhodovaci uzel ma dvé a vice vétvi a koncovy uzel reprezentuje rozhodnuti nebo

klasifikaci.

Berka (2003) se ve své praci zminuje o obecném schématu algoritmu pro tvorbu
rozhodovacich stromi. O tomto algoritmu hovoii jako o postupu, ktery je asto nazyvan

,,top down induction of decision trees (TDIDT)* a specifikuje ho nasledovné:
e Zvol jeden atribut jako koten dil¢iho stromu.

e Rozd¢l data vtomto uzlu na podmnoziny podle hodnot zvoleného

atributu a ptidej uzel pro kazdou podmnozinu.

e Existuje-li uzel, pro ktery nepatii vSechna data do téze tfidy, pro tento

uzel opakuj postup od bodu 1, jinak skonci.

Klicovou otazkou, kterou si stdle odbornici kladou, zGstava, jak vybrat vhodny

atribut pro vétveni stromu.
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Obrdzek 4: Uplny rozhodovaci strom

Penéini prijem
domacnosti

vych \m’zkv

Ano
o Ne
L nizké
vyy wke
Ano
vvxy wi
Ano o
Nezamesthan
V Ano
Ano Ne

Zdroj: vlastni zpracovani, na zaklad¢ podklada (Berka, 2003)

3.3.5 Dalsi metody

Vyse uvedenymi metodami Skdla rozhodné nekonci. V dne$ni dobé se nabizi velké
mnozstvi dalSich metod, které maji sva uplatnéni v riznych odvétvi, nemusi se jednat
vilbec o ekonomicky sektor. Data mining se v ur¢it¢ podobé pouZzivad napiiklad
v informatice, kde mtize napomahat pii riiznych testech nebo dokonce i v kriminalistice,

kde poméaha predikovat nezakonné delikty. Jak jiz bylo feCeno v tvodu, oblast pouziti se
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s vyvojem technologii a postupem ¢asu neustéle rozsifuje a zaujima svou nepopiratelnou

cast jako nastroj, pouzivany stale vét§im poctem spolecnosti.
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4 Prakticka cast

V praktické ¢asti se zamefim na vyuziti nékterych metod, které byly popsany vyse,
abych demonstroval jejich pouziti v praxi a pfiblizil tim tak jejich podstatu. Mym cilem
neni objeveni novych vztahi ani jinych vazeb, ale spiSe srozumitelné sezndmeni
S problematikou data miningu a Cinnosti, které jsou s timto tématem spjaty. Dojde
na vyuziti softwaru RapidMiner, o kterém jsem hovofil na zacatku své prace a také

k interpretovani vysledk, které ziskam pii vyuziti metod.

4.1 Data

Data pouzitd pro tuto praci jsem ziskal na webovych strankach Eurostatu, coZ jsou
internetové stranky, obsahujici statistiky nejriznéjSich charakteri o vSech zemich
Evropské Unie (http://ec.europa.cu/eurostat/data/database). Nachazi se tam velké
mnozstvi informaci o vSech zemich EU, ale také o déni ve svété a vlivech téchto

skutecnosti na evropské staty.

Zvolil jsem data, ktera odrazi makroekonomické ukazatele Ceské republiky a Rakouska
za obdobi od roku 2005 do roku 2014, ktera pouziji pro korela¢ni matice a souhrnna
ekonomicka data vSech clenskych zemi Evropské Unie za rok 2013, na kterych ukazi
princip shlukové analyzy. V piipad€ shlukové analyzy se stalo, Ze nebyla dostupna
vSechna data pro vSechny zemé, proto tam, kde byla data nedostupna, musi byt pomoci
bloku ,,Replace missing values® nahrazena. Tento blok nabizi nahrazeni chybé&jicich
udaji nulou, minimem nebo maximem z udaji pro dany atribut nebo jejich primérem.

Tato skutecnost ovliviiuje i vysledky, protoze ve své podstaté neodrazi skutecny stav.

Nejdulezitéjsi je dobie si data ptipravit, to znamena, projit si je, pokud mozno smazat
piebytecné informace, které nejsou zadouci, vybrat pouze ta data, ktera potfebujeme pro
praci a zajistit jejich spravny format. Tyto cinnosti lze provést i v samotném
RapidMineru, ale pokud je to mozné doporucuji data si takto pfipravit, pfed samotnym
zahajenim procesu. Pfedchazi se tak zbyte¢nym komplikacim, které vedou k neefektivni
praci a protahovani celého procesu. Na druhou stranu jsme jenom lidé, a pokud
prehlédneme prazdné bunky nebo chybné znaky, bloky v RapidMineru zajistujici jejich
nalezeni a eliminovani ndm budou velice uzite¢né. S takto pfipravenymi a pretfidénymi
daty je mozné ptistoupit S samotnym metodam a ukdzat je na nazornych piikladech.

31



4.2 Shlukova analyza

Jednou z metod, které ve své praci uvedu, bude shlukova analyza. Jeji formulace
pomoci RapidMineru je zndzornéna na obrazku niZe. Jako vZdy jsou na misté prvniho
bloku vstupni data, kterd jsou pouzita pro dany proces. V mém piipad¢ za daty nasleduje
blok s nazvem ,,Replace missing values®, ktery zajistuje zminéné nahrazeni chybéjicich
dat, kvali bloku ,,Clustering®, ktery s nimi neumi pracovat a vraci chybové hlaseni.
Nasleduje blok ,,Nominal to Numerical, ktery zajisti, ze veskera data, ktera pfichazi na
vstup, budou zpracovana a pokud néktera z nich nejsou ¢iselnd, budou prevedena tak, aby
z vystupu vychazely pouze CcCiselné hodnoty. Posledni blok, ktery nese nazev
,Clustering“, coz lze pfelozit jako shlukovani, zajistuje pravé tu nejdilezitéjsi cCast
celého procesu a to piifazeni veskerych vstupnich dat do patficnych shlukt (clustertt).
Ve vlastnostech tohoto bloku je moznost nastavit pocet téchto shlukii a tim zajistovat

podrobné;jsi rozdeleni dat.

Obrazek 5: Sestaveni blok( shlukové analyzy v prostredi RapidMineru

res

( res
res
Retrieve Shiul... Hominal to Hu... Clustering
] out ) ( exa exa ) C exa exa ) ( exa clu
) % é:i ori [) %’L ori [) @ clu )
pre ) ; pre [) 3]
(5} 0/

Zdroj: vlastni zpracovani
Data pouzita pro tuto metodu pochazi z databaze Economy and finance, dostupna z této

stranky: http://ec.europa.eu/eurostat/data/database. Tato databaze obsahuje nejriiznéjsi

ekonomické a finan¢ni tidaje vSech zemi Evropské Unie za riizna ¢asova obdobi.

Pro sviij piiklad jsem si sestavil datovy soubor obsahujici jednotlivé zemé EU a k nim
¢trnact atributll odrazejici jejich ekonomiku a finance za rok 2013. Atributy jsou
nasledujici: celkovy statni pfijem (% z HDP), sménny kurz, index cen nemovitosti, pocet
letist’, tvorba hrubého kapitalu podle odvétvi, vydaje domacnosti, zaméstnanost podle
odvétvi, splavné vodni cesty, vladni pfijmy, vladni vydaje, index cen spotiebiteld,
platebni bilance, investice a obchod se sluzbami. Udaje je mozné stahnout v riznych
datovych formatech. Eurostat nabizi klasicky excelovy dokument, csv nebo tsv dokument
nebo také pdf a html dokumenty, které vSak nejsou vhodné pro dalsi praci s udaji, ale
spiSe pro jejich prezentovani.
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V bloku ,,Replace missing values* jsem zvolil nahrazovani chybé&jicich udaju
prumérem z dostupnych udaji pro dany atribut, aby bylo zajisténo provedeni roztazeni.
Celkove chybélo v datech ptiblizné 10% udaji. Nékteré zemé poskytovaly tidaje u vSech
atributti, u jinych chybély napt. dva tdaje. Dale jsem v bloku ,,Clustering® zvolil tfidéni

do péti shluki. Defaultné je v tomto bloku nastaveno tfidéni na dva shluky.

Po spusténi procesu se dostdvame k vysledkiim a vlastnimu roziazeni jednotlivych zemi
do patfi¢nych shluk.

Obrdzek 6: Pocet zemi v jednotlivych

shlucich
Cluster Model
Cluster 0: 5 items
Cluster 1: 8 items
Cluster 2: 7 items
Cluster 3: 3 items
Cluster 4: 7 items

Total number of items: 32

Zdroj: vlastni zpracovani.

Celkové jsem pracoval s 32 zemémi. Jak byly zemé roziazeny je vidét na obrazku 6. Pii
tomto d¢leni je patrné, Ze nejvice zemi, které maji podobna data, patii do shluku 1 resp.
(clusteru 1). Naopak nejméné zemi je v shlucich 0 a 3. Toto rozdéleni je vSak tvofeno na
zaklad¢ dat, ktera jsem vybral. Zemé v téchto shlucich jsou si podobné svymi celkovymi
statnimi piijmy (% z HDP), sm&novymi kurzy vuéi euru, poctem letist, indexem cen
nemovitosti atd. UrcCity vliv zde ma 1 skuteCnost, Ze data nebyla plnd, to znamena, Ze
byla vyhodnocena na zakladé¢ chybéjicich udaju, které by v ptipad¢ jejich doplnéni mohly

zménit konecnou strukturu jednotlivych shluki.
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Obrdzek 7: 5 shluk( obsahujici
roztfidéné zemé
&) root
= i cluster_0
-| Belgie
| ltalie
| Rumunsko
| Slovinska
| Svédsko
= S cluster_1
| Mémecko
| Kypr
| Litva
| Lucemburska
| Madarsko
| Malta
| Mizozemi
| Turecko
= cluster_2
-| Bulharska
| Ceska republika
| Dansko
| Spanélsko
| LotyEsko
| Island
| Swjcarsko
= S cluster_3
| Recko
-| Chorvatsko
| Rakousko
| Polsko
| Slovensko
= S cluster_4
| Estonsko
| Irsko
| Francie
| Portugalsko
| Finsko
| Spojené Kralovstvi
| Morsko

Zdroj: vlastni zpracovani

Na obrazku vyse jsou vidét jednotlivé zemé roztiidéné do péti shlukd. Pokud by doslo
k né¢jakym zménam v celém procesu, zméni se i vysledna struktura. Naptiklad pokud by
se zménil pocet shlukii nebo zredukoval pocet proménnych nebo vypoéitaly odvozené

proménné napt. na jednoho obyvatele apod.

34



4.3 Korelacni matice

Druhou metodou bude korela¢ni matice. Jeji sestaveni v prostfedi RapidMineru neni
nijak slozité. Opét se zacina vstupnimi daty, za kterymi nasleduje blok ,,Nominal to
Numerical“ a za nim blok, zajist'ujici vytvofeni samotné matice ,,Correlation Matrix*.
Mezi prvni dva bloky by se mohl ptfipadné pridat 1 blok ,,Select Attributes®, ale v mém
piipadé to nebylo nutné, protoze veskera data, ktera jsem mél pfipravena, jsem chtél
pouzit. V. mém piipadé byla data uplnd a nechybi v nich zadny udaj. Samotné sestaveni

pro muj ptiklad vypada nasledovné.

Obrdzek 8: Sestaveni bloku korelacni matice

(] res
( res
res
Hominal to Hu... Correlation M...
@ aut [} f exa exa [} (] exa exa )
L )
e/ @l ari [} ., mat [}
%j pre ) r‘ wei [}
8 0

Zdroj: vlastni zpracovani

Pro tento piiklad jsem pouZil stejné makroekonomické udaje o Ceské republice a
Rakousku. Vytvoiim korelatni matici pro kazdou zem, aby byly patrné rozdily
v zavislostech mezi stejnymi atributy. Udaje jsem opét ziskal na strankach Eurostatu,
presnéji v sekci ,, Tables on EU policy®. Jedna se o ¢asové fady udaju za roky 2005-2014.
Béhem téchto let se pozorovalo devét makroekonomickych ukazatel, kterymi jsou: mira
nezamé&stnanosti, nomindlni index cen nemovitosti, mira aktivity (15-64 let), mira
nezaméstnanosti mladych lidi, podily na vyvoznich trzich, aktualni ziistatek na ti¢tu, mira
zameéstnanosti, index cen nemovitosti a mira populace ohrozena chudobou nebo
socialnim vylou¢enim. Stejné jako v piipadé dat pro shlukovou analyzu, i zde jsem zvolil
format .xls, ktery jsem nasledné¢ importoval do prostfedi RapidMineru za pomoci

priavodce.

Po spusténi procesu se ndm zobrazi vysledné korela¢ni matice, které jsou na obrazcich
nize. Z tabulek je patrné, které atributy na sebe pusobi nejvice, ¢ili hodnota jejich
korela¢niho koeficientu je blizka hodnoté 1 nebo -1 a naopak, které na sebe nepuisobi
prakticky viibec a hodnota jejich korela¢niho koeficientu je blizka hodnoté 0. Naptiklad

jednu z nejsilngjsich korela¢nich vazeb, v tabulce pro Ceskou republiku, mezi sebou maji
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atributy celkova mira nezaméstnanosti a mira nezaméstnanosti mladych lidi, coz je
logické, protoze tyto dva atributy se méni soubézné a zména jednoho atributu se zdkonité
projevi i na atributu druhém. Dalsi silnou vazbou je vztah mezi aktudlnim zGstatkem na
uctu a mirou aktivity lidi ve véku 15-64 let. V téchto ptipadech se jedna o kladnou
korelaci, ktera vyvola stejnou zménu u obou atributi, napfiklad poroste-li
nezaméstnanost mladych lidi, poroste i celkova nezaméstnanost. V druhém ptipad¢, kdy
hovotime o zaporné korelaci, se jako nejsilngjsi ukazaly atributy ro¢ni procentni zména
nominalniho indexu cen nemovitosti a miry nezaméstnanosti mladych lidi. Naopak
korelaci, jejiz korelaéni koeficient je blizky hodnoté 0 jsem objevil mezi atributy ro¢ni
procentni zménou nominalniho indexu cen nemovitosti a mirou populace ohrozenou

chudobou nebo socidlnim vylou¢enim.

Obrdzek 9: Vyslednd korelacni matice pro Ceskou republiku
Current acc... Export mark... House pric... Unemploy... Nominal ho... Employmen.. Activity rate (.. Youth unem... People atri...

1 -0.354 -0.384 0.1 -0.408 0.055 0.779 0.360 0.102
-0.354 1 0.583 -0.145 0.645 0.614 -0.708 -0.415 0.728
-0.334 0.583 1 -0.653 0.548 0.770 -0.293 -0.799 0.251
019 -0.145 -0.653 1 -0.678 -0.410 0.178 0.942 0.355
-0.408 (.645 0.548 -0.678 1 0.335 -0.626 -0.821 -0.007
0.055 0.614 0.770 -0.410 0.335 1 0.115 -0.499 0.620
0.779 -0.708 -0.298 0.178 -0.626 -0.115 1 0.369 -0.235
0.360 -0.415 -0.799 0.942 0.8 -0.499 0.369 1 0.168
0.102 0.728 0.251 0.355 -0.007 0.620 -0.255 0.163 1

Zdroj: vlastni zpracovani

Obradzek 10: Vyslednad korelacni matice pro Rakousko

Current acc... Export mark... House pric... Unemploy... Nominal ho...Employmen.. Activity rate (... Youth unem... Peaple atri...

1 0437 -0.675 -0.479 -0.476 0.413 -0.371 -0.350 -0.159
0.437 1 -0.386 0.175 -0.850 0.359 -0.954 0.357 -0.719
-0.675 -0.386 1 0.291 0.321 -0.509 0.230 0.270 0.031
-0.479 0.175 0.291 1 0132 -0.482 -0.145 0.890 -0.449
-0.476 -0.850 0.321 0.132 1 -0.088 0.878 -0.416 0.383
0.413 0.359 -0.509 -0.432 -0.088 1 -0.372 -0.591 -0.354
-0.371 -0.954 0.230 -0.145 0.878 -0.372 1 -0.332 0.679
-0.330 0357 0.270 0.890 -1.416 -0.591 -0.332 1 -0.383
-0.159 -0.719 0.031 -0.449 0.383 -0.354 0.679 -0.383 1

Zdroj: vlastni zpracovani
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Pokud porovname ob¢ tabulky vzajemné, jsou patrné zmény ve velikostech koeficientii
u viech atributli. Za zminku stoji, Ze daje, u kterych se v piipadé Ceské republiky nasla
nejsilngjsi kladna korelace, jsou totozné s udaji pro Rakousko, ackoliv se jejich korelacni
koeficient mirn€ 1i$i. Naopak nejsiln€jsi zaporna korelace se v piipad€ Rakouska objevila
mezi atributy podily na vyvoznich trzich a mirou aktivity (15-64 let). V nékterych
pfipadech se zménila i1 polarita korelaéniho koeficientu. Timto jsem poukazal na

vrwe

politikou statu, mentalitou obyvatel a podobnymi vlivy.

Stejn¢ tak jako hodnota korela¢niho koeficientu, i barevny odstin dané¢ho policka
napomahd rozeznat silu vazby mezi atributy, pficemZ nejtmavsi policka odpovidaji
nejsilngjSim korelacim (kladnym 1 zapornym) a naopak nejsvétlej$i odpovidaji

nejslabSim. To umoziiuje dobrou orientaci pro uzivatele.
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5 Vysledky prace

V této kapitole predvedu vysledky, ke kterym jsem dosel ve vlastnim zkoumani, ale i
vysledky jinych autori, ktefi se néjakym zplisobem =zabyvali data miningem
v ekonomice. Dale vysvétlim vyznam svych vysledkli a navrhnu jejich vyuziti v

budoucnosti.

5.1 Vysledky jinych autort

Nejdiive bych rad uvedl vysledky, ke kterym dosli jini autofi pfi svém zkoumani dat.
Naptiklad Stancu a kol. (2012), kteii se zabyvali rumunskymi makroekonomickymi daty.
Aplikovali na tato data tii metody, analyzu hlavnich komponent, faktorovou analyzu a
shlukovou analyzu. Makroekonomicka data obsahovala udaje o hrubém domacim

produktu Rumunska a Evropské unie, o exportu, importu, populaci a o sménném kurzu.

Vysledkem analyzy hlavnich komponent je podle autorti skutecnost, Ze informace mtize
byt v hlavni komponent¢ zachovana na 97,39%, coz znamend, Ze vztahy mezi
proménnymi jsou velice silné a mohou byt prezentovany v novém neformalnim prostoru
skrze komponentu. Déle autofi tvrdi, ze vSechny pivodni proménné, které pouzity data
set obsahoval, Ize vyjadfit prostfednictvim prvni komponenty s 2,61% rizikem ztraty

informaci. Dalsi poznatky této metody jsou:
e Export a import rostou soucasné
e Export a HDP na evropské tirovni maji tendenci riistu ve stejném smeéru
e Pokud urokova mira bude nadale klesat, export bude rust

Vysledkem faktorové analyzy je moznost zapsat faktor jako linedrni kombinaci
makroekonomickych indikatort bereme-li v uvahu jejich piidruzené koeficienty. Autofi
pfisli na to, ze rumunsky hruby doméaci produkt bude nejvice ovlivnén zménou urokové
miry. Pokud se tato mira jednoprocentné zvétsi, hruby doméci produkt klesne fadoveé o

stovky milionti euro.

Shlukova analyza je uzite¢na pii tiidéni dat, kterd maji podobné vlastnosti. Autorim
se podafilo na zakladé korelacni matice objevit devét komponent, které syntetizuji

puvodni proménné. Objevili tii shluky (clustery), pficemz druhy shluk byl nejvétsi.
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Dalsi takovou praci, zabyvajici se ekonomickym pohledem na data mining je prace
Kleinberga a kol. (1998), kteti se zaméfili na mikroekonomicky pohled na data mining.
Zajimalo je vytvofeni pfesného ramce pro automatické hodnoceni data miningovych
operaci. Za timto uc¢elem, navrhli sadu zasad a ideji a vytvorili rdmce ¢tyi odlisnych styla.
Jako ptiklad teorii, metodik a néstroji, které mohou byt vyvinuty, uvadi jejich rdmec
optimalizujici problémy s koeficienty nelinearné¢ zavislymi na datech a jejich definici

zajimavosti uvnitt tohoto ramce.

Zamérn¢ se vSak vyhybaji uvadéni a dokazovani presnych vysledkt, kvuli prilis
Sirokému potencionalnimu rozsahu zajimavych teorémi, které jsou piimocarymi

aplikacemi téchto myslenek.

5.2 Vlastni vysledky

Vlastni vysledky, ke kterym jsem doSel pomoci pouziti metod shlukové analyzy
a korela¢ni matice, neobjevuji zadné nové nebo dosud neobjevené vztahy a skutecnosti,
ale pouze reflektuji vlastnosti pouzitych dat. Za stézejni ¢ast celé prace povazuji praveé
data samotna a jejich pfipravu pro pouziti v metodach. Malokdy naleznete ptfesné takova
data, jako potiebujete pro svou praci, a tak nezbyva nez si je upravit podle vlastnich
potieb. Tato ¢innost je asove ndrocnd a ne prili§ zazivna, jedna se hlavné o nalezeni téch
spravnych dat, jejich vytfidéni, formatovani a v neposledni fad¢ nacteni do prostiedi
RapidMineru. Celkové povazuji praveé praci s daty za nejnaro¢néjsi ¢ast z celé prace, na

které jsem stravil nejvice Casu.

Vysledky ziskané pomoci shlukové analyzy predstavuji roziazeni zemi Evropské Unie
do péti shlukli na zékladé¢ vstupnich dat. Pokud bychom hledali néjaké feSeni pro
vylepSeni nebo riist napiiklad celkovych ptijmu, které jsou jednim z atributt dat, je vzdy
nutné nahlizet na kazdy shluk zvlast a pro kazdy takovy shluk tvofit samostatné
strategické plany, protoze co plati pro jeden shluk, nemusi platit pro druhy. Ve vysledcich

je patrné, Ze svou roli hraji 1 chybéjici idaje o nékterych ¢lenskych zemich.

V piipad¢ korelacnich matic jsou vysledky celkem jasné viditelné. Odlisnosti obou
zemi jsou patrné z tabulek. Nejsilngjsi korelaci u tidaji pro Ceskou republiku jsem objevil

u celkové miry nezaméstnanosti a miry nezaméstnanosti mladych lidi. Z vysledku je
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patrné, ze tato korelace je téméf rovna jedné, z ¢ehoz vyplyva, ze jakékoliv zména, na
jednom z atributa se zasadné projevi i na atributu druhém.
Tyto matice jsou pouze jednou z ¢asti pii tvorbé budoucich strategii, neni proto vhodné

tvofit zavéry pouze na jejich vysledcich. Mohou mit pouze informativni cely nebo byt

pouzity pro dalsi hlubsi Setfeni.
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6 Zaver

V budoucim svéte bude data mining nachazet stale $ir$i uplatnéni v mnoha oblastech.
Bude se dale rozvijet a pronikat do stale vétsiho spektra podniki, kde bude mit nejrizné;si
uplatnéni. Postupem casu se stane nezbytnym ndstrojem vétSiny podniklt diky
rozmanitym lidskym potfebam a stale se rozristajicimu sortimentu zboZi a sluzeb. Zatadi
se do fad marketingovych strategii na zdkazniky, kde v dnesni dob¢é plisobi napftiklad
slevy, mnozstevni akce, darky k ndkuplim nad urcitou hodnotu a podobné zdanlivé lakaveé

darky.

Cilem této bakalaiské prace bylo seznameni se s problematikou data miningu jako
takového, s nékterymi metodami, vybrat si libovolny software a zpracovat ptiklad
s vyuzitim nékteré z vySe uvedenych metod. V teoretické ¢asti jsem poukazal na autory
ruznych publikaci, ktefi se zajimali o data mining v rdmci ekonomiky a na jejich
vysledky, ke kterym se dopracovali. Popsal jsem ¢asteéné i RapidMiner, software, ktery
jsem si nakonec zvolil pro svou préci, jeho prostiedi a nastroje, ale pouze do té miry, ktera
byla nezbytna pro nazornou ilustraci principu metod. Tento software skryva mnoho
dalSich uzite¢nych funkci a moznosti, které nemusi byt vyuzity pouze pro potieby data
miningu. Proto jsem uvedl jen zakladni popis uzivatelského prostiedi a v praktické ¢asti
pak popsal jednotlivé kroky, které ptredchazely vytvoreni modelové metody. Celkové mé
prace v jeho uzivatelském prostiedi bavila, protoze neni nijak slozité na ovladani, pokud

ma uZivatel alespon ur¢itou ramcovou pfedstavu o tom, co od tohoto programu ocekava.

V praktické Casti jsem predvedl pouziti metod na redlnych datech, kterd se tykala
Ceské ekonomiky za minulé roky a souhrnnych tdaji o ¢lenskych zemich Evropské Unie,
ktera jsem ziskal na webovych strankdch Eurostat. Vyuzil jsem metod, které jsem
popisoval vyse, abych jesté vice objasnil jejich smysl a tim nabidl hlubsi pochopeni této
problematiky. Vysledky, ke kterym jsem se dopracoval v praktické c¢asti, mohou byt

pouzity pro dalsi Setfeni podnikl nebo jen pro informativni ucely.

Jak jsem jiz poukazoval dfive, cilem této prace neni objeveni novych vztahii nebo
dosud nezjisténych skutecnosti, ale pouze hlubsi porozuméni procesu ziskavani znalosti

z databazi, vymezeni pojmu a nazorny piiklad pouziti nékterych metod.
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l. Summary and keywords

This bachelor thesis is specialized in sorting enormous amount of data using several
methods. Data mining is a process consisting in collecting knowledge from databases or
data warehouses. Data can come from service providers or it can be a local database of
certain company or national data which are focused on economic research. Data used in

this bachelor thesis come from freely available website Eurostat.

The theoretic part is dedicated to data itself, their format and methods and RapidMiner,
which is the tool for sorting data. The practical part is focused on real methods which are
built in this software. In the end results are interpreted. Every single method shows
different results and this results can be used for management or future economic decision

to help business economics.

Keyword: Data mining, databases, sorting data, RapidMiner, Data mining methods
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