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Abstrakt 
Tato baka lá ř ská práce se zabývá predikcemi p a r a m e t r ů plazmatu pomocí umělé neuro­
nové sítě a tvorbou da tových souborů určených pro t rénování umělých neuronových sítí na 
spektroskopických datech. V práci jsou uvedeny základy teorie spektroskopie laserem bu­
zeného plazmatu (LIBS) , základní aspekty fyziky plazmatu a úvod do teorie umělých neu­
ronových sítí. Dále se tato práce věnuje postupu generování, augmentace a předzpracování 
da tového souboru. P o p s á n a je rovněž metodika generování různých spektroskopických dat 
a nás ledného t rénování umělé neuronové sítě. V ý s t u p e m práce jsou skripty vytvořené pro 
vykonávání jednot l ivých kroků a také po tvrzen í konceptu predikcí p a r a m e t r ů plazmatu 
z L I B S spekter pomocí modelu umělé neuronové sítě. 

Summary 
This bachelor thesis deals with predictions of plasma parameters using an artificial neural 
network and construction of datasets designed for training artificial neural networks on 
spectroscopic data. The basic theory of laser-induced breakdown spectroscopy (LIBS) , 
basic aspects of plasma physics and an introduction to artificial neural network theory are 
all included in this thesis. Furthermore, the thesis focuses on the proceduce of generation, 
augmentation and preprocessing of a dataset. A long wi th that, the method for generation 
of various spectroscopic data and subsequent artificial neural network training is described. 
The outcome of the thesis is a series of scripts made for executing individual steps and also 
a proof of concept for plasma parameter prediction from L I B S spectra using an artificial 
neural network model. 
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1. ÚVOD 

1. Uvod 
Př i interakci intenzivního laserového záření s povrchem hmoty dochází k odebrán í 

malého množs tv í ma te r i á lu (ablaci) z povrchu. P ů s o b e n í m laseru se abla tovaný mater iá l 
ionizuje, čímž vzniká plazma. Záření plazmatu nese informace o prvkovém složení mate­
riálu, což se využívá v m e t o d ě L I B S . 

Spektroskopie laserem buzeného plazmatu (LIBS) je jednou z metod a tomové emisní 
spektroskopie, při k teré se využívá informací obsažených v záření plazmatu k analýze 
prvkových složení zkoumaných vzorků. Díky rychlosti a jednoduchosti měření je v dnešní 
době metoda L I B S hojně využívaná v nejrůznějších odvětvích, od kontroly kvality ve vý­
robě až po určování složení vzorků na j iných p lane tách [20]. 

Stav plazmatu, j akož to fyzikálního sys tému se dá v aproximaci lokální termodyna­
mické rovnováhy (LTE) plně popsat pomocí elektronové hustoty a teploty. Znalost těchto 
p a r a m e t r ů je nevyhnu te lná pro modelování plazmatu a p ř ípadnou kvantifikaci při určo­
vání prvkového složení. Rozdílné parametry plazmatu mají za výsledek rozdílné spekt rá ln í 
profily. Elektronová hustota např ík lad ovlivňuje šířku spektrá ln ích čar v důs ledku srážek 
částic v plazmatu. Elektronová teplota m á p r imárně vl iv na poměr intenzity jednot l ivých 
spektrá ln ích čar. Elekt ronová hustota a teplota se dají exper imentá lně měř i t p ř ímo po­
mocí specializovaných technik, k te ré ovšem vyžadují další d rahé exper imentá ln í vybavení 
oproti s t a n d a r d n í L I B S sestavě. Navíc jde často o složité a časově náročné procedury. A l ­
ternativou je nepř ímé získávání p a r a m e t r ů plazmatu z naměřených spekter. Tato metoda 
m á omezenou přesnost , avšak je značně rychlejší a jednodušš í , což je důležité pro mnohé 
aplikace L I B S . Za p ředpok ladu , že informace o elektronové hus to tě a tep lo tě je obsažena 
v n a m ě ř e n é m signálu, by m o ž n ý m řešením mohlo být p ředpovídán í těchto p a r a m e t r ů po­
mocí umělé neuronové sítě. 

Umělé neuronové sítě jsou jednou z disciplín strojového učení. Celé odvětv í strojo­
vého učení v poslední době zažívá oh romně rychlý pokrok díky neus tá lému vylepšování 
výkonu výpoče tn í techniky. Neuronové sítě se v současnost i využívají k nejrůznějším úlo­
hám, např ík lad k rozpoznávání textu či obrazu, nebo t ř eba generování obsahu na základě 
tex tového zadání . Umělá neuronová síť je složitý m a t e m a t i c k ý model, k t e rý je schopen na 
základě velkého množs tv í j ednoduchých operací rozpoznávat vzorce v datech, na k te rých 
je tento model t rénován a tyto závislosti se „učit". Následně je model schopen nalézat tyto 
vzorce i v datech, na k te rých t rénován nebyl. 

Cílem t é to práce je použi t í umělých neuronových sítí k predikci elektronové teploty 
a elektronové hustoty p ř ímo ze spekter. Motivací k tomuto p ř í s tupu je vlastnost neu­
ronových sítí, tzv. univerzální aproximační teorém, k te rý říká, že neuronové sítě mají 
schopnost aproximovat jakoukoliv spojitou funkci se zvolenou přesnost í [19]. Model umělé 
neuronové sítě by se měl být schopen nauči t souvislosti mezi spek t rá ln ím profilem a para­
metry plazmatu. V ideálním př ípadě , za p ředpok ladu vyhovujících dat a modelu, by měl 
být schopen predikovat parametry plazmatu na základě tvaru spektrá ln ích čar a p o m ě r u 
intenzit, p ř ípadně j iných, komplexnějších v las tnos t í dat. 
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Pro t rénování umělé neuronové sí tě je p o t ř e b a co největší množs tv í dat. S m a l ý m 
p o č t e m vs tupních da tových vzorků při t rénování je velmi těžké dosáhnou t dostačující 
přesnost i předpovědí . Měření tak velkého množs tv í dat nemusí bý t úplně prakt ické. Pro­
blematické je už jen získávání velkého p o č t u fyzických vzorků se z n á m ý m složením a vlast­
nostmi, k teré by se následně měřily. Navíc u naměřených dat neznáme pravé hodnoty elek­
t ronové hustoty a teploty, což je pro t rénování modelu klíčové. Jak bylo zmíněno výše, 
parametry plazmatu se dají získat i z naměřených spekter, ovšem to je exper imentá lně 
náročné a není to p ř e d m ě t e m té to práce. Jako vhodnou metodou pro získání dos ta tečného 
množs tv í dat se tedy jeví generování spekter pomocí softwaru. Výhodou tohoto postupu 
je možnos t generovat spektra s l ibovolným složením a l ibovolnými parametry plazmatu. 
Další výhodou je, že elektronová hustota a teplota jsou při generování známé a není t ř eba 
je složitě měř i t . Nevýhodou může být to, že modelovaná spektra nemusí odpovída t t ě m 
reálným. Jako prvn í krok je n icméně generování dat nej rozumnějš ím p ř í s tupem. 

Členění t é t o práce je následovné. V prvn í kapitole je s t ručně uvedena teorie metody 
L I B S a fyziky plazmatu. Jsou zde vysvět leny pojmy po t ř ebné k popisu fyzikální pod­
staty práce . D r u h á kapitola se věnuje teorii umělých neuronových sítí, popisu základních 
konceptů a vysvětlení odborných pojmů. Také jsou zde uvedeny některé algoritmy, k teré 
mají pro funkci umělých neuronových sítí zásadní význam. Další dvě kapitoly se zabý­
vají p rak t i ckým řešením nastolených úkolů. T ře t í kapitola je věnována př ípravě da tových 
souborů pro t rénování umělé neuronové sítě. Konkré tně se kapitola zabývá generováním 
spektroskopických dat a augmentac í t ěch to dat. Ve č tv r té kapitole je popsáno p o s t u p n é ře­
šení úkolů. Je tady podrobně p o p s á n a metodika generování a předzpracování dat a rovněž 
metodika t rénování modelů umělých neuronových sítí. V t é t o kapitole jsou také uvedeny 
výsledky práce . 

4 



2. TEORIE METODY LIBS 

2. Teorie metody LIBS 
Spektroskopie laserem buzeného plazmatu (anglicky Laser-induced breakdown spectroscopy. 

neboli L I B S ) , je jednou z metod a tomové emisní spektroskopie. Jde o re la t ivně mladou, 
ovšem dnes už hojně využívanou metodu, k t e rá se velmi rychle vyvíjí. Základy t é to metody 
lze datovat již do 60. let minulého století , ovšem širšího využi t í se dočkala až po pře lomu 
tisíciletí, t aké díky pokročilejšímu hardwaru (lepší spektroskopy a kamery) a snazší auto­
matizaci měření . 

Mezi klíčové výhody metody L I B S pa t ř í ze jména rychlost (opakovací frekvence mě­
ření až 1 kHz [21]) a jednoduchost s amotného procesu měření . Ta lze provádět i v těžko 
př í s tupných místech, jelikož ana lýza mate r i á lu pomocí L I B S se dá provést z dálky. Další 
výhodou je možnost použi t í pro vzorky v pevném, kapa lném nebo i p lynném skupens tv í 

Pr incip metody spočívá v ostřelování vzorků vysokovýkonným pulzn ím laserem, k terý 
na vzorku lokálně způsobí p r u d k ý ná růs t teploty a z povrchu odebere malé množs tv í 
mater iá lu . Tomuto ději se ř íká ablace a je podrobněj i popsaný dále. Vzniklý aerosol slo­
žený z částic z povrchu je laserem následně ionizován a vzniká plazma. Exci tované částice 
plazmatu následně po dobu v ř á d u jednotek mikrosekund z t rác í energii, př ičemž vyzařují 
e lektromagnet ické záření. Vyzářené světlo je sesbíráno pomocí optiky a převedeno optic­
k ý m v láknem do spektroskopu, kde je zaznamenáno kamerou a dále zpracováno. Z charak­
teris t ických vyzářených spekter se následně dá urči t chemické složení zkoumaného vzorku. 

2.1. Popis přístroje 
Základní sestava L I B S je pro ilustraci vyobrazená na obrázku 2.1. V závislosti na použi t í 
jsou vyžadovány různé technické parametry, jako t ř eba typy laseru nebo spektrometru. 
Obecně však v a p a r á t u vždy najdeme samotný pulzní laser, k t e r ý m se generuje plazma. 
Nejčastěji jsou používány nanosekundové lasery, ale v poslední době se stále více přechází 
na femtosekundové lasery. Paprsek z laseru je na vzorek př iváděn fokusační soustavou 
tvořenou kombinací čoček a zrcadel. Světlo vyzářené z plazmatu je sběrnou optikou při­
vedeno do spektrografu, k t e rý jej rozloží na složky a detektorem zaznamená . Celý proces 
a vyhodnocování dat je řízen počí tačově [1]. 

2.2. Ablace 
Laserovou ablací mysl íme proces, při k t e r ém dochází k ods t r aněn í ma te r i á lu z povrchu 
vzorku v důsledku náhlého dodán í energie laserovým pulzem. P r ů b ě h po dopadu lasero­
vého záření závisí na mnoha parametrech, mezi k te ré pa t ř í vlastnosti použ i tého laseru 
a mater iá lové vlastnosti vzorku [1]. 
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2.3. PLAZMA 

Laser 

V J L _ 

Počítač 

Detektor 

Spektroskop 

Fokusační soustava Vzorek 
Obrázek 2.1: Schéma LIBS přístroje. 

Sběrná optika 

Přes tože jde o poměrně komplexní proces, lze ablaci z jednodušeně popsat podle [3]. 
Po dopadu záření dochází k absorpci laserové energie a k její p řeměně zář ivými a nezá­
ř ivými re laxačními procesy. Dále dojde k uvolňování a tomů, molekul a iontů z povrchu 
vzorku. Z těch to částic se tvoř í h u s t á rozpínající se koule neu t rá ln ího a ionizovaného plynu. 

V důs ledku koncentrace energie laseru na velmi malé ploše dosahují teploty v plynu 
velmi vysokých hodnot (T ~ 10 4 K ) s typ ickým tlakem kolem deseti atmosfér [ ]. P l y n je 
po ablaci dále excitován laserem, čímž vzniká plazma. Útva ry vytvořené plazmatem jsou 
naznačeny na obrázku 2.2. 

2.3. Plazma 
Zcela zásadní kapitolou v teorii metody L I B S je plazma. Jde o shluk a tomů, iontů a vol­
ných elektronů, k te rý je celkově elektricky neut rá ln í . Cílem metody je vytvoř i t plazma, 
jehož složení co nejlépe odpovídá složení s amotného vzorku a v ideálním př ípadě je v ter­
modynamické rovnováze. V rovnovážném stavu lze mnohé vlastnosti plazmatu popsat 
skrz teplotu a elektronovou hustotu. Úplná t e r m o d y n a m i c k á rovnováha ovšem v praxi ne­
nas tává a proto se v prakt ických př ípadech využívá aproximace lokální t e rmodynamické 
rovnováhy [1]. 
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2. TEORIE METODY LIBS 

Obrázek 2.2: Obrázky LIBS plazmatu v CO2 při tlacích 7 a 0.00012 torr. Převzato z [5]. 

2.3.1. Lokální t e rmodynamická rovnováha 
Jak název napovídá , rovnovážný t e rmodynamický stav se při t é to aproximaci požaduje 
pouze v m a l é m objemu, přičemž v j iném libovolném objemu může být jiný. Aproximace 
je větš inou dobře použ i te lná až po dos t a t ečném množs tv í srážek a rozpros t ření energie 
v plazmatu. Část ice o různých hmotnostech se p ř i t om často dostávají do rovnováhy sepa­
rá tně , jelikož energie při srážkách se u částic s podobnou hmotnos t í dělí více vyrovnaně 
[1]. Jako n u t n á p o d m í n k a L T E se uvádí tzv. McWhir terovo kr i t é r ium [I 2]. Mějme ener-
giové hladiny i a j, kde i — j + 1. Rozdíl energií t ěch to dvou hladin označme AE^. Pro 
teplotu plazmatu T a elektronovou hustotu ne můžeme zapsat McWhir terovo kr i té r ium 
takto: 

McWhirterovo k r i t é r ium tedy udává nejnižší min imáln í elektronovou hustotu, k te rá 
musí být v plazmatu p ř í t o m n a k zajištění platnosti L T E . 

2.3.2. Parametry plazmatu 
Uveďme vysvětlení p a r a m e t r ů plazmatu založené na popisu v [ ]. Uvažujme sys tém a tomů, 
k terý se nachází pouze ve dvou stavech i a, j s energiemi Ei a Ej. Hustotu a t o m ů excito­
vaných do stavu i označme rii a hustotu a t o m ů ve stavu j označme rij. Nechť jsou tyto 
atomy v uzavřeném sys tému v tepelné rovnováze. Tomuto sys tému můžeme př i řad i t spo-

(2.1) 
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2.3. PLAZMA 

léčnou teplotu T . V tepe lné rovnováze je poče t a t o m ů JVj, k te ré se nachází v př ís lušném 
stavu i d á n Bo l t zmannovým rozdělením jako: 

N « exp , (2.2) 

kde k je Boltzmannova konstanta. Poměr obsazenosti dvou s tavů můžeme zapsat jako: 

N Ej — E j  
kT - P ( ) • (2-3) 

kde h je Planckova konstanta a i/^- je frekvence fotonu vyzářeného při p řechodu mezi 
hladinami i a j. Nyní uvažujme t aké degenerované stavy hladin, př ičemž počet degene­
rovaných s tavů z-té hladiny označme Rovnice 2.2 a 2.3 lze s touto úvahou přepsa t 
na: 

i V i W & e x p ^ p V (2.4) 

N (9i\ _____ ( hvl3 

Mějme nějaký prvek S. Počet a t o m ů tohoto prvku ve stavu i při t ep lo tě T jde vyjádři t 
jako: 

N-~TŮŤ)NseA-lf)< (2'6) 

kde N s je celkový počet a t o m ů daného prvku a Ug(T) je hodnota par t i čn í funkce 
tohoto prvku při teplotě T. Pa r t i čn í funkce vyjadřuje stat is t ické vlastnosti sys tému v rov­
novážném stavu a lze j i definovat jako: 

ř / 5 ( T ) = I > e x p ( - ^ y (2.7) 
i 

Par t i čn í funkce rovněž vyjadřuje sumu přes všechny povolené energiové hladiny a slouží 
jako normal izační faktor pro Boltzmannovo rozdělení. Z rovnic 2.2 a 2.7 jde vidět , že roz­
dělení s tavů a t o m ů se řídí jednou teplotou T. Tato teplota se označuje jako elektronová 
teplota a vychází z p ředpok ladů o tepe lné rovnováze systému. Zde se upla tňuje již zmíněné 
zjednodušení tohoto systému, a to z jednodušení pomocí úvahy o lokální t e rmodynamické 
rovnováze. 

Dále uvažujme podle [2] obsazení jednot l ivých s tupňů ionizace daného prvku díky 
existenci jediné teploty. Poměr obsazenosti neut rá ln ích a j edenkrá t ionizovaných s tavů 
urč i tého prvku můžeme zapsat pomocí Sahovy-Boltzmannovy rovnice t ímto způsobem: 

n 1 1 (27rmekT)luu(T) ( E i o n \ 
H ^ = fr3 Ul(T) 6 X P { - I Ť j ' ( 2 ' 8 ) 
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2. TEORIE METODY LIBS 

kde ne je e lektronová hustota plazmatu, n značí obsazenost neut rá ln ích s tavů a n 
značí obsazenost j edenkrá t ionizovaných s tavů. Eion je ionizační potenciá l základního stavu 
a me je hmotnost elektronu. 

Elektronová hustota se obvykle uvádí v c m - 3 a elektronová teplota v elektronvoltech 
s p řevodem 1 eV « 1 1 605 K [14]. Dohromady mají tyto dva parametry plazmatu důležitý 
v ý z n a m pro s ta t is t ický popis záření plazmatu nebo pro modelování časového p r ů b ě h u 
plazmatu. 

2.4. Spektra 
Spektroskopem zpracované záření plazmatu se často názorně zobrazuje ve formě závis­
losti intenzity záření na vlnové délce záření . Jednou z hlavních diagnost ických technik 
pro plazma zahrnuje vztah mezi vlastnostmi plazmatu a charakteristikou zaznamenaných 
spektrá ln ích čar. Šířky čar závisí na tep lo tě plazmatu a elektronové hus to tě [1]. Čárové 
profily jsou dány hlavními mechanismy rozšíření. 

2.4.1. Rozšíření spektrálních čar 
Naměřené spekt rá ln í profily se nikdy nepodobaj í monochroma t i ckým ča rám ale spíše něja­
kému rozdělení intenzit s max imá ln í intenzitou ve s t ředu čáry a spádem po obou s t ranách . 
Existuj í různé fyzikální mechanismy ovlivňující šířku spektrá ln ích čar, např ík lad přirozené 
rozšíření, Dopplerovo rozšíření, Stárkovo rozšíření, samoabsorpce a další efekty. U zazna­
menaných spekter jsou šířky čar dány p r imárně př íspěvky z př i rozeného a Dopplerova 
rozšíření [15]. 

Př i rozené rozšíření spektrá ln ích čar je důs ledkem toho, že podle principu neurči tos t i 
jsou jednot l ivé kvantové stavy definovány úzkým intervalem energií mís to přesné hodnoty 
energie [2]. Výsledkem při rozeného rozšíření je tzv. Lorentzovský tvar, k te rý se dá podle 
[1, 2] vyjádři t v závislosti na vlnovém čísle a jako: 

/ (a) = (r L /27r) / [ (a-a 0 ) 2 + (rL/2)2], (2.9) 

kde I je z a z n a m e n a n á intenzita, o"o předs tavuje s t řed spekt rá ln í čáry a Ti je t akzvaná 
pološířka čáry neboli F W H M (z anglického Fu l l -Wid th at Half-Maximum), kterou lze pro 
Lorentzovské rozdělení vyjádři t následovně: 

T l = — , (2.10) 

kde r je doba t rván í excitace. Dopplerovo rozšíření je způsobeno pohybem vyzařují­
cích částic směrem od detekčního systému, při k t e r ém dochází k Dopplerovu jevu. Jako 
důsledek tohoto rozšíření mají čáry Gaussovský profil: 

I(a) = (41n2/7rr2

?)1/2exp[-41n2(a-a0)2/r2
?], (2.11) 
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kde T G je pološířka čáry definovaná pro Gaussovský tvar jako: 

rG = a0(8kT In 2 jMc 
2 U/2 (2.12) 

kde T a M je teplota a klidová hmotnost vyzařujícího atomu a c je rychlost světla. Me­
chanismy rozšíření působí na spektra současně a tvary čar tedy nejsou zvlášť Lorentzovské 
ani Gaussovské. Výsledný tvar vzniká konvolucí Lorentzova a Gaussova profilu a nese ná­
zev Voigtův profil [1, 2, 15]. N a obrázku 2.3 je vidět srovnání Gaussova a Lorentzova 
profilu o stejných pološířkách a Výsledného Voigtova profilu. 

Gauss Lorentz Voigt 

Obrázek 2.3: Porovnání Gaussova profilu, Lorentzova profilu a Voigtova profilu daného 
konvolucí předešlých dvou. Gaussovský tvar dominuje blízko středu čáry a Lorentzovský tvar 

po stranách. Voigtův profil závisí na relativních silách obou efektů. Převzato z [1]. 

Stárkovo rozšíření, někdy také nazýváno srážkové rozšíření, je dalš ím m o ž n ý m efektem 
ovlivňujícím charakter spektrá ln ích čar. Je způsobeno srážkami iontů a e lektronů v pří­
t o m n é m elektrickém poli . Jak je uvedeno v [1], energiová hladina se v elektrickém poli 
dělí na několik hladin v závislosti na absolutn í hodno tě kvantového čísla reprezentujícího 
jednu z komponent momentu hybnosti. P řechody mezi hladinami tohoto kvantového čísla 
nejsou u většiny a t o m ů symetrické. Výsledkem tohoto jevu je p o s u n u t á asymetr ická čára. 
Pokud rozdělení hladin není příliš velké, jeví se výsledné rozšíření jako symetrické. 
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3. UMĚLÉ NEURONOVÉ SÍTĚ 

3. Umělé neuronové sítě 
O d fyzikálních mechanismů zodpovídajících za tvar naměřených dat se nyní p řesuneme 

k popisu, jak tato data zpracovat. Konkré tně se zaměř íme na umělé neuronové sítě. Umělá 
neuronová síť je biologií inspirovaný výpoče tn í model, k te rý umožňuje učení výpoče tn í 
techniky na základě zpracovávání vložených dat. Jakož to jedna z disciplín strojového učení 
poskytuj í umělé neuronové sítě v současné době ta nej lepší řešení pro mnohé problémy 
v oblastech zpracování dat, jako t ř eba rozpoznávání obrazu a řeči [6]. 

3.1. Umělý neuron 
Základní jednotkou umělých neuronových sítí je umělý neuron. Jde v p o d s t a t ě o jednodu­
chý m a t e m a t i c k ý model, k t e rý provedením urči tých ma tema t i ckých operací na vs tupních 
hodno tách (podrobněj i popsaných níže) produkuje hodnotu na výs tupu . Pro p ř e d s t a v u j e 
znázorněn na obrázku 3.1. 

Bias 

Vstup 1 
Vstup 2 

e 
Vstup n 

Obrázek 3.1: Schéma umělého neuronu, který přijímá vstupní (input) hodnoty a produkuje 
výstupní (output) hodnotu. 

Již v 50. a 60. letech minulého stolet í byly vyvíjeny j ednoduché umělé neurony, na­
zývané perceptrony [6]. Perceptron je schopný na základě b inárních hodnot na vstupu 
rozhodovat o b inárn í výs tupn í hodno tě . P ř i t o m je každému vstupu př idělena tzv. váha 
(weight), k t e rá určuje, jak se v sumě vs tupn í hodnota projeví. Pokud je suma vážených 
v s t u p ů větší, než prahová hodnota (threshold), výs tup perceptronu je 1. V opačném pří­
padě je výs tup 0. 

Nedostatkem perceptronu je ovšem to, že pracuje pouze s b inárn ími hodnotami a výsle­
dek může být při malé změně na vstupech opačný. U modern ích mode lů neuronů nemusí 
být hodnoty omezeny na 0 nebo 1, ale mohou nabýva t jakékoliv hodnoty mezi nulou 
a jedničkou. Navíc se zavádí z ápo rná hodnota prahové hodnoty, tzv. bias [ ]. Ten tedy 
předs tavuje jakousi tendenci neuronu k urč i t ému ex t rému výs tupn í hodnoty. Výs tup neu­
ronu lze nyní zapsat jako f{w • x + b), kde b je bias, x je vektor vs tupních hodnot, w je 
vektor vah a / je t akzvaná akt ivační funkce. 

Akt ivační funkce na umělém neuronu může sloužit k l imitování výs tupn í hodnoty neu­
ronu v u rč i t ém rozmezí d a n é m použi tou funkcí [ ]. Hlavně lze však díky zavedení akt ivační 
funkce provádět daleko komplexnější úlohy, jelikož mís to j ednoduché l ineární kombinace 
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v s t u p ů neuron provádí nel ineární operaci. Několik př ík ladů používaných akt ivačních funkcí 
je vidět na 3.2. 

Perceptron Sigmoid ReLU 

Obrázek 3.2: Příklady aktivačních funkcí na umělých neuronech. Vlevo je vidět jednoduchá 
aktivační funkce perceptronu, uprostřed logistická funkce (sigmoida) a vpravo funkce R e L U 

(z angl. Rectified Linear Unit). Převzato a upraveno z [8] 

3.2. Architektura a vrstvy 
Jak už název napovídá , neuronové sítě vznikají spojováním umělých neuronů do větších 
struktur, neboli sítí. Archi tektura definuje, jak jsou tyto neurony posk ládány a navzájem 
propojeny. Obecně se dají umělé neuronové sítě rozdělit do t ř í částí , neboli vrstev. 

Vs tupní vrstva př i j ímá informace z vnějšího pros t ředí . Může j í t o různé signály nebo 
t ř e b a o data z měření . Tato v s tupn í data jsou větš inou normována , což zajišťuje lepší 
numerickou přesnost ma tema t i ckých operací , k te ré v neuronové síti probíhaj í . 

Výs tupn í vrstva zajišťuje zpracování konečného v ý s t u p u sítě, k te rý je výsledkem pro­
cesů vykonaných neurony v předchozích vrs tvách. 

Skryté vrstvy jsou vrstvy, k teré nejsou ani vs tupní , ani výs tupn í . Nepřij ímají tedy 
externí informace, ani nevydávaj í finální výs tup . Tyto vrstvy provádějí větš inu vni t řn ích 
procesů neuronové sítě a slouží k získávání a rozpoznávání vzorců v analyzovaných datech 

[7]-

Propo jen ím v ý s t u p u každého z neuronů v jedné vrs tvě se vstupem všech neuronů 
v následující vrs tvě a provedením tohoto zapojování pro všechny vrstvy vznikne tzv. plně 
propojená neuronová síť, k t e r á je pro lepší p ředs t avu zobrazena na obrázku 3.3. 

Existují další možnost i propojení jednot l ivých neuronů, např ík lad propojení částečné, 
ve k t e r ém některé vazby oproti plně propojené síti chybí. Ty to další možnost i propojení 
mohou mí t urč i té výhody v závislosti na řešeném problému a v praxi se často použí­
vají kombinace různě propojených vrstev. Síť, ve které je výs tup jedné vrstvy vstupem 
následující vrstvy, se nazývá dopředná síť (feedforward network) [ ]. 
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Vstupní vrstva Skryté vrstvy Výstupní vrstva 

Obrázek 3.3: Plně propojená umělá neuronová síť s jedním výstupním neuronem a naznačením 
jednotlivých vrstev. 

3.3. Trénování 
Váhy a biasy jsou v umělé neuronové síti zpočá tku nastaveny náhodně . Trénováním umělé 
neuronové sítě se z jednodušeně myslí upravování vah a b iasů na jednot l ivých vstupech 
neuronů. Tyto úp ravy jsou prováděny na základě urč i tého algoritmu strojového učení. 

3.3.1. Cost function 
Účelem algoritmu strojového učení je optimalizovat parametry na neuronech. To se provádí 
minimal izováním takzvané chybové funkce (cost function, někdy také loss function) [8]. 
Chybová funkce obecně popisuje odchylky předpovědí od reálných hodnot. K př ík ladu chy­
bové funkce můžeme dojít , pokud vstupy neuronové sí tě označíme x a požadovaný výs tup 
sítě označíme y = y (x). Nyní můžeme tento př ík lad chybové funkce zavést následovně: 

X 

kde w vyjadřuje všechny váhy v síti, b všechny biasy, n je poče t t rénovacích v s t u p ů 
a ý je vektor v ý s t u p ů sítě pro vstupy x. Funkce C se nazývá kvadra t ická chybová funkce 
(quadratic cost function) a někdy se označuje jako M S E (z angl. Mean Squared Error) . 
Úpravou p a r a m e t r ů se mění i výs tup . Díky tomu lze chybovou funkci minimalizovat. 
S t a n d a r d n í m algoritmem pro minimalizaci chybové funkce je algoritmus zvaný anglicky 
Stochastic Gradient Descent [6]. 

3.3.2. Stochastic gradient descent 
Uvažujme kons tan tn í v s tupn í data a spojme parametry (váhy a biasy) do jedné p roměnné 
9. Označme nyní chybovou funkci C(6), kde 9 je vektor p a r a m e t r ů , k teré se snažíme 
optimalizovat. Malou změnu chybové funkce AC(6) můžeme vyjádři t v závislosti na malé 
změně 6 pomocí gradientu 

AČ7(0) « V C (9) • A9, (3.2) 
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kde A6 předs tavuje malou změnu v parametrech. Tuto změnu je vhodné zvolit tak, aby 
nastával grad ien tn í sestup, tedy aby byla hodnota A C záporná . Pokud j i vyjádř íme jako 

A6 = -rjWC(9), 

kde r) se nazývá anglicky learning rate, lze podle rovnice 3.2 psá t 

(3.3) 

A C ( 0 ) « -r]VC{9) • C{9) = - 7 7 | | V C | | 2 . (3.4) 

Zde je 11 V C | | 2 > 0. Z toho vyplývá, že A C < 0 a dochází tedy k sestupu. Tato operace 
probíhá opakovaně v krocích. Hodnotu 6 lze zapsat pomocí hodnoty v předchozím kroku 
jako: 

6t+1 = 6t-VVC(0), (3.5) 

kde 9t je hodnota z předešlého kroku a 6t+i je nová hodnota [6]. Rovnice 3.5 je základní 
rovnicí pro gradien tn í sestup. V angličt ině se čas to nazývá update rule (do češtiny by se 
dalo přeložit jako „pravidlo pro změnu p a r a m e t r ů " ) . 

Grad ien tn í sestup je velmi citlivý na zvolený learning rate rj. P ro příliš malé hodnoty 
rj může být proces t rénování ex t r émně dlouhý a pro příliš velké hodnoty může gradientn í 
sestup divergovat a dosahovat špa tných výsledků. Zavádí se tedy adap t ivn í learning rate 
(adaptive learning rate) [8], k t e rý v závislosti na spoč teném gradientu mění hodnotu. 
Rozdíl mezi nevhodně zvoleným n e m ě n n ý m learning ratem a a d a p t i v n í m learning ratem 
je naznačen na obrázku 3.4. 

a) b) 
Vysoké hodnoty 
nákladové funkce 

Nízké hodnoty 
nákladové funkce 

Obrázek 3.4: Rozdíl mezi a) neměnným a moc vysokým learning ratem, při kterém kroky 
„oscilují" kolem lokálního minima a b) adaptivním learning ratem, při kterém algoritmus určil 

globální minimum chybové funkce. 

V praxi mají umělé neuronové sítě velké množs tv í opt imal izovaných p a r a m e t r ů (napří­
klad v př ípadě modelu popisovaného dále v t é to práci byl tento počet v řádech mil ionů). 
Poč í tán í kroků gradientn ího sestupu pro každý parametr je tedy výpoče tně náročné . Za­
vádí se tedy Stochastic gradient descent, při k t e r ém je v každém kroku n á h o d n ě zvolena 
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dávka v s t u p ů X1, X2, ..., Xm (batch) o p ředem dané velikosti m (batch size) a gradienty 
jsou poč í t ány pouze pro tyto parametry, př ičemž p r ů m ě r n á hodnota gradientu chybové 
funkce spoč í t aná pouze s t ěmi to vstupy V C x , je přibližně rovna p růměrné hodno tě gra­
dientu chybové funkce pro všechny vstupy VCX 

S l I ^ E ^ k . V C , (3.6) 
m n 

kde d r u h á suma sčítá přes všechna vs tupn í data [6]. 
Pokud označíme váhy v neuronové síti jako Wk a biasy jako bi, t rénuje se na n á h o d n ě 

zvolené dávce těchto p a r a m e t r ů podle rovnice 3.5 

wk,t+i = wk,t > (3.7) 
—' owk 
i 

3zjť+i - bi)t > „ , (3. 
—' obj 
3 

přičemž se sumuje přes všechna X , v dané dávce dat. Po provedení těch to operací se 
n á h o d n ě vybere další batch a proces se opakuje, dokud se nevyčerpaj í všechna vs tupn í 
data. T í m t o se uzavře tzv. epocha učení a celý postup začíná od začá tku v další epoše [6]. 
Počet epoch je pro t rénování p ř e d e m specifikován. Ukončením poslední epochy se po t é 
ukončí t rénování sítě. 

3.3.3. Backpropagation 
Algoritmus zpě tného šíření chyby (backpropagation) slouží jako rychlý způsob v ý p o č t u 
grad ien tů při g rad ien tn ím sestupu [6, 8]. J e d n á se o naprosto esenciální koncept pro hlu­
boké učení. Je založený na řetězovém pravidle pro derivaci složených funkcí a využívá 
struktury neuronové sítě pro efektivní výpočet g rad ien tů (což je obecně výpoče tně velmi 
náročné) . 

Následující popis algoritmu zpě tného šíření chyby je založen na popisu v [ ]. Označme 
počet vrstev v síti L a indexování / = 1 , . . . , L. wl^k vyjadřuje váhu spojení fc-tého neuronu 
ve vrs tvě / — 1 s j - t ý m neuronem ve vrs tvě /. Bias tohoto neuronu se označí bj. Aktivace 
a'- j - t é h o neuronu v /-té vrs tvě se dá urči t působen ím akt ivační funkce / na vážený součet 
Zj na tomto neuronu v závislosti na aktivacích neuronů ve vrs tvě / — 1 pomocí rovnice 

4 = /^E^4 _ 1
 + ^ =/(*})> (3-9) 

kde je zavedena vážená suma 

X X v ť + í- (3.10) zj 

Definujme nyní chybu Af j - t é h o neuronu v poslední , L-té vrs tvě jako změnu hodnoty 
3 

chybové funkce C v závislosti na z 
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A ^ f f - (3.11) 

P o d o b n ý m způsobem lze definovat chybu A z - j - t é h o neuronu ve vrs tvě / v závislosti 
na Zj jako 

A ' = S = fS/Vf), (3-12) 

kde /'(%) předs tavuje derivaci nel ineární akt ivační funkce / v bodě x- Chybu A ^ jde 
vyjádři t i jako parciální derivaci chybové funkce podle biasu blj 

A l = oc = acW, = ac 
j dz\ db\dz\ db1; 1 j 

jelikož dbj/dZj = 1. 
Chyba neuronů ve vrs tvě / závisí na chybě ve vrs tvě / + 1 následovně: 

4 - a é - - £ ^ - ( £ m - (3.i4) dz\ ^ d z \ + 1 dň ^ fc z\ 
J k 3 J k 3 

Parciá lní derivací chybové funkce podle wl^k lze dojít k rovnosti 

dw\k~ dz\dw\k~ ^ k • { Ó A b ) 

Pomocí rovnic 3.12, 3.13, 3.14 a 3.15 se dá zkonstruovat backpropagation algoritmus 
s pě t i kroky podle [6, 8]. 

1. Aktivace vs tupn í vrstvy, při k te ré se spočítaj í aktivace a] všech neuronů ve vs tupn í 
vrs tvě. 

2. Feedforward, neboli dopředný p růchod sítí a výpočet hodnot z1 a a1 pro následující 
vrstvy. 

3. Určení chyby na poslední vrs tvě pomocí rovnice 3.12. Tento krok vyžaduje znalost 
derivací chybové funkce a akt ivační funkce. 

4. Zpě tné šíření chyby, při k t e r ém se pomocí rovnice 3.14 šíří chyba v opačném směru, 
než dopředný p růchod a počí ta j í se chyby A ^ předchozích vrstev. 

5. Výpočet gradientu pomocí rovnic 3.13 a 3.15, k teré slouží k v ý p o č t u parciálních 
derivací dC/dbj a dC/dwl

jk. 
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3.4. Tensorflow 
Umělá neuronová síť popisovaná v t é t o práci byla vy tvořena v programovac ím jazyku 
Py thon za použi t í knihovny Tensorflow [9]. Tensorflow je open-source knihovna zaměřená 
na strojové učení, k t e r á v programovacím pros t řed í umožňuje exper imentování s architek­
turou a parametry neuronové sítě a efektivně provádí operace, k teré v síti probíhaj í [9]. 
Běžně se používá společně s knihovnou Keras, k t e rá př ináší z jednodušení programového 
pros t ředí a umožňuje stavbu sítí ve formě tzv. modelu, složeného z vrstev [10]. 

3.5. Křivky trénování 
Trénování neuronových sítí je, i přes existenci různých doporučení o a rch i tek tuře a použi­
tých parametrech, heuris t ický proces. Opt imal izování sítě se provádí opakovaným t réno­
váním s různými architekturami a parametry. Může j í t o různé kombinace p o č t u vrstev, 
p o č t u neuronů ve vrs tvách, různé hodnoty batch size, nebo t ř e b a fixní nebo různě pro­
měnlivý learning rate. 

K diagnost ikování vhodnosti modelu může být uži tečná znalost p r ů b ě h u t rénování , re­
spektive znalost vývoje různých metrik, popisujících vhodnost t rénovaného modelu, jako 
např ík lad hodnota chybové funkce na trénovacích a validačních datech. Trénovací data 
slouží k s a m o t n é m u t rénování sítě a validační data slouží k nezávislému hodnocení toho, 
jak dobře se model učí p ředpovída t hodnoty b ě h e m trénování . K vizualizaci měnících se 
metrik v p r ů b ě h u t rénování slouží t akzvané křivky učení, nebo také kř ivky t rénování (an­
glicky learning curves nebo training curves). Kř ivka t rénování popisuje úspěšnost modelu, 
k terý provádí nějakou úlohu, jako závislost na u rč i t ém zdroji použ i t ém k vyřešení t é to 
úlohy [12]. 

Jako zdroj se v l i te ra tuře o umělých neuronových sítích uvádí počet t rénovacích ite­
rací [11]. Úspěšnost í modelu se také čas to myslí hodnota chybové funkce. Kř ivka učení se 
závislostí chybové funkce na p o č t u epoch je z jednodušeně znázorněna na obrázku 3.5. 

K zaznamenáván í p r ů b ě h u t rénování a porovnávání modelu byl použi t nás t ro j Weights 
& Biases [13], k te rý umožňuje v reá lném čase sledovat zvolené metriky a uk ládá data 
z předchozích trénovacích cyklů. Je tedy možné kval i ta t ivně srovnávat různé modely 
a v p ř ípadě po t ř eby se vrá t i t k té kombinaci architektury a p a r a m e t r ů , k t e r á měla nej lepší 
výsledky. 
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3.5. KŘIVKY TRÉNOVÁNÍ 
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4. DATA 

4. Data 
Umělá neuronová síť, k t e rá je p ř e d m ě t e m té to práce , m á za úkol na základě vložených 

dat získaných spektroskopickým měřen ím předpov ída t elektronovou hustotu a teplotu 
plazmatu. Pro t rénování takovéto neuronové sítě bylo p o t ř e b a vytvoř i t vhodný soubor 
dat neboli dataset. Datových vzorků v datasetu bylo p ř i t om p o t ř e b a co nejvíce a využívat 
reálně n a m ě ř e n á data pro prvo tn í t rénování modelu může být neprakt ické, jelikož měření 
většího množs tv í dat je časově náročné . Řešením bylo generování dat pomocí softwaru. 
Výhodou tohoto postupu je možnos t generovat velmi specifická spektra i s př ís lušnými 
parametry plazmatu. Také je možné v př ípadě po t ř eby poměrně rychle generovat nová 
data, např ík lad s j inými parametry nebo složením. 

4.1. Generování dat 
Jako prvn í přišel na ř a d u výběr vhodného softwaru pro generování spektroskopických dat. 
Různé druhy softwaru mohou bud modelovat spektra v aproximaci L T E , nebo modelovat 
spektra s uvážením komplexnějších fyzikálních procesů. V př ípadě n o n - L T E modelů byl 
původně plánovaný software (Opsial) b ě h e m řešení práce o d s t r a n ě n z oběhu a nebylo ho 
tedy možné využít . T í m p á d e m zbyla pouze možnos t L T E modelů a bylo rozhodnuto ge­
nerovat data pomocí da t abáze N I S T [16]. Samotné modelování spekter je velmi rozsáhlá 
problematika, k t e r á nejde obsáhnou t v rozsahu t é t o práce. 

Generování pomocí da t abáze N I S T se s t a n d a r d n ě provádí m a n u á l n í m zadán ím vstup­
ních p a r a m e t r ů do příslušných kolonek. Tyto vs tupn í parametry jsou složení, elektronová 
teplota, elektronová hustota, rozlišení a rozsah vlnových délek. N a základě těch to hodnot 
je nás ledně vymodelováno spektrum odpovídající z a d a n ý m h o d n o t á m . Hodnoty intenzity 
spektra se následně dají manuá lně s t áhnou t . Manuá ln í generování by ovšem při po t ř ebě 
velkého množs tv í dat bylo velmi zdlouhavé a vhodnějš í by bylo zvolit au toma t i cký proces. 
Automatizaci zadávání hodnot a s tahování spektra umožňuje knihovna pro programovací 
jazyk Py thon zvaná SimulatedLIBS [17], k t e rá umožňuje automatizaci generování pro 
rozsáhlejší soubory dat. 

B y l tedy vytvořen skript, k te rý umožňuje pouze zadat seznam požadovaných elektro­
nových hustot a elektronových teplot spolu s požadovaným prvkovým složením ve formě 
značek p rvků a přís lušných procentuá ln ích zas toupen í ve vzorku. P rocen tuá ln í zas toupení 
se v tomto p ř ípadě poč í t á jako procen tuá ln í hodnota p o č t u a t o m ů daného prvku v celém 
vzorku [16]. Tento skript po spuš těn í i te ra t ivně generuje spektra pro všechny kombinace 
zadaných p a r a m e t r ů . Každé spektrum je ve skriptu převzorkováno kubickou interpolací 
na požadovaný počet b o d ů . Spolu se spektrem, k te ré je uloženo v j edné buňce řádku , jsou 
v dalších buňkách samos ta tně uloženy příslušné hodnoty elektronové hustoty a elektro­
nové teploty. Dataset m á tedy v t é t o p o d o b ě t ř i sloupce. P rvn í s hodnotami elektronových 
teplot, d ruhý s hodnotami elektronových hustot a t ře t í obsahující vektory, v nichž jsou 
uloženy hodnoty spekter. Jeden řádek po t é obsahuje parametry plazmatu a hodnoty in­
tenzity spektra pro daný vygenerovaný vzorek. 
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4.1. GENEROVÁNÍ DAT 

lelO a) Generované spektrum 
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Obrázek 4.1: Příklad a) spektra generovaného popsanou metodou a b) reálně naměřeného 
spektra. Spektra mají jiné prvkové složení, nicméně na obrázku b) je vidět, že u reálného 

spektra jsou zřetelné vlivy pozadí, tvořící šum, kdežto v generovaném spektru se šum 
neobjevuje. 

Př ík lad spektra vygenerovaného výše popsanou metodou je vidět na obrázku 4.1 a). 
N a obrázku b) je zřetelné, že na nižších vlnových délkách jsou hodnoty rela t ivní intenzity 
poměrně malé . D ů v o d e m je to, že ve vzduchu dochází k vysoké absorpci U V části spektra. 
U generovaných dat to jde napodobit násoben ím spektra spekt rá ln í účinnost í zobrazenou 
na obrázku 4.2. V l i v násobení spekt rá ln í účinnost í je potom vidět na obrázku 4.3. 
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4. DATA 

Spektrální účinnost 

200 300 400 500 600 700 800 
Ä [nm] 

Obrázek 4.2: Průběh spektrální účinnosti, kterou se spektra násobila za účelem napodobení 
efektu absorpce U V záření vzduchem. 

4.2. Augmentace dat 
Jak už bylo řečeno, t rénování umělé neuronové sítě vyžaduje velký počet t rénovacích dat. 
Augmentace, neboli rozšíření datasetu umožňuje uměle navýši t počet vzorků v datasetu 
pro t rénování umělé neuronové sítě. Pro každý vzorek se vytvoř í několik kopií, na k te rých 
jsou provedeny různé drobné úpravy, tak aby byly p o d o b n é p ů v o d n í m u vzorku, ale nebyly 
k němu to tožné . T í m t o způsobem lze také do dat vnést nedokonalosti, k te ré by vznikly 
měřen ím v reálných podmínkách . Např ík lad u m ě l ý m p ř idán ím šumu lze docílit efektu, 
k terý se p o d o b á šumu v reálných spektrech. Ten bývá způsoben vlivem pozadí , ale t aké 
je do dat vnášen k a ž d ý m komponentem exper imentá ln í soustavy. Tento efekt je vidět na 
obrázku 4.1 b). 

Pro augmentaci byl vytvořen s amos t a tný skript, k te rý nač te generovaná data ze sou­
boru, provede augmentaci a rozšířený dataset uloží do nového souboru. V tomto př ípadě 
je vyb ráno spektrum z datasetu, k teré je p ronásobeno spekt rá ln í účinnost í , načež z něj 
jsou vytvořeny t ř i kopie. K jedné kopii je p ř ič tena l ineární klesající funkce, ke d ruhé kopii 
je p ř ič tena l ineární rostoucí funkce a ke t ře t í kopii je p ř ič tena kons tan tn í funkce. Z těchto 
čtyř spekter jsou následně i teračně tvořeny další kopie a do každé z těch to kopií je p ř idán 
šum o p ředem zvolené intenzitě . Intenzita šumu v tomto př ípadě předs tavuje hodnotu 
směroda tné odchylky normáln ího rozdělení, ze k te rého jsou n á h o d n é hodnoty šumu vy­
bírány. Různé intenzity, pro které m á program iterovat jsou p ředem zadány ve formě 
seznamu. Pro každou intenzitu šumu je p o t é b r á n určitý, rovněž p ř e d e m volitelný počet 
spekter, př ičemž š u m je v každém generován náhodně . Počet spekter získaných z jednoho 
původního spektra je tedy dán jako: 

původní spektrum — > 4 + 4 x počet intenzit šumu x počet vzorků šumu, (4.1) 

kde „4" označuje dohromady původn í spektrum, spektrum s př ič tenou l ineární klesa­
jící funkcí, spektrum př ič tenou l ineární rostoucí funkcí a spektrum s př ič tenou kons tan tn í 
funkcí. 
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4.2. AUGMENTACE DAT 

lelO a) Původní generované spektrum 
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l e l 0 b) Generované spektrum vynásobené spektrální účinností 
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Obrázek 4.3: Srovnání a) původního generovaného spektra a b) generovaného spektra 
vynásobeného spektrální účinností. Násobení spektrální účinností bylo prováděno s cílem 

napodobit charakter reálných spekter, kde v důsledku silné absorpce v oblasti U V dochází ke 
značnému poklesu relativní intenzity v této oblasti. 

Každému nově z ískanému spektru jsou př i řazeny parametry plazmatu původn ího spek­
tra. Př ík lady toho, jak vypada j í spektra po aplikaci různých úprav , jsou vidět na obrázcích 
4.4 a 4.5. V kódu je navíc využ i ta p roměnná , k t e r á ovlivňuje to, jak moc se jednot l ivé 
úpravy projeví. Jde o max imáln í hodnotu intenzity daného spektra podělenou konstantou 
zvolenou tak, aby úp ravy nevnášely do dat informace navíc (např . příliš silný š u m by se 
mohl jevit jako nové spekt rá ln í čáry) a aby úp ravy zároveň napodobovaly nedokonalosti 
reálných měření . Zvolená konstanta měla hodnotu 5 • 10 2 . Uvedenou p roměnnou se násobí 
intenzita vnášeného šumu a dosazuje se jako maximáln í hodnota př ič í taných l ineárních 
funkcí. Hodnota kons t an tn í funkce je po té d á n a jako poloviční hodnota t é to p roměnné , 
což je zřetelné i z obrázku 4.4. 
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4. DATA 
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Obrázek 4.4: Příklad původního spektra a spekter s přičtenými funkcemi. Efekt je pro 
názornost přehnaný. 
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4.2. AUGMENTACE DAT 

a) Přidání šumu do původního spektra 
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c) Přidání šumu do původního spektra s přičtenou lineární klesající funkcí 
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Obrázek 4.5: Příklady přidání šumu k a) původnímu spektru, b) spektru s přičtenou lineární 
rostoucí funkcí a c) spektru s přičtenou lineární klesající funkcí. Spektrum s přičtenou 

konstantní funkcí a šumem by se podobalo případu a), pouze s posunutím intenzity v kladném 
směru, a proto zde není uvedeno. 
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5. METODOLOGIE A VÝSLEDKY 

5. Metodologie a výsledky 
Data získaná metodou popsanou výše slouží k t rénování umělé neuronové sítě. P l á n e m 

bylo využi t í dopředné , plně propojené sítě kvůli re la t ivní jednoduchosti t é t o architektury 
a dos ta t ečnému výkonu modelu pro spektroskopická data. Hlavním úkolem bylo zjistit, 
zda vůbec jde nacvičit umělou neuronovou síť na generovaných spektroskopických datech 
tak, aby dokázala p ředpovída t parametry plazmatu. Pro tento úkol byla vygenerována 
spektra odpovídající s toprocentn í p ř í tomnos t i jed iného prvku ve vzorku. Tento p ř í s tup 
sice dokonale nereflektuje realitu naměřených spekter, n icméně výhodou je jednoduchost 
těch to spekter a ověření modelu je p rvn ím krokem k vyřešení celé úlohy. Zvolené prvky 
byly železo, t i tan a wolfram. Zvolené hodnoty elektronové hustoty a teploty pro tato data 
jsou uvedena v tabulce 5.1. B y l y použi ty všechny kombinace těchto p a r a m e t r ů . 

Tabulka 5.1: Hodnoty elektronové teploty Te a elektronové hustoty ne použité při generování 
jednoprvkových spekter v prvotním datovém souboru. 

Te [eV] 1,0 1,1 1,2 1,3 1,4 

ne [cm - 3 ] 10 1 5 10 1 6 10 1 7 10 1 8 1 0 19 

Práce s většími da tovými soubory a t rénování modelu bylo prováděno v pros t řed í Go­
ogle Colab, jelikož v n ě m jde využít hardwarové akcelerace p ros t ředn ic tv ím G P U . Počet 
hodnot šumu při augmentaci, poče t hodnot p a r a m e t r ů při generování a poče t b o d ů pro 
převzorkování spekter po generování byl zvolen tak, aby nedocházelo k překročení l imitů 
pamě t i v pros t ředí Colab, k t e rá činila 12,7 G B . N a vygenerovaných datech byla provedena 
augmentace způsobem p o p s a n ý m výše s intenzitami šumu v rozmezí 0,01 až 0,1 s krokem 
0,01. Rozšířený da tový soubor byl po t é dle s t anda rdn ího postupu rozdělen na trénovací, 
validační a testovací data. Rozdělení bylo provedeno n á h o d n ý m výbě r em vzorků, tedy 
spekter a příslušných hodnot p a r a m e t r ů plazmatu z celkového da tového souboru. 
Testovací data tvoři la 20% z celkového da tového souboru a validační data tvoři la 20% ze 
zbytku po vyjmut í testovacích dat. Zbylý da tový soubor po odebrán í testovacích a t réno-
vacích dat tvořil t rénovací data. 

P ř e d s a m o t n ý m t rénováním bylo provedeno předzpracování zvlášť pro vs tupn í data 
(spektra) a výs tupn í data (hodnoty elektronové hustoty a teploty). Výs tupn í data byla 
přeškálována dělením max imáln í hodnotou pro každou veličinu. Kvůli exponenciá ln ímu 
charakteru hodnot elektronové hustoty byl p řed přeškálováním z těch to hodnot b r á n deka­
dický logaritmus. Spektra byla normována na interval (0,1) dělením jednot l ivých hodnot 
intenzity max imá ln í hodnotou intenzity pro dané spektrum. 

Hledání op t imáln ího modelu bylo prováděno opě tovným t rénováním na těchto datech 
a úpravami architektury (př idáváním a odeb í rán ím vrstev) a h y p e r p a r a m e t r ů sítě (různý 
learning rate, batch size, různé kombinace akt ivačních funkcí a p o č t ů neuronů ve vrst­
vách). Výsledky jednot l ivých mode lů byly moni torovány a srovnávány pomocí nás t ro je 
Weights & Biases [13]. V urč i t ém bodě byl pak model s nejlepšími výsledky prohlášen za 
výsledný a testovací data byla s jeho použ i t ím vyhodnocena. Architektura tohoto modelu 
je naznačena na obrázku 5.1. 
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Obrázek 5.1: Schéma výsledného modelu umělé neuronové sítě. Vstupní rozměr odpovídá 6000 
bodům hodnot intenzity spektra. Dále se v modelu nachází šest skrytých vrstev. Počty 

neuronů v jednotlivých vrstvách jsou postupně 1024, 512, 256, 128, 64 a 32 neuronů. Na 
výstupu jsou dvě vrstvy, každá o jednom neuronu, s výstupními hodnotami elektronové 

hustoty (označené jako Ne) a elektronové teploty (označené jako Te). Všechny vrstvy v modelu 
jsou plně propojené (Dense) a na všech skrytých vrstvách je jako aktivační funkce užita 
sigmoida. Na výstupních vrstvách jsou použity lineární aktivační funkce. Schéma bylo 

vytvořeno pomocí nástroje Netron [18]. 

Nej lepší výsledky byly dosaženy s op t imal izá to rem A d a m z knihovny Keras [10] s po­
nechaným výchozím nas tavením. Použ i t á hodnota batch size byla 256 a počet epoch byl 
nastaven na 500, jelikož při menš ím p o č t u epoch byl ješ tě vidět pokles chybové funkce 
v několika posledních epochách. Použí t by se dal i větší poče t epoch, ale po 500. epoše se 
hodnoty chybových funkcí příliš neměni ly a t rénování by se t í m prodlužovalo. Chybové 
funkce na trénovacích a validačních datech jsou vyobrazeny na obrázku 5.2. Predikce 
byly prováděny tak, že se do modelu vložila s a m o t n á spektra z tes tovacího datasetu bez 
příslušných hodnot p a r a m e t r ů plazmatu. Tyto hodnoty předpovídal model na základě 
předchozího t rénování . Porovnán í predikcí výsledného modelu s hodnotami p a r a m e t r ů 
plazmatu p řevza tými p ř ímo z tes tovacího da tového souboru jsou naznačeny na obrázcích 
5.3 a 5.4. 

Po ověření možnos t i t rénování umělé neuronové sítě na j ednoduchých spektroskopic­
kých datech se př is toupi lo ke generování více realist ických dat. Tato data měla p rvkovým 
složením a p rocen tuá ln ím zas toupen ím jednot l ivých p rvků napodobovat reálnou ocel. 
Oproti j ednoprvkovým s p e k t r ů m jde o realističtější p ř í s tup , n icméně re la t ivní složitost 
spekter se projevila i ve výrazně delší době , kterou zabralo generování. Nejprve byl vy­
tvořen skript, k te rý generoval n á h o d n á procen tuá ln í zas toupen í p ř e d e m daných p rvků ve 
vzorku. P rocen tuá ln í zas toupen í jednot l ivých p rvků byla b r á n a z p ředem daného rozsahu, 
zvoleného tak, aby měla generovaná složení charakter reálné oceli. Zmíněné rozsahy jsou 
zapsány v tabulce 5.2. Tato vy tvořená složení byla uk l ádána do tabulky a využ i ta dále při 
generování spekter. Tabulka složení byla odevzdána v příloze t é t o práce . Generování dále 
probíhalo o b d o b n ý m způsobem, jako v p ř ípadě jednoprvkových dat. Mís to jednoho prvku 
a s toprocen tn ího zas toupen í bylo nyní i terováno přes všechna složení z tabulky. Hodnoty 
elektronové hustoty a teploty použi té při generování těch to víceprvkových dat byly také 
zvoleny na základě reálně pozorovatelných hodnot a jsou uvedeny v tabulce 5.3. 
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Obrázek 5.2: Průběh trénovací a validační chybové funkce při trénování na jednoprvkových 
datech a) pro všech 500 trénovacích epoch a b) od 20. epochy dále. Hodnoty chybové funkce v 
dané epoše jsou dány součtem hodnoty chybových funkcí pro každý výstupní parametr, tedy 

pro elektronovou hustotu a elektronovou teplotu. Na obrázku a) je vlevo dole vidět jakýsi 
„schod". Chybové funkce zde zůstávají na několik epoch konstantní a poté opět prudce klesají. 
Příčinu tohoto jevu nejsem schopen vysvětlit. Na obrázku b) je poté vidět pravidelnější klesání 

obou funkcí. 

Tabulka 5.2: Rozsahy procentuálního zastoupení zvolených prvků pro generování 
spektroskopických dat. Procentuální zastoupení železa bylo pro každé vytvořené složení 

dopočítáno do 100%. Jako příloha této práce byla odevzdána přesná tabulka s jednotlivými 
složeními. 

Značka prvku C r M n N i Si M o Fe 

Zas toupení v procentech 1 - 15 0,5 - 2 5 - 1 5 0,5 - 1,5 0,5 - 3 zbytek do 100 

Tabulka 5.3: Hodnoty elektronové teploty Te a elektronové hustoty ne použité při generování 
jednoprvkových spekter v prvotním datovém souboru, který byl využit pro ověření 

použitelnosti umělé neuronové sítě. 

Te [eV] 0,7 0,8 0,9 1,0 1,1 1,2 1,3 

ne [cm - 3 ] 1 0 16 5 • 10 1 6 10 1 7 5 • 10 1 7 10 1 8 5 • 10 1 8 1 0 19 
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Srovnání predikovaných a cílových hodnot elektronové teploty 
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Obrázek 5.3: Srovnání predikovaných a cílových hodnot elektronové teploty po 500 epochách 
trénování. Cílovými hodnotami jsou hodnoty elektronové teploty z testovacího datového 
souboru a predikované hodnoty vznikly jako předpověď výsledného modelu pro příslušná 

spektra. Kvůli množství vzorků se cílové hodnoty jeví jako čáry, nicméně každé cílové hodnotě 
náleží jedna predikovaná hodnota. Je vidět, že predikované hodnoty tvoří shluky blízko 
hodnotám cílovým. Elektronová teplota je uvedena v bezrozměrných jednotkách, jelikož 

hodnoty jsou přeškálovány. 
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Srovnání predikovaných a cílových hodnot elektronové hustoty 
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Obrázek 5.4: Srovnání predikovaných a cílových hodnot elektronové hustoty po 500 epochách 
trénování. Cílovými hodnotami jsou hodnoty elektronové hustoty z testovacího datového 
souboru a predikované hodnoty vznikly jako předpověď výsledného modelu pro příslušná 

spektra. Kvůli množství vzorků se cílové hodnoty jeví jako čáry, nicméně každé cílové hodnotě 
náleží jedna predikovaná hodnota. Je vidět, že predikované hodnoty tvoří shluky blízko 

hodnotám cílovým. Elektronová hustota je uvedena v bezrozměrných jednotkách, jelikož 
hodnoty jsou logaritmovány dekadickým logaritmem a přeškálovány. 

29 



Proces augmentace byl u těch to dat p o d o b n ý jako v předchozím př ípadě , ovšem byly 
zvoleny pouze t ř i hodnoty intenzity šumu a od každé byly b rány t ř i spektra, každé s ná­
hodně generovaným šumem. Počet byl oproti p rvn ím d a t ů m omezen, jelikož v tomto 
př ípadě bylo získáno více spekter při generování a opět bylo p o t ř e b a b r á t v potaz velikost 
pamě t i v pros t ředí Google Colab. Předzpracování proběhlo rovněž p o d o b n ý m způsobem, 
jako v předešlém př ípadě . 

Pro t rénování byl použi t stejný model, k te rý byl popisován výše v p ř ípadě jednoprv­
kových spekter, jako výsledný. Pro jednodušš í spektra měl tento model poměrně dobrou 
přesnost , n icméně po t rénování na nových, realističtějších datech, byly výsledky řádově 
horší. Minimální hodnota chybové funkce byla o několik ř á d ů vyšší, jak je vidět i na 
obrázku 5.5. Model nakonec predikoval pouze jednu hodnotu pro všechna spektra v tes­
tovacím da tovém souboru, což je naznačeno na obrázku 5.6. Vysvětlení tohoto jevu bylo 
věnováno značné množs tv í času. Nejprve jsme hledali chybu v kódu, ovšem jediný rozdíl 
oproti předešlému t rénování je v charakteru dat, t akže je možné, že pro větší množs tv í 
vzorků s p o d o b n ý m prvkovým složením se při generování tolik neprojeví v l iv p a r a m e t r ů 
plazmatu a ve spektrech jsou pouze malé rozdíly, k te ré síť nedokáže dobře rozlišit. B y l y 
vyzkoušeny i složitější a mnohem větší modely, se k te rými šlo dosáhnou t mírně lepších 
výsledků. Je tedy možné , že model se značně komplexnější architekturou by se dal nacvičit 
k d o b r ý m predikcím, ovšem zde opět na ráž íme na omezení p a m ě t i a výpoče tn ího výkonu 
pros t ředí Colab. Řešení tohoto problému bude p ř e d m ě t e m další práce v budoucnosti. 

P ů v o d n ě bylo v p lánu dot rénovat model na reálně naměřených spektrech, nicméně 
dobré predikce šly získat pouze t rénováním na jednoprvkových spektrech, k t e r á nejsou 
úplně realistická. Reá lná spektra, k t e r á byla k dispozici, pocházejí ze vzorků s podob­
n ý m složením, k teré bylo použi to pro generování d ruhého datasetu. Jelikož ale síť neměla 
uspokojivé výsledky na d r u h é m datasetu, nebylo možné j i použí t pro reá lná data. Použi t í 
sítě na t rénované na původních jednoprvkových spektrech nemělo smysl pro reá lná více-
prvková spektra. Tento krok tedy proveden nebyl. 
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Obrázek 5.5: Průběh trénovací a validační chybové funkce při trénování na víceprvkových 
datech a) pro všech 500 trénovacích epoch a b) od 20. epochy dále. Hodnoty chybové funkce v 
dané epoše jsou dány součtem hodnoty chybových funkcí pro každý výstupní parametr, tedy 

pro elektronovou hustotu a elektronovou teplotu. Chybové funkce na začátku trénování prudce 
klesají, načež jsou od určité hodnoty víceméně konstantní. Př i tom jsou jejich minimální 

hodnoty řádově vyšší, než v případě trénování na jednoprvkových spektrech. 
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Srovnání predikovaných a cílových hodnot elektronové teploty a hustoty 
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Obrázek 5.6: Srovnání predikovaných a cílových hodnot elektronové teploty (vlevo) a 
elektronové hustoty (vpravo) po 500 epochách trénování. Cílovými hodnotami jsou hodnoty 
elektronové teploty a hustoty z testovacího datového souboru a predikované hodnoty vznikly 

jako předpověď výsledného modelu pro příslušná spektra. Kvůli množství vzorků se cílové 
hodnoty jeví jako čáry, nicméně každé cílové hodnotě náleží jedna predikovaná hodnota. Obě 

veličiny jsou kvůli přeškálování uvedeny v bezrozměrných jednotkách. Je vidět, že model v 
obou případech predikoval pouze jednu hodnotu pro všechna spektra. 
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6. ZÁVĚR 

6. Závěr 
Tato baka lá ř ská práce se zabývala predikcí p a r a m e t r ů plazmatu z L I B S spekter po­

mocí umělé neuronové sítě a vy tvá řen ím da tových souborů pro tento úkol. V prvních 
dvou částech byl nas t íněn s t ručný úvod do fyziky plazmatu, teorie metody L I B S a teorie 
umělých neuronových sítí. Některé odborné výrazy byly vědomě ponechané v angličtině, 
protože pro ně neexistuje us tá lený překlad a běžně se používají jejich originální názvy. 
V dalších částech byl uveden postup řešení práce . 

B y l y vytvořeny s amos t a tné skripty pro generování spektroskopických dat, jejich aug-
mentaci, rozdělení do trénovacích, validačních a testovacích souborů, předzpracování a sa­
mo tné t rénování modelu dopředné , plně propojené umělé neuronové sítě. 

Nejprve byla generována j ednoduchá data se s toprocen tn ím zas toupen ím jediného 
prvku ve vzorku. Ta sloužila k ověření možnost i t rénování umělé neuronové sítě na spek­
troskopických datech. Da tový soubor byl pomocí skriptu rozdělen na trénovací , validační 
a testovací . Po předzpracování dat se př is toupi lo k s a m o t n é m u t rénování modelu. Spek­
tra představovala vs tupn í data, za t ímco jednot l ivé hodnoty elektronové hustoty a teploty 
představovaly výs tupn í data. Výsledný model umělé neuronové sítě byl zvolen na základě 
porovnávání výsledků z různých t rénování , kdy se pokaždé zkoušely j iné kombinace hy-
p e r p a r a m e t r ů a architektury modelu. Trénováním výsledného modelu na jednoprvkových 
spektrech se dalo dosáhnou t uspokojivě přesných predikcí p a r a m e t r ů plazmatu. 

V dalš ím kroku byla generována nová data tak, aby blíže napodobovala ta reálně pozo­
rovatelná. Prvkové složení při generování bylo zvoleno tak, aby zhruba odpovídalo reá lným 
složením ocelí. Augmentace, rozdělení da tového souboru a předzpracování bylo provedeno 
obdobně , jako v předchozím př ípadě . Pro t rénování byl zvolen stejný model, k te rý měl 
u jednoprvkových spekter nejlepší výsledky. Trénováním tohoto modelu se ovšem nepo­
vedlo dosáhnou t uspokojivých výsledků. Možnou př íčinou je to, že při generování spekter 
pro větší množs tv í p rvků software nemodeloval spektra s dos ta tečně velkým vlivem para­
m e t r ů plazmatu. J inou př íčinou může být p o t ř e b a užit í mnohem komplexnějšího modelu 
umělé neuronové sítě, k t e rý by však mohl být mnohem náročnější na výpoče tn í výkon 
a paměť a přesahuje rozsah t é t o práce. Kvůli neuspokoj ivosti výsledků t rénování na více-
prvkových spekter nakonec nebylo zrealizováno plánované dot rénování modelu na reálně 
naměřených spektrech. 

V ý s t u p e m t é t o práce jsou samos ta tné skripty pro generování spekter, augmentaci dat, 
rozdělení na trénovací , validační a testovací soubory, předzpracování a s amotné t rénování 
modelu. B y l a ověřena možnos t na t rénování umělé neuronové sítě na spektroskopických 
datech. Pro zajištění lepších výsledků při t rénování na složitějších víceprvkových spek­
trech bude nejspíše zapo t řeb í mnohem komplexnější umělá neuronová síť. Tato práce je 
tedy po tv rzen ím konceptu predikce p a r a m e t r ů plazmatu pomocí umělé neuronové sítě, 
n icméně pro realističtější data bude zapo t řeb í dále hledat opt imálnějš í modely umělých 
neuronových sítí. 
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7. Seznam použitých zkratek a 
symbolů 

L T E lokální t e r m o d y n a m i c k á rovnováha (z angl. Local Thermodynamic 
Equil ibrium) 

L I B S spektroskopie laserem buzeného plazmatu (z angl. Laser-Induced Bre­
akdown Spectroscopy 

CO2 oxid uhličitý 

F W H M pološířka spekt rá ln í čáry (z angl. Fu l l -Wid th at Half-Maximum) 

R e L U Rectified Linear Uni t 

M S E s t řední kvadra t ická chyba (z angl. Mean Squared Error) 

N I S T Národn í institut s t a n d a r d ů a technologie (z angl. National Institute 
of Standards and Technology) 

G P U grafický procesor (z angl. Graphics Processing Unit) 

G B gigabajt 

C r chrom 

M n mangan 

N i n ik l 

Si křemík 

M o molybden 

Fe železo 

T t e r m o d y n a m i c k á teplota 

AEÍJ rozdíl energií hladiny i a hladiny j 

Ei energie atomu ve stavu i 

Ej energie atomu ve stavu j 

rii hustota a t o m ů ve stavu i 

rij hustota a t o m ů ve stavu j 

Ni poče t a t o m ů ve stavu i 

Nj poče t a t o m ů ve stavu j 

k Boltzmannova konstanta 
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7. SEZNAM POUŽITÝCH ZKRATEK A SYMBOLU 

h Planckova konstanta 

Vij frekvence fotonu vyzářeného při p řechodu mezi hladinami i a j 

Qi poče t degenerovaných s tavů z-té hladiny 

Ns celkový počet a t o m ů prvku S 

U s (T) hodnota par t i čn í funkce prvku S při tep lo tě T 

ne e lektronová hustota plazmatu 

n1 obsazenost neut rá ln ích s tavů 

n11 obsazenost j edenkrá t ionizovaných s tavů 

Eion ionizační potenciá l základního stavu 

me hmotnost elektronu 

a vlnové číslo 

do s t řed spekt rá ln í čáry 

/ intenzita záření 

I \ pološířka čáry pro Lorentzovo rozdělení 

TG pološířka čáry pro Gaussovo rozdělení 

r doba t rvání excitace 

M klidová hmotnost vyzařujícího atomu 

c rychlost světla 

/ akt ivační funkce na neuronu 

b bias 

x v s tupn í hodnota / vektor vs tupních hodnot 

w váha / vektor vah 

y požadovaný výs tup sítě 

n poče t t rénovacích v s t u p ů 

ý vektor v ý s t u p ů sítě pro vstupy x 

C kvadra t ická chybová funkce 

0 p r o m ě n n á zastupující váhy a biasy 

r] learning rate 
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dávka v s t u p ů (batch) 

velikost dávky v s t u p ů (batch size) 

počet vrstev v umělé neuronové síti 

aktivace neuronu 

vážená suma na neuronu 

chyba j - t é h o neuronu ve vrs tvě l 

vlnová délka záření 

elektronová teplota 


