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Abstrakt

Préace se vénuje problematice propojeni aktivniho uceni a konvolué¢nich neuronovych siti
pri rozpoznavani obrazu. Cilem je pozorovat chovani vybranych strategii aktivniho uceni
v sirsim spektru podminek. Nejprve se v praci nachazi teoreticky uvod do problematiky
aktivniho uceni, nésledné je vénovan prostor motivaci a obtizim spojeni aktivniho uceni
s neuronovymi sitémi. Samotné chovani vybranych strategii pifi kontinudlnim uceni je pak
pozorovano pomoci nékolika experimenti, testujicich zavislost vykonu na obtiznosti data-
setu, kvalité trénovaného modelu, trénovacich epochéach, velikosti pridavané sady vzork,
spolehlivosti anotatora a pouziti techniky pseudo-oznacovani. Vysledky ukazuji zavislost
kontinualniho aktivniho uceni na obtiznosti datasetu a poctu trénovacich iteraci, dale pak
odolnost strategii na rozumnou miru chybovosti anotatora. Benefity z pseudo-oznacovani
jsou tizce spjaty s dostatecnou kvalitou modelu. Konec¢né, tradi¢ni strategie aktivniho uceni
mohou v nékolika piipadech konkurovat strategiim Sitym na miru pro konvolucni sité.

Abstract

The topic of this thesis is the combination of active learning strategies used in conjunction
with deep convolutional networks in image recognition tasks. The goal is to observe the
behaviour of selected active learning strategies in a wider array of conditions. The first
section of the thesis is dedicated to the theory of active learning, followed by the motivation
and challenges of combining them with convolutional neural networks. The goal of this thesis
is achieved by a series of experiments, in which the behaviour of active learning strategies
is tested for dependencies on the difficulty of the dataset, quality of the learning model,
number of training epochs, the size of a batch of samples added in each iteration, the oracle’s
consistency and the usage of pseudo-labeling technique. The results show the dependency
of continuous active learning on the number of training epochs in each iteration and the
difficulty of a given dataset. Chosen strategies also seem somewhat resistant to the oracle’s
faults. The benefits of using pseudo-labeling come hand in hand with the quality of the
learning model. Finally, traditional active learning strategies have shown in some cases
that they are capable of keeping the pace with modern, tailored strategies.
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Kapitola 1

Uvod

Tato prace se zabyva skloubenim konvolu¢nich neuronovych siti a techniky aktivniho uc¢eni
pro Teseni problému rozpoznavani obrazu. Hluboké a aktivni uceni jsou dilezité pilire stro-
jového uceni, které vsak doposud spiSe nezavisle koexistovaly. Hlavné kvili problému ské-
lovatelnosti a adaptace tradi¢nich metod aktivniho uceni pro praci s architekturami obsa-
hujicimi mnoho parametri, jako jsou hluboké neuronové sité. V poslednich letech se vSak
udélaly na tomto poli zna¢né pokroky, motivované potencidlem aktivniho ucéeni citelné re-
dukovat velikost trénovaci sady a tim padem i ¢as a penize vénované oznacovani trénovacich
vzorki.

Cilem mé prace je pomoci siroké skaly experimentii pozorovat i¢innost a chovani no-
vodobych i tradi¢néjsich strategii aktivniho uceni ve spojeni s neuronovymi sitémi napric
odlisnymi parametry.

V tvodni, teoretické, ¢asti své prace se vénuji popsani principu aktivniho ucéeni a jeho
uplatnéni v praktickych problémech. Zaroven podrobnéji rozebiram metody aktivniho ucend,
predevsim ty, které jsem zvolil pro své experimenty. Nasleduje vyuziti aktivniho uceni kon-
krétné s konvoluc¢nimi neuronovymi sitémi, motivace pro tento postup, i unikatni problémy;,
jez toto spojeni prinasi. Na zavér zminuji stavajici state-of-the-art feSeni, i sméry, kterymi
se souCasny vyzkum tohoto tématu udava.

Nisledujici kapitola je jiz o praktické strance mé prace. Sviij prostor zde mimo samotné
implementace a vyuzitych nastroji dostava popis mnou zvolenych dataseti a modelu, jez se
na nich budou trénovat. Podstatnéjsi ¢ast tvori samotné experimenty, predpoklady a dilci
ZAvery.

V samotném zavéru pak rekapituluji dosazené poznatky a zamyslim se nad moznymi
budoucimi experimenty a oblastmi zajmu.



Kapitola 2

Aktivni uceni, i v kombinaci s
neuronovymi sitémi

2.1 Samotné aktivni uceni

Aktivni uceni je disciplinou strojového uceni, obecnéji také umélé inteligence. Klicovou
myslenkou tohoto pristupu je nechat ucici se algoritmus vybirat si data, na kterych se bude
trénovat. Takto ,zvédavy* ucici se algoritmus pak poda lepsi vykon s mensSim trénovacim
usilim. Tato vlastnost je obzvlast zadouci pti vyuziti strojového uceni s ucitelem (supervised
learning), kdy pro ziskdni rozumného vysledku je potfeba velkého mnozstvi oznacenych
trénovacich vzorkd. Oznacené vzorky jsou v nékterych pripadech k dispozici snadno a laciné,
napriklad pfi hodnoceni filmt poctem hvézdicek nebo oznaceni nezadanych zprav za ,spam*.
Ucici se systémy pak na zdkladé téchto priznakt a hodnoceni dokazi lépe filtrovat postu
¢i doporucovat filmy a knihy. V téchto pfipadech sam uzivatel poskytuje zdarma dostatek
oznacenych vzorku, ale v mnoha sofistikovanéjsich scénarich a problémech strojového uceni s
ucitelem jsou kvalitné oznacené vzorky obtizné ziskatelné nebo je potieba velkého ¢asového
¢i finan¢niho Gsili k jejich oznaceni [13].
Kuptikladu:

e Rozpoznavani reci. Pfesné znaceni mluveného projevu je velmi ¢asové narocné a
vyzaduje spolupraci zkuSenych lingvisti. Anotace na drovni slov mize trvat az de-
setindsobek doby trvani nahravky a anotaci fonému dokonce az ¢tyfistanasobek (pro
minutovou nahrévku tedy trva znaceni slov deset minut a fonému skoro sedm hodin)
[60]. Dialekty a fidce pouzivané jazyky tento problém umoctuji.

e Extrakce informace. Kvalitn{ systémy pro extrakci informace musi byt trénovany
na detailné anotovanych dokumentech. Uzivatelé vyznacuji entity a vztahy, jez jsou
stfedem zdjmu (napriklad jména osob a organizaci, zda osoba pracuje pro néjakou
spole¢nost apod.). Avsak i pro jednoduché novinové ¢lanky mize lokalizace a vyzna-
¢eni téchto idaju trvat tficet minut i vice [15]. Anotace dat jinych znalostnich domén
miize vyzadovat dodate¢nou expertizu, naptiklad pro tcely extrakce biomedicinskych
informaci je zapotfebi asistence pii anotaci od doktorti biologie.

e Klasifikace a filtrovani. Uceni klasifikace dokumentti, obrazovych a zvukovych dat
¢i videi vyzaduje od uzivatele oznaceni kazdého z tisici, ba i desetitisicti vzorki. Tento
proces muze byt nesmirné zdlouhavy a ¢asto vede k chybam v anotaci z divodu inavy.



Smyslem aktivniho uceni je prekonat tuto prekdzku pomoci dotazi v podobé neozna-
¢enych vzorkt, pro které chce ziskat nejcastéji od lidského anotdtora spravné oznaceni.
Timhle zpusobem se aktivné ucici se algoritmus snazi dosahnout nejvyssi mozné presnosti
za vyuziti co nejméné oznacenych dat, tim padem se minimalizuje Gsili vynaloZené anotaci.
Ve spousté modernich problému strojového uceni, kdy neni obtizné ziskat samotna data,
ale jejich oznaceni s sebou nese velkou ¢asovou nebo finan¢ni zatéz, lze snadno odivodnit
vyuziti a rozvoj technik aktivniho uceni [13].

Trénovani modelu Model
Trénovaci Neanotovana
sada sada
Ptidani nové anotovanych Anotator Vybér vzorkd k anotaci

Obrazek 2.1: Cyklus aktivniho uceni.

Obrazek 2.1 predstavuje jednoduchy nacrt cyklu aktivniho ucéeni. Ucici se model zacina
trénovat s malou sadou oznacenych vzorki, dotazuje se anotdtora o oznaceni jednoho ¢i
vice vhodné zvolenych vzorku z vétsi, neoznacené, sady a nasledné nové anotované vzorky
pridava do své trénovaci sady. Po epizodé trénovani opét model zada dalsi informativni
vzorky.

2.1.1 Varianty pokladdani dotazt

Existuje nékolik rozdilnych pristupi, jak ucici se model muze formulovat dotazy. Tt hlavni
varianty jsou ,Syntéza dotazu“ (Membership query synthesis), ,Postupné selektivni vzor-
kovani“ (Stream-based selective sampling) a ,Vzorkovani sady dat“ (Pool-based sampling).
Obrazek 2.2 nastinuje jejich podstatu a rozdily, podrobnéjsi popis nasleduje. Na téchto tfech
variantdch stoji podstatna ¢ast dosavadniho vyzkumu aktivniho uceni. VSechny tfi pred-
pokladaji vysledny dotaz v podobé neoznacené instance predané anotatorovi k oznaceni,
existuji vSak i alternativni pristupy, pfiblizeny v [13].



Syntéza dotazu

Model vytvafi dotaz
de novo

Postupné selektivni vzorkovani

Vybér jednoho vzorku, model
rozhoduje, zda-li se dotazovat, >
nebo vzorek zahodit

Oznaceni vzorku
anotatorem

Vzorkovani sady dat

Vybér velké sady vzorkl, model
voli nejlepsi k dotazani

Obrazek 2.2: Diagram tri hlavnich variant pokladani dotazu.

Syntéza dotazu

Jeden z prvnich scénaiu, jak formulovat dotaz. Ucici se model muze dotazovat anotaci
jakéhokoliv neoznaceného vzorku ze vstupnich dat, ale predevsim se predpoklada, ze mo-
del bude vyzadovat anotaci jim vygenerovaného umélého vzorku. Efektivni syntéza dotazu
Casto zlepsuje ucenlivost modelu jak v oborech kone¢nych problému [1] [2], tak v regresnich
ukolech strojového uceni, naptiklad pii odhadu soufadnic pozice robotického ramena [I1].

Tento pristup je prijatelny pro mnoho praktickych problémi, avsak znaceni ¢asto velmi
nahodnych generovanych dotazu se muze projevit jako velmi obtizné pro lidského anotatora.
Piikladem budiz préce [30], kdy byla syntéza dotazi pouzita v tandemu s lidskymi anota-
tory pro klasifikaci rukou psanych znaki. Necekanym problémem se projevila skutecnost,
ze vétsina modelem vygenerovanych dotazi se skladala z umélych, hybridnich, znakt bez
sémantického vyznamu. Obdobné obtize 1ze predpoklddat i pfi zpracovani prirozené fedi.
Tyto limitace daly za vznik jiz zminénym dal$im variantam formulovani dotazu.

Nicméné, prace kolektivu kolem R. Kinga [25] [24] popisuji inovativni a slibny zpusob,
jak syntézu dotazti vyuzit vskutku efektivné k feseni skutecného problému. Vyuzivaji ,ro-
botického védce®, jenz dokaze vykonat sérii autonomnich biologickych experimenti pro na-
lezeni metabolickych cest kvasinky Saccharomyces cerevisiae. V tomto pripadé neoznaceny
vzorek predstavuje smés chemickych roztok, které tvori zivnou pudu, a zaroven konkrétni
kvasinkova mutace. Oznacenim vzorku je pak skutecnost, zda-li se mutaci v této zivné pudeé
darilo. VSechny experimenty jsou autonomné syntetizovany a fyzicky provedeny laborator-
nim robotem. Tenhle piistup k vyuziti aktivniho uceni vyustil v trojnasobné snizeni ceny
experimentilniho materidlu oproti nasazeni experimentu s nejnizsi cenou, a az stonasobné
snizeni v pripadé ndhodné generovanych experimentu.

V doménéach, kdy oznaceni vzorku neposkytuji lidsti anotatori, ale vysledky experi-
menti, jako ve zminéném pripadé, se mize syntéza dotazu jevit jako slibny smér pro auto-
matizované badani [13].



Postupné selektivni vzorkovani

Alternativou syntézy dotazu je postupné selektivni vzorkovani neoznacenych dat. Klicovym
predpokladem je, Ze neoznacend data lze ziskat snadno a levné. Nasledné jsou data ze
vstupni distribuce vzorkovana a ucici se model rozhoduje, zda-li pro vybrany vzorek bude
chtit znat jeho oznaceni od anotatora, nebo se jej zbavi. Zpravidla se k dotazani vybira
praveé jeden vzorek a postupné se prochazi celd vstupni distribuce. Pro uniformni distribuci
vstupnich dat se muze tato metoda svym chovanim podobat prvni zminéné metodé. Pokud
je vstupni distribuce neuniformni ¢i neznama4, je stdle zarucena smysluplnost dotaz, jelikoz
vychézeji ze skute¢ného rozlozeni distribuce [10] [9].

Rozhodnuti, zda-li se pro vybrany vzorek dotazovat, ¢i ne, Ize uskutec¢nit nékolika zpu-
soby. Jednim z nich je ohodnotit vzorky pomoci néjaké ,miry informativnosti“ nebo ,do-
tazovaci strategie“ (o nich vice v dal$i podkapitole) a nasledné provést vazené ndhodné
rozhodnuti takovym zpusobem, zZe vice informativni vzorky maji vétsi Sanci na zvoleni
k dotazani [13]. Dalsim pristupem je vypocet explicitniho regionu nejistoty [9], ¢ili ¢ésti
vstupnich dat, jimiz si je u¢ici se model nejisty, a dotazovat pouze tuto ¢ast vstupnich dat.
Jednoduchou implementaci mtze byt existence hranice miry informativnosti, ktera tento
region definuje. Vzorky, které po vyhodnoceni libovolnou strategii tuto hranici prekonaji,
jsou dotazovany. Kompletni vypocet tohoto regionu netrividlnimi metodami je vSak ¢asové
naro¢ny [36]. V praxi jsou tim padem pouziviany pouze aproximace [47] [14].

Tento pristup byl studovan na nékolika realnych tkolech, véetné znaceni slovnich druhi
[13], extrakce informace [57], Casovani senzoru [20] a rozliSovani vyznamu slov [18].

Vzorkovani sady dat

V mnoha praktickych ucicich problémech je k dispozici velkd kolekce neoznacenych dat.
Tato skutecnost stala za vznikem dalsi varianty formulovani dotazu [32], jez predpoklada
existenci malé sady oznacenych dat £ a podstatné vétsi sady dat neoznacenych, . Dotazy
jsou selektivné brany ze sady U, o niz se obycejné predpokladd, ze zustava beze zmeény,
avSsak nemusi to byt pravidlem. Vzorky jsou typicky vybirany ,hladové“, s ohledem na
miru informativnosti, podle které jsou vsechny vzorky sady U/ ohodnoceny. Diagram na
strané 4 popisuje aktivni uceni s vyuzitim pravé této metody.

Tento pristup byl studovan a nasel uplatnéni v mnoha redlnych problémech, jako napti-
klad klasifikace textu [32] [22], extrakce informace [11], klasifikace obrazu [59], klasifikace
videa [56], rozpoznavani feci [52], i pfi diagnéze rakoviny [33] a mnoha dalsich.

Hlavni rozdil mezi postupnym selektivnim vzorkovanim a vzorkovanim sady dat spociva
v tom, ze prvni zminény pristup prochazi neoznacend vstupni data sekvencéné a pro kazdy
vzorek rozhoduje, jestli pozada o jeho anotaci, kdezto druhy zminény piistup na zikladé
hodnoticich kriterii seradi celou kolekci dat a posléze vybird nejlepsi vzorek k dotazani.
Vzorkovani sady dat je v soucasnosti popularnéjsi variantou, ale existuji scénare, kdy po-
stupné selektivni vzorkovani mize byt vhodnéjsi, napiiklad pii praci s omezenou paméti ¢i
vypocetni silou, jako v pfipadé mobilnich a vestavénych zatizeni [13].



2.1.2 Strategie vybéru vhodnych vzorku

Vsechny varianty pokladani dotazit potfebuji zpusob, jak ohodnotit informativnost neo-
znacenych vzorku. Za timto dcelem bylo postupem ¢asu navrzeno mnoho strategii (query
strategies). Tato sekce je vénovana vybranym strategiim a jejich principtim.

Strategie pracujici s nejistotou modelu

Jedna se o nejjednodussi a nejcastéji pouzivanou strategii vybéru vzorkt vhodnych k ozna-
¢eni. Anglicky uncertainty sampling [32], podstatou je vybér takovych vzorki, o kterych si
je ucici se model nejméné jisty, jak by je sdm oznacil. Pro probabilistické modely je tento
pristup pomérné primocary, méjme kupiikladu model uéici se binarni klasifikaci, v takovém
pripadé model pomoci této strategie vybere k oznaceni ty vzorky, u nichz si je jisty o jejich
oznaceni s pravdépodobnosti okolo 0.5 [32] [31]. Pro klasifikaci do vicero t¥id existuji tii
rozdilné metody, jak na nejistotu modelu o oznaceni vzorku nahlizet [13].

Prvni z nich, metoda ,nejnizsi jistoty“ (least confident), jednoduse dotazuje takovy
vzorek, u néhoz si je model nejméné jisty jeho oznacenim:

x1 o = argmazx 1 — Py(j|x)
x

Kde z7, pfedstavuje nejinformativnéjsi vzorek a § = argmax Pp(y|r) oznaceni vzorku

tridou, do které podle modelu 8 nejpravdépodobnéji spada. Iy)aléi interpretaci muze byt, ze
model vybird pro znaceni takovy vzorek, u kterého si je nejvice jist, ze by jeho oznaceni
sam pokazil. Tahle metoda je popularni napiiklad u statistickych sekven¢nich modelu pri
ukolech extrakce informace [12] [11].

Uskalim takové metody je vSak skuteénost, Ze bere v potaz p¥i rozhodovani pouze infor-
maci o nejpravdépodobnéjsim oznaceni vzorku podle minéni modelu, a tim padem ,zaha-
zuje“ informace o rozlozeni pravdépodobnosti zbyvajicich tiid. Proto vznikla dalsi metoda,
zvand anglicky margin sampling [10]:

g = argmin Py(yi|z) — Py(y2|)
xT

71 a 4o predstavuji prvni respektive druhou nejpravdépodobnéjsi tiidu do které dle modelu
vzorek spada. Tato metoda se pokousi o jistou korekci nedostatkt metody predchazejici
tim, Ze bere v potaz pri vybéru vzorku i druhou nejvyssi tiidni pravdépodobnost. Intuice
je takova, ze v pripadé velkého rozdilu mezi prvni a druhou tiidni pravdépodobnosti ma
model solidni jistotu, jak vzorek oznacit. V piipadé malého rozdilu pak modelu dotazat
skuteéné oznaceni vzorku pomiize lépe tyto dvé tridy rozliSovat. Pri tikolech obsahujicich
velmi mnoho tfid vsak i tato metoda ignoruje rozlozeni pravdépodobnosti drtivé vétsiny
tiid [43].

Treti, obecnéjsi a mozna i nejpopularnéjsi metoda, vyuziva k vyjadieni miry nejistoty
entropii [18]:

TpN = argmaz — Z Py(yi|z) log Py(yi|x)
(3

Entropie je dtlezitym pojmem teorie informace. Udéva miru informace potiebné pro za-
kédovani distribuce. Jako takova je ¢asto brana jako mira nejistoty ¢i necistoty v oboru
strojového uceni. Pro bindrni klasifikaci se chova identicky jako ostatni dvé metody, avsak
pro klasifikaci vicero tfid ¢i praci s komplexnéjsimi strukturovanymi vzorky, jako jsou sek-
vence [11] a stromy [23], se nejsnadnéji zobectiuje [13].



Oproti predchozim metodam metoda pomoci entropie neuprednostnuje takové vzorky,
u kterych je pouze jedna tfida velmi nepravdépodobné, protoze si je model jist, ze do té-
hle t¥idy vzorek nepatfi. Prvni dvé zminéné metody po takovych vzorcich nemaji problém
sahnout, pokud si model neni mezi zbyvajicimi tfidami jist. Empirické srovnani téchto me-
tod [29] [41] [44] vyvodilo smiSené zdvéry, predpokladd se vSak, ze vyhodnost jednotlivych
metod zalezi na zvolené uloze. Intuitivné se vSak metoda entropie jevi vhodna v situacich,
kdy je tkolem minimalizovat logaritmickou ztratu, kdezto zbyvajici dvé metody jsou uzi-
teCnéjsi pti snizovani klasifikacni chyby, jelikoz 1épe umoznuji modelu rozlisovat jednotlivé
tidy [13].

Strategie ,,vyboru modela*

[17] prichdzi s dalsi strategii posouzeni vhodnosti vzorku k oznaceni a to pomoci vyboru
modelit (query-by-committee). Tento pistup zahrnuje vybor C = {#(V ... ()} modeln,
které jsou trénovany na stejné oznacené sadé dat L, ale predstavuji odlisné hypotézy. Kazdy
¢len tohoto vyboru muze hlasovat, jak by oznacil vzorky kandidujici na vybrani k oznaceni
anotatorem. Nejinformativnéjsim vzorkem je pak takovy, u kterého jsou modely nejvice v
rozporu. Fundamentalni premisou tohoto pristupu je minimalizovani prostoru verzi, jenz je
souborem hypotéz, jez jsou konzistentni se sou¢asnou oznacenou datovou sadou £ [13].

Neexistuje zadna literaturou doporucend velikost vyboru modelti, tento parametr zu-
stava zavisly na aplikaci a druhu modelt. AvSak i malé vybory, obsahujici dva nebo t¥i
modely, se ukazaly jako velmi efektivni v praxi [17] [14] [35]. Pro uréeni miry rozporu mezi
Cleny vyboru se ujaly dva hlavni pristupy.

Prvnim z nich je entropie hlasu (vote entropy) [13]:

V(y; V(y;
5 V), V)

Ty p = argmar —
x

i

V(y;) predstavuje pocet hlast, které tiidé dle predikce modelu vzorek nalezi a C je vybor
modelu. Na tento pristup lze nahlizet jako na generalizaci strategie pracujici s nejistotou
modelu pomoci miry entropie.

Dalsi navrzenou metodou pro méfeni rozporu modelt je pramérna Kullback-Leiblerova

divergence [35]:
C

. 1
T = argmaz = Y D(Pyo||Pe)
z C c=1
Kde:

Py (yilz)
D(Pyo || Pe) = Py (yi|x logei

7

1 C
Zde 0©) piedstavuje jednotlivy model z viboru a C cely vybor modeli. Pe(y;|z) = ol > Py (vilx)
c=1

je pak modely ,,dohodnuta* pravdépodobnost, ze y; je spravné oznaceni. Kullback-Leiblerova
divergence [28] predstavuje miru odlisnosti dvou pravdépodobnostnich rozlozeni. Takto po-
uzita vede k zvazovani jako nejinformativnéjsitho vzorku takového, u néjz ma jakykoliv ¢len
vyboru nejvyssi prumérny rozdil distribuce tfid oproti vyborem usnesené distribuci [13].



Ocekavana zména modelu

Dalsi moznou strategii, jak zvolit vzorek k oznaceni, je vybrat takovy, ktery by prispél k
nejvétsi zmeéné soucasného modelu. Prikladem pracujicim na tomto principu budiz metoda s
nazvem ,ocekavand délka gradientu“ (expected gradient length) pracujici s diskriminativnimi
probabilistickymi modely [16] [14].

Teoreticky lze tuto metodu aplikovat na jakykoliv scénar, kde je pouzito trénovani po-
moci gradientu. Jelikoz diskriminativni probabilistické modely k optimalizaci bézné gradient
vyuzivaji, zménu modelu lze posoudit délkou trénovaciho gradientu (napiiklad vektoru po-
uzitého k upravé hodnot parametru). Uéici se model by tedy mél dotazovat takovy vzorek
x, ktery by po oznaceni a pridani do trénovaci sady L zpusobil nejrozsdhlejsi trénovaci gra-
dient. Budiz V/y(L) gradientem funkce ¢ vzhledem k parametrum modelu 6. Déle necht je
Vig(LU{z,y)) gradientem novym, ktery by byl ziskan pridanim dvojice (x,y) do oznacené
trénovaci sady L. Jelikoz model nezna predem skuteéné oznaceni vzorku gy, musime délku
gradientu spocitat jako predpoklad skrze vsechna mozna oznaceni [13]:

Thar = argmaz Y Po(yile) [ Véa(£ U (w,)|

Metoda preferuje takové vzorky, které nejvice ovlivni parametry modelu, nezavisle na t¥ideé,
jaké prislusi. Na praktickych tlohach byla ovérena funkénost tohoto feseni, avsak miuze byt
vypocetné velmi narocéné, obzvlast pokud je prostor rysu a pocet tiid pomérné rozsahly.
Dale muze tuto metodu zméast pokud nejsou rysy patti¢né skalované. Informativnost vzorku
muze byt nadhodnocena jen proto, ze hodnota néjakého rysu mize byt neobycejné vysoka
a zpusobi velky trénovaci gradient. Regularizace parametrii pomahd tento vedlejsi ucéinek
do jisté miry eliminovat [19] [7].

Ocekavana redukce chyby

Strategie podobnd vyse uvedené, avsak namisto zmény modelu méfi potencidlni redukci chy-
bovosti modelu. Myslenkou je odhadnout budouci chybu modelu trénovaného na £ U (z,y)
pri jeho pouziti na zbytku neoznacené sady U (kterd v tomto piipadé plni roli validaéni
sady) a dotazovat takovy vzorek, pro ktery je ocekdvand budouci chyba minimalni. Mini-
malizovat 1ze bud o¢ekdvanou 0/1-ztratu [13]:

U
5”8/1 = argmin Z Py(y;|x) (Z 1— P9+<zyi>(zj|x(“))>
v i u=1

9+{=lvi) predstavuje novy model, poté co byl znovu trénovan s dvojici (x|y;) jiz pridanou
do trénovaci sady L. Stejné jako v pripadé metody ocekdvané délky gradientu ani zde
neni znadma skutec¢na t¥ida vzork, je tedy potfeba vyuzit aproximaci skrze vSemi moznymi
oznacenimi. Umyslem redukce 0/1-ztraty je snizit pocet chybnych predikei.

Druhym, méné svazujicim piistupem je minimalizovat oc¢ekavanou logaritmickou ztratu:

U
oy = argmin > Py(yilz) ( Y Pyt (y512™) log P9+<zyi>(yj|$("))>
x .
(3

u=1 j

Coz je ekvivalentem redukce ocekavané entropie nad . Jinymi slovy, icelem je maximali-
zace oCekdvaného zisku informace dotazem x [13].



Vyhodou této strategie je skoro uplna optiméalnost a zaroven nezavislost na druhu mo-
delu. Potfebuje pouze vhodnou ztratovou funkci a zptsob, jak odhadnout pravdépodobnosti
tTidnich prislusnosti vzorkt. Piikladem tspésného pouziti budiz s naivnim Bayesovskym
klasifikdtorem [39], Gaussovskymi ndhodnymi poli [(1], logisitckou regresi [21] a podpur-
nymi vektorovymi stroji [37]. Ve vétsiné pripadu je vSak tato strategie také zdaleka vypo-
Cetné nejnarocnéjsi. Nejenze je potreba odhadnout ocekdavanou budouci chybu nad U pro
kazdy vzorek, ale kazdy model musi byt znovu trénovan pro kazdé mozné oznaceni vzorku.
Pro neparametrické modely, jako jsou Gaussovskd ndhodna pole, je tato strategie vcelku
efektivni a praktickd [(1]. Pro drtivou vét$inu ostatnich druh modelu je vSak vypocetni
cena drastickd. Z toho duvodu nasla tato strategie uplatnéni predevsim v jednoduchych
binarnich klasifika¢nich ulohach [13].

Strategie pracujici s vaZenou hustotou rozlozeni vzorku

Hlavni vyhodou predchozi strategie je skuteCnost, Ze se zaméruje na vstupni prostor jako
celek a je mnohem méné nachylna k vybéru anomaélnich vzorkt oproti jednodussim strate-
giim. Anomalnimi vzorky si sice model muze byt nejisty, ale po jejich dotizani modelu nej-
spise vyrazné nepomuzou, jelikoz nejsou dostate¢né reprezentativnimi s ohledem na vzorky
ostatni. Z tohoto poznatku Cerpaji [11] pii tvorbé strategii, které pracuji s vazenou husto-
tou rozlozeni vzorki ve vstupnim prostoru. Klicovou myslenkou je, Ze informativni vzorky
jsou nejenom ty, u kterych si je model nejisty, ale predevsim pak ty, které jsou reprezenta-
tivni vzhledem k pravé distribuci vstupnich dat (vyskytuji se v husté obsazenych regionech
vstupniho prostoru). Obecnou metodou, jak tohoto docilit, budiz [13]:

U B
xip = argmax ¢a(x) X (i sim(x,:r(“))>
z U u=1

¢ A(z) predstavuje informativnost vzorku z ziskanou néjakou zdkladovou strategii vybi-
rani vzorkd A, napiiklad strategii vyuzivajici nejistoty ¢i vyborem modeld. Druhd ptle
rovnice zvazuje informativnost vzorku x pomoci jeho prumérné podobnosti ostatnim vzor-
ktum vstupni distribuce (aproximované sadou ). Parametr § ¥idi dulezitost tohoto dil¢iho
vysledku. Variantou muze byt nejdiive rozdélit sadu U na shluky (clustery) a pocitat pri-
mérnou podobnost pro vzorky nachézejici se ve stejném shluku [43].

O zformulovani tohoto pristupu jako samostatné strategie se postarala prace [11], avSak
naznaky vyuziti hustoty rozloZeni a reprezentativnosti se vyskytovaly i v predchazejicich
pracich. Kupfikladu [35] kombinuji vybor modeli s vazenou hustotou rozlozeni pti klasifi-
kaci textu. [38] navrhli pfistup zalozeny na hustoté rozlozeni, ktery nejdiive vstupni data
shlukuje a snazi se predejit dotazovani anomalii tim, Ze predava informace o oznaceni vsem
vzorkum ve stejném shluku. Obdobné [55] vyuzivaji shlukovani pro tvorbu sady dotazu pro
davkové aktivni uceni s podpurnymi vektorovymi stroji. VSechny tyto prace vyzdvihuji tuto
strategii jako vyhodnéjsi nez alternativy nepracujici s mirou reprezentativnosti vzorka. Ba
co vice, prace [141] poukazuje, ze v pripadé predvypocétu hustoty rozlozeni a nisledného
ulozeni do cache lze vybér vzorku podstatné urychlit.
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2.1.3 Problematické oblasti aktivniho uc¢eni v praktickém nasazeni

Donedavna hlavni otdazkou badani na poli aktivniho uceni bylo, zda-li se pomoci dotazu
da model trénovat na mensi datové sadé. Odpovédi, pri dodrzeni nékolika predpokladi, je
ano. Ovsem predpoklady, jako pritomnost pouze jednoho anotdtora, ktery ma navic vzdy
pravdu, nebo uniformni ¢i zddné ceny za oznaceni vzorki, v praktickych problémech casto
neplati [13]. Ve findlni podkapitole o aktivnim uceni vénuji prostor nékolika prekdzkdm
praktického nasazeni aktivniho uceni, z nichz nékteré jsou esencialni pro skloubeni aktivniho
uceni a konvolu¢nich neuronovych siti a bude jim vénovan prostor v dalsi kapitole i v mych
experimentech.

Davkové aktivni ucéeni

Ve vétsiné pripadt nasazeni aktivniho uceni jsou vzorky oznacCeny a pridavany sérioveé, po
jednom. Nékdy vSak trénovani modelu miize byt ¢asové naroéné nebo drahé. Sériové prida-
vani muze byt také neefektivni v pripadé, ze mame k dispozici nékolik anotatora pracujicich
paralelné. Oproti tomu davkové aktivni uceni (batch-mode active learning) dovoluje modelu
formulovat dotaz jako skupinu vzorku k oznaceni, coz je podstatné vyhodnéjsi pti pouziti
nékolika paralelné pracujicich anotédtoru ¢i v pripadé dlouhé doby trénovani modelu [43].

Vyzvou tohoto pristupu je, jak optiméalné slozit skupinu vzorku Q k dotazovani. Slepé
vybirat n nejlepsich dle strategie, kterd bere v potaz pouze jednotlivé vzorky, a nebere
v potaz jisty prekryv informativnosti jiz vybranych vzorki, prilis dobfe nefunguje. Pro
podpurné vektorové stroje nékolika algoritmu pro ddvkové aktivni uceni jiz navrzeno bylo,
napiiklad [5] ve své préaci explicitné zahrnuje miru rozmanitosti pfi tvorbé skupiny Q, [55]
zase sklada Q z center shlukt vzorkd, jez lezi nejblize klasifikac¢ni hranici. Ve vétsiné piipada
je vyuzito ,hladovych® heuristik, aby doslo k zajisténi jak rozmanitosti skupiny vzork,
tak informativnosti. Povétsinou takto konstruované skupiny vzorkt prinasi zlepseni oproti
nahodnému vybéru, ¢i vybéru n nejlepsich vzorku nezavisle na slozeni skupiny [13].

Dévkové aktivni uceni je vyhodné ve spojeni s hlubokymi konvolué¢nimi neuronovymi
sitémi, jejichz trénovani zabird podstatné mnozstvi ¢asu. AvSak jelikoz se jedna o pomérné
novy pristup vyuziti aktivniho uceni, mnoho metod, jak vybrat vhodnou skupinku vzorku
k oznaceni, prozatim neexistuje a jsou predmétem usilovného badéani [16]. O tomto spojeni
a mnou zvolenych metodach pro experimenty rozepisuji vice v podkapitole 2.2.

Nepresny anotator

Dalsim cCastym predpokladem ve vétsiné praci na poli aktivniho uceni je vysoka kvalita
oznaceni vzorka anotatorem. I kdyz se o znaceni vzorki mohou starat lidsti experti, hned
z nékolika divodd nemusi byt tato oznaceni vzdy spolehliva. Hlavnimi divody nepresnych
oznac¢eni muze byt jednak tnava ¢i ztrata soustfedéni lidského anotatora po delsi dobé
anotace, jednak prosty fakt, ze nékterd data jsou implicitné obtizna na spravné oznaceni
pro lidské i mechanické anotatory [13].

Hlavni otazkou zustéava, jak nejlépe pripravit model pro prici s mylnymi anotatory.
Konkrétnéji, kdy by ucici se model mél vyzadovat nové, potencialné mylné oznacené vzorky,
a kdy opakované oznaceni vzorki jiz oznacenych, o kterych ma pochybnosti. Prace [19]
se tomuto problému vénuje pomoci nékolika heuristik, jez berou v potaz odhady nejistot
jak modelu, tak anotatori, a vysledkem je, Ze pomoci opakovaného dotazovani lze zlepsit
vykon aktivné uciciho se modelu. Pouzité heuristiky vSak neberou ohled na moznou ¢asem
proménlivou chybovost anotatora. Jak se model mtze vyporadat s nekonzistentni chybovosti
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anotatora v Case zUstava otevienou otazkou, stejné jako vliv finanéni motivace na vykon
anotatoru, nebo co v pripadé, pokud data budou inherentné obtizna na oznaceni nezavisle
na anotdtorovi, a opakované zadosti o preoznaceni nebudou efektivni [43].

Ve svych experimentech zkoumam pouze prosty vliv riznych trovni nepresnosti ano-
tatora na vykon ucici se konvoluéni neuronové sité, a zda-li pouzitim pseudooznaceni lze
tento vliv alespon ¢astecné zvratit.

Volba a zména modelu

Vysledna trénovaci sada vybudovana aktivnim ucenim vychazi z distribuce, kterd je im-
plicitné spjata s druhem uéiciho se modelu pouzitého pro vybér dotazti. Tato skutecnost
muze byt problematickd, chceme-li vybudovanou trénovaci sadu pouzit pro uceni jiného
druhu modelu, nebo pokud od zac¢atku nezndme vhodny druh modelu pro nasazeni k reseni
konkrétniho problému [13]. Nastésti to tak nemusi byt iplné vzdy, napiiklad préace [31] pou-
kazuje, ze rozhodovaci stromy stéle dokazou benefitovat z trénovaci sady vytvorené pomoci
naivnich Bayesovskych klasifikatort pouzivajicich aktivni uceni pracujici s nejistotou. Déle
[51] predvadi, ze informace extrahované vyborem MaxEnt model mohou byt efektivné po-
uzity k trénovani podminénych pravdépodobnostnich téles (conditional random fields), a
vedou k tispore ceny v porovnani s ndhodnym vzorkovanim.

Avsak [3] na problém ztraty efektivity pfi znovupouziti trénovaci sady jinym druhem
modelu jiz narazili, a navrhli feSeni v podobé heterogenniho vyboru riznych druhtt mo-
delil a zaroven semi-automatického oznacovani vzorkt, vedoucimu k snizeni potiebné prace
od lidskych anotdtoru. Obdobné [34] pouzili aktivni uceni s heterogennim vyborem mo-
deldl neuronovych siti a rozhodovacich stromt na feseni problémi, u kterych vhodnéjsi typ
modelu neni predem znam. Vysledkem byla obecné informativnéjsi finalni trénovaci sada.

Ohledné této limitace aktivniho uceni je potifeba dalsiho vyzkumu, obecné vsak plati,
je-li vhodna tfida modelu pro konkrétni problém znama predem, lze aktivni uc¢eni bezpecné
vyuzit. Jinak muze byt lepsi variantou alespon zpocatku pouzivat nadhodné vzorkovani,
pripadné vyuzit vybor rozliénych modeltu pro vybér dotazi [13].

Ukoncovaci kritéria

Finalni dulezitou otazkou aktivniho uceni a jeho nasazeni v praktickych problémech, kterou
zde zminim, je védét, kdy uceni ukoncit. Jednou ukoncovaci podminkou mize byt stav,
kdy cena ziskavani dalSich oznacenych vzorku je vyssi, nez cena chyb, kterych se soucasny
model mize dopustit. Druhym pohledem na véc je pozorovat, zda-li se ucici se model stéale
vyrazné zlepsuje. Paklize ne, ziskavani dalsich dat je nejspise mrhani zdroju a je lepsi uceni
ukoncit. Jelikoz principem aktivniho uceni je zlepseni presnosti uciciho se modelu a zaroven
snizeni ndkladl na ziskavani dat, je nasnadé premyslet o metodé, jak by model sdm mohl
rozhodnout o ukonceni svého uceni [13].

Nékolik takovych metod bylo vskutku navrzeno [53] [50] [4]. Jsou si velmi podobné a
pracuji s premisou, ze model obsahuje jistou miru stability. Aktivni uceni prestava byt
uziteéné v momenté, kdy tato mira stability za¢ne degradovat. Dle [13] tyto metody mizou
najit uplatnéni v nékolika piipadech, mnohem castéji se vSak jako skutecnd ukoncovaci
kritéria prokazou finan¢ni ¢i externi faktory.
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2.2 Aktivni uceni ve spojeni s neuronovymi sitémi

Aktivni a hluboké uceni predstavuji dva dulezité pilife strojového uceni, doposud vsSak spise
nezavisle koexistovaly, kvili slozitosti jejich skloubeni. Hlavnimi pfekazkami jsou skalova-
telnost a adaptabilita béznych metod aktivniho uceni na architektury obsahujici ohromné
mnozstvi parametri, jako jsou neuronové sité. Dalsi obtizi je celkové potfebné mnozstvi tré-
novacich iteraci, jez zustava vypocetné narocné i s nasazenim GPU [16]. Vétsina praci na
poli aktivniho uéeni taktéz pocitd s pridavanim vzorkd po jednom. To ovsem v pripadé neu-
ronovych siti neni v drtivé vétsiné scénaru prijatelné, jelikoz jeden vzorek pravdépodobné
nebude mit z divodu lokdlni optimalizace na pfesnost dostateény vliv, a jelikoz by bylo
potTeba prilis mnoha trénovacich iteraci. Je proto esencialni pouzivani davkového aktivniho
uceni [12].

Podivejme se v tomto ohledu na strategie vybéru vzorkt zminéné v podkapitole 2.1.2.
Strategie pracujici s nejistotou modelu jsou dostateéné jednoduché a vypocetné nenarocné,
aby se dali pouzit v kombinaci s trénovanim hlubokych neuronovych siti. Jejich nedostat-
kem je vsak konstrukce informativni skupiny vzorkt pro dotazovani, jelikoz berou v potaz
jen individualni neoznacené vzorky nezavisle na ostatnich. Vyslednd skupina vzorkt pak
nemusi byt dostateéné reprezentativni s ohledem na cely vstupni dataset a velmi pravdépo-
dobné obsahuje vzorky informativnosti podobné jinym, vznika , prekryv¢ [12]. Strategie na
bézi ocekavané zmény modelu nebo ocekavané redukce chyby jsou v kombinaci s hlubokym
ucenim pro svou vypocetni naro¢nost naprosto nepouzitelné. Obdobné nasazeni vyboru
modeli, alespori ve své puvodni podstaté. Prace [15] predstavuje inovativni vyuziti tiplné
konvoluéni neuronové sité jako uciciho se modelu a vyboru parcidlnich konvolu¢nich neuro-
novych siti pro vybér skupiny vzorki pro dotazani. Jako nejslibnéjsi se jevi metody pracujici
s celkovym rozlozenim vstupni sady, hledajici reprezentativni a zaroven informativni vzorky
[42].

Alternativnim fesenim problému skloubeni aktivniho uceni a neuronovych siti jsou rizné
podpurné techniky, jimiz lze kompenzovat nedostatky strategii aktivniho uceni. Prikladem
budiz zminéné parcialni konvoluéni neuronové sité [15], nebo technika pseudo-oznacovani
vzorki uéicim se modelem [541].

Soucasny vyzkum kombinace aktivniho uceni a hlubokého uceni se uchyluje dvéma
smeéry, a to hledanim novych vhodnych strategii aktivniho ucéeni, nebo podptrnych technik,
s jejichz pomoci stavajici strategie aktivniho uceni mohou byt uzitecné. V této podkapi-
tole priblizim pravé zminéné pseudo-oznacovani a nékolik strategii navrzenych primo pro
kombinaci aktivniho a hlubokého uceni.
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2.2.1 Inovativni strategie vybéru vzorkua

Zajimavou novou strategii ptinasi [16], zalozenou na varia¢ni Bayesovské inferenci pro kon-
voluéni neuronové sité, pouzité pro vybér vhodnych vzorkt k oznaceni, v tandemu s od-
hadem maximalni podobnosti (mazimum likelihood estimator) pro formulovani priorni a
posteriorni distribuce parametru sité. Nabizi efektivni a Skalovatelné reseni pro neuronové
sité, pracujici s davkovym dotazovanim vzork.

Pro své experimenty jsem vsSak zvolil jinou nové navrzenou strategii, reprezentujici sou-
Casny state-of-the-art, jez je dilem [12]. Zakladni premisou je redefinovani problému aktiv-
niho uceni jako problému core-set selection, ¢ili hledani takovych bodu vstupniho prostoru,
na nichz trénovany model poda obdobny vykon, jako model trénovany na vsech bodech
vstupniho prostoru. Ztratova funkce se v takovém pripadé sklada tradicné z trénovaci chyby,
generaliza¢ni chyby a navic i z core-set ztraty. Ta predstavuje rozdil mezi prumérnou empi-
rickou ztratou nad sadou dat, pro které mame k dispozici oznaceni, a primérnou empirickou
ztratou nad celou sadou, véetné dat neoznacenych. V tomto pohledu na problém aktivniho
uceni predstavuje pravé core-set ztrata kritickou slozku celkové ztraty, a je definovana na-
sledovné:

, 1 1
i n T 0+ s
sli|st[<b |n |sY + st

Z l($la Yis Aso Usl)

i € [n]

> Uy Ao g)

jesdust

Kde I(z;,yi; A) predstavuje ztratovou funkei, A uéici se algoritmus se sadou dat s, a x,y
velkou kolekci dat a jejich oznaceni. Laicky Feceno, mame-li pocateé¢ni malou oznacenou
sadu s° a rozpocet pro pokladani dotazt b, snazime se najit takové vzorky k dotazani s!,
aby vykon modelu po trénovani na mensi oznacené sadé byl co nejblize vykonu modelu
trénovaného na celé datové sadé. Tento optimalizacéni kol vSak nelze piimo spocitat, jeli-
koz nemame k dispozici vSechna oznaceni vzorku. [12] proto pfichdzi s horni mezi, jiz lze

optimalizovat, v podobé teorému, jehoz vysledny tvar je:

L?log(1/7)

1 1
— i Vi Ag) — — Ly Ag)| < ! BT
- g l(xi,y ) B jgesl(:nj yj; As)| < SN+ AMLC) + o,

i € [n]

Ten tvrdi, Ze mnozina s je § pokrytim mnoziny s*. Coz znamend, ze mnozina kruznic o
poloméru § se stfedy v bodech mnoziny s dokaze pokryt celou mnozinu s*. Celou core-set
ztratu lze ohranic¢it pomoci poloméru pokryti a vyrazu bliziciho se nule v zavislosti pouze
na parametru n. S touto horni mezi jiz lze pouzit aktivni uceni, problémem k feseni se stava
ming: ;|41 <) 0,0 st~ Ten je ekvivalentem tzv. K-Center problému, téZ nazyvaného min-maz
facility location problem. Intuitivnéji jej lze popsat takto; je potfeba vybrat b center tak,
ze nejvetsi vzdalenost mezi kazdym bodem vstupniho prostoru a jeho nejblizSim centrem
je co nejmensi. Formalné:

min_ max min Az, x;)
shifst|<b i jeslus®

Reseni je nanestésti NP-Hard, lze vak ziskat efektivni, 2 - OPT feSeni pomoci , hlado-
vého* pristupu, popsaného algoritmem 1.
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Algorithm 1 K-Center Greedy

Input: data z;, po¢itecni mensi oznacend sada s°, rozpocet b
1: Inicializace s = s°

2: repeat

3 U = argmax; ¢ [\ s Minj e s A(w, ;)

4: s=s U {u}

5: until |s| = b+ |sY|

Output: s\ s’

Po kazdé trénovaci iteraci jsou takto vybrané vzorky pfidavany do trénovaci sady sU.
[12] déle toto TeSeni vylepSuje na Robust K-Center, pro své experimenty se vSak spokojim
s Greedy variantou. Teorie za timto TeSenim je zde uvedena ve velké zkratce, popisujici
predevsim principy, pro hlubsi pochopeni doporucuji primo citovanou praci.

2.2.2 Pseudo-oznacovani

S napadem pseudo-oznacovani vzorku prichazi [54]. Kombinaci aktivniho uceni zalozeného
na nejistoté modelu a konvoluéni neuronové sité doplnuji o pridavani vzorkd, u nichz si
je model sdm velmi jist jejich spravnym oznacenim. Po kazdé trénovaci iteraci model pro-
hleda vstupni neoznacenou sadu a vzorkim, u nichz jeho spo¢tena mira jistoty presadhne
zvolenou hranici, ptfifadi oznaceni tridy, do které podle néj vzorek pat¥i. Na takto modelem
oznacenych vzorcich je pak model nasledné trénovan spoleéné s tradicné aktivnim ucenim
budovanou trénovaci sadou. Anotatorem oznacené, pro model nejisté, vzorky podstatné vice
zlepsuji celkovy vykon uciciho se modelu, pseudo-oznacené vzorky pak pomédhaji modelu
spolehlivéji rozpoznavat vyznacné rysy.

Trénovani modelu Model

, A Automatickd anotace
Trénovaci Pseudo-oznacend
sada

Neanotovana
sada

Pfidani nové anotovanych Anotator Vybér vzorkd k anotaci

Obrazek 2.3: Cyklus aktivniho uceni, doplnény o automatické pseudo-oznacovani vzorki, u
nichz si je model dostatec¢né jist jejich oznacenim.

Konkrétni vyuzité strategie aktivniho uceni v pfipadé [54] jsou vSechny t¥i odnoze aktiv-
niho ucéeni s pomoci nejistoty modelu, zminéné v 2.1.2. Vybér vzorku pro pseudo-oznacovani
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je realizovan pomoci entropie, pouzité k stanoveni miry jistoty modelu (obdobné jako pfi
vybirdni nejistych vzorku pro anotaci). Vzorky s entropii nizsi, nez je hranice §, obdrzi
pseudo-oznaceni y;:

j* = argmaz p(y; = jlzi; W)
J

_ j*a en; < 0
’ jinak neoznacovat

Pro spolehlivost pseudo-oznacenych vzorkiu je potfeba zvolit dostatecné velikou hodnotu
hranice 4. S postupem uceni modelu by pro statickou hranici zdkonité bylo vybirano ¢im
dal vic vzorkd, o nichz by si byl model velmi jist jejich oznacenim. Coz ovsem dle [54] muze
vést k vyssi mife nepfresnych pseudo-oznaceni, navrhuji proto postupem ¢asu snizujici se
hranici, diky niz ziistane zachovana urcitd iroven potfebné jistoty modelu pro automatické
oznacovani. Po kazdé trénovaci iteraci se tedy od hranice d odecte tzv. decay rate.

Celkoveé lze tento pristup shrnout néasledujicim algoritmem:

Algorithm 2 Aktivni uceni s pseudo-oznacovanim

Input: neoznadené vzorky DY, pocateéni oznacené vzorky DY, velikost skupiny nejistych
vzorku pro dotazani k anotaci K, hranice pro vybér modelem si jistych vzorku ¢, decay
rate dr, pocet iteraci T'

1: Inicializace parametr W neuronové sité pomoci D
2: repeat
3 Ptidej K nové anotovanych vzorkd do sady D¥ pomoci zvolené strategie akt. uceni
4: Ziskej vzorky, u nichz si je model velmi jist jejich oznac¢enim, a piidej je do sady D
5 Trénuj model na D¥ U DF
6 Odecti od hranice § decay rate dr
7: until nenf{ prekrocen pocet iteraci T’
Output: parametry W neuronové sité

S pomoci pseudo-oznacovani se [51] povedlo ziskat nadmiru dobré vysledky i s uzitim
strategii aktivniho uceni, které nejsou povazovany za prilis vhodné pro nasazeni v ddvkovém
aktivnim uceni, a tedy pro kombinaci s konvoluénimi neuronovymi sitémi. Oteviena vSak
zustava otdzka volby vhodné hranice ¢ pro rizné druhy dataseti.
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Kapitola 3

Implementace a experimenty

V praktické ¢asti své prace provadim experimenty v oboru klasifikace obrazu s riznymi
strategiemi aktivniho uceni v kombinaci s konvoluénimi neuronovymi sitémi. Zkoumam
jejich i¢innost na rozlicnych datovych saddch, efekt nepresnosti anotdtora a pozitivni efekt
pseudo-oznacovani ptfi pouziti rozdilnych parametra.

3.1 Implementace

K provedeni experimenta jsem stvoril v jazyce Python skript. Pro modelovani a trénovani
konvoluéni neuronové sité vyuzivim frameworku TensorFlow [20] a knihovny Keras [3].
Skript obsahuje vSechny tii strategie aktivniho uceni pracujici s nejistotou modelu (zmi-
néné v 2.1.2), ndhodné vzorkovéni, strategii K-Center greedy (popsanou v 2.2.1), simulaci
lidského anotatora s volitelnou chybovosti a pseudo-oznacovani vzorki.

Skript je navrzen tak, aby se dal jednoduse rozsirit o dalsi strategie aktivniho uceni, ¢i
o dalsi podpurné metody podobného razeni, jako pseudo-oznacovani. Lze pomoci vstupnich
parametri ovlivnit pocet trénovacich iteraci modelu, velikost skupiny vzorku k anotaci,
miru presnosti anotatora i rozpocet aktivniho uceni, ¢ili kolik neoznacenych vzorkia bude
celkem pridano po anotaci do trénovaci sady. Podrobnéjsi popis ovladani a struktury skriptu
je k dispozici v priloze B.

3.2 Datasety

Pro experimenty jsem zvolil celkem Ctyri datasety pro obrazovou klasifikaci, lisici se po-
¢tem t¥id, obtiznosti a poétem dat. Umyslem bylo mit dostateéné diverzni datasety pro
zkoumani vykonu rozdilnych strategii v rozdilnych podminkach. Piehled mnou zvolenych
datasett poskytuje nasledujici tabulka:

Dataset Pocet trid | Velikost trénovaci sady | Velikost testovaci sady
Fashion MNIST 10 60000 10000
Cifar-10 10 100 000 20000
Vybér z ImageNet 5 4041 1011
Vybér z VGGFace2 7 21852 5464
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Fashion MNIST [5%] dataset predstavuje obtiZznosti jednoduchou sadu 28x28 grayscale
obrazku s dostateénym poctem trénovacich i testovacich dat. Cifar-10 [27] je jiz obt{znéjsi
dataset 32x32 barevnych obrazki, stile ovSem s rozumnym poctem trénovacich a testova-
cich dat. Vybér z ImageNet je mnou vybranych pét t¥id obréazku (lenochodt, masozravet,
viaduktt, katedrél a kvétinovych zahont) z rozsdhlé databdze ImageNet [1 7], upravenych na
rozmeéry 48x48. Reprezentuje obtizny dataset jen nékolika tfid s nedostatkem dat, kdy na
jednu tridu je dohromady pouze zhruba tisic trénovacich a testovacich vzorkt dohromady.
Vybér z VGGFace2 je mnou vybranych sedmdesat sedm tfid obrazkt z datasetu VGGFace2
[6], upravenych na rozméry 64 x 64. Reprezentuje dalsi obtizny dataset obsahujici mnoho tfid
a ne zcela idealni pocet dat pro kazdou tridu.

Skript Ize snadno rozsirit o dalsi datasety, staci je dodat ve formatu .hdf5, rozdélené na
trénovaci a testovaci data a oznadceni.

3.3 Modely

Na vSech datasetech experimentuji se dvéma modely konvoluéni neuronové sité. Opét za
ucelem pozorovani vykonu aktivniho uceni v Sir$im spektru podminek. Jeden z modelt je
ponékud jednodussi sit, druhy naopak podstatné hlubsi. Popis vrstev a jejich parametra
nabizi nasledujici tabulky:

Typ vrstvy Rozméry filtru / St¥ida | Pocet filtri / Neuronu
Konvoluéni 3x3 /1 64
Konvoluéni 3x3 /1 64
MaxPooling 2x2 /2
Dropout (25%)
Konvoluéni 3x3 /1 96
Konvoluéni 3x3 /1 96
MaxPooling 2x2 /2
Dropout (25%)
PIné propojena 128
Dropout (50%)
PIné propojena 128
Dropout (50%)
SoftMax

Prvni, jednodussi model konvoluéni neuronové sité.
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Typ vrstvy Rozméry filtru / St¥ida | Pocet filtri / Neuronu
Konvoluéni 3x3 /1 64
Konvoluéni 3x3 /1 64
Konvoluéni 3x3 /1 64
MaxPooling 2x2 /2

Dropout (25%)
Konvoluéni 3x3 /1 96
Konvoluéni 3x3 /1 96
Konvoluéni 3x3 /1 96
MaxPooling 2x2 /2

Dropout (25%)
Konvoluéni 3x3 /1 128
Konvoluéni 3x3 /1 128
Konvoluéni 3x3 /1 128
MaxPooling 2x2 /2

Dropout (25%)

PIné propojena 512

Dropout (50%)

PIné propojena 512

Dropout (50%)

SoftMax

Druhy, o poznani hlubsi model konvolu¢ni neuronové sité.

Kazdou konvolu¢ni a plné propojenou vrstvu nasleduje tzv. batch-normalization vrstva
a PReLLU aktivac¢ni vrstva, které jsou pro prehlednost z tabulky vynechany. Skript taktéz
obsahuje funkci pro sestaveni a kustomizaci konvolu¢nich neuronovych siti, 1ze tedy snadno
zminéné modely rozsitit o dalsi, i rozdilné struktury.

3.4 Experimenty

Pro experimenty jsem zvolil vSechny tfi varianty strategie aktivniho uceni pracujici s nejis-
totou modelu. Byt jsou v dédvkovém stylu aktivniho uceni ¢asto odsuzovany, v kombinaci
napriklad s pseudo-oznacovanim dokazou fungovat nadmiru obstojné a i v ptivodni podobé
zustavaji stale Casto pouzivané. Déale jako reprezentanta modernich strategii aktivniho uceni,
Sitych na miru pro praci s konvoluénimi neuronovymi sitémi, jsem zvolil metodu K-Center
Greedy. Jako spodni a horni hranici pro ohodnoceni vykonu jednotlivych strategii vyuzi-
vam nahodné vzorkovani respektive pasivni uceni, kdy je model trénovan po obdobny pocet
trénovacich iteraci nad celou sadou.

Vsechny experimenty maji neomezeny rozpocet, postupné se tedy dotazuje a znadci cela
neoznacend sada. Anotator je skriptem simulovan, jelikoz zvolené datasety jsou celé ozna-
¢ené, neni tedy tfeba lidského experta. Model za¢ind trénovani s 10 % oznacenych vzorku z
celé sady. Zbytek oznaceni je mu skryt a dotazovanim mu je simulovany anotator odkryva,
vzorky se pak pridavaji do trénovaci sady. Po kazdém pridani vzorkd nasleduje trénovaci
epocha nad rostouci trénovaci sadou, model se tedy uc¢i kontinualné, nedochazi v kazdé
iteraci k trénovani od nuly.
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3.4.1 Experiment 1

V prvnim experimentu zkoumam efektivitu jednotlivych strategii. Jejich chovani pti konti-
nualnim trénovani modelu, schopnost vybirat informativni a uzite¢né vzorky po celou dobu
trénovani, odolnost vuci pretrénovani a rozdily pii vétsi davce pridavanych vzorkt v kazdé
iteraci.

Za timto tcelem nechavam aktivni uceni bézet ve Ctyrech scénarich, lisicich se poctem
trénovacich epoch a velikosti davky pridavanych vzorki. V prvnim scénafi v kazdé iteraci
probihd jedna trénovaci epocha a priddva se 1% z celkové sady vzorku jako nové oznacené
vzorky. JelikoZ rozpocet algoritmu je neomezeny a jelikoz uceni za¢ind s 10 % oznacenych
vzorkl, probéhne devadesat iteraci a trénovacich epoch, nez bude oznacen kazdy vzorek
sady. V dalsich dvou scénérich se stdle pridava po 1%, ale trénovacich epoch v kazdé iteraci
pribyva na dvé respektive ¢tyri. Ve findlnim scénéaii probihd zase pouze jedna trénovaci
epocha v kazdé iteraci, vzorky jsou vsak pridavany po 2 %.

Na nasledujicich strandch prezentuji vysledky experimentt v podobé grafl, za nimi pak
nasleduje shrnuti pozorovanych vysledkt a zjisténych poznatki. Grafy jsou rozdéleny do
Ctveric, dle ¢tyl zminénych scénari, na kazdé strané jsou pak dvé tyto ¢tverice, seskupeny
dle pouzitého datasetu a modelu, coz umoznuje prehledné porovnéani. V kazdé étverici jsou
vysledky scénait uskupeny zleva doprava, shora doll, v poradi: jedna trénovaci epocha v
iteraci a pridavani vzorku po 1%; dvé trénovaci epochy v iteraci; ¢tyTi trénovaci epochy v
iteraci; jedna trénovaci epocha a pridavani vzorku po 2 %.

Nadpisy grafi znac¢i pouzity dataset a model. Z legendy pak Base a RS znamenaji
pasivni uceni nad celou sadou vzorkt, respektive ndhodné vzorkovani. Predstavuji jisté
hranice, jimiz lze strategie aktivniho uceni hodnotit. Ty by mély prekonat ndhodné vzorko-
vani a idealné se blizit hranici dané pasivnim uc¢enim. LC, SM a ENT jsou tradi¢ni strategie
aktivniho uc¢eni, poporadé ,Least confident“ (nejnizsi jistota), ,Smallest margin® ¢i , Mar-
gin sampling“ (nejmensi rozdil) a ,Entropy“, popsané v tomto poradi v kapitole 2.1.2. KCG
pak znamena metodu K-Center Greedy, popsanou v 2.2.1. Osy grafti znac¢i chybovost mo-
delu v % na logaritmické stupnici a pocet oznacenych vzorku z celé vstupni sady, taktéz v

%.
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Dilci zavéry

Vsechny metody jsou schopny ve vSech scénarich prekonat ndhodné vzorkovani, coz muze
byt v pripadé tradi¢nich metod aktivniho uéeni mirné prekvapeni, nejsou totiz dle minéni
mnohych zcela vhodné pro davkové aktivni uceni. Na datasetu Fashion MNIST dokonce
datasetech, jako je VGGFace2 a vypadd mnohem lépe ve scénari, kdy se pridava vétsi
davka vzorka v kazdé iteraci. Naopak ve scénarich s vice trénovacimi epochami o poznani
pokulhava, dochazi ztejmé k pretrénovani.

Co se srovnavi tradi¢nich strategii aktivniho uceni tyce, i pres rozdilné principy dokazou
byt velmi vyrovnané, jisty naskok si vSak castéji drzi metoda SM, jez je schopné od zac¢atku
lépe dotazovat informativni vzorky. V pribéhu uceni se vsak vétsinou tyto t¥i metody
jsou schopny srovnat. Na jednodussich datasetech, obzvlast ve scénarich s vice trénovacimi
epochami v jedné iteraci, jsou nesmirné vyrovnané. Na tézsich datasetech vSak metoda SM
ziskava vétsi naskok a je schopna po celou dobu konkurovat metodé KCG. Metody LC a
ENT pak zac¢inaji pokulhdvat a z téchto dvou se jevi jako o néco maélo lepsi metoda LC.

Za povsimnuti stoji naopak nezavislost vykonu metody na zvoleném modelu konvoluéni
neuronové sité. Na jednom datasetu si zpravidla nezavisle na modelu strategie drzi mezi
sebou obdobné rozdily.
trénovany aktivnim uéenim piiblizuje vykonu modelu trénovaného pasivné. ReSenim by
mohl byt algoritmus pribézné ménici pocet trénovacich epoch a velikost davky pridavanych
vzorkt, napiiklad v zavislosti na dosazeném rozsahu trénovaci sady a poméru pretrénovani.

U datasetti 1ze ddle pozorovat, ze pri dosazeni urcitého % velikosti trénovaci sady, sloZené
z postupné oznacCovanych vzorku, dochazi ke stfetu vsech strategii a nésledné stagnaci.
Bylo by tedy v pripadé kontinualniho uc¢eni modelu vhodné uvazovat nad zastavujicimi
podminkami, aby nedochéazelo k plytvani zdroji.

7 vysledka datasetu vybéru z IMNET lze vycist pouze to, ze v pripadé prilis malého
celkového poctu vzorkt pro efektivni trénovani konvolu¢ni neuronové sité se chovaji vsechny
strategie srovnatelné nestabilné.

Shrnuti

Obecné tedy lze Tici, ze volba strategie aktivniho uceni souvisi s obtiznosti a kvalitou da-
tivniho uceni, predevsim metoda SM prokazuje schopnost vybirat vhodné vzorky po celou
dobu prubéhu uceni, rozdily zde vsak nejsou tolik patrné. Podstatné vypocetné naroc¢néjsi
metoda KCG se hodi na slozitéjsi datasety a do scénaiti, kdy lze pridavat velké mnozstvi
vzorkd. I zde vSak dokdaze jednodussi metoda SM podat kvalitni vykon. U jednodussich da-
tasett taktéz stoji za to vzit do ivahy ukoncujici podminku kontinualniho aktivniho uceni,
jelikoz ke stagnaci dochazi pri pomérné nizkych procentech oznacenych vzorkt z celého
epoch v iteraci a velikosti pridavané skupiny vzorki.

U vétsiny datasett 1ze i kontinudlni formou aktivniho uceni s vhodnou strategii redu-
kovat asili vynalozené anotaci vzorkd a dosahnout solidnich vysledkt klasifikatoru.
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3.4.2 Experiment 2

Druhym experimentem chci pozorovat odolnost jednotlivych strategii vici omylnému ano-
tatorovi. Anotace jsou simulovany jako v predchozim piipadé, tentokrat vsak ve tfech scé-
narich m4a anotator pravdépodobnost spravného oznaceni pouze 95, 90 a 85 %. V praxi ¢asto
kvalitni anotace prezentuji znac¢nou finanéni investici. Je jasné, ze od urcité irovné chybo-
vosti by bylo probihajici uceni az prili§ poznamenano, zvolil jsem proto pomérné v praxi
bézné a rozumné trovné. V kazdé iteraci jsou pridana 2 % z celé sady vzorku a probiha 1
trénovaci epocha.

Nasleduji opét grafy dosazenych vysledku, v obdobném formétu jako v predchozim
experimentu. Ctvefice zde tvoi zleva doprava, shora doli: scénéi s neomylnym anotdtorem
pro srovnani; 95% pravdépodobnost sprdvného oznaceni vzorku; 90 % pravdépodobnost
spravného oznaceni vzorku; 85 % pravdépodobnost spravného oznaceni vzorku.

26



102 fashion_vgg1_all

fashion_vggl_all
102 _vggl_
------- Base —— LC —— ENT oo Base —— LC —— ENT
< RS — sM KCG RS — SM —— KCG
X X
g 5
= =
w w
10! 4+
10 20 30 40 50 60 70 80 90 100 10 20 30 40 50 60 70 80 90 100
Labeled % Labeled %
fashion_vggl_all fashion_vggl_all
10? _vggl_ 107 _vggl_
------- Base —— LC —— ENT oo Base @ —— LC —— ENT
RS —— SM —— KCG RS —— SM —— KCG

Error %

Error %

10 20 30 40 5I0 6I0 70 80 90

100 10 20 30 40 50 60 70 8 90 100
Labeled % Labeled %
fashion_vgg2_all fashion_vgg2_all
102 _VgQg<2_ 102 _Vgg2_
- Base — g — ENT | 1 e Base
------ RS —— SM —— KCG

=="1C —— ENT

Error %

Error %

10 20 30 40 50

60 70 80 90 100 f

10 20 30 40 50 60 70 8 90 100
Labeled % Labeled %
fashion_vgg2_all fashion_vgg2_all
102 _Vgg2_ 102 _Vgg2_
------- Base —— LC —— ENT
. RS — SM —— KCG

Error %

Error %

10! -

10 20 30 40 SIO 6ID 70 80 90 100 10 20 30 40 50 I I
Labeled %

Labeled %

27



Error %

Error %

10?

cifar_vggl_all

....... Base — LC —— ENT
RS — SM —— KCG

B
T
g
w
HGH g
10 20 30 40 50 60 70 8 90 100
Labeled %
cifar_vggl_all
102 - vggl .
....... Base — LC —— ENT
RS - SM —— e
ES
]
g
w
HQH 4
10 20 30 40 50 60 70 8 90 100
Labeled %
cifar_vgg2_all
102 _Vg92__
....... Base — g — B
RS — SM — KCG

10 20 30 40 50 60 70 80 90 100
Labeled %
102 cifar_vgg2_all
....... Base — LC —— ENT
RS — SM —— KCG

10

T T T T T T

20 30 40 w_o m_c 70 80 90 100
Labeled %

28

10?

cifar_vggl_all

<o Base  —— LC

RS — SM

—— ENT
— KCG

X
=
e
P
10*
10 20 40 50 60 70 80 90 100
Labeled %
cifar_vggl_all
102 _vggl_
....... Base — IC —— ENT
RS — SM_—— KCG
X
o
o
E
w
HO~ 4
10 20 30 40 50 60 70 80 w_c 100
Labeled %
cifar_vgg2_all
102 _Vgg2_
sssies T Base - IC —— ENT
RS — SM —— KCG

Error %

Error %

10?

T T T T T

10 20 30 40 50 60 70 80 90 100
Labeled %
cifar_vgg2_all
....... Base —— LC —— ENT
RS — SM__—— KCG

10

20

30

40 m.o m.o 70 80
Labeled %

90 100



102 imnet_vggl_all

ES
i
g
w
H°~ B
10 20 30 40 50 60 70 80 90
Labeled %
imnet_vggl_all
102 - vggl_
ES
5
E
w
HOH 4
10 20 30 40 50 60 70 80 90 100
Labeled %
imnet_vgg2_all
102 - vgg2_
B3
=
e
i
10" 4

Error %

10 20 30 40 50 60 70 80 90 100
Labeled %

102 imnet_vgg2_all

10! 4

10 N.o 30 5.c m.c 60 q.c m.c 90 100
Labeled %

29

102 imnet_vggl_all
R
“
2
i
HO~ -
10 N.o 30 40 m.o 60 70 m.o 90 100
Labeled %
102 imnet_vggl_all
ES
5
E
w
HO» B
10 ~.o w.o &.o m.o m.c u.o m.o w_c 100
Labeled %
102 imnet_vgg2_all
ES
s
=
w
HOH 4

Error %

10 20 30 40 50 60 70 8 90 100
Labeled %

102 imnet_vgg2_all

10! 4

10 N_o 30 ».o w_c m_o .\.o m.c ..y.c 100
Labeled %



Error %

102 vgg2f vggl_all

vgg2f vggl_all
....... Base — i — A
RS — SM — KCG
£ X
> R
o o
5 E
w w
10 A 10! A
10 20 30 40 50 60 70 80 90 100 10 20 30 40 50 60 70 8 90 100
Labeled % Labeled %
vgg2f vggl_all vgg2f vggl_all
o 992f_vggl_; . 992f vggl
....... Base — |l — = Base — 1 —— ENT
RS —_— SM - KCG RS — M — KCG
. . e
T T
o o
2 2
w w
10! 10!
10 20 30 40 50 60 70 8 90 100 10 20 30 40 50 60 70 8 90 100
Labeled % Labeled %
vgg2f vgg2_all vgg2f vgg2_all
" 992f vgg2_ O e 9g2f vgg2_
& S Base —— LC ENT
o RS - SM — KCG
8 = .
o o
& &
10" 10" A
10 20 30 40 50 60 70 8 9 100 10 20 30 40 S0 60 70 8 9 100
Labeled % Labeled %
vgg2f vgg2_all vgg2f vgg2_all
w0 992f vgg2_ 10 e 9g2f vgg2._:
2
.....-...-.v-... —
I
I
10* 10 4
10 20 30 40 50 60 70 8 90 100 10 20 30 40 50 6 70 8 9 100
Labeled % Labeled %

30



Dilci zavéry

Na jednodusSich datasetech lze pozorovat, Ze i rozdil 15% v spolehlivosti anotitora se
nepromitne do drastickych celkovych rozdili ve vykonu vétsiny z jednotlivych strategii. Lze
vsak stale pozorovat uniformni{ zhorSeni v prostfednich fazich, kdy je oznaceno 40 az 50 %
vSech vzorkl. V naroc¢néjsich datasetech jsou vsak vlivy chyb anotatora velmi patrné, a to
uz od pouhé 90 % spolehlivosti oznaceni.

7 principu metody SM lze u ni pozorovat horsi dvodni faze aktivniho uceni, nez pti
neomylném anotatorovi. Postupné vsak opét zaujima vedouci postaveni oproti metodam LC
a ENT, které jsou na nepresnosti nachylnéjsi. Dle ocekavani zdaleka nejvice trpi na chyby
anotace metoda KCG. Pri neomylném oznacovani vzorku dokazala ve vétsiné datasetu
bud vést, nebo po pomalejsim startu dohnat i pfedehnat ostatni metody. Pfi 95 a 90 %
drzet svou pricku v popredi, pfi nizsi spolehlivosti se vSak hluboce propada.

Zajimavou roli zde hraje i kvalita modelu, kdy pfi pouziti hlubsi sité trpi metoda KCG
na klesajici spolehlivost anotdtora mnohem vice, a to i na jednoduchych datasetech. Na
ostatni metody nemé kvalita modelu zdaleka takovy vliv.

Shrnuti

Rozdily v celkovém vykonu strategii aktivniho uceni nejsou ve vétsiné pripadu tak patrné.
Zdaleka nejvice na nepresnosti anotace trpi metoda KCG. Z tradi¢nich strategii aktivniho
uceni nejlépe chybam odolava metoda SM, i kdyz miva pomalejsi start. Metoda LC s ni
dokaze mnohdy drzet krok, neni vSak tak vhodna pro obtiznéjsi datasety. Metoda ENT za
nimi mirné pokulhava.

Zajimavé se mohou prokazat experimenty, od jaké chybovosti anotidtora se za¢nou pro-

vvvvv

o znovuoznaceni nejspise mylné oznaceného vzorku.

31



3.4.3 Experiment 3

Ve tretim experimentu zkoumam vliv pseudo-oznacovani na efektivitu strategii aktivniho
uceni. Vyuzivani vzorka v podstaté zadarmo pro zlepSeni uceni modelu je ldkava moznost,
zatim vsak nevyzkouSend na Sirsim spektru modeli a dataset.

Pro urceni vzorkd, jejichz oznac¢enim si je model jist a tim padem se pridavaji doc¢asné do
trénovaci sady, jsem zvolil entropii, obdobné jako v praci [54], ze které tento ptistup viibec
Cerpam. Experimentuji na dvou scénarich. V jednom je hranice pro uréeni duvéryhodného
vzorku & = 0.0005 a decay rate dr = 0.000033, ve druhém § = 0.005 a decay rate pak
dr = 0.00033. V jedné iteraci probiha jedna trénovaci epocha a vzorky jsou pridavany po
2%.

Nasleduji opét grafy vysledki, tentokrat vsak po trojicich, kdy ve vrchnim radku jsou
zminéné scénare v poradi stejném, jako jsou predstaveny, a trojici uzavirda vespod pro po-
rovnani scénar s obdobnymi parametry, ale bez pseudo-oznacovani.
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Shrnuti

Oba dva zvolené scénare prokazuji mirné zlepseni vykonu aktivniho uceni na jednoduchém
datasetu, obzvlast v tvodu pii malé velikosti trénovaci sady. Pseudo-oznacovani taktéz
pomahé predevsim metodé KCG stabilizovat se v prostfedni fazi uceni. Za povsimnuti stoji
i zlepseni vykonu ndhodného oznacovani.

Naopak u obtiznéjsich datasett zadny vyznacny vliv pozorovat nelze, vyjma nepatrného
zlepSen{ ke konci uceni pri zhruba 80 az 90 % oznacenych vzorku pridanych do trénovaci
pro uznani za modelem si jisty vzorek, u jednodussich datasetti presné naopak.

Obecné lze tedy povazovat efektivitu pseudo-oznacovani za tzce spjatou s dokonalosti
modelu a obtiZnosti datasetu. Dokonalejsi model vice benefituje z dodateénych vzorkua po-
skytnutych pseudo-oznacovanim, slabsi model tato technika nezachrani. Coz dava smysl,
dokonalejsi model 1épe dokaze klasifikovat zatim pro néj neoznacené vzorky a ve vice piipa-
dech si je dostatec¢né jist, aby vzorek provizorné oznacil. Mnou zvolené modely nedosahuji
takové kvality, aby si u dostatecné vlivného mnozstvi neoznacenych vzorki byly v pripadé
slozitych datasett dostateéné jisti jejich oznacenim. K provizornimu oznaceni tedy dojde
jen v malo pripadech, jez nemaji na trénovani hluboké architektury znatelny vliv.

Hranice pro pseudo-oznaceni vzorku zustava zajimavym tématem pro dalsi experimenty,
napriklad zda-li lze najit univerzalné vhodné hodnoty, ¢i zda alespon lze pritfadit vhodny
Fad této hranice k ruznym % chybovosti modelu na datasetu.
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3.4.4 Experiment 4

Ve findlnim, strucnéjsim, experimentu prozkouméavam moznost zvratit negativni vliv chyb
anotatora pomoci pseudo-oznacovani. Obavy budi varianta, kdy chyby anotatora nato-
lik rozhodi model, Ze nebude schopen vybrat dostatek davéryhodnych vzorkit pro uc¢inné
pseudo-oznacovani, nebo dokonce provizorné oznacené vzorky rozhodi model jesté vice.

Pro experiment volim 85 % spolehlivost anotdtora a parametry pseudo-oznacovani § =
0.0005 a decay rate dr = 0.000033. Pro porovnani pak opét 85 % spolehlivost anotitora. V
kazdé iteraci jiz tradi¢né probiha jedna trénovaci epocha a vzorky se ptridavaji v davkach
po 2%.

V nasledujicich grafech je nalevo zobrazen vysledek scénafe aktivniho uceni se spoleh-
livosti anotdtora 85 %, napravo pak taktéz ovsem v kombinaci s pseudo-oznacovanim.
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Shrnuti

Byt pseudo-oznacovani nedokaze vyrazné vylepsit vykon strategii ovlivnény nepiesnosti
anotatora, v jednoduchych i mirné obtiznéjSich datasetech lze pozorovat drobné zlepseni v
uvodni fazi aktivniho uceni, obzvlast v pripadé hlubsiho modelu a metod ENT a LC.

V nékterych pripadech dochézi i ke stabilizaci metody KCG. Jeji eventudlni degradaci,
pozorované jiz v mém druhém experimentu, vSak pseudo-oznacovani zabranit nedokaze.

Pro obtizné datasety nelze pozorovat vyrazné zmény, v souladu s predchazejicim ex-
perimentem. Coz dale umocnuje predpoklad, ze pro tézeni z vyhod pseudo-oznacovani je
potreba kvalitni model, adekvatni obtiznosti datasetu.

Néamétem pro dalsi experiment v téhle oblasti, mimo variant s adekvatnéjsim mode-
lem, muze byt hledani hranice, kdy neptesnosti anotatora dokazi zcela eliminovat benefity
pseudo-oznacovani.
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Kapitola 4
Zaveér

Pomoci experimenti jsem pozoroval chovani vybranych strategii aktivniho uceni v kom-
binaci s konvolu¢nimi neuronovymi sitémi pii kontinudlnim trénovani modelu. Zjisténi z
vysledkt je hned nékolik.

Prvnim z nich je skuteénost, zZe i tradi¢ni strategie aktivniho uéeni, mnohdy zatracované
jako nevhodné pro pouziti s neuronovymi sitémi, dokazi dosdhnout dobrych vysledki na
jednodussich datasetech a i na obtiznéjsich porazi nahodné vzorkovani. Ze tii tradic¢nich
tech i se strategii pfimo navrzenou pro praci s neuronovymi sitémi K-Center Greedy. Oproti
ni vSak neni zdaleka tak vypocetné naroc¢na. Ostatni dvé strategie, Least certainty a Ent-
ropy sampling dokazi na jednodussich datasetech podat skoro takovy vykon, jako Margin
sampling, na obtiznéjsich vSak vyrazné ztraci. Z téchto dvou pak podava lehce lepsi vykon
strategie Least certainty. Za zminku stoji, ze kvalita uciciho se modelu v pripadé cistého
kontinualniho uceni nemé vliv na relativni vykon strategii. S kvalitnéjsim modelem pocho-
pitelné vSechny strategie pracuji lip, mezi sebou si vSak drzi obdobné odstupy.

Pocet trénovacich epoch v jedné iteraci a velikost davky pridavanych vzorkd vyznamné
ovliviiuje vykon strategii. U strategie K-Center Greedy pri vy$sim poctu trénovacich epoch
dochéazi k pretrénovani, této strategii naopak vice oproti ostatnim svédéi vétsi pocet pri-
davanych vzorki v kazdé iteraci. Celkové je tohle téma vhodné pro dalsi experimenty, lze
pretrénovani globalné na vsech metodach. Idedlnim resenim se jevi samoucici se algoritmus,
jez dokaze dynamicky ménit pocet trénovacich epoch a velikost davky novych oznacenych
vzorku v zavislosti napfiklad na soucasné mire pretrénovani a velikosti trénovaci sady, tedy
kolik vzorku jiz bylo oznaceno. Z opac¢ného pohledu, u jednodussich datasetu, kdy pomoci
aktivniho uceni dosahuje model kvalitniho vykonu srovnatelného s uc¢enim pasivnim jiz
okolo 40 ¢i 50% oznaceni vSech vzorkl, by bylo vhodné zavést ukoncovaci kritéria pro
SetTeni zdroju.

Tradi¢ni strategie, prevazné pak Margin sampling, prokazali v dalSich experimentech
odolnost vi¢i omylim anotatora, alespon pri v praxi bézné chybovosti. Pfi chybovosti az
15% se vykon strategii zhorsil jen o jednotky %. Naopak strategie K-Center Greedy na
chybovost anotatora velmi trpéla. Pozoruhodné je, ze mnohem horsi degradaci vykonu tato
strategie vykazovala pri pouziti kvalitnéjstho modelu. Pro dalsi experimenty by stalo za to
hledat hranici chybovosti, kdy se vSechny strategie stavaji neefektivnimi, a hlavné moznost
zvratit tento vliv pomoci opétovného dotazovani vzorki, u kterych model tusi anotatorovu
chybu.
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Psuedo-oznacovani dokaze mit na strategie prospésny vliv, predevsim v tvodnich fa-
zich uceni, kdy je oznaceno jen okolo 20 ¢i 30% vzorku z celého datasetu. Dokdze téz
vykon strategii stabilizovat v pozdéjsich fazich. Problémem vSak je, ze aby bylo pseudo-
oznacovani patrné, musi dosahovat model na zvoleném datasetu dostateéné kvality. Jinak
neni schopen provizorné oznacit tolik vzorki, aby to na vysledek mélo znatelny vliv. Pro
dalsi experimenty by bylo zajimavym cilem zjistit vhodné fady hranice jistoty modelu pro
pseudo-oznaceni vzhledem k jeho dosazené klasifika¢ni kvalité. Dal$im tématem muze byt
hledani novych vhodnych strategii pro posouzeni vzorki pro pseudo-oznaceni.
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Priloha A

Obsah DVD

Na prilozeném DVD jsou k dispozici vSechny zdrojové soubory, véetné komprimovanych da-
tasetu. Dale také toto pdf, i zdrojové soubory, ze kterych je sestaveno. Soucasti je téz kratka
videoprezentace mé prace a vysledku. Umisténi popisuje nédsledujici adresarova strukturas:

e script/ Adresar obsahujici mnou vytvoreny skript a datasety .
e tex/ Zdrojové soubory pro sestaveni tohoto dokumentu.
e pdf/ Obé dvé pozadované verze vysledného dokumentu.

e videoprezentace/ Umisténi kratké videoprezentace o vysledcich mé préce.
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Priloha B
Detailnéjsi popis skriptu

Skript exps.py (pripadné exps_no_tf.py, v situaci, kdy neni k dispozici GPU pro urychleni
vypoct) spousti celé aktivni uceni a je ovladdn nésledujicimi parametry, v daném poradi:

Dataset Cesta k pozadovanému datasetu v souboru forméatu .hdf5. Ty se na priloZzeném mé-
diu nachézi v adresari script/dataset/nazev-datasetu/. Prikladem tedy mtze
byt ./dataset/imnet/imnet.hdf5. Pfilozené médium obsahuje datasety fashion, ci-
far, imnet, vgg2f, popsané v podkapitole 3.2. V elektronické podobé odevzdani z
divodu velikostniho omezeni datasety k dispozici nejsou.

Model Volba modelu konvoluéni neuronové sité. Budto vgg! pro jednodussi sit, nebo vgg2
pro hlubsi sit. Obé jsou podrobnéji popsany v 3.3. O tvorbu modeli se staraji
podprogramy model_selector a vgg v adresafi script/models/.

Strategie aktivniho uéeni Volba strategie aktivniho uceni pro vybér vzorkid k anotaci.
Lze zadat all pro provedeni experimentu opakované s kazdou
dostupnou strategii, nebo Ic, sm, ent, rs, kcg pro provedeni
experimentu pouze s jednou strategii. Jednotlivé zkratky re-
prezentuji poporadé strategii nejnizsi jistoty, nejmensiho roz-
dilu, pouziti entropie, ndhodné vzorkovani a K-Center Gre-
edy. Implementace vSech strategii se nachazi v adresari
script/methods/. Lze téz zadat hodnotu parametru base,
kdy se provede trénovani modelu pasivnim zptusobem a vy-
sledek slouzi pro porovnani vykonu strategii aktivniho uceni.

Rozpocet Hodnota v %, vyjadfujici kolik vzorku z neoznacené sady lze celkem dotazovat.
V podstaté urcéuje pocet iteraci aktivniho uc¢eni. 100 % znamend, Ze postupné
bude dotazovana a oznacena celd neoznacena sada vzorku.

Pocet trénovacich epoch Pocet trénovacich epoch modelu po kazdém piidani nové ano-
tovanych vzorkt do trénovaci sady.

Pocet vzorkn Velikost sady vzorki v % z celé neoznacené sady, kterou strategie aktivniho
uceni vybird pro anotaci v kazdé iteraci.

Presnost anotatora Presnost anotdtora v %. Hodnoty nizsi nez 100 zpusobi chybovost.
Pomoci generatoru ndhodnych ¢isel se uréi, zda-li se vzorku priradi
jiné, chybné oznaceni. Tuto funkénost implementuje podprogram
oracle v adresafi script/methods/.
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Pseudo-oznacovani Tento parametr ovliviiuje pouziti pseudo-oznacovani v pribéhu uceni
modelu. Hodnotou yes pseudo-oznacovani bude pouzito, hodnotou no
naopak ne. Pseudo-oznacovani implementuje podprogram
pseudo_labeling v adresafi script/methods/.

Vystupni soubor Cesta pro vytvoreni vystupniho souboru forméatu .npz, obsahujiciho
udaje o probéhlém experimentu.

Prikladem spusténi muze byt:

python exps.py ./dataset/fashion/fashion.hdf5 vgg2 all 100 1 2 100 no
./results/expl.

Pomocny skript look_at_this_graph.py vykresluje grafy z dat v souborech formétu .npz.
Stac¢i mu k tomu pouze cesta k danému souboru jako argument.

Instalace
Skripty jsou snadno prenositelné, vyzaduji pouze pritomnost Pythonu a instalaci nékolika

knihoven, jejichz vycet se nachazi v souboru script/requirements.txt. Ty lze jednoduse
nainstalovat piikazem pip install -r requirements.txt.

51



