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Anotace

Diplomovéa prace se zabyva zkoumanim predikce pomoci umélych
neuronovych siti. Na rozdil od praci zabyvajicich se podobnym tématem, fesi
tato prace i samotny sbér dat, na kterych je uspéSnost predikce testovana.
Konkrétné se jednd o data souvisejici s investicnim zlatem. Pfes internetové
obchody lze nakupovat zlato ve form¢ zlatych slitki. Sami prodejci uvadéji,
ze jejich ceny se odviji od ceny zlata na trhu a kurzu koruny. Cilem prace je
posoudit predikéni potencial v téchto datech.

K dosazeni cile byl vytvofen systém pro ziskdvani potifebnych dat
do datového skladu, jejich pfedzpracovani a vizualizaci. Déle byl vytvoren
systém piedpovidajici ceny, a pomoci n¢j byla zkoumana uspésnost predikce.

Klicova slova
umélé neuronové sité, predikce, investicni zlato



Abstract

This thesis is about the investigation of the prediction with help
of artificial neural networks. It contrasts other papers considering similar topic.
This work is focused on the data collected to predict future outcomes. The data
specifically deals with gold capital. It is possible to buy gold via the internet
in a form of gold bars. The dealers themselves state that the price of gold is
derived via the global prize index of gold and from the current value converted
to the Czech Koruna rate of exchange. The aim of this work is to consider price
forecast correlating input data.

To achieve the desired outcome a system for the data collection,
processing, and visualization has been designed. A system dealing with price
prediction has been developed to show the accuracy of the results obtained.
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artificial neural networks, prediction, gold investment
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1 Uvod

Investovat do zlata je moZzné dvéma zakladnimi zpisoby. Prvni moZnosti
je investovat virtualné na burze. To je vétSinou investice kratkodobd, ktera je
podobna spekulaci s ménami. Druhou mozZnosti je investovani do fyzického
zlata — zlatych minci a slitk. Zlaté slitky je mozné nakupovat pies internet
a sami prodejci uvadéji, Ze jejich ceny se odviji o ceny zlata na trhu a kurzu
dolaru vici Ceské koruné. Motivaci této prace je vytvofit IT podporu pro tento
druh investovani. Nejzajimavéj$i podporou pro investora by byla moznost

predpovidat vyvoj cen zlatych slitk.

Cilem préce je vytvofit softwarovy nastroj, kterym je mozné prozkoumat
predikéni potencial v datech souvisejicich s investi€nim zlatem. Predikovani je
provadéno pomoci umélych neuronovych siti a na rozdil od praci na podobné

téma je v této praci feSen i samotny sbér dat.

V tvodu prace struéné seznamuje s historii a specifiky zlata jako
investi¢niho prostfedku. Dale jsou predstaveny teoretické nastroje, potiebné
k realizaci: Casové tady a jejich predikce, umélé neuronové sit¢ a teorie
prostiedkli pouzitych pii sbéru a predzpracovani dat. V dalsi ¢asti je popsano
feSeni tvorby vysledného softwaru. Déle je popsana charakteristika
nasbiranych dat a zkoumdani vytvofenym néstrojem. V zavéru je zhodnoceni
uspesSnosti predikce. Soucasti prace je v priloze obsazena administratorska
a uzivatelska ptirucka. PfiloZzeny jsou také grafy, vysledky vypocti pomoci
vytvofeného nastroje a elektronicky nosi¢ (CD). Ten obsahuje text této prace,

zdrojové kody a bazi nasbiranych dat.
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2 Investicni zlato
»Redlnd cena zlata je stabilni uz 2600 let. Uz tisice let je jednim
z oblibenych zpusobui investovani obchod se zlatem.* [1] Hlavnimi vlastnostmi

zlata, diky kterym je tak oblibené, jsou:
* zlato nepodléha korozi,
» zlato zafi jako Slunce,
* zlato se dobfe tvaruje,
* zlaceni je nejlepsi barventi,

* zlata je omezené mnozstvi (vlastnit néco, co ostatni mit nemohou,
je pfitazlivé),
» zlato je jako pojistka — jeho hodnota pretrva. [2]

Fyzicky lze do zlata investovat ndkupem zlatych slitkii (cihlicek). Vyrabé;i
se v ruznych hmotnostech od 1 g az po 1 kg. Tradi¢ni hmotnosti je troyska
unce (Oz), ktera odpovida pfiblizn¢ 31,1 g. Zlaté slitky lze nakupovat
ve specializovanych obchodech a to i pfes internet. Prodejci stanovuji svoje
ceny v zavislosti na cené zlata na londynském trhu a kurzu dolaru vii¢i koruné.
Vyznamnou hodnotou ceny zlata na trhu je dvakrat denn¢ stanovovany London
Gold Fixing (londynsky zlaty fix). Je vyhlasovan nejvyznamnéjSimi
obchodniky se zlatem a vztahuje se na obchody o objemu minimalné¢ 1000 Oz.
Soucasti ceny je také vyrobni ptirazka (,,premium®). DalSim specifikem
investi¢niho zlata je jeho osvobozeni od DPH. [1]

O zlato je v posledni dobé zvySeny zdjem z diivodu nedlivéry v globalni

finan¢ni systém. Zajimavym dikazem tohoto z4jmu jsou napiiklad automaty

na zlaté slitky (tzv. ,,zlatomaty*).



3 TEORETICKE NASTROJE POTREBNE K REALIZACI 12

3 Teoretické nastroje potrebné k realizaci

3.1 Casové fady a jejich predikce
Casovou fadou [3] se rozumi posloupnost hodnot ukazatel, méfenych
v urcitych casovych intervalech a je moZno ji formaln€ zapsat jako
posloupnost:
Hi: Y2, U3 Un
neboli:
it =1..m
kde n je celkovy pocet pozorovani a y, je hodnota pozorované veli¢iny
v Case t. Obecné jsou Casové fady vysledkem empirického sledovani néjaké
veli¢iny. Pokud jsou témito veli¢inami ceny (napf. cena mény, dluhopisu,
akcie), oznacuji se jako finan¢ni Casové fady [4]. Typickym piikladem finan¢ni
casové¢ tady je tedy naptiklad vyvoj kurzu CZK k USD v néjakém Casovém
obdobi. Finan¢ni Casové fady patii mezi obecnéjsi ekonomické Casové tady,

které 1ze riznymi zplsoby tiidit:

Podle charakteru ukazatele na intervalové a okamzikové Casové tady.
Hodnoty intervalové casové fady zavisi na délce pozorovaného intervalu (napf.
mésicni naklady). Naopak okamzikové casové tady vyjadiuji nezavisle
na délce pozorovani hodnotu v konkrétnim okamziku (napf. pocet zaméstnancii

k ur¢itému dni).

Podle doby sledovani na dlouhodobé a kratkoedobé. Dlouhodobé ¢asové
fady jsou vysledkem sledovani delSim nez jeden rok, kratkodobé pak

odpovidaji sledovanim ptlro¢nim, ¢tvrtletnim, tydennim atd.

Podle druhu méfeni hodnot na casové fady s absolutnimi nebo
odvozenymi ukazateli. Odvozenym ukazatelem je napiiklad produktivita

prace, nebot’ je ziskana jako pomér produkce a po¢tu zaméstnanci. [5]
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Podle délky intervalu mezi jednotlivymi méfenimi na Casové fady
ekvidistantni a neekvidistantni. Ekvidistantni asové fady maji stejné¢ dlouhy
krok mezi pozorovanimi. Napiiklad CNB stanovuje kurzy kazdy den ve 14:15.
Jelikoz ale toto stanovovani neprobihd o vikendech a svatcich, nejsou Casové
fady téchto kurzli ekvidistantni. Nékdy je pak potieba u takovych fad provadét

doplnénim hodnot pievod na fady ekvidistantni.

3.1.1 Principy predikce
Obecn¢ se predikci mysli pfedpovidani néfeho, co bude na zakladé
informaci z minulosti. Presnéji feCeno je predikce Casové fady urCovani

budoucich hodnot na zéklad¢ jiz namétenych hodnot. [6]

Formaln¢ tedy jde o hledani funkce, jejiz funkéni (predikované) hodnoty

jsou zavislé na hodnotach minulych. [7]

Existuje mnoho zptsobti jak takovou funkci (model) hledat. Patii mezi né

statistické pfistupy nebo metody umélé inteligence.
Na predikci Ize pohlizet dvéma zptisoby:

* predikce ,ex-ante (extrapolace) je piedpovéd doposud

neznamych hodnot,

* predikce ,,ex-post” (interpolace) je piedpovéd’ jiz znamych hodnot,

slouzici vétSinou ke kontrole spolehlivosti modelu. [5]

Pro zlepseni vysledki predikce n¢jaké Casové fady je vhodné pouzit jesté
dopliuji informace z dalSich ¢asovych ftad, které s predpovidanou fadou
souviseji. Témto fadam se fika intervenci Fady. Pro pfedpovidani ceny zlatych
slitkl jsou témito fadami tdaje o cené zlata na trhu, kurzu dolaru a mohly by to

byt naptiklad tidaje o poptavce po zlate, politické situaci atd.
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Kritériem, podle kterého se posuzuje uspésnost predikce, je odchylka
skutecnych a predikovanych hodnot. Je vice zptlisobu, jak tyto chyby urcovat.

V této praci se v experimentech pouzivaji nasledujici dve:

* odmocnina ze stfedni ¢tvercové chyby (Root Mean Square Error)

n

1
RMS = | =) (e — 1)

mn
t=1

* stfedni absolutni odchylka (Mean Absolute Deviation)

1 < X
41.!rd-1D = ; . Z |E!t — yf|
=1

V obou pfipadech je y, skutecnd hodnota, y, predpovidand a n pocet

pfedpovidani.

3.1.2 Korelaéni koeficient
Dalsim kritériem pro posuzovani uspé$nosti predikce je korelace mezi
fadou realnych (skute¢nych) hodnot a fadou predikovanych hodnot. Obecné
korelacni koeficient » vyjadfuje, jak moc jsou na sob¢ linedrné zavislé¢ dvé
veli¢iny. Uréi se jako:
.
V' S%S¥
kde Sx* a Sy* jsou vybérové rozptyly veli¢in X, Y a Sxy je kovariace.
Nabyva hodnot od -1 do 1. Pokud je rovny 1, jsou veliCiny zcela linearné
zavislé a zéroven rostou nebo klesaji. Pokud je rovny -1, jsou veliCiny také
zcela linedrné zavislé, ale pokud jedna roste, tak druha klesa a naopak. Pokud

je korela¢ni koeficient roven 0, jsou veliCiny nezavislé. [8]
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3.1.3 Analyza ¢asovych rad

Cilem analyzy casové fady je tvorba modelu, ktery co nejlépe popisuje
danou casovou fadu. Takovy model umoziiuje porozumét chovani
a vzajemnému vztahu pozorovanych veli¢in. Nasledn¢ podle tohoto modelu je

mozné piedpovidat budouci vyvoj a podle toho se rozhodovat.
Mezi zakladni metody analyzy ¢asovych fad patii:
* dekompozice ¢asové tady,
* Boxova-Jenkinsova metodologie,
* linedrni dynamické modely,
» spektralni analyza casovych tad. [3]

Dekompozice je rozlozeni fady na trendovou, cyklickou, sezonni
a nepravidelnou slozku. Boxova-Jenkinsova metodologie bere v tuvahu
zavislost (korelaci) riznych pozorovani. Linearni dynamické modely zahrnuji
dalsi vysvétlujici faktory a kone¢né spektralni analyza znamena pohled na fadu

jako na slozeni sinusovych a kosinusovych kiivek.

3.1.4 Dekompozice ¢asové rady

Tato metoda ptedpokladd, Ze kazdou casovou fadu je mozné rozlozit
na Ctyfi slozky.

Trendova slozka 7 vyjadiuje dlouhodobou tendenci vyvoje, kterd je
vét§inou zavisla na stalych procesech. Rada mize mit trend rostouci, klesajici

nebo byt bez trendu.

Sezénni slozka S vyjadiuje pravidelné kolisani okolo trendu v rédmci
jednoho kalendainiho roku. Toto kolisani je zpisobeno naptiklad stfidanim

ro¢nich obdobi, pracovnim cyklem, pldnovanim atd.
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Cyklicka slozka C; vyjadiuje kolisani okolo trendu s periodou vétsi nez je

jeden rok. Nékdy tato slozka neni rozeznatelnd a je proto zahrnuta v trendu.

Nepravidelna slozka e (zbytkova, rezidualni) obsahuje nesystematické

nahodné vykyvy, chyby méfeni atd. Nelze ji popsat funkci Casu.
Dekompozici ¢asové fady Ize pak provést dvéma zplisoby:

* aditivni (hodnoty casové fady jsou souéty hodnot jednotlivych

slozek)

yt=.Tt+Sf+Cf+Ef
* multiplikativni (hodnoty c¢asové fady jsou souiny hodnot

jednotlivych slozek)
Y =Ty 5 - Cy - ey

V obou ptipadech je T, trendova slozka, S sezonni slozka, C, cyklicka

slozka a e, nepravidelna slozka.

Pro vyjadieni Casové tfady je potom potieba hledat vhodné modely
jednotlivych slozek (naptiklad trend mitize byt linearni, polynomicky,
exponencialni atd.). Jaroslav Teda ve svém seridlu o inteligentnich
ekonomickych systémech [9] provadi toto modelovani pomoci umélych
neuronovych siti, a tento postup také demonstruje ve svém programu TNeuron.
Pti pouziti umélych neuronovych siti sice odpada nutnost podrobné analyzy fad
(staci dodat dostate¢né mnozstvi vstupnich dat) [6], na druhou stranu je ale
obtiznéjsi interpretovani vysledkd [10]. Tato prace se zabyva pravé pouzitim

umeélych neuronovych siti pro predikei.

3.2 Data warehousing
Cilem této prace je realizace frameworku, ktery zahrnuje sbér dat,

souvisejicich s investicnim zlatem, analyzovani téchto dat a prozkoumani



3 TEORETICKE NASTROJE POTREBNE K REALIZACI 17

predikéniho potencidlu v téchto datech. Cely tento radmec pfipomind jednu
z komponent informacnich technologii, kterd se pouZiva ve firmach k analyze
ekonomickych ¢i strategickych dat a kterd nese nazev data warehousing

(datovy sklad).

Vyznam datovych skladl je hezky motivovan v knize [11]: ,,Kdo objevi
hodnotu dat skrytych ve svych viastnich databazich, je to jako by objevil zlaty
dul pro svou firmu — navic dul neustale zasobovany. Zbyva jen umét z néj
tezit.*

Podle [11] dale data warhousing znamena ,,vyuziti dat pochdzejicich
z riiznych podnikovych aplikaci nebo externich zdrojii, jakymi jsou verejné
databdze i informace sesbirané z trhu.* V této praci jsou data vyuzivana
pro podporu investovani do zlatych slitkii. Obecné ke sbéru dat je dale v [11]
uvedeno, zZe je provadeén ,rizenym, periodickym kopirovanim dat z riznych
zdrojit  uvnitir organizace i jejiho okoli do prostredi optimalizovaného
pro analyzy a zpracovani informaci, prekondvajictho platformoveé, aplikacni,
organizacni i jiné bariéry.“ To koresponduje s touto praci, nebot’ bylo potieba

vyfesit automatizovany sbér dat a data vhodné predzpracovavat.

Dalsim ukolem, ktery na sbér dat navazuje, bylo hledani souvislosti
v datech, kterym se obecn¢ zabyva dalsi oblast informacnich technologii — data

mining.

3.3 Data mining
Data mining (dolovani z dat, vytéZovani dat, dobyvani znalosti z databazi,
datokopectvi) definoval v roce 1996 Fayyad jako ,nmetrividlni extrakci

implicitnich, drive neznamych a potencialné uZitecnych informaci z dat*. [12]
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Stejny autor také stanovil dva primarni cile data miningu:
» predikce (pfedpovidani podle nalezenych vzora v datech),
* deskripce (rozhodovani na zaklad€ nalezenych vztahi v datech).

K dosazeni cild se pouzivd nékolika krokl - od selekce, pies
pfedzpracovani, transformaci a dolovani az k interpretaci a ziskdni
pozadovanych znalosti. Jak tikd ve své prednasce M. Holena [13], byl pojem
data mining plUvodné hanlivym oznacenim pro pocitaem provadéné
stanovovani a ovéfovani velkého poétu hypotéz. Casem se ale data mining
(DM) diky svym praktickym vysledkiim stal uZitenym, a dnes existuje mnoho

pocitacovych néstrojii této metody. Tyto néstroje je mozné d€lit na:
* univerzalni pro DM,
* systémy pro podporu okamzitého rozhodovani (predikce),
* programy jin¢ho urceni, které 1ze pouzit i pro DM. [13]

Autor ve své prednasce [13] dale prezentuje vysledky dotazovani lidi
zainteresovanych v této oblasti na to, jaké pouzivaji programy pro data mining.
Nezanedbatelny pocet respondentli uvadi jako tento nastroj svoje vlastni kody
(Your own code). Do této kategorie patii i vysledny software této prace, nebot’
jde o program, provadéjici predikci, vznikly Upravou implementace umélé

neuronove site.

Nasledujici podkapitola seznamuje s umélymi neuronovymi sitémi

a principem, jak je mozné pomoci nich predikovat.
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3.4 Umélé neuronové sité

NejcCastéjsi metodou strojového uceni v data miningu jsou umélé
neuronové sit€ (UNS). ,, UNS jsou vypocetni modely inspirované biologickymi
soustavami. Jejich zdkladni jednotka neuron je inspirovan biologickym
neuronem. Sit se pak sklada z mnoha takovych, vzdjemné propojenych
neuronu. UNS se uplatnuji v oblastech, jako je predikce, klasifikace,
aproximace, dynamicke systémy, komprese dat, rozpoznavani obrazu, robotika

a mnohe dalsi. “ [14]

Zakladni principy umélych neuronovych siti vychazeji z jejich biologické
predlohy. Nervové builkky jsou v mozku propojeny pies mezineuronové
rozhrani, které se nazyva synapse. Rizné chemické vlastnosti synapsi
zpusobuji riiznou synaptickou propustnost. Podle miry této propustnosti, ktera
se oznacuje jako vaha, dochazi na synapsi k zesilovani (excitaci) nebo
zeslabovani (inhibici) vzruchu. Kli¢ovou vlastnosti neuronu je schopnost
pii podrazdéni elektrickym impulsem, ktery pfekona urcitou hranicni mez
(prah), vygenerovat vlastni elektricky impuls a $ifit tak informaci dal v siti.
Navic pfi kazdém takovém prachodu signdlu se pozméiuji synaptické

propustnosti (zaneché se pamét'ova stopa) a tim vlastné dochazi k uceni.

3.4.1 Formalni neuron
Neurony ,,jsou zdkladni stavebni kameny pouzité prirodou pri stavbé
mozku® a jsou ,specializované na prenos, zpracovani a uchovavani

I3

informaci“. Existuje celd fada raznych druhi neuronti (mi$ni, pyramidovy,
ocni, Purkyntv) a jejich vnitini struktura mutze byt pii hlubsSim zkoumani
slozita jako samotny mozek [15]. Pro formalni matematicky model neuronu,
ktery ve Ctyficatych letech dvacatého stoleti popsali Warren McCulloch

a Walter Pitts, a tim vlastn¢ dali vzniknout celému oboru umelych neuronovych



3 TEORETICKE NASTROJE POTREBNE K REALIZACI 20

siti [16], se hodi makroskopicky pohled na neuron tak, jak je na ilustraci 3.1.
Neuron se sklad4 ze vstupnich kanal (dendritil), z téla (somatu), vystupniho
pfenosového kandlu (axonu, ktery mize byt az 1 m dlouhy [15]) a terminal

axonu, které jsou spojeny s trny dendritii jinych neuront.

-.'+irt-1-r1| terminai'ﬂ'

llustrace 3.1: Biologicky neuron. [16]

Na ilustraci 3.2 je pak zndzornén formalni neuron. Ma obecné n realnych
vstupll (x1,x2,...xn), které jsou ohodnoceny n redlnymi synaptickymi vahami
(Wi,wa,..w).  Véhy reprezentuji zesilovani nebo zeslabovani signélu
vstupujiciho do neuronu. Pro kazdy vstup neuronu (n-rozmérny vektor) je

vypocitan vnitini potencial &:

T
= E Wi T
i=1
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vysiup
bias

prechodova funkce

synapticke viahy

X e In vslupy
llustrace 3.2: Formalni neuron.

Vystupem neuronu je pak hodnota pfechodové (aktivacni) funkce o, zavislé
na potencidlu § a prahové hodnoté 4. Pfechodova funkce mize byt realizovana
napiiklad tak, Ze jeji hodnota je 1, pokud je potencidl vétsi nebo roven prahové
hodnoté (neuron je dostate¢né ,,podrazdén a sam generuje impuls), a 0, pokud

prahu neni dosazeno:

 ev )1 pokud
y=o(8) = {{] pokud

V matematickém modelu je ale vyhodnéjsi provést nasledujici formalni

= h
< h

" YT oY

upravu: zahrnout explicitné vyjadfeny prah s mezi synaptické vahy —
konkrétné¢ piidat k neuronu formalni vstup xo, ktery je vzdy 1 a ktery je
ohodnocen prahem se zdpornym znaménkem, kterému se fika bias a oznacuje
se wy (préh je zahrnut v potencialu, je tedy implicitni). Vnitini potencial [16] se

potom urci jako:

T
= E Wi T
i=0
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Ptechodova funkce ptejde na tvar:

777777777777777777 h
. 1 pokud &£ =0 1
y=o(§) = { -

0 pokud & <0

P

Krom¢ vySe uvedené prechodové funkce, ktera se nazyva ostra nelinearita,

se pouzivaji 1 jiné aktivacni funkce. Jsou to naptiklad:

e saturovana linearni funkce

f L 17 3
o(€)=4¢ 0<£<
(0 c<l ‘
h 0o 1 ¢£
* standardni (logistickd) sigmoida y

* hyperbolicky tangens

o l—e
1 4e s

a(§)

Pfi praci s neuronovou siti je potfeba podle zvolenych ptechodovych
funkci také ptedzpracovat vstupni data. Pokud se v siti vyuziva standardni
logistickd sigmoida, mély by vstupy sité byt v intervalu <0,1>. Pokud se
pouziva hyperbolicky tangens (ktery je vlastné bipolarnim tvarem standardni

sigmoidy), mé¢ly by se vstupy sité nalézat v intervalu <-1,1>.
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3.4.2 Linearné separabilni problém

Pokud se vratime k formalnimu neuronu, ktery ma jako aktivacni funkci
ostrou nelinearitu, mizeme se zamyslet nad tim, jaka je jeho vypocetni
schopnost. Neuron s obecné 7 redlnymi vstupy a jednim vystupem, ktery diky
aktivacni funkei, kterou je ostra nelinearita, je bud’ 0 nebo 1, vlastné rozdéluje
cely prostor R" na dva poloprostory. V jednom poloprostoru jsou v§echny body,
které¢ kdyz ptivedeme na vstup neuronu, tak neuron jako vystup vypocte O,
a v druhém jsou body, kterym neuron ptifadi 1. Hranici téchto poloprostori je
obecné nadrovina, jejiz koeficienty jsou synaptické vahy a absolutnim ¢lenem

je prah. Rovnice této hrani¢ni nadroviny je:

wy + i w;r; =0
i=1

Pokud bychom na neuron méli ten pozadavek, aby realizoval né&jakou
logickou funkci dvou proménnych (naptiklad logicky sou¢in AND), dostaneme
specidlni pfipad, kdy neuron musi rozdé€lit rovinu hrani¢ni pfimkou na dvé
poloroviny tak, aby body [0,1], [1,0] a [0,0] lezeli v poloroving, které neuron
piifazuje 0 a bod [1,1] v poloroving, kter¢ je pfifazena 1. Situace, kdy je tento

pozadavek splnén, mize vypadat tak jako na ilustraci 3.3.

llustrace 3.3: Linearné separabilni probléem AND.
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Priklad neuronu, ktery by realizoval logickou funkci AND, je na obrazku
3.4. Cisla v obrazku predstavuji hodnoty synaptickych vah.

llustrace 3.4: Neuron realizujici logicky soucin.

Jenze ne vSechny problémy jsou linedrné separovatelné. Obligatnim
ptikladem je logicka funkce XOR — ostré disjunkce (vyluCovaci ,,nebo*). Vyraz
A XOR B je pravdivy, kdyZz pravé jedna z proménnych A a B je pravda.
Pravdivostni tabulka této funkce tedy vypada takto:

A B | AXORB
1 1 0
1 0 1
0 1 1
0 0 0

Tabulka 3.1: Pravdivostni tabulka funkce XOR.
Pokud se podivame na obrazek 3.5, ktery piiblizuje situaci roving, vidime,
Ze neni mozné najit takovou piimku, ktera by separovala body, kterym ma
ptisluset vystup 1 a body s vystupem 0. Neni tedy ani mozné najit takové

hodnoty vah, aby neuron realizoval tuto logickou funkci. Hledani vah je
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vlastné uceni sit¢ a jeden neuron s ostrou nelinearitou jako aktivacni funkci

tedy neni schopen se naucit problém, ktery neni linearné€ separovatelny.

2

011¢  [111-

[0,0] [1,0] r1
®

llustrace 3.5: Grafické znazornéni logické funkce XOR.

Objeveni tohoto problému spolu s pfehnanymi optimistickymi vyroky
typu ,za nékolik malo let bude vyvinut umély mozek™ [16], poslouzilo
v Sedesatych letech 20. stoleti, kdy jes$t€¢ nebyl zndm wucici algoritmus
pro vicevrstvé sité, k diskreditaci vyzkumu umélych neuronovych siti. Nastésti
byl objeven algoritmus zpétné¢ho Sifeni chyby (backpropagation), ktery je
nejpouzivanéjsi ucici metodou, a ktery ptispél k oziveni zdjmu o tento obor
umélé inteligence, ktery pifinds$i nejen konstrukce vypocetnich systémi
pouzitelnych v praxi, ale také pomaha pochopit fungovani mozku a lidské

mysli.

3.4.3 Vlastnosti umélych neuronovych siti

neuront spojenych do sité. Pii zkoumani téchto vypocetnich systémt, jak se
uvadi v [17], je potieba se zaméfit zejména na problematiku modelovani
neuronll a jejich siti, problematiku uceni siti a na charakteristiky zakladnich
druhii neuronovych siti. Podobnym zptisobem jsou sité popisovany i v [16] a je

u nich tedy mozné rozliSovat tyto vlastnosti:
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* topologie (architektura) sit€¢ — kolik neuront je v siti a jak jsou

vzajemné propojené,

» konfigurace sit¢ — jaké jsou hodnoty synaptickych vah na spojich

neuronu,

* model sit¢ — jak sit’ pracuje.

3.4.4 Topologie sité
Neuronovou sit’ si lze predstavit jako ohodnoceny orientovany graf

z teorie grafii. Podle toho, jestli v siti existuje cyklus, se sité d¢li na:

* cyklické (rekurentni) sité, pokud se v siti nachazi cyklus,

* acyklické (doptedné) sité, pokud v siti neexistuje cyklus.

Doptedné sité maji tu vlastnost, ze je mozné je ,rozplést® do vrstev

a neurony v takové siti pak rozliSujeme na:

* vstupni neurony,

* skryté (pracovni, mezilehl¢) neurony,

* vystupni neurony.

Specialni ptipad je vicevrstva sit, kterd ma tu vlastnost, Ze kazdy neuron
je spojen se vSemi neurony nasledujici vrstvy. Podle poctu vrstev pak mluvime
o sitich jednovrstvych, dvouvrstvych atd. Do poctu vrstev se ale nezapocitava
vstupni vrstva. Jak uvadi [16], architekturu kazdé dopredné vicevrstvé sité 1ze
zadat zapisem poctl neuronti v jednotlivych vrstvach, typicky oddélenych
poml¢kou. Obrazek 3.6 tedy naptiklad predstavuje tiivrstvou sit’ 3-4-3-2 (sit’
mé 3 neurony ve vstupni vrstvé, 4 a 3 v prvni a druhé skryté vrstvé a 2

ve vrstveé vystupni).
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vystupni vrstva

skryté vrstvy

vstupni vrstva

llustrace 3.6. Trivrstva 3-4-3-2 dopredna vicevrstva sit.

3.4.5 Model sité

Model sité se sklada z takzvanych dynamik sité:

* organizaéni dynamika sité¢ urcuje, jak se bchem uceni méni

topologie sité (naptiklad piidavanim neuront),

* aktivni dynamika sit€¢ urcuje, jak v siti probihd vypocet pro

konkrétni topologii a konfiguraci,
* adaptivni dynamika sit¢ urcuje, jak se sit’ uci.

Aktivni dynamika sité¢ urCuje aktivacni (pfenosové) funkce neuront.
Pokud vSechny neurony v siti maji stejné¢ aktivacni funkce, nazyva se sit’

homogenni.

Adaptace (uceni sit€) je asoveé ndrocny slozity nelinedrni optimalizacni
proces [16]. Principem uceni je upravit vahy tak (najit takovou konfiguraci),
aby sit’ realizovala co nejpiesnéji pozadovanou funkci (pro zadany vstupni
vektor vypocitala vystupni vektor). Pro uceni se pouziva takzvana trénovaci
mnozina, coZ je vlastné posloupnost uspotadanych dvojic [vstupni vektor,
pozadovany vystupni vektor]. RozliSuji se dva druhy uceni umélych

neuronovych siti:
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* ufeni s ucitelem — pokud uceni probihd s vyuzitim trénovaci

mnoziny,

* uceni bez ucitele (samoorganizace) — pokud siti nejsou ptredlozeny
pozadované vystupy, sit napiiklad sama hleda ,,shluky*

a podobnosti.

Pro rGzné typy siti existuji rizné ucici algoritmy (ucici pravidla).

3.4.6 Sit’ perceptronu

Jednoduchym model umélé neuronové sité je sit perceptronii. Byla
vynalezena Rosenblattem v roce 1957 a jedna se o jednovrstvou n-m sit’
s dopfednym Sifenim (m& »n vstupnich a m vystupnich neuront). Jeji
architektura je zobrazena na ilustraci 3.7, ve které jsou popsany vahy pouze pro

J-ty vystupni neuron.

L1 X In

llustrace 3.7: Sit perceptronii.
Rosenblatt pro tuto sit’ navrhl ucici algoritmus a dokazal jeho spravnost

[16]. Jedna se o uceni s ucitelem a zjednodusené se dé vyjadrit takto:
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1. na zacatku se ndhodné nastavi vahy
2. opakuji se tréninkové cykly
V kazdém tréninkovém cyklu se pro kazdy vzor z trénovaci mnoZiny

upravuji vSechny vahy podle vztahu:

(1) _ _ (t=1) :
ji b_’j- — EI;-,‘E;-J-,‘

Tento vztah mizeme &ist tak, Ze novou hodnotu vahy w;® ziskdme

ul

odectenim soucinu vstupu vzoru xi, chyby vzoru £y a parametru € od staré

hodnoty vahy w;*.

Parametr 0<e <I se nazyva rychlost ueni a ¢im je vétsi, tim sit’ rychleji
zapomind pfedchozi naucenou véhu. Rychlost uceni se béhem adaptace miize

meénit (obvykle zvétSovat).

Uceni kon¢i bud’ dosazenim pozadované ptesnosti (chyby) nebo

stanoveného maximalniho poctu tréninkovych cykli.

3.4.7 Backpropagation

Backpropagation, neboli algoritmus zpétného Sifeni chyby, je nejzndmé;jsi
a nejpouzivanéjsi ucici algoritmus u vicevrstvych neuronovych siti. Jako
mnoho vynélezil prodé€lal 1 tento ucici algoritmus né€kolik znovuobjeveni. Podle
[16] byl popsan v jednom z clanki sborniku ,,skupiny PDP*“ (Parallel
Distributed Processing Group), publikovaném v roce 1986. Podle [18] je
autorem z roku 1974 Paul J. Werbos. At tak nebo tak, jednd se dodnes

o popularni metodu s mnoha modifikacemi.

Zékladnim principem toho uciciho algoritmu je minimalizace celkové
chyby sit¢ E. Tato chyba je zavisld na konfiguraci sité¢ (je funkci vdhového
vektoru w) a urci se jako soucet parcialnich chyb Ex (chyb vSech p vzort

z trénovaci mnoziny):
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hl
E(w) =Y Ex(w)
k=1

Jde o gradientni metodu, coz znamen4, ze hledani minima chybové funkce
probiha pomoci parcidlnich derivaci této funkce. Vtipné je tato metoda popséana
v [18]: ,,Tuto funkci si Ize predstavit jako zakiivenou plochu v hyperprostoru
pripominajici tridimenzionalni pohori. OkamZzitda hodnota vah a prahi je
souradnici, chyba bodem na této plose. Z tohoto bodu se snazime postupné
dosahnout minima. Tuto situaci muzZeme pripodobnit chiizi po horském masivu
za husté mlhy, kdy vidime jen nékolik metrii pred sebe. Kdyz budeme chtit dojit
do udoli (minimalni chyba) pujdeme logicky s kopce, tedy proti smeéru
nejvetsiho spadu (gradientu). Stejnym zpiisobem tento problém resi i metoda

backpropagation.* Uprava vah tedy probiha podle nasledujiciho vzorce:
t f—1 t

Ten miizeme &ist tak, Ze nova hodnota vahy w;" se ziska jako soudet staré

hodnoty vahy w;"" a gradientu Aw;:
OF
J— E"_.
61:!‘ i

Gradient je zaporna parciadlni derivace chybové funkce E podle ptislusné

Awji®) = (wt1)

vahy w; ve starém vadhovém vektoru w*" vyndsobena rychlosti uceni e.
Pti vypoctu parcialni derivace v gradientu zjistime, ze potiebujeme urcit jisty

Clen, ktery bud’:

* lze vypocitat piimo jako chybu vzoru, pokud adaptujeme vahu

neuronu, ktery je ve vystupni vrstve,

* lze vypocitat pomoci neuront z nésledujici vyssi vrstvy, pokud
adaptujeme vahu, kterd neni vahou neuronu ve vystupni vrstvé (tak

se chyba $ifi z vystupni vrstvy smérem dolit).
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Pfi uceni se tedy nejprve vypocte vystup, z n¢j chyba vzoru, a tato chyba
se zafne zpét §ifit do nizSich vrstev, ve kterych se podle této chyby adaptuji
vahy. Nutno dodat, Ze pojmy dopredna sit' a zpétné Sireni nejsou v Zadném
sporu, nebot’ prvni popisuje, jak sit’ vypocitava vystup (aktivni dynamika)

a druhy, jak probiha uceni (adaptivni dynamika).
Algoritmus méa nekolik vylepSeni:

* rychlost u¢eni se d4 ménit béhem adaptace,

* béhem uceni se upravuji tvary piechodovych funkci pomoci
parametru strmosti (gain),

* ve vypoctu gradientu se zohlediluje ptfedchozi zména vahy
nasobend parametrem momentu o, ktery obvykle miva hodnotu
0,9,

* kazda vaha ma svoji specialni rychlost uc¢eni.

3.4.8 MADALINE

MADALINE je sit slozend =z adaptivnich linearnich elementt
(ADALINE), které jsou podobné perceptroniim, ale na rozdil od nich nemaji
nelinearni pfechodové funkce. Jejich vystupem je pfimo linedrni kombinace
vah a vstupt. Tyto sit€¢ maji dnes jiz pouze historickou hodnotu. Jejich ptistup
k ptedpovidani pocasi, ve kterém se k vyjadieni hodnot vyuzivaly linedrné

nezavislé kody, poslouzil jako inspirace pro tuto praci.

3.4.9 GMDH

GMDH (Group Method of Data Handling) znamend skupinovd metoda
zpracovani dat. Ve vykonovych prvcich téchto siti se podobné jako
u ADALINE neuplatituje zadna nelinearni pifechodova funkce. Vystupem je
kvadratickd kombinace dvou vstupnich signalti [17]. Tento druh sit¢ se také

¢asto pouziva pro predikci.
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3.4.10 Predikce pomoci umélych neuronovych siti

Umeélé neuronové sité predstavuji jeden z nejpouzivangjSich prostiedkl
pro tvorbu automatickych néstroji v oblasti klasifikace nebo predikce [10].
Ulohou predikce je provést analyzu n&jaké znamé &iselné fady (obvykle
zavislosti né&jaké veliciny na case) tak, abychom nalezli co
nejpravdépodobnéjsi pribéh pro dalsi casovy tusek, ktery navazuje
na uvazovany zndmy usek. Podle [17] je mozno k této analyze pfistupovat

dvéma zplsoby:

Prvnim je fadu rozd¢lit do ucebnich usekti a kazdy tsek zaradit do urcité
ttidy (napiiklad zda v daném tuseku doslo k ,,prudkému stoupani®, ,,mirnému
stoupani, ,mirnému poklesu, ,,prudkému poklesu*“ nebo ,zlstala stejna
uroven®). Sit’ v tomto ptipadé pak nepredikuje konkrétni hodnotu, ale charakter

dalSiho prubéhu (trend).

Druhym zpiisobem je urcovani odhadu konkrétnich numerickych hodnot.
Pii tomto zplisobu se obvykle vychazi z predpokladu, ze méame k dispozici
Casovy prubéh néjaké veliCiny. Z tohoto pribéhu navzorkovanim vytvotime
ekvidistantni ¢asovou fadu a posouvanim c¢asového okna po této tadé
vytvaiime ucebni vzory. Hlavnimi parametry pfi vytvareni vzori jsou velikost
casového okna, pocet vzorkii v okné a vzdalenost predikované hodnoty.
Konkrétni ptiklad ilustruje obrazek 3.8. Na ném je Casové okno vyznaceno
Srafovanym obdélnikem. V tomto ¢asové okné jsou tfi vzorky. Hodnoty téchto
vzorkl jsou pfivedeny jako vstup sit¢ a poZadovanym vystupem je predikovana

hodnota, vzdalena o jednu jednotku ¢asu za poslednim vzorkem v okné.
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Tlustrace 3.8: Casové okno. [19]
Postupnym posouvanim casového okna po Ciselné tadé tak vznikaji

trénovaci vzory, které miizeme vyjadrit takto:

vzor vstup vystup
1 [y(th) y(ta), u(ts)]  [y(ta)]
2 [y(t2), y(ts), y(ts)]  |y(s)]
3 [ylts),u(t),u(ts)]  [y(te)]

Pro zptesnéni predikce se nckdy také pouzivaji informace o prubéhu
dalsich veli¢in. Rady ze kterych ziskdvame tyto dalSi vstupni informace se
nazyvaji intervencni fady. Vzory pro uceni tedy navic obsahuji dalsi informace

o0 tom, co se v casovém okn¢ délo s jinymi proménnymi.

Na volbé téchto parametrli ¢asového okna a intervencnich proménnych je
samoziejmé zavisla topologie sité. Sit’ musi mit tolik vstupt, kolik je vzork
v okné, a kolik pouzivad intervencnich proménnych. Pocet vystupt sité pak

odpovida poctu predpovidanych hodnot. Volba poctu skrytych vrstev a poctl
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neurontl v nich je pfedmétem experimentovani. Neplati, ze ¢im vice, tim 1épe.
Jedna z heuristik radi pouzit jednu skrytou vrstvu s dvojnasobnym poctem

vstupnich neuroni. [10]

Dal8im dilezitym prostfedkem jak dosahnout lepSich vysledki predikce
a mit moznost zhodnotit jeji Uspésnost, je rozdélit si dostupna data tak,
abychom vytvofili tfi Casové fady: ucici, validacni a testovaci. Z ulici fady
sestavujeme trénovaci mnozinu, na valida¢ni fad¢ testujeme, zda je jiz sit’
optimalné naucend, a na testovaci fadé¢ zkoumame uspésnost predikce. Tyto
fady se mohou casteCné prekryvat, ale dilezité je, ze sit’ pii ueni ,,nevidi*

na celou testovaci fadu. [19]

3.4.11 Implementace neuronovych siti

Pro implementaci neuronovych siti, jak uvadi ve své diplomové praci
M. Brabec [20], je velmi vhodné objektové programovani. Naptiklad neuron
muize mit rizné aktivacni pfechodové funkce, ale ma obecné dano, jak ma
fungovat. Pro jeho popis je tedy vhodné pouzit rozhrani (interface). Podobné je

tomu pro celou sit’, jeji vrstvy atd.

Cilem této prace ovsem nebylo naprogramovat vlastni neuronovou sit’, ale
prozkoumat jiz existujici implementace zejména v jazycich PHP, C# a Prolog,
a vybrat jednu konkrétni pro realizaci vysledného softwaru. Nésledujici piehled
obsahuje dva spiSe vyukové programy, TNeuron a Alspace Neural Applet, dale
projekt FAKE GAME, vyvijeny na CVUT v Praze, a dale jiz samotné
implementace v PHP a C#. Spole¢nym problémem vétSiny implementaci je, Ze

vvvvvv

problémy vyZzaduje znacné Upravy.
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TNeuron

Odkaz na projekt: jaroslav.teda.sweb.cz

TNeuron je simuldtor neuronové sité s typovymi tlohami. Témi jsou
naptiklad nasobeni, predikovani kurzu mény nebo spotieby energie, a dokonce
1 rozpoznavéani obrazl. Program umoznuje vytvofit vlastni sit’ s prvky typu
ADALINE, perceptronti s sigmoidni pfenosovou funkci nebo Kohonenovu sit’.
Je mozné importovat data z textovych souborl, a po nauceni sité provadeét

dotazovani. Autorem je Jaroslav Teda.
Alspace Neural Applet

Odkaz na projekt: www.aispace.org

Alspace Neural Applet je javovsky applet umoziujici vizualng vytvaret
neuronovou sit’ pfidavanim a spojovanim neuront na pracovni plose. Je mozné
importovat data a automaticky podle nich vytvofit sit. Obsahuje také ukazkové

ulohy. Zajimavou funkci je generator vytvotrené sit¢ do jazyka Prolog.
FAKE GAME

Odkaz na projekt: neuron.felk.cvut.cz/game

FAKE GAME (Fully Automated Knowledge Extraction using Group of
Adaptive Models Evolution) je nastroj, pouzivajici jednu z verzi sit¢ GMDH.
Je to open source vyvijeny na CVUT v Praze. Obsahuje rtizné podptirné

nastroje na pfedzpracovani dat a interpretaci vysledku.
NeuroDotNet

Odkaz na projekt: neurondotnet.freehostia.com

NeuroDotNet je projekt v jazyce C#. Obsahuje ukazkové aplikace pro
feSeni problému XOR, problému obchodniho cestujiciho nebo rozpoznavani

znaku.


http://www.aispace.org/
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AForge.NET
Odkaz na projekt: www.aforgenet.com

Jedna se o rozsahlejsi projekt, obsahujici nastroje umélé inteligence v C#.

Soucasti jsou také programy pro aproximaci a predikci funket.
C# Neural network library
Odkaz na projekt: franck.fleurey.free.fr/NeuralNetwork

Jde o implementaci v C#, ktera pracuje s umé&lymi neuronovymi sitémi

véc. Zajimavou aplikaci v tomto projektu je rozpoznavani obliceji.
NeuralMesh
Odkaz na projekt: neuralmesh.com

NeuralMesh je nastroj v PHP na pouZivani umélych neuronovych siti.
Instaluje se a vyzaduje databazi. Jde vlastné¢ o webovy portal, kam se musi
uzivatelé registrovat. Uzivatel pak mlZe na serveru pracovat s umélymi
neuronovymi sitémi a svoji praci si uklddat. Na adrese uvedené v odkazu

na projekt, je mozné si v§e vyzkouset pod demo uctem.
freedelta: Back Propagation Scale
Odkaz na projekt: freedelta.free.fr

Tato implementace v PHP je zajimava tim, Ze rovnou fe$i normalizaci dat.
Jde ale spiSe o ukazkovou véc. Pro dal$i pouziti by bylo nutné kéd vyrazné

poupravit.
ANN - Artificial Neural Network for PHP 5.x

Odkaz na projekt: ann.thwien.de


http://www.aforgenet.com/
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ANN (Artificial Neural Network) je projekt realizujici neuronovou sit
pro PHP ve verzi 5.x. Rozhrani je rovnou pfipravené pro predikéni
a klasifika¢ni ulohy. Hezkym ptikladem pouziti tohoto projektu pro predikci je
pfedpovidani mnoZzstvi prodané zmrzliny na zakladé teploty a vlhkosti
vzduchu. Bohuzel se ani v ukazkovych ptikladech nedaii neuronovou sit

naudit.
The Tremani Neural Network

Odkaz na projekt: www.tremani.nl/open-source/neural-

network

Tato implementace byla nakonec vybrdna pro realizaci vysledného
nastroje. Mimo ukéazkovy problém XOR se dokazala naucit normalizovany

soucin bez nutnosti upravy pivodniho koédu.

3.5 Postupy predzpracovani dat

3.5.1 Doplnéni chybéjicich hodnot

Z ruznych divodii mohou v Casovych fadach chybét hodnoty. Napiiklad
u kurzu mén CNB je timto diivodem prosté to, Ze ne kazdy den je novy kurz
stanovovan. Potfebujeme-li pak mit Casové fady uplné, je nutné néjakym
zpusobem doplnit chybéjici hodnoty. Tyto hodnoty samoziejmé nikdy
nemohou byt plnohodnotné a zplisobuji mensi kvalitu vysledkti. Mezi zptsoby,

jak provést tuto transformaci patii naptiklad:

* Nahradit chybéjici hodnoty nulami. Tento zptisob neni pfilis

vhodny pro predikci.

* Nabhradit chybéjici hodnoty néjakou stfedni hodnotou (primérem,
medianem). K vypoctu se da pouzit vétsi ¢ast souboru nebo jen

sousedni hodnoty.


http://www.tremani.nl/open-source/neural-network
http://www.tremani.nl/open-source/neural-network
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* Nabhradit chyb¢jici hodnoty trendem v celém souboru, ziskaném

regresi.
* Prolozit pfimkou sousedni body. [3]

Posledné zminovany zpiisob je pouzivan pii experimentech. Vypocet této
hodnoty vychazi z rovnice pfimky jdouci dvéma body [x1,y1] a [x2,)2]:
Y2 —Ih

T — I

y—y = (r—z)

Pokud ma v Case cas! veli¢ina hodnotu hodl, v ¢ase cas2 hodnotu hod?2,
tak dopliiovanou hodnotu v pozadovaném cCase casX vypocteme (zapsano

v jazyce PHP) takto:

$doplnenaHodnota = ($casX-$casl)*($hod2-$hodl) /
(S$cas2-$casl)+S$Shodl;

3.5.2 Normalizace dat

Dalsi transformaci, kterou je potieba s daty provadét, je normalizace.
Jde vlastné¢ o vzajemné jednoznatné piifazeni hodnot z jednoho intervalu
do druhého. Tato uprava se provadi pro zpfesnéni vypocti a zmensSeni
vypocetni naro¢nosti neuronovych siti, které¢ vétSinou pocitaji s hodnotami
v intervalech <0,1> nebo <-1,1>. Nejpouzivangjsimi metodami, jak na tyto

intervaly data normalizovat, jsou:
» dekadick4 normalizace (normalizace posunem desetinné ¢arky),
* z-score normalizace (normalizace pomoci odchylky od priméru),
* min-max normalizace (linearni transformace),

* soft-max normalizace (nelinearni transformace né&jakou logistickou

funkei). [21]
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Pro experimenty v této praci je pouzivana min-max normalizace. Pro jeji
pouziti je potfeba ur¢it minimdlni a maximalni hodnotu transformované
mnoziny. Pfi tom je potfeba davat pozor, aby se v této mnoziné nevyskytovaly
vyrazné vétsi nebo mensi hodnoty, nez je sttedni hodnota. To zpiisobuje u této

normalizace vyuziti jen malé ¢asti intervalu, na ktery je provadén prevod.

Pokud jsou Omin @ Omax hranice vystupniho intervalu, Xmin @ Xmax hranice
vstupniho intervalu, pak pro normalizovanou hodnotu x" plati:

T — Tpps \
P mET
£ = |i'r*:—"'.1".|"acur - C}min,] + Gmin
Trmar — Tmin
Plivodni hodnotu x z normalizované hodnoty x' ziskdme pomoci vztahu:
-:"-‘lr - Dmin

£ = |{Ir:rz-r:u.r - Imin:] + Lmin
C}mar - Dmin

Konkrétni zapis funkci, provad¢jicich tuto normalizaci v jazyce PHP, kde

jako vystupni interval je <-1,1>, vypada takto:

define ("HI",1);
define ("LO",-1);

// Normalizacni vozrce

function norm($x,$xMin, $xMax)

{
Svysl = ($x-$xMin) / ($xMax-$xMin) * (HI-LO)+LO;
return $vysl;

}
function deNorm($x,$xMin, $xMax)

{
$vysl = ($x-1L0O)/ (HI-LO)* ($xMax-$xMin)+$xMin;
return $vysl;

}

3.5.3 Casovy posun

Pti zkoumani predikéniho potencidlu byl ovéfovan také predpoklad, ze
obchody reaguji na zménu ceny zlata na trhu a kurzu dolaru s néjakym
zpozdénim. Dalsi provadénou transformaci s daty je tedy casovy posun, ktery
znamena vytvoreni ¢asové fady se stejnymi hodnotami, ale opozdéné nebo

pfedbihajici piivodni ¢asovou fadu. [3]
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3.6 OCR

Pti sbéru dat bylo potieba vyfesit ¢teni cen zapsanych v obrazku. Obecné
je strojové ¢teni (strojové rozpoznavani znakt, Optical Character Recognition)
typicky problém, ktery koresponduje s jednou z definic umélé inteligence,

kterou v roce 1991 vyslovila Elaine Richova:

»Uméla inteligence se zabyva tim, jak pocitacové resit ulohy, které dnes

zatim zvladaji lideé lépe. * [22]

Clovek totiz nema vétiinou problém piedist ndjaky text psany ruéné, navic
naskenovany s Sumem, rozmazanim atd. Pro pocita¢ to vSak jiz mize byt
prekazka.

V soucasné dobé uz ale existuji relativné¢ uspé$né¢ metody rozpoznévani
pisma, ve kterych se uplatiuji napiiklad umélé neuronové sité. UZite€né jsou
také online OCR naéstroje. Pfi feSeni toho dil¢itho problému pfi sbéru dat
nakonec nebylo potteba pouzivat Zadné pokrocilé metody nebo externi
aplikace, ale postacilo pouze vhodné dekomponovat obrazek. Cely postup je

popsan v praktické ¢asti prace.

3.7 Prostredky pro parsovani textu

3.7.1 Regularni vyrazy
Reguldrni vyrazy jsou mocnym nastrojem pro zpracovani textu. Jsou to
jakési ,,Sablony* pro fetézce znakl, kterymi lze popsat hledanou ¢ast textu

a diky tomu:
* vytdhnout z textu poZzadovanou informaci,
* pretvaret texty do pozadované podoby,

* provadét vyhledavani a nahrazovani v textech.
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Riizné Clanky a seridly o regularnich vyrazech na internetu jsou casto
uvadény hezkym citditem Pavla Satrapy: ,,Unix bez regularnich vyrazii je jako
sex bez partnera/partnerky. Da se to pouzivat, ale clovek o cosi zasadniho
prichazi.* [23] Tento vyrok poukazuje na spojitost regularnich vyrazl
s operacnim systémem UNIX. Pravé orientace na zpracovavani textl, ktera
pfinesla regularni vyrazy, je diivodem obliby operacnich systémili odvozenych
od UNIXu. Z toho také vyplyva, ze regularni vyrazy, které maji zaklady

v teorii formalnich jazyk, jsou definovany normou POSIX.

Existuje ovSem vice druhli regularnich vyrazi. Svoji vlastni syntaxi
regularnich vyrazi, ktera se velmi prosadila, pfinesl programovaci jazyk Perl.

Tomuto typu se fika Perl-compatible reguldrni vyrazy.

Nasledujici kod je ukazkou toho, jak vypadéd jednoduchy regularni vyraz,

ktery je ,,Sablonou® pro emailové adresy:

[a-zA-20-9. -1+@[a-2zA-Z0-9.-]1+\.[a-2A-Z]{2,4}

Tento zapis lze Cist tak, Ze v fetézci, ktery ma byt emailovou adresou, musi
nejprve byt alesponi jeden znak, ktery je bud’ malym nebo velkym pismenem,
Cislici 0 az 9, teCkou, podtrzitkem nebo pomlckou. Dale musi nasledovat znak
zavinace ,,@, pak op¢t alespon jeden znak ze stejné skupiny jako pted
zavindCem. Nasledovat musi tecka a nakonec 2 az 4 mala nebo velka pismena.
Problémem tohoto reguldrniho vyrazu je, ze mu vyhovuji nékteré neplatné
adresy (napft. ,,--@-.com®) [24]. Regularni vyraz, ktery by pokryl vSechny

mozné platné emailové adresy, by byl mnohem delsi a komplikovang;si.

3.7.2 Pouzivani regularnich vyrazti v PHP
S regularnimi vyrazy lze pracovat ve vétSin€ textovych editorti
a programovacich jazycich. V jazyce PHP je mozné pouzivat oba vyse uvedené

druhy reguldrnich vyrazl. Funkce pracujici s Perl-compatible regularni vyrazy
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naji predponu ,,preg* (napi. preg match all) a funkce pracujici s regularnimi

vyrazy podle normy POSIX maji ptedponu ,,ereg* (napft. ereg_replace).

3.8 .NET Web services

Jednim ze zdroji pro sbér dat o investinim zlaté jsou webové sluzby.
Webova sluzba (Web service) je jednim z prostiedkil, kterym se snazi firma
Microsoft prosazovat v ramci celé své iniciativy .NET. Jednd se vlastné
o aplikaci, kterd bézi na webovém serveru, a kterd umoznuje klientiim pouzivat
volatelné funkce API, které se specidlné¢ nazyvaji webové metody. Ovsem
nejedna se o technologii, se kterou by pfisla pfimo spole¢nost Microsoft.
Webové sluzby vyuzivaji otevienych standardl jako je HTTP, XML a SOAP
(Simple Object Access Protocol), a pro jejich béh neni nutny (stejné jako pro

beh programd, které webové sluzby pouzivaji) .NET Framework. [25]

Pouzivani webové sluzby probiha tak, ze klient zformuluje pomoci jazyka
SOAP, ktery je odvozen z XML, dotaz, ten odeSle ptes HTTP protokol
na server, a server vrati odpovéd opét v jazyce SOAP. Velkou vyhodou
pro vyvojate je, Ze na vétsin¢ platforem nemusi fesit parsing HTTP pozadavkl
a s webovymi metodami mohou pracovat na stejné urovni jako s ostatnimi
metodami. Nasledujici kod je ukdzka HTTP dotazu, ktery obsahuje pozadavek

na informaci o londynském fixu zformulovany pomoci SOAP:

POST /LondonGoldFix.asmx HTTP/1.1

Host: www.webservicex.net

Content-Type: text/xml; charset=utf-8

Content-Length: length

SOAPAction: "http://www.webservicex.net/GetLondonGoldAndSilverFix"

<?xml version="1.0" encoding="utf-8"?>
<soap:Envelope xmlns:xsi="http://www.w3.0rg/2001/XMLSchema-instance"
xmlns:xsd="http://www.w3.0rg/2001/XMLSchema"
xmlns:soap="http://schemas.xmlsoap.org/soap/envelope/">

<soap:Body>

<GetLondonGoldAndSilverFix xmlns="http://www.webservicex.net" />

</soap:Body>

</soap:Envelope>
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3.8.1 NuSOAP

Pro praci se standardem SOAP v jazyce PHP existuje projekt NuSOAP. Je
to n¢kolik PHP tfid, které umoziiuji formulaci a zpracovani dotazli bez nutnosti
instalace néjakého rozsifeni do PHP. Domovskou strankou tohoto projektu je

http://www.scottnichol.com/nusoapintro.htm.

3.9 cron

Jelikoz ceny zlatych slitki v obchodech neni mozné zpétné dohledat, je
potieba provadét pravidelné a automatizované sledovani cen. Toto sledovani
provadi nckolik PHP skripth. K pravidelnému spusténi uloh existuje

v operac¢nim systému Linux takzvany cron.

S cronem se pracuje tak, Ze pomoci piikazu crontab se edituje soubor,
ve kterém se specifikuje, kdy a co se ma opakované spoustét, a samotné
spusténi pak provadi softwarovy daemon (program, ktery nepfetrzité bezi

na pozadi) crond. [26]
Polozky zdznamu crontab maji nasledujici format:

minute hour day month dayofweek command

Minuty jsou uréeny ¢islem v intervalu od 0 do 59, hodiny od 0 do 23, dny
v mésici od 1 do 31, mésice od 1 do 12 nebo anglickou zkratkou jan, feb atd.,
dny v tydnu od 0 (nedéle) do 6 (sobota) nebo opét zkratkou mon, tue atd.,
a nakonec jsou uvedeny ptikazy. V Casovych piikazech je mozné pouzivat
intervaly pomoci poml¢ky (naptiklad 1-15), je mozné specifikovat vice udaji
oddélenych ¢arkou nebo pouzivat hvézdicku jako zéstupce pro vSechny mozné

hodnoty.
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Zaznam pro cron, ktery specifikuje, ze se kazdych patnact minut ma

spustit skript na kontrolu ceny zlatych slitkli, vypada takto:

* 0,15,30,45 * * * /opt/lampp/bin/php check4.php

U nekterych poskytovateli webhostingu lze cron nastavit vizualné

ptes grafickém uZivatelské rozhrani.

3.10 HTML 5 a projekt Flot

Nova verze jazyka HTML prinesla nékolik zajimavych novinek.
V HTML 5 je nové snadnéjsi definovani layoutu webu diky specialnim tagiim
pro jednotlivé Casti stranky. HTML 5 déle zavadi specilni tagy pro pfehravani
audio a video soubori a také tag pro kresleni grafiky pomoci

JavaScriptu — canvas.

Tento element vyuziva knihovna Flot [27] k vykreslovani 2D graf, které
bylo dfive obtizné a muselo byt feSeno jinymi prostfedky (napt. grafickou
knihovnou GD v PHP). Flot je implementovdn v této praci k vizualizaci

nasbiranych dat.
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4 ReSeni
4.1 Architektura
Cely software je teSen jako systém nékolika PHP skriptd a je rozdélen

na tii ¢asti:

* modul zajistujici sbér dat (datové pumpy),

* modul provadégjici vizualizaci dat,

* modul pro provadéni vypocéti umélou neuronovou siti nad

nasbiranymi daty.

Z divodu co nejmensi narocnosti na prostiedky, bézi vSe
na freehostingovém Uc¢tu serveru Internet Centrum IC.cz spolecnosti Nodus
Technologies spol. s r.0. [28]. Tento freehosting nabizi i automatické spousténi
skriptd, které je potieba pro sbéru dat. Na rozdil od nékterych i placenych
hostingli, neni potieba zadné schvaleni a odivodnéni pouzivani této sluzby.

Staci jednoduse nakonfigurovat nastroj cron v administratorské sekei.

Freehosting tedy nabizi v zdkladnim bezplatné uctu vsechny potiebné

prostiedky pro realizaci:
* PHP,
* sluzbu FTP pro nahravani skriptii na server,

* databazi (MySQL i PostgresSQL) s automatickym zalohovanim

a administra¢nim softwarem (phpMyAdmin),
* cron.

Pouzivani sluZzeb zadarmo piinaSi samoziejm& 1 problémy. Neni

garantovana dostupnost a tak se stava, Ze dochazi k vypadkim fungovani.
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K nejvétsimu vypadku béhem realizace prace (listopad 2009 az duben 2011)
doslo na zacatku roku 2011. Od 3. 1. 2011 az témét do zacatku bifezna 2011
nefungovalo z diavodu poruseni filesystému na nékterych diskovych polich

automatické spousténi skriptii, web bézel pouze ze zalohy a nebylo mozné

systém aktualizovat.

4.2 Databaze

V feleni je pouzita databaze MySQL. Pro uchovavani cen zlatych slitkl

jsou pouzity tabulky:

Nazev tabulky Pouziti

Uchovani cen obchodu ABROS s.r.0. — Investicni zlato

gold4youloz prodej |Prodejni cena slitku o hmotnosti 1 Oz.

gold4youloz vykup | Vykupni cena slitku o hmotnosti 1 Oz.

gold4youl00g prodej | Prodejni cena slitku o hmotnosti 100 g.

gold4youl00g_vykup | Vykupni cena slitku o hmotnosti 100 g.

Uchovani cen obchodu Zlaté Mince — Numismatika

minceloz_prodej |Prodejni cena slitku o hmotnosti 1 Oz.

minceloz_vykup | Vykupni cena slitku o hmotnosti 1 Oz.

mincel00g_prodej |Prodejni cena slitku o hmotnosti 100 g.

mincel00g_vykup | Vykupni cena slitku o hmotnosti 100 g.

Tabulka 4.1: Prehled tabulek v databazi uchovavajicich ceny zlatych slitkii.
Vsechny tyto tabulky maji nasledujici stejnou strukturu:

Sloupec | Typ Vyznam

cas timestamp | Cas stanoveni nové ceny. Je to automaticky zapsana
hodnota aktualni casové znamy.

cena int(11) Nova cena produktu.

neplatny |tinyint(1)  |Logickéd hodnota kterd urcuje, zda je cena neplatna
nebo platna.

Tabulka 4.2: Struktura tabulek uchovavajicich ceny zlatych slitkui.




4 RESENI

47

Pro uchovéavani aktudlni ceny zlata na trhu a aktudlniho kurz dolaru se

pouzivaji dvé tabulky:

Nazev tabulky |PouZiti

usdphp

Aktuélni kurz dolaru (ménového paru)

xauphp

Aktualni cena zlata na trhu

Tabulka 4.3: Prehled tabulek v databazi uchovavajicich kurz dolaru a cenu

zlata na trhu.

Ob¢ tabulky maji podobnou strukturu:

Sloupec | Typ Vyznam
cas timestamp | Cas mé&feni. Je to automaticky zapsana hodnota
aktualni ¢asové znamky.
hodnota |decimal(6,4) 'Hodnota kurzu. Dvouciferné Cislo + 4 desetinna
mista.
decimal(7,3) |Hodnota ceny. Ctyiciferné ¢islo + 3 desetinna mista.

Tabulka 4.4: Struktura tabulek uchovavajicich kurz dolaru a cenu zlata

4.3 Datové pumpy

na trhu.

Sbér dat probihd automatizované. Kazdych 10 minut se spousti skripty

check-usd.php a check-xau.php, které ukladaji aktualni hodnoty kurzu dolaru

a ceny zlata na trhu. Kazdych 15 minut se spousti skript check4.php, ktery

kontroluje ceny zlatych slitki v obchodech.

4.3.1 Ceny zlatych slitkii v obchodech

Ukladani cen zlatych slitkli probiha tak, Ze jsou nejprve ziskany aktualné

udavané ceny obou produktd v obou obchodech, a pomoci funkce check je

provedena kontrola, zda se tyto ceny neliS§i od posledni hodnoty ceny

v databazové tabulce piislusného obchodu a produktu. Pokud se tyto hodnoty

1181, je do databaze zapsand novéa aktudlni cena.
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Zpusob ziskani aktudlni ceny neni ale v obou obchodech stejny. K zisku
aktudlni ceny v obchod¢ ABROS s.r.o. — Investicni zlato staci provést textovy
parsing pfislusné internetové stranky pomoci regularniho vyrazu. Hodnota
ceny je vZzdy zapsdna na strance za jedine¢nym tagem. Regularni vyraz vypada

takto:

lalign=\"center\" nowrap=\"nowrap\">[\(1?2([\d ]*)!

vvvvvv

zlatnictvi, specializované na prodej investicniho zlata na svych internetovych
strankach www.zlate-mince.cz, ceny neuvadi ve formé& prostého textu, ale
kazda cena je zapsana ve vygenerovaném obrazku. ZvétSenina jednoho
takového obrazku je na ilustraci 4.1. Navic na celém webu je pomoci
javascriptu zakézano nad vSemi obrazky kliknuti pravym tlacitkem mysi.
Z téchto divodl neni ziskavani informaci o cenach tohoto zlatnictvi tak snadné
jako v pripad¢ druhého obchodu, a bylo potfeba provézt analyzu generovanych

obrazku.

AT305 Ko

llustrace 4.1: Zvétsenina obrazku se zapsanou cenou z webu
www.zlate-mince.cz.

Pristup, kdy se obchod snazi ztizit extrakci informace o cendch jejich
zapsanim do  obrdzku, pfipomind jiny na internetu = zndmy
problém — CAPTCHA. Kazdy uzivatel internetu se nékdy setkal s tim, ze
musel pfed poslanim piispévku do diskuzniho féra, odeslanim SMS nebo
registraci k néjaké sluzbé, prepsat mnohdy obtizné Citelny text (kontrolni kod)
z obrazku do formuldfového pole. Tim vlastné¢ musel projit testem, Ze neni

pocitaCovy program, ale ¢loveék. Ukéazka takového obrazku je na ilustraci 4.2.
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Processor s>,
llustrace 4.2: Ukazka obrazku z projektu
reCAPTCHA (www.google.com/recaptcha).

Problém c¢teni informaci z obrazkt fesi oblast umélé inteligence OCR
(Optical Character Recognition), ktera se d& cesky vyjadiit jako optické
rozpoznavani znakii. Zahrnuje sofistikované postupy, vyuzivajici naptiklad
umélé neuronové sité. Jelikoz ale obrazky v obchodé nejsou nijak
deformovény, podbarvovany nebo jinak grafickymi efekty upraveny, jako to
byva obvyklé pro potiteby CAPTCHA, neni potieba pouzivat k pfecteni ceny
z obrazku zadné specialni postupy. Staci provézt nasledujici dekompozici
obrazku: najit pro kazdou Cdislici charakteristické sloupcové vektory koda

barev.

Tlustrace 4.3: Cislice 3 a jeji charakteristické sloupcové vektory.
Napriklad cislice 3 a jeji charakteristické sloupcové vektory jsou
zobrazeny na ilustraci 4.3. Jelikoz ve formatu PNG je kod ¢erné barvy 1 a kod
bilé 0, maji tyto vektory (zapsané shora dold) tvar [1,0,0,0,1,0,0,0,1]
a[1,0,0,1,1,0,0,0,1]. V zadné jiné Cislici se tyto dva vektory po sobé
nevyskytuji a ¢teni tedy mizeme provést postupnym prochdzenim vsech dvojic
po sobé jdoucich vektorii a jejich porovnavanim s pireddefinovanymi

charakteristickymi vektory jednotlivych ¢islic.
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Schéma fteSeni v jazyce PHP vypadad tak, ze nejprve jsou definované
zapsana v proménné ¢3 nasledujicim zptisobem:

$c3 = "100010001|100110001";

Pomoci funkci GD knihovny se nasledné ziska odkaz na obrazek

a informace o rozmeérech obrazku:

$obr = imagecreatefrompng ($obrAdr) ;
$obrSize = getimagesize ($obrAdr) ;

Podle rozméri obrazku se v cyklech sestavuje dvojice sloupcovych

vektort s kody barev, ziskanymi pomoci funkce:

$sloupec .= imagecolorat($obr, $r,S$s);

Po sestaveni tohoto sloupcového vektoru probihd jeho porovndvani
s proménnymi jednotlivych ¢islic. Pti shodé je do vysledné proménné ptipsana
nalezena Cislice. Cely proces rozpoznani obrazku je zapsan ve funkei s jedinym

parametrem, kterym je adresa na obrazek s cenou z obchodu.

Od pocatku sledovani cen v listopadu 2009 fungoval systém spolehlivé az
do zacatku roku 2011. Diky vystraznému systému mobilnich mail se podafilo
odhalit, Ze obchod provedl na svém webu zménu, kterd zpisobila nefunkénost
¢teni ceny z obrazku. Obchod ptesel z PHP na technologii ASP a tim se zménil
format generovaného obrazku z PNG na GIF. Zaroven s tim se zménily kody

barev: kod ¢erné barvy se zménil z 1 na 0 a kod bilé barvy z 0 na 251.

Font v obrazku se také zménil a tim i tvary Cislic 2, 5 a 7. Bylo potieba

najit a predefinovat charakteristické sloupcové vektory pro tyto ¢islice.
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4.3.2 Kurz dolaru

Kurz dolaru je pro vypocty ziskavan ze dvou zdroji. Jednim je devizovy
kurz CNB. Ceska narodni banka na svych webovych strankach poskytuje
snadny piistup k datim. JelikoZ je mozné stdhnout kurzy vybrané¢ mény
ve vybraném obdobi pfimo v textovém formatu, neni potfeba pouzivat
regularni vyrazy a nacteni téchto dat neni nijak obtizné. Staci provést pomoci
PHP funkce explode rozlozeni nacteného souboru podle konce tadkl
«

a odd¢lovace, kterym je znak ,|“. Tyto hodnoty kurzu se do databaze

neukladaji. V ptipad¢ potieby jsou dynamicky nacteny.

Druhym zdrojem kurzu dolaru je hodnota aktualniho ménového paru
CZK/USD na trhu. Tato hodnota je ziskavdna z webové sluzby Currency
Convertor serveru WebserviceX.NET. Zavolanim metody ConversionRate
s parametry FromCurrency (,,USD*) a ToCurrency (,,CZK*) je vracena
odpovéd’ ve formatu XML. Pivodnim zamérem bylo nacitat tyto hodnoty
implementaci pro pouzivani webovych sluzeb v PHP NuSoap. Nakonec byl
zvolen prosty zplisob precteni ceny regularnim vyrazem, ke kterému neni
potieba pfipojovat zadné dalsi skripty. Hodnota ceny je ulozena kazdych 10

minut do databaze.

4.3.3 Cena zlata na trhu

U ceny zlata na trhu je obdobna situace jako u kurzu dolaru. Také zde jsou
dva zdroje. Prvnim jsou hodnoty londynského zlatého fixu ziskavané textovym
parsingem webu www.kitco.com. Pro kazdy rok je potfeba nacCist samostatnou

stranku.

Druhy zdroj je stejny jako u kurzu dolaru. Jedna se o hodnotu paru

USD/XAU (XAU je standardni kod pro zlato) ze stejné webové sluzby serveru
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WebserviceX.NET, a také tato hodnota je ukladdna kazdych 10 minut

do databaze.

4.3.4 Vystrazny systém

Ke kontrole funkcnosti systému pro ukladani cen z obchodt byl vytvoren
jednoduchy kontrolni mechanismus: pii kazdé zméné ceny se sestavi fetézec
obsahujici informace o zménéch cen a odesle se jako mail do mobilni schranky.
Administratorovi systému tento mail pfijde jako SMS zprava na mobilni

telefon. Jedna konkrétni zprava vypada naptiklad takto:

Od zlato.howto.cz@ic04.ic.cz Ceny GZ:26776>26590

GZv:24499>24329 Gg:85482>84888 Ggv:77192>76655

Kvali zkraceni vysledné zpravy jsou pouzivany zkratky. Kazda zména
ceny zacina pismenem oznacujicim obchod (G: ABROS s.r.o. — Investicni zlato,
Z: Zlaté Mince — Numismatika). PokraCuje kdédem produktu (Z: slitek
o hmotnosti 1 Oz, g: slitek o hmotnosti 100g). Pokud za touto dvojici znakl
nasleduje pismeno ,,v*, jedna se o cenu vykupni. Za timto kédem nasleduje

dvojtecka a za ni jiz dvojice ¢isel urcujicich pivodni a nove stanovenou cenu.

Diky tomuto kontrolnimu systému se podafilo odhalit nékolik nedostatk
systétmu. Za prvé se po urcité dobé prestaly aktualizovat ceny jednoho
z produktd. V obchodé totiz tento produkt nebyl k dispozici a cena tak byla
uvedena v zdvorkach. S touto zavorkou ovSem nepocital plivodni regularni

vyraz, zpracovavajici danou stranku.

Dale se podaftilo timto systémem odhalit nekorektni hodnoty. Na zacatku
roku 2010, pravdépodobné chybou systému, byly vSechny ceny v obchodé
o jeden tad mensi (vypadla posledni cifra). Tyto nové ulozené hodnoty byly
oznaceny v databazi jako neplatné a tim nemohly zptsobit problémy, napiiklad

pfi min-max normalizaci (pfi této normalizaci by takové hodnoty zpiisobily, ze


mailto:zlato.howto.cz@ic04.ic.cz
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vétSina hodnot by se soustiedila okolo jednoho bodu v intervalu, na ktery se
provadi normalizace). Nutno dodat, Ze pro odbératele téchto SMS zprav to byla
informace velmi pikantni, nebot’ odbératel mohl hned zareagovat a provést

velmi vyhodny ndkup. Jenze v obchodnich podminkach prodejce je zaneseno,

ze ceny vzniklé technickou zdvadou jsou neplatné.

Déle se podafilo odhalit problém s automatickym systémem cron

po 3.1.2011, ktery je popsan v tivodu této kapitoly.

4.4 Realizace vypocti umélou neuronovou siti
Kazdy vypocet se skladd ze dvou krokii zapsanych ve dvou skriptech.
Prvnim je nastaveni parametrii experimentu v souboru se sufixem ,, gui.php®,

druhym je samotny vypocet v souboru se sufixem ,,_ vypocet.php®.

Grafické rozhrani je tvofeno standardnimi formulafovymi prvky.
U nékterych parametrii je mozné zadavat vice hodnot najednou. K tomu je
pouzivan prvek textarea. Ve skriptech, provad¢jicich vypocet, probéhne
parsovani hodnot parametrl, pro vSechny pfipustné variace parametri jsou
vytvofeny trénovaci a testovaci vzory, probéhne vypocet umélou neuronovou

siti a nasledné jsou vypsany vysledky.

K vypoctim pomoci umélé neuronové sité¢ byla vybrana implementace
vicevrstvé dopfedné sit€ s ucicim algoritmem backpropagation, jejiZz autorem je
E. Akerboom [29]. Z nalezenych implementaci byla vybrana pravé tato, nebot

byla schopna se naucit jednoduchy soucin ¢isel 1-5 s normalizovanymi vstupy.

Pro vypocteni korelacniho koeficientu jsou pouzity statistické funkce

v souboru ,,stat.php* z oficidlni dokumentace PHP [30].
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4.4.1 Predikce trendu

Konkrétni vytvareni vzort pii predikci trendu je popsano v kapitole 5.3 .
Predikovani trendu pak probiha tfemi zpusoby, podle toho, do kolika tfid se
rozd¢li vstupy a vystupy.

Skripty Druh experimentu

bin_bin_bin gui.php Vstupy 1 vystupy jsou klasifikovany bipolarné
bin_bin_bin_vypocet.php (1 nebo -1).

tridy tridy bin_gui.php Vstupy jsou klasifikovany do zvoleného poctu
tridy tridy bin_vypocet.php |tiid o zvolenych velikostech, vystup je
bipolarni (1 nebo -1).

tridy tridy tridy gui.php Vstupy 1 vystupy jsou klasifikovany do
tridy tridy_tridy vypocet.php |zvoleného poctu tfid o zvolenych velikostech.

Tabulka 4.5: Tri zpiisoby predikovani trendu.

Bipolarni klasifikace probihd jednoduse: pokud je trend kladny, je
oklasifikovan 1. Jinak je -1. Do pole Vzory je pak pfidana dvojice vstupni pole
a vystupni pole.
$kurzBin = ($kurzTrend>0 ? 1 : -1);
$xauBin = ($xauTrend>0 ? 1 : -1);
$trendBin = ($trend>0 ? 1 : -1);

$Vzory[] = array(array($kurzBin, $xauBin), array($trendBin)) ;

wevr

velikostech. Rozdélovani piiblizuji ilustrace 4.4 a 4.5, kde v je velikost tfidy.

i) & & o)
1l Ty ' Bl ' hl Ty Ty
‘dt -ZL =L 0 ¥ zu. dl.

llustrace 4.4.: Schéma rozdéleni do sudého poctu trid.

-3/2v /20 v/2 3/2v

Hlustrace 4.5: Schema rozdéleni do lichého poctu trid.
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Samotné vygenerovani vektoru (pole), které vyjadiuje ptislusnost do ttidy,

provadi metoda getBinVektor (HI a LO jsou konstanty krajnich hodnot

pro vstup neuronové site):

// Funkce vraci lineadrni kéd podle pf¥islusSnosti hodnoty $vstup do
ptislusného intervalu.
// Intervaly jsou zavislé na velikosti $velikostTridy a jejich poétu
$pocetTrid.
function getBinVektor ($vstup, $velikostTridy, $pocetTrid)
{

$vektor = array();

for ($i=0;$i<$pocetTrid;$i++){ $vektor[]=LO; }

if ($pocetTrid%2==1)
{
// lichy pocet trid - okoli nuly
$hranice = -$velikostTridy/2 - (($pocetTrid-1)/2-
1) *$velikostTridy;
}
else
{
$hranice=- (($pocetTrid/2)-1) *$velikostTridy;
}
for ($pokus=0; $pokus<$pocetTrid; $pokus++)
{
if ($vstup<$hranice)
{
$vektor[$pokus]=HI;
return $vektor;

}
$hranice +=$velikostTridy;

}
$vektor[$pocetTrid-1]=HI;
return $vektor;

Vzory pak vznikaji nasledujicim zplisobem:
$kurzBin = getBinVektor ($kurzTrend, $velikostTridyKurzu,
$pocetTridKurzu) ;
$xauBin = getBinVektor ($xauTrend, $velikostTridyXau, $pocetTridXau) ;
$trendBin = ($trend>0 ? 1 : -1);

$Vzory[] = array(array merge ($kurzBin, $xauBin), array($trendBin))

4.4.2 Predikce hodnoty
Konkrétni vytvareni vzorl je popsano v kapitole 5.4 . Pro predikovani se
pouzivd dvojice skripti ,,predikce gui.php a ,predikce vypocet.php®.

Ve skriptu s vypoctem probéhne podle zadanych parametrii navzorkovani
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Casové tady cen v obchodech. Z téchto vzorkll jsou metodou vytvorOkna

vytvoiena ¢asova okna, ze kterych jsou siti predany trénovaci vzory.

// Funkce vyta¥i ze zadaného pole $zdroj [hodnota, cas] &asovad okna s
délkou okna $delkaOkna
// a vzdalenosti k predikované hodnoté $vzdalPred
// P¥i vytvAfeni jsou pf¥idany intervenéni proménné:
// - posledni kurz dolaru CNB pf¥ed predikovanou hodnotou
// - posledni odpoledni londynsky fix pfed predikovanou hodnotou
function vytvorOkna ($zdroj, $delkaOkna, $vzdalPred)
{
global $MIN KURZ,$MAX KURZ,$MIN_FIX,$MAX FIX;
$Okna = array();

Skonec = count($zdroj)-$delkaOkna-$vzdalPred;
for ($i=0;$i<=S$konec;$i++)
{

$O0kno = array();

for ($p=$i; $p<$i+SdelkaOkna; $p++)
{
$Okno["vstup"] [] = array($zdroj[$p]l[1], $zdroj[$p][0]);
}
$indexPred = $i+$delkaOkna+$vzdalPred-1;

$Okno["vystup"] = array($zdroj[$indexPred][1],
$zdroj[$indexPred] [0]) ;

// P%idani intervenénich proménnych
$casPred = $zdroj[$indexPred] [1];

$0kno["vstup"][] = array($casPred,
norm(getPosledniKurz ($casPred) ,$MIN KURZ, $MAX KURZ)) ;

$Okno["vstup"][] = array($casPred,
norm(getPosledniFixing ($casPred) ,$MIN FIX, $MAX FIX));

$Okna[] = $Okno;
}

return $Okna;

Jak v predikci trendu, tak hodnoty se pak pracuje s neuronovou siti

nasledujicim zplisobem:

// Vytvof¥eni neuronové sité

$n = new NeuralNetwork ($topologie) ;
$n->setLearningRate (array ($rychlostUceni)) ;
$n->setMomentum ($moment) ;

$n->setVerbose ($ukecanost) ;

// Pfidani trénovacich vzoru siti
foreach ($Vzory as $Vzor)
{

$n->addTestData ($Vzor[0], $Vzor[l]);
}
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// Spusténi udeni sité
Smax = 0;

while (! ($success = $n->train($pocetKroku, 0.01l)) && $max -- > 0)

{
echo "Nothing found...<hr />";

}
Po skonceni uéeni jsou vypocitané predikované hodnoty do budoucnosti

a jsou vypsany vysledky vypocti.

4.5 Realizace vykreslovani grafii pomoci knihovny Flot

K vykreslovani grafli se pouziva javascriptova knihovna Flot. Soubor
»index.php* v adresafi ,,grafy” obsahuje, jak grafické rozhrani pro zadani
poZadovaného casového obdobi a obchodu a produktu, tak 1 prvky volajici
funkce knihovny Flot. Vykresleni grafii probihd po zavolani funkce plot.
Jednim z parametrt této funkce je identifikator tagu div, ve kterém se ma graf
zobrazit.
<div id="fix-kurz" style="width:1000px;height:300px"></div>
$.plot($ ("#fix-kurz"),

[ { data: fixingPM, label: "Fix PM [USD/Oz]" },

{ data: dolarCNB, label: "Kurz dolaru CNB [K&/USD]", yaxis: 2}

1,
{
colors: ["#FFFFOO","#0000FF"],
xaxis: {min: FixMINX, max: FixMAXX, mode: "time", tickSize: [1,
"month"], timeformat:"%d.%m.%y"},
legend: { position: 'nw' },

}) s

V ukazce je definovan tag div s identifikatorem ,,fix-kurz®, ve kterém se
zobrazi graf pribéhu londynského fixu a kurzu dolaru CNB. Funkce plot jako
prvni parametr udava pravé tento identifikator. Druhym parametrem jsou
specifikovany zdroje dat. Témi jsou pole s nazvy ,,fixingPM* a ,,dolarCNB*.
Tato pole jsou vygenerovana v PHP skriptech v souborech ,fixing.php*

a ,.kurz_cnb.php*. Ttetim parametrem jsou formatovaci prvky.
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5 Zkoumani vytvofenym softwarem
V nésledujici ¢asti prace je popsana povaha jednotlivych dat, na kterych je

provadéno zkoumani.

Nasledné jsou vysloveny a vyhodnoceny ptredpoklady o predikénim
potencialu v nasbiranych datech. Predik¢ni potencial je zkouman ze dvou
pohledl: zda je mozné predikovat trend na zéklad¢ ptedchoziho pribchu
meénového paru CZK/USD a ceny zlata na trhu, a zda je mozné predikovat
konkrétni hodnoty pomoci umélé neuronové sité¢ tak, jak je to popsano

v teoretické Casti prace.

V obou pfipadech je popsan zplsob tvorby vzorii pro neuronovou sit

a jsou okomentovany vysledky vypocta.

5.1 Charakteristika dat

5.1.1 Cena zlatych slitkti v obchodech

Udaje o cenach v obchodech jsou pro zkouméni kli¢ové, nebot’ prave
chovani a reakce obchodll je predmétem predpovidani. Byly vytipovany dva
internetové obchody a dva produkty (zlaté slitky o hmotnostech 1 Oz
a 100 gramtl), jejichz ceny byly kontrolovany a pii kazdé zméné ceny doslo
k ulozeni nové ceny do databaze. Tento sbér dat byl zahéjen na konci listopadu
2009. Tydenni pribéh ceny slitku o hmotnosti 1 Oz v obchodé¢ ABROS

s.r.0. — Investicni zlato zobrazuje tabulka 5.1.
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den v tydnu datum cas nova cena [K¢]
patek 13.8.2010 09:45:14 25667
patek 13.8.2010 10:30:12 25717
patek 13.8.2010 13:15:11 25870
patek 13.8.2010 23:15:13 26006
pondé¢li 16.8.2010 08:30:20 26047
pondé¢li 16.8.2010 08:45:21 25945
stfeda 18.8.2010 10:00:32 25955
stieda 18.8.2010 14:15:11 25904
stfeda 18.8.2010 23:15:32 25961
ctvrtek 19.8.2010 08:15:31 26015
ctvrtek 19.8.2010 10:15:32 26096
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Tabulka 5.1: Tydenni pribeh stanovovani ceny zlateho slitku o hmotnosti 1 Oz
v obchodé.

Z tabulky je vidét, Ze Casovd fada ceny neni ekvidistantni (Casové

intervaly nejsou stejn€ dlouhé). O vikendu nebo v tutery 17. 8. obchod cenu

nezménil, ale v n¢kterych v§ednich dnech probéhlo hned nékolik zmén.

Podobnym zptisobem je neekvidistantni 1 Casova fada cen v obchodé Zlaté

Mince — Numismatika. Tento obchod nestanovuje nové ceny tak ¢asto. Pomér

poctu zmén obchodu Zlaté Mince — Numismatika a obchodu ABROS s.r.o. —

Investicni zlato je ptiblizné 2:5. Byla zjisténa zajimava vlastnost chovani

obchodu Zlaté Mince — Numismatika. Pokud si v tabulce vypiSeme u kazdé

nové ceny, o kolik se vii¢i pfedchozi cen¢ zménila, zjistime, Ze tyto zmény jsou

vétSinou nasobky urcittho miniméalniho kroku. Konkrétné uceny 100

gramov¢ého slitku je timto krokem 177 K¢.
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datum cas nova cen [K¢] | zména [K¢] | nasobek 177 K¢

12.8.2010 | 08:00:36 81774 -354 -2
12.8.2010 | 12:15:23 82482 708 4
12.8.2010 | 15:15:54 83544 1062

13.8.2010 | 07:45:13 84252 708 4
16.8.2010 | 08:15:20 84783 531

18.8.2010 | 07:45:34 84606 -177 -1
18.8.2010 | 16:00:34 84252 -354 -2
19.8.2010 | 08:00:31 84429 177 1
19.8.2010 | 15:45:34 84783 354 2
20.8.2010 | 15:15:13 85314 531 3

Tabulka 5.2: Zmény cen slitku o hmotnosti 100 g v obchode.
Zavislost poctu zmén - ve zkoumaném obdobi listopad 2009 az listopad
2010 - na nasobku minimélniho kroku zobrazuje graf 5.1. Graf ukazuje, Ze tato
zavislost pfipomind normalni rozdéleni: nejcastéji dochdzi v obchodé

ke zménam ceny o + 354 K¢, o néco mén¢ ke zménam o + 177 K¢.
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Graf 5.1: Zavislost poctu zmen na velikosti min. kroku.



5 ZKOUMANI VYTVORENYM SOFTWAREM 61

5.1.2 Cena zlata

Jak je jiz popsano v uvodu, dialezitym tudajem pro obchody pii
stanovovani cen je London Gold Fixing. Jelikoz je jeho hodnota stanovovana
jen dvakrat denné, ale ceny v obchodech (jak je popsdno v piedchozi
podkapitole) se nékdy méni n¢kolikrat za den, je dalsim zdrojem ,,on-line* kurz
USD/XAU z webové sluzby serveru WebservicesX.net. Tento kurz se méni
v kratkych intervalech (pokud je otevien trh, tak cca kazdych 15 sekund) a je
vzorkovan kazdych 10 minut. Takova fada je tedy ekvidistantni aZ na ptipady,
kdy je server pfili§ zatizen a neni mozné ziskat odpoveéd’. Tim v Casové fadé

vznikaji prazdna mista.

Londynsky fix se hodi jako interven¢ni proménna pro predikci z delSich
casovych oken (nckolika dnil), ,,on-line* kurz se zas hodi pro predpovidani
na urovni jednotlivych zmén, kterych, jak uz bylo uvedeno vyse, je i nékolik

za den a mezi témito zménami se ani londynsky fix nemusi ménit.

5.1.3 Kurz amerického dolaru

U dat kurzu amerického dolaru vic¢i Ceské méné je situace obdobna.
Jednim zdrojem je kurz CNB, ktery je stanovovéan jednou denné a hodi se tedy
diky této period€ jako intervencni proménna pro predikci na delsi casova okna.
Druhym je ,,on-line* kurz CZK/USD, ktery je ziskavan ze stejného serveru
jako ,,on-line* kurz USD/XAU. M4 tedy podobné vlastnosti a hodi se pro

ptedpovidani v intervalech jednotlivych zmén.

5.2 Graficka analyza vztahu mezi daty

Inspiraci pro vytvofeni predpokladi bylo zkoumani grafti dat popsanych
vyse. Pokud se podivame na pribéhy londynského fixu, kurzu dolaru CNB
a ceny libovolného ze zkoumanych produktl za rok 2010, vidime, Ze obchody

reaguji ocekavanym zpiisobem.
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Svislé cary v grafech v ptiloze C - Vyvoj cen behem roku 2010 oddéluji
6 obdobi roku 2010:

od zacatku roku do poloviny dubna se kurz dolaru a londynsky fix
nijak vyrazné neméni a cena v obchodé tedy zlstdva také bez
vyrazngjSich zmén,

v dal$im obdobi, zhruba do prvni ¢tvrtiny mésice ¢ervna, roste jak

kurz dolaru, tak i londynsky fix a obchod tim reaguje prudkym

ristem ceny,

v dal§im obdobi béhem ¢€ervna a cervence je situace opacnd — kurz

dolaru a londynsky fix jdou dolii a tedy 1 cena v obchodé¢ klesa,

v dalSim obdobi, které tvoii cely mésic zafi, roste jak kurz dolaru,

tak londynsky fix, a cena jde opét nahoru,

v dal$im obdobi, tvofeném mésici zafi a fijen, londynsky fix roste,
ale protoze soucasné€ jde kurz dolaru dolt, tak se cena v obchodé

vyrazné nemeéni,

v poslednim obdobi, od zacatku listopadu do konce roku 2010,

opét roste jak dolar, tak londynsky fix a cena v obchode¢ roste.

5.3 Bipolarni klasifikace trendu

Tato podkapitola popisuje zkoumdni predikce trendu cen v obchodech.

Konkrétné je ovétovan nasledujici predpoklad:

Predpoklad 1: Obchody s urditym zpozdénim (Fadové desitkach

minut, maximalné nékolika hodin) reaguji na zménu kurzu dolaru a ceny

zlata na burze zménou ceny produktu. Cenu zvySuji, pokud vzroste kurz

dolaru a cena zlata na burze a naopak cenu snizuji, pokud kurz dolaru

a cena zlata na burze klesa.
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Pro ovéfeni tohoto predpokladu je potfeba zkoumat intervaly mezi
jednotlivymi zménami cen. V grafu 5.2 jsou zobrazeny zmény ceny v obchodé
Zlaté Mince - Numismatika béhem jednoho tydne. Bod v grafu znaci, Ze

v uvedeném cCase byla stanovena nova cena produktu.
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Graf 5.2: Stanovovani novych cen behem jednoho tydne.

Jedna konkrétni zména, kdy obchod zvysil cenu o 354 K¢, probéhla 25.3.
a je v grafu 5.2 vyznacena Carkovanym obdélnikem. Jak se v tomto ¢asovém

okn¢ ménil kurz dolaru a cena zlata na burze zobrazuje graf 5.3.
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Graf 5.3: Vyvoj kurzu dolaru a ceny zlata na burze v intervalu
jedné konkrétni zmeny ceny produktu.

Na pocatku tohoto intervalu byl kurz dolaru 19,005 K¢/USD, na konci
19,011 K¢&/USD. Kurz tedy vzrostl o 0,006 K¢ za dolar. Zlato na burze vzrostlo
z 1089,2 USD/Oz na 1093,05 USD/Oz, tedy o 3,85 dolaru za troyskou unci.
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Z kazdého takového intervalu ve zvoleném zkoumaném obdobi je
vytvofen tréninkovy vzor pro neuronovou sit’ tak, Ze vstupnim vektorem je
dvojice [trend kurzu dolaru, trend zlata na burze], kde trend je roven 1 pokud
je zmeéna veétsi nez 0, jinak je trend -1 (trend je tak bipolarné oklasifikovan).
Vystupem je vektor pouze s jednou slozkou, kterd vyjadiuje zménu ceny

v obchodé a opét je 1, pokud cena v obchod¢ vzrostla, jinak je -1.

Protoze chceme také ovétit, Ze obchody reaguji s néjakym zpozdénim, je
potieba pocitat s tim, ze casové okno, ve kterém zkouméame trend kurzu dolaru
a ceny zlata na burze, miize byt posunuto a tréninkové vzory jsou na tomto
posunu zavislé. Pokud ale tento posun bude v fadech desitek minut, méla by sit’

realizovat vypocet tak, jak je uvedeno a vysvétleno v tabulce 5.3.

vstupni vektor | vystupni vektor |vysvétleni

[1,1] [hodnota blizka 1] |Rust kurzu dolaru a ceny zlata na trhu
zpusobi rust ceny v obchodé.

[-1,-1] [hodnota blizka -1]| Pokles kurzu dolaru a ceny zlata na trhu
zpusobi pokles ceny v obchodé.

[-1,1] [7] Pokud dolar a zlato na burze v ¢asovém

[1,-1] 7] okné maji opaény trend, neni

odhadovéana vystupni hodnota. V obou
ptipadech by ale vysledek mél lezet mezi
vystupy predchozich dvou ptipada.

Tabulka 5.3: Ocekavané vystupy site.
Pokud by se ve vétsim poctu vypocti ukazovalo, ze vysledek pro vstup
[-1,1] je obvykle vétsi nez vysledek pro vstup [1,-1], da se z toho usuzovat, ze

trend zlata mé vétsi vahu na vysledek nez trend dolaru a opacné.

Predpoklad byl ovéfovan vypoctem na obdobi 1.1.2010 — 1.1.2011 siti
s topologii 2-5-1. Pocet ucicich kroki byl 1000. Vysledky vypoctu shrnuje
tabulka 5.4. Z ni je vidét, Ze pokud jsou jako zpozdéni reakce obchodu

nastaveny hodnoty 0, 15, 30, 45, 60, 75 minut, tak sit' odpovidd podle
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ocekavani, jak je vysvétleno v tabulce 5.3. U kazdého tohoto zpozdéni plati, ze
odpovéd’ na vstup [-1,1] je vEétsi nez na vstup [1,-1]. VEtsi vliv na vysledek ma
tedy trend zmény ceny zlata na burze.

Pokud jsou zpozdéni 90, 105, 120, 135, 150, 165, 180, 195 minut, tak jiz
vysledky tak vyrazné nekoresponduji s o¢ekavanim.

Pokud jsou zpozdéni 240, 500, 1000, -1000, 5000, -5000, 10000, -10000
minut, tak vysledky jsou velmi necitelné a v nekterych ptipadech 1 porusuji
pfedpoklad, Ze odpovédi na vstup [-1,1] a [1,-1] maji leZet mezi vysledky
vypocti pro vstupy [1,1], [-1,-1].

Zpozdéni Odpovedi sité RMS
(min) [1,1] [-1,1] [1,-1] [-1,-1]

0] 0,768489 -0,021988 -0,851661 -0,899904 0,891051
15| 0,940372 0,414197 -0,659443 -0,778806 0,827736
30, 0,933863 0,205652 -0,798990 -0,856549 0,817165
45 0,899871 0,697043 -0,649998 -0,850565 0,848682
60, 0,756918 -0,480578 -0,725503 -0,975834 0,979803
75/ 0951620 0,773701 -0,038786 -0,205652 0,919576
90, 0,873305 0,168369 -0,465265 -0,465265 0,868011
105 0,934638 -0,725956 -0,725956 -0,725956 1,081174
120 0,925268 0,157253 -0,725831 -0,725831 0,937638
135/ 0,861903 -0,764604 -0,764604 -0,764604 1,106953
150, 0,672210 -0,861023 -0,861023 -0,861023 1,156547
165 0991102 0,653455 -0,616018 -0,616018 0,962676
180, 0,827879 0,638931 0,610473 0,610473 1,128436
195 0,995483 0,594860 -0,756655 -0,756655 0,947431
240/ 0,550523 -0,682055 -0,506340 -0,506340 1,012628
500, 0,621820 -0,390721 -0,390721 -0,390721 0,974194
1000, -0,064540 0,876489 0,876489 0,483379 1,216187
-1000] -0,397970 0,671335 0,671335 0,859095 1,180742
5000; 0,597067 0,672536 0,672536 0,672536 1,156451
-5000,  0,939359 -0,737982 -0,737982 -0,737982 1,284576
10000, 0,364043 0,294708 0,294708 0,031449 1,013804
-10000,  0,776471 -0,809014 -0,809014 -0,404691 1,240462

Tabulka 5.4: Vysledky vypocti predikce trendu.
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Jaky vliv ma zpozdéni na schopnost sit€¢ naucit odpovidat podle
oc¢ekavaného chovani obchodt, ukazuje graf 5.4. S rostoucim zpozdénim se

zvétSuje RMS chyba.
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Graf 5.4: Zavislost RMS chyby na zpozdéni obchodu.

Pro potvrzeni ptfedpokladu 1 by bylo potfeba provést vyznamné vétsi
pocet vypocti na riznych ¢asovych obdobich a s riznymi topologiemi sit¢.
Tato podkapitola ukazala, jakym zpiisobem tyto vypocty provadét, a ze pro
konkrétni nastaveni experimentu je uméld neuronovéa sit schopnd odhalit

predikéni potencidl pro predpovidéani trendu v nasbiranych datech.
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5.4 Predikce hodnoty
Druhym pohledem na predikéni potencidl v datech je zkoumani, s jakou

uspesnosti je mozné predikovat konkrétni hodnoty.

Predpoklad 2: Data maji predikéni potenciil pro predpovidani

konkrétni hodnoty pomoci UNS.

Jaky je obecny princip predikce hodnoty pomoci umélé neuronové sité, je
popsano v teoretické ¢asti. V experimentech jsou vzory vytvareny nasledujicim

postupem:

Zvoli se Casové obdobi pro trénovaci a testovaci mnozinu. Napiiklad
1.1.2010 az 1. 1. 2011 pro trénovaci obdobi, a 1. 1. 2011 az 1. 4. 2011 pro
testovaci obdobi. Postup vytvéieni vzori je pro obé mnoziny stejny. V prvnim
dnu Casového obdobi se ve zvoleném case v hodindch a minutdch (napftiklad
12:00) linearni interpolaci ur¢i prvni hodnota ceny zlatého slitku. Dalsi
hodnoty se zjiStuji vzdy v Case vzdaleném o zadany pocet sekund (,,Casova
jednotka®, naptiklad 172800 sekund jsou piesné¢ dva dny a dal§i hodnoty
v nasem piipad¢ jsou tedy ur¢eny 3. 1. 2010 ve 12:00, 5. 1. 2010 ve 12:00 atd.,
dokud tyto Casy patii do zvoleného obdobi). Tim je v celém zvoleném casovém
obdobi navzorkovana ekvidistantni ¢asova fada. Z hodnot této fady se vytvaii
vzory tak, ze se vzdy vezme zadany pocet po sobé jdoucich vzorkl jako
vstupni vektor (napft. 6). Vystupem je predikovand hodnota vzdalend o zadany
pocet Casovych jednotek (napf. 2, to v nasem piikladé znamena vzdalenost
4 dny) od posledni hodnoty vstupniho vektoru a navic se ke vstupnimu vektoru
pfitadi jesté dvé hodnoty, a to posledni kurz dolaru CNB a posledni odpoledni
londynsky zlaty fix pfed ¢asem predikované hodnoty. VSechny hodnoty jsou

normalizovany min-max normalizaci.
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Tvorbu vzori pfiblizuje ilustrace 5.1. V ni na dolnim grafu je Sedou ¢arou

vyznacen priubéh ceny zlatého slitku o hmotnosti 1 Oz v obdobi od 1. 10. 2010

do 25.11.2010. Body na této kiivce zobrazuji linearni interpolaci doplnéné

hodnoty vzdalené od sebe 2 dny (,,¢asova jednotka®). Horni graf zobrazuje

pribéh zlatého londynského fixu a kurzu dolaru CNB ve stejném obdobi.

Obdé¢lnikem na dolnim grafu je vyznaceno jedno Casové okno, ze kterého je

vytvofen vzor se ¢tyimi vzorky. Predikovana hodnota je vzdalena o 4 Casové

jednotky (8 dni) od posledni hodnoty v okné. Sipkami v hornim grafu jsou pak

oznadeny hodnoty posledniho kurzu dolaru CNB a londynského zlatého fixu

pied predikovanou hodnotou, které budou ptidany do vstupniho vektoru vzoru.
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llustrace 5.1: Tvorba vzoru pro predikci hodnoty.
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Pro zkoumani umoziuje software zvolit obchod a produkt, na kterém se
bude predikce provadét, ¢asovy interval, ze kterého se vytvofi trénovaci vzory,
Casovy interval, na kterém se otestuje vypocet, délku casového okna
a vzdalenost predikované hodnoty. Aby bylo porovnavani vysledka objektivni,
je mozné také omezit maximalni pocet trénovacich a testovacich vzort. Déle je
mozné volit topologie a dalsi parametry sit€. Po skon¢eni uceni sité je skriptem
vracena RMS chyba a primérna absolutni chyba v korunach na trénovaci
atestovaci mnozin¢, a koeficienty korelace mezi fadami skute¢nych
a predikovanych hodnot v trénovacim a testovacim obdobi. Vsechny skute¢né
1 predikované hodnoty jsou vytisknuty do textovych poli ve formatu CSV tak,
aby bylo snadné je pienést do tabulkového procesoru a vizualizovat si vysledky
predikce. Také je sestaven dotaz pro predikci do budoucnosti. Hodnota
predikované ceny (odpovéd na tento dotaz) spolu s ¢asem, na kdy se predikuje,

je také vytiSténa.

5.4.1 Systematicky posun

Béhem experimentii byl zjiStén napadny vzdjemny posun predikovanych
a realnych hodnot. Tento problém Ize vidét na grafu 5.5. Tento graf zobrazuje
realné a predikované hodnoty na testovaci mnozin¢ konkrétniho vypoctu
z kapitoly 8.4.1 - Vypocet demonstrujici systematicky posun z ptilohy, kde
pifedpovidané hodnoty jakoby piedbihaji hodnoty skutec¢né. Protoze se
nepodafilo nalézt implementacni chybu a posun nebyl ziejmy u vSech vypoctu,
je provadéna po skondeni uleni korekce vysledki. Rady realnych
a predikovanych hodnot jsou vii¢i sobé posunuty, a jsou prepocitany hodnoty
pramérnych absolutnich chyb a korela¢nich koeficientd. Tyto hodnoty jsou
vypsany s poznamkou ,,posun®. Posunuté fady jsou také vytistény s nadpisem

,,P0 korekci posunu®.
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Graf 5.5: Graf's napadnym vzajemnym posunem rad realnych a
predikovanych cen.

Graf 5.5 zobrazuje vysledek na testovaci mnoziné. Pifed posunem je
primérnd absolutni chyba 206,94 K& a po posunu 134,45 K¢. Z vysledka
vypoctu z ptilohy je vidét, ze korekce posunu zlepSuje i hodnoty korelacnich
koeficientd. V dalSich vypoctech se ukazuje, ze chyby u posunutych tad jsou

obvykle mensi.
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5.4.2 Vliv vzdalenosti predpovidanych hodnot

Predmétem dal§tho zkouméni bylo zjiStovani vlivu vzdalenosti
predikované hodnoty na pifesnost predikce. Lze predpokladat, ze ¢im
vzdalenéjsi bude predikovana hodnota, tim horsi budou vysledky predikce.
Ovétovani predpokladu probihalo pro vzdélenosti od 1 az do 15 Casovych
jednotek. Podrobné nastaveni experimentu a vysledky vypocti jsou uvedeny

v priloze kapitoly 8.4.2 - Vypocet vlivu vzdalenosti na predikci.
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Graf 5.6: Zavislost korelacniho koeficientu na vzdalenosti
predpovidané hodnoty na trénovaci mnozinée.

Pokud zobrazime zavislost korelacniho koeficientu (po korekci posunu)
na vzdalenosti na trénovaci 1 testovaci mnozin€¢, vidime, Ze hodnoty
korelacniho koeficientu s rostouci vzdalenosti mirn¢ klesaji. To odpovida

predpokladu.
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Graf'5.7: Zavislost korelacniho koeficientu na vzdalenosti
predpovidané hodnoty na testovaci mnozinée.

Primérné absolutni chyby (po korekci posunu) s ptredpokladem pfilis
nekoresponduji. Prvni hodnota na trénovaci mnoziné je sice vyrazné nizsi
(nejblizsi hodnota je predikovand nejlépe), ale s rostouci vzdéalenosti chyba
neroste. Podobné je tomu na testovaci mnoziné. Zde ale dokonce ani prvni

hodnota neni nijak vyrazné¢ nizsi.
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Graf 5.8: Zavislost primérné absolutni chyby na vzdalenosti
predikované hodnoty na trénovaci mnoziné.
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Graf'5.9: Zavislost priimérné absolutni chyby na vzdalenosti
predikované hodnoty na testovaci mnozine.

Tyto vysledky mohou ukazovat na nevhodny zpiisob pouZiti interven¢nich
proménnych. Jestlize jsou ke vstupim ptfidany hodnoty posledni ceny zlata
na trhu a kurzu dolaru ptfed predikovanou hodnotou, tak je mozné, Ze tyto
proménné maji dominantni vliv na vysledek. Na vzdalenosti od posledni

hodnoty v ¢asovém okné& pak pfili§ nezalezi.

5.4.3 Vliv velikosti €asového okna

Dal§im zkoumanym problémem byl vliv velikosti €asového okna
na presnost predikce. Pro toto zkoumani nebyl vysloven zadny piedpoklad.
Neni znama heuristika, kterd by radila, jak velké ma byt cCasové okno
pii predikovani neuronovymi sitémi. Piesnost predikce byla méfena
pro velikosti oken od 1 do 15. Nastaveni experimentu a vysledky vypocti jsou
zaznamenany v kapitole 8.4.3 - Vypocet viivu velikosti okna na predikci.
Z vysledkii téchto vypoctli nelze vycist zadny prokazatelny zéavér. Pouze
primérna absolutni chyba (po korekci posunu) na testovaci mnozin¢€ ukazuje,
ze niz8ich chyb je dosahovano pii velikostech oken 4, 8, 11 a 13. PouZiti pouze

jedné nebo dvou predchozich hodnot zpisobuje velké chyby ve vysledku.
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Graf 5.10: Zavislost priimérné absolutni chyby na velikosti
casového okna na testovaci mnozinée.
5.4.4 Hledani optimalni topologie
Jednim z nejvétéich problémﬁ pf'i préci umél}'Imi neuronovymi sitémi je
jehoz podrobné nastaveni a vysledky jdou v kapitole 8.4.4 - Vypocet hledani
optimalni topologie v ptiloze, se snazi pro konkrétni obdobi hledat nejlepsi

topologii. Vysledky prvniho pokusu pfiblizuje graf 5.11.
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Graf 5.11: Zavislost priimérné abs. chyby na topologii.
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Z n¢j je vidét, ze nejmensi chyba sité¢ je pro topologii 10-10-1. Proto

v druhém pokusu probéhly vypocty pro topologie blizké této topologii.
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Graf 5.12: Zavislost priimérné abs. chyby na topologii na testovaci
Mnozine.
Z vysledkl druhého pokusu neni prikazné, ze by néktera z topologii byla
vyrazné lepsi. Nejlepsi jsou topologie 10-4-1, 10-8-1, 10-10-1 a 10-12-1.

Z vysledkt v ptiloze lze jeSt¢ odhalit, Ze pouziti bohat§i topologie

10-5-5-5-1 pfinasi Spatné vysledky vypocti.
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6 Zaveér

V praci se podafilo realizovat, a diky vystraznému mechanismu také
vyladit, systém sbirajici data, souvisejici s investicnim zlatem. Sbér dat byl
zahjen v listopadu 2009. Dale vznikla aplikace vizualizujici nasbirand data
a aplikace provadéjici predpovidani cen zlatych slitki v obchodech pomoci

umélych neuronovych siti.

Experimenty byl zkoumdn predikéni potencidl v nasbiranych datech.
Z jejich vysledkti vyplyva, Ze je moZzné naucit sit’ predikovat trend ceny.
Pti predikovani konkrétni hodnoty ceny sice kiivky realnych a predikovanych
cen mivaji podobné tvary (coz je potvrzeno vysokymi hodnotami korelacnich
koeficientdl), ale primérné absolutni chyby pfepoctené na ceny v korunich,
jsou relativné vysoké. Duvodem mulze byt velky pocet transformaci s daty
pred vytvoienim trénovacich vzort. Prakticka vyuzitelnost pro rozhodovani
neni tedy zatim pfili§ velkd. Ukdazala se také relativni nezavislost pfesnosti
predikce na vzdalenosti pfedpovidané hodnoty, coz mize znamenat nevhodné

pouziti interven¢nich proménnych.

Obecnou znamkou umélych neuronovych siti je neexistence néjakého
osvédceného postupu pro ziskdni kvalitnich vysledkl. Je tedy mozné, ze vétsi
presnosti predikce by se dalo dosdhnout, kdyby se do vzord zahrnuly dalsi

faktory, majici vliv na cenu zlata, a kdyby bylo k dispozici vét§i mnozstvi dat.

Jiny pfistup k vytvafeni trénovacich vzori spolu s pouzitim dalSich

predikénich metod mize byt pfedmétem pokracovani této prace.
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8 Prilohy

8.1 PRILOHA A - Administratorska pfiruéka
Aplikace je umisténd na freehostingovém uctu serveru Internet Centrum

IC.cz. Tento ucet se administruje pithlaSenim na http://user.ic.cz.

Administrace databaze se provadi na http://mysql.ic.cz/phpmyadmin/.

8.1.1 Vypis korfenového adresare webové aplikace

.htaccess
check-usd.php
check-xau.php
check4 .php
index.php

parsing_ funkce2.php

—-cfg
config.php
db2.php

——grafy
index.php

——data-script
fixing.php
kurz_cnb.php
obchody . php

lib-flot
excanvas.min. js
jquery. flot. js
jquery.js

——vyzkum

bin_bin bin_gui.php
bin_bin _bin_vypocet.php
class_neuralnetwork.php
predikce_gui.php
predikce_vypocet.php
stat.php

tridy tridy bin gui.php
tridy tridy bin_ vypocet.php
tridy tridy tridy gui.php
tridy tridy tridy_ vypocet.php

8.1.2 Popis jednotlivych €asti

Adresat cfg obsahuje konfiguracni soubory zakladniho nastaveni.


http://mysql.ic.cz/phpmyadmin/
http://user.ic.cz/
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V souboru config.php se nastavuji ptihlaSovaci udaje pro spojeni
s databazi, jsou zde nastaveny nazvy tabulek v databazi a také mobilni mail

pro zasilani informaci o novych cenach

Soubor db2.php je skript zajist'ujici spojeni s databazi. Déle obsahuje dve

funkce pro provadéni dotazii do databaze:

Funkce dotaz provadi dotaz (typu SELECT) do databaze a vysledek vraci

v asociativnim poli.

Funkce dotazNo provadi dotaz bez navraceni vysledku (pro dotazy typu

INSERT).

Datové pumpy ceny zlata na trhu a aktudlniho kurzu dolaru jsou
realizovany ve skriptech check-usd.php a check-xau.php. Oba dva ziskavaji

odpoved webové sluzby.

Skript check4.php provadi kontrolu cen v obchodech. Funkce check
porovnava aktudlni cenu produktu a posledni cenu z databaze. Pokud je
aktualni cena jind, provede zapis této nové ceny do databaze. Pfi zméné ceny
alespon jednoho produktu je pomoci funkce mail odesldna informace o pohybu
ceny. Ke zjiStovani aktudlnich cen se vyuzivad skript parsing_funkce2.php,
ktery obsahuje konkrétni funkce provadéjici textovy parsing a dekompozici

obrazku.

Spousténi predchozich skriptl probihd automatizovang, pomoci systému
cron. Konfigurace se provadi v Klientské sekci v ¢asti IC Tools — Cron.
Skripty check-usd.php a check-xau.php jsou spoustény kazdych deset minut.
Skript chceck4.php je spoustén kazdych 15 minut. Podle toho je nastaveni

v klientské sekci nésledujici:

Hodina Minuta Den v mésici Mésic Den v tydnu Url
* 0,15,30,45 * * * http://gold.howto.cz/check4.php
* 0,10,20,30,40,50 * * * http://gold.howto.cz/check-xau.php

* 0,10,20,30,40,50 * * * http://gold.howto.cz/check-usd.php
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Hlavni skript index.php v kofenovém adresafi slouzi ke kontrole
funk¢nosti datovych pump. SpusSténim tohoto skriptu se stejnym zpiisobem
jako ve skriptu check4.php provede nacteni vSech aktudlnich cen. Navic se
do tabulky zobrazi i odkazy na zdrojové stranky, ze kterych jsou ceny
zjistovany.

V adresati grafy se nalézaji skripty, slouZici k vizualizaci dat z databéze.
Samotné vykreslovani grafi provadi javascriptova knihovna Flot v podadreari
lib-flot. Skript index.php obsahuje grafické rozhrani pro vybér
vykreslovanych dat a nastaveni grafi projektu Flot. Zpracovani dat

pro vykresleni zajiSt'uji skripty v podadresaii data-script:

Skript fixing.php zajist'uje nacteni zlatého londynského fixu ve zvoleném

obdobi.

Skript kurz_cnb.php zajiituje naéteni kurzu dolaru CNB ve zvoleném

obdobi.

Skript obchody.php zajist'uje nacteni cen vybraného obchodu a produktu

ve zvoleném obdobi.

V adresati vyzkum se nalézaji skripty pro provadéni vypoctli neuronovou
siti nad daty z databaze. Soubory obsahujici v nazvu ,,_gui* obsahuji grafické
rozhrani pro nastaveni experimentd. Soubory obsahujici v ndzvu ,,_ vypocet*
provadéji vypocet. Tyto skripty vyuzivaji implementaci neuronové sité
ze souboru class_neuralnetwork.php. Pro vypocitani vysledkid vypocti se

vyuziva soubor stat.php, ktery obsahuje statistické funkce.

Protoze doba vypoctu neuronovou siti mize byt dlouhd, je v kofenovém
adresafi jeSt€ soubor .htaccess, ve kterém je nastavena maximalni doba
provadéni php skriptd. Tuto dobu ale umoziuje poskytovatel hostingu nastavit

maximalné na 6 minut.
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8.2 PRILOHA B - Uzivatelska prirucka
Webova stranka gold.howto.cz nabizi jako podporu pro investovani

do zlatych slitkti pro uzivatele tfi sluzby:

8.2.1 Rychlé zobrazeni cen produktli na jednom misté

Zobrazenim stranky na adrese http:/gold.howto.cz se na jednom miste

v tabulce vypiSe aktudlni prodejni a vykupni cena zlatych slitki o hmotnosti

1 Oz a 100 g ze dvou vybranych obchod.

Zahlavi tabulky obsahuje odkazy na strdnky produktii v elektronickych
obchodech vybranych obchodt. Tim se lze rychle dostat na misto, odkud lze

proveést nakup.

8.2.2 Prohlizeni grafii cen souvisejicich s investiénim zlatem
Z hlavni stranky se lze odkazem ,,Grafy” dostat na adresu

http://gold.howto.cz/grafy, na které je mozZné si prohlizet grafy cen

souvisejicich s investicnim zlatem.

Vykresleni grafi probéhne po zadani casového obdobi a obchodu
a produktu. Casové obdobi se zadava intervalem ohrani¢enym dny ,,0d“ a ,,do".
Oba dva dny se zadaji zapisem do textovych poli v potadi ¢islo dne, mésice

a roku. Jako pocatecni den je prednastaven 1.1.2009 a koncovy je aktudlni den.
Obchod a produkt se vybere v rozbalovacim seznamu.
Vykresleni se provede po stisknuti tladitka ,,Zobrazit grafy*.

Horni graf zobrazuje prib&h odpoledniho londynského zlatého fixu
v dolarech za 1 Oz Zlutou carou s legendou ,,Fix PM [USD/Oz]*“ a méfitkem

vlevo ve vybraném &asovém obdobi. Déle zobrazuje priibéh kurz dolaru CNB


http://gold.howto.cz/grafy
http://gold.howto.cz/

8 PRILOHY 84

v &eskych korunach modrou barvou s legendou ,,Kurz dolaru CNB [K&/USD]*

a métitkem vpravo ve stejném Casovém obdobi.

Spodni graf zobrazuje pribch ceny ve vybraném obchodé v ceskych
korunach za vybrany produkt ¢ernou c¢arou s legendou ,,Cena v obchodé [K¢]*

ve stejném Casovém obdobi.

8.2.3 Predikovani cen pomoci umélé neuronové sité

Z hlavni stranky se lze odkazem ,,Predikce* dostat na adresu, na které je
mozné experimentovat s predikci cen pomoci umélé neuronové sité. Soubory
koncici na ,,gui.php* jsou skripty s grafickym uzivatelskym rozhranim, pomoci
nichZz se nastavuji a spousti experimenty. Tato cast aplikace je urcena

pro uzivatele seznameného s principy umélych neuronovych siti.

Skript Druh experimentu

bin_bin_bin gui.php Predikce trendu — vstupy 1 vystupy jsou
klasifikovany bipolarné (1 nebo -1).

tridy tridy bin_gui.php |Predikce trendu — vstupy je mozné klasifikovat
do zvoleného poctu tfid o zvolenych velikostech,
vystup je bipolarni (1 nebo -1).

tridy tridy tridy gui.php |Predikce trendu — vstupy i vystupy je mozné
klasifikovat do zvoleného poctu tiid o zvolenych
velikostech.

predikce gui.php Predikovéani hodnoty.

Tabulka 8.1: Prehled skriptii s grafickym uzivatelskym rozhranim pro nastaveni
experimentil.

Rozhrani pro spousténi jednotlivych experimenti je podobné. Nastaveni je

vzdy rozdéleno do nékolika ocislovanych krokd.
1. Vybér obchodu

Zde se z rozbalovaciho seznamu vybere obchod a produkt, na kterém bude

probihat vypocet.
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2. Nastaveni vstupnich dat

85

Predikce trendu

nazev

priklad zapisu

vyznam

Casové obdobi

1.2.2010-1.8.2010

Obdobi, ze které¢ho se budou vytvaret
vzory pro neuronovou sit. Data jsou
odd€lena pomlckou bez mezer. Je
mozné zadat vice obdobi — kazdé
na samostatny fadek v textovém poli.

Zpozdéni obchodu

30

Celé ¢islo udava zpozdéni
v minutach. Podle tohoto tudaje se
posouva interval, ve kterém se
zjisStuje prubéh ceny zlata na trhu
akurzu dolaru. Lze =zadat vice
zpozdéni — kazdé na samostatny
radek.

Ttidy zmény kurzu
dolaru

0.05/3

Udava rozdéleni zmény kurzu dolaru
do vice tfid. Prvni udaj pfed lomitkem
je desetinné Cislo s desetinnou teckou,
udavajici velikost tfidy v korunach
za dolar. Za lomitkem je pocet tiid,
do kterych je kurz rozd¢len.

Ttidy zmény ceny
zlata na burze

6/3

Stejné¢ jako u Tridy zmeény kurzu
dolaru. Pted lomitkem je velikost
tfidy v dolarech za 1 Oz. Za lomitkem
je pocet trid.

Ttidy
obchodé

ceny v

55/4

Stejné¢ jako u T7idy zmeény kurzu
dolaru. Pted lomitkem je velikost
tftidy v korunach za zvoleny produkt.
Za lomitkem je pocet tfid.

Predikce

hodnoty

nazev

priklad zapisu

vyznam

Casova obdobi

(trénovaci)

1.1.2009-1.1.2010

Obdobi, ze kter¢ho se vytvareji
trénovaci vzory. Stejny zplsob zapisu
jako u predikce trendu.

Pocet trén. vzora

300

Pfirozené ¢&islo udavajici maximalni
pocet trénovacich vzori.
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Casova obdobi

(testovaci)

1.1.2009-1.1.2010

Obdobi, ze kterého se vytvéafeji
testovaci vzory. Stejny zpusob zdpisu
jako u predikce trendu.

Pocet test. vzora |50 Ptirozené cCislo udavajici maximalni
pocet testovacich vzori.

Cas 12:00 Cas ve kterém se provadi prvni
navzorkovani ceny v obchodé.

Casova jednotka | 86400 Casovy interval mezi jednotlivymi
vzorky v sekundach
(86400 s =1 den).

Pocet vzorki | 10 Pocet vzorkit v okné, na zakladé

v okné kterych se predikuje. Lze zadat vice
poctl — kazdy na samostatny fadek.

Vzdalenost 2 Vzdalenost predikované hodnoty

predpovidaného v predem zadanych casovych
jednotkéch. Lze zadat  vice
vzdalenosti — kazdou na samostatny
radek.

3. Nastaveni neuronové sité
nazev priklad zapisu | vyznam
Topologie 7-14-1 Topologie sité. Prvni ¢islo je pocet

neuronit ve vstupni vrstvé. Pocet
vstupnich  neuroni  musi byt
u predikce trendu souctem poctu trid
pro kurz dolaru a ceny zlata na trhu.
U predikce hodnoty musi byt stejny
jako je pocet vzorkil v okn¢ zvétSeny
o dvé¢ (intervencni proménné kurzu
dolaru a ceny zlata na trhu). Nasledu;ji
pocty neuroni ve skrytych vrstvach
oddélené pomlckami. Posledni ¢islo,
udavajici pocet vystupnich neuront,
musi byt u predikce trendu stejné jako

je pocet tiid cen v obchodé.
U predikce hodnoty musi byt 1. Lze
zadat vice topologii — kazdou

na samostatny radek.
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Pocet ucicich| 1000 Pocet ucicich kroki. Lze zadat vice

krokt poctl - kazdy na samostatny fadek.

Rychlost u¢eni 0.1 Desetinné ¢islo s desetinnou teckou
udavajici rychlost uceni sité. Lze
zadat vice rychlosti — kazdou

na samostatny radek.

Moment 0.9 Desetinné ¢islo s desetinnou teckou,
udavajici parametr momentu pro
ucenti sité. Lze zadat vice parametrii —
kazdy na samostatny fadek.

Prabézny vypis Ano/Ne Zaskrtavaci  tlacitko. Pokud je
zaskrtnuto, bude béhem vypoctu
probihat pribézny vypis velikosti
chyb.

4. Dotazy

U predikovani trendu je mozné zadat siti normalizované dotazy, na které
po nauceni sit’ odpovi. Kazdy dotaz je ve form¢ vektoru hodnot 1 a -1
oddélenych carkou. Velikost vektoru musi odpovidat souctu zadanych pocta
tiid pro kurz dolaru a cenu zlata na trhu. Je mozné zadat vice dotazi — kazdy

na samostatny fadek.

Po stisknuti tlacitka ,,Spustit experiment* dojde k vypoctim pro vSechny

pfipustné variace zadanych parametrii (napt. musi odpovidat topologie).
Vypis vysledki u predikce trendu

Po vypoctech predikci trendu je nejprve vypsana tabulka poslednich zmén
kurzu dolaru a ceny =zlata na trhu, jak v absolutnich C¢&islech, tak
i normalizované. Dale je vypsana tabulka shrnujici rozdéleni kurzu dolaru
a ceny zlata na trhu do tfid. Vysledky vypoctl jsou poté vypsany nasledujicim

zpusobem:

Pro kazdé ¢asové obdobi a zpozdéni obchodu je vytisknuta jedna tabulka,

kterd na prvnich dvou fadcich zobrazuje pravé tyto parametry. Dale jsou
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v textovych polich vypsana vstupni data podle obdobi a zpozdéni, a z nich
vygenerované vzory pro neuronovou sit’ podle nastaveni tfid. Tyto udaje Ize
vykopirovat a pouZit pro experimenty v jinych programech. Na dal§im fadku je
informace o poctu vygenerovanych vzord, rychlosti ufeni a parametru
momentu. Uvnitf posledniho tadku jsou jiz tabulky s konkrétnimi vysledky
vypoctl. V kazdé tabulce je v levém sloupci ¢islo, udavajici pocet ucicich
krokt a v pravém sloupci je postupné vypsana topologie, RMS chyba, odpovéd’
na posledni zménu (coz je vlastn¢ predikce nejbliz§i reakce obchodu)
a nakonec odpovédi na zadané dotazy (spojeny vstupni i vystupni vektor

s hodnotami oddélenymi ¢arkami).
Vypis vysledkii u predikce hodnoty

Po vypoctech je nejprve vypsana casova jednotka (interval mezi vzorky)
v sekundach. Dale jsou vypsana trénovaci a testovaci obdobi, velikost okna,
vzdalenost predpovidaného, rychlost uceni, parametr momentu, pocet ucicich
krokt a vSechny topologie. Pokud topologie vyhovuje pfedeslym parametrim,
jsou v textovych polich vypsany redlné a predikované hodnoty na trénovaci

a testovaci mnozing pted i po korekci posunu. Format téchto hodnot je:

datum a ¢as|realna hodnota|predikovana hodnota

Tyto tdaje lze vykopirovat a napt. v programu Excel rozdé¢lit pomoci

odd¢lovace ,,|* a vizualizovat.

V tabulce jsou dale vypsany vysledky vypoctu: RMS chyby na trénovaci
a testovaci mnozin¢, primérné absolutni chyby na trénovaci a testovaci
mnozin¢, korelacni koeficienty mezi redlnymi a predikovanymi fadami
na trénovaci a testovaci mnoziné (vse pted i po korekci posunu) a predikovana

hodnota do budoucnosti spolu s ¢asem, udavajicim, na kdy se predikuje.
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8.3 PRILOHA C - Graf vyvoje cen béhem roku 2010
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8.4 PRILOHA D - Vysledky vypoéta

8.4.1 Vypocet demonstrujici systematicky posun

Nastaveni experimentu

Obchod a produkt

Zlaté Mince — Numismatika, 1 Oz

Casova jednotka

86400 s (1 den)

Trénovaci obdobi

1.1.2010-1.11.2010

Testovaci obdobi

1.11.2010-1.1.2011

Velikost okna 5
Vzdélenost ptedpovidaného 1
Rychlost u¢eni 0,1
Parametr momentu 0,9
Pocet uéicich krok 500
Topologie 7-5-1

Tabulka 8.2: Nastaveni experimentu pro demonstraci systematického posunu.

Vysledky vypoctu

RMS chyba trénovaci mnoziny 0,06242355
RMS chyba testovaci mnoziny 0,06523133
Priimérné absolutni chyba na trénovaci mnoziné 187,96 K¢
Primérna absolutni chyba na trénovaci mnoziné (posun) 143,46 K¢
Priimérna absolutni chyba na testovaci mnozin¢ 206,94 K¢
Priimérné absolutni chyba na testovaci mnozin¢ (posun) 134,45 K¢
Koeficient korelace na trénovaci mnoziné 0,99413242
Koeficient korelace na trénovaci mnozing (posun) 0,99805074
Koeficient korelace na testovaci mnoziné 0,97199315
Koeficient korelace na testovaci mnozing (posun) 0,98905221

Tabulka 8.3: Vysledky vypoctu pro demonstraci systematického posunu.
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30000
29500
29000
28500
28000

27500

Cena [K¢]

27000

26500

26000

12.11.1012:00 24.11.1012:00 06.12.10 12:00
06.11.10 12:00 18.11.1012:00 30.11.1012:00 12.12.1012:00 24.12.10 12:00

~redlna cena

— predikovana cena

Graf 8.1: Hodnoty na testovacim obdobi po korekci posunu.

8.4.2 Vypocet vlivu vzdalenosti na predikci

91

18.12.10 12:00 30.12.10 12:00

Nastaveni experimentu

Obchod a produkt

Zlaté Mince — Numismatika, 1 Oz

Casova jednotka

86400 s

Trénovaci obdobi

1.2.2010-1.11.2010

Testovaci obdobi

1.12.2009-1.2.2010

Velikost okna

5

Vzdalenost ptredpovidaného

1 az 15 (predmét zkoumdani)

Max. pocet trénovacich vzora

255

Max. pocet testovacich vzora 44
Rychlost u¢eni 0.1
Parametr momentu 0.9
Pocet ucicich krokt 500
Topologie 7-5-1

Tabulka 8.4: Nastaveni experimentu pro zkoumani vlivu vzddlenosti.
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Trénovaci mnozina
RMS MAD | MAD r r
Vzdalenost posun posun
1 0,05157792 | 144,72 | 96,33 | 0,99393399 | 0,99812840
2 0,06134426 | 175,83 | 151,59 | 0,99168923 | 0,99508014
3 0,06040990 | 173,03 | 163,2 | 0,99195911 | 0,99321224
4 0,06964176 | 197,52 | 185,09 | 0,98813298 | 0,99034604
5 0,06247713 | 178,17 | 167,84 | 0,99105088 | 0,99295285
6 0,06042994 | 175,15 | 167,78 | 0,99130556 | 0,99239027
7 0,06375844 | 182,82 | 169,39 | 0,99081544 | 0,99242748
8 0,05919494 | 165,24 | 159,76 | 0,99136344 | 0,99264455
9 0,07350469 | 229,52 | 224,8 | 0,98959811 | 0,99080507
10 0,06679605 | 191,01 | 163,28 | 0,98977099 | 0,99315985
11 0,06076818 | 170,27 | 161,16 | 0,99091505 | 0,99227865
12 0,06102229 | 170,72 | 162 | 0,99087461 | 0,99282234
13 0,06438832 | 183,76 | 173,36 | 0,99087890 | 0,99237176
14 0,06231167 | 175,84 | 179,24 | 0,99102884 | 0,99183893
15 0,06360449 | 178,02 | 181,88 | 0,99030635 | 0,99100754
Testovaci mnozina
RMS MAD | MAD r r
Vzdalenost posun posun
1 0,04747113 | 104,09 | 81,35 | 0,87443153 | 0,94834466
2 0,03719381 | 109,23 | 96,17 | 0,77507329 | 0,88870835
3 0,05103221 | 218,64 | 213,55 | 0,77363805 | 0,86834049
4 0,07709544 | 276,54 | 273,74 | 0,57397653 | 0,65384801
5 0,04292769 | 136,28 | 125,93 | 0,70287457 | 0,77713546
6 0,04133806 | 133,72 | 123,42 | 0,65594734 | 0,71518361
7 0,04364480 | 143,67 | 140,67 | 0,61618546 | 0,61662745
8 0,04559820 | 132,23 | 132,78 | 0,79424684 | 0,79823106
9 0,04337432 | 115,39 | 112,75 | 0,72681303 | 0,75713515
10 0,05138662 | 160,4 | 157,14 | 0,75901948 | 0,78312928
11 0,04420068 | 119,49 | 117,22 | 0,72310622 | 0,75518237
12 0,03722669 | 108,18 | 104,67 | 0,75172259 | 0,77737321
13 0,04330733 | 125,53 | 121,66 | 0,74444063 | 0,77471654
14 0,05040929 | 179,01 | 176,57 | 0,70909956 | 0,74170695
15 0,04561853 | 150,4 | 150,34 | 0,74031219 | 0,78339323

Tabulka 8.5: Vysledky experimentu pro zkoumani vlivu vzdalenosti.
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8.4.3 Vypocet vlivu velikosti okna na predikci

Nastaveni experimentu

Obchod a produkt

Zlaté¢ Mince — Numismatika, 1 Oz

Casova jednotka

86400 s (1 den)

Trénovaci obdobi

1.2.2010-1.11.2010

Testovaci obdobi

1.12.2009-1.2.2010

Max. pocet trénovacich vzort

250

Max. pocet testovacich vzora

40

Topologie vzdy jedna skryta vrstva se 4 neurony
Velikost okna 1 az 15 (predmet zkoumdani)
Vzdalenost ptfedpovidaného 1

Rychlost uc¢eni 0.1

Parametr momentu 0.9

Pocet ucicich krok 500

Tabulka 8.6: Nastaveni experimentu pro zkoumani vlivu velikosti okna.
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Trénovaci mnozina
Velikost RMS MAD | MAD r r
okna posun posun
1 0,05036008 | 138,14 | 65,99 | 0,99355569 | 0,99863805
2 0,05679299 | 165,94 | 113,3 | 0,99344836 | 0,99789538
3 0,04767818 | 128,33 | 79,98 | 0,99423251 | 0,99804081
4 0,05230615 | 148,05 | 106,95 | 0,99362894 | 0,99735745
5 0,04754127 | 132,68 | 86,82 | 0,99426369 | 0,99772773
6 0,05190804 | 150,01 | 111,15 0,99421421 | 0,99769380
7 0,04854247 | 133,51 | 87,56 | 0,99400206 | 0,99765092
8 0,04792617 | 133,18 | 100,28 | 0,99432063 | 0,99724907
9 0,05209964 | 150,1 | 110,99 | 0,99357194 | 0,99686182
10 0,05018785 | 146,08 | 119,09 | 0,99433538 | 0,99689895
11 0,05195653 | 149,32 | 111,26 | 0,99361586 | 0,99712055
12 0,04833797 | 138,48 | 92,08 | 0,99451028 | 0,99775192
13 0,04875807 | 137,35 | 104,39 | 0,99419842 | 0,99689940
14 0,05507176 | 155,7 | 122,25 | 0,99347556 | 0,99668367
15 0,04926153 | 140,63 | 125,33 | 0,99454305 | 0,99619504
Testovaci mnozina
Velikost RMS MAD | MAD r r
okna posun posun

1 0,02780199 | 124,16 | 104,81 | 0,86813141 | 0,96005839
2 0,02569079 | 117,86 | 108,38 | 0,89300747 | 0,97241600
3 0,02544513 | 95,68 | 72,81 | 0,88698485 | 0,96418358
4 0,02856029 | 85,4 | 62,58 | 0,87895826 | 0,95767078
5 0,03081810 | 98,94 | 76,69 | 0,86115636 | 0,96524690
6 0,03149095 | 108,41 | 80,8 | 0,86940318 | 0,97485789
7 0,05172463 | 120,18 | 93,37 | 0,84569400 | 0,93478872
8 0,03165017 | 81,9 | 58,24 | 0,87133085 | 0,96636255
9 0,02613687 | 109,25 | 88,04 | 0,87326218 | 0,96096359
10 0,03431584 | 103,36 88 0,84130188 | 0,93759145
11 0,02830640 | 79,71 | 54,63 | 0,88287155 | 0,94713529
12 0,02888025 | 114,88 | 94,71 | 0,85779968 | 0,94977785
13 0,03455584 | 78,25 | 51,99 | 0,86951000 | 0,96253245
14 0,03256318 | 116,93 | 104,18 | 0,86508352 | 0,96475559
15 0,03808996 | 86,93 68 0,87143903 | 0,95921215

Tabulka 8.7: Vysledky experimentu pro zkoumani vlivu velikosti okna.
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8.4.4 Vypocet hledani optimalni topologie

Nastaveni experimentu

Obchod a produkt

Zlaté¢ Mince — Numismatika, 1 Oz

Casova jednotka

86400 s (1 den)

Trénovaci obdobi

1.2.2010-1.11.2010

Testovaci obdobi

1.12.2009-1.2.2010

Velikost okna

8

Vzdalenost ptedpovidaného

1

Topologie ruzné (predmeét zkoumani)
Rychlost u¢eni 0.1

Parametr momentu 0.9

Pocet ucicich krokt 500

Tabulka 8.8: Nastaveni experimentu pro hledani optimalni topologie.

Trénovaci mnozina
RMS MAD MAD r r
Topologie posun posun
10-1 0,05635123 | 154,61 | 121,06 | 0,99252387 | 0,99617361
10-2-1 0,05071355 | 138,49 | 96,88 | 0,99403842 | 0,99743924
10-5-1 0,05697302 | 165,76 | 125,53 | 0,99324350 | 0,99682192
10-10-1 0,05320447 | 154,18 | 124,82 | 0,99396101 | 0,99666477
10-15-1 0,13987245 | 478,02 | 477,93 | 0,97882980 | 0,98131286
10-20-1 0,11221854 | 362,78 | 341,07 | 0,97849906 | 0,98219940
10-5-2-1 0,09407704 | 255,82 | 240,14 | 0,98111994 | 0,98411847
10-10-5-1 0,05662167 | 159,31 | 132,15 | 0,99316064 | 0,99612035
10-5-5-5-1 | 0,34905836 | 1118,73 | 1111,96 | 0,77525789 | 0,78342101

Tabulka 8.9: Vysledky experimentu na trénovaci mnoziné pro hledani

optimalni topologie.
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Testovaci mnozina
RMS MAD MAD r r
Topologie posun posun

10-1 0,04314811 | 177,79 | 179,54 | 0,91218862 | 0,95978557
10-2-1 0,05385224 | 148,41 | 141,78 | 0,88752487 | 0,95110956
10-5-1 0,03961745 | 141,54 | 123,65 | 0,89460637 | 0,94529082
10-10-1 0,04219086 | 130,18 | 118,61 | 0,89865641 | 0,95014726
10-15-1 0,04677006 | 336,5 | 339,55 | 0,90025610 | 0,96994483
10-20-1 0,06007663 | 149,69 | 136,42 | 0,90198186 | 0,96212975
10-5-2-1 0,15359112 | 429,41 | 428,64 | 0,47264810 | 0,50140756
10-10-5-1 0,06205780 | 203,67 | 174,16 | 0,87244787 | 0,93622474
10-5-5-5-1 | 0,30513962 | 2137,22 | 2135,96 | -2,92E-014 | -1,80E-014

Tabulka 8.10: Vysledky experimentu na testovaci mnoziné pro hledani

optimalni topologie.

Trénovaci mnozina
RMS MAD MAD r r
Topologie posun posun
10—4—1 0,05464430 | 157,53 | 118,68 | 0,99322736 | 0,99668603
10—5—1 0,05307982 | 151,79 | 114,07 | 0,99461149 | 0,99805609
10—6—1 0,05501179 | 152,98 | 125,6 | 0,99400439 | 0,99727811
10—7—1 0,05004335 | 135,56 | 91,21 | 0,99419137 | 0,99759701
10—8—1 0,05215207 | 145,17 | 118,79 | 0,99446780 | 0,99750731
10—9—1 0,05099908 | 141,85 | 120,03 | 0,99490912 | 0,99705949
10—10—1 0,04873032 | 135,02 | 107,37 | 0,99446185 | 0,99652085
10—11—1 0,05067186 | 138,66 | 118,62 | 0,99432383 | 0,99604263
10—12—1 0,05262838 | 152,01 | 128,03 | 0,99406335 | 0,99626811
10—13—1 0,05587289 | 162,35 | 124,28 | 0,99381859 | 0,99703736

Tabulka 8.11: Vysledky experimentu na trénovaci mnoziné pro hledani

optimalni topologie.
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Testovaci mnoZzina
RMS MAD MAD r r
Topologie posun posun
10—4—1 0,05448899 | 122,16 | 100,6 | 0,84979008 | 0,88720429
10—5—1 0,04698576 | 131,05 | 119,91 | 0,89975264 | 0,96651467
10—6—1 0,04048109 | 181,01 | 183,11 | 0,88450388 | 0,93510098
10—7—1 0,05667950 | 145,35 | 136,57 | 0,87682960 | 0,94464380
10—8—1 0,03549771 | 121,93 | 112,81 | 0,91402762 | 0,97368943
10—9—1 0,06981153 | 200,21 | 198,05 | 0,90287543 | 0,96060732
10—10—1 0,05494833 | 131,35 | 115,41 | 0,90212977 | 0,96069648
10—11—1 0,04747135 | 142,88 | 139,24 | 0,91221324 | 0,97083550
10—12—1 0,04596996 | 132,43 | 119,86 | 0,90423280 | 0,96284270
10—13—1 0,07899259 | 147,93 | 142,01 | 0,84500687 | 0,86483045

Tabulka 8.12: Vysledky experimentu na testovaci mnoziné pro hledani

optimalni topologie.

8.5 PRILOHA E - Obsah pfilozeného CD

——db

Src

Diplomova prace,

ht_gold.sql

Zdenék Zaho¥ (P06500) .pdf

Ptilozené CD obsahuje text této prace ve formatu PDF, exportovanou
databazi s nasbiranymi daty v souboru ht gold.sql v adreséaii db a zdrojové

kody webové aplikace v adreséaii sre.
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