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Abstrakt

Téato praca pojednava o zakladoch softvérovych agentov a ich formovani do multiagento-
vych koalicii. Predstavené si genetické algoritmy ako jedno z moznych rieseni formovania
koalicii. Je predstavena siutaz MAPC 2018, vzhladom na ktorti bolo navrhnuté a imple-
mentované vysledné riesenie a taktiez nastroje, ktoré k tomu boli pouzité. Vytvoreny bol
demo projekt, v ktorom agenti komunikuji so serverom MASSim a ziskané data si pouzité
ako vstup genetickému algoritmu. Ten zadanych agentov priradi na zaklade prijatych dat
k tlohdm tak, aby mohli byt rieSené co najefektivnejsie. Vysledky algoritmu st zhodno-
tené v experimentoch, ktoré sa zameriavaji na kvalitu ndjdenych rieSeni a Cas potrebny na
vypocet.

Abstract

This thesis discusses the basics of software agents and the way they form the multiagent
coalitions. Genetic algorithms are introduced as one of the methods of solving the coalition
formation problem. MAPC 2018 competition is introduced, which inspired the final design
and implementation of the solution by using the tools described. A demo project was crea-
ted, in which agents communicate with the MASSim server and gather data which is then
used as an input into the genetic algorithm. Its purpose is to assign the agents to the tasks
based on the input data, so that the tasks can be accomplished in the most effective manner
possible. The results of this algorithm are evaluated in experiments which are focused on
the quality of the solutions found as well as the time required for the calculation.
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Kapitola 1

Uvod

Multiagentové systémy st povazované za dolezité a rychlo sa rozsirujtice odvetvie vyskumu
umelej inteligencie. Je to hlavne vdaka ich moznosti Sirokospektralneho aplikovania na
rozne problémy redlneho sveta [14]. Za cielom efektivnejsieho rieSenia uréitych problémov sa
agenti v systémoch formuja do koalicii, v ktorych spolupracuji s ostatnymi ¢lenmi s vidinou
zvysovania svojho blaha, ako aj blaha koalicie, resp. celého systému. RieSenie problému
tvorby koalicii je vypoc¢tovo nidroc¢né, preto bolo vyvinutych vela optimaliza¢nych metéd na
jeho riesenie.

Tato praca sa zaobera aplikovanim konkrétneho stochastického pristupu z odvetvia soft
computing-u na formovanie koalicii agentov - genetickym algoritmom, ako jednym z naj-
znédmejsich pristupov zalozenych na evolicii. Tieto algoritmy sa zvyknt vyuzivat na riesenie
problémov s enormnym stavovym priestorom, u ktorych je neprijatelné pri hladani riese-
nia prechadzat vSetky existujiice moznosti. Ich charakteristické ¢rty, ako napriklad selekcia
najlepsich, krizenie za icelom prenesenia kombindcie vlastnosti rodi¢ov na potomka, a iné,
su istou abstrakciou nad principmi evolicie fungujicimi v prirode. S vyuzitim tejto meto-
dolégie je mozné optimalizovat zlozité problémy bez toho, aby bol znamy exaktny postup
pre vypocet riesenia. Implementovany algoritmus bude aplikovany na konkrétny problém
koali¢ného formovania ako jedného z klucovych faktorov efektivneho rieSenia zadania sutaze
MAPC 2018.

V prvej Casti prace su polozené teoretické zaklady, na ktorych je praca zalozend. Defi-
nované su pouzivané pojmy a techniky, ktoré sa v oblastiach umelej inteligencie, konkrétne
multiagentovych systémov a genetickych algoritmov, pouzivaji pre rieSenie problému formo-
vania koalicii. Analyzovana je tiez aj sitaz MAPC 2018 z pohladu moznych typov agentov,
uloh a zariadeni, ktoré sa v scenari Agents in the City mézu vyskytovat. Teoria dalej zasa-
huje do oblasti softvérovych nastrojov, ktoré moézu byt vyuzité pri navrhu a implementéacii
vysledného riesenia. Tretia kapitola prace hovori o existujicich rieseniach podobnych prob-
rieSenia.

Text dalej obsahuje navrh a implementaciu vlastného riesenia, ktoré zahina demo apli-
kaciu a samotny geneticky algoritmus. Demo aplikaciu predstavuji agenti, ktori komunikuju
so serverom sutaze MASSim, a ziskavaju tak data potrebné pre vypocet algoritmu. Posledna
cast popisuje priebeh a vysledky experimentov s vyslednym systémom, ktoré st zhodnotené
z hladiska ¢asovej naroc¢nosti a kvality vyslednych rieseni.



Kapitola 2

Teoreticka analyza

Tato kapitola definuje teoreticky zaklad nevyhnutny pre pochopenie riesenej tlohy a taktiez
implementaciu jej riesenia. Najprv je ¢itatel obozndmeny s pojmom agent a ich formovanim
do multiagentovych systémov (MAS). Dalej st predstavené samotné genetické algoritmy,
kde st definované ¢asto pouzivané pojmy, ako aj rozne typy genetickych operatorov, ¢i sa-
motnych genetickych algoritmov. V poslednych castiach je popisand sitaz MAPC, s ohla-
dom na ktord bude rieSenie genetického algoritmu (GA) vytvorené a takisto aj nastroje,
ktoré na to budu pouzité.

2.1 Agent

V obore informac¢nych technolégii je agent definovany ako umely agent, ktory bol vytvo-
reny na plnenie istej dlohy, je zalozeny na architektire a riadi ho program. Jeho vlastnost
autonémne konat za icelom dosiahnutia svojho ciela ho diferencuje od inych prvkov [15].

Vseobecne sa agent definuje ako hardvér, alebo castejsie softvérovy systém (pripadne
ich spojenie), ktory disponuje nasledujicimi vlastnostami [21]:

e autonémnost - jednanie bez priameho zasahu inych objektov a vlastnictvo kontroly
nad vlastnymi akciami a stavom,

e socidlnost - prebieha interakcia s ostatnymi agentmi, resp. ludmi,
e reaktivnost - vnimanie svojho okolia a reakcia na jeho zmeny,

e proaktivita - vykonavanie krokov vedicich k splneniu definovanych cielov.

Agent na zaklade interakcie s prostredim zbiera informécie, ktoré spractiva a moze ich
predat dalsim agentom v jeho okoli.

2.2 Multiagentové systémy

Systém je vSeobecne mnozina prvkov a vztahov medzi nimi. Formalna definicia ho popisuje
ako dvojicu S = (U, R), kde univerzum U je kone¢nd mnozina prvkov systému, z ktorych
kazdy méa svoje vstupy a vystupy, a R je relacia vstupov a vystupov (definuje mapovanie
vystupov na vstupy).

Jednym z prvkov multiagentového systému je agent. Zvysné prvky tejto mnoziny tvoria
okolie agenta, v ktorom vykondva svoju ¢innost, mé isté vstupy (napr. vnemy z okolia) a



vystupy (napr. vykondvana c¢innost jeho akénymi ¢lenmi). Prostredia agenta sa delia na
rozne skupiny [25, 24]:

e statické/dynamické - pokial agent nevykondva ziadnu ¢innost, statické prostredie sa
na rozdiel od dynamického nemeni,

e plne/ciastoéne pozorovatelné - agent vnima celé/cast prostredia,

e deterministické/nedeterministické - v deterministickom prostredi je nasledujici stav
dany aktudlnym stavom, resp. ¢innostou vykonavanou agentom,

e epizdédne/neepizédne - v epizédnom prostredni je ¢asova linia behu systému rozdelend
na nezavislé casti,

e strategické - v jednom prostredi kond viac agentov stcasne.

Pojem multiagentové systémy, ako aj pojem agent st v literatire definované rézne. Na-
kolko sa systémy liSia, pouziva sa velmi generalizovand definicia: Multiagentové systémy
st systémy, ktoré zahinaju viacero samostatnych jednotiek disponujicich réznymi informa-
ciami alebo zadujmami [17].

Podla jednej z konkrétnejsich definicii je multiagentovy systém charakterizovany ako ko-
lekcia ur¢itého poctu agentov, medzi ktorymi prebieha isty druh interakcie (komunikuji).
St schopni konat v prostredi, v ktorom sa nachadzaji, a kazdy z tychto agentov dokéze
ovplyvniovat urcita ¢ast svojho okolia. Nakolko sa tieto okolia mézu prekryvat, da sa hovorit
o nejakych zavislostiach medzi agentmi (napriklad situécia, kedy roboti dokazu prechadzat
rovnakymi dvermi, avSak nie naraz). Zavislosti mozu byt aj iného charakteru. Napriklad je-
den agent méze mat vyssie préava - byt nadradeny oproti ostatnym. Navrh a implementacia
tychto systémov sa zaoberda dvoma hlavnymi problémami. Prvym problémom je ako vytvo-
rit agentov, ktori nezavisle a autonémne podnikaji kroky k splneniu definovanych cielov.
Druhym je myslienka, ako vytvorif agentov schopnych interakcie s ostatnymi agentmi za
tcelom plnenia cielov, hlavne ak rozdielni agenti maji rézne tlohy [20].

2.3 Koalicie agentov

V mnohych tlohach musia agenti vytvorif timy, aby boli schopni riesit urcité tlohy, resp. boli
schopni efektivnejsie vykonavat ¢innosti za pomoci spoloc¢enskych dohdd, pomocou ktorych
tiez predchadzaju konfliktom a maji spoloéné metdédy kooperacie. Je to akasi abstrakcia,
ktord reprezentuje mentdlny stav danej skupiny [23].

V tedrii hier sa tento proces vytvarania druzstiev nazyva formovanie koalicii (coali-
tion formation). Tradi¢nou myslienkou je, ze pozadovanym vysledkom tohto procesu je
grand koalicia (obsahujica mnozinu vsetkych agentov) alebo koalicnd struktira (coalition
structure - CS), ktora pozostava z disjunktnych koalicii agentov. Vicsina teérie v danej ob-
lasti sa zaoberd prenosngm dzitkom (transferable utility), v ktorych neexistuji obmedzenia,
akym sposobom si agenti ziskany zitok mézu rozdelit - napr. agenti z jednej koalicie mézu
zaplatit agentom inej koalicie. Tento pristup moze byt aplikovatelny v istych situacidch,
no existuju aj také, kde je to nepripustné. Vo viacerych scendroch je mozné docielit naj-
lepsi mozny vysledok, len ak moze jeden agent patrit do viacerych koalicii sicasne. V tom
pripade agent musi rozdelit svoje zdroje medzi viacero koalicii, ktorych je ¢lenom [7]. Pri-
kladom tejto situicie z redlneho zZivota je riesenie skolského zadania - nie je vyhodné riesit
zadanie v jednom velkom time (grand koalicia) po cely ¢as. Je efektivne isty ¢as diskutovat



o ulohach s dalsimi Studentmi a k zaruceniu originality prace tiez v réznych fazach riesit
projekt samostatne.

2.3.1 Klasické koalicie

Nech N = {1,...,n} je mnozina agentov. Podmnozina C C N je nazyvanda koalicia. Ko-
alicnd $truktira v klasickych koalicidch (non-overlapping environment) je rozdelenie danej
mnoziny agentov na podmnoziny. V pripade platnosti prenosného tzitku méze byt pro-
ces formovania koalicii interpretovany velmi jednoducho. Tento predpoklad je zaloZzeny na
existencii komodity, ktord moze byt bez obmedzeni prenssand medzi hra¢mi. Ulohou cha-
rakteristickej funkcie v koaliénych hrach s prenesitelnym tzitkom ( TU-hra) je Specifikovanie
jedného ¢isla charakterizujiceho hodnotu koalicie, formélne zapisané v : 2V — IR, a teda
v(C) definuje hodnotu koalicie C'. TU-hra je teda Specifikovand mnozinou hréacov N a cha-
rakteristickou funkciou v, zapisané G = (N, v) [7].

Zatial ¢o charakteristickd funkcia definuje odmenu pre koaliciu, nie je jasné rozdelenie
odmeny medzi jej ¢lenov. Toto je dané tedriou imputdcie definovanej nasledovne. Alokdcia
je vektor odmien z = (z1,...,z,) dévajici nejaki odmenu kazdému j € N. Alokicia je
efektivna vzhladom na koaliénd Struktiru CS, ak VC € CS : ), o x; = v(C). Alokacia
(1, ...,25) je nazyvana imputédciou, ak je efektivna a spltia individudlnu racionalitu xTj >
v({j}) pre j = 1,....,n. I(CS) zna¢i mnozinu vsetkych imputdcii pre struktaru CS.

Zmenou stavu systému sa tiez meni aj hodnotenie prospesnosti ¢lenstva v koalicii pre
agentov. Pre zabrdnenie jednoduchého opustenia koalicie agentom, ktorého prospech c¢len-
stva v koalicii klesne natolko, Ze v nej nemé raciondlny dévod ostat, st zavedené normy
a penalizacie [23]. Stabilita koali¢nej Struktiry je zalozend na tom, aby agenti nemali ra-
ciondlnu potrebu opustit koaliciu s cielom ziskania vyssej odmeny. Preto je nutné, aby
vysledky dosiahnuté celou koaliciou a rozdelenie odmien pre jednotlivych agentov spliiali
individudlnu a skupinovt racionalitu. Existujt rézne definicie stability. Jednou z najlepsie
zdokumentovanych je jadro. V teérii TU-hier je jadro chapané ako mnozina takych dosled-
kov (CS,x),z € I(CS), ze ziadna podmnozina agentov nie je motivovand opustit svoju
koaliciu v C'S.

Definicia 2.1. So struktirou koalicii C'S a alokaciou odmien pre agentov x € R" je jadro
hry (N, v) mnozina vietkych dvojic (C'S,z), kde z € I(C'S) aVC C N takych, ze ;. zj >
v(C).

7 definicie vyplyva, Ze ziadna koalicia by nemala odmietnut navrh na vytvorenie alokacie
jadra. Nakolko je ale tedria jadra velmi obmedzujtca, v mnoho hrach je jadro prazdne. Ak
uvazujeme vlastnost superaditivity charakteristickej funkcie (v(U UT) > v(U) + v(T) pre
vSetky disjunktné koalicie U a T'), potom z predoslej definicie m6zme brat do tvahy len
taky pripad, Zze C'S je grand koalicia ..y 2; = v(IN).

2.3.2 Ciastkové koalicie

V prekryvajicich sa (iastkovych, overlapping) koaliciach ide v principe o to, Ze agent vlastni
urcité zdroje, ktoré moze distribuovat medzi koalicie, do ktorych patri (tvorenie koalicii sa v
tomto pripade nazyva overlapping coalition formation, OCFP). Nakolko tedria ¢iastkovych
koalicii nie je natolko rozvinuta ako u klasickych, bude popisana jedna zo znamejsich teorii
tykajuicich sa tejto oblasti [7]. T4 pouziva normaliziciu daného principu v zmysle, ze agent
vlastni jeden zdroj a jeho prispevok koalicii bude teda zlomkom tohto zdroja.



Na rozdiel od klasickych koalicii, tu je koalicia definovana vektorom r = (rq,...,7y),
kde r; je zlomok zdroja agenta j, ktorym prispieva do tejto koalicie. Podpora (support)
¢iastkovej koalicie supp(r) je definovana nasledovne: supp(r) = {j € N|r; # 0}.

Definicia 2.2. OCFP hra G s mnozinou hracov N = {1, ..., n} je dana funkciou v : [0, 1]* —
R, kde v(0™) = 0.

Funkcia v priraduje ¢iastkovej koalicii r prislichajicu odmenu. Tato hra je oznacena
G = (N, v). V tedrii klasickych koalicii mo6ze byt teda ekvivalentne koalicia S reprezentovana
ako vektor e®, kde ak j € S, tak (es)j =1, inak 0.

Definicia 2.3. Pre mnozinu agentov 7" C N, struktdrou koalicii na T je kone¢ny zoznam
vektorov (Giastkovych koalicii) C'Sy = (rl,...,r¥), pre ktory plati:

e 7' €[0,1]",
e supp(r’) C T pre vietky i = 1,.... k,
° Zle 7“;- <1 pre vsetky j € T

V predoslej definicii kazdé r* = (ri,r%, ...,rt) odpoveda nejakej Giastkovej koalicii (1
je ¢ast zdrojov agenta j poskytovanych 7%). Je dolezité si vSimnut, ze koali¢na Struktira
je v tomto pripade zoznam, nie mnozina, a teda sa v nej moze nachadzat viac ako jedna
rovnaka koalicia.

Na rozdiel od klasickych koalicii, kde je pocet roznych struktir koalicii koneény, v danej
definicii OCFP sa nachadza nekonecné mnozstvo koalicii, a teda aj nekone¢né mnozstvo
koali¢nych struktar. To znamena, Ze napriek tomu, ze v modele klasického CF je hladanie
struktiry maximalizujicej celkové blaho mozné najst porovnanim vsetkych moznych kom-
binécii (nie vSak pripustné vzhladom na velké mnozstvo kombinécii), v modele OCFP je to
nerealne.

Charakteristickd funkcia bude v tomto modele definovana ako v(CS) = > ogv(7).
Rozsiahlejsia teéria ohladom agentovych koalicii sa nachddza v zdroji [7], z ktorého bola
tiez Cerpand vécsina informécii obsiahnutych v tejto sekcii.

2.3.3 Formovanie koalicii

Problém formovania optimalnej koali¢nej struktiry (CFP - Coalition Formation Problem),
ktorym sa zaoberd jadro tejto préace je proces zahifnajici vytvorenie koherentnych skupin
zloZenych z odlisnych, autonémnych agentov za tcelom dosahovania individudlnych, resp.
kolektivnych cielov ¢o najefektivnejsie. Tento problém sa v poslednych rokoch stal obrovskou
vyzvou oboru multiagentovych systémov. Hlavnou myslienkou problému je zistenie, kolko
koalicii je potrebnych vytvorit pre splnenie definovanych cielov. Preto je potrebné pre kazdu
koaliciu vypocitat jej hodnotu indikujicu prinos, ktory by priniesla, ak by bola vytvorena.
Akonahle st tieto hodnoty zistené, agenti zvycCajne musia najst kombinaciu koalicii, kde
kazdy agent patri prave do jednej koalicie (na rozdiel od problému OCFP), a zaroven je
maximalizovany celkovy zisk systému [14].

Celkovy pocet kombinéacii rastie exponencilne s poc¢tom agentov, a preto boli na rieSenie
pouzité rézne optimalizované algoritmy: dynamické programovanie, celociselné programo-
vanie, stochastické prehladavanie (medzi ktoré patri aj geneticky algoritmus), a i. Mnozina
vsetkych klasickych koalicii (2.3.1) ktoré je mozno vytvorit z danej mnoziny agentov je 2",
kde n je celkovy pocet agentov. Z toho plynie, ze prehladavanie celého stavového priestoru



za Uc¢elom najdenia vhodného rozdelenia agentov do koalicii nie je idedlne kvoli c¢asovej
naro¢nosti. Obrazok 2.1 znazornuje rozne koalicie, ktoré je mozné vytvorit z n agentov.
v /. . /. /. v s es . n
Vseobecny matematicky vyraz pre pocet koalicii o k prvkoch z n agentov je ( k)
Vseobecne moze byt proces formovania koalicii rozdeleny do troch krokov [14]:

1. Vypocet hodnoty koalicie. Koalicnd hodnota indikuje ocakavany zisk, ktory je mozné
vytazit, ak by bola dané koalicia vytvorena. Hodnoty st poc¢itané vzhladom na rieseny
problém. Ak si vypocitané hodnoty vsetkych koalicii, je mozné rozhodnut, ktoré
koalicie maja byt redlne vytvorené.

2. Generovanie struktiry. Po ziskani hodndt koalicii je stcastou problému CFP rozde-
lenie agentov do koalicii s ciefom ¢o najvyssieho verejného blaha. Nakolko sa tento
problém tyka zvySovania verejného blaha, nie je vylicené, ze dany princip méze byt
aplikovatelny aj na sebeckych agentov, ktorych prioritou je ich vlastny zisk. Navrh
hlavne musi obsahovat posilnovaci mechanizmus pre agentov, ktory zvysi ich tazbu
pridat sa do optimalnej struktury koalicii, comu predchadza samotné zistenie, ako
tato struktira vlastne vyzera.

3. Rozdelenie odmeny. Po zisteni, aké koalicie maji byt vytvorené je nutné rozdelenie
odmien pre agentov kvoli zaisteniu stabilnej koalicie (agenti nemaji zdmer opustit
koalicie, v ktorych sa nachddzaji).

1 prazdna
koalicia

n koalicii s 1
clenom

(ki (n-k)) \/ N/ W/ N/

koalicii 5 k [ i1,2,....k} ] [{1,2,...,k—1,k+1}] {1,2,....k-1,n} ] [{n—k+1,...,n}]

clenmi ﬂ\ /]\ /T'\ f]\
n koalicii = \I/ \]/ \V \\I/

-1 &enmi [{1,2,...,n-1}] [ {1,2,....n-2,n} ] [{1,2,...,k—1,k+1,...,n} [ 12,3,...,.n} ]

n Elenmi {1,2,....n}

—

Obr. 2.1: Tlustracia moznych koalicii pre pocet n agentov.

2.4 Genetické algoritmy

Evoluéné algoritmy zahinaji metody stochastického riesenia, ktoré za zvykni vyuzivat
pri hladani rieSeni NP-tplnych optimaliza¢nych problémov. Zakladom tychto algoritmov je



prostredie, ktoré méze obsahovat len limitovany pocet individui. Ich instinktom je rozmno-
zovanie, a teda je nutné definovat urc¢ity mechanizmus selekcie (vyberu rodicov), aby velkost
populécie nerastla exponencidlne. Selekcia uprednostnuje tych, ktori st schopni adaptovat
sa k danému prostrediu najlepsie - silnej$i prezije'.

Genetické algoritmy (GA) su optimaliza¢nou a prehladdvacou technikou vyuzivajicou
principy genetiky a prirodzeného vyberu, a patria do skupiny najznamejsich podtried evo-
lu¢nych algoritmov. St postavené na evolu¢nych principoch ako dedi¢nost, mutéacia, selekcia,
krizenie a princip silnejsieho. GA dovoluju populécii individui vyvijat sa na zdklade réznych
principov so spolo¢nym cielom - vylepsit aktudlne riesenie [9]. ZvySok kapitoly s pojmami
a popisom metdd sa opiera o zdroje [8, 13, 18, 9].

2.4.1 Terminolégia

Této sekcia slizi na definovanie zdkladnych pojmov, ktoré buda pouzivané pri definovani
principov a neskor pri navrhu vlastného riesenia genetického algoritmu. Zakladnou jednot-
kou algoritmu je chromozém (jedinec), ktory je kédovany vhodnym spésobom vzhladom k
definicii riesenej problematiky a reprezentuje jedno z moznych rieseni problému. Koéd je-
dinca obsahuje atribtuty, ktoré ho popisuji, a definuji tak jedno z rieseni. Tieto atribity sa
nazyvaju gény a hodnoty, ktoré mézu nadobudat st alely. Z chromozému je nutné istym
sposobom ziskat informécie, ¢o reprezentuje (fenotyp) - napr. to mdze byt rozdelenie slu-
zieb zdravotnych sestier alebo rozsadenie hosti na oslave na zaklade ich podobnych zaujmov.
Preto je nevyhnutnd existencia metédy kdédovania, alebo naopak interpretacie rieSenia na
zéklade chromozému.

To, aké kvalitné je dané riesenie urcuje fitness funkcia. Ovplyvnuje to, kolko genetického
materidlu daného jedinca bude predané dalSej generacii ako aj to, ako dlho bude dany
jedinec existovat. Hodnota fitness funkcie pre kvalitného jedinca je obvykle vyssia ako u
jedinca s horsimi vlastnostami. V pripade inverznej funkcie vSak plati presny opak, a preto
sa tieto fakty uvazuju pri samotnom procese selekcie popisanej nizsie (druh fitness funkcie
je zohladneny vzhladom na rieSeny problém).

2.4.2 Metodologia

Cely proces behu algoritmu je mozné vidiet na obrazku 2.2. Prvym krokom je vytvore-
nie pociatocnej populacie - to méze byt ndhodné alebo pomocou istej heuristiky, ktora
mé zarucit vyssiu fitness hodnotu uz od zaciatku. Algoritmus je zastaveny, ak je splnend
ukoncovacia podmienka. T4 méze byt napriklad vo forme maximalneho poctu iterécii alebo
dosiahnutia pozadovanej hodnoty fitness u najkvalitnejsieho jedinca. Ak podmienka nie je
splnend, vykonda sa vyhodnotenie fitness hodnoty chromozémov, na zaklade ktorej potom
prebieha samotné selekcia. Po vybere vhodnych rodi¢ov nasleduje vytvorenie potomkov v
procese krizenia. Potom su s istou pravdepodobnosfou vybrani jedinci a gény, ktoré maju
byt mutované. Ak je aplikovany princip elitizmu (najlepsi jedinci sa dozivaju viac generacii),
st potomkovia pridani k existujicim elitdm, a tym vznika nova generacia rodicov, inak je
celd nova generédcia tvorend vzniknutymi potomkami z aktualneho cyklu.

1To vSak neznamend, Ze najsilnejsi jedinec prezije vzdy, nakolko st principy evoluénych algoritmov ¢asto
zalozené na istej miere nahodnosti.
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Obr. 2.2: Vseobecny priebeh genetického algoritmu.

2.4.3 Genetické operatory

Zakladnymi genetickymi operatormi su krizenie, mutacia a selekcia. Kazdy z nich sa moze
vyskytovat v roznych variantoch adekvatnych k rieSenej problematike.

Selekcia

Ulohou selekcie je viber jedincov, ktori v procese kriZenia vytvoria potomka. Va&siu prav-
depodobnost vyberu maju jedinci s vyssim fitness ohodnotenim preto, aby bola cast ich
génov predand dalSej generacii. Tento fakt vSak ale moze spdsobit konvergenciu k lokal-
nemu optimu. V praxi je nutné selekénym tlakom ovplyviovat pomer medzi lepsie a horsie
ohodnotenymi jedincami v procese selekcie, aby bola zarucené roéznorodost rieseni, a tym
aj vacsia Sanca ndjdenia celkovo optiméalneho riesenia. Jednym z druhov selekcie je princip
rulety, kde sanca na vyber jedinca pre krizenie je proporciondlna k jeho hodnote fitness.
To znéazornuje rovnica 2.1, v ktorej p; je pravdepodobnost vyberu jedinca i a n je pocet
jedincov v populacii.

- [itness;
bi= > -1 fitness;

Dalsfm sposobom je vyber na zaklade poradia - jedinci st zoradeni na zaklade fitness
hodnoty a selekcia potom zévisi na priradenom poradovom c¢isle. Vyhodou tohto principu
na rozdiel od rulety je ten, Ze st zanedbané rozdiely fitness medzi jednotlivymi jedincami
- uvazuje sa len o ich poradi, a teda najlepsi jedinci neovladnu rychlo celi populaciu, ¢im

(2.1)
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je zaistena roznorodost rieseni. Princip turnaja je zaloZeny na vybere n jedincov, ktorych
fitness hodnoty st porovnané a vitaz postupuje ku krizeniu.

KriZenie

Krizenie (crossover) je proces vytvorenia nového chromozému z tych existujtcich - vytvore-
nie nového jedinca, ktory kombinuje pozitivne vlastnosti oboch rodi¢ov. Nakolko sa presne
nevie, ktoré z vlastnosti si kvalitné, je tento proces do istej miery ndhodny. Uspesnost vy-
tvorenia nového, lepSieho riesenia zavisi na reprezentacii problému, kédovani, fitness funkcii,
a dalsich parametroch algoritmu. Nakolko nie je celkom zndme prepojenie tychto vplyvov,
neexistuje presny navod, ktoré z nich zvolit, a teda st ¢asto volené experimentalne.

St rozne druhy kédovania jedinca, od ktorych sa dalej odvijaja sposoby krizenia. Pri bi-
tovom kédovani je chromozém zlozeny z génov, ktoré nadobidaju bindrne hodnoty (jedinec
je teda reprezentovany bindrnym vektorom). Pri jednobodovom krizeni st 2 rodi¢ovské chro-
mozoémy rozdelené v jednom bode na rovnakej pozicii a dvaja vysledni potomkovia, ktori
mozu vznikndt maja 1 ¢ast od prvého rodic¢a a druhi ¢ast od druhého. Na podobnom prin-
cipe je zalozené dvojbodové kbédovanie, ktoré vektory rodicov rozdeluje v 2 miestach. Oba
tieto sposoby st naznacené v obrazku 2.3. Dal$im z mnoha spdsobov krizenia je uniformné
(rovnomerné) kriZenie - prechddzaji sa jednotlivé gény rodicov a s rovnakou pravdepodob-
nostou (pripadne urc¢enou parametrom) je vybrany vysledny gén od jedného alebo druhého
rodica.

Rodicia Bod krizenia _ Body krizenia

Potomkovia

Obr. 2.3: Priklad jedno a dvojbodového krizenia pri bindrnom kédovani.

Jednym z typov kédovani je permutacnd reprezentécia. Jej cielom je zabranenie tomu,
aby sa rovnaky gén objavil v chromozéme viac ako raz. Ak by také situécia nastala, viedlo
by to k nevalidnému rieseniu. Tento pristup sa vyuziva napriklad pri znamom probléme
obchodného cestujiceho, ktory chce prejst predom definované mestd tak, aby presiel c¢o
najkratsiu cestu. Chce sa vsak vyhnuf pripadu, kedy by jedno mesto navstivil viackrat.
Jednym z moznych druhov krizeni pri tomto probléme je partially mapped crossover [8].

Mutacia

Na rozdiel od krizenia, mutacia je undrny operator, ktory nadhodnym sposobom meni hod-
notu génu. Tento pristup dovoluje zachovat réznorodost populécie, a tym narusit konver-
genciu k lokdlnemu suboptimu. Parameter mutécie, ktory urcéuje pravdepodobnost zmeny
génu je dolezité nastavit spravne, nakolko nizka hodnota moze viest k prilis skorej lokalnej
konvergencii, a naopak vysokd hodnota moéze sposobit stratu dobrych rieseni.
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Druhy mutacie takisto, ako krizenie zévisia na sposobe kdédovania jedincov. Pri binarnom
chromozéme sa vyberie ndhodny gén reprezentovany binarnou hodnotou, ktora je nasledne
invertovana.

2.4.4 Paralelné GA

Paralelizmus je v GA, ako aj v ostatnych odvetviach vyuzivany na minimaliziciu vypoc-
tového casu, resp. ziskanie lepSieho riesenia v rovnakom case. Paralelné GA st komplexné
nelinedrne algoritmy, ktorych vypoctova sila je ovplyviiovana velkym poctom parametrov,
ako napriklad pocet populécii - pri viacerych populaciach sa dalej riesi otazka ¢i budu izo-
lované, alebo budi medzi sebou interagovat v podobe vymeny jedincov. Takato interakcia
ale prindsa dalsie komplikicie v podobe spomalenia vypoctu z dévodu komunikécie jed-
notlivych vypoctovych jednotiek, uréenia topoldgie, urcenia poctu vymienanych individui
a frekvencie komunikécie. Podla topoldgie a typu komunikécie sa delia na rézne druhy [6].

Master

Masledujica generacia
X

£

X

Aktudina

generaclia Selakeia

Krizenie
Mutacia

Slavel Slaved Slaved

fitness
yyhodnotenie

fitnezs
vyhodnotenie

fitness
vyhodnotenie

Obr. 2.4: Priklad topoldgie paralelného GA master-slave.

Master-slave s jednou populdciou ponechava vyhodnocovanie fitness funkcie na slave
procesoroch, master sa stard len o vykonanie vyssie spomenutych genetickych operatorov.
Je to najjednoduchsie riesenie paralelného vypoctu a prinasa velki nevyhodu - castym
pripadom je, ze program caka na vysledky od slave uzlov, a algoritmus je samozrejme tak
rychly, ako jeho najpomalsia cast.

Obr. 2.5: Cartwheel topoldgia multipopula¢ného paralelného GA.
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Druhym prikladom je populdcia rozclenend na subpopuldcie (ostrovy) distribuované
medzi procesory, kde prebieha reprodukcia a vypocet fitness hodnoty nezavisle na zvysku
populécie. Ostrovy medzi sebou aplikuji proces vymeny individui medzi sebou, ¢im zvysuji
réznorodost riesenia v danej oblasti - migrdcia.

Topolégia buniek (jemnozrnné paralelné GA) vyuziva jednu priestorovo rozdeleni po-
pulaciu, kde kazdy z procesorov uchovava len par jedincov. Jedinci mézu interagovat len
do urcitej vzdialenosti v tejto topoldgii (par susednych buniek), dosledkom ¢oho je nutnost
prisposobenia genetickych operdtorov.

[ = ]
i
[ ]
i L]

[ ]

Obr. 2.6: Topolégia 2D jemnozrnného paralelného GA.
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2.5 MAPC

Multi-Agent Programming Contest je sitaz, ktorej zamerom je rozsirit oblast vyskumu
multiagentovych systémov. Hlavnymi prostriedkami pre splnenie tohto ciela by malo byt
identifikovanie klicovych problémov, zbieranie vhodnych benchmarkov a testovacich pri-
padov. Stutaziaci st vedeni k tomu, aby pomahali odhalif chyby existujicich systémov a
pracovali na ich vylepseni. Vykon systému je vyhodnoteny sériou hier, kde dané systémy
stutazia proti sebe [2].

Sutaz sa kona kazdorocne a téma sa zvykne menit kazdych par rokov. Posledné tri roky
to bolo Agents in the City, pred tym Agents on Mars ¢i Cow Herding Scenario (viac o
minuloroénych stfaziach je mozné zistit na stranke stutaze”).

Variant Agents in the City (2018) pozostédva z 2 a viac timov agentov pohybujicich
sa v uliciach realistického mesta. Cielom pre druzstva je postavit ¢o najvacsie mnozstvo
studni, ¢im tim ziskava body do celkového skére hry. Hlavnou menou hry je massium, ktoré
sa vyuziva na stavbu studni a je mozné ho ziskat splnenim urcitych tloh alebo vymenou
za poskladané predmety. Agent mé zopar preddefinovanych vlastnosti, ktoré su zavislé na
jednotlivych rolach priradenych agentom. Mapa mesta je prevzatd z dat OpenStreetMap a
smer cesty riadi MASSim server (2.6.1). V kazdom simula¢nom kroku diskrétnej simulacie sa
agent moze pohntt o uréitti pevne definovani vzdialenost. Podrobnejsie pravidla je mozno
nédjst v zdroji [3]. Server tiez disponuje aj grafickym rozhranim, pomocou ktorého je mozno

2dostupné online: https://multiagentcontest.org/
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sledovat mapu s jej elementami a cCinnosti jednotlivych agentov, ¢o je mozno vidiet na

obrazku 2.7.
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Obr. 2.7: Grafické rozhranie serveru MASSim s témou Agents in the City.

2.5.1 Agenti

Kazdy agent mé priradent urciti rolu, a kazdy tim obsahuje konzistentny pocet agen-

tov majicich rovnaku rolu. Niektoré vlastnosti spojené s rolami maji definovani

zakladnu

hodnotu, ktord je vSak mozné vylepsovat za isty poplatok, ale len do urcitej maximalnej

hodnoty: rychlost, kapacita, batéria, videnie a zru¢nost. Poslednd, Specidlna vlas

tnost de-

finuje pohyb agenta (pre drony je to vzduch - pohybuje sa vzdusnou ¢iarou, ostatni sa

pohybuju len po cestéch).
V cas kazdého simula¢ného kroku agenti odosielaju na server akciu, ktortu
vykonat. V jednom kroku je mozné spravit len jednu akciu (ktord moze viest ku

si zelaju
konfliktu

- 2 agenti nakupuju rovnakd vec v ten isty cas a k dispozicii je len 1 instancia, a teda vo
vysledku agent, ktorého akcia bola vykonana skér dostane predmet, druhého akcia zlyhéva
kvoli neexistencii predmetu v danom obchode). Akcie o¢akivaji rozne parametre viazuce

sa na typ akcie [3].
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2.5.2 Ulohy

Vseobecne je tloha definované zaciatkom, koncom, odmenou za jej vykonanie a tloziskom,
do ktorého mé byt doruceny dany predmet pre jej splnenie. Ulohy st generované ndhodne
v priebehu simulécie a typicky mézu byt rézneho druhu. Klasickd dloha mé preddefinovanu
odmenu patriacu druzstvu, ktoré tlohu dokonéi ako prvy, ostatni na nu nemaji narok.
Principom aukénych tloh je pontikanie mnozstva massia, za ktoré st ochotni dand tlohu
riesit. Druzstvo, ktoré si vypytalo najnizsiu odmenu vyhrdva a tlohu riesi tak, ze ho nikto
v rieseni danej tlohy nemdze predbehnit ako v predoslom pripade. Poslednym typom st
misie priradované ndhodne, kde vSetky timy dostani insStanciu rovnakej misie, ktort musia
splnit, inak st sankcionovani.

2.5.3 Zariadenia

Zariadenia si rozmiestnené nahodne na mape a kazdé z nich ma unikatne meno a lokalitu.

e Obchody st miesta, kde je mozné poskladané predmety vymienat za predom nede-
finovanu cenu. Tiez sa tu kupuju vylepsSenia pre agentov.

e V nabijacej stanici je mozné nabif batériu agenta, ktord obsahuje energiu dole-
zitd pre pohyb. S definované mnozstvom energie, ktoré st schopné dobit v jednom
simula¢nom kroku.

e V dielnach agenti moézu skladat predmety z inych predmetov - pre zlozZenie predmetu
je tiez nutné, aby pritom boli pritomné predom definované role agentov.

e Predmety moézu byt znicené v sklddkach (pre zvySenie aktudlnej nosnej kapacity
agenta).

e Do skladov st nosené predmety pre uskladnenie a taktiez st cielovou destindciou pre
dorucenie predmetu v ramci dokoncenia tlohy.

e Uzol surovin je jediné miesto, kde mézu byt ziskané predmety najnizsej trovne
(predmety, z ktorych je mozno vytvarat iné predmety). St skryté a musia byt néj-
dené agentmi pocas behu simulédcie. Kazdy z nich pontka jeden druh suroviny, ktorej
rychlost fazenia spociva v agentovej zrucnosti (ak je o dost vyssia ako pozadovana, je
mozné ziskat aj viac surovin v jednom kroku).

e Studne si jedinym zariadenim, ktory nie je generovany serverom ale buduje ich
agent. Maju definovant cenu, za ktort st postavené, efektivnost urcujicu kolko bodov
vygeneruju za simulaény krok a integritu hovoriacu o vydrzi. Timy sa snazia znicit
superove studne, ktoré vsak, podobne ako uzly zasob, nie st obsiahnuté vo vSeobecnej
znalosti, a teda je nutné ich néjst.

2.5.4 Vnemy

Vnemy pre agentov st odosielané serverom a obsahuji informécie o aktualnej simuldcii.
Existuju 2 druhy vnemov - pociatoény a krokovy. Poéiato¢ny je odoslany na zaciatku si-
mulécie a obsahuje statické informacie, ktoré sa v ¢ase nemenia - pocet krokov simulacie,
stradnice hranic mapy, ndzov druzstva agenta, kapacita predmetov a pod.

Krokovy vnem nesie informéacie o aktualnom priebehu simulacie na zaciatku kazdého
simula¢ného kroku - aktudlny stav vlastnosti agenta, jeho pozicia, Gspech poslednej akcie,
ulohy, objavené uzly so zdrojmi atd.
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2.6 Nastroje

Nasledujice ¢asti popisuju nastroje, ktoré budi pouzité pri implementacii finalneho riesenia.
Je popisany server MASSim ako hlavné stavebnd jednotka reprezentujica prostredie pre
beh agentov. Dalej sa pojednava o sposobe komunikicie so serverom a tiez nastroji JADE,
do ktorého mé byt vysledok tejto prace integrovany.

2.6.1 MASSim

Multi-Agent Systems Simulation Platform je simula¢ny server napisany v jazyku Java. Po-
uzivany je v sutazi Multi-Agent Programming Contest opisanej v kapitole 2.5, kde naprog-
ramovani agenti jednotlivymi timami stifaziacich stperia v preddefinovanej hre. Simulécia
bezi v diskrétnych krokoch po tom, ako st agenti pripojeni na server, s ktorym komuni-
kujt prijimanim vnemov a odosielanim akcii uré¢enych k vykonaniu tymto serverom. Tento
softvér je licencovany pod AGPLv3+ [3].

2.6.2 EISMASSim

Mapovanie komunikécie medzi MASSim serverom a samotnymi agentmi (preposielanie
XML-sprav) sprostredkuje EISMASSim, ktory dané spravy mapuje na volanie Java metdd.
Po vytvoreni instancie serveru je nutné ho spustif, zaregistrovat agentov, ktori sa zucast-
nia komunikédcie, namapovat entity (hmotné individud vnimajice okolie a vykondvajice
potrebné ¢innosti, ktoré su Specifikované v Specidlnom subore) na samotnych implemento-
vanych a spustenych agentov, nasledne je mozné prijimat a odosielat spravy. Cely proces
je zalozeny na Enviroment Interface Standard (EIS), ktory je standardom pre interakciu v
agentovom prostredi [1].

2.6.3 EIS

EIS je néstroj, ktory slizi ako medzikéd ulahcéujici pracu pri spojeni agentovej platformy s
prostredim, v ktorom m3 existovat. Kazdy agent, ktory podporuje toto rozhranie je schopny
sa pripojit do prostredia implementujiceho dané rozhranie. Vyhoda takého pristupu spociva
teda v tom, Ze kéd, ktory sa na strane agentovej platformy pripaja k prostrediu je potrebné
napisat raz (to plati aj o kéde na strane prostredia) a akonahle ho platforma podporuje,
agent je schopny sa pripojit a komunikovat. Spadéd pod licenciu GNU GPLv3. [10]

2.6.4 JADE

Java Agent DEvelopment Framework (JADE) je softvérovy framework, ktorého cielom je
zjednodusit implementéciu multiagentovych systémov. Odpoveda specifikéicii FTPA, a teda
zaistuje interoperabilitu medzi ostatnymi technolégiami, ktoré podporuji tento agentny
IEEE standard [11]. Obsahuje tiez grafické nastroje pre podporu ladenia a nasadenia. Sys-
tém postaveny pomocou JADE moze byt tiez distribuovany medzi réznymi strojmi s odlis-
nymi opera¢nymi systémami a riadeny pomocou vzdialeného GUI. Konfiguricia moze byt
modifikovand v run-time pohybom agentov z jedného stroja na druhy akokolvek a kedy-
kolvek. Tento systém je cely naprogramovany v jazyku Java s poziadavkou na minimalnu
verziu JRE 5 [4].

Kazd4 instancia JADE runtime enviroment je nazyvand kontajner a méze obsahovat
viacero agentov. Skupina aktivnych kontajnerov sa nazyva platforma. V jednej platforme
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musi byt aktivny miniméalne jeden hlavny kontajner, ¢o je znazornené na prikladovej ar-
chitektire v obrazku 2.8. Hlavny kontajner na rozdiel od ostatnych obsahuje 2 $pecidlnych
agentov, ktori st vytvoreni implicitne pri vytvoreni tohto kontajneru [5].

e AMS (Agent Management System) - priraduje mend agentom (s ohladom na ich
jedinecnost v platforme) a reprezentuje autoritu platformy (napr. moznost vytvore-
nia/zrusenia agenta vo vzdialenych kontajneroch).

e DF (Directory Facilitator) - poskytuje sluzbu Yellow Pages (z1té stranky), pomocou
ktorych st agenti schopni najst inych agentov poskytujucich sluzbu potrebna pre
dosiahnutie ich ciela.

oo

Main container

1
»*] | =1 Ls registered
o LI @
%
with -* S
- T
Ton |
—

Contaner |

Platform 1

Container 2

I

. S
- Mam comlamer

- Platform 2

Obr. 2.8: Priklad JADE architektiry s 2 platformami. Prevzaté z [5].
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Kapitola 3
Sucasny stav

Tato kapitola popisuje stic¢asny stav, v akom sa problematika formovania koalicii za pouzitia
genetickych algoritmov nachadza. Vsetky nizsie popisané principy si zalozené na probléme
CFP (2.3.3), nakolko nebol najdeny zdroj s tymto evoluénym pristupom bertici do tvahy
ciastkové koalicie.

Na stranke stutaze MAPC' st k dispozicii zdrojové kédy a dokumentécie sttaziacich
z minulych rokov. Zatial na konkrétny problém MAPC 2018 neboli pouzité metédy na
formovanie koalicii pomocou genetickych algoritmov, a teda boli skiimané riesenia inych
problémov riesenych pouzitym genetiky. Popisané budu ich spdsoby reprezentacie rieseni
spolu s genetickymi operatormi. Vynechané su fitness funkcie a konkrétne podrobnosti o
rieSenych problémoch, nakolko sa netykaji problematiky spomenutej sttaze.

3.1 Edge recombination

Sandip Sen a Partha Sarathi Dutta v ¢lanku [16] navrhli a implementovali geneticky algo-
ritmus na rieSenie CFP, v ktorom vyuzili operator krizenia Edge Recombination Operator.
Jeho podstatou je uprednostnenie zachovania informacie o susedstve pred ich poziciou, resp.
poradim. Informécie o susedstve uchoviava v paméti struktira edge table, ktora obsahuje
spoje do a z jednotlivych hréan (edges). Tieto hrany st potom pouzité na vytvorenie po-
tomstva, v ktorom je zabranené izolovanie susednych hrén [19].

V tomto rieseni st agenti o¢islovani celymi ¢islami od 0 do n—1 a tiez st pouzité znacky
pre vytvorené koalicie, ktoré hovoria o tom, aki agenti patria do ktorjch koalicii. Struktiry
genetického algoritmu a odpovedajice koalicné struktiry (CS), z ktorych kazdej koalicii
prislicha uréita tloha (task allocation - TA), st zobrazené na obrazku 3.1.

Désledkom tejto reprezentacie riesenia je nutnost pouzit operator krizenia, ktory garan-
tuje prave jeden vyskyt agenta v celej CS - Edge recombination operator. Ten je schopny
splnit dané kritérium, ktoré pozaduje obsiahnut v rieseni vSetkych agentov bez duplicit. V
pripade pouzitia klasickych operatorov krizenia je pripusteny vznik nespravneho riesenia,
ktory je zobrazeny na obrazku 3.2. Samotny typ rieSeného problému a od neho odvijajica
sa fitness funkcia nekoreluji s problémom rieSenym v tejto praci, preto nie st v tejto praci
uvedené.

https://multiagentcontest.org/
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slusna CS. Prevzaté z [16]. juci duplicitného agenta ¢. 4. Prevzaté z [16].

3.2 Subpopulacie

Alan Mehlenbacher v ¢lanku [12] pouziva geneticky algoritmus pre rieSenie problému vytvo-
renia optimalnej koali¢nej struktiary a aplikuje ho na problém tvorby kriminalnych gangov.

Reprezentacia riesenia je podobnad ako v predchddzajicom pripade, a teda koalicné
struktiry st oéislované sekvenciou celych &sel, kde pozicia i reprezentuje agenta i. Cislo
§ € [1,k] na pozicii i reprezentuje priradenie agenta i do koalicie j. Dalej sa autor algo-
ritmu inspiroval technikou pouzivanou v paralelnych genetickych algoritmoch - rozdelenim
populdcie na ostrovy (2.4.4). Na kazdom ostrove sa nachddzaju individua rozdelené do
j koalicii. Rozdelenie populédcie do ostrovov je podla c¢lanku kritickym faktorom na ceste
k 1spechu, nakolko izolacia ostrovov zarucuje réznorodost rieseni, a teda aj vyhnutie sa
problému konvergencie k lokalnemu optimu.

Vymena chromozémov z réznych ostrovov je takisto, ako aj v klasickom paralelnom
prevedeni rieSena pomocou procesu migracie. Individua sa rozdelené podla koali¢nej velkosti
do ostrovov, v ramci ktorych sa vykonavaji operacie selekcie a krizenia. Selekcia spociva vo
vybrani rodi¢a sparovaného s partnerom z rovnakého ostrova, ktory do jeho chromozému
vlozi nejakud z vlastnych koalicii. Tento ndhodny proces vkladania je opakovany, pokym nie
je vytvoreny potomok s vySSou hodnotou fitness ako obaja jeho rodicia, alebo pokym nie
je dosiahnuty maximalny pocet iterdcii. Nasledne je aplikovany operdtor opravy (repairing
operator) zarucujici vyskyt vSetkych koalicii (ktorych pocet je parametrom algoritmu). Ak
urcita koalicia z rieSenia zmizne, je vybrand koalicia s najnizsou fitness hodnotou a polovica
jej populacie je migrovand do vyhynutej koalicie.

Po krizeni nasleduje mutécia, ktora z jej podstaty nemoéze vytvorit nevalidné riesenie
(neobsahujice vsetky definované koalicie). Proces vykondva urcity pocet vymien jedincov
medzi koaliciami a iteruje dovtedy, pokym rozdiel medzi rodicom a potomkom presahuje
definovany hranicu.

Migrécia spoc¢iva v odoslani zlomku kazdej subpopulacie do inej subpopulacie (na iny
ostrov). Pocas tejto operdcie moze zase dojst k vytvoreniu nepripustného riesenia, na kto-
rého korekciu st pouzité dva operatory - expanzia a kontrakcia. Expanzia koalicie vybera
koaliciu s najnizsou hodnotou o velkosti aspon 1 a polovica z jej ¢lenov je presunutd do
susednej koalicie s vysSou hodnotou. Kontrakcia spo¢iva vo vybrani koalicie s poradim n+1
pri zoradeni podla hodnoty a presunu jej ¢lenov do koalicie s poradim n.
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3.3 Binarne kédovanie

V ¢lanku [22] je predstavené dvojdimenzionélne bindrne kédovanie pomocou matice mxn, v
ktorom kazdy stipec matice prislicha jednému agentovi a kazdy riadok matice reprezentuje
jednu tlohu (resp. koaliciu). Hodnota bunky a;; = 1 vyjadruje, ze agentovi j bola priradend
tloha 4, resp. bol zaradeny do koalicie C;, ktorej ndlezi tloha 4, a naopak a;; = 0 hovori, ze
agent j do koalicie C; nepatri. Treba tiez poznamenaft, jednej koalicii prislicha prave jedna
uloha. Kédovacia matica je zobrazena na obrazku 3.3.

Kvoli tejto reprezentacii bolo nutné vymysliet novy typ operatora krizenia - dvojdi-
menzionalny OR. operator, ktory pre vsetky bunky matice vykond bindrnu operaciu OR,
zapisané V0 < i <m,0 < j < n,0; = a;; Vb;j, kde 0;; je bunka matice potomka a a;j, b;; st
bunky matic rodi¢ov. V mnohych pripadoch potomok nemusi spliiat podmienku klasickych
koalicii, a teda ze jeden agent moéze patrit maximalne do jednej koalicie. V tom pripade st
aplikované operatory opravy, aby bola podmienka splnena a v kazdom stipci sa vyskytovala
hodnota 1 maximéalna jedenkrat.

Fitness funkcia je definovana ako efektivita celého systému. Ak riesenie nie je schopné
splnit vSetky definované tlohy, jeho fitness hodnota je 0, inak je fitness individua stic¢tom
efektivity vsetkych koalicii.

Agent
ﬂlch& 0 1 n-1
0 0 0 1
1 1 0 0
m-1 0 1 0

Obr. 3.3: Dvojdimenzionélne bindrne kédovanie chromozému.
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Kapitola 4

Navrh

V prvej casti budu riesené vstupy genetického algoritmu, ktoré budu ziskané agentmi ko-
munikujicimi so serverom v scenédri Agents in the City. Je popisané, akym spdsobom budi
agenti so serverom komunikovat, aka bude ich tloha pri pohybe na hracej ploche a akymi
Upravami budd musiet spracované vnemy prejst tak, aby boli kompatibilné so vstupmi
evoluéného algoritmu.

V druhej casti buda predstavené navrhnuté casti genetického algoritmu akym je koédo-
vanie jedinca, genetické operatory, fitness funkcia a vlastnosti populacie. Cielom tejto casti
je ukazat, akym spdsobom sa dé problém priradenia agentov k dlohdm v sutazi MAPC
2018 riesit pomocou genetického algoritmu, aké tskalia rieSenie tohto problému prindsa a
ako sa im vyhnut. Predstavené st rozne varianty vyberu jedincov, krizenia a tiez parametre
vo fitness funkcii, ktoré budt neskér predmetom experimentov.

4.1 Navrh hry

Prepojenie existujtcej aplikdcie komunikujicej so serverom a vypoctom genetického al-
goritmu bude predvedené pomocou demo aplikacie. T4 bude obsahovat agentov, ktori st
schopni prijimat a odosielat ddta na MASSim server, prijaté data si budd agenti schopni
medzi sebou vymienat a ukladat. Tieto informéacie budu sluzit ako vstup genetického algo-
ritmu, ktory sa podla zadanych agentov, iloh a informécii o prostredi pokisi najst optimalne
rieSenie priradenia agentov k tlloham.

4.1.1 Server

MASSim server bude slizit na ziskavanie idajov o stave hry, ktoré buda dalej spracuvat
agenti. Data je potrebné dat do stiladu s rozhranim genetického algoritmu, ktory potrebné
vnemy zo servera pouzije na svoj vypocet. Samotny server vo forméate JAR je dostupny na
strankach GitHub-u MASSim [3].

Server pre svoje fungovanie bude potrebovat JSON stubor, ktory je nutné mat ulozeny v
pracovnom adresari v zlozke conf, alebo ho predat pomocou parametra prikazového riadku.
Konfiguracia sa sklada zo 4 hlavnych blokov: server, manual-mode, match a teams.

7 bloku server je pre Ucely ziskania zopar vnemov zo servera dolezity parameter team-
Size, ktory hovori o pocte agentov v time, ostatné parametre budi mat hodnoty prevzaté
z ukazkovych konfiguracnych siborov. Jednym z takych parametrov je aj agentTimeout,
ktory urcuje cas, za ktory musi agent od prijatia vnemov odoslat svoju akciu pre nasledu-
jaci simula¢nych krok. Blok teams obsahuje nazvy jednotlivych agentov spolu s heslami pre
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prihlasenie na server. Manual-mode je pre samotné ziskanie malého poc¢tu vnemov nepot-
rebny, nakolko vyjadruje spésob, akym buda druzstva parované do jednotlivych zapasov,
ak je v bloku server nastaveny tournamentMode na hodnotu manual.

Najpodstatnejsie informécie, z ktorych je vicsina zavisla na scenari hry sa nachadzaju
v bloku match. Nachddza sa tu idaj o pocte simulacnych krokov, ktory bude musiet byt
zvoleny na dostato¢ne vysoku hodnotu, aby sa za ten cas dokédzalo nazbierat dostatocne
vela informécii (napriklad polohy uzlov so surovinami) pre vypocet algoritmu. Dalej sa
tu nachadzaji hodnoty hranic hracej plochy - minimalna a maximalna zemepisna Sirka a
dizka. Pravdepodobne najdolezitejsim tdajom v tejto sekcii st idaje o agentovych rolach
(ich nézvy, atribiity - rychlost, zru¢nost...) a pocet agentov s jednotlivymi rolami. Dalsou
nezanedbatelnou informéciou si tidaje o generovani zariadeni na ur¢ité miesta mapy (sklady,
nabijacie stanice, uzly atd.), maximélny a minimélny pocet surovin, hibka grafu uréujticeho
predmety, ktoré su potrebné na skladanie inych predmetov a podobne. Tieto informécie je
okrem dalsich mozno uviest aj v samostatnych siboroch. Vsetky tdaje, okrem velkosti
timu a pocetnosti druhov roli v time (tieto ddaje budu korigované vzhladom na tcely
experimentov) budi zachované z ukézkovych konfiguraénych siborov stutaze.

4.1.2 Agenti

Agenti budd po uspesnom prihldseni komunikovat so serverom (blizSie popisané v casti
4.1.3), a tym budu ziskavat dodlezité informécie o svojom stave, ako aj stave prostredia.
Agenti si budu data zo servera ukladat do svojich premennych, ktoré budi moct néasledne
predat na vstup genetického algoritmu.

Je dolezité rozlisovat informécie, ktoré st specifické pre konkrétneho agenta a informacie,
ktoré st sticastou hry (mal by o nich vediet kazdy agent). Specifické informécie budi ulozené
priamo u agenta - aktudlna pozicia, rola, ndklad, zruc¢nost, rychlost, stav batérie a stav
poslednej akcie.

Informacie o stave hry, ktoré st spolo¢né pre agentov, a teda su reprezenticiou stavu
prostredia, v ktorom sa agenti nachadzaji budi ulozené v Struktire reprezentujicej stav
hry - tlohy na vykonanie, vlastnosti predmetov ako objem, zlozky, role, informacie o nabi-
jacich staniciach a siradnice hracej plochy. Aby nevznikali konflikty pri zapisovani do tejto
struktury, bude vytvorend jednym agentom, ktory domn bude moct ako jediny zapisovat,
ostatni nan ale budu vlastnit odkaz. Rozhodnutie o tom, ktory z agentov to bude prebehne
na zaciatku simulacie, kde prvy agent, ktory ako prvy dostane moznost prijimat prvotnt
spravu zo servera sa stava lidrom. Tento princip musi byt zachovany, kedze prvy agent vy-
kondvajuci akciu bude pri svojej prvej akcii potrebovat referenciu na uz existujici objekt
hry.

DalSou vecou, ktora stoji za zmienku je objavovanie uzlov s predmetmi. Kedze poloha
uzlov je na zaciatku simulacie nezndma, agenti o nich ziskavaju informacie az po ich najdeni.
Ak vsak ale nejaky agent najde uzol, musi o tom informovat vsetkych svojich spoluhracov.
KedZze poloha uzlov je informacia tykajica sa prostredia, tak agent, ktory uzol nasiel pre-
dava informaciu o jeho nazve, polohe a type predmetu lidrovi timu. Lider nasledne vytvori
zaznam v Struktire hry o tomto uzle.

Agent bude disponovat len funkciami Specifickymi pre 1cel projektu - zbieranie infor-
macii o uzloch so surovinami, a v pripade nutnosti dobijanie batérie. Pre vyuzitie sluzieb
agenta, ktoré st uz k dispozicii vdaka ukazkovym kdédom zverejnenym organizatormi stutaze
(komunikécia server-agent, agent-agent), bude trieda reprezentujiica agenta rozsirovat abs-
traktni triedu massim. javaagents.agents.Agent, ktord implementuje potrebné metody.
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4.1.3 Rozhrania

Ako bolo vysSie popisané, agent sa musi na serveri autentizovat, musi vediet na server
odoslat spravy a tiez ich aj prijat. Agenti tiez zdielaju informaécie, ako si napriklad zvolenie
lidra, stav hry a podobne, preto je potreba existencie rozhrani, ktoré ttuto komunikaciu
umoznia.

Agent-server

Na komunikédciu so serverom existuje MASSim protokol, ktory definuje spravy v XML
forméate odosielané smerom zo servera a na server. Agenti st schopni komunikovat pomocou
tychto sprav pouzivanim standardnych TCP soketov. Navrhnuti agenti musia byt schopni
iniciovat komunikaciu so serverom zaslanim spravy AUTH-REQUEST, ktora obsahuje nazov
agenta a jeho prihlasovacie heslo. Ak bude agent ispesne autentifikovany (informéciu o stave
prihldsenia obsahuje sprdva AUTH-RESPONSE), agent musi byt schopny prijat nasledujtce
typy sprav (server redlne odosiela vic¢sie mnozstvo typov sprav, ale pre jednoduché tcely
zbierania informécii o agentovom prostredi budu stacit nasledujice):

e SIM-START - agent z tejto spravy musi byt schopny spracovat informéacie o velkosti
hracej plochy, svoje atributy (rychlost, zru¢nost, kapacita, rola) a informéacie o pred-
metoch (ich objem, predmety potrebné na ich zloZenie a role, ktorych ucast je pri
tomto tikone vyzadovand),

e REQUEST-ACTION - na zaciatku kazdého simulacného kroku je tato sprava odoslana
serverom a obsahuje informécie o aktualnom stave simuldcie - pozicia agenta, stav
batérie, vysledok poslednej akcie, vlastnené predmety, zadané tlohy a informécie o
zariadeniach (polohy uzlov s predmetmi st zndme az potom, ¢o ich agent objavi).

Agent po obdrzani spravy REQUEST-ACTION bude schopny odoslat spravu typu ACTION,
ktora musi obsahovat planovant akciu v dalsom kroku a jej pripadné parametre. V tomto
modele bude agent na server odosielat len 2 typy akcie. Prvou je goto, ktora ma 2 parametre
- zemepisnu Sirku a dizku miesta, na ktoré sa m4 agent presunuf. Druhy typ akcie, ktora
je tentokrat bez parametrov je nabijanie batérie charge a pouziva sa v pripade, Ze agent
nemad dostatok energie na to, aby dalej skiimal mapu a hladal uzly so surovinami.

Pre sprostredkovanie komunikacie medzi serverom a agentmi bude pouzity existujici
nastroj EISMASSim, ktory bude mapovat spomenuté spravy v XML forméte na volania
metod jazyka Java. Princip jeho pouzivania, ako aj niektoré triedy budi v implementacne;j
Casti prevzaté a upravené opéat z projektu servera MASSim ([3]). Po vytvoreni inStancie
rozhrania ho bude nutné uviest do chodu. Dalej budi agenti zaregistrovani k tomuto roz-
hraniu, aby mohli byt pripojeni k serveru (preto je potreba rozhraniu predat konfiguracény
subor, v ktorom st okrem inych informécii aj mend a hesléd jednotlivych agentov). Taktiez je
nutnd asocidcia agenta (trieda komunikujica so serverom cez rozhranie) s entitou (vozidlo,
ktoré sa pohybuje po mape), pricom prebehne samotnd autentifikicia.

Po dspesnom overeni pristupovych tdajov serverom budid spravy (vnemy) zo servera
ziskavané a ukladané do agentovej bazy znalosti v kazdom simula¢nom kroku. Znalosti
budu v kazdom kroku vymenené za aktudlne, preto je potreba uchovavat ich histériu a
ukladat ich do inych pomocnych struktiar kompatibilnych so vstupmi genetického algoritmu.
Po predani vnemov budi agenti vyzvani k odoslaniu akcie, ktori chci v danom kroku
vykonat na zaklade poskytnutych informécii o prostredi. Nasledne budt tieto akcie pomocou
EISMASSim rozhrania odoslané na server.
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Agent-agent

Existujica schranka v podobe triedy massim. javaagents.MailService bude pouzita na
komunikdciu medzi agentmi. T4 je tiez dostupnd na GitHub-e ([3]) a deklaruje metdédy
umoznujtce odosielanie sprav, ktorych obsahom st vnemy prostredia agentov. Toto rozhra-
nie bude pouzité v projekte na odoslanie spravy vsetkym agentom o zvoleni lidra timu a
tiez ozndmeni atribttov najdeného uzla lidrovi, ktory o nom vytvori zdznam v spolo¢nom
objekte.

Pre Gcely projektu rieseného v tejto praci bude rozhranie doplnené o moznost zdielania
struktury hry, aby vsetci agenti mali konzistentné informéacie o prostredi hracej plochy.

4.1.4 Predspracovanie dat

Po tom, ¢o bude odsimulovany dostato¢ny pocet krokov na to, aby agenti ziskali potrebné
informéacie o simulacii a nasli ur¢ity pocet uzlov s predmetmi, budit agenti serializovani -
vSetky podstatné tidaje, ktoré si ulozili do paméte spolu so stavom hry budd ulozené do
stboru. Tato akcia je uzito¢nd z toho dovodu, ze server zvycajne generuje ndhodné data,
t.j. pri kazdom spusteni by boli informécie o prostredi iné a nebolo by mozné parametre
genetického algoritmu spravne odladit - na to je potrebns konzistencia dat. Dalsou vyhodou
toho pristupu je ten, ze zbieranie dat zo servera pocas simulécie je ¢asovo narocnd zalezitost,
preto ich stac¢i raz ulozit do stboru, a pri opdtovnom spusteni len nacitat do paméte.

Server generuje predmety a role takym sposobom, ze vSetky tlohy vyzaduja z kazdého
existujiceho zdkladného predmetu (t.j. predmetu, ktory sa nesklad4 zo ziadnych ¢iastkovych
predmetov) isty pocet kusov. Tiez tlohy vyzaduji ti¢ast vSetkych roli na tvorbe potrebnych
predmetov. Preto musia byt deserializované data (nacitané zo siboru) pred vypoctom gene-
tického algoritmu upravované. Zadanym tlohdm budi odstranené isté vyzadované predmety
a role. Naopak agentom budud pridané predmety tak, aby sa tlohy lisili ¢o najviac a aby
agenti mali isty pocet roznych predmetov, podla ktorych ich bude mozno geneticky algo-
ritmus priradit k tymto tloham. Bez tejto Gpravy by problém rozdelenia agentov k tiloham
nebol tak zaujimavy, nakolko by kazdy agent vlastnil predmet (resp. reprezentoval taku
rolu), ktory potrebuje kazda tloha.

4.2 Genetika

Pri ndvrhu genetického algoritmu bolo v kazdom kroku nutné zohladnif podstatu problému,
na ktory bude aplikovany. Nebol ndjdeny ziaden literarny zdroj, v ktorom by bol geneticky
algoritmus pouzity na riesenie tak komplexného problému, akym je rozdelenie agentov do
koalicii v hre MAPC 2018, preto bolo mozné cerpat insSpiraciu z existujucich rieseni len
do uréitej hibky. V dalsich ¢astiach bude predstavené, kédovanie chromozému, genetické
operatory a taktiez navrhnuta fitness funkcia.

4.2.1 Reprezentacia rieSenia

Po zvazeni moznych reprezenticii chromozému pre dany problém bol zvoleny pristup celo-
¢iselného jednodimenzionalneho kédovania, v ktorom je kazdému agentovi priradena prave
jedna tloha. Nebude aplikovand teéria ¢iastkovych koalicii (2.3.2), kedZe by bolo nutné vy-
uzit miniméalne dvojdimenzionalnu reprezentaciu, s ktorou s spojené problémy pri krizeni.
Vo vysledku bude stratégia zévisiet na hernej logike, ktord bude navrhnutd a implemento-
vand mimo tejto prace.
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V nasledujtcich odsekoch budu tlohy oznacené celymi ¢islami v intervale [0, m — 1], kde
m je pocet uloh, a agenti si reprezentovani celymi ¢islami v intervale [0,n — 1], kde n je
pocet agentov.

V celociselnom kédovani je chromozém reprezentovany vektorom celych ¢isel o velkosti
n v intervale [0,m — 1]. Zlozky v tomto pripade udévaju ¢isla tloh a indexy vektora si
¢isla agentov. Sémantika chromozému sa dé interpretovat ako vektor tloh, v ktorom tloha
0 <7 <m—1naindexe 0 < a <n—1udéva, ze agent a je viazany k rieseniu tlohy j.
Princip je graficky znazorneny na obrazku 4.1.

41 a2 a3 an

Ir = jt JF

Obr. 4.1: Celoc¢iselné jedno-dimenzionalne kédovanie.

Vyhodou tohto kédovania oproti dvojdimenzionalnemu je, ze v pripade klasickych ko-
alicii odpada nutnost pouzitia korek¢ného operatora na zaistenie pripustnosti riesenia, ako
bolo popisané v sekcii 3.2. Vzhladom na tento druh kédovania moéze vSak nastat kompli-
kécia, kedy sa z riesenia pri krizeni vytrati niektord z tloh. Tento problém mozno riesit
vhodnym typom krizenia, alebo fitness funkciou, ktord chromozémy s tymto deficitom na-
lezite penalizuje.

4.2.2 Genetické operatory

Po zvoleni vhodnej reprezentécie rieSenia boli navrhnuté genetické operatory (krizenie a
mutdcia si priamo zavislé na druhu kédovania). Navrhnutych bude viacero druhov ope-
ratorov selekcie a krizenia, pricom ich vysledky budt porovnané v kapitole experimentov
6

e Selekcia - Ulohou selekcie bude vyberat tych jedincov, u ktorych sa predpoklads
najvyssia pravdepodobnost produkcie kvalitného potomstva (kvalita je uréend fitness
funkciou 4.2.3). Prvym druhom navrhnutej selekcie je ruletovy vyber, kde Sanca na
vyber jedinca pre ucely kriZenia je dana pomerom jeho fitness hodnoty s celkovou hod-
notou populécie. Dalsfm typom selekcie planovanej na implementaciu je algoritmus
turnaja, kde bude predom vybrany urcity pocet jedincov, z ktorych bude ku krizeniu
pripusteny ten s najvyssou hodnotou fitness. Oba algoritmy by mali na rozdiel od
principu vyberu elity zamedzit rychlu konvergenciu k lokdlnemu optimu.

e Krizenie - Viaceré druhy krizenia budu opat predmetom pokusov. Implementova-
nymi budi jednobodové a viacbodové krizenia. Pre moznost uprednostnenia génov
od kvalitnejsieho jedinca je tiez navrhnuté parametrizované krizenie rovnomerného
rozlozenia, v ktorom pre kazdy gén nezavisle je dand pravdepodobnost (zdvisld na
parametri) vyberu od jedného alebo druhého rodica. Kedze ani jeden z tychto druhov
kriZenia nezarucuje zachovanie vSetkych tloh v potomkovom rieseni (4.2), bude tento
efekt potlacat fitness funkcia.

e Mutéacia - Pri mutdcii bude s istou pravdepodobnostou ndhodne zmenend hodnota
génu prave vzniknutého potomka, tym padom bude agentovi na danom indexe prira-
dena in4 uloha. Vyska pravdepodobnosti vykonania mutacie bude tiez experimentalne
upravovana.
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® crossover point
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Obr. 4.2: Chybajtca tloha ¢. 1 v potomkovi po procese jednobodového krizenia.

Na obrazku 4.2 moézeme vidiet problém s jednobodovym krizenim (problém sa tiez tyka
viacbodového, ako aj krizenia rovnomerného rozlozenia) pri jednodimenzionalnom celo¢isel-
nom kédovani tohto problému. Pri krizeni jedincov na obrazku je po zvoleni indexu krizenia
1 = 4 vytvoreny novy jedinec, ktorého ziaden gén neobsahuje hodnotu 1 ¢o znamena, Ze
uloha s tymto ¢islom nie je priradend ziadnemu agentovi, a teda nebude moéct byt riesena.
Nakolko tento fenomén nie je mozné eliminovaf s pomocou zvolenej reprezentacie rieSenia,
ani genetickych algoritmov, bude ho nutné hendikepovat pomocou fitness funkcie, ktora
takto vytvoreny chromozoém ohodnoti niz$im poctom fitness bodov.

4.2.3 Fitness funkcia

V poslednej ¢asti navrhu genetického algoritmu bolo nutné navrhnit fitness funkciu, pomo-
cou ktorej je mozné objektivne ohodnotit kvalitu jednotlivych najdenych rieSeni. Spravna
fitness funkcia musi kvoli zvolenému kdédovaniu zarucit, aby samotny geneticky algoritmus
preferoval rieSenia, v ktorych je ku kazdej zadanej tilohe priradené také mnozstvo agentov,
aby bolo mozné dand tlohu riesit ¢o najefektivnejsie, a v ¢o najkratSsom case vzhladom
na zadanych agentov. Na vysku kvality chromozému vplyva viac faktorov, ktoré vyplyvaja
priamo z podstaty zadania MAPC 2018. Vo vyslednom rieseni boli zohladnené vlastnosti
uloh, ktoré najviac interferuju s vlastnostami agentov.

e Predmety. Predmety vlastnené uréitymi agentmi st porovnané s predmetmi, ktoré
uloha (ku ktorej st dani agenti priradeni) potrebuje pre svoje splnenie - v celom kon-
texte fitness funkcie st uvazované len tzv. zdkladné predmety (suroviny), t.j. predmety,
ktoré neobsahuju ziadne Casti - predmety loh a agentov na nelistovej irovni je nutné
rekurzivne prepocitat az na listovi troven.

e Role. Je zohladneny pocet jednotlivych roli agentov priradenych k urcitej tlohe vzhla-
dom na pocet konkrétnych agentovych roli pozadovanych danou tlohou.

e Uzly. Pocita sa pomer trasy medzi agentmi priradenymi k tlohe a uzlami zasob (z
ktorych je mozno vytazit suroviny potrebné pre dohotovenie tilohy) a rychlosti tychto
agentov. Vysledkom je teda predpokladany cas cesty.

Kazdy z vyssie spomenutych bodov je algoritmicky vyhodnoteny a prevedeny na realne
¢islo vyjadrujice zavaznost jeho vplyvu na kvalitu riesenia. Nakolko neexistuje mierka,
podla ktorej by bolo mozné exaktne porovnat body ako také, a teda urcit pomer definu-
juci, ktory bod je o kolko fitness ¢isel nutné uprednostnit pred inymi bodom v aktudlnej
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situdcii (napriklad obetovat agenta, ktory je sice blizsie k pozadovanému uzlu zasob, ako
agent priradeny k inej tlohe, ale na rozdiel od neho nemé pozadovani rolu na vyskladanie
iného predmetu pre danu tlohu), bolo nutné pri vypoctoch zaviest parametre, ktoré buda
korigované vzhladom na vysledky rieseni dosiahnutych vo faze experimentov.

Pokracovat bude podrobny popis troch segmentov funkcie fitness, z ktorych kazdy je
kalkulovany v kontexte jednej tlohy patriacej celkovému rieseniu. Kazdy z tychto krokov
fitness funkcie ohodnocuje riesenie tzv. penalizdciami za isté priestupky. Vysledna fitness
funkcia udéavajica kvalitu chromozému bude dand pomerom sumy odmien a sactu penali-
zacii fitness funkcie pre vSetky tlohy v probléme. Cielom vyvijaného genetického algoritmu
je minimalizovat vysledok fitness funkcie, ktora penalizuje horsie riesenia nizsim poctom

bodov.

Predmety

Prva cast fitness funkcie pracuje s informaciami o predmetoch, ktoré vyzaduje dana tloha
a predmetmi vlastnenymi agentami priradenymi k danej tlohe. Tiez je zapocitand zruc-
nost agentov vplyvajica na rychlost tazenia surovin, ako aj potrebna a vlastnena kapacita
- v pripade prekrocenia kapacity je zapocitand aj rychlost agentov posobiaca na zbavo-
vanie sa predmetov v obchodoch, dielnach alebo skladoch vzhladom na konkrétny pripad
pouzitelnosti predmetu.

V nasledujtcich odsekoch bude I oznacovat mnozinu vsetkych zakladnych predmetov,
J je mnozina pldnovanych tloh, A mnozina agentov a mnozina A;,j € J znaci, mnozinu
agentov a € A priradenych k tlohe j. Vstupmi daného segmentu funkcie si teda prvky:

e carried’ - pocet predmetov druhu i vlastnenych agentom a

° neededé» - pocet predmetov druhu 7 potrebnych pre splnenie dlohy j

e volume; - objem predmetu ¢

e tskill; (total skill) - suma zrucnosti agentov priradenych k tlohe j

e tspeed; (total speed) - suma rychlosti agentov priradenych k tlohe j

e tload; (total load) - suma zatazenia agentov priradenych k tlohe j

e tmload; (total max load) - suma maximalnej kapacity agentov priradenych k tlohe j

Najprv je nutné vytvorit Struktiru uchovavajicu informéciu o tom, kolko predmetov
roznych druhov je este potrebné ziskat (remaining), a ktoré predmety vlastnené agentmi
st zbytocéné (nepotrebné pre ulohu, ku ktorej s agenti priradeni). Pre kazdu tlohu je teda
nutné odpocitat pre kazdy druh predmetu pocet predmetov daného druhu vlastneného
agentmi priradenymi k danej tlohe od poc¢tu predmetov toho istého druhu vyzadovanych
touto tlohou. Vysledkom tejto operacie bude teda struktira, v ktorej kladné ¢islo pri type
predmetu urcuje, kolko este predmetov je nutné ziskat, zaporné ¢islo hovori o tom, kolko
predmetov daného typu je zbytocnych a nulova hodnota indikuje vlastnictvo presného poctu
predmetov pre danu tlohu:

VieJViel: Temaim'ng;- = neededj- — Z carried. . (4.1)
(ZEA]'
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Nasledne je vypocitany pozadovany tlozny priestor (needed load space) na uchovanie
zostavajucich predmetov v danej tlohe j s vyuzitim vstupného vektora objemov predmetov
v, pricom v; urcuje objem predmetu i:

VieJ:nls; = Z remaim'ng; * U; . (4.2)

iGI,remainingé >0

Pred aplikovanim vzorca pre vysledni penaliziciu je nutné najprv pocitanie potrebného
miesta pre predmety (needed load space penalty), ktoré je nevyhnutné vytazit s ohladom
na zrucnost agentov:

, nlsj,  tskill; =0
Vi€ J:nlsp; = nls;
tskill, °

(4.3)

inak

Druhy pomocny vzorec vyjadruje postih za nedostatok miesta pre potrebné predmety
(lack of space penalty). Nedostatok miesta pre zvysné potrebné predmety nastava v pripade,
ak plati podmienka nls > tmload — tload:

nls;—(tmload;—tload;)

tspeed; , tspeed; # 0 Anls; > tmload; — tload;
VjeJ:lspj = nlsj — (tmload; — tload;), tspeed; =0 Anls; > tmload; — tload,
0, inak

(4.4)
Vysledny vzorec pre vypocitanie penalizécie za pozadované predmety (item penalty)
pre tulohu j je definovany su¢tom vysledkov dvoch predoslych pomocnych medzi vypoctov

Vi € J ipj = nlsp; + lsp; . (4.5)

Role

Role si spolu s predmetmi dva najvplyvnejsie faktory pri urcovani kvality riesenia prob-
lému. Existuje vela spésobov, ako zohladnit pritomnost vyzadovanych roli v kontexte funkcie
fitness, spomedzi ktorych bol vybrany variant s najlepsimi vysledkami z pohladu experi-
mentov, a ten je popisany v tejto Casti. Ako uz bolo naznacené, je potreba ziskat numericky
vysledok porovnania agentovych roli priradenych k tlohdm a roli, ktoré dana tloha redlne
vyzaduje.

Vstupmi casti fitness funkcie, ktora pracuje s agentovymi rolami si:

e R - oznacuje mnozinu typov roli, ktorymi disponuji agenti urceni na vypocet GA

e ar” (agents by role) - oznac¢uje pocet vsetkych agentov s rolou r, ktori st sicastou
riesenia GA

e assigned’ - oznacuje pocet roli typu r priradenych k tlohe j

e duties” - pocet predmetov v ramci vsetkych tloh, na ktorych vytvoreni sa musi po-
dielat rola r

e duties’; - pocet predmetov v kontexte tlohy j, na ktorych vytvoreni sa musi podielat
rola r
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Po kalkulécii vyssie spomenutych struktir je zahdjeny proces vypoctu penalizicie za
nedostatok pozadovanych agentovych roli, ktory prebieha v niekolkych krokoch. Najprv
je pre kazdu rolu zisteny idedlny pocet agentov s touto rolou priradenych k urcitej tlohe
(required agent roles):

ar” x duties”
Vj € JVr € R : duties” > 0:rar;, = ———— . (4.6)
J duties”

S informéaciami o pocte priradenych agentov s istou rolou a pozadovanom pocte prira-
denych agentov s touto rolou je vypocitany rozdiel tychto dvoch hodnoét, a tym je zistend
odchylka pozadovanej a skutoc¢nej hodnoty:

Vj € J,Vr € R:dif f; = rarj — assigned; . (4.7)

V pripade, zZe je odchylka nekladné, lloha ma bud presny, alebo vécsi pozadovany pocet
roli daného typu ako potrebuje, tym padom sa zvysuji Sance na jej tspesné dokoncenie.
Ak je odchylka prili§ nizka, neudeluje sa penalizdcia za plytvanie rolami. Tato skutoénost
je vsak zohladnend pri inej tlohe, v ktorej dané role buda chybat - odchylka v tejto tilohe
pre dant rolu bude kladna. Pre tieto tlohy je poc¢itand hodnota urcujica pocet predmetov,
ktoré budu kvoli nedostatku danej role dokonéené neskoér, alebo nebudt dokonéené vobec. Je
teda nutné vypocitat, kolko predmetov vychadza na jedného agenta s aktualnou pocitanou
rolou (duty per role):

duties;f

Vje J,Vr e R:rar; #0:dprj = (4.8)

r
Tarj

a nasledne je hodnota nasobena poctom roli, ktoré v danej tlohe chybaji. Pre kori-
govanie miery dopadu na vysledok fitness funkcie medzi penalizdciou za predmety a role,
boli do pomocnych vzorcov pre penalizaciu roli pridané parametre € pre aplikovanie vyssej
penalizicie za Gplni nepritomnost vyzadovanej role (role penalty complete):

VjielJ:rpe = Z dif f} * dpry x e, (4.9)
rER,diffJ’.':raT;f

a n len za jej ¢iasto¢ény nedostatok (role penalty partial):

ViedJ: rpp; = Z dif fj = dpri «n. (4.10)
reR,diff;;érar;

Pred vykonanim experimentov je mozné tvrdit, ze pre eliminaciu najkritickejSieho javu,
ked potrebna rola je z tlohy tplne vynechana bude nutné parameter € nastavit na vyssiu
hodnotu ako parameter 7. Tiez je jasné, ze parametre budd musiet byt po vytvoreni lo-
giky pre hru MAPC 2018 testované, a pripadne dynamicky menené pri kazdom zahdjeni
vypoctu genetického algoritmu vzhladom na pomer poctu agentov, ktori si k dispozicii, a
predmetov, ktoré je potreba vytvorit (rézne pomery tychto dvoch veli¢in by mali za na-
sledok rozne pomery vysledkov tychto dvoch Casti fitness funkcie, ktord by mohla davat
skreslené vysledky). Vysledna penalizécia roli (rp - role penalty) je dand sictom:

Vj e J:rp; =rpcj+rpp;. (4.11)
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Uzly

Odhadovany c¢as prichodu agentov k jednotlivym uzlom so zisobami je pravdepodobne
polozka s najmensim dopadom na vyslednii kvalitu rieSenia. Intuitivne je najdolezitejsie
priradit k tloham agentov s pozadovanymi rolami, aby vedeli plnit poziadavky danych tloh
a tiez je vhodné, aby dani agenti vlastnili ur¢ité mnozstvo potrebnych surovin pre splnenie
uloh. Pozicia agentov sa vsak neustale meni, preto bude redlny vyznam tejto Casti fitness
funkcie odhaleny az pri nasadeni do redlneho scenéra.

Dal$ou z nevyhod okrem predpokladaného nizkeho vplyvu na kvalitu je rézia spojend so
samotnym vypoctom struktir potrebnych v tejto sekcii. Pre vSetkych agentov je nutné zistit
ich predpokladany ¢as prichodu k prave jednému uzlu pre kazdy predmet, ku ktorému je
najblizsie (napr. predmet item0 ma zndme 3 uzly, takze pre kazdého agenta je nutné ulozit
identifikdtor toho v najkratsej vzdialenosti).

Vstupmi sekcie st:

e reward; - odmena za splnenie tulohy j, pre Vj € J
e speed” - rychlost agenta a, pre Va € A

e RN! - mnozina obsahujica vzdialenosti agenta a od vSetkych zndmych uzlov pre
predmet i, pre Vi € I,Va € A

. remainz’ng;. (sekcia 4.2.3)- pocet predmetov typu i, ktory je este potrebny nazbierat
pre splnenie tlohy j, pre Vj € J,Vi € [

Prvym krokom je vypocet predpokladaného ¢asu prichodu agenta a k najblizsiemu zdro-
jovému uzlu (closest resource node) pre predmet i (funkcia min(A) vybera najmensi prvok
mnoziny A):

min(RN?)

Va e AYiel:crnl =
a } clrn,, speed®

(4.12)

Po vypocte najblizsich uzlov je pre jednotlivé dlohy j spocitany priemerny predpokla-
dany cas prichodov agentov k uzlom (average resource node) pre predmet typu i, ak je
hodnota remaining} > 0, t.j. dany z daného predmetu je stale nutné vytazit aspon jeden
kus pre splnenie tlohy:

i
ZaeAj clrnl,

VaeA,VieI:avgrnéz 4]
J

(4.13)

Vyslednd penalizacia za predpokladany ¢as dorazenia (time penalty) k uzlom pre tlohu j
teda predstavuje suma priemeru ¢asu jazdy k najblizSiemu uzlu kazdého predmetu vsetkych
priradenych agentov k tejto tlohe, pricom je do vzorca pridany koeficient + pre nastavenie
vahy medzi jednotlivymi penalizdciami podla potreby rieSeného problému:

VieJ:dpj = Zavgrné- * . (4.14)
el
Vypocty v tejto sekcii boli zamerané len v ramci kontextu jednej tlohy, v ktorej je
vysledna penalizacia definovana podielom stictu odmien za splnenie danych tloh a stctu 3
vysSie popisanych penalizacii, a tedas:

> jey reward;

Zje]ipj +rp; + dp; ’

fp= (4.15)
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4.2.4 Populacia

Vlastnosti populécie, ako je jej pocet jedincov alebo pocet generacii, budd urcené experi-
mentalne na zaklade dosiahnutych vysledkov. Pri procese tvorby novej populacie je apliko-
vany tzv. generacny model s pristupom elitizmu, t.j. urcity pocet elitnych jedincov (opét
urceny experimentalne) je automaticky presunuty do dalsej generacie. Tym sa zaisti zacho-
vanie vysoko kvalitnych rieseni, ktorych gény budt dalej preddvané na potomkov. Zvysni
¢lenovia budicej generacie st doplneni potomkami rodicov z predoslej generacie.

Navrhnuté boli 2 spésoby tvorby pociato¢nej populacie, ktoré budu opéat testované a po-
rovnané v experimentoch. Prvym typom tvorby inicidlnej populécie je aplikidcia ndhodného
procesu. Vektor reprezentujici riesSenie je postupne plneny ndhodnymi ¢islami v intervale
[0, m — 1] pri pocte tloh m, a tento postup je aplikovany na kazdého jedinca v populécii. Pri
takto vytvorenej populacii sa ocakava vysoky ndarast priemernej hodnoty fitness v prvych
cykloch algoritmu.

Druhym navrhovanym sposobom je pouzitie heuristiky, ktord minimalizuje penalizaciu
chromozémov s neadekvatnym poctom roli. V prvom kroku je nutné vytvorit struktiru,
ktora bude uchovavat optimélny pocet jednotlivych agentovych roli v kazdej tilohe (obrézok
4.3) - jej definicia sa nachddza vo vzorci 4.6. Nésledne bude pre kazdy index a vektora z
intervalu [0,n — 1] vybrané ndhodné ¢islo tlohy j z intervalu [0,m — 1]. Ak rar] > 0
(dloha j stéle potrebuje na svoje splnenie rolu r agenta a), je indexu a vektoru riesenia
priradené ¢islo j a hodnota rarj je znizend o hodnotu 1. Ak je naopak rarj < 0, potom je
vyhladané nové ¢islo k z intervalu [0, m — 1] také, ze k # j, a cely proces sa opakuje. Po
vycerpani vSetkych ¢isel tlloh bez tspesného priradenia je priradend ndhodnd tloha. Tento
algoritmus je opakovany pre vSetkych cClenov pociato¢nej populacie. Pre takto vytvorené
rieSenie je ocakdvana minimalna penalizacia za deficit roli v jednotlivych tlohach, avsak
krivka zlepsovania hodnoty fitness bude pravdepodobne stipat pomalSie.

] r rarjr ] r rarjr ] £ rarjr
0 > rarDD 0 rarln 0 =™ 1:E11:2':I
0 — 1 —>rargl 1 —> 1 —>rargl 2 > 1 ¥raryt
2 > I:EU:D2 2 ¥ rarlz a ™ 1:E11:22

Obr. 4.3: Strukttra uchovavajica chybajtci pocet jednotlivych roli pre kazdd dlohu.
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Kapitola 5

Implementacia

Programova realizacia projektu je rozdelend na dve cCasti. Prvou je demo aplikacia, ktora
simuluje pohyb agentov po hracej ploche a zbieranie informécii o prostredi. To je zaistené
komunikovanim naprogramovanych agentov so serverom MASSim cez vyuzité rozhranie.

Druhé cast zozbierané informécie prijima na vstupe a pomocou vypoctu genetického
algoritmu hladd optimélne rieSenie priradenia agentov k dloham vygenerovanym serverom
s vyuzitim informaécii zbieranych pocas simulécie.

Obe casti budt skiimané na programovej urovni jazyka Java. Ten bol zvoleny z dévodu
kompatibility s nastrojom Jade, do ktorého ma byt vysledné riesenie integrovatelné. Na
popis komponentov programu sl pouzité diagramy tried zobrazujice vztahy medzi balikmi,
triedami a rozhraniami systému.

5.1 Demo aplikacia

Aplikéacia sa skladd z dvoch ¢asti. Prvou je hra, ktord iniciuje komunikéciu so serverom a
sprostredkuje vymenu informéacii medzi agentmi a serverom MASSim. Agenti su riadeni na
hernej ploche a zbierajt informécie potrebné pre vypocet genetického algoritmu. V druhej
Casti dema su zbierané informécie predspracované a transformované do formy, ktora poza-
duje rozhranie genetického algoritmu. Po tejto transformacii je zahajeny samotny vypocet
GA, ktorého popis je predmetom druhej casti tejto kapitoly.

5.1.1 Zber dat z MASSim

Celda komunikacia so serverom MASSim je zabezpetend balikom demo.communication.
Samotny proces komunikicie (zberania dat z prostredia) zahajuje vstupny bod triedy
EnvironmentStarter, ktory vytvori objekt typu EnvironmentInterface reprezentujuci
rozhranie komunikacie agentov a serveru MASSim. Registrovanie agentov k rozhraniu a
asocidciu entit s agentmi vykonava po registracii planova¢ Scheduler. Ten je po vykonani
potrebnych tkonov pripojenia k rozhraniu riadeny opét vstupnymi bodom, ktory ho pou-
ziva na cyklickt komunikéciu agentov a servera cez vytvorené rozhranie. V kazdom kroku st
zo servera pomocou metdédy getAllPercepts() ziskané informéacie o prostredi a prijimaji
ich konkrétni agenti, pre ktorych boli urcéené. Pldnova¢ po predani vnemov agentom caka
na ich odpoved vo forme akcie (blizsie popisané v 5.1.2), ktorti ched vykonat. Této akcia je
po prijati odosland na server. Cely proces je od prijatia vnemov zo servera opakovany po
urcity pocet krokov. Kéd zabezpecujici komunikaciu so serverom bol prevzaty zo zdroja
[3] a upraveny podla potreby tohto projektu.
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Ak bol vykonany potrebny pocet simulaénych krokov (pocet krokov sa lisi od paramet-
rov servera, v experimentoch bolo pouzitych 15 a 20 krokov - za tento ¢as agenti stihni
objavit dostatoény pocet uzlov v danych scendroch hry) agenti st spolu s ich informéciami
o prostredi ulozeni do stiboru.

Druhé ¢ast dema z balika demo.load zacina nacitanim ulozenych dat zo stiboru do pa-
méte objektom triedy Loader. V paméti st upravené predmety a role potrebné pre vykona-
nie dloh (aby boli vlastnosti tloh réznorodé, a teda aby algoritmus generoval zaujimavejsie
rieSenia). Tiez su priradené predmety agentom, nakolko funkcia tazenia predmetov z uzlov
nebola programované. Tieto tpravy vykondva Editor, ktory dané tpravy vykonava vopred
znamym sposobom. Odstranené/pridané predmety a role nie st ndhodne vybrané, aby bol
scendar hry stéle konzistentny. To ulahc¢uje ladenie programu a porovnavanie vysledkov z roz-
nych behov programu. Takto predspracované data st predané metéde vypoctu GA, ktory
mé na starosti trieda Evolution (5.2.3).

demo

@

com munication gameelements load
EnvironmentStarter TravelAgent
rmain
U Loader
I wuses O
| rmain
k4 act( ) Action
Scheduler | aL3ED
v v
1 Agent Editor
step () $ String /1 name: String editCarriedlterns { )
percepts: Percept[1.*] editloblterns )
step ) Action LjeditobRoles ()
MailServi hroadcastGarme ()
— A handi=Game( )
handlePercept| )
reqisterfgenty ) 1 1 sendhdessage ()
sendGame( ) < — | hroadcast()
broadcastGame () 1—:1 handisMessage( )
sendhdessage () ~ setPercepts ()
broadcast() 1 3tring fﬁ

Obr. 5.1: Diagram tried zobrazujtci elementy zodpovedné za komunikaciu a predspracovanie
vstupov GA.
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5.1.2 Cinnost agentov

Komunikac¢na cinnost agentov je definovana v triede Agent, ktord vyuziva MailService
ako schranku na preposielanie sprav medzi agentmi. Obe triedy st prevzaté z GitHub-
u MASSim ([3]). V oboch triedach boli vykonané zmeny, ktoré rozsirili funkcionalitu o
moznost odoslania objektu typu Game lidrom ku vsetkym agentom timu pomocou metédy
broadcastGame (). Agenti tito spravu prijimaji metédou handleGame (), ktord dokaze ulo-
zit lidrovu referenciu hry lokalne do svojho priestoru.

Agenti pohybujici sa po hernej ploche st reprezentovani triedou TravelAgent, ktora
pre moznost komunikacie medzi agentmi rozsiruje vyssie spomenutt triedu Agent. Planovac
riadi agentov pomocou metdédy step(). V nej je pri jej pociatoénej invokacii u prvého
agenta odoslana sprava cez broadcast o tom, ze je lidrom skupiny a vytvara teda Struktiru
s informéciami o hre.

V kazdom simula¢nom kroku agent po prijati vhemov zo serveru cez pldnovac¢ v rovnakej
metode pracuje na spracovani a ulozeni vnemov do vnitornych strukttar. Vnemy si objekty
triedy Percept a skladaju sa z ndzvu vnemu (job - tloha, charge - stav batérie atd.) a
parametrov. Pokial sa jednd o vnem definujici stav prostredia, ako informécie o predme-
toch v hre (Item), zadanych tlohdch(Job), rozmeroch hracej plochy a nabijacich staniciach,
reaguje na ne len lider skupiny, ktory ich zapisuje do objektu hry. Ak sa jedné o vnemy tyka-
juce sa individudlnych agentov (zruc¢nost, stav batérie...), st spracované a ulozené agentmi,
pre ktorych st urcené. Pokial agent nasiel uzol, odosiela lidrovi cez schranku spravu, ktora
obsahuje idaje o surovine, ktort je mozno v uzle tazit a tiez jeho polohu. Lider zdznam
o uzle vo forme instancie ResourceNode ulozi do struktiry hry. Vsetky triedy zastupujice
prvok hry (agent, tloha, predmet, hra, uzol) sa nachddzaji v baliku demo.gameelements
a implementuju rozhrania z Casti 5.2.1, ktoré definuju ich povinné metdédy vyuzivané pri
vypocte GA.

Po spracovani vnemov je potrebné previest predmety vyzadované tlohami na suroviny,
z ktorych su zlozené, kedze geneticky algoritmus pracuje len na trovni surovin. Predmety
vyssich trovni s len rekurzivne prechddzané smerom nadol, kym sa rekurzia nedostane k
predmetom na najnizsej trovni. Pri rekurzivnom zostupe stromovej struktiury predmetov
su tiez pre kazdy predmet vysSej arovne zaznamenavané role potrebné pre zlozenie tychto
predmetov. Suroviny a role st nasledne ulozené ako potrebné zlozky pre tispesné splnenie
danej ulohy.

Ked st ulozené vsetky potrebné data, metdéda step() musi predat planovacovi akciu
Action, ktori ma poslat na server. V prvom simula¢nom kroku si vygenerované ndhodné
suradnice miesta na mape, na ktoré bude agent cielit, kym nan nepride. Odosielané akcia
ma v tomto pripade parametre goto a stradnice daného miesta. Ak stav jeho batérie ale
klesne pod 30% (stav batérie a jej kapacita bola zistend z vnemov zo servera), agent pride
na najblizsiu nabijaciu stanicu a batériu bude dobijat akciou s parametrom charge. Pri
stave iplného nabitia sa opétf zaéni generovat ndhodné pozicie na mape, ktoré bude agent
nasledovat. Dolezité komunikac¢né elementy a ich vlastnosti si zobrazené v diagrame tried
5.1.

5.2 Geneticky algoritmus
Nasleduje popis implementa¢nych detailov genetického algoritmu. Predstavené st vstupy

algoritmu, ich format a vyznam. Dalej je popisans forma reprezentacie riesenia a pocitania
fitness funkcie. V poslednych castiach st analyzované témy postupu vypoctu, struktiry,
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ktoré st na vypocet vyuzivané, diagram tried zobrazujici vztahy medzi elementami prog-
ramu a sposob integrovania kniznice do JADE projektu.

5.2.1 Format vstupov

Pred zapocatim vypoctu je nutné prisposobit data forme kompatibilnej so vstupom GA.
Pre tento 1cel boli v baliku genalg.interfaces vytvorené a implementované rozhrania.
Vsetky obsiahnuté rozhrania nejakym spdsobom reprezentuji prvok hry MAPC 2018 a
vicsina z nich definuje format informécii, ktoré budu dolezité aj pri programovani hernej
logiky. Ziadne kalkuldcie navyse kvoli zaisteniu potrebnych dat pre vypocet GA nebudi
nutné. Rozhrania v podstate definuju, ktoré informéacie a v akom formate maju byt, aby
boli v siillade so vstupom algoritmu.

Rozhranie GAAgent definuje statické aj dynamické vlastnosti agenta. Z dynamickych
informécii musi agent drzat referenciu na hru, informécie o jeho predmetoch a ich pocte, jeho
aktualnej polohe, objeme nédkladu, rychlosti a zruc¢nosti. Tieto vlastnosti st dynamickymi,
lebo sa v Case menia (rychlost a zruénost sa menia vylepsovanim v hre). Medzi statické
vlastnosti patri rola agenta, ktora bude potrebna pri pocitani penalizacie za priradené role
k tilohe a maximéalna kapacita, ktord je taktiez v ¢ase nemenné.

GAGame vyjadruje vSeobecné informécie o hre, nezdvislé na agentoch. St tu defino-
vané tlohy, ku ktorym je planované priradit agentov pri dalSom spusteni evolicie, idaje
o najdenych uzloch zasob od vsetkych agentov daného timu, role a predmety, ktoré v hre
vystupuju a tiez diagonala hracej plochy pre ucely vypoctu vzdialenosti agentov od uzlov.

genalg n= interfaces
irterf sinterfaces zinterfaces
simterfaces GAGome 1 » e
GAResaurceMade N “
lat: Do uble '{’«lx hypotenuse :double leaflterns it
' = s Strin L T w . ;
lan : Dauble 1 9 allRoles: String [1.%] dutiesByRole int
: String rewvard ! int
1
]
sirterfaces | :
GAitem | wifterfaces
1
wolurne tint GAAgent
carriedlterns:int
role : String
lat: double ]
- lon: double
demo — gameelements S TravelAgent || — — {> loadhiax: int
load:int
speed rint
skill vint

Obr. 5.2: Diagram tried zobrazujici nutne implementovatelné rozhrania vstupov GA.
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Posledné 3 rozhrania GAItem, GAJob a GAResourceNode reprezentuju podla poradia
predmet hry, zadant tlohu a uzol s predmetmi. Predmet poskytuje len informaciu o svojom
objeme pre vypocet potrebnej kapacity agentov pre tlohu. Uloha musi vediet poskytnit
vysku odmeny za jej splnenie, typ a pocet vyzadovanych zakladnych predmetov a pre kazdy
predmet definuje, ktory musi kazda rola agenta vyrobit. Vztahy medzi rozhraniami a cast
ich implementécie do dema zobrazuje diagram tried 5.2.

5.2.2 Chromozdém

Jedinec je reprezentovany triedou Chromosome, ktorej hlavnymi vlastnostami st hodnota
fitness funkcie daného chromozému a jeho rieSenie. RieSenie je dané polom typu Integer,
kde index pola urcuje ¢islo agenta (kvoli tomu musia byt agenti usporiadani v struktire
zachovavajucej poradie). Hodnota na tomto indexe urcuje ¢islo ulohy, ku ktorej je agent
priradeny.

Metédou calculateFitness () je po vytvoreni objektu vypocitana hodnota fitness fun-
kcie tohto jedinca. Najprv je rieSenie prevedené z pola do struktury HashMap, ktord zaruci
konstantni casovi zlozitost 0(1) namiesto linedrnej 0(n) pri pristupe k agentom prirade-
nym k uréitej tlohe (obrézok 5.3).

agentset {0,1,2,3,4,5, 6, 71 jab assigned agents
job set {01, 2}

0= 1 2] 4

agent numbers 1 2 3 4 5 & 7
1T ™ 37
solution 200001 ol 2] 21

Obr. 5.3: Transformécia riesenia z jednorozmerného pola do reprezenticie HashMap.

Pre kazdu tlohu samostatne st nasledne vypocéitané penalizacie presne ako bolo popi-
sané v sekcii navrhu fitness funkcie 4.2.3. Prejdenim pola agentov priradenych k aktualne
spracivanej tlohe st prepocitané data, ktoré su Specifické pre dané riesenie - sticet zruc¢nosti,
nékladu, rychlosti a kapacity. Tiez si od predmetov vyzadovanych touto tlohou odpocitané
predmety vlastnené priradenymi agentmi. Tym je zisteny pocet stile potrebnych, ale aj pre-
bytoénych predmetov. Na zdklade tychto informécii st vypocitané ¢iastkové penalizacie, a
na konci spraveny podiel sumy odmien a sumy penalizacii pre vSetky tlohy.

5.2.3 Vypocet riesenia

Celd kédova cast evoluéného algoritmu (triedy reprezentujiice chromozém, krizenie atd.) sa
nachidza v baliku genalg. Pred zacatim vypoctu je mozné pomocou statickych setterov
poli v Evolution nastavit parametre vypoctu (velkost populdcie, pocet elit, typ krizenia,
a pod.). Prednastavené hodnoty boli ur¢ené na zéklade experimentov.

Vypocet je mozné spustit invokovanim statickej metddy calculate(), ktord ako para-
meter prijima zoznam agentov. Tento zoznam musi byt definovany typom List<GAAgent>
kvoli zachovaniu poradia agentov, kedZze na vystupe algoritmu budu agenti ¢islovani v po-
radi, v akom si na vstupe.
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Pred zahajenim samotného evoluéného cyklu st vypocitané data, ktoré pravdepodobne
nebude nutné pocitat v kazdom simulacnom kroku hernej logiky, a teda budu zistené len
pre ucely genetického algoritmu. Medzi tieto data patria vzdialenosti agentov k vsetkym
znamym uzlom, zoradenie agentov podla roli a pre kazdi rolu samostatne sa zisti informaécia,
pri kolkych procesoch tvorby predmetov musi byt pritomna v ramci vSetkych planovanych
uloh.

Nasleduje vytvorenie pociato¢nej postupnosti, ktorej typ je prednastaveny na generd-
tor heuristickej populacie HeuristicSolutionGenerator, avsak setterom evolucénej triedy
moze byt zmeneny na ndhodné generovanie RandomSolutionGenerator. Pri ndhodnom ge-
nerovani je pseudondhodnym generatorom vygenerované c¢islo indikujice ¢islo tlohy pre
kazdy index vektora riesenia. Tento proces je vykonany pre kazdého ¢lena pociatocnej po-
pulacie.

Heuristické generovanie je tiez zalozené na procesoch ndhodnych dejov, avsak pokial
je to mozné, priradi urc¢itt tlohu k agentovi, iba pokial rolu daného agenta dana tloha
stale potrebuje. Najprv je kalkulovana mapa, ktora priradi kazdej tlohe j pre kazdu rolu r
¢islo. Toto ¢islo indikuje idedlny pocet agentov s rolou r priradenych k tlohe j (blizsi popis
tejto Struktiry sa nachadza v navrhu populacie 4.2.4. Néasledne je pre kazdy index vektora
rieSenia vygenerované ndhodné ¢islo tlohy. Ak agent urceny indexom vektora vlastni rolu,
ktort ndhodne vygenerovana tuloha stale potrebuje, je tato tloha priradend na index tohto
agenta. Pocitadlo tejto role pre dant tlohu je znizené o hodnotu 1. Ak je rola nepotrebn4, je
generovand ind tloha a proces sa opakuje. Ak v zozname eSte negenerovanych 1loh zostala
uz len jedna polozka, je priradena na tento index a pokracuje sa nasledujicim indexom.

7 prvotnej populacie je vybrany taky objekt jedinca, ktory ma najvyssiu fitness hodnotu.
Ten je uloZeny ako doteraz najlepsie najdené riesenie, ktorého maji postupne v priebehu
vypoctu nahradzovat objekty s vyssimi fitness hodnotami.

V kazdom cykle tvorby novej generécie je na zac¢iatku pocet elitnych jedincov (implicitny
alebo urc¢eny parametrom) priamo presunuty do novej populdcie. Zo starej populdcie st
vybrani rodi¢ia k procesu kriZzenia metddou select() bud triedy TournametSelection, v
pripade vyberu na principe turnaja, alebo RouletteWheelSelection pre vyber na zaklade
rulety. Tato metdéda vrati jeden objekt typu Chromosome, ktory reprezentuje jedného z
rodicov pripusteného k procesu krizenia.

Rovnomerné krizenie je zastipené triedou UniformCrossover, ktorého konstruktor be-
rie ako parameter desatinné ¢islo g v intervale [0, 1] ur¢ujice, s akou pravdepodobnostou
bude pre potomka vybrany gén od rodica s vyssou hodnotou fitness. Tento proces sa opakuje
pre vSetky indexy vektoru potomka.

Ak bolo zvolené 1 alebo viacbodové krizenie, metdda cross() v triede PointCrossover
vygeneruje pocet bodov krizenia urcenych parametrom konstruktora triedy. Tieto body
oznacuju indexy, v ktorych sa rodicovské vektory rozdelia na stuvislé bloky ¢isel, ktoré buda
striedavo priradené k vektoru potomka na rovnaké indexy.

Po kazdom vytvoreni takéhoto vektora je s istou pravdepodobnostou vektor pripusteny
k procesu mutécie, v ktorom metéda mutation() vyberie nahodny index daného vektora
a nadhodné ¢islo ulohy. Ak sa tloha liSi od aktualnej dlohy na danom indexe, je hodnota
nahradend prave vygenerovanym ¢islom tlohy.

Po vytvoreni dostatoéného poc¢tu objektov Chromosome reprezentujicich potomkov st
tito potomkovia pridani do novej populécie, do ktorej boli v prvom kroku presunuti elitni
jedinci z predoslej generacie. Z novej generécie je opat vybrany jedinec s najvysSou fitness
hodnotou. Ak je jeho hodnota vyssia ako hodnota doteraz najdeného najkvalitnejSieho je-
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dinca, tento chromozém je povazovany za aktualne najlepsie rieSenie. Vztahy medzi triedami
algoritmu zobrazuje diagram tried 5.4.

AdditionalGAData ] Chromosome

‘I“'\lr . X -
totalDutiesByRale : int . fltﬂESiS-dl.TluhIe 0
generation salution : int[1.%]

agentsByRale:int

agentResProximity: Map [1..%] calculateFitness ()

—
bestSolution

1 1 1

) winterfaces
sinterfaces 1 Evolution 13 Crossover
Selection < o 1

: 1 gendize :int cross (3 int[1.%]
select ()1 int maxGenCount: int %
elitesize int r— ——
_____ rutation : double I |
I PointCrossover |

calculate )0 int[1.%]

|

|

| | RouletteWheelSelection pointCount: int
|

|

rutation ) |
1 |
— — TournamentSelection UniformCrossover J|
1 q:double
wimterfaces
SolutionGenerator
qenerate {3 int[1.%]
o 5o __
i |
HeuristicSolutionGenerator Random5olutionGenerator

Obr. 5.4: Diagram tried genetického algoritmu.

5.2.4 JADE integracia

Pre jednoduché integrovanie do systému zalozeného na framework-u JADE bol GA prog-
ramovany v jazyku Java s JDK 8. Prilozené paméitové médium obsahuje vytvoreni JAR
kniznicu, ktort je nutné vlozit do cesty classpath projektu. Néasledne je mozné vyuzi-
vat funkcie algoritmu sposobom popisanym v sekcii 5.2.3. Navody na opédtovné prelozenie
a spustenie demo aplikdcie a kniznice s genetickym algoritmom st obsiahnuté v siibore
README.txt prilozenom k projektu.

38



Kapitola 6

Experimenty

Podstatou experimentov bude zistit vlastnosti algoritmu na zaklade zvolenych parametrov
GA. Medzi vlastnosti algoritmu patri ¢asova narocnost a kvalita najdenych rieseni. Testo-
vané budu rézne druhy navrhnutych genetickych operdatorov ako aj parametre populacie a
fitness funkcie. Testovanie prebehne vo viacerych experimentoch, pricom kazdy z experi-
mentov pozostava z 20 behov programu. Boli zaznamenavané priemerné a najlepsie hodnoty
kazdého z behov.

Pokusy budi realizované na 2 scenaroch. Ulohou scendrov je zaruéit roznorodost dét,
na ktorych budu testované genetické operatory a parametre genetického algoritmu. Scenére
st zlozené z dat potrebnych pre vypocet algoritmu, ktoré st agentmi zozbierané zo servera
MASSim, pripadne dalej upravené podla potreby (napriklad predmety a role potrebné pre
splnenie tlohy). Experimenty budi teda vykonané na viacerych testovacich datach, a teda
budd moct byt skiimané vysledky pre r6zne mnoziny agentov, tloh a predmetov.

6.1 Scenar 1

Data pre tento scenar boli vygenerované serverom, ktory bol nakonfigurovany referené¢nym
stiborom SampleConfig-DivJobs.json prebranym z projektu MASSim ([3]). Nésledne boli
déta upravené podla popisu v sekcii 5.1.1. Charakteristikami tohto scenara je vyssi po-
cet agentov oproti nizkemu poctu tloh. Bez nasadenia vysledkov genetického algoritmu do
prostredia hry a jej vyhodnotenia je tazké povedat ¢i je pomer agentov, resp. ich roli do-
statoény na vykonanie danych iloh v rozumnom c¢ase. Tieto zavery budi vyhodnotené az
pri programovani samotnej logiky agentov.

Prva mnozina tdajov o scendri je definovand v tabulke A.1 v nasledujicom poradi:
identifikdtory agentov, ktor{ sa tcastnia vypoctu genetického algoritmu, ich role, zruc¢nost,
objem neseného ndkladu, maximélna kapacitou, zemepisnd $irka a dizka, predmety, ktoré
dany agent nesie spolu s ich po¢tom v tvare predmet=pocet.

V tabulke A.2 je mozné vidiet predmety (suroviny), pre ktoré boli po 20 simulaénych
krokoch komunikécie medzi serverom a agentmi tito agenti schopni néjst uzly, a teda ich
je mozné tazit. Tabulka v stipcoch podla poradia obsahuje hodnoty vyjadrujice nizov
predmetu, jeho objem, poradie uzlu zasob vzhladom k jednému predmetu, zemepisna sirka
a dlzka uzlu pre dany predmet.

Scenar dalej reprezentujt iidaje o tlohach v tabulke A.3, ku ktorym budu agenti prira-
deni. Uloha je identifikovand menom a obsahuje parametre ako odmena za jej vykonanie,
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druh predmetu a jeho pocet potrebny pre splnenie v tvare druh=pocet a dalej role spolu s
poctom predmetov, na ktorych vytvarani sa ma dand rola podielat v tvare rola=pocet.

Po presktimani tejto sady iidajov je mozné vyvodit zopar dodatoénych zaverov o scenari.
Predmetov i2 je eSte potreba vytazit v pocte 72, predmetov i0 je navyse o 24 a i3 o 10.
Predmety, ktorych vsetci agenti dohromady vlastnia viac, ako dané dlohy vyzaduju, buda
predstavovat vyzvu pre geneticky algoritmus (kedZe prebytok predmetov nie je zas tak
vyrazny). Ten sa agentov s danymi predmetmi musi pokusit priradit k tloham, ktoré ich
potrebuju tak, aby ich vSetky tlohy mali dostatok.

Experiment 1 Pri experimentovani s fitness funkciou a jej parametrami €, 7,7y (4.9) nie je
mozné porovnavat jednotlivé najdené riesenia pomocou vyslednej fitness hodnoty, nakolko
ta bude v priebehu tychto testov zavisla na tychto parametroch. Vysledky v experimentoch
¢. 1 a 2 budd teda vyhodnocované z pohladu samotnych predmetov a roli agentov, ktori st
k tlohdam priradeni a ich vzdialenosti k potrebnym uzlom so zdrojmi.

V prvom kole testovania budu vSetky parametre fitness funkcie nastavené na hodnotu
1, prehlad vsetkych parametrov genetického algoritmu v tomto kole je mozné vidiet v ta-
bulke 6.1. Vyjadrené st: pocet individui v populdcii, maximélny pocet generacii, pocet
elit, pravdepodobnost mutacie, princip vyberu rodicov, druh kriZenia, princip generovania
pociatocnej populdcie a parametre €,7, 7y (ich vyznam vysvetluje podsekcia 4.2.3).

indiv. | max g. | elite | mut | selection | crossover | initial | e¢ |7 | o
30 1000 3| 0.1 | tourn(5) | single point | random | 1| 1| 1

Tabulka 6.1: Parametre genetického algoritmu pre experiment ¢. 1.

Algoritmus bol s tymito parametrami spusteny 20-krat, pri¢om najlepsi vysledok z po-
hladu fitness funkcie dosiahlo rozdelenie:

e job0 + A20, A23, A17, A3, A27

e job2 « Al, A10, A12, A26

o job4 «— A21, A25 A24, A16, A18, A19, A7, A5, A8, A9, A28
e jobb « A22 A15, A2, A6, A4, Al1, Al4, A13

Priemerna fitness hodnota najlepsich jedincov najdenych v kazdej z 20 pokusov bola
144.873 a vicsina z nich bola ndjdend medzi 30.-100. iteraciou algoritmu, ¢o znamend prilis
rychlu konvergenciu. Hodnoty najlepsieho jedinca je mozno vidief v tabulke 6.2. Zaporna
hodnota v bunke hovori o pocte prebytoénych kusov konkrétnych predmetov alebo roli.
Kladna hodnota urcuje naopak pocet potrebnych kusov, pricom u predmetov je pridana
informacia o priemernom case prichodu k uzlom urcéenych pre tazenie konkrétnej suroviny
v tvare pocet/cas. Tabulka tiez obsahuje informécie o jednotlivych penalizdcidch a ich stucte
v rdmci jedného druhu penalizécie (role - rp, predmety - ip, ¢as - dp), resp. v rdmci jednej
ulohy. Vzorce pre vypocet penalizacii rp, ip a dp sa nachadzaji v popise ndvrhu fitness
funkcie 4.2.3.

Pri sledovani vyvoja populécie bolo pozorované, ze jedinci, ktori k nejakej tilohe nemaju
priradeného ziadneho agenta sa neobjavili ani v jednej generacii. Preto mozno dedukovat,
Ze pomer parametrov €, je nepodstatnym faktorom, a teda bude zachovany.
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jobO job2 job4 jobb
i0 -18 10/0.420 | -9 -7
i2 10/0.314 | -1 42/0.331 | 21/0.398
i1 22 14 0 34
i4 26 14 39 0
i3 -5 3/0.412 | -11 3/0.436
motorcycle | 0 -0.420 0.049 0.370
car 0.385 0 0.587 -0.972
truck -0.174 0.304 -0.130 0
drone 0.385 -0.231 0 -0.154 total pen.
ip 8.919 10.043 6.663 10.261 35.886
rp 6.7 3.5 6.9 3.75 20.85
dp 0.314 0.832 0.331 0.834 2.311
total pen. 15.933 14.375 13.894 14.845 59.047
total fitness 155.401, iteration 30

Tabulka 6.2: Vlastnosti najlepsieho riesenia 1. kola experimentov.

7 vysledného riesenia mozno pozorovat, ze typom penalizicie s najvyssim dopadom na
hodnotu fitness je penalizdcia predmetov. Predmety i0 si pomerne nevyvazené, nakolko
job0 ziadne nepotrebuje. Aj napriek tomu mé navyse 18 kusov, na rozdiel od job2, ktora
stale potrebuje 10 kusov. Pri il a i4 je predmetov celkovy nedostatok, a teda situacia je
pozitivna, kedZze ziadna z tloh ich nem& prevysujici pocet. O vyvazenej situdcii sa da
hovorit aj pri predmetoch i3.

Co sa tyka roli, situdcia je pomerne priaznivéa. Je to z toho dovodu, ze ziadnej tlohe
nechyba viac ako 1 kus z kazdej role. Nakolko agentov nie je mozné delif na Casti, desatinné
¢isla m6zu byt matuce, avsak keby st vysledky penalizacie za role zaokrithlené na celé ¢isla,
nebolo by si mozné vsimnit par zaujimavych anomalii. V tomto pripade napriklad presu-
nutie agenta s rolou car z jobb do job4 by rapidne znizilo penalizacia za role, kedze hodnota
pre car v job4 by sa zmenila na -0.413, a v jobb na 0.028. Tym by rozdiel nedostatkov tejto
role klesol z 0.587 na 0.028.

Experiment 2 Nasledovat bude pokus s upravenymi parametrami € a 7, ktorého tilohou
je docielit nizsi efekt rozlozenia roli medzi tlohy na fitness funkciu a naopak, dat prednost
rieseniam, ktorych vlastnené predmety sa najviac priblizuji predmetom potrebnym pre
splnenie uloh. Upravenie parametrov fitness funkcie je mozno vidiet na v tabulke 6.3.

indiv. | max g. | elite | mut | selection | crossover | initial € n |o
30 1000 3| 0.1 ] tourn(5) | single point | random | 0.5 | 0.5 | 1

Tabulka 6.3: Parametre genetického algoritmu pre experiment ¢. 2.

Najlepsie ohodnotenie v 50 behoch algoritmu dosiahlo riesenie:
e job0 + A20, A18, A3, A26, A28
e job2 «+ A23, A22 Al, A8, All

e job4 <+ A21, A24, A16, A15, A7, A5, A9, A12, A13, A27
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o job5 « A25 A17, A2, A19, A6, A4, A10, A14

Charakteristiky tohto jedinca zobrazuje tabulka 6.4. Porovnanie rieseni z hladiska vy-
sledku fitness funkcie nie je validné, nakolko boli v tomto pokuse zmenené parametre s
priamym vplyvom na spdsob jej pocitania.

Zlepsenie rozlozenia predmetov je evidentné, nakolko ip (item penalty) klesla z 35.886 na
29.623 (parametre segmentu fitness funkcie, ktord pocita ip zmenené neboli, takze vysledky
mozno porovnat). Jednym z dévodov takéhoto efektu je rovnomerné rozlozenie predmetu i0.
Na rozdiel od predoslého experimentu, pri takomto rozdeleni uz nie je vyzadovany ziadnou
tlohou. Situicia je o nieco horsia u i2, avsak rozdiel nie je tak citelny ako u predoslého
predmetu. Zdroj i4 zostava nezmeneny a mierne zlepsenie nastalo aj u i3, kde momentalne
v job0 chyba uz len 1 kus, oproti 6 spoloé¢nym kusom pre tlohy job2 a job5 z predoslého
pokusu. Zlepsenie tiez nastalo vo vzdialenosti k uzlom pre tazenie potrebnych predmetov
na 1.583. To je pochopitelné, nakolko potrebnych typov predmetov je v jednotlivych tlo-
héch mensi, tym padom nie je potrebné pripocitavat priemerny cas prichodu k uzlom pre
nepotrebné predmety.

Pri rolach sa situacia ocakavane zhorsila. Odlisne od predoslého experimentu, v tomto
modzeme vidiet nedostatky hned na viacerych miestach. Presun car z job2 do job4 by elimi-
noval penaliziciu znizenim potrebnych kusov z 0.587 na -0.174, truck z job5 do job4 tiez z
0.87 na -0.13.

Momentalne nie je mozné povedat, ktoré z nastaveni parametrov je lepsie a ktoré horsie,
pretoze kazdé z nich mdze byt vhodné na iny typ nastaveni samotnej hry. Kone¢né rozhod-
nutie o spravnosti parametrov bude mozno uzniest az po naprogramovani hernej logiky
agentov a experimentoch v prostredi samotnej hry.

jobO job2 job4 jobb
i0 -4 -7 -4 -9
i2 12/0.384 | -6 43/0.298 | 23/0.383
il 22 14 0 34
i4 26 14 39 0
i3 1/0.518 | -5 -6 0
motorcycle | 0 -0.42 | 0.049 0.37
car 0.385 -1 0.587 0.028
truck -0.174 0.304 | 0.87 -1
drone 0.385 -0.231 | 0 -0.154 total pen.
ip 9.595 4.516 | 7.658 7.854 29.623
rp 3.35 1.75 8.45 2.025 15.575
dp 0.902 0 0.298 0.383 1.583
total pen. 13.847 6.266 | 16.406 10.262 46.781
total fitness 196.147, iteration 38

Tabulka 6.4: Vlastnosti najlepsieho riesenia 2. kola experimentov.

Experiment 3 V Nasledujtcich experimentoch bude pouzity ruletovy vyber, ktory bude
nasledne porovnany s turnajovym vyberom s roznymi velkostami ucastnikov. Experimenty
s Ciselnymi parametrami fitness funkcie boli ukoncéené, preto je mozné vysledné riesenia
porovnavat na zdklade fitness hodnét.

Prvym zo série pokusov bude algoritmus s turnajovym vyberom, ktory na rozdiel od
predoslych experimentov bude obsahovat len 2 tcastnikov turnaja. Z toho plynie mensia
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Sanca, ze sa do suboja zapoja jedinci s vyssimi hodnotami fitness, ale diverzita populacie
bude stipat.

indiv. | max g. | elite | mut | selection | crossover | initial | e¢ |7 | o
30 1000 3| 0.1 ] tourn(2) | single point | random | 1 | 1| 1

Tabulka 6.5: Parametre genetického algoritmu pre experiment ¢. 3.

Najlepsi jedinec predstavuje rozdelenie:

e job0 « A25, A2, A19, Al4, A28

e job2 < A6, A7, A4, A26

e job4 «+ A21, A23, A22, A24, A16, A5, A8, A9, A12, A13, A27
e job5 « A20, A15, A18, A17, A3, Al, A10, All

Najkvalitnejsi jedinec z 20 behov mal fitness hodnotu 150.798, ¢o je skoro o 5 ¢isel nizsia
hodnota ako v experimente 6.1 pri pouziti 5 ucastnikov turnaja. Priemerna hodnota fitness
najlepsieho riesenia kazdého behu bola taktiez o nieco nizsia a jej hodnota bola 142.8064.
Vsetky potrebné tidaje o rieSeni st zobrazené na obrazku 6.1.

Co sa tyka konvergencie k lokdlnemu optimu, t4 bola podstatne rjchlejsia, nakolko
najlepsi najdeny jedinec bol znamy uz v 20. iteracii. Od pociatocného nahodného riesenia
bol najlepsi jedinec vylepseny celkovo 9-kréat, pricom zvysujica sa fitness hodnota najelit-
nejsieho jedinca je odzrkadlend aj priemerom fitness hodnoty celej populacie, kedze tieto
hodnoty stipaji spolocne s postupom iteracii.
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Obr. 6.1: Vylepsovanie elitného jedinca a sumy fitness celej populécie v priebehu iteracii s

nastavenim tourn(2).
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Experiment 4 V nasledujicom experimente bude ukézany opéf turnajovy vyber s po-
¢tom sutaziacich 14, ¢o je pri populacii s 30 ¢lenmi takmer polovica. Kedze medzi sebou
bude zapasit viac jedincov, pravdepodobnost, ze medzi nimi budu elitni jedinci, rastie. Oca-
kéva sa, ze diverzita populacie bude teda mensia (gény od elitnych jedincov budi sicastou
viacerych chromozémov), avsak elitné gény ostant zachované vo vicsej ¢asti populacie.

indiv. | max g. | elite | mut | selection | crossover | initial | e |7 | o
30 1000 3 0.1 | tourn(14) | single point | random | 1 | 1| 1

Tabulka 6.6: Parametre genetického algoritmu pre experiment ¢. 4.

Najlepsie ohodnotenym riesenim je rozdelenie:

e job0 < A20, A24, A16, A3, A27

e job2 «+ A7, A4, A5, A26

e job4 — A21, A23, A22, A25, A18, A19, A6, A8, A9, A12, A28
e job5 < Al5, Al17, A2, A1, A10, A11, A14, A13

S tymto nastavenim bol prekonany vysledok z predoslého experimentu, a dokonca aj z
experimentu 6.1, a teda rekord najlepsieho jedinca je urceny fitness hodnotou 157.378. Toto
riesenie bolo najdené po 87 iteraciach, v ktorych bol najlepsi jedinec vylepseny celkovo 15-
krat. Priemernd hodnota fitness najlepsich jedincov z kazdého behu bola taktiez vylepsena
na hodnotu 145.103 (obrazok 6.2).

137938 - 143414

130264

145000
1534141 152186
119356 1305885 115107 144 436
’ 144 994
125000 106.075 120 5397 157 B36
102 601 123345 132 001
- 100793 105 486
E 1DS.DBE 052 : 105215
= ’ 95731
=
94 477
85.00
157 93.065
718945
59.047
65.000
47.014
45.000
-3 7 17 27 37 47 57 a7 77 a7
iteration
—g— highest fithess average population fitness

Obr. 6.2: Vylepsovanie elitného jedinca a sumy fitness celej populécie v priebehu iteracii s

nastavenim tourn(14).
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Vysledok je o to zaujimavejsi, ze algoritmus zacinal s horsim elitnym jedincom pocia-
tocnej populacie ako v predoslom pripade, kedze najvyssia fitness hodnota bola na trovni
71.945. K tomuto faktu mohla prispiet vyssia priemernd fitness hodnota pociatoc¢nej popu-
lacie, ktora je vyssia priblizne o 6 bodov.

Experiment 5 V tomto experimente bude pouzity ruletovy vyber rodicov (6.7), v ktorom
bude sanca na vyber rodic¢a k procesu krizenia zavisiet na jeho hodnote fitness vzhladom na
sucet fitness hodndt vsetkych ¢lenov populdcie. Predpoklada sa teda, ze kvalitnejsi jedinci
budi mat vyssSiu Sancu predaf svoje gény na viac individui ako pri pouziti principu turnaja,
kde je proces vyberu jedincov k turnaju ¢isto nahodny.

indiv. | max g. | elite | mut | selection | crossover | initial | € |7 | o
30 1000 3 0.1 | roulette single point | random | 1 | 1 | 1

Tabulka 6.7: Parametre genetického algoritmu pre experiment ¢. 5.

Rozdelenie agentov u najlepsieho jedinca:

e job0 « A20, A23, A25, A15, Al

o job2 « A3, A6, A12, A26

o jobd « A24, A16, A17, A19, A5, A8, A9, A11, A13, A27, A28
e job5 « A21, A22, A18, A2, A7, A4, A10, Al4

Ruletovy vyber prekonal vysledky vsetkych doterajsich parametrov algoritmu. Priemer
fitness hodnét elitnych jedincov z 20 behov algoritmu bol 155.507, ¢o je prekonanie dote-
rajsieho rekordu o vyse 10 bodov. Najelitnejsi chromozém dosiahol hodnotu 163.592 v 676.
iterdcii (obrazok 6.3). Aj napriek tomu, Ze sa rieSenie od iterdcie 188 dlho nezlepsovalo, tento
sposob vyberu rodicov teda eliminoval tvrdé stagnovanie rieSenia po prvych par iteracidch.
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Obr. 6.3: Vylepsovanie elitného jedinca a sumy fitness celej populécie v priebehu iteracii s

ruletovym vyberom.

45



Treba brat do uvahy, ze ndhodné generovanie tivodnej populacie dokazalo vytvorit elit-
ného jedinca s vyssou fitness hodnotou ako v predoslom experimente a taktiez priemerna
kvalita rieseni v inicidlnej populacii je vyssia. Tym padom algoritmus pracoval s istou vy-
hodou oproti predoslému pripadu, to vSak nemeni ni¢ na fakte, ze toto riesenie bol schopny
vyrazne vylepsit.

Experiment 6 V dalsich pokusoch budii porovnavané vysledky algoritmu dosiahnuté
roznymi druhmi krizenia. V predoslych experimentoch bol pouzity 1-bodovy algoritmus,
ktory rozdeloval rodicovské chromozdémy na 2 casti. Skisané budi viacbodové a rovnomerné
krizenie.

Je vela miest, v ktorych mozno chromozém delit. Preto boli testované viaceré pocty
bodov krizenia, z ktorych najlepsie vysledky vykazovalo 4-bodové krizenie. Vysledky st
zobrazené nizsie.

indiv. | max g. | elite | mut | selection | crossover | initial | € |
30 1000 3 0.1 | roulette 4-point random | 1 | 1| 1

Tabulka 6.8: Parametre genetického algoritmu pre experiment ¢. 6.

Rozdelenie agentov v najlepSsom chromozéme:

e job0 <+ A20, A25, A3, Al14, A27

e job2 < A23, A2, A7, A12

e job4 «+ A21, A24, A16, A17, A19, A8, A9, A10, A11, A26, A28
e job5 «+ A22 A15, A18, A1, A6, A4, A5, A13
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Obr. 6.4: Vylepsovanie elitného jedinca a sumy fitness celej populédcie v priebehu iterécii so
4-bodovym krizenim.
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Ako je mozno vidiet z obrazka 6.4, hodnoty nie st az natolko odlisné od vysledkov
1-bodového krizenia z predoslého pokusu. Top jedinec z pociatocnej populécie je sice nizsie
ohodnoteny, spolu s priemerom celej populacie, ¢ize algoritmus mal v tomto pripade horsie
zacCiatocné predispozicie, ale dokazal vytvorif jedinca ohodnoteného 163.041 bodmi. To je
priblizne rovnaké troven ako pri 1-bodovom variante krizenia. Podobny vysledok dosiahol
aj v priemernej fitness hodnote najlepsich jedincov zo vsetkych 20 behoch programu, ktora
je na hodnote 156.423. V istom bode je mozné vidiet aj isty pokles priemernej hodnoty celej
populacie. To je ale pri generacnom modele tvorby novej populéacie ocakavany efekt.

Dlhodobé vylepSovanie rieSenia pocas iteracii ostalo zachované vdaka ruletovému vy-
beru, aj ked po 200 generaciach nastava jasny tpad. Pociatocné najlepsie riesenie riesenie
bolo vylepsené celkovo 22-krat.

Experiment 7 Dalsim druhom kriZzenia, ktory sa podrobi experimentom bude uniformné
(rovnomerné). V tomto experimente bude parameter krizenia ponechany na hodnote 0.5,
¢ize pravdepodobnost ziskania génu od oboch rodicov pre potomka bude rovnaka.

indiv | max g. | elite | mut | selection | crossover | initial | ¢ | n
30 1000 3| 0.1 | roulette uniform(0.5) | random | 1 | 1 | 1

Tabulka 6.9: Parametre genetického algoritmu pre experiment ¢. 7.

Rozdelenie agentov v najlepsom chromozéme:

e job0 « A20, A23, A25, A18, Al

e job2 « A6, A4, A12, A26

o job4 «— A22 A24, A16, A17, A7, A8, A9, A10, A13, A27, A28
e jobb « A21, A15, A2, A3, A19, A5, All, Al4
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Obr. 6.5: Vylepsovanie elitného jedinca a sumy fitness celej populécie v priebehu iteracii s
rovnomernym krizenim s parametrom 0.5.
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Z obrazku 6.5 mozno vidiet, ze pri priblizne rovnakej hodnote elitného jedinca z ndhodne;j
pociatoénej populécie ako v predoslom experimente algoritmus nedokézal dosiahnut lepsie
vysledky. Elitny jedinec bol vylepseny 18-krat, pricom jeho poslednou hodnotou je 160.975.
Pred findlnym zlepsenim v generacii 800 nebolo riesenie zlepSené vyse 600 generacii. Priemer
najkvalitnejsich rieseni zo vSetkyjch behov bol 154.09, co je tiez o nieco nizsia hodnota oproti
minulému vysledku.

Experiment 8 Poslednym experimentom s krizenim v tejto sekcii bude upraveny parame-
ter rovnomerného krizenia z predoslého pokusu na hodnotu 0.7 (tento parameter dosiahol
najlepsie hodnoty zo vSetkych testovanych okrem parametru 0.5). To znamena, ze pre kazdy
rodi¢ovsky gén je pravdepodobnost vyberu tohto génu z lepSie ohodnoteného rodica 70%.

indiv. | max g. | elite | mut | selection | crossover initial | e | n | o
30 1000 3| 0.1 | roulette uniform(0.7) | random | 1 | 1 | 1

Tabulka 6.10: Parametre genetického algoritmu pre experiment ¢. 8.

Rozdelenie agentov v najlepSom chromozdéme:

e job0 < A20, A25, A24, A17, A3

e job2 < A23, A2, A7, A12

e job4 +— A21, A22, A16, A15, A5, A8, A9, A10, A27, A26, A28
e job5 <+ Al18, A19, A1, A6, A4, A11, Al4, A13

Graf 6.6 zobrazuje najlepsieho jedinca spomedzi vsetkych behov s hodnotou 163.050,
néjdeného v generdcii 948. Vylepsenie top jedinca prebehlo celkovo v 16. generaciach, pricom
ziadna z nich nebola v intervale 53-705, v ktorom opét nastalo velké stagnovanie.
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Obr. 6.6: Vylepsovanie elitného jedinca a sumy fitness celej populécie v priebehu iteracii s
rovnomernym krizenim s parametrom 0.7.
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Pociatocnéd generacia mala takmer rovnaké vlastnosti ako v predoslom experimente.
Priemer najlepsich fitness hodnét spomedzi behov programu bol oproti pdvodnému nasta-
veniu parametra priblizne o 4 ¢isla nizsi s hodnotou 150.813.

Experiment 9 Poslednd sada experimentov sa bude zaoberaf parametrami priamo su-
visiacimi s populaciou, ako st tvorba pociatocnej populécie, pravdepodobnost mutécie,
velkost populécie, maximalny pocet generacii a pocet elitnych jedincov.

Teraz bude algoritmus testovany s doteraz najlepsie ohodnotenymi parametrami s tym,
Ze pri tvorbe pocdiato¢nej populacie bude pouzitd heuristika popisanad v navrhu 4.2.4. Sle-
dovany bude opat vyvoj najlepsieho jedinca a vlastnosti jednotlivych generacii.

indiv. | max g. | elite | mut | selection | crossover | initial | € | n
30 1000 3 0.1 | roulette 4-point heuristic | 1 | 1| 1

Tabulka 6.11: Parametre genetického algoritmu pre experiment ¢. 9.

Rozdelenie agentov v najkvalitnejSom najdenom chromozéme:

e job0 + A25, Al15, A18, A3, A26

e job2 «+ A23 A2 A7, Al2

e job4 «— A21, A24, A16, A17, A19, A6, A8, A9, A10, A13, A27, A28
e job5 « A20, A22, A1, A4, A5, Al1, Al4

Z grafu 6.7 je mozné vidiet, Zze pouzitie heuristiky pri tvorbe pociatocnej populacie
vyrazne znizilo pocet vylepseni top jedinca, v tomto konkrétnom rieseni na 5. Dévodom
je hlavne vysoka fitness hodnota najlepsieho potomka hned v 1. generacii, ktorda dosahuje
uroven 155.971 co je vyssie, ako findlne riesenia niektorych predoslych experimentov.
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Obr. 6.7: Vylepsovanie elitného jedinca a sumy fitness celej populécie v priebehu iteracii s
vytvorenim pociatocnej populicie za pouzitia heuristiky.
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Algoritmus v tomto pripade dokédzal ndjst nové najvyssie riesenie uz v 244 cykloch so
stagnovanim od 22. generacie. Jeho fitness hodnota je na trovni 165.127 bodov. Priemer
fitness elitnych jedincov z 20 behov algoritmu je 160.893, ¢o je v porovnani s minulymi
pokusmi velky skok vpred.

KedZze vsetci jedinci pociato¢nej generacie maju nizku penalizaciu za nedostatok roli,
v prvych par generaciach je ocakavany pokles priemernej fitness hodnoty jedincov v po-
pulacii. To je spbsobené tym, ze pri vacsine krizeni rodicov z pociatocnej populacie bude
porusené heuristické rozlozenie tychto roli medzi tlohy. Princip je podobny ako pri vytvoreni
nepripustného rieSenia znazorneného na obrizku 4.2.

Experiment 10 Na rozdiel od obvyklych hodnét pravdepodobnosti mutacie (1/n pri
poéte n chromozémov v populécii, resp. 0.001 pri n < 1000), bola podla predbeznych
vysledkov nastavena standardnéd hodnota 0.1 vyrazne vyssia. Najlepsie vysledky vsak boli
najdené pri pravdepodobnosti mutécie az 50%, zvysné hodnoty v tomto experimente boli
ponechané tie, ktoré dosiahli najlepsie vysledky (6.12).

indiv. | max g. | elite | mut | selection | crossover | initial | ¢ | n
30 1000 3 0.5 | roulette 4-point heuristic | 1 | 1 | 1

Tabulka 6.12: Parametre genetického algoritmu pre experiment ¢. 10.

Rozdelenie agentov v top najdenom chromozoéme:
e job0 + A20, A25, A18, A3, A26

e job2 «+ A23, A7, Ad, A12
e jobd + A21, A24, A16, A17, A19, A6, A8, A9, A10, A27, A28
e job5 « A22, A15, A2, A1, A5, All, Al4, A13
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Obr. 6.8: Vylepsovanie elitného jedinca a sumy fitness celej populécie v priebehu iteracii s
pravdepodobnostou mutédcie 50%.
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Pomocou spomenutej vysokej pravdepodobnosti mutacie bola nijdend nova rekordna
hodnota fitness jedinca 166.866. Velmi blizku hodnotu k optimu opét pontikla pociato¢na
heuristika, ktorej riesenie bolo bez vicsieho stagnovania upravované po 821. generaciu.
Paradoxne je priemerna hodnota fitness generécii vyrazne rozdielna od fitness hodnoty naj-
lepsieho jedinca v prislichajicej populacii na rozdiel od predoslych experimentov. Vysoka
pravdepodobnost mutécie tiez dosiahla novi najvyssiu hodnotu priemernej fitness hodnoty
najlepsich jedincov z 20 behov programu. T4 mé teraz hodnotu 164.698.

Experiment 11 V tomto experimente budu testované rézne kombinacie parametrov po-
pulacie ako je velkost populécie, pocet generdcii a elit. Zvysné parametre genetického algo-
ritmu sd nastavené podla najlepsich vysledkov z predoslych experimentov.

mut | selection | crossover | initial | € | n
0.5 | roulette 4-point heuristic | 1 | 1| 1

Tabulka 6.13: Parametre genetického algoritmu pre experiment ¢. 11.

Tabulka 6.14 zobrazuje podla poradia tdaje: pocet individui v populacii, maximélny
pocet generacii, pocet elitnych jedincov, najkvalitnejsieho jedinca ndjdeného spomedzi 20
behov, generdciu najdeného top jedinca, priemerni fitness hodnotu najlepsich jedincov vset-
kych behov a priemerny cas behu programu.

n | indiv. | max g. | elite | fittest | fittest g. | fittest avg. | avg. time[ms]
1 10 100 0 152.819 | 1 144.274 94

2 10 100 2 159.288 | 29 153.328 84

3 10 100 3 164.714 | 43 154.015 79

4 10 100 4 162.134 | 87 153.448 75

) 20 100 2 162.89 | 59 156.435 133
6 |20 100 6 163.249 | 77 158.15 116
7 120 100 10 160.826 | 33 156.576 98

8 |20 300 6 165.013 | 167 161.225 212
9 |20 500 6 166.167 | 498 161.925 310
10 | 20 1000 6 166.866 | 916 163.64 561
11 | 30 500 10 164.982 | 423 162.319 422
12 | 30 1000 10 166.333 | 940 163.749 749
13 | 30 5000 10 166.866 | 3019 164.889 3316
14 | 50 1000 16 166.116 | 928 164.001 1296

Tabulka 6.14: Vysledky testov viacerych parametrov genetického algoritmu v experimente
¢. 11.

V prvych 4 riadkoch bolo testované, ako vplyva pocet elitnych jedincov na vysledky al-
goritmu. Z nich je mozno odvodit, ze idedlny pocet elitnych jedincov sa pohybuje na hranici
33% velkosti populécie, nakolko pri 3 elitdch z 10 jedincov st vysledky najlepsieho jedinca
a priemeru tychto jedincov najlepsie. Pri 4 elitach sa vysledky zacinaju zhorsovat. Poziti-
Teéria poctu elit bola potvrdend aj v testoch s 20 jedincami v populdcii (5.-10. riadok),
kde boli vysledky najlepsie pri 6 elitdch. Po tomto 2-ndsobnom zvyseni jedincov populacie
nebolo mozné najst lepsieho jedinca, avsak priemernd fitness hodnota top chromozémov sa
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pohybuje na podstatne vyssej arovni. Tato vyhoda vsak prichadza za cenu casu, ktora je
takmer o 47% vyssia. S 20 jedincami v populdcii a 1000 iterdcidch zacal algoritmus davat
konstantne vyborné vysledky za cenu vyse pol sekundového vypoctu.

Po zvyseni velkosti populacie na 30-50 neboli vysledky vypoctu az tak rozdielne s ohla-
dom na fitness. Cas vypoctu je viak vysoko zéavisly na pocte individuf a generacii. Preto je
potreba otestovat algoritmus v redlnom scenari a vyhodnotit vysledky dosiahnutého vykonu
v prostredi hry.

Pre zaujimavost je zobrazené rozdelenie agentov v najlepsom dosiahnutom rieseni z
tychto testov:

e jobO « A20, A25, A18, A3, A26

o job2 « A23, A7, A4, A12

e job4 «+ A21, A24, A16, A17, A19, A6, A8, A9, A10, A27, A28
e jobb « A22 A15, A2, Al, A5, All, Al4, A13

Pocet prebyto¢nych/potrebnych roli, predmetov, priemernych ¢as prichodu k ich uzlom
a penalizacie z toho plynuje st zobrazené v tabulke 6.15.

jobO job2 job4 jobb
i0 0 3/0.448 | -20 -7
i2 7/0.324 | -1 45/0.350 | 21/0.377
il 22 14 0 34
i4 26 14 39 0
i3 1/0.482 | -5 -6 0
motorcycle | 0 -0.42 0.049 0.37
car 0.385 0 0.587 -0.972
truck -0.174 0.304 -0.13 0
drone 0.385 -0.231 0 -0.154 total pen.
ip 8.378 7 6.977 9.804 32.159
p 6.7 3.5 6.9 3.75 20.85
dp 0.806 0.448 0.35 0.377 1.981
total pen. | 15.884 | 10.948 | 14.227 13.931 54.99
total fitness 166.866, iteration 916

Tabulka 6.15: Vlastnosti najlepsieho riesenia 11. kola experimentov.

6.2 Scenar 2

Data z aktudlneho scendra boli vygenerované serverom, ktorého konfiguracia sa nachadza
v stibore SampleConfig-ManyItems.json prevzatom z GitHub-u projektu MASSim ([3]). V
tomto scenari bude testovany mensi pocet agentov aj uloh. Zdkladnych predmetov je ovela
viac. Preto bude zaujimavé sledovat, ako si s nimi geneticky algoritmus poradi. Agenti tiez
mozu niest fubovolné mnozstvo druhov predmetov na rozdiel od scenara ¢. 1, kde bol pocet
obmedzeny na 1.

Popis agentov, surovin a tloh obsahuju tabulky podla poradia B.1, B.2 a B.3, ktorych
format je rovnaky ako v predoslom scendri. Data boli ziskané po 15 simula¢nych krokoch
hry a nasledne boli upravené.
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Experiment 12 V tomto experimente bude vykonany test vykonu algoritmu. Kedze sa
v scendri ¢. 2 nachddza 2-krat mensi pocet agentov a o jednu tlohu menej, skimané budu
dosahované casy s rovnakymi nastaveniami parametrov algoritmu ako v predoslom experi-
mente (6.13).

V porovnani so scendrom ¢. 1 si casové hodnoty priblizne rovnaké (6.16). Pri istych
hodnotach parametrov je namerany ¢as v prospech druhého scenara, pri inych zase je o
péar milisekind lepsi algoritmus pre predosly scenar. O badatelnejsom ¢asovom rozdiele sa
dé hovorit pri véicsej velkosti populécie a vySsom pocte generacii. Napriklad v riadkoch 13
a 14 st aktualne vacsie o priblizne 700 a 500 milisekind, ¢o je paradoxné vzhladom na
mensi pocet agentov a tloh tohto scenara. Svoju tlohu pri vypoctoch zohrava spracovanie
predmetov, ktorych je v tomto nastaveni podstatne viac.

n | indiv. | max g. | elite | fittest | fittest g. | fittest avg. | avg. time[ms]
1 10 100 0 68.05 0 66.034 105
2 |10 100 2 68.05 16 67.491 93

3 |10 100 3 68.05 1 68.743 87

4 |10 100 4 68.05 1 68.342 81

5 |20 100 2 68.05 30 67.822 143
6 | 20 100 6 68.05 15 67.9 130
7 |20 100 10 68.05 0 67.776 102
8 120 300 6 68.05 12 68.003 242
9 |20 500 6 68.05 140 68.023 361
10 | 20 1000 6 68.05 183 68.044 653
11 | 30 500 10 68.05 43 68.037 490
12 | 30 1000 10 68.05 8 68.417 935
13| 30 5000 10 68.05 9 68.05 4147
14 | 50 1000 15 68.05 12 68.05 1777

Tabulka 6.16: Vysledky testov viacerych parametrov genetického algoritmu v experimente
¢. 12.

Pocet moznych kombinécii v tomto scenari je 3'* = 4,782, 969. To znamena, 7e je mozné
v rozumnom case dostat optimalny vysledok pouzitim brute force algoritmu, ktory ukazal,
7e najlepsie mozné priradenie agentov mé hodnotu fitness 68.05. Co sa tyka vysledkov
fitness funkcie, aspon jeden z dvadsiatich behov programu dokazalo pre kazdé nastavenie z
tabulky 6.16 najst optimélne riesenie, ktoré reprezentuje nasledujice rozdelenie:

e jobl « A25 A2 A20, A16
o jobd « A24, A28, A3, Al, A4, All, A12
e job3 « A23, A21, A22

Vlastnosti uvedeného rozdelenia, st zobrazené v tabulke 6.17. VSetkych predmetov je
celkovy nedostatok, s vynimkou i8 a ill, ktoré vsak maji nepriaznivé rozdelenie medzi
agentov (jeden agent ich m4 prili§ mnoho, preto ich nie je mozné distribuovat medzi viaceré
tilohy). Co sa tyka rolf je jasné, Ze akykolvek presun agentov s inymi rolami medzi tilohami
by sposobil vyssiu penalizaciu rp. Vzdialenost k uzlom tentokrat zohrava vyssiu uroven ako
v predoslom scendri, kedze jeho dp penalizacia tvori vyse polovicu hodnoty penalizicie rp.
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jobO job4 job3
i0 4/0.462 | 20/0.388 | 0
i2 11/0.240 | 18/0.209 | 4/0.211
i1 11 24 8
i12 4 11 4
i11 -8 -1 7/0.422
i10 6/0.461 | 18/0.313 | 8/0.508
i8 0 10/0.219 | -30
i7 5 0 5
i9 3/0.298 | -3 5/0.284
i4 7/0.200 | 4/0.244 | 0
i3 0 0 2/0.298
i6 6/0.196 | 23/0.184 | 5/0.226
i5 5/0.596 | 21/0.480 | 3/0.653
motorcycle | 0 -0.143 0.143
car 0.378 0 -0.378
truck -0.094 0.415 -0.321
drone 0.185 -0.185 0 total pen.
ip 16.259 46.571 12.654 | 75.484
rp 6 5.9 2 13.5
dp 2.452 2.038 2.601 7.091
total pen. 24.711 54.109 17.255 | 96.075

Tabulka 6.17: Vlastnosti najlepsieho riesenia 13. kola experimentov.

Experiment 13 V poslednom experimente porovname vysledky algoritmov s principom
turnaja a principom rulety z hladiska vypoctového ¢asu. Do turnaja bude zapojenych vzdy
7 hracov, nakolko algoritmus pre tento pomer ucastnikov a velkosti populacie dosiahol
najlepsie vysledky v predoslych pokusoch.

Obrazok 6.9 zobrazuje rozdiely v ¢asovej narocnosti tychto dvoch principov vyberu.
Jasné rozdiely nastavaju az pri vysSom pocte generécii a viacsej velkosti populdcie. Turna-
jovy vyber mal v predoslych experimentoch horsie vysledky z podhladu dosiahnutej prie-
mernej fitness hodnoty. Preto je potreba zvazit ¢i uSetrené milisekundy stoja za marginalne
horsie dosiahnuté riesenie.

6.3 Zhodnotenie

V celkovo 13-tich experimentoch bol GA testovany na 2 scenaroch, ktoré boli reprezentované
détami zo simula¢ného prostredia hry. Kazdy z experimentov bol vykonany 20-krat, pricom
boli sledované priemerné aj najlepsie hodnoty.

Prvy zo scendrov obsahoval 3 druhy surovin, 28 agentov a 4 tlohy, ku ktorym mal
algoritmus na zaklade dostupnych dat tychto agentov priradit s ohladom na efektivitu ich
rieSenia. Pre prilis velké mnozstvo existujicich moznosti riesenia je tazké povedat, ako blizko
bol algoritmus k najdeniu optiméalneho riesenia. Top jedinec z celého experimentalneho
setu pre tento scenar dosiahol hodnotu fitness 166.866 bodov v 1 z 20 behov programu
v experimente ¢islo 6.1 s parametrami zobrazenymi v tabulke 6.12. Na tomto vysledku,
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ktory vyrazne vycnieval z ostatnych mala velky podiel heuristika aplikovand pri tvorbe
pociatocnej populacie, ako aj vysoka pravdepodobnost mutécie.

Co sa tyka ¢asu vipoctu, ten najviac zavisi na éiselnych parametroch genetického algo-
ritmu ako velkost populécie, pocet generacii a elitnych jedincov. Spolu s hodnotou tychto
parametrov ale stiipala aj priemerna kvalita ndjdenych rieseni. V referenénych nastaveniach
servera je priestor agenta na odoslanie akcie na server 4 sekundy, ¢o je hodnota vyssia tak-
mer o 700ms, ako priemernd hodnota namerana pri 50 jedincoch v populécii, 15 elitach a
1000 generaciach. Pri tychto nastaveniach daval algoritmus konstantne solidne vysledky.

Druhy scenér disponoval 11 typmi predmetov, 14 agentmi a 3 llohami. Vdaka mensiemu
poctu existujucich kombindacii bolo mozné brute force algoritmom zistit, Ze najlepsie riesenie
ma 68.05 fitness bodov. Tohto jedinca sa podarilo vytvorit minimédlne v 1 z 20 behov
programu pri vSetkych kombinécidch 3 parametrov GA v experimente 6.2.
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Obr. 6.9: Porovnanie priemerného ¢asu vypoctu s pouzitim roéznych gen. parametrov medzi
ruletovym a turnajovym vyberom so 7 ucastnikmi v scenari ¢. 2.

Casovo algoritmus v tomto pripade zaostava za scenarom ¢. 1. Toto je odévodnené vy-
sokym narastom poctu predmetov, aj napriek 2-krat mensiemu poc¢tu agentov. Pri mensich
hodnotéch parametrov GA boli rozdiely marginalne, s ich ndrastom sa vsak rozdiel vypoc-
tovych casov zvysSoval. Pri 30 ¢lenoch 5000 generacii s 15 elitami ¢as prevysoval spomenuté
4 sekundy, v tomto pripade to vsak nehra velka rolu, nakolko pri inych parametroch algorit-
mus déva akceptovatelné vysledky s ovela nizSou ¢asovou naroc¢nostou. Vplyv typu selekcie
na cas kalkulovania ma zanedbatelny efekt.
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Kapitola 7

Zaver

Tato praca sa zaobera implementéiciou genetického algoritmu a jeho aplikiciou na problém
tvorby multiagentovych koalicii. Algoritmus bol aplikovany na konkrétny problém tvorby
koalicii v hre MAPC 2018, v ktorej je zakladom tspechu spoluprica agentov v ramci timu.
Implementéacia je rozdelend do dvoch ¢asti - demo aplikacia a samotny GA. Demo aplikicia
bola vytvorena na tucely zbierania dat z prostredia hry, ktoré je simulované na serveri MAS-
Sim. Stucastou dema st dalej agenti, ktori so serverom komunikuju a ukladaji si informécie
o sebe a svojom prostredi. Tieto informécie st odoslané na vstup genetického algoritmu,
ktory sa na ich zdklade pokisa najst optimélne riesenie problému priradenia agentov do
koalicii.

Hlavnym bodom prace bol navrh fitness funkcie hodnotiacej kvalitu ndjdenych riesen.
Zadané ulohy vyzaduju pre ich splnenie predmety, ktoré st schopné vyrobit agenti s ur-
¢itymi rolami. Na vyrobu tychto predmetov st vyzadované suroviny tazené v zdrojovych
uzloch. Preto bola hodnotiaca funkcia rozdelend na 3 casti: role agentov priradenych ku
konkrétnej tlohe, suroviny vlastnené tymito agentmi a ich vzdialenost od uzlov. Nakolko
nie je jasné, v akom pomere maji vplyvat tieto 3 casti na vysledok fitness funkcie, boli k
nim pridané nastavitelné parametre €, a o, ktoré mozno korigovat vzhladom na vysledky
dosiahnuté v hrach po naprogramovani hernej logiky. Na tvorbu pociato¢nej populécie bola
vytvorena heuristika, ktora minimalizuje penalizaciu fitness funkcie za nedostatok urcitych
roli priradenych agentov. Zvysné casti genetického algoritmu boli navrhnuté podla znamej
tedrie a su taktiez predmetom experimentov.

V experimentoch si testované 2 scenare s roznymi vlastnostami a poctami agentov,
iloh a existujicich predmetov. Cielom prvého scendra je otestovat vlastnosti algoritmu
na velkom pocte agentov a uloh. Overena bola funkcionalita parametrov e a 7, kedze ich
znizenie podporilo preferenciu zohladnenia vlastnenych predmetov oproti rolam. Co sa tyka
selekcie, ruletovy vyber dosiahol vyrazne lepsie vysledky oproti turnajovému s viacerymi
velkostami ic¢astnikov turnaja. Medzi réznymi druhmi krizenia nebolo mozné vo vysledkoch
badat velky rozdiel, ale naopak kltic¢ovou bola vyssia pravdepodobnost mutacie.

Druhy scenar bol navrhnuty tak, aby bolo jeho optimalne rieSenie mozno najst v rela-
tivne kratkom case brute force algoritmom, nakolko obsahuje 2-krat mensi pocet agentov
oproti predoslému scendru a len 3 tlohy. GA v tomto pripade nasiel top riesenie v kazdej
z testovacich sad, ktoré pozostévali z 20 behov. Cas potrebny na vypocet bol v tomto sce-
néri o niec¢o vyssi kvoli vyssiemu poctu existujicich surovin, avsak stale v rdmci tolerancie
vzhladom na zvolend velkost populécie, pocet generacii a elitnych jedincov.

Co sa tyka prinosu préce, bola v nej ukdzana moznost riefenia rozsiahleho problému ako
je formovanie koalicii v hre MAPC 2018. Komplexnost v tomto pripade spocivala vo velkom
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pocte faktorov, ktoré moézu vplyvat na kvalitu riesenia, a kvoli ktorym bola fitness funkcia
rozdelena na viac segmentov. Priestor na dalsiu pracu sa nachidza hlavne v oblasti hernej
logiky, ktora by implementovala ¢innost agentov potrebni pre dspech v kompetitivnom
prostredi. Je potreba, aby si agenti zvladali delit ¢iastkové procesy potrebné na splnenie
uloh, stavali zariadenia na generovanie bodov do celkového skore a vyuzivali celé spektrum
prostriedkov, ktoré hra pontka.

Vo veci vylepsenia genetického algoritmu by zaujimavou témou na spracovanie bolo po-
rovnanie aktualneho a paralelného riesenia, v ktorom by agenti spolupracovali na vytvoreni
pozadovanej koali¢nej struktiry. Predpokladd sa, ze po vykonnostnej strdnke by paralelné
rieSenie nebolo idedlne kvoli rézii spojenej s komunikaciou agentov, avsak pri rozdeleni
populédcie na ostrovy by mohli byt zmiernené uc¢inky konvergencie riesenia k lokdlnemu
optimu.
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Priloha A

Data pre scenar experimentov ¢. 1

n | name role skill | load | mLoad lat lon carried
1] A21 car 8 7 150 | 48.85559 | 2.36993 | i0=1
2 | A20 car 8 126 150 | 48.85063 | 2.36718 | i2=14
3| A23 truck 10 168 300 | 48.84728 | 2.36579 | i3=24
4| A22 car 8 140 150 | 48.83727 | 2.37083 | i0=20
5| A25 truck 10 45 300 | 48.86413 | 2.37057 | i2=5
6 | A24 truck 10 266 300 | 48.86734 | 2.36809 | i3=38
7| Al6 car 8 133 150 | 48.83261 | 2.37489 | i0=19
8 | Alb car 8 18 150 | 48.82664 | 2.38244 | i2=2
9 | Al8 car 8 35 150 | 48.82842 | 2.37884 | i3=5

10 | A17 car 8 126 150 | 48.82827 | 2.37252 | i0=18

11 | A2 drone 1 9 25 | 48.83816 | 2.32175 | i2=1

12 | A3 drone 1 14 25 | 48.82682 | 2.33135 | i3=2

13 | A19 car 8 119 150 | 48.82827 | 2.37252 | i0=17

14 | Al drone 1 9 25 | 48.83816 | 2.32175 | i2=1

15 | A6 motorcycle 6 42 70 | 48.82742 | 2.33517 | i3=6

16 | A7 motorcycle 6 49 70 | 48.84211 | 2.3676 | i0=7

17 | A4 drone 1 9 25 | 48.83816 | 2.32175 | i2=1

18 | A5 motorcycle 6 63 70 | 48.84211 | 2.3676 | i3=9

19 | A8 motorcycle 6 7 70 | 48.82664 | 2.38244 | i0=1

20 | A9 motorcycle 6 18 70 | 48.82664 | 2.38244 | i2=2

21 | A10 motorcycle 6 21 70 | 48.82586 | 2.34582 | i3=3

22 | A12 motorcycle 6 28 70 | 48.82715 | 2.36745 | i0=4

23 | All motorcycle 6 45 70 | 48.82616 | 2.35668 | i2=5

24 | Al14 car 8 140 150 | 48.82616 | 2.35668 | i3=20

25 | A13 car 8 91 150 | 48.83727 | 2.37083 | i0=13

26 | A27 truck 10 18 300 | 48.87409 | 2.35692 | i2=2

27 | A26 truck 10 91 300 | 48.85063 | 2.36718 | i3=13

28 | A28 truck 10 28 300 | 48.84211 | 2.3676 | i0=4

Tabulka A.1: Identifikdtory agentov spolu s ich parametrami danymi scendrom ¢. 1.
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resource | volume | n lat lon

i0 71 11]48.84182 | 2.30902

i2 9| 1| 48.87517 | 2.36395

3 7 1 | 48.87721 | 2.337222
2 | 48.89594 | 2.38247

Tabulka A.2: Informécie o predmetoch a uzloch zasob, z ktorych je ich mozné tazit pre
scenar ¢. 1.

jobO job2 job4 jobb
reward 2061 1321 3412 2382
i2=26 i0=14 i0=40 i0=26
needed items i1=22 il=14 i2=49 i2=30
i4=26 i4=14 i4=39 i1=34
i3=21 i3=19 i3=41 i3=29
car=26 truck=15 car=>50 car=33
needed roles | truck=21 | motorcycle=16 | truck=33 motorcycle=24
drone=9 | drone=>5 motorcycle=41 | drone=12

Tabulka A.3: Ulohy,
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Priloha B

Data pre scenar experimentov ¢. 2

n | name role skill | load | mload lat lon carried

1 | A23 truck 10 148 300 48.8695 | 2.35431 | i10=2 | i8=23
2 | A25 truck 10 112 300 48.87776 | 2.35115 | ib=4 i11=16
3 | A24 truck 10 230 300 48.87374 | 2.3631 | i11=18 | i9=14
4 | A28 truck 10 124 300 48.87374 | 2.3631 | i3=12 | i4=8

5 | A2 drone 1 5 25 48.82567 | 2.35516 | i6=1 -

6 | A3 drone 1 5 25 48.82372 | 2.3006 | i10=1 | -

7 | Al drone 1 6 25 48.85226 | 2.37364 | i8=1 -

8 | A4 drone 1 0 25 48.82567 | 2.35516 | - -

9 | A21 car 8 12 150 48.87383 | 2.35837 | i6=1 i0=1
10 | A20 car 8 74 150 48.86574 | 2.36933 | i0=2 i10=12
11 | A22 car 8 82 150 48.84581 | 2.3673 | i8=11 | i5=2
12 | A16 car 8 38 150 48.86574 | 2.36933 | i9=1 i3=4
13 | Al1 motorc. | 6 43 70 48.84211 | 2.3676 | il0=5 | i8=3
14 | A12 motorc. | 6 34 70 48.84211 | 2.3676 | i0=2 i10=4

Tabulka B.1: Identifikdtory agentov spolu s ich parametrami danymi scenarom ¢. 2.
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Tabulka B.2:

scenar ¢. 2.

Tabulka B.3: Ulohy7 odmeny za ich splnenie, potrebné predmety a role pre scenar ¢. 2.

resource | volume | n lat lon
6 1 | 48.86724 | 2.37933
2 | 48.83989 | 2.37488
i0 7 1 | 48.83496 | 2.39215
10 5 1 | 48.83634 | 2.39324
2 | 48.82318 | 2.30232
i8 6 1 | 48.87498 | 2.3669
i5 8 1 | 48.82545 | 2.31892
ill 5 1 | 48.86243 | 2.39391
9 10 1 | 48.83268 | 2.32016
2 | 48.85724 | 2.33848
i3 7 1 | 48.86671 | 2.38171
i4 5 1 | 48.87256 | 2.37387
i2 9 1 | 48.84882 | 2.36206

Informécie o predmetoch a uzloch zasob, z ktorych je ich mozné tazit pre

jobl job4 job3
reward 1621 3646 1271
car=22 truck=32 car=15
needed roles | truck=12 | drone=38 truck=9
drone=16 | motorcycle=26 | motorcycle=2
i7=5 i1=24 i8=4
i4=7 16=23 i7=5
i10=18 i5=21 i10=10
i6=T7 i0=22 i6=6
i2=11 i12=11 i2=4
. il=11 i2=18 i1=8
needed items 9=4 911 9%
i3=4 i3=12 i3=2
i11=8 i8=14 i11=7
i12=4 i11=17 i12=4
i5=9 i4=12 i5=5
i0=6 i10=28 i0=1
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Priloha C

Obsah CD

e dp.pdf - text diplomovej prace

e tex/ - zdrojové kédy pre text DP

e src/ - programova cast DP

e src/demoproject - zdrojové, konfiguraéné a spustitelné sibory demo aplikacie
e src/gaproject - zdrojové stibory a kniznica genetického algoritmu

e [ib/ - kniZnice potrebné pre preklad a spustenie demo aplikédcie

e README.txt - sibor s ndvodom na preklad a spustenie
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