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Anotace

Hlavnim cilem této teze je popsani metody rozhodovacich stroml v ramci
strojového uceni a jeji aplikace pro predikci zpozdéni letd. Ktomu je vyuZito
algoritmu CART rozsifeného o gradient boosting za pomoci nové Python knihovny

CatBoost, a dalsich bézné vyuZivanych knihoven Scikit, Pandas a matplotlib.

Annotation

Title: Prediction of flight delays using machine learning

The main goal of this thesis is to describe the decision tree method within machine
learning and its application for predicting flight delays. To this end, the CART
algorithm is utilized, enhanced with gradient boosting with the help of the new
Python library CatBoost, along with other commonly used libraries such as Scikit,

Pandas, and matplotlib.
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1 Uvod

Zpozdéni leti mulZe mit dalekosahlé ekonomické dopady. Ze schopnosti
predpovédét zpozdéni leti mohou mit prospéch vsichni ucastnici tohoto procesu.
Zvysi se spokojenost cestujicich, ktefi si mohou 1épe rozvrhnout sviij cas, rizeni
letiSté bude schopno lépe planovat své logistické operace a letecké spolecnosti
mohou optimalizovat sviij provoz. Tim vSak nejdtlezitéjSim faktorem jsou penize.
Zpozdéni letl stoji kazdy rok miliardy americkych dolar, a tak kazda c¢innost,
ktera muiZe prispét k jejich snizeni je velmi dtlezita. (Ball et al., 2010)

Cilem této prace je popsat problematiku zpozdéni leti a vytvorit predikéni
model za vyuziti dostupnych dataseti. Na zakladé ¢lanku (Tang, 2021) byl pro
piredpovéd zpozdéni letd zvolen algoritmus rozhodovacich stromt, ktery byl

v pribéhu této prace rozsiren o gradient boosting z Python knihovny CatBoost.



2 Teoreticka cast

2.1 Uvod do problematiky zpozdéni letu

2.1.1 Finan¢ni dopady zpoZdéni leta

Béhem minulého stoleti letecké spolecnosti vyrostly zobycejnych
posStovnich dopravci do intelektualné zajimavych spolecnosti. Letecky primysl je
velmi kompetetivni, dynamicky a ma v sobé hodné ndhodnych parametrt, z ¢ehoz
poté vznikaji nejistoty. Jednou ztéchto nejistot je zpoZdéni letu, ke kterému
prispiva velké mnozstvi faktort, jako je Spatné pocasi, fyzikalni zakony, zpozdéné
prilety a problémy spojené s posadkou. (Khaksar, A.2017)

Podle studie (Ball, M., Barnhart, C., and Drenser, M., 2010) je zpoZdéni
vleteckém primyslu vazny a rozsahly problém ve Spojenych statech. Stale se
zvySujici letova zpozdéni vyznamné zatéZuji cestovni systém Spojenych statli a
stoji aerolinky, cestujici a lidskou spole¢nost mnoho miliard dolart kazdy rok.
Podle odhadu tymu, ktery stoji za Total Delay Impact Study (Ball et al., 2010) byly
celkové naklady spojené se zpozdénimi v letecké dopravé Spojenych statii v roce

2007 32,9 miliard americkych dolar.

2.1.2 Priciny zpoZdéni leti
Za zpozdény je podle amerického uradu pro transportacni statistiky (BTS,

n.d.) povaZovan let, ktery priletél do cilové destinace o 15 minut nebo déle nez

bylo planovano.



On Time: 76.72%
@ Air Carrier Delay: 7.61%
Weather Delay: 0.75%
Mational Aviation System Delay: 4.93%
@ Security Delay: 0.06%
@ Aircraft Arriving Late: 6.99%
Cancelled: 2.71%
@ Diverted: 0.24%
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Obrdzek 1: Priciny zpoZdeéni letii v roce 2022
Zdroj: (BTS.gov, n.d.).

Podle dat BTS (Bureau of Transportation Statistics) za cely rok 2022
priletélo na Cas 76,72% vSech letd, respektive se zpoZzdénim mensim nez 15 minut.

Nejcastéjsi pricina zpozdéni letl byla Air Carrier Delay (7,61%), coz podle
BTS znamena zpozdéni, nad kterym dopravce nema Kkontrolu. Radi se mezi né:
CiSténi letadla, poSkozeni letadla, ¢ekdni na navazujici spoj cestujicich nebo
posadky, naloZeni zavazadel a jiného ndkladu, kolize s ptactvem, catering -
zpozdéni spojené s obstaranim jidla, problémy s vypocetnimi zarizenimi, vypadek
proudu, zdkonem narizeny odpocinek posadky, poskozeni nebezpecného nakladu,
technicka inspekce, dopliiovani paliva, pé¢e o handicapované pasazéry, pozdni
prichod posadky, servis zachodi, udrzba, preprodeje - prodani vice listkli nez je
mist vletadle, servis pitné vody, vyvedeni neukaznénych cestujicich, pomalé
nastoupeni nebo usazeni pasazérd, ukladani priru¢nich zavazadel, vahova a
rovnovahova zpozdéni - zpozdéni, kdy se z diivodu bezpecnosti musi rovnomérné
rozmistit naklad nevyvazeného letadla z diivodu bezpecnosti. Samoziejmé miiZe
nastat i nékolik takovychto necekanych komplikaci soucasné.

Na druhém misté je pak pozdni prilet letadla (6,99%). Hlavni problém
tohoto typu zpoZdéni je ten, Ze tim miZe vzniknout dominovy efekt, kdy i na kazdé

dalsi letisté toto letadlo prileti pozdé. Tomuto dominovému efektu se v anglictiné

podle BTS rika ,delay propagation“. Zpozdéni muiZe ovlivnit nejen navazujici lety,



ale i lety, které byly planovany na stejny letistni terminal. KdyZ letadlo prileti
pozdé, a nestihne sviij planovany odlet, musi dostat novy termin odletu. Zména se
dotkne i dalsich odleti ze stejného terminalu nebo i letisteé.

Na tfetim misté je NAS (National Airspace System, v ¢eStiné Narodni systém
vzdusSného prostoru) delay, coz je zpozdéni, které je pod kontrolou NAS (4,93%).
Tento druh zpoZdéni muizZe byt ovlivnén pocasim, velkym mnoZstvim letecké
dopravy, rizenim letového provozu. Zpozdéni, ktera nastanou po otevieni brany
jsou obvykle pripisovana NAS.

Dal$imi piicinami zpoZdéni letli jsou zruSené nebo odklonéné lety (2,71%),

extrémni pocasi (0,75%), zpozdéni z diivodu bezpecnosti (0,06%).

VIV

2.1.3 Zavéry vyplyvajici z mnozstvi pricin zpoZdéni leta

Podle dat BTS zroku 2022 je letecké odvétvi vyrazné ovlivnéno mnoha
riznymi faktory, které mohou zptisobit zpozdéni letl. Nejcastéjsi priciny zpozdéni
letli jsou Air Carrier Delay - pozdni prilet letadla a NAS Delay, které spole¢né tvori
vétSinu zpoZdéni. Je zfejmé, Ze i malé detaily, jako napriklad adrzba letadla nebo
pomalé nastupovani pasazérti mohou mit vyznamny vliv na zpozdéni lett.

Na zadkladé vySe uvedenych informaci je patrné, Ze na zpozdéni v letecké
dopravé ma vliv velké mnozstvi faktortl. Letecké spole¢nosti shromazd'uji o letech
mnoho dat, na zakladé nichZ lze tvorit modely strojového uceni a detekovat
v datech vzory, které by bézny Clovék tézko nalezl. To umozni fidicim stfediskiim
vcas detekovat let, ktery miiZze byt potencidlné zpozdén a pripravit takova

opatreni, ktera zamezi negativnim jeviim jako je delay propagation.

2.2 Strojoveé uéeni

Strojové uceni je odvétvi umélé inteligence, které se zaméruje na vyvoj
algoritmi, jeZ umoZziuji pocitaclim ucit se zdat a provadét predikce nebo
rozhodovani na jejich zakladé. Tyto algoritmy mohou byt trénovany na zakladé

uceni se s ucitelem, kdy algoritmus dostane data, ktera obsahuji vystupni hodnotu,



uceni se bez ucitele, kdy vstupni data nemaji prirazenou vystupni hodnotu a uceni
posilovanim, kdy se algoritmus za pomoci interakci snazi maximalizovat néjakou

odmeénu. Tato prace je zamérena na uceni s ucitelem.

2.2.1 Uceni s ucitelem

Hlavnim cilem uceni s ucitelem (supervised learning) je vytrénovat model
z klasifikovanych trénovacich dat tak, aby nam umoznil délat predikce na datech,
ktera v soucasnosti nemd, a budou mu v budoucnosti predloZena. Uceni s ucitelem
se vyuZziva pro ulohy Kklasifikace a regrese. (Sebastian RASCHKA a Vahid MIRJALILI,
2019).

Na obrazku (Obr. 2) je zndzornén model strojového uceni s ucitelem. Mame
zde trénovaci data oznacena popiskem (oznacenim tridy, tzv. labelem). Data jsou
na vstupu algoritmu strojového uceni, ktery trénovaci data zpracuje. Vystupem
zpracovani dat je prediktivni model. Do modelu vstupuji nova data, pro ktera

prediktivni model vypocte (predpovi) jejich popis (tfidu, label).

Labels

Training Data

— 3

Machine Learning

Algorithm

New Data —  Predictive Model —» Prediction

Obrdzek 2: Ucenf s ucitelem
Zdroj: (RASCHKA, Sebastian a Vahid MIRJALILL, 2019).



2.2.2 Klasifikace a regrese

V modelech strojového wuceni se pracuje sproménnymi, které jsou
charakterizovany bud jako kvantitativni (Ciselné, numerické) nebo kvalitativni
(kategorické). (James et al., 2021)

Piiklady kvantitativnich proménnych jsou casova délka zpoZdéni, ¢as odletu
nebo mnozstvi paliva v nadrzi. Ptiklady kvalitativnich proménnych jsou nazev
letiSté a typ prepravce.

Nékdy mame tendenci odkazovat na kvantitativni ulohy jako na regresivni,
zatimco ty, které maji kvalitativni raz Casto oznaCujeme za klasifika¢ni. Rozdil vSak
neni vzdy tak jasny. Linearni regrese metodou nejmensich Ctverc se pouziva
s kvantitativnimi parametry, zatimco logistickd regrese se typicky pouziva
s kvalitativnimi parametry, ale protoZe odhaduje pravdépodobnost prislusnosti ke
tridé, mlze se o ni také hovorit i jako o regresivni metodé. Nékteré metody jako
napt. metoda K-nejblizsich sousedli (K-nearest neighbours), mohou byt pouzity
v kvantitativnich i kvalitativnich dlohach. (James et al., 2021) V pripadé algoritmu
CART, kterému je v této praci dale vénovana pozornost, je mozné jeho vyuziti jak

pro klasifika¢ni tak pro regresivni tlohy.

Klasifikace:

Jedna se o podkategorii uceni se s ucitelem, kdy se algoritmus uci z datasetu
s oznacenymi daty, tedy daty, u kterych vime, co reprezentuji, a snazime se tato
oznaceni priradit dalsim neoznacenym datlim. Tato oznacCena data jsou diskrétni,
neuspoiadané hodnoty, které mohou byt chapany jako skupiny clenstvi
v instancich. (Reschka, 2019)

Z hlediska této prace uvazujeme binarni klasifikaci, tedy zarazovani do dvou
trid. Jev bud’ nastal nebo nenastal, resp. let byl zpoZdén nebo nebyl zpozdén.

Dals$im prikladem, ktery je velmi ¢asto uvadén v ramci rtiznych ¢lanki nebo
knih (Rachel, 2020) (Reschka, 2019) je vyuziti klasifikace pro filtrovani e-mailg,

kdy se ze vzorku e-mailli oznacenych jako spam nebo non-spam na zakladé jejich



parametrl vytvori model, ktery bude umét vyhodnotit, zda dalsi prichozi e-maily
zaradit do kategorie spam, ¢i nikoliv.

Na obrazku (Obr.3) je uveden priklad binarni klasifikace, kde se algoritmus
uci na zakladé 30 trénovacich vzorku. Vzorky jsou rozdéleny na 15 kladnych a 15
zapornych. Kazdy vzorek je tvofen hodnotami x; a x,. Algoritmus se snaZi najit
néjaké pravidlo, které by oddélilo kladné vzorky od zapornych. Rozdéleni je

reprezentovano pierusovanou carou.

A

Obrdzek 3: Priklad bindrni klasifikace, kde se algoritmus uci rozdélovat kladnd a zdpornd data na
zdkladé parametri x, a x,

Zdroj: (RASCHKA, Sebastian a Vahid MIRJALILI, 2019).
Klasifikace vSak nemusi obsahovat pouze binarni labeled class data, ale
miuZe obsahovat jakykoliv pocet trid. Napiiklad dataset pro rozpoznavani ovoce by

mohl obsahovat labeled classes [,]Jablka“, , Tresné“, ,Hrusky“].

Regrese:
V regresivni analyze dostidvdme jeden nebo vice vstupnich atributi pro
predpovéd’ spojité (kontinualni) hodnoty. Stejné jako v klasifikaci je cilem najit

vztah mezi vstupnimi proménnymi a vystupni proménnou tak, aby byl schopen co



nejlépe predpovédét vystupni hodnoty pro nova, dosud neznama data. (Raschka,
2019)

Prikladem regrese by mohlo byt napriklad pokud bychom chtéli
predpovédét, jak dlouhé zpozdéni miize u néjakého konkrétniho letu nastat.

Na obrazku 4 je priklad linearni regrese, kde je 15 bodl tvofenych
hodnotami x a y. Algoritmus linearni regrese, ktery je znazornén preruSovanou

Carou se snazi najit piimku, ktera co nejlépe odpovida bodiim.

-
X

Obrdzek 4: Priklad linedrni regrese, kde se snaZime minimalizovat vzddlenost tisecky k datiim
Zdroj: Zdroj: (RASCHKA, Sebastian a Vahid MIRJALILI, 2019).

2.3 Rozhodovaci stromy

2.3.1 Vyhody a nevyhody rozhodovacich stromii

Podle (James et al., 2021) je jednou z vyhod to, Ze rozhodovaci stromy jsou
jednoduché na vysvétleni lidem, protoZe maji blize k tomu, jak se lidé rozhoduji (v

porovnani sregresi). Pokud se zamyslime nad tim, jakym zplisobem se



rozhodujeme ve svém KkaZzdodennim Zivoté, milzeme najit podobnosti
s rozhodovacimi stromy. DalSimi vyhodami, které (James et al., 2021) zmitiuje, jsou
jednoducha grafickd vizualizace, coZ se vaZe k predchozim bodim a jednoduché
zvladani kvalitativnich prediktori.

Jako nevyhody rozhodovacich stromi (James et al, 2021) uvadi to, Ze
stromy obecné nemaji stejnou Uroven prediktivni piresnosti, coZ se ovSem da resit
napriklad pomoci boostingu nebo spojeni vice stroml do ndhodného lesa
(Reschka, 2019). Jako dalsi nevyhodu (Reschka, 2019) uvadi, Ze rozhodovaci
stromy jsou velmi nerobustni. To znamend, Ze i mald zména v datech miZe

zpusobit velkou zménu v rozhodovacim stromu.

2.3.2 Obecna struktura CART pro Klasifikaci

Na obrazku (Obr. 5) je model rozhodovaciho stromu pro klasifika¢ni tlohu
rozpoznani typu letadel na zakladé dvou jeho parametra - barvy a velikosti. V této
kapitole bude z tohoto modelu stromu vychazeno pro vysvétleni jeho fungovani.
Obdélniky slouzi kreprezentaci datasetu, ktery vstupuje do jednotlivych uzli.
Jednotlivé uzly jsou reprezentovany Kkruhy. Spojeni, neboli vétve, jsou
reprezentovany pomoci Sipek, které vychazeji zjednotlivych uzli na zakladé
odpovédi na otazku, kde odpovéd je bud true nebo false. U uzld je zndzornén
information gain a u dataseti gini impurity. Jednotlivé listy tohoto rozhodovaciho

stromu jsou reprezentovany zkosenym obdélnikem.



[[Color,Size,Label],
[R, 5, Boeing],
[G, 5, Boeing],
[B, 3, Airbus],
[B, 3, Airbus],
[G, 5, Comac]]
Information Gain = 0,37
Je Size >= 57
[[B, 3, Airbus], [[R, 5, Boeing],
[B, 3, Airbus]] [G, 5, Boeing],
False True [G, 5, Comac]]
Gini impurity =0 Gini impurity = 0,44
Information Gain = 0,11
Pfedpovéz: L
Airbus 100% Je Color ==
. [[G, 5, Boeing],
[[R, 5, Boeing]] False True [G, 5, Comac]]

Predpovéz:
Boeing 50%
Comac 50%

Predpovéz:
Boeing 100%

Obrdzek 5: Model rozhodovaciho stromu pro klasifikaci, vlastni tvorba.
Inspirovdno: (Gordon, 2017), vliastni zpracovdni.

Korenovy uzel:

Root node, neboli kotfenovy uzel, je uzel, ktery je na zacatku vzniku
rozhodovaciho stromu. Do korenového uzlu vstupuje cely dataset, ktery se na
zakladé podminky, ktera mu prinese nejvyssi gini index, rozdéli na dva mensi

datasety.
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Uzly:

Uzel funguje na stejném principu jako korenovy uzel. Dostava do sebe
dataset z predchoziho uzlu podle jeho rozdélovaci otazky a snazi se dataset dale
rozdélit podle nejvysSiho gini indexu. Pokud gini index vyjde nulovy, stava se

z uzlu list.

Rozdélovaci otazka:

Tato otazka urcuje, podle jakého parametru a jaké hodnoty se dale rozdéli
rozhodovaci strom, popiipadé zda se uzel, ve kterém se na tuto otazku ptame
zméni na uzlovy list.

Gini impurity vyuZivame k vypoctu miry nelistoty vdaném datasetu. Jeji
hodnota se pohybuje mezi 0 a 1, kde 0 znac¢i dokonalou cistotu, tedy Ze vSechny
vzorky v uzlu patfi do jedné tridy.

Pokud mame C jakoZto celkovy pocet trid a p; je pravdépodobnost vybrani
datapointu s tfidou, poté se gini impurity podle (Jairi, 2021), (James et al., 2021)
vypocita jako:

c
Gini =1 — z:(pl-)2
i=1

Pokud bychom tedy chtéli vypocitat giny impurity pro typy letadel, ktera
jsou >= 5, ktera se oddélila v True vétvi, tak bychom to vypocitali jako:

Gini = 1 — (Boeing? + Comac?)
2

aini=1-((3) +(3))
3 3
Gini = 0,44
Da se to tedy prirovnat k ndhodnému losovani. Kdyby nas nékdo postavil
pred tri zavrené hangary, a v kazdém by bylo letadlo spole¢nosti Boeing, tak gini
impurity nam rika, jak velka Sance je, Ze ukaZzeme na jiny hangar, neZ na ten, ve
kterém stoji letadlo spolecnosti Boeing, tedy gini impurity téchto tii hangari je 0.
Pokud by vsak vkazdém ztéchto tii hangarh stalo jiné letadlo, tak Sance, Ze
ukazeme praveé na ten, ve kterém stoji Boeing je 1/3, a tudiZ gini impurity téchto ti{

hangart je 1 - 1/3 = 0,66. (inspirovano: Gordon, 2017).
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Entropie:
Entropie ndm udava miru nejistoty v rozhodovacim stromu. Ackoliv jeji
vyuziti neni bézZné valgoritmu CART, vyuZivdA se vdalSich algoritmech

rozhodovacich stromi, jako jsou ID3 nebo C4.5. (Dash, 2022)

n
E=— ZPiIOQZ(pi)
i=1

Gini index:

Na obrazku 6 je jedno z vyhodnoceni, které algoritmus musi provést, aby
zjistil nejlepsi rozdéleni v rodicovském uzlu. JelikoZ se jedna o takzvany greedy
algoritmus (Dash, 2022), tak tento algoritmus projde kazdy z parametrli datasetu,
a vyhodnoti jaky z néj ma giny index.

Vtomto pripadé bude algoritmus vyhodnocovat giny index pro prvni
parametr, kterym je Cervena (red - R) barva. Po rozdéleni do dvou vétvi podle
podminky Color == R ndm vzniknou dva datasety. Ve True vétvi je uZ pouze jedno
letadlo, tudiz impurity datasetu je 0. Ve vétvi False nam ziistala ¢tyri letadla od

tiech riznych spolecnosti, tudiZ impurity je 0,62.
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[[Color,Size,Label], Gini impurity = 0,64
[R, 5, Boeing],
[G, 5, Boeing],
[B, 3, Airbus],
[B, 3, Airbus],
[G, 5, Comac]]

Je Color == R?
ty = [[G, 5, Boeing], .
Impurlty = 0,62 [B, 3, Airbus], . Impurity = 0
[B, 3, Airbus] [[R, 5, Boeing]]
[G, 5, Comac]] False True

Obrdzek 6: Ukdzkovy priklad pro vypocet information gain.
Inspirovdno: (Gordon, 2017), vliastni zpracovdni.
Pokud bychom chtéli vypocitat gini index pro podminku Color == R tak
bychom museli vzit tyto dvé impurities z child uzli (0,62 a 0) a udélat z nich
primeérnou impurity (Gordon, 2017). Pro vypocet vyuzijeme nasledujici vzorec

(Tao, 2020):

t tri
GINI(T) = Lteere] * Gini(tiese) + % * GIni(trigne)

IT]
. . 4 1
Avg.impurity = S * 0,62 + 3 * 0
Avg.impurity = 0,5

Nyni, kdyZ zndme priimérnou impurity v child nodes, mizeme ji odecist od

rodicovské impurity, a ziskat tak gini index.

Gini index = 0,64 — 0,5
Gini index = 0,14
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Na gini index byva referovano jako ,meéritko Cistoty uzlu“. (James et al,
2021). Gini index mliZe nabyvat hodnot v rozmezi od 0 do 1. Gini index je zaloZen
na gini impurity a vyjadiuje rozdil mezi gini impurity rodi¢ovského uzlu a vaZenym
primérem gini impurity child uzld. (Tao, 2020)

Pokud gini index nabyva hodnoty 0, pak to znamena, Ze nevede ke sniZeni
nedistoty dat v porovnani s rodi¢ovskym uzlem. Cim niz$i hodnota gini indexu je,
tim mensi pro nas takové rozdéleni ma piinos, respektive ndm to rika, Ze obsahuje
pozorovani pirevazné z jedné tfidy. (James et al., 2021). Cim vice se viak hodnota
blizi 1, znamena to, Ze takové rozdéleni vede k vyraznému sniZeni necistoty, a
takové rozdélenti je uzitecné pro klasifikaci dat. (Tao, 2020)

Zobrazku 5 je zfejmé, Ze tato otazka znazornéna vobrazku 6 nam
neprinese nejlepsi gini index. To v tento moment algoritmus jesSté nevi, a proto
projde vSechny zbylé otazky, a bude si drzet informaci o té, ktera jeho informacni

zisk maximalizuje.

Listovy uzel:

Listové uzly jsou uzly, které uz jsou Cisté, tudiZ se na nich uz déla predikce.
(Dash, 2022). D& se rici, Ze to je typ uzlu, ktery uz dal nejde rozdélit, protoze
vSechny jeho parametry uz nabyvaji stejnych hodnot viz. obrazek 5, kdy mame
v pravo dole vtrue vétvi list, kde je sice 50% pravdépodobnost na predpovéd
Boeingu nebo Comacu, ale uz jsme v nasem datasetu vycCerpali vSechny informace o
tom, jak tyto dvé letadla od sebe odliSit. Listovy uzel tedy reprezentuje vystup.
(Sakkar, 2020)

Vytvoreni stromu:

Rozhodovaci stromy se stavi rekurzivné, tedy pii prvnim volani dostane
cely dataset. Po nalteni datasetu ho cely projdeme, a najdeme nejlepsi split
question, tedy tu, kterda nam prinese nejvyssi gini index.

Na zadkladé této otdzky rozdélime dataset na dvé podmnoziny tj. do dvou
vétvi podle odpovédi na split otazku. True, False. Poté pro obé tyto vétve

rekurzivné zavolame tu stejnou metodu, a proces se opakuje.
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Pokud se dostaneme do stavu, kdy gini index uzlu je roven nule, poté tento
uzel povazujeme za list, a vracime se do uzlu o krok vys. Pokud vyreSime obé vétve
daného uzlu, da se povazovat za rozhodovaci uzel, a opét se mliZeme vratit o krok
vysS. Tento proces se provadi tak dlouho, dokud se kofenovy uzel nestane

rozhodovacim uzlem. (Gordon, 2017)

2.3.3 Predzpracovani dat

Data jsou kvalitni, pokud spliiuji poZadavky zamysleného vyuziti. (Han et al.,
2012). Podle (Han et al., 2012) existuje mnoho faktord, které se vztahuji ke kvalité
dat. Kvalita dat navic mtize byt subjektivni, jelikoZ rtizni uzivatelé mohou kvalitu
dat posuzovat riizné.

Autofi ve vySe zminéné knize hovoii o tom, Ze vredlném svété se casto
setkdvame s nedplnymi, nepfesnymi a nekonzistentnimi daty, coZ ovliviiuje
vyslednou kvalitu datasetu. Kvalita datasetu se podle nich odviji od zamySleného
vyuziti. Parametry, na zakladé kterych se da takova kvalita datasetu posuzovat
jsou: presnost, uplnost, Kkonzistence, aktualnost, uvéritelnost a lehka
interpretovatelnost. PfedevSim prvni tfi parametry jsou podle autorli problémem
ve velkych databazich.

Predzpracovani dat se podle autort déli na nékolik krokd, které jsou: ¢iSténi
dat, integraci dat, redukci dat a transformaci dat. V ramci této prace postaci prvni

zminéna.

Cisténi dat:

Cisténi dat, neboli opravovani dataseti zahrnuje vypliiovani chybgjicich
hodnot, jelikoz datim chybi atributové hodnoty. Do CcCiSténi dat také patii
vyhlazovani Sumovych dat, coZ znamena opravovani chyb nebo dat, ktera vybocuji
od o¢ekavanych hodnot. Dale pak integrace dat, redukce dat a transformace dat.
Chybéjici hodnoty:

Pokud nékterd hodnota chybi, je zde nékolik zpisobl jakymi se da
postupovat. Miizeme ignorovat n-tici. To se vyuziva prevazné pokud chybi class
label. Tato metoda je nejméné efektivni a neni doporucovana, protoze mizeme

odstranit dalsi atributy, které mohou byt uzite¢né.
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Vyplnéni chybéjicich atributi manualné. Toto je nepraktické pro velké datasety
s mnoha chybéjicimi hodnotami.

Vyuziti globalni konstanty. Tato metoda nahradi vSechny chybéjici hodnoty jako
unknown, pripadné jinou proménnou, ktera nemiiZe nastat. Tento pristup mize
vést k mylnym zavérim pii analyze dat.

Dal$i metody pro praci schybéjicimi hodnotami je nahrazuji primérem nebo
medidnem nebo se snazi predpovédét chybéjici hodnotu a doplnit ji. (Han et al,,
2012)

Noisy data:

Sum je ndhodna chyba nebo rozptyl méfené proménné. (Han et al. 2012). Jednim
ze zpusobl jak Sum odhalit je vizualizovat si data na grafech. Mezi techniky
zpracovani Sumovych dat patfi ,binning”, ktery zkouma okoli sefazenych hodnot,
které jsou rozdélené do jednotlivych ,bini“. Takto rozdélend data nasledné
»2uhlazuje“. Na obrazku 7 je dataset cen, ktery je rozdélen do tii binti, a poté v ramci

téch bint uhlazen. (Han et al., 2012)
Sorted data for price (in dollars): 4, 8, 15, 21, 21, 24, 25, 28, 34

Partition into (equal-frequency) bins:
Bin 1: 4,8, 15

Bin 2: 21,21, 24

Bin 3: 25, 28, 34

Smoothing by bin means:
Binl: 9,9,9

Bin 2: 22,22,22

Bin 3: 29,29,29

Smoothing by bin boundaries:
Bin 1: 4,4, 15

Bin 2: 21,21,24

Bin 3: 25,25, 34

4

Obrdzek 7: Ukdzka ,binningu*
Zdroj: (Han etal, 2012)

DalSimi metodami pro zpracovani Sumu jsou linearni nebo multidimenzionalni

regrese a ,outlier analysis“, ktera dava podobné hodnoty do clustert.
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2.3.4 Chamtivost rozhodovacich stromu

Rozhodovaci stromy jsou ze své ptirozenosti tzv. chamtivé. (Maimon, 2006).
Za chamtivost rozhodovacich stromi se oznacuje to, Ze si v uzlech vzdy voli tu
rozhodovaci podminku, ktera jim ptinese nejvétsi informacni zisk o datasetu, ktery
do daného uzlu vstupuje.

S chamtivosti rozhodovacich stromi ptrichazi problém, ktery se v angli¢tiné

nazyva ,overfitting"“.

2.3.5 Overfitting

(Smith a Koning, 2017) problém overfittingu ilustruji na prikladu, kdy ovoce
s pramérem 2.87 inches klasifikujeme jako jablko, ale ovoce s priiméry 2.86 a 2.88
inches klasifikujeme jako pomeranc.

Rozdil mezi tim jak bychom my, jakoZto lidé a pocita¢ (v tomto pripadé
rozhodovaci stromy) klasifikovali data je urovei detailu. My, jakoZto lidé, bychom
se eventuelné dostali do bodu, kde bychom s klasifikaci prestali, protoze bychom
rozpoznali, Ze nékteré skupiny dat jsou moc ndhodné na to, abychom je dale
oddélovali, jelikoZ by to nebylo uZiteCné. Pocitac se vSak nikdy nezastavi, a pokud
nemame nastavené zadné omezovaci pravidlo tak neprestane s klasifikaci, dokud
kazdy jeden kousek dat nebude rozdélen do kategorie, ktera je 100% cista. (Smith
a Koning, 2017)

Overfitting vznika, pokud mame pftilis rozsahly dataset z diivodu velkého
poctu vstupnich parametri a celkového poctu trénovacich dat. To zptlisobuje, Ze
rozhodovaci strom ztraci schopnost nova data generalizovat. V diisledku toho pak
rozhodovaci strom ma velkou presnost pri predikci na trénovacich datech, ale uz

nizsi presnost na datech novych. (James et al., 2021)

2.3.6 Zpusoby proiezani stromu

Pruning, neboli prorezani stromu, je jednou z mozZnosti jak reSit ,overfitting”

strom. (James et al., 2021).
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Nastaveni minimalniho poctu prvki pro kazdy list:
Prorezani miiZe byt feSeno uz béhem riistu stromu, tomuto zptlisobu se rika
,pre-pruning“ a jednim ze zptsobi, jak ho dosdhnout, je, Ze nastavime minimalni

pocet prvkili v kazdém listu. (Krueger et al., 2021)

Nalezeni nejlepsi hloubky stromu:

Pokud nechdme riist strom dost dlouho, tak dojde k overfittingu. Dal$im ze
zplsobli, jak tomuto problému piedejit je, Ze nastavime maximalni hloubku
stromu. Pokud vsak hloubka naseho stromu bude aZ moc nizka, miiZze naopak dojit
k underfittingu. Jednim z FeSeni je pro stejny dataset trénovat vice stromi s rtiznou
hloubkou, a porovnavat jejich presnost, a vybrat ten s nejvy$si mirou presnosti.

(Krueger et al,, 2021)

Vyuziti minimal cost complexity profezani:

Pokud pouZijeme nékterou z predchozich moZnosti a profeZeme strom pred
tim, nez vibec vznikne, tak sice muiZeme ziskat mensi strom, ale zaroven se
miliZeme pripravit o moznosti, které by vtéto metodé mohly vytvorit dobré
rozhodovaci podminky. Proto je lepsi nejprve vytvorit velky strom T, a poté ho
zpétné profezat abychom ziskali podstrom. (James et al., 2021)

Scikit  ve své knihovné sklearn.tree obsahuje knihovnu
DecisionTreeClassifier, kterdA ma v sobé& parametr ccp_alpha. Cim vice se tento
parametr zvySuje, tim vice je strom profezany, coZ zvySuje necistotu listi.
(scikit/pruning)

Minimal cost complexity profezani rekurzivné hleda nejslabsi spojeni. Toto
effective alpha jsou protfezany prvni. (Krueger etal., 2021)

Nez abychom zvazovali kazdy mozny podstrom, zvazime sekvenci stromij,
které jsou indexovany jako nezaporny parametr ladéni a. Pro kazdou hodnotu z a,
ktera koresponduje s podstromem T < T,.

Cost complexity measure pro strom T se da vyjadrit jako:

R,(T) = R(T) + a|T|
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R(T) - celkova trénovaci chyba na listovych uzlech. V Klasifika¢nich
stromech se vypocitava z necistoty.
|T| - pocet listovych uzli

a - complexity parametr (celé cislo)

Cost complexity prunning generuje sérii stromt, kde mira cost complexity
pro podstrom T je:

R (Ty) = R(Ty) + a|T

Parametr a redukuje slozitost stromu tim, Ze kontroluje pocet listovych
uzl(, coz eventuelné snizuje miru overfittingu. (Krueger et al., 2021)

Obecny postup je tedy takovy, Ze rekurzivné se pro kazdy uzel ve stromu
vypocita ,cost complexity“, tedy hodnota, ktera nam rika, o kolik by celkova chyba
R(a) vzrostla, kdyby tento uzel byl odstranén. Nasledné se identifikuje uzel
s nejnizsi ,cost-complexity” a je odstranén ze stromu spolu se svymi podstromy.
Misto néj je vytvoren list.

Tento proces se opakuje pro riizné hodnoty a a postupné odstranuje uzly a
zjednoduSuje strom. Vysledkem je poté posloupnost stromi, znichz kazdy
odpovid4d néjaké hodnoté a. V poslednim kroku bude vybran strom, jenZ ma
nejlepsi rovnovahu mezi chybami a sloZitosti za pomoci kriZové validace. (James et
al,, 2021)

Da se tedy fici, Ze se tato metoda snaZi najit rovnovahu mezi sloZitosti
stromu (jeho velikosti) a chybovosti stromu béhem testovani.

Ackoliv tato metoda neni soucasti knihovny CatBoost, které se tato prace

primarné vénuje, je zminéna, protoze je soucasti nejpopularné;jsi knihovny scikit.

2.3.7 Gradient boosting

Gradient Boosting Decision Tree (GBDT) je Siroce pouZivany algoritmus
diky své efektivité, presnosti a interpretovatelnosti. (Ke et al., 2017) Podle Ke
GBDT algoritmy dosahuji ,state-of-the-art“ vykonti v tulohach jako je klasifikace

vice trid nebo predpovéd’ kliknuti.
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Gradient boosting je metoda, kterou lze prirovnat k uceni se z chyb druhych.
Na zacatku se vytvori jednoduchy rozhodovaci strom, neboli ,slaby zak®, ktery se
nauci predpovédét cilové proménné. Nasledné jsou do tohoto modelu pridavani
dalsi slabi Zaci, ktefi se uc¢i na rezidudlnich chybach, tedy rozdilech mezi
skutecnymi hodnotami a hodnotami pfedpovézenymi predchozimi slabymi zaky.
Cilem kazdé iterace je minimalizovat loss function, tedy miru toho, jak Spatné
model piedpovida data. Toho se dosahne tim, Ze nové modely se uci predpovédét
chyby predchozich modelli, ¢imZ se postupné snizuje chyba celého souboru

modelt. (Masui, 2022).

2.3.8 DalSi rozhodovaci stromy

ID3:

ID3, celym nazvem ,Iterative Dichotomiser 3“ . Nazev vychazi ztoho, Ze
tento algoritmus iterativné dichotomizuje (Sakkaf, 2020), tedy opakované
rozdéluje na dva. Algoritmus byl vytvofen Ross Quinlanem, a vyuziva ,top-down®,
»greedy” pristup pro sestaveni rozhodovaciho stromu.

ID3 na rozdil od algoritmu CART, ktery vyuziva Gini Index pro zvoleni
nejlepsi rozhodovaci otazky ID3 vyuzivad Information gain, ktery se vypocitava
z entropie, tedy ze sniZeni miry nejistoty v datech. (Sakkaf, 2020) ID3 je schopen
pracovat pouze s kategorickymi daty. (Scikit/tree)

C4.5:

Algoritmus C4.5 je nastupcem algoritmu ID3. Opét na ném pracoval Ross
Quinlan, ve spolupraci s dalSimi, a vytvorili algoritmus, ktery na rozdil od svého
predchlidce se nelimituje pouze na praci s kategorickymi daty, ale je nyni schopen
zpracovavat i data numericka. C4.5 rovnéz vychazi z informacniho zisku a entropie.

(Scikit/tree)

CHAID:
Algoritmus CHAID byl navrZzen vroce 1980 a je zaloZen na testu chi-
kvadratu. Na rozdil od diive zminénych algoritmt CHAID dokaze rozdélit uzel do

vice vétvi nez pouze dvou jako to bylo u algoritmi ID3, C4.5 a CART. Déleni se
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provede na tolik Casti, kolik je kategorii ve vybrané proménné. Diky témto délenim

je CHAID schopen zachytit vice komplexni interakce. (Ramzain, 2020)

2.4 Python

2.4.1 Pandas

Pandas je knihovna, ktera je open-source, a vyuZziva se pro praci s datovymi
strukturami a ¢asto je nezbytnou soucasti pro praci s dalsimi knihovnami, které se
vyuzivaji pro analyzu dat. (Pandas, 2023)

NiZe je ukazka kdédu pro import knihovny Pandas. Obvykle se pro tuto

knihovnu pouZiva v kddu zkratka pd.

import pandas as pd

Pandas slouZzi pro praci s tabulkovymi daty, ktera béZzné byvaji uloZena v
Excelovych tabulkach nebo v databazich. Pandas tyto tabulky nacitd do objektu,
ktery se nazyva DataFrame. DataFrame je dvoudimenzionalni datova struktura se
sloupci, které mohou obsahovat rizné datové typy. Da se to tedy piedstavit jako

napriklad SQL tabulka. (Pandas)

DataFrame

FOwW

column

Obrdzek 8: DataFrame
zdroj: (Pandas, n.d.).
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Pandas podporuje praci s mnoha rdznymi datovymi formaty jako jsou
napriklad .CSV, .SQL a .JSON. Import téchto dat do DataFrame zajiStuje funkce
Readeru s prefixem read_*, kde hvézdicka znaci format importovaného souboru.
Pro export slouzi metoda Writeru to_* kde hvézdickou oznacujeme format, do
kterého dany DataFrame chceme vyexportovat. (Pandas).

NiZe je kod pro nacteni CSV souboru se specifikaci oddélovace.

flight dataset = pd.read csv("data/flightDataset.csv", sep=",")

read_* to_*

< K { < U {

© 8 S
Obrdzek 9: Import a export datovych soubort.
Zdroj: (Pandas, n.d.).

V Pandas mizeme z naSeho celkového datasetu vybirat riizné poddatasety
na zakladé indext nebo labeli. Prvek, ktery chceme vybrat se zapisuje do []
hranatych zavorek. Funkce .loc ndm umoziiuje vybirat na zakladé labelt [‘a‘,'b’,‘c].
Funkce .iloc pak umoznuje vybirat na zakladé indexi v rozsahu od 0 do length-1.
(Pandas).

Kéd niZe vybere vSechna data kromé prvniho sloupce.

data = data.iloc[:, 1:]
Pokud importujeme knihovnu matplotlib, miizeme jednoduse tato data

vizualizovat za pomoci metody plot().

Pro pridani nového sloupce do stavajictho DataFrame napiSeme jméno
daného DataFrame, a poté do [] hranatych zavorek napiSeme nazev nového
sloupce na levé strané prifazeni (Pandas). Vkdédu niZe je uveden priklad, kdy
pridame novy sloupec hours do flight datasetu tim, Ze ze stavajiciho sloupce

seconds vypocitame prevod na hodiny.

flight dataset["hours"] = flight dataset["seconds"] / 3600
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Knihovna Pandas ma vsobé zaroven zabudované zakladni statistické
funkce. Napiiklad pomoci funkce .mean() miZeme vypocitat primér pro cely
sloupec. Funkce .median() ndm da informaci o tom, jaky je median zvoleného
sloupce. Tyto a dalSi operace se ¢asto provadéji v kombinaci s metodou groupby(),
ktera se pouziva kseskupeni dat v DataFrame na zakladé urcitého kritéria.
(Pandas).

Pandas také umoznuje spojovani vice tabulek za pomoci funkce concat().
NiZe je kod pro spojeni dvou DataFrames. (Pandas)

frames = [dfl, df2]
result = pd.concat(frames)

I
I —
[
I
Obrdzek 10: Slouceni dvou datasetii do jednoho pomoci funkce contac()
Zdroj: Pandas.

2.4.2 matplotlib

Vizualizace dat tvori dtlezitou ¢ast podnikatelskych aktivit, jelikoz
spolec¢nosti jich vdnesni dobé shromazd'uji velké mnozZstvi a vSechna tato data
v sobé ukryvaji pro podniky cenné informace, které mohu pomoci vizualizace dat
lehce ziskat. (Shetty, 2018).

Matplotlib je 2-D vykreslovaci knihovna, kterd pomaha vizualizovat data.
Matplotlib emuluje grafy a vizualizace podobné Matlabu, ale na rozdil od Matlabu
je zdarma a je jednoduchy na Skalovani a programovani. (Shetty, 2018).

Na obrazku 11 je ukadzka vyuziti knihovny matplotlib, kdy okamzité
miliZeme z datasetu o témér dvou milionech fadcich identifikovat, jaka byla ve

sledovaném obdobi nejvice navStévovana letiSté ve Spojenych statech.
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Obrdzek 11: Ukdzka vizualizace pomoci Matplotlib
Zdroj: (vlastni zpracovdni).

2.4.3 Scikit-learn

Scikit-learn je open-source knihovna pro strojové uceni v jazyce Python.
Byla vytvorena vroce 2007 jako ,Google Summer of Code project® Davidem
Cournapeauem. Vroce 2010 mél Scikit sviij prvni public release a od té doby
k sobé pritahuje vyvojare z celého svéta. (Scikit)
Scikit ma prehlednou dokumentaci, tudiz je vhodny pro uUplné zacatecniky ve
strojovém uceni. Zaroven je kompatibilni s knihovnou CatBoost, tudiZ zde budou

zminény nékteré jeho uzitecné funkcionality vyuzité v této praci.

sklearn.model_selection:
train_test_split:

Funkce train_test_split slouZi k rozdéleni vstupniho datasetu na trénovaci a
testovaci mnoZzinu. Funkce na vstupu vezme dva DataFramy, pripadné jiny
Fetézcovy datovy typ, z nichZz jeden obsahuje data bez popiskl, a druhy jejich
popisky. Déle jsou zde parametry train_size a test_size pro specifikaci toho, kolik
procent celkového datasetu bude slouZit pro trénovani a kolik pro testovani dat.

Pokud Zadny z téchto dvou parametrti nebude zvolen, vychozi hodnota je 0,25 pro
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test_size, a train_size se dopocita, tedy bude mit hodnotu 0,75. Dal$im parametrem
je zde random_state, ktery slouZzi jako seed, a zajiStuje determini¢nost rozdéleni,
tedy pokud zde vyplnime néjaké celé Cislo, dostaneme na stejném datasetu se

stejnym pomérem trénovacich a testovacich dat vzdy stejné rozdéleni.

cross_val_score:

cross_val_score je dalsi funkce zknihovny scikit, ktera hodnoti vykon
algoritmu pomoci kiiZové validace. Tato funkce slouZi ke kiiZové validaci, s jejiz
pomoci Ize 1épe vyhodnotit i€innost modelu na nevidénych datech. Pro nastaveni
slouzi funkce cv, kdy hodnota v této funkci iika, na kolik foldli se dataset rozdéli.
Nasledné vZdy vybere jednu ¢ast, ktera bude slouZit jako testovaci, a zbytek bude
slouZit jako trénovaci. Pocet provedeni je urc¢en vstupnim parametrem ve funkci

cv. Kazdy z téchto foldli bude testovaci pravé jednou. (Scikit)

sklearn.metrics:
Funkce accuracy_score se vyuZziva pro vyhodnoceni vykonu klasifika¢niho
modelu. Pomoci ni se vypocitdva presnost modelu, jakoZto pomér spravné

predpovézenych vzorki ku celkovému poctu. (Scikit)

2.4.4 CatBoost

CatBoost je pomérné nova knihovna (CatBoost releases) sverzi 1.0
zverejnénou v roce 2021. Je to open-source knihovna vyvinuta firmou Yandex. Jeji
nazev vychazi ze spojeni slov Category a Boosting. Knihovna CatBoost se zaméruje
na Klasifikaci kategorickych dat pomoci rozhodovacich stromt a vyuziva k tomu
metody Gradient Boostingu. (CatBoost).

Podle autorti této knihovny (Prokhorenkova et al., 2019) dosahuje knihovna
CatBoost lepSich vysledkli nez dalsi verejné dostupné knihovny LightGBM a
XGBoost. Toto tvrzeni ovérovala studie (Hancock et al, 2020), ktera ve svém
zavéru rika, Ze CatBoost je dobrym kandidatem pro strojové uceni zahrnujicim Big
Data, a Ze vyzkumnici by jeho vyuZiti méli zvazit pro heterogenni datasety, které

obsahuji kategorické proménné.
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Datové typy v CatBoost:

CatBoost podporuje numerické, kategorické, textové a embedding hodnoty.
Pro kategorické hodnoty CatBoost provede pred kaZdym rozdélenim prevedeni
kategorickych hodnot na numerické. Toto rozdéleni se provadi pomoci
statistickych vypoc¢tli na kombinacich kategorickych vlastnosti a kombinacich
kategorickych a numerickych vlastnosti.

Obecné tento pievod kategorickych hodnot na numerické zahrnuje:

1. Permutaci téchto objektli v ndhodném poradi.

2. Prevod label hodnoty z floating pointu na integer na zakladé vybéru loss
funkce. V loss funkci urcujeme, jaky problém treSime. Urc¢ujeme, zda se jedna
o regresi, klasifikaci nebo multiklasifikaci. Algoritmus na zakladé této
specifikace bude data prevadét.

3. Transformaci kategorickych dat na numericka.

Trénovani na GPU:

Jednou z prednosti knihovny CatBoost je, Ze umoZiiuje trénovani na grafické
karté, coz diky neustalému zvySovani vykonu grafickych karet vede ke znacné
rychlejsim vypoctiim. Naproti tomu knihovna Scikit v sou¢asné dobé trénovani na
grafickych kartach neumoznuje. (Scikit).

Podle webu weka (weka, 2021) je vyhoda grafickych karet ve strojovém
uceni ta, Ze grafické karty si mohou rozdélit operace na mensi ¢asti, jelikoZ jsou
sloZzeny ztisici menSich jader, a poté tyto operace vykondavaji soucasné bez
nutnosti prepindni. To umoznuje provadét velké mnoZstvi vypocti najednou.
V ramci algoritmu CART se takto miiZe vypocitavat informacni zisk pro vSechny

parametry v uzlu zaroven.

Kéd pro nastaveni tréninku na GPU:

from catboost import CatBoostClassifier

catboost model = CatBoostClassifier(iterations=1000, task_ type='GPU’
CatBoostClassifier:

CatBoostClassifier je tiida, kterd slouzi pro trénovani a aplikovani modeli

na klasifikacni problémy. (Catboost). Zaroven je kompatibilni s nastroji knihovny
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scikit. V soucasnosti ma tato tfida 102 rlznych parametrd, tudiZz presnost a

efektivita nami vytvoreného stromu zaleZi na tom, jaké parametry si zvolime.

Boosting type:

Parametr boosting type miize nabyvat dvé hodnoty: ,Ordered“ a ,Plain“.
Ordered obvykle poskytuje lepsi kvalitu v malych datasetech, jelikoz podle
(Prokhorenkova et al.,, 2020) zamezuje specidlnimu druhu ,target leakage®, ktera je
pritomna ve vSech existujicich implementacich gradient boosting algoritmi. Ve
vétSich datasetech pak Ordered boosting zpisobuje pomalejsi uceni a vyrazné
vy$Si naroky na pamét. Defaultné je tento parametr nastaven na Ordered pouze

pro uceni na GPU pro datasety s méné neZ 50 000 objekty. (CatBoost)
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3 Prakticka cast

3.1 Predstaveni datasetu

Tento dataset byl ziskdn z prostredi Kaggle (Gonzales, 2020) a obsahuje
udaje o 1,93 milionu uskute¢nénych leti v obdobi roku 2008 na tizemi Spojenych
statli. Kazdy radek tohoto datasetu se sklada z 30 proménnych, z nichz prvni je
samotné ID letu. Dataset je uloZen ve formatu .CSV a jednotlivé hodnoty jsou
oddélené carkami. Jako zdroj dat pro tento dataset je uveden BTS.

Dataset neni idealni, postradd hromadu cennych informaci, které byly
vétru, a dal$i parametry, které by dale dokazaly zptesnit predpovéd, obzvlasté po
zmenSeni datasetu v druhé ¢asti.

Proménna ID je v rozmezi 0 - 7009727. Nebylo moZné ovérit na zakladé ¢eho
je tento rozdil mezi pocty let(, a prifazovanim ID zptlisoben, ale lze se domnivat, Ze
ptivodni dataset obsahoval i data o nevnitrostatnich letech, Kkterd tuto
nekonzistenci mezi poctem letli v datasetu a hodnotou v ID zptisobila.

Proménna Year je pro cely dataset stejna (2008). Na zakladé dalsich sloupcti
Month (1-12) a DayOfMonth(1-31) Ize rici, Ze tento dataset sleduje cely rok 2008.

Proménna DepTime - skutetny cCas odletu, CRSDepTime - planovany cas
odletu, ArrTime - skuteCny Cas priletu a CRSArrTime - planovany Cas priletu jsou
ve formatu hhmm, a jejich hodnota vychazi z lokalniho ¢asu.

Proménné UniqueCarrier - ¢islo dopravce, FlightNum - ¢islo letu, TailNum -
oznaceni letadla jsou dalsi hodnoty, které poskytuji idaje o konkrétnim letu.

Proménné ActualElapsedTime - skute¢na délka letu, CRSElapsedTime -
predpokladana délka letu, AirTime - doba ve vzduchu, ArrDelay - o jak dlouhou
dobu pozdéji letadlo priletélo do cilové destinace a DepDelay - o jak dlouhou dobu
pozdéji letadlo vzlétlo ze své startovni destinace, jsou proménné, které jsou
zaznamendany v minutach.

Proménné Origin - letiSté, ze kterého se vzléta a Dest - cilové letisté jsou
proménné, které obsahuji IATA kédové oznacenti letisté.

Proménna Distance obsahuje vzalenost letu v milich.
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Proménna Taxiln udava informace o tom, jak dlouho letadlo stravi na draze
po pristani, nez se dostane na své parkovisté a proménna TaxiOut informace o tom,
kolik casu letadlo stravi na zemi pired vzhletem. Obé tyto hodnoty jsou uvedeny
v minutach.

Proménna Cancelled udavd, zda byl let zruSen c¢i nikoliv. Jeho hodnota je 0
nebo 1. CancellationCode obsahuje informace o tom, zjakého diivodu byl let
zruSen. MiZe nabyvat hodnot A = dopravce, B = pocasi, C = NAS, D = security, N =
let nebyl zrusen, tudiz neexistuje CancellationCode. Proménna Diverted udava, zda
byl let pfesmérovan na jiné letisté. Nabyva hodnot 0 nebo 1.

CarrierDelay - zpoZdéni leteckou spolecnosti, WeatherDelay - zpoZdéni
z diivodu nepriznivého pocasi, NASDelay - zpozdéni zplsobené narodnim
leteckym systémem, SecurityDelay - zpozdéni zpiisobené bezpecnostnimi divody,
LateAirCraftDelay - zpozdéni zptsobené zpozdénim prichoziho letadla, obsahuji
udaje o jednotlivych typech zpoZdéni v minutach a jsou vice rozvedeny v teoretické

¢asti.

3.2 Priprava a ¢Gisténi dat

Ptiprava a cisténi dat probiha v nékolika krocich. Nejprve je v samotném
datasetu potieba oznacit sloupec, ktery uZivatel chce predpovédét jako ,target”.
V tomto pripadé je to proménnd ArrDelay.

Po oznaceni této cilové proménné mizeme nacist dataset.

def load_data(csv_file):
data = pd.read csv(csv_file, sep=",")

return data

Po nacteni datasetu dojde k odebrani prvniho sloupce ID, jelikoZ neptinasi
zadné informace o zpozdéni letu, a na zakladé toho, jak rozhodovaci stromy
funguji, by tam mohly vzniknout nesmyslné rozhodovaci podminky. Napftiklad by
zde mohly byt zakddovany jiné, na prvni pohled neviditelné informace, jako

napriklad Udaj o case. Tedy kdyby se zpoZdéni tvorily napriklad o dni Dikuvzdani,
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protoZe vice lidi cestuje, mohl by urcity rozsah ID slouZit jako informace o
zpoZdéni, ackoliv by to nesly jiné sloupce, jako je mésic a den.

def remove id column(data):

data = data.iloc[:, 1:]
return data

JelikoZ je cilem predpovédét to, zda let bude zpoZdény, tak dojde
k prevedeni target sloupce z casovych hodnot na bool hodnoty, aby mohla
probéhnout klasifikace. To se déla na zakladé podminky, zda je let zpozdén o vice

nez patnact minut. Pokud ano, jedna se o zpozZdény let.

def binarizer(y, minutes):
y _binarized = (y > minutes).astype(int)

return y_binarized

Po prevodu se v datasetu vyskytuje 8397 radk, které neobsahuji hodnotu
pro ArrDelay, tedy zvoleny target. JelikoZ nemame informace o tom zjakého
diivodu nenabyvaji hodnoty a zabranuji klasifikaci, tak v poc¢tu témér dvou milioni
uskutec¢nénych letli nepredstavuji vyznamnou Cast datasetu a tyto radky jsou

odstranény.

def remove_rows_with_missing targets(data, target_col):

data = data.dropna(subset=[target_col])
return data

Dal$im dtleZitym krokem, spiSe zhlediska algoritmu neZ samotného
datasetu, je detekce cat features, tedy kategorickych vlastnosti. Z toho diivodu je
z datasetu nutné vybrat jeden radek, ktery obsahuje vSechny proménné tak, aby
detekce probéhla spravné. Alternativné by se tam vSechny sloupce mohly zadat
manualné, ale tim by se snizila znovupouZitelnost. Jelikoz hledani takového radku
je béZny krok pfti analyze datasetu, jevi se jako lepsi reSeni.

def find cat features(data, row_index=0):
selected_row = data.iloc[row_index]

cat_features = [col for col in data.columns if isinstance(
selected row[col], str)]

return cat_features
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Po predchozich upravach zde porad zlstaly tii radky, kterym chybi
kategorickd proménna, jelikoZ vSak mély hodnotu pro ArrTime, byla jim chybéjici
hodnota zménéna na ,unknown".

fill missing_categorical values(data, cat_features):
for cat_feature in cat_features:

data[cat feature].fillna('unknown', inplace=
return data

3.3 Rozdéleni dat na tréninkovou a testovaci mnozinu

Nejprve se datasetu oddéli cilovd proménng, tedy dataset se rozdéli na dvé
¢asti. Cast x obsahuje viechna data kromé sloupce target a ¢ast y pak pouze
sloupec target.

Pro dal$i rozdéleni je pouZita funkce knihovny scikit train_test_split, ktera
rozdéli dataset na trénovaci a testovaci v poméru, ktery je dan parametrem

test_size. Parametr random_state pak zajiSt'uje to, Ze vybér dat bude konzistentni.

split _data(data, test_size, random_state):
x = data.drop('target', axis=1)
y = data[ 'target']

x_train, x_test, y train, y test = train_test_split(x, vy,
test size=test size, random_state=random_state)
print("splitting data")

return x_train, x test, y train, y test

3.4 Implementace algoritmu CART pomoci CatBoost

Pro vytvoreni modelu byla pouzita knihovna CatBoost a jeji trida
CatBoostClassifier.

train_model(x_train, y train, cat features, model path=
catboost _model = CatBoostClassifier(
learning_rate=0.03,boosting_type="Plain", iterations=1000,

loss_function='Logloss', depth=16, task_type='GPU', verbose=50)

catboost model.fit(x train, y train, cat features=cat features)

VySe je uvedeno vytvoreni instance CatBoostClassifier, kde learning_rate je

ponechana defaultné na 0,03 jelikoZ nevykazovala néjaky vétsi vliv na presnost
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modelu. boosting_type je nastaven na ,Plain“, zde nebylo moZné porovnat
vykonnost modelu s modelem, ktery vyuZiva boosting_type ,Ordered”, protoZe pro
takto velky dataset nebylo mozné zajistit dostatek paméti. V. dokumentaci je vsak
uvadéno, Ze boosting_type ,Ordered” je vhodny pro mens$i datasety do 50 tisic
zadznami, coZ tento dataset s téméfr dvéma miliony tidaji o uskutecnénych letech
neni.

Pocet iteraci je zde nastaven na 1000, jelikoZ se jedna o defaultni hodnotu, a
také z diivodu maximalizace presnosti. Nevyhodou tohoto nastaveni je fakt, Ze
vysledny model s poctem iteraci 1000 ma pres 1GB velikosti. Model, ktery ma
pouze 100 iteraci ma pouze 100MB, takZe by se zde dalo mluvit o néjaké primé
umeére. loss_function je nastavena jako ,Logloss“ jelikoZ je vhodna pro binarni
klasifikaci.

Hloubka je nastavena na 16, jelikoZ je to maximalni hloubka, kterou
CatBoost umoZiiuje a pro takto velky dataset je adekvatni. Jako task_type byl
zvolen GPU, jelikoZ grafické karty jsou pro tento typ dloh vhodnéjsi nez CPU diky
svému velkému mnozstvi jader, kterd mohu provadét mnoho vypoctl najednou.

Zde je ukazka porovnani ¢tytrjadrové i7 6700k a RTX 3060 s 12GB RAM. Na
prvnim Ffadku obou obrazk 12 a 13 je pocatecni odhadovany cas ve sloupci
remaining. Na tom druhém pak odhadovany zbyvajici ¢as po padesati iteracich.

Na obrazku 12 je zobrazen zbyvajici ¢as pro trénink na GPU. Na obrazku 13 je
zobrazen trénink na CPU.

Training
0: Tlearn: 0.5619109 total: 1.96s remaining: 32m 40s

50: learn: 0.8089215 total: 1m 40s remaining: 31m 6s

Obrdzek 12: Ukdzka délky trénovdni na GPU
Zdroj: (vlastni zpracovdni).

Za zminku u obrazku 13 stoji to, Ze po prvnich 50 iteracich se odhadovana

délka jesté o vice nez 50% zvysila.
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Training
0: Tlearn: 08.5726987 total: 3.2s remaining: 53m 18s

50: learn: 0.00968%4 total: 4m 42s remaining: 1h 27m 42s

Obrdzek 13: Ukdzka délky trénovdni na CPU
Zdroj: (vlastni zpracovdni).

Z obrazki vyse je jasné vidét, Ze GPU si vede priblizné ¢tytikrat 1épe nez CPU.
3.5 Modelovani a vysledky

Pro vyhodnoceni modelu je vytvorena funkce evaluate_model, ktera nejprve
pomoci metody predict udéla predpovédi na natrénovaném modelu za pomoci
testovacich dat. Poté tyto predikce pomoci accuracy_score zknihovny scikit

porovna s realnymi hodnotami a vypocte piesnost.

evaluate model(catboost model, x test, y test):
y_pred = catboost _model.predict(x_test)

accuracy = accuracy_score(y_test, y_pred)
return accuracy

3.6 Diskuze a interpretace vysledku

Po testovani na zbylych 20% vstupniho datasetu model na obrazku 14
vykazuje 99.988% presnost predikce pri 1000 iteracich. Ze znalosti datasetu a ze
znalosti grafu dilezitosti jednotlivych parametrti na obrazku 15 by se dalo Fici, Ze
natrénovany model predpovida zpozdéni letu na zakladé dil¢ich zpoZdéni.

Evaluating

CatBoost model accuracy: 99.9878136%

Obrdzek 14: Presnost pro hloubku 16 pri 1000 iteracich
Zdroj: (vlastni zpracovdni).
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DiileZitost jednotlivych parametr{l letu
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Obradzek 15: DiileZitost jednotlivych parametri pri 1000 iteracich
Zdroj: (vlastni zpracovdni).
Ve srovnani s modelem s 1000 iteracemi ma model se 100 iteracemi na
obrazku 16 jen nepatrné horsi presnost, nicméné velikost uloZeného modelu je

desetkrat nizsi.

Obrdzek 16: Presnost pro hloubku 16 pri 100 iteracich
Zdroj: (vlastni zpracovdni).

Zarovenn ma na obrazku 17 jiné rozloZeni dilezitosti parametrii kdy dava vétsi

diiraz na zpozdéni zptisobené NAS.
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Obrdzek 17: DiileZitost pri 100 iteracich hloubky 16
Zdroj: (vlastni zpracovdni).
V tabulce 1 miiZeme lépe porovnat hlavni parametry obou modelid, které
s ménicim se mnoZzstvim iteraci méni duilezitost jednotlivych parametrt, a zaroven

slozitosti modelt, které je reprezentovany velikosti modelu.

) Klicové parametry
. . ; Y Velikost : -
Pocet iteraci Pfesnost modelu NAS Carrier Aircraft
delay delay delay
1000 99.9878% 1077 MB 26% 24% 20%
100 99.9821% 102 MB 30% 23% 16%

Tabulka 1: Srovndni stejného datasetu pii 100 a 1000 iteracich.
Zdroj: (vlastni zpracovdni).

3.7 Vizualizace dat

Pro ziskdni hodnot vgrafech dulezitosti byla vyuzita funkce
get_feature_importances knihovny CatBoost, z které po vizualizaci v obrazku 18
vyplyva, Ze nejdiilezitéjSim parametrem pro predikci zpozdéni leti v tomto modelu
je zpozdéni zplisobené narodnim leteckym systémem (NAS), které presahuje 25%.
To zaroven také znamena, Ze zmény v tomto parametru budou mit nejvétsi vliv na

vyslednou predpoveéd.
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plot feature_importances(catboost model, x_train):
importances = catboost _model.get feature_importance()
sorted_indices = importances.argsort()[::-1]

feature_names = x_train.columns[sorted indices]
plt.figure(figsize=(15, 10))

plt.bar(range(x_train.shape[1]), importances[sorted indices],
align="center")

plt.xticks(range(x_train.shape[1]), feature_names,
rotation="vertical')

plt.title("DUlezitost jednotlivych parametrl letu")
plt.xlabel("Feature")

plt.ylabel("Importance")

plt.show()

e

Dal$im vyznamnym parametrem je zpozdéni zpisobené leteckymi
spolecnostmi, které se pohybuje lehce pod 25%. Tretim vyznamnym parametrem
pro predikci zpozdéni letl je zpozdéni prichoziho letu, které se pohybuje okolo
20%.

Tyto tFi zpozdéni jsou tedy nejdiilezitéjSimi pro predpovéd zpozdéni letd,
protoZe spolec¢né tvori priblizné 70%. Nasledovany jsou dalSimi proménnymi,
které také poskytuji informace o dil¢ich zpozdénich - zpoZdéném odletu a
zpozdéni zplisobeném nepriznivym pocasim.

Déle lze z grafu v obrazku 18 vycist, Ze hodnoty jako rok, odklonéni letu

s NV

nebo zruseni letu na predpovéd’ zpoZdéni letu maji Zddny nebo minimalni vliv.
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DiileZitost jednotlivych parametr{l letu
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Obrdzek 18: DiileZitost jednotlivych parametrii pri 1000 iteracich
Zdroj: (vlastni zpracovdni).

Nyni se na zakladé pohledu na graf diilezitosti jednotlivych parametri
vobrazku 18 nabizi otazka, pro¢ je dulezitost zpozdéni odletu letu tak nizka
v porovnani s vétSinou ostatnich zpozdéni, kdyZ zpozdény odlet by mél mit primy
vliv na pfrilet.

plot scatter matrix(data, columns):
selected data = data[columns]

sns.pairplot(selected data)
plt.show()

VySe uvedeny kdd slouzi pro vytvoreni matice korelace na zakladé
vybranych proménnych. V tomto pripadé DepDelay, CarrierDelay, WeatherDelay,
NASDelay, LateAircraftDelay.
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Obrdzek 19: Matice proménnych
Zdroj: (vlastni zpracovdni).

Z grafu naobrazku 19 vyplyva, Ze mezi zpozdénim odletu (DepDelay) a
ostatnimi typy zpozdéni existuje korelace. Na zadkladé znalosti algoritmu CART, kdy
vime, Ze déla rozhodnuti, kterd mu poskytnou nejvyssi informacni zisk by davalo
smysl, Ze mu zpozdéni odletu, které je souctem dil¢ich zpozdéni ptinese nejlepsi
informace. JelikoZ vSak mame nastavenou hloubku 16, coZ je dost na to aby se
projevily i dil¢i zpozdéni a CatBoost je schopen zachytit komplexni interakce a ucit
se z chyb tak jsou uprednostnény dil¢i proménné, které se s mnozstvim iteraci

upresnuji, coz je vidét v obrazku 15, kdy se dilezitost NAS zpozdéni pti 1000
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iteracich sniZila o 4% oproti obrazku 17 pfi 100 iteracich a vice se dal diiraz na

ostatni proménné.

3.8 Modifikace datasetu

Vysledky vySe mohou na prvni pohled vypadat skvéle. DokaZeme rici, Ze let
bude zpoZdén s presnosti hranicici se sto procenty. To ale neni tiplné pravda. SpiSe
to znamena to, Ze algoritmus byl schopen pochopit vzorce jako ,,Pokud je NASDelay
vyssi, nez 15 minut, bude let pravdépodobné zpozdén o vice nez 15 minut, tudiz
nedorazi do své destinace vcas.” Toto je vSak uplatnitelné pouze tehdy, pokud
napiiklad letadlo uz stoji na ranveji, a nemtize kvtili NAS vzlétnout.

Prace s predchozim datasetem neplisobi zajimavé, protoZe se nedd moc o
piedpovédi hovorit, spiSe ovéfuje to, Ze pokud ma model vSechna data, dokaze je
spravné interpretovat a pouzit. Proto nyni budou odebrany ty sloupce, které
poskytuji néjakou informaci o ¢asovém zpozZdéni, kterd nemohla byt dopredu
znama. Aby si napriklad osoba, ktera ma v Sest vecer letét na dovolenou do
Turecka uZ v 10 rano mohla rici, Ze jeji let bude pravdépodobné zpozdén nebo aby
se letiSté uz dopredu na takovéto situace mohlo pripravit.

Pro tyto ucely byly odebrany vSechny tyto sloupce:

['Diverted', 'AirTime', 'ArrTime', 'DepTime','TaxiIn', 'TaxiOut',

'ActualElapsedTime', 'CarrierDelay', 'DepDelay’,
'WeatherDelay', 'NASDelay', 'SecurityDelay', 'LateAircraftDelay"’ ]

V datasetu zulstaly pouze ¢asy s odhadovanym odletem a priletem, které se
béZné objevuji na letenkach.

Model byl opét trénovan pro 1000 a 100 iteraci, aby bylo moZné pozorovat
rozdily ve zvolenych parametrech. Dle ocekavani se snizila presnost, jelikoZ na
vstupu nyni chybélo mnoho c¢asovych udajti, podle kterych se lehce dalo zpozdéni
identifikovat.

Rozdil v presnosti modeli byl nyni 3%, tedy vy$si neZ u modeld, které byly
trénovany na celém datasetu, a presnost byla oproti modelim trénovanym na
celém datasetu niZsi o vice nez 30%. V pripadé 1000 iteraci to bylo o 31,51% a
v pripadé 100 iteraci o 34,52%. Tabulka 2 obsahuje data o obou nové

natrénovanych modelech.
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Pocet Y Velikost

. , Presnost

iteraci souboru

1000 0,68476 3473 MB
100 0,65464 102 MB

Tabulka 2: Nové natrénované modely pro 1000 a 100 iteraci.
Zdroj: (vlastni zpracovdni).
Co vsak bylo neocekavané je to, Ze novy model se po odebrani 13 sloupcii z
datasetu pri 100 iteracich nezmensil, ale ziistal velikostné prakticky stejny, a u

1000 iteraci se dokonce vice nez trikrat zvétsil.

Velikost modelu
Pocet iteraci Cely ZmenSeny
dataset dataset
1000 1077 MB 3473 MB
100 102 MB 102 MB

Tabulka 3: Porovndni velikosti natrénovanych modelii
Zdroj: (vlastni zpracovdni).

V tabulce 4 jsou zleva serazeny klicové parametry dle jejich dulezitosti.
Presnéjsi prehled je poté zachycen na grafech. U modelu pri 100 iteracich
prevladaji mésic, dopravce a den v mésici nasledovany pocatecnim a cilovym
letiStém a dnem v tydnu.

U 1000 iteraci to jsou den v mésici, mésic a den v tydnu, tedy pti takovém
mnoZstvi iteraci si uz model zvladl udélat rozdéleni na konkrétni dny. Nasleduje
pak presnéjsi oznacCeni konkrétniho letadla, cilova destinace a misto vzletu.

Posledni tfi hodnoty jsou zajimavé, protozZe maji témér stejnou hodnotu.

!Docetl Klicové parametry dle duleZitosti

iteraci

1000 | DayofMonth Month DayOfWeek TailNum | Dest | Origin

100 Month UniqueCarrier | DayOfMonth | Origin Dest | DayOfWeek

Tabulka 4: serazeni parametrii dle diileZitosti pro zmenseny dataset
Zdroj: (vlastni zpracovdni).
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Obrdzek 20: Graf diileZitosti pri 1000 iteracich.
Zdroj: (vlastni zpracovdni).
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Obrdzek 21: Graf dileZitosti pri 100 iteracich
Zdroj: (vlastni zpracovdni).
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Pro ovéreni zvySeni velikosti modelu byl pro stejné parametry a zmenSeny

dataset vytvoren jeSté jeden model s 2000 iteracemi.

Pocet . Velikost
. , Presnost

iteraci modelu
2000 68,78978 7391 MB

Tabulka 5: Oveéreni velikosti pro 2000 iteraci
Zdroj: (vlastni zpracovdni).

Diilezitost jednotlivych parametr{i letu

Importance

Year

DayofMonth
DayOfweek
CRSDepTime
SElapsedTime
UniqueCarrier
FlightNum
Distance
CRSANTime
icellationCode
Cancelled

Obrdzek 22: Graf diileZitosti pri 2000 iteracich.
Zdroj: (vlastni zpracovdni).

7

Oproti obrazku 20 miZeme vobrazku 22 pozorovat vétsi rozloZeni
dilezitosti z prednich hodnot na ty dalSi, prohozeni potradi dtlezitosti, malé
zvySeni presnosti predpovédi o 0,3% a ustalovani nizsich hodnot dtlezitosti na

podobné drovni.

3.9 Ovéreni s datasetem z vychozi studie

V ¢lanku (Tang, 2021), ze kterého bylo vychazeno pii vybéru algoritmu
strojového uceni je poskytnut dataset, na kterém byly algoritmy trénovany pro

predpovéd zpoZdéni odletu. Tento dataset na rozdil od predchoziho datasetu

42



obsahuje informace o rtznych prirodnich vlivech jako je smér a rychlost vétru,

které dale upresiuji predpovéd’ zpoZzdéni letu.

Algoritmus Pfesnost
Random Forest 92,40%
Gradient Boosted Tree 93,34%
CatBoost GBDT 94,86%
Decision Tree 97,78%

Tabulka 6: Porovndni presnosti CatBoost s dalsimi algoritmy vyuZivajicich stromy
Zdroj: (Tang, 2021, vlastni zpracovdni).

V tabulce 6 je porovnani tri algoritmli zaloZenych na rozhodovacich
stromech zvychoziho c¢lanku salgoritmem CatBoost vyuZitym v této praci.
Implementace CatBoost vtéto praci dosdhla o 1,52% vySsi presnosti nez
alternativni algoritmus gradient boostingu. Algoritmus rozhodovaciho stromu byl

vSak porad presnéjsi.

DileZitost jednotlivych parametr{l letu
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Obrdzek 23: DiileZitost pri 1000 iteracich na datasetu z ¢ldnku
Zdroj: (vlastni zpracovdni).

V obrazku 23 je vidét, Ze dataset, ktery byl vyuZit v ¢lanku (Tang, 2021) obsahuje
sloupce CRS_DEP_M - planovany c¢as odletu a DEP_TIME_M - skute¢ny c¢as odletu,

které maji v modelu nejvyssi rozhodovaci vahu. Stejné jako v prvni c¢asti, kdy
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dataset jeSté nebyl zmenSen, mame v datasetu néjaké ciselné vyjadrené zpozdéni,
coz pak vede v pripadé predpovédi zpozdéni letii k vysoké piesnosti predpoveédi. Je
zde opét néjaky jednoduchy vztah, v tomto pripadé rozdil dvou hodnot, které nam

davaji informaci o zpoZdéni odletu.
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4 Shrnuti vysledku

V prvni ¢asti, kdy byl model trénovan na kompletnim datasetu s témér dvéma
miliony Fadka o tficeti sloupcich tento algoritmus dokazal najit v datech vzory,
které vedly i pri pouhych sto iteracich, coZ je desetkrat méné, nez je vychozi
pouZzivana hodnota, k témér 100% presnosti predpovédi.

Ve druhé casti, kdy uz tato predpovéd byla ,Ctenim z letenkovych listki“ se
nam pii 2000 iteracich podarilo dostat aZ na 68,79%, coZ uz je témér 7 z 10
spravné predpovézenych zpozdéni jen na zakladé idajt vyctenych z letenky.

Ve treti ¢asti byl algoritmus porovnan s algoritmy v (Tang, 2021) ¢lanku. Zde
si vedl trochu 1épe, neZ nahodny les i gradient boosted tree. Obycejny rozhodovaci
strom byl vSak na tomto konkrétnim datasetu o zhruba 3% presnéjsi. Oproti

algoritmiim, které nebyly zaloZeny na rozhodovacich stromech si vedl v této

Kklasifikacni dloze jesté 1épe.
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5 Zavéry a doporuceni

Bakalarska prace se zabyva problematikou zpoZdéni letl z hlediska jejich
predpovédi. Zpozdéni letli zplisobuje kazdy rok leteckému odvétvi jen ve
Spojenych statech naklady v desitkach miliard dolard, a proto jakykoliv zptlisob
jejich v€asné identifikace je dtleZzitou soucasti jejich eliminace.

Teoreticka Cast je zaméiena na seznameni se s problematikou zpozdéni letti a
jejich pri¢inami. Je zde detailné popsan algoritmus CART (Classification and
Regression Tree), ktery je v této praci vyuZivan. Dale zde jsou popsany Python
knihovny a jejich tridy, které jsou soucasti této prace.

Prakticka Cast se vénuje predpovédim na velkém datasetu, ktery ¢ita dva
miliony zdznami o vnitrostatnich letech na dzemi Spojenych stati. Prvni dataset
obsahuje vSechny udaje a predpovéd na ném dosahuje témér 100% presnosti. Jeho
modifikovana verze neobsahujici udaje o dil¢ich zpoZdénich, kterd ma svymi
dostupnymi informacemi blize k néCemu prakticky vyuZitelnému ma piesnost
predpovédi okolo 68%, tedy témér 7 z 10 spravné identifikovanych zpozdéni.

V zavéru praktické casti byl zvolen testovaci dataset, ktery porovnaval
vysledky simplementaci rliznych druhl rozhodovacich stromt, a zde si vedl
trochu lépe, nez alternativni implementace Gradient boosted algoritmu, ¢imZ se
ovérila jeho spravna implementace.

Praci by bylo moZné rozsirit napriklad vytvorenim mobilni aplikace pro
cestujici nebo webové aplikace pro letecké spolecnosti, kterd by pristupovala
k idajim o letech, které by se na serveru v néjakych intervalech, napriklad jeden
den, zapracovavaly do modelu a cestujici nebo letecké spolecnosti by se mohly

dotazovat na svijj let.
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7 P¥ilohy

1) Elektronicka priloha - .zip archiv s Jupyter notebookem obsahujicim

zdrojovy kod.
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