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Abstrakt

Tato prace se zabyva snimanim, zpracovanim a klasifikaci mozkové aktivity snimané po-
moci brain-computer interface (BCI) zafizeni od spolecnosti OpenBCI a moznostmi vyuziti
mozkové aktivity vyvolané predstavovanym pohybem koncetin k ovladani aplikace. K fe-
Seni zadaného problému jsou vyuzity metody pro zpracovani signalu a strojového uceni.
Podarilo se vytvorit program umoznujici snimani, zpracovavani a klasifikaci mozkové ak-
tivity pomoci umélé neuronové sité. Prumérna presnost klasifikace na umélych datech je
99.156%. Na datech reilnych se podarilo dosdhnout priamérné presnosti 73.71%.

Abstract

This thesis describes recording, processing and classifying brain activity which is being
captured by a brain-computer interface (BCI) device manufactured by OpenBCI company.
Possibility of use of such a device for controlling an application with brain activity, specifi-
cally with thinking of left or right hand movement, is discussed. To solve this task methods
of signal processing and machine learning are used. As a result a program that is capable
of recording, processing and classifying brain activity using an artificial neural network
is created. An average accuracy of classification of synthetic data is 99.156%. An average
accuracy of classification of real data is 73.71%.

Klicova slova

elektroencefalografie, EEG, brain-computer interface, BCI, OpenBCI, strojové uceni, neu-
ronova sit, klasifikace

Keywords
elektroencefalography, EEG, brain-computer interface, BCI, OpenBCI, machine learning,
neural network, classification

Citace

PERSICH, Alexandr. Analjza a klasifikace dat ze snimace mozkové aktivity. Brno, 2020.
Diplomova préace. Vysoké uceni technické v Brné, Fakulta informacnich technologii. Vedouci
prace Ing. Igor Szdke, Ph.D.



Analyza a klasifikace dat ze snimace mozkové ak-
tivity

Prohlaseni

Prohlasuji, Ze jsem tuto diplomovou praci vypracoval samostatné pod vedenim pana Ing.
Igora Sz6keho, Ph.D. Dalsi informace mi poskytl MUDr. Martin Krobot. Uvedl jsem vSechny
literarni prameny, publikace a dalsi zdroje, ze kterych jsem cerpal.

Alexandr Persich
3. ¢ervna 2020

Podékovani

Dékuji panu Ing. Igoru Székemu Ph.D. za odborné vedeni a cenné rady, jez mi v prubéhu
tvorby diplomové prace vénoval a panu MUDr. Martinu Krobotovi za poskytnuti konzultace.
Rovnéz dékuji rodiné a pratelim za podporu.



Obsah

1 Uvod 3
2 Uvod do problematiky 4
2.1 Popis feSeného problému a cil prace . . . .. ... .. ... 4
2.2 Lidsky mozek . . . . . . . 5
2.3 Sniméani mozkové aktivity . . . . . .. ..o 8
2.3.1 Vypocetni tomografie . . . .. ... .. ... ... 8

2.3.2 Nukledrni magnetickd rezonance . . . . .. ... .. ... ... ... 8

2.3.3 Elektroencefalografie . . . . . .. ... .. ... ... ... ... 8

2.4 Brain-Computer Interface . . . . . . .. .. . oo 14
2.4.1 Druhy BCI . . . . . . . 14

2.4.2 Dostupnd BCIl zafizeni . . . . . . ... ... ... ... ... ... .. 14

2.5 OpenBCI . . . . . . . . 16
2.5.1 Hardware . . . . . . . . . e e 16

2.5.2 Software . . . . . ... e e e e e 18
2.5.3 Dostupné knihovny . . . . . ... ... oo 19

2.5.4 Uroveii poznani v ramci komunity OpenBCI a ve svété . . . . . . . . 20

2.6 Konzultace s neurologem . . . . . . . . ... o oo 22
3 Néavrh reseni 24
3.1 Volba ¢innosti ke klasifikaci . . . . . . . ... o o000 24
3.2 Rozmisténi elektrod na povrchu hlavy . . .. ... ... ... ... ..... 26
3.3 Tiidy pro klasifikaci . . . . . . ... oo 27
3.4 Struktura Prace . . . . . . . . .. oo e 27
3.5 Nahrdavani a ukladdani dat . . . . . . . ... ... ... oo 28
3.5.1 Formdt vstupnich dat . . ... ... ... ... ... ... ..., 29
3.5.2 Format prouchovanidat. . . . . . . ... ... ... ... ...... 30
3.5.3 Pokyny pro uzivatele pfi snimani aktivity mozku, ukladdni dat . . . 31
3.5.4 Ovéreni spravnosti vzorkovaci frekvence . . . . . ... ... .. ... 34

3.6 Trénovani neuronové sité . . . . . . . . . ..o e 36
3.6.1 Zpracovani vstupnich dat . . .. .. ... ... .. 36
3.6.2 FiltrovAni Sumu . . . . . . . .. Lo 38
3.6.3 Spektrdlni analyza . . . . . .. ... ... Lo 39
3.6.4 Neuronova sit a jeji trénovani . . . . . .. . .. ... 40

3.7 Klasifikace dat z BCI zafizeni . . . . . . . . . .. ... .. .. 44
3.8 Prace s Programem . . . . . . . . . .ot o e e e e e e e 46
3.8.1 Priklady spusténi . . . . . . ... .. oo 46
3.8.2 Konfiguracéni soubor . . . . ... ..o Lo 48



4 ZvySovani presnosti klasifikace, testovani a experimenty

4.1 Syntetickd data . . . . . ... ... ..
4.1.1 Ziskdvani syntetickych dat . . .

4.1.2  Ovéfeni spravnosti implementace na syntetickych datech . . . . . ..

42 Redlnddata . ... ... .. ... ...
4.2.1 Ziskdvani redlnych dat . . . . .
4.2.2 Experimenty . . ... .....
4.2.3 Shrnuti a vysledky experimenti

5 Zavér
Literatura

A Plakat

50
50
50
o1
54
54
56
68

74

75

77



Kapitola 1

Uvod

Jednim z nejvice fascinujicich ,biologickych stroji* na této planeté je bezpochyby lidsky
mozek. I pres mnohaletou snahu védct neni jeho fungovani dodnes zcela objasnéno. Rozvoj
kterd tato zafizeni cenové dostupnd i pro Sirsi verejnost. Prikladem mohou byt tzv. BCI za-
fizeni (brain-computer interface), kterd snimaji signaly mozku a prendseji je do pocitace,
kde s nimi lze dale pracovat.

Znatelnym rozvojem v poslednich letech prochéazi i uméla inteligence a strojové uceni,
coz lze se snimanim aktivity mozku pomoci BCI zafizeni skloubit.

V této praci se zabyvam moznostmi ovladani jednoduché aplikace ¢innosti mozku prave
s vyuzitim BCI zafizeni a strojového uceni. Zjednodusené lze fici, ze se jednd o navrh
programu pro ovladani pocitace pomoci myslenek — konkrétné pomoci predstavovaného
pohybu. Tento koncept je zndmy pod terminem motor imagery.

Duvodu pro¢ se timto tématem zabyvat je hned nékolik. V 1ékarstvi by mohly pocitace
ovladané aktivitou mozku pomahat paralyzovanym ¢i télesné postizenym pacientiim. V her-
nim prumyslu by tento koncept rovnéz mohl najit vyuziti, a to predevsim v odvétvi virtualni
reality (VR), kde by bylo mozné spojit BCI zafizeni s VR headsetem a pouzit jej napii-
klad k ovladani pohybu. Osobni motivaci je pak ziskani znalosti z oblasti strojového uceni
a osvojeni si prace s neuronovymi sitémi ve zvoleném implementa¢nim jazyce—JavaScriptu.

V kapitole 2 se vénuji zejména teoretickému tivodu do problematiky. Ctenaf ziska pre-
hled o fungovani mozku a o moznostech jeho snimani. Déle jsou zde stanoveny cile prace. Jak
1ze téchto cili dosdhnout je pak popsano v kapitole 3. Ta rovnéz slouzi jako pruvodce vytvo-
fenym programem, ktery zpracovava a klasifikuje mozkovou aktivitu. Zlepsovani vysledkta
zminéného programu se vénuji v kapitole 4, kde jsou popsany také vysledky experimentu.
Dosazené vysledky préace jsou shrnuty v kapitole 5.



Kapitola 2

Uvod do problematiky

V této kapitole jsou uvedeny teoretické znalosti, které byly potfebné k vypracovani této
diplomové prace. V sekci 2.1 se ¢tenar seznami s Tesenym problémem a cili prace. Sekce
2.2 a 2.3 poskytuje zdkladni informace o morfologické struktufe mozku, o jeho fungovani
a o moznostech snimani mozkové aktivity. Déale bude ¢tenar v sekci 2.4 seznamen se za-
fizenimi BCI a v sekci 2.5 budou blize popsany BCI zarizeni od spole¢nosti OpenBCI,
z nichz jedno bylo k praci k dispozici. Zavér této kapitoly —sekce 2.6 —je vénovan moz-
nym problémtim a dopliujicim informacim k tomuto tématu z pohledu lékafe ptisobiciho
na neurologickém oddéleni.

2.1 Popis reseného problému a cil prace

Tato prace se vénuje snimani, zpracovani a klasifikaci dat pochézejicich ze snimace mozkové
aktivity s vyuzitim strojového uceni. Ke snimani signalt mozku je k dispozici zarfizeni
fungujici na bézi elektroencefalografie (EEG) od spole¢nosti OpenBCI.

Hlavnim cilem této prace je vytvoreni programu, ktery je schopen prijimat a zpracovavat
data z poskytnutého snimace mozkové aktivity a dokéze se z nich naucit klasifikovat mozko-
vou aktivitu souvisejici s predstavovanym pohybem levé a pravé ruky (tzv. motor imagery).
Zhotoveny program musi byt schopen provadét klasifikaci mozkové aktivity v redlném case,
aby bylo mozné jej vyuzit k ovladani jednoduché aplikace ¢i hry.

Klasifikace mozkové aktivity bude zalozena na strojovém uceni s ucitelem (supervised
learning) s pouzitim umélé neuronové sité, ktera se zda byti vhodnym néstrojem pro feseni
zadaného problému [6].

Implementa¢nim jazykem bude JavaScript s vyuzitim platformy Node.js' (v10.19.0).
Duvodem je existence JavaScriptové knihovny pro komunikaci s BCI zafizenim i moznost
prace s neuronovou siti pomoci knihovny TensorFlow.js”.

Déle bude zhodnocena troven poznani BCI zarizeni ve svété a v ramci komunity kolem
projektu OpenBCI, coz bude ilustrovano ukazkami jejich pouziti v praxi.

"https://nodejs.org/en/
https://www.tensorflow.org/js
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2.2 Lidsky mozek

Mozek je orgéan, ktery je zodpovédny za mysleni, pamét, uceni, nasi identitu a dalsi aspekty,
jez oznacujeme jako mysl. Mozek tvori spolecné s michou centralni nervovou soustavu, ktera
slouzi k nepretrzitému zpracovavani a prenosu signdli z riznych ¢asti téla a ke kontrole
vétsiny télesnych funkei [1].

Casti mozku

Zjednodusené lze mozek rozdélit na tii ¢asti: mozecek, mozkovy kmen a nejsvrchnéjsi kon-
covy mozek (téz velky mozek). Mozecek obstarava koordinaci pohybu a rovnovahu, mozkovy
kmen je zodpovédny za vétsinu elementarnich procesi, jako je prenos informaci mezi riz-
nymi ¢astmi mozku ¢i mezi mozkem a télem a v koncovém mozku, evoluéné nejmladsi ¢asti
mozku, se odehrava veskeré mysleni [1].

Koncovy mozek déle délime do levé a pravé hemisféry, pricemz kazda hemisféra je zod-
povédnd za Fizeni opacné strany téla. Kazdou hemisféru délime do ¢tyt ¢asti s nasledujicimi
funkcemi (viz obrazek 2.1):

e spankovy lalok—¢ich, vizualni a verbaln{ pamét,
e tylni lalok—zrakové vnimani, tvary, barvy,
e cCelni lalok—kognitivni funkce, feSeni problémi, organizovani slozitych pohybt,

e temenni lalok—hmat, tlak [1].

Obrazek 2.1: Koncovy mozek a jeho ¢asti, prevzato z [1].

Cely mozek je pred poskozenim chranén predevsim lebkou, nékolika vazivovymi obaly
a mozkom{$nfm mokem? [1].

7 pohledu této prace jsou klicové ty c¢asti mozku, které souvisi s pohybem, konkrétné
Celni a temenni laloky. V Celnim laloku se nachazi primarni motoricka korova oblast, ktera

Shttps://www.wikiskripta.eu/index.php?title=0baly_mozku&oldid=389102
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zajistuje presné pohyby téla— zejména predlokti a prsti, a premotoricka kura, ktera ob-
stardava pohyby zavislé na senzitivni zpétné vazbé, coz je napriklad uchopovani predmétu.
V temennim laloku se pak nachézi senzitivni korova oblast, kterd je zodpovédna za kozni
vniman{— dotyk, teplo, chlad a bolest [9]. Zminéné ¢asti jsou znazornény na obrazku 2.2.

Primarni motoricka

Senzitivni korova oblast Korova oblast

Somatosenzitivni Premotorickd kdra

asociacni oblast

Obrézek 2.2: Motorické a senzitivni oblasti mozku. Pfevzato z [9] a upraveno.

Fungovani mozku

Zakladnimi stavebnimi kameny nervového systému jsou neuroglie a neurony. Neuroglie,
kterych je priblizné desetkrat vice nez neuronti, jsou podpiirnou tkani pro neurony”.

Neuron je anatomickou jednotkou nervového systému. V lidském mozku se jich vysky-
tuje priblizné 15-25 miliard’. Jednotlivé neurony jsou na sobé funkéné nezévislé a mohou
byt vzajemné propojené. To znamenad, ze kazdy neuron mé jedine¢nou identitu a specific-
kou funkci, ktera zavisi na jeho vnitini strukture, na umisténi v ramci nervové soustavy,
na signalech, které prijima od dalsich vybranych neuronti a na informaci, kterou prenasi
do dalsich neuronu. Jeden neuron muze byt spojen az s tisici dalsich neuront.

Samotny neuron (obrazek 2.3) je tvoren tfemi zdkladnimi ¢astmi:

e dendrity (pfijimajicimi vybézky),
e bunéénym télem,

e nervovym vldknem (axonem) [1].

‘https://www.wikiskripta.eu/index.php?title=Neuroglie&oldid=431344
“https://www.wikiskripta.eu/index.php?title=Neuron&oldid=414708
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axonalni zakonceni
(misto vzniku synapsi)

dendrity
bunécné
télo

jadro (nukleus)

Obréazek 2.3: Zjednoduseny popis neuronu. Pfevzato ze stranek wikiskripta.eu®, upraveno.

O vyse uvedenych informacich o neuronech miizeme zjednodusené uvazovat jako o funk-
cich z pohledu informatiky a programovani: kazdy neuron (télo funkce) muze mit nékolik
dendritu (vstupnich parametri) a nékolik axondlnich zakonceni (vystupt funkce).

Prenos informace mezi neurony je elektrochemicky proces. Elektricky impulz putuje
z dendriti pres bunééné télo neuronu do axondalnich zakonceni. Zde se nachazi misto zvané
synapse, kde se priblizuji (na priblizné 20 nm) axonalni zakonceni jednoho neuronu k den-
dritim jinych neuront a dochézi zde k pfenosu impulzu z jednoho neuronu na neurony
ostatni, a to pomoci chemickych latek zvanych neurotransmitery. Kdyz elektricky impulz
dorazi do axonalnich zakonc¢eni, dojde k uvolnéni neutrotransmiteru, ktery putuje k den-
dritim dalsich neuronti. Po prijeti neurotransmiteru dendritem dojde ke spusténi dalsiho
elektrického impulzu a proces prenosu informace se takto dale Siri siti neuronu. Existuji
i takové neurotransmitery, které prenos informace zastavi a brani tak priliSné nervové sti-
mulaci [1].

Samotny prenos elektrickych signalt v mozku je zaloZen na distribuci ionti s kladnym
nabojem (téz kationty, napriklad sodik a draslik) a ionti se zdpornymi naboji (téZ anionty,
napiiklad vapnik a chlér). Nerovnovaha elektrickych naboju mezi neurony vytvari rozdil
elektrickych potenciali, tedy elektrické napéti. To pak vyvolava elektricky proud [1].

Shttps://www.wikiskripta.eu/w/Neuron
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2.3 Snimani mozkové aktivity

Neurovéda, obor studujici nervovou soustavu, ma své pocatky jiz v dobach starovékého
Egypta’. Rozvoj techniky v 19. stoleti umoznil pokro¢ilé sledovani neuront [1]. V této sekci
jsou uvedeny nékteré ze soucasnych metod sledovani a sniméni mozkové aktivity. Ctenaf
se blize seznami se zdklady elektroencefalografie (EEG), ktera je zdkladnim kamenem této
préce.

2.3.1 Vypocetni tomografie

Zobrazovaci metoda vypocetni tomografie (angl. Computed Tomography, CT) je zaloZena
na pouziti rentgenového zareni — tomografu. Snimanou oblast dokaze zobrazit v sérii fezu.
Tato metoda se pouzivd kromé mozku i ke snimdani jinych vnitinich organt ¢i skeletu®.

2.3.2 Nuklearni magneticki rezonance

Tato metoda dokaze zobrazit strukturu organu clovéka s velkym rozliSenim. Vyuziva rych-
Iych zmén magnetického pole, coz ovliviiuje atomy ve snimané oblasti. Ty v reakci na zmény
vysilaji specidlni zafeni, které je zachyceno a pouzito k rekonstrukei obrazu”. Kviili zlepseni
prijeti této metody vefejnosti se z nazvu k vypustilo slovo ,nuklearni“ a metoda se dale
oznacuje jako ,magnetickd rezonance® ¢ zkracené ,MRI“'.

2.3.3 Elektroencefalografie

Cinnost mozku je ddna elektrickou aktivitou, kterou generuji nervové buiiky pii vzajemné
komunikaci (viz sekce 2.2). Technika pro zdznam této aktivity se nazyva elektroencefalogra-
fie (EEG), zafizeni pro zdznam elektrické aktivity se nazyva elektroencefalogram a v roce
1929 jej vynalezl némecky védec Hans Berger [1].

Na rozdil od vypocetni tomografie a magnetické rezonance neni EEG pii dlouhodobém
snimani aktivity mozku velkou zdravotni zatézi. Pravé moznost sledovani mozku po delsi
dobu miuze prinést cenné informace o jeho fungovani [12].

Na principu méfeni elektrickych impulzi mozku funguje i elektrokortikografie (ECoG).
Oproti EEG nevyuziva elektrod priloZzenych na povrch hlavy, ale snima signal primo z moz-
kové kiry. Takovéto méreni je presnéjsi, jelikoz nedochazi k oslabeni signalu lebkou a dalsimi
obaly mozku. Tato metoda se vyuziva pii neurochirurgickych zakrocich''.

Princip fungovani EEG

Samotné méreni je zaloZzeno na prilozeni nékolika pari elektrod na pokozku hlavy a nasledné
odecitani rozdilu napéti mezi elektrodami jednoho paru [1]. Frekvence méreného napéti se
meéni v rozsahu 1-100 Hz v zavislosti na aktualni ¢innosti mozku —napriklad frekvence

namérend béhem spanku se pohybuje mezi 1-4 Hz a pii bdéni s otevienyma ocima

"https://web.archive.org/web/20120119141209/http://www.ibro.info/Pub/
Pub_Main_Display.asp?LC_Docs_ID=3199
Shttps://www.wikiskripta.eu/w/V%C3%BDpo%C4%8Detn’C3%AD_tomografie
“http://www.poranenimozku.cz/zajimavosti-vyzkum/odborne-clanky/metody-vysetreni-
mozku.html
https://wuw.wikiskripta.eu/w/Nukle%C3%A1rn%C3%AD_magnetick¥C3%A1_rezonance
"https://www.wikiskripta.eu/w/Elektroencefalografie
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mezi 12-30 Hz'?. Samotné hodnota napéti na povrchu pokozky hlavy se pohybuje v desit-
kéch mikrovolta'?.

Typy mozkové aktivity

U zdravého dospélého jedince jsou z pohledu EEG v mozku zastoupeny frekvence z péti
zakladnich frekven¢nich pasem: alfa, beta, théta, delta a gamma. Elektroencefalografickou
aktivitu mozku pak definujeme jako soucet téchto frekvenci, kde se zastoupeni jednotlivych
frekvenci méni pri ruznych stavech védomi [12].

1. Jako aktivitu alfa (obr. 2.4) oznacujeme frekvence mezi 8 a 12 Hz. Typicky se
vyskytuje v zadni ¢asti hlavy. Amplituda alfa frekvenci se pohybuje mezi 20-80 pV.

Alfa aktivita se projevuje pfi bdéni, relaxaci a zavienych ocich. Jeji icast je téz pred-
pokladana u procesu zahrnujicich pozornost a kognitivni a pamétové déje. K itlumu
alfa aktivity naopak dojde pfi otevieni oci'® [12].
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Obrazek 2.4: Alfa aktivita. Pievzato ze stranek wikiskripta.eu'® a upraveno.

2. Za aktivitu beta (obr. 2.5) povazujeme frekvence 12-30 Hz. Od aktivity alfa se

vvvvv

v prednich ¢asti mozku. Zastoupeni beta frekvenci v mozkové aktivité roste s vékem
a je dominantnéjsi u zen.

Nartst beta aktivity je typicky zvysenim pozornosti a kognitivnich funkci. Vyskytuje
se pii bdén{ a motorickém klidu'® [12].
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Obrazek 2.5: Beta aktivita. Pievzato ze stranek wikiskripta.eu'® a upraveno.

2http://www.poranenimozku.cz/zajimavosti-vyzkum/odborne-clanky/metody-vysetreni-
mozku.html
Bhttps://www.wikiskripta.eu/w/Elektroencefalografie
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3. Aktivita théta (obr. 2.6) zahrnuje frekvence 4-8 Hz a vyskytuje se ve spankovych
oblastech. Amplituda frekvenci théta je v pruméru 30 uV.

Frekvence typu théta typicky nereaguji na otevreni ¢i zavieni o¢i. Ke zvyseni jejich
aktivity dochézi pri emo¢nim vzruseni a stresu, avsak amplituda théta frekvenci mtize
nartistat i pti ustnan{'* [12].
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Obrazek 2.6: Théta aktivita. Pfevzato ze stranek wikiskripta.eu'? , upraveno.

4. Frekvence pod 4 Hz oznacujeme jako aktivitu delta (obr. 2.7). Amplituda delta
frekvenci je ve srovnani s ostatnimi frekvencemi zastoupenymi v mozku nejvyssi—
pohybuje se v rozmezi 20-200 uV.

Aktivita delta se nejvice projevuje u déti do tii let, ddle pak v hlubokém spanku ¢i
pri ospalosti. Predpokladéa se, ze hraje roli pii uvolnovani a kdédovani informaci, ¢imz
je spojovana s mirou inteligence jedince'* [12].

0.0 0.2 0.4 0.6 0.8 1.0

Obrazek 2.7: Delta aktivita. Pievzato ze stranek wikiskripta.eu'*, upraveno.

5. Gamma aktivita ma frekvenc¢ni rozsah 30-50 Hz a je typicka pri bdéni. Amplituda
se pohybuje v rozmezi 2-10 pV'*.

Cilem této prace je identifikace predstavovanych pohybtu pravé a levé ruky v EEG da-
tech. Tyto pohyby se projevuji zménou mozkové aktivity v oblastech frekvenci mu a beta [8].

Mu frekvence se pohybuji v rozsahu 8-13 Hz, ¢imz spadaji pfevazné do alfa aktivity.
V motorickych ¢astech mozku jsou pritomné v klidovém stavu. Jejich zastoupeni vsak klesa
pri akcich souvisejicich s pohybem, pri predstavovaném pohybu a dokonce i pfi pozorovani
pohybu jiné osoby. Tomuto utlumu se fikd event-related desynchronizace (ERD) [5].

K podobnému jevu dochézi i u beta aktivity. Na obrazku 2.8 je zobrazena mira ttlumu
beta frekvenci pfi predstavovaném pohybu pravé ruky [11]. Rovnéz si lze povSimnout,
ze k poklesu aktivity dochazi na opac¢né strané mozku, tedy nalevo.

“https://wuw.wikiskripta.eu/w/Elektroencefalografie
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Obrézek 2.8: Mira ttlumu beta frekvenci (ERD) pfi predstavovaném pohybu pravé ruky
v ¢ase. Cervena barva znaci nizsf beta aktivitu. Pfevzato z [11] a upraveno.

EEG artefakty

Idealni data ziskand pomoci EEG obsahuji signaly pochézejici pouze z mozkové aktivity.
Redlna data v sobé ale obsahuji signaly i z jinych zdroju generujicich elektromagnetické
pole. Kvalitu dat mohou ovlivnit i drobné mechanické pohyby méticiho zarizeni. Nezadouci

signély, které se pfi méfeni ¢innosti mozku projevuji, nazyvame jako artefakty'®.

Ve snaze o co nejlepsi vystupy pri praci s EEG signaly je nutné brat na existenci
artefaktt ohled a snazit se je v co nejvétsi mife ze ziskanych dat odfiltrovat.

EEG artefakty mtzeme rozdélit do nasledujicich skupin:

1.
2.

srdecni artefakty,

elektrodové artefakty,

. artefakty pochézejici z externich zatizeni,

. svalové artefakty'©.

. Srdeéni artefakty pochazi bud z mechanickych pohybi srdce (umisténim elektrody

na pulzujici zilu ¢ tepnu) nebo z elektromagnetického pole, které srdecni ¢innost
generuje'".

Elektrodové artefakty jsou zplisobeny tim, ze pokozka hlavy a elektrody mohou
vzajemné utvorit kondenzator a docCasné ulozit elektricky naboj, ktery se v pribéhu
casu uvolni. To mize byt umocnéno pouzitim EEG gelu ¢i pasty, ktera se pak chova
jako elektrolyt. Uvolnéni takto vzniklého elektrického naboje zptsobi zménu impe-
dance a elektrického potencidlu, coz se v méfeném signilu projevi. Dalsim zdrojem
artefakt® mohou byt i nepatrné pohyby elektrod pii drobnych pohybech hlavy '°.

Bhttp://capitulo-cubano-nfc.github.io/la-eeg-uci/_downloads/EEGc_artefactosUCI.pdf
Ynttps://wuw.slidesharenet/SudhakarMarella/eeg-artifacts-15175461
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3.

Artefakty pochazejici z externich zarizeni prameni predevsim ze stiidavého
proudu, ktery je napdaji. V Severni Americe se jednd o frekvenci 60 Hz, v ostatnich
Castech svéta je to 50 Hz. Takovéto ruseni Sifi témér vSechna zafizeni v okoli a pred-
stavuji pro kvalitu méfeni velky problém. Pro eliminaci takto vzniklych artefakt je
doporuceno odstranéni elektrickych zafizeni z prostoru, kde snimani pomoci EEG
probihé, a nasledné aplikovani filtrii pro odstranéni zminénych frekvenci. Obrazek 2.9
zobrazuje méfend data pred a po aplikaci 60Hz filtru'”+'%.
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Obrazek 2.9: Ukazka aplikace 60Hz filtru na vzorek EEG dat. V levé ¢asti jsou data pred
aplikaci filtru, napravo jsou data s odfiltrovanymi artefakty zptisobenymi externim zaiize-

nim.

Pfevzato ze stranek capitulo-cubano-nfc.github.io'®.

4. Svalové artefakty jsou zplisobeny vznikem elektrickych potencialt v disledku ¢in-

nosti svali. Tento typ EEG artefaktt patfi k nejbéznéjsimu a nejvétsimu zdroji Sumu
pri snimani mozkové aktivity a to proto, ze signdly pochazejici ze svalové aktivity maji
vyssi frekvenci i amplitudu, nez signaly z ¢innosti mozku. Zdrojem mutize byt kontrakce
svala pri polykéni, zvykani, mrkani ¢i mluveni. Tyto artefakty lze odstranit naptiklad
aplikaci filtru typu pasmova propust pro frekvence 1-20 Hz, ¢imz ale dojde ke ztraté
i potencialné uzite¢nych EEG dat'”.

Rozmisténi elektrod

Poloha elektrod v ramci povrchu hlavy je pro EEG méfeni velmi podstatni. Na zikladé
antropometrického méreni, vytvoril Herbert Jasper ,systém 10-20“, dle kterého lze elek-
trody na hlavé rozmistit. Roku 1957 byl tento systém schvalen na mezinarodnim kongresu
EEG [12].

"https://www.slideshare.net/SudhakarMarella/eeg-artifacts—15175461
Bhttp://capitulo-cubano-nfc.github.io/la-eeg-uci/_downloads/EEGc_artefactosUCI.pdf
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Nazev tohoto systému je odvozen ze vzdalenosti mezi jednotlivymi elektrodami, ktera
je rovna 10% nebo 20% ze vzdalenosti mezi ¢tyfmi anatomickymi body, kterymi jsou kofen
nosu (nasion), vystupek na zadni strané hlavy (inion) a bod pfed pravym a levym usnim
boltcem'. Rozmisténi elektrod dle systému 10-20 lze vidét na obrazku 2.10.

Zminény systém umoznuje na hlavu rozmistit pouze 19 elektrod, coz s pokrokem techno-
logif a metod pro vyzkum mozku prestalo byt dostacujici. Na bazi ptivodniho systému 10-20
vznikly dalsi systémy, napriklad systém 10-10, ktery popisuje rozmisténi az 74 elektrod,
¢i systém 10-5, dle kterého lze rozmistit az 300 elektrod pro sniméani aktivity mozku?".
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Obrézek 2.10: Rozmisténi elektrod dle systému 10-20. (A) pohled ze strany, (B) pohled
zepredu, (C) pohled shora, (D) pohled shora schématicky, véetné oznaceni vSech elektrod.
Pievzato ze stranek pef.uni-lj.si'”, upraveno.

V této praci bude pro oznaceni pozice elektrod na hlavé pouzivan systém, ktery je sys-
témem 10-20 inspirovan (bliZe popséan v sekci 3.2). Pro rozeznani predstavovaného pohybu
rukou je potreba umisténi elektrod soustredit kolem motorickych a senzitivnich ¢asti mozku
(viz obrazek 2.2). V systému 10-20 to jsou zejména pozice C3 a C4%! (obr. 2.10).

http://www.pef.uni-1j.si/eprolab/comlab/sttop/sttop-bm/Additional/Electrode’20location
20and%20recording.htm

nttps://robertoostenveld.nl/electrode/

https: //scenucsd.edu/~yijun/pdfs/ELO7.pdf
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2.4 Brain-Computer Interface

Pod pojmem Brain-Computer Interface (BCI) se skryvd moznost pfimé komunikace mezi
mozkem a externim zafizenim v redlném cCase. Signaly z mozku se prenasi pifimo do pocitace,
ktery je vyhodnoti a prevede na pozadovanou akci. Neni tedy potfeba naptiklad pohybovat
rukou ¢i o¢ima pro spusténi néjaké akce v pocitac¢i. Pomoci BCI v soucasné dobé nelze
pirimo zjistit, na co ¢lovék presné mysli. Lze ale detekovat malé zmény elektrickych poten-
cidli a specifickych vzort v mozkové aktivité, které jsou s néjakou jednoduchou myslenkou
spojeny~~.

Ke snimani mozku v redlném c¢ase jsou vhodné dvé rizné technologie. Prvni je magne-
tickd rezonance (sekce 2.3.2). Ta je sice schopnd vytvorit velmi kvalitni snimky mozkové
aktivity, ale velikost a komplexita zafizeni, které se pouziva ke snimani, neumoznuje vy-
uzivani magnetické rezonance v bézném kazdodennim zivoté. Své vyuziti v oblasti BCI
magnetickd rezonance presto mé, a to k presnému urceni aktivnich ¢asti mozku pri néjaké
konkrétni mentélni ¢innosti. Druhou technologii je EEG (sekce 2.3.3). Ta je pro realizaci
BCI vhodna, jelikoz zafizeni pro snimani EEG aktivity je jednoduse prenositelné a kom-
paktni?.

2.4.1 Druhy BCI

BCI mtzeme rozdélit podle miry zadsahu do lidského organismu do nésledujicich kategorif:

1. invazivni — vyuzivajici specialnich zarizeni k zachyceni signali z mozku, které jsou
zavedeny primo do mozku pomoci chirurgického zakroku,

2. semi-invazivni — snimaci zafizeni jsou vlozeny na povrch mozku,

3. neinvazivni — snimani mozkové aktivity probihd na povrchu lebky.

Obecné plati, ze invazivni techniky vykazuji podstatné lepsi vysledky, avsak za cenu
vyssich zdravotnich rizik. Neinvazivni techniky nejsou zatézi pro organismus, ale vysledky
z nich jsou kvili oslabenému signélu hors{** [7].

BCI 1ze také rozdélit do dvou skupin dle zptisobu komunikace mezi mozkem a pocitacem:

1. aktivni — komunikace probiha v obou smérech, tedy z mozku pres BCI zafizeni do po-
CitacCe a z pocitace pres BCI zarizeni do mozku,

%25

2. pasivni — komunikace probihd pouze ve sméru mozek—pocitac=>.

2.4.2 Dostupna BCI zarizeni

Na soucasném trhu se pohybuje nékolik spolec¢nosti, které Siroké verejnosti nabizi cenoveé
dostupnd BCI zafizeni. V néasledujici sekci jsou predstaveny ty nejznaméjsi z nich. Spolec-
nosti OpenBCI, ktera se vyvojem BCI zafizeni vénuje, je vénovana samostatna kapitola,
jelikoz prave jeji zarizeni bylo pro vypracovani této prace pouzito.

2pttp://www.brainvision.co.uk/blog/2014/04/the-brief-history-of -brain-computer-
interfaces/

Bhttps://computer.howstuf fworks.com/brain-computer-interfacel.htm

% https://towardsdatascience.com/a-beginners-guide-to-brain-computer-interface-and-
convolutional-neural-networks-9f£35bd4af948

https://www.emotiv.com/bci-guide/
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Emotiv BCI

Emotiv?® je americkd bioinformaticka spole¢nost, kterd se snazi o prohloubeni pochopeni
lidského mozku pomoci elektroencefalografie. Misi spolecnosti je poskytovat prostredky
ke snimani mozkové aktivity Siroké vefejnosti a zvednout tak zajem o studium mozku.

Spole¢nost dava k dispozici hned nékolik BCI zarizeni. EPOCX a EPOC+ jsou ¢trnéc-
tielektrodové snimace mozkové aktivity cilici predevsim na jednoduchost pouziti a pomér
cena/vykon—poridit si je lze v cenovém rozmezi $700-$800. Zafizeni INSIGHT nabizi
5 elektrod a je s cenovkou $300 nejdostupnéjsim zarizenim této spole¢nosti. Poslednim na-
bizenym BCI zafizenim je EPOC FLEX, které nabizi 32 elektrod umisténych na elastické
EEG ¢epici. Jeho cena za¢ina na $1700.

Obrazek 2.11: BCI zafizeni Emotiv EPOC FLEX. Prevzato z webovych stranek spolecnosti
Emotiv?°.

NeuroSky

Americkd spolecnost NeuroSky vefejnosti poskytuje EEG snimace (obr. 2.12) a fadu aplikaci
zameétfenych na hry, zefektivnéni uCeni ¢i meditac¢ni cviceni—to vse s ovladanim pomoci
mozkové aktivity”’. Cena zafizeni spole¢nosti NeuroSky se pohybuje kolem $100.

Obrazek 2.12: EEG headset spole¢nosti Neurosky. Prevzato ze webovych stranek spolecnosti
Neurosky”’.

https://www.emotiv.com/
*"http://neurosky.com/
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2.5 OpenBCI

Open-source projekt OpenBCI zalozili Joel Murphy a Conor Russomanno roku 2013
po Uspésné kampani na portalu kickstarter’®. Zaméfuje se na cenovou dostupnost — zaiizeni
na sniméni aktivity mozku lze poridit od $200. Kromé zafizeni zalozenych na EEG posky-
tuje spole¢nost OpenBCI i snimace svalové a srdecni aktivity (EMG a ECG). Informace
v této sekci jsou Cerpany ze stranek spolec¢nosti OpenBCI?.

2.5.1 Hardware

V této casti je popsan hardware dostupny na strankéach spole¢nosti OpenBCI. K praktické
Casti diplomové prace je k dispozici headset Ultracortex Mark IV a osmikandlova deska
Cyton Board, obé je popsano nize.

EEG Headband

Celenka ke sniméni mozkové aktivity (obr. 2.13) umoziiuje zaznamenavat aktivitu spodni
¢asti mozku a umoziuje zapojeni az 8 elektrod. Cena této celenky je $200.

Electrode Cap

Hlavni vyhodou EEG ¢epice (obr. 2.13) je jeji pruznost, diky které dokonale ptilne k hlavé.
Ke snimani mozku je dostupnych 19 elektrod. Nevyhodou je nutnost pouziti EEG gelu
pro zvySeni vodivosti a vyssi ndrocnost na ¢isténi a tidrzbu. Cena této EEG ¢éepice je $200.

Ultracortex Mark IV

Headset ke snimani EEG aktivity Ultracortex Mark IV (obr. 2.13) je dostupny od roku
2016, kdy nahradil predeslou verzi Ultracortex Mark III, kterd méla omezenéjsi moznosti
rozmisténi elektrod.

Jedna se o plastovy ram, na ktery lze umistit elektrody na 35 riznych pozic inspiro-
vanych systémem 10-20 (viz sekce 2.3.3). Jednotlivé elektrody funguji jako srouby —lze
si u nich nastavit vysku tak, aby dobfe doléhaly na povrch hlavy. Proces nastavovani vysky
je vsak zdlouhavy a elektrody lze pri neopatrné manipulaci jednoduse poskodit.

Zakoupit lze s 8 nebo 16 elektrodami ve tfech variantéach:

e sestaveny,
e nesestaveny,
e k vytisténi na 3D tiskarné, zaslany jsou pouze elektrody a jiné nevytisknutelné ¢asti.

Cenové rozmezi je $350-$1000 v zdvislosti na zvolené varianté. V rdmci této prace je k dis-
pozici pravé Ultracortex Mark IV osazeny osmi elektrodami.

Bhttps: //www kickstarter.com/projects/openbci/openbci-an-open-source-brain-computer-
interface-fo
Pnttps://docs.openbci.com/docs/Welcome. html
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Obrazek 2.13: Snimace mozkové aktivity od spole¢nosti OpenBCI. Zleva: EEG Headband,
Electrode Cap a Ultracortex Mark IV. Pievzato z webovych stranek spole¢nosti OpenBCI*".

Zakladni desky

Vyse uvedend zarizeni je potfeba spojit se zakladni deskou, kterd prevadi analogova data
z elektrod do digitalni podoby. Pro zasilani dat do pocitace pomoci technologie Bluetooth
je potreba jesté prijimaci zarizeni USB Dongle.

K dispozici jsou dvé zékladni desky (obr. 2.14):

e Ganglion Board — ¢tyfkandlové zafizeni, umoznuje p¥ijimat signal ze 4 zdroju (EEG,
EKG ¢i ECG), cena desky je $250,

e Cyton Board —osmikanalové zafizeni, prijem signald az z 8 zdroji, cena desky je
$500, lze rozsirit pomoci desky Daisy Biosensing o dal$ich 8 kandlu, celkové tak lze
ziskavat data az z 16 zdroju.

> Ganglion

Obrazek 2.14: Zakladni desky pro prevod analogového signalu do digitdlni podoby a pro
prenos snimanych dat do pocitace. Ganglion Board (vlevo), Cyton Board. Pfevzato z webo-
vych stranek spole¢nosti OpenBCI?'.

3%https://docs.openbci.com/docs/Welcome html
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2.5.2 Software

V této sekci je popsan software dostupny na strankach spoleénosti OpenBCI a software
tretich stran, ktery je se snimaci OpenBCI kompatibilni.

OpenBCI GUI

Pro vizualizaci, nahravani a streaming dat je pfipraven program OpenBCI GUI (obr. 2.15).
Umoznuje aplikovani 50/60Hz filtri v redlném case a poskytuje nékolik ruznych pohledu
na streamovana data, jako naptiklad pohled na prubéh signalu na jednotlivych elektrodéch
a na zastoupeni jednotlivych druhia aktivit (pf. alfa ¢i beta aktivita).
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Obrazek 2.15: Ukazka programu OpenBCI GUI.

Kompatibilni software tretich stran

1. MATLAB?' — zpracovani dat z OpenBCI snimaét je mozné v prostied! programu
MATLAB pomoci toolkitat EEGLAB, BCILAB, FieldTrip aj. Data lze posilat v real-
ném case primo do MATLABU z programu OpenBCI GUI nebo ze skriptu v jazyce
Python a to s vyuzitim ,, LSL vrstvy®, kterd obstarava synchronizaci datového stremu
a zasilani dat.

2. Neuromore’” — program pro vizualizaci dat ze snimac¢ti v redlném case, ktery umoz-
nuje jednoduchou aplikaci filtrt a jinych modifikdtort signalt pomoci grafického pro-
gramovaciho rozhrani.

3lhttps://www.mathworks.com/products/matlab.html
32nttps://www.neuromore.com/
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Obrazek 2.16: Ukazka programu Neuromore. Prevzato z webovych stranek

spoje¢nosti Neuromore™.

3. BrainBay’! — open source prostiedi pro vizulni programovani (grafické propojovani
a Fazeni riuznych funkénich blokt do posloupnosti), které podporuje import a zpra-
covani jiz nahranych dat ze snimacu ¢i praci s daty z OpenBCI senzori v redlném
case.

4. OpenViBE?® — prostfed{ uréené pro zpracovani dat z riiznych BCI zafizeni v redlném
Case, které umoznuje spojeni a prenos dat pfimo ze snimaciu spolecnosti OpenBCI,
Ize ale vyuzit i prenos prostfednictvim LSL vrstvy. Vyhodou programu je zejména
podpora velkého mnozstvi matematickych operaci nad ptichozimi signaly a podpora
ruznych klasifika¢nich metod jako napriklad Support Vector Machine ¢i Linear Dis-
criminant Analysis.

2.5.3 Dostupné knihovny
BrainFlow

Knihovna BrainFlow?® umoziuje ¢teni, zpracovani a analyzu dat z EEG, EMG a ECG
zarizeni a podporuje i snimace spolecnosti OpenBCI. Poskytuje rozhrani pro komunikaci
se zafizenimi pro jazyky Python, C#, R, C++ a Java.

33nttps://www.neuromore.com/
3http://www.shifz.org/brainbay/
3http://openvibe.inria.fr/
3nttps://brainflow.readthedocs.io/en/stable/
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pyOpenBCI

Pro vyvoj aplikaci v jazyce Python je dostupnd knihovna pyOpenBCI®7, ktera poskytuje
rozhrani pro praci se vsemi druhy snimacu spolec¢nosti OpenBCI.

Piiklad kédu pro ¢teni dat v redlném case ze zdkladni desky Cyton (viz sekce 2.5.1)
pomoci pyOpenBCI knihovny:

from pyOpenBCI import OpenBCICyton

def print_raw(sample):
print (sample.channels_data)

board = OpenBCICyton(port=’COM5’, daisy=False)
board.start_stream(print_raw)

OpenBCI NodeJS SDK

Data z OpenBCI snimaci lze pfijimat a zpracovavat i pomoci jazyka JavaScript pomoci
moduli pro Node.js. Modul ,,OpenBCI Node.js Cyton SDK“*® slouzi k ptipojeni k zakladni
desce Cyton a k naslednému c¢teni dat.

Priklad kédu pro ¢teni dat v redlném case ze zakladni desky Cyton (viz sekce 2.5.1)
pomoci modulu OpenBCI Node.js Cyton SDK:

const Cyton = require(’Q@openbci/cyton’);
const ourBoard = new Cyton();
ourBoard. connect (portName)
.then(() => {
ourBoard.streamStart () ;
ourBoard.on(’sample’, (sample) => {
console.log(sample)

1

1

2.5.4 Uroveil poznani v ramci komunity OpenBCI a ve svété

Problematika detekce a klasifikace predstavovaného pohybu v mozkové aktivité (motor
imagery) je zndma a rozsitend v rdmci komunity kolem projektu OpenBCI i ve svété. Tato
podsekce je vénovana pracim, které se zabyvaji problematikou motor imagery s vyuzitim
BCI zarizeni a jsou tim tedy podobné fesenému problému.

Motor imagery s vyuzitim zarizeni OpenBCI

e V élanku ,,OpenBCI crossing swords with motor imagery“?” Jeremy Frey uvadi sviij
pokus o detekci predstavovaného pohybu levé a pravé ruky. K tomu vyuzil elektrodo-
vou ¢epici spole¢nosti OpenBCI a software OpenViBE. Zminuje se o nutnosti mental-
niho tréninku pro vyvolani mozkové aktivity souvisejici s pohybem. V tomto ¢lanku

3"https://github.com/0penBCI/pyOpenBCI
38nttps://github.com/0penBCI/0OpenBCI_NodeJS_Cyton
39ttps://openbci.com/community/openbci-crossing-swords-with-motor-imagery/
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ale nejsou jasné uvedené vysledky, jako napriklad presnost klasifikace. Tato prace se
od prace Jeremyho Freye lisi zejména pouzitym hardwarem a softwarem.

e Problematikou motor imagery se v ¢lanku ,,MI and ME-BCI Training with OpenBCI“*"
zabyval Irene Vigué-Guix. V tvodu zminuje benefity motor imagery u pacientii zo-
tavujicich se po mrtvici. Dod4va vSak, Ze u priblizné 15-30% lidi nelze BCI zafizeni
pouzit. V praci se zabyva predevsim méfenim prodlevy mezi predstavenim si po-
hybu a projevem této predstavy v mozkové aktivité, kterou se mu podarilo stanovit
na 400 ms. Ve své praci nepouziva metody strojového uceni, ¢imz se od této prace
lisi. Jako hardware pouzil OpenBCI Ultrakortex Mark III a software OpenBCI GUI.

e Mohit Agarwall v ¢lanku nazvaném ,, THINK: Toward practical general-purpose brain-
computer communication“ pouziva pro detekci mozkové aktivity spojené s predsta-
vovanym pohybem levé ¢i pravé ruky elektrodovou c¢epici spole¢nosti OpenBCI a soft-
ware OpenViBE. Vyuziva strojového uceni pomoci linearni diskriminac¢ni funkce (LDA).
Jako priumérnou presnost klasifikace v zavéru své prace uvadi hodnotu 53.4%; dale
v 15% pripadt uvadi klasifikaci chybnou a ve zbylych 31.6% klasifikaci ,,neutralni“
(pFedstavovany pohyb levé ¢ pravé ruky byl klasifikovan jako motoricky klid). Praveé
diky relativné nizkému procentu chybnych klasifikaci uvadi, ze by ovladani aplikace
postavené na tomto klasifikdtoru mohlo byt v praxi pouzitelné [2].

e Zajimavych vysledku dosahli Shivanthan A.C. Yohanandan s tymem z IBM Research.
Ve svém c¢lanku uvadi pro ucely motor imagery pouziti elektrodové ¢epice spolec¢nosti
OpenBCI. Ze ziskanych signalti nejprve odfiltrovali nezadouci Sum a pro ziskani tré-
novacich vzorkt pouzili Fourierovu transformaci. Pro klasifikaci vyuzili neuronovou
sit. Nejvyssi dosazenou presnost klasifikace uvadi jako 85.25% [17].

Motor imagery s vyuzitim jinych zarizeni

e Skloubenim virtualni reality a motor imagery se zabyval S. Bermudez i Badia s tymem.
Cilem bylo ovladat ruce avatara v prostredi virtudlni reality pomoci predstavovaného
pohybu levé ¢ pravé ruky. Pro snimani motorické ¢asti mozku pouzili dvé bipolarni
elektrody, ke klasifikaci pouzili linedrni klasifikator. Jako medidn presnosti klasifikace
uvadi hodnotu 54.12% [3].

e Hohyun ChoMinkyu a jeho tym ve své publikaci popisuji kroky pro detekci predsta-
vovaného pohybu prstii na pravé ¢i levé ruce. Data snimali pomoci 64elektrodového
zarizeni se vzorkovaci frekvenci 512 Hz. Pro zpracovani EEG signali pouzili program
MATLAB. Nejprve pomoci filtru ziskali klicové frekvence (8-30 Hz), pro dalsi ana-
Iyzu signalu pouzili Hilbertovu transformaci. Klasifikace probihala pomoci linearniho
klasifikdtoru. Jako prumérnou presnost klasifikace uvadi hodnotu 60.42% [4].

4Onttps://irenevigueguix.wordpress.com/2016/06/07 /motor-imagery-vs-motor-execution-and-
right-hand-vs-left-hand-with-openbci-32bit-board/
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2.6 Konzultace s neurologem

Teoretické ¢asti této prace souvisejici s fungovanim lidského mozku a se snimanim mozkové
aktivity pomoci EEG byly konzultovany s primafem neurologického oddéleni Slezské ne-
mocnice v Opavé'!, MUDr. Martinem Krobotem. Informace uvedené v této podkapitole
jsou zalozeny na této konzultaci.

Presnost zarizeni

Jednim z tuskali této prace je fakt, ze zafizeni pouzité ke snimani aktivity mozku
(viz sekce 2.5) nemé vysokou presnost. To je ddno zejména poctem elektrod, kterymi je
osazeno a moznostem, kde lze elektrody umistit. Oproti standardnim 20 a vice elektro-
dovym EEG zafizenim (obr. 2.17), které se pouzivaji na neurologickych pracovistich, ma
elektrod pouze osm. Je tedy problém s presné urcit, zda se elektrody nachazeji na motorické
¢asti mozku nebo na senzitivni ¢dsti mozku (obr. 2.2), coz hraje klicovou roli pfi sniméni
mozkové aktivity uzivatele. Je-li elektroda umisténa na motorické ¢asti mozku, je vhodné
soustfedit se na pohyb levé resp. pravé ruky. Je-li elektroda umisténa na senzitivni Casti
mozku, ziskdme lepsi vysledky predstavovanim si tepla ¢i chladu vstupujicitho do palce na
levé resp. pravé ruce.

Profesionédlni EEG zafizeni maji navic podobu pruzné cepice, coz zajisti lepsi kontakt
s hlavou a presnéjsi umisténi elektrod na konkrétni vyznamnd mista mozku.

Obrazek 2.17: Vice-elektrodovy EEG snimac¢. Prevzato a upraveno z webovych stranek
Compumedics™.

Metoda snimani mozkové aktivity

Dalsim problémem, ktery miize snizit kvalitu ziskanych dat, je metoda, kterou je subjekt
tazan k vykonani akce pro rozliSeni levé a pravé strany. V idedlnim piipadé by mél byt
snimany subjekt zrelaxovan a mél by lezet. Zna¢ny Sum v datech mohou zapriéinit i oteviené

“https://www.snopava.cz/oddeleni/neurologicke
“nttps://www.compumedics.com.au/
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o¢i ¢i mrknuti béhem snimani. Pfi spravném umisténi elektrod lze mrkani pfi zaznamu
dat do jisté miry zanedbat, jelikoz se pfimo nepodili na aktivaci motorické ani senzitivni
Casti mozku, avsak lehké zaskubnuti pokozky hlavy zptsobené mrknutim se muze v datech
i presto projevit.

Idealnich podminek pro snimani mozkové aktivity z povahy této prace neni mozné do-
cilit. Uzivatel je po dobu prace s programem, typicky v sedé, vybizen k danym tukonim
predevsim vizudlné prostrednictvim pocitace. Uz samotné pozorovani obrazovky muze mit
na lidsky mozek vliv. Prikladem mohou byt staré televizory, které obnovuji obraz na ur-
Cité frekvenci. Tato frekvence muze u fotosenzitivnich lidi dokonce vyvolavat epileptické
zachvaty.

Schopnost mozku prejimat frekvence blikajicich objektd se v oblasti vyzkumu mozku
a EEG rovnéz vyuziva. Pokud subjekt sleduje na obrazovce obrazek blikajici s frekvenci
napriklad dvacetkrat za vtefinu, projevi se tato frekvence, oznacovana jako ,steady state
visually evoked potential“ (SSVEP), také v mozku. Toho se d4 vyuzit i v oblasti BCI.

Dodatecné poznamky

e Pro zlepseni prenosu elektrickych impulzt z povrchu hlavy do EEG je vhodné pouzit
specialni EEG gel, ktery zvysi elektrickou vodivost,

e pohlavi snimaného subjektu nemé vliv na typ ani silu elektrickych impulza,

e béhem vyvoje mozku (do 12-15 let zivota) mohou byt pozorovany odchylky v mozkové
aktivite,

e nejlépe méritelné predstavované pohyby jsou ty, které zapojuji palec; z pohledu této
prace to muze byt napiiklad predstavované spojeni palce a ukazovacku,

e detekovat koncentraci na jiné smysly (chut, pach) je velmi obtizné, ne-li nemozné,
a to z divodu umisténi ptislusnych mozkovych center hloubéji v mozku,

e spolehliva identifikace konkrétni mozkové aktivity vyvolané naptiklad spojenim uka-
zovaku a palce vyzaduje alespon minutu provadéni této akce.
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Kapitola 3
Navrh reseni

V této kapitole se ¢tenar seznami s kroky, které bylo nutné pro realizaci zadaného problému
provést.

Krokem prvnim je urceni ¢innosti, kterou chceme v mozkové aktivité detekovat, cemuz
se vénuje sekce 3.1. Dalsim krokem je volba vhodného rozmisténi elektrod EEG zarizeni
na povrchu hlavy — popséano v sekci 3.2, a definice t¥id pro klasifikaci — popséno v sekci 3.3.
Sekce 3.4 shrnuje zakladni strukturu programové ¢asti této prace. Procesu zaznamenavani
mozkové aktivity je vénovana sekce 3.5, trénovani neuronové sité a tvorba modelu je popsana
v sekci 3.6 a klasifikace mozkové aktivity v redlném case je shrnuta sekci 3.7. V posledni
sekci 3.8 se nachazi instrukce pro praci s programem.

3.1 Volba ¢innosti ke klasifikaci

Cilem préce je rozliseni predstavovaného pohybu levé a pravé ruky pomoci umélé neu-
ronové sité. Predstava tohoto pohybu musi byt peclivé zvolena tak, aby byla v mozkové
aktivité dobfe identifikovatelnd, jinymi slovy — predstavovany pohyb musi byt zvolen tak,
aby v ¢innosti mozku doslo k co mozné nejvétsim zménam.

K tomu lze vyuzit Penfieldiv homunculus. Ten zobrazuje proporéni mapovani ¢asti
téla na ¢asti mozku, které jsou spojeny s motorickou ¢i senzorickou aktivitou dané télesné
¢asti. Napriklad palec ruky motorického homoncula je oproti ostatnim ¢astem téla vyrazné
zvéteny, coz znamend, ze ¢ast mozku dedikovana pro pohyby palce je rovnéz velks '.

"https://www.ebmconsult.com/articles/homunculus-sensory-motor-cortex
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Obrazek 3.1: Nalevo senzoricky a napravo motoricky Penfieldiv homunculus, prevzato
ze stranek ebmconsult.com?

Na zakladé vyse uvedenych informaci a informaci ziskanych na konzultaci s neurolo-
gem (sekce 2.6) lze predpoklddat, ze vhodnym predstavovanym pohybem pro feSeni za-
daného problému je spojeni palce a ukazovacku levé ¢ pravé ruky (obr. 3.2), jelikoz do-

jde k zapojeni relativné velké ¢asti mozku. Tento pohyb bude v dalsich ¢astech oznacovan
jako ,,gesto*.

Obrazek 3.2: Zvolené gesto pouzité pro rozliseni mozkové aktivity.

*https://www.ebmconsult.com/articles/homunculus-sensory-motor-cortex
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3.2 Rozmisténi elektrod na povrchu hlavy

Systém rozmisténi elektrod, které poskytnuté BCI zafizeni pouziva, je podobné
systému 10-20 (viz sekce 2.3.3). Na zékladé informaci uvedenych v sekci 2.2, budou elek-
trody umistény tak, aby co nejpresnéji snimaly motorickou a senzomotorickou ¢ast mozku.
Jsou to zejména elektrody C3 a C4. Elektroda C3 snimé levou hemisféru, coz znamena,
ze bude registrovat aktivitu pfi predstavovaném provadéni gesta na pravé ruce, elektroda
C4 naopak snimé aktivitu na pravé hemisfére, tudiz zaznamena predstavovanou aktivitu
levé ruky. Kromé elektrod umisténych na pozice C3 a C4 budou experimentalnich divodua
zbylé dostupné elektrody umistény na pozice FC1, FC2, FC5 a FCG6, které jsou cilové oblasti
mozku nejblize. Jejich vyuziti bude predmétem pozorovani.

Na obrazku 3.3 lze vidét rozmisténi elektrod dle schématu pouzivaného BCI zafizenim,
které je k praci k dispozici. Zluté zvyraznéné jsou klicové elektrody C3 a C4, modie zbarvené
jsou elektrody sekundarni (FC1, FC2, FC5, FC6).

Obrazek 3.3: Pozice pro rozmisténi elektrod ke snimani predstavovaného gesta
levé a pravé ruky. Primarni pozice elektrod pro sniméni jsou oznaceny zlu-
tou barvou a sekundarni modrou. Ostatni zvyraznéné pozice oznacuji dalsi moz-
nosti pro umisténi elektrod na pouzitém BCI zafizeni. Pfevzato ze stranek

openbci.com®a upraveno.

3https://shop.openbci.com/products/ultracortex-mark-iv
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3.3 Tridy pro klasifikaci

Pro rozeznavani riuznych ¢innosti mozku pomoci neuronovych siti je potieba definovat tiidy,
které budou tyto ¢innosti reprezentovat.

Napriklad predstavované gesto levé ruky se projevi poklesem amplitud ve frekvenénim
rozsahu 8-30 Hz v motorické ¢asti pravé hemisféry. Tento pokles ale bude vypadat vzdy
trochu jinak — v jednom c¢ase muze byt prudsi, o chvili pozdéji pozvolnéjsi apod. Vzdy se ale
jednd o projev té stejné ¢innosti— predstavovani si gesta na levé ruce. Proto takovouto
aktivitu souhrnné zarfadime do jedné tiidy, kterou nazveme LEFT.

Podobné miuzeme definovat i tfidu RIGHT, kterd bude reprezentovat mozkovou aktivitu
spojenou s predstavovanim si gesta na pravé ruce. Ttidu, ktera nebude reprezentovat zadnou
konkrétni ¢innost ¢i aktivitu nazveme NEUTRAL.

Pro kazdou vyse zminénou tridu je navic definovana rozsirujici tfida. Divodem je za-
chyceni pripadné mozkové aktivity, kterd muze nastat pred samotnym predstavovanim
si gesta. Napriklad aktivité mozku, ktera je pritomna pri predstavovani si gesta na levé
ruce (tfida LEFT), muze vzdy predchazet jind charakteristickd aktivita, kterou oznac¢ime
tfidou PRE_LEFT. Obdobné jsou zavedeny tiidy PRE_NEUTRAL a PRE_RIGHT. To je vSak spise
predpoklad, nez védecky fakt a existence ¢i neexistence takovéhoto druhu mozkové aktivity
bude pravdépodobné patrné z vysledku préce.

Shrnuti t¥id pro klasifikaci je zndzornéno tabulkou 3.1.

Trida Vyznam
PRE_LEFT Aktivita mozku pfed predstavovanim si gesta na levé ruce.
LEFT Aktivita mozku pfi predstavovani si provadéni gesta na levé ruce.

PRE_NEUTRAL | Aktivita mozku pritomnd pred prechodem do klidového stavu.
Aktivita mozku charakteristickd pro klidovy stav, tedy

NEUTRAL . . . , . ,
nepredstavovani si gesta na levé ani na pravé ruce.
PRE_RIGHT Aktivita mozku pred predstavovanim si gesta na pravé ruce.
RIGHT Aktivita mozku pri predstavovani si provadéni gesta na pravé ruce.

Tabulka 3.1: Shrnut{ t¥id pro klasifikaci a jejich vyznam.

3.4 Struktura prace
Praktickou ¢éast prace lze rozdélit do ¢tyt logickych celkii:

1. Prompter — nahravani a ukladani dat,
2. Trainer — trénovani neuronové sité,
3. Classifier —klasifikace pomoci natrénovaného modelu,

4. Utilities— podpurné skripty (napt. tvorba sepktrogramu, prevod dat do forméatu
csv aj.).

Jednotlivé logické celky funguji oddélené a nezavisle na sobé, jsou vSak vzajemné pro-
vazany skrze vstupy a vystupy.

Vystupem Prompteru (sekce 3.5.3) je soubor obsahujici data obdrzend pfi zaznamena-
vani mozkové aktivity. Jeden ¢i vice takovychto soubori je pak vstupem Traineru (sekce 3.6),
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kde probiha predzpracovani dat a trénovani neuronové sité za ucelem klasifikace. Vystu-
pem traineru je natrénovany model, ktery lze pouzit ke klasifikaci dosud nezndmé mozkové
aktivity, a ktery je zéroven i jednim ze vstupu Classifieru (sekce 3.7). Druhym vstupem
Classifieru jsou pak data z BCI zatizeni ziskdvand v redlném case, a kterd jsou za pomoci
modelu ihned klasifikovdna do predem definovanych t¥id (viz sekce 3.3). Struktura programu
je znazornéna na obrazku 3.4.

Posledni nezminénou ¢ast tvori utility, tedy skripty, které nejsou nutné pro zaznamenéa-
vani dat, trénovani neuronové sité ani klasifikaci. Lze je vsak pouzit napiiklad pro vizualizaci
vysledkt v podobé spektrogramt ¢i histogramu. Jejich pouziti je popsano v sekci 3.8.

BClI zafizeni >

S

Zaznamy mozkové
aktivity

Prompter . Trainer . Classifier

V realném case klasifikovana data

Zaznam mozkové aktivity -

Obrazek 3.4: Zakladni struktura prace. Prvnim krokem je ziskani zdznamt mozkové aktivity
pomoci Prompteru. Nasledné dochézi ke zpracovani téchto zdznamu Trainerem a k vytvoreni
modelu, na zakladé kterého se klasifikuji nezndma prichoz{ data z BCI zafizeni pomoci
Classifieru.

Vzhledem k vzajemnému provazani vyse uvedenych ¢asti, je implementovan konfigura¢ni
soubor, prostfednictim kterého lze upravovat vybrané parametry a chovani vSech téchto
celki. To umoznuje, kromé jednodussi a prehlednéjsi prace s programem, také moznost au-
tomatizovaného testovani riznych kombinaci parametrt pri predzpracovani dat ¢i trénovani
neuronové sité, jako napriklad vybér vhodnych elektrod, aplikace filtrii nebo pocet epoch
pro trénovani. Moznosti konfigura¢niho souboru jsou popsany v kapitole 3.8.

3.5 Nahravani a ukladani dat

Po nasazeni a zapnuti BCI zafizeni na hlavé snimaného subjektu zacne BCI zafizeni v re-
alném case odesilat do pocitace data zachycujici mozkovou aktivitu a dalsi nasnimané pa-
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rametry. Tato data jsou z pohledu mé prace vstupnimi daty a jejich forma je popsana
v sekci 3.5.1.

Vstupni data nejsou pro trénovani neuronové sité sama o sobé prilis uziteéna. Obsa-
huji sice informace o mozkové aktivité, avSsak neobsahuji informaci o typu mozkové akti-
vity —tedy zda si v daném case Clovek predstavoval gesto na levé ¢i pravé ruce nebo zda
nevykonaval zddnou mentélni akci. Ke vstupnim datim je tedy potreba pridat informaci
o t¥idé (viz sekce 3.3), na zdkladé které se bude moci neuronova sit naucit klasifikovat zcela
neznamd data. Format dat obsahujici informaci o mozkové aktivité véetné prislusné tridy
je popsan v sekci 3.5.2.

Samotnému zptisobu nahravani a vybizeni snimaného subjektu k prislusné aktivité se
vénuje sekce 3.5.3.

3.5.1 Format vstupnich dat

Vstupni data jsou BCI zafizenim posildna formou vzorku (samples) v pravidelnych interva-
lech, jejichz délka je dana vzorkovaci frekvenci. Pro tuto praci je to 250 vzorki za vtefinu
(tj. 1 vzorek za 4 ms, vzorkovaci frekvence je tedy 250 Hz).

Vzorky z BCI zafizeni lze v pocitaci prijimat a ukladat s vyuzitim dostupnych programii
(viz 2.5.2) nebo s pomoci pripravenych knihoven (viz 2.5.3).

Vzorky ziskané pomoci programu OpenBCI GUI

Po spusténi snimani mozkové aktivity ve volné dostupném programu OpenBCI GUI se data
z BCI zafizeni ukladaji do textového souboru, ktery je po ukonceni sniméani k dispozici.
Struktura dat je néasledujici: na jednotlivych fadcich jsou ulozeny vzorky z BCI zafizeni,
které obsahuji ¢islo vzorku, 8 hodnot namérenych na jednotlivych elektrodach, 3 hodnoty
z akcelerometru, ¢as a ¢asové razitko porizeni vzorku. Priklad takto ziskaného vzorku:

0,

-187500.02, -187500.02, -187500.02, -187500.02,
-187500.02, -187500.02, -187500.02, -187500.02,
0.030, 0.484, 0.102,

10:57:17.511,

1578995837511

Vzorky ziskané s vyuzitim Node.js knihovny

Format vzorku ziskanych pomoci Node.js knihovny je nasledujici:

{ channelData:

[ 0.000042267148764985655,
0.00006330014029742959,
-0.000025168064256675752,
-0.00002402812528945509,
0.00003560632891730415,
0.00005804748035043244,
-0.00002317875900015342,
0.00001734495369731828 1],

timestamp: 1578992507080
}
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Vzorky obsahuji pole hodnot odeétené z jednotlivych elektrod ve voltech (channelData)
a vypocitané ¢asové razitko po prijeti Node.js knihovnou (timestamp). Dostupna je i fada
dalsich parametru, jako napriklad tdaje z akcelerometru ¢ poradové ¢islo vzorku, ty vsak
nejsou pro tuto praci podstatné a nejsou zde tedy uvedeny.

V této praci je pro ziskavani vzorku vyuzita pravé Node.js knihovna. Diuvodem je jed-
nodussi integrace se zbytkem programu a rovnéz odpada nutnost nacitani a zpracovavani
souboru z programu tietich stran.

3.5.2 Format pro uchovani dat

Ze vstupnich vzorku jsou pro tuto praci klicové dva tidaje, a to ¢asové razitko (timestamp)
a hodnoty napéti na jednotlivych elektroddch (channelData). Pro uchovani dat a dalsi
praci s nimi je potfeba pridat tfeti jiz zminény tdaj, kterym je tfida reprezentujici ¢innost
provadénou v ¢ase ziskavani vzorku (cls).

Format pro uchovavani dat je potfeba zvolit tak, aby prace s daty byla jednoducha.
K tomu je diky velké podpoie napii¢ programovacimi jazyky vhodny format JSON*. Vstupni
vzorky jsou tedy pred findlnim uloZenim transformovany do nasledujiciho tvaru:

{ "ts": 1579002493244,

"data": [21698.782944534178,
93181.44985216258,
-181563.01396286654,
4613.042427664092,
3643.736677615246,
10252.298146760242,
-187500.02235174447,
-1794.263934405319],

"cls": "21" }

Z divodu jednodussi manipulace se vzorky uvnitf programu je informace o t¥idé (cls)
uloZena v ¢selné podobé. Ciselné reprezentace jednotlivych t¥id jsou uvedeny v tabulce 3.2.

Ttida slovné | Ciselna reprezentace t¥idy
PRE_LEFT 11
LEFT 10
PRE_NEUTRAL 21
NEUTRAL 20
PRE_RIGHT 31
RIGHT 30

Tabulka 3.2: Ciselnd reprezentace tifd.

“https://www.json.org/json-cz.html
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3.5.3 Pokyny pro uzivatele pri snimani aktivity mozku, uklddani dat

Nahravani dat se sklada ze dvou casti, které jsou souhrnné oznacovany jako Prompter.
Ulohy téchto ¢asti jsou nasledujici:

1. frontend ¢ast — zobrazovani pokynu snimanému subjektu, zaznamenavani tiid a jejich
casovych razitek,

2. backend ¢ast— prijimani vzorkt z BCI zafizeni, doplnéni t¥id na zakladé informaci
z frontend Casti.

Jedno sezeni, pri kterém je uzivateli snimana mozkova aktivita, trva 420 vterin a jeho
vystupem je jeden ,zdznam mozkové aktivity®“. Delsi doba trvani neni vhodné z davodu
nekomfortnosti BCI zarizeni nasazeného na hlavé. Rovnéz stiidavé predstavovani si gesta
na levé ¢i pravé ruce je po mentalni strance pomérné narocné a pro dosazeni dobrych
vysledkl je potfeba dodrzovat mezi nahravacimi sezenimi pauzy na odpocinek. Pro natré-
novani neuronové sité (viz sekce 3.6) je potieba dostatek dat a bude tedy nutné provést
nahravacich sezeni nékolik.

Nevyhodou vice kratkych sezenti je, ze BCI zafizeni miize byt nasazeno na hlavu uzivatele
pokazdé s jistym drobnym posunem. To znamend, ze muze byt snimana vzdy trochu jina
¢ast mozku, coz muze ovlivnit i presnost vysledka prace.

Frontend

Ulohou frontend &sti je dévat pokyny uzivateli, kterému je sniména mozkova aktivita. Tyto
pokyny musi byt vizudlni i zvukové a to pro pripad snimani se zavienyma ocima. Vybizeni
uzivatele k ¢innosti je provadéno pomoci obrazovky pocitace a jeho reproduktort.

Béhem snimani se snazime eliminovat rusivé elementy — barvy, komplikované ¢i nejed-
noznacné tvary. Divodem je mozné nezadouci ovlivnéni mozkové aktivity. Graficky navrh
je znazornén na obrazku 3.5.

Pokyny pro uzivatele jsou tfi: ,leva“, ,nic“, ,prava“. Reprezentovany jsou pomoci Sipek
ukazujicich na prislusnou stranu a pomlcky pro pokyn ,nic*. Pokyny ,leva“ resp. ,prava“
jsou doprovazeny prehranim zvuku ,left“ resp. ,right“, pokyn ,nic“ je zvukové doprovizen
prehranim slova ,,wait*.

Start / Stop

Obrézek 3.5: Navrh frontend ¢ésti nastroje pro vyzyvani uzivatele k akci (Prompter). Vyzva
k predstavovani si gesta na levé ruce.
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S kazdym pokynem je potieba uchovat jeho t¥idu (viz sekce 3.3) a ¢asové razitko. Tyto
informace jsou nasledné predany backendové cCasti a slouzi k oznaceni prichozich vzorku
prislusnou tridou.

Samotné vybizeni uzivatele k ¢innosti probihéd nasledovné:

1. zvoleni pokynu (leva/pravé/nic),

2. zobrazeni piislusného symbolu (Sipka/pomlcka) a prehrani prislusného zvukového po-
kynu,

3. dvouvterinova pauza,
4. probliknuti symbolu a prehrani zvuku pipnuti,

5. provadéni prislusné akce uzivatelem po dobu 4-6 vtefin, opakuj od bodu 1.

Duvodem vlozeni dvouvterinové pauzy je poskytnuti ¢asu uzivateli pro zménu mozkové
aktivity. Tento interval je pokryt tiidami PRE_LEFT, PRE_NEUTRAL a PRE_RIGHT, které jsou
popsany v sekci 3.3. Po zaznéni pipnuti a probliknuti symbolu je oc¢ekavana mozkova aktivita
odpovidajici aktudlnimu pokynu.

Grafické znazornéni vybizeni uzivatele a zaznamenavani tiid lze vidét na obrazku 3.6.

Frontend - zaznamy tfid s ¢asovymi
razitky

Pokyn uZivateli: "LEVA" B
ts: 1588003721200

; tfida: PRE_LEFT
i 28 ts: 1588003721200

Pokyn uZivateli: "LEVA - pipnuti po 2s"
ts: 1588003723200 tfida: LEFT

1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
:
T : :{> ts: 1588003723200
10 i rand(4, 6) = 5s
1 '
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1

tida: PRE_RIGHT

Pokyn uZivateli: "PRAVA" ts: 1588003728200
ts: 1588003728200 —

i 2s ts: 1588003730200

Pokyn uzivateli: "PRAVA - pipnuti po 2s"
ts: 1588003730200

rand(4, 6) s

Obrazek 3.6: Pokyny pro uzivatele béhem sniméni mozkové aktivity, ukladani tiid a jejich
casovych razitek pro pozdéjsi zpracovani v backend ¢asti. Na obrazku je konkrétné zachy-
cena posloupnost pokynu ,leva* a ,prava® véetné pripravnych dvouvterinovych intervala.
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Backend

Backendova ¢ast zajistuje komunikaci s BCI zarizenim a ptijimani vzorkt, které nasledné
oznacuje prislusnou tfidou na zakladeé informaci z frontend ¢ésti (zndzornéno obrazkem 3.7).
Oznacené vzorky jsou posléze ulozeny do souboru ve forméatu popsaném v sekci 3.5.2.

1 1 1 ]
1 1 : 1
1 L} 1
! Frontend - zaznamy tfid s ' ' Backend - pfjimani vzorka z BCI '
L Cesowmimy o YSoateraaton =
1 . )
1
E E , Vzorek #1 Vzorek #1751 E
: ' ! ts: 1588003721200 N ts: 1588003728200 5
N D | [ | | (e |
. ts:
' tfida: PRE_LEFT ' ' ts: 1588003721204 g s g :
: ts: 1588003721200 ' ! 5 § 8 '
1 1 1 ) ; g 1
' tfida: LEFT ' . S Vzorek #500 & Vzorek #2250 .
: [EAI5880031/23200 ' : ts: 1588003723196 ts: 1588003730196 '
1 1 1 1
o Vzorek #501 o Vzorek #2251
! tfida: PRE_RIGHT : . & . '
' e SRR TR ! : ts: 1588003723200 ~ ts: 1588003730200 8 '
: : H Vzorek #502 » Vzorek #2252 a '
' tfida RIGHT ' ! ts: 1588003723204 S ts: 1588003730204 E ;
' 1s: 1588003730200 : : § —— '
: ' 1 z :
1 1 1 i
1 1 1 1
1 1 1 )
1 1 1 1

Backend - pridani informace o tfidé ke
vzorkiim na zakladé udaju z frontend

1 1
1 1
1 1
1 1
1 1
1 1
: Gasti H
1 1
' Vzorek #1 Vzorek #1750 ,
' ts: 1588003721200 ts: 1588003728196 :
. cls: PRE_LEFT cls: LEFT !
H Vzorek #2 » Vzorek #1751 !
! ts: 1588003721204 > ts: 1588003728200 '
' cls: PRE_LEFT 3 cls: PRE_RIGHT :
1 5 Vzorek #1752 D !
! 2 ts: 1588003728204 > h
! = cls: PRE_RIGHT S !
! Vzorek #500 5 !
. ts: 1588003723196 g :
: cls: PRE_LEFT Vzorek #2250 = H
| Vzorek #501 H
' ) ts: 1588003730196

: (6150800972320 | | ¢ cls: PRE_RIGHT E
1 .

: Vzorek #502 o .Vzorek g '
' . N ts: 1588003730200 :
! ts: 1588003723204 g e e !
' Is: LEFT < : 5 '
! cls: S 2 '
' <) Vzorek #2252 a '
! z ts: 1588003730204 = '
. CLS: RIGHT 2 :
1 w 1
1 1
1 1
1 1
1 1

Obrazek 3.7: Oznacovani vzorka prislusnou tiidou na zdkladé ¢asovych razitek. Ve frontend
casti se béhem zadavani pokynt uzivateli zaznamenavaji casova razitka a t¥idy pro kazdy
jeden pokyn. Vysledkem je ,,zdznam t¥id s ¢asovymi razitky“. Paralelné se zadavanim pokynu
dochazi v backend ¢asti k prijimani vzorkta z BCI zafizeni. Po ukoncéeni snimani mozkové
aktivity se na zdkladé casovych razitek zkombinuji ptijaté vzorky s tdaji z frontend cCasti.
Napriklad tfida PRE_LEFT m4 casové razitko *21200, vSechny vzorky ziskané po tomto
¢ase tedy oznacime jako PRE_LEFT a to az do ¢asu zacatku tiidy nasledujici — *23200,
LEFT —kdy zac¢neme oznacovat vSechny nasledujici vzorky tridou LEFT.
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3.5.4 Ovéreni spravnosti vzorkovaci frekvence

Vzorkovaci frekvenci v kontextu této prace rozumime pocet prichozich vzorki z BCI zarizeni
za jednu vtefinu. Tato hodnota je zvolena jako 250 Hz, coz znamend, ze je jeden vzorek
v BCI zafizeni poifzen kazdé 4 milisekundy®.

Pri bliz§im ohledéani ¢asovych razitek vzorku, které jsou prijimany pomoci Node.js
knihovny, si lze povsSimnout, Ze ¢asové rozestupy mezi po sobé jdoucimi vzorky ne vzdy
odpovidaji ¢tyfem milisekunddm®. To je ilustrovidno obrizkem 3.8, ktery znazoriiuje pro-
meénlivé ¢asové rozestupy mezi prichozimi vzorky. Tabulka 3.3 pak ukazuje pocet vyskytu
jednotlivych ¢asovych rozestupi mezi prichozimi vzorky.

Vzorek #1 Vzorek #2 Vzorek #3
ts: 1578995837511 ts: 1578995837515 ts: 1578995837517

—
N
]
<
A

~ ~ Cas

Ats = 4ms Ats =2ms

Obrazek 3.8: Ilustrace nekonzistentnich ¢asovych rozestupi mezi vzorky. Mezi prvnim a dru-
hym vzorkem je ¢asovy rozestup 4 ms (ziskdno rozdilem ¢asovych razitek). Mezi vzorkem
druhym a tfetim je ale ¢asovy rozestup 2 ms, coz muze indikovat nekonzistentni vzorkovaci
frekvenci.

Casovy rozestup mezi dvéma vzorky [ms] | Pocet vyskytt ¢asového rozestupu
0 70421

1 754

2 15

3 141

4 33163

470-479 414

480-489 183

-438 1

Tabulka 3.3: Zastoupeni jednotlivych ¢asovych rozestupt mezi vzorky (histogram). Uvedené
udaje pochazi ze 420 vtefinové nahravky. Vypocitand vzorkovaci frekvence nahravky je
250.469 Hz. Primérny casovy rozestup mezi vzorky je 3.9909 ms.

Nekonzistentni ¢asové rozestupy by v dalsich krocich prace (zejména filtrovani 50Hz
sumu zpusobeného napajenim okolnich zafizeni) znamenaly zaneseni znatelné chyby do ce-
1ého procesu zpracovani dat. Z toho divodu bylo potieba ovérit, zda jsou prichozi vzorky
opravdu pofizovany s kolisajici frekvenci nebo zda jsou ¢asové udaje nepresné (napriiklad
z divodu zpracovani ovlada¢i USB ¢i samotnou Node.js knihovnou).

SObrazky v sekci 3.5.1, znazortujici oznadovani vzorka piislugnou tifdou, maji pro ilustraci uvedeny
Casova razitka presné dle zvolené vzorkovaci frekvence. Pri redlném zpracovani je vsak tfeba pocitat s jejimi
moznymi odchylkami.

5Stejné je tomu i v piipadé vzorki ziskavanych pomoci programu OpenBCI GUL
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Oveéreni spravnosti vzorkovaci frekvence, které je zobrazeno na obrazku 3.9, je zalozeno
na nasledujicim predpokladu:

e v prijimanych datech je o¢ekavan Sum v oblasti 50 Hz, ktery je zpusoben sifovym
napajenim okolnich zarizeni,

e 50Hz Sum by mél byt viditelny ve spektrogramu, ktery je ziskdn z porizenych dat,

e pouzije-li se pro ziskani spektrogramu stejna vzorkovaci frekvence, jako je vzorkovaci
frekvence porizenych dat, mél by byt 50Hz Sum konzistentni a viditelny ve spektro-
gramu pravé v hodnoté 50 Hz,

e vykresleni spektrogramu s jinou vzorkovaci frekvenci, nez jaka je vzorkovaci frekvence
porizenych dat, zobrazi 50Hz Sum ve spektrogramu mimo hodnotu 50 Hz.

50 50

S
(=]
S
=]

Frequency
w
o

Frequency
o
o

)
o
[~
o

10 10

Time Time

Obrazek 3.9: Spektrogramy potvrzujici spravnost vzorkovaci frekvence. Oba spektrogramy
byly vykresleny z dat nasnimanych vzorkovaci frekvenci 250 Hz. Vlevo spektrogram vy-
kresleny se vzorkovaci frekvenci 220 Hz — sSum ocekavany v oblasti 50 Hz je posunut do ob-
lasti kolem 43 Hz, vpravo spektrogram vykresleny vzorkovaci frekvenci 250 Hz— 50Hz Sum
v oCekavané oblasti 50 Hz.

Na zakladé pozorovani ziskanych spektrogramu lze usoudit, ze jsou prichozi vzorky po-
Fizovany s konstantni vzorkovaci frekvenci 250 Hz. MuZeme predpokliadat, ze jsou ¢asova
razitka vzorkim pfifazena az po jejich prijeti pocitacem —muze tedy dochazet k jejich
zkresleni v dusledku zpozdéni ve fronté portu USB ¢i zpracovanim Node.js knihovnou. Z po-
hledu zpracovani signalu (zejména filtrovani Sumu) tedy nebude dochézet k zanaseni chyb
do zpracovavanych dat v disledku kolisajici vzorkovaci frekvence. Nekonzistence ¢asovych
razitek se ale muze projevit pii oznacovani vzorkl tiidou pro klasifikaci—napiiklad c¢ast
prichozich dat bude v dusledku posunuti ¢asovych razitek oznacena tfidou LEFT o nékolik
milisekund dfive ¢i pozdéji, coz miize vést na snizeni presnosti klasifikace.
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3.6 Trénovani neuronové sité

Po obdrzeni dostateéného objemu dat ziskanych pfi snimdni mozkové aktivity lze zacit
s trénovanim neuronové sité. Prvnim krokem je zpracovani vstupnich dat pochéazejicich
z Prompteru. V dalsi fazi probéhne filtrace extrahovaného signalu s cilem odstranit ne-
zéddouci Sum. Nésledné je provedena spektrilni analyza, po které nasleduje posledni krok,
a to trénovani neuronové sité a ziskani modelu. Posloupnost téchto kroki je vykonavana
programem, jez je nazvan jako Trainer (obr. 3.10). V této sekci se ¢tenaf seznami s jednot-
livymi vyse zminénymi kroky programu Trainer.

— Zpracovani Uceni .
dat neuronové sité
L J A
-
Vstupni data
Filtrovani Spektralni
sumu analyza

Obrazek 3.10: Schéma programu Trainer.

3.6.1 Zpracovani vstupnich dat

Vstupnimi daty pro trénovani neuronové sité v kontextu této prace rozumime soubory,
které nazyvame ,zaznamy mozkové aktivity“. Kazdy takovyto soubor je vystupem sniméani
mozkové aktivity s vyuzitim programu Prompter (viz sekce 3.5.3).

Jeden zdznam mozkové aktivity obsahuje vzorky ziskané snimanim mozku uzivatele
po dobu 420 vterin se vzorkovaci frekvenci 250 Hz, coz znamend, ze obsahuje priblizné
105 tisic vzorki’. Tento pocet vzorkil vSak pro natrénovani neuronové sité neni dosta-
teény — program Trainer proto v prvnim kroku umoznuje nacteni vice zdznamu mozkové
aktivity ze vstupniho adresare. Zpracovani vstupnich dat pak pokracuje v nasledujicich
krocich.

1. Slouceni zdznamt mozkové aktivity do jednoho souboru (merge).

2. Redukce poc¢tu elektrod (reduce)—vsechny vzorky do této chvile obsahuji data
ze vSech osmi elektrod pouzitého BCI zarizeni. Data nékterych elektrod ale nejsou pro
feseni zadaného problému relevantni. Napfiklad pro rozpoznavani predstavovaného
pohybu levé nebo pravé ruky jsou zasadni data elektrod C3 a C4, data ostatnich
elektrod maji na Uspésné rozpoznavani maly az zadny vliv. Data elektrod, které jsou
pro tlohu nepodstatné je tedy potfeba odstranit (viz obrazek 3.11).

"Pocet vzorkti miize obsahovat drobnou odchylku v diisledku ne zcela piesného méfeni ¢asu poéitadem.
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ts: 1579002493244

data: [
2269
831§
-161
4623
3743
1125
-147|
-169
cls: 20

ts: 1579002493248

data: [

21698.
93181.4
-17452,
4783.04
3643.74
10252.4
-18750(
-1794.2
cls: 20

Obrazek 3.11: Redukce dat pochéazejicich z elektrod, které nejsou relevantni pro fesenou
ulohu. Na obrazku je znazornéno zachovani dat ze tieti a ¢tvrté elektrody (barevné zvyraz-

ts: 1579002497244

data: [
23698.782944534178,
94181.44985216258,
-18153.01396286654,
4613.042427664092,
3783.726677615246,
13252.298146760242,
-177500.02235174447,
-1795.263934405319 ]

cls: 20

ts: 15
data: [
-161
4622

ts: 1579002493248

data: [

-17452)
4783.04
cls: 20

ts: 1579002497244
data: [
-18153.01396286654,
4613.042427664092]
cls: 20

néno), data pochézejici z ostatnich elektrod jsou ze vzorku odstranéna.

3. Extrakce signala a tfid (extract)—z redukovanych vzorku se vytvori dva sou-
bory — prvni obsahuje signdly ziskané z dat elektrod a druhy obsahuje sérii tiid,
ze které lze zpétné dohledat tiidu pro libovolnou ¢ast kteréhokoliv signdlu. To je

ilustrovano obrazkem 3.12.

Obrézek 3.12: Extrakce signala a tfid. Soubor s redukovanymi vzorky (nahofe) je rozdélen
do souboru se signaly z jednotlivych elektrod (vlevo dole) a do souboru s t¥idami, které lze

ts: 15
data: [

-161| data: |
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data: [
-18153.01396286654
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na jednotlivé signdly namapovat (vpravo dole).
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4. Aplikovani filtrii— z extrahovanych signald v predchozim kroku je odfiltrovan sum
a dalsi nezddouci frekvence. Detailnéjsi popis lze nalézt v sekci 3.6.2.

5. Rozdéleni zpracovanych dat na trénovaci a testovaci data — pro natrénovani
neuronové sité a nasledné vyhodnoceni jeji schopnosti klasifikovat neznama data je
potTeba rozdélit ziskané signaly a tfidy na tzv. trénovaci a testovaci data. Trénovaci
data budou pouzita k natrénovani neuronové sité a ziskani modelu. Testovaci data jsou
pri trénovani pro neuronovou sit nedostupné a pouziji se az k vyhodnoceni ispésnosti
klasifikace na neznamych datech. Pomér trénovacich a testovacich dat lze nastavit
prostfednictvim konfigura¢niho souboru (viz sekce 3.8).

3.6.2 Filtrovani Sumu

Pfi sniméni mozkové aktivity dochézi ke zkresleni dat disledkem Sumu (viz sekce 2.3.3).
Pro zlepseni kvality ziskanych dat je nutné tento sum odfiltrovat. Pro implementaci filtra
byla pouzita knihovna fili.js®.

V programu Trainer jsou k dispozici tfi ruzné filtry, které lze v riznych kombinacich
na zpracovavané signaly aplikovat:

1. filtr na odstranéni 50Hz Sumu,
2. filtr na odstranéni Sumu v oblasti do 1 Hz,

3. filtr na odstranéni nepodstatnych frekvenci— cilem prace je detekovat predstavovani
si gesta na levé ¢i pravé ruce, které se projevuje poklesem amplitud frekvenci v rozsahu
8-30Hz. Amplitudy frekvenci mimo tento rozsah jsou v tomto kontextu teoreticky
nepotrebné a lze je tedy odfiltrovat.

Priklad aplikace filtri na zpracovavany signél lze vidét na obrazku 3.13. Vybér filtrt lze
uskutecnit pomoci konfigura¢niho souboru (viz sekce 3.8).
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Obrézek 3.13: Ukazka spektrogramu nefiltrovaného signélu (vlevo) a filtrovaného signdlu
(vpravo). U spektrogramu nefiltrovaného signédlu si lze pov§imnout znatelného Sumu v ob-
lasti 50Hz a 1 Hz. Ve spektrogramu filtrovaného signalu je tento Sum odstranén aplikaci
50Hz a 1Hz filtru.

Shttps:/ /www.npmjs.com/package/fili
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3.6.3 Spektralni analyza

Pri predstavovani si gesta na levé ¢i pravé ruce dojde k poklesu frekvenci v rozsahu 8-30 Hz
v motorické ¢asti mozku, coz oznacujeme jako ,event-related desynchronizace® (viz ¢ast
»Typy mozkové aktivity“ v sekei 2.3.3). Snimanim mozkové aktivity pomoci EEG zafizeni
ziskavame signal, ktery reprezentuje mozkovou aktivitu v mistech, kde jsou prilozeny EEG
elektrody. Snimame-li tedy mozkovou aktivitu na motorické ¢asti mozku, staci k identifikaci
predstavovaného gesta detekovat utlum zminénych frekvenci.

7 nasnimaného signédlu nelze jednoduse zjistit, zda jsou cilové frekvence utlumeny, ¢i ni-
koli. Proto je potieba prevést ziskany signdl z ¢asové domény (hodnoty signilu v Case)
do domény frekvenéni (zastoupeni frekvenci obsazenych v signélu), coz ozna¢ujeme pojmem
spektralni analyza. Pohled na signal v ¢asové a frekvencéni doméné lze vidét na obrazku 3.14.

Obrézek 3.14: Signdl v ¢asové doméné (vlevo, Cervend barva) a jeho ekvivalentni zobrazeni
v 7 4 ’ v ’ . C
ve frekvenéni doméné (vpravo, modra barva). Prevzato ze stranek towardsdatascience.com’.

Pri prevodu z casové do frekvencni domény vyuzivame faktu, ze kazdy slozity neperi-
odicky signal je tvoren souctem vice periodickych signala. Signal 1ze tedy prevodem z cCa-
sové do frekvenéni domény rozlozit na soucéet periodickych signalti o znamych frekvencich”.
Pro identifikaci predstavovaného gesta tak staci sledovat ¢asti signalu ve frekvencni doméné
a porovnavat zastoupeni periodickych signali v oblasti 8-30 Hz. Jakmile dojde v nékteré
¢asti k utlumu danych frekvenci, mizeme predpokladat, ze doslo k event-related desynchro-
nizaci.

K prevodu signalu z casové do frekvenéni domény je pouzita kratkodoba Fourierova
transformace (STFT, Short-Time Fourier Transform)'". Vysledkem zminovaného pievodu
signalu do frekvencni domény je tzv. spektrum, které udava miru zastoupeni jednotlivych
frekvenci v analyzovaném signalu. Grafickému zobrazeni spektra pak rikdme spektrogram.

Signal uréeny k natrénovani neuronové sité je pomoci STFT zpracovavan po blocich,
které se ¢astecné prekryvaji (princip znamy jako klouzavé okno). Z kazdého bloku je vypo-
¢itano spektrum, které udava miru zastoupeni jednotlivych frekvenci v dané ¢éasti signalu.

“https://towardsdatascience.com/fourier-transformation-and-its-mathematics—fff54a6f6659
1Ohttp ://www.kiv.zcu.cz/~mautner/Azs/Azs10_Casove_frekvencni_analyza.pdf
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Jeden blok tedy obsahuje vzdy pouze malou ¢ast celkového signlu; postupnym vypocitava-
nim spekter nad bloky vytvorenymi z celého signdlu pak mizeme ziskat informaci o zastou-
peni jednotlivych frekvenci v rtiznych ¢astech tohoto signdlu. Vyuziti spektralni analyzy
v kontextu této prace je zndzornéno obrazkem 3.15. Velikost bloku i délka prekryvu je
nastavitelnd pomoci konfigura¢niho souboru (viz sekce 3.8).

Velikost bloku

G
. N
Spektrum
Zpracovavany

signal > Spektrum

B A
W;, Spektrum

S

Krok

Obrazek 3.15: Spektralni analyza pomoci kratkodobé Fourierovy transformace. Zpracova-
vany signél je rozdélen na bloky, které se vzajemné prekryvaji. Z kazdého bloku je nasledné
ziskano spektrum.

Vypodéitané spektrum je symetrické!' — napiiklad pro blok o velikosti 128 hodnot signélu
(redlnych ¢isel) méa vypocitané spektrum rovnéz 128 hodnot (komplexnich ¢isel), staéi vSak
pouzit pouze prvni polovinu ziskanych hodnot, druha polovina obsahuje ¢isla komplexné
sdruzend k poloviné prvni. Hodnoty spektra jsou obecné komplexni ¢isla, 1ze je ovsem téz
reprezentovat pomoci tzv. modulu a fize (pro ucely této prace lze fazi zanedbat). Modulem
rozumime absolutni hodnotu z komplexniho ¢isla spektra. Pravé moduly jsou pak pouzity
pfi trénovani neuronové sité a klasifikaci'?.

3.6.4 Neuronova sit a jeji trénovani

Po zpracovani vstupnich dat, odfiltrovani Sumu a spektralni analyze lze zacit s trénovanim
neuronové sité. Vstup do neuronové sité tvori absolutni hodnoty spekter (popsano vyse),
které budeme oznacovat jako feaures a jim odpovidajici vystupni hodnoty (klasifikaéni
tfidy), které budeme oznacovat jako labels. Vystupem tohoto kroku je klasifika¢ni model.
Tato podsekce poskytuje prehled zakladnich informaci o neuronovych sitich a strojovém
uceni s ucitelem a uvadi proces ndvrhu neuronové sité, ktera bude v této praci pouzita.

Uvod do neuronovych siti a strojového uceni

Umeélé neuronové sité jsou inspirovany fungovanim lidského mozku. V obou pripadech jsou
zékladnimi funkénimi jednotkami neurony, které jsou vzajemné jistym zptisobem propojeny.

Umélé neurony prijimaji vstupni data z externiho zdroje nebo od ostatnich neuront.
Kazdému vstupu neuronu je pfifazena vdha (angl. weight), kterd udava jeho dulezitost.

Hhttps://wuw.dsprelated.com/freebooks/sasp/Symmetry_DTFT_Real_Signals.html
2http://geo.mff.cuni.cz/studium/Brokesova-FourierovaSpektralniAnalyza. pdf
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Neuron si poté vypocita sumu vsech svych vstupti vynasobenych prislusnou vahou a ze zis-
kaného vysledku vypocita tzv. aktivacni funkei (angl. activation function), jejiz vysledek
pak pouzije jako sviij vystup (ilustrovano obrazkem 3.16)'3.

w1

W2

W3

Obrézek 3.16: Zakladni struktura umélého neuronu. Vlevo jsou tii vstupy (X1, X2, X3)
pochézejici z externiho zdroje nebo z jinych neuront, které jsou svazdny s vahami (wl,
w2, w3). Uprostied se nachazi télo neuronu, ve kterém je pocitana aktivacéni funkce f, jejiz
vstupni hodnota je soucet vsech hodnot vstupujicich do neuronu vynasobenych prislusnou
vahou. Vysledek vypoctu aktivacéni funkce (Y) je pouzit jako vystup. Obrazek prevzat

ze stranek imgur.com'?.

7 pohledu struktury rozliSujeme u neuronovych siti t¥i typy vrstev, které jsou mezi
sebou propojeny a tvori tak ,sit“ (obr. 3.17). Kazd4d vrstva obsahuje uré¢ity pocet neuront:

1. vstupni vrstva— pocet neuronu je dan tvarem vstupnich dat,

2. skryta vrstva— pocet skrytych vrstev a neuronu v nich lze zvolit; dle [15] by pocet
vzorkl pro trénovani neuronové sité (features) mél presdhnout desetindsobek poctu
vah v siti,

3. vystupni vrstva—u klasifika¢nich dloh je pocet neuronti dan poctem klasifikac¢nich
t¥id .

Bhttps://towardsdatascience.com/a-gentle-introduction-to-neural-networks-series-part-1-
2b90b87795bc
“https://i.stack.imgur.com/gzrsx.png
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Obrazek 3.17: Struktura neuronové sité — ¢lenéni do vzdjemné propojenych vrstev. Pre-

/’ . =4
vzato ze stranek towardsdatascience.com'’, upraveno.

V této praci se pro ziskani klasifika¢niho modelu pouziva koncept znadmy jako uceni
s ucitelem (supervised learning). Ten je zaloZen na znalosti vstupi (features) a k nim odpo-
vidajicich vystupu (labels) u dat, kterd oznac¢ujeme jako trénovaci data. Za pomoci téchto
dat je vytvoren klasifika¢ni model, na jehoz zdkladé lze predikovat vystup i pro data zcela
neznama [14].

Proces trénovani (¢i uceni) neuronové sité probihd v nékolika tzv. epochéch (epochs, sg.
epoch). Epochou rozumime jeden uéici cyklus, ve kterém dojde k prichodu vsech trénovacich
vzorku neuronovou siti. V kazdé epose jsou data zpracovavana v davkach (batches, sg.
batch), pocet trénovacich vzorku v téchto davkach oznac¢ujeme jako batch size. Po zpracovani
jedné davky dat neuronovou siti je pro urcitou ¢ast vstupnich dat ziskan predikovany vystup,
ktery je vypoctem tzv. ztratové funkce (loss function) porovnan s vystupem ocekdvanym.
Na zékladé vysledku ztratové funkce jsou optimalizaénim algoritmem (optimizer) upraveny
vahy mezi neurony v siti tak, aby méla presnost predikce v prubéhu uceni (v idedlnim
pripadé) rostouci charakter. Proces trénovani pak pokracuje zpracovanim dalsi sady dat
¢i dalsf epochou'®.

Pii procesu trénovani neuronové sité muze dochézet k tzv. poduceni (underfitting) a pre-
uceni (overfitting). Podufenim rozumime pouziti nedostateéného poctu skrytych vrstev
¢i neuront v nich, coz miize vést k nizsl presnosti klasifikace'”. Pieucenfm rozumime pii-
lis velky pocet epoch, dusledkem ¢ehoz se neuronova sit nauci klasifikovat Sum v datech
namisto pozadovanych vztahtt v nich'®.

Trénovani neuronové sité probiha na tzv. trénovacich datech, kromé kterych rozlisujeme
jesté data validacni a data testovaci. Testovaci data jsou od dat trénovacich zcela oddélena
a jsou pri celém procesu uceni pro neuronovou sit skryta. Pouzivaji se az k vyhodnoceni

https://towardsdatascience.com/a-gentle-introduction-to-neural-networks-series-part-1-
2b90b87795bc

https://machinelearningmastery.com/difference-between-a-batch-and-an-epoch/

"https://towardsdatascience.com/what-are-hyperparameters-and-how-to-tune-the-
hyperparameters-in-a-deep-neural-network-d0604917584a

https://cs231n.github.io/neural-networks-1/
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presnosti klasifikace na zcela natrénovaném klasifika¢nim modelu'”. Valida¢nimi daty rozu-
mime ¢ast dat trénovacich, které nejsou vyuzity k samotnému trénovani neuronové sité, ale
jsou drzeny stranou a po skonceni kazdé trénovaci epochy se na jejich zakladé vypocitaji
potFebné metriky modelu pro dalsi pribéh tréninku?’.

Navrh neuronové sité pro reseny problém

P1i konstrukci neuronové sité pro feseni zadaného problému bylo potieba zvolit hodnoty
nékolika vysSe zminénych parametri. Volba probihala prevazné na zdkladé uvedenych ¢lankta
a literatury, viz nize. Hledani idedlni kombinace hodnot pro uvedené parametry je vénovana
kapitola 4.

1. Volba poétu vrstev a neuroni — navrhovana neuronova sit sestava z jedné vstupni
vrstvy, z jedné skryté vrstvy a jedné vystupni vrstvy’'. VSechny vrstvy jsou typu
dense, coz znamena, ze vSechny neurony v dané vrstvé jsou propojeny se vSemi neu-
rony ve vrstvé nasledujici.

Pocet neuronti ve vstupni vrstvé je dan tvarem vstupnich dat a pocet neuronu
ve vystupni vrstvé je ddn poctem klasifika¢nich t¥id (v této préci je to 3 nebo 6,
viz sekce 3.8.2). Pocet neuront ve skryté vrstvé je dopocitan na zdkladé pravidla uve-
deného v [15] a to tak, aby byl pocet trénovacich vzorku roven (alespon) desetindsobku
vah v siti.

2. Volba aktivacni a ztratové funkce —pro neurony ve vystupni vrstvé se u tloh
s klasifikaci do vice tiid pouziva jako aktivacni funkce ,softmax“ a ztratova funkce

22

,CTOSs entropy““~.

Aktivacni funkce pro ostatni neurony v siti je zvolena na zdkladé experimentt. Jako
moznosti byly vybrany aktiva¢ni funkce ,sigmoid*, ,relu® a ,tanh“*%2%,

3. Volba optimaliza¢niho algoritmu —na zikladé experimenti je zvolen i optimali-
zacni algoritmus (optimizer). Vybirano bylo z nésledujicich moznosti: ,adam*, ,sgd“
a ,momentum“?’. U zminénych optimaliza¢nich algoritmii bylo potieba vhodné zvolit
i nékteré parametry, napft. learningRate’.

4. Volba poctu epoch a batch size —pocet epoch i batch size jsou voleny experi-
mentalné. Prvni experimenty zahrnuji trénovani neuronové sité na 30 a 50 epochéch.
P1i findlnim zvysovani presnosti klasifikace je pocet epoch hledan manualné prubéz-
nym pozorovanim hodnot val_acc, acc, loss a val_loss v prubéhu tréninku, aby
v disledku vysokého poétu epoch nedoslo k preuceni neuronové sité?’. Mozné hodnoty
batch size jsou zvoleny jako 8, 16 a 32.

"https://machinelearningmastery.com/difference-test-validation-datasets/

nttps://js.tensorflow.org/api/latest/#tf.Sequential.fit

https: //www.allaboutcircuits.com/technical-articles/how-many-hidden-layers-and-hidden-
nodes-does-a-neural-network-need/

Zhttps://towardsdatascience.com/deep-learning-which-loss-and-activation-functions-
should-i-use-ac02f1c56aa8

Bhttps://towardsdatascience.com/activation-functions-neural-networks-1cbd9£8d91d6

Znttps://www.deeplearning-academy.com/p/ai-wiki-activation-functions

Zhttps://joshvarty.com/2018/02/27/1tfn-7-a-quick-look-at-tensorflow-optimizers/

®https://medium.com/octavian-ai/which-optimizer-and-learning-rate-should-i-use-for-deep-
learning-5acb418£9b2

27https ://www.tensorflow.org/tutorials/keras/overfit_and_underfit
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5. Volba poméru trénovacich a testovacich dat —dle [15] je obvykly pomér tréno-
vacich a testovacich dat 2:1. Dale je potfeba pocitat s vymezenim urcité ¢asti tréno-
vacich dat pro validaci (popsano vyse).

7Z celkového poctu vstupnich dat je jich pro tcely testovani vyhrazeno 20%. Ze zbylych
80% je dalsich 20% pouzito jako data valida¢ni. Pro ucely trénovani je tedy pouzito
64% vstupnich dat.

Vyvazovani trid

Pii ziskdvani dat pomoci programu Prompter (viz sekce 3.5.3) je snimany subjekt vybizen
k predstavovanému gestu na levé ¢i pravé ruce, pripadné k nic nedélani. Volba ¢innosti
k predstavovani je programem Prompter provadéna nahodné, coz miize zpusobit nevy-
vazenost dat—napiiklad mozkova aktivita reprezentovana tiidou LEFT bude v dusledku
nahodného vybéru pokynu k ¢innosti v nasnimanych datech zastoupena vice, nez mozkova
aktivita trid ostatnich. To muze vést na zvyhodnovani ¢i zanedbavani nékterych klasifikac-
nich t¥{d p¥i tréninku neuronové sité. Reseni tohoto problému je oznacovano jako vyvazovani
t¥id.

Prvnim pristupem je vyrazeni urcitého poctu vzorku tiid, které jsou v datech zastou-
peny nejvice, a to tak, aby jejich pocet odpovidal po¢tu vzorkl nejméné zastoupené tridy
v datech. Nevyhodou tohoto pfistupu je zahazovani vzorku, které mohly byt vyuzity pro tré-
novani neuronové sité.

Druhym pristupem je tzv. vahovani tiid. Vahy jsou prirazeny jednotlivym tiidam podle
miry jejich zastoupeni v datech. Nejvice zastoupena tiida tak obdrzi nejnizsi vahu, nejméné
zastoupena obdrzi vahu nejvyssi. Béhem tréninku pak neuronova sit zvyhodnuje ¢i znevy-
hodiiuje dané tiidy na zékladé jejich vah®®.

V této praci je pro vyvazeni t¥id pouzit druhy zminény pristup.

3.7 Klasifikace dat z BCI zarizeni

Po natrénovani neuronové sité a ziskani modelu je mozno pomoci programu Classifier kla-
sifikovat data z BCI zafizeni v redlném case. Classifier sestava ze dvou c¢asti, které maji
nasledujici dlohy:

1. server —nacteni modelu pro klasifikaci, prijimani dat z BCI zafizeni v redlném cCase
a jejich zpracovani a klasifikace, zasilani vysledkua klasifikace do ¢asti client,

2. client — predpripravené prostiedi pro aplikaci spustitelnou ve webovém prohlizeci vy-
uzivajici ovladani pomoci BCI zafizeni, prijimani dat z ¢asti server.

Prvnim krokem Kklasifikace je nacteni modelu, pomoci kterého lze urcit tfidu dat
(LEFT, RIGHT, ...) ziskdvanych snimanim mozkové aktivity uzivatele v redlném case. Nésle-
duje samotny prijem dat z BCI zafizeni. Tato data je potieba, podobné jako pfi trénovani
neuronové sité, zpracovat.

Vzdy po prijeti dostateéného poctu vzorku do pripraveného pole (tzv. bufferu) je pro-
vedena redukce poctu elektrod a extrakce signald. Nasleduje aplikovani zvolenych filtra
pro redukci Sumu, spektralni analyza a samotna klasifikace zpracovanych dat. Po klasifikaci

28https ://towardsdatascience.com/handling-imbalanced-datasets-in-deep-learning-
£48407a0e758
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je nékolik prvnich vzorkl z bufferu zahozeno. Pocet vzorku v bufferu je nésledné doplnén
nové prichozimi vzorky z BCI zafizeni do dostateéného poctu pro zpracovani. Cely proces
zpracovani dat a klasifikace se tak neustale opakuje s vyuzitim principu tzv. ,klouzavého
okna“. Velikost a krok klouzavého okna lze nastavit v konfiguraénim souboru (viz sekce 3.8),
avSak tyto hodnoty se musi shodovat s hodnotami vybranymi pro trénovani neuronové sité
a ziskavani pouzitého klasifikacniho modelu.

Cinnost programu Classifier je zndzornéna obrazkem 3.18.

Zasilani vzorkd

BCI zarizeni s
v redlném Case

+ . |Pfijem vzorkd Classifier
“| do bufferu
y
L )
Y
NE Buffer plny?
J ANO

Redukce poctu
elektod

Y

Extrakce signall

Y

A

Klasifikace |€ Spektralni
Model analyza

—

Uvolnéni mista v bufferu
odstranénim vzorkd z jeho
zacatku (dano hodnotou kroku
klouzavého okna)

y

1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
Aplikace filtra :
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
1
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Vysledek
klasifikace

Obrazek 3.18: Schéma programu Classifier. Z BCI zafizeni jsou do Classifieru zasilany
vzorky s frekvenci 250 Hz, kde jsou uklddany do pole (bufferu). Dojde-li k zaplnéni bu-
fferu, probéhne zpracovani jeho obsahu a nasledna klasifikace. Poté se z bufferu odstrani
nékolik prvnich vzorka (ddno hodnotou kroku klouzavého okna) a jeho obsah se posune,
¢imz vznikne prostor pro nové prichozi vzorky. Po doplnéni kapacity bufferu se cely proces
opakuje.

45



Priklad klasifikace:

1. nacéteni modelu ziskaného natrénovanim neuronové sité,

2. prijiméani vzorku z BCI zafizeni do pole (bufferu), které slouzi jako klouzajici okno (ka-
pacita bufferu je zvolena pomoci konfigura¢niho souboru— pro tento priklad zvolme
tuto hodnotu jako 128; naplnéni prazdného bufferu je tedy potieba 128 vzorki, coz
je pri vzorkovaci frekvenci 250 Hz 512 ms snimani mozkové aktivity), prijem vzorku
pokracuje az do naplnéni bufferu,

3. redukce poctu elektrod ve vzorcich v bufferu,
4. extrakce signalu z redukovanych vzork,

5. filtrace Sumu z extrahovanych signéli,

6. spektralni analyza filtrovanych signalu,

7. klasifikace vysledku spektralni analyzy s vyuzitim nac¢teného modelu, zobrazeni vy-
sledku klasifikace a jeho zaslani do Casti client,

8. odstranéni prvnich N vzorki z bufferu — timto krokem dojde k uvolnéni mista pro dalsi
prichozi vzorky; hodnota N (krok klouzavého okna) je zvolena pomoci konfigura¢niho
souboru— pro tento priklad ji zvolme jako 32; buffer tedy nyni obsahuje 96 ptivodnich
vzorkil a k naplnéni jeho kapacity chybi 32 nové prichozich vzorki, coz je pii vzor-
kovaci frekvenci 250 Hz 128 ms snimani mozkové aktivity; ke klasifikaci tedy dochézi
kazdych 128 ms vyjma klasifikace prvni, ktera probéhne po 512 ms,

9. pokrac¢ovani bodem 2.

Pro zvysSeni presnosti 1ze jako konec¢ny vysledek klasifikace povazovat prumeér nékolika
poslednich dil¢ich klasifikaci. Bude-li napiiklad ptichozi mozkova aktivita klasifikdtorem
oznacena postupné tridami LEFT, RIGHT, LEFT, zobrazi se jako kone¢ny vysledek tiida LEFT,
jelikoz je v dil¢ich klasifikacich nejvice zastoupeny. Pocet dil¢ich klasifikaci ke zprimeérovani
lze zvolit pomoci konfigura¢niho souboru (parametr PREDICTION_BATCH_SIZE). Cim vyssi
pocet dil¢ich klasifikaci bude k zobrazeni konecného vysledku klasifikace potieba, tim delsi
bude prodleva mezi zobrazenimi vysledkt klasifikace.

3.8 Prace s programem

V této sekci jsou uvedeny priklady spusténi jednotlivych ¢asti programu a popis konfigu-
ra¢niho souboru, ktery jednotlivé ¢asti programu pouzivaji.

3.8.1 Priklady spusténi

Uvedené ptikazy ke spusténi jednotlivych programu jsou zadavany prostfednictvim prika-
zového radku v kofenovém adresafi programové ¢asti této prace.
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Prompter

Spusténi backend ¢asti programu Prompter, o¢ekava se prijem dat z BCI zafizeni:

$ npm run prompter

Spusténi backend ¢&sti programu Prompter bez nutnosti spojeni s BCI zafizenim (pouziti
simulovanych dat):

$ npm run prompter:simulate

Trainer

Spusténi programu Trainer:

$ npm run trainer

Classifier

Spusténi serverové ¢asti programu Classifier, o¢ekava se prijem dat z BCI zarizeni a spusténi
¢asti client ve webovém prohlizeci (./src/classifier/client/index.html):

$ npm run classifier

Spusténi serverové ¢asti programu Classifier bez nutnosti spojeni s BCI zafizenim (pouziti
simulovanych dat), je o¢ekdvano spusténi ¢asti client ve webovém prohlizeci
(./src/classifier/client/index.html):

$ npm run classifier:simulate

Utility

Vygenerovani testovacich konfiguracnich souboru a spusténi testovani:

$ npm run performance

Vygenerovani testovacich konfigura¢nich souboru bez spusténi testovani:

$ npm run performance:generate

Pokracovani preruseného testovani konfigurac¢nich soubort:

$ npm run performance:continue

Vykresleni spektrogramu ze signalu:

$ python3 ./src/utilities/signals2spectrogram.py \
<cesta_k_souboru_se_signaly> <€islo_elektrody>

Prevod nezpracovanych dat do forméatu csv:

$ python3 ./src/utilities/raw2spectrogram.py \
<cesta_k_souboru_se_signaly> <€islo_elektrody>
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3.8.2 Konfiguracéni soubor

Nékteré casti programu lze ovladat pomoci konfigura¢niho souboru config. js, ktery je
dostupny v korenovém adresari programové Casti této prace. Nasleduje popis klicovych
¢asti konfigura¢niho souboru.

Cast options

Parametr Mozné hodnoty | Popis
cesta k adresafi se vstupnimi
INPUT_DIR $string soubory pro Trainer (relativni

z adresare ./src/trainer)

cesta k adresaii pro vystup Traineru,
alternativni cesta pro nac¢teni modelu

OUTPUT_DIR $string Classifierem (relativni

z adresare ./src/trainer)

"all" —vyuziti dat vSech elektrod pfi uceni
ELECTRODES "all" pole_&isel | pole_Zisel —vybér elektrod, které maji byt

pouzity pfi uceni, pr.: [2, 3]

true — po zpracovani dat Trainerem spusti
RUN_TRAINING true, false trénovani
false — Trainer vynecha fazi trénovani

true — po zpracovani dat Trainerem spusti
testovani modelu, model musi byt pritomen
v adresaii daném

parametrem OUTPUT_DIR

false — Trainer vynecha fazi testovani

na testovacich datech

RUN_TEST true, false

true — odstranéni docasnych soubori
po trénovani a testovani
false —zachovani docasnych souboru
po trénovani a testovani

CLEAN_TMP_FILES | true, false

true — povoli pribézné informacni
VERBOSE true, false vypisy do konzole
false — potlaceni vystuptu do konzole

true —slouceni pripravnych a hlavnich

tifd (PRE_LEFT-LEFT),

pro trénovani a klasifikaci budou pouzity t¥i
tridy (LEFT, NEUTRAL, RIGHT)

false —trénovani a klasifikace do 6 t¥id

(3 hlavni+3 piipravné tiidy)

NO_PREP_CLASSES | true, false

Tabulka 3.4: Cast options konfigura¢niho souboru.
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Cast filters

Parametr

Mozné hodnoty

Popis

FILTER_50HZ

true, false

true —aplikace filtru pro odstranéni 50Hz Sumu
pri trénovani a klasifikaci
false —filter nebude pouzit

true —aplikace filtru pro odstranéni Sumu v rozsahu

FILTER_1HZ | true, false frekvenci pod 1 Hz pri trénovani a klasifikaci
false —filtr nebude pouzit
true —aplikace filtru pro odstranéni nepotiebnych
FILTER_AB true, false frekvenci, tj. mimo rozsah 8-30 Hz

false —filtr nebude pouzit

Céast neuralNetwork

Tabulka 3.5: Cést filters konfigura¢niho souboru.

Parametr

Mozné hodnoty

Popis

velikost klouzavého okna pro spektralni

WINDOW_LENGTH int , ]
OW_LENG $integer analyzu (STFT), pouze mocniny dvou
krok klouzavého okna pro spektralni
WINDOW_STEP int ,
0W_5 $integer analyzu (STFT)
) velikost sady dat zpracovavané v ramci
BATCH_SIZE $integer , ,
trénovaciho cyklu
EPOCHS $integer pocet trénovacich cykla nad trénovacimi daty
true — li dat
NORMALIZE true, false rue T nonhalizace da
pred trénovanim do intervalu 0-1
zné hodnoty j da znostmi
OPTIMIZER $TF optimizer | | e NOCHOL JSOU CFIY MOZNOSHIL
knihovny tensorflow.js*
e I - - - -
ACTIVATION $TF_activation mozné hodnoty jsou dany moznostmi

knihovny tensorflow.js*

VALIDATION_SPLIT

$float (0-1)

mnozstvi valida¢nich dat vy¢lenénych
z dat trénovacich

TEST_SPLIT

$float (0-1)

mnozstvi testovacich dat vyc¢lenénych
z dat vstupnich

Tabulka 3.6: Cast neuralNetwork konfigura¢niho souboru.

Céast classifier

Parametr

Mozné hodnoty

Popis

PREDICTION_BATCH_SIZE

$integer

pocet dil¢ich klasifikaci potfebnych
k zobrazeni vysledné klasifikace

Tabulka 3.7: Cést classifier konfigura¢niho souboru.

Phttps://js.tensorflow.org/api/latest/#Training-Optimizers
3%nttps://js.tensorflow.org/api/latest/#layers.dense
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Kapitola 4

Zvysovani presnosti klasifikace,
testovani a experimenty

Tato kapitola je vénovana testovani implementovaného programu na uméle vytvorenych
(syntetickych) datech a experimentim s daty realnymi.

Sekce 4.1 popisuje jakym zpusobem byla ziskana syntetickd data a proces hledani nejlep-
$iho konfigura¢niho souboru pro dosazeni co nejvyssi presnosti klasifikace na téchto datech.
V sekci 4.2 jsou uvedeny experimenty, které byly provedeny na datech ziskanych snimanim
mozkové aktivity.

4.1 Synteticka data

Pro ovéfeni spravné implementace programu byla pouzita syntetickd data. Proces jejich
ziskavani, prace s nimi a dosazené vysledky jsou popsany v této sekci.

4.1.1 Ziskavani syntetickych dat

Prvnim krokem pro ovéfeni, ze implementovany program pracuje spravné, tzn. klasifikuje
data s dostatecnou presnosti, bylo ziskani syntetickych dat.

Hlavnim pozadavkem na tato data byla jejich jednoznacnost — jednotlivé tiidy pro klasi-
fikaci by v datech mély byt jednoduse viditelné i pro ¢lovéka. V takovych datech by strojova
klasifikace méla dosdhnout velmi dobrych vysledku s presnosti blizici se 100%.

Jako skvéla metoda pro ziskani presnych syntetickych dat se ukazalo umélé vkladani pre-
dem definovanych frekvenci do nahravaného signalu. To bylo realizovano zapojenim jednoho
konektoru 3,5mm M-M kabelu do audio vystupu pocitace a privedenim druhého konektoru
na nékteré z elektrod BCI zafizeni'. Nésledné byly béhem nahravani dat prehravany zvu-
kové stopy o riznych frekvencich, pficemz kazda tfida méla pritazenu svou charakteristickou
frekvenci (viz tabulka 4.1)°.

Tyto frekvence byly voleny tak, aby spadaly do rozsahu 8-30 Hz, coz je i rozsah frek-
venci, u kterych dojde k poklesu amplitudy pri predstavovaném pohybu a jejichz rozpoznani
a klasifikace je i cilem této prace. Volba takovéhoto rozsahu umozni otestovat napriklad
vliv filtri pro redukci Sumu. Z technickych davod nebylo mozné pouzit frekvence nizsi
nez 18 Hz, nebot zvuk o takto nizkych frekvencich nebylo pouzité zatfizeni schopno prehrat.

'Kontakt konektoru a elektrody byl fixovan pomoci elastickych gumicek. Drzeni kontaktu rukou zptiso-
bovalo nezddouci Sum.
2Za ideu jak ziskat syntetickd data dékuji Ing. Janu Tinkovi.
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Trida Frekvence [Hz]
PREP_LEFT 19
LEFT 21
PREP_NEUTRAL 23
NEUTRAL 25
PREP_RIGHT 27
RIGHT 29

Tabulka 4.1: Prifazeni frekvenci jednotlivym tiidam pfi ziskdvani syntetickych dat.

Z dat ziskanych vyse uvedenym zpusobem byl vytvoren spektrogram (obr. 4.1).
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Obrazek 4.1: Spektrogram signdlu s uméle vloZzenymi frekvencemi. Vlozené frekvence a jejich
prislusné tfidy jsou vyznaceny Cerveneé.

4.1.2 Ovéreni spravnosti implementace na syntetickych datech

Dosahuje-li vytvoreny program pii klasifikaci presnosti blizici se 100%, lze predpokladat,
ze je schopen korektné provést nasledujici kroky:

e zpracovani dat ziskanych pomoci pouzitého BCI zafizend,
e filtraci Sumu,
e spektralni analyzu,

e nauceni se rozpoznavat zmény frekvenci ve snimanych signalech.

Klic¢ové prvky chovani programu lze ovladat pomoci konfigura¢niho souboru, jehoz nej-
podstatnéjsi ¢asti jsou popsany v sekci 3.8.2. Pro ovéreni, zda vytvoreny program pracuje
spravneé je tedy potieba nalézt konfiguracni soubor, ktery povede k vysoké presnost klasifi-
kace.
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Idealni konfigurace pro klasifikaci syntetickych dat

Prvnim krokem k nalezeni vhodné konfigurace programu je vyuziti implementované utility
configPerformance (ovlddéni popsdno v sekci 3.8), kterd vygeneruje mnozinu ruznych
konfiguracnich souboru a s jednotlivymi konfigura¢nimi soubory pak spousti cely proces
trénovani neuronové sité a vyhodnoceni presnosti klasifikace. Dosazené vysledky pak uklada
do textového souboru, z néjz lze nasledné dohledat konfigurac¢ni soubor, pomoci kterého bylo
dosazeno nejvyssi presnosti klasifikace.

Moznosti, jak zminénou mnozinu konfigurac¢nich soubora vygenerovat je teoreticky neko-
neéné mnoho. Omezujicim faktorem je predevsim doba trénovani neuronové sité a ziskavani
vysledku klasifikace, kterd trva radové i desitky minut. Z toho divodu je potfeba velikost
generované mnoziny omezit. Vyslednd mnozina konfiguracnich soubora byla ziskana per-
mutaci néasledujicich vybranych moznosti:

Parametr Moznosti
FILTER_50HZ true
FILTER_1HZ true
FILTER_AB true
NORMALIZE true
NO_PREP_CLASSES | false
WINDOW_LENGTH 128
TEST_SPLIT 0.2
VALIDATION_SPLIT | 0.2
WINDOW_STEP 16, 32
BATCH_SIZE 8, 16, 32
EPOCHS 30, 50
ACTIVATION ‘sigmoid’, 'relu’, 'tanh’

adam(0.005),
adam(0.0005),
adam(0.0001),

sgd(0.1),

OPTIMIZER sgd(0.01),

sgd(0.001),

momentum(0.1, 0.9, true),
momentum(0.01, 0.9, true),
momentum(0.001, 0.9, true)

Tabulka 4.2: Moznosti, na zdkladé kterych byly generovany konfigurac¢ni soubory pomoci
utility configPerformance. U moznosti adam a sgd pro parametr OPTIMIZER je v zavorce
uvedena hodnota learningRate, pro moznost momentum jsou v zavorce uvedeny po radeé
hodnoty learningRate, momentum a useNesterov®.

S vyuzitim utility configPerformance bylo vygenerovino a otestovano celkem 324 rtiz-
nych konfiguracnich soubori. Testovani probihalo na dvou priamérné vykonnych pocitacich
a souhrnné trvalo priblizné 27 hodin. Presnost klasifikace s vyuzitim jednotlivych kon-
figuracnich soubori se pohybovala v rozsahu 24.367-99.232%, coz ukazuje na duleZitost
volby vhodné konfigurace. Pii interpretaci téchto vysledkua je ale potfeba pocitat s jistou

3https://js.tensorflow.org/api/latest/#Training-Optimizers
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odchylkou, protoze je kazdé nové trénovani neuronové sité inicializovano nahodnymi cisly,
coz zpusobuje, ze dva klasifika¢ni modely vytvorené se stejnymi konfigura¢nimi soubory
a na stejnych datech mohou vykazovat jiné vysledky®. Pomoci utility configPerformance
1ze tedy spiSe vytipovat nejlepsi moznou konfiguraci, nez ji presné urcit.

7 otestovanych konfigurac¢nich soubort byly pro dalsi manudlni experimenty vybrany
CtyTi, které vykazovaly nejvyssi presnost klasifikace. Cilem bylo zjistit vliv normalizace dat
a filtrovani Sumu.

Vliv normalizace dat a filtrovani Sumu na vysledky klasifikace

Z provedeného experimentu zaméifeného na vliv filtrovani Sumu pii klasifikaci vyplyva,
ze v pripadé syntetickych dat nehraje filtrovani Sumu zdsadni roli— rozdily v presnosti kla-
sifikace jsou témér zanedbatelné. To muze byt zpusobeno jednoznacnosti syntetickych dat,
kterd je i pres pritomny Sum zachovina. Je vSak tfeba pocitat s tim, ze se vliv filtra muze
u realnych dat liSit. Vysledky experimentu jsou uvedeny v tabulce nize, kterd po radcich
udava, jaké filtry byly pfi trénovani neuronové sité aktivni (true), a které naopak pouzity
nebyly (false). Presnost klasifikace byla ziskana jako prumér deseti nezavislych méfeni.

FILTER_50HZ | FILTER_1HZ | FILTER__AB | Presnost klasifikace [%]
true true true 97.214
true true false 98.194
true false true 98.576
true false false 97.827
false true true 98.284
false true false 98.671
false false true 98.643
false false false 98.201

Tabulka 4.3: Vliv filtrovani Sumu na presnost klasifikace. Kazdy fadek reprezentuje jedno
natrénovani neuronové sité a vyhodnoceni presnosti klasifikace na testovacich datech. Hod-
nota true u daného filtru znaci, ze byl filtr v dobé tréninku a vyhodnoceni aktivni, hodnota
false znaci, ze filtr pouzit nebyl.

Vysledky experimentu zaméreného na vliv normalizace dat do intervalu 0—1 na presnost
klasifikace jsou ukazany v tabulce nize. Z uvedenych vysledku je patrné, ze normalizace dat
ma v pripadé syntetickych dat znatelny vliv na presnost klasifikace. Presnost klasifikace je
ziskana jako primér deseti nezavislych méteni.

NORMALIZE | Presnost klasifikace [%]
true 98.023
false 80.506

Tabulka 4.4: Vliv normalizace dat na presnost klasifikace. Radky reprezentuji jedno natré-
novani neuronové sité a vyhodnoceni presnosti klasifikace na testovacich datech. Hodnota
true znaci, ze data byla normalizovana, hodnota false znaci, Ze data normalizovina nebyla.

“https://machinelearningmastery.com/why-initialize-a-neural-network-with-random-weights/
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Vysledky klasifikace syntetickych dat

Na zdkladé experimentii popsanych v této sekci a dalsich manualnich tprav konfigurac-
niho souboru se podarilo nalézt vhodnou konfiguraci, pomoci které byl ziskan klasifikacni
model natrénovanim neuronové sité. Nejvyssi dosazena presnost klasifikace na testovacich
datech byla 99.774%, praumérné presnost klasifikace je 99.156% (vypocitano z deseti mé-
feni). Z uvedenych vysledk usuzuji, ze implementovany program je schopen zpracovivat
data z pouzitého BCI zarizeni, filtrovat z téchto dat sum, provadét spektralni analyzu a
rozpoznavat tak zmény frekvenci ve snimanych datech.

Parametry konfigura¢niho souboru, ktery vedl na klasifikaci s nejvyssi presnosti, jsou
uvedeny formou néasledujici tabulky:

Parametr Moznosti
FILTER_50HZ true
FILTER_1HZ false
FILTER_AB true
NORMALIZE true
NO_PREP_CLASSES true
WINDOW_LENGTH 128
TEST_SPLIT 0.2
VALIDATION_SPLIT | 0.2
WINDOW_STEP 16
BATCH_SIZE 32

EPOCHS 27
ACTIVATION tanh’
OPTIMIZER adam(0.005)

Tabulka 4.5: Hodnoty parametri konfigurace, kterda vedla u syntetickych dat k nejvyssi
presnosti klasifikace. U moznosti adam pro parametr OPTIMIZER je v zavorce uvedena
hodnota learningRate”.

Uvedena konfigurace bude pouzita jako vychozi konfigurace pro experimenty na realnych
datech.

4.2 Realna data

V této sekci jsou popsany postupy, které byly aplikovany pii snimani readlné mozkové akti-
vity. Dale jsou zde uvedeny experimenty se ziskanymi daty a dosazené vysledky.

4.2.1 Ziskavani realnych dat

Reédlnd data byla pofizovana pomoci programu Prompter (viz sekce 3.5.3). Snahou bylo
umistit snimajici BCI zafizeni co nejdale od elektroniky napajené ze sité s imyslem redu-
kovat vznik 50Hz sumu. Déle byl kladen diraz na to, aby snimany subjekt pred nahravanim
dat nepozil stimulujici latky (kévu, ¢aj, atp.), jelikoz by mohly ovlivnit kvalitu ziskanych
dat®.

"https://js.tensorflow.org/api/latest/#Training-Optimizers
Shttps://pubmed.ncbi.nlmnih.gov/8481621/
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Po nasazeni BCI zafizeni na hlavu snimaného subjektu byla pomoci programu
OpenBCI GUI (viz sekce 2.15) méfena impedance na elektrodach (zejména na elektrodach
snimajicich motorickou ¢ast mozku, tj. elektrody C3 a C4), kterd muze ovlivnit kvalitu sig-
nalu’. Snahou je co nejvice snizit hodnotu impedance postupnym upravovanim pozice elek-
trod. Ukazku méreni impedance pomoci programu OpenBCI GUI Ize vidét na obrazku 4.2.
Tento krok se ukazal byt pomérné ndroénym a to z divodu délky jeho trvani a s tim sou-
visejicim rustem nekomfortnosti nasazeného BCI zarizeni. Vysledné hodnoty impedance na
elektrodach se pred zacatkem snimani mozkové aktivity pohybovaly mirné nad 100 kf).
Dle [10] je bézna hodnota impedance na tzv. dry elektroddch, kterymi je osazeno i dodané
BCI zaiizeni, 100 k€. Tento typ elektrod se bézné pouziva bez naneseni EEG gelu®.

Time Series - SR
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Obrazek 4.2: Méfeni impedance pomoci programu OpenBCI GUI na elektrodach 3 a 4,
které jsou umistény na pozici C3 a C4 podle systému 10-20.

Snimani{ je déleno do nékolika sezeni po 420 vtefinach a probihalo v sedé. Mezi sezenimi
je mozno v pripadé potieby délat pauzy (prfi sundéni BCI zafizeni a jeho opétovném nasazeni
je potfeba opét provést méfeni impedance). Béhem samotného sniméni mozkové aktivity
bylo snahou redukovat jakékoliv pohyby ¢i otresy BCI zarizeni, protoze by mohlo dojit ke
snizeni kvality signalu.

V ramci této prace byla nasnimana mozkova ¢innost béhem provadéni péti odlisnych
aktivit:

1. pohyb koncetin,

2. reakce na tepelny podnét,
3. predstavovany pohyb se zavienyma ocima,

4. predstavovany pohyb s otevienyma oc¢ima

5. sledovani blikajicich obrazkua (SSVEP).

"http://openbci.com/community/openbci-measuring-electrode-impedance/
8U tzv. wet elektrod (elektrody vyzadujici pouziti EEG gelu) se idedlni hodnoty impedance pohybuji
pod hodnotou 5 k€2, coz déla jimi nasnimané signaly kvalitnéjsi.
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4.2.2 Experimenty

S nasnimanymi daty bylo provedeno nékolik nize uvedenych experimenti. Podle aktivity,
kterd byla béhem snimani mozku provadéna, jsou experimenty rozdéleny do sad od #1
do #5. V ramci sad jsou jednotlivé experimenty popisovany pomoci malych pismen abecedy
(napriklad #1a, #1b atd.).

Kazdy experiment byl proveden pétkrat. Vysledky jednotlivych pokust v rameci experi-
mentu jsou uvedeny ve sloupcich tabulky, fadky pak znac¢i presnost klasifikace pro jednotlivé
tridy.

Presnost klasifikace je pocitana jako hit rate— pro kazdou tfidu je pocitano procento
spravné klasifikovanych vzorkt z celkového poctu testovacich vzorkt dané tiidy. Celkova
presnost klasifikace je pocitana jako procento spravné klasifikovanych vzorkia z celkového
poctu testovacich vzorkl. Pri interpretaci vysledku je tfeba brat ohled na fakt, ze pocty
vzorku v jednotlivych tfidach nemusi byt shodné, coz je dusledek zvoleného pristupu k va-
hovani tfid (viz 3.6.4).

V ramci této price se pro vybér elektrod v konfiguraénim souboru pouzivaji jejich
indexy, které vychazi z jejich zapojeni v BCI zafizeni. Indexy elektrod a jejich prislusné
rozmisténi dle systému, ktery BCI zatizeni pouziva (viz sekce 3.2), jsou uvedeny v nasledujici
tabulce.

Index elektrody | Pozice elektrody
0 Fpl
Fp2
C3
C4
FC1
FC2
FC5
FC6

~N| OO | W I N~

Tabulka 4.6: Pozice elektrod a jejich prislusné indexy.

Sada experimentia #1— pohyby koncetin

V experimentech #1 bylo pro pokyn ,leva* pfi snimani dat pohybovano levou nohou a sou-
casné byl v levé ruce opakované mackan mékky micek, pti pokynu ,,prava“ byla vykonavana
stejna aktivita s pravou nohou a rukou. Pokyn ,,nic“ znamenal motoricky klid. Cilem bylo
co nejvice aktivovat motorickou ¢ast mozku. Pokyny byly vykonavany ihned po zaznéni
vyzvy (dvouvtefinovd prodleva na piipravu byla ignorovdna). Pro natrénovani neuronové
sité a vyhodnoceni vysledku byla v ramci této sady pouzita data o celkové délce snimani
48 minut.

Experimenty #1la a #1b —data z elektrod na pozicich C3 a C4

V experimentech #1a (tabulka 4.7) a #1b (tabulka 4.8) byl pro natrénovani neuronové sité
pouzit konfiguracni soubor, ktery vedl u syntetickych dat k nejvyssi presnosti klasifikace.
Jako zdroj dat byly pouzity elektrody na pozicich C3 a C4. V experimentu #la byla
klasifikace provadéna do Sesti tfid, v experimentu #1b do tii t¥id.
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Presnost Cislo pokusu:
klasifikace [%]: 1 2 3 4 5

PRE_LEFT 0.0 0.0 0.0 0.123 0.0
LEFT 2.597 | 4.145 0.3 3.447 | 3.047
PRE_NEUTRAL 11.283 | 19.9 23.34 | 6.305 | 18.473
NEUTRAL 94.53 | 87.223 | 85.242 | 96.228 | 87.459

PRE_RIGHT 0.0 0.0 4.894 0.0 0.0
RIGHT 0.0 0.0 0.0 0.0 0.496
Celkem 23.9 23.48 | 23.016 | 24.094 | 23.272

Tabulka 4.7: Vysledky experimentu #1la.

~
’

Presnost islo pokusu:
klasifikace [%]: 1 2 3 4 5
LEFT 6.077 | 6.041 | 7.356 | 9.595 8.03
NEUTRAL 95.273 | 95.801 | 94.81 | 93.223 | 94.116
RIGHT 1.994 0.0 0.0 0.0 0.0
Celkem 34.63 | 34.096 | 34.174 | 34.341 | 34.15

Tabulka 4.8: Vysledky experimentu #1b.

Zaveér: pomoci dat z elektrod C3 a C4 nebylo dosazeno dobrych vysledkii, témeér vsechna
mozkova aktivita byla klasifikovdna do tfidy NEUTRAL (popt. dochézelo k zaméné aktivity
tiid LEFT a RIGHT).

Experimenty #1c a #1d —data z elektrod na pozicich FC1 a FC2

V experimentech #1c (tabulka 4.9) a #1d (tabulka 4.10) jsou zdrojem dat elektrody na po-
zicich FC1 a FC2. Klasifikace je v pripadé experimentu #1c provadéna do Sesti t¥id, v pii-
padé experimentu #1d do tiid t¥i. Pro natrénovani neuronové sité byl pouzit konfigurac¢ni
soubor, ktery vedl u syntetickych dat k nejvyssi presnosti klasifikace (stejné jako u experi-
mentu #la a #1b).

Presnost Cislo pokusu:
klasifikace [%]: 1 2 3 4 5
PRE_LEFT 0.0 0.0 0.0 0.0 0.0
LEFT 0.0 0.0 0.78 0.0 0.0
PRE_NEUTRAL 100.0 | 100.0 | 95.132 | 100.0 | 100.0
NEUTRAL 0.0 0.0 14.05 0.0 0.0
PRE_RIGHT 0.0 0.0 0.0 0.0 0.0
RIGHT 0.0 0.0 0.0 0.0 0.0
Celkem 10.047 | 10.047 | 13.047 | 10.047 | 10.047

Tabulka 4.9: Vysledky experimentu #lc.
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Presnost Cislo pokusu:
klasifikace [%)]: 1 2 3 4 5
LEFT 0.035 0.0 0.036 | 0.213 | 0.178
NEUTRAL 48.066 | 48.264 | 47.405 48.0 47.0
RIGHT 88.129 | 87.778 | 88.382 | 87.781 | 88.572
Celkem 47.11 | 47.022 | 46.977 | 47.022 | 46.955

Tabulka 4.10: Vysledky experimentu #1d.

Zaveér: pomoci dat z elektrod FC1 a FC2 lze v pripadé klasifikace do tti tfid dosdhnout
lepsich vysledki, nez pomoci dat z elektrod C3 a C4; pii klasifikaci je dominantni tiida
RIGHT, tfida NEUTRAL je spravné urcena s vysSsi presnosti, nez je presnost odpovidajici
nahodnému vybéru (tj. 33.3% pro klasifikaci do tii t¥id).

Experiment #1e—data z elektrod na pozicich FC5 a FC6

Zdrojem dat experimentu #le (tabulka 4.11) byly elektrody umisténé na pozicich FC5
a FC6. Klasifikace probihala do tii tfid, pouzity konfigurac¢ni soubor byl stejny jako v pred-
chozich experimentech.

Presnost Cislo pokusu:
klasifikace [%)]: 1 2 3 4 5
LEFT 71.0 | 71.783 | 74.129 | 76.581 | 70.469
NEUTRAL 49.983 | 54.45 52.4 49.124 | 55.868
RIGHT 3.767 0.0 0.0 0.0 0.0
Celkem 40.331 | 40.753 | 40.8 | 40.465 | 40.82

Tabulka 4.11: Vysledky experimentu #l1e.

Zéaver: pomoci dat z elektrod na pozicich FC5 a FC6 lze v porovnani s predchozimi ex-
perimenty dosdhnout nejvyssi presnosti klasifikace do tfidy LEFT (pfi klasifikaci do tF{ tFid);
celkové vyssi presnosti klasifikace 1ze vSak dosdhnout s pouzitim dat z elektrod na pozicich
FC1 a FC2. Klasifikace do Sesti t¥id vykazovala stejné vysledky jako experiment #1c.

Experimenty #1f a #1g— vliv konfigura¢niho souboru na presnost klasifikace

Experimenty #1f (tabulka 4.12) a #1g (tabulka 4.13) vychézely z experimentu #1d, u kte-
rého bylo dosazeno dosud nejlepsich vysledka v ramci sady #1. Jako zdroj dat tedy byly
pouzity elektrody na pozicich FC1 a FC2. Cilem bylo zjistit, zda existuje vhodnéjsi konfi-
guracni soubor pro natrénovani neuronové sité, ktery povede k vyssi presnosti klasifikace.
V experimentu #1f je klasifikace provadéna do Sesti tiid, v experimentu #1g do ti{ t¥id.
Vhodnéjsi konfiguraci se podaftilo nalézt s vyuzitim utility configPerformance. Oproti
vychozi konfiguraci byly zménény hodnoty parametri WINDOW_LENGTH (ze 128 na 512),
WINDOW_STEP (z 16 na 8), BATCH_SIZE (z 32 na 128) a EPOCHS (z 27 na 40, jen pro experiment

#1).
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Presnost Cislo pokusu:
klasifikace [%)]: 1 2 3 4 5
PRE_LEFT 14.496 | 0.37 0.0 48.59 | 20.516
LEFT 13.222 | 15.721 | 18.27 | 10.272 0.4
PRE_NEUTRAL 0.0 0.0 0.0 0.166 0.0
NEUTRAL 81.84 | 84.676 | 82.08 | 81.727 | 80.958
PRE_RIGHT 33.706 | 29.34 0.0 0.799 0.0
RIGHT 41.162 | 46.821 | 80.162 | 53.562 | 78.787
Celkem 37.096 | 37.976 | 43.074 | 39.141 | 40.35

Tabulka 4.12: Vysledky experimentu #1f.

~
’

Presnost islo pokusu:
klasifikace [%)]: 1 2 3 4 5
LEFT 31.515 | 36.188 | 30.627 | 47.983 | 33.043
NEUTRAL 79.151 | 78.918 | 78.568 | 78.614 | 79.634
RIGHT 69.29 | 67.422 | 77.384 | 52.961 | 68.831
Celkem 60.742 | 61.472 | 63.116 | 59.99 | 61.216

Tabulka 4.13: Vysledky experimentu #1g.

Zaveér: konfigura¢ni soubor, ktery vedl k nejvyssi presnosti klasifikace u syntetickych
dat neni v piipadé dat relnych vhodny. Upravou konfigurace lze dosdhnout vyssi presnosti
klasifikace — v tomto pripadé lze pozorovat nariist hodnoty pramérné presnosti klasifikace
z 47.02% na 61.307% pri klasifikaci do t¥{ t¥{d.

Experiment #1h—kombinovani riznych pozic elektrod

7 predchozich experimentti plyne, ze nejvyssi presnosti klasifikace do tfidy RIGHT lze do-
sahnout s vyuzitim elektrod na pozicich FC1 a FC2 (viz experiment #1d). Pro dosazeni
nejvyssi presnosti klasifikace do tfidy LEFT je pak vhodné vyuzit data elektrod FC5 a FC6
(viz experiment #1e). V experimentu #1g byl popsan upraveny konfiguracéni soubor, ktery
vedl dosud k nejvyssi presnosti klasifikace na realnych datech.

V experimentu #1h (tabulka 4.14) byl k natrénovani neuronové sité pouzit zminény
upraveny konfigura¢ni soubor a data z elektrod na pozicich FC1, FC2 a FC6 s cilem zvysit
presnost klasifikace do t¥id LEFT a RIGHT".

Presnost Cislo pokusu:
klasifikace [%)]: 1 2 3 4 5
LEFT 0.16 1.705 0.16 6.467 0.16
NEUTRAL 85.595 | 80.483 | 80.999 | 73.139 | 74.654
RIGHT 71.904 | 82.309 | 83.2 | 87.108 | 86.933
Celkem 53.984 | 56.419 | 56.419 | 57.143 | 55.61

Tabulka 4.14: Vysledky experimentu #1h.

9Testovany byly véechny kombinace pozic elektrod FC1, FC2, FC5 a FC6, avSak presnost klasifikace byla
vzdy nizsi, nez pti pouziti uvedenych elektrod.
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Zaveér: kombinovanim dat z vice elektrod se nepodarilo dosahnout vyssi celkové presnosti
klasifikace. Doslo ale ke zvyseni presnosti klasifikace neuronové sité do tiid NEUTRAL a RIGHT
na tkor presnosti klasifikace do t¥idy LEFT (srovnéno s experimenty #1d a #1g).

Sada experimentia #2—tepelné podnéty

V experimentech #2 bylo cilem ovérit, zda nejsou nékteré z elektrod umistény na senzitivni
Casti mozku, kterd vykazuje zvySenou aktivitu napiiklad pri tepelnych vjemech a bolesti
(viz sekce 2.2).

Béhem snimani mozkové aktivity byly ihned po pokynu ,leva“ resp. ,prava“ ponoreny
prsty levé resp. pravé ruky do nadoby s horkou vodou. Po pokynu ,nic“ nebyla provedena
zadna akce. Celkova doba sniméni ¢innosti mozku byla 32 minut.

Experimenty #2a a #2b—snimani senzitivni ¢asti mozku

Pro natrénovani neuronové sité byl pouzit konfigurac¢ni soubor, ktery se v experimentu
#1g ukazal jako vhodny pro klasifikaci u redlnych dat. Zdrojem dat pro experiment #2a
(tabulka 4.15) a #2b (tabulka 4.16) byly elektrody na pozicich C3 a CA4.

Témeér identickych vysledkt bylo dosazeno pfi pouziti dat dvojic elektrod na pozicich
FC1, FC2 a FC5, FC6 i pti pouziti dat z jednotlivych elektrod oddélené.

Presnost Cislo pokusu:
klasifikace [%)]: 1 2 3 4 5
PRE_LEFT 0.0 0.0 0.0 0.0 0.0
LEFT 0.0 0.0 0.0 0.0 0.0
PRE_NEUTRAL 99.727 | 99.879 | 99.742 | 99.985 | 99.787
NEUTRAL 4.648 4.103 4.539 3.704 4.285
PRE_RIGHT 0.0 0.0 0.0 0.0 0.85
RIGHT 0.0 0.0 0.0 0.0 0.0
Celkem 27.95 | 27.93 | 27.942 | 27.917 | 27.997

Tabulka 4.15: Vysledky experimentu #2a.

Presnost Cislo pokusu:
klasifikace [%]: 1 2 3 4 5
LEFT 9.72 3.324 | 6.929 | 7.837 | 6.542
NEUTRAL 97.077 | 98.93 | 98.22 | 97.923 | 98.28
RIGHT 0.0 0.0 0.0 0.0 0.0
Celkem 40.885 | 39.608 | 40.46 | 40.626 | 40.363

Tabulka 4.16: Vysledky experimentu #2b.

Zaveér: na zadné z elektrod se nepodarilo detekovat mozkovou aktivitu spojenou s reakci
na tepelny podnét a bolest. Lze tedy usoudit, zZe elektrody nejsou omylem umistény na sen-
zitivni ¢asti mozku namisto ¢asti motorické. Dalsi moznosti, se kterou je vsak tfeba pocitat
je, ze se reakce na tepelny podnét neprojevuje dostate¢né silnou a jednoznacnou mozkovou
aktivitou, dusledkem ¢ehoz nebyla na zadné pozici elektrod detekovana.
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Sada experimentti #3 — motor imagery (zaviené o¢i)

Nahravani dat pro sadu experimentti #3 probfhalo se zavienyma oc¢ima na zdkladé zvuko-
vych pokynt programu Prompter. Pro pokyn ,leva* resp. ,,prava® si subjekt predstavoval
pohyb spojovani ukazovacku a palce (gesto) na levé resp. pravé ruce. Pokyn ,nic“ znamenal
mentalni klid.

7 experimentu #1d plyne, ze mozkovou aktivitu spojenou s pohybem koncetin lze s nej-
vyssi presnosti klasifikovat pomoci dat z elektrod FC1 a FC2. Realné vykonavani pohybu
zpusobuje aktivaci stejné ¢asti mozku, jako pohyb predstavovany. Z toho duvodu byla
pro sadu experimenti #3 pouzita data pochazejici pravé z téchto elektrod.

7 experimentt #1f a #1g vime, zZe prizpusobenim konfigura¢niho souboru trénovacim
dattm lze dosdhnou vyssi presnosti klasifikace. Z divodu moznych rozdili v mozkové akti-
vité pri realnych pohybech koncetin a pri pohybech pouze predstavovanych bylo k nalezeni
vhodné konfigurace neuronové sité vyuzito utility configPerformance. Otestovano bylo
celkem 324 konfiguracnich souborti, vSechny vsak vykazovaly velmi podobné vysledky —
presnost klasifikace pro t¥i tfidy se pohybovala mezi 37-40% (nelze tedy Fici, ze byla tispésné
nalezena vhodn4 konfigurace neuronové sité). Z toho duvodu byl pro tcely experimentu sady
#3 pouzit konfigurac¢ni soubor, ktery vedl k nejvyssi presnosti klasifikace u redlnych dat
(viz experiment #1f).

Experimenty #3a a #3b — data ziskana z deseti snimacich sezeni

Experiment #3a (tabulka 4.17) ukazuje vysledky klasifikace do Sesti tfid, experiment #3b
(tabulka 4.18) ukazuje vysledky klasifikace do t¥id t¥i. Celkova doba snimani ¢innosti mozku
pro tucely téchto experimentt byla 40 minut (deset snimacich sezeni).

~
’

Presnost islo pokusu:
klasifikace [%)]: 1 2 3 4 5
PRE_LEFT 0.0 0.0 0.0 0.0 0.0
LEFT 0.0 0.0 0.0 0.0 0.0
PRE_NEUTRAL 4.315 0.0 4.245 0.0 0.0
NEUTRAL 98.925 | 99.689 | 99.859 | 99.717 | 99.632
PRE_RIGHT 0.0 0.0 0.0 0.0 0.0
RIGHT 0.0 1.059 | 0.695 | 0.993 | 1.159
Celkem 27.58 | 27.557 | 27.99 | 27.549 | 27.564

Tabulka 4.17: Vysledky experimentu #3a.

~
’

Presnost islo pokusu:
klasifikace [%)]: 1 2 3 4 5
LEFT 0.627 | 0.654 | 0.627 0.56 0.327
NEUTRAL 97.708 | 96.561 | 93.083 | 95.567 | 97.708
RIGHT 1.336 1.968 9.489 5.225 1.125
Celkem 38.263 | 38.038 | 39.177 | 38.72 | 38.108

Tabulka 4.18: Vysledky experimentu #3b.
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Zaveér: se zvolenym konfiguraénim souborem a daty z elektrod na pozicich FC1 a FC2
se nepodarilo klasifikovat zadnou specifickou mozkovou aktivitu. Testovany byly i jiné kom-
binace pozic elektrod, vSechny ale vykazovaly stejné vysledky, a to témér nulovou presnost
klasifikace do t7id LEFT a RIGHT a skoro stoprocentni presnost klasifikace do t¥idy NEUTRAL.

Experiment #3c—data ziskana z péti snimacich sezeni

Experiment #3c (tabulka 4.19) je konfiguraé¢nim souborem i pozicemi pouzitych elektrod
shodny s experimentem #3b. Hlavnim rozdilem je mnozstvi pouzitych dat pro trénink
a vyhodnoceni piesnosti klasifikace. Misto dat z deseti nahravacich sezeni (40 minut) byla
pouzita data z pouze péti sezeni (20 minut).

~
’

Presnost islo pokusu:
klasifikace [%)]: 1 2 3 4 5
LEFT 13.539 | 23.765 | 9.646 | 30.97 | 26.67
NEUTRAL 54.966 | 51.599 | 50.816 | 52.243 | 53.74
RIGHT 47.323 | 48.868 | 55.875 | 39.849 | 39.705
Celkem 42.531 | 44.143 | 43.189 | 42.652 | 42.235

Tabulka 4.19: Vysledky experimentu #3c.

Zéaver: snizenim mnozstvi dat, které je pouzito pro trénovani neuronové sité, lze do-
sahnout lepsich vysledki pii klasifikaci. Divodem snizené presnosti klasifikace pri pouziti
vétstho mnozstvi dat mohou byt nekonzistence v datech zptisobené opétovnym sundavanim
a nasazovanim BCI zafizeni v dobé mezi snimacimi sezenimi. Se snizenym mnozstvim dat
byla testovana presnost klasifikace i na datech z elektrod na pozicich C3, C4 a FC5, FC6.
Vysledky byly témeér shodné s experimentem #3b—témér vSechny spravné klasifikované
vzorky pattily do t¥idy NEUTRAL, presnost klasifikace do ostatnich t¥id byla vétsinou nulova.

Sada experimentti #4 — motor imagery (oteviené o¢ci)

Sada experimentt #4 ukazuje miru naplnéni stanoveného cile prace, kterym byla klasifikace
predstavovaného pohybu levé a pravé ruky (viz sekce 2.1).

Pri nahravani dat pro tuto sadu experimentt si snimany subjekt pro pokyn ,leva* resp.
sprava® predstavoval pohyb spojovani ukazovacku a palce (gesto) na levé resp. pravé ruce.
Pokyn ,nic“ znamenal mentalni odpocinek. Celkova doba nasnimanych dat je 64 minut.

Nejprve bylo potieba zjistit, ze kterych pozic elektrod je mozno ziskat data, kterd po-
vedou k nejvyssi presnosti klasifikace. K tomu bylo nejprve vyuzito vsech nasnimanych dat
(64 minut) a konfiguraéniho souboru, ktery vedl k nejvyssi presnosti klasifikace v experi-
mentech s pohyby koncetin (experiment #1g). Vysledky vSak byly podobné jako v piipadé
experimentd #3a a #3b — klasifikace pro tridy LEFT a RIGHT mély téméi nulovou piesnost,
uspésnost klasifikace pro tifidu NEUTRAL byla naopak skoro stoprocentni.

Experimenty v sadé #4 pokracovaly na zdkladé vysledki experimentu #3c¢ s mensi
sadou dat, kterda obsahovala vzorky z dvaceti minut snimani mozkové aktivity.

62



Experimenty #4a, #4b a #4c— hledani vhodné pozice elektrod

Cilem téchto experimentti bylo nalézt vhodné pozice elektrod, jejichz data povedou k nej-
vyssi presnosti klasifikace.

Experiment #4a (tabulka 4.20) ukazuje vysledky klasifikace na datech z elektrod na
pozicich C3 a CA4.

Presnost Cislo pokusu:
klasifikace [%)]: 1 2 3 4 5
LEFT 39.35 | 42.187 | 37.803 | 50.387 | 48.736
NEUTRAL 75.662 | 81.72 79.0 | 73.224 | 76.15
RIGHT 77.271 | 67.617 | 78.031 | 70.468 | 69.78
Celkem 66.77 | 66.434 | 67.925 | 66.299 | 66.756

Tabulka 4.20: Vysledky experimentu #4a.

Experiment #4b (tabulka 4.21) ukazuje vysledky klasifikace na datech z elektrod na
pozicich FC1 a FC2.

Presnost Cislo pokusu:
klasifikace [%)]: 1 2 3 4 5
LEFT 34.089 | 44.662 | 33.935 | 14.698 | 45.487
NEUTRAL 92.758 | 89.589 | 94.533 | 97.806 | 91.852
RIGHT 73.052 | 65.983 | 53.668 | 60.889 | 52.756
Celkem 70.505 | 69.538 | 64.297 | 63.101 | 65.95

Tabulka 4.21: Vysledky experimentu #4b.

Experiment #4c (tabulka 4.22) ukazuje vysledky klasifikace na datech z elektrod na
pozicich FC5 a FC6.

Presnost Cislo pokusu:
klasifikace [%)]: 1 2 3 4 5
LEFT 65.962 | 87.778 | 74.523 | 56.266 | 64.93
NEUTRAL 37.187 | 31.267 | 30.571 | 42.549 | 43.384
RIGHT 60.433 | 3.156 | 30.065 | 72.976 | 64.576
Celkem 52.902 | 36.052 | 41.844 | 56.88 | 56.49

Tabulka 4.22: Vysledky experimentu #4c.
Zavér: nejvyssi presnosti klasifikace (v pruméru 66.84%) se podafilo dosdhnout s vyu-

zitim dat z elektrod na pozicich C3 a C4. Stejné prameérné presnosti klasifikace se podarilo
dosdhnout i s vyuzitim dat z elektrod na pozicich FC1 a FC2.
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Experiment #4d — hledani vhodného konfiguraéniho souboru

Pr1i hledani vhodné konfigurace neuronové sité byla uvazovana klasifikace do t¥i tiid. Vyuzita
byl utilita configPerformance a data z elektrod na pozicich FC1 a FC2. Vybér pozic
elektrod zalozen na experimentu #4b.

Nalezeny konfigura¢ni soubor je uveden formou tabulky 4.23.

Parametr Moznosti
FILTER_b5OHZ true
FILTER_1HZ false
FILTER_AB true
NORMALIZE true
NO_PREP_CLASSES true
WINDOW_LENGTH 512
TEST_SPLIT 0.2
VALIDATION_SPLIT | 0.2
WINDOW_STEP 4
BATCH_SIZE 128
EPOCHS 30
ACTIVATION ‘tanh’
OPTIMIZER adam(0.0005)

Tabulka 4.23: Konfigura¢ni soubor pouzity pro natrénovani neuronové sité na datech zis-
kanych snimanim predstavovaného pohybu.

Vysledky experimentu #4d jsou lze vidét v tabulce 4.24. Bylo pouzito vyse uvedeného
konfigura¢niho souboru (tabulka 4.23) a dat z elektrod na pozicich FC1 a FC2.

~
’

Presnost islo pokusu:
klasifikace [%)]: 1 2 3 4 5
LEFT 50.064 | 39.825 | 44.338 | 61.259 | 45.112
NEUTRAL 92.068 | 90.329 | 91.529 | 79.7 | 76.607
RIGHT 70.217 | 81.286 | 75.447 | 75.447 | 76.607
Celkem 73.408 | 73.979 | 73.556 | 73.804 | 73.804

Tabulka 4.24: Vysledky experimentu #4d.

Zaveér: podarilo se nalézt konfigura¢ni soubor, pomoci kterého bylo dosazeno prumeérné
presnosti klasifikace 73.71%, coz je oproti experimentu #4b nartst o 6.87%.

Experiment #4e, #4f a #4g — kombinovani ruznych pozic elektrod

Poznamka: kombinace elektrod FC1 o FC2 je ukdzdna v experimentu #4d
Experimenty #4e, #4f a #4g vyuzivaji pro natrénovani neuronové sité konfiguraéni sou-
bor, ktery byl v rdmci experimentu #4d vyhodnocen jako nejvhodnéjsi pro klasifikaci dat
nasnimanych béhem predstavovaného provadéni gesta.

Experiment #4e (tabulka 4.25) ukazuje vysledky klasifikace do t¥i t¥id pfi pouziti dat
z elektrod C3 a C4.
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Presnost Cislo pokusu:
klasifikace [%)]: 1 2 3 4 5
LEFT 44.751 | 54.346 | 76.709 | 48.388 | 33.608
NEUTRAL 85.458 | 87.859 | 74.483 | 83.615 | 83.58
RIGHT 53.518 | 72.233 | 45.74 | 81.153 | 85.299
Celkem 63.572 | 73.609 | 64.909 | 73.569 | 71.17

Tabulka 4.25: Vysledky experimentu #4e.

Experiment #4f (tabulka 4.25) ukazuje vysledky klasifikace do t¥{ tfid pfi pouziti dat
z elektrod FC5 a FC6.

Presnost Cislo pokusu:
klasifikace [%)]: 1 2 3 4 5
LEFT 65.463 | 69.487 | 71.808 | 62.755 | 62.239
NEUTRAL 40.964 | 41.886 | 45.660 | 51.07 | 42.286
RIGHT 56.885 | 24.515 | 50.171 | 49.087 | 68.03
Celkem 52.97 | 42.939 | 54.065 | 53.413 | 56.578

Tabulka 4.26: Vysledky experimentu #4f.

V experimentu #4g (tabulka 4.27) byla zkombinovéna data z elektrod na pozicich FC1,
FC2 a FC5. Vychazelo se z vysledku experimenti #4d, ktery vykazoval dobré vysledky
pri klasifikaci do t¥idy RIGHT a NEUTRAL, Spatné pak pti klasifikaci do tiidy LEFT, a #4f,
ktery vykazoval spatné vysledky pfi klasifikaci do t¥idy RIGHT a NEUTRAL, dobré pak pri kla-
sifikaci do t¥idy LEFT. Cilem bylo zvysit presnost klasifikace do t¥idy LEFT.

Presnost Cislo pokusu:
klasifikace [%)]: 1 2 3 4 5
LEFT 61.183 | 54.08 | 81.068 | 55.404 | 48.826
NEUTRAL 59.183 | 54.47 | 74.43 | 88.972 | 70.047
RIGHT 60.97 | 61.135 | 48.764 | 66.147 | 81.114
Celkem 60.97 | 61.135 | 67.092 | 72.165 | 68.114

Tabulka 4.27: Vysledky experimentu #4g.

Zaver: dle provedenych pokusii bylo nejlepsich vysledku dosazeno pomoci dat z elektrod
na pozicich FC1 a FC2 (experiment #4d). Kombinaci dat z elektrod na pozicich FCI,
FC2 a FC5 (experiment #4g) se podafilo zvysit prumérnou presnost klasifikace do t¥idy

LEFT oproti experimentu #4d ze 48.12% na 60.11%, avSak za cenu sniZeni celkové presnosti
klasifikace'".

Y Testovany byly i nasledujici kombinace pozic elektrod: C3+C4+FC1, C3+C4+FC2, C4+FC1+FC2,
C3+FC1+FC2, C3+C4+FC14+FC2, FC1+FC2+FC6 a FC1+FC2+FC5+FC6. Oproti vysledkum experi-
mentu #4d ale vSechny vykazovaly stejnou nebo horsi presnost klasifikace.
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Experiment #4h—klasifikace do Sesti trid

Experiment #4h byl proveden na zakladé experimentu #4d, u kterého bylo dosazeno nej-
vyssi presnosti klasifikace do ti{ t¥id. Konfiguraéni soubor a pozice elektrod jsou stejné jako
v experimentu #4d. Cilem bylo ovérit presnost klasifikace do Sesti t¥id.

Presnost Cislo pokusu:
klasifikace [%]: 1 2 3 4 5
PRE_LEFT 0.0 0.0 0.0 0.0 0.0
LEFT 0.0 0.0 0.0 0.0 0.0
PRE_NEUTRAL 0.0 0.346 0.058 1.44 0.0
NEUTRAL 100.0 | 98.53 | 98.555 | 99.9 | 100.0
PRE_RIGHT 0.0 0.0 0.0 0.0 0.0
RIGHT 0.0 0.0 0.0 0.0 0.0
Celkem 27.096 | 26.612 | 26.586 | 27.11 | 26.969

Tabulka 4.28: Vysledky experimentu #4h.

Zaveér: implementovany program nedokaze klasifikovat data z elektrod FC1 a FC2 do Sesti
tTid i presto, ze dosahuje dobrych vysledku pri klasifikaci do tiid t¥i. Veskeré testovaci vzorky
jsou klasifikovany do tfidy PRE_NEUTRAL nebo NEUTRAL.

Sada experimentia #5 — steady-state visually evoked potentials

Experimenty #5 se svou povahou od predchozich experimentt lisi—cilem bylo v tylni
oblasti mozku (pozice elektrod O1 a 02, indexy 6 a 7) detekovat a klasifikovat aktivitu vy-
volanou pozorovanim blikajicich objektti. Tento koncept je znamy jako steady-state visually
evoked potentials (SSVEP).

Pro realizaci tohoto experimentu bylo do programu Prompter dodate¢né implemen-
tovano zobrazovani dvou blikajicich animaci béhem vyzyvani snimaného subjektu k ak-
tivité. Pri pokynu ,leva®“ byla zobrazena animace blikajici o frekvenci 15 Hz, pii pokynu
»pravd® méla zobrazend animace frekvenci blikani 23 Hz (pro pokyn ,nic“ nebyla zobrazena
zaddné animace, dvouvtefinové pripravné intervaly byly ignorovany). Celkova doba sniméni
mozkové aktivity byla 36 minut.

Na zdkladé informaci v [13] bylo blikdni realizovino pomoci CSS animace (soubory
GIF ¢i ¢asovace v jazyce JavaScript neposkytuji dostateéné konzistentni frekvenci blikani).
Vhodny rozsah frekvenci pro detekci SSVEP je dle [16] 6-30 Hz.

Experimenty #5a a #5b — konfigurace pouzita u klasifikace syntetickych dat

V experimentech #5a (tabulka 4.29) a #5b (tabulka 4.30) byl pro natrénovini neuronové
sité pouzit konfiguracni soubor, ktery vedl u syntetickych dat k nejvyssi presnosti klasifi-
kace. Zdrojem dat byly elektrody na pozicich O1 a O2. V experimentu #5a je klasifikace
provadéna do Sesti tfid, v experimentu #5b do t¥id tii.
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Presnost Cislo pokusu:
klasifikace [%]: 1 2 3 4 5

PRE_LEFT 0.0 0.0 0.0 0.0 0.0
LEFT 6.022 | 7.175 1.73 1.409 6.41
PRE_NEUTRAL 0.0 1.961 0.0 0.0 2.317
NEUTRAL 98.36 | 97.84 | 98.435 | 98.36 | 98.51

PRE_RIGHT 0.935 0.0 2.136 | 2.403 0.0
RIGHT 0.692 | 0.745 0.32 1.544 | 0.479
Celkem 21.251 | 21.488 | 20.302 | 20.584 | 21.399

Tabulka 4.29: Vysledky experimentu #5a.

~
’

Presnost islo pokusu:
klasifikace [%]: 1 2 3 4 5
LEFT 8.025 | 8476 | 9.378 | 12.263 | 14.653
NEUTRAL 96.952 | 97.057 | 96.059 | 96.532 | 96.321
RIGHT 3.730 | 3.692 | 5.291 | 2.322 | 0.761
Celkem 31.432 | 31.595 | 32.232 | 32.158 | 32.276

Tabulka 4.30: Vysledky experimentu #5b.

Zaveér: vysledky experimentii #5a a #5b nenaznacuji existenci mozkové aktivity vy-
volané pomoci stimulu SSVEP. I pfes podobnost se syntetickymi daty (rovnéz zde bylo
snahou detekovat zvySeny vyskyt uréitych frekvenci v ¢ase) se nepodaftilo ispésné klasifi-
kovat vzorky tiidy LEFT ani RIGHT.

Experimenty #5c a #5d — upravena konfigurace

Pro experimenty #5c (tabulka 4.31) a #5d (tabulka 4.32) byl vychozi konfigura¢ni soubor
upraven pomoci utility configPerformance. Zménény byly hodnoty parametri WINDOW_STEP
(z 16 na 4), WINDOW_LENGTH (ze 128 na 1024), EPOCHS (z 27 na 35) a BATCH_SIZE (z 32
na 128). Zdrojem dat byly elektrody na pozicich O1 a O2.

Presnost Cislo pokusu:

klasifikace [%]: 1 2 3 4 5

PRE_LEFT 0.0 0.0 0.0 0.0 0.0
LEFT 13.945 | 6.892 | 17.455 | 14.2 5.546
PRE_NEUTRAL 0.0 25.988 | 59.351 | 0.044 | 0.178
NEUTRAL 93.289 | 48.162 | 25.5 | 78.662 | 51.663
PRE_RIGHT 0.0 3.063 | 4.163 0.0 41.958
RIGHT 0.12 | 59.067 | 44.024 | 22.265 | 53.764
Celkem 21.203 | 29.95 | 26.77 | 24.667 | 31.014

Tabulka 4.31: Vysledky experimentu #5c.
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Presnost Cislo pokusu:
klasifikace [%)]: 1 2 3 4 5
LEFT 23.362 | 17.157 | 20.485 | 18.95 | 18.443
NEUTRAL 86.986 | 90.016 | 89.462 | 81.155 | 86.851
RIGHT 37.476 | 30.339 | 32.166 | 45.241 | 36.772
Celkem 46.475 | 42.458 | 44.121 | 46.452 | 44.532

Tabulka 4.32: Vysledky experimentu #5d.

Zaver: zména mozkové aktivity pomoci SSVEP stimulu se nepodafila s jistotou deteko-
vat ani pomoci upraveného konfigura¢niho souboru. Prumérna presnost klasifikace vzorku
do t¥idy RIGHT je 36.4%, ¢imz lehce prevySuje hranici ndhodného vybéru pii klasifikaci do t¥1
tiid (tj, 33.3% ). Zkouména byla i data z elektrod na pozicich FP1, FP2, T5 a T6, avsak
celkova presnost klasifikace byla nizsi, nez v piipadé dat z elektrod na pozicich O1 a O2.
Kombinace dat z obou elektrod na pozicich O1 a O2 vedla k vyssi presnosti klasifikace, nez
jejich pouziti oddélené.

4.2.3 Shrnuti a vysledky experimenta

V ramci sekce 4.2.2 byla popsdna rada provedenych experimenti zalozenych na datech
ziskanych snimanim mozkové aktivity pomoci dodaného BCI zarizeni. Na jejich zakladé lze
vyvodit nékolik zavéru.

1. Pozice elektrod pfi snimani mozkové aktivity mé zasadni vliv na vysledky klasifi-
kace. Nelze ale s naprostou jistotou ocekavat, ze na predepsané pozice elektrod, které
by dle literatury mély nejlépe snimat danou ¢ast mozku, bude opravdu BCI zari-
zeni umisténo. Prikladem miize byt presnost klasifikace u experimentu #1b, ktery cili
na motorickou ¢ast mozku. Tu dle nastudovanych podkladu (viz sekce 2.3.3) nejlépe
snimaji elektrody na pozicich C3 a C4, lepsich vysledktu ale bylo dosazeno pomoci
elektrod na pozicich FC1 a FC2 v experimentu #1d.

Oznaceni primeérna presnost
experimentu klasifikace [%]
#1b 34.278
#1d 47.017

Tabulka 4.33: Srovnani prumérné presnosti klasifikace experimentu #1b a #1d.

2. Princip trénovani a klasifikace realnych dat pomoci neuronové sité je podobny i u dat
syntetickych —snahou je spravné detekovat zménu frekvenci v analyzovaném signalu.
7 pohledu konfigurace neuronové sité vSak nelze k témto dvéma problémim ptistu-
povat zcela identicky. Toto tvrzeni je podloZeno zejména experimentem #1d a expe-
rimentem #1g, kde se tpravou nékolika parametri neuronové sité podarilo navysit
celkovou presnost klasifikace v pruméru o 14.29% (viz tabulka 4.34). Pro nalezeni
vhodné konfigurace neuronové sité se osvédcilo postupné prochazet omezenou mno-
zinu kombinaci parametrti pomoci utility configPerformance a nasledné manuilné
doladit hodnoty parametri tak, aby vedly k co nejvyssi presnosti klasifikace.
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Oznaceni primeérna presnost
experimentu klasifikace [%]
#1d 47.02
#1g 61.31

Tabulka 4.34: Srovnani primérné presnosti klasifikace experimentt #1d a #1g.

Konfigura¢ni soubor vhodny pro trénovani neuronové sité na datech nasnimanych
béhem pohybovani koncetin a na datech nasnimanych béhem pohybu predstavovaného
se rovnéz lisil, byt bylo v obou pfipadech sniméani dat cileno na aktivitu motorické
casti mozku.

3. Zmenseni objemu dat pro trénovani neuronové sité muze vést k vyssi presnosti klasifi-
kace. To ukazuji napriklad experimenty #3b a #3c. Pri velkém objemu dat dochazelo
pri klasifikaci k uprednostnovani t¥idy NEUTRAL, u které byla klasifikace iispésna témér
ve 100% pripadi. U ostatnich t¥id vSak byla presnost klasifikace témér nulovd. Sni-
zenim objemu dat doslo k lepsimu poméru presnosti klasifikaci mezi jednotlivymi
tfidami, jinymi slovy neuronova sit byla s nenulovou pravdépodobnosti schopna kla-
sifikovat i vzorky tiidy jiné, nez NEUTRAL.

Mensi objem dat Ize do jisté miry kompenzovat naptiklad snizenim hodnoty parametru
WINDOW_STEP, ¢imz se navysi pocet trénovacich vzorkd pro neuronovou sit. Nelze
ale nahradit ,riznorodost* dat, kterou poskytnou data z vice nahravacich sezeni.

DosazZené vysledky

Pomoci implementovaného programu se v rdmci experimentu #4d (motor imagery s otevie-
nyma oc¢ima) podarilo pfi klasifikaci do t¥i t¥id dosdhnout priamérné presnosti klasifikace
73.71%. Nejvyssi dosazend presnost klasifikace byla 73.98%. Presnost klasifikace byla poci-
tana na zakladé testovacich dat.

Obrazek 4.3 blize ukazuje vysledky klasifikace experimentu #4d u jednotlivych tiid. Lze
si vS§imnout, ze pri klasifikaci vzorka patiicich do t¥idy NEUTRAL dochazi k omylu v pouhych
8%. Nejméné presnd klasifikace je pak u vzorku pat¥icich do t¥idy LEFT, kde se 39% vzorku
chybné oznadi tfidou NEUTRAL a 11% vzorku t¥idou RIGHT. Problematickd je pti klasifikaci
predevsim zaména tiid LEFT a RIGHT, coz by pfi pripadném vyuziti programu pro ovladani
aplikace znamenalo provedeni opacné ¢innosti, nez bylo zamysleno.

Pri klasifikaci v redlném case lze teoreticky dosdhnout vyssi pfesnosti, nez na trénovacich
datech, a to diky prumérovani vysledku nékolika poslednich klasifikaci (blize viz sekce 3.7).
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Obrazek 4.3: Detailni zobrazeni vysledkt klasifikace do ti{ tiid pro tlohu motor imagery.
Graf vychazi z vysledkid experimentu #4d.

Ve srovnani s nékterymi ostatnimi pracemi bylo pri klasifikaci predstavovaného pohybu
dosazeno vyssi presnosti. Petr Ulrich, ktery se ve své bakalaiské praci zabyval stejnym pro-
blémem, uvadi presnost klasifikace predstavovaného pohybu 42.42%'". Piekonat se povedlo
i presnost klasifikace uvedenou v pracich [2], [3] a [4] (blize popsdno v sekci 2.5.4).

Klasifikace do sesti tfid nevedla k zajimavym vysledktm, coz naznacuje, ze predstavo-
vanému provadéni gesta nepredchédzi zadna specifickd mozkova aktivita nebo Ze ji imple-
mentovany program s danou konfiguraci nedokéazal zachytit.

Vyuzitelnost dodaného BCI zarizeni pro ovladani aplikace/hry a klasifikace
v realném case

Pro tcely testovani vyuzitelnosti poskytnutého zaiizeni pro ovladani aplikace v redlném case
byla do klientské ¢asti programu Classifier pfidana jednoduchéd hra spustitelnd ve webo-
vém prohlizeci, kterou lze ovlddat pomoci tii prikazi—doleva, doprava a stat. Cilem
hry je v horizontalnim sméru pohybovat postavou a sbirat tak padajici mince a vyhy-
bat se bombam (viz obrazek 4.4). Hra je véetné zdrojového kédu dostupnd na strénce
https://zimjs.com/bits/falling.html a jejim autorem je Dan Zen. Zdrojovy kéd byl
upraven tak, aby bylo mozné ovlddat pohyb postavy prostrednictvim programu Classifier,
ktery prijima a vyhodnocuje mozkovou aktivitu z BCI zafizeni v realném case. Komuni-
kace mezi programem Classifier a webovym prohlize¢em je realizovana pomoci rozhrani

WebSocket!2.

11https ://www.vutbr.cz/www_base/zav_prace_soubor_verejne.php?file_id=197892
2https://developer.mozilla.org/en-US/docs/Web/API/WebSockets_API
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Obrazek 4.4: Hra pripravena k ovladani pomoci BCI zarizeni. Cilem je pomoci pohybu

doleva/doprava sbirat padajici zluté mince a uhybat bombam. Hra je prevzata ze strdnek

zimjs.com'.

Testovani klasifikace v redlném case ukazalo, ze pomoci programu Classifier a poskyt-
nutého BCI zafizeni nelze zminénou hru efektivné ovlddat z divodu témér nulové presnosti
klasifikace (vétSina mozkové aktivity je klasifikovdna do t¥idy NEUTRAL). Pfi¢inou muze byt
umisténi BCI zarizeni na hlavu subjektu s ur¢itym posunem v porovnani s jeho umisténim
v dobé, kdy byla snimana data pro trénovani neuronové sité.

Pri pokusu klasifikovat v redlném ¢ase mozkovou aktivitu vyvolanou vykondavanim po-
hybu byly vysledky nepatrné lepsi — obcas doslo ke spravné klasifikaci pohybu, avsak o moz-
nosti ovladat timto zptsobem aplikaci se hovorit neda.

Pro ovéfeni funkénosti programu Classifier byla klasifikace v readlném case otestovana
s vyuzitim syntetickych dat (viz sekce 4.1). Pfi pfivedeni definovanych frekvenci na elek-

trody probéhla klasifikace v redlném cCase s témér 100% presnosti.

Nedostatky pouzitého BCI zarizeni

Hlavnim zdrojem problémi pii pouzivani BCI zafizeni Ultracortex Mark IV od spole¢nosti
OpenBCI je jeho konstrukce. Pfi opakovaném nasazovani zarizeni na hlavu snimaného sub-
jektu nelze presné Tici, zda jsou elektrody v rameci hlavy umistény na standardnich pozicich
(napf. dle systému 10-20), nebo alesporni na stejném misté jako pii predchozich méreni. Du-
vodem je zejména nedostatecnd flexibilita, kterou poskytuji napriklad EEG céepice. Je tedy
velice snadné nasadit zafizen{ na hlavu vzdy na trochu jiné misto a zanést tak do snimanych
dat znatelnou chybu.

Yhttps://zimjs.com/bits/view/falling.html
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Snimat mozkovou aktivitu pri vykondvani zvolené ¢innosti po dobu delsi nez 10 mi-
nut (doba je individualni) bez sejmuti BCI zafizeni bylo téméf nemozné, a to z divodu
nekomfortnosti zafizeni a prubézné klesajici soustiedénosti na onu ¢innost.

Elektrody BCI zafizeni jsou typu dry a nevyzaduji tedy ke sniméani EEG gel pro zvyseni
vodivosti. Nevyhodou jsou ovsem ostré hroty na jejich koncich (obrizek 4.5), které jsou
béhem snimani aktivity mozku hlavnim zdrojem nekomfortnosti, a vyssi hodnota impedance
mezi elektrodami a povrchem hlavy, nez u elektrod typu wet, ktera snizuje kvalitu snimaného
signalu.

Obrazek 4.5: Hroty na elektrodach dodaného BCI zarizeni.

Tato tvrzeni lze podlozit i provedenymi experimenty.

1. V sadé experimentu #1 (pohyby konéetin) byla nejvyssi presnost klasifikace oceké-
vana u dat z elektrod na pozicich C3 a C4 (viz sekce 2.3.3). Tyto pozice jsou totiz
dle standardizovaného systému 10-20 nejblize motorické ¢asti mozku, ktera vykazuje
vyssi aktivitu pfi motorickych aktivitach. Lepsich vysledkt se vsak podafilo dosih-
nout s vyuzitim dat z elektrod na pozicich FC1, FC2 a FC5, FC6, coz mohlo byt
zapti¢inéno nechténym chybnym umisténim BCI zarizeni na hlavu snimaného sub-
jektu a s tim souvisejicim posunem elektrod mimo standardni pozice.

2. V sadé experimentu #3 a #4 (motor imagery) se podafilo dosdhnout znatelné lepsich
vysledkt snizenim mnozstvi dat pro trénovani neuronové sité a testovani. Davodem
muze byt fakt, ze s vétsim mnozstvim dat (a tedy i celkovou dobou snimani) roste
i pocet opétovnych sundani a nasazeni BCI zafizeni na hlavu subjektu, coz muze vést
na nekonzistentni umisténi elektrod mezi jednotlivymi nahravacimi sezenimi a s tim
souvisejici zhorseni kvality dat.

3. Sada experimenti #5 byla zamérena na detekci a klasifikaci vizudlné evokovanych
potencidli (SSVEP). Pii snimdni dat se elektrody umistuji na tylni oblast hlavy
(elektrody O1, Oz, O2) [16]. Ziskand data pak maji podobny charakter jako data
syntetickd — SSVEP stimul zapfi¢ini narust prislusnych frekvenci (viz obr. 4.6).
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Obrazek 4.6: Spektrogram ukazujici 10Hz SSVEP stimul. Pievzato ze stranek research-
gate.net'°a upraveno.

Navzdory ocekavané podobnosti syntetickych dat a dat snimanych béhem SSVEP
stimuli se v sadé experimentu #5 nepodafilo dojit k vysledkum, které by alespon
naznacovaly piftomnost vizuilné evokovanych potencidli'®. To muze byt s velkou
pravdépodobnosti zptisobeno nechténym Spatnym umisténim BCI zafizeni v ramci
hlavy subjektu, coz mohlo vést k snimani zcela jiné ¢asti mozku.

15https ://www.researchgate.net/publication/51899048_Dry_and_Noncontact_EEG_Sensors_for_Mobile_Brain-
Computer_Interfaces

Existenci frekvenci vyvolanych pomoci SSVEP se nepodafilo prokdzat ani s vyuzitim programu
OpenBCI GUIL
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Kapitola 5
Zaver

Cilem této prace bylo navrhnout a implementovat program, ktery je schopen prijimat,
zpracovavat a pomoci metod strojového uceni klasifikovat mozkovou ¢innost vyvolanou
predstavovanym pohybem, snimanou pomoci dodaného BCI zafizeni, a nasledné diskutovat
moznosti vyuziti tohoto zafizeni pro ovladani jednoduché aplikace ¢i hry.

K naplnéni tohoto cile byly nejprve nastudovany zaklady fungovani lidského mozku
a snimani mozkové aktivity, se zamérenim na elektroencefalografii, na jejiz bazi je dodané
BCI zarizeni zalozeno. Detaily této problematiky byly konzultoviny s primarem neurologic-
kého oddéleni Slezské nemocnice v Opavé. Nasledné byla vytvorena prvni ¢ast programu,
kterd je na zakladé interakce se snimanym subjektem schopna ukladat data reprezentu-
jici ¢innost mozku do vhodného formatu pro dalsi zpracovani. Dale byly implementovany
metody pro zpracovani ziskanych dat, filtrovani Sumu a ziskani vzorku pouzitelnych pro na-
trénovani neuronové sité pomoci spektralni analyzy. V posledni ¢asti vytvoreného programu
byla implementovana moznost klasifikace mozkové aktivity v realném case, rovnéz byla pre-
vzata a upravena jednoduchd hra umoznujici otestovat vhodnost dodaného zafizeni k jejimu
ovladani.

Pomoci implementovaného programu se na umélych datech podarilo dosdhnout pri-
mérné presnosti klasifikace 99.156%. Na datech ziskanych snimdnim mozkové aktivity
pri predstavovaném pohybu byla prumérnd presnost klasifikace 73.71%. Uvedené hodnoty
vychézi z experimenti provedenych na testovacich datech. Pfesnost klasifikace mozkové
aktivity v redlném case ovSem byla prakticky nulova, u umélych dat se ale presnost kla-
sifikace stale blizila 100%. Duvodem muze byt problematickd konstrukce dodaného BCI
zatizeni, kterd neumoznuje precizni umisténi snimajicich elektrod na presné definované po-
zice na hlavé subjektu, coz déla ovladani aplikace ¢i hry s vyuzitim implementovaného
programu a dodaného BCI zafizeni nemoznym.

Dalsi vyvoj této prace by mohl byt zaméren pravé na vylepseni konstrukce dodaného
zarizeni. Podklady k 3D tisku ramu, ktery udava tvar BCI zafizeni, jsou vefejné dostupné,
slo by tedy konstrukci upravit tak, aby presné odpovidala resenému problému — napriklad
zvysenim koncentrace elektrod nad cilovou ¢asti mozku. Vhodné by bylo otestovat i jiné BCI
zarizeni v podobé EEG ¢epice, které zminény konstrukéni problém ve velké mife odstranuje.
Z pohledu vytvoreného programu by pro zvyseni presnosti klasifikace bylo vhodné vyzkouset
i jiné metody strojového uceni, jako napiiklad konvoluéni neuronové sité (CNN) ¢ Long
Short-Term Memory (LSTM) neuronové sité.
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Analyza a klasifikace dat ze snimace
mozkové aktivity
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5. Klasifikace mozkové aktivity 4. Trénovani neuronové sité
v realném case
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