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Abstrakt

Tato bakalarska prace se zabyva shlukovou analyzou, zejména zptsoby hodnoceni kvality
jejich vysledku. Poskytuje teoreticky tivod ke shlukové analyze a k metrikdm schopnym
hodnotit jeji kvalitu. Dokumentuje vyvoj aplikace, ktera je schopna za pomoci zminénych
metrik provadét hodnoceni kvality vysledkt shlukové analyzy. Podstatna cast prace se veé-
nuje experimentovani s vytvorenou aplikaci, véetné ndvrhu experimentt a analyzy chovani
shlukovacich algoritmt a metrik v kombinaci s riznymi datovymi sadami.

Abstract

This bachelor’s thesis concerns cluster analysis and possible ways to evaluate the quality of
its results. The thesis contains theoretical introduction to cluster analysis and metrics used
for evaluation of quality of its results. The thesis also documents development of an appli-
cation capable of evaluating quality of results of cluster analysis using mentioned metrics.
Important part of the thesis describes experiments conducted with implemented application,
including design of the experiments and analysis of behavior of clustering algorithms and
metrics when they are used in combination with various datasets.
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Kapitola 1

Uvod

Existuje mnoho zpusobu jak provadét shlukovou analyzu. Rtzné algoritmy, uréené pro tuto
statistickou metodu, mohou produkovat rizné vysledky, jejichz kvalita neni vzdy ekviva-
lentni a do shlukovani vstupuje také velké mnozstvi dalSich faktori, které mohou mit na
vysledek shlukové analyzy nemaly vliv.

Shlukovani lze pouzit pro analyzu dat v rtznych odvétvich lidské ¢innosti a je tedy
zadouci, aby bylo mozno ohodnotit kvalitu vysledki, které shlukovani produkuje.

Tato prace se zabyva zptusoby hodnoceni kvality vysledkt algoritmu urc¢enych pro shlu-
kovani dat. Poskytuje teoreticky tivod ke shlukové analyze a hodnoceni kvality jejich vy-
sledki. Dokumentuje vyvoj a funkénost aplikace, kterd je schopna za pouziti nékolika riz-
nych metrik ohodnotit kvalitu vysledku shlukové analyzy datové sady — zpracovava tedy
data, obsahujici informace o objektech a jejich atributech a o prislusnosti téchto objektu
do shluktt — a vyhodnotit nejlepsi rozdéleni podle kazdé z téchto metrik.

Cést této prace se vénuje také experimentalni ¢asti projektu — experimentovani s vy-
slednou aplikaci v kombinaci s riznymi datovymi sadami za tucelem porovnavani vysledku
jednotlivych metrik pro hodnoceni kvality (indexi) a vyhodnoceni vhodnosti téchto indext
pro pouzité datové sady. Obsahuje dokumentaci pribéhu experimenti od jejich navrhu
pres jejich provedeni az po vysledky jednotlivych experimenti, které jsou zhodnoceny a ze
ziskanych informaci je vyvozen zaveér.

Cilem této bakalarské prace je poskytnout aplikaci schopnou analyzovat vysledky zis-
kané shlukovou analyzou. S jeji pomoci poté otestovat jednotlivé metriky hodnotici kvalitu
vysledkt shlukové analyzy, jejich fungovani v kombinaci s riznymi datovymi sadami, typy
atributl a shlukovacimi algoritmy.



Kapitola 2

Shlukova analyza

Shlukova analyza je statistickd metoda pouzivana pro dolovani dat. Tato metoda nachazi
vyuziti v mnoha oborech lidské ¢innosti, jako napriklad v bioinformatice, marketingu nebo
v mediciné.[11]

Shlukova analyza je provadéna nad mnozinou objekti za ucelem jejich rozdéleni do
shlukt obsahujicich vzajemné si podobné objekty. Provadi tedy klasifikaci dat za dcelem
nalezeni podobnosti v téchto datech.

Algoritmy pouzivané pro shlukovou analyzu funguji na principu rozdélovani datovych
objektt do shlukit na zdkladé podobnosti téchto objektu tak, aby si objekty patiici do
jednoho shluku byly co nejpodobnéjsi a zaroven se od sebe objekty nélezici riznym shluktum
co nejvice lisily.[11]

Pro provadéni shlukové analyzy existuje mnozstvi algoritmu, z nichz nékteré byly po-
uzity pro shlukovou analyzu datovych sad vybranych pro experimentovani s vyslednou
aplikaci pro hodnoceni kvality shlukové analyzy. Tyto pouzité shlukovaci algoritmy budou
popsany dale v této kapitole. Cést této kapitoly také pojednéva o zptisobech standardizace
vstupnich dat a moznych zpusobech zpracovani dat obsahujicich atributy riznych typu.

2.1 Algoritmus K-means

Algoritmus K-means je metoda nehiearchického shlukovani, ktera rozdéluje objekty do
shlukt (skupin) podle vzdédlenosti objekt od imaginarnich tézist shluki.[l1]

Tato metoda funguje na zakladé pritazovani objektt k centroidiim, coz jsou body umis-
téné do prostoru obsahujiciho objekty. K centroidiim se vzdy rozdéli vSechny objekty obsa-
zené v datové sadé na zakladé vzdélenosti. Timto zptsobem se utvori shluky. Po utvoreni
shluku se prepocitaji souradnice centroidii, aby se centroidy presunuly do tézist takto vznik-
Iych shluku. Po presunuti centroidi se opét opakuje proces prifazovani objektt k jim nej-
bliz§im centroidim a tento postup se neustéle opakuje, dokud nedojde k ustéleni shluku.[1 ]

Vysledky tohoto algoritmu mohou byt ovlivnény tim, ze poc¢atecéni pozice centroidi jsou
zvoleny nahodné. Je vhodné provadét shlukovani pomoci K-means v nékolika bézich, za
ucelem minimalizace dopadu poc¢atecniho rozdéleni na vysledky shlukovani.

Metoda K-means zpravidla dobfe konverguje. Tento algoritmus byl vybran pro experi-
mentovani s aplikaci z toho duvodu, Ze je potfeba algoritmu specifikovat pocet shluku, do
kterych mé objekty rozdélit. Diky této vlastnosti je mozné jednu datovou sadu rozdélit do
ruzného poctu shlukt, pouzit tato rozdéleni pro hodnoceni kvality a vyhodnotit na zdkladé
kazdé z téchto metrik nejlepsi pocet shluku.



K-means patii k nejbéznéjsim a nejcastéji pouzivanym algoritmium|[3] pro shlukovani
dat, coz je jeden z duvodu, pro¢ byl tento algoritmus vybran pro shlukovani dat za ucelem
experimentovani s vytvorenou aplikaci.

Kvuli svym vlastnostem neni tento algoritmus vhodny pro shlukovani datovych sad
s objekty rozmisténymi do specifickych tvart, pokud chceme tyto tvary najit a rozdélit do
shlukt. Duvodem je to, ze K-means tvori shluky v zavislosti na vzdalenosti objektid od
centroidu a da se tedy predpokladat, ze bude mit tendenci tvorit shluky kulovitého tvaru.

2.2 Algoritmus K-Medoids

K-Medoids je algoritmus podobny algoritmu K-Means. Také jako vstupni parametr prijima
pocet shluki, do kterych se maji objekty rozdélit. Narozdil od algoritmu K-Means ale
nepocita s fiktivnimi centroidy, nybrz misto nich pouziva objekt z datové sady néalezici
danému shluku, ktery je nejblize jeho stiedu.[10)]

Tento algoritmus je schopny zmensit dopady vyskytu odlehlych hodnot na vysledky
shlukovani[1 1], ale je vypocetné néroc¢néjsi algoritmus nez K-Means, proto je vhodné jej
pouzivat pro mensi datové sady.[10]

2.3 Hierarchické shlukovani

Hierarchické shlukovani postupné rozdéluje nebo slucuje jednotlivé shluky az do splnéni
zadaného kritéria (kterym mize byt napiiklad pocet shluku) nebo do prifazeni kazdého
objektu do jeho vlastniho shluku (v pripadé hierarchického shlukovani rozdélovanim) ¢i
slouceni vsech objektu do jednoho shluku (v pfipadé slucovani objektw)[10]. Diky tomu
vytvari stromovou strukturu zachycujici postupné rozdélovani/spojovani shluki. Lze jej
provadét dvéma zpusoby[3]:

e Rozdélovanim (top-down)

e Slucovanim (bottom-up)

Stav rozdélovaciho hierarchického shlukovani po inicializaci je takovy, ze veskeré ob-
jekty shlukované datové sady patii do jednoho shluku. Poté probihé iterativné rozdélovani
do mensich shluku dokud algoritmus nedosdhne pozadovaného vysledku (napiiklad dosdhne
pozadované tirovné shlukovani nebo kazdy objekt je zafazen do jiného shluku). Je mozné
tento algoritmus pouzit v kombinaci s jinymi shlukovacimi metodami, které provadéji roz-
délovani v jednotlivych iteracich.[10]

Slucovaci hierarchické shlukovani méa stav po inicializaci opac¢ny oproti rozdélovacimu
shlukovani, tedy kazdy objekt nélezi svému vlastnimu shluku. Poté dochazi ke slu¢ovani
shlukt do chvile, nez algoritmus dosdahne pozadované urovné shlukovani nebo do chvile,
kdy vSechny objekty patii do jednoho shluku.[10]

24 DBSCAN

DBSCAN neboli Density-Based Spatial Clustering of Applications with Noise je metoda,
ktera shlukuje objekty na zdkladé hustoty jejich vyskytu.[l 1] Stanovuje tedy hranice shluku
v mistech, kde hustota objektt neni dostateéné velka a shluky vytvaii z oblasti v datovém
prostoru, které obsahuji velkou hustotu objekt.



Tento algoritmus pro svou funkénost potiebuje dva vstupni argumenty. Prvni z nich
je € a udava velikost okoli objektu, ve kterém se vyhledavaji dalsi objekty, které je mozno
prifadit do stejného shluku jako dany objekt. Druhy z téchto argumentu je prirozené ¢islo
udavajici minimalni pocet objektt v okoli objektu, aby tento objekt mohl byt vybran jako
stFed shluku. [3] Vzhledem k tomu, Ze argument e udava velikost prohleddvaného okoli, tak
na jeho velikosti zavisi, jak velkou vzdalenost mezi objekty je schopen algoritmus prekonat
pri rozdélovani do shluku. Pri vétsi hodnoté tohoto argumentu mé tedy tendenci tvorit
mensi pocet vétsich shluki.

DBSCAN bere ohled na vzdalenost mezi oblastmi s vysokou hustotou, je tedy scho-
pen najit v datové sadé napiiklad obrazce, které nelze najit pomoci shlukovacich metod
zalozenych ¢isté na vzdalenosti mezi objekty.

2.5 Standardizace vstupnich dat

Vzhledem ke skutecnosti, ze muzeme chtit shlukovat objekty popsané atributy ruznych typu
(nominélni, bindrni, ¢iselné, ordinélni), které je zapotiebi zpracovavat dohromady, je nutné
vstupni data standardizovat.

Standardizaci atribut je potreba provadét i v pripadé, zZe je objekt popsan atributy,
které jsou jednotného typu. Tato standardizace se provadi vétsinou z divodu, Ze je potieba
stanovit vzdalenost klasifikovanych objekta.

2.5.1 Binarni atributy

Binarni atributy v zasadé neni zapotiebi standardizovat. Pfi vypoctu vzdalenosti mezi
objekty se binarni atributy pouze porovnavaji na shodu. Pokud se shoduji, tak neovlivni
vyslednou vzdélenost objekti. V opacném pripadé se vzdéalenost objektu zvysi o 1.

2.5.2 Nominalni atributy

U nomindlnich atributu, které jsou de facto zobecnénim atributu bindrnich (tedy mohou
nabyvat koneéné mnoziny hodnot), byla uvazovana standardizace vice zpusoby:

Transformace na binarni atributy

Prvni moznosti je provést transformaci nomindlnich atributti na atributy binarni. To se
provadi tim zpusobem, Ze se n-hodnotovy nomindlni atribut prevede na n binarnich atri-
butt, kde kazdy z téchto binarnich atributid odpovida jedné z hodnot ptivodniho nominal-
niho atributu. Vysledné prevedeni je tedy de facto bijektivnim zobrazenim mnoziny hodnot
nominalniho atributu do mnoziny binarnich atributi. Nasledné se jeden z téchto binar-
nich atributd, ktery odpovidd ptivodni hodnoté bindrniho atributu, nastavi na hodnotu
1 a vSechny ostatni na hodnotu 0. Ovsem tento zpusob standardizace nemusi byt prilis
vhodny pro ucely vypocti shlukové analyzy nebo metrik hodnoticich jeji kvalitu, jelikoz
v pripadé nominalniho atributu s velkym mnozstvim pripustnych hodnot, je tento atribut
transformovan na velky pocet atributd binarnich. Toto miize mit za nasledek mnoho porov-
navani pri vypoctu vzdalenosti objekti a v disledku této skutecnosti muze byt negativné
ovlivnéna doba takového vypoctu



Jednoduché porovnani na shodu

Nominalni atributy se pouze porovnavaji na shodu pii vypoctu vzdalenosti objekti a tuto
vzdalenost ovliviiuji stejnym zptisobem jako atributy binarni. Tedy pii shodé atributt ne-
dojde ke zméné vysledné vzdalenosti objekttl, pfi neshodé se tato vzdalenost zvétsi o 1.
Tento zpusob vypoctu je oproti transformaci na binarni atributy efektivnéjsi, a proto také
byl vybran pro tucely implementace aplikace, které je soucasti této bakalarské prace.

2.5.3 Ordinalni atributy

U ordindlnich atributii je situace vzhledem k predchozim dvéma jmenovanym pripadim
trochu slozitéjsi. Pokud uvazime, ze ordinalni atributy maji jasné definované poradi hodnot,
kterych mohou nabyvat, je potifeba toto poradi reflektovat i pri jejich zpracovani. Vzhledem
k tomu, Ze ostatni atributy normalizujeme na interval 0—1, tak jsou tyto ordinalni atributy
normalizovany na stejny interval. Tedy pokud ma ordindlni proménnd hodnoty (sefazeno
od minimélni po maximalni) A, B, C, tak se témto hodnotam pritadi ¢iselné reprezentace

A=0, B=0,5, C=1.

2.5.4 Ciselné atributy

Ciselné atributy je p¥i hodnoceni datovych sad s riznymi typy atribut@ také nutno stan-
dardizovat. Predstavme si situaci, kdy bychom méli datovou sadu obsahujici jeden Ciselny
atribut, ktery dosahuje vysokych hodnot spolecné s dvaceti binarnimi atributy. Pokud by
byl prilis velky rozsah hodnot ¢iselného atributu mezi objekty této datové sady, mohlo by
se stat, ze vliv binarnich atributi na vysledné indexy by byl zanedbatelny. Z tohoto du-
vodu se Ciselné atributy standardizuji na interval 0-1. Standardizace muze probihat podle
néasledujictho vzorce[l 1] (tento zpusob je pouzit také v implementované aplikaci):

|21 — 22

max(z) — min(x) (2.1)
kde z1 je hodnota atributu z prvniho objektu, xo je hodnota atributu x druhého objektu
a min(x), max(x) jsou minimalni a maximalni hodnota atributu z napti¢ vSemi objekty
nalezicimi této datové sadé.

Standardizace ¢iselnych atributt se ovSsem neprovadi vzdy. Je potfeba uvazit, zdali je
tento proces potrebny pro ucel vypoctu. Pokud soucéasti datové sady jsou pouze ¢iselné
atributy, nékdy neni potfeba je standardizovat, ba naopak by tato standardizace mohla
vipolet zbyte¢né znepiesnit. Ciselné atributy se zpravidla standardizuji pouze u datovych
sad se smiSenym typem atributt nebo napiiklad v pripadé velkého rozptylu hodnot atributt.



Kapitola 3

Kvalita vysledkt shlukové analyzy

Jak jsme si jiz diive nastinili, shlukova analyza vzhledem k velkému mnozstvi existujicich
shlukovacich algoritmti mtze produkovat velice rizné vysledky ne vzdy vyhovujici kvality.
Nastésti vSak existuji metriky, pomoci kterych se da tato kvalita mérit.

Jednim z cila této prace je také zhodnotit vlastnosti téchto metrik a popripadé odhalit
jejich slabé stranky a nedokonalosti v urcitych situacich.

V této kapitole se zamérime na ivod do problematiky hodnoceni kvality vysledka shlu-
kové analyzy a rozbor jednotlivych algoritmt pro vypocet indexi, které jsou schopny tuto
kvalitu zhodnotit. Tento rozbor se bude tykat zejména indexti zakomponovanych do vy-
sledné aplikace.

3.1 Uvod do problematiky

Vétsina algoritmi pouzivanych pro vypocet indexu reflektujicich kvalitu shlukovani, se za-
klada na dvou zékladnich faktorech, které by kvalitni nashlukovani mélo spliovat[10]. Tyto
faktory jsou

e kompaktnost shluki
e separabilita shluku

Kompaktnost je vlastnost shluki, kterd uréuje miru podobnosti objektt uvniti jednotlivych
shluku, kdezto separabilita (nebo také oddélitelnost) shlukt zna¢i miru rozdilnosti, tedy
nakolik se jednotlivé shluky mezi sebou lisi.

Pro vyvoj aplikace byly vybrany 4 standardni algoritmy hodnotici kvalitu. Témito al-
goritmy jsou:

e Dayvies-Bouldin index

e Dunn separation index

e Silhouette index

e Root mean square standard deviation

Kromé téchto standardnich algoritmii aplikace navic umoznuje uzivateli zadat referenéni
rozdéleni do shlukt na jehoz zakladé spocita pro jednotliva nashlukovani, jaka ¢ast objektu
(tdaj je znacen desetinnym ¢islem na intervalu (0,1)) byla pfitazena do shluku stejné,



jako v referenénim rozdéleni. VSechny tyto zpusoby hodnoceni shlukovani budou teoreticky
popsany a o jejich implementaci do vysledné aplikace bude pojednavat kapitola 4.

Pro ucely vyvoje aplikace byl také uvazovan index Clustering Validation index based
on Nearest Neighbors (zkrdcené CVINN ), ale od jeho implementace bylo nakonec upusténo
z diavodu prilisSné ¢asové narocnosti vypoctu.

Vysvétleni symbolu pouzitych v nize uvedenych vzorcich: P je pocet atributi objekti
patficich do analyzované datové sady; NC je pocet shluki; C; je i-ty shluk; n; je pocet
objektu v Cj; ¢;i je stfed shluku Cy; d(x,y) je vzdélenost mezi x a y.

3.2 Davies-Bouldin index

Davies-Bouldintv index je metrika, ktera hodnoti kvalitu na zakladé poméru souctu vzda-
lenosti uvniti jednotlivych shluku (v idedlnim piipadé je tento soucet co nejmensi —-
kompaktnost shlukt je co mozna nejvétsi) a vzdalenosti mezi témito shluky (ta je v idedl-
nim pripadé co nejvétsi = toto signalizuje velkou miru separace shluku). Tento index,
jak vyplyva z predchoziho tvrzeni, je v optimalnim piipadé minimalni.[3]

1 1 1
N—C’Zimaxj’#i { [n—iZmecid(:n, ¢i) + n—jZmecjd(:r, cj)] /d(c;, cj)} (3.1)

Vzorec pro vypocet Davies-Bouldin indexu [¢]

3.3 Dunn separation index

Dunntiv separa¢ni index, jak uz ndzev napovidd, je index, ktery hodnoceni kvality zaklada
na vzdalenosti mezi jednotlivymi shluky a na praméru téchto shluki. Vysledny index se
tedy spocita jako podil nejmensi vzdéalenosti mezi shluky a maximalniho pruméru shluku.
Vy$si hodnota indexu zna¢i vyssi oddélitelnost objekti a tedy lepsi rozdéleni do shluki.[5]

Macoyec,d(,
mini{minj( MiNgeC, ye; (T, y) >} (3.2)

maxy {maz, yec, d(z,y)}

Vzorec pro vypocet Dunn Separation indexu [¢]

3.4 Silhouette index

Silhouette index hodnoti kvalitu shlukovani podle vzdalenosti mezi shluky (hleddnim nej-
blizsiho objektu patficiho do jiného shluku) a podle kompaktnosti shluki, tedy vzdalenosti
objektu patiicich do jednoho shluku. Vysledek tohoto algoritmu je z intervalu od -1 do 1.

Idealni shlukovéni je takové, pro které je tento index maximalni.[3]

1o f1 b(x) — a(x)
N {m P maz[b(x), a(z)] }
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1
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Vzorec pro vypocet Silhouette indexu [3]



3.5 Root-mean-square standard deviation

Hodnoceni kvality shlukovani na zakladé stfedni kvadratické smérodatné odchylky, bere
v potaz vzdalenosti jednotlivych objektid od stredu shluku, kterému tyto objekty nalezi.
7 toho duvodu obecné tento algoritmus poskytuje lepsi hodnoty pro vétsi pocet mensich
shlukt nez pro maly pocet velkych shluku (experimentalné zjisténo).[3]

{ZiZeecillo = il PEi (ni = D]} (3.4)

Vzorec pro vypocet RMSSTD [¢]

3.6 CVNN

Validace na zakladé nejblizsich sousedii je metoda, kterd pocita kompaktnost a separabilitu
shlukt na zakladé nejblizsich sousedi. Ovsem pocet nejblizsich sousedt, ktery je v tomto
algoritmu zahrnut, je potfeba stanovit experimentalné. Kvili velkému mnozstvi cykli a ca-
sové narocnosti takového vypoctu nakonec nebyl tento index do vysledné aplikace zahrnut.

o Ve

3.7 Porovnavani vuci referencnimu rozdéleni

Pri implementaci aplikace byla zahrnuta moznost porovnavat jednotliva rozdéleni do shlukua
viuci referenénimu rozdéleni. Pokud ma uzivatel k dispozici néjaké referenéni feseni, je mozno
spocitat, jak velké ¢asti tohoto Feseni odpovidaji jednotlivé vysledky shlukové analyzy. Tato
shoda je udavana desetinnym ¢islem z intervalu (0, 1), kde hodnota 1 znamen4 stoprocentni
shodu.



Kapitola 4

Aplikace pro hodnoceni kvality
shlukové analyzy

Nedilnou soucésti této prace je vyvoj aplikace umoznujici hodnoceni kvality vysledku shlu-
kové analyzy. Tato kapitola se vénuje dokumentaci jejtho vyvoje a funkénosti. Dokumentuje
nastroje pouzité k vyvoji aplikace, zptisob pouziti, problémy objevené pii implementaci
a Upravy navrhu vyplyvajici z téchto problémii.

4.1 Nastroje a technologie pouzité pro vyvoj

Aplikace je naprogramovana s pouzitim programovaciho jazyka Java 9 SE. Pro vyvoj bylo
zvoleno vyvojové prostiedi IntelliJ IDEA 2017.2.5. Pro sestaveni aplikace a vygenerovani
.jar souboru je pouzit ndstroj maven. Pro generovani nékterych datovych sad pouzitych
pro testovani aplikace a experimenty byl vyuzit jazyk Python 3.6.5. Pro shlukovou analyzu
testovacich datovych sad byl pouzit nastroj RapidMiner Studio Educational 8.0.001. Za
ucelem verzovani a zalohovani vyvoje byl pouzit nastroj Git a repozitar na serveru GitHub.
K programtm IntelliJ IDEA, RapidMiner Studio a sluzbé GitHub byly ziskany licence pro
studijni dcely.

4.2 Navrh aplikace

Tato podkapitola pojednava o navrhu aplikace pro hodnoceni kvality vysledka shlukové
analyzy. Dokumentuje jeji navrh a strukturu, format vstupnich dat a popisuje jeji imple-
mentaci.
4.2.1 Struktura zdrojového kédu
Zdrojové kédy aplikace jsou vzhledem k rozsahu projektu roz¢lenény do dvou modula:

e caqe

e utils

Prvnim je modul caqe (tato zkratka znamend Cluster Analysis Quality Evaluation), ktery
obsahuje hlavni ¢asti aplikace. Témi jsou hlavni t¥ida Main, poté tiidy Object, Attribute
a Cluster uchovavajici informace o objektech, jejich atributech a shlucich, déle trida
Deserializer, ktera obstarava zpracovani vstupniho souboru a ziskavani dat z néj. Trida,
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kterd obstarava vypocty se nazyva Evaluation a obsahuje algoritmy pro vypocty indexu
(Dunn Separation, Davies-Bouldin, Silhouette, RMSSTD, referen¢ni rozdéleni), standardi-
zaci vstupnich atributi a pomocné vypocty - napriklad vypocéty vzdédlenosti mezi objekty,
¢i shluky.

Tridy Cluster, Object a Attribute jsou mezi sebou provazany, jelikoz objekty tfidy Clus-
ter obsahuji objekty typu Object, které jsou zase popsany pomoci objektu tfidy Attribute.

Ttida Main, kde zac¢ind béh programu obstarava instanciaci tiidy Deserializer, ktera
ziskava informace ze vstupnich souboriu a ukldda je do tiid Cluster, Object a Attribute.
Trida Main déle vytvaii objekty tridy Evaluation, ktery vyuziva informace ulozené v tii-
déach Cluster, Object a Attribute pro vypocitani jednotlivych indext pro hodnoceni kvality
vysledkt shlukové analyzy.

V priloze C je na obrazku C.1 zobrazen vztah mezi tiidami.

Druhy modul, ktery se nazyva utils obsahuje pomocné ¢asti aplikace, jako jsou napfi-
klad vyjimky nebo vyc¢tové typy.

4.2.2 Vstupni data

Vstupnimi daty aplikace rozumime nashlukovanou datovou sadu, tedy objekty s jejich atri-
buty prifazené do shlukd. Vzhledem k jednoduché strukture vstupnich dat byl jako vhodny
format vstupniho souboru vybran format csv.

Kazdy radek vstupniho souboru kromé prvniho, obsahuje informaci o jednom konkrét-
nim objektu. Prvni fadek vstupniho souboru je vzdy fadkem hlavickovym. To znamena,
ze obsahuje informace o datech obsazenych v jednotlivych sloupcich. Tato data mohou
byt atributy objektu, oznaceni shluku do kterého objekt patfi nebo oznaceni referenc¢niho
shluku, ke kterému objekt nalezi.

Jednotlivé hlavicky sloupcii, specifikujici typ sloupce, mohou obsahovat nasledujici ozna-
éenf:

e refLabel - pro sloupec obsahujici referencni shlukovani
e labelN - pro sloupce obsahujici jednotliva shlukovani
e Jakékoli jiné oznaceni - pro sloupce obsahujici atributy objektt

Pokud mé sloupec obsahovat informace o néjakém shlukovani (kromé referencniho),
pouzijeme hlavicku sloupce labelN (kde N miize byt libovolné pfirozené ¢islo). To naznacuje,
ze do jednoho vstupniho souboru je mozno uvést libovolny pocet ruznych nashlukovani
datové sady.

Vzhledem ke skutecnosti, ze aplikace umoznuje provést hodnoceni kvality i pro datové
sady obsahujici objekty s jinymi typy atributti nez jsou atributy ¢iselné, je potieba speci-
fikovat typy téchto atributt. Z tohoto diuvodu je aplikace schopna zpracovat jesté druhy
vstupni soubor, ktery tyto informace obsahuje.

Druhy vstupni soubor, ktery je aplikace schopna zpracovat obsahuje hlavickovy radek,
ktery v jednotlivych sloupcich obsahuje informace o typech atributti. Pokud tento soubor
neni aplikaci pfedan, aplikace vyhodnocuje veskeré atributy objektu jako atributy ¢iselné.
Typy atributii, které je aplikace schopna zpracovat, mohou byt nésledujici (v zavorce je
uvedena textova reprezentace typu ve vstupnim souboru):

e Ciselné (numeric)

e Bindrni (binary)
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e Nomindlni (nominal)
e Ordinalni (ordinal)

Ciselnymi atributy se rozumi redlna ¢&sla - jsou tedy vnitiné reprezentovany jako typ
Double od ¢ehoz se odviji jejich rozsah.

Binarni atributy jsou atributy dvojhodnotové. Vnitiné jsou reprezentovany jako typ
String, témito atributy tedy miize byt libovolny fetézec znakti, za predpokladu, ze se
v celé mnoziné objektd ndlezicich konkrétni datové sadé nevyskytuji vice nez dvé rizné
hodnoty konkrétniho atributu.

Atributy nominaln{ jsou podobné jako binarni atributy vnitiné reprezentovany datovym
typem String. V ¢em se ale od binarnich atributa lisi, je skute¢nost, ze mnozina jejich
hodnot mize mit kardinalitu vétsi nez 2.

Posledni mozny prfipad jsou atributy ordindlni. V nékterych smérech (jako je kardina-
lita mnoziny hodnot nebo piipustny format atributi) se podobaji atributiim nominélnim.
Zasadni rozdil je ovSem v tom, Ze ordinalni atributy maji pfesné definovanou posloup-
nost hodnot. To znamend, Ze pro kazdou hodnotu kromé nejmensi existuje pravé jedna
predchozi hodnota a pro kazdou hodnotu vyjma nejvyssi existuje pravé jedna nasledujici
hodnota. Vzhledem ke skutec¢nosti, ze hodnota ordinalniho atributu mize byt libovolny
fetézec znakl, je potreba ziskat ze vstupniho souboru informaci o poradi téchto hodnot.
Utzivatel tyto hodnoty specifikuje ve stejném vstupnim souboru, ktery identifikuje typy atri-
butli a to tim zpusobem, Ze ve sloupci odpovidajicim konkrétnimu nominalnimu atributu
tyto hodnoty radek po rfadku specifikuje. Sloupce odpovidajici jinym typtum atributd nez
nominalnim, zistanou prazdné.

Presna specifikace typt a v pripadé ordinalnich atributt i posloupnosti hodnot, je velice
dilezitd kvili spravné standardizaci atributii a néslednému vypoctu metrik hodnoticich
kvalitu nashlukovani.

Obrazek 4.1: Priklad vstupniho souboru obsahujiciho objekty

Na obrazku 4.1 je zndzornén pozadovany format vstupniho souboru. Mizeme v ném vi-
dét, jakym zpusobem definovat jednotliva nashlukovéani (sloupce labell a label2), referenéni
nashlukovéni (sloupec refLabel) nebo atributy objektu (ostatni sloupce, které mohou mit
libovolnou hlavicku — zde attr__0 az attr_4). Jednotlivé fadky pak obsahuji objekty nalezici
této datové sadé.

Vzhledem k tomu, Ze tato datova sada obsahuje ruzné typy atributi, je potfeba specifi-
kovat tyto typy v druhém vstupnim souboru. Tento soubor je zobrazen na obrazku 4.2. Na
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Obrazek 4.2: Priklad vstupniho souboru obsahujiciho specifikaci typu atributta

prvnim fadku tohoto souboru se specifikuji typy atributi (numeric, binary, nominal, ordi-
nal). Ostatni fadky tohoto souboru jsou vyuzity pouze v piipadé, ze datova sada obsahuje
ordinalni atributy. U téchto atributii je potieba specifikovat poradi jejich moznych hodnot,
tedy vypsat do prislusného sloupce hodnoty v pozadovaném poradi (zde hodnoty A, B, C,
D v prvnim sloupci). Ve sloupcich odpovidajicich jinym typtm atributt nez ordindlnim,
budou tyto radky prazdné.

4.3 Implementace porovnavani s referencnim rozdélenim

Tato podkapitola pojednava o zpusobu implementace porovnavani vysledkt shlukové ana-
lyzy s referenénim shlukovanim a o problémech, které se v prubéhu implementace vyskytly.

Pro ziskani hodnoty této metriky je potfeba mit k dispozici referencéni rozdéleni do
shluki. Toto rozdéleni musi byt zadano ve vstupnim souboru s hlavickou sloupce refLabel.
Hlavicka je striktné zadana, aby bylo mozno rozlisit referencéni rozdéleni od ostatnich
sloupct souboru.

Pri implementaci porovnavani s referenénim rozdélenim, se vyskytl zasadni problém.
Pokud chceme umoznit zadavani jakéhokoli oznaceni jednotlivych shluka, je tfeba pocitat
s tim, ze referen¢ni shluky budou oznaceny jinymi nazvy nez shluky, které vici nim chceme
porovnavat. Nastava tedy otazka, na zakladé ¢eho namapujeme nézvy shlukt v hodnoce-
nych rozdélenich na rozdéleni referenc¢ni. Pro vyfeseni tohoto problému byly zvazeny dveé
heuristiky.

4.3.1 Experimentalni prifazeni

Prvni heuristika, kterd byla zvazena, bylo priradit oznaceni shluki experimentalné. Tedy
vyzkouSet vSechna mozna prifazeni a zjistit, které z nich zarudi nejlepsi vysledek. Pti na-
vrhu algoritmu, ktery by toto experimentalni prifazeni provedl, vSak byla zjisténa zasadni
prekazka, kterou je narocnost takového vypoctu. Pokud bychom chtéli vyzkouset vSechny
zpusoby prifazeni, znamenalo by to vyzkouSet vSechny mozné zpusoby usporadani oznaceni
shlukt. Naptiklad pokud bychom méli 3 shluky v testovaném nashlukovani oznacené jako
1,2,3 oproti 3 shlukiim v referenénim nashlukovani oznacenym jako A, B,C, je potieba
zjistit vSechna mozné usporadani ¢isel 1,2, 3, coz je znazornéno v nasledujicich tabulkach.
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Tabulka 4.1: Znazornéni moznych kombinaci pfi porovnavani s referen¢nim rozdélenim

Zde ale vyvstava onen zasadni problém. A sice pokud hleddme vSechny mozné kombinace
mnoziny prvki, takovyto vypocet je kombinatorickou permutaci, coz v praxi znamena,
ze pocet moznych prifazeni se rovna n!. Pokud je pocet shluka nizky, jako jsou treba
3 shluky v uvedeném prikladé, je pocet iteraci proveditelny. Problém ovSem nastava se
zvySujicim se poc¢tem shluki. Pokud se pocet shluku dostane do dvoucifernych ¢isel (pfi¢emz
napt. 10 shluki neni jako vysledek shlukové analyzy zadny neobvykly vysledek), pocet
moznych prifazeni se dostdva do Ffadu miliond. Proto byla tato heuristika vyhodnocena
jako nevyhovujici a pro implementaci této funkcionality byl zvolen jiny ptistup.

4.3.2 Prirazeni na zakladé vzdalenosti shluku

Druhy ptistup, ktery byl nakonec vyhodnocen jako vhodnéjsi a byl implementovan do vy-
sledné aplikace, je prirazeni na zdkladé vzdéalenosti. Oznaceni shlukt se provadi podle toho,
ktery referencni shluk je svym stfedem nejblize stfedu testovaného shluku. Oproti velké
vypocetni slozitosti experimentalniho pristupu je zde potfeba pouze spocitat vzdalenosti
stfedli testovanych a referenc¢nich shlukid. Tento pristup je vyhodny i z implementacniho
hlediska, jelikoz algoritmy pro vypocet vzdalenosti shlukt jsou nedilnou soucasti vypocta
metrik pro hodnoceni kvality, je tedy mozné pro tento pristup vyuzit jiz implementovany
kéd.

Pro implementaci této funkcionality byla vyuzita struktura SortedMap, diky které je
mozné fadit dvojice shluka podle vzdélenosti jejich stredd. Diky tomu lze poté jednoduse
vybirat dvojice na zdkladé nejmensi vzdalenosti a takto namapovat jednotlivé shluky na
shluky referenc¢ni.

Nutno také podotknouti, Ze pocet shlukl a pocet referenc¢nich shlukt nemusi byt vzdy
stejné ¢islo. V takovém pripadé dojde k injektivnimu zobrazeni mensi z téchto dvou mnozin
do mnoziny vétsi, coz v praxi znamend, ze nékteré ze shlukd vétsi mnoziny ziistanou nepii-
fazeny. Toto zptisobi, Ze objekty z téchto shluki automaticky zhorsuji vysledek referenéniho
porovnavani.

4.4 Vystupni data

Vystupni data, tedy hodnoty indexu a pripadné vysledky porovnani s referenénim rozdéle-
nim se tisknou na standardni vystup v podobé tabulky. Radky tabulky obsahuji jednotliva
rozdéleni do shlukt a sloupce obsahuji jednotlivé metriky pro hodnoceni kvality. Zelenou
barvou je pro kazdou metriku oznacena hodnota u toho nashlukovani, které bylo danou
metrikou vyhodnoceno jako nejlepsi.

Jednotlivé metriky hodnotici kvalitu shlukovani jsou v aplikaci pocitany pro referenéni
shlukovani stejné, jako pro vsechna ostatni shlukovani.

Vzhledem k tomu, zZe predpokladany zptisob pouziti referen¢niho shlukovani je porov-
navani jednotlivych nashlukovani vuéi idedlnimu (které je zaddno jako referenéni), bylo
potfeba zvazit, jakym zpusobem se budou zvyraznovat vysledky pri zadani referenc¢niho
rozdéleni. Pokud je jako referencéni reseni zadano nejlepsi mozné, da se predpokliadat, ze
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vétsina metrik jej také vyhodnoti jako nejlepsi mozné (nehledé na to, ze samotné desetinné
¢islo vyjadiujici procentudlni shodu s referenénim rozdélenim, bude v tomto pripadé vzdy
1.0). Jelikoz ale aplikace mé za kol vyhodnotit nejlepsi nashlukovani z vysledk shlukové
analyzy a ne z predem znamého referenéniho rozdéleni u kterého predpokladame jeho opti-
malnost, bylo rozhodnuto vysledky metrik hodnoticich kvalitu tohoto rozdéleni nezahrnovat
do porovnavani hodnot metrik pii zjistovani nejlepsiho shlukovani.

Obrazek 4.3: Priklad vystupu

Na obrazku 4.3 je zobrazen vystup aplikace (tento vystup byl ziskan spusténim aplikace
se vstupnimi daty uvedenymi v kapitole 4.2.2).
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Kapitola 5
Experimentalni cast projektu

Soucasti této bakalarské prace je také experimentovani s vytvorenou aplikaci za ucelem
testovani ruznych kombinaci metrik, datovych sad a typu atributt a zhodnoceni chovani
téchto metrik v riznych pripadech. Nasledujici kapitola poskytuje dokumentaci provedenych
experimentu a zavéru, které byly témito experimenty zjistény.

5.1 Planovani experimenta

Zasadnim krokem pri provadéni experimentu s aplikaci je navrzeni jejich struktury. Potfe-
bujeme si dobre promyslet mnoho faktoru, které do experimentu vstupuji a provést takové
experimenty, abychom z jejich vysledka byli schopni ziskat relevantni informace a vyvodit
z nich co nejvice vypovidajici zavér. Za tcelem experimentovani bylo ziskano ¢i vygenero-
vano nékolik datovych sad riznych typu, které budou popsany dale.

Pro ziskani datovych sad byla pouzita webova stranka Vychodofinské univerzity [9]
a online repozitaf obsahujici velké mnozstvi téchto sad [1].

5.1.1 Jednoduché datové sady

Experimenty s jednoduchymi datovymi sadami (maly pocet objektu popsanych malym po-
¢tem atributi, vhodné typy a hodnoty atributi) jsou zafazeny z toho duvodu, Zze u nich
lze uc¢init predpoklad vysledkd, a tudiz na nich mtizeme dobte testovat funkcénost aplikace
a demonstrovat obvyklé chovani algoritmi a metrik s nimiz experimentujeme.

5.1.2 Slozité shlukovatelné sady

Do mnoziny experimenti je také potieba zaradit datové sady, které nejsou jednoduse shlu-
kovatelné a u kterych je velka pravdépodobnost, ze vysledky jak shlukové analyzy, tak hod-
noceni kvality, budou velmi rozdilné v zavislosti na pouzitych algoritmech. Toho mizeme
dosdhnout pouzitim sad, ve kterych nelze nalézt zadné ocividné souvislosti mezi objekty
a neexistuje ziejmé rozdéleni do shlukt. Tyto experimenty provadime z diavodu zjistovani
chovani shlukovacich algoritmt a metrik v neobvyklych situacich, poptipadé za tcelem vy-
hodnoceni vhodnosti algoritmi nebo metrik pro rtizné typy situaci.

5.1.3 Sady se specifickymi vlastnostmi

Specifickymi vlastnostmi datovych sad rozumime napiiklad konkrétni typ atributi datové
sady nebo rizné kombinace typa atributi. V nasem piipadé napriklad budeme provadeét
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experimenty se sadami obsahujicimi pouze binarni atributy, kterymi budeme zjistovat, jaké
vysledky budou jednotlivé metriky v kombinaci s témito specifickymi typy sad produkovat.
Dale budeme experimentovat s datovou sadou obsahujici objekty rozmisténé do urcitych
tvart. Tedy s takovou datovou sadou u které lze predpokladat dobré nashlukovani pomoci
algoritmu zalozenych na hustoté a Spatné vysledky algoritmu jinych typu.

5.2 Experimentovani s poctem shlukt

Prvni experiment, ktery si zde uvedeme, spociva v hodnoceni kvality rozdéleni jedné da-
tové sady do razného poctu shluku. Je tedy potfeba vybrat pro tento experiment vhodny
algoritmus, ktery toto umoznuje.

Algoritmus K-Means byl pouzit pro nashlukovani datové sady do rtznych poc¢ti shluka
a poté bylo provedeno hodnoceni kvality shlukové analyzy pro kazdé z téchto rozdéleni.

Vzhledem k tomu, Ze algoritmus K-Medoids je taktéz schopny rozdélit objekty do predem
stanoveného poctu shluki a je principialné podobny algoritmu K-means, byl také pouzit
pro shlukovani v tomto experimentu. Vysledky analyzy algoritmem K-medoids byly vyuzity
k porovnani jednotlivych nashlukovani timto algoritmem, ale také za icelem porovnani jeho
vysledkt s algoritmem K-Means.

5.2.1 Jednoduse shlukovatelna sada

Pro prvni ¢ast tohoto experimentu byla uméle vytvorena datova sada, obsahujici 500 ob-
jekti vyskytujicich se v roviné v péti kruhovych oblastech a tyto oblasti jsou od sebe
navzajem dobfe oddéleny (obrazek 5.1). Tedy takova datova sada, u které predpokladame,
ze ji algoritmy K-means a K-medoids jsou schopny nashlukovat nejlépe pri pozadavku na
vytvoreni péti shluki. Na tuto datovou sadu byly postupné pouzity oba vyse zminéné algo-
ritmy a jejich vysledky poslouzily jako vstup pro aplikaci, kterou byla zhodnocena kvalita
téchto shlukovani.

Shlukovani této datové sady probéhlo postupné 10 rtznymi zpusoby, s pozadavkem
na rozmisténi 2-11 centroidid. Pro kazdé rozdéleni bylo provedeno 10 béha shlukovacich
algoritmu za ucCelem minimalizace dopadu vlivu vybéru pocatecnich souradnic. Pro tyto
vysledky byla nésledné vyhodnocena jejich kvalita a na jejim zdkladé byla vybrana shluko-
vani s nejlepsimi vysledky, ktera jsou zndzornény v nasledujicich tabulkéch (nejlepsi hodnoty
kazdého indexu jsou zvyraznény zelené):
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Obrézek 5.1: Jednoducha datova sada
. . . . . . Referenéni
Pocet shluku | DB index | DS index | Silhouette index | RMSSTD .,
porovnani
2 0.85796 0.26764 0.53619 2.78610 0.4
3 0.54377 0.45689 0.71536 1.67486 0.6
4 0.40576 0.46078 0.77132 1.23454 0.8
5 0.50263
6 0.51695 0.07191 0.68007 0.48036 0.904
7 0.71863 0.07191 0.57729 0.45820 0.82
8 0.68334 0.03035 0.56127 0.44579 0.782
9 1.02495 0.03618 0.41298 0.42005 0.66
10 0.92530 0.03577 0.43422 0.39942 0.612
11 1.05098 0.03640 0.37627 _ 0.51

Tabulka 5.1: Hodnoceni kvality pro rozdéleni pomoci algoritmu K-means
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Pocet shluka | DB index | DS index | Silhouette index | RMSSTD Referen/cn/l
porovnini
2 1.02686 0.00682 0.45060 2.89343 0.276
3 0.54377 0.45689 0.71536 1.67486 0.6
4 0.51008 0.00794 0.70917 1.28868 0.8
;
6 0.54976 0.03971 0.66893 0.48293 0.908
7 0.79929 0.02146 0.55187 0.46728 0.85
8 0.92038 0.02542 0.47912 0.44185 0.758
9 0.83827 0.02542 0.48119 0.42737 0.73
10 1.00177 0.02542 0.40374 0.41073 0.65
11 0.93075 0.01858 0.41600 _ 0.644

Tabulka 5.2: Hodnoceni kvality pro rozdéleni pomoci algoritmu K-medoids
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Obrazek 5.2: Vysledek shlukovani datové sady do 5 shluktt pomoci K-means a K-medoids
(totozny vysledek pro oba algoritmy)

Jak muzeme pozorovat z vysledkti hodnoceni kvality, pro sadu takto idedlné rozmisté-
nych objektt témér vsechny metriky jako idedlni pocet vybraly pét shlukt. Jedind metrika,
ktera se od tohoto trendu odchyluje, je RMSSTD, kterd zaklad4a hodnoceni kvality na kom-
paktnosti shluki, tedy na vzdalenosti objektti od stredi shlukt. Proto tato metrika obecné
preferuje rozdéleni do vice shlukt.
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Déle si mizeme povsimnout, ze indexy pro rozdéleni do péti shlukii jsou pro vSechny
metriky totozné u obou shlukovacich algoritmu. Tato skutecnost znaci, ze vysledky obou
algoritmu jsou totozné.

Pro tuto datovou sadu bylo provedeno také porovnani vuci referenénimu rozdéleni. Jako
referen¢ni rozdéleni bylo pouzito prirozené rozdéleni do péti shluku podle pozice objektu.
Z toho vyplyva, ze pokud pouzijeme vhodny shlukovaci algoritmus, ktery nashlukuje objekty
ocCekavanym zpusobem do péti shlukt, mély by vysledky tohoto algoritmu presné odpovidat
referen¢nimu rozdéleni. Pokud se podivame do tabulky na radek obsahujici vysledky pro pét
shlukt, zjistime, Ze skutecné existuje stoprocentni shoda s referencnim rozdélenim u obou
algoritmi.

Je treba také zminit, ze u takto idedlné rozmisténych objektt se vysledky indext pro
idealni rozdéleni 1isi od vysledkt indexti pro ostatni rozdéleni dokonce fadové (alespori u DB
a DS indexu), coz je ddno pravé velkou kompaktnosti a separabilitou shluki u idedlniho
rozdéleni{ oproti ostatnim rozdélenim, kde je kompaktnost a separabilita o poznani{ nizsi.

S touto datovou sadou bylo pouzito také shlukovani pomoci DBSCAN a také hierar-
chické shlukovani v kombinaci s DBSCAN. Vysledkem bylo rozdéleni do péti shlukt na-
prosto stejnym zptisobem jako pfi pouziti algoritmt K-means a K-medoids na tuto datovou
sadu. Tudiz i vysledky jednotlivych metrik hodnoticich kvalitu rozdéleni byly totozné jako
pro rozdéleni do péti shlukii pomoci vySe zminénych algoritmt. Tento vysledek u takto
jednoznacné shlukovatelné sady neni prekvapujici.

5.2.2 Obtizné shlukovatelna sada

Pro druhou ¢ast experimentu byla pouzita datova sada obsahujici 240 objektt reprezentuji-
cich body v roviné (obrazek 5.3)[1]. Tato datova sada je na rozdil od datové sady z predchozi
Casti experimentu tézce shlukovatelna a da se predpokladat, ze vétsina algoritmi bude mit
se shlukovanim v tomto pripadé problém. Datova sada totiz obsahuje objekty od sebe na-
vzajem vzdalené a nelze mezi nimi najit zadné zjevné souvislosti.

Tato datova sada obsahuje ocekdvané rozdéleni do shluku, vici kterému bude provedeno
porovnavani jednotlivych vysledkt ziskanych shlukovou analyzou. Toto rozdéleni vypada
nasledovné:
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Obrazek 5.3: Referenc¢ni rozdéleni obtizné shlukovatelné sady
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Objekty této datové sady maji dva atributy udédvajici sourfadnice objektu. Tato da-
tova sada byla postupné nashlukovana pomoci algoritmt K-Means a K- Medoids do 2-11
shlukt a poté bylo pomoci aplikace provedeno hodnoceni kvality kazdého z téchto rozdé-
leni. Shlukovani pomoci kazdého z téchto algoritmu bylo provedeno desetkrat pro kazdy
z pozadovanych poc¢tt shlukid. Hodnoceni kvality vyprodukovalo nasledujici vysledky:

Pocet shluki | DB index | DS index | Silhouette index | RMSSTD Referen/cn/l
orovnani
2 111541 | 0.03339 0.37883 2.56174 _
3 0.79952 0.03954 0.41775 2.00923 0.708
i Lo | 0621
5 0.84184 0.05399 0.40047 1.47559 0.488
6 0.84637 0.04645 0.39743 1.33832 0.433
7 0.81114 0.07522 0.38883 1.22260 0.329
8 0.79888 0.08133 0.38751 1.11602 0.313
9 0.84820 0.07430 0.37132 1.066782 0.246

10 0.82016 0.36524 1.01759 0.221
11 0.80824 0.07853 0.35937 _ 0.167

Tabulka 5.3: Hodnoceni kvality pro rozdéleni pomoci algoritmu K-means

Pocet shluka | DB index | DS index | Silhouette index | RMSSTD Referen/cn/l
porovnani
2 1.12476 | 0.03846
3 0.95696 0.03715 0.34337 2.99407 0.633
4 1.32438 0.03795 0.24255 2.66564 0.508
5 1.20486 0.03553 0.16209 2.65425 0.496
6 1.50695 0.03795 0.15185 2.65527 0.492
7 1.01835 0.03588 0.27393 2.48560 0.413
8 1.18557 0.03147 0.26139 2.45621 0.088
9 1.06883 0.04167 0.24811 2.39555 0.492
10 1.29560 0.03831 0.17902 2.066 0.233
11 | 092242 | 0.04272 | 0.26898 | 196137 | 0.379

Tabulka 5.4: Hodnoceni kvality pro rozdéleni pomoci algoritmu K-medoids

Jak mtzeme pozorovat ve vysledcich hodnoceni kvality, pro kazdy z algoritmu dostavame
velice odlisné vysledky. Muzeme pozorovat, ze pro algoritmus K-Means obecné vSechny
indexy vyhodnotily lepsi vysledky nez pro algoritmus K-Medoids. To by mohlo znamenat,
ze pro tuto sadu je vhodnéjsi algoritmus K-Means, ale u takto problematické sady je potreba
uvazovat i fakt, Ze i jednotlivé metriky hodnotici kvalitu shlukovani mohou mit problém
vypocitat vysledky, ze kterych by bylo mozné vyvodit smysluplny zavér.

Dale 1ze pozorovat, ze index RMSSTD v obou pripadech vyhodnotil rozdéleni do vice
shlukt jako vice se blizici optimalnimu stavu. To je zpusobeno s nejvétsi pravdépodob-
nosti tim, ze RMSSTD zaklad4 hodnoceni kvality na vzdalenosti objekti od streda shluk.
Pri mensim pocétu shluki existuje vétsi pravdépodobnost, Ze se ve shlucich vyskytuji ob-
jekty prilis vzdalené od jejich stredu a tim padem RMSSTD v takovém piipadé vyhodnoti
rozdéleni jako neptilis kvalitni.
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Lze si vSimnout, ze v nékterych pripadech jsou indexy pro rizné pocty shlukt totozné.
Tento jev muze nastat v pripadé, kdy jsou poéty shluki podobné (napiiklad zde u algoritmu
K-medoids v pfipadé Dunn Separation indexu u rozdéleni na 4 a 6 shluku) a nashlukovani
jsou si velmi podobnad, natolik aby jejich odlisnosti v pripadé nékterych metrik neovlivnily
prubéh vypoctu.

Pro demonstraci obtiznosti shlukovani této datové sady, byla tato sada nashlukovana
jesté pomoci jiného algoritmu, nez jsou dva vyse zminéné. Jelikoz jsou K-means a K-medoids
principidlné podobné byl vybran jesté odlisny zptisob, kterym je shlukovani zalozené na hus-
toté objektti pomoci algoritmu DBSCAN. Tento algoritmus byl postupné zkousen s riznymi
hodnotami parametru € v intervalu od 0.5 do 2.0 a s parametrem urc¢ujicim minimalni pocet
objektt v intervalu od 5 do 30. V drtivé vétsiné téchto shlukovani bylo vysledkem prira-
zeni témér celé sady do jednoho shluku. Nakonec byly ale experimentalné zjistény hodnoty
téchto parametru, pro které je algoritmus DBSCAN schopen rozdélit datovou sadu do dvou
shlukt priblizné oc¢ekavanym zpusobem. Pokud € = 1.9 a minimalni pocet objektu je 20,
ziskame nashlukovani, pro které hodnoceni kvality produkuje vysledky uvedené v tabulce
5.9:

Pocet shluku | DB index | DS index | Silhouette index | RMSSTD Referen/cn/l
porovnini
3 0.51717 0.00743 0.57784 21.64868 0.96666

Tabulka 5.5: Hodnoceni kvality pro rozdéleni pomoci algoritmu DBSCAN

label1D @ cluster 0 @ cluster 1 @ cluster_2

280
275 e a

@
70 % ®
265 . * e o e
260 ® @ @ @

@

255 @ . e
250 »:
245 =
240 ¥ o B g ®

=]
235 ® ) ® e (5] i

@

230 @ a 2 & - a
25
220 e 9

o]

a
® p @ ®

25 6@ ° @ 0
20 o @ @
205 @ ° © ® o o]
© =) o .
200 1 [CRE o} e ®
195 s © - o °
190 © o ... 8
185 =) ]
. o
180 5] @
1751 L2 .2
170 ° e g £ e 0.0 IR 4
165 °
4 a5
160 ° @
2]
155 ®
150 o
145 . a @
140

Obrazek 5.4: Obtizné shlukovatelna sada rozdélend algoritmem DBSCAN
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Je patrné, ze mezi vysledky hodnoceni kvality neexistuje prakticky zadna pozorovatelna
souvislost. Kazdy z pouzitych algoritmti datovou sadu nashlukoval jinymi zptisoby a indexy
pro hodnoceni kvality produkuji velice odlisné vysledky. Lze tedy prohlésit, Ze pouzita
datova sada je velmi obtizné shlukovatelnd pouzitymi algoritmy.

U pouzité datové sady je k dispozici i referencni rozdéleni do dvou shlukt. MuzZeme
pozorovat, ze shlukovani pomoci metody DBSCAN rozdélilo datovou sadu do t¥i shluka
s presnosti 96.6% oproti referenénimu rozdéleni. U algoritmu K-Medoids, prestoze vétsina
metrik vykazuje horsi vysledky, pti rozdéleni do dvou shlukti odpovidalo referenénimu reseni
67.1% objekttu a u K-means byla tato hodnota témétr 84%. I z téchto hodnot lze pozorovat,
Ze s touto datovou sadou maji problémy nejen shlukovaci algoritmy, ale i metriky hodnotici
kvalitu jejich vysledku.

5.2.3 Zavér experimentu

V priubéhu tohoto experimentu bylo zjiSténo, Ze u jednoznacné shlukovatelnych sad mo-
hou ruzné shlukovaci metody produkovat identické vysledky. Tudiz vysledky s identickou
kvalitou. Déale v pribéhu experimentu s obtizné shlukovatelnou sadou bylo demonstrovano,
ze existuji datové sady, u nichz vétsina shlukovacich algoritmi neni schopna produkovat
jednoznacné vysledky a s nimiz maji problém i metriky hodnotici kvalitu vysledki shlukové
analyzy.

5.3 Experimentovani s binarnimi sadami

Druhy experiment ktery byl v ramci tohoto projektu vyzkousen, bylo experimentovani s bi-
narnimi sadami. Tedy se sadami, jejichz objekty jsou popsany pouze bindrnimi atributy za
ucelem zjisténi chovani shlukovacich algoritmt a metrik hodnoticich kvalitu v kombinaci
s témito sadami.

5.3.1 Experiment s jednoduchou datovou sadou

Pro tcely prvniho experimentu byla vygenerovina jednoducha datova sada obsahujici na-
hodny vzorek 500 lidi. Tato datova sada obsahuje 3 binarni atributy. Prvni z nich udava,
jestli dany ¢lovék je muz nebo Zena (hodnoty vsech atributu byly generoviny na zékladé
rovnomérného rozdéleni pravdépodobnosti - u tohoto atributu s pravdépodobnosti 50.8%
zena a 49.2% muz). Druhy atribut oznacuje, zdali mé dana osoba vysokoskolské vzdélani
(pravdépodobnost tohoto jevu je 19.8% u zen a 19% u muzu). A konecné tieti atribut
oznacuje, zdali je dand osoba kuifdkem (pravdépodobnost tohoto jevu je 16% u zen a 28%
u muztl). Viechny tyto hodnoty byly ziskdny z dokumentii Ceského statistického tfadu.
[6][7]

Jak si lze u této datové sady povsimnout, tak vzhledem ke skute¢nosti, ze obsahuje tri
binarni atributy, existuje celkem osm moznych kombinaci téchto atributii. Bylo by mozné
tedy nashlukovat datovou sadu pohodlné do osmi ruznych shluki. Vyzkousime tedy ruzna
rozdéleni do shluki a spocitame hodnoceni kvality pro nashlukovani pomoci algoritmu K-
means, K-medoids a DBSCAN.

Algoritmy K-means a K-medoids byly spoustény v 10 bézich za tGcelem minimalizace
dopadu nahodné volby pocatecnich pozic centroidid na vysledek shlukovani.
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Jako referencéni rozdéleni pro tuto datovou sadu pouzijeme rozdéleni do osmi shluki,
které bylo zminéno v predchozim odstavci, tedy kazda moznd kombinace atributti bude
prifazena vlastnimu shluku.

Pocet shluka | DB index | DS index | Silhouette index | RMSSTD Referen/cn/l

porovnini
2 0.77703 0.5 0.64060 0.13078 0.654
3 0.63772 0.5 0.66701 0.10177 0.752
4 0.37468 1.0 0.79637 0.08013 0.828
5 0.45451 1.0 0.74734 0.08769 0.794
6 0.31030 1.0 0.80451 0.08296 0.816
7 0.37746 1.0 0.86627 0.07244 0.86
8 0.21695 1.0 0.88339 0.06061 0.902
9 0.59160 1.0 0.71509 0.09063 0.78
10 0.39012 1.0 0.79025 0.06530 0.886
11 0.33961 1.0 0.85959 0.10745 0.692

Tabulka 5.6: Hodnoceni kvality shlukovani binarni sady algoritmem K-means

7 tabulky vysledkti mizeme vyvodit nékolik zavéri. Pfedné je na prvni pohled ziejmé,
ze Dunn-Separation index je pro hodnoceni vysledkii shlukovani binarnich sad tohoto typu
naprosto nevhodnd metrika. Z dvouhodnotovych vysledkt vyskytujicich se v tabulce nelze
ani zdaleka vy¢ist nejlepsi nashlukovani pro tuto datovou sadu. U ostatnich metrik vsak jiz
dostavame vice informaci o kvalité rozdéleni. VSechny ostatni pouzité metriky se shodly na
rozdéleni do osmi shlukii jako nejlepsim mozném.

Zajimavy vysledek dostavame u RMSSTD, jelikoz jak jsme si nastinili u predchoziho
experimentu, tak tato metrika obecné uprednostiuje vétsi pocty shluku. Jenze v tomto
pripadé existuje osm moznych kombinaci a pokud by kazda z téchto kombinaci pattila do
svého vlastniho shluku, kazdy shluk by byl soustfedén v jednom bodé a tim padem by
byla smérodatna odchylka nulova. Jelikoz v tomto pripadé je RMSSTD index nenulovy, lze
z tohoto vysledku usoudit, ze ani rozdéleni na osm shlukt neprobéhlo optimalnim zptsobem.

Nedokonalost rozdéleni miizeme také pozorovat u porovnani s referenénim rozdélenim.
Jelikoz byla datova sada generovana umeéle a kazdé z osmi moznych kombinaci byl pii-
fazen vlastni referenéni shluk, tak by v optimalnim pripadé vysledek shlukové analyzy
stoprocentné odpovidal referenénimu rozdéleni. Zde ovsem vidime jako nejvyssi hodnotu
v tabulce 0.902, rozdéleni do osmi shlukt tedy vykazuje pouze devadesatiprocentni shodu
s referenénim rozdélenim.

Abychom zjistili pfi¢inu tohoto jevu, resp. nedokonalosti tohoto rozdéleni, staci zanaly-
zovat vysledky, které jsme dostali shlukovou analyzou pomoci K-means. Z nich lze zjistit,
ze ackoli byl algoritmus K-means spustén s pozadavkem na vytvoreni osmi shluk, tak dva
shluky neobsahuji ani jeden objekt a de facto se tedy datova sada rozdélila do Sesti shluk.
Kvalita vysledki ziskanych pomoci algoritmu K-means ve velké mife zavisi na poc¢atecnich
pozicich centroidd a mize se stat, ze nékterym centroidim nebudou prifazeny zadné objekty
obzvlasté u takovéto datové sady, kde jsou objekty soustfedény do osmi bodu a v nékte-
rych bodech se nachdzi o mnoho objektt vice nez v ostatnich. Cetnosti moznjch kombinaci
atributd jsou znazornény v nasledujici tabulce:
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Pohlavi | Kurdk | Univerzitni vzdélani | cetnost
Muz Ano Ano 14
Muz Ano Ne 49
Muz Ne Ano 32
Muz Ne Ne 140
Zena Ano Ano 5
Zena Ano Ne 38
Zena Ne Ano 35
Zena Ne Ne 187

Tabulka 5.7: Cetnosti kombinaci atribut@t v pouzité datové sadé

V idealnim pripadé by kazdy z centroida byl jako jediny umistén do jedné z osmi skupin
objekt.

7 téchto divodi u takovéto datové sady mohou tedy algoritmy K-means a K-medoids
selhavat. Vzhledem ke skutecnosti, Zze jde o sadu, kde jsou objekty soustredény do mist
s vysokou hustotou, lze predpokladat, ze napriklad algoritmus DBSCAN, ktery je na hustoté
vyskytu objekti zalozen, by mél vyprodukovat idedlni nashlukovani. Algoritmus DBSCAN
bude otestovan s touto datovou sadou pozdéji v tomto experimentu.

Pro srovnani byl proveden jesté experiment se shlukovanim této datové sady pomoci
algoritmu K-medoids.

Pocet shluka | DB index | DS index | Silhouette index | RMSSTD Referen/cn/l
porovnini
2 0.77703 0.5 0.64060 0.13078 0.654
3 0.53646 0.5 0.65873 0.10885 0.682
4 0.38803 0.5 0.73793 0.08938 0.816
5 0.32965 0.5 0.82487 0.07185 0.892
6 0.40133 0.5 0.81028 0.08021 0.828
7 0.39335 0.5 0.81609 0.07339 0.886
:
)
i0
11 0.28101 1.0 0.80080 0.07491 0.85

Tabulka 5.8: Hodnoceni kvality shlukovani bindrni sady algoritmem K-medoids

Z tabulky mtzeme vidét, ze DS index produkuje i pro algoritmus K-medoids v kombinaci
s binarni datovou sadou neuspokojivé vysledky. Také si mizeme povSimnout, Ze v tomto
piipadé algoritmus K-medoids vyprodukoval dle pouzitych metrik kvalitnéjsi vysledky nez
K-means.

Dalsi véc, kterou lze z tabulky zjistit, je, ze vSechny metriky jsou pro rozdéleni do 8
a 10 shlukt totozné, coz naznacuje stejny vysledek u obou poétu shluki. K tomuto jevu
pravdépodobné doslo z duvodu soustiedéni 500 objekt do osmi rtiznych pozic, pri snaze
o rozdéleni do shlukt muze dojit v rdmci jedné pozice k zanedbani nékterych shlukt - tedy
nékteré ze shlukti nebudou mit prifazen ani jeden objekt.

Opét ovsem nedoslo k optiméalnimu rozdéleni objektu. Byl tedy proveden jesté jeden
pokus s jinym algoritmem. Timto algoritmem je DBSCAN a v nésledujici tabulce jsou
zobrazeny jeho vysledky:
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Pocet shluku | DB index | DS index | Silhouette index | RMSSTD Referen/cn/l
porovnini

8 0.0 Infinity 1.0 0.0 1.0

Tabulka 5.9: Hodnoceni kvality shlukovani bindrni sady pro rozdéleni pomoci algoritmu
DBSCAN

7 tabulky je patrné, ze algoritmus DBSCAN vyprodukoval idealni rozdéleni do osmi
shluki, které stoprocentné odpovida referenénimu feseni. Také hodnoty ostatnich indexu
jsou nejlepsi jakych tyto indexy mohou nabyvat. Jelikoz je DBSCAN metoda zaloZena na
shlukovani podle hustoty objekti a tato datova sada vytvari osm ruznych bodu s velkou
hustotou objektt, funguje DBSCAN velice dobre.

5.3.2 Experiment s vice atributy

Pro druhou ¢ést experimentu s binarnimi atributy byla vybrana datova sada obsahujici
simulovand data reprezentujici vzorek pacientu, ktefi utrpéli zranéni hlavy. Tato sada ob-
sahuje 11 atributi a pro tento experiment z ni bylo vyuzito prvnich 1000 objektu. [2] [3]

Pocet shluka | DB index | DS index | Silhouette index | RMSSTD
2 1.87983 0.09090 0.40208 0.03995
3 1.64920 0.1 0.29875 0.04264
4 1.54270 0.1 0.42203 0.03692
5 1.21762 0.11111 0.29368 0.03393
6 1.24070 0.11111 0.27061 0.03462
7 1.26611 0.11111 0.28072 0.03110
8 1.75411 0.11111 0.29026 0.03169
9 1.06033 0.125 0.33969 0.02904
10 1.16168 0.14285 0.36582 0.03286
11 1.09738 0.14285 0.34576 0.02772

Tabulka 5.10: Hodnoceni kvality shlukovani binarni sady algoritmem K-medoids

Z vysledku v tabulce 1ze u DS indexu zjistit, ze stdle obsahuje velké mnozstvi duplicitnich
hodnot a to i presto, ze tato datova sada ma vice atributid nez sada z prvni ¢asti tohoto
experimentu a obsahuje dvojnasobné mnozstvi objekt.

U této datové sady, kde nejsou objekty tolik soustiedény v jednom bodé, muzeme
u RMSSTD opét sledovat obvykly trend v uprednostiniovani vétsiho poc¢tu shlukt, i kdyz ne
v takové mire jako tomu bylo u experimentt s pocty shlukda.

Indexy DB a Silhouette se shoduji na rozdélenich do 9-11 shluku a produkuji zde lepsi
vysledky nez u ostatnich poc¢tu shluka (kromé Silhouette indexu u 2 a 4 shluku), coz muze
naznacovat, ze pro tuto datovou sadu je vhodnéjsi rozdéleni do vétsitho poctu shluki.

5.3.3 Zavér experimentu

V pribéhu tohoto experimentu bylo zjisténo, ze DS index neni p#ilis vhodny pro hodno-
ceni kvality pouzitych bindrnich sad. Dale bylo ukazano, ze RMSSTD nemusi vzdy upied-
nostnovat vétsi pocet shlukti a v nékterych idedlnich pripadech muze preferovat optimélni
rozdéleni.
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5.4 Experimentovani se specifickou datovou sadou

V nasledujici sekci jsou popsany experimenty provedené s ruznymi shlukovacimi algoritmy
nad datovou sadou se specifickymi vlastnostmi.

5.4.1 Datova sada a navrh experimentu

Datova sada pouzitda v tomto experimentu obsahuje dvoudimenzionalni data reprezentujici
souradnice objektu v roviné. Sada obsahuje 312 objektu, které jsou usporddany do tvaru
spiraly o tfech ramenech (obrazek 5.5) [5]. Ocekévame tedy, ze v idedlnim piipadé budou
objekty rozdéleny do tri shluki, kde kazdy shluk bude obsahovat objekty z jednoho ramena
spiraly.

Tato konkrétni sada byla vybrana z divodu, zZe objekty jsou strukturoviany do ramen
spirdly a tyto ramena maji tedy pomérné vysokou hustotu objekti. D4 se tedy predpokladat,
ze v tomto pripadé budou pro shlukovani nejlepsi volbou algoritmy zaloZené na hustoté,
tedy napriklad DBSCAN. Naopak u algoritmii jako K-means nebo K-medoids, které maji
tendenci rozdélovat objekty do shlukti kruhového tvaru, lze ocekédvat, ze nebudou schopny
nashlukovat sadu predpokladanym zputsobem.

K této sadé je k dispozici také referencni rozdéleni, jsme tedy schopni zjistit u jednotli-
vych nashlukovani, z jaké ¢asti odpovidaji pozadovanému rozdéleni do ti shluki.
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Obrazek 5.5: Referenc¢ni rozdéleni spiralovité datové sady

V prubéhu experimentu bude postupné provedeno shlukovani pomoci DBSCAN a K-
Means. Poté bude provedeno hodnoceni kvality téchto nashlukovani, za Ucelem zjisténi
chovani jednotlivych metrik u sady s takovym specifickym usporadanim, jako je tato.

5.4.2 DBSCAN algoritmus

V prvni ¢asti tohoto experimentu byla datova sada nashlukovana pomoci algoritmu DBSCAN.
Jako vstupni parametry tohoto algoritmu bylo pfi prvnim béhu zadano epsilon = 1.0 a mi-
nimalni pocet objektti ve shluku 5. Poté byl spustén jesté druhy béh algoritmu, kterému
byly zadany vstupni argumenty epsilon = 2.0 a minimalni pocet objektu ve shluku 5. Po vy-
hodnoceni kvality vysledkt téchto shlukovani dostavame hodnoty metrik uvedené v tabulce
5.11.

Pocet shluku | € | DB index | DS index | Silhouette index | RMSSTD Referen/cn/l
porovnani

5 1.0 | 3.09737 0.01520 0.26191 6.82566 0.19551

4 20| 4.61179 0.03546 0.18522 6.96559 0.99679

Tabulka 5.11: Hodnoceni kvality shlukovani pro rozdéleni pomoci algoritmu DBSCAN

Algoritmus sadu rozdélil pfi prvnim béhu do péti shlukt, coz je vzhledem k pouzité
datové sadé neocekavany vysledek. P¥i pohledu na hodnoty metrik v tabulce zjistime, ze
hodnoty u Davies-Bouldin indexu a Dunn Separation indexu jsou v tomto pripadé nékdy
i o jeden az dva horsi, nez tomu bylo napiiklad u experimentt s tézce shlukovatelnou
sadou, coz naznacuje, ze s touto datovou sadou maji metriky problém. Co se tyce vysledku
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porovnani vuci referenénimu rozdéleni, mizeme z néj vycist ze pouze 19.5% objektu bylo
zarazeno do shluku stejné. Tento velice Spatny vysledek muze byt zptisoben nizkou hodnotou
parametru epsilon.

K druhému béhu algoritmu s jinymi vstupnimi hodnotami bylo pristoupeno zejména
kvuli neuspokojivym vysledkim prvniho béhu i presto, ze od néj byl ocekiavan optimélni
vysledek referené¢niho porovnani. Tento algoritmus byl tedy spustén znovu, ovSsem s jinym
vstupnim parametrem epsilon. P¥i druhém béhu byla hodnota tohoto parametru stanovena
na 2.0, pro minimalni velikost shluku zustala hodnota stejnd, tedy 5 objektu.

P1i analyze vysledki druhého béhu algoritmu DBSCAN zjistime, ze hodnoty DB in-
dexu, Silhouette indexu a RMSSTD jsou jesté horsi nez pfi béhu prvnim. A to navzdory
tomu, zZe shlukovani probéhlo téméf optimalnim zptsobem. Porovnavani s referen¢nim roz-
délenim totiz vyprodukovalo hodnotu 99.7%, coz vzhledem k poctu objektll obsaZenych
v analyzované datové sadé znamend, Ze vSechny objekty s vyjimkou jediného byly prifazeny
do shlukt stejné jako v rozdéleni referen¢nim. Jediny Spatné pritazeny objekt byl pritazen
do svého vlastniho shluku (lze pozorovat v obrazku 5.6, objekt znézornény svétle zelenou
barvou v hornim rameni spirdly), proto muzeme v tabulce vidét, ze pocet shlukt, do kterych
byla datova sada rozdélena, je 4. Jediny index, ktery toto rozdéleni preferuje, je DS index.
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Obrazek 5.6: Témér idealni rozdéleni pomoci DBSCAN

5.4.3 K-means algoritmus

Dalsim algoritmem, ktery bude v ramci tohoto experimentu testovan, je K-means. Jak
uz jsme si nastinili v tvodu experimentu, tak K-means se typicky snazi tvorit kruhové
shluky, diky tomu, ze pfirazuje objekty k centroidiim na zakladé vzdalenosti. Mél by tedy
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jiz z jeho podstaty byt pro shlukovani takovéto datové sady zcela nevhodny, pokud chceme
jako vysledek dostat samostatny shluk pro kazdé rameno spiraly.

Pro ucely tohoto experimentu byla datova sada nashlukovdana postupné se dvémi az
jedenacti poc¢atecnimi centroidy a vysledky jsou nasledujici:

Pocet shluka | DB index | DS index | Silhouette index | RMSSTD Referen/cn/l
porovnani

2 1.16740 0.00716 0.34710 5.61954 0.32051
3 0.88507 0.00666 0.36091 4.45895
4 0.87880 0.01784 0.35409 3.86561 0.23717
5 0.89349 0.01416 0.34631 3.46113 0.18589
6 0.87588 0.02455 0.34877 3.13011 0.14423
7 0.87416 0.02563 0.34424 2.96264 0.11217
8 0.84973 0.02189 0.36424 2.76403 0.06410
9 0.89669 0.02525 0.35125 2.61331 0.02564
10 0.82347 2.45992 0.0
11 0.02611 0.36802 0.0

Tabulka 5.12: Hodnoceni kvality shlukovani spirdlovité sady algoritmem K-means

7 vysledku hodnoceni kvality jsme se dozvédéli, ze vSsechny metriky upfednostnuji roz-
déleni do vice shluktu. Konkrétné do 10 a 11 shluku prestoze zde neni absolutné zadna shoda
s referenénim rozdélenim. Nulova shoda s referenénim rozdélenim je dana skutecnosti, ze
diky specifickému spiralovitému usporadani objektd je stfed jednotlivych ramen nejblize
stfedu shluku, ktery se utvoril z ¢asti ramene jiného a jelikoz mapovani shlukia ziskanych
shlukovacim algoritmem na shluky referencni se provadi na zakladé vzdélenosti stredl, tak
se na sebe namapuji shluky, které nemaji zadné spole¢né objekty. Na nésledujicim obrazku
muzeme vidét rozdéleni do 10 shluki:
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Obrazek 5.7: Rozdéleni spirdlovité datové sady do deseti shluki algoritmem K-Means
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Kde ovSsem dochazi k nejvétsi shodé s ocekavanym rozdélenim, je u rozdéleni do tii
shlukt. Presto tato shoda nastiva pouze zhruba u tretiny objektu. Tato skuteCnost je
déna tim, ze K-means rozdéli datovou sadu do tii priblizné kulovitych shlukid a kazdy
z téchto shluka prekryje priblizné tretinu kazdého ramene spiraly. Rozdéleni do tii shluka
je znazornéno na obrazku 5.8:
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Obrazek 5.8: Rozdéleni spiralovité datové sady do tii shlukt algoritmem K-Means

Pokud srovname vysledky hodnoceni kvality pro DBSCAN a pro K-means, zjistime, ze
vétsina metrik upfednostnuje shlukovani pomoci K-means, v pripadé DB indexu ma tato
metrika dokonce Fadové lepsi hodnoty nez u DBSCAN. Jedind metrika, ktera 1épe hodnoti
vysledky DBSCAN, je Dunn Separation index. Tedy ta stejnd metrika, kterd jako jedina
spravné vyhodnotila témér idealni nashlukovani pomoci DBSCAN s € = 2.0 jako lepsi nez
DBSCAN s € = 1.0.

5.4.4 Zavér experimentu

V tomto experimentu bylo ukazano, ze metriky pro hodnoceni kvality nejsou univerzalni
a nefunguji u vsech datovych sad stejnym zpusobem. Z vysledki je patrné, Ze u této datové
sady u rozdéleni pomoci DBSCAN se vstupnim parametrem epsilon = 2.0, které dopadlo
témeér stejné jako bylo ocekavano, vétSina indext dopadla hirfe nez u rozdéleni s epsilon
= 1.0, které bylo dle vysledku porovnani s ocekdvanym rozdélenim o 80% horsi. Déle tyto
metriky vyhodnotily shlukovani pomoci K-means jako lepsi nez pomoci DBSCAN, prestoze
K-Means neni pro tuto datovou sadu vhodnym algoritmem.

Na zakladé téchto informaci mtzeme vyvodit zavér, ze u této datové sady minimalné DB
index, Silhouette index a RMSSTD nefunguji o¢ekdavanym zpusobem. Jediny DS index byl
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schopny ze vSech riznych zptsobt nashlukovani oznacit za nejlepsi ten, ktey téméi kopiruje
ocCekavané rozdéleni.
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Kapitola 6
Zaver

Cilem této bakalarské prace bylo ziskat teoretické znalosti o shlukové analyze a hlavneé
o moznostech a zpusobech hodnoceni kvality jejich vysledkti. Neméné dulezita ¢ast prace
obnasela vyuziti nabytych znalosti v praxi a vytvoreni aplikace schopné hodnotit kvalitu
vysledkt shlukové analyzy.

V pribéhu prace na tomto projektu se vyskytlo nékolik tskali, ktera jsou vétsinou zdo-
kumentovana v textu prace. To hlavni spocivalo v tom, Ze ackoli se shlukové analyze a
dolovani dat vénuje mnoho publikaci, tak hodnoceni kvality vysledku se tyto publikace vét-
Sinou dotykaji pouze okrajové nebo viibec. Nastésti vsak nékteré z téchto publikaci obsahuji
alespon matematické vzorce pro vypocet metrik hodnoticich kvalitu shlukové analyzy, které
je mozno algoritmizovat a tyto algoritmy pouzit pro implementaci pozadované aplikace.

Informace, které jsem mél k dispozici jsem tedy prostudoval a na jejich zakladé apli-
kaci implementoval. Po konzultaci s vedouci mé price jsem vybral datové sady, tyto jsem
podrobil shlukové analyze a nasledné pouzil pro experimenty s vytvorenou aplikaci. Témito
experimenty byly zjistény informace jak o chovani samotnych shlukovacich algoritm, tak
o chovani metrik hodnoticich kvalitu shlukovani.

7 vysledkd experimentu byla zjisténa napiiklad tendence RMSSTD zpravidla 1épe hod-
notit rozdéleni do vice shluki, jelikoz je tento algoritmus zalozen na kompaktnosti téchto
shlukd. U experimentii s bindrnimi datovymi sadami pak bylo zjisténo, ze DS index neni
vhodny pro hodnoceni jejich kvality, jelikoz u takovychto datovych sad produkuje pouze
omezené mnozstvi hodnot a ¢asto udava stejnou hodnotu pro vétsi mnozstvi riznych na-
shlukovani. U experimentii s datovou sadou obsahujici objekty usporadané do tvaru spiraly
byl jako nejlepsi metrika pro hodnoceni kvality ur¢en Dunn Separation index, ktery prefero-
val o¢ekavané rozdéleni. Navic také tento index uprednostnoval algoritmus DBSCAN pied
algoritmem K-means a potvrdil tak predpoklad, Zze pro datovou sadu specifického tvaru
jako je tato, je vhodnéjsi DBSCAN jakozto algoritmus zalozeny na hustoté objektl, nez
K-means jakozto algoritmus zalozeny na vzdalenosti od reprezentujicich objektt.

Pro potencialni budouci verze aplikace existuje prostor pro jeji rozsireni. At uz o dalsi
metriky pro hodnoceni kvality, tak naptiklad o dalsi modul, ktery by byl schopen provadét
shlukovou analyzu, aby uzivatel pro shlukovani datovych sad nemusel pouzivat dalsi soft-
ware. Déle by bylo vhodné zkoumat chovani metrik v kombinaci s dalsimi datovymi sadami,
jelikoz vzorek obsazeny v této préaci se vénuje pouze nékolika zakladnim typtum datovych
sad. Riznych datovych sad lze ovSem nalézt ¢i vygenerovat nespocet.
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Priloha A

Obsah CD

Prilozené CD obsahuje archiv Bachelors_thesis.tar.gz, ve kterém se nachazeji nasledu-

jici soucasti projektu:
e Zdrojové kédy aplikace véetné Makefile pro vytvoreni spustitelného .jar souboru
e Datové sady pouzité v experimentalni ¢asti projektu

e Tento text bakalarské prace v elektronické podobé, véetné zdrojovych souboru sys-
tému KWTEX.
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Priloha B

Navod k aplikaci pro hodnoceni
kvality vysledkti shlukové analyzy

Tato aplikace je distribuovana jako konzolova a je k ni dodan Makefile pro snadné sestaveni
java archivu a spusténi s nékolika vzorovymi vstupnimi soubory. Tyto vstupni soubory jsou
tytéz, které byly pouzity v experimentalni ¢asti tohoto projektu.

Seznam cilti programu make:

all — Sestavi java archive CAQE-1.0.jar

simpleKMeans, simpleKMedoids — Spusti aplikaci s jednoduchou datovou sadou na-
shlukovanou pomoci K-Means nebo K-Medoids.

difficult KMeans, difficultKMedoids, difficult DBSCAN — Spusti aplikaci s tézce shlu-
kovatelnou sadou nashlukovanou pomoci K-Means, K-Medoids nebo DBSCAN

binaryKMeans, binaryKMedoids — Spusti aplikaci s binarn{ datovou sadou nashluko-
vanou pomoci KMeans nebo KMedoids

complexBinary — Spusti aplikaci s komplexnéjsi binarni datovou sadou nashlukovanou
pomoci KMedoids

spiralKMeans, spiral DBSCAN1, spiral DBSCAN2 — Spusti aplikaci se spiralovitou da-
tovou sadou nashlukovanou pomoci KMeans nebo pomoci DBSCAN s € = 1 (spiral DBSCANT1)
nebo s € = 2 (spiral DBSCAN2).

Pro spusténi aplikace s libovolnym vstupnim souborem se pouziva po jejim prelozeni

prikaz:

java —-jar CAQE-1.0.jar inputFile headerFile

kde inputFile je cesta ke vstupnimu souboru obsahujicimu nashlukovanou datovou sadu
a headerFile cesta k souboru obsahujicimu specifikaci typu atribut.
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Priloha C
Diagram trid

V této priloze se nachazi diagram zobrazujici vztahy mezi tfidami aplikace. Tento diagram
byl vygenerovan z vyvojového prostiedi IntelliJ IDEA 2017.2.5.
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Obrazek C.1: Diagram t¥id
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