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ABSTRAKT 
Cieľom tejto práce bolo vytvoriť laboratórne úlohy pre predmet „Paralelní zpracování 
da t " , pomocou ktorých sa študent i zoznámia s prácou a možnosťami technológie Apache 
Spark. Úlohy sa venujú práci zo základnými operáciami a predspracovaniu dát , práci 
s konceptami a algor i tmami strojového učenia. Využi t ím algori tmov pre lineárnu regresiu, 
klasif ikáciu, zhlukovanie dát a početné vzory študenti podľa vypracovaných návodov 
vytvoria programy, ktoré riešia vopred zadané problémy z reálneho sveta. T ý m t o sa 
zoznámia s reálnym využi t ím a výhodami Sparku. A k o vstupné dáta budú poskytnuté 
pripravené databázy českých a slovenských fir iem s mnohými údajmi, ktoré musia byť 
v rámci prvej úlohy upravené, f i l t rované a usporiadané pre ďalšie spracovanie. Ďalšia 
vec, s ktorou sa naučia pracovať v rámci úloh je funkcionálně programovanie, kedže 
v návodoch nie sú programy vypracované kompletne, ale iba s postupnými nápovědami, 
ktoré sa v následných úlohách už neopakujú. Po absolvovaní všetkých úloh získajú ucelený 
prehľad o možnostiach tejto technológie. 

KĽÚČOVÉ SLOVÁ 
Apache Hadoop, Apache Spark, klasifikácia, lineárna regresia, paralelné spracovanie dát, 
početné vzory, strojové učenie, veľké objemy dát, zhlukovanie dát 

ABSTRACT 
The goal of this thesis was to create laboratory excercises for subject ..Parallel data 
process ing" , which will introduce opt ions and capabil i t ies of Apache Spark technology to 
the students. The excercises focus on work with basic operat ions and data preprocessing, 
work with concepts and algori thms of machine learning. By fol lowing the instructions, the 
students will solve real world si tuat ions problems by using algori thms for linear regression, 
classif icat ion, clustering and frequent patterns. Th is will show them the real usage and 
advantages of Spark. A s an input data, there will be databases of czech and slovak 
companies with a lot of information provided, which need to be prepared, filtered and 
sorted for next processing in the first excercise. The students will also get known with 
funct ional programming, because the are not whole programs in excercises, but just the 
pieces of instructions, which are not repeated in the fol lowing excercises. They wil l get 
a comprehensive overview about possibil it ies of Spark by gett ing over all the excercices. 

KEYWORDS 
Apache Hadoop, Apache Spark, classif icat ion, linear regression, parallel data processing, 
frequent patterns, machine learning, big data, clustering 
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ÚVOD 

V súčasnej dobe technologických inovácií vzniká čoraz viac zar iadení , k toré mu

sia navzájom pre správne fungovanie komunikovať. Či už sa j e d n á o rôzne senzory, 

domáce spotrebiče, alebo automobily, vše tky využívajú pre komunikáciu internet. 

Takisto počet pr ipojených užívateľov je čoraz väčší a výsledkom všetkej tejto komu

nikácie sú veľké objemy dá t , k to ré pre ich efektívne využi t ie potrebujeme urč i tým 

spôsobom spracovávať. 

Pre spracovanie dá t sa dajú používať pomerne j ednoduché sériové programy, 

avšak pri veľkých objemoch je t a k ý t o postup časovo veľmi náročný. Preto bol navr

hnutý, pôvodne Google propr ie tárny, programovací pr incíp MapReduce, k to rý spra

cúva d á t a paralelne, teda rozdelí ú lohu medzi viaceré výpočtové stroje, k toré pracujú 

zároveň a k výsledku dospejú oveľa rýchlejšie. 

T á t o p ráca sa venuje ak tuá lne použ ívaným technológiám Apache Hadoop a A p a -

che Spark, k to ré fungujú na pr incípe MapReduce. Cieľom je zoznámiť sa s ich fun

govaním a možnosťami, a nás ledne vhodne navrhnúť l abora tó rne úlohy pre novo 

pripravovaný predmet Para le lné spracovanie dá t na Fakulte elektrotechniky a ko

munikačných technológií, V U T v Brne. 

Hlavným pr ínosom práce je náv rh š tyroch labora tórnych úloh, k toré p rak t i ckým 

a zrozumiteľným spôsobom preds tavujú výhody a použi t ia Sparku na si tuáciách 

z reálneho sveta. K a ž d á ú loha rieši konkré tny problém a t ý m t o umožňuje pochopiť 

v ý z n a m tejto technológie a takisto inšpirovať š t u d e n t a k novým n á p a d o m využit ia . 

V prvej kapitole je popísané , čo sa skrýva za pojmom Veľké objemy dá t , čím 

je spôsobený ich náh ly ná ras t , a aké problémy a nás ledné riešenia z toho vznikajú. 

V druhej čast i je vysvetlený pr incíp sériového, d is t r ibuovaného, para le lného spraco

vania dá t a jednot l ivé algoritmy. Ďalšia kapitola je zameraná na samotné prostredie 

Apache Spark, jeho možnost i , prvky a súčas tné využit ia . Pos ledná časť sa venuje 

návrhu labora tórnych úloh, k toré b u d ú zamerané na výpočtové úlohy v pros t redí 

Apache Spark v programovacom jazyku Java. 
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1 VEĽKÉ OBJEMY DÁT 

Denne sa na celom svete vygeneruje 2,5 exabajtov dá t , teda 2, 5 x 10 1 8 B . Toto 

číslo neus tá le rastie a ak chceme z tejto záplavy informácií využiť maximum pre 

zlepšenie našej životnej úrovne, potrebujeme k tomu nové nás t ro je a postupy. Pojem 

veľké objemy dá t predstavuje akýsi koncept vše tkých p rob lemat ík spojených s t ý m t o 

n á r a s t o m dá t a jeho spracovaním. 

T á t o kapitola sa venuje práve t ý m t o p rob lemat ikám, v h o d n ý m riešeniam a ak

t u á l n y m využ i t i am v rôznych oblastiach. 

1.1 História 

Prvé zmienky o veľkom ná ras t e množs tva informácií a dá t sa objavovali dávno pred

tým, než sa tento fenomén začal označovať známou frázou „veľké objemy d á t " , alebo 

„Big Data" . 

Fremont Rider [1], knihovník na univerzite Wesley, už v roku 1944 odhadoval 

vo svojej knihe The Scholar and the Future of the Research Library, že knižnice na 

amerických školách sa zdvojnásobujú každých šestnásť rokov, a že t ý m t o tempom 

bude v roku 2040 obsahovať knižnica na univerzite Yale 200 miliónov výtlačkov, čo 

by zaberalo 6 tisíc míľ poličiek. 

V šesťdesiatych a sedemdesiatych rokoch vychádzalo množs tvo publikácií , k toré 

sa venovali š ta t i s t i ckým prognózam a m o ž n ý m riešeniam. Vedecké poznatky naras

tal i exponenciálne, čo dokazoval aj stále väčší počet vedeckých článkov, časopisov 

a kníh. P r i tejto informačnej explózii pokladalo veľa odborníkov nájdenie dostaču

júceho úložiska za kľúčový problém. 

P r v ý článok v digitálnej knižnici A C M , v ktorom sa objavil pojem veľké objemy 

dá t , vyšiel v októbr i 1997, teda rok po tom, ako sa stali digi tálne úložiská cenovo 

výhodnejšie ako papier [2]. Takto nazvali autori problém, keď sú súbory dá t príliš 

veľké pre uloženie na lokálnej, popr ípade externej p a m ä t i . 

N a prelome tisícročia sa vyprodukovalo približne 5 exabajtov digi tálnych dá t za 

rok. Mnohí odborníci a celosvetové spoločnost i ako Cisco následne odhadovali ďalší 

ná ras t , no nikto neočakával , že sa dostaneme na číslo 1227 exabajtov v roku 2010 

a 2837 exabajtov o dva roky neskôr. Tieto čísla hovoria iba o vytvorených dá tach . 

Podľa š túdie vedca Chattanya Baru z roku 2011, svetové servery spracovali v roku 

2008 9,57 zettabajtov informácií [1]. Očakáva sa, že t ý m t o tempom bude v roku 2020 

vyprodukované približne 44 zettabajtov dá t . 

Ľudia a spoločnost i si uvedomujú, aké nespoče tné možnost i sa v týchto dá t ach 

skrývajú a preto sa vyvíjajú stále efektívnejšie nás t ro je pre ich spracovanie a využit ie . 

Je to jedna z najväčších inovácií v informatike, k to rá ma tendenciu stále rásť. 
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1.2 Definícia 
V publikácii [3] Kate Crawfordová poukazuje na veľké objemy d á t ako na kul túrny, 

technologický a vedecký fenomén, k to rý pozostáva zo súhry technológie, analýzy 

a mytológie. Technológiou je myslené stále naras ta júc i výkon výpočtových strojov 

a presnosť algoritmov pre p rácu s n imi , ana lýza predstavuje hľadanie urči tých vzorov 

a ich efektívne využit ie a mytológia všeobecne rozšírenú dôveru, že veľké súbory dá t 

n á m môžu poskytnúť nové poznatky a postrehy s presnosťou a objektivitou aké by 

nebolo v minulosti možné dosiahnuť. 

N a konferencii organizácie I E E E v roku 2015 [4] bol i veľké objemy dá t defino

vané jednoducho ako súbory dá t príliš rozsiahle a zložité na to, aby boli spracovávané 

t r ad ičnými algoritmami, či už sa j e d n á o analýzu, zachytávanie , filtrovanie, vyhľa

dávanie, bezpečnosť a mnoho ďalších problemat ík . 

Existuje množs tvo ďalších definícií, ale vše tky sa vo výsledku zhodujú v tom, že 

koncept veľké objemy dá t označuje informácie, k toré nemožno spracovať a analyzovať 

obvyklými spôsobmi a nás t ro jmi . 

F o r m á t 

Formát dá t možno všeobecne rozdeliť do troch skupín. Prvou sú d á t a š t ruk túrované . 

Je to j ednoduchá forma slov, čísel, dá tumov , k toré sa efektívne dajú spracovávať 

pomocou relačných da t abáz . V minulosti neexistovala iná forma ako š t ruk tú rovaná . 

Ďalšie sú semi-š t rukturované dá t a . Môžu byť vo forme š t ruk túrovaných dá t , ale 

narozdiel od nich nie sú organizované do klasických modelov relačných da t abáz . Sú 

to napr ík lad tabuľky. N a ich spracovanie sú potrebne komplexnejšie nás t ro je . 

A najrozšírenejšími sú d á t a nes t ruk turované . Tie tvoria dnes značnú väčšinu všet

kých vygenerovaných dá t . Ich ana lýza a spracovanie je veľmi komplikované, neda jú 

sa využívať t rad ičné relačné systémy. Pat r ia sem textové správy, lokačné informá

cie, videá, d á t a vygenerované na sociálnych sietiach a všetky, k toré nemajú ž iadnu 

konkré tnu formu. 

Z d r o j e 

J e d n ý m z najväčších zdrojov dá t je v posledných rokoch nepochybné internet vecí 

(IoT). Internet vecí pr ipá ja fyzický svet do internetu tak, aby všetko navzá jom ko

munikovalo p ros t redn íc tvom senzorov a iných technickým noviniek. Podľa odhadov 

bude do roku 2020 do internetu pr ipojených 50 mil iard intel igentných objektov. 

Ďalš ím v ý z n a m n ý m zdrojom sú sociálne siete. Každý užívateľ produkuje veľké 

množs tvo nes t ruk turovaných dá t , či už p r idávan ím a zdieľaním informácií, alebo 

jednoducho pohybom po webe. 
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Takisto sú d á t a generované strojmi a intel igentnými zariadeniami automaticky, 

senzormi moni torujúcimi fyzikálne veličiny, pri vedeckých testoch, finančných trans

akciách a mnoho ďalších. 

1.3 Oblasti využitia 

Veľké objemy dá t sa týka jú v súčasnost i n a j m ä veľkých firiem, pre k torých efektivitu 

sú množs tvá informácií kľúčové. Avšak čím ďalej viac zasahujú aj do spôsobu kaž

dodenného života každého z nás a začína sa o tomto koncepte hovoriť ako o akejsi 

revolúcii, k to rá m á zmeniť fungovanie sveta v mnohých oblastiach našej činnosti . 

Počet zdrojov dá t a užívateľov, k to rý ich produkujú , neus tá le n a r a s t á a t ý m 

vznikajú problémy pri ich spracovaní. Avšak, či už ide o odvetvie ekonomiky, vedy, 

informatiky, marketingu a mnoho dalších, v tomto obrovskom množs tve dá t sa ukrý

vajú veľmi uži točné informácie [5]. Ich správne využit ie nepochybné p r ináša zvýšenie 

produktivity alebo nové vedecké objavy. 

B i o l ó g i a 

Spoč ia tku boli veľké objemy dá t doménou prevažne as t ronómov a fyzikov. Dnes 

však nezaostávajú ani iné vedné odbory. Biológovia sa ku veľkým d á t a m obracajú 

stále častejšie, n a j m ä pri testoch ako regulácia génov, vývoj genómu, alebo sledovaní 

umiestnenia mikróbov v tele [6]. 

V e d a a v ý s k u m 

V oblasti vedy a výskumu je j a s n ý m pr ík ladom C E R N , Európska organizácia pre 

jadrový výskum. Tá vyprodukuje ročne 30 pettabajtov dá t . Inžinieri z C E R N u uvá

dzajú že Hadoop a Spark zohrávajú kľúčovú rolu pri analýze dá tových prúdov[13]. 

Všetci analytici môžu pris tupovať k výsledkom takmer v reá lnom čase. 

P r i e m y s e l 

V priemysle sú veľké objemy dá t spájané n a j m ä s ďalšou úrovňou digitalizácie. In

te l igentné továrne b u d ú na základe vygenerovaných a zozbieraných dá t z okolia viac 

zau tomat izované a výrobné stroje b u d ú samočinne vyhodnocovať situácie [15]. Spo

jenie konceptu veľkých objemov dá t a súčasne ďalších technológií v priemysle sa 

označuje ako „ Indus t ry 4.0", alebo š t v r t á pr iemyselná revolúcia. 
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Z d r a v o t n í c t v o 

Zdravotnícke organizácie obsahujú množs tvo záznamov, k toré nie sú ž iadnym spôso

bom zdielané. Ukrývajú sa v nich ale informácie, k to ré pri sp rávnom spracovaní za 

použi t ia konceptu veľkých objemov d á t môžu výrazne zlepšiť zdravotnú starostlivosť 

a predikciu ochorení. Služba Google F l u Trends napr ík lad na základe pohybu oby

vateľstva p o n ú k a krízové riešenia pri rozšírení epidémií [14]. Ďalš ím využi t ím môžu 

byť prenosné zariadenia sledujúce stav pacienta, k toré varujú v p r ípade r izika jeho 

alebo prís lušného zdravotníka . 

F i n a n č n é s l u ž b y 

Článok z časopisu Forbes [16] uvádza niekoľko najčastejších využi t í analýzy veľ

kých dá t v oblasti bankovníctva . J e d n ý m z nich je detekcia podvodov na základe 

strojového učenia. Analýzou sa určí bežná akt ivi ta užívateľov a každá podozr ivá je 

následne odhalená . Veľký dôraz sa kladie aj na segmentáciu užívateľov z pôvodnej 

segmentácie podľa produktov, čo koncept veľkých dá t výrazne zjednodušuje. 

1.4 Problémy využitia 

Možnosť pracovať s veľkými d á t a m i a novými analy t ickými nás t ro jmi neznamená 

automaticky, že z nich spoločnosť bude mať úži tok v podobe hodno tných informácií. 

P r i práci s n imi sa vyskytuje niekoľko problémov. 

A b y bolo možné d á t a využiť, musia sa preniesť zo zdroja do koncových s taníc a po 

ceste vykonať niekoľko operácií a integráciu dá t z iných zdrojov. Pre t ransformačně 

úlohy sa využívajú n a j m ä hadoopové riešenia, napr. procesy M a p a Reduce. 

Značným prob lémom sú aj úložiská. Aberdeen Group uvádza, že uložené d á t a 

r a s tú ročne si o tretinu, čiže musia zdvojnásobovať svoju úložnú kapacitu každých 

24 - 30 mesiacov [8]. A j keď sa nák lady na dátové disky znižujú, ich zväčšovanie ne

dokáže pokryť d lhodobú tendenciu rastu objemov dá t . Veľké spoločnosti sa začínajú 

uberať smerom neintel igentných zar iadení pre ukladanie dá t a serverom, k toré za

bezpečujú ich správu. Tieto uzly využívajú čas to práve Hadoop a je vhodné aby boli 

umies tnené v tesnej blízkosti k d á t a m pre ich rýchle spracovanie. Rýchlosť možno 

navyšovat aj diskami SSD, k toré už sú cenovo dos tupné aj pre menšie firmy. 

R i e š e n i e C l o u d o m 

Významnú úlohu v problematike veľkých objemov dá t zohráva cloud computing, 

teda využit ie výpočtovej sily a úložného priestoru vzdialených dá tových centier. 
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Mnohí poskytovatelia cloudových služieb začínajú integrovať frameworky pre pa

ralelné spracovanie dá t do svojich služieb [9]. Toto riešenie je výhodné pre mnohé 

firmy, n a j m ä ak zbierajú d á t a z veľa zdrojov, k toré môžu byť rozmies tnené po celom 

svete a ich prenos do v las tného dátového centra by bol náročný. Takisto sú tieto 

služby cenovo výhodnejšie ako kupovanie v las tných zariadení . 

Ak tuá lne sa v rámci cloud computingu venuje zvýšená pozornosť tzv. sys témom 

pre spracovanie znalost í ( K P S - Knowledge Processing Systems). Tieto sys témy spra

covávajú už existujúce znalosti alebo informácie na základe urči tých pravidiel a ge

nerujú z nich nové znalosti, alebo n á m posky tnú lepšie postrehy [10]. Kvôli veľkým 

objemom existujúcich znalost í sú po t r ebné techniky ako MapReduce a dis t r ibuované 

dátové úložiská s pr ís lušnými nás t ro jmi pre ich správu. 

Vzhľadom na mas ívny ná ras t výpočtového výkonu a úložného priestoru poskyto

vaného poskytovateľmi cloudových služieb sa stále viac kladie dôraz na bezpečnosť 

informácií firiem a užívateľov, ktori ich využívajú. J e d n ý m z využívaných prostriedok 

na jej zaistenie je mul t id imens ioná lna anonymizácia , avšak pri veľkých objemoch dá t 

sa s táva cenovo neefektívna [11]. Využi t ím pr incípu MapReduce sa t á t o neefektivita 

značne znižuje. Hoci teda cloud computing pr ináša organizác iám mnohé benefity, 

bezpečnos tné riziko tvor í stále veľkú bar iéru pred jeho úp lným nasaden ím [12]. Pa

ralelné spracovanie a ana lýza dá t však umožňuje vyvíjať stále dokonalejšie nás t ro je 

pre ods t ránen ie tohto rizika. 
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2 PARALELNÉ SPRACOVANIE DÁT 

Spracovanie veľkých objemov dá t , často nazývané „Da ta mining" , predstavuje pro

ces získavania doposiaľ neznámych a potenciá lne uži točných informácií z dá tových 

da t abáz . Data mining sa často považuje za jeden z krokov získavania nových zna

lostí, alebo „Knowledge discovery", avšak tieto pojmy preds tavujú ten istý proces 

[17]. Ten sa skladá z pos tupných krokov ako združovanie, selekcia, t ransformácia 

dá t , vyhodnotenie vzorov až k výslednej informácii. 

2.1 Princíp 
Pre pochopenie významu para le lného spracovania dá t je dôležité porovnanie so séri

ovým p r í s t u p o m a objasnenie potrieb spoločnost í s distribuovanou infrastrukturou. 

S é r i o v ý 

P r i t r ad i čnom sériovom pr í s tupe sa urč i tý problém rozdelí na d iskré tnu sériu in

štrukcií , k toré sa postupne vykonávajú jedna po druhej v jedinom procesore. Takže 

v jednom momente môže byť spracovávaná len jedna inštrukcia. Výpočtový výkon 

a pamäť jediného procesora sú značne obmedzené , čo spôsobuje p rob lém n a j m ä pri 

spracovaní veľkých objemov. 

Problém 

séria inštrukcií 

I I Procesor 

Obr. 2.1: Sériové spracovanie dá t 

D i s t r i b u o v a n ý 

Celosvetové organizácie po t rebu jú získavať informácie z viacero geograficky vzdia

lených zdrojov dá t . Takisto užívatelia môžu byť vzdialený od zdrojov a zaistenie 
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služieb klasickými sys témami vedie v t akých to p r ípadoch k veľkému n á r a s t u komu

nikačných nákladov. Práve pre potreby t akého to dis t r ibuovaného prostredia spoloč

nost í vznikl i sys témy pre dis t r ibuované spracovanie dá t . 

P a r a l e l n ý 

S pr íchodom veľkých objemov dá t h r á však h lavnú úlohu parale lné spracovanie. Ide 

o súčasné využit ie viacerých výpočtových strojov pre riešenie j edného problému. 

P rob l ém je rozdelený na diskré tne časti , k toré môžu byť riešené zároveň a tieto 

časti rozdelené na série inštrukcií sú spracované rôznymi procesormi. Celý proces 

riadi jeden kontrolný mechanizmus. Takto sa dajú efektívne využiť počí tače s viace

rými procesormi (jadrami), alebo väčší poče t t akých to sieťovo prepojených počí tačov 

(cluster). 

Problém 

Časť 3 

série inštrukcií 

H l i I I 
1111 I I 
I I I I I I 

Procesor 

Obr. 2.2: Para le lné spracovanie dá t 

2.2 MapReduce 
Technológia MapReduce, zverejnená spoločnosťou Google, bola jedna z prvých pre 

prácu s veľkými objemami dá t . N a jej základoch je pos tavená väčšina ďalších tech

nológií, k to ré sa používajú a inovujú dodnes [18]. 

MapReduce popisuje dve nezávislé funkcie. Poč í tač prijme vs tupné d á t a a rozdelí 

ich o s t a t n ý m poč í t ačom v clustri. Funkcia M a p vytvor í zo vs tupných dá t dvojice 

kľúč a hodnota. Výs tup funkcie M a p je poslaný funkcii Reduce ako vs tupné dá ta , 

k toré sú následne spojené podľa kľúča. Takto zredukovaný výsledok je v rá t ený späť 

užívateľovi. 
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2.3 Základné operácie 
P r i práci v jadre Sparku bez využi t ia ďalších komponentov, prebiehajú vše tky ope

rácie na objektoch alebo dá tových množinách R D D (Resilient Distributed Dataset), 

alebo na P a i r R D D , čo je typ, v ktorom sú d á t a uložené v pároch klúč-at r ibúty. Obe 

sú bližšie popísané v kap. 3.2. Používané operácie sa delia na t ransformácie a akcie. 

T r a n s f o r m á c i e 

Používajú sa na existujúce R D D a po prevedení operácie na každý záznam jednot

livo vzniká nové R D D [26]. Vše tky t ransformácie sa môžu spúšťať paralelne, každá 

výpoč tová jednotka spracováva časť t ransformácie nezávisle na os ta tných, čo značne 

urýchľuje výpočty. 

• map: noveRdd=Rdd.map(function) 
Základná t ransformácia , k to rá pr i j íma funkciu ako argument. Pracuje takmer 

rovnako ako M a p funkcia pôvodného MapReduce modelu. Prejde každý zá

znam a prevedie na ň o m operáciu danú funkciou. Výsledné R D D m á rovnaký 

počet záznamov (ale môžu byť iného typu). Používa sa napr. na š tandard izá

ciu dá t , konvertovanie dá tových typov, výpoč ty na úrovni záznamov, pridanie 

nových a t r ibú tov alebo kontrolu a čistenie dá t . 

• flatMap: noveRdd=Rdd.flatMap(function) 
Pracuje rovnako ako M a p t ransformácia , ale v ý s t u p o m môže byť viac zázna

mov ako bolo v pôvodnom R D D . Používa sa pre vše tky rozdeľovacie operácie, 

keď chcete v s tupný záznam rozdeliť na viacero výs tupných . 

• filter: noveRdd=Rdd. f i l t e r (f unction) 
Pr i j íma filtrovaciu funkciu ako argument. Funkcia vracia hodnotu true/false, 

podľa toho či z áznam splňuje zvolenú podmienku. Záznamy, k toré podmienku 

splňujú sú v rá t ené na výs tup v novom R D D , k toré bude obsahovať menej 

záznamov ako pôvodné . Záznamy sami o sebe ale zmenené nie sú. 

• union: unionRdd=prveRdd.union(druheRdd) 
Spája 2 R D D do jedného , k toré obsahuje všetky záznamy z oboch pôvodných. 

Rovnaké záznamy sa duplikujú. Používa sa n a j m ä pri spájaní d a t a b á z alebo 

záznamov, k toré sú získavané z viacerých zdrojov. 

• intersection: intersectionRdd=prveRdd.intersect(druheRdd) 
Vracia iba spoločné rovnaké záznamy dvoch R D D . 

• mapValues: M a p t ransformácia pre P a i r R D D , k to rá transformuje hodnoty, ale 

nezasahuje ž iadnym spôsobom do kľúča. 

• flatMapValues: F l a t M a p t ransformácia pre P a i r R D D , ktorou možno vytvoriť 

viaceré hodnoty s r ovnakým kľúčom. 
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A k c i e 

Sú to operácie, k toré pracujú na celom R D D , nie iba na jednot l ivých záznamoch ako 

v p r ípade t ransformáci i . Výsledkom akcie nie je nové R D D , ale výsledná hodnota 

ako napr. súčet alebo priemer. 

• Reduce - najdôležitejšia akcia, k to rá pracuje veľmi podobne ako Reduce fun

kcia pôvodného M a p Reduce modelu. Reduce pri j íma funkciu s dvomi vstup

nými hodnotami. Vykonáva operáciu cez všetky elementy R D D , a to t a k ý m 

spôsobom, že j u vykoná na prvých dvoch elementoch, výslednú hodnotu pou

žije ako v s t u p n ú hodnotu pre operáciu s ďalším elementom a takto pokračuje 

až do pos ledného elementu. N a jednoduchom príklade je tento pr incíp vysvet

lený v kap. 4.1. 

• Collect - v rá t i vše tky elementy jedného R D D . R D D môže byť pri výpoč toch 

rozdelené na časti (partitions), k toré sú paralelne spracovávané napr ieč clu-

strom, a pr i zavolaní akcie collect sú vše tky tieto časti zozbierané do jedného 

počí tača . To je pri veľkom poč te výpočtových strojov a veľkých objemoch dá t 

ná ročná operácia a treba si vždy premyslieť jej použi t ie . 

• count - v rá t i počet elementov v R D D 

• first - v rá t i p rvý element v R D D 

• take(n) - v rá t i n elementov z R D D 

• countByKey - spoč í ta poče t záznamov s rovnakým kľúčom 

• groupByKey - vykoná agregáciu podľa kľúča, napr. súčet, priemer 

• reduceByKey - reduce operácia pre každý kľúč 

• aggregateByKey - agregácia záznamov podľa kľúča 
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2.4 Strojové učenie 
Strojové učenie je obor, k to rý n á m spr ís tupňuje skutočný potenciá l veľkých objemov 

dá t . Jeho algoritmy spracovávajú známe d á t a a učia sa na nich. Získané „pozna tky" 

potom aplikujú na nové d á t a a t ý m n á m odhaľujú výsledky, ku k t o r ý m by ľudský 

mozog nedokázal dospeť. Je to teda urč i tá forma umelej inteligencie. Taký to program 

môže napr. predpovedať cenu projektov na základe predošlých, predvídať šírenie 

chorôb, ceny akcií na trhu a mnoho ďalších. 

Všetky d á t a obsahujú urči té a t r i bú ty medzi k to rými existujú vzťahy. To, do akej 

miery sa tieto a t r i bú ty navzájom ovplyvňujú nazývame úroveň korelácie. Učiť sa 

v tomto pr ípade z n a m e n á porozumieť t ý m t o vzťahom medzi a t r i b ú t m i a strojové 

učenie je teda obor, v ktorom využívame poč í tač pre analýzu dá t , odhalenie kore

lácií a ich následné využit ie . Korelácie môžu vznikať medzi veličinami, u k torých to 

očakáva ľudský mozog na základe naučených asociácií, ale v ére veľkých objemov dá t 

dokáže poč í tač čas to odhaliť úplne nečakané vzťahy. V takom pr ípade už n e m á vý

znam snažiť sa odhaliť dôvod, ale jednoducho využiť získané poznatky. P ráve tento 

pr í s tup p r ináša nové revolučné využi t ie veľkých objemov dá t [27]. 

Výsledkom algoritmov strojového učenia je model. Je to definícia alebo vysvet

lenie vzťahov medzi a t r i bú tmi . Konkré tne sa môže jednať o rovnicu, k to rá definuje 

ako sa dá získať jedna hodnota z druhej, rozhodovací strom, k torý určí výsledný 

a t r ibú t na základe viacerých prediktorov, model pre zoskupenie podobných hodnô t 

alebo ich predikciu. 

Typický proces strojového učenia je zobrazený na obr. 2.3. N a zač ia tku sú vždy 

po t r ebné historické dá t a , k toré obsahujú prediktory aj výsledné hodnoty, k toré 

chceme následne predikovať. Tieto d á t a sa n á h o d n e rozdelia s u rč i tým pomerom 

na t rénovaciu a testovaciu sadu. N a trénovaciu sadu sa aplikuje algoritmus stro

jového učenia, k to rého výsledkom je model. Ten je otes tovaný na testovacej sade, 

k to rá obsahuje skutočné výsledky a tie sú porovnané s predikovanými. N a základe 

získanej presnosti možno využiť i teračný proces a vrátiť sa späť k učeniu a vylepšiť 

tento proces. Po získaní modelu s dostačujúcou presnosťou sú n a ň aplikované nové 

d á t a a t ý m sú získané predikované výsledky. 

L i n e á r n a r eg res ia 

Lineárna regresia je jeden z algoritmov strojového učenia. Cieľom tejto m e t ó d y je 

získať l ineárnu rovnicu (model), k to rá reprezentuje vzťah premenných , a na základe 

ktorej možno predikovať ďalšie hodnoty. Rovnica reprezentuje úsečku, ktorej súčet 

štvorcov ver t ikálnych vzdialenost í medzi k a ž d ý m bodom a úsečkou je min imálny 

[28]. Používa sa v pr ípadoch, keď chceme predikovať číselné hodnoty. P r i výpoč toch 

sa sleduje parameter „Goodness of F i t " ( zn . R2), na ktorom sa dá overiť, ako presne 
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Obr. 2.3: Proces strojového učenia 

reprezentuje rovnica vzťahy medzi p remennými . N a obr. 2.4 sú znázornené situácie 

s rôznou presnosťou. Výhodami lineárnej regresie sú rýchlosť výpočtov , nenároč

nosť na výpoče tný výkon a pamäť počí tača , vysoká presnosť predikcií pr i l ineárne 

závislých hodno tách . Z toho vyplýva, že tento algoritmus nedokáže pracovať s ne

l ineárnymi vzťahmi, môže pracovať iba s číselnými hodnotami, a presnosť je veľmi 

ovplyvniteľná m a l ý m p o č t o m hodnô t , k toré ležia mimo grafu (outlier). Preto ich 

treba pred s a m o t n ý m v ý p o č t o m eliminovať. 

K l a s i f i k á c i e 

Cieľom klasifikačného algoritmu je rozhodnúť, do akej skupiny alebo kategórie nový 

prvok pa t r í , teda klasifikovať ho. Program sa rozhoduje podľa modelu, k to rý bol 

vytvorený na základe predošlých pozorovaní známych dá t . Typ ickým pr ík ladom je 
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Obr. 2.4: Presnosť zhody 

spam filter. Klasifikačných algoritmov existuje niekoľko, t á t o p ráca sa venuje rozho

dovaciemu stromu a n á h o d n é m u lesu. 

Rozhodovací strom je veľmi j ednoduchý a ľahko pochopiteľný algoritmus klasifi

kácie. Model predstavuje samotný rozhodovací strom. Ten je vytvorený na základe 

historických dá t . Program môže napr ík lad klasifikovať, či m á človek cukrovku alebo 

nie podľa jeho váhy a veku. Strom by mal v tomto pr ípade ako koreň rozhodo

vací blok váhy. Ten sa rozvetví a každá vetva smeruje do rozhodovacieho bloku 

veku. Po spojení tých to dvoch š ta t is t ických predpovedí strom rozhodne, či sa j edná 

o cukrovkára alebo nie. O po rad í parametrov v strome rozhoduje algoritmus sám, 

manuá lne by to predstavovalo neľahkú úlohu, keďže je za t ý m veľa komplexnosti. 

Úrovní stromu môže byť väčšie množs tvo , záleží na poč te prediktorov. Výhody roz

hodovacieho stromu sú, že dokáže pracovať s chýbajúcimi d á t a m i a jeho rýchlosť a 

jednoduchosť [29]. T á m á v ý z n a m napr ík lad pri rozhodovaní o posky tnu t í pôžičky 

zákazníkovi. A k chce vedieť prečo mu nebola posky tnu tá , d á sa to veľmi ľahko vy

hľadať. Nevýhodou je obmedzená presnosť a nevhodnosť pre veľké poč ty prediktorov. 

N á h o d n ý les je j e d n ý m z najobľúbenejších a najpresnejších algoritmov klasifiká

cie. Je pos tavený na rozhodovacom strome. Narozdiel od neho ale využíva viacero 

modelov (stromov). Rozhodnutia z každého stromu porovná , a väčšinové zvolí ako 

výsledné. Jednoducho sa to dá vysvetliť na k ú p e monitoru. Spý ta te sa 10 kamará 

tov, či si kúpiť urč i tý monitor. Každý k a m a r á t predstavuje jeden model. Podľa toho, 

čo povie väčšina, sa rozhodnete. Veľkou výhodou n á h o d n é h o lesa je jeho presnosť a 

schopnosť pracovať s veľkým p o č t o m prediktorov. Každý strom pracuje iba s časťou 

hodnô t (väčšinou s odmocninou všetkých prediktorov) a hodnoty si vybe rá náhodne . 

Vďaka tomu dokáže pracovať aj s chýbajúcimi d á t a m i . To spôsobuje ale veľkú ná

ročnosť na výpočtové prostriedky a čas. Využíva sa čas to vo vedeckých výskumoch, 
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zdravotných diagnózach a všade, kde je kľúčová presnosť a nezáleží na rýchlosti . 

Z h l u k o v a n i e d á t 

Zhlukovanie dá t je jednou z techník strojového učenia. Je to m e t ó d a pre zoskupo

vanie dá t do urč i tého p o č t u skupín alebo podmnož in , a to podľa ich vzájomných 

podobnos t í . Podobnosť dá t určuje podobnosť hodnô t parametrov, k toré obsahujú. 

V tejto technike sa nerozdeľujú parametre na prediktory a predikované hodnoty, ale 

vše tky možno považovať za prediktory. 

T á t o p ráca sa venuje zhlukovaniu KMeans . Všetky vs tupné prvky alebo riadky 

sa zoskupujú do k zhlukov, pr ičom každý prvok sa vo výsledku nachádza len v jed

nom zhluku. Vzorový priebeh KMeans zhlukovania je znázornený na obr. 2.5. Naj

skôr je vytvorený m-rozmerný priestor, kde m je poče t údajov alebo st ĺpcov a do 

tohto priestoru sú umies tnené vše tky prvky. Následne sa n á h o d n é umiestni do pries

toru požadovaný počet centrá lnych bodov reprezentujúcich centrum zhlukov [30]. 

V tomto pr ípade je na obrázku dvojrozmerný priestor s dvomi zhlukmi. Medzi kaž

d ý m prvkom je v y p o č í t a n á vzdialenosť k obom cen t rá lnym bodom a podľa nej je 

p r i radený k j e d n é m u z nich. K meraniu vzdialenosti je možné použiť viaceré metódy, 

najpoužívanejšia je Euklidova vzdialenosť, teda po priamke. Rozdelené prvky teraz 

preds tavujú nové zhluky a v ďalšom kroku je vypoč í t ané centrum týchto zhlukov, 

kde sa premiestnia centrá lne body. Po ich premies tnení nas táva ďalšia i terácia, teda 

prepočí tan ie vzdialeností , vytvorenie nových zhlukov a premiestnenie centrá lnych 

bodov. T ý m sa niektoré prvky premiestnia do d ruhého zhluku. Tento proces sa opa

kuje až k ý m sa centrá lne body nestabil izujú a p re s t anú sa premiestňovať. 

• • • 
: \ : o i \ : o 

• • 
' ó * 

o . o . • • • • w w • W W • 
Obr. 2.5: KMeans zhlukovanie 

Výhodou Kmeans zhlukovania oproti iným m e t ó d a m je jeho rýchlosť, efektivita 

pre veľký počet p remenných a je pomerne jednoducho pochopiteľný. Nevýhodou je, 
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že počet zhlukov musí byť dopredu známy. To môže byť problém, pre tože nie vždy 

sa d á jednoducho odhadnúť koľko logických skupín d á t a obsahujú. Zhlukovanie sa 

často používa ako p rvo tné zoskupenie dá t . Potom sú na jednot l ivé skupiny použi té 

ďalšie variácie klasifikácií. 

P o č e t n é v z o r y 

J e d n ý m z krokov pri analýze veľkých objemov dá t je hľadanie poče tných prvkov, 

podmnož in alebo vzorov. M e t ó d a strojového učenia, k to rá odhaľuje t aké to vzťahy 

medzi prvkami vo veľkých dá tových množinách sa nazýva učenie asociačných pravi

diel (Association rule learning). Typické využit ie tejto m e t ó d y sú sys témy odporú

čania na internete. P r i prezeraní produktov si sys tém zaznamenáva položky, a spája 

si získané d á t a so zákazníkmi , k tor í si prezerali podobné produkty. Podľa ich ďalších 

vyhľadávaní p o n ú k a ak tuá lnemu zákazníkovi produkty, k toré by ho mohli zaujímať. 

Ďalš ím pr ík ladom sú n á k u p n é košíky. Vernostné kar t ičky zákazníkov sa využívajú 

na zaznamenávanie položiek v jednot l ivých nákupoch , a sys tém je nás ledne schopný 

odhadnúť pravidlo, že pri kúpe masla a syru je veľká pravdepodobnosť , že si kúpi te 

aj chlieb. Podľa týchto pravidiel sú supermarkety zvyšovať zisky sp rávnym usporia

d a n í m produktov v regáloch, alebo v y b e r a n í m akciových produktov. 

Dôležitými parametrami, s k to rými sa v tejto m e t ó d e pracuje sú podpora (sup

port) a dôveryhodnosť (confidence). Podpora určuje, ako často sa prvok alebo pod

množ ina nachádza v celej dátovej množine . Dôveryhodnosť určuje ako čas to sa dané 

pravidlo potvrdilo. A k asociačné pravidlo udáva, že pri kúpe chleba a syru si zákaz

ník kúpi aj maslo, a vo všetkých zaznamenaných nákupoch , kde je chleba a syr sa 

nachádza aj maslo, dôveryhodnosť pravidla je 100 percent [31]. 

J e d n ý m z algoritmov, k to rý pracuje na základe asociačných pravidiel je F P -

growth, parallel FP-growth v pros t redí Sparku. Ten pri spracovaní dátovej množiny 

t ransakci í najskôr vypoč í t a frekvencie jednot l ivých prvkov. Potom si vytvor í model 

(FP-tree), v ktorom si nás ledne vyhľadáva opakujúce sa podmnožiny. 
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3 PROSTREDIE A P A C H E SPARK 
Apache Spark je open-source framework pos tavený na programovacom jazyku Scala. 

Je to dis t r ibuovaný nás t ro j pre p rácu s veľkými objemami dá t . Vznikol na univerzite 

v Berkley a od roku 2013 je pod správou Apache Software Foundation. O d tej 

doby sa stal najpoužívanejš ím nás t ro jom v tejto oblasti [19]. Ponúka kvali tné A P I 

(Application Programming Interface) pre jazyky Java, Scala, Python, R a množs tvo 

knižníc napr. pre strojové učenie a analýzu grafov. 

3.1 Apache Hadoop a Apache Spark 

Napriek značným v ý h o d á m Sparku sú situácie, kedy spoločnost i viac vyhovuje starší 

ekvivalent Hadoop. Pre správne pochopenie ich využi t ia sa treba zamerať na ich 

porovnanie, j e d n á sa to t iž o veľmi odlišné technológie. 

Obe technológie sú v podstate frameworky pre p rácu s veľkými objemami dát , 

avšak Hadoop sa často považuje za da t abázu , softvér, k to rý umožňuje spoľahlivé 

a bezpečné ukladanie veľkého množs tva dá t . Hlavnou vlastnosťou Sparku je rýchle 

spracovanie tých to dá t a analýza výsledkov. 

V publikácii [21] a v mnohých ďalších sa uvádza, že Spark je až lOOx rýchlejší 

ako klasická implementác ia MapReduce. Nie je to však vždy pravda. Je to vďaka 

tomu, že medzi-výsledky operácií neuk ladá na disk ale využíva pri výpoč toch ope

račnú pamäť počí tačov. Ukladanie a opä tovné nač í tan ie dá t z disku to t iž značne 

spomaľuje výpočet . To p la t í ale iba pr i výpoč toch kedy pracuje Spark v in-memory 

režime. P r i riešení problémov veľkých objemov dá t spočíva zrýchlenie v rozložení 

záťaže na viacero výpočtových strojov, čo nemožno označiť jednoducho ako s toná

sobné zrýchlenie. Takisto pri práci na lokálnom počí tači , kde ope račná pamäť nie je 

dos ta točne veľká, dokáže Spark ukladať d á t a na disk a postupne načí tať do p a m ä t e . 

3.1.1 Spôsob spracovania dá t 

Jedna z p o d s t a t n ý c h odlišností tých to frameworkov je spôsob spracovania dá t . Za

tiaľ čo Hadoop využíva tzv. dávkové (batchové) spracovanie, Spark podporuje aj 

spracovanie prúdové (s t reamové) . Práve vďaka tomu je mnohonásobne rýchlejší pr i 

výpočtových úlohách. 

D á v k o v é sp racovan ie 

Dávkové (batchové) spracovanie je vhodné v pr ípadoch, kedy nie sú po t r ebné okam

žité výsledky, ale d á t a sa urč i tý čas uklada jú do d a t a b á z a nás ledne sa spus t í poža

dovaná úloha. To je typ ickým pr ík ladom pr incípu MapReduce, na ktorom funguje 
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Hadoop. 

P r ú d o v é sp racovan ie 

Prúdové (streamové) spracovanie, alebo spracovanie p rúdov dá t , m á naopak najväčší 

význam, keď potrebujeme okamži tú reakciu na pr ichádzajúce dá t a , čo umožňuje 

získať výsledky takmer v reá lnom čase [20]. Vs tupné hodnoty teda nie sú žiadne 

fixné súbory, ale neus tá ly p r ú d dá t . 

Technológie, k toré umožňujú t aké to spracovanie sú napr. Apache Spark, Apache 

Storm alebo Apache Fl ink. Apache F l ink je najnovší framework, k to rý podporuje 

prúdové spracovanie v pravom slova zmysle a dosahuje väčších rýchlostí ako Spark. 

Je však ešte len v počia tkoch vývoja. Apache Storm takisto ako F l ink podporuje 

pravé prúdové spracovanie, avšak ako jediný žiadne iné. Pre svoju jednoduchosť 

a vyspelosť je urči te najrozšírenejšou technológiou Spark. P r i p rúdovom spracovaní 

však dochádza k niekoľko-sekundovému oneskoreniu. Preto pri potrebe výsledkov 

naozaj v reá lnom čase sú vhodnejš ími voľbami F l ink alebo Storm. 

3.1.2 Komponenty 

H a d o o p 

Hadoop pozostáva z troch hlanvých komponentov - Hadoop MapReduce (konkré tna 

implementác ia modelu popísaného v 2.2), Hadoop Distributed File System (HDFS) 

a Hadoop Y A R N . 

H D F S je dis t r ibuovaný súborový systém, k to rý tvor í jadro Hadoop systému. 

Všetky časti sys tému sú s n ím prepojené . Podporuje bežne operácie so súbormi 

a zabezpečuje bezpečné fungovanie aj pri poruche niektorého z diskov. Toto zabez

pečenie dá t je umožnené napr ík lad využ i t ím R A I D u (redundant array of indepen

dent disks). Vše tky d á t a sú uložené redundantne aspoň na troch diskoch a v p r ípade 

zlyhania niektorej časti clustru dochádza k replikácii dá t na ďalšie stroje. 

O celkovú správu sys tému sa s t a r á Hadoop Y A R N . Ten slúži k riadeniu celého 

systému, m á na starosti napr ík lad rozdeľovaniu práce j edno t l ivým serverom v clustri. 

S p a r k 

N a obr. 3.1 sú znázornené hlavné komponenty Sparku. Hlavným riadiacim kom

ponentom je Spark Core (jadro), na ktorom stavajú os t a tné komponenty. Zaisťuje 

základné operácie a plánovanie. 
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Komponent Spark S Q L (pôvodne Apache Shark) je knižnica pre p rácu so š t ruk

tú rovanými d á t a m i a umožňuje využívanie dotazov nad d á t a m i v S Q L jazyku. O vý

poč ty nad d á t a m i sa ale s t a r á samotný Spark. Používa pevne danú š t r u k t ú r u Data 

Frame, k to rá je rovnako ako R D D dis t r ibuovaná po clustri. 

Spark Streaming je knižnica Sparku, k to rá zaobs ta ráva prúdové spracovanie dá t . 

To môže vo všeobecnost i pracovať na základe niekoľko rôznych techník. Jednou z nich 

je zaznamenávanie každého p r ú d u individuálne a spracovávanie priamo za behu 

programu. Ďalšia možnosť je kombinovanie viacerých p rúdov do tzv. mini-dávok 

(mini-batches). Tie môžu byť ohraničené časom, alebo p o č t o m záznamov v jednej 

dávke. Spark využíva d ruhú spomínanú techniku, preto sa aj často označuje ako 

s t reamové spracovanie v nie úplne pravom slova zmysle, keďže dochádza k urč i t ému 

oneskoreniu. Spark pr i tom využíva š t r u k t ú r u DStream (Discretized Stream). Je to 

postupnosť mini-dávok, kde každú mini -dávku reprezentuje R D D . Jedna dávka sa 

nap ĺňa urč i tý čas (napr 5s) a potom sa začne spracovávať. Počas toho sa začne na

pĺňať ďalšia dávka. T a k ý m t o spôsobom možno pracovať s nekonečným p r ú d o m dá t 

takmer v reá lnom čase [20]. Sú rôzne spôsoby ako sa dajú poslať na vstup Spark 

Stremingu dá ta . Možno k tomu využiť špeciálne platformy od Apache - Kafka alebo 

Flume, načí tať d á t a z d a t a b á z y H D F S alebo spracovať d á t a priamo z Twitteru. 

Vlastnosti Spark Streamingu: 

• j ednoduché používanie, programy sa v zásade nelíšia od tých, k toré sú písané 

pre batchové spracovanie 

• integrácia, programy písané pre batchové spracovanie možno znovu použiť pre 

s t reamové 

• tolerancia chýb, batche (dávky) sú zapisované redundantne naprieč clustrom 

• škálovateľnosť, možnosť definovať aká veľká časť DStreamu sa zapíše do jed

notl ivých R D D 

Machine Learning Library (MLl ib ) je ďalšou veľmi podstatnou súčasťou Sparku. 

Je to knižnica obsahujúca algoritmy strojového učenia určené pre p rácu v clustri. 

Spark je veľmi efekt ívnym nás t ro jom pre strojové učenie, n a j m ä kvôli charakte

ristickej vlastnosti ukladania dá t do operačnej p a m ä t e serverov, takže nedochádza 

k nač í tavaniu dá t z disku pri každom prechádzaní určitej š t ruk túry . T á t o vlastnosť 

zaisťuje veľkú rýchlosť spracovania, je teda vhodnou voľbou pre vše tky i te ra t ivně 

výpočty. 

G r a p h X je rozhranie pre programovanie grafov a parale lné grafové výpočty. Po

núka zobrazenie dá t v podobe grafov alebo kolekcií, efektívne transformovanie či 

spájanie grafov s R D D 3.2, a písanie v las tných i te ra t ívnych algoritmov pre grafy. 
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Obr. 3.1: Komponenty Sparku 

3.2 Resilient Distributed Dataset 
Základnou abstrakciou alebo objektom, k to rý sa používa pri vy tvá ran í Spark apli

kácií je Resilient Distributed Dataset ( R D D ) . R D D sa dá jednoducho chápať ako 

zapuzdrenie veľkej kolekcie dá t (datasetu). Môže obsahovať ľubovolný typ objektov, 

a to aj z užívateľom definovaných tried. 

D ô l e ž i t é v l a s t n o s t i p r e p r á c u s R D D : 

• Všetky požadované operácie v Sparku sú vyjadrené buď vytvoren ím nového 

R D D , t ransformáciou existujúceho R D D alebo prevedením akcie na R D D k zís

kaniu výsledku. N a vytvorenom R D D možno teda vykonávať 2 typy operácií . 

— Transformácia predstavuje aplikáciu určitej funkcie na d á t a v R D D za 

vzniku nového R D D . Najbežnejšou t ransformáciou je „filter", k torého 

výs tup je nové R D D , k toré obsahuje podmnož inu dá t z pôvodného R D D . 

— Aplikáciou akcie dostaneme výsledok na základe existujúceho R D D . Jed

noduchým pr ík ladom je akcia „first", ktorej v ý s t u p o m je p rvý prvok 

v R D D . 

• Transformácie sa nezačnú vykonávať hneď po zavolaní, ale až po zavolaní akcie 

na dané R D D , čo sa nazýva lenivé vyhodnocovanie (lazy evaluation). Tá to 

vlastnosť redukuje počet pokynov, k toré musí Spark spracovať t ým, že ich 

zhlukuje dohromady. 

• Spark automaticky distribuuje medzi vše tky stroje d á t a uložené v R D D a pa

ralelne rozloží výpoč ty po t r ebné na prevedenie operácií zadaných na príslušné 

R D D . 

• Vo všeobecnost i každý Spark program prebieha p o d o b n ý m spôsobom. Vytvorí 
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sa poč ia točné R D D na základe vs tupných dá t , pomocou t ransformáci í ako 

„filter" či „ m a p " vzniknú zjednodušené R D D , z k torých sa následne pomocou 

akcií získajú požadované výsledky. 

• Keďže v reálnych si tuáciách sa často s t re távame s d á t a m i vo formáte 

meno - hodnoty k nemu pr i radené , je možné vytvoriť z normálneho R D D 

tzv. P a i r R D D , k toré obsahuje p á r y kľúč - hodnoty. To umožňuje ľahšie a efek

tívnejšie zaobchádzanie s t a k ý m i t o d á t a m i a takisto podporuje vše tky operácie 

používané pre klasické R D D . 

3.3 Súčasné využitia 

V súčastnej dobe vychádza veľké množs tvo článkov, v k torých sú popísané nové 

techniky a n á p a d y pre zefektívnenie rôznych procesov, práve pomocou technológie 

Apache Spark. To potvrdzuje jeho skutočnú hodnotu. 

D e t e k c i a D D o S 

Počet ú tokov DDoS stále n a r a s t á a ich frekvencia sa často mení . Útočníci používajú 

pre ú tok veľký objem dá t v k r á t k o m časovom úseku, aby znemožnili ďalšiu funkci

onalitu danej služby. Niekedy však na rúša jú jej chod aj menšími d á t a m i počas dlhšej 

doby. T á t o variabilita znemožňuje detekciu týchto útokov. Nová m e t ó d a založená na 

neurónových sietiach v pros t red í Sparku však prekonáva tieto problémy a v reá lnom 

čase rozoznáva až 94 percent DDoS útokov [22]. 

M a g n e t i c k á r e z o n a n c i a 

V zdravotníc tve sú stále potrebnejš ie nás t ro je pre analýzu veľkých objemov dá t . 

Pomocou nich dokážu lekári určovať presné diagnózy, či predikovať výskyt chorôb. 

Zák ladným prostriedkom pre analýzu ľudského tela je magne t ická rezonancia, k to rá 

sn íma a uk ladá celkový 3D obraz. To je vo väčšine p r ípadoch časovo veľmi náročný 

proces. V článku [23] je p reds tavená m e t ó d a využívajúca Spark, k to rá je časovo 

až š tvornásobne efektívnejšia ako doteraz používané metódy. D á t a sú nač í t ané do 

R D D , nasleduje parale lný výpočet a konvertovanie do obrazovej podoby. 

T w i t t e r 

Twitter používajú ľudia po celom svete, aby vyjadrovali a zdieľali svoje pocity, uda

losti, názory a iné. V tomto obrovskom objeme nes t ruk turovaných dá t sa skrýva 

z la tá b a ň a informácií pre mnohé organizácie. Podľa k rá tkych správ dokážu určiť, 

k toré produkty sú v danej chvíli najvhodnejš ie pre online reklamy, predvídať vývoj 
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akciových trhov, alebo napr. predpovedať zisky nového filmu podľa reakcií na vy

daný trailer. Správy sú však veľmi náročné na spracovanie, keďže obsahujú skratky, 

smajlíky a ďalšie n e š t a n d a r d n é symboly. P r á c a [24] predstavuje novú klasifikačnú 

me tódu , k to rá pracuje na technológii Spark a veľmi efektívne dokáže spracovávať 

milióny dá tových inštanci í tohoto typu. 

In t e rne t v e c í 

Internet vecí označuje koncept, k to rý prepá ja viaceré zariadenia cez in terne tovú sieť 

a umožňuje i m navzá jom komunikovať. T á t o komunikácia produkuje veľké objemy 

dá t , k toré musia byť správne spracované pre ich skutočné využit ie . Tieto d á t a je 

nu tné vo väčšine pr ípadov spracovávať v reá lnom čase. Tradičné technológie ana

lýzy dá t však nepodporu jú prúdové spracovanie dá t [25]. Nové technológie preto 

využívajú ako riešenie Spark, k to rý podporuje prúdové spracovanie dá t a pomocou 

paralelných výpoč tov dosahuje výborných výsledkov. 
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4 NÁVRH LABORATÓRNYCH ÚLOH 

Navrhnu té návody k l abo ra tó rnym ú lohám b u d ú písane oproti zbytku textu práce 

v českom jazyku, pre tože predmet „Paralelní zpracování dat" je takisto vyučovaný 

v českom jazyku. 

4.1 Základní operace v Sparku 

C íl ú l o h y 

Cílem labora torn í úlohy je seznámit se s p ros t řed ím Apache Spark, ověřit rych

lost programu s využ i t ím jednoho a více jader, na vzorovém programu se seznámit 

s využívanými koncepty a operacemi a na základě získaných informací navrhnou 

program pro řešení zadaného problému. 

Z a d á n í 

• Seznamte se s prací s R D D , transformacemi, akcemi a agregacemi na vzorovém 

programu. 

• Navrhnete programové řešení problému. 

• Ověř te rychlost programu při využi t í různých p o č t ů výpoče tn ích prvků . 

T e o r e t i c k ý ú v o d 

Apache Spark je technologie pro j ednoduché a rychlé zpracování a analýzu velkých 

objemů dat. Je to open-source framework určený pro paralelní výpoč ty v clustru, 

avšak možno ho využí t i na lokálním počí tač i a pak napsaný program aplikovat na 

cluster s t is íckami s t rojů bez t éměř jakýchkoliv změn. Využi t ím většího p o č t u po

čí tačů dochází k značnému zrychlení výpoč tů . Spark je založen na programovacím 

jazyku Scala, ale p o n o u k á taky A P I pro Javu, Python a R. V p r ů b ě h u tohoto kurzu 

se pos tupně seznámíte s jeho komponentami v jazyku Java, a vyzkouší te si řešení 

prakt ických problému. 

Tenhle úkol se zabývá základními operacemi v j á d r u Sparku. Všechny probíhaj í 

na objektu R D D (Resilient Distributed Dataset), k t e rý je paralelně zpracovávaný 

např íč jednotkami v clustru. Tyto operace se dělí na: 

• transformace (např . map, flatMap, filter, reduce), 

• akce (např . collect, count, first, take). 

Rozdíl je ten, že v ý s t u p e m transformace je nové upravené R D D a výsledkem akce 

jsou jenom požadované výs tupn í data. N a j e d n o d u c h é m př íklade si teď vysvět l íme 

některé operace a základní koncepty při práci se Sparkem, viz výpis 4.1. 
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Výpis 4.1: Úvodní program 

p u b l i c c l a s s U l o h a l U v o d { 

p u b l i c s t a t i c v o i d m a i n ( S t r i n g [] a r g s ) { 

S y s t e m . s e t P r o p e r t y ( " h a d o o p . h o m e . d i r " , new F i l e ( " l i b / " ) 
. g e t A b s o l u t e P a t h O ) ; 

L o g g e r . g e t L o g g e r ( " o r g " ) . s e t L e v e l ( L e v e l . E R R O R ) ; 

SparkConf conf = new S p a r k C o n f ( ) . s e t A p p N a m e ( " u v o d " ) 
. s e t M a s t e r ( " l o c a l [*] " ) ; 

J a v a S p a r k C o n t e x t sc = new J a v a S p a r k C o n t e x t ( c o n f ) ; 

L i s t < I n t e g e r > inputNumbers = A r r a y s 
. a s L i s t ( l , 1 2 3 , 2 5 , 3 8 5 , 0 , 5 1 4 , 6 2 , 9 2 ) ; 

JavaRDD<Integer> inputRDD = s c . p a r a l l e l i z e ( i n p u t N u m b e r s ) ; 

JavaRDD<Integer> f i l t e r e d R D D = inputRDD 
. f i l t e r ( n u m b e r -> (number > 1 0 0 ) ) ; 

Tento j ednoduchý program vybere ze vs tupních hodnot čísla větší než 100 a vy

poč í t á z nich p r ů m ě r n o u hodnotu. Urči tě by se dal napsat j ednodušš ím způsobem 

a nepředs tavuje typické využi t í Sparku, ale je vhodný pro vysvětlení principu ope

rací. 

P r v n í m př íkazem na řádcích 5-6 nas tav í te cestu k Hadoop kn ihovnám. Pak lo-

govací level na „ E R R O R " , j inak Spark při kompilaci vypisuje značné množs tv í in

formačních správ a výs tup je nepřehledný. Úvodní konfigurace na ř. 10-11 obsahuje 

název aplikace a režim spuštění , kde local označuje, že Spark program poběží lokálně 

za využi t í p o č t u jader C P U zadaných v h r a n a t ý c h závorkách (* označuje maximáln í 

dos tupný poče t ) . Konfiguraci použi jeme pro vytvoření objektu JavaSparkContext 

(ř. 13), k t e rý představuje v s tupný bod pro práci se Spark Core (jádro Sparku). 

Vs tupní hodnoty jsou n á h o d n á čísla uložené v Lis tu . Metodou p a r a l l e l i z e je z nich 

vytvořený objekt R D D (ř. 18), kde každé číslo předs tavuje jeden element. R D D je 

možné vytvoř i t taky z tex tového souboru, csv/tsv (comma/tab separated values) 

souboru, nes t ruk turovaných dat a pod. Pro získaní čísel větších než 100 je možné 
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použí t transformaci filter. Ta projde každý jeden element / z á z n a m v R D D , a jestli 

daný element splňuje zadanou p o d m í n k u , pošle ho na výs tup , k t e r ý m je nové vyfil

t rované R D D . Využi t ím akce count zjistíme počet záznamů v novém R D D , a akcí 

reduce součet těch to záznamů. Reduce představuje jednu z operací nazývaných agre

gace, k teré sdružují záznamy podle nas tavených pravidel. Reduce v tomhle př ípade 

pos tupně prochází dvojice p rvků a sčítá je dokud neprojde všechny záznamy. Sčítá 

tedy 123(x) + 385(y) = 508, 508(x) + 514(y) = 1022, a takhle by pokračoval dál. 

V Sparku se čas to používají lambda funkce, co je zápis funkce předávané funkci 

filter ve výpisu 4.1. Je to zkrácený zápis anonymní třídy, k t e rá m á v sobě jenom 

jeden příkaz, k te rý se provede na každém prvku R D D . 

Další čas to používané transformace jsou: 

• M a p - projde každý element R D D a vykoná na něm urč i tou operaci 

• flatMap - funguje stejně jak Map , ale může vrá t i t větší poče t e lementů, vhodné 

na rozdělení záznamů 

• set operace 

— union - spojí 2 R D D do jednoho, stejné data se duplikují 

— intersection - v rá t í společné (stejné) elementy 

Další čas to používané akce jsou: 

• collect - v rá t í všechny elementy R D D 

• count - spočí tá elementy R D D 

• first - v rá t í p rvn í element R D D 

• take(n) - v rá t í n e lementů 

R D D je možné taky změni t t ransformací MapToPai r na P a i r R D D nebo Ke-

yValue R D D . To m á záznamy uložené pomoci objek tů Tuple, kde jednomu klíči 

p ř ipadá hodnota, nebo seznam hodnot. V některých př ípadech je práce s t akovými 

záznamy jednodušš í . N a P a i r R D D možno použí t většinu operací jako na normáln í 

R D D , a taky některé další: 

• countByKey - spoč í tá poče t z áznamů se s te jným klíčem 

• groupByKey - provede agregaci podle klíče, např . součet , p růměr 

• reduceByKey - reduce operace pro každý klíč 

• aggregateByKey - agregace záznamů podle klíče 

P r a c o v n í p o s t u p 

Chys t á t e se založit firmu v u rč i t ém odvětv í a chcete zjistit konkurenci ve svém okolí, 

nebo o b l a s t / m ě s t o , kde se nachází málo p o d o b n ý m firem. Seženete si da t abáze firem 
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z dvou různých zdrojů (běžně dos tupné na internetu, pro tenhle úkol jsou použi té 

2 vzorky po 5000 firem). Tyto záznamy by byly v p ř ípade velkých s t á t ů nebo měst 

velmi rozsáhlé, tedy urči tě vhodné pro parale lní zpracování . Vaším úkolem je upravit 

jednot l ivé da t abáze na j edno tný formát vhodný na další zpracování , spojit da t abáze 

do jedné a vyfiltrovat podle vámi zvolené kategorie. Výs tup bude následovný: 

• Výpis vyfiltrovaných firem seřazených abecedně podle m ě s t a bez zbytečných 

úda jů (zůstane jenom město , ulice, název, I Č O / w e b ) I Č O nebo web pro pří

padné ověření jestli firma existuje/funguje. 

• Výpis jednot l ivých měst a p o č t u firem v nich (město : poče t ) . 

• S Q L tabulka (název ,u l ice ,měs to , IČO/web) . 

pozn.: Pro jednoduchost se nebudou některé postupy shodovat se všeobecnými kon

cepty O O P , cílem tohoto kurzu je pochopit v ý z n a m a použi t í Sparku. 

1. Proveďte úvodní konfiguraci. Nastavte cestu do Hadoop binaries a logovací 

level na E R R O R . V tomhle úkolu budete pracovat taky se SparkSQL, k te rý využívá 

DataFrame mís to R D D a pro práci s n ím mus í te vytvoř i t objekt 

SparkSession, a ne SparkContext jako v úvodn í ukázce. 

SparkSession spark = SparkSession 
. b u i l d e r O 
.appName("název") 
. m a s t e r ( " l o c a l [ * ] " ) 
.getOrCreateO ; 

2. Dalš ím způsobem jak vytvoř i t R D D je nač ten í dat ze souboru. Vytvoř te dvě R D D 

a do každého nač t e t e jednu da tabáz i (skDat.txt a czDat. txt) . Jednot l ivé ř ádky teď 

budou tvoři t elementy uvn i t ř R D D . Do R D D vložíte data následujícím př íkazem: 

JavaRDD<String> skDat = spark.sparkContextO 
. t e x t F i l e ( " d a t a / s k D a t . t x t " 1) .toJavaRDDO ; 

3. Nyní po t řebuje te upravit obě da t abáze na společný formát . Vš imnete si, že se 

v m n o h é m liší: po řad í sloupců, zápis adresy, různé údaje , velkost p ísmen a taky něk

teré neúplné záznamy. Tyto nepřesnost i je nutno pos tupnými úpravami ošetř i t nebo 

odstranit. Začnete p řepsán ím obsahu na malé p í smena pro snazší práci s filtrem. 

Využijte transformaci map a jednoduchou lambda funkci (metoda toLowerCase). 

Teď pomocí transformace filter vyfiltrujte kategorii firem, s kterou chcete praco

vat, co výrazně zmenší objem dat, s k te rými budeme dále pracovat a taky ods t ran í 

hlavičku. Opě t využij te lambda funkci, kde metodou split rozdělí te řádek (který 
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představuje jeden element R D D ) a zjistíte jestli p rvn í prvek v ř ádku obsahuje da

nou kategorii. 

Z vyfiltrovaných dat ods t r aň t e přebytečné informace a vy tvoř te nové R D D , které 

bude obsahovat jenom název, ul ic i , měs to a I Č O / w e b firmy v tomto pořadí . Pou

žijte zase transformaci map, t en tokrá t však nemůže te použí t lambda funkci, protože 

funkce bude obsahovat víc než jeden příkaz. Vytvoř íme tedy anonymní t ř ídu , kde 

definujeme, co se m á s k a ž d ý m z á z n a m e m provést . Kód bude vypadat následovně: 

Výpis 4.2: Fi l t rování 

JavaRDD < S t r i n g > c l e a r e d S k D a t = f i l t e r e d S k D a t 
(new F u n c t i o n < S t r i n g , S t r i n g > ( ) { 

. map 

p r i v a t e s t a t i c f i n a l l o n g s e r i a l V e r s i o n U I D = 1L; 

©Override 
p u b l i c S t r i n g c a l l ( S t r i n g l i n e ) t h r o w s E x c e p t i o n { 

/* rozdělení l i n e , přiřazení vhodných částí, 

ošetření chybějících údajů */ 

r e t u r n S t r i n g U t i l s . j o i n ( n e w S t r i n g [] {název, 
m e s t o , " \ t " , I C O } ) ; 

> 
} ) ; 

" \ t " . u l i c e , " \ t " , 

Tělo funkce bude hlavně práce s polem a metodou split. O b d o b n ě upravte taky 

druhou da tabáz i czDat. N a mís to IČO z ní použi jeme web. Pro kontrolu můžete 

používat 

f o r ( S t r i n g s~: clearedSkDat. c o l l e c t O ) { 
S y s t e m . o u t . p r i n t l n ( s ) ; 
} 

4. Upravené data spojíme do jednoho R D D pomocí transformace union, kterou pou

žijte na jedno R D D a jako argument pošlete d ruhé . Ted když m á t e všechno v j edné 

da tabáz i , vy tvoř te P a i r R D D , aby jste mohli pracovat s m ě s t e m jako klíčem, a zbyt

kem informací jako hodnotami k němu př i řazenými. Z obyčejného R D D vytvoř te 

KeyValue P a i r R D D transformací MapToPai r , k t e rá implementuje rozhraní Pair-

Function, viz výpis 4.3. Funkce c a l l p ř ímá String na vstupu, projde každý záznam 

v R D D a výs tup v rá t í jako objekt Tuple2 s klíčem typu String a hodnotami v poli 

String []. 
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Výpis 4.3: Vytvoření P a i r R D D 

J a v a P a i r R D D < S t r i n g , S t r i n g [ ] > p a i r U n i o n D a t = u n i o n D a t . m a p T o P a i r 
(new P a i r F u n c t i o n < S t r i n g , S t r i n g , S t r i n g [ ] > ( ) { 

p r i v a t e s t a t i c f i n a l l o n g s e r i a l V e r s i o n U I D = 1L; 

©Override 
p u b l i c T u p l e 2 < S t r i n g , S t r i n g []> c a l l ( S t r i n g a r g ) { 

/* rozdělte vstupní hodnoty (spojenou databázi) arg 

a přiřaďte do vhodných proměnných, ne každý záznam 

obsahuje IČO/web - ošetřte */ 

r e t u r n new T u p l e 2 < S t r i n g , S t r i n g [ ] > ( m e s t o , v a l u e s ) ; 
} 
} ) ; 

Vytvořené P a i r R D D seřaďte abecedně t ransformací sortByKey, a obsah následně 

vypiš te , čím bude splněn p rvn í výs tup . 

f o r (Tuple2<String, S t r i n g [ ] > p a i r L i s t : sort e d P a i r U n i o n D a t . t a k e ( 2 0 ) ) { 
S y s t e m . o u t . p r i n t l n ( p a i r L i s t . _ l + " \ t " + p a i r L i s t . _ 2 [ 0 ] + " \ t " 

+ p a i r L i s t . _ 2 [ 1 ] + " \ t " + p a i r L i s t . _ 2 [ 2 ] ) ; 
} 

Pro d ruhý výs tup (město:počet firem) použi j te akci countByKey, k t e rá spočí tá kolik 

je v P a i r R D D záznamů se s te jným klíčem. Tato funkce vrací výsledek typu Map . 

V tomhle p ř ípade Map<Str ing,Long>. Pak pro výpis použi j te následovný cyklus: 

f o r (Map.Entry<String,Long> entry : countedByKey.entrySet()) { 
Sys t e m . o u t . p r i n t l n ( e n t r y . g e t K e y ( ) + " : " + e n t r y . g e t V a l u e ( ) ) ; 

} 

5. Poslední krok je výpis do tabulky pomocí komponenty SparkSQL. Ta používá 

strukturu dataset, k t e rá usnadňuje práci se s t ruk tu rovanými daty. Data jsou v ní 

uložené do da tový abstrakce Row. V našem př ípade předs tavuje Row jeden řádek 

R D D . Nejdřív vy tvoř te schému, k t e r á bude definovat sloupce tabulky. 

S t r i n g schemaString = "název u l i c e mesto ICO/web"; 
L i s t < S t r u c t F i e l d > f i e l d s = new A r r a y L i s t < > ( ) ; 

f o r ( S t r i n g fieldName : s c h e m a S t r i n g . s p l i t ( " ")) { 
S t r u c t F i e l d f i e l d = D a t a T y p e s . c r e a t e S t r u c t F i e l d ( f i e l d N a m e , 
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DataTypes.StringType, t r u e ) ; 
f i e l d s . a d d ( f i e l d ) ; 

} 

StructType schéma = D a t a T y p e s . c r e a t e S t r u c t T y p e ( f i e l d s ) ; 

Teď prekonvertujte R D D < S t r i n g > na R D D < R o w > a vy tvoř te dataset použ i t ím 

vytvořeného R o w R D D a schéma. 

JavaRDD<Row> rowRDD = unionDat.map((Function<String, Row>) r e c o r d ->{ 

/* rozdělte vstup r e c o r d a přiřaďte vhodným proměnným, opět nutno 
ošetřit neúplné záznamy (wwwICO) */ 

r e t u r n RowFactory.create(název, u l i c e , mesto, wwwICO); 
} ) ; 

Dataset<Row> rowDataFrame = spark.createDataFrame(rowRDD,schéma); 

Obsah datasetu vypiš te následujícím př íkazem: 

rowDataFrame.show(20); 
6. Ted, když m á t e program hotový, zkuste ověřit rychlost Sparku při využi t í více 

jader lokálního počí tače . Ideální by bylo použí t cluster s více stroji, ale pro ukázkové 

účely to bude stači t . Změňte v úvodní konfiguraci hodnotu v h r a n a t ý c h závorkách 

" l o c a l [ ] " a na konec programu př idej te následující cyklus, k te rý zajistí, že program 

zůs tane běžet : 

w h i l e ( t r u e ) { 
t r y { 

Thread.sleep(10000); 
} c a t c h ( I n t e r r u p t e d E x c e p t i o n e) { 

e . p r i n t S t a c k T r a c e O ; 
} 

} 

Nyní spusťte program a do webového prohlížeče zadejte <http: / / l o c a l h o s t :4040/>. 
Tato s t r ánka je d o s t u p n á dokud Spark program běží alespoň v pozadí . Najdete zde 

množs tv í informací a jednou z nich je čas výpoč tů . Zastavte program, změňte počet 

jader, znovu ho spusťte a nač te te s t r ánku znovu. Porovnejte. 
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4.2 Lineární regrese 
C í l ú l o h y 

Cílem labora torn í úlohy je seznámit se s koncepty strojového učení ( M L - Machine 

Learning) a komponentami pro práci s n imi v pros t řed í Apache Spark a využit í 

t ěch to znalost í při náv rhu programu pro řešení zadaného problému. 

Z a d á n í 

• Seznamte se s koncepty strojového učení v Spar ku a algoritmem lineární re

grese. 

• Využijte data z předchozí úlohy. 

• Navrhně te programové řešení problému. 

• Optimalizujte program. 

T e o r e t i c k ý ú v o d 

Pros t ř ed í Apache Spark umožňuje praktickou a jednoduchou práci s algoritmy stro

jového učení, a to p ros t ředn ic tv ím knihoven spark.m l l i b , k t e r á je pos tavená na 

práci s R D D a spark.m l , novější verzi, k t e rá pracuje hlavně s objekty DataFrame 

a pipeline. 

Vstupem algoritmu lineární regrese musí bý t data v numer ickém formátu , proto 

je t ř eba je nejdřív převést z textového formátu. Spark dále poskytuje 2 speciální 

datové typy: 

• Local Vector - vektor hodnot typu Double, může být : 

— Dense Vector - vektor nenulových hodnot v tvare (13.0, 3.5, 0.3) 

— Sparse Vector - vektor hodnot, kdy velká část dat m á nulové hodnoty, 

originální zápis je nahrazen speciálním pro úsporu velikosti dat, zápis 

(6, (1,4), (3.5,9.0)) pak značí, že vektor m á 6 prvků , a na pozicích 1 a 4 

jsou nenulové hodnoty 3.5 a 9.0. 

• Labeled Point - da tová struktura, k t e rá obsahuje seznam (Local Vector) pre-

diktorů , nebo-li hodnot na základe k terých se bude predikovat (features), a 

k n im asociovanou cílovou hodnotu, kterou chceme predikovat (label). 

Každý algoritmus strojového učení očekává vs tupn í data tohoto typu, proto je po

t ř e b n á data vždy nejdřív př ipravi t a prekonvertovať do t é t o podoby. K tomu se 

využívají již př ipravené funkce v M L knihovnách. 

Tenhle úkol se zabývá l ineární regresí. Je to algoritmus strojového učení, jehož 

model představuje rovnice úsečky. Ta určuje vztah mezi závislými a nezávislými 
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proměnnými . Algoritmus je vhodný pouze pro př ípady, kdy je tento vztah lineární. 

N a obr. 4.1 je znázorněný př ík lad l ineární rovnice. 

Li neár ní rovníce ^ » 
14 
12 
10 

Q 

0 
jr 

^ * - " " y = 2x + 1 

•i Rz = 1 

i i *j 
-2 -> ( 

i i i i i i i 

i i 2 3 4 ^ fi 7 

Obr. 4.1: Lineární rovnice úsečky 

Rovnice y = 2 x + l určuje vztah mezi p roměnnými . Tohle je ovšem ideální př ípad . 

V reálných si tuacích jsou body na grafu (prediktory) rozptýlené mimo úsečku, a 

úseček může být taky více než jedna když m á m e více než jeden prediktor. Parametr 

R2 ("Goodness of Fit") pak určuje, jak přesný je model, s klesající přesnost í se 

parametr blíží k nule. 

To, do jaké míry prediktory ovlivňují výsledné hodnoty určuje úroveň korelace 

mezi t ěmi to hodnotami. Čím se korelace víc přibližují k 1 nebo -1, t í m víc budou ov

livňovat výsledek. V následujícím programu si vyzkoušíte vl iv p a r a m e t r ů s různými 

korelacemi. 

P r a c o v n í p o s t u p 

V předešlém úkolu jste si vyzkoušeli práci se základními operacemi Spar ku a př ip

ravili jste si data pro další zpracování. Nyní využijete získané výs tupn í hodnoty. 

K dispozici m á t e př ipravený soubor uloha2.csv ve formátu čárkou-oddělené-hodnoty 

pro jednodušš í práci , v k t e r ém jsou vyfiltrovaná měs t a a poč ty firem zabývajících se 

výpoče tn í technikou. K e každému měs tu jsou taky př i řazeny hodnoty p o č t u obyva

tel, rozlohy a nadmořské výšky. 

pozn.: I když síla Sparku spočívá hlavně ve para le ln ím zpracování velkých objemů 

dat, jeho další výhodou je možnost vytvoř i t program lokálně na ma lém vzorku a pak 

ho použí t bez větších změn na velkých objemech v klastrech. Ve všech úkolech tedy 

pracujeme pro jednoduchost s poměrně ma lými daty. K d y b y však chceme zpracovat 

údaje o všech firmách v rámci celého světa, lokální zpracování by už nebylo vhodné , 
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a náš algoritmus bychom mohli použí t paralelně na více výpočetn ích strojích. 

Takto předzpracovaná data jsou vstupem strojového učení. Vytvoř te program, 

k te rý bude na základě dos tupných p a r a m e t r ů predikovat poče t firem zabývajících 

se výpoče tn í technikou v jednot l ivých městech. Vypočtě te a zobrazte korelace mezi 

jednot l ivými parametry, koeficienty l ineární rovnice, tabulku s predikovanými hod

notami a parametr test dobré shody. 

1. Proveďte úvodní konfiguraci. Nastavte cestu do Hadoop binaries a logovací 

level na E R R O R . Budete hodně pracovat s komponentou SparkSQL, vy tvoř te proto 

objekt SparkSession. 

2. Nač tě te soubor „uloha2.csv" do datového r ámce(da ta se t ) s využ i t ím hlavičky 

souboru a vytisknete pro kontrolu obsah a schéma. 

Dataset<Row> firmyDf = spark.readO 
.option("header", "true") 
.csv("data/uloha2.csv"); 

firmyDf.show(5); 
firmyDf .printSchemaO ; 

N a zobrazeném schématu je p a t r n é , že všechna data jsou nyní nač tené ve formátu 

String. Pro algoritmy strojového učení je nezby tné data převést do číselné podoby. 

To nejjednodušeji udě lá te funkcí map, s kterou se ale pracuje na R D D . Vytvoř te proto 

nyní schéma datového rámce pro pozdější zpě tnou konverzi, a vy tvoř te RDD<Row> 
funkcí . toJavaRDD () . 

Funkcí map prekonvertujte číselné hodnoty na typ Double. Pamatujte, že pracu

jete s R D D pozůstávaj ícího z da tových t y p ů Row, nie String jak v předešlé úloze. 

Tělo vn i t řn í funkce c a l l bude vypadat následovně: 

Row convertedRow = RowFactory.create( 
iRow.getString(O), 
D o u b l e . v a l u e O f ( i R o w . g e t S t r i n g ( l ) ) , 

) ; 
r e t u r n convertedRow; 

Pre t ransformované R D D prekonvertujte pomocí schématu zpá tky na Dataframe. 
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3. Data jsou ve v h o d n é m formátu , teď je př ipraví te na strojové učení. Nejdřív vy

poč tě t e korelace mezi jednot l ivými parametry. T í m zjistíte, do jaké míry ovlivní 

výsledné predikce a dá se taky odhadnou jak přesné predikce budou. 

f o r ( S t r u c t F i e l d f i e l d : fir m y S c h e m a . f i e l d s ( ) ){ 
i f ( ! f i e l d . d a t a T y p e O . e q u a l s ( D a t a T y p e s . S t r i n g T y p e ) ) { 

S y s t e m . o u t . p r i n t l n ( " K o r e l a c e mezi poetem f i r e m a " + f i e l d . 
name()+ " = " + f irmyDf 2 . s t a t () . corr("FIRMY", f i e l d . n a m e O ) ) ; 

} 

} 

Další map funkcí prekonvertujte data na LabeledPoint. K tomu musí te opět z dato

vého rámce vytvoř i t RDD<Row>. Funkce c a l l pak bude vracet typ LabeledPoint a 

její tělo bude vypadat následovně: 

LabeledPoint l p = new Lab e l e d P o i n t ( i R o w . g e t D o u b l e ( l ) , 
Vectors.dense(iRow.getDouble(2), 

iRow.getDouble(3), 
iRow.getDouble(4) 

) ) ; 
r e t u r n l p ; 

Výraz iRow je parametrem funkce c a l l , p rvn í hodnota v LabeledPointe je ta, kte

rou chceme predikovat, a hodnoty zapsané do „Dense vektoru" jsou prediktory, na 

základě nich je pak vypoč tený model. 

R D D prekonvertujte zpá tky na da tový rámec a vypiš te si několik hodnot. Hodnoty 

jsou nyní rozděleny na „features" , tedy prediktory, a sloupec „label" představuje 

cílové hodnoty. 

Dataset<Row> firmyLp = spark.createDataFrame(rdd4, L a b e l e d P o i n t . c l a s s ) ; 
firmyLp.show(5); 

V reálných si tuacích se strojové učení využívá tak, že se nejdřív na velikém p o č t u 

vzorků na t rénuje model s vyhovující přesnost í , a ten se pak aplikuje na nové data, 

ze k terých chceme predikovat. N á m však bude s tači t , když si naše data rozdělíme na 

trénovací sadu, na k te ré model vypoč teme a na testovací sade ověříme jeho přesnost . 

Náhodnos t výběru je p ř i t om klíčová, proto použi j te následující funkci: 

Dataset<Row>[] s p l i t s = firmyLp.randomSplit(new double[]{0.7, 0.3}, SEED); 
Dataset<Row> t r a i n i n g D a t a = s p l i t s [ 0 ] ; 
Dataset<Row> t e s t D a t a = s p l i t s [ 1 ] ; 
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P r o m ě n n o u S E E D nastavte mimo funkci main jako statickou, a př i řaďte j í hodnotu 

987. To zabezpečí , že n á h o d n ý výběr pro testovací a t rénovací sadu zůs tane stejný 

při každém spuštění . 

4. S a m o t n é strojové učení už je poměrně jednoduché , protože všechny po t ř ebné fun

kce už jsou v Sparku definované. Vytvoř te objekt l ineární regrese. Použi té parametry 

budou budou vysvět lené na závěr při optimalizaci. 

L i n e a r R e g r e s s i o n l r = new L i n e a r R e g r e s s i o n O 
.setMaxIter(lOO) 
.s etRegParam(0.0) 
.setElasticNetParam(0.2); 

Vypoč te te model l ineární regrese. Z něj pak můžete zjistit koeficienty p ř ímky (mo

delu) a dosadit libovolné hodnoty pred ik torů . Proveďte predikci na testovací sadě 

dat a predikce vypiš te . 

LinearRegressionModel IrModel = l r . f i t ( t r a i n i n g D a t a ) ; 

S y s t e m . o u t . p r i n t l n ( " K o e f i c i e n t y : " + I r M o d e l . c o e f f i c i e n t s ( ) 

+ " Beta: " + I r M o d e l . i n t e r c e p t ( ) ) ; 

Dataset<Row> p r e d i k c e = I r M o d e l . t r a n s f o r m ( t e s t D a t a ) ; 

predikce.show(); 

Ve výpisu vidí te ve sloupci label skutečné a ve sloupci prediction predikované poč ty 

firem. Ind iká tor přesnost i pro l ineární regresi se nazývá „Goodness of F i t " (zn. R2). 

přesnost roste, čím bliž je hodnota i ? 2 k 1. Vypočtě te přesnost a vypište . 

RegressionEvaluator e v a l u a t o r = new R e g r e s s i o n E v a l u a t o r O 
. s e t L a b e l C o l ( " l a b e l " ) 
. s e t P r e d i c t i o n C o l ( " p r e d i c t i o n " ) 
.setMetricName("r2"); 

double r2 = e v a l u a t o r . e v a l u a t e ( p r e d i k c e ) ; 

5. Jak vidí te , predikované hodnoty se dost liší od skutečných. To značí i m a l á hod

nota R?. Program je n u t n é vždy optimalizovat, čas to se t í m dosáhnou značně lepší 

přesnost i . Ve výpisech celého programu jsou poč ty firem poměrně malé . Když si ale 

o tevře te soubor uloha2.csv, vš imnete si jednoho záznamu, k te rý se značně odchyluje. 

Takový údaj se nazývá „outl ier" a pro přesnost l ineární regrese předs tavuje veliký 

problém, proto je t ř e b a vždy ošetř i t . O d s t r a ň t e záznam Bratislava a uložte soubor 
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jako uloha2opt.csv. Zkuste spustit program. 

Lepší přesnost i se d á dosáhnou t i parametry zadávanými při vy tvářen í objektu l i 

neární regrese. setMaxIter udává počet i terací. P la t í , že čím víc i terací, t í m lepší 

přesnost na úkor doby výpoč tů . P ř i moc velikém p o č t u však může dojít k pře t ré 

nování dat. E l a s t i c N e t P a r a m udává rozložení nepřesnost í a RegParam regularizaci. 

Zkuste změni t tyto hodnoty a otestovat jak to ovlivní přesnost modelu. Také zkuste 

na základě vypoč tených korelací odstranit něk te ré z úda jů z LabeledPointu a sle

dujte změny přesnost i . Výsledky zdůvodně te . 
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4.3 Klasifikace 
C í l ú l o h y 

Cílem úlohy je seznámit se s algoritmy klasifikace, s prací s n imi v pros t řed í Sparku, 

a s využ i t ím znalost í z předchozí úlohy navrhnout řešení zadaného problému. 

Z a d á n í 

• Seznamte se s algoritmy klasifikace rozhodovací strom a n á h o d n ý les. 

• Navrhně te programové řešení problému. 

• Porovnejte přesnost a lgor i tmů. 

• Aplikujte model na nová data. 

T e o r e t i c k ý ú v o d 

Tento úkol se věnuje další skupině a lgor i tmů strojového učení, klasifikaci. V předeš

lém úkolu jste pracovali s regresním algoritmem, kde jste odhadovali hodnotu podle 

rovnice, k t e r á se co nejvíce shodovala s pos tupnými vs tupn ími daty. Klasifikace ne-

predikuje dopředu neznámou číselnou hodnotu, ale rozhoduje, do jaké skupiny nebo 

kategorie vs tupn í prvek pa t ř í . Klasifikace je tedy v h o d n á pro př ípady, kdy po t ře 

bujeme rozdělit data do několika skupin. Typ ickým využi t ím jsou spamové filtry, 

programy rozhodující o udělení půjčky, určení , zda je pacient nemocen, nebo roz

dělení dat do dvou skupin pro následné odlišné zpracování . 

Nejpoužívanější algoritmy jsou rozhodovací strom (decision tree) a n á h o d n ý les 

(random forest). Oba pracují na p o d o b n é m principu, až na výsledné rozhodování . 

Každý m á pak urči té výhody a nevýhody a oblasti použi t í . 

J ednoduchý rozhodovací strom je na obr. 4.2. V tomto př íkladě jsou parametry 

počet obyvatel a rozloha prediktory, podle k te rých se model rozhoduje, zda se j edná 

o měs to nebo obec. V p rvn ím rozhodovacím bloku se rozhodne o výsledku podle po

č tu obyvatel. P o t é se model rozvětví na dvě větve a každá směruje do rozhodovacího 

bloku rozlohy měs ta . Tady se opět rozhodne o výsledku, a jelikož to je poslední stu

peň, rozhodnut í je konečné. P ř i více prediktorech by se strom větvil dál. Vytvoření 

modelu je poměrně komplexní problém, ale díky kn ihovnám Sparku ho nemusíme 

řešit, vy tvář í jsi jej sám na základě vs tupních dat. 

N á h o d n ý les je velice přesný algoritmus. J e d n á se o tzv. souborovou metodu 

(ensemble method) založenou na rozhodovacích stromech. To znamená , že výsledná 

predikce je výsledkem mnohých rozhodnut í , ne jenom jednoho. Program vytvoří 
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ze vs tupních dat několik rozhodovacích s t romů, po rovná predikce každého z nich, 

a většinovou predikci zvolí jako výslednou. Všechny stromy jsou vytvořené z j iné 

podmnož iny dat vybrané náhodně , aby byl každý model rozdílný. V př ípadě , že 

m á m e data o 1000 řádcích a 5 sloupcích, každý strom může být vytvořený ze 700 

řádků a 3 sloupců. N á h o d n ý les je velice náročný na čas a výpoče tn í výkon. 

Ano Ne 

Ano 
Rozloha > 5 km Ne A n o Rozloha > 15 km 

MĚSTO OBEC H MĚSTO 

Ne 

Obr. 4.2: Rozhodovací strom 

P r a c o v n í p o s t u p 

V tomhle úkolu budete řešit p roblém znázorněný v teoret ickém úvodu . Využijte data 

z předešlých úkolů s p ř i daným sloupcem m ě s t o / o b e c . O tom, zda se j e d n á o město , 

rozhoduje několik faktorů, jako např . zabezpečení dopravního spojení s okolím, za

bezpečení služeb pro obyvatele z okolních obcí, počet obyvatel, status hospodářs 

kého, admin i s t ra t ivn ího nebo ku l tu rn ího centra. V při loženém souboru m á t e k dis

pozici údaje o p o č t u obyvatel, rozloze a nadmořské výšce. Vytvoř te program, k terý 

bude predikovat zda se j e d n á o měs to a t í m ověřte zda si algoritmus strojového učení 

porad í na dos ta tečně velké datové množině jenom s t ěmi to údaji . 

Úvodní načtení , zpracování a překonver tovaní dat je t éměř stejné pro všechny 

programy strojového učení v tomhle kurzu. Čás t i kódu se budou proto opakovat a 

budou k n im teď naposledy uvedené nápovědy. 
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1. Proveďte úvodní konfiguraci. Nastavte cestu do Hadoop binaries a logovací 

level na E R R O R . Budete hodně pracovat s komponentou SparkSQL, vy tvoř te proto 

objekt SparkSession. 

2. Nač tě te soubor „uloha3.csv" do datového r ámce(da ta se t ) s využ i t ím hlavičky 

souboru a vytisknete pro kontrolu obsah a schéma. 

Dataset<Row> firmyDf = spark.read() 
.option("header", "true") 
.csv("data/uloha3.csv"); 

firmyDf.show(5); 
fir m y D f. p r i n t sc h e m a ( ); 

Data jsou nyní nač tené jako hodnoty typu String. Je p o t ř e b a je překonver tovat na 

typ Double. To udě lá te funkcí map na R D D . Dopředu si může te vytvoř i t schéma 

da tového rámce pro zpě tnou konverzi. 

StructType firmySchema = DataTypes.createStructType(new S t r u c t F i e l d [ ] { 
DataTypes.createStructField("MESTO", DataTypes.StringType, f a l s e ) , 
DataTypes.createStructField("FIRMY", DataTypes.DoubleType, f a l s e ) , 

} ) ; 

Ted prekonvertujte da tový rámec (dataset) na JavaRDD<Row>, a použi j te funkci map 
pro konverzi hodnot typu String na typ Double, stejně jako v předešlém úkolu. S po

uži t ím výsledného R D D a p ředem vytvořeného schéma, vy tvoř te nový da tový rámec 

a vypiš te jeho obsah. 

3. Korelační analýza p rob íhá vždy na číselných datech. Když chceme vypoč í t a t ko

relace mezi jednot l ivými parametry a úda j em m ě s t o / o b e c , mus íme h o d n o t á m město 

a obec př ida t indexy. To znamená , že každé un iká tn í String h o d n o t ě p ř i řad íme ce

ločíselnou hodnotu. To lze uděla t j ednoduše pomocí objektu Stringlndexer, k t e rý je 

zabudovaný v Sparku. 

S t r i n g l n d e x e r indexer = new S t r i n g l n d e x e r ( ) 
.setInputCol("MESTO/OBEC") 
.setOutputCol("IND_MEST0/0BEC"); 

Vytvoř te StringlndexerModel a aplikujte ho na váš da tový rámec . Do rámce se př idá 

sloupec s indexy. 
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S t r i n g l n d e x e r M o d e l indModel = i n d e x e r . f i t ( f i r m y D f 2 ) ; 

Dataset<Row> indFirmy = indM o d e l . t r a n s f o r m ( f i r m y D f 2 ) ; 

Pro porovnán í vypiš te oba sloupce s p o č t e m hodnot. 

indFirmy.groupBy("MESTQ/QBEC","IND_MEST0/0BEC M).countO.showO; 

Vypočí te j te a vypiš te korelace mezi jednot l ivými parametry a úda j em m ě s t o / o b e c a 

vy tvoř t e LabeledPoint pro strojové učení. Postup se t éměř přesně shoduje s minu lým 

úkolem. Pozor však na sloupec, k te rý chcete predikovat. V zobrazené tabulce je to 

5. sloupec, musí te však pracovat se sloupcem s indexovými hodnotami, k t e rý jste 

přidali na konec datového rámce . Z LabeledPointu vy tvoř te nový da tový rámec a 

ten pak rozdělte na t rénovací a testovací sadu v p o m ě r u 0.7/0.3. 

Dataset<Row> firmyLp = spark.createDataFrame(rdd4, L a b e l e d P o i n t . c l a s s ) ; 
firmyLp.show(5); 

4. Data jsou př ip ravená na strojové učení. Nejdřív vy tvoř te klasifikační objekt roz

hodovacího stromu, a identifikujte sloupce s prediktory a predikovanou hodnotou. 

D e c i s i o n T r e e C l a s s i f i e r dt = new D e c i s i o n T r e e C l a s s i f i e r ( ) 
. s e t L a b e l C o l ( " l a b e l " ) 
. s e t F e a t u r e s C o l ( " f e a t u r e s " ) ; 

Predikce bude p rob íha t na číselných datech, proto jste dělali indexaci. Ve výsledku 

by ale číselné hodnoty byly uživatelsky nevhodné , proto si vy tvoř te konvertory, k teré 

pro výsledný výpis převedou indexové hodnoty zpá tky na String. P o t é vy tvoř te 

model na trénovacích datech. 

IndexToString l a b e l K o n v e r t o r = new IndexToStringO 
. s e t l n p u t C o l ( " l a b e l " ) 
. s e t O u t p u t C o l ( " l a b e l S t r i n g " ) 
. s e t L a b e l s ( i n d M o d e l . l a b e l s ( ) ) ; 

IndexToString predKonvertor = new IndexToStringO 
. s e t l n p u t C o l ( " p r e d i c t i o n " ) 
. s e t O u t p u t C o l ( " p r e d i k c e S t r i n g " ) 
. s e t L a b e l s ( i n d M o d e l . l a b e l s ( ) ) ; 

D e c i s i o n T r e e C l a s s i f i c a t i o n M o d e l dtModel = d t . f i t ( t r a i n i n g D a t a ) ; 

Model otestujte na testovacích datech. Nejdřív proveďte predikci na číselných hodno

tách a pak je pretransformujte na textové hodnoty, a ty vypiš te ve výsledné tabulce. 
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Dataset<Row> c i s e l n e P r e d i k c e = dtMode l . t r a n s f o r m ( t e s t D a t a ) ; 
Dataset<Row> p r e d i k c e = pr e d K o n v e r t o r . t r a n s f o r m ( l a b e l K o n v e r t o r 

. t r a n s f o r m ( c i s e l n e P r e d i k c e ) ) ; 

p r e d i k c e . s e l e c t ( " l a b e l S t r i n g " , " p r e d i k c e S t r i n g " , " f e a t u r e s " ) . s h o w ( 1 5 ) ; 

p r e d i k c e . g r o u p B y ( " l a b e l S t r i n g " , " p r e d i k c e S t r i n g " ) . c o u n t ( ) . s h o w ( ) ; 

Pro výpočet přesnost i použi j te následující evaluator. 

M u l t i c l a s s C l a s s i f i c a t i o n E v a l u a t o r e v a l u a t o r = 
new M u l t i c l a s s C l a s s i f i c a t i o n E v a l u a t o r ( ) 
. s e t L a b e l C o l ( " l a b e l " ) 
. s e t P r e d i c t i o n C o l ( " p r e d i c t i o n " ) 
.setMetricName("accuracy"); 

double přesnost = e v a l u a t o r . e v a l u a t e ( p r e d i k c e ) ; 
System.out.println("přesnost = " + Math.round(přesnost * 100) + " p r o c e n t " ) ; 

Pokud jste postupovali správně, výs ledná přesnost by měla vyjít 92 procent. Nyní vy

zkoušejte použí t algoritmus n á h o d n ý les a porovnejte jejich přesnost . Jediné , co mu

síte změni t je D e c i s i o n T r e e C l a s s i f i e r na R a n d o m F o r e s t C l a s s i f i e r 
a D e c i s i o n T r e e C l a s s i f i c a t i o n M o d e l na RandomForestClassificationModel. 

5. N a závěr otestujte váš model na úplně nových datech. Ve složce m á t e k tomu 

př ipravený soubor „noveData .csv" , může te si však vytvoř i t v las tn í soubor s obcemi 

podle vašeho výběru . Všechny hodnoty, s k te rými zde pracujeme jsou j ednoduše 

dos tupné na wikipedii o každé obci. S novými daty postupujte stejně jako v předeš

lém př ípade . Dávej te si jenom pozor na to, k teré hodnoty v nových datech jsou a 

k te ré ne. Sloupec m ě s t o / o b e c chybí, pro tože ten chceme predikovat. Nemusí te dělat 

indexování, a při tvorbě LabeledPointu si vy tvoř te lokální p roměnnou id , kterou 

použijete jako predikovanou hodnotu. P ř i výpisu výsledků prekonvertujte pomocí 

predKonvertoru jenom predikované hodnoty na String. 
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4.4 Shlukování dat, četné vzory 
C í l ú l o h y 

Cílem úlohy je seznámit se s algoritmy shlukování dat, če tnými vzory, s prací s n imi 

v pros t ředí Sparku a nás ledně navrhnout řešení zadaného problému. 

Z a d á n í 

• Seznamte se s algoritmy KMeans pro shlukování a FP-growth pro určení čet

ných vzorů. 

• Navrhně te programové řešení p rob lému pomocí KMeans shlukování. 

• Vyzkoušejte si práci s algoritmem FP-growth. 

• Navrhně te vhodně vs tupn í data a nas tavení algoritmu. 

T e o r e t i c k ý ú v o d 

Další technikou strojového učení je shlukování dat. Je j ím v ý s t u p e m nejsou prediko-

vané hodnoty, ale seskupení p rvků dat do logických podmnož in nebo skupin. Logické 

podobnosti závisí na hodno tách p a r a m e t r ů prvků. V tomto př ípade můžeme všechny 

parametry považovat za prediktory. 

V tomhle úkolu budete pracovat s algoritmem KMeans pro shlukování. Jeho 

výhodou je rychlost a efektivnost př i práci s vel ikým p o č t e m proměnných. Shluko

vání p rob íhá více iteracemi. P o č t e m shluků urč í te poče t centrálních bodů , k te ré se 

pos tupně přemísťují po m- rozměrném prostoru vždy do centra ak tuá ln ích shluků. 

Po každém přemís tění jsou p řepoč í t ané vzdálenost i p rvků k cent rá ln ím b o d ů m , a 

některé prvky jsou přemís těny do j iného shluku. Rozměr prostoru určuje poče t pa

r a m e t r ů prvků . 

P r i m á r n í využi t í shlukování dat je jakékoliv logické seskupení prvků. Může to 

být seskupení zákazníků, dokumen tů , webových s t ránek, správ, nebo taky geolokační 

seskupení objektů . Právě tomu se budete věnovat v t é to úloze. Dalš ím využi t ím je 

dop ředná kategorizace dat pro následné rozdílné zpracování skupin j inými algoritmy, 

např . klasifikaci. 

Hledání četných vzorů je velice často využívaná metoda strojového učení v ob

chodní sféře. Typickými př ík lady jsou sys témy odporoučení v in ternetových obcho

dech, nebo programy pro ana lýzu nákupních košíku. 
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Algoritmus, k t e r ý m se tato ú loha zabývá, a k te rý slouží právě k h ledání četných 

vzorů je FP-growth. Ten si nejdřív při analýze jednot l ivých t ransakc í vypoč í t á frek

venci p rvků a z těch si vytvoř í model FP-tree. Z něho pak získává asociační pravidla, 

podle k terých odporoučí další položky s urč i tou věrohodnostn í . 

Minimální věrohodnost (confidence) a podpora (support) jsou dva důležité pa

rametry, k te ré se v algoritmu FP-growth nastavuj í . Podpora určuje, jako často se 

percentuá lně položka nachází ve všech t ransakcích. Když minimáln í podporu nasta

víte moc velikou, a položky se ve vs tupních datech opakují málo , program nebude 

b rá t do úvahy žádnou z nich. Když j i naopak nas tav í te moc nízko, program bude 

řešit asociační pravidla p rvků , k te ré se vyskyt l i např . jenom jednou. To je z efektiv

ního hlediska zbytečné. 

Věrohodnos t určuje, jak čas to bylo asociační pravidlo po tvrzené v j iných transak

cích. Když bude asociační pravidlo udáva t , že při koupě sýru a más la si koupí te taky 

chléb, a toto pravidlo se po tv rd í ve 2 ze 4 t ransakcí , věrohodnost bude 50 procent. 

Proto t ř e b a při nas tavování min imáln í věrohodnost i zvážit , j a k á věrohodnos t je pro 

vás dostačující . 

P r a c o v n í p o s t u p 

V předchozích úkolech jste pracovali s daty o měs tech a obcích, predikovali nebo 

klasifikovali urči té hodnoty. Ted by jste ale chtěli získat pohled z větší perspektivy 

o poč tech a umís těn í firem v rámci celého Česka a Slovenska. Údaje o poloze obcí 

jsou jednoduše dos tupné v rámci internetu nebo G P S . Pomocí geolokačního K M e -

ans shlukování dat nyní nav rhně te program, k te rý rozdělí m ě s t a a obce do vámi 

zvoleného p o č t u oblas t í podle jejich zeměpisné šířky a výšky. Vypíšete si počet měs t 

v jednot l ivých oblastech, v k te rých jsou firmy zabývající se výpoče tn í technikou. 

K dispozici m á t e data z předešlých úkolů doplněné o souřadnice obcí a měs t . 

Úvodní nas tavení , nač ten í , a zpracování dat se t éměř úplně shoduje s předešlými 

dvěma úkoly, proto k n im již nebudou uvedeny nápovědy. 

1. Proveďte úvodní konfiguraci. Nastavte cestu do Hadoop binaries a logovací 

level na E R R O R . Pro některé části kódu budete po t řebova t kromě objektu Spark-

Session i objekt SparkContext. Oba však nemohou fungovat zároveň. Pro tento 

př ípad m á t e př ipravenou t ř ídu Connection, vy tvoř te s její pomocí oba objekty. 

JavaSparkContext spContext = Connection.getContextO; 
SparkSession spSession = Connection.getSessionO; 
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2. Nač tě te soubor „uloha4.csv" do datového r ámce(da ta se t ) s využ i t ím hlavičky 

souboru a vytisknete pro kontrolu obsah a schéma. 

Prekonvertujte vs tupn í data na typ Double pomocí funkce map na R D D . Vytvo

ř te schéma datového rámce pro zpě tnou konverzi. 

Prekonvertujte data zpá tky na da tový rámec . 

I když v algoritmech shlukování dat nepredikujeme žádné hodnoty, do struktury 

LabeledPoint musí te zadat p roměnnou jako cílovou hodnotu. Jednou z možnost í 

je zadat lokální p roměnnou id. Ve výs ledném výpisu byste ale viděli pouze číselné 

hodnoty, bez uživatelsky př ívět ivých informací. Proto vy tvoř te stejně jako v minulé 

úloze objekt Stringlndexer, k t e rý použijete k př i řazení un iká tn ího indexu každému 

měs tu . Index použij te jako cílovou hodnotu a po vykonání strojového učení ho pre

konvertujete zpá tky na názvy měs t . 

S t r i n g l n d e x e r indexer = new S t r i n g l n d e x e r ( ) 
.setlnputCol("MESTO") 
.setOutputCol("IND_MEST0"); 

Str i n g l n d e x e r M o d e l indModel = i n d e x e r . f i t ( f i r m y D f 2 ) ; 

Dataset<Row> indFirmy = indM o d e l . t r a n s f o r m ( f i r m y D f 2 ) ; 

3. P ř i shlukování dat je důležité, aby hodnoty v jednot l ivých sloupcích byly ve 

s te jném číselném rozsahu. Během v ý p o č t ů se měř í Euklidova vzdálenost mezi prvky. 

K d y b y sloupce obsahovaly hodnoty v j iných řádech, mohlo by to působi t nepřesnost i . 

Proto se před s a m o t n ý m s t ro jovým učením dělá centrování a škálování (v tomhle 

př ípadě to není úplně nevyhnu tné , ale je dobré si to vyzkoušet pro další použi t í ) . 

T í m docílíte, že všechny hodnoty ve všech sloupcích proporc ionálně převedete do 

rozsahu (—3,3). Nejdřív vypoč tě t e p r ů m ě r a s t a n d a r d n í odchylku všech sloupců. 

Využijte k tomu funkci aggregate. 

Row priemRow = indFirmy.agg(avg(indFirmy.col("VYSKA")), 
avg(indFirmy.col("SIRKA"))) 

.toJavaRDDO .takeOrdered(l) .get(O) ; 

Row stdRow = indFirmy.agg(stddev(indFirmy.col("VYSKA")), 
stddev(indFirmy.col("SIRKA"))) 

.toJavaRDDO .takeOrdered(l) .get(O) ; 

Hodnoty uložte do Broadcast p roměnné pro nás lednou práci při vytváření Labeled-

Pointu. 
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Broadcast<Row> bcPriemRow = spContext.broadcast(priemRow); 
Broadcast<Row> bcStdRow = spContext.broadcast(stdRow); 

Vytvoř te objekt LabeledPoint, kde jako predikovanou hodnotu zvolte sloupec s in

dexy měst , a do vektoru p red ik to rů zadejte p roměnné s, v. Tyto p roměnné se budou 

poč í ta t pro každý řádek jako rozdíl p růměrné hodnoty parametru a hodnoty v aktu

á ln ím řádku , děleno s t a n d a r d n í odchylkou daného parametru. Ve funkci c a l l zapište 

před vytvoření LabeledPointu: 

double s~= (bcPriemRow.value().getDouble(O) - iRow.getDouble ( 2 ) ) 

/ bcStdRow.valueO .getDouble(O) ; 
double v~= (bcPriemRow.value().getDouble(l) - iRow.getDouble ( 3 ) ) 

/ bcStdRow.valueO .getDouble(l) ; 

4. Z LabeledPointu vy tvoř te nový da tový rámec . Dále vy tvoř te objekt KMeans . 

V nas tavení .setK si může te nastavit vámi zvolený počet sh luků /ob las t í . 

KMeans kmeans = new KMeans() 
.setK(lO) 
. s e t S e e d ( l L ) ; 

Vytvoř te model a aplikujte ho na centrovaný a škálovaný da tový rámec . 

KMeansModel model = k m e a n s . f i t ( f i r m y L p ) ; 
Dataset<Row> c i s e l n e P r e d i k c e = model.transform(firmyLp); 

Ted už zbývá jen překonver tovat indexy na názvy měs t pomocí IndexToString kon

vertoru a vypsat výsledky. 

IndexToString l a b e l K o n v e r t o r = new IndexToString() 
. s e t l n p u t C o l ( " l a b e l " ) 
. s e t O u t p u t C o l ( " l a b e l S t r i n g " ) 
. s e t L a b e l s ( i n d M o d e l . l a b e l s ( ) ) ; 

Dataset<Row> p r e d i k c e = l a b e l C o n v e r t e r . t r a n s f o r m ( c i s e l n e P r e d i k c e ) ; 

predikce.show(); 

p r e d i k c e . g r o u p B y ( c o l ( " p r e d i c t i o n " ) ) . c o u n t ( ) . s h o w ( ) ; 

Ve výsledných výpisech vidíte ve sloupci „predic t ion" číslo, k te ré reprezentuje číslo 

shluku/oblasti , do k te rého bylo dané měs to př i řazeno a taky poče t měs t v jednotli

vých oblastech. Zkontrolujte zda jsou měs t a v j edné oblasti geograficky blízko sebe. 
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5. N a závěr si vyzkoušíte práci s algoritmem FP-growth. Tyto programy jsou 

poměrně j ednoduché , jde tady spíš o to, aby jste se seznámili s jeho možnos tmi . 

Vytvoř te program pro analýzu nákupních košíků. 

Proveďte úvodní konfiguraci. Nastavte cestu do Hadoop binaries a logovací level 

na E R R O R , vy tvoř te objekt SparkSession. 

Vs tupní data nebudete nač í t a t ze souboru, ale napíše te si je p ř ímo v programu pro 

jednoduchou editaci. V následujícím bloku si vy tvoř te transakce neboli-li nákupn í 

košíky podle vašeho výběru . 

List<Row> transakce = A r r a y s . a s L i s t ( 
R o w F a c t o r y . c r e a t e ( A r r a y s . a s L i s t ( " c h l e b maslo s y r p i v o " . s p l i t ( " " ) ) ) , 
R o w F a c t o r y . c r e a t e ( A r r a y s . a s L i s t ( " c h l e b s y r šunka j a b l k o " . s p l i t ( " " ) ) ) , 
R o w F a c t o r y . c r e a t e ( A r r a y s . a s L i s t ( " p i v o chleb j a b l k o " . s p l i t ( " " ) ) ) 
) ; 

Vytvoř te schéma a s jeho použ i t ím da tový rámec s transakcemi. 

StructType schema = new StructType(new S t r u c t F i e l d [ ] 
new S t r u c t F i e l d ( " p r e d m e t y " , new ArrayType(DataTypes.StringType, t r u e ) , 

f a l s e , Metadata.empty()) 
) ; 

Dataset<Row> predmetyDf = spark.createDataFrame(transakce, schema); 

Nyní stačí už jenom vytvoř i t model a aplikovat ho na da tový rámec . Vypište frek

vence p ř e d m ě t ů , asociační pravidla s hodnotami věrohodnost i a taky konkré tn í pre

dikce / odporoučení . 

FPGrowthModel FPmodel = new FPGrowthO 
.setItemsCol("predmety") 
.setMinSupport(0.5) 
.setMinConf idence(0.6) 
. f i t ( p r e d m e t y D f ) ; 

FPmodel.freqltemsetsO .show(); 
FPmodel.associationRules().show(); 
FPmodel.transform(predmetyDf).show(false); 

Zkuste měni t parametry minSupport a minConf idence a sledujte změny ve výsled

cích. Změny zdůvodně te . 
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5 ZÁVER 

Bakalá rska p ráca je z a m e r a n á na technológie Apache Spark a Hadoop, pr incíp ich 

fungovania a typické využit ie v reálnych si tuáciách. Riešenie problémov v praktickej 

časti je nav rhnu t é v pros t redí Apache Spark, v programovacom jazyku Java. V súvis

losti s t ými to technológiami popisuje p ráca koncept veľkých objemov dá t , problémy 

vznikajúce pri ich spracovaní, a súčas tné využi t ia v rôznych oblastiach. Ďalej opisuje 

princíp para le lného spracovania dá t , základné operácie, algoritmy strojového učenia 

a súčas tné využi t ia Sparku. 

Cieľom bolo navrhnúť l abora tó rne cvičenia do predmetu „Paralelní zpracování 

dat". P rvá ú loha zoznámi š tuden tov s p ros t red ím Sparku a so zák ladnými kon-

ceptami. Nasleduje návrh programu, k to rý z dvoch rozdielnych d a t a b á z českých a 

slovenských firiem získa uži točné d á t a pre ďalšie spracovávanie. N a výs tupe prog

ramu sú údaje o poč te firiem určitej kategórie v k a ž d o m meste da t abáze . Tieto d á t a 

sú využi té v nasledujúcich úlohách. V závere úlohy je demonš t rovaný rozdiel rých

losti pr i využi t í rôzneho p o č t u výpočtových strojov. V os ta tných troch úlohách sa 

pracuje s algoritmami strojového učenia. Využi t ím lineárnej regresie je nav rhnu tý 

program, k to rý si na základe údajov z prvej úlohy vytvor í model, podľa k torého 

predpovedá, koľko firiem sa bude v meste nachádzať iba podľa rozlohy a p o č t u oby

vateľov. V závere úlohy sú demonš t rované spôsoby opt imalizácie programu. V tretej 

úlohe n a v r h n u t ý program klasifikuje, či sa j e d n á o obec alebo mesto podľa p o č t u 

obyvateľov, rozlohy a nadmorskej výšky. Porovnáva sa v nej presnosť algoritmov 

rozhodovací strom a n á h o d n ý les. Po dos iahnut í požadovaného výsledku si š tudent i 

môžu otestovať program na nimi zvolených nových dá tach . Pos ledná ú loha zoskupuje 

pomocou zhlukovania dá t mes t á a obce do územných celkov. J e d n á sa o geolokačné 

zhlukovanie dá t . Výsledok ukazuje, koľko firiem danej kategórie sa nachádza v jed

notl ivých oblastiach. K tejto úlohe sú k v s t u p n ý m d á t a m pr idané súradnice obcí. 

V závere úlohy je n a v r h n u t á j ednoduchá ú loha na algoritmus pre poče tné vzory, a 

to typický pr íklad n á k u p n é h o košíka, kde si možno meniť produkty v t ransakciách 

a sledovať zmeny vo výsledku. 

Hlavným pr ínosom práce je postup pre oboznámenie š tuden tov s technológiou 

Apache Spark v rámci predmetu „Paralelní zpracování dat", s jeho v ý z n a m o m a 

využi t ím na prakt ických pr íkladoch. Zoznámia sa takisto s funkcionálnym progra

movaním. 

V ý s t u p o m práce sú štyri komple tné návody pre l abora tó rne cvičenia, vypraco

vané so s t ručným teore t ickým úvodom a p o s t u p n ý m i inš t rukciami pre vypracovanie. 

Úlohy riešia reálne problémy a t ý m navádzajú š tuden tov k novým n á p a d o m využi t ia 

Sparku. J e d n ý m z možných spôsobov rozšírenia práce je vytvorenie aplikácie, k to rá 

by zahŕňa la mimo iné funkcionality programov v tejto práci . 
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ZOZNAM SYMBOLOV, VELIČÍN A SKRATIEK 

B bajt 

A C M A C M Digi ta l Library - kolekcia textov týkajúcich sa oblasti 

počítačovej vedy 

I E E E Institute of Electrical and Electronics Engineers - svetová 

technická organizácia 

IoT Internet of Things - Internet vecí 

C E R N Európska organizácia pre j ad rový výskum 

SSD Solid State Drive - disk pre ukladanie dá t 

K P S Knowledge Processing Systems - sys témy pre spracovanie 

znalost í 

A P I Appl icat ion Programming Interface - rozhranie pre 

programovanie aplikácií 

H D F S Hadoop Distributed File System - dis t r ibuovaný súborový 

sys tém 

R A I D Redundant Array of Independent Disks - pole nezávislých 

diskov 

S Q L Structured Query Language - š t ruk tú rovaný vyhľadávací 

jazyk 

csv comma separated values - súbor , v ktorom sú hodnoty 

oddelené č iarkami 

tsv tab separated values - súbor , v ktorom sú hodnoty oddelené 

t a b u l á t o r m i 

O O P Object-Oriented Programming - objektovo orientované 

programovanie 

R D D Resilient Distributed Dataset - kolekcia dá t používaná 

v Sparku 

conf konfigurácia programu 

sc objekt JavaSparkContext 

inputNumbers vs tupné hodnoty 

i n p u t R D D R D D zo vs tupných hodnô t 

filteredRDD R D D s filtrovanými z á z n a m a m i 

spark objekt JavaSparkSession 

skDat slovenská d a t a b á z a firiem 

czDat česká d a t a b á z a firiem 

line ak tuá lne p rechádzaný záznam R D D 

kategór ia požadovaná kategór ia firmy 

filteredSkDat filtrovaná slovenská d a t a b á z a firiem 
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clearedSkDat slovenská d a t a b á z a firiem s vyčis teným obsahom 

nazev názov firmy 

mesto mesto pôsobenia firmy 

ulice ulica pôsobenia firmy 

I C O Identifikačné číslo organizácie 

unionDat spojená d a t a b á z a firiem 

pairUnionDat d a t a b á z a vo formáte kľúč - hodnoty 

values hodnoty k j edno t l ivým kľúčom 

sortedPairUnionDat zoradená d a t a b á z a vo vo formáte kľúč - hodnoty 

countedByKey d a t a b á z a s p o č t o m firiem v mes tách 

schemaString reťazec pre vytvorenie schémy 

fields list označení st ĺpcov 

schéma schéma S Q L tabuľky 

r o w R D D R D D so z á z n a m a m i vo formáte Row 

record záznam v R o w R D D 

w w w I C O hodnota obsahujúca webovú s t r ánku alebo I C O firmy 

rowDataFrame výsledná d a t a b á z a v dátovej š t ruk tú re DataFrame 

I C O I Č O firmy 

DDoS Distributed Denial of Service - ú tok obmedzujúci činnosť 

služby 

3D t ro jd imenzionálny 

M L Machine Learning - strojové učenie 

firmyDf dá tový rámec so v s tupnými d á t a m i 

convertedRow konkré tny riadok dá tového r ámca 

firmyDf2 prekonver tovaný dá tový rámec 

lp Labeled Point - dá tová š t r u k t ú r a používaná pri strojovom 

učení 

firmyLp dá tový rámec s upravenými d á t a m i vo forme Labeled Pointu 

splits pole s rozdelenými hodnotami z firmyLp 

S E E D p r e m e n n á pre zhodu výsledkov 

lr objekt lineárnej regresie 

l rModel model lineárnej regresie 

predikce dá tový rámec s výslednými hodnotami 

evaluator objekt hodnot i teľa regresie 

firmySchema schéma vs tupných dá t 

indexer objekt pre indexovanie tex tových hodnô t 

indModel model pre t ransformáciu na d á t a s indexmi 

indFirmy dá tový rámec s hodnotami s indexmi 

dt objekt rozhodovacieho stromu 
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dtModel 

labelKonvertor 

predKonvertor 

ciselnePredikce 

přesnost 

KMeans 

FP-growth 

FP-tree 

G P S 

priemRow 

stdRow 

bcPriemRow 

bcStdRow 

s 

V 

kmeans 

transakce 

predmetyDf 

FPmode l 

model rozhodovacieho stromu 

objekt pre zmenu indexov späť do textovej podoby 

objekt pre zmenu indexov späť do textovej podoby 

dá tový rámec s výslednými číselnými hodnotami 

p r e m e n n á výslednej presnosti 

algoritmus pre zhlukovanie dá t 

algoritmus pre hľadanie poče tných vzorov 

model algoritmu FP-growth 

Global Positioning System - lokalizačný sys tém 

p r e m e n n á určujúca priemer hodnô t 

p r e m e n n á určujúca š t a n d a r d n ú odchýlku 

globálna p r e m e n n á určujúca priemer hodnô t 

globálna p r e m e n n á určujúca š t a n d a r d n ú odchýlku 

š tandard izovaná p r e m e n n á zemepisnej výšky 

š tandard izovaná p r e m e n n á zemepisnej šírky 

objekt algoritmu zhlukovania dá t 

list s j ednot l ivými transakciami 

dá tový rámec s položkami n á k u p u 

model algoritmu poče tných vzorov 
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