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ABSTRAKT

Cielom tejto prace bolo vytvorit laboratérne tlohy pre predmet , Paralelni zpracovani
dat", pomocou ktorych sa studenti zoznamia s pracou a moznostami technolégie Apache
Spark. Ulohy sa venuji praci zo zékladnymi operaciami a predspracovaniu dat, praci
s konceptami a algoritmami strojového ucenia. Vyuzitim algoritmov pre linearnu regresiu,
klasifikaciu, zhlukovanie dat a pocetné vzory sStudenti podla vypracovanych navodov
vytvoria programy, ktoré rieSia vopred zadané problémy z redlneho sveta. Tymto sa
zoznamia s redlnym vyuzitim a vyhodami Sparku. Ako vstupné data budid poskytnuté
pripravené databazy Ceskych a slovenskych firiem s mnohymi Gdajmi, ktoré musia byt
v ramci prvej dlohy upravené, filtrované a usporiadané pre dalsie spracovanie. Dalsia
vec, s ktorou sa naucia pracovat v ramci dloh je funkcionalne programovanie, kedze
v navodoch nie st programy vypracované kompletne, ale iba s postupnymi napovedami,
ktoré sa v naslednych tlohach uz neopakuji. Po absolvovani vietkych dloh ziskaji uceleny
prehlad o moZnostiach tejto technoldgie.

KLUCOVE SLOVA
Apache Hadoop, Apache Spark, klasifikacia, linedrna regresia, paralelné spracovanie dat,
pocetné vzory, strojové ucenie, velké objemy dat, zhlukovanie dat

ABSTRACT

The goal of this thesis was to create laboratory excercises for subject ,Parallel data
processing ", which will introduce options and capabilities of Apache Spark technology to
the students. The excercises focus on work with basic operations and data preprocessing,
work with concepts and algorithms of machine learning. By following the instructions, the
students will solve real world situations problems by using algorithms for linear regression,
classification, clustering and frequent patterns. This will show them the real usage and
advantages of Spark. As an input data, there will be databases of czech and slovak
companies with a lot of information provided, which need to be prepared, filtered and
sorted for next processing in the first excercise. The students will also get known with
functional programming, because the are not whole programs in excercises, but just the
pieces of instructions, which are not repeated in the following excercises. They will get
a comprehensive overview about possibilities of Spark by getting over all the excercices.

KEYWORDS

Apache Hadoop, Apache Spark, classification, linear regression, parallel data processing,
frequent patterns, machine learning, big data, clustering
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UVOD

V sicasnej dobe technologickych inovacii vznika coraz viac zariadeni, ktoré mu-
sia navzajom pre spravne fungovanie komunikovat. Ci uz sa jednd o rézne senzory,
domace spotrebice, alebo automobily, vsetky vyuzivaji pre komunikaciu internet.
nikécie st velké objemy dat, ktoré pre ich efektivne vyuzitie potrebujeme urcitym
sposobom spracovavat.

Pre spracovanie dat sa daju pouzivat pomerne jednoduché sériove programy,
avsak pri velkych objemoch je takyto postup ¢asovo velmi naroc¢ny. Preto bol navr-
hnuty, pévodne Google proprietarny, programovaci princip MapReduce, ktory spra-
cuva data paralelne, teda rozdeli ilohu medzi viaceré vypoctové stroje, ktoré pracuju
zaroven a k vysledku dospeju ovela rychlejsie.

Tato praca sa venuje aktualne pouzivanym technolégiam Apache Hadoop a Apa-
che Spark, ktoré funguji na principe MapReduce. Cielom je zoznamit sa s ich fun-
govanim a moznostami, a nasledne vhodne navrhnit laboratorne tlohy pre novo
pripravovany predmet Paralelné spracovanie dat na Fakulte elektrotechniky a ko-
munikac¢nych technologii, VUT v Brne.

Hlavnym prinosom prace je navrh styroch laboratérnych tloh, ktoré praktickym
a zrozumitelnym spésobom predstavuji vyhody a pouzitia Sparku na situaciach
z realneho sveta. Kazda tloha riesi konkrétny problém a tymto umoznuje pochopit
vyznam tejto technoldgie a takisto inSpirovat studenta k novym napadom vyuzitia.

V prvej kapitole je popisané, ¢o sa skryva za pojmom Velké objemy dat, ¢im
je sposobeny ich nahly néarast, a aké problémy a nasledné riesenia z toho vznikaju.
V druhej casti je vysvetleny princip sériového, distribuovaného, paralelného spraco-
vania dat a jednotlivé algoritmy. Dalsia kapitola je zamerand na samotné prostredie
Apache Spark, jeho moznosti, prvky a sucastné vyuzitia. Poslednd Cast sa venuje
navrhu laboratérnych tloh, ktoré budi zamerané na vypoctové ulohy v prostredi

Apache Spark v programovacom jazyku Java.
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1 VELKE OBJEMY DAT

Denne sa na celom svete vygeneruje 2,5 exabajtov dat, teda 2,5 x 10*® B. Toto
¢islo neustdle rastie a ak chceme z tejto zaplavy informécii vyuzif maximum pre
zlepsenie nasej zivotnej tirovne, potrebujeme k tomu nové nastroje a postupy. Pojem
velké objemy dat predstavuje akysi koncept vsetkych problematik spojenych s tymto
narastom dat a jeho spracovanim.

Téato kapitola sa venuje prave tymto problematikam, vhodnym rieSeniam a ak-

tualnym vyuzitiam v roznych oblastiach.

1.1 Historia

Prvé zmienky o velkom naraste mnozstva informacii a dat sa objavovali davno pred-
tym, nez sa tento fenomén zacal oznacovat znamou frazou ,,velké objemy dat“, alebo
,Big Data®.

Fremont Rider [1], knihovnik na univerzite Wesley, uz v roku 1944 odhadoval
vo svojej knihe The Scholar and the Future of the Research Library, Ze kniznice na
americkych skolach sa zdvojnasobuju kazdych Sestnast rokov, a ze tymto tempom
bude v roku 2040 obsahovat kniznica na univerzite Yale 200 miliénov vytlackov, ¢o
by zaberalo 6 tisic mil poli¢iek.

V Sestdesiatych a sedemdesiatych rokoch vychadzalo mnozstvo publikacii, ktoré
sa venovali Statistickym prognézam a moznym rieseniam. Vedecké poznatky naras-
a knih. Pri tejto informacnej explézii pokladalo vela odbornikov najdenie dostacu-
juceho uloziska za kltucovy problém.

Prvy c¢lanok v digitalnej kniznici ACM, v ktorom sa objavil pojem velké objemy
dat, vysiel v oktobri 1997, teda rok po tom, ako sa stali digitalne tloziska cenovo
vyhodnejsie ako papier [2]. Takto nazvali autori problém, ked st stibory dat prilis
velké pre uloZenie na lokalnej, popripade externej pamati.

Na prelome tisicrocia sa vyprodukovalo priblizne 5 exabajtov digitalnych dat za
rok. Mnohi odbornici a celosvetové spolocnosti ako Cisco nasledne odhadovali dalsi
narast, no nikto neocakéaval, ze sa dostaneme na ¢islo 1227 exabajtov v roku 2010
a 2837 exabajtov o dva roky neskor. Tieto ¢isla hovoria iba o vytvorenych datach.
Podla studie vedca Chattanya Baru z roku 2011, svetové servery spracovali v roku
2008 9,57 zettabajtov informécif [1]. Oc¢akava sa, ze tymto tempom bude v roku 2020
vyprodukované priblizne 44 zettabajtov dat.

[udia a spolo¢nosti si uvedomuji, aké nespocetné moznosti sa v tychto datach
skryvaju a preto sa vyvijaju stale efektivnejsie nastroje pre ich spracovanie a vyuzitie.

Je to jedna z najvacsich inovacii v informatike, ktora ma tendenciu stale rast.
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1.2 Definicia

V publikacii [3] Kate Crawfordova poukazuje na velké objemy dat ako na kultirny,
technologicky a vedecky fenomén, ktory pozostava zo sihry technoldgie, analyzy
a mytologie. Technoldgiou je myslené stdle narastajici vykon vypoctovych strojov
a presnost algoritmov pre pracu s nimi, analyza predstavuje hladanie urcitych vzorov
a ich efektivne vyuzitie a mytoldgia vSeobecne rozsirenu doveru, ze velké subory dat
nam mozu poskytnit nové poznatky a postrehy s presnostou a objektivitou aké by
nebolo v minulosti mozné dosiahnut.

Na konferencii organizacie IEEE v roku 2015 [4] boli velké objemy dét defino-
vané jednoducho ako stubory dat prilis rozsiahle a zlozité na to, aby boli spracovavané
tradiénymi algoritmami, ¢i uz sa jedna o analyzu, zachytavanie, filtrovanie, vyhla-
davanie, bezpecnost a mnoho dalsich problematik.

Existuje mnozstvo dalsich definicii, ale vsetky sa vo vysledku zhoduji v tom, ze
koncept velké objemy dat oznacuje informacie, ktoré nemozno spracovat a analyzovat

obvyklymi spésobmi a nastrojmi.

Format

Format dat mozno vseobecne rozdelit do troch skupin. Prvou si data strukturované.
Je to jednoducha forma slov, ¢isel, datumov, ktoré sa efektivne daju spracovavat
pomocou relacnych databaz. V minulosti neexistovala ind forma ako strukturovana.

Dalsie st semi-Strukturované data. Mézu byt vo forme strukturovanych dat, ale
narozdiel od nich nie s organizované do klasickych modelov relacnych databaz. Su
to napriklad tabulky. Na ich spracovanie st potrebne komplexnejsie nastroje.

A najrozsirenejsimi su data nestrukturované. Tie tvoria dnes zna¢ni vacsinu vset-
kych vygenerovanych dat. Ich analyza a spracovanie je velmi komplikované, nedaji
sa vyuzivat tradicné relacné systémy. Patria sem textové spravy, lokacné informa-
cie, videa, data vygenerované na socialnych sietiach a vsetky, ktoré nemajui ziadnu

konkrétnu formu.

Zdroje

Jednym z najvacsich zdrojov dat je v poslednych rokoch nepochybne internet veci
(IoT). Internet veci pripaja fyzicky svet do internetu tak, aby vSetko navzdjom ko-
munikovalo prostrednictvom senzorov a inych technickym noviniek. Podla odhadov
bude do roku 2020 do internetu pripojenych 50 miliard inteligentnych objektov.
Dalsim vyznamnym zdrojom st socidlne siete. Kazdy uzivatel produkuje velké
mnozstvo nestrukturovanych dat, ¢i uz pridavanim a zdielanim informécii, alebo

jednoducho pohybom po webe.
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Takisto s data generované strojmi a inteligentnymi zariadeniami automaticky;,
senzormi monitorujicimi fyzikalne veli¢iny, pri vedeckych testoch, finanénych trans-

akcidch a mnoho dalsich.

1.3 Oblasti vyuzitia

Velké objemy dat sa tykaji v stic¢asnosti najmé velkych firiem, pre ktorych efektivitu
s mnozstva informacii klacové. AvSak ¢im dalej viac zasahuji aj do sposobu kaz-
dodenného zivota kazdého z nas a zacina sa o tomto koncepte hovorit ako o akejsi
revoltcii, ktord ma zmenit fungovanie sveta v mnohych oblastiach nasej ¢innosti.
Pocet zdrojov dat a uzivatelov, ktory ich produkujui, neustdle narastd a tym
vznikaju problémy pri ich spracovani. Avsak, ¢i uz ide o odvetvie ekonomiky, vedy,
informatiky, marketingu a mnoho dalsich, v tomto obrovskom mnozstve dat sa ukry-
vaji velmi uzito¢né informécie [5]. Ich spravne vyuzitie nepochybne prinasa zvysenie

produktivity alebo nové vedecké objavy.

Biolégia
Spociatku boli velké objemy dat doménou prevazne astronémov a fyzikov. Dnes
vsak nezaostavajui ani iné vedné odbory. Biologovia sa ku velkym datam obracaji

stale castejsie, najmé pri testoch ako regulacia génov, vyvoj genoému, alebo sledovani

umiestnenia mikrébov v tele [6].

Veda a vyskum

V oblasti vedy a vyskumu je jasnym prikladom CERN, Eurépska organizacia pre
jadrovy vyskum. Ta vyprodukuje roc¢ne 30 pettabajtov dat. Inzinieri z CERNu uva-
dzaji ze Hadoop a Spark zohravaju klicovi rolu pri analyze datovych pridov]13].

Vsetci analytici mozu pristupovat k vysledkom takmer v redlnom case.

Priemysel

V priemysle st velké objemy dat spajané najma s dalSou urovnou digitalizacie. In-
teligentné tovarne budu na zédklade vygenerovanych a zozbieranych dat z okolia viac
zautomatizované a vyrobné stroje budi samoc¢inne vyhodnocovat situacie [15]. Spo-
jenie konceptu velkych objemov dat a sicasne dalsich technoldgii v priemysle sa

oznacuje ako ,Industry 4.0“, alebo Stvrta priemyselné revolicia.
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Zdravotnictvo

Zdravotnicke organizacie obsahuji mnozstvo zaznamov, ktoré nie si ziadnym sposo-
bom zdielané. Ukryvaji sa v nich ale informaécie, ktoré pri spravnom spracovani za
pouzitia konceptu velkych objemov dat mézu vyrazne zlepsit zdravotni starostlivost
a predikciu ochoreni. Sluzba Google Flu Trends napriklad na zaklade pohybu oby-
vatelstva pontika krizové riesenia pri rozsireni epidémii [14]. Dal$im vyuzitim mozu
byt prenosné zariadenia sledujice stav pacienta, ktoré varuju v pripade rizika jeho

alebo prislusného zdravotnika.

Financ¢né sluzby

Clanok z casopisu Forbes [16] uvadza niekolko najcastejsich vyuziti analyzy vel-
kych dat v oblasti bankovnictva. Jednym z nich je detekcia podvodov na zaklade
strojového ucenia. Analyzou sa urci beznd aktivita uzivatelov a kazda podozriva je
nasledne odhalena. Velky doraz sa kladie aj na segmentaciu uzivatelov z pévodnej

segmentacie podla produktov, ¢o koncept velkych dat vyrazne zjednodusuje.

1.4 Problémy vyuzitia

Moznost pracovat s velkymi datami a novymi analytickymi néstrojmi neznamena
automaticky, ze z nich spolo¢nost bude mat uzitok v podobe hodnotnych informécii.
Pri praci s nimi sa vyskytuje niekolko problémov.

Aby bolo mozné data vyuzit, musia sa preniest zo zdroja do koncovych stanic a po
ceste vykonat niekolko operacii a integraciu dat z inych zdrojov. Pre transformacné
ulohy sa vyuzivaji najmé hadoopové riesenia, napr. procesy Map a Reduce.

Zna¢nym problémom su aj tloziskda. Aberdeen Group uvadza, ze ulozené déta
rastd rocne si o tretinu, ¢ize musia zdvojnasobovat svoju tloznu kapacitu kazdych
24 - 30 mesiacov [8]. Aj ked sa naklady na datové disky znizuju, ich zviac¢sovanie ne-
dokéze pokryt dlhodobu tendenciu rastu objemov dat. Velké spolo¢nosti sa zacinaju
uberaf smerom neinteligentnych zariadeni pre ukladanie dat a serverom, ktoré za-
bezpecuju ich spravu. Tieto uzly vyuzivaju casto prave Hadoop a je vhodné aby boli
umiestnené v tesnej blizkosti k datam pre ich rychle spracovanie. Rychlost mozno

navysovat aj diskami SSD, ktoré uz st cenovo dostupné aj pre mensie firmy.

RieSenie Cloudom

Vyznamnui tlohu v problematike velkych objemov dat zohrava cloud computing,

teda vyuzitie vypoctovej sily a ulozného priestoru vzdialenych datovych centier.
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Mnohi poskytovatelia cloudovych sluzieb zacinaju integrovat frameworky pre pa-
ralelné spracovanie dat do svojich sluzieb [9]. Toto riesenie je vyhodné pre mnohé
firmy, najma ak zbieraju data z vela zdrojov, ktoré mozu byt rozmiestnené po celom
svete a ich prenos do vlastného datového centra by bol naroc¢ny. Takisto su tieto
sluzby cenovo vyhodnejsie ako kupovanie vlastnych zariadeni.

Aktuélne sa v ramci cloud computingu venuje zvysend pozornost tzv. systémom
pre spracovanie znalosti (KPS - Knowledge Processing Systems). Tieto systémy spra-
covavaju uz existujice znalosti alebo informacie na zaklade urcitych pravidiel a ge-
neruju z nich nové znalosti, alebo nam poskytnu lepsie postrehy [10]. Kvoli velkym
objemom existujucich znalosti st potrebné techniky ako MapReduce a distribuované
datové tloziska s prislusnymi nastrojmi pre ich spravu.

Vzhladom na masivny narast vypoctového vykonu a tlozného priestoru poskyto-
vaného poskytovatelmi cloudovych sluzieb sa stéle viac kladie déraz na bezpecnost
informacii firiem a uzivatelov, ktori ich vyuzivaji. Jednym z vyuzivanych prostriedok
na jej zaistenie je multidimensionalna anonymizacia, avsak pri velkych objemoch dat
sa stava cenovo neefektivna [11]. Vyuzitim principu MapReduce sa tato neefektivita
znacne znizuje. Hoci teda cloud computing prindsa organizacidim mnohé benefity,
bezpectnostné riziko tvori stale velkd bariéru pred jeho uplnym nasadenim [12]. Pa-
ralelné spracovanie a analyza dat vsak umoznuje vyvijat stale dokonalejSie nastroje

pre odstranenie tohto rizika.
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2 PARALELNE SPRACOVANIE DAT

Spracovanie velkych objemov dat, ¢asto nazyvané ,Data mining“, predstavuje pro-
ces ziskavania doposial neznamych a potencidlne uzito¢nych informacii z datovych
databaz. Data mining sa casto povazuje za jeden z krokov ziskavania novych zna-
losti, alebo ,Knowledge discovery“, avsak tieto pojmy predstavuji ten isty proces
[17]. Ten sa sklada z postupnych krokov ako zdruzovanie, selekcia, transformacia

dat, vyhodnotenie vzorov az k vyslednej informécii.

2.1 Princip

Pre pochopenie vyznamu paralelného spracovania dat je dolezité porovnanie so séri-

ovym pristupom a objasnenie potrieb spolo¢nosti s distribuovanou infrastruktirou.

Sériovy

Pri tradicnom sériovom pristupe sa urc¢ity problém rozdeli na diskrétnu sériu in-
strukcii, ktoré sa postupne vykonavaju jedna po druhej v jedinom procesore. Takze
v jednom momente moéze byt spracovavana len jedna instrukcia. Vypoctovy vykon
a paméft jediného procesora sil znacne obmedzené, ¢o sposobuje problém najmé pri

spracovani velkych objemov.

Problém

séria instrukcii

3
il e

Obr. 2.1: Sériové spracovanie dat

Distribuovany

Celosvetové organizacie potrebuju ziskavat informacie z viacero geograficky vzdia-

lenych zdrojov dat. Takisto uzivatelia mézu byt vzdialeny od zdrojov a zaistenie
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sluzieb klasickymi systémami vedie v takychto pripadoch k velkému narastu komu-
nikac¢nych néakladov. Prave pre potreby takéhoto distribuovaného prostredia spoloc-

nosti vznikli systémy pre distribuované spracovanie dat.

Paralelny

S prichodom velkych objemov dat hra vSak hlavnu tlohu paralelné spracovanie. Ide
o sucasné vyuzitie viacerych vypoctovych strojov pre riesenie jedného problému.
Problém je rozdeleny na diskrétne casti, ktoré mézu byt riesené zaroven a tieto
casti rozdelené na série instrukcii su spracované réznymi procesormi. Cely proces
riadi jeden kontrolny mechanizmus. Takto sa dajui efektivne vyuzif pocitace s viace-

rymi procesormi (jadrami), alebo va¢si pocet takychto sietovo prepojenych pocitacov

(cluster).

l série inStrukcii
- -
— SIIARERE
= g [N I L4

Obr. 2.2: Paralelné spracovanie dat

2.2 MapReduce

Technologia MapReduce, zverejnena spoloc¢nostou Google, bola jedna z prvych pre
pracu s velkymi objemami dat. Na jej zakladoch je postavena vacsina dalsich tech-
nologii, ktoré sa pouzivaju a inovuji dodnes [18].

MapReduce popisuje dve nezavislé funkcie. Pocita¢ prijme vstupné data a rozdeli
ich ostatnym pocitacom v clustri. Funkcia Map vytvori zo vstupnych dat dvojice
kli¢ a hodnota. Vystup funkcie Map je poslany funkcii Reduce ako vstupné data,
ktoré s nasledne spojené podla kliuca. Takto zredukovany vysledok je vrateny spét

uzivatelovi.
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2.3 Zakladné operacie

Pri praci v jadre Sparku bez vyuzitia dalsich komponentov, prebiehaji vsetky ope-
racie na objektoch alebo datovych mnozindch RDD (Resilient Distributed Dataset),

alebo na PairRDD, ¢o je typ, v ktorom st data ulozené v paroch klacé-atributy. Obe

st blizsie popisané v kap. 3.2. Pouzivané operacie sa delia na transformacie a akcie.

Transformacie

Pouzivajui sa na existujice RDD a po prevedeni operacie na kazdy zaznam jednot-

livo vznikd nové RDD [26]. Vsetky transformécie sa mozu spustat paralelne, kazda

vypoctova jednotka spracovava cast transformacie nezavisle na ostatnych, ¢o znacne

urychluje vypocty.

map: noveRdd=Rdd .map(function)

Zékladna transformaécia, ktora prijima funkciu ako argument. Pracuje takmer
rovnako ako Map funkcia povodného MapReduce modelu. Prejde kazdy za-
znam a prevedie na nom operaciu dant funkciou. Vysledné RDD maé rovnaky
pocet zaznamov (ale mézu byt iného typu). PouZiva sa napr. na standardiza-
ciu dat, konvertovanie datovych typov, vypocty na trovni zaznamov, pridanie
novych atributov alebo kontrolu a ¢istenie dat.

flatMap: noveRdd=Rdd.flatMap(function)

Pracuje rovnako ako Map transformacia, ale vystupom médze byt viac zazna-
mov ako bolo v pévodnom RDD. Pouziva sa pre vsetky rozdelovacie operacie,
ked chcete vstupny zaznam rozdelit na viacero vystupnych.

filter: noveRdd=Rdd.filter(function)

Prijima filtrovaciu funkciu ako argument. Funkcia vracia hodnotu true/false,
podla toho ¢i zdznam splnuje zvoleni podmienku. Zaznamy, ktoré podmienku
spliuju st vratené na vystup v novom RDD, ktoré bude obsahovat menej
zédznamov ako povodné. Zaznamy sami o sebe ale zmenené nie st.

union: unionRdd=prveRdd.union(druheRdd)

Spaja 2 RDD do jedného, ktoré obsahuje vsetky zaznamy z oboch pévodnych.
Rovnaké zaznamy sa duplikuji. Pouziva sa najmé pri spajani databaz alebo
zaznamov, ktoré si ziskavané z viacerych zdrojov.

intersection: intersectionRdd=prveRdd.intersect (druheRdd)

Vracia iba spolo¢né rovnaké zaznamy dvoch RDD.

map Values: Map transforméacia pre PairRDD, ktora transformuje hodnoty, ale
nezasahuje ziadnym sposobom do kluca.

flatMapValues: FlatMap transformécia pre PairRDD, ktorou mozno vytvorit

viaceré hodnoty s rovnakym klic¢om.

18



Akcie

Su to operacie, ktoré pracuju na celom RDD, nie iba na jednotlivych zaznamoch ako

v pripade transformécii. Vysledkom akcie nie je nové RDD, ale vysledna hodnota

ako napr. stucet alebo priemer.

Reduce — najdolezitejsia akcia, ktora pracuje velmi podobne ako Reduce fun-
kcia pévodného MapReduce modelu. Reduce prijima funkciu s dvomi vstup-
nymi hodnotami. Vykondava operaciu cez vsetky elementy RDD, a to takym
sposobom, Ze ju vykona na prvych dvoch elementoch, vysledni hodnotu pou-
zije ako vstupnu hodnotu pre operaciu s dalsim elementom a takto pokracuje
az do posledného elementu. Na jednoduchom priklade je tento princip vysvet-
leny v kap. 4.1.

Collect — vrati vsetky elementy jedného RDD. RDD méze byt pri vypoctoch
rozdelené na Casti (partitions), ktoré si paralelne spracovavané naprie¢ clu-
strom, a pri zavolani akcie collect sii vSetky tieto Casti zozbierané do jedného
pocitaca. To je pri velkom pocte vypoctovych strojov a velkych objemoch dat
narocnd operacia a treba si vzdy premysliet jej pouzitie.

count — vrati pocet elementov v RDD

first — vrati prvy element v RDD

take(n) — vrati n elementov z RDD

countByKey — spocita pocet zaznamov s rovnakym kliicom

groupByKey — vykona agregaciu podla kltca, napr. sucet, priemer
reduceByKey — reduce operacia pre kazdy kluc

aggregateByKey — agregacia zaznamov podla kluca
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2.4 Strojové ucenie

Strojové ucenie je obor, ktory nam spristupnuje skutoény potencial velkych objemov
dat. Jeho algoritmy spracovavaju zname data a ucia sa na nich. Ziskané ,,poznatky“
potom aplikuji na nové data a tym nam odhaluji vysledky, ku ktorym by Tudsky
mozog nedokazal dospet. Je to teda urcita forma umelej inteligencie. Takyto program
moze napr. predpovedat cenu projektov na zaklade predoslych, predvidat Sirenie
chorob, ceny akcii na trhu a mnoho dalsich.

Vsetky data obsahuji urcité atribtty medzi ktorymi existuji vztahy. To, do akej
miery sa tieto atribity navzajom ovplyviuji nazyvame uroven korelacie. Ucit sa
v tomto pripade znamenda porozumiet tymto vztahom medzi atributmi a strojové
ucenie je teda obor, v ktorom vyuzivame pocita¢ pre analyzu dat, odhalenie kore-
lacii a ich néasledné vyuzitie. Korelacie mézu vznikat medzi velicinami, u ktorych to
ocakéava ludsky mozog na zaklade naucenych asocidcii, ale v ére velkych objemov dat
dokéze pocitac casto odhalif iplne necakané vztahy. V takom pripade uz nema vy-
znam snazit sa odhalit dovod, ale jednoducho vyuzif ziskané poznatky. Prave tento
pristup prinasa nové revolucné vyuzitie velkych objemov dat [27].

Vysledkom algoritmov strojového ucenia je model. Je to definicia alebo vysvet-
lenie vztahov medzi atributmi. Konkrétne sa moze jednat o rovnicu, ktora definuje
ako sa da ziskat jedna hodnota z druhej, rozhodovaci strom, ktory urci vysledny
atribit na zaklade viacerych prediktorov, model pre zoskupenie podobnych hodnot
alebo ich predikciu.

Typicky proces strojového ucenia je zobrazeny na obr. 2.3. Na zaciatku si vzdy
potrebné historické data, ktoré obsahuju prediktory aj vysledné hodnoty, ktoré
chceme nasledne predikovat. Tieto data sa nahodne rozdelia s urc¢itym pomerom
na trénovaciu a testovaciu sadu. Na trénovaciu sadu sa aplikuje algoritmus stro-
jového ucenia, ktorého vysledkom je model. Ten je otestovany na testovacej sade,
ktora obsahuje skutocné vysledky a tie st porovnané s predikovanymi. Na zaklade
ziskanej presnosti mozno vyuzit iteracny proces a vratit sa spit k uceniu a vylepsit
tento proces. Po ziskani modelu s dostacujicou presnostou st nan aplikované nové

data a tym su ziskané predikované vysledky.

Linearna regresia

Linearna regresia je jeden z algoritmov strojového ucenia. Cielom tejto metddy je
ziskat linedrnu rovnicu (model), ktord reprezentuje vztah premennych, a na zaklade
ktorej mozno predikovat dalsie hodnoty. Rovnica reprezentuje tsecku, ktorej sucet
stvorcov vertikdlnych vzdialenosti medzi kazdym bodom a tseckou je minimélny
[28]. Pouziva sa v pripadoch, ked chceme predikovat ¢iselné hodnoty. Pri vypoctoch

sa sleduje parameter ,,Goodness of Fit“(zn. R?), na ktorom sa d4 overit, ako presne
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Obr. 2.3: Proces strojového ucenia

reprezentuje rovnica vztahy medzi premennymi. Na obr. 2.4 s zndzornené situacie
s roznou presnostou. Vyhodami linearnej regresie si rychlost vypoctov, nenaroc-
nost na vypocetny vykon a pamét pocitaca, vysoka presnost predikcii pri linearne
zavislych hodnotach. Z toho vyplyva, ze tento algoritmus nedokaze pracovat s ne-
linearnymi vztahmi, moze pracovat iba s ¢iselnymi hodnotami, a presnost je velmi
ovplyvnitelnd malym poctom hodndt, ktoré lezia mimo grafu (outlier). Preto ich

treba pred samotnym vypoctom eliminovat.

Klasifikacie

Cielom klasifikacného algoritmu je rozhodnif, do akej skupiny alebo kategérie novy
prvok patri, teda klasifikovat ho. Program sa rozhoduje podla modelu, ktory bol

vytvoreny na zaklade predoslych pozorovani znamych dat. Typickym prikladom je
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Obr. 2.4: Presnost zhody

spam filter. Klasifika¢nych algoritmov existuje niekolko, tato praca sa venuje rozho-

dovaciemu stromu a ndhodnému lesu.

Rozhodovaci strom je velmi jednoduchy a lahko pochopitelny algoritmus klasifi-
kacie. Model predstavuje samotny rozhodovaci strom. Ten je vytvoreny na zaklade
historickych dat. Program moze napriklad klasifikovat, ¢i mé ¢lovek cukrovku alebo
nie podla jeho vahy a veku. Strom by mal v tomto pripade ako koren rozhodo-
vaci blok vahy. Ten sa rozvetvi a kazda vetva smeruje do rozhodovacieho bloku
veku. Po spojeni tychto dvoch Statistickych predpovedi strom rozhodne, ¢i sa jedna
o cukrovkara alebo nie. O poradi parametrov v strome rozhoduje algoritmus sam,
manuélne by to predstavovalo nelahkt tlohu, kedze je za tym vela komplexnosti.
Urovni stromu moze byt vidsie mnoZstvo, zdlezi na pocte prediktorov. Vyhody roz-
hodovacieho stromu si, ze dokaze pracovat s chybajicimi datami a jeho rychlost a
jednoduchost [29]. T4 ma vyznam napriklad pri rozhodovani o poskytnuti pézicky
zékaznikovi. Ak chce vediet preco mu nebola poskytnuta, da sa to velmi lahko vy-

hladat. Nevyhodou je obmedzena presnost a nevhodnost pre velké pocty prediktorov.

Néahodny les je jednym z najoblibenejsich a najpresnejsich algoritmov klasifika-
cie. Je postaveny na rozhodovacom strome. Narozdiel od neho ale vyuziva viacero
modelov (stromov). Rozhodnutia z kazdého stromu porovna, a vicsinové zvoli ako
vysledné. Jednoducho sa to da vysvetlit na kipe monitoru. Spytate sa 10 kamara-
tov, ¢i si kupit urcity monitor. Kazdy kamarat predstavuje jeden model. Podla toho,
¢o povie vicsina, sa rozhodnete. Velkou vyhodou ndhodného lesa je jeho presnost a
schopnost pracovat s velkym poctom prediktorov. Kazdy strom pracuje iba s castou
hodnét (vacsinou s odmocninou vsetkych prediktorov) a hodnoty si vyberd nahodne.
Vdaka tomu dokaze pracovat aj s chybajicimi datami. To sposobuje ale velkt na-

rocnost na vypoctové prostriedky a cas. Vyuziva sa ¢asto vo vedeckych vyskumoch,
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zdravotnych diagnozach a vsade, kde je klticova presnost a nezéalezi na rychlosti.

Zhlukovanie dat

Zhlukovanie dat je jednou z technik strojového ucenia. Je to metdda pre zoskupo-
vanie dat do urcitého poctu skupin alebo podmnozin, a to podla ich vzajomnych
podobnosti. Podobnost dat urcuje podobnost hodnot parametrov, ktoré obsahuju.
V tejto technike sa nerozdeluji parametre na prediktory a predikované hodnoty, ale

vsetky mozno povazovat za prediktory.

Tato préaca sa venuje zhlukovaniu KMeans. Vsetky vstupné prvky alebo riadky
sa zoskupuju do k zhlukov, pricom kazdy prvok sa vo vysledku nachadza len v jed-
nom zhluku. Vzorovy priebeh KMeans zhlukovania je znazorneny na obr. 2.5. Naj-
skor je vytvoreny m-rozmerny priestor, kde m je pocet tidajov alebo stipcov a do
tohto priestoru si umiestnené vsetky prvky. Nasledne sa ndhodné umiestni do pries-
toru pozadovany pocet centralnych bodov reprezentujicich centrum zhlukov [30].
V tomto pripade je na obrazku dvojrozmerny priestor s dvomi zhlukmi. Medzi kaz-
dym prvkom je vypocitana vzdialenost k obom centralnym bodom a podla nej je
priradeny k jednému z nich. K meraniu vzdialenosti je mozné pouzit viaceré metody,
najpouzivanejsia je Euklidova vzdialenost, teda po priamke. Rozdelené prvky teraz
predstavuju nové zhluky a v dalSsom kroku je vypocitané centrum tychto zhlukov,
kde sa premiestnia centralne body. Po ich premiestneni nastava dalsia iteracia, teda
prepocitanie vzdialenosti, vytvorenie novych zhlukov a premiestnenie centralnych
bodov. Tym sa niektoré prvky premiestnia do druhého zhluku. Tento proces sa opa-

kuje az kym sa centralne body nestabilizuji a prestani sa premiestnovat.

o . 0 .,

Obr. 2.5: KMeans zhlukovanie

Vyhodou Kmeans zhlukovania oproti inym metédam je jeho rychlost, efektivita

pre velky pocet premennych a je pomerne jednoducho pochopitelny. Nevyhodou je,
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ze pocet zhlukov musi byt dopredu znamy. To moze byt problém, pretoze nie vzdy
sa da jednoducho odhadnuf kolko logickych skupin data obsahuji. Zhlukovanie sa
casto pouziva ako prvotné zoskupenie dat. Potom st na jednotlivé skupiny pouzité

dalsie variacie klasifikacii.

Pocetné vzory

Jednym z krokov pri analyze velkych objemov dat je hladanie pocetnych prvkov,
podmnozin alebo vzorov. Metdda strojového ucenia, ktora odhaluje takéto vztahy
medzi prvkami vo velkych datovych mnozinach sa nazyva ucenie asocia¢nych pravi-
diel (Association rule learning). Typické vyuzitie tejto metody st systémy odporu-
Cania na internete. Pri prezerani produktov si systém zaznamenava polozky, a spaja
si ziskané data so zadkaznikmi, ktori si prezerali podobné produkty. Podla ich dalsich
vyhladavani pontka aktudlnemu zakaznikovi produkty, ktoré by ho mohli zaujimat.
Dalsim prikladom st nakupné kosiky. Vernostné karticky zakaznikov sa vyuzivaji
na zaznamenavanie poloziek v jednotlivych ndkupoch, a systém je nésledne schopny
odhadnuf pravidlo, ze pri kiipe masla a syru je velka pravdepodobnost, Ze si kupite
aj chlieb. Podla tychto pravidiel st supermarkety zvysovat zisky spravnym usporia-

danim produktov v regéloch, alebo vyberanim akciovych produktov.

Délezitymi parametrami, s ktorymi sa v tejto metdde pracuje st podpora (sup-
port) a déveryhodnost (confidence). Podpora urcuje, ako ¢asto sa prvok alebo pod-
mnozina nachadza v celej datovej mnozine. Doveryhodnost urcuje ako casto sa dané
pravidlo potvrdilo. Ak asociacné pravidlo udédva, ze pri kipe chleba a syru si zakaz-
nik kipi aj maslo, a vo vsetkych zaznamenanych nakupoch, kde je chleba a syr sa

nachddza aj maslo, déveryhodnost pravidla je 100 percent [31].

Jednym z algoritmov, ktory pracuje na zaklade asociacnych pravidiel je FP-
growth, parallel FP-growth v prostredi Sparku. Ten pri spracovani datovej mnoziny
transakcii najskor vypocita frekvencie jednotlivych prvkov. Potom si vytvori model

(FP-tree), v ktorom si nasledne vyhladéva opakujice sa podmnoziny.
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3 PROSTREDIE APACHE SPARK

Apache Spark je open-source framework postaveny na programovacom jazyku Scala.
Je to distribuovany nastroj pre pracu s velkymi objemami dat. Vznikol na univerzite
v Berkley a od roku 2013 je pod spravou Apache Software Foundation. Od tej
doby sa stal najpouzivanejsim néstrojom v tejto oblasti [19]. Pontka kvalitné API
(Application Programming Interface) pre jazyky Java, Scala, Python, R a mnozstvo

kniznic napr. pre strojové ucenie a analyzu grafov.

3.1 Apache Hadoop a Apache Spark

Napriek znaénym vyhodam Sparku su situacie, kedy spolo¢nosti viac vyhovuje starsi
ekvivalent Hadoop. Pre spravne pochopenie ich vyuzitia sa treba zamerat na ich
porovnanie, jednd sa totiz o velmi odlisné technoldgie.

Obe technoldgie st v podstate frameworky pre pracu s velkymi objemami dat,
avsak Hadoop sa casto povazuje za databéazu, softvér, ktory umoznuje spolahlivé
a bezpecné ukladanie velkého mnozstva dat. Hlavnou vlastnostou Sparku je rychle
spracovanie tychto dat a analyza vysledkov.

V publikécii [21] a v mnohych dalsich sa uvadza, ze Spark je az 100x rychlejsi
ako klasicka implementacia MapReduce. Nie je to vsak vzdy pravda. Je to vdaka
tomu, ze medzi-vysledky operacii neuklada na disk ale vyuziva pri vypoctoch ope-
racnu pamét pocitacov. Ukladanie a opatovné nacitanie dat z disku totiz znacne
spomaluje vypocet. To plati ale iba pri vypoctoch kedy pracuje Spark v in-memory
rezime. Pri rieSeni problémov velkych objemov dat spociva zrychlenie v rozlozeni
zataze na viacero vypoctovych strojov, ¢o nemozno oznacif jednoducho ako stona-
sobné zrychlenie. Takisto pri praci na lokalnom pocitaci, kde operacna pamét nie je

dostatocne velka, dokaze Spark ukladat data na disk a postupne nacitat do paméte.

3.1.1 Spobsob spracovania dat

Jedna z podstatnych odliSnosti tychto frameworkov je spdsob spracovania dat. Za-
tial ¢o Hadoop vyuziva tzv. ddvkové (batchové) spracovanie, Spark podporuje aj
spracovanie pridové (streamové). Prave vdaka tomu je mnohondsobne rychlejsi pri

vypoctovych tlohéach.

Davkové spracovanie

Dévkové (batchové) spracovanie je vhodné v pripadoch, kedy nie st potrebné okam-
zité vysledky, ale data sa urcity cas ukladaju do databaz a nasledne sa spusti poza-

dovana tloha. To je typickym prikladom principu MapReduce, na ktorom funguje
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Hadoop.

Prudové spracovanie

Pridové (streamové) spracovanie, alebo spracovanie pridov dat, ma naopak najvacsi
vyznam, ked potrebujeme okamzitii reakciu na prichddzajtice data, ¢o umoznuje
ziskat vysledky takmer v redlnom case [20]. Vstupné hodnoty teda nie si ziadne
fixné stubory, ale neustaly priad dat.

Technolégie, ktoré umoznuju takéto spracovanie si napr. Apache Spark, Apache
Storm alebo Apache Flink. Apache Flink je najnovsi framework, ktory podporuje
prudové spracovanie v pravom slova zmysle a dosahuje vacsich rychlosti ako Spark.
Je vSak este len v pociatkoch vyvoja. Apache Storm takisto ako Flink podporuje
pravé prudové spracovanie, avSak ako jediny ziadne iné. Pre svoju jednoduchost
a vyspelost je urcite najrozsirenejSou technologiou Spark. Pri pridovom spracovani
vsak dochédza k niekolko-sekundovému oneskoreniu. Preto pri potrebe vysledkov

naozaj v readlnom case su vhodnejsimi volbami Flink alebo Storm.

3.1.2 Komponenty
Hadoop

Hadoop pozostéva z troch hlanvych komponentov - Hadoop MapReduce (konkrétna
implementacia modelu popisaného v 2.2), Hadoop Distributed File System (HDFS)
a Hadoop YARN.

HDEFES je distribuovany siiborovy systém, ktory tvori jadro Hadoop systému.
Vsetky casti systému st s nim prepojené. Podporuje bezne operacie so stbormi
a zabezpecuje bezpecné fungovanie aj pri poruche niektorého z diskov. Toto zabez-
pecenie dat je umoznené napriklad vyuzitim RAIDu (redundant array of indepen-
dent disks). VSetky déta st ulozené redundantne aspon na troch diskoch a v pripade
zlyhania niektorej casti clustru dochédza k replikacii dat na dalsie stroje.

O celkovu spravu systému sa stard Hadoop YARN. Ten sluzi k riadeniu celého

systému, ma na starosti napriklad rozdelovaniu prace jednotlivym serverom v clustri.

Spark

Na obr. 3.1 si znézornené hlavné komponenty Sparku. Hlavnym riadiacim kom-
ponentom je Spark Core (jadro), na ktorom stavaji ostatné komponenty. Zaistuje

zékladné operacie a planovanie.
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Komponent Spark SQL (pévodne Apache Shark) je kniznica pre pracu so struk-
turovanymi datami a umoznuje vyuzivanie dotazov nad datami v SQL jazyku. O vy-
pocty nad datami sa ale stara samotny Spark. Pouziva pevne dani struktiru Data

Frame, ktora je rovnako ako RDD distribuovana po clustri.

Spark Streaming je kniznica Sparku, ktora zaobstarava prudové spracovanie dat.
To mo6ze vo vSeobecnosti pracovat na zédklade niekolko réznych technik. Jednou z nich
je zaznamenavanie kazdého pridu individualne a spracovavanie priamo za behu
programu. Dalsia moZnost je kombinovanie viacerjch pridov do tzv. mini-ddvok
(mini-batches). Tie m6zu byt ohranicené ¢asom, alebo poé¢tom zéznamov v jednej
davke. Spark vyuziva druhd spominani techniku, preto sa aj ¢asto oznacuje ako
streamové spracovanie v nie uplne pravom slova zmysle, kedze dochddza k urcitému
oneskoreniu. Spark pri tom vyuziva struktiru DStream (Discretized Stream). Je to
postupnost mini-déavok, kde kazdi mini-davku reprezentuje RDD. Jedna davka sa
napiﬁa ur¢ity ¢as (napr 5s) a potom sa zacne spracovavat. Pocas toho sa za¢ne na-
plitat dalgia ddvka. Takymto sposobom mozno pracovat s nekoneénym priadom dét
takmer v realnom case [20]. St rozne spdsoby ako sa daju poslat na vstup Spark
Stremingu data. Mdzno k tomu vyuzit Specidlne platformy od Apache - Kafka alebo
Flume, nacitat data z databazy HDFS alebo spracovat data priamo z Twitteru.
Vlastnosti Spark Streamingu:
e jednoduché pouzivanie, programy sa v zasade neliSia od tych, ktoré si pisané
pre batchové spracovanie
 integracia, programy pisané pre batchové spracovanie mozno znovu pouzit pre
streamové
o tolerancia chyb, batche (ddvky) su zapisované redundantne naprie¢ clustrom
o skalovatelnost, moznost definovat aka velka cast DStreamu sa zapise do jed-
notlivych RDD

Machine Learning Library (MLIib) je dalSou velmi podstatnou stcastou Sparku.
Je to kniznica obsahujica algoritmy strojového ucenia urcené pre pracu v clustri.
Spark je velmi efektivnym néstrojom pre strojové ucenie, najma kvoli charakte-
ristickej vlastnosti ukladania dat do operacnej paméte serverov, takze nedochadza
k nacitavaniu dat z disku pri kazdom prechdadzani urcitej struktary. Tato vlastnost

zaistuje velku rychlost spracovania, je teda vhodnou volbou pre vsetky iterativne

Vypocty.
GraphX je rozhranie pre programovanie grafov a paralelné grafové vypocty. Po-

nika zobrazenie dat v podobe grafov alebo kolekcii, efektivne transformovanie ¢i

spajanie grafov s RDD 3.2, a pisanie vlastnych iterativnych algoritmov pre grafy.
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Obr. 3.1: Komponenty Sparku

3.2 Resilient Distributed Dataset

Zékladnou abstrakciou alebo objektom, ktory sa pouziva pri vytvarani Spark apli-
kécii je Resilient Distributed Dataset (RDD). RDD sa da jednoducho chépat ako
zapuzdrenie velkej kolekcie dat (datasetu). Méze obsahovat Tubovolny typ objektov,

a to aj z uzivatelom definovanych tried.

Ddélezité vlastnosti pre pracu s RDD:

o Vsetky pozadované operacie v Sparku si vyjadrené bud vytvorenim nového
RDD, transformaciou existujiceho RDD alebo prevedenim akcie na RDD k zis-
kaniu vysledku. Na vytvorenom RDD mozno teda vykonavat 2 typy operécii.

— Transformécia predstavuje aplikaciu urcitej funkcie na data v RDD za
vzniku nového RDD. NajbeznejSou transformaciou je ,filter®, ktorého
vystup je nové RDD, ktoré obsahuje podmnozinu dat z povodného RDD.

— Aplikaciou akcie dostaneme vysledok na zaklade existujuceho RDD. Jed-
noduchym prikladom je akcia ,first“, ktorej vystupom je prvy prvok
v RDD.

o Transformacie sa nezacnu vykonavat hned po zavolani, ale az po zavolani akcie
na dané RDD, ¢o sa nazyva lenivé vyhodnocovanie (lazy evaluation). Tato
vlastnost redukuje pocet pokynov, ktoré musi Spark spracovat tym, ze ich
zhlukuje dohromady.

o Spark automaticky distribuuje medzi vSetky stroje data ulozené v RDD a pa-
ralelne rozlozi vypocty potrebné na prevedenie operacii zadanych na prislusné
RDD.

e Vo vseobecnosti kazdy Spark program prebieha podobnym sposobom. Vytvori
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sa pociatocné RDD na zaklade vstupnych dat, pomocou transformacii ako
Hilter ¢i ,map* vzniknu zjednodusené RDD, z ktorych sa nasledne pomocou
akcil ziskaju pozadované vysledky.

e KedZe v redlnych situaciach sa casto stretavame s datami vo formate
meno — hodnoty k nemu priradené, je mozné vytvorit z normalneho RDD
tzv. PairRDD, ktoré obsahuje pary kli¢ — hodnoty. To umoznuje lahsie a efek-
tivnejsie zaobchadzanie s takymito datami a takisto podporuje vsetky operacie

pouzivané pre klasické RDD.

3.3 Sucasné vyuzitia

V sucastnej dobe vychadza velké mnozstvo clankov, v ktorych st popisané nové
techniky a napady pre zefektivnenie réznych procesov, prave pomocou technoldgie

Apache Spark. To potvrdzuje jeho skuto¢nii hodnotu.

Detekcia DDoS

Pocet titokov DDoS stale narasté a ich frekvencia sa ¢asto meni. Uto¢nici pouZivaji
pre tutok velky objem dat v kratkom casovom tuseku, aby znemoznili dalsiu funkci-
onalitu danej sluzby. Niekedy vSak narusaju jej chod aj mensimi datami pocas dlhsej
doby. Tato variabilita znemoznuje detekciu tychto itokov. Nova metdda zalozena na
neurénovych sietiach v prostredi Sparku vsak prekonava tieto problémy a v realnom

¢ase rozoznava az 94 percent DDoS ttokov [22].

Magneticka rezonancia

V zdravotnictve st stale potrebnejsie nastroje pre analyzu velkych objemov dat.
Pomocou nich dokazu lekari urcovat presné diagnozy, ¢i predikovat vyskyt chorob.
Zékladnym prostriedkom pre analyzu Tudského tela je magnetickd rezonancia, ktora
snima a uklada celkovy 3D obraz. To je vo vacsine pripadoch ¢asovo velmi narocny
proces. V ¢lanku [23] je predstavend metdda vyuzivajica Spark, ktord je casovo
az Stvornasobne efektivnejsia ako doteraz pouzivané metody. Data st nacitané do

RDD, nasleduje paralelny vypocet a konvertovanie do obrazovej podoby.

Twitter

Twitter pouzivaju ludia po celom svete, aby vyjadrovali a zdielali svoje pocity, uda-
losti, nazory a iné. V tomto obrovskom objeme nestrukturovanych dat sa skryva
zlata bana informacii pre mnohé organizacie. Podla kratkych sprav dokazu urcit,

ktoré produkty st v danej chvili najvhodnejsie pre online reklamy, predvidat vyvoj
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akciovych trhov, alebo napr. predpovedat zisky nového filmu podla reakcii na vy-
dany trailer. Spravy si vsak velmi naro¢né na spracovanie, kedze obsahuju skratky,
smajliky a dalSie nestandardné symboly. Praca [24] predstavuje novi klasifika¢ni
metodu, ktord pracuje na technoldgii Spark a velmi efektivne dokaze spracovavat

miliény datovych instancii tohoto typu.

Internet veci

Internet veci oznacuje koncept, ktory prepaja viaceré zariadenia cez internetovu siet
a umoznuje im navzajom komunikovat. Tato komunikacia produkuje velké objemy
dat, ktoré musia byt spravne spracované pre ich skutocéné vyuzitie. Tieto data je
nutné vo vacsine pripadov spracovavat v redlnom case. Tradi¢né technolégie ana-
lyzy dat vsak nepodporuju prudové spracovanie dat [25]. Nové technologie preto
vyuzivaju ako riesenie Spark, ktory podporuje prudové spracovanie dat a pomocou

paralelnych vypoctov dosahuje vybornych vysledkov.
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4 NAVRH LABORATORNYCH ULOH

Navrhnuté navody k laboratéornym iloham budi pisane oproti zbytku textu prace
v ¢eskom jazyku, pretoze predmet ,Paralelni zpracovani dat® je takisto vyucovany

v ¢eskom jazyku.

4.1 Zakladni operace v Sparku

Cil tlohy

Cilem laboratorni tlohy je seznamit se s prostiedim Apache Spark, ovérit rych-
lost programu s vyuzitim jednoho a vice jader, na vzorovém programu se seznamit
s vyuzivanymi koncepty a operacemi a na zakladé ziskanych informaci navrhnou

program pro Feseni zadaného problému.

Zadani

e Seznamte se s praci s RDD, transformacemi, akcemi a agregacemi na vzorovém
programul.
o Navrhnete programové reseni problému.

o Oveérte rychlost programu pri vyuziti riznych poct vypocetnich prvk.

Teoreticky tivod

Apache Spark je technologie pro jednoduché a rychlé zpracovani a analyzu velkych
objemu dat. Je to open-source framework urceny pro paralelni vypocty v clustru,
avsak mozno ho vyuzit i na lokdlnim pocitaci a pak napsany program aplikovat na
cluster s tisickami stroji bez témér jakychkoliv zmén. Vyuzitim vétsiho poctu po-
¢itacit dochazi k zna¢nému zrychleni vypocth. Spark je zaloZzen na programovacim
jazyku Scala, ale ponouké taky API pro Javu, Python a R. V prubéhu tohoto kurzu
se postupné seznamite s jeho komponentami v jazyku Java, a vyzkousite si feseni

praktickych problému.

Tenhle kol se zabyva zakladnimi operacemi v jadru Sparku. VsSechny probihaji
na objektu RDD (Resilient Distributed Dataset), ktery je paralelné zpracovavany
napri¢ jednotkami v clustru. Tyto operace se déli na:

o transformace (napt. map, flatMap, filter, reduce),

o akce (napf. collect, count, first, take).

Rozdil je ten, Ze vystupem transformace je nové upravené RDD a vysledkem akce
jsou jenom pozadované vystupni data. Na jednoduchém piiklade si ted vysvétlime

nékteré operace a zakladni koncepty pri praci se Sparkem, viz vypis 4.1.
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Vypis 4.1: Uvodni program

public class UlohalUvod {

public static void main(Stringl[] args) {

System.setProperty("hadoop.home.dir", new File("1lib/")
.getAbsolutePath());

Logger .getLogger ("org") .setLevel (Level.ERROR);

SparkConf conf = new SparkConf ().setAppName ("uvod")
.setMaster ("local [*]");

JavaSparkContext sc = new JavaSparkContext (conf);

List<Integer > inputNumbers = Arrays
.asList (1,123,25,385,0,514,62,92);

JavaRDD<Integer> inputRDD = sc.parallelize(inputNumbers);

JavaRDD<Integer> filteredRDD = inputRDD
.filter (number -> (number > 100));

Tento jednoduchy program vybere ze vstupnich hodnot ¢isla vétsi nez 100 a vy-
pocita z nich primérnou hodnotu. Urcité by se dal napsat jednodussim zptisobem
a nepredstavuje typické vyuziti Sparku, ale je vhodny pro vysvétleni principu ope-

raci.

Prvnim piikazem na tadcich 5-6 nastavite cestu k Hadoop knihovnam. Pak lo-
govaci level na ,ERROR®, jinak Spark pri kompilaci vypisuje znacné mnozstvi in-
formacnich sprav a vystup je neprehledny. Uvodni konfigurace na f. 10-11 obsahuje
nazev aplikace a rezim spusténi, kde local oznacuje, ze Spark program pobézi lokélné
za vyuziti po¢tu jader CPU zadanych v hranatych zavorkach (* oznac¢uje maximalni
dostupny pocet). Konfiguraci pouzijeme pro vytvoreni objektu JavaSparkContext

(f. 13), ktery predstavuje vstupny bod pro préci se Spark Core (jadro Sparku).

Vstupni hodnoty jsou ndhodna ¢isla ulozené v Listu. Metodou parallelize je z nich
vytvoreny objekt RDD (F. 18), kde kazdé ¢islo predstavuje jeden element. RDD je
mozné vytvorit taky z textového souboru, csv/tsv (comma/tab separated values)

souboru, nestrukturovanych dat a pod. Pro ziskani ¢isel vétsich nez 100 je mozné
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pouzit transformaci filter. Ta projde kazdy jeden element/zéznam v RDD, a jestli
dany element spliuje zadanou podminku, posle ho na vystup, kterym je nové vyfil-
trované RDD. Vyuzitim akce count zjistime pocet zaznami v novém RDD, a akci
reduce soucet téchto zaznamu. Reduce predstavuje jednu z operaci nazyvanych agre-
gace, které sdruzuji zaznamy podle nastavenych pravidel. Reduce v tomhle pripade
postupné prochazi dvojice prvku a séita je dokud neprojde vsechny zaznamy. S¢ita
tedy 123(x) + 385(y) = 508, 508(x) + 514(y) = 1022, a takhle by pokracoval dal.

V Sparku se ¢asto pouzivaji lambda funkce, co je zapis funkce predavané funkci
filter ve vypisu 4.1. Je to zkraceny zapis anonymni tiidy, kterda ma v sobé jenom

jeden prikaz, ktery se provede na kazdém prvku RDD.

Dalsi ¢asto pouzivané transformace jsou:
e Map — projde kazdy element RDD a vykona na ném urcitou operaci
« flatMap — funguje stejné jak Map, ale mize vratit vétsi pocet elementii, vhodné
na rozdéleni zaznami
e set operace
— union — spoji 2 RDD do jednoho, stejné data se duplikuji
— intersection — vrati spolecné (stejné) elementy
Dalsi casto pouzivané akce jsou:
e collect — vrati vSechny elementy RDD
e count — spocita elementy RDD
o first — vrati prvni element RDD

o take(n) — vrati n elementu

RDD je mozné taky zménit transformaci MapToPair na PairRDD nebo Ke-
yValue RDD. To ma zaznamy ulozené pomoci objekttt Tuple, kde jednomu klici
pripada hodnota, nebo seznam hodnot. V nékterych ptipadech je prace s takovymi
zédznamy jednodussi. Na PairRDD mozno pouzit vétsinu operaci jako na normélni
RDD, a taky nékteré dalsi:

o countByKey — spocita pocet zaznamu se stejnym klicem

o groupByKey — provede agregaci podle klice, napt. soucet, prameér

o reduceByKey — reduce operace pro kazdy kli¢

o aggregateByKey — agregace zaznamiu podle klice

Pracovni postup

Chystate se zalozit firmu v ur¢itém odvétvi a cheete zjistit konkurenci ve svém okoli,

nebo oblast/mésto, kde se nachazi malo podobnym firem. Sezenete si databéze firem
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z dvou ruznych zdroju (bézné dostupné na internetu, pro tenhle tikol jsou pouzité
2 vzorky po 5000 firem). Tyto zdznamy by byly v piipade velkych stati nebo mést
velmi rozsahlé, tedy urc¢ité vhodné pro paralelni zpracovani. Vasim tikolem je upravit
jednotlivé databaze na jednotny forméat vhodny na dalsi zpracovani, spojit databéaze
do jedné a vyfiltrovat podle vami zvolené kategorie. Vystup bude nasledovny:

o Vypis vyfiltrovanych firem sefazenych abecedné podle mésta bez zbytecnych
tidajii (zGstane jenom mésto, ulice, nazev, ICO/web) ICO nebo web pro pii-
padné ovéfeni jestli firma existuje/funguje.

o Vypis jednotlivych mést a poc¢tu firem v nich (mésto : pocet).

« SQL tabulka (nazev,ulice,mésto,ICO /web).

pozn.: Pro jednoduchost se nebudou nékteré postupy shodovat se vseobecnymi kon-

cepty OOP, cilem tohoto kurzu je pochopit vyznam a pouziti Sparku.

1. Provedte uvodni konfiguraci. Nastavte cestu do Hadoop binaries a logovaci
level na ERROR. V tomhle tkolu budete pracovat taky se SparkSQL, ktery vyuziva
DataFrame misto RDD a pro praci s nim musite vytvorit objekt

SparkSession, a ne SparkContext jako v iivodni ukazce.

SparkSession spark = SparkSession
.builder ()
.appName ("nazev"
.master("local[*]")

.getOrCreate();

2. Dalsim zpiisobem jak vytvorit RDD je nac¢teni dat ze souboru. Vytvorte dvé RDD
a do kazdého nactete jednu databazi (skDat.txt a czDat.txt). Jednotlivé radky ted

budou tvorit elementy uvnitt RDD. Do RDD vlozite data nasledujicim prikazem:

JavaRDD<String> skDat = spark.sparkContext()
.textFile("data/skDat.txt" 1).toJavaRDD();

3. Nyni potrebujete upravit obé databaze na spolecny format. VSimnete si, Ze se
v mnohém lisi: poradi sloupcii, zapis adresy, rizné udaje, velkost pismen a taky nék-
teré netiplné zaznamy. Tyto nepresnosti je nutno postupnymi tipravami osetfit nebo
odstranit. Zacnete prepsanim obsahu na malé pismena pro snazsi praci s filtrem.

Vyuzijte transformaci map a jednoduchou lambda funkci (metoda toLowerCase).
Ted pomoci transformace filter vyfiltrujte kategorii firem, s kterou chcete praco-

vat, co vyrazné zmensi objem dat, s kterymi budeme déle pracovat a taky odstrani

hlavicku. Opét vyuzijte lambda funkei, kde metodou split rozdélite fadek (ktery
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predstavuje jeden element RDD) a zjistite jestli prvni prvek v fadku obsahuje da-

nou kategorii.

Z vyfiltrovanych dat odstrante prebytecné informace a vytvorte nové RDD, které
bude obsahovat jenom néazev, ulici, mésto a ICO/web firmy v tomto potadi. Pou-
zZijte zase transformaci map, tentokrat vsak nemuzete pouzit lambda funkci, protoze
funkce bude obsahovat vic nez jeden prikaz. Vytvorime tedy anonymni tiidu, kde

definujeme, co se ma s kazdym zaznamem provést. Koéd bude vypadat nasledovné:

Vypis 4.2: Filtrovani

JavaRDD<String> clearedSkDat = filteredSkDat .map
(new Function<String, String>(){

private static final long serialVersionUID = 1L;

@O0verride

public String call(String line)throws Exception {

/* rozdélent line, pTiTazeni vhodniych cEdasti,

oSettent chybéjicich ddaju */

return StringUtils.join(new String[] {nazev,"\t",ulice,"\t",
mesto,"\t",IC0});

}

1)

Télo funkce bude hlavné prace s polem a metodou split. Obdobné upravte taky
druhou databéazi czDat. Na misto ICO z ni pouzijeme web. Pro kontrolu mizete

pouzivat

for ( String s~: clearedSkDat.collect()) {
System.out.println(s);

3

4. Upravené data spojime do jednoho RDD pomoci transformace union, kterou pou-
zijte na jedno RDD a jako argument poslete druhé. Ted kdyz mate vsechno v jedné
databazi, vytvorte PairRDD, aby jste mohli pracovat s méstem jako klicem, a zbyt-
kem informaci jako hodnotami k nému prifazenymi. Z obycejného RDD vytvorte
KeyValue PairRDD transformaci MapToPair, kterd implementuje rozhrani Pair-
Function, viz vypis 4.3. Funkce call piima String na vstupu, projde kazdy zaznam
v RDD a vystup vrati jako objekt Tuple2 s klicem typu String a hodnotami v poli
String]].
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Vypis 4.3: Vytvoreni PairRDD

JavaPairRDD<String, String[]l>pairUnionDat = unionDat.mapToPair

(new PairFunction<String, String, Stringl[]l>({

private static final long serialVersionUID = 1L;

@O0verride

public Tuple2<String, Stringll> call(String arg) {

/* rozdélte wvstupni hodnoty (spojenou databdzi) arg
a pritadte do vhodnych proménnych, ne kazZdy zdznam
obsahuje ICO/web - oSetvte */

return new Tuple2<String, Stringl[]>(mesto,values);
}
)

Vytvorené PairRDD seradte abecedné transformaci sortByKey, a obsah nasledné

vypiste, ¢im bude splnén prvni vystup.

for (Tuple2<String, String[]> pairList : sortedPairUnionDat.take(20)){
System.out.println(pairList._1 + "\t" + pairList._2[0] + "\t"

+ pairList._2[1] + "\t" + pairList._2[2]);

}

Pro druhy vystup (mésto:pocet firem) pouzijte akci countByKey, kterd spoc¢ita kolik
je v PairRDD zaznamt se stejnym klicem. Tato funkce vraci vysledek typu Map.

V tomhle pripade Map<String,LLong>. Pak pro vypis pouzijte nasledovny cyklus:

for (Map.Entry<String,Long> entry : countedByKey.entrySet()) {
System.out.println(entry.getKey() + " : " + entry.getValue());
}

5. Posledni krok je vypis do tabulky pomoci komponenty SparkSQL. Ta pouziva
strukturu dataset, kterda usnadnuje praci se strukturovanymi daty. Data jsou v ni
ulozené do datovy abstrakce Row. V nasem pripade predstavuje Row jeden radek

RDD. Nejdriv vytvorte schému, ktera bude definovat sloupce tabulky.

String schemaString = "nazev ulice mesto ICO/web";
List<StructField> fields = new ArrayList<>();

for (String fieldName : schemaString.split(" ")) {
StructField field = DataTypes.createStructField(fieldName,
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DataTypes.StringType, true);
fields.add(field);

3
StructType schema = DataTypes.createStructType(fields);

Ted prekonvertujte RDD<String> na RDD<Row> a vytvoite dataset pouzitim

vytvoreného RowRDD a schéma.

JavaRDD<Row> rowRDD = unionDat.map((Function<String, Row>) record ->{

/* rozdé&lte vstup record a priradte vhodnym proménnjm, op&t nutno

oSet¥it nelplné zaznamy (wwwICO) */

return RowFactory.create(nazev, ulice, mesto, wwwICO);

B

Dataset<Row> rowDataFrame = spark.createDataFrame (rowRDD,schema) ;
Obsah datasetu vypiste nasledujicim prikazem:
rowDataFrame.show(20) ;

6. Ted, kdyz mate program hotovy, zkuste ovérit rychlost Sparku pfi vyuziti vice
jader lokalniho pocitace. Idealni by bylo pouzit cluster s vice stroji, ale pro ukazkové
ucely to bude stacit. Zménte v ivodni konfiguraci hodnotu v hranatych zavorkach
"local[]" a na konec programu pridejte nasledujici cyklus, ktery zajisti, ze program

zustane bézet:

while(true)q{
try{
Thread.sleep(10000) ;
} catch(InterruptedException e) {
e.printStackTrace() ;

3

Nyni spustte program a do webového prohlizece zadejte <http://localhost:4040/>.
Tato stranka je dostupna dokud Spark program bézi alespon v pozadi. Najdete zde
mnozstvi informaci a jednou z nich je ¢as vypoctu. Zastavte program, zménte pocet

jader, znovu ho spusfte a nactete stranku znovu. Porovnejte.
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4.2 Linearni regrese

Cil tlohy

Cilem laboratorni tlohy je seznamit se s koncepty strojového uceni (ML - Machine
Learning) a komponentami pro praci s nimi v prostifedi Apache Spark a vyuziti

téchto znalosti pii navrhu programu pro feseni zadaného problému.

Zadani

e Seznamte se s koncepty strojového uceni v Sparku a algoritmem linearni re-
grese.

o Vyuzijte data z predchozi tlohy.

o Navrhnéte programové reseni problému.

o Optimalizujte program.

Teoreticky tivod

Prostredi Apache Spark umoznuje praktickou a jednoduchou praci s algoritmy stro-
jového uceni, a to prostfednictvim knihoven spark.mllib, kterd je postavena na
praci s RDD a spark.ml, novéjsi verzi, kterd pracuje hlavné s objekty DataFrame

a pipeline.

Vstupem algoritmu linedrni regrese musi byt data v numerickém forméatu, proto
je treba je nejdriv prevést z textového formatu. Spark déale poskytuje 2 specidlni
datové typy:

e Local Vector - vektor hodnot typu Double, muze byt:

— Dense Vector - vektor nenulovych hodnot v tvare (13.0,3.5,0.3)

— Sparse Vector - vektor hodnot, kdy velka ¢ast dat ma nulové hodnoty,
origindlni zapis je nahrazen specidlnim pro tsporu velikosti dat, zapis
(6,(1,4),(3.5,9.0)) pak znaci, ze vektor ma 6 prvku, a na pozicich 1 a 4
jsou nenulové hodnoty 3.5 a 9.0.

o Labeled Point - datova struktura, kterda obsahuje seznam (Local Vector) pre-

diktort, nebo-li hodnot na zdklade kterych se bude predikovat (features), a
k nim asociovanou cilovou hodnotu, kterou chceme predikovat (label).
Kazdy algoritmus strojového uceni ocekava vstupni data tohoto typu, proto je po-

tfebna data vzdy nejdriv pripravit a prekonvertovat do této podoby. K tomu se

</ es

Tenhle tkol se zabyva linearni regresi. Je to algoritmus strojového uceni, jehoz

model predstavuje rovnice tusecky. Ta urcuje vztah mezi zavislymi a nezavislymi
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proménnymi. Algoritmus je vhodny pouze pro pripady, kdy je tento vztah linearni.

Na obr. 4.1 je znédzornény priklad linearni rovnice.

El
It

Linearni rovnice .

Obr. 4.1: Linearni rovnice tsecky

Rovnice y = 2x+1 urcuje vztah mezi proménnymi. Tohle je ovsem idedlni pripad.
V redlnych situacich jsou body na grafu (prediktory) rozptylené mimo tsecku, a
usecek muze byt taky vice nez jedna kdyz mame vice nez jeden prediktor. Parametr
R? ("Goodness of Fit") pak urcuje, jak presny je model, s klesajici presnosti se
parametr blizi k nule.

To, do jaké miry prediktory ovliviiuji vysledné hodnoty urcuje tiroven korelace
mezi témito hodnotami. Cim se korelace vic pfiblizuji k 1 nebo -1, tim vic budou ov-
liviiovat vysledek. V nasledujicim programu si vyzkousite vliv parametri s riznymi

korelacemi.

Pracovni postup

V predeslém tkolu jste si vyzkouseli praci se zakladnimi operacemi Sparku a pfip-
ravili jste si data pro dalsi zpracovani. Nyni vyuzijete ziskané vystupni hodnoty.
K dispozici mate pripraveny soubor uloha2.csv ve formétu ¢arkou-oddélené-hodnoty
pro jednodussi praci, v kterém jsou vyfiltrovana mésta a pocty firem zabyvajicich se
vypocetni technikou. Ke kazdému méstu jsou taky pritazeny hodnoty poctu obyva-

tel, rozlohy a nadmotské vysky.

pozn.: I kdyz sila Sparku spociva hlavné ve paralelnim zpracovani velkych objemt
dat, jeho dalsi vyhodou je moznost vytvorit program lokalné na malém vzorku a pak
ho pouzit bez vétsich zmén na velkych objemech v klastrech. Ve vsech tkolech tedy
pracujeme pro jednoduchost s pomérné malymi daty. Kdyby vSak chceme zpracovat

udaje o vSech firméach v ramci celého svéta, lokalni zpracovani by uz nebylo vhodné,
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a nas algoritmus bychom mohli pouzit paralelné na vice vypocetnich strojich.

Takto predzpracovana data jsou vstupem strojového uceni. Vytvorte program,
ktery bude na zakladé dostupnych parametrt predikovat pocet firem zabyvajicich
se vypocetni technikou v jednotlivych méstech. Vypoctéte a zobrazte korelace mezi
jednotlivymi parametry, koeficienty linearni rovnice, tabulku s predikovanymi hod-

notami a parametr test dobré shody.

1. Provedte uvodni konfiguraci. Nastavte cestu do Hadoop binaries a logovaci
level na ERROR. Budete hodné pracovat s komponentou SparkSQL, vytvorte proto
objekt SparkSession.

2. Nactéte soubor ,uloha2.csv“ do datového ramce(dataset) s vyuzitim hlavicky

souboru a vytisknete pro kontrolu obsah a schéma.

Dataset<Row> firmyDf = spark.read()
.option("header", "true")
.csv("data/uloha2.csv");

firmyDf.show(5) ;

firmyDf.printSchema() ;

Na zobrazeném schématu je patrné, ze vSechna data jsou nyni nactené ve formatu
String. Pro algoritmy strojového uceni je nezbytné data prevést do ¢iselné podoby.
To nejjednoduseji udélate funkei map, s kterou se ale pracuje na RDD. Vytvorte proto
nyni schéma datového ramce pro pozdéjsi zpétnou konverzi, a vytvorte RDD<Row>
funkci .toJavaRDD().

Funkci map pfrekonvertujte ¢iselné hodnoty na typ Double. Pamatujte, Ze pracu-
jete s RDD pozistavajictho z datovych typi Row, nie String jak v predeslé tloze.

Télo vnitini funkce call bude vypadat nasledovné:

Row convertedRow = RowFactory.create(
iRow.getString(0),
Double.valueOf (iRow.getString(1)),

)

return convertedRow;

Pretransformované RDD prekonvertujte pomoci schématu zpatky na Dataframe.
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3. Data jsou ve vhodném forméatu, ted je pripravite na strojové uceni. Nejdiiv vy-
poctéte korelace mezi jednotlivymi parametry. Tim zjistite, do jaké miry ovlivni
vysledné predikce a da se taky odhadnou jak presné predikce budou.

for( StructField field : firmySchema.fields() ){
if( ! field.dataType() .equals(DataTypes.StringType)){
System.out.println("Korelace mezi poctem firem a " + field.
name()+ " = " + firmyDf2.stat().corr("FIRMY", field.name()));

3

Dalsi map funkei prekonvertujte data na LabeledPoint. K tomu musite opét z dato-
vého rdmce vytvorit RDD<Row>. Funkce call pak bude vracet typ LabeledPoint a

jeji télo bude vypadat nasledovneé:

LabeledPoint 1lp = new LabeledPoint(iRow.getDouble(1),
Vectors.dense (iRow.getDouble(2),
iRow.getDouble(3),
iRow.getDouble (4)
));

return 1p;

Vyraz iRow je parametrem funkce call, prvni hodnota v LabeledPointe je ta, kte-
rou chceme predikovat, a hodnoty zapsané do ,Dense vektoru® jsou prediktory, na
zakladé nich je pak vypocteny model.

RDD prekonvertujte zpatky na datovy ramec a vypiste si nékolik hodnot. Hodnoty
jsou nyni rozdéleny na ,features®, tedy prediktory, a sloupec ,label“ predstavuje

cilové hodnoty.

Dataset<Row> firmyLp = spark.createDataFrame(rdd4, LabeledPoint.class);
firmyLp.show(5) ;

V realnych situacich se strojové uceni vyuziva tak, ze se nejdiiv na velikém poctu
vzorkl natrénuje model s vyhovujici pfesnosti, a ten se pak aplikuje na nové data,
ze kterych chceme predikovat. Nam vsak bude stacit, kdyz si nase data rozdélime na
trénovaci sadu, na které model vypocteme a na testovaci sade ovérime jeho presnost.

Néhodnost vybéru je pritom klicova, proto pouzijte nasledujici funkei:

Dataset<Row>[] splits = firmyLp.randomSplit(new double[]{0.7, 0.3}, SEED);
Dataset<Row> trainingData = splits[0];
Dataset<Row> testData = splits[1];
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Proménnou SEED nastavte mimo funkci main jako statickou, a priradte ji hodnotu
987. To zabezpeci, ze ndhodny vybér pro testovaci a trénovaci sadu ztistane stejny

pri kazdém spusténi.

4. Samotné strojové uceni uz je pomérné jednoduché, protoze vsechny potiebné fun-
kce uz jsou v Sparku definované. Vytvorte objekt linearni regrese. Pouzité parametry

budou budou vysvétlené na zavér pri optimalizaci.

LinearRegression lr = new LinearRegression()
.setMaxIter(100)
.setRegParam(0.0)
.setElasticNetParam(0.2);

Vypoctete model linedrni regrese. Z néj pak muzete zjistit koeficienty primky (mo-
delu) a dosadit libovolné hodnoty prediktori. Provedte predikci na testovaci sadé

dat a predikce vypiste.

LinearRegressionModel 1lrModel = lr.fit(trainingData);

System.out.println("Koeficienty: " + lrModel.coefficients()

+ " Beta: " + 1lrModel.intercept());
Dataset<Row> predikce = lrModel.transform(testData) ;

predikce.show() ;

Ve vypisu vidite ve sloupci label skutec¢né a ve sloupci prediction predikované pocty
firem. Indikétor piesnosti pro linearni regresi se nazyva ,Goodness of Fit“ (zn. R?),

presnost roste, ¢im bliz je hodnota R? k 1. Vypoctéte presnost a vypiste.

RegressionEvaluator evaluator = new RegressionEvaluator()
.setLabelCol("label")
.setPredictionCol("prediction")
.setMetricName("r2");

double r2 = evaluator.evaluate(predikce);

5. Jak vidite, predikované hodnoty se dost lisi od skute¢nych. To znac¢i i mala hod-
nota R%. Program je nutné vzdy optimalizovat, ¢asto se tim dosdhnou znacéné lepsi
presnosti. Ve vypisech celého programu jsou pocty firem pomeérné malé. Kdyz si ale
otevtete soubor uloha2.csv, vS§imnete si jednoho zaznamu, ktery se zna¢né odchyluje.
Takovy udaj se nazyva ,outlier* a pro presnost linearni regrese predstavuje veliky

problém, proto je tfeba vzdy osetrit. Odstrante zaznam Bratislava a ulozte soubor
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jako uloha2opt.csv. Zkuste spustit program.

Lepsi presnosti se da dosahnout i parametry zadavanymi pri vytvareni objektu li-
nearni regrese. setMaxIter udava pocet iteraci. Plati, Ze ¢im vic iteraci, tim lepsi
presnost na tkor doby vypocti. Pii moc velikém poctu vSsak miuze dojit k pretré-
novani dat. ElasticNetParam udava rozlozeni neptfesnosti a RegParam regularizaci.
Zkuste zménit tyto hodnoty a otestovat jak to ovlivni presnost modelu. Také zkuste
na zakladé vypoctenych korelaci odstranit nékteré z tidaji z LabeledPointu a sle-

dujte zmény presnosti. Vysledky zduvodnéte.
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4.3 Klasifikace

Cil tlohy

Cilem ulohy je seznamit se s algoritmy klasifikace, s praci s nimi v prostiedi Sparku,

a s vyuzitim znalosti z predchozi tlohy navrhnout reseni zadaného problému.

Zadani

Seznamte se s algoritmy klasifikace rozhodovaci strom a nahodny les.

Navrhnéte programové feseni problému.

Porovnejte presnost algoritm.

Aplikujte model na nova data.

Teoreticky tivod

Tento kol se vénuje dalsi skupiné algoritmi strojového uceni, klasifikaci. V predes-
lém tikolu jste pracovali s regresnim algoritmem, kde jste odhadovali hodnotu podle
rovnice, ktera se co nejvice shodovala s postupnymi vstupnimi daty. Klasifikace ne-
predikuje dopredu neznamou ¢iselnou hodnotu, ale rozhoduje, do jaké skupiny nebo
kategorie vstupni prvek patii. Klasifikace je tedy vhodna pro pripady, kdy potie-
bujeme rozdélit data do nékolika skupin. Typickym vyuzitim jsou spamové filtry,
programy rozhodujici o udéleni pijcky, urceni, zda je pacient nemocen, nebo roz-

déleni dat do dvou skupin pro nasledné odlisné zpracovani.

Nejpouzivangjsi algoritmy jsou rozhodovaci strom (decision tree) a ndhodny les
(random forest). Oba pracuji na podobném principu, az na vysledné rozhodovani.

Kazdy ma pak urc¢ité vyhody a nevyhody a oblasti pouziti.

Jednoduchy rozhodovaci strom je na obr. 4.2. V tomto prikladé jsou parametry
pocet obyvatel a rozloha prediktory, podle kterych se model rozhoduje, zda se jedna
o meésto nebo obec. V prvnim rozhodovacim bloku se rozhodne o vysledku podle po-
¢tu obyvatel. Poté se model rozvétvi na dvé vétve a kazda sméruje do rozhodovaciho
bloku rozlohy mésta. Tady se opét rozhodne o vysledku, a jelikoz to je posledni stu-
pen, rozhodnuti je konec¢né. Pii vice prediktorech by se strom vétvil dal. Vytvoreni
modelu je pomérné komplexni problém, ale diky knihovnam Sparku ho nemusime

resit, vytvari jsi jej sim na zakladé vstupnich dat.
Nahodny les je velice presny algoritmus. Jedna se o tzv. souborovou metodu

(ensemble method) zalozenou na rozhodovacich stromech. To znamena, ze vysledna

predikce je vysledkem mnohych rozhodnuti, ne jenom jednoho. Program vytvori
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ze vstupnich dat nékolik rozhodovacich stromi, porovna predikce kazdého z nich,
a vétsinovou predikci zvoli jako vyslednou. VSechny stromy jsou vytvorené z jiné
podmnoziny dat vybrané nahodné, aby byl kazdy model rozdilny. V pripadé, ze
mame data o 1000 radcich a 5 sloupcich, kazdy strom miuze byt vytvoreny ze 700

radkt a 3 sloupcii. Nahodny les je velice ndroény na cas a vypocetni vykon.

Obyvatele > 10 000 ?

Rozloha > 5 km? ? Rozloha > 15 km? ?

MESTO (0]:]¢ MESTO OBEC

Obr. 4.2: Rozhodovaci strom

Pracovni postup

V tombhle tkolu budete Tesit problém znazornény v teoretickém tvodu. Vyuzijte data
z predeslych ukoli s pfidanym sloupcem mésto/obec. O tom, zda se jedna o mésto,
rozhoduje nékolik faktorti, jako napt. zabezpeceni dopravniho spojeni s okolim, za-
bezpeceni sluzeb pro obyvatele z okolnich obci, pocet obyvatel, status hospodars-
kého, administrativniho nebo kulturniho centra. V prilozeném souboru mate k dis-
pozici idaje o poctu obyvatel, rozloze a nadmorské vysce. Vytvorte program, ktery
bude predikovat zda se jednd o mésto a tim ovérte zda si algoritmus strojového uceni

poradi na dostatecné velké datové mnoziné jenom s témito idaji.
Uvodni nacteni, zpracovani a prekonvertovani dat je témér stejné pro vsechny

programy strojového uéeni v tomhle kurzu. Césti kédu se budou proto opakovat a

budou k nim ted naposledy uvedené napovédy.
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1. Provedte uvodni konfiguraci. Nastavte cestu do Hadoop binaries a logovaci
level na ERROR. Budete hodné pracovat s komponentou SparkSQL, vytvorte proto
objekt SparkSession.

2. Nactéte soubor ,uloha3d.csv“ do datového ramce(dataset) s vyuzitim hlavicky

souboru a vytisknete pro kontrolu obsah a schéma.

Dataset<Row> firmyDf = spark.read()
.option("header", "true")
.csv("data/uloha3.csv");

firmyDf.show(5) ;

firmyDf.printSchema() ;

Data jsou nyni nactené jako hodnoty typu String. Je potieba je prekonvertovat na
typ Double. To udélate funkci map na RDD. Dopredu si mtzete vytvorit schéma

datového ramce pro zpétnou konverzi.

StructType firmySchema = DataTypes.createStructType(new StructField[] {
DataTypes.createStructField ("MESTO", DataTypes.StringType, false),
DataTypes.createStructField ("FIRMY", DataTypes.DoubleType, false),

B

Ted prekonvertujte datovy ramec (dataset) na JavaRDD<Row>, a pouzijte funkci map
pro konverzi hodnot typu String na typ Double, stejné jako v predeslém tkolu. S po-
uzitim vysledného RDD a predem vytvoreného schéma, vytvorte novy datovy ramec

a vypiste jeho obsah.

3. Korela¢ni analyza probiha vzdy na ¢iselnych datech. Kdyz chceme vypocitat ko-
relace mezi jednotlivymi parametry a idajem mésto/obec, musime hodnotam mésto
a obec pridat indexy. To znamenad, ze kazdé unikatni String hodnoté pritadime ce-
lo¢iselnou hodnotu. To lze udélat jednoduse pomoci objektu Stringlndexer, ktery je

zabudovany v Sparku.

StringIndexer indexer = new StringIndexer ()
.setInputCol ("MESTO/0BEC")
.setOutputCol ("IND_MESTO/0BEC");

Vytvorte StringlndexerModel a aplikujte ho na vas datovy ramec. Do ramce se prida

sloupec s indexy.
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StringIndexerModel indModel = indexer.fit(firmyDf2);
Dataset<Row> indFirmy = indModel.transform(firmyDf2);

Pro porovnani vypiste oba sloupce s po¢tem hodnot.
indFirmy.groupBy ("MESTO/0BEC", "IND_MESTO/0BEC") .count () .show();

Vypocitejte a vypiste korelace mezi jednotlivymi parametry a udajem mésto/obec a
vytvorte LabeledPoint pro strojové uceni. Postup se témér presné shoduje s minulym
ukolem. Pozor vsak na sloupec, ktery chcete predikovat. V zobrazené tabulce je to
5. sloupec, musite vsak pracovat se sloupcem s indexovymi hodnotami, ktery jste
pridali na konec datového ramce. Z LabeledPointu vytvorte novy datovy ramec a

ten pak rozdélte na trénovaci a testovaci sadu v poméru 0.7/0.3.

Dataset<Row> firmyLp = spark.createDataFrame(rdd4, LabeledPoint.class);
firmyLp.show(5) ;

4. Data jsou pripravena na strojové uceni. Nejdriv vytvorte klasifika¢ni objekt roz-

hodovaciho stromu, a identifikujte sloupce s prediktory a predikovanou hodnotou.

DecisionTreeClassifier dt = new DecisionTreeClassifier()
.setLabelCol("label")

.setFeaturesCol("features");

Predikce bude probihat na ¢iselnych datech, proto jste délali indexaci. Ve vysledku
by ale ¢iselné hodnoty byly uzivatelsky nevhodné, proto si vytvorte konvertory, které
pro vysledny vypis prevedou indexové hodnoty zpatky na String. Poté vytvorte

model na trénovacich datech.

IndexToString labelKonvertor = new IndexToString()
.setInputCol("label")
.setOutputCol ("labelString")
.setLabels(indModel.labels());

IndexToString predKonvertor = new IndexToString()
.setInputCol("prediction")
.setOutputCol ("predikceString")
.setLabels(indModel.labels());

DecisionTreeClassificationModel dtModel = dt.fit(trainingData) ;

Model otestujte na testovacich datech. Nejdiiv provedte predikci na ¢iselnych hodno-

tach a pak je pretransformujte na textové hodnoty, a ty vypiste ve vysledné tabulce.
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Dataset<Row> ciselnePredikce = dtModel.transform(testData);
Dataset<Row> predikce = predKonvertor.transform(labelKonvertor

.transform(ciselnePredikce)) ;
predikce.select("labelString","predikceString","features").show(15);

predikce.groupBy("labelString","predikceString") .count () .show();
Pro vypocet presnosti pouzijte nasledujici evaluator.

MulticlassClassificationEvaluator evaluator =
new MulticlassClassificationEvaluator ()
.setLabelCol("label")
.setPredictionCol("prediction")
.setMetricName ("accuracy");

double presnost = evaluator.evaluate(predikce);

System.out.println("presnost = " + Math.round(presnost * 100) + " procent");

Pokud jste postupovali spravné, vysledna presnost by méla vyjit 92 procent. Nyni vy-
zkousejte pouzit algoritmus ndhodny les a porovnejte jejich presnost. Jediné, co mu-
site  zménit je DecisionTreeClassifier na RandomForestClassifier

a DecisionTreeClassificationModel na RandomForestClassificationModel.

5. Na zavér otestujte vas model na tiplné novych datech. Ve slozce mate k tomu
pripraveny soubor ,noveData.csv®, muzete si vSak vytvorit vlastni soubor s obcemi
podle vaseho vybéru. Vsechny hodnoty, s kterymi zde pracujeme jsou jednoduse
dostupné na wikipedii o kazdé obci. S novymi daty postupujte stejné jako v predes-
lém pripade. Davejte si jenom pozor na to, které hodnoty v novych datech jsou a
které ne. Sloupec mésto/obec chybi, protoze ten chceme predikovat. Nemusite délat
indexovani, a pri tvorbé LabeledPointu si vytvorte lokdlni proménnou id, kterou
pouzijete jako predikovanou hodnotu. Pii vypisu vysledkt prekonvertujte pomoci

predKonvertoru jenom predikované hodnoty na String.
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4.4 Shlukovani dat, cetné vzory

Cil tlohy

Cilem tlohy je seznamit se s algoritmy shlukovani dat, ¢etnymi vzory, s praci s nimi

v prostfedi Sparku a néasledné navrhnout feseni zadaného problému.

Zadani

o Seznamte se s algoritmy KMeans pro shlukovani a FP-growth pro urceni cet-
nych vzort.

o Navrhnéte programové feseni problému pomoci KMeans shlukovani.

o Vyzkousejte si praci s algoritmem FP-growth.

o Navrhnéte vhodné vstupni data a nastaveni algoritmu.

Teoreticky tivod

Dalsi technikou strojového uceni je shlukovani dat. Jejim vystupem nejsou prediko-
vané hodnoty, ale seskupeni prvku dat do logickych podmnozin nebo skupin. Logické
podobnosti zavisi na hodnotach parametrt prvki. V tomto pfipade mizeme vSechny

parametry povazovat za prediktory.

V tomhle tkolu budete pracovat s algoritmem KMeans pro shlukovani. Jeho
vyhodou je rychlost a efektivnost pfi praci s velikym poctem proménnych. Shluko-
vani probiha vice iteracemi. Poc¢tem shlukt urcéite pocet centralnich bodu, které se
postupné premistuji po m-rozmérném prostoru vzdy do centra aktudlnich shluku.
Po kazdém premisténi jsou prepocitané vzdalenosti prvka k centralnim bodtim, a
nékteré prvky jsou premistény do jiného shluku. Rozmeér prostoru urcuje pocet pa-

rametri prvka.

Primarni vyuziti shlukovani dat je jakékoliv logické seskupeni prvki. Muze to
byt seskupeni zakaznikii, dokumentt1, webovych stranek, sprav, nebo taky geolokacni
seskupeni objektli. Pravé tomu se budete vénovat v této tloze. Dalsim vyuzitim je
doptedna kategorizace dat pro nasledné rozdilné zpracovani skupin jinymi algoritmy,

napr. klasifikaci.
Hledéani cetnych vzoru je velice ¢asto vyuzivana metoda strojového uceni v ob-

chodni sfére. Typickymi priklady jsou systémy odporouceni v internetovych obcho-

dech, nebo programy pro analyzu nakupnich kosiku.
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Algoritmus, kterym se tato tloha zabyva, a ktery slouzi prave k hledani ¢etnych
vzord je FP-growth. Ten si nejdriv pri analyze jednotlivych transakci vypocita frek-
venci prvku a z téch si vytvori model FP-tree. Z ného pak ziskava asociac¢ni pravidla,

podle kterych odporoudi dalsi polozky s urcitou vérohodnostni.

Minimélni vérohodnost (confidence) a podpora (support) jsou dva dulezité pa-
rametry, které se v algoritmu FP-growth nastavuji. Podpora urcuje, jako casto se
percentualné polozka nachazi ve vSech transakcich. Kdyz minimélni podporu nasta-
vite moc velikou, a polozky se ve vstupnich datech opakuji malo, program nebude
brat do uvahy zadnou z nich. Kdyz ji naopak nastavite moc nizko, program bude
resit asociac¢ni pravidla prvki, které se vyskytli napt. jenom jednou. To je z efektiv-
niho hlediska zbytecné.

Vérohodnost urcuje, jak c¢asto bylo asociac¢ni pravidlo potvrzené v jinych transak-
cich. Kdyz bude asocia¢ni pravidlo udavat, ze pri koupé syru a masla si koupite taky
chléb, a toto pravidlo se potvrdi ve 2 ze 4 transakci, vérohodnost bude 50 procent.
Proto treba pri nastavovani minimalni vérohodnosti zvazit, jaka vérohodnost je pro

vas dostacujici.

Pracovni postup

V predchozich ikolech jste pracovali s daty o méstech a obcich, predikovali nebo
klasifikovali urcité hodnoty. Ted by jste ale chtéli ziskat pohled z vétsi perspektivy
o poctech a umisténi firem v rdmeci celého Ceska a Slovenska. Udaje o poloze obci
jsou jednoduse dostupné v ramci internetu nebo GPS. Pomoci geolokac¢niho KMe-
ans shlukovani dat nyni navrhnéte program, ktery rozdéli mésta a obce do vami
zvoleného poctu oblasti podle jejich zemépisné sitky a vysky. VypiSete si pocet mést
v jednotlivych oblastech, v kterych jsou firmy zabyvajici se vypocetni technikou.

K dispozici mate data z predeslych tkoli doplnéné o souradnice obci a mést.

Uvodni nastaveni, nacteni, a zpracovani dat se témér tiplné shoduje s predeslymi

dvéma tkoly, proto k nim jiz nebudou uvedeny napovédy.

1. Provedte uvodni konfiguraci. Nastavte cestu do Hadoop binaries a logovaci
level na ERROR. Pro nékteré c¢asti kodu budete potiebovat kromé objektu Spark-
Session i objekt SparkContext. Oba vsak nemohou fungovat zaroven. Pro tento

pripad mate pripravenou tiidu Connection, vytvorte s jeji pomoci oba objekty.

JavaSparkContext spContext = Connection.getContext();

SparkSession spSession = Connection.getSession();

50



2. Nactéte soubor ,ulohad.csv® do datového ramce(dataset) s vyuzitim hlavicky

souboru a vytisknete pro kontrolu obsah a schéma.

Prekonvertujte vstupni data na typ Double pomoci funkce map na RDD. Vytvo-

fte schéma datového ramce pro zpétnou konverzi.
Prekonvertujte data zpatky na datovy ramec.

I kdyz v algoritmech shlukovani dat nepredikujeme zadné hodnoty, do struktury
LabeledPoint musite zadat proménnou jako cilovou hodnotu. Jednou z moznosti
je zadat lokdlni proménnou id. Ve vysledném vypisu byste ale vidéli pouze Ciselné
hodnoty, bez uzivatelsky privétivych informaci. Proto vytvoite stejné jako v minulé
uloze objekt StringIndexer, ktery pouzijete k pritazeni unikatniho indexu kazdému
meéstu. Index pouzijte jako cilovou hodnotu a po vykonani strojového uceni ho pre-

konvertujete zpatky na nazvy mést.

StringIndexer indexer = new StringIndexer ()
.setInputCol ("MESTO")
.setOutputCol ("IND_MESTO");

StringIndexerModel indModel = indexer.fit(firmyDf2);
Dataset<Row> indFirmy = indModel.transform(firmyDf2);

3. Pri shlukovani dat je dulezité, aby hodnoty v jednotlivych sloupcich byly ve
stejném ciselném rozsahu. Béhem vypoctu se méri Euklidova vzdalenost mezi prvky.
Kdyby sloupce obsahovaly hodnoty v jinych radech, mohlo by to plisobit nepresnosti.
Proto se pred samotnym strojovym ucenim déla centrovani a skalovani (v tomhle
pripadé to neni Uplné nevyhnutné, ale je dobré si to vyzkouset pro dalsi pouziti).
Tim docilite, ze vsechny hodnoty ve vsech sloupcich proporciondlné prevedete do
rozsahu (—3,3). Nejdiiv vypoctéte prumér a standardni odchylku vsech sloupci.

Vyuzijte k tomu funkci aggregate.

Row priemRow = indFirmy.agg(avg(indFirmy.col("VYSKA")),
avg(indFirmy.col("SIRKA")))
.toJavaRDD() . takeOrdered (1) .get (0);

Row stdRow = indFirmy.agg(stddev(indFirmy.col("VYSKA")),
stddev(indFirmy.col("SIRKA")))
.toJavaRDD() . takeOrdered (1) .get (0);

Hodnoty ulozte do Broadcast proménné pro naslednou praci pri vytvareni Labeled-

Pointu.
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Broadcast<Row> bcPriemRow = spContext.broadcast(priemRow) ;
Broadcast<Row> bcStdRow = spContext.broadcast (stdRow) ;

Vytvorte objekt LabeledPoint, kde jako predikovanou hodnotu zvolte sloupec s in-
dexy meést, a do vektoru prediktort zadejte proménné s, v. Tyto proménné se budou
pocitat pro kazdy radek jako rozdil primérné hodnoty parametru a hodnoty v aktu-
alnim radku, déleno standardni odchylkou daného parametru. Ve funkci call zapiste

pred vytvoreni LabeledPointu:

double s~= (bcPriemRow.value().getDouble(0) - iRow.getDouble(2))
/ bcStdRow.value() .getDouble(0) ;

double v~= (bcPriemRow.value().getDouble(1l) - iRow.getDouble(3))
/ bcStdRow.value() .getDouble(1);

4. 7 LabeledPointu vytvorte novy datovy ramec. Déle vytvoite objekt KMeans.

V nastaveni .setK si muzete nastavit vami zvoleny pocet shlukt/oblasti.

KMeans kmeans = new KMeans()
.setK(10)
.setSeed(1L);

Vytvorte model a aplikujte ho na centrovany a skalovany datovy ramec.

KMeansModel model = kmeans.fit(firmyLp);

Dataset<Row> ciselnePredikce = model.transform(firmyLp);

Ted uz zbyva jen prekonvertovat indexy na nazvy meést pomoci IndexToString kon-

vertoru a vypsat vysledky.

IndexToString labelKonvertor = new IndexToString()
.setInputCol("label")
.setOutputCol ("labelString")
.setLabels(indModel.labels());

Dataset<Row> predikce = labelConverter.transform(ciselnePredikce) ;
predikce.show() ;

predikce. groupBy(col ("prediction")) .count() .show();

Ve vyslednych vypisech vidite ve sloupci ,,prediction® ¢islo, které reprezentuje cislo
shluku/oblasti, do kterého bylo dané mésto prifazeno a taky pocet mést v jednotli-

vych oblastech. Zkontrolujte zda jsou mésta v jedné oblasti geograficky blizko sebe.
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5. Na zavér si vyzkousite praci s algoritmem FP-growth. Tyto programy jsou
pomérné jednoduché, jde tady spis o to, aby jste se seznamili s jeho mozZnostmi.

Vytvorte program pro analyzu nakupnich kosikii.

Provedte tvodni konfiguraci. Nastavte cestu do Hadoop binaries a logovaci level
na ERROR, vytvorte objekt SparkSession.

Vstupni data nebudete nacitat ze souboru, ale napisete si je pfimo v programu pro
jednoduchou editaci. V nasledujicim bloku si vytvorte transakce neboli-li nakupni
kosiky podle vaseho vybéru.

List<Row> transakce = Arrays.asList(
RowFactory.create(Arrays.asList("chleb maslo syr pivo".split(" "))),
RowFactory.create(Arrays.asList("chleb syr sunka jablko".split(" "))),
RowFactory.create(Arrays.asList("pivo chleb jablko".split(" ")))

)s

Vytvorte schéma a s jeho pouzitim datovy ramec s transakcemi.

StructType schema = new StructType(new StructField[]
new StructField("predmety", new ArrayType(DataTypes.StringType, true),
false, Metadata.empty())

)

Dataset<Row> predmetyDf = spark.createDataFrame(transakce, schema);

Nyni staci uz jenom vytvorit model a aplikovat ho na datovy ramec. Vypiste frek-
vence predméti, asociacni pravidla s hodnotami vérohodnosti a taky konkrétni pre-
dikce/odporouceni.

FPGrowthModel FPmodel = new FPGrowth()
.setItemsCol("predmety")
.setMinSupport (0.5)
.setMinConfidence(0.6)
.fit(predmetyDf) ;

FPmodel .freqItemsets() .show();
FPmodel .associationRules () .show() ;

FPmodel .transform(predmetyDf) . show(false) ;

Zkuste ménit parametry minSupport a minConfidence a sledujte zmény ve vysled-
cich. Zmény zdivodnéte.
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5 ZAVER

Bakalarska praca je zamerana na technolégie Apache Spark a Hadoop, princip ich
fungovania a typické vyuzitie v redlnych situaciach. Riesenie problémov v praktickej
Casti je navrhnuté v prostredi Apache Spark, v programovacom jazyku Java. V suvis-
losti s tymito technol6giami popisuje praca koncept velkych objemov dat, problémy
vznikajice pri ich spracovani, a si¢astné vyuzitia v réznych oblastiach. Dalej opisuje
princip paralelného spracovania dat, zakladné operacie, algoritmy strojového ucenia
a sucastné vyuzitia Sparku.

Cielom bolo navrhnit laboratérne cvicéenia do predmetu ,,Paralelni zpracovani
dat“. Prva udloha zozndmi studentov s prostredim Sparku a so zdkladnymi kon-
ceptami. Nasleduje navrh programu, ktory z dvoch rozdielnych databaz ceskych a
slovenskych firiem ziska uzitoéné data pre dalSie spracovavanie. Na vystupe prog-
ramu su udaje o pocte firiem urcitej kategérie v kazdom meste databaze. Tieto data
st vyuzité v nasledujucich tlohach. V zavere tlohy je demonstrovany rozdiel rych-
losti pri vyuziti ro6zneho poc¢tu vypoctovych strojov. V ostatnych troch tlohach sa
pracuje s algoritmami strojového ucenia. Vyuzitim linedrnej regresie je navrhnuty
program, ktory si na zaklade udajov z prvej ulohy vytvori model, podla ktorého
predpoveda, kolko firiem sa bude v meste nachadzat iba podla rozlohy a poc¢tu oby-
vatelov. V zavere tlohy st demonstrované sposoby optimalizacie programu. V tretej
ulohe navrhnuty program klasifikuje, ¢i sa jedna o obec alebo mesto podla poctu
obyvatelov, rozlohy a nadmorskej vysky. Porovnava sa v nej presnost algoritmov
rozhodovaci strom a nahodny les. Po dosiahnuti pozadovaného vysledku si studenti
mozu otestovat program na nimi zvolenych novych datach. Posledna tloha zoskupuje
pomocou zhlukovania dat mesta a obce do tizemnych celkov. Jedna sa o geolokacné
zhlukovanie dat. Vysledok ukazuje, kolko firiem danej kategérie sa nachadza v jed-
notlivych oblastiach. K tejto tilohe st k vstupnym datam pridané sturadnice obci.
V zéavere tlohy je navrhnuté jednoduché tloha na algoritmus pre pocetné vzory, a
to typicky priklad nakupného kosika, kde si mozno menit produkty v transakciach
a sledovat zmeny vo vysledku.

Hlavnym prinosom prace je postup pre oboznamenie Studentov s technolégiou
Apache Spark v ramci predmetu . Paralelni zpracovani dat“, s jeho vyznamom a
vyuzitim na praktickych prikladoch. Zoznamia sa takisto s funkcionalnym progra-
movanim.

Vystupom préace su styri kompletné navody pre laboratoérne cvicenia, vypraco-
vané so struénym teoretickym tivodom a postupnymi instrukciami pre vypracovanie.
Ulohy riesia redlne problémy a tym navadzajd Studentov k novym ndpadom vyuzitia
Sparku. Jednym z moznych sposobov rozsirenia prace je vytvorenie aplikacie, ktora

by zahfnala mimo iné funkcionality programov v tejto praci.
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ZOZNAM SYMBOLOV, VELICIN A SKRATIEK

B
ACM

IEEE

[oT
CERN
SSD
KPS

API

HDFS

RAID

SQL

CSv

tsv

OOP

RDD

conf

sc
inputNumbers
inputRDD
filteredRDD
spark

skDat

czDat

line
kategoria
filteredSkDat

bajt

ACM Digital Library — kolekcia textov tykajuicich sa oblasti
pocitacovej vedy

Institute of Electrical and Electronics Engineers — svetova
technickd organizacia

Internet of Things — Internet veci

Eurépska organizacia pre jadrovy vyskum

Solid State Drive — disk pre ukladanie dat

Knowledge Processing Systems — systémy pre spracovanie
znalosti

Application Programming Interface — rozhranie pre
programovanie aplikacii

Hadoop Distributed File System — distribuovany stuborovy
systém

Redundant Array of Independent Disks — pole nezavislych
diskov

Structured Query Language — Strukturovany vyhladavaci
jazyk

comma separated values — sibor, v ktorom st hodnoty
oddelené ciarkami

tab separated values — siibor, v ktorom st hodnoty oddelené
tabulatormi

Object-Oriented Programming — objektovo orientované
programovanie

Resilient Distributed Dataset - kolekcia dat pouzivana

v Sparku

konfiguracia programu

objekt JavaSparkContext

vstupné hodnoty

RDD zo vstupnych hodnot

RDD s filtrovanymi zdznamami

objekt JavaSparkSession

slovenska databaza firiem

ceska databaza firiem

aktualne prechadzany zaznam RDD

pozadovana kategoria firmy

filtrovana slovenské databdza firiem
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clearedSkDat
nazev

mesto

ulice

ICO
unionDat
pairUnionDat

values

sortedPairUnionDat

countedByKey
schemaString
fields

schema
rowRDD
record
wwwlCO
rowDataFrame
ICO

DDoS

3D
ML
firmyDf

convertedRow
firmyDf2

Ip

firmyLp
splits
SEED

Ir
IrModel
predikce
evaluator
firmySchema
indexer
indModel
indFirmy
dt

slovenska databaza firiem s vyc¢istenym obsahom
nazov firmy

mesto poésobenia firmy

ulica posobenia firmy

Identifikac¢né ¢islo organizacie

spojend databaza firiem

databaza vo formate klti¢ — hodnoty

hodnoty k jednotlivym klticom

zoradend databaza vo vo forméate klic¢ — hodnoty
databaza s poc¢tom firiem v mestach

retazec pre vytvorenie schémy

list oznaceni stipcov

schéma SQL tabulky

RDD so zaznamami vo formate Row

zédznam v RowRDD

hodnota obsahujica webovi stranku alebo ICO firmy
vysledna databaza v datovej struktire DataFrame
ICO firmy

Distributed Denial of Service - itok obmedzujici ¢innost
sluzby

trojdimenzionalny

Machine Learning - strojové ucenie

datovy ramec so vstupnymi datami

konkrétny riadok datového ramca

prekonvertovany datovy ramec

Labeled Point - datova strukttura pouzivana pri strojovom
uceni

datovy ramec s upravenymi datami vo forme Labeled Pointu
pole s rozdelenymi hodnotami z firmyLp

premenna pre zhodu vysledkov

objekt linedrnej regresie

model linearnej regresie

datovy ramec s vyslednymi hodnotami

objekt hodnotitela regresie

schéma vstupnych dat

objekt pre indexovanie textovych hodnot

model pre transforméaciu na data s indexmi

datovy ramec s hodnotami s indexmi

objekt rozhodovacieho stromu
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dtModel
labelKonvertor
predKonvertor
ciselnePredikce
presnost
KMeans
FP-growth
FP-tree

GPS
priemRow
stdRow
bcPriemRow
beStdRow

s

v

kmeans
transakce
predmetyDf
FPmodel

model rozhodovacieho stromu

objekt pre zmenu indexov spét do textovej podoby
objekt pre zmenu indexov spét do textovej podoby
datovy ramec s vyslednymi ¢iselnymi hodnotami
premennd vyslednej presnosti

algoritmus pre zhlukovanie dat

algoritmus pre hladanie pocetnych vzorov

model algoritmu FP-growth

Global Positioning System - lokalizacny systém
premenna urcujica priemer hodnot

premenna urcujica standardnt odchylku

globalna premennd urcujica priemer hodnot
globalna premennd urcujica standardnt odchylku
standardizovand premenna zemepisnej vysky
standardizovand premennd zemepisnej Sirky

objekt algoritmu zhlukovania dat

list s jednotlivymi transakciami

datovy ramec s polozkami nakupu

model algoritmu pocetnych vzorov
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