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Abstrakt

Tato prace obsahuje zdkladni matematicky popis linedarniho a logistického modelu.
Obsahuje dale predstaveni programovaciho jazyka Python, ktery je v zavéru prace
pouzit pro vyladéni vhodného modelu linearni i logistické regrese na realnych datech.

Abstract

This thesis contains a basic mathematical describtion of linear and logistic regression
models. It also introduces a programming language Python, which is later used to
optimize an adequate model for both linear and logistic regression based on real data.
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Uvod

Tato prace je zamérena na predstaveni linedrniho a logistického regresniho modelu
a jejich vyuziti v penézni a ekonomické oblasti. Regresni analyza je matematické
odveétvi, které se zabyva zkoumanim vztahti mezi zavislou a nezavislymi proménnymi.
Dveé zakladni funkce této analyzy jsou schopnost predikce a objasnéni souvislosti.

V prvni ¢asti prace se budeme vénovat matematickému pojeti dvou vybranych regres-
nich modeli. Nejprve se zamérime na model linearni, ktery je zakladnim stavebnim
Linearni model predstavuje vztah, ktery co nejlépe vyjadii jista pozorovana data. Ve
dvourozmérném prostoru se tedy jedna o primku ¢i krivku, kterou data prolozime.
Ukolem této kiivky je potom data co nejlépe aproximovat. Nasim tkolem je najit koe-
ficienty pro co nejlepsi mozny model. Ty se obvykle hledaji pomoci metody nejmensich
¢tverct, ktera bude také popsana. Déle si popiseme zaklady tzv. zobecnénych linear-
nich modelt, které vznikly ze snahy rozsirit aplikovatelnost regresni analyzy na vétsi
mnozstvi problémi. Nas bude nejvice zajimat model logisticky, ktery na rozdil od
linearniho pracuje s diskrétni zavislou proménnou. V nasem pripadé budeme popi-
sovat binarni logisticky model, ktery ma pouze dvé hodnoty vystupu, a to existence
a neexistence urcité pozorované vlastnosti. Cilem binarni logistické regrese je tedy
predpovédét pravdépodobnost, Ze jev nastane, pripadné nenastane.

Jelikoz se regresni analyza v soucasnosti presunula vyhradné do pocitacového pro-
stfedi, je pro jeji aplikace nezbytna znalost néjakého programovaciho jazyka. V nasem
pripadé budeme pracovat s jazykem Python, a to kvili jeho prehlednosti a relativni
jednoduchosti. Python je navic v soucasnosti jednim z nejpopularnéjsich jazyki pro
védecké ucely, a ma tedy i bohatou online komunitu. Ukazeme si zde zakladni pre-
hled rozsitujicich knihoven a jejich moznosti pro aplikaci regresnich modelti. Déle
popiseme zékladni postup tvorby regresniho modelu v tomto prosttedi.

Ve treti ¢asti vyuzijeme ziskanych znalosti o regresnich modelech a zkombinujeme je
s realnou analyzou za pomoci Pythonu. Pro oba ze dvou diive predstavenych modeli
si ukazeme implementaci na realnych datech. V pripadé linearni regrese budeme pra-
covat s datovym souborem s udaji z oblasti trhu nemovitosti obsahujici informace o
prodejich domii. Aplikaci logistické regrese si ukazeme na datech o splaceni pujcek
v zavislosti na parametrech jako drokova mira nebo vypiijéend ¢astka. Nasim tko-
lem bude v obou pripadech zjistit, které proménné jsou pro odhad zavislé proménné
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Cilem celé prace je popsat zakladni rysy linearniho a logistického modelu a ukazat
jejich aplikovatelnost za pomoci jazyka Python. Déle je cilem predstavit jazyk Python
a ukazat jeho moznosti pro ucely regresni analyzy.



Kapitola 1
Regresni modely

V tivodu zde uvedeme kratké shrnuti historickych pivodi pojmu regrese. Tento pojem
byl poprvé pouzit v dile anglického védce Francise Galtona v 19. stoleti. Galton se
mimo jiné zabyval télesnou vyskou déti ve vztahu k rodi¢im. Jednim z vysledkt
jeho vyzkumu bylo zjisténi, ze jakdkoli vychylka od primeérné vysky, at uz kladna ¢i
zaporna, ktera je pozorovana u rodice, se na dité neprenese cela. Ve vysledku lze tedy
u potomkl pozorovat jistd tendence k navratu do primérné vysky. Tyto poznatky
Galton shrnul v ¢lanku Regression towards mediocrity in hereditary stature (Regrese
smérem k prumeéru v dédiéném vzrustu ), odtud tedy pochézi pojem regrese. [1].

Ze soucasného hlediska pohlizime na regresni analyzu jako na statistickou techniku
pouzivanou k zobrazeni vztahu mezi proménnymi. V regresni analyze méame dva
hlavni druhy proménnych. Prvni je zavisla proménnd, coz je veli¢ina, kterou zkou-
mame. Nezavislé proménné jsou ty veli¢iny, u kterych chceme zjistit, jak zavislou
proménnou ovliviiuji. Hlavnim tkolem regrese je tedy urcit nejlepsi mozny model,
ktery vystihne vazby mezi zkoumanymi veli¢cinami. Podle mnozstvi nezavislych pro-
meénnych 1ze regresni modely rozdélit na jednoduché (s 1 nezavislou proménnou) a
vicenasobné (2 a vice proménnych). Je zfejmé, ze urcitou zavislou proménnou pouze
velice ztidka ovliviiuje jen jediny faktor. Z tohoto diivodu se budeme déle zamérovat
na regresi vicenasobnou.

Jeji vyuziti je velice Siroké napri¢ mnoha obory. Obecné lze Tici, ze dvé hlavni aplikace
regrese jsou porozumeéni vztahi mezi velicinami a predikce do budoucich obdobi. V
oblasti financi a obchodu je jeji vyuziti nasledujici [10]:

o Predpovédi - bézné vyuziti regrese spociva v predikci budoucich rizik a prile-
zitosti. Regrese umozni predpovédét zménu zkoumaného ukazatele na zakladé
zmény vstupnich faktort. Jedna se napriklad o analyzu poptavky, prijmi, vy-
daji, poctu prodaného zbozi apod.

o Model ocenovani kapitalovych aktiv (CAPM - Capital asset pricing model) -
CAPM je model z oblasti teorie portfolia, diky kterému lze ohodnotit oc¢ekava-
nou vynosnost aktiva vzhledem k riziktim.



o Porovnani s konkurenci - dalsi vyuziti regrese spoc¢ivd v moznosti porovnani
hlavnich ekonomickych ukazatelt mezi konkurenénimi subjekty. Lze tak zjistit
napriklad vliv riznych faktori na mnozstvi prodaného zbozi.

o Soucést rozhodovaciho procesu - na zakladé regresni analyzy dat v podniku lze

¢init rozhodnuti o prodejich, investicich ¢i vydajich.

Dvéma nejcastéji vyuzivanymi druhy regrese, se kterymi se nejen v ekonomické ob-
lasti setkdme, jsou modely linedrni (se spojitou zavislou proménnou) a logisticky (s
diskrétni zavislou proménnou). Na nésledujicich strankach se budeme vénovat popisu
téchto dvou modelt z matematického hlediska.

1.1 Linearni regresni model

V nésledujici ¢asti se vychéazi zejména ze zdroje [L1] a [7].

Modelem linearni regrese rozumime nasledujici vztah pro ndhodnou veli¢inu y:

y = Bo+ frx1 + Boxo + - + Bray + €, (1.1)

kde y je zavislda proménnd (regresand), x;, pro i = 1, ..., k, jsou nezdvislé proménné
(regresory), [;, pro i = 1,..., k, jsou nezndmé parametry (regresni koeficienty). Para-
metry §3; reprezentuji o¢ekdvanou zménu proménné y pii zméné x; o jednotku, pokud
jsou vsechny ostatni regresory x;(i # 7) konstantni. Nahodn4 velicina € zde vyjadiuje
slozku, ktera neni modelem vysvétlena a je nazyvana nahodnou chybou, popf. od-
chylkou. Abychom mohli model sestavit, budeme dale pracovat s ndhodnym vybérem
n vzajemné nezavislych pozorovani y a s nimi spojenych proménnych z. Zavedeme
tedy model pro i-té pozorovani jako:

Yi = Bo + Bixi + Boio + - + Brwi + €, 1=1,2,--- n. (1.2)

Pro jednotliva pozorovani lze rozepsat model jako soustava rovnic:

y1 = Bo + Bz + Bazie + - + Brxe + @
Y2 = Bo + P11 + Baag + - - + BrTor + €2

Yn = Bo + Bixn1 + BoTne + - + BTk + €n-

Pokud déle vyuzijeme maticového zapisu, lze soustava vyjadrit jako:

U1 I @y T2 -+ Ty Bo €1
Y2 L ma1 xeg -+ o 5 €2
= . . . . +
Yn 1 Tp1t Tp2 - Tnk Bk €n



Pro pfehlednost dile zavedeme vektory y = (y1, 92, ,yn)%, B = (B1, B2y -+, Br) L
a €= (€,€, - ,en)T a matici X, (k41), nDazyvanou regresni matice, popf. matice
planu. Potom miuzeme ptredchozi vztah vyjadrit ve formé:

y=XB+e (1.3)

Aby bylo zavedeni linedrniho modelu kompletni, je tfeba uvést nasledujici podminky:

1. Vektor proménnych y pochazi z normalniho rozdéleni.

2. Model je linearni ve svych parametrech ;.

3. Matice X ma plnou hodnost, regresory jsou tedy vzajemné linedrné nezavislé.
4. Nahodné chyby ¢€; jsou normalné rozdélené a plati pro né:

. E(EZ) = 0,
e D(e)=0?proi=1,---,n,
o cov(e;,€j) =0 pro i # j.
Podminka D(e;) = o2 byva oznacovana jako podminka homoskedasticity. VSimnéme

si déle, Ze z podminky 4. lze odvodit nasledujici vztahy pro vektor ndhodnych chyb
€:

E(e) =0,

cov(€) = L.

A ze vztahu 1.4 lze déle vyjadrit stfedni hodnotu vektoru y jako

1.1.1 Odhady parametri
Odhad §

Pro stanoveni regresniho modelu, ktery bude vhodné popisovat pozorovana data je
tfeba odhadnout neznamé parametry 8. V literatufe se nejcastéji setkame s odhadem
pomoci metody nejmensich ¢tvercu (ang. Least squares method - LSM).

Hledame tedy takové parametry (g, 51, - - - , Bk, diky kterym bude soucet ¢tverct od-
chylek pozorovanych y; od odhadnutych hodnot 7 minimdlni. Hledané parametry
budeme nadéle oznacovat By, 81, - - - , Bi. Jako 7; budeme rozumét odhad stiedni hod-

—

noty E(y;), tedy
i = B(y;) = Bo + Brzin + Bowin + -+ + Brine

7



Funkci nejmensich ¢tverci, kterou budeme minimalizovat, oznac¢ime S(f;). Plati pro

111
n

SB) =Y (i — )

i=1

= Z(yz — Bo — Brwin — Bawig — -+ — 51@%'1@)2 (1.7)
i=1
n k
= Z(yz — Bo — Zﬁjxij)z'
i=1 j=1
Pokud ptedchozi vyraz derivujeme podle @) a BAJ a polozime nule, dostavame

n k
23 (i~ fo— Y Baiy) = 0
i=1 j=1

n k
—2 Z(yl - B\O - Zggiﬁm)fﬂw = 0.
i=1 =

Timto zpusobem bychom ziskali £ 4+ 1 rovnic s Tfesenim @), BAl, cee ﬁAk Vyuzijeme-
li_ maticového zépisu modelu y = X3 + €, budeme hledat vektor parametri 8 =
(Bo, B1, -+, Br)T, ktery minimalizuje

Tento vyraz déle upravime
3 T AT T~A L AANTYA
SB)=yy-BXy-y XB+8 X' X8
T Al~T ATy A
=y y—-28 X'y+p8 X XS
Provedeme-li parcidlni derivaci podle B a polozime-li ji nule, ziskame
—2XTy +2XTX3 = 0.
Odkud po upravée ziskame
X"X3 =XTy. (1.8)

Tato soustava rovnic se nazyva normdlni rovnice. Jeji feseni nalezneme jako

B=(X"X)"'XTy. (1.9)



Nutna je existence inverzni matice (XTX)~!. Tato matice bude existovat, pokud
sloupce matice (XTX), tedy regresory, budou linedrné nezdvislé. Tato podminka je
splnéna diky predpokladu 3. Abychom ovérili, Ze nalezeny bod je lokdlnim minimem,
uréime Hessovu matici' druhych derivaci jako H = 2XTX. Lze ukazat (viz. str 21,
[4]), ze tato matice je pozitivné definitni, nalezené feseni je tedy ostrym lokdlnim
minimem [3].

Vektor odhadnutych hodnot y je potom
y = X3 =X(X"X)"'X"y. (1.10)

Odhad ¢*

Dalsim parametrem, jehoz odhad budeme hledat, je rozptyl o? ndhodnych veli¢in €.
Rozdil mezi pozorovanymi hodnotami zavislé proménné a jejich odhadem mizeme
vyjadiit pomoci € = (€1, €3, -, €,)T, kde ¢; = y; — 7;. Vyjadiime tedy

e=y—-9y=y—XB. (1.11)

Vektor € oznacime jako vektor rezidui a v souvislosti s nim zavedeme déle rezidualni
soucet ctverci, ktery oznac¢ime jako SSgrps a bude platit

n

SSrEs = Z(yz — )= Zef =e€'e. (1.12)
i=1

i=1
Po dosazeni € =y — XB dostavame
SSres = (y — XB) (y — XB)
_ T 2ATxT ATxTXA
=y y—-28Xy+pB B.
Vyraz miizeme dale diky 1.8 upravit na

~T ~T
SSres =y'y —28 X'y + 3 X'y
~T
=y'y -8 Xy,

Déle zavedeme pojem rezidualni rozptyl, ktery vyjadiuje rozptylenost pozorova-

nych dat od zvoleného modelu. Oznac¢ime ho M Sgrg a pomoci néj budeme odhadovat

o?. P¥ipomenme si také, Ze odhadujeme k + 1 parametrti, a mame tedy n — k — 1
stupnu volnosti. Vzorec pro M Sggs zavedeme jako

(1.13)

SSrEs
MS = 1.14
RES = T h 1 (1.14)
Oznacéime-li tedy odhad parametru o2 jako 52, ziskdvame
AT
T« XT
poYy-BXy (1.15)

n—k—1

Lgtvercovd matice jejiz prvky jsou druhé parcidlni derivace funkce




1.1.2 Kvalita modelu

Kvalita zvoleného modelu je ¢asto vyjadfovana pomoci Koeficientu determinace
R2. Tento koeficient vyjadiuje, jaka ¢ast rozptylu proménné y je vysvétlena modelem.
Zakladni myslenkou je rozklad celkového rozptylu na dvé ¢asti. Prvni ¢ast je rozptyl
vysvétleny modelem a druha rozptyl nevysvétleny. Dédle budeme oznacovat

o SST =" (yi—y)* (Total sum of squares) je celkovy soucet ¢tvercti odchylek
y; od praméru v,

o SSres = Y1 (yi — i) (Residual sum of squares) je soudet ¢tverct reziduf
(Cast nevysvétlend modelem),

o SSr =1 ,(Ui — y)* (Regression sum of squares) je soucet ¢tverci odchylek
odhadnutych hodnot 7; od pruméru y (¢ast vysvéltena modelem).

Pricemz plati

SSr = SSgrrs + SSk.

7 1.12 uz zname vztah pro SSgps jako

~T
SSrEs = YTY -0 XTY-

12 |
Xy
10 .
]
]
]
B A 1
SST —— |
- ]
6 i SSk
]
T ———
4
2 -
0 2 4 6 8 10

Obrazek 1.1: Znazornéni rozkladu rozptylu
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Déle upravime vztah pro SSr

n

n . 2
SST:Z(%’—@)2ZZy?—ngzzyT‘y_@z:ilyl)
=1

i—1 n
(- 8 (7t - )
= SSres + SSk.
A ziskavame tedy
SSkps =y'y — BTXT}’, (1.16)
SSp=p8 XTy - —(Z%Ll yi)z, (1.17)
SSr=y'y - —(Z?j; b (1.18)

A pro samotny koeficient determinace R? ziskdvame

R2 — % 1 _ SSRES
SSr SSr
B\TXTy _ (Z?:1yi)2 (119)
- yTy — Ciiv)?

Je ziejmé, Ze R? bude nabyvat hodnot mezi 0 a 1. Pokud bude R? rovno 0, model
nevysvéetluje zadnou cast rozptylu zavislé proménné, a je tedy neuzitecny. Naopak
hodnota 1 vyjadiuje stoprocentni vysvétleni rozptylu, a jedna se tedy o dokonalou
modelaci. Obecné lze Tici, ze pii vytvareni regresniho modelu se snazime o co nejvyssi
hodnotu R2. Navic plati, Ze pfiddme-li do modelu ke stavajicim proménnym dalsi vy-
svétlovaci proménou x;, hodnota R? se vidy bud zvysi nebo zlistane stejnd. Chceme-li
tedy mezi sebou porovnat modely s riznym poc¢tem proménnych, je tieba vyuzit tzv.
Adjustovaného koeficientu determinace dey ktery ve vypoctu zahrnuje i pocty
stupnu volnosti. Jeho vzorec je

e (n—1)R*—k

adj — n—k_1 (1.20)

11



1.2 Logisticka regrese

1.2.1 Zobecnéné linearni modely

Tato ¢ast vychazi zejména ze zdroju [7] a [13].

Logistickou regresi fadime mezi takzvané zobecnéné linedrni modely (GLM - Gene-
ralized Linear Model). GLM predstavuje rozsifeni regrese na data, kterda nespliuji
podminky pro obycejny linearni regresni model. I v pripadé zobecnéného linear-
niho modelu mame zévislou proménnou y = (y1,%2, - , %)’ , nezdvislé proménné
x; = (1,251, T, - - -, 2ix) L, pochézejici z matice planu Xx(k+1), & vektor nezndmych
parametrit 3 = (B, Ba, -+, B)T. Zobecnény linearni model sestéava z nasledujicich
casti:

ZAvisla proménni y = (y1, %2, ,Yn) s

kterd pochézi z rozdéleni exponencidlniho typu, kam patii napiiklad normélni, Pois-
sonovo, binomické, exponencidlni, Gamma rozdéleni a dalsi. Predpokladame, ze kazdé
pozorovani y; je nezavislé a pro jeho hustotu f (popf. pravdépodobnostni funkci v
pripadé diskrétni veli¢iny) plati

a(¢)

kde 6; nazyvame prirozeny parametr, ¢ rozptylovy parametr a a, b, h jsou neznamé
funkce. Funkce b navic musi mit kladnou spojitou druhou derivaci. Pro exponencialni
typy rozdéleni dale plati

f(yi, 0:, 0) = exp ( + h(ys, ¢)) ; (1.21)

E(y) = pi = dz(;i)
210 ‘ ' (1.22)
D) = T ato) = Lats)

Zde si muzeme vsimnout, ze rozptyl D(y;) je funkei stfedni hodnoty E(y;), na rozdil
od klasické linearni regrese, kde byl rozptyl konstantni.

Linearni prediktor 7;,
ktery je linearni kombinaci proménnych x; a parametri 3 a je definovan vztahem
Linkovaci funkce g,

kterd vyjadiuje zavislost mezi stfedni hodnotou E(y;) = p; a linedrnim prediktorem
n;. Plati pro ni vztah

glEw)] = g(m) = ni = xi" B. (1.24)

12



Po linkovaci funkci pozadujeme, aby byla ryze monoténni se spojitou druhou derivaci.
Mizeme také dale odvodit

E(y;) =9 () = g7 (x"B).

Vsimnéme si, Ze v pripadé klasické linedrni regrese byla stfedni hodnota E(y;) primo
rovna linedrni kombinaci regresoru x;. V pripadé GLM nam staci, ze se bude E(y;)
rovnat néjaké linedrni kombinaci této funkce.

Pokud déale zvolime
9lE(y:)] = 0. (1.25)

nazyvame ¢ kanonickou linkovaci funkci. Jak pozdéji uvidime, kanonicka linkovaci
funkce znacné zjednodusuje vztahy pri odhadech parametri.

1.2.2 Logisticky regresni model

V pripadé logistické regrese budeme zkoumat situaci, kdy zavisla proménna y neni
spojitd, jako u linearni regrese, ale kategoricka, tedy diskrétni. Logistickou regresi
dale mtzeme rozdélit dle typu proménné y na

1. binarni - proménnd y je binarni, tedy existuji pouze 2 mozné hodnoty - 0 a 1,
tedy existence ¢i neexistence zkoumaného jevu,

2. multinomickou - proménna nabyva 3 nebo vice riznych hodnot, dale ji délime
na

(a) Ordinalni - proménnd y je ordindlni. Hodnoty, kterych nabyvé, je mozné
urcitym zpusobem seradit.

(b) Nomindlni - proménnd y je nomindlni. Hodnoty, kterych nabyva, nelze se-
radit.

Model

Dale se budeme zabyvat pouze logistickym modelem s binarni proménnou. V logistic-
kém regresnim modelu opét figuruje zavisla proménndy = (y1,ys,- -, yn)’, nezavisla
proménna x; = (1,1, i, -+ )7, parametry B = (81, Ba, - - , B)7. Déle predpo-
kladejme, ze zavisla proménna y pochazi z alternativniho rozdéleni s parametrem 7.
Pro jeji hustotu tedy plati

™, ylzl
fly=y)=41—-m, 3y =0
0, jinak.

Toto rozdéleni mizeme prepsat do kompaktnéjsi formy jako
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fly=y) =71 —m)'"¥ proy =01

Pro veli¢inu y 1ze zjistit stfedni hodnotu a rozptyl nasledujicim zptisobem

E(y)=1n+01—-m)) =, (1.26)
D(y) =n(1 — 7). (1.27)

Jelikoz se hodnoty E(y) = m pohybuji v rozmezi 0 < 7 < 1, je zfejmé, Ze se zde kla-
sicky linedrnf model tvaru E(y) = x;7 3 k interpretaci nehodi. S vyjimkou pifpadu,
kdy 3 = 0 totiz nelze zarucit, ze hodnoty 7; budou lezet v daném intervalu. Na rozdil
od klasické linearni regrese nebudeme navic modelovat hodnoty y;, ale pravdépodob-
nost, ze y bude urcité hodnoty nabyvat. Nejcastéji se v této souvislosti setkame s
volbou podminéné pravdépodobnosti

Py =1|x) = 7(x3). (1.28)

V pripadé binarni proménné je logisticky model nejcastéji popisovan pomoci logis-
tické funkce, kterd mé nasledujici tvar

1

F(t)=—.
*) 1+et

Jedna se o krivku esovitého tvaru, jejiz hodnoty lezi mezi 0 a 1. Budeme-li dale
uvazovat jako parametr ¢ linedrni kombinaci proménnych x; a parametri 3, mtizeme
zapsat vztah w(x;) jako

1 exp(x;7) 3
) = _ , 1.29
) 1+ exp(—x;"B) 1+ exp(x;” B) ( )
Pokusime se nyni najit linkovaci funkci, pro kterou bude platit
g(r(x)) = " B. (1.30)

Opét zde vystupuje linearni prediktor n; ve tvaru 1.23. Dale si ur¢ime podobu hustoty
alternativniho rozdéleni ve diive uvedeném tvaru 1.21

Flys, m(x1)) = m(x3)% (1 — 7(x3)) ¥ = exp |y In 1i(—::z)) +In(1 —7(x3))| . (1.31)

1

7(Xi)

T . Kanonickou linkovaci
—m(x1)

Odtud muzeme urcit prirozeny parametr ; ve tvaru In
funkci g (1.25) muzeme tedy vyjadrit jako
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m(X;)

glr(xi)] =0; =In 1—77T(X1)

Tuto funkci budeme nadale oznacovat logit a plati pro ni vztah

m(x;)

1 —7(x) =xip (132)

logit(m(x;)) = In

Predchozi ipravu nazyvame logitova transformace pravdépodobnostni funkce 7(x;).
Vyraz v logaritmu nazyvame pomér Sanci (ang. Odds Ratio - OR), ktery vyjadiuje

podil pravdépodobnosti vyskytu jevu (y; = 1) ku nevyskytu (y; = 0).Tento pomér

ma podobu

_ o m(xi)
OR = 1—m(xz)

Z tohoto divodu je funkce logit nékdy oznacovana jako log-odds.

Podobné jako jsme zavedli nutné podminky pro linedrni regresni model, stanovime si
je také pro model logisticky. Jelikoz se jedna o zobecnény linedrni model, budou tyto
podminky oproti diive uvedenym zjednoduseny.

1. Proménnd y je binarni.

2. Existuje linearni vztah mezi nezavislymi proménnymi a logitovou funkei.

3. Jednotliva pozorovani jsou linedarné nezavisla.

4. Matice X mé plnou hodnost.
Vidime tedy, Ze na rozdil od klasické linearni regrese nemusi byt splnéna podminka

homoskedasticity ani normality rezidui. Obvykle se muzeme setkat i s podminkou
dostatecné velkého rozsahu vybéru.
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1.2.3 Odhad parametri

Parametry zobecnénych linedrnich modeli jsou nejcastéji odhadovany pomoci Me-
tody maximalni vérohodnosti. Jejim smyslem je nalezeni odhadu vektoru pa-
rametra 0 tak, aby byla maximalni pravdépodobnost, Ze nase pozorované hodnoty
nalezi jistému typu rozdéleni pravdépodobnosti. Funkci L, které je funkci parametri
0 a kterou se snazime maximalizovat, nazyvame vérohodnostni funkce. Na obecné
drovni mame jeji predpis

L@ |y) =[] fw:16). (1.33)

Ze zavedenti logistického modelu v predchozi ¢asti vime, Ze hustota f(y;) pro jednotliva
pozorovani y; z vektoruy = (y1, 2, -, ¥n)L se rovna f(y;) = m(x;)¥i(1 — m(x;)) Y.
Odhadovanymi parametry jsou B a vérohodnostni funkei pro logisticky model tedy
rozumime

n n

LB 1y) =1 /) = [T m(xa) (1 —m(x))' (1.34)

i=1 i=1

Velice casto se pri feseni metody maximalni vérohodnosti setkdme s pouzitim loga-
ritmizované vérohodnostni funkce In L. Tu zavedeme nésledujicim zptisobem

n

InL(B|y) = lnHW(xi)yi(l — W(Xi))l—yi

= Zn;yz In7(x;) + (1 — ) In(1 — 7(x;))] (1.35)
—Z {yzln(l_ﬂ <) )} +Zln

i=1

V predchozim vztahu muzeme dale nahradit

1
tomba) = 1+ eXp(Z§=o Bixis) v (1 — 7(x) ) Zﬁj%' (1.36)

A ziskavame tedy nasledujici podobu vérohodnostni funkce

L8| y) - z<yzzm+zm L ])

i1 1+ eXp(ijo Bjxis)
n k n i k
= Z <yz Z 63'1)@'3' - Z In |1 + exp(z ﬁjl’w)] ) .
i=1 7=0 i=1 L 7=0
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Pro nalezeni maxima funkce L je opét nutné polozit parcidlni derivaci dle 8; rovnou
nule. Ziskame tak

dnLB|y) N~ [  ep(EieBmy)
dB; _; <ylxw 1+eXp(Z§:0 5jxij)xw = 0. (1.38)

Odkud dostéavame

Z":% <yz exp(D_;_ i ij) )) o (1.39)

1+ exp(YF_q By

Takto jsme ziskaly k + 1 rovnic. Tato soustava ale nemd zadné analytické Teseni,
diky kterému bychom ziskaly odhad B parametri 8. Tyto odhady lze ziskat napf.
za pomoci iterativné vyvazované metody nejmensich ¢tverca (IRLS). Tato
metoda se ovSsem vymyka rozsahu této prace, jeji podrobny popis nalezneme napt. v
[13].

Odhad hodnoty ¥; ozna¢ime opét jako 7; a dostavame

i S J () exp(xi'B) _ 1
' Vo l4exp(il) 1+exp(xiTB) 1+ exp(—x7B)

(1.40)

1.2.4 Kvalita modelu

Tato ¢ast vychazi ze zdroju [7] a [5].

Klasifikaéni tabulka

Kvalitu modelu lze hodnotit napt. pomoci klasifika¢ni tabulky. Princip spociva v
sestrojeni tabulky 2 x 2, kterd bude obsahovat poé¢ty pozorovanych pozitivnich (1) a
negativnich (0) hodnot y; spolu s odhadnutymi pocty. Odhadnuté poc¢ty stanovujeme
na zakladé zvolené (cut-off) hodnoty pravdépodobnosti P(y = 1 | x;). Obvykle se voli
hodnota 0,5. Jako pozitivni jsou potom hodnoceny pripady, kdy pravdépodobnost
pozitivniho vysledku je alespon 50%. Tabulka ma4 tedy tvar

Pozitivni pozorované | Negativni pozorované
Pozitivni odhadnuté a - Pravé pozitivni b - Falesné pozitivni
Negativni odhadnuté c - Falesné negativni | d - Pravé negativni

Je zfejmé, Zze vhodny model bude mit vysoké hodnoty a, d a naopak malé b, c. S témito
hodnotami jsou déle spojené nasledujici pojmy
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o Presnost (ACC - accuracy) - vyjadiuje pomér vSech spravné odhadnutych hod-
not vzhledem ke vSem pozorovanym hodnotam.

a+d
A = 1.41
ce a+b+c+d ( )

e Sensitivita - vyjadiuje pomér spravné odhadnutych pozitivnich hodnot vzhle-
dem k pozorovanym pozitivnim hodnotam.

sensitivita = (1.42)

a-+c

o Specifita - vyjadiuje pomér spravné odhadnutych negativnich hodnot vzhledem
k pozorovanym negativnim hodnotam.

. d
specifita = b d (1.43)

ROC krivka

ROC kiivka (Receiver Operating Characteristics) ptimo vychézi ze zakladu klasifikac-
nich tabulek. Je zfejmé, ze pomér pozitivnich i negativnich odhadnutych hodnot se
bude ménit v zavislosti na zvolené cut-off hodnoté. Pokud bychom zkoumali kazdou
moznou hodnotu (v rozmezi 0 az 1) a jejich odpovidajici klasifika¢ni tabulku, bylo by
mozné zachytit specifitu a sensitivitu pro kazdou cut-off hodnotu ve formé grafu. To-
muto grafu potom fikdme ROC kiivka, na z-ové ose najdeme hodnoty (1 — specifita
= pomér falesné pozitivnich) a na y-ové sensitivita = pomér pravych pozitivnich.

Kvalitu modelu potom urcujeme na zakladé plochy pod krivkou (AUC - Area under
curve). Cim je vétsi AUC, tim vice pravych pozitivnich hodnot model zaznamend,
zatimco minimalizuje pocet falesné pozitivnich. Hodnota AUC dobre zvoleného mo-
delu se tedy bude blizit 1, zatimco model s hodnotou 0,5 nema zadnou vypovidajici
silu.
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Obrazek 1.2: ROC krivka
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Kapitola 2

Regrese v prostredi Pythonu

V této ¢asti vychazime ze zdroju [6] a [8].

Kvili velkému mnozstvi dat a slozitosti jednotlivych vypocti se regresni analyza
v soucasnosti presunula vyhradné do pocitacového prostredi. Pro spravnou aplikaci
regresnich modelt je tedy nezbytné vhodné zvolit programovaci jazyk, ktery bude
obsahovat potiebné nastroje. Téchto jazykl je samoziejmé velké mnozstvi, z nejzna-
méjsich muzeme jmenovat R, C++, Java, Python, MATLAB apod. Kazdy z téchto
jazyki ma své vyhody a nevyhody, ptfi volbé je tedy treba se ridit individualnimi
preferencemi. V této praci budeme pracovat s programovacim jazykem Python, jehoz
vyhody a moznosti budou shrnuty v nésledujicich odstavcich.

2.1 Seznameni s Pythonem

Python je popularni programovaci jazyk vyvinuty Guido van Rossumem v Nizozemi
v roce 1991. Od té doby prosel mnoha vylepSenimi a v soucasnosti je jednim z nej-
pouzivanéjsich programovacich jazyki vibec. Je vyuzivan i v ramci mezinarodnich
firem jako Amazon, Google ¢i Facebook. Mezi jeho nejvétsi vyhody patii relativni
jednoduchost syntaxe a jeho dobra citelnost. S ni je spojena i rychlost vyvoje kodu.
Ma také velké mnozstvi rozsiteni a knihoven, coz ho déla vysoce vyuzitelnym naptic
mnoha obory. Kazda z téchto knihoven obsahuje preddefinované kédy, které zjednodu-
suji a urychluji zapis. Dalsi nespornou vyhodou Pythonu je jeho rozsahla uzivatelska
komunita, a to nejen v internetovém prostiedi.

vvvvvv
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2.1.1 Knihovny
NumPy

Knihovna NumPy (zkratka pro Numerical Python) je jednim z fundamentélnich ba-
lickti pro védecké vypocéty v Pythonu, na kterém stavi mnoho jinych knihoven. Jak
napovidad nazev, Numpy obsahuje nezbytné nastroje pro numerické operace, véetné
zakladnich algebraickych vypoctu a statistickych metod. Dokaze navic pracovat s
rozsahlymi datovymi soubory, pricemz zakladnim stavebnim kamenem této knihovny
je n-dimenzionélni objekt zvany pole (ang. ndarray). Pole musi byt vyplnéno daty
stejného typu (zékladnimi typy jsou: strings - pisemné vyjadreni, integer - cela cisla,
float - redlnd cisla, boolean - hodnoty True x False, complex - komplexni ¢isla). S
timto objektem lze provadét mnozstvi tprav, a to jak mezi vice riznymi poli, tak i
v ramci prvkia jediného pole. Objekt pole je navic nezbytny pro pozdéji zminénou
knihovnu scikit-learn, ktera je pro tvoreni regresnich modelti v Pythonu zasadni.

Pandas

Pandas je dalsi knihovnou, kterd umoznuje praci s rozsdhlymi datovymi soubory.
Vychéazi castecné z knihovny NumPy, zde je ale zédkladnim prvkem objekt zvany
dataframe - datova struktura ve formé tabulky. Na rozdil od ndarray v NumPy ale
nemusi byt datovy typ v ramci jednoho dataframu homogenni, mtizeme mit tedy ta-

vvvvvv

Pandas patfi:

o Préce s chybéjicimi daty (NaN - Not a Number).
e Mazani a vytvareni novych sloupcii.
o Operace s jednotlivymi prvky sloupct ¢i rad.

o Nacitani dat v mnoha formach - SQL, soubory Excelu, csv (comma separated
values) apod.

e Specialni nastroje pro praci s ¢asovymi radami.

Knihovnu Pandas tedy vyuzijeme zejména pii prvotnim nacteni a pripravé dat na
dalsi analyzu.

Matplotlib

Matplotlib je primarni knihovnou pro grafické zobrazovani. Obsahuje rtizné typy grafi
a jinych vizualizaci a ma Siroké vyuziti napri¢ obory. Dulezitou soucasti je modul
pyplot, ktery poskytuje rozhrani podobné MATLABu. Matplotlib neni jedinou kni-
hovnou uréenou k vizualizaci dat, je ovSsem nejpouzivanéjsi.
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Déle se muzeme setkat s knihovnou Seaborn, ktera se specializuje zejména na statis-
tické grafy. Vystupy jsou casto oproti Matplotlib graftiim vizualné zajimavéjsi, funke-
nost je ovsem podobnd. Obé dvé knihovny vychézi z objektii ndarray a dataframe.

SciPy

SciPy pochazi ze spojeni Science Python. Jak napovida nézev, jedna se o knihovnu
vyuzivanou pro védecké vypocty. Obsahuje mimo jiné nastroje pro integralni pocet,
optimalizaci, pokrocilou linearni algebru, statistiku apod. SciPy opét pracuje s ob-
jektem ndarray.

scikit-learn

Knihovna scikit-learn obsahuje zasadni nastroje pro analyzu dat a strojové uceni.
Najdeme zde mimo jiné nastroje pro:

Klasifikaci dat - metoda k-nejblizsich sousedi, rozhodovaci stromy...,

Regresi - véetné linearni a logistické,

Volbu a hodnoceni modeli,

Transformaci dat.

statsmodels

Statsmodels je knihovna Pythonu obsahujici nastroje pro statistickou analyzu, a to
véetné vlastnich nastroju pro tvorbu regresnich model. Déle zde najdeme napt. mo-
duly pro analyzu rozptylu (ANOVA) ¢i analyzu ¢asovych fad. Vystupem po provedeni
regrese pomoci statsmodels je rozsahla tabulka, obsahujici mimo jine R?, Rgdj, odhad
paramerti véetné intervalu spolehlivosti a dalsi.

Obecné lze Tici, ze zatimco scikit-learn je zaméren zejména na predikci, statsmodels
lze vyuzivat spiSe pro statistické usuzovani.
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2.2 Postup tvorby regresniho modelu

Tato ¢ast vychazi ze zdroju [2] a [9].

2.2.1 Priprava dat

Pro jakoukoli praci v Pythonu je nejprve nutné importovat veskeré pottebné knihovny,
pro tento ucel existuje ptikaz import knihovna. Pro zjednoduseni pozdéjsiho zapisu
jsou nejcastéji nazvy knihoven zkracovany. Tyto zkratky uvadime uz béhem impor-
tovani, a to ve formé import knihovna as zkratka. V nasledujici tabulce nalezneme
nejcastéji pouzivané zkratky pro ndmi pouzivané knihovny.

knihovna zkratka
NumPy np
Pandas pd
Matplotlib.pyplot plt
SciPy sp
scikit-learn sklearn
statsmodels.api sm
Seaborn sns

Nacteni a zakladni prehled

Po nacteni knihoven je prvnim krokem regresni analyzy v prostiedi Pythonu nacteni
dat. Nase data se budou nachazet ve formé csv, tedy comma separated values. Pro
prvotni pripravu je nacteme ve formé objektu pd.dataframe, a to za pomoci prikazu

data = pd.read_csv(’’nazev.csv’’)

Nez za¢neme tvorit regresni model, je tfeba se s pouzivanymi daty seznamit. Pro zob-
razeni prvnich n zaznamt mtzeme pouzit funkeci data.head(n). Za pomoci prikazu
data.info() zjistime informace o typu dat, tedy jedna-li se o slovni proménné typu
object nebo ¢iselné (int nebo float). Velice uziteény je také prikaz data.describe(),
ktery zobrazi tabulku se zdkladnimi statistickymi ddaji numerickych proménnych.
Nalezneme v ni soucet vsech prvku (count), prumér (mean), smérodatnou odchylku
(std), minimum (min), maximum (max), hodnoty obou kvartili a medianu.

Chybéjici hodnoty
Aby Python dokéazal efektivné pracovat, je tfeba se ujistit, ze se v souboru nenachdazi

chybéjici data. Ta pozname podle hodnoty NaN, tedy "Not a Number'. Pracujeme-li
s rozsahlym souborem, je pro nalezeni vsech prazdnych hodnot tieba vyuzit prikazu

23



isnull ). Jeho vystupem jsou boolovské hodnoty, tedy vyplni nas soubor hodno-
tami True X False. Pro nalezeni vSech NaN vzhledem ke proménnym muzeme pouzit
napiiklad funkeci:

def nul():
nul = data.isnull().sum[data.isnull() .sum>0]
return nul

Jejim vystupem je vycet sloupci, které chybéjici hodnoty obsahuji a jejich pocet.
Zjistime-li, ze se mezi daty chybéjici hodnoty nachézi, je nékolik zpusobu, jak se s
timto problém vyporadat. Pokud je vyznamnd ¢ast hodnot u jedné proménné chy-
béjici, lze danou proménnou pokladat za nedtlezitou a ze souboru ji odstranit. K
mazani sloupct ¢i fad dataframu obsahujictho prazdné hodnoty lze vyuzit prikaz
data.dropna(). Dle volitelného parametrii axis lze volit mezi mazanim v ramci rad
¢i sloupct. Popripadé chceme-li odstranit sloupce az od urcitého poctu NaN, pou-
zijeme parametr thresh. Dalsi moznosti je chybéjici hodnotu nahradit za pomoci
prikazu fillna (). Dle kontextu lze zvolit jako novou hodnotu nulu, modus, median,
prumér, popripadé jakoukoli jinou hodnotu.

Vizualizace a kontrola dat

Dalsim krokem je prizkum samotnych dat. K tomuto tcelu poslouzi zejména grafické
knihovny matplotlib a seaborn. Za pomoci vhodnych grafl lze ziskat predstavu o
rozlozeni dat a vztazich mezi nimi. Pro vykresleni vztahti mezi vsemi kombinacemi
proménnych mizeme vyuzit prikazu sns.pairplot. Ten vykresli do podoby n x n
bodové grafy, pricemz na diagonale se nachazi graf distribuc¢ni funkce. Tento piikaz
ovsem neni zcela vhodny pro velké mnozstvi proménnych, jelikoz se stava neprehled-
nym.

Pro vizualizaci mezi dvéma proménnymi lze vybirat z velkého mnozstvi grafi. Pro
spojité veli¢iny lze vyuzit napt. piikaz sns.scatterplot, ptfipadné plt.scatter.
Pro ucely regrese nas budou nejvice zajimat vztahy zavislé proménné a regresorii.
7 grafu si lze udélat dobrou predstavu o tom, jak jednotlivé proménné regresand
ovliviuji. Velice praktickou je v tomto pripadé funkce sns.regplot, ktera vykresli
bodovy graf spolu s regresni primkou a znazornénim rozptylu bodi kolem této piimky.
V pripadé diskrétnich ¢i kategorickych proménnych mizeme vyuzit naptiklad funkei
sns.boxplot nebo sns.catplot.

Pro zobrazeni rozlozeni dat pouzijeme prikaz sns.distplot, ktery soucasné vykresli
histogram a distribu¢ni funkci. Parametr fit zde lze pouzit pro porovnani s distri-
buéni funkei znamého rozdéleni. Vhodnym grafem je také sns.boxplot, ktery zobrazi
krabicovy diagram. Na zakladé téchto grafi lze nalézt extrémni hodnoty. Tyto hod-
noty jsou pri tvorbé regresnich modelt zna¢né problematické, ovSsem neexistuje zcela
presny navod na to, jak se s nimi vypotradat. Pozorovani s témito hodnotami lze
odstranit, hrozi vSak riziko ztraty informace. V literatufe (napf. [12]) se zejména u
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linearniho modelu casto setkavame s doporucenim proménné s vysokou mirou Sik-
mosti logaritmicky transformovat, diky ¢emuz se vice priblizi normalnimu rozdéleni a
zmen$ se tim vliv extrémnich hodnot. Casto je této transformace vyuzivano zejména
v ekonomickém modelovani, kde maji data ke vzdalenym hodnotam tendenci. Trans-
formace se dale doporucuje i v pripadech, kdy se vztahy mezi zavislou a urcitou
nezavislou proménnou blizi k exponencidlnimu rozdéleni.

Jak bylo uvedeno, dulezitym predpokladem provedeni jakékoli regresni analyzy je ab-
sence vysoké miry korelace mezi nezavislymi proménnymi. Informace o korelaci mezi
jednotlivymi proménnymi lze nejlépe zjistit za pomoci korela¢ni matice. V Pythonu
pro tyto ucely pouzijeme piikaz Corr (), popripadé nadstavbu heatmap, kterd vyu-
ziva pro vyjadieni vztahu barevnou skalu. Na zakladé zhodnoceni potom nadbytecné
proménné odstranime.

2.2.2 Tvorba a hodnoceni modelu
Vybér proménnych

Vybér proménnych prameni ze snahy o vytvoreni co nejjednodussiho modelu, ktery
ma co nejlepsi predikéni vlastnosti. Zaroven s nizsim poc¢tem proménnych dosahneme
navic rychlejstho vypoctu. Metod slouzicich k vybéru proménnych nalezneme v Py-
thonu nepreberné mnozstvi. V této praci jsme pro oba modely zvolili vybér na zakladé
eliminace pomoci funkce RFE. RFE je zkratkou pro Recursive feature elimination.
Tato funkce vybere na zakladé zvoleného poctu proménnych sadu téch nejrelevant-
néjsich pro predikci sledované proménné. V tomto pripadé byl napsan program, ktery
postupné pro vsechny zvolené pocty proménnych zjisti koeficient determinace pro
dany model a nasledné vybere dle nejlepsiho vysledku optimalni pocet proménnych.
Predpis této funkce nalezneme v priloze B.

Tvorba

Po kontrole a tupravé dat prichazi na radu tvorba modelu. Data je nejprve treba
rozdélit do dvou objektt - X, obsahujici nezavislé proménné a y, obsahujici zavislou
proménnou. X je objekt typu dataframe, zatimco y ndarray. Vhodnym krokem je
dale rozdéleni na dva soubory, a to trénovaci a testovaci. Trénovacim souborem ro-
zumime takovy, na zakladé kterého bude model tvoren. Pomoci testovaciho souboru
budeme potom hodnotit kvalitu modelu tak, zZe do néj vlozime jeho data a zjistime
tedy, s jakou uspésnosti model predpovida. Rozdéleni do téchto dvou soubori prove-
deme za pomoci prikazu train_test_split() takto :

X_train, X_test, y_train, y_test
= train_test_split(X,y, test_size=(n), random_state=(m)).
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Parametr test_size vyjadruje, jaka ¢ast z puvodniho souboru bude tvorit testovaci
cast. Obvykle se setkdme s hodnotou n mezi 0.2 a 0.35. Parametr random_state
urcuje, jak budou data pseudonahodné rozdélena.

Linearni model

Samotny model pro linearni regresi pomoci metody nejmensich ¢tvercii poté vytvo-
fime ve scikit-learn jako:

model = LinearRegression().fit(X_train,y_train).

Pro tvorbu modelu mizeme pouzit také knihovnu statsmodels. Zde je ovSem tieba
nejprve manualné k X pridat konstantni parametr pomoci prikazu

X = sm.add_constant(X)

model potom vytvorime jako:

model=sm.0LS(y,X).fit Q).

Logisticky model

Logisticky model vytvorime pomoci scikit-learn prikazem
model = LogisticRegression().fit(X_train,y_train).
Ve statsmodels vyuzijeme funkce

model=sm.Logit(y,X).fit ().

Vyhodnoceni modelu

Regresni modely vytvarené za pomoci statsmodels obsahuji funkci .summary(Q),
kterd pro vytvoreny model vypise prehled statistickych tdaji a testi. Pro linearni
model zde nalezneme: R?, dej, odhady parametrii véetné p—hodnoty, intervalovych
odhadt a dalsi. Pro logisticky model tam nalezneme napt. hodnotu vérohodnostni
funkce, vérohodnostni funkci nulového modelu, odhady parametri a dalsi. Funkce

.summary () lze proto vyuzit k vyhodnoceni dilezitosti zvolenych proménnych.

V pripadé scikit-learn lze ziskat hodnoty statistickych testi pomoci modulu
sklearn.metrics, kde nalezneme napt. funkci .score(), kterd u linedrni regrese
urd¢i koeficient determinace (1.19), zatimco u logistické regrese presnost (1.41).
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Jak jsme uz nastinili, k vyhodnoceni ispésnosti modelu lze pouzit prolozeni modelu
testovacim souborem, tedy X test,y test. Jelikoz ke stanoveni modelu nebyla tato
data pouzita, pokud po prolozeni bude model ukazovat podobné hodnoty statistic-
kych testl jako trénovaci soubor, lze pfedpokladat, ze je model vhodné zvolen a ma
dobrou predikéni schopnost.
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Kapitola 3

Aplikace linearni a logistické
regrese

Na zacatku prace jsme stanovili, Zze regresni analyza je vyuzivana zejména pro svou
predikéni schopnost. Tuto vlastnost se nyni pokusime vyuzit. V této ¢asti si ukazeme,
jak lze regresni analyzu pouzit na redlnych datech v prostiredi Pythonu.

Celkem vytvorime dva modely. Jeden z nich za pomoci linedrni regrese odhadne
se skrze logistickou regresi pokusi predpoveédét, zda klient splati ¢i nesplati aver. K
analyze bude vyuzit jazyk Python v prostfedi aplikace Jupyter notebook dostupné
skrze platformu Anaconda.

3.1 Model odhadu cen nemovitosti

Jak vime, linearni regresni model lze pro predikce vyuzit v pripadé spojité zkou-
mané veli¢iny. Typickym ptikladem spojité veli¢iny v oblasti financi je ptrirozené cena
statkil. V nasem pripadé se bude jednat o cenu nemovitosti, kterou se budeme snazit
predpovédét. Zaroven budeme zkoumat, které proménné cenu nejvice ovliviuji.

3.1.1 Data

Data pouzita k vystavbé modelu obsahuji informace o prodanych nemovitostech ve
meésté Ames ve staté lowa, USA v letech 2006 az 2010. Data byla ziskdna ze stranek
Kaggle.com (ke stazeni zde), které obsahuji verejné dostupna redlnd data z mnoha
odvetvi.

Nas datovy soubor obsahuje celkem 1460 zaznamt o prodeji. Nalezeme v ném 47 pro-
meénnych, z toho 36 numerickych a 9 nominalnich. Nazvy a popis vSech proménnych
jsou k nalezeni v priloze A.
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3.1.2 Uprava dat

Po importovani nezbytnych knihoven si datovy soubor pojmenovany domky.cvs na-
¢teme pod nazvem ’data’ jako objekt pd.DataFrame pomoci piikazu

data = pd.read_csv(’nazev.csv’)

Jako prvni si pro predstavu zobrazime prvnich 15 pozorovani ptikazem data.head (15).
Vsimneme si prvniho sloupce s ndzvem ’Id’, tato proménnd je ziejmeé statisticky ne-
vyznamna, a rozhodneme se ji proto odstranit piikazem .drop(). Z tabulky dale
zjistujeme, Ze se mezi daty nachazi chybéjici hodnoty. Jejich celkovy pocet zjistime
pomoci diive definované funkce nul (). Z vystupu se dozvime, ze mame chybéjici data
u celkem 8 proménnych. Jednd se konkrétné o:

o Numerické proménné: ’LotFrontage’,’MasVnrArea’,’Garage YrBIt’

e Nominalni proménné: 'BsmtQual’, 'BsmtCond’, 'FireplaceQu’, 'GarageQual’,
"GarageCond’

Nulovych hodnot se zbavime nasledujicim zptisobem - u prazdnych hodnot promén-
nych v '‘BsmtQual’, ’'BsmtCond’, "FireplaceQu’, 'GarageQual’,’GarageCond’ budeme
predpokladat, Ze chybi, jelikoz se dany objekt (tedy suterén, krb nebo gardz) v domé
nenachazi. Jsou to proménné typu object, nahradime je tedy hodnotou 'None’. Zbylé
chybéjici proménné nahradime medidnem. Tuto dpravu provedeme piikazy

k = [’BsmtQual’,’BsmtCond’,’FireplaceQu’,’GarageQual’,’GarageCond’]
for i in datalk]:
data[i].fillna("None",inplace=True)

data = data.fillna(data.median())

Jako dalsi krok je nutné se zbavit nominalnich proménnych, se kterymi ve slovni
podobé nelze efektivné pracovat. V nasem pripadé se jedna o veli¢iny popisujici stav
a kvalitu, tedy o data ordinalniho charakteru. Mizeme jim tedy prifadit odpovidajici
numerickou hodnotu. Toto zakédovani provedeme prikazem

data.replace({"None" : 0,"Po" : 1, "Fa" : 2, "TA" : 3,
"Gd" : 4, "Ex" : 5},inplace=True)

Po prvotni upravé dat se podivame blize na zavislou proménnou, tedy ’SalePrice’.
Prikazem data[’SalePrice’].describe() si nechame zobrazit piehled zakladnich
statistickych udaji:
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pocet 1460

prumeér 180921,195890
smérod. odchylka | 79442,502883
minimum 34900

Q1 129975
medidn 163000

Q3 214000
maximum 755000

Tabulka 3.1: Statistické ukazatele proménné SalePrice

Vidime tedy, ze pruimérna cena nemovitosti v nasem soubort je 180921,2 USD. Nej-
levnéjsi nemovitost stala 34900 USD a nejdrazsi 755000 USD. Vsimnéme si dale velké
smérodatné odchylky a faktu, Ze median je mensi nez prumér. Z téchto informaci Ize
soudit, ze data budou vykazovat pozitivni zesikmeni.

Pro lepsi predstavu o rozlozeni si prikazem sns.boxplot nechdme vykreslit krabicovy
diagram. Vypocitame také koeficient sikmosti a Spicatosti za pouziti funkeci .skew()
a .kurt (). Dostavame poté nasledujici hodnoty:

o Sikmost: 1,882876

o Spicatost: 6,536282

Krabicovy diagram ceny

HEE L b LA

a 00000 200000 300000 400000 500000 B00000 TO0O00
Cena

Obrézek 3.1: Krabicovy diagram zavislé proménné

Z krabicového diagramu zjistujeme, Ze na horni cenové hranici nalezneme velké mnoz-
stvi extrémnich hodnot. Rozhodneme se tedy aplikovat logaritmickou transformaci,
a to na vsechny proménné, jejichz koeficient sikmosti prevysuje v absolutni hodnoté
1. Jelikoz se mezi daty nachézi mnoho nulovych hodnot, zvolime jako transformacni
funkci pfirozeny logaritmus In(x + 1).
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Definujme tedy funkci, kterd odpovidajici proménné transformuje’:

num = data.dtypes[data.dtypes !=’object’].index
num=num.drop([’YearBuilt’,’YearRemodAdd’,’GarageYrBlt’])
skewed = data[num] .apply(lambda x:

sp.stats.skew(x)) .sort_values(ascending=False)
nej sikme = skewed[abs(skewed) > 1]

for i in nej_sikme.index:
data[i] = np.loglp(datalil])

Logaritmizovany byly nasledujici proménné: ’PoolArea’,’LotArea’,’3SsnPorch’,
"LowQualFinSF’, "MiscVal’, KitchenAbvGr’,’BsmtFinSF2’, 'BsmtHalfBath’
‘ScreenPorch’, 'EnclosedPorch’,’MasVnrArea’, 'LotFrontage’, ’OpenPorchSE”,
‘BsmtFinSF1’, ‘SalePrice’,”WoodDeckSF’, "TotalBsmtSE’, "MSSubClass’, ’1stFlrSE”,
"GrLivArea’

Porovnejme nyni rozlozeni zavislé proménné s normalnim rozlozenim. Rozdil mezi
stavem pred a po logaritmizaci nalezneme na nasledujicim obrazku.

- Histogram ceny pred Gpravou Histogram log-ceny po Upravé

8
8
8
2 [
I

04

02

0 200000 400000 600000 800000 100 10.5 1.0 15 2.0 125 3.0 135
Cena lbg-Cena

Obrézek 3.2: Porovnani histogramti ceny pred a po logaritmické transformaci

Podivejme se nyni na vztah zavislé proménné a regresorti. Nejprve si stanovime pro-
ménné s nejvyssi mirou zavislosti vici cené. Zavislosti v tomto pripadé rozumime
zévislost linedrni, kterou dokazeme kvantifikovat pomoci Pearsonova korela¢niho ko-
eficientu. Miizeme nyni pouzit nasledujici piikaz:

kor = abs(data.corr()[’SalePrice’])
m_kor=kor [kor>0.5] .sort_values(ascending=False) .drop(’SalePrice’)

! Linedrni modely, které prosly logaritmickou transformaci, nazyvime log-linedrni. Uskalim téchto
modeld je interpretace parametri proménnych, které byly transformovany. Ty potom nevyjadiuji
presné mnozstvi zmény pri zvétseni prislusné proménné o jednotku, ale pouze jeji pomérnou ¢ést.
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Jako vystup ziskavame proménné s mirou korelace na cené vétsi nez 0, 5, sefazené od
nejvyssi hodnoty. Vystup je shrnut v néasledujici tabulce:

OverallQual 0,817185
GrLivArea 0,730254
GarageCars 0,680625
ExterQual 0,678840
KitchenQual 0,667893
GarageArea 0,650888
BsmtQual 0,615804
1stFIrSF 0,608955
FullBath 0,594771
YearBuilt 0,586570
YearRemodAdd | 0,565608
FireplaceQu 0,546362
TotRmsAbvGrd | 0,534422

Tabulka 3.2: Proménné nejvice korelované s cenou

Vidime tedy, ze nejvyssi miru linearni zavislosti vzhledem k cené maji ukazatele cel-
kova kvalita, velikost zastavéné plochy, a pocet mist v garazi. Jedna se o vysledky,
které se shoduji logickymi ivahami, tedy Ze se stoupajici kvalitou a velikosti nemovi-
tosti jeji cena roste. Prekvapiva je nepritomnost proménné ‘LotArea’, o které bychom
predpokladali, Ze o cené rozhoduje. Po vykresleni jejitho grafu zjistujeme, ze zavislost
sice vykazuje, ale spiSe exponencidlni, kterou Pearsoniiv koeficient nedokaze dobte
zachytit.

Drive jsme si dale stanovili, ze podminkou pro linearni regresi je nezavislost regresorti.
Podivame-li se zbézné na seznam vSech nasich proménnych, je témér jisté, ze nékteré
na sobé zavislé budou. Muzeme zminit napiiklad dvojice ‘GarageCars’,’GarageArea’
nebo "TotRmsAbvGrd’,’GrLivArea’. Piehled o vztazich mezi vicero proménnymi na-
jednou lze velmi dobte ziskat z korelac¢ni matice. Pro jeji vykresleni vyuzijeme teplotni
mapu, kterd jednotlivé miry korelace zobrazi pomoci barevné skély. Z dtivodu velkého
poc¢tu proménnych pro prehlednost vykreslime heatmapu pouze téch vybranych. V
Pythonu pro tyto ucely vyuzijeme prikaz sns.heatmap() nésledujicim zptisobem.

plt.figure(figsize=(9,8))

kormat = datalkor.index].corr().abs()

sns.heatmap(kormat, vmin=.4,vmax=.9, square=True, annot=True)
plt.title("Heatmapa vybranjch proménnjch",size=18)

plt.show()

Podobu heatmapy pro skupinu proménnych nejvice korelovanych s cenou mizeme
vidét na nasledujicim obrazku.
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Heatmapa vybranych proménnych ~o9
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Obrazek 3.3: Heatmapa veli¢in nejvice korelovanych na cenu

Hned si muzeme vsimnout korelace mezi 'TotRmsAbvGrd’,’GrLivArea’ a ’Garage-
Cars’,’GarageArea’, jak jsme ostatné uz predpovédeéli. Nechame si dédle vypsat jed-
notlivé dvojice z celého souboru proménnych spolu s jejich hodnotou korela¢niho
koeficientu, podle kterého je sefadime. Pouzijeme k tomu piikaz

mat = data.drop(’SalePrice’,axis=1).corr().abs()
nejkorDvojice = mat.where(np.triu(np.ones(mat.shape) , k=1)

.astype(np.bool)) .stack() .sort_values(ascending=False)

nejkorDvojice.head(10).

Vystup obsahujici 10 nejvice korelovanych dvojic v absolutni hodnoté najdeme v
nasledujici tabulce:
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GarageQual GarageCond 0,959172
GarageCars GarageArea 0,882475
Fireplaces FireplaceQu 0,863241
TotalBsmtSF BsmtCond 0,831949
GrLivArea TotRmsAbvGrd || 0,825521
YearBuilt GarageYrBIt 0,777182
OverallQual ExterQual 0,777182
KitchenQual ExterQual 0,716122
TotalBsmtSF BsmtQual 0,711808
BedroomAbvGr | TotRmsAbvGrd || 0,676620

Tabulka 3.3: Korelace mezi dvojicemi proménnych

Kazdy prvek v této tabulce v sobé zaroven nese ¢ast informace o druhém z prislusné
dvojice, proto si muzeme dovolit vzdy jednu proménnou odstranit. Odstranime zpra-
vidla tu, kterd se v tabulce vyskytuje vicekrat nebo tu, ktera ma nizsi hodnotu
korelacniho koeficientu vzhledem k zavislé proménné. Zabyvat se budeme pouze dvo-
jicemi s korelacnim koeficientem vétsim nez 0, 75. Odstranéné proménné jsou: 'Ga-
rageCond’,’GarageArea’, 'Fireplaces’,’BsmtCond’, TotalBsmtSF’,’Garage YrBIt’.

V ramci procesu upravy dat jsme tedy nejprve odstranili prazdné hodnoty, zakddovali
kategorické proménné, transformovali proménné s velkou mirou sikmosti a nakonec
odstranili nadbytecné proménné. Po tomto procesu nam z ptivodnich 47 proménnych
zuistalo 40.

3.1.3 Tvorba modelu

Po tpravé proménnych se miizeme presunout k samotné tvorbé modelu, ktera sestava
ze dvou ¢asti - vybéru vhodnych proménnych a samotném sestaveni.

Jako prvni krok je nutné rozdélit existujici dataframe na objekt s nezavislymi pro-
ménnymi a objekt se zavislou proménnou. Tyto dva objekty dale rozdélime jesté do
dvou dalsich kategorii - trénovaci a testovaci, viz 2.2.2. Trénovaci bude obsahovat
data urcena k vystavbé modelu, zatimco pomoci testovaci pozdéji ohodnotime, jak
dobrou predikéni schopnost model ma.

Vybér proménnych
Nejprve provedeme vybér proménnych na zakladé diive popsané RFE metody. Tato

funkce zvolila jako optimalni mnozstvi proménnych 15, zatimco 25 oznacila jako ne-
dtlezité. Vybrané proménné jsou nasledujici:

"LotArea’, "OverallQual’, 'OverallCond’, '1stFIrSF’, 'GrLivArea’, 'BsmtFullBath’,
"FullBath’, "HalfBath’, ’KitchenAbvGr’, 'GarageCars’, "BsmtQual’,
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"KitchenQual’, "GarageQual’, "HeatingQ)C’, 'ExterQual’

Sestaveni modelu

Tyto proménné nyni mizeme vlozit do modelu linearni regrese pomoci prikazu
LinearRegression().fit(X_train,y_train), pri¢emz pomér trénovaciho a testo-
vaciho souboru stanovime jako 4 : 1. Nésledujicim piikazem model vytvorime a ne-
chéme si zobrazit veli¢iny spolu s jejich parametry.

X_train, X _test, y_train, y_test = train_test_split(data[promenne],
y,test_size=0.2, random_state=100)

model = LinearRegression()
model.fit(X_train, y_train)
odhadXtest = model.predict(X_test)

df _coefs = pd.DataFrame([model.coef_][0], data[promenne].columns,
columns = [’Koeficienty’])

df coefs.sort_values(by=’Koeficienty’,ascending=False)

Proménné serazené od nejvyssiho koeficientu nalezneme v nésledujici tabulce.

Proménné Koeficienty || Proménné Koeficienty
GrLivArea 0,214850 BsmtQual 0,053378
1stFlrSF 0,203420 KitchenQual 0,045601
LotArea 0,084291 ExterQual 0,037257
BsmtFullBath 0,76257 OverallCond 0,037012
HalfBath 0,073462 HeatingQC 0,025720
FullBath 0,073190 GarageQual 0,011915
OvearallQual 0,071939 KitchenAbvGr | -0,236968
GarageCars 0,063011

Tabulka 3.4: Koeficienty linearniho modelu

Konstantni parametr ziskdvame funkci model . intercept () jako 6.890692004847792.
Finalni model lze tedy zapsat v podobé nasledujici rovnice:

In(y + 1) =0, 214850 In(Gr LivArea + 1) + 0,203420 In(1st FirSF + 1)+
0,084291 In(Lot Area + 1) + 0, 76257(BsmtFull Bath)+
0,073462(Half Bath) + 0,073190( Full Bath)+
0,071939(OQverallQual) 4+ 0,063011(GarageCars)+
0,053378(BsmtQual) 4+ 0,045601 ( KitchenQual)+
0,037257(ExterQual) + 0,037012(OverallCond)+
0,025720( HeatingQC') + 0,011915(GarageQual)—

0, 236968( Kitchen AbvGr) + 6,890692004847792
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Evaluace

Ditfve jsme si stanovili jako kritérium kvality linedrnfho modelu statistiky R* a RZ .

Jejich hodnotu pro trénovaci a testovaci soubor zvlast ziskdme pomoci prikazu
model.score() takto.

o R? trénovaciho souboru : 0,8663964149621939

R? testovaciho souboru : 0,8906012827973073

R?,; trénovaciho souboru : 0,8646567849486808

R}, testovaciho souboru : 0,8846557003406392
S hodnotami téchto skére mizeme byt pomérné spokojeni. Vzhledem k tomu, ze jsou
navic na obou souborech velice blizké, 1ze predpokladat, Zze nas model dobfe pracuje
s novymi daty.

Vykresleme si nyni velikost rezidudlnich hodnot vzhledem k cené. Jak vime, kon-
stantnost rozptylu u rezidui je jednim z predpokladt linearnitho modelu. Z grafu
lze usoudit, Ze jejich rozptyl je pomérné konstantni a k vétsim odchylkam dochéazi
zejména u krajnich hodnot.

Odhadnuta vs. plvodni cena - Testovaci soubor

Pavodni cena

0.5 10 1.5 12.0 125 12.0
Odhadnuta cena

Obrazek 3.4: Graf odhadnutych vs. ptivodnich logaritmizovanych cen
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Predikce

Pokusme se nyni podle naseho modelu odhadnout ceny nemovitosti z pozorovani v tes-
tovaci skupiné X test. Tato data nyni prolozime nasim modelem a nasledné vysledek
porovname s hodnotami ulozenymi v y_test. Odhady ziskame pomoci nasledujiciho
prikazu.

odhadXtest
odhadXtren

model.predict (X_test)
model.predict (X_train)

real_y_test = np.expml(y_test)

real odhad = np.expml(odhadXtest)

rozdil = abs(real_y_test - real odhad)

porovnaniR = pd.DataFrame({’Pivodni cena’: real_y_test,
’Odhad ceny’ : real_odhad, ’Rozdil’ : rozdill})

porovnaniR = porovnaniR.astype(int)

Vsimnéme si, ze jsme provedli zpétnou transformaci pomoci exponencialni funkce.
Porovnani hodnot odhadnutych a realnych pro nahodnych 12 pozorovani z testovaciho
souboru uvidime v nasledujici tabulce.

Puvodni cena | Odhad ceny || Rozdil
1436 120499 104110 16389
57 196499 205853 9353
780 176000 167439 8560
382 213499 207467 6032
1170 171000 136746 34253
726 221999 267617 45617
258 231500 213681 17818
888 267999 286745 18745
532 107500 94217 13282
1055 180000 169935 10064
1246 186500 190320 3820
191 184000 191986 7986

Tabulka 3.5: Porovnani odhadnutych a realnych cen

Zjistili jsme tedy, Ze cena nemovitosti je nejvice zavisla na velikosti obytné plochy a
na pozemku. Dilezity je také pocet koupelen a celkova kvalita. Ponékud prekvapivé
nas model nepracuje s rokem stavby, jak by se dalo predpokladat. I presto si model
vedl na zakladé statistického zhodnoceni pomérné dobie a mizeme ho povazovat za
uspésny. Predikce odhalila po zpétné transformaci vétsi odchylky zejména u vyssich
cen, tento fakt nicméné bude pravdépodobné souviset s extrémy cen v puvodnim
datovém souboru.
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3.2 Model splaceni Givéru

Drive jsme si stanovili, ze logistickou regresi vyuzivame k popsani vztahu binarni
zéavislé proménné na proménnych nezavislych. Jako tuto bindrni proménnou mtizeme
chapat pravé radné splaceni ¢i nesplaceni ivéru. Opét budeme zkoumat dulezité pro-
ménné, které splaceni ovliviiuji, a také se pokusime vyuzit vytvoreny model k pred-
povédi, zda dany subjekt splati ¢i nesplati avér.

3.2.1 Data

Data v tomto pripadé opét pochéazi z verejné pristupné databdze dat na strankach
Kaggle.com (ke stazeni zde). Jedna se puvodné o data z americké stranky Lending
Company, ktera se zabyva nebankovnimi pijckami. Datovy soubor se znovu nachazi
ve formatu csv a obsahuje celkem 39717 pozorovani a 88 proménnych. Jeho obsahem
je informace o stavu splaceni vérti a parametry s témito uvéry souvisejici. Seznam
proménnych a jejich popis je opét k nalezeni v ptiloze C.1.

3.2.2 Uprava dat

Data si opét nacteme pomoci diive uvedeného piikazu pd.read_csv(), ktery nas
soubor ulozi do objektu dataframe. Jako prvni si po nac¢teni vSimame, Ze zavisla
proménnda nabyva tii hodnot:

o ’Fully Paid’, tedy splacena
o ’Current’, tedy probihajici
o 'Charged Off’, tedy nesplacena

Nés budou zajimat pouze krajni dvé hodnoty, vSechny radky s hodnotou 'Current’
tedy odstranime funkei .drop ). Zbyvajici dvé hodnoty si transformujeme do podoby

o ’Fully Paid’ =1
e ’Charged Off’ = 0.

Dalsi upravou, kterou provedeme, je prevedeni proménnych typu string do ciselné
podoby, a to odstranénim znak® pro procenta a mésice. K tomuto ucelu lze vyuzit
funkce .str.stripQ).

Vsechny proménné mame nyni v ¢iselném vyjadreni, a mizeme se tedy podivat na
chybéjici hodnoty. Po zavolani funkce nul () zjistujeme, ze nam chybi idaje celkem
u 61 proménnych. Odstranime tedy promeénné s vice nez 85% chybéjicich hodnot.
Zbytek opét nahradime medianem. Nékolik sloupcti navic obsahuje pouze jedinou
hodnotu, i tyto sloupce tedy pro jejich nizkou vypovidajici hodnotu odstranime. Cely
proces provedeme nasledujicim prikazem.
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data.dropna(axis=1, how=’any’, thresh=len(data.index)*0.25,
inplace=True)

data.drop(columns=data.columns[data.nunique()==1], inplace=True)

data.fillna(data.median(),inplace=True)

Odstranime dale také proménné, které souvisi pouze s nesplacenymi uvéry, a pro
tvorbu modelu jsou tedy nepodstatné. Jednad se o nasledujici proménné: 'recove-
ries’, ‘collection__recovery_fee’, out__prncp__involvement’.

Po této pocatecni ipravé nam zbylo 24 proménnych. Nejprve se znovu podivame na
zavislou proménnou, tedy ’loan_status’. Po vykresleni sloupcového grafu prikazem
sns.countplot () vidime nésledujici rozlozeni hodnot.

Stav splaceni pjcky
35000 -
30000 -
25000 -

20000 -

Pocet

15000 -

10000 -

Sl:ll:l CI - _

0
0.0

Obrazek 3.5: Pocty splacenych a nesplacenych tvéra

Vidime tedy, Ze vétSina nasich pozorovani patii ke splacenym tvértim, konkrétné jich
je 85.83%. Podivejme se nyni na vztah mezi splacenim tvéru a nezavislymi promén-
nymi. Nejprve zjistime miru vzajemné miry korelace pomoci Spearmanova koefici-
entu, ktery kvantifikuje i nelinearni vztahy. K tomuto tcelu pouzijeme znovu funkci
.corr() a jako parametr zaddme method=’spearman’. Nejvice korelované proménné
se stavem splaceni nalezneme v nasledujici tabulce.

total__rec_ prncp 0,404776
last_ pymnt_amnt | 0,307108
total__pymnt 0,293827
int_ rate -0,190623
total_rec_late_ fee | -0,186332

Tabulka 3.6: Proménné nejvice korelované s se stavem splaceni

Nejvyssi miru korelace vidime u proménné vyjadiujici celkovou vyptjcenou ¢astku za
vsechny uvéry, dale u velikost posledni splatky nebo u jiz splacené castky. Zaroven si
vsimame, ze ¢im je vyssi drokova mira, tim pocet nesplacenych tvéra lehce stoupa.
Stejné tak pokud klientu byly nékdy tuc¢tovany poplatky za pozdni splaceni, tim spise
byl jeho uvér nesplacen.

39



Podivejme se také na korelaci mezi nezavislymi proménnymi. Pro vizualizaci lze opét
pouzit heatmapa, popr. muzeme pokracovat tabulkou 20 nejvice korelovanych dvojic
pomoci prikazu:

mat = data.drop(’loan_status’,axis=1).corr().abs()

nejkorDvojice = mat.where(np.triu(np.ones(mat.shape) , k=1).astype
(np.bool)) .stack().sort_values(ascending=False)

nejkorDvojice.head(20)

Vystup nalezneme v priloze D.1. Zjistujeme, Ze mezi proménnymi se nachazi velké
mnozstvi korelace. Nejvice zastoupeny mezi korelovanymi dvojicemi jsou nasledujici
proménné, které jsme se proto rozhodli odstranit.

‘total__pymnt’, funded__amnt’, ‘installment’.

Pivodni pocet proménnych jsme nyni eliminovali z 88 na 21 a mizeme zacit s vy-
stavbou modelu.

3.2.3 Tvorba modelu
Vybér proménnych

Pomoci driive definované funkce RFE_prom() zjistime optimalni pocet proménnych .
Jejim vystupem je nasledujicich 11:

loan__amnt’, “funded__amnt_inv’, 'dti’, "ing_last_6mths’,
‘mths__since__last_deling’, ‘out_prncp’, ‘total _rec_prncp’,
‘total__rec_late_fee’, ‘last_pymnt_amnt’, ‘revol util’, term’

Sestaveni modelu
Vybrané proménné nyni vlozime do modelu logistické regrese pomoci funkce

LogisticRegression() .fit (). Cely prikaz, ktery ndm zaroven vypise i tabulku pro-
meénnych s koeficienty, je nasledujici.

X_train, X _test, y_train, y_test = train_test_split(data[promenne],
y,test_size=0.25, random_state=10)

model = LogisticRegression()
model.fit(X_train, y_train)

predictionsTest = model.predict(X_test)
predictionsTrain = model.predict(X_train)

df coefs = pd.DataFrame(model.coef [0], index=data
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[promenne] . columns,
columns = [’Koeficienty’])
df coefs.sort_values(by=’Koeficienty’,ascending=False)

Ziskavame tak nasledujici tabulku parametri spolu s jejich odhady.

Proménné Koeficienty || Proménné Koeficienty
out__prncp 0,105118 loan__amnt -0,000922
term 0,031970 funded amnt inv -0.001590
mths_ since_last_ deling 0,011599 revol util -0,001610
dti 0,004099 ing_last_ 6mths -0,002245
total_rec_ prncp 0,002846 total_rec_late_fee | -0,059347
last__pymnt__amnt 0,001052

Tabulka 3.7: Koeficienty logistického modelu
obdobi splatek nebo vyse poplatkt za pozdni splaceni.
Konstantni parametr ziskavame funkci model. intercept_ jako 0,00100289456

Vysledny model splaceni ivéru, kde s = loan__status jsme tedy nalezli jako:

P(l_s=1
In (1 - (P(ls - :)1)) =0,105118(out_pracp) + 0,031970(term)

+ 0,011599(mths_ since_last_deling) + 0,004099(dt7)

+ 0,002846(total _rec_prncp) + 0,001052(last _pymnt__amnt)
—0,000922(loan,mnt) — 0,001590( funded__amnt_inv)
—0,001610(revol__util) — 0,002245(ing_last_ 6mths)
—0,059347(total _rec_late fee) + 0,00100289456

Evaluace
Uvedli jsme, Ze jednim z hodnoticich kritérii logistickych modeli je ROC krivka, tu si
v prostfedi Pythonu mtzeme vykreslit za pouziti funkce roc_curve (). Prikaz, ktery

ji vykresli je nasledujici.

probPreds=model.predict_proba(X_test)
plt.figure(figsize=(10,7))

d, h, thr = roc_curve(y_test, probPreds[:,1])
roc = auc(d, h)

plt.plot(d, h, label="ROC (AUC = %0.4f)’ % roc)
plt.plot ([0, 11, [0, 1], ’k--’)
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plt.x1im([-0.05, 1.0])
plt.ylim([0.0, 1.05])

Vykreslena kiivka ma nasledujici podobu.

ROC kfivka
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F‘:\T':‘f"l'f pozitivn
Obrazek 3.6: ROC ktivka modelu splaceni avéru

Hodnota AUC byla urcena jako 0,988, coz je velmi vysoka hodnota, jeji vypovidajici
hodnota ovSsem neni jednoznacna. Pravdépodobné hodnotu ovlivnil nepomér mezi po-
¢ty splacenych a nesplacenych tvéra. Presto se muzeme déle podivat na dalsi evaluaci

tohoto modelu.

Podivejme se nyni na klasifikac¢ni tabulku. Pro cut-off hodnotu 0,5 ji ziskdme pomoci
funkce confusion_matrix.

Pozitivni pozorované | Negativni pozorované
Pozitivni odhadnuté 8484 23
Negativni odhadnuté 142 1281

Vidime, ze model tspésné odhaduje skutecné pozitivni hodnoty. U negativnich hodnot
mé o néco vetsi problémy. Nizsi hodnotu lze opét priradit faktu, ze v plvodnim
souboru se nachézelo velice malo zaznamii obsahuji nesplaceni uvéru, model tedy
nemél dostatecné podklady.

Mizeme si dale stanovit hodnoty presnosti, specifity a senzitivity jako:

e presnost = 0,8686
o senzitivita = 0,9835

 specifita = 0,9824
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Predikce

Pro predpovéd znovu vyuzijeme testovaci pozorovani ulozend v proménné X test.
Tyto hodnoty vlozime do vytvoreného modelu a porovname je se skutecnymi vysledky
znamé z proménné y test. Pro tyto ucely vyuzijeme nésledujici prikaz:

diff = abs(y_test - predictionsTest)

compare_actual = pd.DataFrame({’Pivodni splaceni’: y_test,

’Odhadnuté splaceni’
’Spréavnost odhadu’

compare_actual[’Spravnost odhadu’]=
compare_actual [’Spravnost odhadu’].replace({0:’spravné’,

1:’Spatné&’})

: predictionsTest,
: diff}) .astype(int)

Prvnich 15 vystupt nalezneme v tabulce na nasledujici strané, celkovy pocet spravné
a Spatné odhadnutych hodnot nalezneme na nésledujicim grafu.

1D Ptvodni hodnota | Odhad hodnoty || Rozdil

28618 0 1 spravné
35755 0 0 spravneé
30621 1 1 spravné
14643 0 0 spravneé
38938 1 1 spravné
9681 1 1 spravné
1487 1 1 spravneé
11188 1 1 spravneé
30661 0 0 spravné
13510 1 1 spravné

Tabulka 3.8: Porovnani odhadnutych a realnych hodnot splaceni
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Obrazek 3.7: Porovnani poctu spravné a spatné odhadnutych pozorovani
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N4$ model odhadu splaceni si vedl na zdkladé zhodnoceni relativné dobre. Zejména
hodnota AUC byla velmi vysoka. Jak jsme uvedli, je pravdépodobné, ze vysledek byl
ovlivnén nepomérem mezi pozorovanimi pro splaceni a neplacent tveru. Lze tedy Tici,
%e pro predikei danych data je model vhodny, s novym datovym souborem obsahujicim
vice nesplacenych tvért by ovSem mohl mit problém.
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Z.aver

Préce si kladla za cil popsat a aplikovat dva modely regresni analyzy. Byli jimi linearni
a logisticky model. Nejprve jsme si v prvni ¢asti oba modely popsali z matematického
hlediska. Jako prvni jsme se vénovali linedrnimu regresnimu modelu, u néjz jsme si
stanovili jeho zakladni vlastnosti. Ukazali jsme si také postup nalezeni hledanych
parametri modelu pomoci metody nejmensich ¢tvercu. Zjistili jsme také, Ze linearni
model je omezen mnoha podminkami, patfi mezi né linearni zavislost mezi regresory
a regresandem, nezavislost regresortt nebo konstantnost rozptylu rezidui. Dale jsme
si stanovili metody ohodnoceni kvality vytvoreného modelu. Nasledné jsme se presu-
nuli ke kratkému pojednéani o zobecnénych linearnich modelech. Ty se lisi od obycejné
linearni regrese zejména tim, ze nepredpokladaji linearni zavislost mezi nezavislymi
a zavislou proménnou. My jsme se blize zabyvali pouze logistickym modelem. Ten
pracuje na rozdil od linearni regrese s diskrétni zavislou proménnou. V nasem pfi-
padeé jsme si vylozili pouze pripad, kdy zavisla proménna nabyva pouze dvou hodnot,
kterym muzeme priradit hodnoty 0 a 1. Jedna se tedy o model odhadujici pravdépo-
dobnost, zda jista skutecnost nastane nebo nenastane. Opét jsme si popsali vlastnosti
tohoto modelu a nastinili postup hledani parametrii pomoci metody maximalni véro-
hodnosti. Nakonec jsme si stanovili nékolik nejpouzivanéjsich metod pro ohodnoceni

kvality modelu, mezi které mizeme zatadit naptiklad ROC krivku a klasifika¢ni ta-
bulku.

Néasledné jsme si kratce predstavili programovaci jazyk Python. Zjistili jsme, Ze se
jednéa o popularni jazyk pro védecké programovani a modelovani. Popsali jsme také
rozsitujici knihovny tohoto jazyka, které jsou pro spravnou aplikaci regresnich modelt
kterym miuzeme pracovat s datovymi soubory a scikit-learn, ktery slouzi pravé k
vytvareni modelt a predikcim na nich zalozenych. Ukéazali jsme si také obecny po-
stup tvorby modelu v Pythonu, ktery sestava z prvotni upravy dat, tvorby modelu a
nakonec evaluace vytvoreného modelu. Nakonec jsme si v posledni ¢asti predvedli re-
alnou aplikaci dfive popsanych model na redlnych datech z oblasti trhu nemovitosti
metry ovliviiujici cenu nemovitosti a nasledné ji predpovi. Podarilo se nam vytvorit
pomérné uspésny model, diky kterému jsme zjistili, Ze pro odhad ceny je dulezita
zejména velikost obytné casti, velikost pozemku ¢i pocet koupelen. Nasledné jsme se
zabyvali splatnosti ivéra a parametri, které ji ovliviiuji. Tento model se potykal s
problémy nerovnovazného poméru mezi hodnotami splaceni a nesplaceni. Dokazali
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jsme piesto vytvorit model ktery pro dand data pomérné ispésné dokdzal predpoveé-
dét spldceni zejména na zakladé obdobi splatek ¢i vyse poplatki za pozdni splaceni.

Zaroveii jsme si béhem tvorby modeli ukdzali vhodné pitkazy v prostiedi jazyka
Python.
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Priloha A

Nézev Popis Hodnoty

Id 1D ¢islo do 1460
MSSubClass Druh budovy druh dle velikosti a poctu pater
LotFrontage Cast ulice sousedici s pozemkem ve stopach

LotArea Pozemek ve stopach ¢tverecnich
OverallQual Celkova kvalita hodnoty 1-10 (nejlepsi)
OverallCond Celkovy stav hodnoty 1-10 (nejlepsi)
YearBuilt Rok postaveni udaj v letech
YearRemodAdd | Rok rekonstrukce udaj v letech
MasVnrArea Povrch fasady ve stopach ¢tverecnich
BsmtFinSF1 Rozloha dokonceného suterénu ve stopach ¢tverecnich
BsmtUnfSF Rozloha nedokonc¢eného suterénu ve stopach ¢tverecnich
TotalBsmtSF Celkova rozloha suterénu ve stopach ¢tverecnich
1stFIrSF Rozloha prvniho patra ve stopach ¢tverecnich
2ndFIrSF Rozloha druhého patra ve stopach ¢tverecnich
LowQualFinSF | Rozloha nedokoncené stavby ve stopach ¢tverecnich
GrLivArea Rozloha mimo suterén ve stopach ¢tverecnich
BsmtFullBath Pocet koupelen se sprchou v suterénu | v celych éislech
BsmtHalfBath Pocet koupelen beze sprchy v suterénu | v celych éislech
FullBath Pocet koupelen se sprchou v celych cislech
HalfBath Pocet koupelen beze sprchy v celych cislech
BedroomAbvGr | Pocet loznic mimo suterén v celych cislech
KitchenAbvGr | Pocet kuchyni{ mimo suterén v celych ¢islech
TotRmsAbvGrd | Pocet pokoju mimo suterén v celych cislech
Fireplaces Pocet krbu v celych ¢islech
GarageYrBlt Rok stavby gardze v letech

GarageCars Pocet mist pro auta v celych cislech
GarageArea Rozloha garaze ve stopach ¢tverecnich
WoodDeckSF Rozloha terasy ve stopach ¢tverecnich
OpenPorchSF Rozloha oteviené verandy ve stopach ¢tverecnich
EnclosedPorch Rozloha uzaviené verandy ve stopach ¢tverecnich

49




3SsnPorch

Rozloha prosklené verandy

ve stopach ¢tverecnich

ScreenPorch | Rozloha polooteviené verandy | ve stopach ¢tverecénich
PoolArea Rozloha bazénu ve stopach ¢tverecnich
MiscVal Ritizné doplnujici tdaj o nadstandardnim vybaveni
MoSold Meésic prodeje v meésicich

YrSold Rok prodeje v letech

SalePrice Cena v USD

BsmtQual Kvalita sklepa Ex = vyborny
BsmtCond Stav sklepa Gd = dobry
FireplaceQu | Kvalita krbu TA = pramérny
KitchenQual | Kvalita kuchyné Fa = Dostacujici
GarageQual | Kvalita garaze Po = spatny
GarageCond | Stav garaze NA = chybi
HeatingQC Kvalita topeni

ExterCond Stav exteriéru

ExterQual Kvalita exteriéru
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Priloha B

skore=[]
var=[]
def RFEProm():
for num in range (1,len(data.columns)):
model = Logistic(Linear)Regression()
rfe = RFE(model, num)
fit = rfe.fit(X, y)

vystup = pd.DataFrame(fit.support_, index=X.columns,
columns = [’Koeficienty’])

koef=vystup [vystup[vystup==Truel] .dropna()

X_train, X_test, y_train, y_test = train_test_split(
datalkoef.index], y,test_size=0.2, random_state=100)

sc_X = StandardScaler()
X train = sc X.fit_transform(X_train)
X test = sc_X.transform(X_test)

model.fit(X_train, y_train)
var .append( [koef . index])
skore.append ([num,model.score(X_test,y_test)])

print (’Polet vybranjch promé&nnjch je:’,max(skore,
key=lambda x: x[1]) [0], ’a skére testovaciho souboru je:’,
max (skore,key=lambda x: x[1])[1])

global promenne

promenne=[item for sublist in var[(max(skore, key=lambda x:
x[11)[0])-1] for item in sublist]

print (’Vybrané proménné jsou:’,promenne)

RFEProm()
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Priloha C

Nazev

Popis

loan amnt

vyse uvéru

funded amnt

financovand c¢astka

funded amnt inv

financovana castka investory

installment vysSe mésicni splatky
annual_inc ro¢ni prijem zadatele o tveér
dti ukazatel Debt to Income

delinq_ 2yrs

pripady nespléceni za dva roky

inq_last_ 6mths

kontroly kredi. skéra za 6 mésici

mths_since_last_ delinq

meésice od posl. pfip. nespléceni

mths since last record

mésice od kontroly vef. zaznami

open_ acc pocet soucasnych tvériu
pub__rec negativni vefejné zaznamy
revol bal bilance revolvingovych tvéra
total acc pocet kreditnich linek klienta
out_ prncp nesplacend ¢ast jistin

out_ prncp_ inv

nesplacend ¢ast jistin financ. investory

total__pymnt

splacend castka

total _rec_ prncp

celkova vyptjcena castka

total rec_int

vyse troki

total rec_late fee

vyse poplatkid za pozdni splaceni

recoveries

navrat za nesplacené uvéry

collection_ recovery_ fee

poplatky za nesplaceny tvér

last_ pymnt__amnt

vyse posledni splatky

collections 12 mths ex med

pocet vymozenych dluht za rok

mths_ since_ last_ major_ derog

mésice od posl. negativntho zaznamu

policy_ code

oznaceni vefejné pristupnosti pajcky

annual_inc_ joint

rocni prijem spoluzadatel

dti_ joint

ukazatel Debt to Income spoluzadatela

verification_ status_ joint

ukazatel ovéfeni prijma spoluzadatelt

acc_now__delinq

pocet aktualnich avéra s delikvenci

tot__coll amt

vySe vymozenych dluht

tot__cur_bal

soucasné bilance vSech uctu

open_ acc_ 6m

pocet uvéra za 6 mésicu

open_il_6m

pocet tvéra na splatky za 6 mésica

open_ il 12m

pocet tvéra na splatky za 12 mésici

open_il_24m

pocet tvéra na splatky za 24 mésici

mths_since rent il

mésice od uzavieni posledniho ivéru na splatky
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total bal il

bilance dvéri na splatky

il util

pomeér celk. bilance/celk. Gvér. limitu tvéra na splatky

open_rv_ 12m

pocet revolvingovych tuvérd za rok

open_rv_ 24m

pocet revolvingovych tvéru za 2 roky

max_bal bec

nejvyssi v soucasnosti dluzend castka

all__util pomeér celkové bilance/celkového tvérového limitu
total_rev_hi lim nejvySsi revolvingovy tvér/ivérovy limit

inq fi pocet kontrol kreditniho skdre

total cu_tl pocet vSech uvéru

inq last_ 12m

kontroly kreditniho skéra za rok

acc_open_ past_ 24mths

pocet vsech tvéri za 2 roky

avg_cur_ bal

pramérna soucasnd bilance vSech ucta

bc_open_ to_buy

zustatek na vsech kreditnich tctech

be _util

soucasnd celkova bilance/tvérovy limit kreditnich dvéru

chargeoff within_ 12_ mths

pocet nesplacenych tvéri za rok

deling _amnt

dluzna castka za vSechna pozdni splaceni

mo_sin_old_ il acct

mésice od schvaleni nejstarsiho ivéru na splatky

mo_sin_old_rev_tl op

mésice od schvaleni nejstarsiho revol. avéru

mo_sin_rent_rev_tl_op

meésice od schvéleni posledniho revol. ivéru

mo_sin_rent tl

meésice od schvéleni posledniho tvéru

mort_acc

pocet hypoték

mths since recent bc

meésice od otevreni posl. kreditniho tctu

mths_since_recent_ bc_dlq

mésice od posl. delikvence na kreditni. a¢tu

mths_since_ recent_ inq

meésice od posl. kontroly kreditniho skére

mths_ since_ recent_ revol deling

mésice od posl. delikvence na revolv. uctu

num_ accts_ever_120_pd

pocet uvéra se zpozdénim ve splaceni min. 120 dni

num_actv_bc_tl

pocet soucasné otevienych kreditnich ac¢ta

num_actv_rev_ tl

pocet soucasnych revolv. tveéria

num_ bc_sats

pocet kredit. ivért bez problému se splacenim

num_bc_tl

pocet vSech kreditnich uctu

num_ il tl

pocet vSech tvérd na splatky

num_ op_rev_ tl

pocet pravé otevienych revol. Gc¢ta

num_rev_ accts

pocet vSech revolv. uctu

num_rev_tl bal gt 0

pocet revolv. uctl ze kterych je pravé cerpano

num_sats

pocet tvérta bez problémiu se splacenim

num_tl 120dpd_2m pocet tvéri se zpozd. ve spldc. min. 120 dnf (posl. 2 més.)

num_tl_30dpd pocet tveéru se zpozd. ve splac. min. 30 dnf (posl. 2 més.)

num_tl_90g dpd_ 24m pocet tvéru se zpozd. ve spliac. min. 90 dnf (posl. 2 roky.)

num_tl_op_ past_12m

pocet uvéru za rok

pet_tl _nvr dlq

procento uvéru bez delikvence

percent__bc gt 75

procento kredit. avéru s éerpanim min 75% z limitu

pub_ rec_ bankruptcies

pocet osobnich bankroti

tax_ liens

pocet exekuci

tot_hi cred_lim

celkovy uvérovy limit

total bal ex mort

celkova kreditni bilance bez hypoték

total bec_ limit

celkovy limit kreditnich dvera

total_il_high credit_ limit

nejvyssi vyptjéend ¢éastka na splatky /Gvérovy limit

revol util

pomeér uveérového vyuziti

term

délka splatkového obdobi

int_ rate

urokova mira

loan_ status

stav puajcky
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Priloha D

loan_amnt
total_pymnt
funded_amnt

loan_amnt

funded_amnt_inv
funded_amnt
loan_amnt
funded_amnt_inv
funded_amnt
installment
loan_amnt
installment
funded_amnt_inv
pub_rec
total_pymnt
funded_amnt
funded_amnt_inv
loan_amnt
open_acc
total_rec_prncp
installment
total_rec_prncp
total_rec_int

Obrazek D.1:

funded_amnt
total_rec_prncp
funded_amnt_inv
installment
funded_amnt_inv
installment
installment
total_pymnt
total_pymnt
total_pymnt
total_rec_prncp
total_pymnt
total_rec_prncp
total_rec_prncp
total_rec_prncp

pub_rec_bankruptcies

total_rec_int
total_rec_int
total_rec_int
total_rec_int
total_acc
total_rec_int
total_rec_int
last_pymnt_amnt
int_rate

0000000000000 000000000000

.981578
.971472
.958422
.956159
.940034
.930288
.965039
.903160
.886613
.881228
.870255
.856928
.852021
.850773
.845848
.843032
.828758
.737469
.730914
.729726
.686635
.684027
.634725
.5434@e8
528913

Porovnani korelovanych dvojic
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