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Anotace:

Cilem bakaldiské prace je ndvrh a implementace programového vybaveni, které
zpracovava zvukova data ze vceliho Ulu. Audio signdl je analyzovén ve frekvencni
doméné s vyuzitim rychlé Fourierovy transformace a ve specifickych frekvencnich
pasmech pomoci filtrace v Casové doméné. RMS filtrovanych signdlu je do databéaze
ukladano davkove i pribézné a vizualizovano pomoci webové aplikace. Analyzu dil¢ich
zvukovych zdznamu lze zobrazovat pomoci modult disponujicich v jazyce Python
s moznosti vystupu grafi do PDF. Nad daty byla provedena shlukova analyza
pomoci samoorganizujicich se map (SOM), kterou byly detekovany riznorodé zvukové
projevy vcelstva v rtiznych ro¢nich obdobich s naslednou vizualizaci pomoci teplotnich

map.
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The aim of the bachelor thesis is the design and implementation of software that
processes audio data from a beehive. The audio signal is analyzed in the frequency
domain using fast Fourier transform and in specific frequency bands using filtering
in the time domain. The RMS of filtered signals is stored in the database in batches
or continuously and visualized by a web application. Analysis of partial audio records
can be displayed by modules available in the Python with the possibility of outputting
graphs to PDF. Above the data a cluster analysis was performed with using of self-
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1 Uvod

Tato prace se zabyvd navrhem a implementaci programového vybaveni pro analyzu
véelich akustickych dat z inteligentniho vc&eliho Glu. To ndm umozni sledovat zvukové
chovani vcel napfi¢ sezonami a sledovat jednotlivé aspekty jejich zvukového chovani.
Védci, ktefi se jiz davno v minulosti zabyvali v€elim bzukotem, byli naptiklad Eskow,
Hanson, Lasz a Woods. Diky nim je ndm dostupna védecka literatura, ktera poskytuje
informace o chovéani vcelstva pii bzukotu na urcitych frekvencich, a muzeme
tak odhadnout pii prezkumu i1 dalSich méfenych veli¢in, co se vulu odehrava.
Ve véelim Ulu je mozno slySet zvuky v okruhu 20 - 10 000Hz. Nase oblast zajmu
se vSak specifikuje na rozsah vceliho bzuceni 100 - 500Hz, jelikoz intenzita véeliho
bzuceni je vtéto oblasti nejsilngj$i. [1] Vceli zvukové projevy je tedy vhodné
rozdélovat do nékolika frekvencnich pdsem a umoznit pro né vykresleni, abychom méli
lepsi néhled na vceli akustické chovani. Je znamo, ze vCelstev je neustaly ubytek, a tato
prace poskytuje odborny nahled na zvukové chovani vcel v neptetrzitém ¢asovém useku
a umozni udélat celkovou pifedstavu o jejich reakcich na rGzné situace. Zvukové
chovani miize téz poukazat na nemoci nebo napiiklad napadeni ulu, pro coz jsou

charakteristické urcité frekvence, které jsou vyssi nez ty bézné.

Sledovat zvukové chovani (tedy i v¢el) Ize dvéma zptisoby:
1. Sledovani amplitudy signdlu v daném frekvenénim rozsahu a pfifazovat
ji k ur¢itému vzorci chovani.
2. Moderni metodou pokrocilé akustické analyzy, kterou ptedstavuji neuronové

sits. [2]

Dale je dilezité zminit, Ze na trhu neni obdobny systém pro zpracovavani vceliho
chovéani v porovnani s tim, ktery pro ucely inteligentniho vceliho Ulu Biologického
centra AV CR v Ceskych Budg&jovicich byl vyvinut mymi kolegy, kteii na této
problematice pracovali, a mnou. Tento systém totiz nabizi védecky nahled na vSechna

spektra vEeliho chovani a napoméha k feSeni problematiky zefektivnéni véelatstvi.

Prace byla finanén¢ podpoiena projektem Strategie AV 21 udélené Biologickému

centru AV CR, v. v. i. v C. Bud&jovicich (2019-2020).
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Obrdzek 1 - Ndhled na inteligentni véeli il provozovany AV CR v Ceskych Budéjovicich

1. 1 Clenéni prace

Teoreticka ¢ast prace (kapitola 3) se zabyva zvukovymi projevy vcelstva, rozborem
problematiky kolem digitalizace signalu a jeho nasledné analyzy. Tato ¢ast prace Cerpa
informace z odborné literatury a poskytuje potiebné znalosti pro navrh a implementaci

programového vybaveni.

Kapitoly 4 - 7 fesi celkovy rozbor problematiky pro praktickou ¢ast prace. Kapitola 4
poskytuje resersi obdobnych technologii, a tedy mozny vyvoj mého programového
vybaveni doplnény o porovnani mnou navrzenych programii pro analyzu vcelich
akustickych dat. Kapitola § seznamuje Ctenare se sbérem akustickych dat za obdobi
provozu a kapitoly 6-7 popisuje postup a vyuzité programové vybaveni souvisejici
s operanim systémem serveru a programovacim jazykem pro praktickou c¢ast této

prace.

Prakticka ¢ast prace (kapitola 8) se zabyva ndvrhem a implementaci programového
vybaveni aplikovaného na vceli akustickd data. Tato Cast prace popisuje mnou
navrhované a implementované feSeni, které se sklada ze spektralni analyzy, Cislicové
filtrace a shlukové analyzy. Je zde popsdn samotny postup feSeni, zplisoby ukladani

vysledkd analyz a moznosti jejich vizualizace.



Kapitola 9 se zaobird testovanim programového vybaveni urcené¢ho pro spektralni

analyzu a ¢islicovou filtraci z praktické ¢asti prace (kapitoly §).

Kapitola 70 ctenaii poskytuje diskuzi ohledné vysledku Cislicové filtrace a shlukové
analyzy aplikované na vcelarsky rok. Kapitola 70. I nabizi diskuzi ohledné vysledki
shlukové analyzy a jejiho celkového rozboru skrze jednotliva obdobi vcelatského roku.
Kapitola 70. 2 naopak nabizi n¢kolik zajimavych momenti (rojeni a lé¢eni) pomoci

Cislicové filtrace a nasledné vizualizované prostfednictvim webové aplikace.



2 Cil

Nejprve je nutné se seznamit s inteligentnim vcelim ulem provozovanym Biologickym
centrem AV CR v Ceskych Bud&jovicich a formaty dat nasbiranych za obdobi provozu.
Hlavnim cilem prace pak bude navrh a implementace programového vybaveni pro
analyzu a vizualizaci akustickych dat. Konkrétné se jedna o zpracovani audio zdznamu
bzukotu vcel uvnitt tlu. Cilem je uziti metod, jako je Cislicova filtrace signalu a rychla
Fourierova transformace (FFT — Fast Fourier transform). Programové vybaveni musi
byt navrzeno tak, aby data, kterd jsou vysledkem analyzy, mohla byt vkladdna davkové
1 pribézné¢ do databaze. Pro vysledky analyzy bude umoznéna vizualizace dil¢ich
zaznami pomoci Python modulu matplotlib ¢i tiStitelnych souborG ve formatu PDF.
Nicméné vysledky filtrovani bude mozné sledovat i v redlném Case webovou aplikaci
Grafana. Programové vybaveni musi byt vyvinuto tak, aby dil¢i algoritmy byly
pouzitelné ve form¢ knihoven v Pythonu. Rozsah analyzy bude piresnéji specifikovan

v kapitole Metodika.

DalSim cilem prace je analyza dat neuronovymi sitémi s cilem znazornit

charakteristické vceli zvukové chovani napfi¢ sezénami.

Kroky, které vedou k tispéSnému cili prace:

1. Sezndmeni se s v¢elimi audio daty za obdobi provozu a jejich zpracovani
serverem.

ReserSe obdobnych technologii pro analyzu v¢elich audio dat.

Metodika - postup analyzy audio dat.

Navrh programového vybaveni.

Implementace programového vybaveni.

AN O

Testovani programového vybaveni.



3 Teorie

3. 1 Zvukové projevy vcéelstva

Zvukové signaly, které se v ulu projevuji, vydava vcela nebo kasta vcel cilené pii
varovani ¢i komunikaci. Signal muze byt ovlivnén 1 stresorem, jako je 1éCeni,
onemocnéni nebo Spatné teplota. Signal vSak mohou ovlivnit 1 vnéjsi jevy. Vysledna
kombinace signalli z jednoho specifického zdznamu je generovéna piimo vcelou nebo
oscilaci substratu (plastu), po kterém se vcely pohybuji. [2] Nize je pfilozena tabulka,

ktera stru¢né charakterizuje zvukové chovani vcel.

Interpretace, uzarec chovani | Typ signalu__ | Rad | Zékladni frekuence (Hz) | PRbliEng tvar signdlu | Signél vysila
Informace pro d&lmice 35 N s
Samezent thniitd datbiel ik raubani A mellifera | 350-500 Sekvence pulsd Motka &
e uth datlich m = . £ acwalil N I Dot et =

¥ " el HILEEH A cerong | 2000-3000 Sekuvence pulsl Maotko &
Infarmace pro Matku 4 a délnice
o phitompost] g Huotaschopnost Kwakari” A meflifera 200-350 Sekvence pulsd Matka B
dalsi mathky

| A el Sirok ) puls £
T Syteni® i.ﬂ miellifera Od 3000 Sirokopdsmovd puls Vielstuo
~ o | | A cerang 300-3600
Rekrutowdani d8lnie no dondsky mek- ] |
taru - Spojenc se zdedrednou fazi «Piskani" (A melhfera I00-500 Sekvence pulsiy Sehlka
jednobo komunikatniha ,tance® |
Far - : el it o Prizkurmmice, kterd hledd
let Gbihu rajen! | . Piskan ! ) 5 e st , Ker

Vybizh lr.f]k odletu v prubdhu rajen] | . ser: i A melitern 100-2000 ekuence pulsd hrif2dn neuéha rofe
Upoutdvani pozornost! délnic.
nosifek pylu resp. nektaru, Infor S | ; v
friace & Vydatnast o lokaci 2droje ~Piskini A melhtera 200-350 | Puls Slidilka
potravy - e !

Tabulka 1 - Zvukové chovani vcel [38]

3. 2 Digitalni zpracovani signalu

Spojity signal

eAnalogovy
signal -
bzukot vcel

Diskrétni
signal

eVzorkovani

Digitalizovany
signal

eKvantizace
*PCM

Analyza

eFiltrace
oFFT

Obrazek 2 - Proces zpracovani zvukového signalu
3. 2. 1 Spojity signal

Je takovy signdl, jenz je spojitou funkci Casu (poptipad€ frekvence). Signal miize byt
vyjadifen graficky, matematicky nebo tabulkou hodnot. Reéalné signaly se Spatné

matematicky vyjadiuji, a proto se vytvafi vhodny model nebo jejich aproximace.



Signaly mohou byt konecné ¢i nekonecné. [3] Typickym ptikladem spojitého signalu je

periodicky sinusovy signal, zndzornény na obrazku 3.

Graf funkce sin(x)

>

y
\ AMPL|T7EA 05,
10 -3 -6 * 3 %
AMPLITUDA | 7° PERIW

Obrazek 3 - Pritbeh spojitého signalu

Na obréazku 3 je znazornén signal y = sin(x), pro ktery plati:

e Perioda — Doba, po které se signal opakuje. [3]

1 1
T= = (D
f
» Perioda je v tomto piipadé 2[].

e Frekvence — Pocet opakovani periody za ¢asovy tusek. [3]

_1 (2)
f_T

_21] 3)
Q==

» Frekvence je vtomto pripadé 1Hz, protoze periodicky dg&j
probéhne jednou za 2[].
e Amplituda — Bod v nejvétsi vzdalenosti od sttedu signalu (viny). [4]
» Amplituda nabyva hodnoty 1
e RMS - Efektivni hodnota

RMS(sin) = % “4)

» RMS nabyva hodnoty ptiblizn¢ 0,707



Takovato funkce popsand na obrazku 3 i pro pfipad, Ze by byla casové omezena, by
disponovala nekone¢né¢ mnoho vystupnimi hodnotami (pro kazdé x) a je tedy vhodné
signal digitalizovat, aby byl vypocfetné méné narocny, tim padem se lépe uchovaval

a v piipadé signalli s Sumem nastava moznost tento Sum eliminovat.

3. 2. 2 Vzorkovani signalu

Nejbéznéjsim piikladem vzniku diskrétniho signalu je vzorkovani spojitého signalu.
Predstavme si, Ze na vstupu je spojity signal, ktery je spinany, a na vystupu se objevi
vzorky, které jsme ziskali pfi kazdém sepnuti. Signdl, ktery jsme timto zplisobem
ziskali, nazyvame diskrétni signdl. Vzorkovani miize byt rovnomérné, pokud je
vzdalenost mezi dvéma sepnutimi konstantni, nebo nerovnomérné. Vzdalenost mezi
dvéma vzorky oznaCujeme Ty, a iikd se ji vzorkovaci perioda, z ¢ehoz vychazi
vzorkovaci frekvence fyz, coz je pocCet vzorkil ziskanych za urity cas, napiiklad

za jednu vtefinu pfi zvukovych zdznamech. [5]

s(t)
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Obrazek 4 - Pritbeh vzorkovaného signalu [39]

Vzorkovanim vzdy dojde ke ztrat¢ informace, ale je dilezité tuto ztratu minimalizovat.
V ptipad¢ toho, Ze signdl je frekvencné omezen frekvenci fpax, pro spravné urceni
vzorkovaci frekvence slouzi Shannoniv teorém, coz je jednoduché matematické
pravidlo, které urCuje, jak ma byt vysokd frekvence vzorkovadni pro moZnou

rekonstrukci signalu z posloupnosti diskrétnich vzorka. [3]

Shannoniv teorém: fy; > 2 - fyax (5)



Pokud nedojde k dodrzeni Shannonova teorému a vzorkovaci frekvence bude niZzsi,
dojde k tzv. Aliasing efektu, coz vyvola prekryv spekter signalu a signdl nelze zpét

rekonstruovat, tudiz je vhodné se Shannonovym teorémem fidit. [3]

Nasledn¢ se tento signal digitalizuje pomoci kvantovani a kodovani (kvantovanim

a kodovanim se zabyva dalsi kapitola).
3. 2. 3 Kvantovani a PCM

Metoda, kterou vznikne digitalni signal, je kombinace kvantizace a vzorkovani
soucasné. Kvantovany signal je charakteristicky svym omezenym oborem hodnot, ktery
je velice ztratovy, proto je vhodné volit vhodné mnozstvi kvantiza¢nich hladin. Po
nastaveni n€kolika kvantizacnich hladin, které jsou vétSinou od sebe stejné vzdalené
(tedy linearni) jsou pfifazovany hladiny (kvanta) k hodnotdm vzorku. Nésledné je
aplikovéano koédovani pomoci PCM (pulsni kédové modulace), které odpovida v binarni
soustavé pridélené hladin€. Nasledné¢ mame vystupni digitalni signal. V Pythonu se
o vytvoreni digitalniho signdlu stard modul pyAudio. Na obrazku 5 je znazornéno

ziskavani vzorkl z ptivodniho signdlu a nésledna aplikace kvantovani a kodovani.

'f ? ? 'f ? ? 'f ? ? 'f ? ?
/ \

? —— : e i T — e
A AL =
e
——— ¢, o I

— g 2

Obrazek 5 - Vznik digitalniho signalu [40]
3. 2. 4 Fourierova transformace

Jedna se o zakladni néstroj pro zpracovani signalu. Ugelem této transformace je prevod
z ¢asoveé slozky do frekven¢ni a naopak. Slouzi pro analyzu a rozbor frekvencniho
rozsahu signalu a to pfedevSim pro periodické signaly. Pfi neperiodickych je zapotiebi
signal rozlozit na malé ¢asti (okna) a predpokladat, ze signél téchto oken je periodicky,
nebo blizky periodicite. [6]
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Jestlize F(k) oznacuje vysledek Fourierovy transformace a f(n) je vstupni signal, pak

plati vzorec pro vypocet Fourierovy transformace [6]:
—2mikn 6
F(k) = T2} f(m)e v (©)

Pti vyuziti Fourierovy transformace je efektivnéjsi vyuzit algoritmus pro vypocet rychlé
Fourierovy transformace, ktera disponuje lepsi asymptotickou slozitosti: O (N log2 N)
nez puvodni Fourierova transformace a stala se tak velice rozSifenou a obsazenou
naptiklad v Matlabu, Octave ¢i knihovnach Pythonu Numpy a Scipy. [6] Pro dosazeni
efektivniho zobrazeni transformace pii nepeoridicité zvukového signalu je zapotiebi
signal rozdelit do nékolika oken a na kazdé z nich aplikovat FFT s prekryvy hodnot. Pro
vypocet FFT v Pythonu slouzi funkce numpy.fft.fft(a=vstupni signal), ktera vraci
jednorozmérnou diskrétni Fourierovu transformaci. [7] Nasledny vypocet amplitudy po
zisku Fourierovy transformace, kdy F(k) oznacuje vysledek FFT a n_samples pocet
vzorkl, ziskame vzorcem:

N-1
2

FFT_amplitude(x) = OF ()n = n_samples "
n=

Na obrazku 6 je vyobrazen typicky ptiklad Fourierovy transformace. Pravé Fourierovou

transformaci se bude zabyvat i prakticka cast prace.
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Obrazek 6 - Fourierova transformace sinusového signalu 50Hz [41]
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3. 2. 5 Digitalni Filtrace

Digitalni filtraci se rozumi Uprava signalu a velikosti jeho amplitudy (v amplitudové
frekvencni charakteristice) s ohledem na frekvenc¢ni slozku, kdy signal disponuje vice
kmitoCtovymi slozkami, a cilem je tyto nevyzadané hodnoty nalezici urcitym
frekvencim a Sum potlacit. [8] Tuto problematiku fesi horni, dolni a pasmova propust
(poptipad¢ zadrz). Pravé cislicové filtry jsou vhodné pro néhled na velikost amplitudy

ve specifickych frekvencnich pasmech.

V Pythonu se o névrh digitalnich filtrii a jejich implementaci stara naptiklad knihovna
Scipy a jeji funkce firwin a Ifilter, kdy funkce firwin navrhuje filtr FIR a tedy filtr
s konecnou impulsni odezvou okénkovou metodou. Tyto filtry se snadno navrhuji,
implementuji a disponuji velkou stabilitou, kdy nehrozi rozkmitani. Jedna se o digitalni
pocet hodnot po vybuzeni filtru impulsem. [9] FIR filtr délky M se vstupem x(n)
a vystupem y(n) 1ze popsat pomoci rozdilové rovnice:

M-1

Y = ) box(n - k) (8)
k=0

Kdy v predchozim vzorci b(k) jsou filtracni koeficienty a filtr pouziva aktuélni vstup
x(n) a zpozdéné vstupni vzorky x(n-k). Filtr vSak nepouziva zpozdéné vystupni vzorky
(j. ¥(n-k)). [10] Prave aplikaci knihovny Scipy a aplikaci digitalnich filtri na vceli data

se bude zabyvat prakticka cast prace.

Pro nazornost problematiky filtr na obrazku 7 propousti digitalni signal nizSich
frekvenci a to pfesnéji signal 0 — 1000Hz. Na obrazku je zfetelné, ze amplituda signalu
do 1000Hz bude nepozménéna a hodnoté 1000Hz nélezi mezni frekvence, pii které zisk
poklesne a signal v pokracujicim frekvenénim rozsahu bude utlumen. Filtr je vhodné
navrhnout tak, aby signal byl utlumen o 3dB v mezni frekvenci. Poté s rostoucim
utlumem se nachazi v prechodové Casti, coz je Cast, kdy filtr ztraci na zisku az do
rozkmitané ¢asti, kterou nazyvame nepropustnym pasmem. [10] Obdobnym zpiisobem
se chovaji filtry na obrazku 8 a 9, pouze v pfipadé¢ pasmové propusti je propusténé

navrzené pasmo a v piipad¢ horni jsou propustény signaly vyssich frekvenci.

12



Rozsah frekvencni slozky, pro kterou je mozno filtry navrhovat, se odviji od vzorkovaci
frekvence, kdy tento rozsah odpovidd poloviné vzorkovaci frekvence, coz vyplyva
ze Shannonova teorému (pii vzorkovaci frekvenci 8000 vzorkii za vtefinu je tedy

mozno navrhovat filtry do 4000Hz).

Digital filter frequency response
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Obrazek 7 - Dolni propust

Digital filter frequency response
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Obrazek 8 - Pasmovd propust



Digital filter frequency response
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Obrazek 9 - Horni propust

3. 3 Ukladani vysledki analyzy a vizualizace

Tato Cast prace se zabyva popisem prostiedkli, které je mozné vyuzit k vizualizaci
nebo ukladani vysledki analyzy vceliho bzukotu. Praktickym vyuzitim Grafany,

InfluxDB a vytvarenim JSON zaznamt se bude dale zabyvat prakticka ¢ast prace.

3.3.1JSON

JSON (Java Script Object Notation) je odleh¢eny format pro vyménu dat. Je snadné jej
generovat a analyzovat. Jedna se o textovy format, ktery neni zavisly na programovacim
jazyku, ale vyuzivd zndmé programatorské navyky z rodiny jazykt C, Java, JavaScript,
Perl, Python atd. Nejrozsitenéjsi format JSON souboru je format, kdy objekt zacina
levou slozenou zavorkou a kon¢i pravou slozenou zavorkou. Uvnitt zavorek je nékolik
part obsahujici kli¢ a hodnotu, mezi kterymi je dvojtecka, a pary jsou odd€lené carkou.
[12] Tento format lze ptirovnavat k Python slovniku (dictionary). JSON mitize byt
jakymsi mezikrokem mezi analyzou dat a ukladanim jejich vysledku do databaze. Navic
pravé JSON je vhodnou zilohou databdze a muize slouzit i pro kontrolu vysledkt

pomoci GNUPLOT.

Ptiklad JSON zaznamu: {"a": 10, "b":20, "c":30}
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3. 3.2 GNUPLOT (Cygwin)

GNUPLOT je interaktivni nastroj pro vykreslovani funkci fizeny ptikazovym tadkem
pro UNIX. Jednd se o graficky volné distribuovany program, ktery umoziuje
vizualizovat matematické funkce a data. [13] JSON data lze tedy snadno pro ovéteni
vysledkii nebo jednoduchou vizualizaci vykreslit pomoci knihovny GNUPLOT. Je
zapotfebi mit nainstalovan Cygwin a jemu ndleZici knihovny pro GNUPLOT a X11
(xorg-server a xinit). GNUPLOT vyzaduje GUI, a proto je nutna i tato implementace
systtmu X window verze 11 (X11) v Cygwinu. [14] Na obrazku 10 je nazorna

vizualizace JSON dat pomoci GNUPLOT v Cygwinu.

= - = oot -

File Actions Edit View Help 120

P sete {aafikl5/dource/repos/bes_aidio/data/tap_ul/20-06-01, dfon” uging 14 —

S gnuplot

1000
800
800

w: hit 'h')

400

200

o w4 &0 80 10 10 10 160

T-12.8310. 761977

Obrazek 10 - Prikaz pro vykresleni a vizualizace v GNUPLOT

Ptikaz na obrazku 10 znazoriiuje spusSténi GNUPLOT a vykresleni 14. sloupce JSON

dat nadefinovanou cestou.

3. 3. 3 InfluxDB

InfluxDB je databaze, do které je mozné zapisovat pomoci Pythonu a je oznacovéana
jako open-source time series database. Je zkratka vhodna pro ukladani a spravu
casovych sérii. Databaze je bez schématu a lze do ni vkladat libovolné pravidelné
1 nepravidelné Casové tady. [15] Navic Influx je jiz soucasti v¢eliho LINUX serveru,
kam se ukladaji zvukové zadznamy. Format InfluxDB linkového protokolu pro zapis

bodi do databaze popisuje obrazek 11.
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Obrazek 11 - Seznam jednotlivych polozek linkového protokolu InfluxDB

Linkovy protokol pro zapis bodli na obrazku 11 se sklada z:

e measurement - Nazev méfeni do kterého budou zapsana data.

e tag set - ZnacCka, kterda miize byt soucésti datového bodu
(nepovinngé).

e field set - Pole ve formatu <kli¢> = <hodnota>

e timestamp - Casové razitko (UNIX timestamp) [16]

InfluxDB se muze sklddat z libovolného poctu databazi a databdze miize obsahovat
nékolik méfeni, kam lze zapisovat body. Pii zapsédni bodu se Casové razitko ptifadi
automaticky v zdvislosti na tom, kdy byl bod zapsan, popiipad¢ ho lze samostatné

definovat a bodu pfifadit nami vyhovujici Cas. [17]

V piipadé, Ze jiz mame nainstalovany InfluxDB poptipad¢ vytvoiené uz urcité databaze,
muzeme vyuzit piikazového fadku k ptfikazim a dotazim, poptipadé vSe d¢lat
prostiednictvim Pythonu. Nazornd ukazka vyuziti piikazového fadku InfluxDB na

obrazku 12 a 13.

Obrazek 12 - Priklad vyuziti prikazového radku InfluxDB

Obrazek 13 - Zobrazeni dat v prikazovém radku InfluxDB
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3. 3. 4 Grafana

Grafana je multiplatformni open-source webova aplikace, umoznujici vizualizaci

a analyzu dat. [18] Po propojeni s podporovanym zdrojem dat (napf.: databazi

InfluxDB) je Grafana schopna tyto data v rGznych formach prezentovat, generovat

vystrahy, zobrazovat anotace atd. V pfipad¢ bézné zdkladni vizualizace dat postaci

vytvotit dashboard, do kterého se postupné ptidavaji panely uréené pro vizualizaci.

DetailnéjSim popisem k vizualizaci dat se zabyva prakticka cast.

11110 T
(TR
RN
(T

Obrazek 14 - Vizualizace filtrovanych dat v Grafané

3. 4 Shlukova analyza zvukovych signalu

Identifikace
shluku

FIETVERVA Shlukova
signal analyza

Obrazek 15 - Proces popisujici postup shlukové analyzy filtrovanych signalii

Vyuziti shlukové analyzy je Siroké. Pro nés je ale dillezité, ze ji lze aplikovat i na

zvukova data pro jejich klasifikaci a nasledné rozdéleni dat do tfid. Pro ptfipad shlukové

analyzy, pfi jejimz uceni se hledaji nejmensi hodnoty vah mezi neuronovou siti

a vytézovanymi daty [20], je typické uceni bez ucitele, pro n¢jz zname vstup, ale vystup

nam je neznamy. [21]
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3.4.1 SOM

SOM (KOHONENOVA SAMOORGANIZACNI MAPA) je umé&la neuronova sit’, jejiz
vlastnosti je u€eni bez ucitele, pomoci které je vygenerovana dvou rozmérna mapa
(miize byt 1 vice rozmérna) reprezentujici vstupni prostor. [22] Pomoci SOM je
provadéna shlukova analyza, pii které jsou shlukovany podobnd data, a nasledna
vizualizace napfiklad U matici, kterd znazorfiuje primérnou vzdalenost vah od
sousednich neuront. Neurony s podobnou vahou vytvaieji shluk a neurony s vahou
odliSnou tyto shluky odd¢€luji. Uspotadani neuronti pii SOM muze byt linearniho nebo
hexagonalniho tvaru, kdy jsou mezi sebou propojeny vSechny sousedni neurony a jejich
vzdalenost je ve vSech smérech 1. Dal§im uspotfadanim pii SOM je miizka ¢tvercového,
obdélnikového nebo toroidniho tvaru, kdy jsou mezi sebou propojeny neurony pouze ve
svislych a vodorovnych osach a vzdalenost mezi neurony je 1 pfi téchto osach a pii
uhlopfi¢ce odmocnina ze dvou, coz odpovida Pythagorové vété. (pii toroidni miizce

jsou propojeny i protilehlé neurony). [19], [20], [23]

Eukleidovska vzdalenost (metrika) mezi neurony je dana vztahem:

n 2
9
Dg (xq,x2) = Z(xu — X2;) )
i=1

Uceni této neuronové sité¢ probiha tak, ze se inicializuji jednotlivé vahy mezi vstupni
a vystupni vrstvou a nastavi se parametr uceni a poloméru sousedstvi. Nasledné na
vstup sité pfiloZzime trénovaci mnozinu a nejpodobnéjsi neuron danému vzoru se stane
BMU (best matching unit). Stane se tedy vitézem a jeho vahy a vahy sousedi budou
aktualizovany, coz urcuje sila zmény vah, parametr alfa, ktery miize nabyvat hodnoty
0-1. Na zacatku uceni se parametr alfa blizi hodnoté¢ 1 a na konci uc€eni hodnoté O.

Uceni probiha iterativné a postupné se zpracovava kazdy vzor z trénovaci mnoziny. [23]
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Obrazek 16 - Pritbeh uceni SOM neuronové site [42]

Na obrazku 17 je neuronova sit SOM vizualizovana U matici. Kazdému neuronu
obsazenému v mfizce nalezi v jeho vnittku kruznice, jejiz obsah znazorfiuje Cetnost
vstupnich vzort, pro které se stal dany neuron vitézem. Barva neuronu udava podobnost
svym sousediim. Modré barva znaci, Ze se jedné o blizké neurony, a vytvaii tedy shluk.
Barva zelena uz tento shluk oddé€luje, a neuron je tedy svym sousedim vice vzdaleny.

Cerveny neuron znaci uz velice vzdaleny neuron od svych sousedd.

Similar O Different

Obrazek 17 - Neuronova sit SOM vizualizovand U matict

3. 4. 2 Clustering

Jedna se o shlukovou analyzu a to algoritmus K-means, ktery rozdéli data do tiid
(shlukti) na zéklad¢ jejich vlastnosti. Na pocatkt provadéni algoritmu je nutno stanovit
pocet shlukt (clustertr), kterych chei dosdhnout, pricemz jejich pocet musi byt mensi

nez pocet vstupnich objektii. Kazdému shluku bude nalezet jeden vygenerovany bod,

19



ktery bude stfedem shluku. Objekt bude zatfazen do shluku, jemuz dany centroid (stied)
je nejblize svou Eukleidovskou vzdalenosti. Centroidy se budou piepocitavat tak, aby

Vvoev

na maximalnim poctu kol pfepocitavani stiedu. [24]
3. 4. 3 RapidMiner

RapidMiner je graficky néstroj pro téZzeni dat. [25] Vyuziva se pro komerc¢ni i studijni
ucely. Je vybaven prostfedim pro ptipravu dat, strojové i hluboké uceni, prediktivni
analyzu a tézbu textu. Krom uceni je vybaven i moZnosti vizualizace vysledka. [26]
RapidMiner Studio Educational, ktery slouzi pro studijni ucely, je po registraci mozno
bezplatn¢ uzivat po dobu jednoho roku. RapidMiner disponuje velkym mnozstvim
operatorti, které aplikujeme na vstupni soubor a vyuZzijeme pii ndvrhu vysledného
feSeni. Operdtory v navrhu fadime za sebou a algoritmicky se zpracovavaji az
k pozadovanému feSeni. Konkrétn¢ soucasna verze nabizi v zédkladni nabidce vice nez
400 operatora slouzicich pro ptedzpracovani dat (pf.: standardizace, filtrace...),
modelovani dat (pf.: clustering, rozhodovaci stromy...), ovéfovani (pf.: porovnavani...),
presnosti modeld dat atd. [27] RapidMiner dale obsahuje Marketplace, kde je mozno

ziskat zdarma dal$i pozadované operatory, které nejsou ve standardni nabidce.
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4 ReSerse obdobnych technologii

Obdobnych feseni jsem v této problematice nasel nékolik (ne vSak tak propracovanych).
Za zminku ale stoji projekt BuzzBox Mini, ktery za cenu 200 americkych dolart je
schopen méfit hned nékolik veli¢in v alu. Zatfizeni po pfipojeni k WiFi a vyuziti
aplikace OSBeehives - Digital Beekeeping Toolkit (dostupné zdarma na App Store
1 Google play) je schopno uzivateli provadét zvukovou analyzu, méfit vnitini i venkovni
vlhkost a teplotu v ulu, varuje pfi nastupu Spatného pocasi v rozmezi 0-5 dntl, kradezi
a je opatfeno moznosti soldrniho nabijeni. Vyrobce dale uvadi stupen kryti IP68

(absolutn¢ odolné vici prachu a vniknuti vody pii trvalém ponoteni). [28], [29]

Audio Recordings 20Hz 3150 Hz
Hive Temperature 0°C 65°C
Temperature Accuracy 0.2°C

Hive Humidity 0% 100%
Humidity Accuracy 2%

External Temperature Local weather station dependent

External Humidity Local weather station dependent

Atmaspheric Pressure Local weather station dependent

Wind Speed Local weather station dependent

Wind Direction Local weather station dependent

Weather Forecast 0 Day 5 Day
Geolocation Global

Tabulka 2 — Technické specifikace BuzzBox Mini [43]

Dle tabulky 2 zatizeni zachyti zdznamy v rozsahu 20 - 3150Hz, coz je sice pro zvukové
chovani vcel dostacujici, ale mé feSeni je schopno pii vzorkovaci frekvenci 8000 vzorkt
za vtefinu zachytit pasmo piiblizné¢ s pfihlédnutim ke zvukové kart¢ 20 - 4000Hz

vzorkovaci frekvence
2

(Rozsah zachycujiciho frekvenéniho rozsahu = ). Mé feSeni navic
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poskytuje krom vizualizace 1 hlubsi nahled pro urcité kritické momenty tykajicich se
dil¢ich zaznam, které uzivatel odhali v Grafan€, a moznost stalého ukladani vysledkt
filtra¢ni analyzy a tim padem i rozboru star§ich dat. DalSim dilezitym aspektem je, ze
mé feSeni je navic opatieno filtry kmitocta, které jednoznacné odhali velikost amplitudy
pfi nélezitém frekvenénim rozsahu oproti feSeni BuzzBox Mini, které provadi pouze
jednoduchou zvukovou analyzu. Navic BuzzBox Mini zaznamenava audio zdznamy
ve vétSich ¢asovych rozmezich (a to kazdych 15 minut - 2 hodiny v zavislosti na stavu
baterie). Zajimava myslenka tohoto projektu je aplikace strojového uceni a ptidruzeni
zdravotnich indikéatora véelich Gla k zvukovym vzortim s cilem vytvofit robustni systém
véasné detekce zdravi veel. [30] Tato myslenka vSak dle nepotvrzenych zdrojii nebyla
doposud dokoncena. Instalace BuzzBox Mini je ale jednoducha a pro bézné uzivatele

celkem piizniva.

Advanced Audio

Anti-Theft

Mol

Temp & Humidity

Internal f External

Solar Power

BuzzBox App
Liv

Obrazek 19 - Zarizeni BuzzBox [45]
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5 Zaznam a zpracovani zvukovych signalu

Nahravani akustickych dat uvnitf alu, nasledné vytvareni zvukovych digitalnich signalt
ve formatu WAV a jejich ukladdni na server do adresafové struktury vychdzi
z diplomové prace Mgr. Lukase Sirhala, ktery jiz zkonstruoval feSeni pro zpracovani
audio zaznamu serverem. Na tyto zdznamy je poté mozno aplikovat dalsi analyzu, ¢imz
se zabyva tato bakalafskd prace. Na obrazku 20 je vyobrazen model popisujici

komunikaci ulu se serverem a néaslednou analyzu.
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Obrazek 20 — Model popisujici komunikaci ulu se serverem a naslednou analyzu

V piipadé zvuku bude elektretovy mikrofon MCE103, jehoz frekvencni rozsah je
20Hz - 10kHz, ¢ekat na vyzvu zakladni desky Raspberry Pi, na kterou je skrz rozhrani
USB zvukové karty Axagon ADA-17 mini HQ pfipojen. Audio zdznam se zpracuje
jako binarni soubor, odesle na server k dal§imu zpracovani a ulozi ve formatu WAV.
Raspberry Pi zaznamena vceli bzukot kazdych deset minut (automatické spusténi
Python skriptu Cronem, jenz byl vytvofen v diplomové praci Lukase Sirhala) a na
serveru bude uloZen digitalizovany zdznam pomoci Python modulu pyAudio [11]
s nasledujici specifikaci:

e Délka zaznamu: 10 vtefin

e Interval mezi ziznamy: 10 minut

e Vzorkovaci frekvence: 8000 vzorki za vtefinu

e Nazev souboru: “YY-MM-DD hh mm ss.wav” (datum a ¢as vzniku souboru)
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Kanaly: 1
Bitova hloubka: 16 bitli (urcuje pocet hladin ve dvojkové soustave, kvantovani)
Priblizna datova velikost: 157kB

Velikost[kB] (10)
= vzorkovaci frekvece
- bitovd hloubka - pocet kanadlii
-délka zaznamu : 8 : 1024
Misto uloZeni na serveru: ull: /mnt/storage/vcely/data/ull

al2: /mnt/storage/vcely/data/ul2
ul3: /mnt/storage/vcely/data/ul3

Obrazek 21 — Nahled na Raspberry Pi umisteném na inteligentnim véelim uilu
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6 Metodika

Nahravani audio dat vné¢ ulu a jejich néslednou digitalizaci serverem, na coz navazuje
tato prace analyzou téchto dat, popisuje kapitola 5. Pravé uvniti ulu veskery proces
zaCind tim, ze zdznamov¢ zatfizeni, které zaznamenava vceli aktivitu kazdych deset
minut, odesila v sou¢innosti s Raspberry Pi 10ti vtefinovy zaznam na LINUX server,
kde se digitalizuje. Pokud nedojde k vypadku, lze ptedpokladat, ze za den bude
zaznamenano 144 zaznamt (6 zaznamu/hodina * 24). To je velké mnozstvi dat a je tedy
nutné navrhnout takové programové vybaveni, které bude schopno s témito daty
pracovat a ukladat vysledky filtracni analyzy pribézné i davkové do databaze pro
naslednou vizualizaci a moznost odhalit kritické momenty, pro které bude umoznén

rozbor pomoci moduld jazyku Python.

Pravé pro tuto problematiku se mi jevilo jako nejvhodnéjsi zvolit programovaci jazyk
Python, jelikoz disponuje vhodnymi knihovnami pro analyzu dat. Vyuzité knihovny,

kterymi Ize aplikovat veskeré kroky uvedené na obrazku 22, jsou popsané v kapitole 7.

1. Spektralni analyza
2. Cislicova filtrace

e W W

NUPLO

(Cygwin)

Zvukovy
zdznam

—
InfluxDB Grafana
Heatmap

Obrazek 22 - Postup popisujici zpracovani zvukovych zaznami

Obrazek 22 znazoriiuje zpracovani audio dat urcitymi postupy. Na zvukovy zaznam je
nutné aplikovat rychlou Fourierovu transformaci a umoznit pro ni vizualizaci za uc¢elem
dal§itho zpracovani a predstavy, jak zvukové zdznamy zulu ve frekvencni slozce
vypadaji. Pravé Fourierova transformace a zvukové projevy vcelstva (kapitola 3. 7) nam
napomuzou k dalSimu feSeni zvukové analyzy a to pomoci ¢islicovych filtrii, jejich

spravného zvoleni a ptipravy.
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Po dokonceném névrhu filtrti a jejich aplikaci na zvukova data v ¢asové doméné bude
umoznéno ukladat RMS filtrovanych zaznamti do podoby JSON s néaslednou moznosti

zapisu JSON objektt ddvkoveé pomoci Cronu i prubézné do databaze InfluxDB.

Pro data z databaze InfluxDB bude umoznéna vizualizace pomoci aplikace Grafana,

ktera bude schopna tyto data vykreslovat jako spojnicovy graf nebo teplotni mapu.

Pro moznost rozboru dil¢ich zaznaml bude umoZznéno vytvaret tistitelné soubory (PDF)
pro sledovani aplikace filtri v ¢asové doméné a FFT ve frekvenéni doméné. Pro FFT

bude navic umoznén rozbor jednoho kritického dne pomoci spektrogramu v Pandas.

Zda programové vybaveni zabyvajici se Cislicovou filtraci a FFT pracuje spravné, je
nutno testovat a ovéfit spravnost vysledkl. Proto je nutné vygenerovat vlastni sinusové
signaly disponujici zvolenymi frekvencemi a sledovat, zda programové vybaveni

pracuje spravné a tyto signaly spravné analyzuje.

JSON zaznam bude umoznéno pievést i do podoby CSV pro naslednou shlukovou
analyzu pomoci RapidMineru, ktery format CSV vyzaduje pro vloZeni vstupnich
trénovacich dat.

Postup feSeni:

1. Seznameni se zvukovymi zdznamy za obdobi provozu a jejich ukladani na

server.

2. Volba vhodného programovaciho jazyka a softwarového vybaveni.

3. Navrhnout program pro vizualizaci FFT dil¢ich vcelich zaznamt.

4. Navrh digitalnich filtra.

5. Aplikace digitalnich filtri na zvukova data v Casové slozce a vypocet jejich
RMS.

6. Ukladani RMS filtrovanych signal — priibézné 1 davkove.

7. Vizualizace vysledki.

8. Testovani.

9. Volba vhodného software pro shlukovou analyzu.

10. Aplikace shlukové analyzy na filtrované signaly pomoci vhodného software.

11. Mapovani vysledkt aplikace shlukové analyzy na filtrovand zvukova data.
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7 Vyuzité programové vybaveni
7. 1 Operacni systém

Operacni systém serveru, na kterém se veskera zvukova, ale 1 dal$i data zpracovavaji, je
open-source Linuxovd distribuce Ubuntu. Konkrétné Ubuntu 20.04.1 LTS
(GNU/Linux 5.4.0-52-generic x86 64). Tento systém je spravovan Skolitelem prace

a kazdy z ¢lentl, ktery pracuje na vceli analyze, mé zde piidé€len svilij pracovni prostor.

U systému se pro moznost spusténi skripti vzniklych za ucelem této prace predpoklada,
ze bude vybaven programovacim jazykem Python, spravcem bali¢kl pip a knihovnami

pro Python popsanych v kapitole 7. 2. 1.

K serveru se lze pfipojit pouze z mistni sit¢ JCU, popiipadé po piipojeni k VPN
koncentratoru JCU. Pak se k nému lze pfihlasit napiiklad pfes PUTTY na portu 22
(SSH) pomoci IP adresy 160.217.213.118. Dalsim vyuzitym prostiedkem k piipojeni
muze byt napiiklad WinSCP ¢i1 Cygwin. Mluvime ve vSech ptipadech o pfipojeni

k Linux serveru z operacniho systému Windows 10.
7. 2 Programovaci jazyk

Pro akustickou analyzu jsem zvolil jako vhodny programovaci jazyk Python (konkrétné
Python 3. 8. 5). Hlavnim diivodem bylo, Ze jazyk disponuje velkou fadou knihoven
vhodnych pro statistickou analyzu. VSechny skripty pro praktickou ¢ast této bakalarské

prace vznikly v tomto programovacim jazyce.

7. 2. 1 Knihovny

Ve zdrojovych kdédech zvukové analyzy bylo pro maximalni efektivitu vyuZzito Python
knihoven (a jim nalezicich funkci):

e scipy - Matematika, véda a technické zalezitosti. [31] Vhodné pro névrh
a aplikaci Cislicovych filtra.
e matplotlib - Tvorba statistickych, animovanych a interaktivnich vizualizaci.

[32]
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e numpy - Matematickd sprava matic, Fourierova transformace a dalsi
matematické funkce. [33]

e pandas - Prace s datovymi rdmci, dal$i analyzu a manipulaci s daty. Snadna
tvorba tabulek a moznost ukladani do formatu CSV.

e math - Matematické funkce.

e 0s - Poskytuje funkce pro interakci s opera¢nim systémem. [34]

e sys - Davé informace o konstantach, funkcich a metodéch interpreta. [35]

e time - Knihovna pro praci s ¢asovymi hodnotami. Jeji funkce time() vraci ¢islo
s plovouci desetinnou ¢arkou, které reprezentuje pocet vteifin, jez ubchly od 1. 1.
1970 (UTC), coz lze v Linuxu vyuzit jako ¢asové razitko (samoziejmé bez
desetinné ¢arky a po nastaveni ¢asové pfesnosti — time precision).

e datetime - Pro praci s daty a Casy. Pro uzivatele je tato knihovna piivétivejsi nez
time pro svou jednoduchost.

e progress - Cyklus, ktery v ptikazovém fadku znazoriiuje sviij prabeh.

e argparse - Parsovani parametri. Po vybaveni programu argparserem je mozné
skript spoustét z piikazové fadky spolecné s argumenty spustitelného skriptu.

e json - Knihovna pro praci se soubory ve forméatu JSON.

e influxdb — Knihovna pro ukladani a spravu casovych sérii (databazi).

Zaroven veskeré zdrojové kody (kvuli nevyzadané duplicité¢ a snadnéjsi editaci) byly

napsany tak, aby disponovaly moZnosti importovat zdrojové kddy jako modul.
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8 Prakticka cast

8. 1 Spektralni analyza

Vceli akusticka data se skladaji z vétsitho mnozstvi signali o rGznych frekvencich
a ucelem spektralni analyzy je moznost sledovat tyto signdly ve frekvencni slozce

namisto slozky ¢asové.

Skript fft spectogram.py byl pro tuto praci vytvoteny za ucelem sledovani spektra
véeliho akustického zdznamu. Po spusténi tohoto skriptu a volbé vhodnych parametrti
zobrazi bud'to spektralni analyzu jednoho konkrétniho zdznamu, coz popisuje obrazek
23, nebo vytvoii spektrogram v Pandas skladajici se ze spektralnich analyz dil¢ich

zaznamu jednoho dne.

Zvukovy 4000
zaznam 8000
2900 2000
¥ 80000 vzork
| |
0 000
000 0000
Zpramérovani
6000 [18000: [30000: [42000: [54000: po slokéch
4000 26000] 38000] 50000] 62000]
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V‘

Aplikovat

Prifazeni Vyhlazeni
vzorec pro

frekvencike spektra a
vzork(im vykresleni

vypocet
amplitudy FFT

Obrazek 23 — Spektralni analyza akustického signadlu

8. 1. 1 Fourierova transformace

Pravé Fourierova transformace je prostiedek, ktery nam poskytne moznost sledovat

signal ve frekvencni doméné a poskytne frekvencni spektrum vcelich akustickych dat.
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Skript fft_spectogram.py, ktery se stard o vizualizaci FFT (rychl¢ Fourierovy
transformace) dle obrazku 23 nejdiive nacte vstupni zvukovy zdznam pomoci knihovny
scipy a jeji funkce - scipy.io.wavfile.read(filename = vstupni soubor ve formatu
wav), kterd vraci vzorkovaci frekvenci zaznamu a data vstupniho souboru v podobé

numpy array (pole ve formatu numpy).

Nasledné je pole obsahujici data vstupniho WAV souboru rozsekano na 13 poli. Kviili
rozsekavani pole se piedpokladd, ze vstupni soubor bude disponovat vzorkovaci
frekvenci 8000 vzorkl za vtefinu a délkou zaznamu 10 vtetin (tedy presnéji 80ti tisici
vzorky). V opacném piipadé bude program ukoncen po vyhozeni vyjimky. Data
vstupniho souboru budou rozsekdny po 8000 vzorcich s piekryvy 2000 vzorki, coz
napomuze k eliminaci Sumu a nevyzadanych vychylek FFT (pf.: Subarrayl[0:8000],
Subarray2[6000:14000] atd.)

Nyni bude na kazdé =z téchto poli aplikovano FFT, konkrétné funkce
numpy.fft.fft(a = vstupni pole). Jednotliva pole je nutno nasledné po aplikaci FFT
pievést do podoby absolutni hodnoty, jelikoz pole disponuji komplexnimi cisly
(numpy.absolute(a = vstupni pole)). Poté se iterativné berou prvky vSech rozsekanych
poli a z téchto prvkl se vypocte primér. Z téchto praimért je vytvotreno jedno finalni
pole (zkracené kvuli zprimérovani) o délce 8000 prvkl reprezentujici FFT. Po zisku
vysledného FFT pole (které¢ bylo kvuli rozsekani zkraceno) aplikujeme vzorec pro

vypocet amplitudy jednotlivych prvki tohoto pole (viz. kapitola 3. 2. 4 — rovnice (7)).

Poslednim krokem je piifazeni frekvenci ke vzorkim. K tomu napomuze funkce
numpy.fft.fftfreq(n = délka okna, d = rozte¢ vzorkii). Délka okna odpovida délce
vysledného FFT pole (pfesnéji 8000, protoze pole bylo kvili rozsekani zkraceno)

a rozte¢ vzorkl 1/8000 odpovida pfevracené hodnoté ke vzorkovaci frekvenci.

Poté staci spektralni analyzu signdlu pomoci FFT vykreslit knithovnou matplotlib.
Konkrétné pomoci matplot.pyplot.plot(x, y) stanovit osu x, kterd odpovida ptitazenym
frekvencim ke vzorkiim a stanovit osu y, kterd naopak odpovidd poli s vypoctenymi
amplitudami jednotlivych prvki FFT. Vsamém zavéru postaci vyuzit funkci

matplot.pyplot.show() pro vykresleni spektralni analyzy.
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8. 1. 2 Vyhlazeni spektra

Za ucelem vétsi prehlednosti vizualizace jiz aplikované Fourierovy transformace byl
vyuzit Savitzky - Golay filtr. Tento filtr byl na FFT aplikovan za ucelem vyhlazeni
spektra a vé&étSi prehlednosti, aniz by byla naruSena charakteristicka vlastnost
transformace. Na rychle ménici se signdly (napf.: testovaci signaly v kapitole testovdni)
neni filtr vhodné aplikovat [36]. Pro tuto problematiku byla zvolena funkce
scipy.signal.savgol filter(x=vstupni pole, w=délka okna, p=poiadi polynomu), ktera
se stard ve skriptu fft spectogram.py o vyhlazeni spektra signalu. Filtr byl vyuzit

pouze za ucelem prehlednéjsi vizualizace FFT.
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Obrazek 24 - Rychla Fourierova transformace spolecné s aplikaci Savitzky-Golay filtru

8. 1. 3 Spektrogram

Pandas spectogram(yy-mm-dd): 19-05-19

| !

Frequency [Hz]

Time [hh-mm-s5]

Obrazek 25 - Pandas spektrogram
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Na obrazku 25 je nazornd implementace FFT do zobrazeni knihovnou Pandas
a konkrétné jeho dataframem. Spektrogram, ktery vytvaii skript fft_spectogram.py, po
volbé vhodnych parametrii vytvoii dataframe, jenz se skldda ze vSech FFT dil¢ich
zaznamu konkrétniho dne zvoleného uzivatelem a vykresli velikost amplitudy nalézici
danému zdznamu a rozsahu. Spektrogram se zabyva pasmem FFT 120 - 630Hz, kdy
kazdé z poli dataframe nélezi rozsahu 30Hz (pf.: prvni fadek spektrogramu odpovida
rozsahu 120 - 150Hz). Pasmo 120 - 630Hz bylo zvoleno proto, ze pro vcely a jejich
zvukové projevy je charakteristické (viz. Uvod). Velikost amplitudy naléZici jednomu
poli byl spocitdn prostym aritmetickym primérem dané¢ho rozsahu ve FFT, jelikoz
ucelem spektrogramu bylo dat jednoduchy nédhled na jeden specificky kriticky den

a poukazat na promény chovani vcelstva.

Dle odborného pozorovani obrazku 25 odpovida rojeni vcelstva Cas kolem 11té hodiny
dopoledni a navrat velkého mnozstvi vcel zpét do Ulu Casu kolem 6té hodiny vecerni.
Spektrogram na tyto kritické momenty poskytne celkem piehledny a jednoduchy
nahled. O zobrazeni spektrogramu v Pandas se stejn¢ jako o FFT stard Python modul

matplotlib.

8. 2 Cislicova filtrace

Pro digitalizované zdznamy z vcelich 1l je nyni nutné navrhnout ¢islicové filtry dolni,
horni a pasmovych propusti. Aplikace téchto navrzenych filtrti na audio data je v praci
vyuzito za ucelem nahledu na velikost amplitudy v daném frekvenénim pasmu. Rozsahy
filtrti jsou navrZeny dle zvukovych projevi véelstva (kapitola 3. 1) a pfezkumu zaznamt
z inteligentniho vceliho ulu ve frekvenéni slozce pomoci FFT. Filtry v mé praci jsou
navrzeny pomoci knihovnich funkci v Pythonu a nésledné vykresleny knihovnou
matplotlib. Navrh cCislicového filtru obstara funkce scipy.signal.firwin(f_len, cut_ off,
pass_zero), kdy f len je velikost okna filtru, cut off misto, kde filtr ofizne pocatek
popiipad¢é konec filtru a pass zero umoznuje volbu propusti ¢i zadrze. O aplikaci
navrzeného filtru v casové slozce se stard funkce scipy.signal.lfilter(b, a, x), kdy b jsou
vstupni koeficienty filtru, tedy koeficienty FIR filtru, které vraci funkce firwin, a je
vektor koeficientu jmenovatele v 1-D sekvenci (v nasem pfiipad¢ tedy [1.0]) a x je

vstupni signal, na ktery se aplikuje ¢islicovy filtr.
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8. 2. 1 Navrh ¢islicovych filtru

Na obrazku 26 jsou znazornény mnou navrzené ¢islicové filtry pomoci skriptu filter.py.
Filtry jsou navrzeny dle tabulky 1 (Zvukové projevy véelstva — kapitola 3. 1)
s ptihlédnutim k aplikované spektralni analyze na vceli audio data, kterd v drtivé vétSiné
ptipadii nad 500Hz neprojevovala pfili§ vysoké hodnoty amplitud, coz odpovida tvrzeni
uvedenému v uvodu prace, a to ze pro zvukové chovani vcel je typické chovéani do
500Hz. Spise v letnich obdobich se objevuji v inteligentnim véelim tlu frekvence az do
2000Hz. Frekvence 2000 - 4000Hz jsou dle spektralni analyzy celkem nevyznamné
a jsou tedy zahrnuty do horni propusti. Vzorkovaci frekvence 8000 vzorki za vtefinu je
pro sledovani akustickych dat vcelstva dostateCna, nicméné digitalni filtry jsou

navrzeny pro vSechny vzorkovaci frekvence pro mozné budouci zmény vzorkovani.

Pro vzorkovaci frekvenci 8000 vzorkii za vtetfinu jsou Cislicové filtry navrzeny v této

podobé:

e Dolni propust: 0 - 100Hz
e Pasmova propust: 100 - 200Hz, 200 - 350Hz, 350 - 500Hz, 500 - 2000Hz

vzorkovaci frekvence

e Horni propust: 2000+ Hz (ptfesnéji: D(f)= (2000Hz ; >

Hz)

e Horni propust vyfiltruje frekvenéni pasmo sohledem na
vzorkovaci frekvenci, kdy mezni frekvence pocatku se nachazi pti
hodnoté¢ 2000Hz a bez jakéhokoliv utlumu je signal propoustén
do 4000Hz (Do jaké frekvence je signal propoustén odpovida

Shannonovu teorému).

Usek kodu filter.py:
def band pass(sample_ rate,f low,f high):

f len = int (sample rate/8000*800+1)

1 =f low / sample rate * 2

h = f high / sample rate * 2

b = firwin(f len, [1l, h], pass zero = "bandpass")
return b
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def high pass(sample rate,f low):

f len = int(sample rate/8000*800+1)

1 = f low / sample rate * 2
b = firwin(f len, 1, pass zero = "highpass")
return b

def down pass(sample rate,f high):
f len = int(sample rate/8000*800+1)
h = f high / sample rate * 2
b = firwin(f len, h, pass zero = "lowpass")
return b
def fil plot(fs):

def bp(f low,f high, fs):
return freqgz (band pass(fs,f low,f high),worN=int (fs/2), fs=£fs)

def hp(f low, fs):
return freqz(highipass(fs,filow),worN=int(fs/2), fs = fs)

def dp(f_high, fs):
return freqgz (down pass(fs,f high),worN=int (fs/2), fs = fs)

Zdrojovy kod 1 — Navrh filtru (filter.py)

Funkce band_pass, high pass a down_pass v predchozim kodu maji jako vstupni
parametry mezni frekvence a vzorkovaci frekvenci. Jejich ucelem je vypocist
koeficienty filtri pro pasmovou, horni a dolni propust. Pro ziskani koeficientl

pottebujeme zvolit spravnou délku filtrii a vypocist mezni cutoff frekvence.

e Vzorec pro délku filtru (okna) v Pythonu:

. sample,,; (11)
Flen = mt(Tome + 800 + 1)
> sample,.,;, = vzorkovaci frekvence
> Vzorec je vpraci navrzen pro mozny vypocet délky filtru vsech

vzorkovacich frekvenci. Od délky okna se oc¢ekava, aby filtr v prechodu

z propustného do nepropustného pasma byl utlumen na nejmenensim

34



mozném rozsahu frekvenci a spadova hrana filtru tak mé¢la v utlumujicim
se rozsahu co nejvice mozny prudky spad, diky ¢emuz budou od sebe
filtry perfektné odd€leny a filtrace bude probihat nejlepSim moznym
zpusobem. Musime ale piihlédnou i k tomu, ze délka okna nesmi byt
prilis velka, jelikoz by byl algoritmus piili§ vypocetné narocny.
Vypoctend hodnota f;,., musi byt licha, aby zahrnovala i Nyquistovu

frekvenci, proto nakonci vzorce +1.

e Vypocet mezni frekvence v Pythonu:
> Mezni frekvence je ¢islo mezi 0-1, které¢ odpovida Nyquistové frekvenci.

Ptiklady nize pro vzorkovaci frekvenci 8000 vzork za vtefinu.

Mezni frekvence(DP): h = f_high / sample, ;. * 2 (12)
pt.: h (f_high = 100Hz) = 0,025

Mezni frekvence(HP):l = f_low / sample, . * 2 (13)
pt.: 1 (f low =2000Hz) =0,5

> Pasmova propust: skladd se z mezni frekvence dolni propusti (DP) a

horni propusti (HP)

e Vypocet parametru (koeficient) b pro funkci  scipy.signal.lfilter

a scipy.signal.freqz zajisti funkce scipy.signal.firwin (Zdrojovy kod 1)

Pro vizualizaci navrzenych Ccislicovych filtri v matplotlib je nutno vyuzit funkci
scipy.signal.freqz(b), ktera vypocte frekven¢ni odezvu digitalniho filtru. Jako povinny
parametr je parametr b, a tedy pole, které vraci funkce firwin. Funkce freqz vraci dva
parametry w a h. Parametr & je frekvencni odezva jako komplexni ¢islo a parametr w je
frekvence, pii kterych bylo pocitdno h, ve stejnych jednotkach jako vzorkovaci
frekvence. [37] Zdrojovy kéd 2 se v soucinnosti s funkcemi ze zdrojového kodu 1

postara o vizualizaci navrzenych filtrt.
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Usek kédu filter.py:

w, h=bp (100,200, f£s)

plt.plot(w, 20 * np.loglO(abs(h)), 'b'")
w, h=bp (200, 350, f£s)

plt.plot (w, 20 * np.loglO(abs(h)), 'r'")
w, h=bp (350, 500, £s)

plt.plot(w, 20 * np.loglO(abs(h)), 'g')
w, h=bp (500, 2000, f£s)

plt.plot(w, 20 * np.loglO(abs(h)), 'yv')
w, h=hp (2000, £s)

plt.plot(w, 20 * np.loglO(abs(h)), 'm')
w, h=dp (100, f£s)

plt.plot(w, 20 * np.loglO(abs(h)), 'c')

Zdrojovy kéd 2 — Vykresleni navzenych filtru (filter.py)

Pfi nahledu na zdrojovy kéd 2 je vidét implementace pro vykreslovani navrzenych filtrii
v Pythonu, kdy parametr w odpovida ose x a tedy frekvencni slozce a parametr A byl

pieveden do podoby tutlumu dle nasledujiciho vzorce:
a=20+xlog,o* abs(h) (14)

Mezni frekvence vSak odpovidd -6dB (misto obvyklych -3dB) a zisk v tomto bod¢
klesne o polovinu narozdil od jinych metod navrhu filtru. To, Ze amplituda signélu bude
v mezni frekvenci utlumena dvojndsobng, bylo testovano skriptem test.py (po uUprave
kodu - vice popsano v kapitole Testovani). Parametr h byl pieveden do pole
logaritmickych hodnot a na parametr byla aplikovana metoda abs z diivodu toho, ze A je
frekvencni odezva jako komplexni ¢islo. Vysledkem jsou tedy navrzené ¢islicové filtry

zobrazené na obrazku 26.

I

-100

Digital filter frequency response

&
e

A

mwmwmj

Amplitude [dB]

-150

0 500 1000 1500 2000 2500 3000 3500 4000
Frequency [Hz]

Obrazek 26 - Vizualizace navrzenych filtri
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8. 2. 2 Aplikace ¢islicovych filtrii na zvukova data

Postup aplikace filtru je pro ndzornost zobrazen obrazkem 27.

AN Aplikace Filtrované A .gkl)?(:ﬁ:l; a
LV EI S navrzenych I EIVAA » Vypotet RMS filtrova- na’J5|edna’
forméatu filtrd casové nych vizualizace

WAV doméné signald

Obrazek 27 - Proces znazornujict postup zpracovani filtru

Nasledujici zdrojovy kod 3 je usek skriptu filter.py, ktery se stard o aplikaci filtri na

zvukova data.

Funkce tfidy Filtered_signal vyfiltruji celistvy plvodni zaznam dle vyuzitého
Cislicového filtru. _ init _ inicializuje objekt dané tfidy, kdy nésledné funkce
filtered x DP (dolni propust), filtered x HP (horni propust) a filtered x BAND
(pasmové propust) vraci filtrovany signal v ¢asové doméné. U vSech zminovanych
funkei je proménné fl, f2 ¢i f3 pfifazena vracend hodnota funkcemi zminénych ve
pomoci funkce firwin), které vraci navrzené filtry se specifikovanymi meznimi
frekvencemi filtru. Vstupni koeficienty filtru, které vraci navrzené filtry, pfidélime
funkci Ifilter(b, a=[1.0], x=vstupni signal) jako parametr b. Tato funkce vyfiltruje
datovou sekvenci pomoci digitalniho filtru, a ziskame tedy kone¢ny filtrovany zaznam

v Casové slozce dle navrZzeného filtru.

Funkce filtered_sample tiidy Filtered_sample vypocte jednu reprezentacni hodnotu
pro signal filtrovany v Case, piesnéji efektivni hodnotu RMS, kterou je poté mozné
ukladat jednoduSe do databaze. Efektivni hodnota RMS bude vypoctena pro kazdy
Cislicovy filtr aplikovany na vceli zvukovy zaznam v Case dle nésledujiciho vzorce:

(15)

XRpMS =

37



Usek kodu filter.py:

class Filtered signal:

def init (self, sound, sample rate, f low, f high):
self.sound = sound
self.sample rate = sample rate
self.f low = £ low
self.f high = £ high

def filtered x DP(self):
fl = down pass(self.sample rate,self.f high)
filtered DP = 1filter (f1l, [1.0], self.sound)

return filtered DP

def filtered x HP(self):
f2 = high pass(self.sample rate,self.f low)
filtered HP = 1filter(f2, [1.0], self.sound)

return filtered HP

def filtered x BAND (self):
£f3 = band pass(self.sample rate,self.f low,self.f high)
filtered BAND = 1lfilter(£3, [1.0], self.sound)

return filtered BAND
class Filtered sample:

def init (self, signal, sample rate):
self.signal = signal

self.sample rate = sample rate

def filtered sample (self):
f numpy = np.array(self.signal)
wav_len = (len(f numpy)/self.sample rate)
f_sample:sqrt((1/(self.sample_rate*wav_len))*sum...
((f_numpy) * (f_numpy) ) )

return f sample

Zdrojovy kod 3 — Aplikace filtrit na zvukova data (filter.py)
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8. 2. 3 Ukladani filtrovanych signali do JSON a PDF

AT ZETENT ] Filtrované signdl
ve formatu WAV gnaly

PDF dil¢iho
filtrovaného
zaznamu

(vizualizace)

PDF (wzuallzace) IEIET
RMS filtrovanych {vizualizace)
SEGELD]
JSON (ukladani)
InfluxDB [N Grafana
(ukladani) (vizualizace)

Obrazek 28 — Postup popisujici vizualizaci a ukladani filtrovaného signalu

Vysledky filtrovanych zvukovych dat (dle obrazku 28) je po aplikaci ¢islicovych filtra
a vypocteni efektivnich (reprezentacnich) hodnot pro tyto filtry mozno ukladat v
nékolika formatech. Mnou vytvofeny skript wav_converter.py (s vyuzitim dalSich
importovanych modulil) je schopen ukladat vysledek po volbé parametrti formou PDF

& JSON.
1) JSON

Skript wav_converter.py po volbé argumentt aplikuje filtry (pomoci skriptu filter.py)
na vSechna zvukova data (zdznamy), nebo data ¢asové omezena a vytvoii JSON soubor
(poptipadé soubory) konkrétniho dne (“YY-MM-DD hh mm ss.wav”), dle kterého
bude pojmenovan 1 vysledny JSON soubor. Objekty v JSON souborech obsahuji klic¢e
a hodnoty, kdy hodnoty pro jednotlivé kli¢e kazdého objektu jsou vypocteny jako
reprezentativni vzorek RMS (dle kapitoly 8. 2. 2). Kazdému kli¢i z téchto objektii nalezi
nazev filtru, na ktery byl aplikovan vypocet RMS. Je nutné ale zminit, Ze kazdému
objektu v JSON souboru nalezi 1 ¢as vzniku zvukového zdznamu a RMS amplitudy
nefiltrovaného signalu. Skript je pfipraven pro automatické zpracovani Cronem, z ¢ehoz
plyne, ze JSON zdznamy se budou generovat automaticky, popiipad¢ pii manudlnim
spusténi skriptu. Nize je prilozen néhled na usek JSON vystupu 20-06-01.json (ze dne
1. Cervna 2020):

{"Cas": "20-06-01_11-52-11", "Puvodni_zaznam": 137.17, "DP_100Hz": 80.44,
"PP_100-200Hz": 58.69, "PP_200-350H:z": 52.15, "PP_350-500Hz": 57.52, "PP_500-
2000Hz": 44.15, "HP_2000Hz": 15.62}
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{"Cas": "20-06-01_12-02-12", "Puvodni_zaznam": 1687.4, "DP_100Hz": 459.48,
"PP_100-200Hz": 329.82, "PP_200-350Hz": 606.55, "PP_350-500Hz": 824.53, "PP_500-
2000Hz": 1049.87, "HP_2000Hz": 521.67}

{"Cas": "20-06-01_12-12-12", "Puvodni_zaznam": 499.32, "DP_100Hz": 178.38,
"PP_100-200Hz": 123.45, "PP_200-350Hz": 173.71, "PP_350-500Hz": 267.77, "PP_500-
2000Hz": 277.42, "HP_2000Hz": 117.87}

2) PDF

Skript wav_converter.py po volbé argumentl zpracuje vSechna data, nebo data Casové
omezend a vytvori tistitelny soubor PDF pro jednotlivé zaznamy a souhrnny PDF
soubor za kazdy dany den. PDF jednotlivych zdznamt je rozdéleno do ne€kolika oken,
kdy kazdé okno zndzoriiuje aplikaci urcitého filtru v ¢ase na vceli zvukovy zdznam,
konkrétn¢ tfidou class Filtered_signal (zdrojovy kod 3). Jedno z oken je také urceno
pro vizualizaci FFT za ptedpokladu, Ze zvukovy zdznam bude disponovat vzorkovaci
frekvenci 8000 vzorktl za vtetfinu. Okna s filtry na ose y odpovidaji amplitudé a na ose x
vzorklim (pf.: Pokud mé zdznam délku 10 vtefin a vzorkovaci frekvenci 8000 vzorkd za
vtefinu, jeho nasledna délka ve vzorcich je 80000 vzork).

20-06-01_11-52-11.wav
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Obrazek 29 — Vizualizace zaznamu pomoci PDF
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Souhrnnd PDF vizualizace celého jednoho dne (stejné¢ jako JSON) ma na vystupu
vypoctené RMS filtrovanych signali. OvSem tyto hodnoty nejsou ukladany textove, ale
PDF umoznuje jejich vizualizaci. Je to obdobné funkce jako vykresleni jedno dennich

dat Grafanou. Na obréazku 30 je tato vizualizace zndzornéna.

One day result{yy-mm-dd): 20-06-01

1000

Dolni propust do 100Hz
600 Pasmové propust 100-200Hz
—— Pésmové propust 200-350Hz
—— P4smové propust 350-500H2
Pésmovd propust 500-2000Hz
—— Horni propust od 2000Hz

Amplitude

8. 2. 4 Ukladani RMS filtrovanych signali do databaze

Vysledky analyzy vceliho zvukového chovani je vhodné ukladat i do databdze
podporované Grafanou pro néaslednou vizualizaci v delSich ¢asovych usecich. Format
JSON je mozné konvertovat a vlozit do databaze pomoci skriptu json_to_influx.py.
Data se do InfluxDB vkladaji pravidelné¢ bez cinnosti uzivatele pomoci Cronu,

popfiipad€ pii manualnim spusténi skriptu.

Useky kédu json_to_influx.py:

1) client = InfluxDBClient (host='localhost', port=8086, ...
database="bee audio")

2) client.switch database('bee audio')

#index -> radek v JSON

#len (data)-> poclet radka JSON vystupu

#data -> nadefinovany JSON soubor

#for cyklus slouzi pro projiti vSech radka JSON dat

3) for index in range (len (data)) :
3) writeO=(data[index].get ("Puvodni zaznam"))

3) writel=(data[index].get ("DP 100Hz"))
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write2=(data[index].get ("PP_100-200Hz"))
write3=(data[index].get ("PP_200-350Hz"))
write4=(data[index].get ("PP_350-500Hz"))
writeb=(data[index].get ("PP_500-2000Hz") )
writeb6=(data[index].get ("HP_2000Hz"))

wwwww

#funkce timestamp upravi casové razitko z JSON objektu do...
#formadtu"dy-sm-%d_SH:3¥M:%S"

4) write time=time.mktime (datetime.datetime.strptime (timestamp...
4) (data[index] .get ("Cas")),"Sy-%sm-%d_ %H:%M:%S") .timetuple())
4) write time=int (write time)

5) json _body = [{"measurement": hive measurement,

5) "fields":{"Puvodni zaznam":writeO,

5) "DP_100Hz":writel,

5) "PP 100-200Hz": write2,

5) "PP 200-350Hz": write3,

5) "PP_350-500Hz": writed,

5) "PP_500-2000Hz": write5,

5) "HP_2000Hz": write6, },

5) "time": write time, }]

0) client.write points(json body, time precision = "s")

Zdrojovy kod 4 — Zapis bodu do InfluxDB (json_to_influx.py)

Skript json_to_influx.py, ktery je schopen konvertovat JSON vystupy do Influx

databéze, postupuje nasledujicim zpisobem:

1) Vytvoreni instance InfluxDBClient.

2) Ptepnuti na cilovou databazi.

3) Metodou get ziskat hodnoty pro klice z JSON objektu.

4) Vytvotit ¢asové razitko ve formatu UNIX timestamp vyhovujici
casu vytvoreni v¢eliho zdznamu.

5) Vytvoieni json_body dle formatu InfluxDB linkového protokolu.

6) Zapsat bod do databéze.

Useky kodu json_to_influx.py (zdrojovy kéd 4) se dle postupu vyse postaraji o zapis
bodu do databaze. Jelikoz se jednd pouze o useky, kazdy fadek kodu je pro lepsi
nazornost doplnén o bod, ke kterému se vztahuje dle vyse uvedeného postupu,

a o komentate pro piipadné nejasnosti.

Kazdy bod zapsany v Influxu bude disponovat definovanym ¢asovym razitkem, které je

nastaveno na Casovou presnost jedné vtefiny stejn¢ jako casové udaje ulozené v JSON
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datech. Casova ptesnost jedné vtefiny byla stanovena pro ¢asové razitko pii zapisovani

bodu do databaze.

8. 2. 5 Automatické zpracovani

Pro ucely automatického zpracovani zaznamt do podoby JSON (wav_converter.py)
s naslednym ptfevedenim do InfluxDB (json_to_influx.py) je vyzit softwarovy démon
Cron. Pravé Cron je schopen skripty automaticky spoustét v nami vyhovujici ¢as bez

¢innosti uzivatele s ur¢itymi prednastavenymi parametry (zobrazeno na obrazku 31).

Obrazek 31 - Nastaveni davkového zpracovani dat pomoct cronu

Na obrazku 31 je zfetelné, ze skript kazdych 6 hodin ptevede data ulu 1 a ulu 2
z podoby WAV do formatu JSON (kapitola 8. 2. 3) a ptl hodiny poté budou tyto data
zaznamenana do InfluxDB. Casovy interval pil hodiny byl stanoven proto, aby se data
konvertovala z JSON do InfluxDB pravé po zpracovani skriptu wav_converter.py.
Skript ptfi automatickém zpracovani zpracuje pouze den, kdy je skript spustén a den
piedchozi kvili moznym vypadkiim. Vyhneme se tedy ztraté dat, pokud by vypadek

trval maximalné 2 dny. V opaném piipad¢ je nutno spustit skript manualné.
8. 2. 6 Vizualizace RMS filtrovanych dat

Po pfipojeni k VPN JihoCeské univerzity je mozné se do Grafany ptihlasit v prohlizeci

na adrese: https://bee.prf.jcu.cz:3000 pod Gctem vytvoienym spravecem Grafany.

. M
MM | L

1 I | ) 1T il
L RBIRRE] |

Obrazek 32 — Vizualizace filtrovanych dat v Grafané spojnicovym grafem a teplotni mapou
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Na obrazku 32 je vytvoien dashboard pro tcely vizualizace véeliho chovani uvniti ulu,
kdy prvni panel zobrazuje RMS filtrovanych akustickych dat teplotni mapou, kde
odpovidd jedno pole efektivni hodnoté filtrovaného signalu daného casu v daném
frekvenénim pasmu pro lepSi orientaci ve druhém panelu (z divodu podobnosti
filtrovanych dat), ktery zobrazuje totozna data spojnicovym grafem. Ve Spojnicovém

grafu osa y odpovidd RMS filtrovaného signélu a osa x Casu.

Jednotlivé spojnice jsou vkladany do grafu dotazem (querry) z InfluxDB. Postup pro
dotaz je takovy, Ze zvolime dotazovanou databéazi a nésledné se dotazujeme pomoci:
FROM <measurement/méieni> SELECT <field/pole> GROUP BY <time($_interval)>.
Obrézek 33 dava nahled na vlozeni jedné spojnice do panelu. V teplotni mapé je postup

dotazii obdobny, pouze je dulezité zmenit zpiisob vizualizace (konkrétné na Heatmap).

B Ouery

InfiuxDB-bee-audio|

Obrazek 33 - Vkladani spojnice do panelu v Grafané

Grafana pro ucely této prace zobrazuje spojnicové grafy a teplotni mapy pro ul 1 a 1l 2,
kdy tyto panely zobrazuji zvukové chovani z téchto lu od biezna 2019 do soucasnosti
a panely se kazdych 6 hodin automaticky aktualizuji po vytvofeni novych bodl
v Influxu Cronem, tudiz Grafana bude poskytovat nahled na vceli data v redlném cCase

bez nutnosti manualnich spousténi skriptii ¢i zasahli do programd.

8. 3 Shlukova analyza

*Obsahuje o Vstupni ¢ Shlukova e\/ygenero- Vizualizace
objekty s trénovaci analyza, vani stfedu pomoci
hodnotami data pro pridéli shluku, teplotni
RMS pro RapidMi- vitézny rozdéleni mapy
jednotlivé ner neuron trénova-
filtry nejvice cich dat do

podobné- trid a jejich
mu vzoru klasifikace
4 J

Obrazek 34 - Postup shlukové analyzy
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Grafana sice poskytne pfehledny néhled na zvukova data v urcitych ¢asovych tsecich,
ale dale je zapotiebi data urcitou formou specifikovat, rozliSovat a ptifadit je k ur¢itému
vzorci chovani. K tomu napomiize shlukové analyza. Pro tyto Gcely jsem vyuzil vhodny

systém pro vytézovani dat a to konkrétnéji RapidMiner Studio Educational.

Data pro RapidMiner musi byt pfipravena ve formatu CSV, proto jsem vytvoril
jednoduchy skript test.py, ktery piekonvertuje data z podoby JSON do podoby CSV
vhodné pro RapidMiner. Jelikoz neni vhodné brat v potaz pouze velikost amplitudy (pro
nasledny clustering v mém postupu) z divodu meénici se hodnoty v rtizna casova
obdobi, tak pfed konvertovanim do CSV byly hodnoty RMS filtrovanych signalt
normované vstupnim signalem a vyslednd hodnota odpovida intenzité signalu na dané
frekvenci. Skript disponuje moznosti Casové omezit (vstupni trénovaci) data pro
shlukovou analyzu. V této Casti prace jsem piesnéji vyuzil data za jeden rok a to
v Casovém obdobi 13. zari 2019 - 13. zari 2020. Po aplikaci shlukové analyzy
a klasifikaci akustickych dat bude tedy prokazatelny vzorec akustického chovani vcel
v ur¢itych obdobich. Pro pozadovany vysledek jsem vyuzil operatory: Read CSV,
Multiply, Join, Clustering, Cluster Model Visualizer, Extract Cluster Prototypes
a dale operatory z Marketplace: SOM (Self-Organizing Map) a Python Scripting.

Obrazek 35 - Proces zpracovani filtrovanych signalit v RapidMineru

Na obrazku 35 je zndzornén postup k pozadovanym vysledkiim, kdy na vstupni data
aplikujeme jiz zminéné operatory.
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1) Read CSV
e INPUT: CSV soubor
e OUTPUT: example set (tabulka)

Operator, ktery po definici souboru bude ¢ist data z CSV a umoziiuje tyto data vést ke
zpracovani dalSim operatortm. V naSem piipad¢ slouzi pro import vstupnich

trénovacich dat.

2) soM
e INPUT: example set

e OUTPUT: example set, original, preprocessing model

Samoorganizujici neuronova sit’ verze 5. 2. 0 je dostupna na Marketplace. Sit’ pfi ose x
odpovida atributu SOM_0 a pii ose y atributu SOM_1, kdy neuronu na misté [0;0]
odpovida neuron umistén v levém hornim rohu vizualiza¢ni matice. Jako vhodnéa pro
nasledujici data byla zvolena sit’ § x 5 (pfi volbé vétsi sité lezely pobliz sebe blizké
neurony) se 100000 trénovacimi koly. Sit’ zobrazena na obrazku 36 pomoci U matice je
toroidniho tvaru a nema tedy uzavieny konec. Na vstup se predkladaji trénovaci data
(example set) a na vystupu je tabulka vitézného neuronu pro kazdy vzor trénovacich dat
(example set — bohuzel tato tabulka zobrazuje pouze nazev vzoru (Cas) a vitézny
neuron), vstupni trénovaci mnozina (original) a vizualiza¢ni model SOM (preprocessing
model), ktery umoziuje zobrazovat model riznymi typy matic (U matice, P matice atd.)
barevné ¢i Cernobile, coz zndzorfiuje podobnost sousednim neuroniim. Pocet vzori

nalezicich kazdému neuronu odpovida obsahu Sedého kruhu v kazdém neuronu.

Simiar

Gifferert

et size: 5% 5 Explained variance: 77.85%

Obrazek 36 - Vizualizovana neuronova sit SOM s toroidni mrizkou pomoci U matice
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3) Join
e INPUT: left, right
e OUTPUT: join

Operator Join spoji dvé tabulky do jedné, respektive piifadi vitézné neurony SOM
kazdému vzoru z trénovaci mnoziny. Ztoho vyplyva, ze pro vstup left odpovida
vystupni example set ze SOM a right odpovidd example set z vystupu Read CSV.
Vystup join je téZ example set, ale uz se spojenymi tabulkami, coz je dobfe vidét na

vzoroveé tabulce nize.

Time SOM_0 SOM_1 DP_100Hz PP_100-200.. PP_200-350.. PP_350.500.. PP_500-200.. HP_2000Hz
19-1127_08-2212 3 0 0.959 0.103 0.146 0.157 0105 0.036
19-1127_08-3211 3 0 0.911 0.170 0231 0.175 0470 0.041
19-11-27 084242 3 0 0.952 0183 0470 0.120 0.092 0.025
19-11-27_08-52-12 3 0 0.989 0.070 0.087 0,060 0.057 0.015
19-1127_09-0212 3 0 0.992 0.052 0.067 0.051 0.053 0.014
10-11-27_09-1242 3 0 0.934 0.155 0.212 0.153 0417 0.033
19-1127_09-2211 3 0 0.985 0.084 0.109 0,075 0.067 0.018
19-11-27 093242 3 0 0.988 0.066 0.061 0.053 0112 0.013
19-11-27_09-4242 3 0 0.966 0.104 0162 0.116 0.073 0.019
19-1127_095212 3 0 0.989 0.066 0.087 0.069 0.056 0.014
18-1127_10-0242 3 0 0.963 0113 0.164 0.116 0.100 0.027
19-1127_10-1212 3 0 0971 0.095 0430 0107 0100 0.027
19-1127_102212 3 0 0.950 0.142 0.179 0.136 0120 0.034
19-1127_10-3242 3 0 0.961 0.105 0414 0.108 0.097 0.019

e s " s

ExampleSet (50,426 examples, 1 special attribute, 9 regular aftributes)

Tabulka 3 - Vystup join operdtoru Join

4) Python pd.DataFrame

e INPUT: script, join (example set)

e OUTPUT: example set, example set

Python Scripting verze 9. 8. 0 je dostupna na Marketplace. Tento operator umoziuje
vytvofit nebo importovat libovolny Python skript. Pravé Python skript je jednim ze
vstupl tohoto operatoru. Druhym vstupem je tabulka, ktera je vystupem z operatoru
Join. Skript vypocte centroidy pro kazdy neuron ze SOM a centroidy zaznamena do
Pandas dataframe (tabulka). Dejme si ptiklad takovy, ze skript zatne vybérem vzori pro
vitézny neuron SOM 0 = 0 a SOM _1 = 0. Pro vzory nalezici tomuto neuronu bude
vypocten pramér atributti (DP_100Hz, PP_100-200Hz, PP_200-350Hz, PP_350-500Hz

a HP 2000Hz), které budou zndzorniovat stied shluku pro dany neuron. Néasledné
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projdeme cyklem i dal$i neurony a ziskame vyslednou Pandas tabulku zobrazenou niZe.
Pravé Pandas tabulka (example set) je vystupem operatoru, konkrétné tedy dvé tabulky,

kdy jedna disponuje i1 atributy SOM 0 a SOM 1 a druha nikoliv pro nasledujici

clustering.
Row No. DP_100Hz PP_100-200.. PP_200-350.. PP_350-500.. PP_500-200.. HP_2000Hz SOM_0 SOM_1
1 0.402 0.569 0.476 0.320 0.293 0.067 0 ]
2 0.564 0.432 0.487 0.319 0.274 0.079 0 1
3 0.633 0.419 0.462 0.272 0.242 0.075 0 2
4 0.664 0.470 0.385 0.222 0.203 0.068 0 3
5 0.556 0.543 0.416 0.232 0.212 0.070 0 4
] 0.631 0.402 0.394 0.295 0.238 0.068 1 1]
7 0777 0.303 0.371 0.255 0.219 0.068 1 1
g8 0.595 0.354 0.429 0.285 0.245 0.073 1 2
9 071 0.379 0.347 027 0.252 0.087 1 3
10 0.755 0.410 0.337 0.193 0176 0.060 1 4
b 0.881 0.228 0.287 0.183 0.156 0.051 2 ]
12 0.886 0.185 0.239 0.207 0.217 0.076 2 1
13 0.816 0.262 0.317 0.254 0.230 0.078 2 2
14 0.767 0.304 0.285 0.274 0.324 0.082 2 3
15 0.855 0.293 0.275 0.183 0172 0.061 2 4

ExampleSet (25 examples, 0 special attributes, 8 reqular attributes)

Tabulka 4 - Vystup example set spolecné se SOM neurony operatoru Python_pd.DataFrame

5) Clustering
e INPUT: example set

e OUTPUT: cluster model, clustered set

Vstupem operatoru je Pandas tabulka (example set), kterd je vystupem
Python_pd.DataFrame. Pocet clusteri v mém postupu byl nastaven na hodnotu 7
a rozdéli tedy centroidy SOM do 7 kategorii (shluki). Je zapotiebi si uvédomit,
ze nejlepSim feSenim je nejmensi mozny pocet clustert, ale zaroven nesmi byt tak
nizky, aby euklidovskd vzdalenost mezi stiedy shluki a daty nebyla ptili§ vysoka.
Pti ptfihlédnuti k této myslence a nahlédnuti na vzdalenost mezi sousednimi neurony
u SOM byla tato hodnota adekvéatni, jelikoz clustering byl aplikovan aZz na vypoctené
centroidy SOM (nikoliv na trénovaci data). Vystupem operatoru je cluster model, ktery
umoziuje vizualizovat cluster model centroidii. Druhym vystupem je clustered set,

ktery disponuje tabulkou s atributy vypoctenych centroidd. Pro lepsi vizualizaci
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a za ucelem dalsi prace s daty byly oba vystupy pfevedeny na dalsi operator Cluster

Model Visualizer (az dalsi operator umoznuje vykresleni centroidi — stiedd shluki).

6) Cluster Model Visualizer

e INPUT: model, clustered data, normalization model

e OUTPUT: visualizer output, model output

Vstupem operatoru je model a clustered data (vstup pro normalizaci neni vyuzit), kdy
vstup model je vystupem operatoru Clustering (cluster model). Vstup clustered data je
naopak vystupem clustered set z operatoru Clustering. Tento operdtor umoziuje
prehlednéjsi zobrazeni centroidl clusterti, respektive jejich stfed(i oproti operatoru
Clustering, o coZ se postara vystup visualizer output. Vystup model output je vyveden

na vstup dalsiho operatoru pro nasledny pievod na example set (prostd tabulka pro dalsi

o
zpracovani).
Cluster 0; Cluster 13 Cluster 25y Cluster 3z Cluster 4 Cluster 54 Cluster 6
08s
080
085
080
07s
070
065
060
055
050
045
040
035
030
0325
020
015
010
005
000
: : : f
2 g g ¥
l ] ]
& & & &
Obrazek 37 - Vizualizace stredit shlukii
Cluster DP_100Hz PP_100-200Hz PP_200-350Hz PP_350-500Hz PP_500-2000Hz HP_2000Hz
Cluster 0 0.402 0.569 0476 0.320 0.293 0.067
Cluster 1 0.905 0.182 0.227 0.170 0.164 0.058
Cluster 2 0.800 0.324 0317 0.215 0.194 0.066
Cluster 3 0.577 0.334 0.304 0.359 0.493 0.055
0.676 0.370 0.375 0.304 0.282 0.079
Cluster 5 0.604 0.456 0437 0.261 0.232 0.073
Cluster 6 0.810 0.255 0.249 0.249 0.312 0.065

Tabulka 5 — Stredy shlukui
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7) Extract Cluster Prototypes

e [INPUT: model

e OUTPUT: example set, model

Operator byl vyuzit, jelikoz vystup model output z operatoru Cluster Model Visualizer
byl zapotiebi prevést na vystup example set (tj. tabulku), kterou bude mozno pfivést na
vstup dalsiho operatoru (konkrétné Python skriptu). Vystup toho operatoru model
provadi obdobnou funkci jako vystup predeslého operatoru Cluster Model Visualizer

(visualizer output).

8) Python_AssignCluster

e INPUT: script, example set, example set

e OUTPUT: example set, example set

Operator, jehoz vstupem je Python skript, stfedy jednotlivych clusterii operatoru Extract
Cluster Protypes (vystup example set) a vstupni data (vystup operatoru Read CSV),
vypocte euklidovskou vzdalenost mezi stfedy clusteri a vstupnimi daty. Konkrétné
pomoci funkce v Pythonu scipy.spatial.distance.euclidean(list_a,list b), kdy list a
jsou atributy vzoru (vstupnich zdznamu) a list_b atributy centroidu. VSechny vzory
trénovaci mnoziny se prochdzi pomoci cyklu a centroidy jsou postupné témto vzorim
piifazovany na zéklad¢ vzdalenosti, pii cemz kazdému centroidu bude pfifazen nejblizsi
vzor trénovaci mnoziny. Vstupni data budou tedy rozfazena do shlukd nejblizsich
centroidii a vytvoii vyslednou tabulku v Pandas, kterd bude vystupem (example set).
Druhy vystup bude téz tabulka (example set). Tento vystup nahradi funkci multiply

a jeden vystup bude vyveden na dalsi operator a druhy na result (vysledek) procesu.
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Row No. Time Distance Winner

1 19-09-13_00-.. 0.129695530.. cluster_5
2 19-09-13_00-.. 0.104964538.. cluster_2
3 19-09-13_00-.. 0.152093921.. cluster_2
4 19-09-13_00-... 0.183175602... cluster_5
5 19-09-13_00-.. 0.130458086.. cluster_2
6 19-09-13_00-.. 0.158319447.. cluster_5
7 19-09-13_01-.. 0.068710057.. cluster_2
8 19-09-13_01-.. 0.087144005.. cluster_2
9 19-09-13_01-.. 0.130918663.. cluster_5
10 19-09-13_01-.. 0.153413717..  cluster_2
1 19-09-13_01-.. 0.113812115..  cluster_2
12 19-09-13_01-.. 0.175281471.. cluster_2
13 19-09-13_02-.. 0.041471193.. cluster_2
14 19-09-13_02-.. 0.134935393.. cluster_2
15 19-08-13_02-..  0.147592500... cluster_5
16 19-09-13_02-.. 0.166016937... cluster_2

ExampleSet (50 426 examples, 0 special attriputes, 3 regular attributes)

Tabulka 6 - Rozdéleni zaznamit do clusteri a jejich vzdalenost od stredu

9) Python HeatMap

e INPUT: script, example set
e OUTPUT: example set

Operatory Python HeatMap Hours (hodinovy prabéh), Python HeatMap Days (denni
prubéh) a Python HeatMap Months (mesi¢ni priabeh) maji na vstupu operatoru Python
skript a klasifikovand data (pfesnéji feceno vzory roziazené do shlukii - vystup
operatoru Python AssignCluster). Ugelem téchto operatorii je vytvofit teplotni mapu.
Vzory s euklidovskou vzdalenosti od svého centroidu <=0.11 se rovnou zahazuji,
protoze se nachéazi ve velké vzdalenosti od stiedu a je dilezité, aby data, nalezici
danému clusteru, byla stfedu shluku nejvice podobna a teplotni mapa poskytla urcity
vzorec chovéni. Teplotni mapy na obrazku 38, 39 a 40 zobrazuji rocni data
v hodinovych, dennich a mési¢nich tsecich, kdy pole je zbarveno natolik, nakolik pocet

objektii za cely rok se objevuje v dany moment v nalezicim shluku.

51



HeatMap_Hours
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Obrazek 38 -Vizualizace rocnich dat v hodinovych intervalech teplotni mapou

HeatMap_Days
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cluster_3
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Obrazek 39 - Vizualizace rocnich dat v dennich intervalech teplotni mapou
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Obrazek 40 -Vizualizace rocnich dat v mésicnich intervalech teplotni mapou
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Na obrazku 38 je zfetelné, ze vcely po cely rok vnocnich intervalech vydavaji
v nejvetsi mife zvukové frekvence nalezici cluster 5 a v dennich intervalech nalezicich
cluster I(vizualizace centroidii clusterii na obrazku 37 a tabulka 5 tyto centroidy
popisuje). V celkovém priméru je tedy mozné tvrdit, ze zvukové chovani se méni

a jinak vypada ptes den a v noci.

Skrze tydenni intervaly je zietelné, Ze vCely méni své zvukové chovani pies tyden
a vikendy, coz je zajimava mySlenka, jez spiSe souvisi s okolnim ruchem, ktery je

v téchto obdobich ménici.

Mg¢sicni chovani je v tomto pfipadé velice rozmanité a ménici a bylo tedy nutné rok
skrze mésice rozdélit do jednotlivych obdobi odpovidajicich véelaFskému roku
a sledovat zmény zvukovych projevl vcelstva nalezicich t€mto obdobim v hodinovych

intervalech, coz bude detailnéji rozebrano v kapitole Diskuze.
UPRAVA PROCESU PRO UCELY VCELARSKEHO ROKU:

Pravé pro ucely odpovidajici vcelatskému roku byl upraven proces zpracovani
v RapidMineru — priloha C. Neuronové sit¢ se trénuji dle alu 2 a nasledné jsou
pridélovany centroidy clusteri vstupnim dattiim (Read CSV) ulu 1 a ulu 2 (pro moznost
porovnani - doposud jsme feSili vizualizaci dat pouze pro jeden ul). Pro vétsi
ptehlednost procesu jsou operatory pro zpracovavani teplotnich map obsazeny

v Subprocessu (pFiloha C).

Python skript obsazen v Subprocessu - Python HeatMap Hours Seasons obsahuje vice
vystuptl pro moznost vizualizace kazdého jednotlivého obdobi vcelaiského roku teplotni
mapou v hodinovych Ttsecich, kdy vstupni data budou rozdélena do téchto
pozadovanych obdobi odpovidajicich vcelatskému roku a nasledné vizualizovéna.
Doposud jsme totiz feSili vizualizaci v hodinovych tsecich pro cely rok pomoci
operatoru Python HeatMap Hours, ktery disponuje pouze jednim vystupem, a bude tak
vizualizovat vceli zvukové chovani teplotni mapou pro vSechna vstupni data bez

rozdéleni do obdobi véelaiského roku.
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9 Testovani

Féaze testovani probéhla za ucelem kontroly spravnosti vystupli v porovnani se

vstupnimi daty. Z tohoto divodu bylo zapotiebi vyuzit takovy zvukovy zdznam,

u kterého je pfedem znam jeho vysledek. Pro tento ucel jsem vytvoril Python skript

test.py, ktery vygeneruje 6 zaznamut (pfesnéji sinusovych signall), kdy kazdy z nich

disponuje vzorkovaci frekvenci 8000 vzorkli za vtefinu, amplitudou o hodnoté 1

a délkou zdznamu 10 vtefin. Lisi se pouze frekvencemi a to pfesnéji [SOHz, 150Hz,

275Hz, 425Hz, 1250Hz, 3000Hz]. Tyto frekvence jsem zvolil proto, ze jejich hodnoty

se nachazi ptesné uprostied mnou navrzenych filtr. Z tohoto divodu by mél byt

vysledek maximaln¢ ptfesny. Na nasledujicim obrazku je znazornéna aplikace filtrti

v ¢asové doméné a FFT na jednu z frekvenci a to 275Hz.

Dolni propust do 100Hz

Pasmové propust 100-200Hz

[ 20000 40000 GOOOO  AOOOO
Pasmaova propust 200-350Hz

] 20000 40000  BOCOO  BOOOD
Pasmova propust 350-500Hz

| !
- o
o o

0 20000 40000 60000 BOODO
Pasmova propust 500-2000Hz

o 20000 40000  BOODO  BODOO
Horni propust od 2000Hz

0 20000 40000 GODO0  BOOOD

FFT

0 20000 40000 60000 BOODD

Obrazek 41 - Testovani programového vybaveni na sinusovy signal 275Hz

Vysledek samoziejmé musi korespondovat i s JSON vystupem. Jelikoz

500 1000 1500 2000

2500 3000 3500 4000

z 80ti tisic

vzorkl filtrovaného signélu je zapotiebi ziskat jeden reprezentativni vzorek, ktery bude

charakterizovat cely zaznam, jehoz vypoctend hodnota RMS ze sinusoidy s amplitudou

a

1 by méla odpovidat hodnoté: RMS = — (piiblizné 0,707).

V2
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Néhled na JSON vystup daného zdznamu nize:

{"Cas": "02-01-01_00-00-00", "Puvodni_zaznam": 0.71, "DP_100Hz": 0.0, "PP_100-
200Hz": 0.0, "PP_200-350Hz": 0.71, "PP_350-500Hz": 0.0, "PP_500-2000Hz": 0.0,
"HP_2000Hz": 0.0}

Pro kontrolu spravnosti vypoctu RMS byl aplikovan vzorec vypoctu RMS i ve skriptu
test.py na vSechny nefiltrované zaznamy (obrazek 42), se kterymi jednotlivé vysledky
JSON vystuptt koresponduji, tudiz Ize tvrdit, Ze zpracovani filtrGi 1 vypocti RMS

funguje spravne.

[E Piikazovy fidek - a X

Obrazek 42 - Kontrola spravnosti vzorce pro vypocet RMS

Bylo zapotiebi 1 testovat, zda mnou navrzené filtry budou utlumovat signal
o pozadovanou hodnotu i v mezni frekvenci, kdy bézn¢ této mezni frekvenci odpovida
pokles o 3dB. V piipadé funkce firwin pokles na mezni frekvenci odpovida 6dB (tedy
dvojnasobku). Za timto ucelem byl upraven skript test.py, ktery vygeneruje 5S00Hz

sinusovy signal pro testovani. Toto testovani pfineslo spravny a pozadovany vysledek.

Dolni propust do 100Hz Pésmowa propust 100-200Hz

°

20000 40000 60000 SOOOO

e

20000 40000  BODDO  BOODO

Pasmovd propust 200-350Hz Pasmova propust 350-500Hz

)

20000 40000 60000 20000 0 20000 40000 60000 80000
Pasmavé propust 500-2000Hz Horni propust od 2000Hz

o

20000 40000 60000 B0C0O 0 20000 40000 60000  B000O
FFT

500 1000 1500 2000 2500 3000 3500 4000

Obrazek 43 - Testovani programového vybaveni na sinusovy signal 500Hz
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10 Diskuze ohledné vysledku

10. 1 Diskuze o aplikaci shlukové analyzy na véelarsky rok

Po odborné diskuzi s Ing. Vaclavem Kristifkem, CSc. jsme rozdélili véelatsky rok dle

chovani vcel v ulu, které je obsazeno v priloze A, do obdobi popsanych nize:

1. Piredjafi— 1. bfezna — 31. bfezna

Jaro — 1. dubna — 31. kvétna

Casné 1éto — 1. Gervna — 30. Eervna
PIné 1éto — 1. Cervence — 31. Cervence
Podleti — 1. srpna — 31. srpna

Podzim — 1. zati — 30. listopadu

NS kR e

Zima — 1. prosince — 28. Unora

Rok jsme rozc€lenili za ucelem sledovéani téchto obdobi pomoci shlukové analyzy.

Vysledky jsou ptilozeny jako priloha B.

Z vysledkl je ztetelné, ze pro podzim a zimu jsou v ulu 1 a 2 nejvice projevujici se
nizké frekvence do 100Hz s maximalnimi (spiSe no¢nimi) vychylkami do 350Hz, tudiz
nizka vceli aktivita a klid v tlu 1 se souasnym ptihlédnutim k amplitud¢ signalu. Jedna

se 0 obdobi 1éCeni véelstva.

Pti ptedjaii je pro ul 1 stale podobné zvukové chovéani podzimu a zimé. Naopak v lu 2
tyto nizsi frekvence ustdvaji a ve vysSich mirach se projevuji frekvence v rozmezi
100 - 350Hz z diivodu zvysujici se vceli aktivity — kvete naptiklad olSe lepkava, za¢ina

produkce pylu.

Na jate frekvence 100 - 350Hz s ptesahy do 500Hz se projevuji ve vyssi mife uz i v tlu
1, jelikoz frekvence zvukovych projevil veelstva v pasmu 350 - 500Hz nalezi dle

odborného zkoumani tlu 2 obdobi rojeni (k nahlédnuti v kapitole 10. 2).

Pii Casném lét¢ je chovani velice rozmanité, pouze v piipadé¢ ulu 2 se zacinaji
projevovat v no¢nich obdobich uz i vyssi frekvence zvuku 500 - 2000Hz. Vcely v tomto

obdobi provadi spoustu prace, je to obdobi medobrani.
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Pro plné 1éto i ¢asné 1éto je charakteristické podobné zvukové chovani, vceli aktivita
v ulu se projevuje ve vyssich mirach uz i na vysokych frekvencich do 2000Hz. V tomto
obdobi dochdzi ke krmeni na obranu proti loupezim a nebezpecCim, pro které jsou

vysoké frekvence celkem charakteristickeé.

Zavérem lze fici, ze vCeli zvukové chovani lze podle mého postupu rozdélit do 3 Casti:

e Podzim a zima — Nizkd vceli aktivita, charakteristické jsou velice nizké
frekvence pfedevsim do 100Hz.

e Jaro — Zvysena vceli aktivita, pro kterou je charakteristick¢ zvukové chovani
do 350Hz s ptesahy do S00Hz.

e Léto — Maximalni vceli aktivita, zaCinaji se projevovat i vysoké frekvence

do 2000Hz.

Z vysledkt v priloze B je zietelné, ze ve vSech clusterech je nejvyraznéjsi frekvence
0 - 100Hz. Stalo za moznost tuto frekvenci vynechat, ale to by nebylo vhodné, protoze
v zimnich obdobich tato frekvence pfevazuje (to samé plati i pro nizkou aktivitu vcel
v ulu). Musime tedy brat v potaz, Ze pokud byl zdznam pfidélen clusteru s vyssi
amplitudou pasma 0 - 100Hz nez jiného pasma, nemusi tomu tak byt uplné piesné
1 vrealité. Pouze je tomuto clusteru zdznam nejbliz§i a mohou pievazovat i jiné
frekvencni pasma. Pteci jen je velice narocné rozdélit data za 1 rok do minimalniho
poctu clusterii a musime tedy brat v potaz rist vyssich frekvenci a pokles téch nizsich
(0 - 100Hz) a divat se na vysledky komplexné. Proto, jak jiz bylo popsano v této

kapitole, jsou zietelné zmeény zvukového chovani vcel skrze veelaisky rok.

a pokrocilejsi neuronovou sit, protoze vysledky vystup téchto dat jsou zajimava

a pfinosnd. To by byl dobry ndmét pro pokracovani této prace.
10. 2 Zajimavé €asové useky

Dle prilohy A bych touto cestou rad zobrazil zajimavé Casové Useky vizualizované

Grafanou.
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Na obrazku 44, kde je zobrazen cely den v tlu 2, konkrétné 19. kvétna 2019, se vyrojilo
vcelstvo. K vyrojeni vcelstva dle zdznamii doslo v 11.00, ale pozorovan osobné navrat
vcelstva od 18:00 do 18:30. Dle véhy v ulu Slo o navrat 5 kg vcel. Na obrazku je

zietelné, ze pro rojeni je charakteristické pasmo 350 - SO0Hz.

Obrazek 44 - Rojeni 1

Na obrazku 45 je opét vidét rojeni. Jedna se o den 16. kvétna 2020 v ulu 2. Pro rojenti je
op¢t charakteristické pasmo 350 - 500Hz (v ¢as 10:22). Pokles vahy pfi rojeni byl Skg
a byl tedy velice vyrazny.

Obrazek 45 - Rojeni 2

58



Na obrazku 46 je zobrazen Ul 2 ze dne 10. 12. 2019, kdy prob¢hlo 1é¢eni Varidolem.
Z obrazku je zfetelné, Ze vcely zareagovali na naneseni Variolu a dale se cely den

zkratka vzpamatovavali z tohoto 1éCeni, protoze 1écba se provadi v uzavieném ulu.

Audio_Heatmap_UL2

Audio_Graph_UL2

A

PP_100-200Hz — PP

nacaze0 1 2 3

3. LGent Varidolem;, 8oC:

Obrazek 46 - Léceni Varidolem

59



11 Zaveér

Hlavnim cilem této prace byl navrh a implementace programového vybaveni pro
analyzu vcelich akustickych dat. Analyza byla zaméfena na spektralni analyzu,

shlukovou analyzu a ¢islicovou filtraci.

Pro spektralni analyzu a Ccislicovou filtraci bylo v této praci vytvofeno 6 skripti
napsanych v jazyce Python o pfiblizné délce 1 000 fadka kodu. Pro shlukovou analyzu
byl vyuzit graficky néstroj pro téZzeni dat RapidMiner doplnény o skripty v Pythonu

z davodu implementace chybéjicich funkcionalit.

Nejprve jsem navrhl a implementoval program pro ucely spektralni analyzy, ktera
poskytne vceli akusticky zdznam (popfipadé¢ zdznamy jednoho dne prostfednictvim
spektrogramu) ve frekvenéni doméné — skript fft spectogram.py. Tento program je
schopen vysledek spektralni analyzy vykreslovat pomoci knihovny matplotlib a byl
zékladnim zdrojem informaci spolecné se zvukovymi projevy vcelstva v kapitole 3. 1,

na jehoZz zéklad¢ byly navrzeny Cislicové filtry.

Cislicové filtry poskytuji hodnoty amplitud ve specifickych frekvenénich pasmech.
Navrh ¢islicovych filtrGi ve skriptu filter.py byl realizovan pomoci knihovnich funkci
v Pythonu. Pravé tento skript navrzené filtry na vceli akusticka data aplikuje v Casové
doméné a nasledné vypocte jednu efektivni (reprezentacni) hodnotu pro jednotlivé
filtrované  signdly vceliho akustického zdznamu. Prostfednictvim  skriptu
wav_converter.py (a jemu nalezicimu modulu wav_converter_library.py) je vysledek
Cislicové filtrace ukladan textové do JSON souboru (efektivni hodnoty filtrovanych
signall) nebo pomoci tistitelnych souborti v PDF (filtrované signaly v Casové slozce
doplnéné o spektralni analyzu). Objekty JSON souboru (poptipad¢ souboril) Ize zapsat
do databdze InfluxDB pomoci skriptu json_to_influx.py a nasledné po propojeni této
databaze s webovou aplikaci Grafana lze efektivni hodnoty jednotlivych filtrovanych
signali uloZzenych v databazi sledovat vrealném Case. Zaroven skripty
wav_converter.py a json_to_influx.py byly napsany tak, aby umoznily pribézné

1 davkové ukladani vysledku cislicové filtrace.
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Vysledky frekvenéni analyzy zvukovych signalt z véeliho ulu pfineslo fadu zajimavych

vysledkl a n€kolik z nich (konkrétné rojeni a 1é€ent) je popsano v kapitole 10. 2.

Pro ucely testovani spektralni analyzy a Cislicové filtrace jsem navrhl a implementoval
program test.py, ktery vygeneruje 6 sinusovych signali s pfednastavenou délkou,
frekvenci a vzorkovaci frekvenci. Vysledkem testovani byly vystupy filtr, které
odpovidaly pfedem vypoctenym hodnotdm pro testovaci signaly, a testovani tedy

potvrdilo spravnost vypocta.

Posledni metoda analyzy provedena v rdmci této prace je shlukova analyza pomoci
RapidMineru. Pomoci Python skriptu test.py s vhodn¢ uzitymi parametry pfi spusténi
se vyberou zdznamy JSON formatu, bude vybrana ¢asové omezend mnozina vystupl
efektivnich hodnot filtr, které¢ budou normované pfisluSnou hodnotou RMS
nefiltrovaného signdlu, a nasledn¢ bude tato mnozina uloZena jako jeden soubor ve
formatu CSV. Ten byl vyuzit jako vstupni trénovaci mnozina v RapidMineru, na jejiz
jednotlivé vzory byla aplikovéna neuronova sit’ typu SOM, ve které bylo identifikovano
7 shlukl, pro néz byl vypocten stfed shluku, ktery poskytl informaci o specifickych
projevech amplitud jednotlivych frekvencnich pasem, jez odpovidaji odliSnym
projevim vcelstva. Po ndsledné provedené clusterizaci vstupnich dat, a tedy jejich
rozfazeni do téchto shlukll (k nejbliz§Simu stfedu) pomoci implementovanych skriptl
v jazyce Python, byla zjisténa Cetnost téchto jednotlivych profila skrze jeden rok. Tato
Cetnost v hodinovych, dennich a mési¢nich intervalech byla nasledn¢ vizualizovana
pomoci teplotnich map, které poskytly rizné profily v¢eliho zvukového chovani napfic
sezénami, coz bylo detailné rozebrano v kapitole 70. 1 se zaméfenim na jednotliva

obdobi odpovidajicich vcelatskému roku.

Dal§i mozny vyvoj prace by pravé mohl sméfovat k aplikaci pokrocilejSich
neuronovych siti, které budou schopné vceli akustickd data ptifazovat ke zdravotnim
indikatoriim vcelich ult a v€as detekovat nemoci véel, coz je mySlenka, kterd jiz byla
zminéna v kapitole 4. Tento dals$i vyvoj prace by tedy zabranil nadmérnému ubytku

vcelstva.

Tato prace poskytuje moznost sledovat zvukové chovani vcel a reagovat na neobvyklé

situace v Ulu, pro které je umoznén hlubsi rozbor a sledovani téchto kritickych momentt
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v ¢asové nebo frekvenéni doméné. Tyto neocekdvané vychylky zvukovych signali je
umoznéno piifazovat k ostatnim méfenym veli¢inam v tlu, coZ napomuze k prevenci a
feSeni problematiky ubytku vcel. Tudiz tato prace je efektivnim nastrojem pro
monitoring akustického chovani vcelstva a vychozim bodem pro analyzu vcelich

akustickych dat.
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Seznam rovnic

(1)  Perioda: strana 8
(2)  Frekvence: strana 8

(3)  Uhlova frekvence: strana 8
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(4)  Efektivni hodnota sinusoidy: strana 8

(5) Shannoniv teorém: strana 9

(6) Vypocet Fourierovy transformace: strana 11

(7)  Vypocet amplitudy pro FFT: strana 11

(8) Rozdilova rovnice FIR: strana 12

(9) Eukleidovska vzdalenost mezi neurony: strana 18
(10)  Datova velikost WAV zaznamu: strana 24
(11)  Vzorec pro délku okna v Pythonu: strana 34
(12)  Mezni frekvence pro dolni propust: strana 35
(13)  Mezni frekvence pro horni propust: strana 35
(14)  Prevod frekvenéni odezvy filtru do logaritmické podoby: strana 36
(15)  Efektivni hodnota: strana 37
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Prilohy
Struktura priloh bakalarské prace

audio_data — Priklad akustickych dat z tlu
bee_audio — Adresar obsahujici skripty, feseni shlukové analyzy, vysledky analyz a
testovaci data

e {ft spectogram.py

e filter.py

e jsON_to_influx.py

o teSt. Py Pfiloha D 1/2 — éislicova
— \\/QV_cCONverter.py filtrace a spektralni analyza

e \WWaV_converter_library.py
p README.txt — Dokumentace skript(

—LAnotace
Anotace ul.XLS — Pfiloha A

data - V podadresafi ull vzorovy JSON soubor
-E tmp_ul — Vystupy efektivnich hodnot filtr( v JSON pro testovaci data

ull - Priklady vystup( efektivnich hodnot filtri v JSON pro vceli akusticka data

pdf
-E tmp_ul — Vystupy filtr( a spektralni analyzy v PDF pro testovaci data
ull - Priklady vystupu filtra a spektralni analyzy v PDF pro vceli akusticka data
= RapidMiner
e RapidMiner_ClusterAnalysis.rmp — Proces pro shlukovou analyzu v RapidMineru
e \/|ZUALIZACE SHLUKOVE ANALYZY VCELARSKEHO ROKU POMOCI HEATMAP. pdf —
Priloha B
pm Process PNG — Priloha C
b Scripts — Vstupni skripty pro operatory Python scripting v RapidMineru — P¥iloha D
2/2 - Shlukova analyza

test_csv
_L test_csv.csv — Trénovaci mnoZina pro RapidMiner (UL 2 13. 9. 2019 — 13. 9. 2020)
B test _records — Testovaci data (sinusové signdly) pro testovani spektralni analyzy
a Cislicové filtrace

Priloha A - Anotace

Soucasti predlozené prace v adresaii: bee audio\Anotace\Anotace ul.XLS

Pfriloha B - Vizualizace shlukové analyzy véelarského roku

Soucésti predlozené prace v adresafi: bee_audio\RapidMiner\VIZUALIZACE
SHLUKOVE ANALYZY VCELARSKEHO ROKU POMOCiT HEATMAP.pdf

70



Priloha C - Proces zpracovani shlukové analyzy v RapidMineru

Process

Read Csv UL2 som
o g
e
Join Mutiply
%m ® AMF Tp F] ME
i D™ python_pd.DataFrame
at
i P
Muttply (2)
[ at
i
Clustering  Cluster Model Visua..
Read CSV UL1 Extract Cluster Prot..

1«\ 1.‘ NF mwn ;::

Python_AssignClust...

Subprocess UL2
in E: out
o w
e
w
Mutipy (4 o
{m ar ) "
ut) #
) ot
"
"
-
Python_AssignCiust.. i
Subprocess L1

‘: Enm

at
ot
ot
ot
ot
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Subprocess UL1 a Subprocess UL2

Muttiply (5) Python_HeatMap_Ho...
n inp j o s p aut 2L
in inp out S
inp St
A out
Python_Heatfap_Tl... .
q e F out out
inp out out
inp aut
1 aut
Python_HeatMap_Da... out
q = ﬁ ot aut
inp out
inp
]
Python_HeatMap_Ho... Python_| _Po...
G ser P out inp j out
inp out out
inp aut
aut
it Python_HeatMap_Zi...
out inp j out
out Y
out
1

Python_HeatMap_Br...

inp j ou
out

Python_HeatMap_Ja...

inp * out

out

Python_HeatMap_Br...

inp j out

out
Python_HeatMap_Le...

inp j out
aut

Python_HeatMap_Po...

inp j ou
out

Pfriloha D - Zdrojové kody

e Zdrojové kody jsou soucdsti predlozené prace v adresati bee_audio a

bee audio\RapidMiner\Scripts.

e Zdrojové kody pro autentizované uZivatele po piipojeni k VPN JCU na GitLabu
na adrese: https://bee.prf.jcu.cz:3100/mskrbek/bp-analyza-dat-z-inteligentniho-

veeliho-ulu
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