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Abstrakt

Tato diplomova prace objastiuje disciplinu ziskdvani znalosti z obchodnich procesii. Je zde
ukazan princip dolovani. Znacnéa ¢ast tématiky je vénovana problémum pii objevovani pro-
cesu. Déle se prace vénuje analyze konkrétniho vyrobniho procesu, na jejimz zékladé jsou
navrzeny tfi dolovaci metody, které se snazi zjistit nedostatky v procesu. Prvni objevuje vy-
robni proces a vykresluje jej do grafu. Druhd metoda vyuziva simulator produkéni historie
k ziskani produktt, které pravdépodobné zpisobily opozdéni vyrobniho procesu. Z takto
ziskanych dat se poté doluji frekventované mnoziny. Tteti metoda se snazi predikovat Cas
zpracovani produktu na vybraném pracovisti pomoci asocia¢nich pravidel. Posledni dvé
zminéné metody vyuzivaji algoritmus Frequent Pattern Growth. Ziskané znalosti z této
prace umoznuji zefektivnit vyrobni proces a lépe planovat samotnou vyrobu.

Abstract

This thesis explains business process mining and it’s principles. A substantial part is devoted
to the problems of process discovery. Further, based on the analysis of specific manufacturing
process are proposed three methods that are trying to identify shortcomings in the process.
First discovers the manufacturing process and renders it into a graph. The second method
uses simulator of production history to obtain products that may caused delays in the
process. Acquired data are used to mine frequent itemsets. The third method tries to
predict processing time on the selected workplace using asociation rules. Last two mentioned
methods employ an algorithm Frequent Pattern Growth. The knowledge obtained from
this thesis improve efficiency of the manufacturing process and enables better production
planning.
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Kapitola 1

Uvod

Ziskévani znalosti z databazi poskytuje nové prostiedky k vylepSeni procest riznych apli-
kac¢nich domén. Existuji dva hlavni pfedpoklady pro pouzivani této technologie. Prvnim
je dostatek informaci o historii procesu, jelikoz ¢im dal vice udalosti v systémech je za-
znamenavano. AvSak vétSina organizaci diagnostikuje problémy pomoci fiktivnich, ale ne
realnych dat, ktera jsou do systému ukladéna. Druhym pfedpokladem je, Ze prodejci Busi-
ness Inteligence aplikaci a aplikaci pro fizeni procesu slibovali zazraky. Navzdory tomu, ze
tyto aplikace ziskaly mnoho pozornosti, tak nenaplnili ocekavani akademiki, konzultant
a prodejci softwaru.

Ziskavani znalosti z procest je nové vznikajici disciplina, ktera poskytuje ucelenou sadu
nastroju pro ziskani znalosti na zakladé fakt a k podpore vylepSovani procesu. Tato disci-
plina své zaklady stavi na modelech procest a na obecném ziskdvani znalosti. AvSak dolovani
procest je vice nez jen sloucenim existujicich piistupt. Techniky pro ziskavani znalosti jsou
prilis soustfedény na data, a tak neposkytuji uceleny pohled na proces uvnitt organizace.
Dolovani procesii poskytuje rizné dolovaci techniky, které pomohou organizacim objevit
nebo vylepsit jejich skuteény obchodni proces. Nejednéa se pouze o objeveni procesu, ale
je moZné testovat navrZeny proces s redlnou podobou nebo zjistovat odchylky, predikovat
spozdéni, ¢i poskytnout podporu pro dulezita rozhodnuti.

V této praci jsou ziskavany znalosti z vyrobniho procesu. Cilem je navrhnout a imple-
mentovat dolovaci metody, které vylepsi nebo urychli vyrobni proces. Ziskané informace
musi byt pochopitelné, dfive neznamé a potencialné uziteéné. V praci jsou navrzeny dvé
metody, které tyto pozadavky splnuji. Obé metody jsou zaloZeny na frekventovanych mnozi-
nach, které jsou ziskany pomoci algoritmu Frequent Pattern Growth. Prvni metoda vyuziva
simulator produk¢ni historie k ziskani produktii, které pravdépodobné zptisobily opozdéni
vyrobniho procesu. Z takto ziskanych dat se poté doluji frekventované mnoZiny. Druha
metoda se snazi predikovat cas zpracovani produktu na vybraném pracovisti v procesu.
K tomu se vyuzivaji asociacni pravidla.

Struktura prace je nasledujici. Kapitola 2 uvadi ¢tenafe do problematiky ziskdvani zna-
losti z databazi a predstavuje zédkladni metody pro dolovani z dat. Nasledujici Kapitola 3
podrobnéji popisuje ziskavani znalosti z obchodnich procesi. Je zde ukazan princip tech-
i nékteré mozné problémy pii objevovani. V kapitole 4 budou vysvétleny dolovaci algo-
ritmy, které se pouzivaji v implementacni ¢asti prace. Kapitola 5 se vénuje analjze procesu
a na jejim zakladé jsou predstaveny navrzené metody pro ziskani znalosti. Implementace vy-
sledné aplikace bude ukazéana v Kapitole 6. Posledni Kapitola 7 se zabyva vysledky dolovani
a experimenty s implementovanymi metodami.



Kapitola 2

Ziskavani znalosti z databazi

Ziskavani znalosti z databédzi (Knowledge Discovery in Databases) je proces extrakce zaji-
mavych znalosti z velkého mnozstvi dat, pficemz jako zajimava je zde chapana znalost, ktera
je netrivialni, skryta, diive nezndmé a potencialné uzitecna. Ziskané znalosti se nejcastéji
vyuzivaji k podpote rozhodovani. V soucasné dobé existuje velké mnozstvi oblasti, ve kte-
rych se ziskavani znalosti z databazi vyrazné uplatnuje.

Prikladem muze byt zjisténi informace o tom, jaké produkty si zékaznici kupuji dohro-
mady. Prodejce diky této informaci muZze vhodnéji rozmistit zbozi v prodejné nebo lépe
cilit reklamu. Dal$imi priklady vyuZiti procesu ziskavani znalosti z databazi jsou financ¢ni
analyza, detekce podvodii, bioinformatika, web, zdravotnictvi a mnoho dalsich. Velmi ¢asto
pouzivanym alternativnim terminem pro ziskédvéani znalosti je dolovani z dat (data mining).
Ve skutec¢nosti je vSak dolovani z dat pouze jednim krokem procesu ziskavani znalosti.

Proces ziskavani znalosti z databazi se skldda z nékolika fazi. Tyto faze jsou popsany
v nasledujici podkapitole. Podkapitola 2.2 popisuje nejbéznéjsi zdroje dat pro ziskavani
informaci a podkapitola 2.3 pfedstavuje typy dolovacich tloh, které se vyuzivaji k extrakci
znalosti. V této kapitole je ¢erpano predevsim z knih [13], [9] a z webu [12].

Historie ziskavani znalosti

Historie dolovani dat je tizce spjata s historii databazovych systému. Je to dano skutec-
nosti, Ze vyhradnim zdrojem dat pro dolovani jsou pravé databazové systémy. Pocatky
databazovych systému se datuji do 60. let 20. stoleti. V této dobé se pouzivaly vyhradné
sitové a hierarchické databazové systémy. Tyto modely byly v 70. letech nahrazeny rela¢nim
modelem dat, jehoZz implementaci je systém fizeni baze dat. Tento systém byl v nasleduji-
cich letech dale vyvijen a zdokonalovan. Vznikly pokrocilé databazové modely jako napft.
deduktivni databaze. V 90. letech jiz byly tyto systémy natolik vyvinuty, Ze vznikal tlak
pro podporu pokro¢ilejsich operaci (operace pro podporu rozhodovéani, ziskdvani znalosti,
analyzu dat atp.). V tomto obdobi vznikaji technologie datovych skladi, algoritmy pro
dolovani z dat. Pocatkem 21. stoleti doslo k vyvoji dolovacich algoritmi i nad jinymi typy
dat, jako jsou napf. proudy dat.

2.1 Proces ziskavani znalosti

Ziskévani znalosti z databazi je komplexni proces, ktery se sklada z fady iterativnich ¢asti.
Béhem tohoto procesu se vstupni data zpracovavaji, transformuji a pomoci riznych dolova-
cich algoritmt se z nich ziskavaji uzite¢né informace. Pro dosaZeni presnéjsich vysledku se



nékteré faze procesu opakuji vicekrat. Obrazek 2.1 zobrazuje cely proces ziskdvani znalosti
z databazi.

Transformovana
data Znalosti

Vybrana a
predzpracovana Vyhodnoceni a
prezentace

data
Data baze Datovy Dolovani
sklad zdat

\/yber dat
Cisténi a
integrace

Transformace
dat

Obrazek 2.1: Schéma procesu ziskdvdni znalosti z databdzi, pfevzato a upraveno z webu [12]

Popis jednotlivych fazi procesu:

1.

Cisténi dat — snaha o doplnéni chybéjicich hodnot, odstranéni $umu v datech, iden-
tifikaci odlehlych hodnot a vyfeSeni nekonzistence dat.

. Integrace dat — slouceni dat z riiznych datovych zdroji. Pravé integrace dat je hlav-

nim zdrojem nekonzistence, a proto se casto integrace a ¢isténi dat provadi v jednom
kroku.

. Vybér dat — cilem je vybrat data, ktera jsou relevantni pro danou dolovaci tlohu.

Data byvaji ¢asto uloZena v relacnich databazich, proto vybér dat predstavuje selekci
relevantnich sloupci z tabulek. V pripadé datovych skladi mizeme vybrat vhodné
dimenze.

. Transformace dat — Gprava dat do podoby vhodné pro dolovani. Muze zahrnovat

odstranéni Sumu, agregaci, generalizaci, normalizaci a konstrukci novych atributti.
V pripadé potifeby muze byt provedena i redukce dat.

. Dolovani z dat — jadro procesu, kde je aplikovan konkrétni algoritmus za tcéelem

extrakce pozadovanych vzoru. Algoritmy pro dolovani vychéazeji z riznych disciplin
jako je statistika, strojové uceni, databazové technologie a jiné.

. Vyhodnoceni vzoru — cilem tohoto kroku je uréit skuteéné zajimavé vzory pomoci

meér uzitecnosti. Mezi tyto miry naptiklad patii spolehlivost a podpora.

Prezentace znalosti — vysledné informace se uzivateli prezentuji ve vhodné formé.
Nejcastéji se vyuzivaji rizné grafy a tabulky.



Prvni ¢tyti kroky procesu jsou souhrnné oznacovany jako predzpracovani dat. V pripadé
datovych skladt se také mizeme setkat s pojmenovanim ETL - extrakce, transformace
a prenos (loading). V této fazi se data pfipravuji pro dolovani.

2.2 Data pro dolovani

Dolovat je v podstaté mozné z datovych zdroji libovolného typu — at uz se jedna o data
perzistentné ulozend anebo dynamicky se ménici (tzv. datové proudy). Mezi typické zdroje
dat pro dolovani patfi:

e Relaéni databaze — data uchovavana v tabulkach. Radky tabulek reprezentuji jed-
notlivé zaznamy a sloupce obsahuji informace o atributech téchto zdznamt. Pro praci
s daty se vyuziva jazyk SQL.

e Transakéni databaze — data jsou v souboru, ve kterém kazdy zdznam reprezentuje
jednu transakci. Transakce zahrnuje unikatni identifikdtor a seznam polozek, které
transakci tvori. Piikladem mize byt ndkup zbozi zédkaznikem.

e Datovy sklad — komplexni integrované datové tlozisté, kde jsou data uloZzena ve
strukture, kterd umoznuje efektivni analyzu a dotazovani. Prace s timto loZistém
pak probih& pomoci OLAP! operaci.

e Prostorové a ¢asoprostorové databaze — uchovavaji informace vztahujici se k néja-
kému prostoru. Typickym prikladem je geografickd databaze obsahujici souradnice
objektdl na mapé.

e Databaze sekvenci — obsahuje usporadané udalosti, kde ¢as mize, ale nemusi, byt
explicitné zaznamenam. Typickym prikladem jsou sekvence nakupu zbozi.

e Multimedialni databaze — uchovavaji textové dokumenty, obrazky, audio a video.

e Web — velmi rozsahla heterogenni databaze. Typickymi dolovacimi tlohami nad timto
ulozistém je dolovani z uziti webu, automatické shlukovani, klasifikace webovych stra-
nek a analyza komunit v socidlnich sitich.

2.3 Typy dolovacich aloh

Podle typu vysledki mtizeme dolovaci tlohy rozdélit do dvou kategorii:

e Deskriptivni — vysledky néjakym zpiisobem popisuji zdrojova data (vzory, shluky
apod.).

e Prediktivni — vysledkem tlohy je model aplikovatelny na nezndmé data s cilem
predikovat urcité vlastnosti.

Mezi zakladni dolovaci tlohy patii popis konceptu nebo tfidy, dolovani frekventovanych
vzoru a asociaCnich pravidel, klasifikace a predikce, shlukova analyza, analjza odlehlych
hodnot a evoluéni analyza. O téchto tlohach budou struc¢né pojednévat nasledujici ¢ast
kapitoly.

!Online Analytical Processing



Popis konceptu nebo tridy

Cilem této dolovaci tlohy je asociovat data s uré¢itym konceptem nebo t¥idou. Pro uzivatele
pak muze byt uzite¢né jednotlivé t¥idy a koncepty popsat néjakym souhrnnym, stru¢nym
a pritom pfesnym zpusobem. Popis tfid a koncepti lze ziskat pomoci nasledujicich metod:

e Charakterizace dat — tfida je popsana sumarizaci jejich obecnych vlastnosti.

e Diskriminace dat — tiida je popséna na zédkladé srovnani s jinou tfidou nebo mnozi-
nou t¥id.

Dolovani frekventovanych vzoru a asociacnich pravidel

Frekventované vzory jsou vzory, které se v datech vyskytuji ¢asto. Frekventované vzory se
objevuji v mnoha ruznych podobach, napriklad jako frekventované mnoziny u transakénich
databéazi, (frekventované) sekvenéni vzory, frekventované podgrafy a dalsi. Dolovani frek-
ventovanych vzort odhaluje zajimavé asociace a korelace’ v datech. Klasickym p¥ikladem
dolovani asocia¢nich pravidel je analyza nakupniho koSiku, kdy jsou vyhledavany asociace
mezi koupenymi produkty z transakénich databéazi v obchodnim Fetézci.

V ramci dolovani frekventovanych vzora definujeme nékolik zakladnich pojmi:

Definice 1 Necht I = iq,19,...,1, je mnozina poloZek. Necht D je databdze transakci, kde
kazdd transakce T je mnozina polozek takovd, Ze T C I. Kazdé transakci prislusi unikdtni
identifikator. Asociacni pravidlo je implikace ve tvaru A= B, kde ACI,BCIl aANB=
(). Podpora (support) a spolehlivost (confidence) pravidla A = B v mnoZirie transakci D
je pak s vyuzitim pravdépodobnosti definovdna ndsledovné:

podpora(A = B) = P(AU B)

spolehlivost(A = B) = P(B | A) (2.1)

Z Rovnice 2.1 lze ddle odvodit ndsledujici rovnici pro vypocet spolehlivosti:

. podpora(AU B)
spolehlivost(A = B) (B|A) podpora(A) 22)

Jinymi slovy pravidlo A = B ma podporu p, pokud se v p % transakci z D objevuje
mnozZina polozek AU B. Totéz pravidlo mé spolehlivost s, pokud s % transakci z D, které
obsahuji A, obsahuji také B. K odliSeni zajimavych pravidel a korelaci jsou pfi dolovacich
tlohach definovany hodnoty pro miniméalni podporu a minimalni spolehlivost, kterych musi
ziskané pravidlo dosahovat, aby bylo povazovano za zajimavé.

Dolovani asociac¢nich pravidel je pak tvofeno dvéma kroky:

1. Nalezeni v8ech frekventovanych mnozin, které spliiuji podminku minimélni podpory.
Pro realizaci tohoto kroku je mozné pouzit naptiklad algoritmus Apriori ¢i jeho mo-
difikace. Tento algoritmus vyuZiva pristupu generovani a testovani kandidatt na frek-
ventované mnoziny s vyuzitim tzv. Apriori vlastnosti, ktera ¥ika, ze kazda neprazdna

?Korelace znamena vzajemny vztah mezi dvéma procesy nebo veli¢inami.



podmnozina frekventované mmnoziny musi byt také frekventovana. Hlavnimi nedo-
statky tohoto algoritmu je nutnost mnoha prichodt databaze a ptilis velky pocet ge-
nerovanych kandidatt. Druhy nedostatek odstranuje napfiklad algoritmus Frequent
Pattern Growth (FP Growth), ktery se generovani kandidatt vyhyba. FP Growth
bude popsan dale v Kapitole 4.2.

Generovani asocia¢nich pravidel z frekventovanych mnozin tak, aby ziskana pravidla
spliovala podminku minimélni podpory a minimdlni spolehlivosti. Pro realizaci to-
hoto kroku se nejcastéji vyuziva Rovnice 2.2 pro vypocet spolehlivosti ze zndmych
hodnot podpory.

Asociac¢ni pravidla se dale mohou klasifikovat podle nejriznéjsich kritérii. Typy pravidel
muzeme délit podle:

Typu hodnot v pravidlech — booleovska asociaéni pravidla (zajimé nés jen pfi-
tomnost, resp. nepfitomnost polozky) a kvantitativni pravidla (popis asociace mezi
kvantitativnimi polozkami).

Poc¢tu dimenzi v pravidlech — jednodimenziondlni (napf. koupi(A) = koupi(B))
a vicedimenzionalni (napi. prijem(10000—20000)+vek(30—39) = koupi( Automobil))
asociac¢ni pravidla.

Urovné abstrakce — pokud pravidla obsahuji riizné irovné abstrakce, tzv. vicetiro-
vilova asociacni pravidla.

Dalsi rozsifeni — specialni rozsifeni, napf. maximalni vzory, uzaviené mnoziny,

Klasifikace a predikce

Klasifikace je proces hledani modelu, ktery rozdéluje data na zakladé jejich vlastnosti do
kone¢né mnoziny tfid nebo konceptu. Klasifikace se pouziva k predpovédi hodnot katego-
rického charakteru. Predikce je obdobny proces jako klasifikace, jen s tim rozdilem, Ze se
pouziva pro dedukci hodnot spojitého charakteru.

Cely proces klasifikace a predikce se sklada z nasledujicich kroki:

Trénovani — v této fazi se vytvori klasifikacni model. Model je vytvoien na zakladé
trénovaci mnoziny dat. U dat z této mnoziny zndme t¥idu, do které patfi.

Testovani — v druhé fazi se otestuje pfesnost klasifikaéniho modelu na datech z tes-
tovaci mnoziny dat. U dat z této mnoziny také znamé tiidu, do které patii. Podle
vysledku testovani klasifikatoru se rozhodne, jestli je model dostateéné presny a muze
byt pouzit pro klasifikaci budoucich hodnot.

Aplikace — v posledni fazi se ziskany model vyuziva pro klasifikaci objekti, jejichz
cilové tridy nezname.

Mezi zakladni metody pouzivané pro klasifikaci a predikci patii napiiklad:

Rozhodovaci strom — jedné se o graf stromové struktury, kde kazdy vnitini uzel
reprezentuje test hodnoty nékterého atributu, kazda vétev reprezentuje vysledek testu
a kazdy listovy uzel reprezentuje tfidu, do niz je dany objekt klasifikovan.



Bayesovska klasifikace —jedné se o klasifikaci zaloZenou na statistice, konkrétné na
vypoctu pravdépodobnosti prislusnosti objektu do jednotlivych t¥id.

Neuronova sit — pro klasifikaci se vyuZivd nejéastéji neuronové sité se zpétnym
sifenim chyby. Jednd se o sit umélych neuronti, pficem? uceni zde probihd postupnou
modifikaci vah vstupt jednotlivych neuront.

SVM (Support Vector Machines) — slouzi pro klasifikaci linedrnich i nelineér-
nich dat. Algoritmus je zaloZen na nelinedrnim mapovani trénovaci mnoziny do vi-
cedimenzionalniho prostoru, v némz hleda optiméalni linedrni oddélujici rovinu, ktera
maximalizuje vzdalenost mezi jednotlivymi tfidami.

Klasifikace zaloZena na pravidlech - model je reprezentovan jako mnozina pravi-
del tvaru IF podminka THEN tiida, ktera jsou obvykle extrahovana z rozhodnovaciho
stromu.

Klasifikace zaloZena na k-nejblizsim sousedstvi — klasifikovany vzorek je pfita-
zen do t¥idy, ktera je nejcetnéjsi v mnoziné k vzorku vybranych z trénovaci mnoZiny,
které jsou klasifikovanému vzorku nejblize vzhledem k urcité vzdalenostni metrice.

Regrese — jedna se o metodu nejcastéji vyuzivanou pro predikci. Zakladni varian-
tou je jednoducha linearni regrese, ktera je zalozena na metodé nejmensich ¢tverci.
Zobecnénim této metody je ndsobnd linedrni regrese. Dalsim typem pak je nelinearni
regrese, kterou vSak lze vétSinou transformovat na regresi linearni.

Dolovani shluku

Podobné jako u klasifikace jsou i pfi shlukové analyze data rozifazovana do t¥id, ovSem v pii-
padé shlukovani nezname predem cilové tfidy a u nékterych algoritmi nezndme ani jejich
pocet. Cilem shlukovéni je tedy rozdélit data do shluki/t¥id na zakladé jejich podobnosti.
Obsahem jednoho shluku jsou objekty navzajem podobné a zaroven rozdilné od objekti
v ostatnich shlucich. Pro uréovani podobnosti se pouziva nejéastéji tzv. vzdalenostni funkce
(napt. klasickd Euklidovska vzdélenost).

Metod pro shlukovani je opét cela rada:

Metody zaloZené na rozdélovani — tyto metody rozdéluji n objekti do k shlukd,
pricemz kazdy shluk musi obsahovat alespon jeden objekt a kazdy objekt musi patrit
pouze do jednoho shluku, (k-means, k-menoids).

Hierarchické metody — metody tohoto typu vytvafeji hierarchicky rozklad mnoziny
objektt. Shlukovani muze probihat piistupem zdola-nahoru (shlukujici metoda), kdy
na pocatku kazdy objekt patii do vlastni tfidy a postupné dochézi ke slu¢ovani nejpo-
dobnéjsich shlukt. Opakem je pFistup shora-dolii (rozdélujici metoda), kdy na pocatku
patii vSechny objekty do jednoho shluku, ktery je postupné délen na mensi shluky.

Metody zaloZené na hustoté — tyto metody vychdzeji z pfedpokladu, Ze shluky
jsou tvoreny oblastmi s vysokou hustotou objektti v prostoru dat, které jsou navzajem
oddéleny oblastmi s nizkou hustotou objekti (DBSCAN, DENCLUE).

Metody zaloZzené na mfiizce — tyto metody rozdéluji prostor dat na konecény pocet
bunék, které tvori miizkovou strukturu. Hlavni vyhodou je rychlad doba zpracovani.



e Metody zaloZené na modelech — cilem je nalézt co nejlepsi shodu mezi datovou
mnozinou a danym matematickym modelem.

Analyza odlehlych hodnot

Databaze muze obsahovat datové objekty, které se neshoduji s obecnym chovanim nebo
modelem dat. Tyto data se nazyvaji odlehlé objekty. Vétsina dolovaci uloh odlehlé ob-
jekty zahazuje jako datovy Sum nebo vyjimky. Nékteré tlohy, jako je napfiklad detekce
neobvyklého chovani a podvodii, naopak povazuji odlehlé hodnoty za zajimavé a vyuzivaji
analyzu odlehlych hodnot ve fazi dolovani. Odlehlé hodnoty se ziskavaji zpravidla pouzi-
tim upravenych dolovacich metod. Pfikladem muze byt shlukovani, které tyto objekty umi
identifikovat. Dalsi moznosti je pouziti metod statistického zpracovani dat.

Evoluc¢ni analyza

Evoluéni analyza popisuje a modeluje pravidelnosti nebo trendy objekti, jejichZ chovani se
meéni v ¢ase. Mezi typické tlohy tohoto typu patfi napfiklad analyza trendu ¢i podobnostni
hledani v ¢asovych fadach a dolovani sekven¢nich a periodickych vzort.



Kapitola 3

Ziskavani znalosti z obchodnich
procesu

Nez pristoupime k popisu dolovani procesi, tak si nejprve objasnime zivotni cyklus pro-
cesniho fizeni (Business Process Management life-cycle) podle Obréazku 3.1. Zivotni cyklus
popisuje odlisné ridici faze konkrétnich obchodnich procest. Informace v této kapitole jsou

prevzaty z [1], [2], [4], [3] a [19] .
Analyza
modelu
Prizplsobovaci
-
Verifikace p
vykonu

’\M(;eﬁCZ[Névrhové féze}

A/pecmkace
Konfiguracni/

implementacni faze
Obrézek 3.1: Zivotni cyklus fizeni procesu, pievzato a upraveno z knihy [1].

Diagnosticka
faze

Monitorovaci
faze

e Navrhova faze — v této fazi se proces navrhnuje.

e Implementaéni/konfiguraéni fize — model je pfeveden na bézici systém. Tato faze
muze trvat velice kratkou dobu, pokud je model jiz ve spustitelné verzi a procesné
Fidici systém funguje spravné. Avsak pokud je model pouze neformalni a musi byt
naimplementovan do existujiciho softwaru, maze tato faze trvat znacny cas.

e Monitorovci faze — proces normélné bézi a je monitorovan, aby se zjistilo, jestli
neni potfeba néjaké zmeéna.
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e Prizpusobovaci faze — nékteré zmény jsou vyfeSeny pravé v této fazi. Cely proces
neni zménén a zadny novy software neni pridan. Proces se pouze lehce upravuje a
adaptuje pomoci preddefinovanych tukont.

e Diagnosticka faze— v této fazi se vyhodnocuje proces a monitoruji se vznikajici
pozadavky zpiisobené zménou prostiedi procesu (zmény zakont, prav, odpovédnosti).
Nizky vykon nebo nové pozadavky na proces mohou spustit novou iteraci zivotniho
cyklu, ktera startuje v navrhové fazi.

Jak je vidét z Obrazku 3.1, modely procestu hraji dominanti roli v navrhové fazi a v imple-
menta¢ni/konfiguracéni fazi. Doneddvna bylo velmi malé propojeni mezi vyprodukovanymi
daty, které se do systému ulozily béhem prace systému, a mezi skute¢nym navrhovanim pro-
cesu. Ve vétSiné organizaci diagnosticka faze neni podporovana systematicky a opakované.
Jen nékteré problémy a velké vnitini zmény zpiisobi nastartovani nové iterace zivotniho
cyklu a informace z aktudlnho procesu nejsou pouzity v navrhové fazi. Dolovani procest
poskytuje moznost opravdu uzaviit zivotni cyklus procesniho fizeni. Data zaznamenana
v informacnich systémech mohou byt pouZita pro lepsi ndhled na aktualni proces, napii-
klad se analyzuji odchylky a tim se zvysuje kvalita vysledného modelu.

Dolovani procesii je pomérné nova védecka disciplina. Radi se mezi strojové uéeni a zis-
kévani znalosti z databézi na jedné strané a mezi modelovani a analyzu procest na strané
druhé. Cilem dolovéani procesti je objeveni, monitorovani a vylepSeni redlnych procest (ne
smyslenych) pomoci ziskédvani znalosti ze zdznamu udalosti, které jsou dostupné ve vétsiné
soucasnych systémi.

Podpora/ |
fizeni

Obchodni

Softwarové
systémy

Stroje
Komponenty
Organizace

P Zaznamenané
Analyza : Spemflkujg udalosti - zpravy,
model U |mplementgje transakce apod
konfiguruje
ERENZAVE
/\ /\
\_/ < , v

Nalezeni procesu

Model e Zaznamy

(procesu) Kontrola procesu udalosti
~ << —
-
VylepSeni procesu

Obrazek 3.2: Schéma, dolovdni procesi
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Obrazek 3.2 ukazuje, ze dolovani procesu tvori spojeni mezi skuteénym procesem a
jeho daty na jedné strané a mezi modelem procesu na strané druhé. Dnesni informacni
systémy ukladaji obrovské mnozstvi udéalosti, které se podle Obrazku 3.2 nazyvaji zaznam
udalosti. AvSak vétsina systému uklada tyto informace v nestrukturované formé, tzn. data
o udalostech jsou rozptyleny v mnoha tabulkich nebo v riznych podsystémech. V takovych
pripadech data o udalostech existuji, ale je potieba néjaké tusili k jejich ziskani. Extrakce
dat je interni ¢ast kazdého dolovani procesi.

Predpokladejme, Ze je mozné sekvencné zaznamenavat udalosti tak, ze kazda udélost od-
kazuje na aktivitu (plné definovany krok v procesu) a je spojena s konkrétni instanci procesu
(jedna mozné cesta procesem). Uvazujme napiiklad zpracovani pozadavki pro kompenzaci,
které byly namodelovany pomoci Petriho sité na Obrazku 3.3. Instance procesu jsou jednot-
livé pozadavky a pro kazdou instanci se ukladé cesta udalosti. Piikladem uloZené cesty muze
byt posloupnost: registruj pozZadavek, zkontroluj vagné, zkontroluj tiket, rozhodni, reinicia-
lizuj poZadavek, zkontroluj tiket, zkontroluj dikladné, rozhodni, zaplat kompenzaci. Zde jsou
pouzita jména aktivit pro identifikaci udalosti. Avsak, jsou zde dvé udalosti rozhodni, které
se staly v rtizném ¢ase (étvrta a osméa udalost), vyprodukovaly rizné vysledky a mohly byt
provedeny ruznymi lidmi. Ziejmé je dilezité odlisit tyto dvé udalosti. Kvili tomu mnoho
zédznamu udalosti navic obsahuje dalsi informace. Kdykoliv je to mozné, techniky pro dolo-
véani procest vyuzivaji extra informace jako jsou zdroje (lidé, zafizeni) vykonavajici danou
aktivitu, casové razitko udélosti, nebo datové elementy ulozené spolu s udalosti (velikost
objednavky, atributy vyrobku apod.).

Zkontroluj podrobné

A
z : : Zkontroluj vagné Rozhodni
start Registruj

pozadavek >

Zkontroluj tiket

Zaplat
kompenzaci

Konec

Odmitni poZadavek

Reinicializuj
pozadavek

Obrazek 3.3: Ukazka mozné reprezentace procesu pomoci petriho sité

3.1 Typy dolovani procesu

Podle Obrazku 3.2 se da zadznam udalosti pouzit pro t¥i rizné typy dolovani procesu. V této
podkapitole jsou informace pfevzaty z knihy [1] a ¢lanku [2].

Nalezeni procesu (discovery)

Technika pro nalezeni procesu vezme zaznam udalosti a vytvori model bez pouziti predem
znamych informaci. Pfikladem mtze byt « - algoritmus. Tento algoritmus pfevede zaznam
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udélosti na Petriho sit, kterd presné modeluje chovani zaznamenané v zdznamu. Napriklad
pokud bychom jako vstupni parametr pro « - algoritmus dali dostateény pocet provedeni
procesu ukazaného na Obrazku 3.3, je tento algoritmus schopen automaticky sestrojit Pe-
triho sit bez dalsich znalosti. Pokud zdznam udélosti obsahuje navic informace o zdrojich,
je mozné sestrojit také model zavisloti zdroji, nap¥. socidlni sit, jak lidi v organizaci ko-
munikuji a pracuji.

Kontrola procesu (conformance)

V této dolovaci technice se vezme existujici model procesu a porovna se se zaznamem
udalosti toho stejného procesu. Této techniky se vyuziva pro zjisteni, zda realita (uloZena
v zdznamu udalosti) odpovida modelu. Lze také zkoumat zda model odpovida realité. Na-
priklad mtizeme mit model procesu, ve kterém jsou potfeba dvé kontroly pii platbé vice jak
jednim milionem korun. Analyzou zdznamu udéalosti se zjisti, zda je toto pravidlo dodrZeno
nebo ne. Dalsim prikladem muZe byt kontrola tzv. pravidla ¢tyf oci, které rika, Ze jedna
dulezita aktivita by neméla byt vykonavana jednou a tou samou osobou. Pomoci porovnani
zaznamu udalosti s modelem spliiujicim dané pozadavky muZeme nalézt potencidlni pii-
pady podvodu. Tedy kontrola procesu mize byt pouzita pro detekci, lokalizaci a objasnéni
odchylek. Déle potom pro méfeni vaznosti téchto odchylek.

Vylepseni procesu (enhancement)

Cilem této techniky je rozsifeni nebo vylepSeni existujiciho procesu pomoci informaci ze
zaznamu udéalosti o aktudlnim procesu. Rozlisuji se dva typy vylepseni procesu:

e Oprava — modifikace modelu tak, aby lépe odpovidal realité. Napriklad méjme dvé
aktivity, které jsou namodelovany sekvencné. Avsak ve skutecnosti mohou nastat v ja-
kémkoliv poradi. Poté muze byt model opraven, aby lépe vyjadfoval realné chovani.

e Rozsifeni — pifidani nové perspektivy do modelu procesu pomoci korelace se zézna-
mem. Prikladem miZe byt rozsifeni modelu procesu o vykonostni data. Konkrétné
pridanim cCasovych razitek do zdznamu udalosti procesu zpracovdni pozZadavku pro
kompenzaci z Obrazku 3.3 docilime toho, Zze jsme schopni ukazat prekazky, urovné
sluzeb, ¢asovou propustnost nebo frekvence opakovani. Podobné muze byt zminény
proces rozsifen o zdroje, rozhodovaci pravidla, metriky kvality apod.

Model procesu z Obrazku 3.3 ukazuje pouze perspektivu ridiciho toku. Avsak, pokud se
rozsifuje model procesu, pridavaji se nové perspektivy. Techniky nalezeni procesu a kontrola
procesu nejsou limitovany pouze na perspektivu 7idiciho toku. Naptiklad je mozné nalézt
socialni sit a zkontrolovat validitu této sité s néjakym organiza¢nim modelem pomoci z&-
znamu udalosti. Tedy k jiz zminénym tfem typtm dolovacich technik mizZeme pridat ¢tyri
rtzné perspektivy dolovani:

e Perspektiva fidiciho toku — zaméfuje se na Fidici tok, tedy na sefazeni jednotli-
vych aktivit za sebou. Cilem této perspektivy je nalezeni tiplné charakteristiky vSech
moznych cest. Byva vyjadiena pomoci Petriho sité, BPMN (Business Process Model
and Notation), EPN (Event-driven Process Chain) nebo UML AD (Unified Modeling
Language Activity diagram)
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e Organizaéni perspektiva — zaméfuje se na informace o zdrojich, které jsou skryty
v zdznamu udalosti. Zabyva se ti€astniky procesu, tedy lidmi, systémy, rolemi, oddéle-
nimi apod. Zkouma u nich, jak jsou zapojeni do procesu a jak spolu souvisi. Cilem je
vytvorit strukturu organizace pomoci klasifikace lidi a jejich roli nebo také predstavit
socialni sif organizace.

e Perspektiva instanci procesu — pracuje s vlastnostmi jednotlivych instanci pro-
cesu, ktera je nejCastéji charakterizovana cestou procesem. AvSak navic instance pro-
cesu muze byt charakterizovana pomoci hodnot odpovidajicich datovych elementti.
Napriklad pokud instance reprezentuje doplnéni zbozi do obchodu, mize byt velice
zajimavé znat dodavatele jednotlivych produkti nebo pocet objednanych kust.

e Casova perspektiva — zabyvé se ¢asem a frekvencemi jednotlivych aktivit. Pokud
se do zaznamu udalosti ukladaji ¢asové znamky, je mozné pomoci dolovani odhalit
prekazky, mérit viykon systému, monitorovat vyuziti zdroji nebo predikovat zbyvajici
¢as bézicich procest.

Zminéné perspektivy se ¢astecné prekryvaji a nejsou aplné. Avsak poskytuji dostatecnou
charakteristiku aspekti, které chceme pomoci dolovani procest analyzovat.

V této praci bylo na prikladech ukazéno dolovani procestu offline, tedy procesy byly
analyzovany pozdéji, nez se vykonaly. Nicméné, vice a vice technik pro dolovani procesii
lze pouzit i pfi online dolovani. Témto technikdm se fika podpora provozu (operational
support). Pfikladem miize byt detekce neshody procesu s modelem pii vzniku odchylky
v systému za béhu tohoto systému. Dalsim pfikladem je predikce zbyvajicitho ¢asu bézici
instance procesu. Mame-li ¢asteéné provedeny proces, mizeme zbyvajici ¢as odhadnout na
zakladé historickych informaci stejnych nebo podobnych instanci procesu. Tyto ukazky ilu-
struji fakt, ze spektrum technik pro dolovani procest je Siroké a nejedna se pouze o techniku
nalezeni procesu (process discovery). V dnesni dobé muze dolovani procestt podporovat cely
zivotni cyklus Fizeni procesu, jak je ukdzano na Obrazku 3.1. Dolovani procest neni rele-
vantni pouze pro faze navrhovani a diagnostiky, ale také pro monitorovaci a pfizptisobovaci
faze.
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3.2 Tlustrace principu

K ilustraci principu dolovani procesi pouzijeme piiklad, ktery bude vychazet z Tabulky
3.4, ktera obsahuje zaznam udalosti. Piiklad je pfevzat ze ¢lanku [3].

Identifikator Identifikator
instance ukolu
Instance 1 Ukol A
Instance 2 Ukol A
Instance 3 Ukol A
Instance 3 Ukol B
Instance 1 Ukol B
Instance 1 Ukol C
Instance 2 Ukol C
Instance 4 Ukol A
Instance 2 Ukol B
Instance 2 Ukol D
Instance 5 Ukol E
Instance 4 Ukol C
Instance 1 Ukol D
Instance 3 Ukol C
Instance 3 Ukol D
Instance 4 Ukol B
Instance 5 Ukol F
Instance 4 Ukol D

Obréazek 3.4: Priklad zdznam udélosti. Pfevzato z ¢lanku [3].

Tento zaznam obsahuje informace o péti instancich procesti. Zaznam ukazuje, ze u 4
instanci (1, 2, 3 a 4) byly provedeny tkoly A, B, C a D. U paté instance byly provedeny
pouze dva tkoly, a to tkoly E a F. Ze zdznamu déale mlizeme vycist, ze pokud je proveden
tkol B, tak potom je vzdy proveden i kol C. Avsak v nékterych piipadech je tikol C prove-
den pred ukolem B. Na zakladé informaci z Tabulky 3.4 a po zvazeni nékolika predpokladi
o kompletnosti zdznamu (napiiklad predpokldadame, Ze instance jsou reprezentativni, a Zze
dostateény pocet instanci mozného chovéni je zaznamenano v tabulce), mizeme dedukovat
model procesu, ktery je na Obrazku 3.5. Model je prezentovan jako Petriho sit, kde jed-
notlivé tkoly jsou zndzornény prechody. Petriho sit za¢ind tkolem A a kon¢i tkolem D. Po
zpracovani ukolu A se B a C zpracuje paralelné. V pripadé tohoto prikladu predpokladame,
ze dva 1koly jsou paralelni, pokud se v zaznamu vyskytuji za sebou ndhodné. Diky tomu,
ze rozliSujeme start a konec tikolu, je mozné explicitné urc¢it paralelizmus. Misto toho aby
proces zac¢inal tkolem A muze zacit i ikolem E nasledovany F.

Tabulka 3.4 obsahuje minimum informaci, které jsou potfeba pro uspésné sestaveni
modelu. V mnoha aplikacich zédznam procest obsahuje ¢asové razitko pro kazdy ukol a tato
informace mtize byt dale pouzita k zjisténi dalsich kauzalnich ! znalosti. Za dalsi je mozné

'Kauzalita je vztah mezi udalosti (pii¢ina) a druhou udélosti (néasledek), kde prvni udalost zpiisobuje
druhou.
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zkoumat relace mezi atributy jednotlivych instanci nebo skutecnou cestu, kterou kazda

instance prosla.
B _’Qi
A
D

start Konec

Obrazek 3.5: Model procesu korespondujici se zaznamem udalosti

U tohoto prikladu je vcelku jednoduché vytvorit model procesu, ktery dokaze genero-
model projevoval znamky alternativnich a paralelnich cest, poté zaznam s nejvétsi pravdé-
podobnosti neobsahuje vSechny mozné kombinace. Vezméme si napriklad 10 tkola, které
se mohou vykonat paralelné. Celkovy pocet moznych cest siti by byl 10! = 3628800. Neni
mozné predpokladat, Zze by vSechny mozné cesty byly zahrnuty v zdznamu. A za dalsi, nék-
teré cesty modelem mohou mit nizsi pravdépodobnost vykonani a proto nemusi byt nikdy
detekovany. Zasuméni dat miize dale zkomplikovat vytvaireni modelu.

3.3 Mozné problémy pri dolovani procesu

Dolovani procest prineslo fadu zajimavych védeckych problému. Nékteré jiz byly vyreseny,
jiné pottebuji dalsi vyzkum. V této kapitole budou ukazany nejzajimavéjsi problémy, které
jsou vice popsany v ¢lanku [4].

Dolovani skrytych ukola

Jeden ze zakladnich pfedpoklad® dolovani dat je, ze vSechny udalosti jsou zaregistrovany
v zdznamu (vyskyt tkold pro specifické piipady). Samoziejmé, neni mozné najit informaci
o tkolech, které nejsou zaznamenany. Avsak vzhledem k specifickym jazyktm je mozné za-
znamenavat tzv. skryté tkoly. Napiiklad pfedpokladejme, ze v Tabulce 3.4 udalosti, patiici
k tkolu A, jsou odstranény. Ackoli zdznam neodhali ikol A, je zfejmé, Ze tam musi byt
AND-rozdéleni pokud predpokladame, ze tkoly B a C jsou paralelni. Podobné muzZeme
predpokladat, Ze tam musi byt AND-spojent, pokud bychom odstranili kol D ze zdznamu.
Predpokladejme, ze bychom odstranili ikoly A a D ze zadznamu. V takovém pripadé je stale
mozné automaticky zrekonstruovat model procesu, Obrazek 3.6. AvSak pro komplikovanéjsi
procesy miuze byt nalezeni skrytych tkold obtiZzny problém, ktery se fesi pozorovanim nebo
simulaci.
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Obrazek 3.6: Model procesu se dvéma skrytymi tkoly.

Dolovani duplikovanych ukolua

Problém duplikovanych kol souvisi se situaci, kdy mame model procesu (napt. Petriho
sit) s dvéma uzly, které odpovidaji jednomu tkolu. Pfedpokladejme, ze v Tabulce 3.4 a na
Obrazku 3.5 prejmenujeme kol E na B. Vysledna Petriho sif je zobrazena na Obrazku
3.7. Mizeme vidét, ze modifikovany zaznam by mohl byt vysledkem modifikovaného pro-
cesu. Avsak je velice obtizné automaticky zkonstruovat model procesu z Tabulky 3.4, kde
je prejmenovano E na B, protoZe neni mozné odlisit kol B v instanci 5 od B v jinych
instancich. Pritomnost duplikovanych tkola je velice Casto spojena s pritomnosti skrytych
tkol. Mnoho procesti se skrytymi tkoly ale bez duplikovanych tkold mize byt prevedena
na ekvivalentni proces s duplikovanymi tkoly ale bez skrytych ukolt.

—O—1 00—
\_.©_>

@start Konec
» B *>O—> F

Obrazek 3.7: Model procesu s duplikovanymi tkoly.

\ 4

Dolovani smycek

V procesu je mozné, ze se opakuje vykonavani stejného tikolu nékolikrat. Pokud toto na-
stane, potom se typicky jedna o smycku v daném modelu. Obrazek 3.8 ukazuje priklad
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modelu se smyckou. Po vykonani tikolu B se muze kol C vykonat nékolikrat, jsou tedy
mozné nasledujici sekvence BD, BCD, BCCD, BCCCD, atd. Smycky, jako je ta na Ob-
razku 3.8, je lehké odhalit. Avsak smycky se mohou v procesu vyskytovat mezi libovolnymi
tkoly v procesu. Pro vice slozité procesy neni dolovani smycek trividlni problém, jelikoz
v zdznamu muze jeden kol byt pritomen nékolikrat pro danou instanci.

\ 4
pd
C>
y
-
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start Konec
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Obrazek 3.8: Model procesu se smyckou.

Prace s ¢asem

Tabulka 3.4 ukazuje minimum informaci potfebnou na vytvoreni urcité formy dolovani
procesu. Kazdy Fadek popisuje udélost (zacatek ukolu pro specificky ptipad). V mnoha
pripadech zédznam obsahuje informaci o Case, takze kazda udalost ma casové razitko. Pri
modelovani trvani vykonani tkolu miizeme zaznamenévat zacatek a konec udéalosti. Po-
rovnanim odliSnosti mezi ¢asovym razitkem zacatku udélosti a Casovym razitkem konce
korespondujici udalosti je mozné urcit cas zpracovani dat. Informace o ¢ase muze byt pou-
Zita za dvéma ucely: pfidavani informaci o ¢ase pro zpracovani dat daného modelu a zlepseni
kvality odhaleného zpracovani dat u daného modelu. Je relativné lehké rozsitit model zpra-
covani dat o ¢asovou informaci. Nejprve je potieba vydolovat model zpracovani dat pricemz
se nebere ohled na ¢asové znamky a poté pfehrat zaznam v modelu zpracovani dat. Pre-
hranim zédznamu je velmi jednoduché spocitat tok casu, ¢ekaci dobu a cas procesi. Muze
ovSem nastat komplikace, ze v urcitych pripadech nalezeny model procesu nemusi presné
vyhovovat dané udalosti. Tato informace by vSsak mohla byt pouzita pro modifikaci modelu
daného procesu (tzn. pfima modifikace vysledkii z modelu, vy¢isténi zdznamii nebo pfidani
nové znalosti a opakovani dolovaciho algoritmu). Pro zlepSeni kvality zdznamu se vSak vic
vyuzivé informace o ¢ase. Napriklad pokud dvé udalosti probihaji v kratkém casovém useku,
je velice pravdépodobné, Zze mezi nimi bude kauzalni vztah. Piedstava casové vzdalenosti
by mohla byt vyuZita v dolovacich algoritmech. AvSak hodnota pridané veli¢iny dosud neni
znama. Fakt je, ze Zadna prace se timto problémem jesté nezabyvala.

Neuplnost v datech

Tento pojem souvisi s problémem Sumu. Zaznam je neuplny pokud neobsahuje dostateéné
informace pro odvozeni procesu (Tabulka 3.4 a odvozeny model procesu na Obrazku 3.5).

18



Predpokladejme, ze na Obrazku 3.5 je spravné reprezentace aktualniho procesu, avsak cesta
reprezentovana piipadem 5 je velmi neobvykla. Pokud dolujeme jen nékolik instanci procesu,
muze se stat, ze jen nékolik z nich, které jsou podobné piipadim 1,2,3,4, budou zapsany.
Ve vysledku je objeveny proces nespravny, protoze tkoly E a F chybi. Tento priklad muze
vypadat trividlné, avSak pro readlné procesy existuje az milion cest, kdy je mozné povolit
paralelni, podminéné a iterativni smérovani. Jako priklad uvazujme Obrazek 3.9. V tomto
procesu nejsou zadnd opakovani, tzn. vSechny pfikazy jsou zapocaty jen jednou. Avsak,
prikaz B a sekvence deviti ukolu C1, C2,..., C9 jsou zapocaty paralelné. Ve vysledku tedy
existuje deset moznych cest, tj. i kdyz neexistuji zddné moznosti, alespon 10 pripadi musi
existovat pro odvozeni modelu procesu, viz. Obrazek 3.9. Pozorovani, kde B je zapocato po
sekvenci 9 prikazu C1, C2,..., C9, je velice nepravdépodobné a pravdépodobné tisice za-
znamenanych pripadid jsou potfeba pro nalezeni spravného modelu. Pokud zménime proces
na Obrazku 3.9 stejné jako prikazy C1, C2,..., C9, které jsou zapocaty paralelné, potom
existuje 10!=3628800 mozZnych cest. V tomto pripadé je zédznam velice pravdépodobné ne-
kompletni a je potfeba vyuzit heuristické pfistupy na vyporadani se s timto problémem.
Tyto heuristické pfistupy jsou bézné zalozeny na principu Occamovy britvy, tzn. princip,
ktery popisuje: Kdyz existuji dvé konkurencni teorie, které popisuji stejné predikce, ta kterd
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Obrazek 3.9: Model procesu, kde je obtizné urcit synchronizaci
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Sum v datech

Vétsina algoritmi pro dolovani dat predpokladd (vyzaduje), aby informace byla spravna.
Toto je spravny predpoklad ve vétsiné situaci. Zéznam mize obsahovat Sum tj. nespravné
zaznamenané informace. Napriklad se muzZe stat, Ze urcita situace neni zaznamenana, anebo
je zaznamenana az poté, co se odehrala. Algoritmus pro dolovani dat by proto mél byt
robustni a brat ohled i na Sum. Kauzalni vztahy by neméli byt ureny z jednoho pozorovani.
Algoritmus pro dolovani dat by tedy mél rozlisit vyjimky z normalniho toku. Kdyz je
uvazovan Sum, je potfeba urcit mezni hodnotu pro odstranéni vyjimek nebo nespravnych
zaznamu.

Shromazdovani dat z heterogennich zdroju

Dnesni podnikové informacni systémy jsou komplexni a typicky sloZeny z obrovského poctu
aplikaci / komponent. Aplikace podporuji fragmenty procesu a vysledkem je, ze informace
potiebné pro dolovani procesu jsou rozptyleny ptes cely podnikovy informacni systém. Prave
proto je shromazdovani zaznamenanych udélosti slouzicich jako vstup do dolovani procesu
dtlezité. Dokonce i v ramci jediného produktu, udalosti mohou byt zaznamenany na néko-
lika stupnich v réiznjch ¢astech systému. Jako piiklad uvazujme ERP? systém jako SAP?,
v némz existuji desitky relevantnich zaznamu vhodnych pro dolovani procesu. Jeden pristup
je pouziti ulozenych dat, které extrahuji informace z téchto zdznami. V zafizenich neza-
vislych na XML* formétu se doporucuje pouzit jako vstup pravé tento format pro proces
dolovani dat.

3.4 Rozdily u dolovacich algoritmu

V této sekci se zaméfime na rozdily mezi dolovacimi algoritmy, které jsou vice popsany
v ¢lanku [4]. Samoziejmé je zde silnd vazba mezi dolovacim algoritmem a typem problému,
na kterém lze tento algoritmus tspésné pouzit. Pokud zkusime charakterizovat dolovaci
algoritmy, mizeme zacit vyctem typa problémi, s kterymi se algoritmus dokaze bez vétsich
obtizi vypotadat (napiiklad zvladani sumu, nekompletni zdznamy, pouziti ¢asu, duplikované
udélosti, apod.).

Techniky pro dolovéani z dat se podle dosavadnich zkuSenosti nedaji pouzit bez mo-
difikaci na dolovani procest. To znamend, Ze vétSina technik pro dolovani procesi méa
velice specifické vlastnosti. Navzdory tomu vSemu se miZeme na dolovani procesu divat
jako na podmnozinu obecného dolovani dat. Mnoho charakteristik vztahujicich se k obec-
nym dolovacim algoritmiim se zdaji byt relevantni i u dolovani procest (pocatecni znalosti,
lokélni-globalni dimenze, vypocetni slozitost, naroky na pamét).

Zaznamy procesid mohou obsahovat informace o atributech instanci procest a také sku-
te¢nou cestu, kterou dané instance prosla. Pro dany model procesu se mtze pouzit tradic-
nich dolovacich technik pro dolovani rozhodovacich pravidel, které budou predikovat cestu
specifické instance. Avsak pfi pouziti technik pro dolovani procesi je hlavni zaméreni na
vytvoreni modelu, ne na indukci pravidel pro predikci cesty grafem pro jednu instanci.

2Enterprise Resource Planning, podnikovy informaéni systém, je oznageni systému, jim# podnik (nebo
jind organizace) za pomoci pocitace Fidi a integruje vSechny nebo vétSinu oblasti své ¢innosti, jako jsou
planovéani, zasoby, ndkup, prodej, marketing, finance, personalistika, atd.

3Systems - Applications - Products in data processing

4Extensible Markup Language
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Vétsina zaznamu udalosti obsahuje pouze pozitivni priklady. Pokud obsahuje i Sum, je
mozné, ze obsahuje i negativni priklady. U téchto prikladi vSak chybi néjaky atribut, ktery
by fekl, Ze jsou negativni. Pouze pokud by byl pfitomny specialista na dany proces, je
mozné, ze by dokazal uréit negativni pfiklady (tato instance procesu nemuze nikdy nastat).

Pocateéni znalosti dolovani procesu

Dolovani dat i dolovani procesi je vlastné hledani ve velkém prostoru moznych model,
které jsou implicitné definované jazykem, ktery pouzivame pro reprezentaci objevenych mo-
delti. Cilem takového hledani je nalezeni modelu, ktery se nejvice blizi datim ze zaznamu
udalosti. Vybér jazyka pro realizaci procesu silné ovliviiuje dolovaci proces. Prikladem ta-
kového jazyka muze byt Petriho sit, blokové orientované procesni modely (block-oriented
process models) nebo diagram procesu rizeného uddlostmi (event dependency models). Nék-
teré modelovaci jazyky jsou robustnéjsi nez jiné. Napiiklad blokové orientované modely je
mozné lehce prevést na Petriho sité, ale opacny prevod neni vidy mozny. Z tohoto divodu
je Petriho sit robustnéjsi reprezentativni jazyk nez blokové orientované modely.

Pokud nevime nic o procesu, ktery chceme dolovat, je nejvhodnéjsi pouzit nejrobustnéjsi
reprezentativni jazyk modelu procesti, ktery je k dispozici. Nebot vybér méné robustniho
jazyka by nadm mohl znemozZnit najit odpovidajici model. AvSsak vybér nejrobustnéjsiho
jazyka ma také svij negativni efekt, jelikoz nam poroste velikost prostoru, ve kterém budeme
hledat. Velky vyhledavaci prostor zvysi Sum u dolovaci techniky, potfebuje vice dat pro
spésné dolovani a mé negativni efekt na vypocetni slozitost a naroky na paméf. Tato
situace se velice podobé situaci, kdy hledame spravny regresivni model. Pokud vime, Ze
hledame line4drni model, tak pouzijeme linearni regresi jako modelovaci techniku. Poté ndm
sta¢i mensi mnozstvi dat, zvoleny pfistup je méné nachylny na Sum a vypocetni c¢as je
kratsi, nez kdybychom pouZili nelinearni model. Pokud tedy dopfedu vime, jaky typ procesu
budeme modelovat a pouzijeme tuto informaci k vhodnéjsimu zvoleni reprezentativniho
jazyka, poté mizeme Tict, Zze mame velké pocatecni znalosti. V praxi se nejvice pouzivaji
dolovaci algoritmy, u kterych mame velké poc¢atecni znalosti.

Lokalné — globalni dimenze

Znéme-li jazyk pro reprezentaci modelu procesu, miizeme se na dolovani divat jako na
hledani jednoho mozného feSeni z velkého prostoru kandidat. Dolovaci algoritmy mohou
vyuzivat rizné strategie, aby nasly nejvhodnéjsi model. RozlisSujeme dvé zakladni strategie,
a sice lokalni strategie zaloZené na postupném sestavovani optimalniho modelu daného pro-
cesu z uzce lokalnich informaci a globalni strategie zalozené na pfimém hledani optimalniho
modelu.

Piikladem tzce lokalnich strategii jsou o — algoritmy (tento algoritmus je vice popsén
v knize [1]) a dolovaci techniky zalozené na Markovovském pFistupu. V téchto postupech se
vyuZzivaji pouze tzce lokalni informace o binarnich vztazich mezi udalostmi. Pfikladem pro
globalni strategie muze byt naptiklad hledani optimalniho modelu v genetice. Genetické
hledani za¢ind u populace, kterd obsahuje kompletni modely procesu. Proces je globalni,
protoze kvalita vhodnosti vybraného procesu se pocitd mezi modelem procesu a vSemi
moznymi cestami v toku procesu zaznamenanych udalosti.

Oba dva pristupy maji své vyhody a nevyhody. VSeobecné, lokalni strategie jsou méné
komplexni z vypocetniho hlediska a pozadavky na pamét jsou nizsi nez u globalnich stra-
tegil. AvSak neexistuje zadna garance, ze vystupy z lokalni strategie (na stupni bindrnich
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vztahtt mezi udélostmi) budou vyplyvat z globalniho optimalniho modelu procesu. Takze in-
terpretace lokalnich dolovacich technik muze byt chybné, pokud potfebné lokalni informace
nejsou dostupné.

Napriklad a — algoritmus zminény vySe nedokaze pracovat s konstrukcemi, které nejsou
libovolné volitelné, protoze vybér mezi ikoly neni definovany uvnitf néjakého uzlu, ale mize
zaviset na vybérech z jinych ¢asti modelu procesu. U globalnich technik je vétsi Sance na
nalezeni konstrukce ne libovolné volitelné. V praxi je velice neobvyklé, aby zaznamy byly
kompletni nebo bez Sumu. Proto je pak dilezité, jak citlivy je algoritmus na Sum. Zakladnim
problémem je, jestli jediny chybny priklad muzZe obratit vzhiru nohama odvozeni spravného
modelu. Globalni strategie jsou vétsinou méné nachylné na Sum. V nékterych pripadech je
mozno kombinovat lokalni strategie s globalnimi. Nejprve se pouzije lokalni piistup, a poté
je pomoci globalniho pristupu provedena kontrola na cely model. V pripadé nedostatki je
model automaticky aktualizovan nebo jsou podéany névrhy, jak model opravit.
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Kapitola 4

Popis pouzitych dolovacich metod

V této praci jsou k dispozici data od vyrobni tovarny, jejiz vyrobni proces je znam. Proto
jsou metody pouzité v navrhové a implementaé¢ni ¢asti zaméfeny na vylepSeni procesu (pro-
cess enhancement) a na perspektivu instanci procesu a casovou perspektivu. PFi technice
vylepseni procesu se mohou vyuzivat metody pouzivané v klasickém ziskavani znalosti z
databazi. Proto bude v této kapitole vysvétlen pojem frekventovana mnozina a algoritmus
pro ziskavani frekventovanych mnozin - Frequent Pattern Growth, nebot na jejich zdkladé
se provadi dvé ze tii zvolenych dolovacich technik. V zavéru kapitoly bude nastinén princip
klasifikace na zakladé asocia¢nich pravidel, jelikoZ je tato metoda pouzita u tfeti dolovaci
ulohy.

4.1 Frekventovana mnozZina

Ziskavani frekventovanych mnozin (nebo také frekventovany vzor) je jednou z nejvyzna-
meéjSich technich pro charakterizaci dat. Tento problém se nékdy zaménuje za ziskavani
asocia¢nich pravidel, avSak asocia¢ni pravidla jsou vice komplexni charakteristikou dat a je-
jich ziskani je tésné spjato se ziskanim frekventovanych mnozin. Pfi psani této ¢asti jsem
vychazel z [6].

Intuitivné, mnoziné polozek, které se ¢asto vyskytuji spolu, mtizeme fikat frekvetovana
mnozina. Nejcastéji se tyto mnoziny doluji z transakénich databazi, tj. databaze kde je-
den radek tabulky predstavuje jednu transakci. AvSak v nasem pripadé jsou data uloZeny
v klasické relaéni tabulce. Proto bude potieba mensi modifikace algoritmu.

Abychom mohli definovat frekventovanou mnozinu, potfebujeme néjaké ¢islo p, kterému
se Fika minimdlni podpora. Pokud M je mnozina polozek, poté podpora pro M je pocet
transakci, ve kterych je M podmnozinou. Mnozinu M nazveme frekventovanou, pokud je
jeji podpora rovna nebo je vétsi nez zadand minimalni podpora p. Jednu takovou transakéni
databazi mame v Tabulce 4.1 a na jejim pfikladu si ukdzeme frekventované mnoziny.

Jelikoz je prazdna mnoZina podmnozinou vSeh mnozin, podpora pro ) je 8. Avsak prazd-
nou mnozinou se vseobecné neni tfeba zabyvat, nebof ndm nepfindsi zddné znalosti.

Mezi jednoprvkovymi mnozina je ziejmé, ze {pes} a {krtek} jsou pomérné casté. Pes
se vyskytuje ve vSech transakcich kromé transakce c¢islo 5, takze jeho podpora je 7. Krtek
se vyskytuje v Sesti z osmi transakci. Chybi v ¢isle 4 a 8, takZe ma podporu 6. Losos se
vyskytuje také pomérné casto, patii do transakci 1, 2, 5, 7 a 8, takze jeho podpora je 5.
Dvé zvifata orel a slon jsou ve t¥ech transakcich, a dale kiri a klokan pouze ve dvou. Zadné
dalsi zvife se nevyskytuje vice jak jednou.
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Transakce | Polozky v transakci

1 krtek, orel, pes, zirafa
gepard, tygr, lev, krtek, pes, losos, hroch, Zelva, ptakopysk, orel
krtek, pelikdn, muflon, pes, lama, losos

jaguar, levhart, gorila, pes, albatros, ¢incila, slon

krtek, orel, buvol, byk, slon, Zralok

pes, krtek, slon, prase, krava

pes, orel, krtek, losos, kapr, zebra

| OO x| W N

kin, bizon, pelikan, pes, kobra, orel, pavouk

Tabulka 4.1: Tabulka transakci

Dale budeme pocitat s minimalni podporu, kterd je nastavena na hodnotu p = 3.
Poté mame pét jednoprvkovych frekventovanych mnozin: {pes}, {krtek}, {losos}, {orel}
a {slon}.

Nyni se podivaime na dvouprvkové mnoziny. Dvouprvkovd mnozina nemuze byt frek-
ventovanda, pokud obé polozky v mnoziné nejsou frekventované samy o sobé. Z toho nam
vyplyva, Ze je moznych jen 10 dvouprvkovych mnozin. Tabulka 4.2 ukazuje vSechny mozné
dvouprvkové mnoziny.

slon | losos | orel krtek
pes 4,6 23,711,281 1,2,3,6,7

krtek 5,6 2,3,7 | 1,2,5
orel 5 2,7
losos | zadny

Tabulka 4.2: Tabulka vyskytd dvouprvkovych mnozin

Naptiklad z tabulky 4.2 méjme dvojici {pes, slon}. Tato mnozina se vyskytuje pouze
v transakcich 4 a 6, tim padem je jeji podpora 2. Pokud mame minimalni podporu rovnu
tfem, poté mezi frekventované dvouprvkové mnoziny patii 5 mnozin:

{pes,losos}{pes, orel}{pes, krtek}
{krtek,losos}{krtek, orel}

Kazd4 mnozina se vyskytuje v transakéni tabulce 4.1 tfikrét, jenom mnozina {pes, krtek}
se vystkytuje ctyrikrat.

Za dalsi se podivame na tfiprvkové mnoziny. Aby byla tfiprvkovd mnozina frekven-
tovand, musi vSechny péary polozek mnoziny tvorit frekventované dvouprvkové mnozZiny.
Naptiklad {pes,losos, orel} nemize byt frekventovand, protoze kdyby byla, tak musi byt
frekventovand mnozina {losos, orel}, ale ta neni. Trojice {pes, krtek,orel} by mohla byt
frekventovand, protoze vSechny dvouprvkové podmnoziny jsou frekventované. Bohuzel, tato
trojice se v transakéni tabulce vyskytuje pouze dvakrat, a to na fadcich 1 a 2, tim padem
nemuze byt frekventovand. Avsak trojice {pes, krtek,losos} je frekventovana, nebot vsechny
dvojice jsou frekventované a samotna trojice se v tabulce nachézi t¥ikrat na fadcich 2,3 a 7.
Z4dna dalsi trojice neni frekventovana. Jelikoz mame pouze jednu trojici frekventovanou,
nemuzeme mit zddnou frekventovanou ¢tverici ¢i vétsi mnoziny.
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Formalni definice

Predpokladejme, ze mame relac¢ni tabulku R, ktera je definovana doménami D+, Do, ..., D,.
Relaéni tabulka je potom definovana jako dvojce R = (H, R*), kde H je hlavicka rela¢ni ta-
bulky a R* je télo tabulky, které obsahuje samotné zaznamy. Hlavicka tabulky je definovana
jako mnozina H = {(Ay : D1),(A2 : Do,...,(An : Dy)}, kde A; # Aj pro kazdé i # j. A;,
pro kazdé i = 1,2,...,n, jsou atributy tabulky a D; jsou korespondujici domény (mnoziny
moznych skaldrnich hodnot atributi. které musi byt tejného typu). Télo R* rela¢ni tabulky
je definovano jako relace R C Dy X Dy X - -+ X Dy,

Pokud je doména D; pro atribut A; konecnd, potom je atribut kategoricky. Naopak,
pokud je doména nekonecna a mezi atributy je definovano usporadani, poté je atribut
nazyvan kvantitativnim nebo numerickjm.

Cilem je najit mnozinu frekventovanych mnozin v relacni tabulce. Frekventovana mnozina
F M v rela¢ni tabulce je definovana jako mnozina predikatu ve tvaru {aq, as, ..., a,}. Tato
mnozina predikatd a jejich hodnot musi odpovidat poctu fadkt z téla relacni tabulky R*.
Mmnozina F'M vsech frekventovanych mnoZin se poté muze zapsat jako:

FM = {fm | podpora(fm) > minPodpora}

Vysledna hodnota podpory p pro mnozinu predikat P je definovana jako pomér fadku
tabulky, ve kterych jsou hodnoty z fadku stejné jako hodnoty z mnoziny predikata P,
s celkovym poctem Fadku v rela¢ni tabulce. Tento pomér miize byt vyjadien pomoci rovnice
jako:

n

P(fm) = N’

kde N je celkovy pocet fadku v rela¢ni tabulce R a n je pocet fadku, které odpovidaji
mnoziné hodnot P.

Pokud mé& mnozina hodnot P podporu stejnou nebo vétsi nez je zadand miniméalni
podpora, potom:

s ={a1,a9,...,a,} | I Radky =
 |Radky|

{ri|ri € RAVay € s:ar =ri,k =1...n} ~

> minPodpora
Vyraz a; ~ r; znaéi to, Ze hodnoty obsazené v predikatu a; jsou také obsazeny v fadku
r; z relacni tabulky R.
Pokud je atribut A kategoricky, tedy booleovského typu nebo nabyva numerikych hodnot
s malym oborem hodnot, je definovan jako:
(A =v)rredj:Aj=A ANv;=v

Dale muze byt atribut A kvantitativni s velkym oborem hodnot, poté je definovan jako:

(A:|l,h|)%ri<:>3j:Aj:A ANl <wi; <h (4.1)

Rovnice 4.1 vede k problému diskretizace kvantitativnich atributi, nebot je nutné znét
hodnoty [ a h.
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4.2 Algoritmus Frequent Pattern Growth

Algoritmus Frequent Pattern Growth (dale jen FP Growth) je jednim ze dvou algoritmi pro
ziskdvani frekventovanych mnozin. Poprvé byl tento algoritmus popsan v ¢lanku [11]. Dalsim
je apriori algoritmus, ktery je popsan v ¢lanku [5]. V této praci byl vybran algoritmus FP
Growth kvuli své rychlosti a dals$im vlastnostem, které budou zminény dale. V kratkém
shrnuti si ukdZeme, v ¢em tkvi nevyhoda pouziti aprior: algoritmu:

e Apriori algoritmus je velmi nakladny na pamét a procesorovy cas, jelikoZz pii dolo-
vani generuje velké mnozstvi kandidatd na frekventované mnoziny,. Napiiklad, pokud
méme 10* jednoprvkovych frekventovanych mnozin, tento algoritmus musi generovat
vice jak 107 dvouprvkovych kandidatt. A déle u kazdého kandidata musi zjistit jejich
frekvence vyskytu v databazi. Za dalSi, pro nalezeni frekventovaného vzoru velikoti
100, tedy {ai,as,...,a100}, musi algoritmus vygenerovat pfiblizné 210 ~ 103" kan-
didati. Toto je vrozend cena generovani kandidatii, nehledé na pouzité heuristiky
a vylepseni algoritmu.

e Je velmi zdlouhavé opakované skenovat databazi a porovnavat mnozinu kandidati se
vzory. Toto je zvlasté pravdivé pro dlouhé vzory.

V nasledujicich podkapitolach budou blize rozebrany tfi zdkladni prvky algoritmu FP
Growth. Nejprve se popise FP strom, dale je popsana tvorba tohoto stromu a nakonec
technika pro dolovani frekventovanych vzoru.

FP strom (Frequent Pattern Tree)

FP strom je kompaktni datova struktura, kteréd je rozsifenim prefixového stromu. Uklada
v sobé dulezité kvantitativni informace o frekventovanych vzorech. Pouze frekventované
vzory délky jedna jsou obsaZeny v tomto stromé. Stromové uzly jsou usporadany tak, Ze
vice frekventované uzly maji vétsi Sanci na sdileni uzli nez méné frekventované uzly.

Nejprve si ukdzeme FP strom na prikladu a poté si ho forméalné definujeme. Mé&jme
transakéni tabulku 4.3 a minimdalni podporu zvolime p = 3. V prvnim kroku se naskenuje
databaze, tedy naSe transakéni tabulka, a zjisti se seznam frekventovanych polozek. Vy-
sledkem je: ((f : 4),(c :4),(a : 3),(b,3),(m : 3),(p : 3)). Tento seznam je sefazen podle
hodnoty podpory, kterd je u kazdé polozky vyjadfena za znakem ,,:“ . Sefazeni je velmi
dulezité, nebot kazda cesta stromem bude dbat na toto sefazeni. Frekventované mnoziny
v kazdé transakci v Tabulce 4.3 jiz jsou sezazeny podle hodnoty podpory v nejpravéjsim
sloupci.

ID transakce | PoloZky v transakci | Sefazeny seznam poloZek
100 f;a;¢;d;gismyp f;camyp
200 a;b;c;f;Lm;o f;c;a;b;m
300 b;f;h;j; o0 f; b
400 b; c; k;s; p c;b;p
500 a;f;ce;l;p;m;n f;ca;m;p

Tabulka 4.3: Transakéni databaze pro ukazkovy priklad
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V druhém kroku se vytvori kofen stromu, ktery se bude znacit null. Znovu se prochazi
databéaze. Z prvni transakce je vytofena prvni vétev stromu:
(f:1),(c:1),(a:1),(m:1),(p:1)). VSimnéme si, ze tyto frekventované polozky jsou sefa-
zeny stejné jako polozky v transakci. Frekventované polozky druhé transakce (f,c,a, m,b)
maji stejny prefix (f, c,a) jako jiz existujici cesta ((f, ¢, a, m,p) ve stromu . Hodnota u ka-
zdého uzlu ve stromé, které jsou v prefixu transakce, jsou inkrementovany o jednicku.
Daéle je vytvoren novy uzel (b : 1) a je spojen jako potomek s uzlem (a : 2). Podobné
je vytofen uzel (m : 1) a je spojen jako potomek s uzlem (b : 1). Frekventované polozky
tieti transakce (f,b) sdili pouze uzel (f) s f-prefirovym podstromem. Tim pédem je in-
krementovana hodnota u uzlu (f) a je vytvofen novy uzel (b : 1), ktery je spojen jako
potomek s uzlem (f : 3). Zpracovanim ¢&tvrté transakce dojde k vytvoreni druhé vétve
ve stromé: ((¢ : 1),(b : 1),(p : 1)). Posledni transakce obsahuje seznam frekventovanych
polozek (f,c,a, m,p), ktery je stejny jako u prvni transakce. Tim padem jsou o jednicku
inkrementovany hodnoty vSech uzli podél jiz existujici cesty (f,c,a, m,p).

K usnadnéni prichodu stromem je vytvorena tabulka hlavicek, ve které kazda polozka
ukazuje na svij vyskyt ve stromé. Uzly se stejnym jménem jsou spolu také propojeny a tvori
sekvenci. Ukazka vysledného stromu je vidét na Obrazku 4.1

Tabulka
hlaviéek

Polozka

Obrazek 4.1: FP strom pro predstaveny priklad
FP strom se da definovat jako trojice pravidel:

1. Sklada se z korene, ktery se znaci null, dile z mnoziny prefixovych podstromu tvorici
potomky kofene a z tabulky hlavicek frekventovangch poloZek.

2. Kazdy uzel v prefixovém podstromeé je tvoren tfemi prvky: jménem polozky, hodnotou
a spojenim. Jméno polozky znadi, ke které polozce uzel patii. Hodnota reprezentuje
pocet transakci, ve kterych se vyskytuje ¢ast cesty az po konkrétni uzel. Spojeni tvori
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ukazatel na dalsi uzel ve stromé se stejnym jménem polozky. Spojeni neexistuje, pokud
ve stromé neni dalsi polozka stejného jména.

3. Kazdy zaznam v tabulce hlavicek frekventovanych polozek se sklada ze dvou prvki:
(1) jméno polozky a (2) hlavicky spojent, kterd ukazuje na prvni uzel v FP stromé se
stejnym jménem polozky.

Na zékladé této definice mame nasledujcii algoritmus pro konstrukci FP stromu:

Algoritmus pro konstrukci FP stromu

Vstup: Transakéni databaze DB a minimalni podpora p
Vystup: FP strom (frequent Pattern Tree)

Metoda: FP strom je zkonstruovan v nésledujicich krocich:

1. Jednou projdi transakéni databazi DB a vytvof mnozinu frekventovanych polozek F
spolu s jejich podporou. Sefad F sestupné podle podpory jako S — seznam frekvento-
vanych polozek.

2. Vytvor kofen FP stromu K a nazvi ho null. Pro kazdou transakci v databézi vykonej
nésledujici:
Vyber a sefad frekventované polozky v transakci podle pofadi v seznamu S. Necht
je sefazeny seznam frekventovanych polozek v transakci znacen [p|P], kde p je prvni
element a P je zbyvajici seznam. Zavolej metodu vliozDoStromu([p|P], K).

Metoda vlozDoStromu([p|P],T) je provadéna nésledovné:

Pokud K ma potomka U takového, ze U.jménoPolozky = p.jménoPolozky, poté in-
krementuj hodnotu potomka U o 1;

Jinak vytvor novy uzel U. Z uzlu U vytvor potomka uzlu T a déle spoj uzel U s dalsimi
uzly se stejnym jménem. Pokud neni P prazdné, volej metodu viozDoStromu(P,U)
rekurzivné

7 konstrukce FP stromu mtzeme vidét, Ze je potfeba presné dvé ¢teni z databaze. Poprvé
se vytvori mnozina frekventovanych poloZek, a pfi druhém prichodu se vytvori cely FP-
strom. Cena vkladani jedné transakce do FP stromu je O(|Transakce|), kde |T'ransakce| je
pocet obsazenych frekventovanych polozek. Vysledny FP strom je kompletni a kompaktni.

Algoritmus pro dolovani frekventovanych vzora z FP stromu

Konstrukce kompaktniho FP stromu zajistuje, Ze dolovani muze byt provedeno s kompaktni
datovou strukturou. AvSak to automaticky negarantuje vysokou efektivnost, protoze se musi
pocitat s kombinatorickym problémem generovani kandidatd, pokud pouzijeme FP strom
k dolovani a zkontrolovani vSech moznych frekventovanych vzori.

Dale bude ukézan priklad na dolovani frekventovanych mnozin z jedné vétvé stromu
a poté pseudokdd algoritmu pro ziskdni kompletni mnoziny frekventovanych vzori. Priklad
je prevzat z ¢lanku [11], kde jsou i vice rozebrany vlastnosti tohoto algoritmu. Pfiklad
dolovéani je ukdzan na FP stromé, ktery je na zobrazen na Obrazku 4.1. Dolovani zac¢ina od
posledniho prvku v hlavicce uzli.
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Pro uzel p mame frekventovanou mnozinu (p:8) a dvé cesty v FP stromé:
(f:4,¢:3,a:3,m:2,p:2)a(c:1,b:1,p:1). Prvni cesta znadi, ze se transakce (f, c, a,
m, p) vyskytuje dvakrat v databazi. Transakce (f, ¢, a) se vyskytuje t¥ikrat a samotné (f)
Gtytikrat. Avsak dohromady s p se vyskytuji pouze dvakrat. Tim padem pro zjisténi, které
prvky se vyskytuji spolu s p, ndm stac¢i pouze prefixova cestak p (f : 4,¢:3,a:3,m:2).
Podobné i druhé cesta (¢, b, p) se v databazi vyskytuje jednou a prefixova cesta pro p je
(c:1,b:1). Dvé zminéné prefixové cesty tvori podminénou zdkladu pro p. Konstrukce FP
stromu na této podminéné zakladné vede pouze k jedné vétvi (¢ : 3). Tim padem je ziskan
pouze jeden frekventovany vzor (cp : 3). Hledani frekventovanych vzori spojenych s p je
ukonceno.

Pro uzel m je odvozen frekventovany vzor (m : 3) a dvé cesty (f : 3,¢:3,a:3,m : 2)
a(f:3,c:3,a:3,b:1,m:1). P sevyskytuje spoleéné s m také, avsak jiz neni potieba
ho zde uvadét, nebot vsechny frekventované mnoziny s p jiz byly nalezeny. Obdobné jako
predchozi analyza i zde jsou vytvofeny dvé podminéné zékladny (f : 2,¢: 2,a:2) a (f :
1,¢:1a :1,b:1). Konstrukci FP stromu ziskdme podminény FP strom (f : 3,c: 3,a : 3),
ktery obsahuje pouze jednu cestu frekventovanych poloZzek. Poté je mozné zavolat dolovani
FP podminéncho stromu rekurzivné.

Obrazek 4.2 ukazuje vyse zminéné rekurzivni dolovani, které zahrnuje ziskani tii polozek
(a), (c) a (f) v sekvenci. Po ukonceni dolovani vSech podstromii jsou vysledné mnoziny
nasledujici: (m : 3), (am : 3), (em : 3), (fm : 3), (cam : 3),(fam : 3),(fcam : 3), (fem : 3) .
Dolovani obdobné pokracuje pro vSechny polozky v hlavicce.

Podminéna vzorova
zékladna pro ,am*:
(f:3,¢:3) Podminéna vzorova
(f2,¢:2,a:2) zakladna pro ,cam*:
(f1,c1 a1l bl) (f:3)
Podminéna vzorova
zékladna pro ,m*

Tabulka

hlavigek P

Podminény FP strom
pro ,am*

F————

Polozka

—L Podminény FP strom
pro ,cam”

r
Jy '} P <
Podminéna vzorova

zékladna pro ,cm*:
(f:3)

Podminény FP strom
Podminény FP strom pro pro,cm*
,m*

Obrézek 4.2: Konstrukce podminénych FP stromi, znaci se FP strom|m

Globalni FP strom

Pseudokdd algoritmu Frequent Pattern Growth

Vstup: FP strom sestaveny podle vysSe uvedeného algoritmu
Vystup: Kompletni mnozina frekventovanych vzort

Metoda: Volej funkci FPGrowth(FP strom, null).
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Metoda FProwth(Strom, «)

1) if Strom obsahuje jednu cestu C
2) then for each kombinaci uzl v cesté P (oznacenou jako ()
3) generuj vzor S U «a s podporou = minimdlni podpora uzli v 5,
4) else for each a; v hlaviéce Stromu do {
5) generuj vzor = a; Ua s podporou = a;.podpora;

) zkonstruuj 5 podminénou vzorovou zdkladnu

a potom 3 podmineny FP strom Stromg;

(7) if Stromg # ()
(8) then zavolej metodu F PGrowth(Stromg, 3) }
}

NN N N N N A

=)

4.3 Klasifikace na zakladé asocia¢nich pravidel

Asocia¢ni pravidla byla blize popsana v Kapitole 2.3, proto si v této sekci ukdzeme pouze
princip klasifikace, ktera tato asociacni pravidla vyuziva. Metoda, kterd zde bude popsana
vychazi z [7], kde byla klasifikace pouzita na textové dokumenty.

Textové dokumenty jsou reprezentovany jako transakce, které obsahuji mnoziny slov
vyskytujicich se v dokumentu. V trénovaci fazi jsou nalezeny asocia¢ni pravidla pro kazdou
t¥{du zvlast pomoci algoritmu apriori. Pro klasifikaci v této préci jsou potieba pouze aso-
cia¢ni pravidla ve specifické formé. Pozadovany tvar pravidla, které chceme ziskat béhem
trénovaci faze ma tvar:

slovor A slovog A ... A = Category,

kde cast pred implikaci obsahuje mnozinu slov, které se ¢asto vyskytuji spolu v doku-
mentu (frekventovand mnozina) a nélezi do kategorie, ktera je vyjadiena v ¢asti za implikaci.
Mizeme vidét, ze tlohou trénovaci faze je ziskat mnozinu asocia¢nich pravidel pro kazdou
kategorii. Tyto mnoziny poté tvoii klasifikator.

Mnozina kategorii je pevné dana spolu s dokumenty, které do kazdé kategorie nalezi.
Diky tomu mtizeme mnozinu asociacnich pravidel ziskat pro kazdou t¥idu oddélené. Nejprve
se tedy naleznou frekvetované mnoziny pro kazdou kategorii a poté se tyto mnoziny spoji
s odpovidajici kategorii do asocia¢niho pravidla. Diky tomu se tato metoda oznacuje ARC-
BC (Association Rule Classifiation - By Category).

Jednou z vlastnosti je i moznost klasifikovat do vice t¥id, nebot miize existovat asocia¢ni
pravidlo, které méa stejnou c¢ast pred implikaci, ale riznou kategorii za implikaci. Pokud
je nezbytné nutné mit pro jedno asociac¢ni pravidlo pouze jednu kategorii, poté se musi
rozhodnout na zékladé podpory nebo spolehlivosti, které pravidlo je ponechéano. Nejcastéji
se odstrani asocia¢ni pravidlo s mensi podporou nebo spolehlivosti.

Ziskanad mnoZzina pravidel Casto obsahuje velky pocet stejnych asociacnich pravidel.
K sniZeni tohoto poétu se mohou pouzit ofezdvaci techniky (pruning techniques). Ukolem je
nalézt takova asociacni pravidla, kterd jsou vice obecné a maji vétsi hodnotu spolehlivosti.

Jakmile se ziska vhodny pocet pravidel pro kazdou kategorii, muZe se pristoupit k prifa-
zeni t¥idy objektu (dokumentu). Nejprve se ziskd mnozina slov reprezentujici dokument
a poté se tato mnozina porovna s asocia¢nimi pravidly. Pokud existuje jedno pravidlo,
objektu se pritadi odpovidajici kategorie.
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Obvykle se nalezne vice jak jedno asociacni pravidlo (mezi kategoriemi) pro klasifikaci
dokumentu. Je nezbytné definovat dominantni faktor, ktery je vypocitan jako suma spo-
lehlivosti jednotlivych pravidel v kategorii. Diky tomu je mozné ziskat nejvice domintanti

kategorii, nebo k dominantnich kategorii.
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Kapitola 5

Analyza procesu a navrh aplikace
pro dolovani

V této kapitole se analyzuje vyrobni proces a jsou predstaveny mozné kroky ve fazi predzpra-
covani dat. V néasledujich podkapitolach jsou popsany principy zvolenych metod dolovani
procest. Prvni zvolend metoda je samotné objeveni procesu (process discovery). Dalsi me-
toda se snazi zjistit frekventované mnoziny pri rychlém narustu front pred jednotlivymi
stroji v procesu. Posledni metoda je klasifikace a predikce produktu na zakladé frekvento-
vanych mnozin pred vstupem do jednoho tkolu. V zavéru kapitoly jsou navrzeny specifikace
pozadavku a je ukazan graficky navrh vysledné aplikace. PFi analyze a navrhu dolovacich
metod jsem se inspiroval v [3], [14] a [10].

5.1 Analyza vyrobniho procesu

Data k této praci byla anonymizovana, tudiz se déle budeme bavit o spole¢nosti, ktera
vyrabi predmét. Kazdy predmét je charakterizovan nékolika atributy (28 rtiznych atributi)
a na zakladé téchto atributt jsou vykonadvany riazné ulohy. Kazdy predmét ma dale svoje
ID, tudiz mize byt bran jako jedna instance procesu pii dolovani. Pfedmét je zpracovavan
v ruznych strojich (udélosti). Nékteré stroje pracuji paralelné a nékteré stroje jsou spojeny
s vice tkoly. Stroje jsou brany jako zdroje, které mohou byt vypnuty nebo mohou pracovat.
Lidé pracuji na stojich nebo na jinych manuélnich pracovistich. Pravdépodobnost cesty je
presna na 100 %, jelikoz predmét s konkrétnimi atributy musi byt zpracovan konkrétnim
strojem s presné danym nastavenim.

Vyrobni zdroje pro pfedmét jsou celkem predvidatelné, jelikoz jsou planovany nékolik
dni dopfedu. Jedinym nezndmym parametrem jsou Casy vykonani kazdého tkolu, ktery
je zavisly na atributech predmétu. Kazda instance procesu predstavuje zpracovani jednoho
predmétu, tim padem atributy instance jsou atributy predmeétu. Tyto atributy jsou znamy na
zac¢atku vyrobniho procesu, takze neni nutné délat zmeny v dolovani v pribéhu zpracovani.
Casy vykonani jsou zavislé nejen na parametrech predmétu, ale i na lidech obsluhujici dany
stroj a na fronté pred strojem.

Data pro ziskavani znalosti jsou rozdéléna do dvou souborti. Prvni soubor obsahuje
zaznam udalosti, ktery byl ziskan v ¢asovém horizontu 8 mésiciu. Kazdy rfadek v zaznamu
udalosti predstavuje jeden kol predmétu na jednom stroji. Druhy soubor obsahuje atributy
jednotlivych predméta a kazdy predmeét je identifikovan pomoci ID.
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5.2 Predzpracovani dat

Kazdé dolovani dat potfebuje ¢isténi dat a predzpracovani. Tato faze je nejvice zavisla na
typu dat.

Analyza kvality dat

Prvnim krokem pfi dolovani dat je ziskat informaci o spolehlivosti dat. Musime analyzovat
zdznamy se stejnymi atributy. Poté musime spocitat odchylku téchto zaznami. Napriklad
pokud mame 20 zaznamu s atributy A, B, C, spocitame jejich odchylku ¢asu provedeni.
Pokud vysledné odchylka je prili§ vysoka, jsou data k dolovani nepouziteln. Znamena to,
Ze se na atributy nemtizeme spolehnout, nebo nékteré atributy chybi, anebo pfi meéfeni
nastala chyba (posledni problém byvé nejéastéjsi).

Nizké a vysoké hodnoty

V datech se obcas vyskytuji extrémni hodnoty. Velice nizké hodnoty jsou pravdépodobné
chyby na predmétu, které byly objeveny, a nasledné byl predmét poslan na opravu. Vy-
soké hodnoty jsou poruchy nebo Spatné zméfené hodnoty. Musime si davat pozor, ne-
bot prestdvka miZe ovlivnit ¢as zpracovani. Pfredpokladejme, Ze startovni ¢as byl zméfen
a ulozen korektné, poté nastala prestavka a poté se proces vyroby znovu rozebéhl. Cel-
kovy ¢as tkolu je nepouzitelny. Pokud bychom takové chyby a poruchy chtéli analyzovat,
potfebovali bychom o nich informaci v datech nebo néjaky rozpis prestavek nebo poruch.

Nekompletni méieni

Neékdy se stane, ze je k dispozici pouze informace o zac¢atku nebo konci tkolu. Je mozné
tento chybéjici ¢as odvodit. Odvozeni vychazi z toho, Ze pokud produkt A vstoupi do tikolu
a je zaznamenan startovni ¢as a produkt B vstoupi do stejného tikolu a je u néj také za-
znamenan startovni ¢as. Konecny c¢as produktu A v daném tukolu spocitame jednoduse
rozdilem start(B) — start(A). Tento pfistup je jednoduchy, ale nemusi vzdy fungovat. Po-
kud pocéitame ¢as (startovni nebo koncovy), tak dany kol musi mit vysoké vyuziti (kratka
¢ekaci doba na dalsi produkt). Kazdé ¢ekani se zapocitava do vysledného ¢asu na zpraco-
vani, nebot nevime, jestli se produkt zpracovaval nebo se ¢ekalo na dal$i. Jinym FeSenim
tohoto problému je vypocitat ¢as na zpracovani z jinych produktt. Pokud méame k dispozici
produkty s velmi podobnymi atributy a jejich ¢asy jsou znamé a odchylka je nizka, poté
dokazeme odvodit ¢as i u produktu, kterému jeden z casii chybi.

Zmeény v cace

Realné procesy nejsou statické. Casy vykonani jednotlivych tikol se mohou ménit. Tento
problém nemusi byt zptisoben samotnym procesem. Mohou nastat neocekavané udalosti,
které se projevi v datech o procesu, ale které mohou byt zptisobeny vnéjsimi faktory. Na-
ptiklad délnik obsluhujici stroj si mohl vzit pfestavku, na stroji dosko k poruse apod. Tyto
udalosti by némely byt zapsany do zaznamu udalosti. Pokud se vsak zapisuji vSechny uda-
losti a na vnéjsi faktory se nebere ohled, mély by se ve fazi predzpracovani tyto odchylky
odstranit.
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5.3 Navrh dolovacich metod

Ukazka procesu pomoci grafu

Jak bylo ukazano v teorii o dolovani procest, jednim typem dolovani je objeveni procesu.
Proces vyroby je presné dany a tudiz by nebylo potfeba takové dolovani provadét. Ale
jelikoZz byla data anonymizovana a ja nemél pristup k jinym datim o vyrobni tovarné
a jejim procesu, rozhodl jsem se tento typ dolovani zahrnout i do vysledné aplikace.

Cilem je nalézt graf vSech stroji a jejich propojeni mezi sebou. Vysledny graf by tedy
mél presné reprezentovat vyrobni linku tovarny. BohuZel neméam k dispozici redlny proces
vyroby tovarny, tudiZz neni mozné porovnat vysledny model procesu s odpovidajici realitou.
Vysledny graf mize byt sestaven ze dvou typt uzli. Bud jako uzly grafu mohou byt jednot-
livé tkoly na strojich, nebo to mohou byt jednotlivé stroje. Z analyzy procesu je jiz znamo,
7e jeden stroj muze vykonévat vice tkolid. Po prozkoumaéani dat bylo zjisténo, Ze pocet vSech
tkoli je 35 a pocet vsech stroju je 20.

Ve vysledné aplikaci je zobrazen graf, kde uzly predstavuji stroje. Mensi pocet stroju
nam zajisti lepsi prehlednost grafu. Prece jen 35 uzli by bylo vice nepiehlednych, a to
jeSté neni zminén pocet moznych hran mezi uzly, ktery s poc¢tem uzld primo souvisi. Avsak
pripadné modifikace algoritmu tak, aby zobrazoval uzly pfedstavujici jednotlivé tkoly na
strojich, by nebyla nemozna.

Analyza procesu na zakladé frekventovanych mnozin

Cilem této metody je zjistit frekventované mnoziny atributi produktu, které néjakym zpi-
sobem napomohly ke zpomaleni vyrobniho procesu. Data pro analyzu jsou ziskana pomoci
simulatoru produkéni historie, ktery jako vstup bere zdznam udélosti. Simuldtor prochézi
zdznam udélosti a zjistuje délky front pred jednotlivymi stroji. Pokud fronta pied néjakym
strojem narostla prilis rychle béhem daného ¢asového intervalu, pak jsou produkty a jejich
atributy uloZeny do datové sady a nasledné pouZity pro analyzu.

muze byt zpusobena velkym poctem predmétu, které jsou ve vyrobni lince. Tim padem to
neni problém ve vyrobnim procesu, ale spise v planovani vyroby. Misto toho se ukladaji data
o predmeétu, které pravdépodobné zpusobiliy zpoZzdéni pfi rychlém narustu fronty v krat-
kém ¢asovém intervalu. Fronty pied kazdym strojem jsou prubézné kontrolovany a aktualni
délka je porovnavana s délkou v minulosti, napr. hodinu predtim. Pokud je rozdil vétsi nez
hodnota zadana uzivatelem, poté se do databaze ulozi produkty, které jsou pravé zpracova-
vany ve stroji spolu s produkty, které ve stroji skoncili do jedné hodiny od aktualniho casu.
Informace o produktech budou uloZeny do relacni tabulky a tkolem bude zjistit atributy
predmeétu, které se ¢asto vyskytuji spolu v momenté, kdy fronta rychle narostla.

Po ziskani frekventovanych mnozin se provede filtrovani. Pokud ziskdme velké mnozstvi
mnozin s vysokou hodnotou podpory, je nutné porovnat tuto hodnotu s ¢etnosti vyskytu
stejné frekventované mnoziny v celém zaznamu udalosti. Frekventovand mnozina, ktera ma
stejnou nebo vétsi hodnotu podpory v celém zédznamu udélosti, nemé zadny vyznam pro
analyzu zpozdéni ve vyrobnim procesu. Hledaji se takové frekvenentované mnoziny, které
maji podporu vyznamné vétsi pii rychlém narustu front, nez v celém zaznamu udalosti.
7Z toho dtivodu je potieba zaddvat minimalni podporu nizkou, nebot hodné frekventovanych
mnozin po dolovani bude vyfiltrovano.

Toto filtrovani nam umozni nalézt vice zajimavé frekventované mnoziny. Je nejvice
pravdépodobné, Ze zpozdéni na stroji je zplisobeno nestandardnimi hodnotami atributi.
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Tyto atributy se nevyskytuji tak casto v celé datové sadé, a proto je jejich podpora nizka.
Avsak jejich informac¢ni hodnota pro nas pripad dolovani je vysoka.

Pro navrzenou metodu filtrace byla definovana nova hodnota, kterad je nazvana procen-
tudlni zména podpory (PZP) a je definovana jako:

s2(fm) — s1(fm)
s1(fm) ’
kde s1 je hodnota podpory frekventované mnoziny fm v celém zaznamu udalosti a so
je hodnota podpory té samé mnoziny v datové sadé, kterd byla ziskdna béhem rychlého
narustu front. Uzivatel bude moci zadat minimélni hodnotu PZ P pred samotnym startem
dolovéani.

PZP(fm) =

Klasifikace na zakladé asociacnich pravidel

V této dolovaci metodé bude implementovan postup, ktery byl popsan v Kapitole 4.3.
Jelikoz Casy vykonani jednotlivych kol v zdznamu udélosti jsou numerické hodnoty, musi
se pro klasifikaci diskretizovat na kategorické hodnoty. U diskretizace se musi provést dvé
rozhodnuti. Za prvé zvolit diskretiza¢ni metoda a za druhé zvolit pocet kategorii, do kterych
se bude diskretizovat. Prvni volba je blize vysvétlena v Kapitole 6.4. Druhé rozhodnuti je
jiz zndmo v navrhové fazi. Doba trvani byla diskretizovana do tii kategorii, konkrétné na
kratké, stredni a dlouh€ zpracovani.

Vétsinou po trénovaci fazi bude muset byt proveden dalsi krok, ktery vyfiltruje stejna
asocia¢ni pravidla v riznych kategoriich. Pro tento p¥istup jsou navrzeny dvé metody:

e Stejna asocia¢ni pravidla v riznych kategoriich jsou smazana.

e Asociacni pravidlo s vétsi hodnotou podpory je ponechano a je sméazano to s mensi
hodnotou podpory.

5.4 Specifikace pozadavku

Cilem je navrhnout aplikaci, kterd bude umoziiovat praci se zvolenymi metodami pro dolo-
vani procest. Hlavnimi kritérii pti navrhu jsou srozumitelnost a jednoduché pouziti. Dalsim
prvkem pfi navrhu je dat volnost uzivateli pfi vybéru riiznych parametri dolovacich metod.

Diagram pripadt uziti navrzené aplikace je znédzornén na Obrazku 5.1. V aplikaci se
vyskytuje pouze uzivatel, ktery s touto aplikaci mize pracovat. Je mu umoznéno zobrazit
si data z databaze, ve které je ulozen cely zdznam udéalosti a informace o jednotlivych
produktech. Pokud je databéaze prazdna, miize uzivatel nahrat data do databaze. Pokud
jsou data v databézi, ma uzivatel moZnost zvolit si jednu z implementovanych dolovacich
metod a pracovat s ni.

U metody pro objevent procesu je mozné pouze graf vykreslit a poté s nim rizné inter-
agovat. Graf je lehce interaktivni, po najeti mysi na stroj jsou zvyraznény cesty od uzlu
a do uzlu. Déle je mozné s jednotlivymi uzly pohybovat po vykreslovaci plose.

U druhé dolovaci metody (dolovani frekventovanych mnozin pfi rychlém nérustu front),
muze uzivatel pracovat se simulatorem a s ovladacimi prvky samotného dolovani. Tedy je
mu umoznéno nastavovat parametry simulace (krok simulace, datum za¢atku a konce simu-
lace, rozdil velikosti front pfi rychlém narustu). Pfedtim nez mize uzivatel spustit proces
dolovéani, musi vybrat stroje, u kterych chce frekventované mnoziny zjistovat a déle samotnéa
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Pracovat s grafem
Vykreslit graf procesu

Zobrazit data z databaze

Pridat data do databaze

Zapnout / vypnout simulaci

Nastavit parametry simulace

Vybrat stroje

Nastavit parametry <<zahmuti>>
~

pro klasifikaci

Nastavit parametry dolovani
frekventovanych mnozin
Pridat produkty <<zahmuti>>
ke klasifikaci <

Vybratdata

Spustit dolovani
Odstranit produkty frekventovanych mnozi

ke klasifikaci

Spustit klasifikaci

Zobrazit asociacni
pravidla

Obréazek 5.1: Diagram pripadt uziti

data, ze kterych chce dolovat. Aplikace vysledky ze simulatoru ukldda do dynamicky vy-
tvarejicich se databazovych tabulek. Uzivatel tedy muze vybrat i vysledky ze simulatoru,
které byly do databaze vlozeny nékdy v minulosti. Uzivatel mtze i smazat tabulky s daty
ze simulatoru. Pfed spusténim samotného procesu dolovani se musi jesté nastavit hodnota
minimé&lni podpory a hodnota PZP.

Pozadavky pro tfeti dolovaci metodu (klasifikace na zdkladé asocia¢nich pravidel) jsou
velmi podobné tém u druhé. Uzivatel prvné musi vybrat stroj, u kterého se bude provadét
klasifikace. Poté musi specifikovat produkty, u kterych se bude urcovat klasifika¢ni t¥ida.
Zde mé tii moznosti. Bud si produkty specifikuje sdm nebo si neché vygenerovat Uplné né-
hodné produkty, anebo si nahraje produkty z databaze, které nékdy byly vybranym strojem
zpracovany. Pfed startem klasifikaéni faze uzivatel jeSté musi nastavi hodnotu minimélni
podpory a vybrat jednu ze dvou moznosti pro filtraci stejnych asocia¢nich pravidel. Jakmile
vykonal vSechny tyto tkony, muze spustit klasifikaci. Trénovaci faze se provadi automaticky
pri zméné néjakého parametru klasifikatoru, tudiz uzivatel se timto nemusi zabyvat.

Vysledky dolovacich metod jsou zobrazeny v hlavnim okné aplikace v tabulkové formé.
Pfi béhu simulatoru jsou zobrazovany informace o strojich, konkrétné délka front a pocet
produkti, které dané stroje praveé zpracovavaji. Aplikace také umoznuje zobrazeni asociac-
nich pravidel pro jednotlivé klasifika¢ni kategorie u vSech specifikovanych produktiu a také
u vybraného stroje.
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5.5 Graficky navrh

Vsechny grafické navrhy v této kapitole maji znazornovat zakladni grafickou koncepci apli-
kace a nepredstavuji findlni vzhled, ktery se v prubéhu implementacni fize mohl zménit.

V predeslych kapitolach byl popsan princip dolovacich metod. Cilem navrhu grafického
uzivatelského rozhrani je co nejvice zjednodusit praci s témito metodami a umoznit uzivateli
rychle a efektivné ménit rtizné parametry pro dolovani znalosti. Déle je cilem co nejmensi
pocet vyskakovacich oken, tudiz skoro vsechny ovladaci prvky jsou zahrnuty v hlavnim
okné aplikace. Pouze zobrazeni ziskanych asocia¢nich pravidel bude mit své specidlni okno.
Navrh grafického uzivatelského rozhrani hlavniho okna aplikace je zobrazen na Obrazku
5.2.

Prepinani tabl

Panel
néStrOj 0 Ruzné Ul elementy pro zobrazeni vysledku

Obrazek 5.2: Grafiky navrh hlavniho okna aplikace

Vzhled vysledné aplikace bude implementovana v grafickém stylu posledniho opera¢niho
systému Windows 8 od spole¢nosti Microsoft, ktery je nazyvan Modern Ul K zakladnim
aspekttim tohoto uZivatelského rozhrani patfi jednoduchost, vice zaméreni na obsah a ty-
pografii.

Na Obrazku 5.3 jsou vidét navrhy t¥i riznych panel nastroju pro tii riizné metody dolo-
véani. Tyto panely budou vyhradné slouzit pro nastavovani parametri metod pro ziskavani
znalosti. Budou se prepinat podle vybéru dolovacich metod. Déle zde budou zobrazeny
nékteré informace o zvolenych strojich nebo o zvolenych datech ziskanych ze simuldtoru
produkéni historie.
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Panel nastrojd pro
zobrazeni grafu

Panel nastrojl pro praci
se simuladtorem a dolovani
frekvencnich mnoZzin

Tlaéitko pro vykresleni

Okno s popisem
jednotlivych stroju

Nastaveni kroku

Nastaveni parametrt

Informace o datech

Panel nastrojl pro praci s
klasifikatorem

Informace o stroji

Nastaveni parametru

Riizna tlacitka pro
pridani, odebrani
roduktu a pro

Obrézek 5.3: Grafiky navrh t¥i paneld nastroju
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Kapitola 6

Implementace navrzené aplikace

Obsahem této kapitoly je popis implementace navrzené aplikace pro ziskavani znalosti z vy-
robniho procesu. Aplikace je implementovana v programovacim jazyce C# .NET wverze
4.5. Grafické uzivatelské rozhrani je vytvoreno pomoci Windows Presentation Foundation
(WPF), coz je podmnozina .NET pro tvorbu RUI (Rich User Interface). Data poskytnuta
k dolovani jsou ve formatu .csv. Aby se s nimi dalo lépe pracovat, byla vytvorena lo-
kalni service-based databaze SQL. Z toho divodu je nutné mit na pocitaci, kde se aplikace
spousti, nainstalovany SQL Server Express 2012 od spolecnosti Microsoft. Vysledny vzhled
aplikace s popisem pouZiti je na Obrazku A.1 v priloze.

Na Obrazku 6.1 je zobrazen zjednoduSeny diagram t¥id, ktery ukazuje hlavni vztahy
v celé aplikaci. Detailn€jsi diagramy t¥id pro vSechny balicky budou ukazany dale v kapitole
a podrobné popsany.

N

Clasification W FPGrowth WorkflowGraph
[ ] EE S

Obrazek 6.1: Zjednoduseny diagram tiid vysledné aplikace
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6.1 Algoritmus Frequent Pattern Growth

Nasledujici odstavce obsahuji popis t¥id, kterymi je implementovan algoritmus Frequent
Pattern Growth popsany v podkapitole 4.2, a jehoz diagram t¥id je zndzornén na Obrazku
6.2.

TF¥ida FPGrowth

Algoritmus pro ziskani frekventovanych mnozin FP Growth je implementovan v tridé
FPGrowth a spousti se zavolanim jediné public metody RunAlgorithm. Vstupnimi parame-
try této metody jsou seznam Fetézcii (transakce), hodnota minimélni podpory a ptiznak,
ktery urcuje typ formatu vydolovanych frekventovanych mnozin. Prace algoritmu se da
rozdélit do nékolika krok:

e Prvnim krokem je skenovani databaze pomoci metody
ScanDatabaseToDetermineFrequency0fSingleItems, kterd rozdéli vstupni trans-
akce na jednotlivé prvky. Pro kazdy prvek ur¢i hodnotu podpory v celém vstupnim
seznamu transakci.

e V druhém kroku se znovu prochézi vstupni seznam transakci a vytvari se FP strom.
Pied vlozenim transakce do stromu jsou jednotlivé prvky transakce sefazeny podle
hodnoty podpory. V pripadé, Ze jsou hodnoty podpory stejné, jsou prvky sefazeny
podle abecedy.

e Nisledné se vytvori seznam hlavicek vysledného stromu.

e Posledni krok jiz predstavuje samotné dolovani frekventovanych mnozin. Dolovani je
provadéno rekursivnim volanim metody FPgrowth. Tato metoda zjisti, jestli F'P strom
obsahuje jednu cestu nebo vice cest. V prvnim ptipadé se vola metoda
AddAl11CombinationsForPathAndPrefix, kterd vytvaii vSechny mozné kombinace
frekventonavanych mnozin z dané cesty, které maji hodnotu podpory vétsi, nez je
miniméalni podpora. V ptipadé, ze strom obsahuje vice jak jednu cestu, se vold me-
toda FpgrowthMoreThanOnePath. Tato metoda vytvari subdatabdzi (seznam), ktera
predstavuje mnozinu prefixovych cest ve stromé, které se spolené vyskytuji se suffiz
vzorem. Nasledné se vypocita podpora vSech prefixovych cest v ziskané subdatabazi
a zkonstuuje se FP strom, ktery je tvofen vSemi prefixovymi cestami v subdatabazi.
Tento strom se poté rekurzivné doluje pomoci funkce FPgrowth.

Algoritmus v prubéhu dolovani vola metodu WriteItemsetToDataTable, kterd vytvari
vyslednou podobu frekventovanych mnozin ve formé instance tfidy ItemSet. Instance je
pridana do seznamu, ktery je na konci dolovani vracen jako navratova hodnota. V ptipadé
potieby je také mozno zavolat metodu PrintStats, ktera tiskne statistiky o poslednim
dolovéani. Jedna se o pocet vstupnich transakci, pocet vydolovanych frekventovanych mnozin
a Cas dolovani.

Tiidy FPTree a FPNode

Instance tfidy FPNode piredstavuji uzly v FP stromé. Kazdy uzel je reprezentovan svym
ID. Déle obsahuje hodnotu podpory, odkaz na rodice v FP stromé, seznam svych potomku
a odkaz na dalsi uzel se stejnym jménem. Jedind metoda, kterou instance t¥idy nabizi, je
GetChildWithID, kterd vraci odkaz na uzel s hledanym ID nebo null.
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Instance tf¥idy FPTree predstavuje F'P strom. Tento strom v sobé obsahuje odkaz na
kofen, hash mapu jednotlivych uzld, seznam hlaviéek a hash mapu listd. Do stromu je
mozné pridavat uzly pomoci dvou ruznych metod. Prvni metoda AddTransaction se vola
pfi konstrukci ptivodniho FP stromu v rdmci skenovani databaze. Vytvari jednotlivé uzly
ve stromé a propojuje je mezi sebou. Druha metoda AddPrefixPath se vola pfi konstukci
prefixového stromu ze subdatabéze. Pracuje podobné jako prvni metoda, s tim rozdilem,
7e se musi prochazet vsechny uzly z prefixové cesty a z nich se vytvari jednotlivé uzly FP
stromau.

FPAlgorithm

| FPGrowth A
Class

= Fields

TremsetCount : int
RelativeMinsupp : int
Resultitemnsets : List<ltemSet>
Separator : string
TransactionCount : int

Tree : FPTree

Watch : Stopwatch

ethods

L0000 0000

[ 4

AddallcombinationsForPathAndPrefix(FPNode Mode, string[] Prefix) : void

FPGrowth()

Fpgrowth(FPTree Tree, string[] Prefixalpha, int PrefixSupport, Dictionary<string, int> DictionarySupport) : void
FpgrowthMoreThanOnePath(FPTree Tree, string[] Prefixlpha, int PrefixSupport, Dictionary<string, int> DictionarySupport) : void
PrintStats() : string

ReplaceNumbers(ref StringBuilder text) : void

Runalgorithm(List<string = input, double minSupp, int flag) : List<emSet>
ScanDatabaseToDetermineFrequencyOfSingleltems(List<siring» input, Dictionary<string, int> DictionarySupport) : void

. SetSeparator(int flag) : void

WriteltemsetToDataTable(string[] temset, int Support) : void

CENCE-X-)

ooee

Tree
1
[ FPTree A |
Class y "\
Root (..1 FPNode A
= Fields —_— ==
% DictionarylastNodes : Dictionary <string, FPNode> = Fields
@, DictionaryNedes : Dictionary <string, FPNode> DictionaryNodes 0.% | @, counter:int
@, HasMereThanGnePath : bool ol @ Childs: ListeFPNodes
@, Headerlist: List<string> @, NodelD: string
@, Root: FPNode .| @ Nedelink: FPhode
= Methods DictionarylastNodes 0" | @, Parent: FPNode
@, AddPrefixPath(List<FPNode> PrefixPath, Dictionary<string, int> MapSupportBeta, int RelativeMinsupp) : void = Methods
@  AddTransaction(List<string> Transaction) : void @ FPNodel)
@, CreateHeaderList(Dictionary<string, int> SupportDictionary) : void @, GetChildWithID(string I0) : FPNode
@, FixNodelinks{string NodelD, FPNode NewNode] : void \
D, FPTree()

Obrazek 6.2: Diagram trid balicku FPAlgorithm.

6.2 Dolovani grafu vyrobniho procesu

Pro reprezentaci grafu procesu se vyuzivaji t¥i t¥idy: Machine, Workflow a WorkflowGraph.
Tiida Machine predstavuje jeden stroj ve vyrobnim procesu a kazda instance této tfidy je
identifikovana pomoci ID, které je stejné jako ID stroje ve vstupnih datech. Ttida nena-
bizi zadné metody, pouze prepisuje metody Equals a GetHashCode, nebot se instance této
t¥idy pouziva v kolekci HashSet.

Trida Workf low predstavuje jednu cestu produktu vyrobnim procesem. Obsahuje kolekci
HashSet, ve které jsou obsazeny vSechny stroje, na kterych byl jeden dany produkt zpra-
covan. Opét jako v pripadé tfidy Machine jsou prepsany metody Equals a GetHashCode,
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nebot i instance této tiidy se budou vkladat do kolekce HashSet. Pro vykresleni grafu totiz
chceme mit vSechny mozné cesty procesem, ale kazda cesta ndm staci pouze jedenkrat.

Ttida WorkflowGraph reprezentuje graf vyrobniho procesu. Graf se sklada z uzld a hran
mezi uzly. Proto tato t¥ida obsahuje kolekci stroju, které predstavuji jednotlivé uzly grafu.
A také obsahuje kolekci propojeni mezi stroji, coz jsou hrany. Tato tfida pouziva knihovnu
QuickGraph, kterd poskytuje rozhrani pro reprezentaci riznych grafii. V nasem piipadé bylo
pouzito rozhrani BidirectionalGraph, pomoci kterého se implementuje orientovany graf.
Graf se sestrojuje pomoci jedné jediné metody CreateGraph, ktera jako parametr potiebuje
HashSet vSech moznych cest grafem v podobé instanci t¥idy Workflow. Metoda tuto kolekci
prochéazi a postupné vytvari vsechny uzly a hrany grafu. Jakmile je proces dolovani hotov,
metoda vrati instanci grafu, kterd je poté vykreslena v hlavnim okné aplikace. Pro vykresleni
grafu se pouziva knihovna GraphSharp. Graf je mirné interaktivni. Je mozné pohybovat
s jednotlivymi uzly, pfiblizovat a oddalovat pohled na graf a po najeti mysi na uzel se
zvyrazni hrany, které sméruji do uzlu i ven z uzlu. Diagram tiid balicku Graph je zobrazen
na Obrazku 6.3.

( WorkflowGraph A |
Class

= Fields
@, Edges : HashSet<Edge<object> >
= Properties
F Machines { get; set; | : HashSet<Machine>
= Methods
@ CreateGraph{HashSet<Workflow> Waorkflows) : BidirectionalGraph <object, IEdge <object> >
@ WorkflowGraph()
= Mested Types

«|

| HashEdge<TVertex>
Generic Class
¥ Edge<TVertex>

4

Machines 1.%
[ ‘I(o:‘::srkflow 2 Machine R |
Class
= Properties Le =l Properties
K 1D {get; set; }rint S & MachinelD { get; set; } : int
# Machines { get; set; } : HashSet<Machine= Machines ¥4 WorkplaceName { get; set; } : string
= Methods =l Methods
@ AddElement(Machine elem) : void ® Equals(Machine El) : bool
@  Equals{object obj) : bool @ Equals(object obj) : bool
@  GetHashCode() : int @ GetHashCode() : int
@ Workflow(int Pk) @  Machine(string Name, int machiD)

Obrazek 6.3: Digram tiid balicku Graph.
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6.3 Simulator produkc¢ni historie

TFida Event

Jelikoz se dolovani provadi ze zdznamu udalosti, bylo nejprve nutné vytvorit t¥idu pro jeden
zédznam. Kazdy zaznam je jedine¢né identifikovatelny ¢tyfmi atributy:

e WorkplaceName - id pracovisté, na kterém je danéd uddalost spusténa.
e Start — Cas zacatku udéalosti.

End — ¢as konce udéalosti.

ProductID — jednoznac¢ny identifikator produktu, ktery se na danim stroji zpracovava.

Zadne dvé udalosti v zdznamu nemohou mit vSechny tyto atributy stejné.

Tridy ProcessingProduct, WorkplaceSimulation a FrontOfWorkplace

Tyto tii tFidy abstrahuji redlny vyrobni proces. Instance tfidy ProcessingProdukt predsta-
vuji produkty, které se aktualné nachéazeji ve vyrobnim procesu. Jsou dynamicky vytvareny
a ruseny podle aktualniho ¢asu simulatoru. Kazdy produkt je dan svym ID, které se ziskava
ze zaznamu udalosti a dale obsahuje seznam vSech udéalosti, které maji byt vykonany. Tyto
udélosti jsou velice dilezité, nebot podle nich se produkt v simuldtoru fidi.

Tiida WorplaceSimulation slouzi pro reprezentaci pracovisté v procesu. Jedno pra-
covisté obsahuje tii seznamy. V prvnim seznamu ProcessingEvents jsou umistény prave
zpracovavané produkty. Druhy seznam Front predstavuje frontu pred pracovistém. A po-
sledni seznam OneHour0ldEvents obsahuje udalosti, které na pracovisti skoncili pred méné
nez jednou hodinou. Tento seznam se vyuziva pri vkladani produkti do datové sady po
rychlém nérustu fronty, nebot nis zajimaji nejen produkty aktudlné zpracovivané strojem,
ale i produkty, které se ve stroji nachazeli maximalné pfed hodinou a mohly tak zptsobit
zpomaleni vyrobniho procesu.

Triida FrontOfWorkplace je jednoduché tifida, kterd obsahuje jméno pracovisté a délku
fronty. TFida sama v sobé nemé casovy udaj, kdy byla délka fronty aktualni. Instance této
tTidy se vklddaji do speciadlni kolekce SortedDictionaryExtensions jako seznam vSech
pracovist. Kolekce je rozsifenim SortedDictionary, kde kli¢ je hodnota casu simulatoru
pri vloZeni a obsah je seznam vSech pracovist jako instance t¥idy Front0fWorkplace. Fronty
se do kolekce vkladaji po jedné hodiné, ale krok simulace mize byt libovolny. Tim padem
mohou vzniknout klice, které by nebylo mozno vyhledat. Resenim je pravé tato kolekce,
ktera dokaze najit nejblizsi kli¢c k zadanému.

Ti¥ida Simulation

V tfidé Simulation je implementovan simulator produkéni historie. Pfed samotnym spusté-
nim simuldtoru je nutné pridat data do instance této tfidy. Data se pridavaji automaticky,
uzivatel pouze zvoli zacatek a konec simulace v hlavnim okné aplikace. Algoritmus si poté
sam stahne data z databaze podle urcenych casi. Jakmile mé simuldtor data k dispo-
zici, zavold se jeSté metoda PrepareData, kterd zjisti vSechny stroje v zdznamu uddalosti
a pripravi data pro simulaci. Samotny simulator pracuje v krocich, které uzivatel zadava
z hlavniho okna. Délka kroku muze byt libovolna. Pokud je nastavena hodnota vétsi jak
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3600 (1 hodina), pak simuldtor pouzivd hodnotu kroku pouze na vypisy a vnitiné pracuje
po hodinach.

Simulator vykonéava svoji ¢innost pomoci metody SimulationStep s parametrem délky
kroku simulace. Tato metoda se da popsat v nékolika bodech:

e Na zacatku se pomoci metody CheckProcessingProduct zjistuje, zda-li v simulatoru
neni néjaky zapomenuty produkt, ktery ma mensi ¢as posledni udalosti nez je aktualni
¢as simulace.

e V druhém kroku se porovnava aktualni ¢as simulace s nastavenym koncovym stavem.
Touto podminkou se ukoncuje béh simulatoru.

o V dalsim kroku se jiz provadi samotnd simulace tim, Ze se prochazi zdznam udalosti
a pro kazdou udalost se miize vykonat ne€kolik metod. Zaznam se prochazi jen po
udalosti, které maji ¢asy mensi nez je aktualni ¢as + krok simulace.

V rédmci tohoto kroku se vezme udalost pomoci metody GetEvent a podle toho, jestli
udalost pravé konc¢i nebo zacina, se vykonaji dalsi metody. Pii startu udalosti se
do stroje prida zpracovavand udalost. Déle se vytvori produkt jako instance tridy
ProcessingProduct, pokud v kolekci ProcessingProducts zatim neexistuje. Po-
sledni voland metoda je RemoveProductFromFront, kterda odstrani produkt z fronty
pred strojem. P7i konci udalosti se vykonavaji jiné metody. Nejprve je odstranéna
udalost z pracovisté a ta stejnd udalost je pfidana do hodinu starych udalosti v pra-
covisti. Dale se pro produkt zjisti pristi pracovisté, do jehoz fronty je produkt pfidan
(metoda AddProductToFront). V pfipadé, ze produkt jiz nemd dalsi naplanovanou
udalost, je instance tiidy ProcessingProduct odstranéna ze simuléatoru.

e Poslednim krokem je porovnani délky aktuélnich front s délkami front pfed hodinou.
Pokud je u nékterého pracovisté zjistén prili§ velky narust fronty, jsou do databaze
ulozeny pravé zpracovavané produkty v pracovisti spolu s produkty, které skondili
zpracovani méné nez pied hodinou.

Po kazdém kroku simuldtoru je v hlavnim okné vypsan aktudlni pocet produktii a délka
fronty pro vSechny pracovisté. Vypis je naformatovan tak, Ze pokud doslo ke zméné néja-
kého tudaje oproti minulému vypisu, tak je tento udaj zvyraznén Cervené. Aktualni stav
simulatoru je mozno ziskat pomoci metody GetSimulationState. Cely béh simulace je
zpracovavan pomoci BackgroundWorkeru, tzn. ze simulace bézi v jiném vlakné nez je spu-
Sténo grafické uzivatelské rozhrani. Tim je umoznéno pracovat s aplikaci a zaroven mit
spustény simulator.

Produkty ziskané ze simuldtoru jsou ukladany do databaze do dynamicky se vytvare-
jici tabulky. Nova tabulka, do které se budou ukladat data, je vytvorena vzdy po resetu
simulétoru.

6.4 Klasifikator

Klasifikator je implementovan ve tfidé Clasification. Klasifikace pracuje ve dvou fazich.
Prvni faze je uceni klasifikdtoru. Druha faze je jiz samotnd klasifikace. Aplikace sama po-

N

nastaveni priznaku, ktery klasifikatoru fekne, ze pred samotnou klasifikaci ma spustit tré-
novaci fazi.
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Pri startu aplikace se musi klasifikdtor inicializovat. To znamenad zjistit vSechny pra-
covisté ze zdznamu udalosti a pro kazdé pracovisté zjistit casové intervaly, podle kte-
rych se bude klasifikovat do kategorii. K tomu slouzi dvé metody GetAllWorkplaces
a GetExecutionTimes. Druhd zminéna metoda je velice dilezitd a pracuje nasledovné.
Pro kazdé pracovisté se zjisti vSechny Casy zpracovani produkti, které prosly danym praco-
vistém. Casy se sefadi vzestupné od nejmensiho po nejvétsi a ulozi se do seznamu. V nasem
pripadé hledame dva konkrétni casy, které by seznam rozdélili do kategorii. To je provedeno
tak, ze se zjisti délka seznamu a vydéli se tfema. Tuto hodnotu nazveme napi. index. Poté
kategorie reprezentujici krdtky cas je dana intervalem od nuly po Cas, ktery je v seznamu
na pozici index. Kategorii stfedni ¢as dostaneme podobné. Spodni hranice intervalu je cas,
ktery je vétsi nez ¢as na pozici index a horni hranice invervalu je ddna Casem, ktery je
na pozici index * 2. Posledni kategorie dlouhy c¢as je poté dana jako interval, kde spodni
hranice je vétsi nez ¢as na pozici index * 2 a horni hranice neni specifikovana.

Trénovaci faze spoc¢iva v ziskani asocia¢nich pravidel pro vSechny tii kategorie pomoci FP
algoritmu. V aplikaci stac¢i nastavit minimalni podporu a vybrat jednu ze dvou moznosti
pro filtraci asocia¢nich pravidel. Pfi vybrani prvni moznosti (Unique asociation rules) se
odstrani pravidla, ktera nejsou unikatni. To znamena, Ze pokud se ve dvou ruznych katego-
riich nachézi stejné pravidlo, tak se u obou kategorii odstrani. P¥i druhé moznosti (Higher
support) se porovnava podpora pravidel, které nejsou unikétni. Odstrani se to pravidlo,
které ma hodnotu podpory mensi.

Po trénovaci fazi se pokracuje testovaci/klasifika¢ni fazi. Nejprve je nutné v aplikaci
pridat produkty ke klasifikaci. Okno s pfidavanim produkti je vidét na Obrazku 6.4

PRODUCTS = 8 x
BASICTYPE | SIZEA SIZEB MATERIAL = SURFACE | NORM SERIES | OUTSURFACE EDGE1 EDGE2 EDGE3 EDGE4 = WEIGHT | THICKNESS CONSTRUCTICN | WORKERID DELETE

A ¥ 19850 ¥ 7500 v | AL ¥ pooov - ~ | BBB Y oA3 v AL voA3 v AL v v |30 v | F2 * |5 ¥  Delete
B ¥ 19850 > | 7500 v | AL ¥ | 333 v - o vw Y ooA2 v AL v A2 v A1 v 1T v 285 v | M1 > |5 ¥  Delete
A v 19850 v | 7300 v | AL v | EEE v - v m v AL v AL v AL v AL v 034 v |30 v || F2 v |5 v  Delete
B > 19850 = | 7300 v | AL A5 A - > | MMM R e S A . T v v 28 v | ML > |5 ~  Delete
A ~ 19850 ~ | 500 v | AL v GeGE v - ~ || FFF R S S S . T ] ~ |30 v | Fl > |5 ~  Delete
B v 19850 « | 6500 v | AL ~ | EEE - - v | m v oAl v AL v oAl v AL v 22 v |30 v | Rl > |5 ~  Delete
A v 19850 « | 8500 v | Al T |HHH - - v v A3 v AL v A3 voAL v 38 - || 30 v |F2 |5 ~  Delete
B v 19850 v | 7500 v | Al T KKK T - ¥ || HHH T A3 v AL v A3 v AL T I3 - || 30 *||Fl |5 ~ | Delete
B ¥ 19850 ¥ | 6500 v | AL > | 000 v - ~ || EEE yooA2 v AL v A2 v AL v 5 v |30 v | M1 |5 ~  Delete
A v 19850 + 7500 v | Bl v L A - v KKK v oOA5 v A v oA v AL v 34 v 285 |2 v |5 ~ | Delete

Add product  Add random product  Add random from DB 10 Ok

Obrazek 6.4: Ukazka okna s produkty.

Jakmile jsou produkty pridany, spusti se podobné jako u simulace BackgroundWorker,
ktery zacne klasifikovat na pozadi v jiném vldkné. Pro tuto fazi je ve t¥idé Clasification
k dispozici metoda GetClassificationClasses. Tato metoda porovna atributy zadaného
produktu s asocia¢nimi pravidly ve vSech kategoriich. Delsi asocia¢ni pravidla jsou lépe
ohodnocena nez kratsi. Jakmile jsou zndmy jednotlivd ohodnoceni produktu pro vSechny
kategorie, prifadi se mu klasifikacni t¥ida a dale se zjisti skuteéna tifida produktu. Do
hlavniho okna aplikace se vypise vysledek klasifikace ve formé kontingenc¢ni tabulky.

Balicek Mining, ve kterém jsou umistény t¥idy pro klasifikaci a simulaci, je zobrazen na
Obrazku 6.5.
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Obrazek 6.5: Diagram t¥id balicku Mining.
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Kapitola 7

Vysledky dolovani

V nésledujici kapitole budou popsany a diskutovany ne€které experimenty, které byly pro-
vadény s implementovanymi algoritmy.

7.1 Vysledny graf vyrobniho procesu

S touto metodou se nedaji provadét zadné experimenty. Cilem je pouze vykreslit propojeni
mezi jednotlivymi stroji. V aplikaci se d4 u grafu ménit rozlozeni jednotlivych uzld, ale to
na vysledky nemé zadny vliv. Vysledny graf je vidét na Obrazku 7.1. BohuZel tento graf
neni moc dobfe pochopitelny z obrazku, nebot jsou zobrazeny pouze ID stroju tak, jak jsou
ulozeny v poskytnutych datech.

. 17

1.74x 4 14

.
13
16 5
11
9
12
.
1
10 6
0 19 2

18

Obrazek 7.1: Vysledny graf vyrobniho procesu.
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7.2 Dolovani frekventovanych mnozin

Zaznam udalosti, se kterym se provadéla simulace produkéni historie, obsahuje ptiblizné
20000 zaznamu a kazdy produkt je popsan 28 atributy. V nasem pripadé bylo k dolovani
atributy predstavuji dobu expirace nebo rtizné piiznaky, které jsou skoro u vSech produkti
stejné, tudiz by na vysledky nemély zadny vliv.

Pri nastaveni simulatoru tak, aby prosel cely zaznam udéalosti a uklddal produkty jen
pri narustu fronty o vice jak 100 produkti za hodinu, dostaneme u rtznych stroji rizné
pocty produkti. Vysledek je vidét na Obrazku 7.2.

Workplace Cnt

machine 2.1 152
lins X.1 86
line X.2 42
line X.6 31
shell prep. 22

machine 1.1 g
press 100

Obrazek 7.2: Vysledné pocty produkti po simulaci.

Experimenty u této metody spocivaly v nastavovani parametru minimalni podpory
a hodnoty PZP. V aplikaci je mozné vybrat pracovisté, u kterého chceme dolovat frekven-
tované mnoziny. Aplikace dovoluje vybrat i vice pracovist nardz, avsak vysledky mohou byt
jiné neZ pro jedno pracovisté, nebot se zvysi pocet transakci a tim se zméni i podpory jed-
notlivych atributi. Bylo provedeno nékolik experimentd s riznymi nastavenimi minimalni
podpory a hodnoty PZP. Nejzajimavéjsi vysledky jsou vidét v tabulkach niZze. V prvni Ta-
bulce 7.1 jsou vidét riizna nastaveni pro jedno vybrané pracovisté. V druhé tabulce 7.2 jsou
vidét riizné nastaveni pro vice vybranych pracovist.

Min. podpora | Po FP Growth | PZP = 0,10 | PZP = 0,15 | PZP = 0,20 | PZP = 0,25
0,10 16835 980 829 726 677
0,15 8719 582 437 346 313
0,20 3693 202 163 107 83
0,25 2205 96 65 54 36
0,30 1099 84 53 44 26

Tabulka 7.1: Tabulka vysledki pfi riznych nastaveni s jednim pracovistém.

Min. podpora | Po FP Growth | PZP = 0,10 | PZP = 0,15 | PZP = 0,20 | PZP = 0,25
0,10 7797 1061 954 882 677
0,15 3517 532 437 398 341
0,20 2033 190 156 132 98
0,25 898 75 53 38 28
0,30 616 58 39 26 20

Tabulka 7.2: Tabulka vysledkd pfi riznych nastaveni s tfemi pracovist.i

48



Cilem této metody dolovani je ziskat dostatek frekvenénich mnozin, které nejspise zpu-
sobily zpomaleni vyrobniho procesu. Musime tedy najit optimalni hodnoty minimélni pod-
pory a PZP. Z tabulek vyplyva, Ze je idealni nastavit minimélni podporu na hodnoty od
0,15 do 0,25. Z tabulek dale vyplyva, ze hodnota PZP ma4 silny vliv na pocet ziskanych
frekventovanych mnozin. P#i vyssim nastaveni tohoto parametru je mnoho mnozin vyfiltro-
vano. Optiméalni hodnota pro ziskani dostateéného po¢tu mnozin je mezi hodnotami 0,15 -
0,20.

Na délku ziskanych frekventovanych mnozin neméji nastaveni moc velky vliv. Obvykle
délka neptfesahne hodnotu 6. Primérné vsak dosahuje hodnoty 4. Nejcastéjsi atributy ve
frekventovanych mnozinach se tykaji rtiznych vizualnich parametrd prfedmétu. Jen malo
mnozin obsahuje informace o rozmérech nebo jiné numerické hodnoty.

7 experimenti bylo zjisténo, ze zpomaleni vyrobniho procesu je zptisobeno hlavné spe-
cifickymi hodnotami kategorickych atributt, které urcuji vizualni podobu predmétu.

7.3 Klasifikace na zakladé asocia¢nich pravidel

Experimenty u této dolovaci metody zahrnovali nastavovani minimdalni podpory a rtzné
filtrovani stejnych asociac¢nich pravidel. Hned na zac¢atek musim konstatovat, Ze Gispésnost
klasifikace byla od 40% do 70% pro riznd pracovisté. Déle si shrneme nékteré mozné priciny
takto malé tspésnosti. Nejprve si vSak ukazeme vysledek jedné klasifikace v podobé kon-
tingenc¢nich tabulky z aplikace.

Na prvnim Obrazku 7.3 je vidét vysledek trénovaci faze u jednoho pracovisté s mi-
niméalni podporou 0,25 a unikdtnim filtrovacim pravidlem. Jsou zde zobrazeny vysledky
z algoritmu FP Growth a pocty asociacnich pravidel pred filtraci a po ni. Dile mizeme
vidét cas potiebny k dolovani frekventovanych mnozin, ktery je opravdu nizky, jak bylo
naznaceno v teorii o tomto algoritmu.

========= Zettings of claszificaticn has changed - new training phasse ===========
============= FP-GRINTH - S5TLIS = ==

Trensactionz ccunt from datekase : 7640

Frequent itemsets ccunt : 1087

Total time -~ 00:00:00.1266894

============= FP-GRONTH - 5TRIZ =

Trensaction=g count from datebase : &259
Frequent itemsets count : 7357
Total time - 00:00:00.095551%9

============= FP-GRONTH - 5TRIZ =

rengacticnzs count from datebaae : 4730
Frequent itemsets count : 669
Total time ~ 00:00:00.131574%9
Itemsets before prunning:
1387 757 B89
Itemsetz after prunning:

a1

Obrazek 7.3: Vysledek trénovaci faze.

Vysledek klasifikace pro 10000 produktt je zobrazen v Tabulce 7.3. Je vidét, Ze pro-
stfedni kategorie nebyla skoro nikdy klasifikovana, coz je nejvétsi nedostatek celé klasifikace.
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Ukézka tohoto vysledku byla vybrdna zamérné, nebot vystihuje dva problémy, o kterych si
myslim, Ze prispivaji k horsi klasifikaci. Ostatni experimenty se chovaly podobné s mensimi
odchylkami.

Predikovana trida

Cas Nizky | Stfedni | Vysoky
Realna | Nizky | 2302 0 1745
ti¥ida Stfedni | 1669 1 1721
Vysoky | 1023 1 1527

Tabulka 7.3: Kontingenéni tabulka klasifika¢ni faze.

1. Z Obrazku 7.3 muZeme vidét vysledné pocty asocia¢nich pravidel pro vSechny tfi ka-
tegorie. Jiz tu vznikd problém, nebot prvni kategorie obsahuje dvakrat vice pravidel
nez tfeti a asi 4 krat vice nez kategorie druhé. Z toho plyne, Ze pokud se budou klasifi-
kovat produkty, které naleznou shodu ve vSech kategoriich, je nejvice pravdépodobné,
Ze u prvni kategorie se téchto pravidel nalezne nejvice. Zména druhu filtrace (zacho-
véani pravidla s vét$i hodnotou podpory) tomuto problému ob¢as pomiize, obcas ne.
Zalezi na vybraném stroji. Mize se stat, Ze poméry se jesté zveétsi kvali vyssi pod-
pore asocia¢nich pravidel v prvni kategorii. Ani zména hodnoty minimalni podpory
nepoméhd, nebot pomér poc¢tu asocia¢nich pravidel zistava stejny.

2. Pro nastinéni druhého nedostatku pouzijeme Obrazek 7.4 z aplikace, ktery ukazuje
informace o rozdéleni ¢asovych intervali do kosu. Je potfeba zminit, Ze poskytnuta
data obsahuji ¢asy zaokrouhlené na celé minuty. Prvni kategorie pfedstavuje interval
od 0 po 2 minuty. Druha kategorie obsahuje pouze casy zpracovani 3 a 4 minuty.
Posledni kategorie od 5 minut vys. Parametr Diff. times ukazuje, kolik bylo rznych
Casll zpracovani na pracovisti. Vidime, ze 3 ¢asy jsou v prvni kategorii, pouze 2 ¢asy
v druhé a zbytek v posledni. Pro lepsi vysledky klasifikace by bylo potifeba lépe urcit
intervaly Casti zpracovani. Bohuzel ji4 nemam k dispozici potfebné informace, které
casy zpracovani jsou nizké, normalni nebo vysoké. V tomto piipadé by bylo potfeba
experta z vyrobni tovarny, ktery by lépe intervaly urdil.

Low time:  00:02:00
Mid time 00:04:00
Products: 18646
Diff. times: 55

Obrazek 7.4: Ukazka informaci o ¢asech zpracovani.

Metoda pro klasifikaci na zakladé asocia¢nch pravidel se jevi pro nas vyrobni proces jako
méné pouzitelna. AvSsak domnivam se, Ze po mensi ipravé intervall jednotlivych kategoriii
by bylo mozno dosahnout mnohem lepSich vysledki, pokud by se do navrhu pridali znalosti
experta na dany vyrobni proces. Zjistil jsem vsak, ze vyrobni ¢asy produkti nejsou zavislé
pouze na atributech, ale i na nékterych vnégjsich faktorech, nebot ziskana asocia¢ni pravidla
byla velmi podobnad, ne-li stejné, ve vSech kategoriich.
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Kapitola 8
Zaver

Dolovani procesu je dulezitym néastrojem modernich organizaci, které potfebuji fidit ne-
trividlni operacni procesy. Na jedné strané je enormni narust zaznamenévanych dat. Na
druhé strané procesy a informace musi byt pfesné, aby spliovaly poZzadavky spojené s efek-
tivnosti, rychlosti a tspésnosti. Digitalni a fyzikalni svét se slucuje do jednoho svéta, kde
udéalosti jsou zaznamenavany v case vykonani a procesy jsou usmeérnovany a kontrolovany
na zakladé datovych zdznami.

Cilem prace bylo nastudovani ziskavani znalosti z obchodnich procesi a implementace
zvolenych metod dolovani. Na zakladé navrhu zvolenych metod byla implementovéana apli-
kace v programovacim jayzce C#.

Prace shrnuje poznatky o ziskédvani znalosti z obchodnich procesii. Nejprve je vysvétleno
obecné ziskdvani znalosti z databézi, na které je nadvazano rozborem praveé problematiky
dolovani procesti. Je ukadzana role dolovani procesu v zivotnim cyklu procesniho fizeni
a rizné typy dolovani. Zna¢nd ¢ast se vénuje objeveni procesu, nebot tento typ dolovani je
povazovan za nejvice naroc¢ny. Dalsi kapitola prace se vénuje dolovacim technikdm, které
byly pouzity v navrhové a implementacni ¢asti.

Na zakladé analyzy vybraného vyrobniho procesu byly navrhnuty t¥i typy dolovacich
metod, jejichZ vysledky by napomohly lepSimu pochopeni vyrobniho procesu a zefektivnily
by samotnou vyrobu. Prvni metoda je objeveni procesu, kterd zobrazuje graf propojeni
jednotlivych stroji v procesu. Druhd metoda vyuziva simuldtor produkéni historie, ktery
zjistuje rychly narust front pfed pracovisti a uklada informace o produktech, které pravdé-
podobné zpisobily zpomaleni vyrobniho procesu. Nasledné se doluji frekventované mnoziny
z dat ziskanych pomoci simulatoru. Vysledky nam udéavaji, které mnoziny atributt nejspise
zpusobuji opozdéni na strojich a na zakladé téchto vysledkl je mozno lépe planovat vyrobni
proces. Posledni navrzend metoda je klasifikace na zékladé asociacnich pravidel, kterd ma
za cil uréit pribliznou dobu zpracovani produktu na vyrobnim pracovisti. K tomu se vyu-
zivé klasifikace do tii t¥id. Vysledky metody by se daly pouzit pro predikci doby zpracovani
produktu a tim zajistit lepsi planovani nebo odhad produktt, které by mohly zapric¢init
zpomaleni nebo dokonce zastaveni procesu vyroby.

Experimenty ukazaly, Ze druhé navrZzena metoda je plné funkéni a da se pomoci ni
zjistit frekventované mmnoziny, které zpusobily zpomaleni procesu vyroby. Velky vliv na
pocet vydolovanych mnozin mé parametr PZP. Tteti metoda se ukazala jako méné funkéni.
Vysledky klasifikdtoru nesplnuji oc¢ekavani. Bylo by potieba lepsi rozdéleni intervali cast
zpracovani. Informace o intervalech by musel dodat néjaky expert z vyrobni tovarny.
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Priloha A

Manual

Popis ovladacich prvka u simulace a dolovani frekventovanych mnozZin

1 Sim step 28080
2 Start / Stop sim
5 Start | 1372011 SET SUPPORT
End | 2322012 norm:S0L, seriesiC1 0262 -
2 FrontThreshold 109 | |normiS0l, sizeA:1985.0 0.263
Reset Simulator norm:S01, edgediAl 0263
| weight:13 0.284
s | Min Suppert: 015 weight:19, sizeB:850.0 0274
| Min. pCs: 020 weight:19, sizeB:850.0, edged:Al 0274
6 Selected Machines | < weight:12, sizeB:850.0, edged:AL workerD:5 0274
| weight13, sizeB:850.0, edgedAl, series:CL 0.274
7 SER I weight:18, sizeB:850.0, edgedl, sizeA1985.0 0274
8 Transactions 83200 ¥ | ight1, sizeB850.0, edge2Al 0274
Delete table weight:12, sizeB:850.0, edge2:AL, workerD:5 0274 n
T TEETnsis weight:19, sizeB:850.0, edge2:AL, series:CL 0.274
Workplace Cnt weight:12, sizeB:850.0, edge2:AL, sizef:1085.0 0274
machine 2.1 95 weight:19, sizeB:850.0, edge2:Al, sizeA1985.0, material AL 0.274
9 line X.1 = weight:12, sizeB:850.0, edge2:AL, edgediAl 0274
line X.2 42 weight:18, sizeB:850.0, edge2:Al, edged:Al, material AL 0.274
line X.6 31 weight:12, sizeB:850.0, edge2:AL, material:AL 0274
shell prep. 22 weight:18, sizeB:850.0, seres:CL 0.274
machine 1.1 g weight:12, sizeB:850.0, series:C1, workerlD:3 0274
press 100 weight13, sizeB:850.0, materialAl 0.274
| kemsets count: 172 | weight:18, sizeB:850.0, materiakAl workerD:5 0274
10 —— Before prunning 5310 weight:18, sizeB:850.0, material: erlDi5, seriesiCl 0274
weight:13, sizeB:850.0, materialAl, series:C1 0274
weight18, sizeB:850.0, sized:1985.0 0274
weight:13, sizeB:850.0, sizeA:1985.0, workerlD:5 0274 -

Obrazek A.1: Ukéazka hlavniho okna aplikace se simulatorem.

e 1 — Nastaveni kroku simulatoru a tlacitko pro vykonéani jednoho kroku.

2 — Tlacitko pro spusténi a zastaveni simulatoru.

e 3 — Nastaveni data zacatku a konce simulatoru.

4 — Nastaveni hodnoty narustu fronty, pii které se maji produkty ukladat do databaze.

e 5 — Nasaveni parametru dolovani frekventovanych mnozin.
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e 6 — Vybrani stroju, u kterych se mé dolovat.
e 7 — Spusténi dolovani.
e 8 — Vybér tabulky z databaze s daty pro dolovani.

e 9 — Informacni okno o pracovistich a po¢tu produkt u kazdého pracovisté.

10 — Statistiky poctu frekventovanych mnozin.

e 11 — Vysledky dolovani.

Popis ovladacich prvkua u klasifikace na zakladé asociacnich pravidel

=
<. PROCESS MINING MACHINE 2.1 ITEMSETS
1 —— machine 21 -
Med e el norm:FO1 series:C1 workerD:5 material:A1 -
Low time:  0002:00 norm:FOL seriexC1 materiabil
’;"“;"“E 3”};2‘49? nomiFOL materialAL
2 roducts: 18646
Diff, times: 55 norm:FO1 materialiAl workerD:5
norm:FO1 thickness:3.0 series:C1 workerlD:5
norm:FO1 thickness:3.0 series:C1 workerlD:5 material:AL
3 —— Min Support: 025 norm:FO1 thickness:3.0 series:C1 materiabAL
Association rules option norm:FO1 thickness:3.0 material:AL
norm:FO1 thickness:3.0 material:A1 workerlD:5
4 8) Unicue rules Iremsets befors prunning: comstructionFL
i €63 construction:
Higher suppert
g & af't-zr Prunniag: construction:F1 thickness:3.0
5 — Classificate | —ocoeceeoo——— P . P—— A
Machine itemsets -
6 ——
Products itemsets
Add products
7

Remove products

Clear log

10

Obrazek A.2: Ukéazka hlavniho okna aplikace s klasifikdtorem.

e 1 — Vybér pracovisté, u kterého chceme klasifikovat.
e 2 — Informacni okno o intervalech zpracovani.
o 3 — Nastaveni miniméalni podpory.

e 4 — Nastaveni filtrovani asocia¢nich pravidel.

e 5 — Tlacitko pro spusténi klasifikace.
e (6 — Tlacitka pro zobrazeni oken s vyslednymi asocia¢nimi pravidly.
e 7 — Tlacitka pro pridani a odebrani produkti.

e 8 — Okno s asociacnimi pravidly u vybraného pracovisteé.
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e 9 — Okno s produkty a jejich nalezenymi asocia¢nimi pravidly. Vysledky se zobrazi az
po klasifikaci.

e 10 — Informace o klasifikaci.
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