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Abstrakt

Tato prace se vénuje implementaci aplikace pro simulaci neuronovych siti a jeji akceleraci za
vyuziti grafického procesoru. Aplikace se zaméruje predevsim na sité typu Feedforward a je-
jich uceni algoritmem Backpropagation, podporuje vSak i jiné typy siti a umoznuje rozsireni
o dalsi udici algoritmy. Aplikace také umoznuje zavést do sité rizné poruchy struktury, coz
je mozné vyuzit pro testovani odolnosti neuronovych siti vii¢i porucham. Prace je imple-
mentovana v jazyce C++ za vyuziti OpenCL pro vypocty na GPU. Vysledky akcelerace
uceni algoritmem Backpropagation byly porovnany s volné dostupnou knihovnou FANN.

Abstract

This thesis deals with the implementation of an application for artificial neural networks
simulation and acceleration using a graphics processing unit. The computation and training
of feedforward neural networks using the Backpropagation algorithm are the main focus of
this thesis, but the application also supports other network types, and it makes it possible
to extend the application with different training algorithms. Next, the application allows us
to create neural networks with structural anomalies, and thus, to test the neural network’s
fault tolerance. The application is implemented in the C++ language, using OpenCL to
manage GPU computation. The Backpropagation acceleration results were compared with
the free open source library FANN.

Klicova slova

Neuronové sité, strojové uceni, akcelerace, GPU, OpenCL, C++

Keywords

Neural networks, machine learning, acceleration, GPU, OpenCL, C++

Citace

Martin Tomko: Akcelerované neuronové sité na grafické karté, bakalarska prace, Brno, FIT
VUT v Brné, 2015



Akcelerované neuronové sité na grafické karté

Prohlaseni

Prohlasuji, Ze jsem tuto bakalaiskou praci vypracoval samostatné pod vedenim pana Ing.
Martina Krému.

Martin Tomko
20. kvétna 2015

Podé&ékovani

Chcel by som sa podakovat svojmu vediicemu, Ing. Martinovi Krémovi, za ochotny pristup
a pomoc pri tvorbe bakalarskej prace.

(© Martin Tomko, 2015.

Tato prdace vznikla jako skolni dilo na Vysokém ucend technickém v Brné, Fakulté informa-
¢nich technologii. Prdce je chranéna autorskym zdkonem a jeji uziti bez udéleni opravnéni
autorem je nezdkonne, s vyjimkou zdkonem definovanich pripadii.



Obsah

1 Uvod
2 Neurdny a neuronové siete
2.1 Histdria neurénovych sieti . . . . . . . . ... oL oo
2.2 Neurbn. . . . v v v v i e e e e e e e e
2.2.1 Linearna bazova funkcia . . . . . . . . ... oo
2.2.2 Radialna bazova funkcia . . . . . ... .. oo 0oL
2.3 Klasifikdcia neurénovych sieti . . . . . . .. ... L L L0 o
2.3.1 Delenie podla architektary . . . ... ... ... .. ... .. ...,
2.4 Neurénové siete typu Feedforward . . . ... ... ... ... ... .....
2.4.1 Pouzité symboly . . . . .. ... o e
2.4.2 Algoritmus Feedforward . . . . . ... ... .. ... 0o
2.4.3 Algoritmus Backpropagation . . ... .. ... ... ...
2.4.4 Anomadlie Struktiry siete. . . . . . . ... oL Lo oo
2.5 Neurdénové siete typu Shortcut . . . . . .. ... . oo
2.6 Hopfieldove siete . . . . . . . . . L e
2.6.1 Ucenie Hopfieldovych sieti . . . . . . . .. ... ... .. ... ...
2.6.2 Simuldcia Hopfieldovych sieti . . . . . .. ... ... ... ... ...
2.7 Kohonenove siete . . . . . . . . ...
2.7.1 Ucenie Kohonenovych sieti . . . ... .. ... ... ... ......
3 OpenCL
3.1 OpenCL . . . . . . o e
3.2 Architektira OpenCL . . . . . . . . . . e
3.2.1 Vypocetny model . . . . . . ... oo
3.2.2 Pamifovymodel . . . ... ... L o
3.3 Programovanie OpenCL . . . . .. ... ... ... .. 0.
4 Navrh
4.1 Poziadavky na aplikdciu . . . . . . ... o oo
4.2 Objektovy ndvrh . . . . . .. ... L e
4.3 Hlavné telo programu . . . . . . . ... oL e e

5 Implementacia

5.1
5.2
5.3
5.4

Pouzité technoldgie . . . . . . . . .. L e
Akceleracia vypoctov pomocou OpenCL . . . . .. ... .. ... ... ...
Format stiboru so siefou . . . . . . . . . . .o
Algoritmus Feedforward . . . ... ... .. ... . .. ..

9]

O © 00 00 =~y U U

I T = T e T e S e S T i
UL UL I W W w o o

17
17
17
18
18
18

20
20
20
21



5.5 Algoritmus Backpropagation . . . .. ... ...

5.6 Upravy pre siete typu Shortcut . . . . . .. .. .. .. oo
5.7 Hopfieldove siete . . . . . . . . ..o
5.8 Rozsirovanie aplikidcie . . . . . .« .. Lo
5.8.1 Priddvanie novych typovsieti . . . .. .. ... oo
5.8.2 Pridavanie novych aktiva¢nych funkeii . . . .. ... ..o
5.8.3 Pridavanie novych bazovych funkeii . . . ... ... ... o0

6 Experimenty

6.1 XOR . o o o e e e e
6.2 Parity3 . . . ... e e
6.3 Parityd . . . . ..o
6.4 Parity8 . . . . .. e
6.5 Diabetes . . . . o e e e e e e e e e e e
6.6 Parity8 s tipravou skrytej vrstvy . . ... ..o oo oo oo oo

7 Zaver

A Obsah CD

B Gramatika stiborov so siefou

29
30
30
30
30
30
31

32

35

36



Kapitola 1

Uvod

Neurénové siete st uz niekolko desatro¢i predmetom intenzivneho vyskumu, a predstavuju
velmi slubnt oblast pre rozvoj umelej inteligencie a strojového ucenia.

Jednou z najvicsich prekazok pri nasadzovani neurénovych sieti do praxe je vsak casova
narocnost ich udenia — podla zlozitosti tllohy a siete moéze trénovanie na urcita tlohu trvat
od niekolko minat po niekolko tyzdnov [14].

Tato praca si preto kladie za ciel implementovat aplikdciu pre pracu s neurdnovymi
sietami, ktord nielen umoZni u¢enie neurénovych sieti, simuldciu ich vypoctu a testovanie
natrénovanych neurénovych sieti, ale vypocty tiez akceleruje vyuzitim vypocetnej sily GPU.

Aplikécia tiez umozni tpravy Struktary sieti (ako pridané ¢ odobrané spoje medzi
neurénmi), ¢o umozni experimentdciu s upravenymi sietami a testovanie odolnosti sieti
vo¢i porucham.

Stru¢ny popis neurénovych sieti a s nimi suvisiace definicie obsahuje kapitola 2. Popisu
technolégie OpenCL!, ktora je vyuZivana pre akceleraciu aplikacie, sa venuje kapitola 3.
Kapitoly 4 a 5 sa venuju nédvrhu a popisu implementacie aplikacie, kym kapitola 6 obsahuje
popis a vysledky experimentov, ktoré porovnavaji rychlost aplikdcie s volne dostupnou
kniznicou FANN?Z,

"https:/ /www.khronos.org/opencl/
http://leenissen.dk/fann/wp/


http://leenissen.dk/fann/wp/

Kapitola 2

Neurony a neuronové siete

Tato kapitola pokryva zékladné principy neurénovych sieti, a Specidlne sa venuje typom
neurénovych sieti, ktorych implementaciou sa tato praca zaobera.

Neurdnovd siet (presnejsie umeld neuronovd siet) je vypocetny model ingpirovany Tud-
skym mozgom, pozostavajuci z jednotiek nazyvanych neurény. Podobne ako Iudské neurény
su tieto umelé neurény navzajom poprepajané spojmi, ktorymi sa navzajom ovplyviuju.
Vyznamnym aspektom neurdénovych sieti je ich ucenie — prispdsobenie siete na rieSenie urci-
tej tlohy, prebiehajice typicky konfiguraciou spojeni medzi neurénmi na zéklade vhodnej
trénovacej sady.

2.1 Histdéria neuronovych sieti

Tudské. Délezitym predpokladom pre uvazovanie o umelych neurénoch bolo teda hlbsie
pochopenie Iudskej nervovej ststavy. Velkym prevratom v chapani tejto oblasti bola mys-
lienka, Ze ludsky mozog sa sklad4 zo zdkladnych funkénych jednotiek nazyvanych neurény
(ilustrované na obrazku 2.1). Tento objav potvrdili koncom 19. storo¢ia Santiago Ramdn
y Cajal a Camillo Golgi [10], ktori boli v roku 1906 za svoju pracu na Struktire nervovej
sustavy oceneni Nobelovou cenou za fyziolégiu alebo medicinu [1].

Obrazok 2.1: Hustracia biologického neurénu [4]

Prvy umely model biologického neurénu zostavili Warren S. McCulloch a Walter Pitts
v roku 1943 [11]. V roku 1949 predstavil Donald O. Hebb vo svojej knihe The Organization
of Behavior [3] principy ucenia neurdnovych sieti, spoc¢ivajice v tprave sily spoja medzi



y = f(g(x,w))

Obrazok 2.2: VSeobecné schéma umelého neurénu

dvoma neurénmi na zaklade opakovaného prenosu informacii medzi nimi. Frank Rosenblatt
vynasiel v roku 1958 [12] perceptron, model uéenia neurénu zalozeny na metéde najvicsieho
spadu (gradientnom zostupe). Obmedzenia tohoto modelu demonstrovali Marvin Minsky a
Seymour Papert v knihe Perceptrons v roku 1969 [13]. Dalsim uciacim sa modelom zaloze-
nom na metéde najvic¢sieho spadu bol ADALINE (Adaptive Linear Neuron), ktory v roku
1960 predstavili Bernard Widrow a Marcian Hoff.

2.2 Neuron

Zakladnym stavebnym prvkom neurdnovej siete je neurdn, inspirovany biologickym neu-
rénom. VSeobecny neurén mé n vstupov z; a jeden vystup y, ktory moze byt napojeny
na vstupy dalsich neurdénov, alebo moéze byt priamo vystupom neurdnovej siete. S kaz-
dym vstupom z; je asociovani véha w;, ktort je mozné chéapatf ako silu daného spoja,
t.j. mieru, akou vstup z; ovplyviiuje vystup neurénu. Vstupy neurénu moézeme sthrnne
oznacit ako vstupny vektor x = (x1,x2, ..., ;). Podobne mézeme definovat vahovy vektor
W = (W1, W2, ..., Wy).

Vypoéet neurénu je definovany dvoma funkciami — Bazovou funkciou f : R?” — R, ktora
vstupnému vektoru x a vdhovému vektoru w priradi realne ¢islo u, nazyvané potencidl
neurénu, a aktivacnou funkciou g : R — R, ktord dalej k potencidlu w priradi vystup
neurénu. Cely vypocet neurénu je teda mozné popisat ako y = g(f(x,w)), kde f, resp. g
oznacuje bazovi, resp. aktiva¢ni funkciu. Tato situacia je ilustrovana na obrazku 2.2.

Ako bazovéa funkcia f sa typicky pouziva jeden z dvoch typov funkcii — linedrna alebo ra-
didlna bazové funkcia. MoZzné pouzitelné typy aktivacnej funkcie zavisia od pouzitej bazovej
funkcie — vyberu tychto funkcii sa venuje nasledujtca sekcia.

2.2.1 Linearna bazova funkcia

Linearna bazova funkcia (LBF) je definované ako
n
i=1

tzn. zodpoveda skaldrnemu stcinu vektorov x a w.



Uvedieme niekolko aktiva¢nych funkcii najcastejSie pouzivanych s linedrnou bazovou
funkciou, pri¢om ich grafy moZno néjst na obrazku 2.2.1.

Jednou z najjednoduchsich aktiva¢nych funkcii pouZivanych s touto bazovou funkciou
je skokovéa funkcia s prahom 6:

a ak u < 6
fstep(u) =< b ak u >0 |, (2.2)
y("_l) ak u=20

kde y("_l) reprezentuje povodny vystup neurénu (tzn. neddjde k ziadnej zmene) a a, b
st vystupné hodnoty, ¢asto definované ako a = 0, b = 1 (binarny vystup) alebo a = —1,
b =1 (polarny vystup).

Parameter 6 sa nazyva prah aktivacnej funkcie. Pre zjednoduSenie vypoctu sa (nielen
pri skokovej funkcii) ¢asto pouziva tprava, v ktorej sa do aktivacnej funkcie namiesto 6
dosadi hodnota 0, a medzi vstupy do neurénu sa zaradi spoj s vahou —0 z imaginarneho
neurénu s vystupom pevne nastavenym na hodnotu 1.

V pripade, Ze potrebujeme vyuzit spojiti aktiva¢ni funkciu, jednou z najjednoduchsich
moznosti je rampovd (po ¢astiach linedrna) funkcia:

a ak u <c
framp(u) =4 b ak u > d , (2.3)
a+ 5% (u—c) ak c<u<d

kde a a b s minimélna a maximéalna hodnota funkcie, a ¢ a d st hranice intervalu, na
ktorom funkcia linedrne rastie z najmensej hodnoty na najvacsiu.

o u 0 1 u
b ______
(a) Skokové funkcia (b) Sigmoida, A = 2
framp(u) ftanh (u)
d]

(¢) Rampovéa funkcia (d) Hyperbolicky tangens, A = 1
Obrazok 2.3: Grafy aktiva¢nych funkcii pouzivanych s LBF

DalSou bezne vyuzivanou aktiva¢nou funkciou je sigmoida, nazyvana tiez logistickd funk-
cia:



b—a
1 +6—Au+c'

Niekedy sa ako sigmoida oznacuje priamo tvar tejto funkcie s parametramia =0, b =1
ac=0:

flu)=a+ (2.4)

1
fsig(u) = T ooa

kde A je vhodne zvoleny parameter. Pojem sigmoiddlna funkcia méze v réznych zdro-
joch oznacovaf aj vSeobecnejsiu triedu funkecii, napriklad meratelné funkcie f spliajice
lim, oo f(x) =0, lim,_, 1 f(x) =1 [5]. V tomto texte bude vSak pojem sigmoida ozna-
¢ovat vyluéne tvar uvedeny v rovnici 2.5.

Poslednou aktivacnou funkciou, ktort pre linedrnu bazoviu funkciu uvedieme, je hyper-
bolicky tangens, ktory tiez umoZiujeme prisposobit parametrom A:

(2.5)

frann(uw) = tanh(Au). (2.6)

Hyperbolicky tangens je mozné algebraicky popisat ako podiel hyperbolického sinusu a
hyperbolického kosinusu, ktoré je dalej mozné popisat pomocou exponencidlnej funkcie:

sinh(z) e" —e™"

tanh(z) = = .
anh(z) cosh(z) e*+e®

(2.7)

Za zmienku stoji tiez vztah medzi sigmoidou a hyperbolickym tangensom, ktory je
mozné pomocou algebraickej definicie hyperbolického tangensu Tahko dokézat:

1 1 T

2.2.2 Radialna bazova funkcia

Radidlna bazova funkcia (RBF) je definovana ako

(2.9)

teda zodpoveda euklidovskej vzdialenosti vektoru x od vektoru w a dosahuje len neza-
porné hodnoty. Rovnako ako pri LBF je moZné pouzivat aj nespojité, aj spojité varianty
aktiva¢nych funkcii. Ich grafy je mozné vidief na obrazku 2.4.

fstep(u) fgauss(u)
T
0 'R u 0| u
(a) Skokové funkcia (b) Gaussova funkcia

Obrazok 2.4: Grafy aktiva¢nych funkcii pouzivanych s RBF

Typickou nespojitou aktivacnou funkciou je napriklad skokova funkcia:



a ak u < R
fstep(“):{ b aku>R’

pre vystupné hodnoty a a b a prah R. Na rozdiel od pouzivania skokovej funkcie pri
linedrnej bazovej funkcii vSak typicky plati a > b.

MozZnou spojitou aktiva¢nou funkciou je napriklad nasledovné varianta Gaussovej funk-
cie:

(2.10)

Frauss(w) = e~ (@), (2.11)

s vhodne zvolenym parametrom o.

2.3 Klasifikacia neuronovych sieti

Neurénové siete je mozné triedit do skupin na zéklade réznych vlastnosti. Tato podkapitola
najprv struc¢ne popise niektoré z tychto rozdeleni a nasledne vytyc¢i konkrétne typy neurd-
novych sieti, ktorymi sa tato praca zaobera. DetailnejSiemu popisu tychto typov sa budua
venovat dalsie podkapitoly.

7Z uz spominanych pojmov sa daju neurdénové siete rozdelit napriklad podla pouzZitej
bazovej ¢i aktivacnej funkcie (hoci vSetky neurdny jednej siete nemusia pouzivat t istt
aktiva¢nu funkciu), ¢i podla vstupnych a vystupnych hodnot (binarne, 0 alebo 1; bipolarne,
-1 alebo 1; spojité; redlne ¢isla z uréitého intervalu). Medzi dalsie rozdelenia patri napriklad
rozdelenie sieti podla architektiry, podla spésobu ucenia, alebo podla aplikacie.

2.3.1 Delenie podla architektiry

Toto rozdelenie berie do ivahy systém prepojenia medzi jednotlivymi neurénmi. Hoci vSe-
obecne tieto spojenia nie st obmedzené (lubovolny neurén moze a nemusi byt prepojeny s
[ubovolnym inym neurénom, ¢ sebou samym), daji sa tu vyzdvihniat aspon dve vyznamné
dichotémie:

e rozlisenie medzi vrstvovymi a nevrstvovymi siefami, tzn. ¢i st neurény rozdelené do
disjunktnych vrstiev, ktoré st do seba v poradi zapojené;

e rozlisenie medzi rekurentnymi a merekurentnymi sietami, tzn. ¢i sa vystupy v sieti
Siria iba jednym smerom (nerekurentné), alebo sa moézu niektoré vystupy Sirit aj
proti tomuto smeru (rekurentné).

Dalej vymenujme niektoré z najbeznejsich specialnych pripadov:

a) Plne prepojena siet — Z kazdého neurénu vedie spoj do seba samého, aj do kazdého
iného neurénu. Vahy je moZné reprezentovat plnou Stvorcovou maticou;

b) Plne prepojena symetricka sief — Plne prepojena siet s pridanou podmienkou, ze
wi; = wj;, Vi, j < n. Na reprezentaciu vah postacuje trojuholnikova matica;

c) Vrstvova siet — Neurdny st rozdelené do zoradenych vrstiev, priom Zziadne neurény
neovplyvnuji neurény predchédzajicich vrstiev;

d) Acyklicka sief — Vrstvova sief, v ktorej neexistuji spoje medzi neurénmi rovnake;
vrstvy;



e) Dopredna siet — Acyklicka siet, v ktorej existuju viizby iba medzi susednymi sietami.

Stoji za zmienku, zZe b je Specidlnym pripadom a, kym e je Specidlnym pripadom d, ¢o
je zase Specidlnym pripadom c.

Modely d a e sa niekedy oznacuji ako siete typu Feedforward, podla jediného smeru
toku informadcii v sieti. V tejto praci budeme tymto pojmom oznacovat plné dopredné
siete vyuzivajluce pre ucenie algoritmus Backpropagation, viz. sekcia 2.4.2

2.4 Neuronové siete typu Feedforward

Siete typu Feedforward, ¢asto spajané s udiacim algoritmom Backpropagation, su (aspon
na zaiatku 21. storocia) jednym z najpouzivanej$ich modelov neurénovych sieti (Podla
urcéitych odhadov su tieto siete s algoritmom Backpropagation vyuzivané vo viac ako 90%
komerénych aplikacii [14]). Neurdny st v tomto modeli rozdelené do vrstiev — jednej vstup-
nej, 0-n skrytych a jednej vystupmej. Pocet skrytych vrstiev nie je obmedzeny, avsak pri
sietiach typu Feedforward sa malokedy vyuzivaju viac neZ dve skryté vrstvy. Tymto sa
skrytych vrstiev. Siet je teda z pohladu architektiiry mozné opisat ako doprednu siet, defi-
novand v 2.3.1. Jednoduchd Feedforward siet je ilustrovand na obrazku 2.5.

Obrézok 2.5: Siet Feedforward pozostévajica z 11 neurénov. Neurény 1-4 tvoria vstupni
vrstvu, neurdny 5-7 tvoria skryta vrstvu, a neurény 8-11 tvoria vystupnia vrstvu. Informécie
sa po spojoch medzi neurénmi Siria zprava dolava, do vstupnej vrstvy je vedeny vstupny
vektor x, z vystupnej vrstvy vychadza vystupny vektor y.

Slovo ,,feedforward “ oznacuje algoritmus vyuzivany pre vypocet vystupu siete — vstup je
najprv privedeny na neurdny vstupnej vrstvy, z ktorej st signaly dalej predané prvej skrytej
vrstve (alebo priamo vystupnej vrstve, v pripade Ze sief ziadnu skrytt vrstvu nemd), a vy-
pocet postupne prebieha po jednotlivych vrstvach, kym sa nevypocitaju vystupy neurénov
vystupnej vrstvy, ktoré predstavuju vystup siete. Algoritmus Feedforward je blizsie opisany
v sekcii 2.4.2, kym algoritmu Backpropagation sa venuje sekcia 2.4.3.



2.4.1 Pouzité symboly

Siet typu feedforward pozostéva z neurénov rozdelenych do N; > 2, N; € N vrstiev ¢islo-
vanych od jednotky, pricom vrstva 1 je vstupna vrstva, vrstva INV; je vystupné vrstva, a
vSetky vrstvy medzi nimi st skryté vrstvy. Vystup kazdého neurénu vrstvy [ je privedeny
na vstup kazdého neurénu vrstvy [+ 1, pre [ € (1, N; — 1).

Pocet neurénov vstupnej (resp. vystupnej) vrstvy by mal zodpovedat $irke vstupu (resp.
vystupu) rieSenej tlohy.

2.4.2 Algoritmus Feedforward

Algoritmus Feedforward predstavuje relativne jednoduchy princip dopredného vypoctu vy-
uzivaného v Backpropagation siefach (a s malou tpravou v Shortcut siefach):

1. Prived vstupny vektor x na vstupni vrstvu (vrstva 1);

2. Pre kazda vrstvu [ := 2.. N; vypocitaj vystupy neurénov na zéklade vstupov z pred-
chadzajicej vrstvy;

3. Vystupna vrstva (vrstva N;) predstavuje vystupny vektor y siete.

2.4.3 Algoritmus Backpropagation

Algoritmus Backpropagation spo¢iva v postupnej aplikacii vzorov z trénovacej mnoziny a
naslednom prispésobovani vah siete pre priblizenie vystupov k pozadovanym vystupom.
Tieto zmeny vah sa Siria postupne od vystupnej vrstvy dozadu. Pre uréity vzor sa vahy
opakovane upravuji, kym odchylka vystupu siete od vzorového vystupu neklesne pod uréita
hodnotu. Tato Cast algoritmu sa nazyva vnutorny cyklus, v kontraste s tzv. vonkajsim
cyklom, ktory iteruje po jednotlivych vzoroch z trénovacej mnoziny, kym siet nedosahuje
uspokojujuce vysledky pre vSetky vzory, alebo nebol dosiahnuty limit iteracii. Jedna iteracia
vonkajsieho cyklu cez celd trénovaciu mnozinu sa nazyva epocha.
Skor ako prejdeme k detailom tprav véh, uvedme kostru algoritmu Backpropagation:

Vonkajsi cyklus: Opakovane volaj vnutorny cyklus pre vSetky prvky (x,t) trénovacej
mnoziny, kym sief nemapuje vSetky vzory na sprévne vystupy, alebo kym nevyprsi
stanoveny limit epoch;

Vnutorny cyklus: Kym siet nemapuje spravne dany vzorovy vstup x na jemu zodpove-
dajuci vystup t, opakuj nasledovné:

1. Prived vzor x na vstup siete a vypoditaj pomocou algoritmu Feedforward jej vystup
y;

2. Ak je vystup y dostatocne blizky vzorovému vystupu t, ukonc¢i vnutorny cyklus, inak
pokracuj dalsim krokom;

3. Sirenim odchy§lky postupne upravuj vahy spojov smerujtce do jednotlivich neurénov
j vrstvy [ := N; .. 2, teda postupujic od vystupnej vrstvy dozadu az po prva skryta
vrstvu.
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Dalej uvedme konkrétne vypoéty zabezpecujtce upravu vah. Pre detailnej$ie odvodenie
vyuzivanych vzorcov viz. napriklad [14].

Chybu siete F, tzn. akusi odchylku vypocitaného vystupu od pozadovanej hodnoty
(vzorového vystupného vektora) modzeme definovat napriklad nasledovne:

n

1
E = §Z(ti —0;)?, (2.12)
i=1
kde n je pocet neurénov vystupnej vrstvy, t; je i-ty prvok vzorového vystupného vektoru
a 0; je vystup i-tého neurénu vystupnej vrstvy.
Zmenami véh sa snaZzime tGto chybu minimalizovat, zmenu konkrétnej vihy teda méZeme

odvodit z parcidlnej derivacie chyby podla tejto vahy:

(2.13)

kde 7 je vhodne zvolené kladna konstanta nazyvand koeficient ucenia. Podla retazového
pravidla pre parcialne derivacie mozeme derivaciu v predchadzajicom vzorci vyjadrit ako

OF OF Ou,;
== (2.14)
8’wij 8Uj Owij
kde u; predstavuje potencial neurénu j, teda cielového neurénu vahy w;;.
Pre linedrnu bazovu funkciu plati
8Uj
= 0; 2.15
8’wij v ( )

avSak hodnota % zavisi od pouzitej aktivacnej funkcie, a od skutocnosti, ¢i sa neurén
]
j nachadza vo vystupnej alebo v skrytej vrstve.
Pre jednoduchost zavedme oznacenie

OFE

0; = — . 2.16
J 8Uj ( )
Zmenu vahy w;; mozeme teda vypocitat ako
Awij = 7753'0@'7 (2.17)
zostava nam vsak eSte odvodit hodnotu d; pre jednotlivé neurény j.
Parcialnu derivéciu vo vzorci 2.16 opét rozlozime pomocou retazového pravidla:
OF  OF Joj
oz 2279 (2.18)
8Uj 80j 8Uj

Derivéaciu chyby podla vystupu neurénu j uréime podla jeho prislusnosti do vystupne;j,
resp. skrytej vrstvy nasledovne [14]:

OF 0j — tj ak je j vo vystupnej vrstve
90 ) — > Opwii ak je j v skrytej vrstve (2.19)
J k
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Vo vzorci pre vystupnii vrstvu oznacuje t; j-ty prvok pozadovaného vystupného vektoru,
a vzorec pre skrytu vrstvu obsahuje sumu nad vSetkymi neurénmi k vrstvy okamzite nasle-
dujtcej za vrstvou neurénu j (tzn. nad vSetkymi neurénmi k, do ktorych vedie z neurénu

J spoj).

Dalej zostava vo vzorci 2.18 ¢initel gTO;, ktorého hodnota zavisi na aktivac¢nej funkcii
f daného neurénu, a zodpoved4 jej derivacii podla vstupu, teda %uujj). Pre sigmoidu (viz.
rovnica 2.5) méa tato derivacia hodnotu
00;
a_u; = —Xoj(1 — 0;), (2.20)
a pre hyperbolicky tangens (viz. rovnica 2.6)
80j 2
— = =X(1-05%). 2.21
G = A1) (2.21)

Derivacia rampovej funkcie (viz. rovnica 2.3) ma nenulovii hodnotu iba na intervale
medzi hodnotami ¢ a d, preto je pri uceni neurénov vyuzivajicich tato aktiva¢nt funkciu
potrebné davat pozor, aby sa ich vystupy drzali v tychto medziach [17]:

. b—
%_{g—_i ak ¢ <o; <d, (2.22)

ou;j B ak 0; < c alebo d < o;.
Skokova funkcia mé deriviaciu nulovi na celom definiénom obore (okrem prahu, kde
derivécia nie je definovana), preto Backpropagation nie je vhodnym algoritmom pre ucenie
sieti, ktoré obsahuji neurény vyuzivajuce tuto aktivacnu funkciu.
V n-tej iteracii teda uré¢ime novi vahu pri¢itanim nejakého prirastku alebo ubytku k
starej:

WD _

i wi(y) + Awgl).

(n)

Zmenu vahy Aw;;’ uréime podla rovnice 2.17, pri¢om mézeme tiez zaviest zavislost od
hodnoty zmeny vahy v predchadzajicom kroku:

(n—1)
1] ’

Kde 1 a « st kladné konstanty, presnejsie n je tzv. koeficient ucenia (learning rate) a «
je tzv. koeficient zotrvaénosti (momentum rate), o; je vystup neurénu i, z ktorého vycha-
dza hrana s upravovanou vahou, a ¢; je hodnota urcujica mieru zmeny vahy smerujicej
do neurénu j, definovand v rovnici 2.16. Hodnota ¢;, ako bolo demonstrované, zévisi od
aktivacnej funkcie a polohy neurénu j. Uvedieme priklad pre sigmoidu, A = 1:

Awg»L) =nd;o0; + aAw

a) Neurdn j je vo vystupnej vrstve:

65 = 0j(1 — 05)(t; — 05),
kde t; je j-ty Clen vzorového vystupného vektora t;

b) Neurdn j je v skrytej vrstve [:

d; = 0;(1 — o5) Zékwﬁ),
k
pre vSetky neurdny k vrstvy [+ 1. VSimnime si, Ze tento vzorec vyuziva vahy z kroku n.
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2.4.4 Anomalie Struktury siete

Siete typu Feedforward implementované v tejto praci moézu popri Struktiure definovanej
v predchadzajucich lekcidch obsahovat aj urc¢ité anomadlie Struktury, resp. (simulované)
poruchy siete. Ide o nasledujtce pripady:

e Neprirodzené spoje — V klasickej definicii Feedforward siete vedu spoje z daného
neurénu vyluéne do neurdénov nasledujicej vrstvy, v tejto implementécii vsak moze
uzivatel porusit tato Struktiru definovanim spoja medzi neurénmi, ktoré by typicky
prepojené neboli. Tito skuto¢nost treba brat do iivahy pri vypocte potencidlov neu-
rénov;

e Fixné vystupy neurénov — Neurénom je mozné nastavit fixni vystupni hodnotu,
ktort budu vysielat na vystup bez ohladu na ich vstupy. V désledku je potrebné bud
zabranit ich prepisovaniu pri vypocte, alebo ich po prepise znovu vratit na povodnu
hodnotu;

e Fixné vahy spojov — Podobne ako vystupom neurénov je mozné véham nastavit
pevnd hodnotu aj vaham. Tu je potrebné zabranit ich zmendm pri uceni siete;

e Odobrané neurény — Vybrany neurén je mozné zo siete odobraf, ¢o sa na sieti
prejavi tak, ze vystup neurénu nebude nijakym spésobom ovplyviiovat vystupy natiho
napojenych neurénov, tzn. ide o situaciu identickt s nastavenim vystupu neurénu na
fixni nulova hodnotu;

e Odobrané spoje — Je moZné tiez zru$it spoj implicitne vytvoreny medzi dvoma
neurénmi, ¢o je podobne ako v predchédzajicom bode identické s nastavenim vahy
na fixni nulovia hodnotu.

Tieto pripadné zmeny sStruktiary vyzaduju urcité apravy implementacie algoritmov Fe-
edforward a Backpropagation, preto je im potrebné pri ndvrhu venovat $pecidlnu pozornost.

2.5 Neuronové siete typu Shortcut

Podobne ako je mozné siete Feedforward definovat ako tplné dopredné siete, siete typu
Shortcut st uplné acyklické siete. Ich neurény st teda taktiez rozdelené do vrstiev, ale
z jedného neurdénu konkrétnej vrstvy vedu spoje do vsetkych nasledujucich, nie iba do
susednej, ako je tomu pri sietiach Feedforward.

Na vypocet (resp. ucenie) sieti Shortcut sa vyuziva upravend forma algoritmu Feed-
forward (resp. Backpropagation). Této tprava spociva v pripade Feedforwardu v tom, Ze
bazova funkcia neurénu zavisi na neurénoch vsSetkych predchadzajucich vrstiev, nie iba
okamzite predchadzajtcej. Pri Backpropagation je potrebné upravovat podstatne viac véh,
tieto tipravy vSak prebiehaju rovnakym sposobom, ako pre siete Feedforward (viz. sekcia
2.4.3) — popisané vzorce su stale platné, ak spravne uré¢ime zdrojovy a cielovy neurén spoja,
iba nepozadujeme, aby boli zo vzajomne susediacich vrstiev.

2.6 Hopfieldove siete

Uz na prvy pohlad je zrejmy rozdiel medzi Hopfieldovymi sietami a predchadzajticimi dvoma
typmi spocivajuci v architektire siete — Hopfieldove siete st plne prepojené symetrické siete,
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tzn. vSetky neurdny su vzdjomne prepojené, ¢im tieZ odpadd potreba rozdelovaf neurény
do vrstiev, a spoje medzi dvoma danymi neurénmi v oboch smeroch maji rovnaka vahu
(¢iZe pre neurdny ¢ a j plati wi; = wy;).

7 tejto architektury taktiez vyplyva, Ze Hopfieldove siete su rekurentné. Ich vypocet
teda nie je mozné vykondvat po vrstvach, ale je potrebné postupne vyhodnocovat vystupy
jednotlivych neurdénov, kym sa sief nedostane do stabilného stavu.

Hopfieldovu sief je moZné opisat ako asociativnu paméit — jednotlivé prvky trénovace;j
sady su v sieti zakddované ako stabilné stavy siete, a pri vypocte bude stav siete pre urcity
vstupny vektor konvergovat k najblizSiemu z tychto stabilnych stavov.

2.6.1 Ucenie Hopfieldovych sieti

Pre siet s n neurénmi a trénovacou sadou 1" pozostdvajicou z n-prvkovych vektorov s je
mozné vdhu spoja medzi neurénmi 7 a j, ¢, j < n, ur¢it pomocou nasledovného vzorca:

0 ak i = j
Wij = > :rl(s):rgs) ak i #j >
seT

kde :EZ(-S) je i-ty prvok vektoru s trénovacej sady. Vypocet zrejme spliia symetriu vah,
teda plati w;; = wj;, a je ho mozné zapisat pomocou matic ako W = SST. kde W je matica
vah rozmerov n X n, a

S:(Sl So S; Sk)

je matica rozmerov n x k (k je pocet vektorov trénovacej sady), ktorej stipce predstavuju
vektory s; trénovacej sady, a ST je transponovana matica k matici S.

Prah neurénu ¢ sa da dalej vypoditat pomocou sumy vah jeho spojov so vSetkymi
ostatnymi neurénmi j [2]:

1 n
Jj=1

2.6.2 Simulacia Hopfieldovych sieti

Vypocet vystupu Hopfieldovej siete spociva v postupnom vypocte vystupov jednotlivych
neurénov, kym sa stav siete neustali. Je ho moZné opisat nasledujicimi krokmi:

1. Privedieme na vstup siete vstupny vektor x (teda nastavime vystup neurénu i na
hodnotu z;, teda i-ty prvok vstupného vektora, pre vSetky neurdny i);

2. Opakovane vykonavame vypocet vystupov jednotlivych neurénov, pricom jednu itera-
ciu tohoto cyklu nazyvame epochou. V pripade, ze sa v danej epoche nezmenil vystup
Ziadneho neurénu (resp. zmeny boli mensie ako urc¢itd predvolend hodnota €), cyklus
ukonc¢ime — stav siete sa ustalil;

3. Precitame vystupy jednotlivych neurénov, ktoré teraz predstavuju vystup siete.

Zostéava popisat, akym spdsobom prebieha vyhodnocovanie vystupov neurénov v ramci
jednej epochy. Vystupy vyhodnocujeme po jednom neurdne a novy vystup neurénu je pou-
Zity vo vypoctoch dalsich vystupov. PoZzadujeme, aby boli neurény na vyhodnotenie vybe-
rané nahodne s rovnomernym rozloZzenim pravdepodobnosti, a aby bol v rdmci jednej epo-
chy vyhodnoteny kazdy neurdén, aby bolo mozné detekovat konvergenciu vypoctu. Jednou
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z moznosti je postupne ndhodne vyberat neurény, kym nebola hodnota kazdého neurénu
vyhodnoten4 aspon raz. Tato metéda spliia stanovené podmienky [14].

2.7 Kohonenove siete

Kohonenove siete st z hladiska architektiry dvojvrstvové dopredné siete, ktoré vyuzivaju
tzv. sutazivé ucenie — susediace neurény spolu navzdjom sufazia, pricom vahy vitaznych
neurénov su zosiliované, kym vahy porazenych neurénov su zoslabené, pripadne ostavaja
nezmeneneé.

Kohonenova siet pozostdva z dvoch vrstiev — vstupnej vrstvy, a vystupnej vrstvy, na-
zyvanej tiez Kohonenova vrstva, ktora pozostava z tzv. Kohonenovych neurénov.

Kohonenove siete st topologicky organizované — je potrebné pre Kohonenovu vrstvu
definovat topoldgiu, ktord definuje, akym sposobom sa meria vzdialenost medzi neurénmi.
Okolim urc¢itého neurénu 7 s polomerom r rozumieme vSetky neurdny, ktorych vzdialenost
od neurdnu ¢ je nanajvys r. Priklady okoli pre Stvorcova topoldgiu, ktord bude definovana
o niekolko odstavcov nizSie, je mozné vidiet na obrizku 2.6.

Jedna z najjednoduchsich moznosti je jednorozmerné usporiadanie, v ktorom sii neurény
umiestnené po poradi vedla seba, pri¢om susediace neurény maji medzi sebou vzdialenost
1 a pre ostatné neurény tato hodnota zodpoveda poctu neurénov medzi nimi zvysenému o
1.

Kohonenovu vrstvu je vSak mozné organizovat aj do viacrozmernych topolégii. Speci-
alne sa budeme venovat dvojrozmernej stvorcovej topoldgii. Neurény st v nej rozmiestnené
do pravouhlej mriezky (viz. obrézok 2.6), pri¢om polohu daného neurénu je mozné popi-
sat jednoducho napriklad dvoma celo¢iselnymi hodnotami — horizontdlnou vzdialenostou x
od Tavého okraja mriezky a vertikdlnou vzdialenostou y od horného okraja mriezky (teda
napriklad neurén v lavom hornom rohu by mal stradnice z = 1, y = 1). Vzdialenostou
medzi dvoma neurénmi so stradnicami (z;,%;) a (z;,y;) budeme potom definovat ako
max{|z; — x|, |y; — y;|} (v inych zdrojoch moéze byt vzdialenost na tejto topoldgii defi-
novand inak, napriklad ako |z; — z;| + |y; — y;)-

2.7.1 Ucenie Kohonenovych sieti

Jedna epocha ucenia prebieha aplikaciou nasledujiceho postupu na vsetky dvojice vzoro-
vého vstupu a vystupu (x,t) trénovacej sady:

1. Privedieme vstupny vektor x na vstup siete;

2. Pre kazdy neurén j Kohonenovej vrstvy vyhodnotime vzdialenost d; vstupného vek-
toru od vahového vektoru wj = (w1, waj, ..., wy;) prisluhujiceho neurénu j, kde k
je pocet neurénov vstupnej vrstvy, podla nasledovného vzorca:

(2.24)

kde z; je i-ty prvok vstupného vektoru, a suma je cez vSetky neurény vstupnej vrstvy.
Takto vypocitant vzdialenost d; mozno chapat ako vystup radialnej bazovej funkcie,
definovanej v rovnici 2.9;
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Obrazok 2.6: Ilustracia Stvorcového topologického usporiadania Kohonenovej vrstvy. Cer-
veny, zeleny a modry Stvorec ohrani¢uju po rade okolia ¢ierneho neurénu s hodnotamir = 1,
2 a 3.

3. Vyberieme Kohonenov neurén s najmensou vzdialenostou d;. Tento neurén je vitaz-
nym neurénom;

4. Upravime véhy vSetkych neurénov j v okoli vitazného neurénu (vratane vitazného
neurénu) nasledovne:

W(n—i—l)

) — ) (™ — wi), (2.25)

kde n, resp. n + 1 predstavuje stav siete pred, resp. po zmene, a 1 je vhodne zvoleny
parameter ucenia. Okolie neurénu tvoria neurény v okruhu definovanom vopred urce-
nym parametrom 7 okolo vitazného neurénu a topolégiou siete. Stoji za zmienku, Ze
pre n = 0 by vahy zostali nezmenené, a pre n = 1 by bol vahovy vektor prepisany
vstupnym vektorom. Neurénom mimo okolia sa vahy nemenia.

Ucenie Kohonenovych sieti spoéiva v opakovani tjychto epoch, kjm sa siet nedostane do
stabilného stavu, t.j. kjm nenastane epocha, v ktorej nebolo nutné vykonévat zmeny, alebo
boli zmeny mensie ako urcita predvolenad pozadovana hodnota €.

Parametre 7 a r je odporucané postupne znizovat.
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Kapitola 3

OpenCL

Ako bolo ilustrované v kapitole 2, algoritmy pre simuldciu a ucenie uvedenych typov ne-
urénovych sieti pozostavaju prevazne z jednoduchych maticovych a vektorovych operacii
(stfet a sucin matic, s¢itanie vektorov, ndsobenie matice konstantou ... ), pripadne operéa-
cii ako stcet N ¢&isel, ¢i ndjdenie najmensieho z N &isel. Tieto operécie su relativne Tahko
paralelizovatelné, je preto vhodné akcelerovat ich vypocet vyuzitim GPU. Tato kapitola sa
venuje popisu technolégie vyuzitej pre tento ucel, kym detaily akceleracie su bliZsie opisané
v kapitole 5, Specidlne v sekcii 5.2.

3.1 OpenCL

OpenCL (Open Computing Language) je otvoreny $tandard pre paralelné programovanie
na roznych platformdach, povodne vyvijany spolo¢nostou Apple Inc. a aktudlne spravovany
konzorciom Khronos Group'. Hoci OpenCL umoziiuje programovanie roznych typov zaria-
deni, v tejto praci sa zameriame predovsetkym na grafické procesory.

OpenCL poskytuje abstrakciu nad hardvérom, ktord programéatorovi umoziuje vyuzivat
zariadenia ako grafické procesory pre paralelizovanie vypoc¢tov bez potreby znalosti konkrét-
neho typu zariadenia. Pre tento Ucel definuje abstraktnt architektiru zariadeni, popisanti
v sekcii 3.2. OpenCL pozostéva z dvoch casti:

e API pre koordindciu paralelnych vypoctov, ktoré modzu vSeobecne prebiehat aj na
viacerych zariadeniach, a zabezpecuje komunikéciu zariadenia s hostitelskym prostre-
dim;

e Programovacieho jazyka zalozeného na podmnozine ISO C99, ktory umozinuje imple-
mentaciu vypoctov prebiehajicich v cielovom zariadeni.

Standard OpenCL definuje API pre C a C++, existuji viak aj rozhrania pre iné jazyky
(Python?, Java®, ...), udrziavané tretimi stranami.

3.2 Architektara OpenCL

Vypocet prebieha v hostitelskom prostredi a asponn jednom OpenCL zariadeni (device).
Hostitelské prostredie riadi komunikuje s OpenCL device a riadi ich vypocet. V kontexte

"https:/ /www.khronos.org/opencl/
*http://mathema.tician.de/software/pyopencl/
3http://www.jocl.org/
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tejto prace bude OpenCL device vidy GPU.

Zariadenie je delené na jednu alebo viac compute units, ktoré sa dalej delia na processing
elements. Hostitelské prostredie vyddva prikazy, ktoré zariadenie vykondva, pricom vypocet
prebieha na drovni processing elements.

3.2.1 Vypocetny model

OpenCL program pozostava z dvoch Casti— z kernelov, ktoré bezia na OpenCL zariadeniach,
a hostitelského programu, ktory spravuje OpenCL zariadenia a spustanie kernelov.

Kernely st procediry napisané v jazyku OpenCL pre cielové zariadenia. Pri zadani
prikazu na spustenie kernelu musi hostitelsky program definovat N-rozmerny indexovy
priestor ulohy (N = 1,2 alebo 3). Kernel je nasledne vykonany pre kazdy bod indexového
priestoru. Jedna takato instancia kernelu sa nazyva work-item a je identifikovana svojim
bodom v indexovom priestore. OpenCL umozZiuje jednotlivym work-itemom pristupovat k
svojim indexom pomocou vstavanych funkcii.

Jednotlivé work-itemy st dalej organizované do skupin nazyvanych work-groups. Tieto
skupiny maju rovnako ako work-itemy priradené svoje indexy, a jednolitvé work-itemy majua
v rémci skupin priradené lokdlne indexy. V ramci jednej work-group zdielajui work-itemy
lokdlnu pamit a mozu vyuzivat dostupné synchroniza¢né procesy. Vypocty jednotlivych
work-itemov danej work-group prebiehaju paralelne na processing elementoch jednej com-
pute unit [15].

3.2.2 Pamifovy model

Pamit dostupné work-itemom pri vykone kernelov je organizované do nasledovnych Styroch
regionov:

e globdlna pamdt (global memory), ktord je dostupna vsetkym work-itemom vo vSetkych
skupinéch;

e konstantna pamdt (constant memory), ktord je spravovanda hostitelskym prostredim,
a jej obsah sa pocas vykonu kernelu nement;

e lokalna pamdit (local memory), spolotna pre work-itemy jednej konkrétnej work-
group;

e sukromnd pamdt (private memory), dostupnd iba jednému konkrétnemu work-itemu.

Program hostitelského prostredia vytvara pamdtové objekty (memory objects) v global-
nej pamiéti, a vydava prikazy, ktoré s nimi operuji. OpenCL rozliSuje dva typy pamétovych
objektov — buffer a image. Tato praca vyuziva vylucne buffery, ktoré predstavuju jednoroz-
merné pole prvkov, kym image predstavuje viacrozmerné data.

3.3 Programovanie OpenCL

Pri programovani OpenCL aplikécie je v hostitelskom programe potrebné najprv vytvort
kontext, a pre jednotlivé zariadenia vytvorit fronty prikazov. API hostitelského prostredia
dalej umoziiuje vytvarat programy pre zariadenia, a paméitové objekty. Z vytvorenych pro-
gramov su dalej vytvarané kernely, ktorych spustenie je spolu s manipuldciou pamétovych
objektov mozné zadavat prostrednictvom vopred vytvorenych front prikazov.
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Pre blizsiu ilustraciu principov OpenCL uvedme kernel pre vypocet stuc¢tu dvoch vekto-
rov:

Zdrojovy kéd 3.1: Vektorovy sucet

__kernel void vector_sum(__global float* a,
__global float* b,
__global float* c) {
int i = get_global_id (0);

c[i] = alil + bl[il;
}
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Kapitola 4

Navrh

Tato kapitola popisuje vysokouroviiovy navrh aplikicie. Detailom implementéacie jednotli-
vych casti, obzvlast algoritmom simuldcie vypoctu a ucenia neurénovych sieti, sa venuje
kapitola 5.

4.1 Poziadavky na aplikaciu

Cielom préce je vytvorit aplikdciu s jednoduchym textovym rozhranim, ktord umozni tré-
novat, simulovat a testovat vybrané typy neurénovych sieti. Velmi dolezitou poziadavkou
je tiez rychlost viypocdtu — pre tento i¢el by mala byt aplikdcia akcelerovand pomocou GPU.

Dalej je potrebné umoznit Gpravy Struktiry siete, ako pridévanie a odoberanie spo-
jov medzi neurénmi, ¢i nastavenie neurénu alebo spoja na pevni hodnotu. Tato vlastnost
aplikécie umozni uzivatelovi testovat odolnost sieti voéi porucham.

Aplikicia by mala tiez umoznit lahk( rozsiritelnost — predovsetkym moznost priddvania
dalsich typov neurdénovych sieti, a dalSich algoritmov ucenia.

4.2 Objektovy navrh

Poziadavka na implementaciu podobnych operacii (simulécia, uéenie, testovanie) s roznymi
typmi neurénovych sieti je v objektovom ndvrhu velmi prirodzene realizovateln4 hierarchiou
tried, ktoré jednotlivé typy implementuji. Abstraktna trieda Network poskytuje spoloéné
rozhranie pre pozadované operécie (ucenie siete, vypocet siete, vypis siete do stiboru ...) a
atributy ako je typ siete, pricom jej potomkovia implementuji funkcionalitu Specificka pre
konkrétne typy sieti — FFNetwork, ShortcutNetwork, HopfieldNetwork, KohonenNetwork.
Vzhladom na blizky vztah medzi siefami typu Feedforward a Shortcut st dalej ich spolo¢né
prvky vyclenené do abstraktnej triedy FFNetworkBase, kym jej potomkovia FFNetwork a
ShortcutNetwork implementuju ¢asti, v ktorych sa odlisuju (teda organizicia vah a pristup
k nim). Vztahy medzi spominanymi triedami spolu s vybranymi atribttmi pre ilustréaciu je
mozné vidief na obrazku 4.1.

Pre spracovanie sitborov so sietami je dalej vhodné vytvorit modul Parser, ktory mé na
starosti ¢itanie jednotlivych direktiv vo vstupnom stbore, a vytvorenie im zodpovedajucej
siete (sief zadaného typu so zadanymi rozmermi), pripadne upravovanie vopred vytvorenej
siete (nastavenie hodnoty urcitej vahy).

Pre spolahlivé vytvaranie sieti je mozné vytvorit abstraktni tovaren, ktort je moZné
implementovat pomocou jednej funkcie createFactory.
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Network

—-type: NNType

+print () : void
+train(): void
FFNetworkBase HopfieldNetwork KohonenNetwork
+train_with_backpropagation(): void +train_hopfield(): void +train_kohonen(): void
FFNetwork ShortcutNetwork
+print_weights(): void +print_weights () : void
+run_backpropagation () : void +run_backpropagation(): void

Obrazok 4.1: Triedny diagram jednotlivych typov sieti

Pre spravu zdrojov OpenCL a ulahéenie vydévania prikazov zariadeniu méZeme imple-
mentovat triedu 0CLCaller, ktora sprostredkuje komunikiciu medzi objektom neurénovej
siete a OpenCL API. Siet Ziada OCLCaller o vytvorenie objektov potrebnych pre vypocet
(programs, kernels, buffers) a udrzuje si na ne odkazy, pomocou ktorych moze dalej ziadat
o vydavanie prikazov.

4.3 Hlavné telo programu

Tok programu je z pohladu hlavného tela relativne jednoduchy — je ho moZné popisat ako
tri za sebou nasledujice kroky:

1. Spracovanie parametrov z prikazového riadku — predovSetkym volba mien vstupnych
suborov a médu aplikdcie (trénovanie siete, testovanie siete, alebo vypocet so zadanou
sietou);

2. Nacitanie siete, pripadne trénovacej sady zo vstupnych stuborov. Testovaciu sadu,
resp. vstupné déta pre vypocet so sietou nie je nevyhnutné nacitavat a ukladaf v
tomto kroku, kedZe je mozné ich nacitavat striedavo s vypoétom v kroku 3 (méze to
v8ak byt vhodné z hladiska akceleracie). Z pohladu objektového névrhu tento krok
spociva v nacitani a spracovani siiboru s popisom neurénovej siete modulom Parser
a vytvoreni zodpovedajiiceho objektu neurénovej siete;

3. Vlastny vypodet programu, jeden z troch médov, ktorého volba bola zistend v kroku
1:

a) Trénovanie siete — Prebieha ucenie siete na zaklade poskytnutej trénovacej sady,
vystupom je popis natrénovanej siete, resp. sprava o neuspechu ucenia;

b) Testovanie siete — Sief vykonéva vypocet nad zadanymi testovacimi vstupmi a
svoje vystupy porovnava so zadanymi vzorovymi vystupmi. Toto porovnanie spolu
s vypocitanou odchylkou zobrazuje ako vystup programu;

c) Vypocet so sietou — Naditavanie zadanych vstupov a vipocet s nimi.
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Z pohladu objektového navrhu tento krok spociva v zavolani prislusnej metédy ob-
jektu siete — train, test alebo compute.

Jadro programu teda predstavuje krok 3, v ktorom st obsiahnuté algoritmy ucenia a
simulacie jednotlivych sieti. Kapitola 5 sa bude preto najviac venovat prave implementécii
tohoto kroku.
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Kapitola 5

Implementacia

5.1 Pouzité technologie

Pre implementéaciu prace bol zvoleny jazyk C++, verzia standardu C++11, vo forme pod-
porovanej prekladacom gcc verzie 4.8. Na akceleraciu vypoctov pomocou GPU vyuziva
aplikacia OpenCL verzie 1.1, ktorého API pre C++ je definované standardom OpenCL.

C++ je univerzalny programovaci jazyk s podporou pre objektovo orientované progra-
movanie. Standard C++11 bol zvoleny ako relativne moderna verzia jazyka, ktora je v case
pisania prace vo velkom rozsahu podporované dostupnymi preklada¢mi. Pouzity prekladac
(gce 4.8) vsak nepodporuje modul pre pracu s reguldrnymi vyrazmi, ktory je od C++11
zahrnuty v Standardnej kniznici. Parser sietovych stiborov preto vyuziva implementaciu
regularnych vyrazov z kniznice glibc (GNU C Library).

5.2 Akceleracia vypoctov pomocou OpenCL

Zakladnym nastrojom pre akceleraciu vypoctov pomocou GPU je ich paralelizacia. Imple-
mentované algoritmy obsahuji mnohé pasaze, v ktorych je treba vykonat urcity vypodet pre
kazdy z uréitej mnoziny objektov (napriklad pre vSetky neurény uré¢itej vrstvy), pricom vy-
sledok pre konkrétny objekt nijakym spoésobom nezavisi na vysledkoch ostatnych objektov.
Prikladom takejto tlohy je vypocet aktivaénych funkcii neurénov jednej vrstvy — vysledok
pre konkrétny neurén zavisi iba od jeho potencialu a aktivacnej funkcie.

Tieto typy tloh nevyzaduju ziadnu komunikaciu medzi jednotlivymi work-itemami, a ich
paralelny vypocet je preto mozné realizovat relativne jednoducho implementaciou kernelu,
ktory vykona pozadovany vypocet pre jeden objekt, a naslednym spustenim kernelu pre
vSetky poZzadované objekty. Na tomto principe funguje aj implementéacia vektorového suctu
popisand zdrojovym kédom v sekcii 3.3.

Paralelizacia tloh vyzadujucich komunikdciu medzi jednotlivymi work-itemami je o
nie¢o komplikovanejsia. Typickym prikladom, ktory sa v implementovanych algoritmoch
vyskytuje opakovane, je stéet N ¢isel. Tato tlohu je mozné realizovat v [logy N| krokoch
rozdelenim tlohy ilustrovanom na obrazku 5.1 pre N = 8 (x| predstavuje hornu celu ¢ast
x, t.j. najmensie n € Z také, ze < n). Tento postup je zalozeny na principe sumy prefizov
[3], a je ho mozné zovseobecnit pre Tubovolnt bindrnu asociativnu operéciu, napriklad pre
vyhladanie minimélneho prvku pola, ktoré je potrebné pri uéeni Kohonenovych sieti.

Mozné implementacia tohoto vypoctu v OpenCL vyzera nasledovne:
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Obrazok 5.1: Ilustracia paralelného sti¢tu 6smich Cisel

Zdrojovy kéd 5.1: Suma N dcisel

__kernel void sum(__global float* x) {
int global_size = get_global_size(0);
int gid = get_global_id (0);

for (int i = global_size >> 1; i > 0; i >>= 1) {
if (gid < i) {
x[gid] += x[gid+il;
}
barrier (CLK_GLOBAL_MEM_FENCE) ;
}
}

Po vykonani tohoto kernela nad polom N ¢isel bude vysledny stcet v prvom prvku
pola x, toto spravanie je mozné lahko zmenit napriklad vyuzitim dalsieho pola. Kernel tiez
na synchronizéiciu vyuziva vstavanu funkciu barrier, a vyuziva bitovy posun pre rychle
delenie dvomi.

Tato implementécia vSak funguje iba pre N ktoré je mocninou dvojky (teda N = 2F k €
Ng) — pre iné rozmery tlohy budu niektoré z ¢isel pri s¢itovani preskocené. Pre tilohu stuétu
pricom prebytoéné prvky pola inicializujeme na nulové hodnoty. VSeobecnej$im rieSenim
je po vypocte k ziskanému vysledku dodatocne sekvencne pri¢itat preskocené hodnoty.
Tato tpravu je mozné vykonat napriklad pridanim nasledovného tryvku kédu na koniec
spominaného kernelu:

Zdrojovy kéd 5.2: Uprava kédu pre vypodet sumy N &isel

// Nasledovny kdd prebehne iba na jednom work-iteme (s id 0),
// predstavuje dodatoéné pricditanie preskolenych hodnot.
if (gid == 0) {
for (int i = global_size; i > 1; i >>= 1) {
if (i&1) x[0] += x[i-1];
}

24



Dalsim nastrojom, ktory umoziiuje urychlit uréité vypocty, je vyuzitie hierarchie paméti.
Urychlenie vypoétu maticového siucinu vyuzitim lokalnej paméti je popisané v [9].

Pri akceleracii prostrednictvom OpenCL je taktiez vhodné snaha minimalizovat komu-
nikéciu medzi hostitelskym prostredim a cielovym zariadenim.

5.3 Format stiboru so siefou

Stbory so siefou pozostavaju s direktiv oddelenych koncami riadkov. Kazdy stubor so siefou
musi povinne obsahovat aspon tri direktivy — definiciu typu siete, definiciu struktary siete
a definicie aktivaénych funkcii jednotlivych vrstiev.

Nasleduju ostatné, volitelné direktivy, ako hodnoty jednotlivych véh a prahov, ¢i za-
védzanie poruch Struktiry siete. Format je detailnejSie popisany v prilohe B, priklady je
mozné najst na prilozenom CD v adresari Tests.

5.4 Algoritmus Feedforward
Vypocet vystupu siete pomocou algoritmu Feedforward prebieha nasledovne:

1. Prived vstupny vektor na neurény vstupnej vrstvy (t.j. vrstvy 1);

2. Pre vrstvy ¢ = 2.0y (vrstvy indexované od 1, l.,; je pocet vrstiev, resp. index
vystupnej vrstvy):

Vypoditaj vystupy vrstvy ¢ na zaklade vystupov vrstvy i — 1;
3. Vrat vystupy neurdénov vystupnej vrstvy ako vystupny vektor.

7Z hladiska akceleracie je zaujimavé predovsetkym telo vntorného cyklu v druhom kroku
— proces vypoc¢tu vystupov neurénov i-tej vrstvy na zaklade vystupov predchadzajucej
vrstvy. VSeobecne tento vypocet spoc¢iva vo vyhodnoteni bazovej funkcie a naslednom vy-
hodnoteni aktiva¢nej funkcie, treba vSak ratat s moznym vyskytom anomalii. Konkrétnejsie,
pri vypocte bazovej funkcie treba ratat s neprirodzenymi spojmi vedicimi do vrstvy, pri
vypocte aktivacnej funkcie treba separatne ratat mimoriadne nastavené aktivacéné funkcie,
tzn. neurdény s aktiva¢nou funkciou odlisnou od zvysku vrstvy, a po vypocte treba od¢init
pripadné zmeny na neurénoch s fixnou hodnotou vystupu.

Vypocet vystupov danej vrstvy je teda mozné zhrnit v nasledujucich krokoch, pricom
kazdy z nich je mozné vykondvat paralelne pre vsetky neurdny:

1. Pre kazdy neurdn vrstvy séitaj prispevky jednotlivych prirodzenych vstupov, tzn.
u = Y ,x;w; pre jednotlivé neurény i predchadzajicej vrstvy, kde u je potencial
konkrétneho neurénu aktualnej vrstvy (zatial bez prahu), x; je vystup neurénu i, a
w; je véha prislugného spoja (pre radialnu bazovt funkciu u := >, (z; — w;)?);

2. K medzisu¢tom ziskanym v predchadzajicom kroku pripocitaj prispevky pripadnych
neprirodzenych vstupov;

3. V pripade, Ze je bazovou funkciou radidlna, vypocitaj druhti odmocninu z jednotlivych
medzisuctov;

4. Pripocitaj k jednotlivim potencidlom prahy zodpovedajicich neurénov;
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5. Vyhodnot aktivac¢né funkcie jednotlivych neurénov;

6. Separatne vyhodnot aktiva¢né funkcie neurénov, ktoré ich maju odlisné od zvysku
siete;

7. Odcin pripadné zmeny neurdnov s fixnymi vystupmi.

Poznamenajme, ze vypocet sigmoidy je mozné urychlit vyuzitim vzorca 2.8 — odpadaju
tym vypocetne narocné operacie delenia a vypoctu exponencidlnej funkcie.

5.5 Algoritmus Backpropagation

Backpropagation mé podstatne komplikovanej$iu Struktiru ako Feedforward. Z hladiska
navrhu je vhodné rozlisit jadro algoritmu, pozostdvajice zo Sirenia chyby konkrétneho vy-
stupu y pri konkrétnom vzorovom vystupe t, a vonkajsie telo algoritmu, ktoré opakovane
prechadza trénovaciu mnozinu a vola jadro algoritmu na jednotlivé trénovacie vstupy, kym
siet nemapuje vSetky na spravne vystupy.

Algoritmus 1 opisuje moznu implementaciu tohto vonkajsieho tela, ktora vyuziva tri
podprogramy: Backpropagate, ktory reprezentuje Sirenie chyby posledného vypoctu a zod-
povedajice upravy vah a prejavuje sa zmenou vnutorného stavu siete N, Feedforward,
ktory predstavuje vypocet vystupu siete na zaklade daného vstupu a zodpoveda algoritmu
Feedforward opisanému v predchadzajucej sekcii, a Err, ktory pocita odchylku vystupu
siete y od vzorového vystupu t podla rovnice 2.12.

Algoritmus 1: Backpropagation
input : Network NV, training set S, epoch limit limit, maximal error
output: Trained network NV

1 epoch < 0 ;

2 trained < false ;

3 while not trained and epoch < limit do
4 epoch < epoch + 1 ;

5 trained < true ;

6 for (z,t) € S do

7 y < N.Feedf orward(zx) ;

8 if Err(y,t) > ¢ then

9 trained < false ;
10 end if

11 while Err(y,t) > ¢ do
12 N.Backpropagate(y,t) ;
13 y < N.Feedf orward(z) ;
14 end while

15 end for

16 end while

Trénovacia sada S pozostéva z dvojic (z,t), kde x je vstupny vektor a t vzorovy vystupny
vektor.
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5.6 Upravy pre siete typu Shortcut

Predchadzajuce algoritmy je moZzné podobnym spésobom implementovat pre Shortcut siete,
je vSak potrebné zohladnit rozdielnu organiziciu vdh. Obzvlast vyznamne sa tento rozdiel
prejavuje v algoritme Backpropagation pri vypocte J; pre neurény ¢ skrytych vrstiev — je
potrebny pristup k vaham vychddzajucich z danej vrstvy, vahy je vSak z hladiska algoritmu
Feedforward vyhodnejsie organizovat podla cielovej vrstvy.

5.7 Hopfieldove siete

Ucenie Hopfieldovych sieti predstavuje tlohu maticového sti¢inu. Tento vypocet je mozné
vykonat kernelom rozmerov N2, kde jeden work-item zodpoveda jednému prvku vyslednej
matice vah.

KedZe vypocet siete vyzaduje ndhodny vyber neurénov na vyhodnotenie, paralelizicia
na tejto Grovni nie je moZnd. Paralelny vypocet je vSak moZzné vyuzit na vypocet potenciilu
vyhodnocovaného neurénu.

5.8 RozSirovanie aplikacie

Tato sekcia popisuje kroky, ktoré musi uzivatel vykonat, aby pridal do aplikdcie novi funk-
cionalitu v podobe dalsich typov sieti, aktiva¢nych funkcii, atd.

5.8.1 Pridavanie novych typov sieti

Pre pridanie nového typu neurdénovej siete je potrebné implementovat triedu, ktoré je po-
tomkom triedy Network, a vSetky jej virtudlne metdédy, ktoré ma novy typ sieti podporovat.

Novému typu sieti je tiez potrebné pridat jemu zodpovedajicu konStantu do enum
class NNType, sparovat ju s pozadovanym nazvom typu v kolekcidch NETWORK_TYPES a
NETWORK_TYPE_NAMES a pridat volanie konstruktora siete pridédvaného typu do tovarenskej
funkcie create_network.

5.8.2 Pridavanie novych aktivaénych funkcii

Novej aktiva¢nej funkcii je potrebné priradit zodpovedajicu konStantu do enum class
ActType a sparovat ju s ndzvom typu v kolekcidch ACTIVATION_TYPES a ACT_TYPE_NAMES.

Do metdd strukttiry ActDef, t.j. set_defaults a print_param, je dalej potrebné pripisat
inicializaciu, resp. vypis parametrov novej funkcie. Pre jej tispesné nacitanie je potrebné
pridat spracovanie jej parametrov do funkcie parsera get_layer param. V pripade, Ze sa
struktara pozadovaného zapisu parametrov funkcie ligi od uZ existujtcich, je vhodné pridat
zodpovedajuci regularny vyraz, pripadne spracovat parametre inym sposobom.

TieZ je potrebné pridat podporu pre aktiva¢ni funkciu do pozadovanych typov sieti. Pre
siete Feedforward a Shortcut je to otazka Gpravy metdd set_af _kernel a set_delta_af kernel
triedy FFNetworkBase pridanim kdédu inicializujiceho kernely pre vypocet, resp. ucenie so
zodpovedajicou aktivac¢nou funkciou.
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5.8.3 Pridavanie novych bazovych funkcii

Pridanie podpory novej bazovej funkcie pre dané siete je o nie¢o problematickejSie — vyza-
duje zasah do formatu siefového stiboru a tym paddom aj do parsera tychto siborov, kedze
po6vodny navrh s takymito zmenami nepocital.

Kroky vypoctu pre jednotlivé implementované siete st vSak natolko oddelené, Ze zmena
bazovej funkcie pre dani vrstvu by bola len otazkou zmeny kernelu pre vypocet bazovej
funkcie priradeného danej vrstve, ¢i uz pri simulécii vypoctu siete, alebo pri jej uceni.

Specialne bazové funkcie pre jednotlivé neurény v ramci vrstvy by vyzadovali podobné
dodatocné vypocty, ako uz existuju pre Specidlne aktivacné funkcie.
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Kapitola 6

Experimenty

Dalsou ¢astou prace je meranie rychlosti aplikicie. Tato kapitola sa venuje popisu jed-
notlivych experimentov a ich vysledkov. V ramci experimentov bola pomocou funkcie
gettimeofday merand doba ucenia algoritmom Backpropagation roznych sieti. Pre po-
rovnanie boli rovnaké experimenty vykonané aj s vyuzitim kniznice FANN'.

Jednotlivé sekcie st venované konkrétnym experimentom, a pozostavaji zo stru¢ného
popisu neurénove;j siete a tlohy a z tabulky obsahujtcej vysledky merani. Aplikacia imple-
mentovana v ramci tejto prace je v tabulkach oznacovana menom ann. Ciselné hodnoty v
tabulkédch pod hlavickami FANN alebo ann predstavuji priemerny ¢as vypoctu v sekun-
déch. V hlavickach tabuliek sa dalej vyskytuju nasledujice symboly:

e ¢ — pozadovana maximalna chyba,
e 7 — koeficient ucenia,

e o — koeficient zotrvac¢nosti.

V jednotlivych experimentoch sa riesia nasledovné tlohy:

e Siete typu Feedforward pre vypocet N-bitovej parity pre N = 2,3,4,8. Dvojbitova
parita zodpoveda logickej funkcii XOR. Ulohy budt po rade oznacované XOR, parity3,
parity4, parity8;

e Siet typu Shortcut pre tlohu diabetes zo sady PROBEN1 [16];

e Siete typu Feedforward pre vypocet 8-bitovej parity, pricom pocet neurénov prvej
skrytej vrstvy je zmeneny na M pre M = 100,500, 1000, 2000, 5000, 10000, poza-
dovana maximalna chyba siete je nastavena na relativne nizku hodnotu (napriklad
¢ = 0.001), a maximélny pocet epoch ucenia je nastaveny na hodnotu 10000. Cielom
tychto experimentov je odmerat dobu vypoctu pre velky pocet epoch.

Experimenty prebiehali na notebooku Lenovo ThinkPad T520 s procesorom Intel Core
i5-2410M (dual-core, 2.3 GHz) a grafickou kartou NVIDIA Quadro NVS 4200M pod systé-
mom Ubuntu 14.04, 64-bit.

"http:/ /leenissen.dk/fann/wp/
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6.1 XOR

Siet typu Feedforward so Struktirou 2x3x1, uloha XOR, n = 0.7, a = 0:
€ FANN | ann
0.2 | 0.283 | 4.558
0.1 | 0.389 | 4.547
0.05 | 0.364 | 4.339
0.01 | 0.371 | 4.364

6.2 Parity3

Siet typu Feedforward so Struktirou 3x8x1, uloha parity3, a = 0:
€ n | FANN | ann
0.2 | 0.7 0.384 | 2.303
0.1 | 0.7 | 0.362 | 2.306
0.05 | 0.7 | 0.159 | 2.356
0.01 | 0.7 | 0.125 | 10.070
0.2 | 0.3 | 0.327 | 2.612
0.1 | 0.3 | 0.377 | 2.838
0.05 | 0.3 | 0.126 | 5.427

6.3 Parity4

Siet typu Feedforward so Struktirou 4x8x1, uloha parity4, o = 0:
€ n | FANN | ann
0.2 0.7 | 0.365 | 3.232
0.1 | 0.7 0.262 | 3.131
0.2 03| 0.3714 | 6.633
0.1 03| 0.355 | 6.992
Pre hodnoty € = 0.05,0.01 anp = 0.7 vipocet na FANN nekonverguje pred maximalnym
poc¢tom epoch (10000).

6.4 Parity8

Siet typu Feedforward so Struktirou 8x8x8x1, tloha parity8, ¢ = 0.1:
n a | FANN ann
0.1 09| 0.766 | 188.573
0.7 104 | 0.679 | 176.544
0.3 0.0 0.739 | 162.773

Vypocet ann v 4 z 15 pripadov nekonvergoval pred maximélnym poc¢tom epoch (10000).

6.5 Diabetes

Siet typu Shortcut so Struktirou 8x16x8x2, tloha diabetes zo sady PROBENL [16], n =
0.1, =0.0:
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€ FANN ann
0.1 0.571 | 420.517
0.04 | 0.670 | 679.158

6.6 Parity8 s upravou skrytej vrstvy

Siete typu Feedforward so Struktirou 8x M x8x1, kde M je variabilnd hodnota, ¢ = 0.001,n =
0.7, « = 0.9, maximalny pocet epoch 10000:

M FANN ann
100 63.970 | 18626.923
500 312.063 | 19057.879
1000 | 613.107 | 25484.635
2000 | 1221.334 | 12063.871
5000 | 3072.649 | 25051.24
10000 | 6111.508 | 43866.512
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Kapitola 7

Z.aver

V préaci bola tspesne implementovana aplikicia pre simuldciu neurénovych sieti s pozadova-
nou funkcionalitou, vratane podpory pre poruchy Struktury siete. Vysledky experimentov
v8ak naznacuju, ze dosiahnutd akceleracia vypoctov stile nepostacuje na prekonanie do-
stupnych implementacii neurénovych sieti.

Jednym z najvyznamnejsich faktorov negativne ovplyviiujucich rychlost aplikécie bolo
sériové vykonavanie prikazov OpenCL. Jeho dovodom bolo to, Ze aplikacia bola vyvijana
a testovand na stroji, ktorého GPU ma4 iba 1 compute unit a obmedzené zdroje, ¢o znacne
komplikuje paralelné vykonévanie réznych tloh. Tento sposob implementacie sice zabez-
pecuje prenositelnost na lubovolné OpenCL zariadenie, spésobuje vSak potrebu intenziv-
nejSej komunikécie medzi hostitelskym prostredim a GPU (napriklad pravidelné ¢itanie
chyby vystupu siete z GPU pri Backpropagation), ktort je pripadne mozné vyvazit obmed-
zenim prisposobitelnosti a prehladnosti aplikicie (napriklad implementaciou celého Bac-
kpropagation v jednej tlohe).

V aplikécii stale zostdva priestor na dalsiu akceleraciu. Napriklad pre algoritmus Bac-
kpropagation by bolo mozné pridaft alternativny vypocet pre GPU s vi¢sim poc¢tom compute
units, vyuzivajici paralelne beziace tlohy. Aplikdciu je mozné (a relativne lahké) rozsirit
o podporu dalsich typov sieti a dalsie algoritmy ucenia, pripadne do uz implementovanych
algoritmov pridat pravy pre zlepsenie ucenia. Prikladom je detekcia lokdlnych minim a
vyviaznutie z nich pre Backpropagation [6] [7].
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Priloha A

Obsah CD

Prilozené CD obsahuje:

ibp-text.pdf — textova sprava vo formate pdf;

Adresar Code — zdrojové stibory programovej casti, vratane OpenCL kernelov a st-
boru Makefile;

Adresar Tests — Obsahuje testovacie stibory, pomocou ktorych bola merané rychlost
aplikacie;

Adreséar Text — zdrojové sibory textovej spravy, vratane obrazkov.
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Priloha B

Gramatika siiborov so sietou

# whitespace, including comments, is ignored.

# non-terminals are written with angle brackets - <, >

# terminals are written with quotation marks - "

# * means O-N repetitions

# + means 1-N repetitionmns

# | separates alternatives

# square brackets - [, ] - delimit optional parts

# EOL stands for end of line

# EOF stands for end of file

# NOTE: Every directive is on a single line and contains at least one
# alphabetic character.

<document> = <type-definition> EOL <structure> EOL <layer-activation> EOL (<op
<comment> = "#" (anything but EQOL)* EOL

<type-definition> := "type" "=" <type>
<type> = "feedforward" | "shortcut" | "Hopfield" | "Kohonen"
<structure> := "structure" "=" <uint> ("x" <uint>)*
# <uint> == positive integer constant
<layer-activation> := "activation" "=" <act-type> ("x" <act-type>)
[";" <act-params> ("x" <act-params>)]

# number of <act-type> must be equal to the number of <act-params>

# omitted parameters are interpreted as default parameters

# corresponding <act-type> and <act-params> must be of corresponding forms:
<act-type> := "sigmoid" | "step" | "tanh" | "ramp"

# NOTE: the addition of types containing "x"

# would require changes in the parser,
# because x’s are used to delimit layers.
<act-params> := "default"
| <float> # sigmoid, tanh;
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| "<" <float> "," <float> ">" # step;
| "<" <float> "," <float> ">" <float> <float> # ramp;
# <float> == floating point constant
# NOTE: No "theta" parameters - bias is implemented separately

<optional-stmt> 1= <weight-def> | <bias> | <activation> | <training>
| <epsilon> | <epoch-limit> | <file> | <modification>

# weight, bias, activation: no spaces in the first word!

<weight-def> := <weight> "=" <float>

<weight> := "w"<uint>","<uint>

<bias> := "bias"<uint> "=" <float>

<activation> := "activation"<uint> "=" <act-type> ; <act-params>

# <act-type> and <act-params> must be of corresponding forms

<training> := "training" "=" <algorithm> [";" <algorithm-params>]
# <algorithm> and <algorithm-params> must be of corresponding forms:
<algorithm> = "backpropagation" | "Kohonen"
<algorithm-params> := (<float>)=*

<epsilon> = "epsilon" "=" <float>

<epoch-limit> = "epoch_limit" "=" <int>

<file> = ("train_file" | "test_file") "=" <filename>

# <filename> == name of an existing training input / test input file
<modification> := <stuck> | <remove> | <add>

<stuck> 1= "stuck" (<weight> | <neuron>) "=" <float>
<neuron> := "n"<uint>

<remove> := "remove" (<neuron> | <weight>)

<add> := "add" <weight> ["=" <float>]
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