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Abstrakt

Tato praca sa zaobera algoritmami vizualnej odometrie a aplikaciou na experimentalne
vozidlo Car4. Prva Cast’ obsahuje reSerSe v tejto oblasti, na zaklade ktorej je zvoleny postup
rieSenia. Dalgie kapitoly uvadzaju teoreticky navrh algoritmov monokularnej a stereo vizualnej
odometrie.

Tretia Cast’ sa venuje implementacii v programe MATLAB s vyuzitim Image processing
toolboxu. Po testoch na realnych datach je vybrany algoritmus aplikovany na vozidlo Car4
v praktickych podmienkach interiéru a exteriéru. Posledna Cast’ zhfia vysledky prace a adresuje
problémy, ktoré su spojené s aplikaciou algoritmov vizualnej odometrie.

KPucové slova

SFM , vizualna odometria, , RANSAC, Car4, odometria, lokalizacia, esencialna matica,
stereovizia, triangulacia, SVD, pocitacové videnie

Abstract

This thesis deals with algorithms of visual odometry and its application on the
experimental vehicle Car4. The first part contains different researches in this area on which the
solution process is based. Next chapters introduce theoretical design and ideas of monocular
and stereo visual odometry algorithms.

The third part deals with the implementation in the software MATLAB with the use of
Image processing toolbox. After tests done and based on real data, the chosen algorithm is
applied to the vehicle Car4 used in practical conditions of interior and exterior. The last part
summarizes the results of the work and address the problems which are asociated with the
application of visual obmetry algorithms.

Key words

SFM, visual odometry, RANSAC, Car4, odometry, localization, essential matrix, stereo
vision, triangulation, SVD, computer vision
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KAPITOLA 1.: UVOD

1 Uvod

Estiméacia polohy a pohybu robotickej sustavy patri k tym najzakladnejSim
a najdodlezitej§im ukonom pre jej Uspesné autondémne riadenie a navigaciu.

Vizualna odometria (VO) sa radi do oblasti spracovania obrazu, ktora si kladie za ciel
estimovat’ trajektoriu pohybujicej sa sustavy (v nasom pripade vozidla Car4). Ide o algoritmy,
ktorych vstupom je tok snimkov z jednej alebo viacerych kamier. Kamera (kamery) je pevne
umiestnena na pohybujicej sa sustave. Vystupom algoritmu VO su transformacné matice
inkrementalne urCujuce polohu kamery medzi jednotlivymi po sebe nasledujucimi snimkami.
Tym je zarover urcena aj poloha nasej sustavy.

Hlavna vyhoda VO spociva v jej odolnosti vo¢i preSmyku kolies v pieso¢nom teréne,
alebo pri strate adhézie. V pripade dodrzania urcitych podmienok a spravneho nastavenia
dokaze VO prevysit presnost samostatnych aplikacii GPS lokalizacie a low cost inerénych
senzorov. Nepotrebuje ziadne pokrytie GPS alebo radio signalom, ani ziadne navigacné bojky.
Nevyhodou tejto aplikacie je zavislost’ na svetelnych podmienkach, zavislost od Struktary
snimanej oblasti a neustale vnasanie chyby do estimacie (drift) naymé vplyvom diskrétneho
charakteru ¢ipu kamery.

Pouzitie VO limitovali v minulosti hlavne jej relativne vysoké vypoctové naroky a s tym
spojena cena a kompaktnost. S vyvojom vypoctovej techniky vSak vzrastol zdujem o tuto
oblast. NASA motivovana vyhodami VO vybavila tymto systémom Rovery v misiach na Mars
[1]. Dnes tvori VO atraktivnu vol'bu v oblastiach autonémnych a poloautonémnych dronov,
koncatinovych robotov, vozidiel a automobilov. Uplatnenie nachadza taktiez v augmentovane]
realite alebo 3D skenovani.

Mechatronické laboratorium na UMTMB FSI VUT v Brne disponuje experimentalnym
vozidlom Car4, ktoré je predmetom zavereénych prac a vyskumu Studentov. Jednym z
dlhodobych cielov je jeho (polo)autondémne riadenie, ktoré v sucasnosti prebieha rucne.
Predkladana diplomova praca ma za ciel prispiet’ do oblasti lokalizacie Car4 v priestore, kam
spadaju aj algoritmy VO. Predpokladané je podl'a moznosti vyuzitie dostupnych prostriedkov
laboratoria.

Prva cCast’ tejto prace prevedie Citajuceho reserSou k danej téme, za ktorou nasleduje
presnejsie definovanie taziska rieSenia. Druha Cast’ prace poskytne podrobny rozbor algoritmov
VO a ich $trukturovany navrh. Dalsia kapitola sa venuje praktickej aplikacii a konkrétnym
rieSeniam jednotlivych Casti. Posledna ¢ast’ vedie diskusiu a rozobera vysledky. Zaver zhriia
dosiahnuté vysledky, ku ktorym sme v tejto diplomovej praci dospeli.
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KAPITOLA 2.: RESERSNE STUDIE

2 ReSersné studie

Nasledujuca kapitola je venovana Cisto reSerSnej Casti. Pretoze su prakticky vSetky
pouzité zdroje cudzojazycné (anglictina), a pretoze anglické pojmy nie vzdy maja prirodzeny
alebo znamy ekvivalent v jazyku slovenskom, budu niektoré terminy prelozené, pripadne
dopliiené o ekvivalent v anglickom jazyku podl'a najlepsieho svedomia. Po podrobnejsom
predstaveni a uvedeni miesta vizualnej odometrie v oblasti spracovania obrazu budu algoritmy
VO rozdelené podl'a niekol'kych kriterii. S uvedenim vyhod, nevyhod a problémov jednotlivych
pristupov bude mozné presnejsie definovat’ tazisko rieSenia.

2.1 Pojem vizuilna odometria

Odraz pre rychle zorientovanie sa v oblasti VO poskytuju publikacie [2] [3] a [4]
obsahujuce Strukturované reSerSe a nacrty rieSeni. Hlavne z tychto zdrojov vychadzaja
nasledujtce Casti textu.

Algoritmy vizualnej odometrie patria do skupiny vSeobecnejSich algoritmov, ktoré su
v literature spracovania obrazu zname pod pojmom SFM (Structure from motion). Medzi ne
patria napriklad aplikacie ako 3D rekonstrukcia scény pripadne objektov. K tomuto su
vyuzivané vacsinou snimky z kamier, ktoré sa pozeraju na scénu z rozdielnych miest, pricom
medzi jednotlivymi snimkami musi byt zaruCeny urcity podiel prekrytia (Obrazok 2.1).
Z extrakcie vyznamnych bodov (zvanych tiez priznaky, objekty. en.: features) su schopné
rekonstruovat’ 3D model objektu alebo priestoru (podkapitola 2.6). Pre zlepSenie vysledku
rekons$trukcie sa pouziva globalny optimalizaCny proces zvany bundle adjustment. Jeho
aplikacia vyzaduje pocetne narocnu optimalizaciu mnohych parametrov a sledovanie tych
istych priznakov pocas viacerych snimkov.

Tieto procesy potrebuju poznat transformaciu kamery medzi snimkami. V pripade VO
sa teda jedna o aplikaciu algoritmov SfM inkrementalne zistujucich polohu kamery pomocou
extrakcie priznakov z toku snimkov. VO by sa preto dala charakterizovat’ aj ako urcita aplikacia
SfM bez globalne; optimalizacie bundle adjustment, kvoli rychlo meniacej sa scéne
a vypoctove] narocnosti. Napriek tomu sa v literature zaoberajucej sa VO pojem bundle
adjustment Casto objavuje. Niektoré prace tato optimalizaciu uspesne vyuzivaju napriklad
v obmedzenom okne niekol’kych snimkov [5] [6].

Obrazok 2.1 SfM rekonstrukcia budovy [22]
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KAPITOLA 2.: RESERSNE STUDIE

Pociatky algoritmov SfM sa datuju od 80. rokov 20. storocia, samotny pojem vizudlna
odometria sa objavil az neskor (2004). Nister ho pouzil vo svojej praci [7] pre svoju podobnost’
s klasickou inkrementalnou odometriou. Toto meno rezonuje v mnohych pracach a studiach pre
jeho prinos a vyborné vysledky v tejto oblasti.

Dalsou podobnou aplikaciou st algoritmy SLAM (Simultaneous localization and
mapping) zname pod pojmom Visual-SLAM (V-SLAM). Takato aplikécia vSak vyzaduje
pokrocilejSie znalosti v oblasti spracovania obrazu a programovania, hlavne ¢o sa tyka prace s
globalnou 3D mapou. Tak isto si vyzaduje vyhradne snimanie a pohyb v priestore pri ktorom
dochadza k uzatvaraniu trajektorie (loop closure) (Obrazok 2.2).

Obrézok 2.2 V-SLAM [23]

Samotna VO by sa preto dala charakterizovat’ aj ako V-SLAM bez ciela vytvorit
globalnu mapu a bez nutnosti uzatvorit’ smy¢ku trajektorie. Casom vznikali rozne kombinacie
alogritmov, vyuzivajuce vyhody jednotlivych rieSeni, avSak zvysok tejto prace sa bude
zaoberat Cisto algoritmami VO ako takej (Obrazok 2.3)

Visual Odometry

Ground Truth
Estimated trajectory

350

300

250 r

200

N /
50 L . . .

-200 -100 0 100 200

x [m]
Vstup Vystup
Sekvencia snimkov Trajektoria kamery

Obrazok 2.3 Vizualna odometria
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KAPITOLA 2.: RESERSNE STUDIE

2.2 Rozdelenie VO

Algoritmy VO mozno rozdelit podla niekolkych kritérii. Hlavnym z nich je
diferenciacia podla typu a poCtu kamier. Tie sa delia na:

e 1 monokularna kamera

e 2 synchronizované kamery

e Kamera s 360° uhlom pozorovania
e Viac ako 2 synchronizované kamery

Nas pritom budu zaujimat’ algoritmy spojené s vyuzitim jednej, alebo dvoch kamier a to
z dovodu dostupnosti hardware mechatronického laboratoria a narocnosti na implementaciu.
Spravidla sa algoritmus, ktory vyuziva jednu kameru, nazyva monokudrna VO a algoritmus
vyuzivajuci dve kamery stereo VO.

Dalej sa aplikacie rozlisujii podla toho, & predpokladaju kamery kalibrované, alebo
uvazuju vseobecnej$i pripad bez dostupnej kalibracie (takym by bol napriklad algoritmus na
obrazku 2.1):

e Kalibrované (parametre kamery su vopred zname)
e Vseobecné (parametre kamery nie su zname)

Proces kalibracie zahriia identifikaciu parametrov kamery (akych, to bude uvedené
v neskorSej kapitole) a odstranenie zakrivenia obrazu vplyvom optiky. Takmer vsetky
algoritmy VO dnes pocitaju s kalibrovanym pripadom. Nevyhodou tohto pristupu je potrebny
Cas na kalibraciu kamery. Vyhodou na druhej strane je zjednoduSenie algoritmu (menej
neznamych parametrov) a zvySena presnost vysledkov. S dostupnym software tretich stran sa
tento proces vyrazne zjednodusil.

Poslednym spomenutym kritériom je princip extrakcie informécii z obrazu:

e Sledovanim priznakov (feature-based)
e Sledovanim intenzity obrazu (appearance-based)
e Hybridné

Prva metoda vyuziva opakovanu detekovatelnost tych istych vyznamnych bodov
v obraze a ich sledovanie v dvoch a viacerych snimkoch. Druhy typ vyuziva informacie
o intenzite pixelov celého snimku. Hybridna metdda tieto pristupy kombinuje. VacSina
algoritmov v praxi vyuziva prvi metodu. Pre jej popularitu, dosahované vysledky, pokrytie
literatirou a dostupnost hotovych implementéacii v SW sa bude praca zaoberat' prave tymto
pristupom.
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2.3 Monokularna VO

Vsetky algoritmy pocitaju rotaciu a translaciu kamery v rekonstruovanom 3D priestore.
Algoritmy monovizie v§ak tito scénu estimuju z dvojrozmernej projekcie medzi dvomi po sebe
nasledujucimi snimkami (preto sa niekedy oznacuje 2D-2D), medzi ktorymi relativnu polohu
nepozname (naopak, snazime sa ju vypocitat'). To znamena, ze 3D rekonStrukcia trpi stratou
mierky (scale ambiguity). Podstata bude zrejma v kapitole matematického modelu kamery.
Tato nevyhoda je najzavaznejSim problémom uspeSnej implementacie a existuje niekolko
postupov, ako informaciu o mierke z obrazu ziskat”:

e Detekcia objektov znamej vel'kosti
e  Vyuzitie algoritmov na principe trifokalneho tenzora
e  Znalost vysky kamery nad rovinou

Prvy pristup je pre VO neprakticky, nakol’ko sa musi mierka pocitat’ v kazdej iteracii,
je potrebné mat’ zaber na znamy objekt v kazdom snimku. Riesenim by bolo rozmiestnenie
rozliiteI'nych objektov znamej vel'kosti v§ade, kde by sa vozidlo pohybovalo.

Druhy pristup vyuziva samostatni oblast’ matematiky popisujucu geometrické vztahy
medzi objektami (napr. priamky) v snimkoch. Treti pristup vyuziva detekciu roviny v priestore.
Estiméciou vzdialenosti kamery od roviny a jej porovnanim so skuto¢nou znamou
vzdialenostou od roviny, je urCena aj mierka scény, a tym padom mierka pohybu.

Posledny pristup potrebuje vSak dva predpoklady. Musime vopred poznat vysku
kamery nad zemou a t4 sa nesmie pocas vypoctu menit. Po druhé, musime zarucit’ jazdu nad
relativne plochym povrchom tak, aby mohla byt rovina z obrazu presne estimovana.

Prvy predpoklad je v naSom pripade jednoducho vyrieSitelny. Druhy predpoklad je
rozumny, pokial’ sa vozidlo bude pohybovat po lokalne rovnom teréne (cesta, chodba).

Zakladny algoritmus 2D-2D:

Ziskanie nového snimku [},

Extrakcia a parovanie priznakov medzi snimkami I}, a [,
Vypocet priestorovej rotacie Rya translacie t;

Ziskanie mierky s, aktualizacia t,

Kontaktenacia transforméacie

Opakovanie od bodu 1.

S et e

Hlavnou vyhodou monokularneho pristupu je cena techniky potrebnej k implementécii
a tak isto jednoduchsie zavedenie na uz existujice systémy. Jednoduchsi je taktiez kalibracny
proces. Vyhodu ma monovizia oproti stereovizii rovnako aj v pripade, ze vzdialenost medzi
kamerami stereo systému je vyrazne menSia nez vzdialenost’ detekovanych priznakov. To vedie
k degeneracii na monokularny pripad.
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KAPITOLA 2.: RESERSNE STUDIE

2.4 Stereo VO

Stereovizia je v mnohom podobna zraku I'udi. Tento pristup, podobne ako l'udsky
mozog, dokaze estimovat’ aj hibku scény, resp. vzdialenost objektov. Ak mame na scénu
pohl'ad z dvoch miest a pozname ich relativnu vzajomnu polohu, je mozné rekonstruovat’ 3D
scénu absolutne, teda mierka scény je znama. Stereo VO sa oznacuje tiez ako 3D-3D
algoritmus, pretoze estimuje parametre pohybu z dvoch sad 3D bodov .

Pocita sa transformacia len jednej z dvoch kamier ako pohyb v ramci tohto 3D priestoru,
a tym je urCeny aj pohyb nasho vozidla. Vyplyva z toho prva nevyhoda, a to v pripade
sledovania objektov, ktorych vzdialenost' je ovela vécsia, nez vzdialenost medzi stereo
kamerami. Tym padom s narastajicou vzdialenostou bude narastat aj chyba estimovane]
vzdialenosti. Druhou nevyhodou je naro¢nost’ kalibracie, ti vSak ul'ahcuje dostupny software
(viac v kapitolach implementacie).

Zakladny algoritmus 3D-3D:

Ziskanie novej dvojice snimkov I%, IR

Extrakcia a parovanie priznakov medzi snimkami I, I

3D triangulacia priznakov a ich sparovanie s 3D bodmi z predoslej dvojice k — 1
Vypocet priestorovej rotacie R a translacie tk medzi parmi 3D bodov
Konkatenacia transforméacie

Opakovanie od bodu 1.

S e

Ako vidiet’ hlavnou vyhodou stereovizie je znama mierka a teda z principu dokazeme
estimovat’ pohyb kamier absoltitne. Dalgie algoritmy vznikali ako kombinacia oboch metod
monokularnej a stereo VO. Profituju z presnosti 2D-2D met6d pri estimovani relativneho
pohybu a pre vypocet mierky vyuzivaji informécie zo stereo kamier. To samozrejme prinasa
so sebou nevyhodu ceny a aplikacie stereo kamier.

Obrazok 2.4 llustrdcia problému stereovizie (Cy znacit
stred kamery, Ty tr. maticu) [2]
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2.5 Kamera ako senzor

Ciel'om tejto podkapitoly nie je detailné vysvetlenie principu ¢innosti kamery ani rozne
konstrukéné rozdelenie. Uvedené budu problémy, s ktorymi sa v spracovani obrazu mozeme
stretnut’. Z toho budua plynat aj poziadavky pre uspesnu aplikaciu VO. Poznatky su Cerpané
z prednasok prof. RNDr. Miloslava Druckmiillera, CSc., pocitacovych metdd spracovania
obrazu.

Aby mohli byt aplikované geometrické vztahy spojené s vizualnou odometriou,
potrebujeme nahradit’ kameru dierkovym modelom (en.: pinhole camera model). To v praxi
znamena odstranenie zakrivenia obrazu (Obrazok 2.5), ktoré mdze mat rdzny charakter
a vznika vplyvom optickych ¢lenov. Informacie potrebné pre eliminaciu tohto problému su
ziskané pocas kalibracie.

+ mms
f{l - H
HH

Bez zakrivenia Sudkové zakrivenie ~ VankuSové zakrivenie
(barrel distortion) (pincushion dist.)

Obrazok 2.5 Zakrivenie obrazu vplyvom optiky

Dalsim problém moZe predstavovat svetlost scény, nakolko Gipy kamier vyuZivaju
svetlocitlivé suciastky. V nedostatocne osvetlenej scéne elektronika kamery vyhodnoti prikratk
y expozitny ¢as a ten nasledne predizi. Problém nastava, pokial sa snima dynamické scéna
a relativne dlhym expozi¢nym Casom sa zacne snimok vplyvom pohybu rozmazavat. Toto ma,
ako neskor bude uvedené, negativny dopad na detektory priznakov. V naSom pripade mame
k dispozicii Microsoft webcameru a Basler stereorig. Dalsie informacie o hardware budu
uvedené v Casti praktickej implementacie.

Obrazok 2.6 Web kamera Microsoft a stereorig s kamerami Basler
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2.6 Detekcia priznakov v obraze

Pretoze potrebujeme sledovat’ zmenu obrazu, dolezitou castou algoritmov VO je
extrakcia informacii zo snimkov. Na to sa vyuzivaju detektory vyznamnych priznakov. Pod
pojmom priznak sa mysli identifikovatelna cast v obraze, ktora je popisana polohou
v suradniciach obrazu a obsahuje informdcie pre jej porovnanie a sparovanie s inym priznakom
(deskriptor).

Tieto detektory potrebuji splnit niekolko poziadaviek s ohladom na stabilitu
a opakovatel'nost’. Potom, ¢o kamera podstupi zmenu polohy v priestore, pozera sa na scénu
z iného miesta. Je preto dolezité, aby boli detekované v obraze fyzicky tie isté priznaky. Tak
isto je ziaduce, pokial opakovane detekujeme priznaky v nemeniacom sa obraze, aby boli
extrahované vzdy tie isté priznaky.

= o
A z
2 . . . . .
S 2, v g S g v g = % 'g g %
= <o | g = g @ o | £ g
- @) 2 S &7 £ = = e N A7 >
= s | S5l 588 2 | 235 3 £=
v/ Q c | .2 S| B U s R,
2 =< gl = £ gl S | ~3| 2 4
) 8 o— o — = S, et m m
A 4 )
A
Harris X X | | ++
Shi-Tomast | X X | | |
FAST X X X ++ | A | |
SIFT X X X X || | |+
SURF X X X X || | |
CENSURE X | X | X | X |+++ | ++ |+ |+

Tabulka 2.1 Porovanie detektorov priznakov [3]

Casom vzniklo mnoho metéd, struéné porovnanie je v tabulke 2.1. Roh (en.: corner) je
vyznamna Crta v obraze definovana ako pretnutie dvoch a viacerych hran. Objekt (en.: blob) je
definovany ako vzor v obraze, ktory je jasne odliSitelny od susednej plochy, ¢o sa intenzity
tyka. V pripade, Ze sa pozerame napriklad na Sachovnicu, detektor by chapal body, v ktorych
sa stretnu 4 Stvorce, ako roh a samotné §tvorce (Cierne) ako objekty.

Jednotliva invariantnost’ znamena spomenutu opakovatel'nost’ detekcie, pokial’ priznak
v obraze podstupi transforméciu (rotaciu, zmenu mierky, afinna transformaciu). Ddlezita
vlastnost je tiez presnost’ lokalizacie priznaku v suradniciach obrazu, ktora je Casto vyzadovana
na subpixelovej urovni. Robustnost oznacuje odolnost’ voci Sumu, artefaktom po kompresii
a rozmazaniu. Prdve rozmazanie moéze byt zavaznym problémom pre korektni funkciu
detektorov, pretoze Casto vyuzivaju detekciu hran. Kedze je potrebné pre robustnost’ a presnost’
VO detekovat’ v jednom snimku niekol’ko sto az tisic priznakov, je vhodné mat’ detektor, ktory
je vypoctovo efektivny.

Vyhodou rohov je ich vypoctova efektivita, na druhej strane st vS§ak menej rozliSitel'né
medzi sebou v obraze s periodickym vzorom. Objekty su vypoctovo narocnejsie na detekciu,
avSak v obraze jednoznacnejSie rozliSitelné. Vacsina najpouzivanejSich detektorov je
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implementovana v MATLAB Image processing toolbox. To zna¢ne urychluje prototyping
a implementaciu (podkapitola 2.8).

Pre parovanie medzi snimkami sa pouziva porovnanie deskriptorov jednotlivych
priznakov. VacSinou sa jedna o urcity popis okolia priznaku formou okolitych pixelov alebo
gradientov intenzity. Hl'adanie prebieha lokalne alebo globalne. Lokalne hl'adanie je,
samozrejme, vypoctovo efektivnejsSie, zlyhava vsSak, pokial doSlo ku vacsiemu pohybu
priznakov v obraze. Tak isto su na deskriptory kladené poziadavky invariancie, jednoznacnosti
a robustnosti. Podrobnejsie informéacie si dostupné v literatire uvedenej na zaciatku kapitoly
a d’alsia diskusia bude prebiehat’ v kapitolach praktickej implementacie.

2.7 RANSAC

Random Sample Consensus (RANSAC) sa stal takmer nevyhnutnou sucastou
algoritmov VO. Jedna sa o metodu estimacie parametrov (v tomto pripade priamky), ktora je
dodlezita pre odstranenie nespravne sparovanych priznakov (en.: outlier rejection) a vnasa do
estimacie pohybu zasadny stupen robustnosti..

Obrazok 2.7 llustracia metody RANSAC [24]

Je potrebné predstavit jeho zakladny princip, pretoze sa s jeho implementéaciou
stretneme niekol'kokrat pocas rieSenia. MySlienka tohto algoritmu je vel'mi jednoducha a pritom
vysoko ucinna. Uvedenie algoritmu v jeho forme pre VO nie je uUplne jednoznacné na
pochopenie. Nasledovny algoritmus bude preto vysvetleny na probléme prekladania bodmi
priamkou.

Predstavme si namerané body na obrazku 2.7 vlavo, ktoré sa snazime prelozit’ priamkou
metddou najmensich §tvorcov. Vidiet, ze data obsahuju aj zjavne nespravne body nepatriace
do mnoziny bodov, ktoré nas zaujimaju. Pokial’ by sme pocitali parametre priamky zo vSetkych
bodov, vysledok by bol prinajlepSom nepresny, je vSak mozné, ze by trend bodov, ktoré nas
zaujimaju, vobec nesledoval. Preto pouzijeme nasledovny algoritmus, ktory sa pokusi body
obsahujuce vel'kt chybu odstranit’:

1. Nahodne vyberieme 2 body, z ktorych ur¢ime parametre priamky

2. Spocitame vzdialenosti vSetkych bodov od priamky

3. Zistime pocet bodov, ktorych vzdialenost’ je mensia ako stanovena prahova
hodnota 7’
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4. Ak je pocet bodov vacsi nez predosly pocet vyhovujucich bodov,
ulozime tieto body
5. Opakujeme od kroku 1 N krat

Parametrom algoritmu je poet iteracii N a to je aj jeho nevyhoda. Cislo N musi byt
dostatocne velké na to, aby sa v ndhodnom procese vyberu mohli objavit’ 2 body, z ktorych
priamka vyhovuje vacsine bodov. Tento algoritmus d’alej potrebuje poznat’ odhad hrani¢ne;j
hodnoty 7' (aku vzdialenost’ od spravnej priamky sme ochotni tolerovat) a mat metriku na
vypocet chybovosti bodu (vzdialenost bodu od priamky). Nakoniec sa parametre vypocitaju
povodnou metddou najmensich Stvorcov. Vidiet, ze takyto vysledok nebral do tivahy body
zatazené velkou chybou, nevyhodou moze byt nedeterministicky vysledok. Dal§im negativom
je zvySenie ¢asove] naroCnosti na vypocet pri vysokom pocte iteracii.

Tento algoritmus ma vSak oproti tomu jednu zasadnii vyhodu. Okrem odstrariovania
parov priznakov, ktoré boli chybne sparované, odstrafiuje priznakay resp. pary, ktoré
nepodstupili rovnaka transforméciu ako vécSina scény. To znamenda, ze estimacia pohybu
pomocou algoritmu RANSAC je odolna voci pohybu nezelanych predmetov, ktoré by inak
viedli ku skreslenym vysledkom. To smeruje ku znaénému zvySeniu robustnosti.

2.8 Software

Pre navrh a aplikaciu algoritmov VO bol zvoleny software MATLAB. Jeho hlavnou
vyhodou je prostredie pre rychle prototypovanie, debugging a odladenie. Nevyhodou oproti
C/C++ modze byt pomalsi vykon.

Image processing toolbox ponuka od verzie 2015b aj niektoré Casti algoritmov VO.
Trendom Mathworks je postupna implementacia algoritmov SFM a dopliianie tym palety
pouzitel'nych funkcii. Tak isto pribudaju rézne deméd, ako je mozné jednotlivé funkcie vyuzit.
Dostupny je taktiez Casto pouzivany nastroj kalibracie kamier. Tato praca uvazuje pouzitie
verzie MATLAB 2015b nakolko na palubnom pocitaci vozidla Car4 bezi 32-bit operacny
software a tato verzia MATLABu je posledna, ktora takyto systém podporuje.
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3 Analyza

VO nie je trividlny algoritmus a obsahuje mnoho problémov, s ktorymi treba pocitat’.
Viacsinou je nutné zvolit’ uréity kompromis medzi metdodami. S ohl'adom na pdvodné ciele
prace, dostupny hardware a software, v ktorom sa bude VO implementovat, bol zvoleny
nasledovny postup:

1. Teoreticky rozbor a navrh algoritmov monokularnej a stero VO zalozenych na principe
sledovania priznakov

2. Implementacia algoritmov v programe MATLAB

Test algoritmov na realnych datach

4. Test algoritmov na dostupnom hardware pre potreby vozidla Car4

(98]
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4 Teoretické rieSenie

Nasledujuce kapitoly prevedu &itajuceho teoretickou podstatou algoritmov VO. Clovek,
ktory nie je odbornikom v oblasti spracovania obrazu, sa mdze v literatire stretnit s
nejednozna¢nymi formuléaciami, pripadne chybaju dolezité poznamky potrebné pre prakticku
implementaciu. Uvedené budi nevyhnutné matematické vzt'ahy doplnené o komentare
a poznatky nadobudnuté pri praci s nimi. Tato kapitola uvadza vzdy odkazy na konkrétnu
literatiru obsahujucu podrobnejsie informéacie.

4.1 Projekény model kamery

opticka os

Obrazok 4.1 Suradnicové systémy

Na obrazku 4.1 je zobrazena 2D projekcia sledovaného bodu do suradnic snimku. Bod
S znadi stred pravotoCivych svetovych suradnic, v ktorych je vyjadreny pohyb kamery. Bod Cg
znaci stred suradnic kamery umiestnenych v optickom strede kamery, jeho poloha je vyjadrena
vo svetovych suradniciach.

Osi su orientované tak, ze os z. lezi na priamke optickej osi a mé kladny smer z pohl'adu
kamery sledujucej scénu, os x. smeruje vpravo a os Y. tak, aby tvorili pravotoCivy suradnicovy
systém. Dalej u; a v; st osi suradnicového systému snimku, kde poéiatok je orientovany
v lavom hornom rohu snimku. Bod G, G¢ = [X,, Y., Z.]" je 3D poloha sledovaného priznaku
v stradniciach kamery a Gg = [Xs, Ys, Zs]T jeho poloha vo svetovych stradniciach .
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Ozna¢me q = [u, v, 1]7 2D projekciu priznaku v stiradniciach obrazu, ktort vypocitame
z perspektivneho modelu kamery v tvare:

u f 0 wuyl [Xc
,1[ l =KG, = [0 f vl |Ye 4.1)
1 0o o 1l 1z

kde f zna¢i ohniskovt vzdialenost’, A je faktor hibky(Z) a ug, v, su suradnice projekéne;
osi v suradniciach obrazu.

Matica K sa nazyva kalibra¢na matica a obsahuje vnatorné parametre kamery (en.:
intrinsic parameters). Pokial su vSetky cCleny matice K zname, hovorime, ze kamera je
kalibrovana . Prave na urCenie tychto parametrov sluzi kalibracny proces a drviva vacsSina
algoritmov VO pocita s kalibrovanym pripadom. Polohu bodu G v suradniciach kamery
ziskame z rovnice:

Xc Xs
Y| =PxGs = [R|t]-|¥s (4.2)
Zc Zs

kde P,, znaci 3x4 maticu vonkajSich parametrov kamery (en.: extrinsic parameters),
ktoré obsahuju informacie o polohe kamery v priestore. R je 3x3 rotacnd matica a # 3x1 vektor
translacie ¢ = —RCs. Ak cely proces zlucime, dostavame:

kde 3x4 maticu P nazyvame projekéna matica kamery.

V tomto momente je jasnejsi princip VO. Ide o inverznu metddu, ktord vyuziva 2D
projekciu bodov (ich zmenu) na vypocet transformacie kamery v priestore. Je vhodné uviest,
ze pokial stred svetovych suradnic S umiestnime do stredu kamery Cs, P,, bude nulova matica
s jednotkami na hlavnej diagonale. [8]

4.2 Triangulacia

Pre dve dané projekcné matice P,_; a Py, , ktoré popisuju projekciu dvoch kamier alebo
jednej kamery, ktora sa pohla, chceme vypocitat' 3D suradnice koreSpondujuceho bodu G z 2D
paru priznakov v snimku I, a I,_;. Projek¢né matice maju tvar:

P, = K1[1|0]
4.4
P, = K,P (44)
Zostavime maticu 4:
uk—1Pl§—1 - PI},—l
P2, — P2
A= Vk-1 k31 1k 1 (4.5)
ukPk — Pk
kal? - PI%
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kde horny index znaci riadok projekénej matice. Suradnice bodu G v tvare
[a, b, c,d]" st prvky v poslednom stipci matice V' z operacie [U,D,V] = svd(A), kde svd
(singular value decomposition) je operacia pri ktorej plati A = UDVT. Poslednym krokom je
podelenie stradnic suradnicou d tak, aby bola poloha 3D bodu v tvare X = [x,y,z, 1]7.

Triangulacia v pripade kalibrovanej stereokamery

Geometricky za kalibrovanu stereokameru povazujeme pre naSe potreby dve kamery
paralelne umiestnené vedla seba, pozname ich kalibracné matice K;, K, a vzdialenost medzi
nimi B[m]. Polohu 3D bodu G = [x,y, z, 1] vypo&itame ako [9]:

X a Uy, (1)(1)8:%%

212122 o] = Yollv, 46
z|=|c|=CQls|=]0 0 0 Fflls (4.6)
1l ld 1 00 < o|l1

kde u;, v, su stradnice priznaku v snimku a ug, vy, f st vnitorné parametre lavej
kamery. Clen § sa nazyva disparita a vypocCitame ju ako § = u; — ug, kde ug je u-suradnica
toho istého priznaku v pravom snimku. Matica Q bola upravena pre nas§ suradnicovy systém
[10].

4.3 Esencialna matica

Pozorujme ten isty bod G v scéne, pomocou jednej kamery, ktora sa pohla, alebo
pomocou dvoch kamier. Majme par priznakov, ktoré su 2D projekciou tohto bodu so
suradnicami qy_; = [U_1, Ug—1, 117 v snimku I_; a qx = [ug, Uy, 117 v snimku I, kde
snimok & bol vytvoreny druhou kamerou, alebo tou istou kamerou po zmene polohy. Pre 2D
projekcie bodu G musi platit podmienka epipolarity (en.: epipolarity constraint). Pre
nekalibrovany pripad ma tvar

QFqx-1 =0 (4.7)

kde F je 3x3 fundamentalna matica. Tato podmienka vyjadruje pozorovanie, ze ten isty
bod sa v druhom snimku zobrazi do bodu, ktory lezi v epipolarnej rovine w (Obrazok 4.2). Ak
zavedieme §y_, = K; qy_, a analogicky G, = K; *q, kde K;*K; ! su inverzie znamych
kalibracnych matic kamery 1 a 2 ( K; = K, pre jednu kameru, ktora sa pohla), potom sa
podmienka da napisat’ v tvare pre kalibrovany pripad:

GTEG—s =0 438)

kde £ je 3x3 esencialna matica a g x—, su normalizované suradnice priznakov.
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epipolarna rovina T \

qk-1 qk

Cik-1 Ck

Obrazok 4.2 llustrdcia podmienky epipolarity [8]

Esencialna matica podobne ako fundamentalna obsahuje informacie o transformécii
kamery z bodu Cj,_;do bodu Cj. V pripade, ze bod Cj_, umiestnime do pociatku suradnicového
systému a sthlasne orientujeme osi, inak povedané, pokial P¢¥; = [I,0] (kde I je 3x3
jednotkova matica a 0 je 3x1 nulovy vektor) potom matica E bude obsahovat informacie
o vonkajsich parametroch kamery Py* v bode Cy.

~

E =Rt (4.9)

kde znamienko = znaci rovnost’ len do urcitého nasobku. Pri pocitani rotacie a translacie
z esencalnej matice musime zistit’ tento nasobok dodatogne. R znaci 3x3 rotalnii maticu a £
znaci 3x3 antisymetrickl maticu translacie v tvare:

0 —t, ¢t
t=|t, 0 —t, (4.10)
—t, ty O

Je uzitocné uviest z dévodu kontroly vypoctu podmienky (4.11) a (4.12), ktoré musi
kazda korektna esencialna matica spliiat’ [11]:

2EETE — trace(EET)E =0 (4.11)

det(E) = 0 (4.12)
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4.4 8-bodovy algoritmus

Prvym krokom ku zisteniu transformacie kamery, je estimacia matice E z detekovanych
parov priznakov v snimkoch. Podmienku epipolarity (4.8) je mozné prepisat’ do tvaru:

ge=0 (4.13)
kde = Grar_q znaci 1x9 vektor v tvare po rozpisani
q = [uk_luk y Vk—1Uk » oo y Vg—1- 1 ) 11] a e = [Elll E12' ...,E33]T je ox1 vektor

s jednotlivymi prvkami esencialnej matice. Neznamy vektor e vypocitame z 6smich (preto
nazov 8-bodovy) parov (a, b, ... h) priznakov formovanim:

Ae =0 (4.14)
kde A je 8x9 matica v tvare:
Tg_q by Ug_qtp ... 11
A=| o (4.15)
ar_ar phjal oL 11

Pomocou operacie SVD vypocitame rozklad matice A na [UsD,4V4] = svd(A).
Estimovany vektor prvkov e najdeme ako posledny stipec matice Vs, tym padom pozname
estimovanu maticu E,g. Aby vSak bola esencidlna matica urCend korektne, potrebujeme
vysledok upravit’ nasledovne:

[UgDeVi] = svd(Eest) (4.10)
Vykoname operaciu SVD matice E, a vytvorime novu esencialnu maticu:
E = Ugdiag(1,1,0)V}] (4.17)

kde diag(1,1,0) znaci 3x3 nulovi maticu s prvkami v zatvorke na diagonale. V tomto
kroku sa literatura rozchadza a odporuca vytvorit tito maticu aj ako diag(s, s, 0) alebo ako
diag(s+r/2, s+r/2, 0) kde s ar su prvé dva prvky na diagonale matice Dg. Podmienky
(4.11) a (4.12) viak spiiial jedine postup (4.17).

Dalej je potrebné vypocitat' [U,D,V] = svd(E). V pripade, ze det(UVT) = —1, je
nutné prehodit’ znamienka posledného stipca matice V a formovat' novu esencialnu maticu
podl'a vzoru (4.17). Tymto sme vypocitali korektnu esencialnu maticu E.

Pokial' pouzijeme v predoslom postupe viac ako 8 parov priznakov, uloha je
predeterminovana a vedie k rieSeniu najmensich Stvorcov [8] [12]. V tomto bode je dolezité
zdoraznit potrebu normovania suradnic priznakov. Aj v pripade, Ze je pouzity 8-bodovy
algoritmus pre vSeobecny pripad (estimacia fundamentalne; matice), je vhodné pouzit pred
vypoctom normalizaciu, a to z dévodov, ktoré su jasné pri pohl'ade na tvorbu vektora g (4.13).
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V pripade niektorych ¢lenov moze ddjst k nasobeniu nepomerne velkych cisel. Tymto
dostaneme ¢&leny radovo v jednotkach az po 10° v pripade rieSenia najmensich §tvorcov, &m
sa zavadza do vypoCtu numericky nepomer a nestabilita.

Zhrnutie 8-bodového algoritmu

Extrahujeme 8 a viac parov priznakov z dvoch snimkov
Sformujeme maticu 4 podl'a (4.15)

Rozlozime maticu A pomocou SVD

Néjdeme esencialnu maticu ako posledny stipec matice U z bodu 3.
Posilnime vnatornu podmienku podl'a (4.17)

V pripade, ze det(UVT) = —1 prepocitame prislusne maticu £

A e

S-bodovy algoritmus

8-bodovy algoritmus ma negativnu vlastnost, a tou je degeneracia v pripade, ze body,
z ktorych pocitame maticu E, su koplanarne — teda lezia v jednej priestorovej rovine.

Pre vypocet esencialnej matice sa dnes pouziva taktiez S-bodovy algoritmus [11]. Jeho
vypocet nie je celkom priamociary, ma vSak vyhodu oproti predoslému postupu, ze
nedegeneruje pri pouziti koplanarnych bodov a vyuziva pocetne efektivnejSiu metodu. To je
dolezité najma v algoritmoch RANSAC. Tento spolu s 8-bodovym algoritmom je
implementovany vo funkcii pre vypocet fundamentalnej matice v software MATLAB 2015b.

4.5 Vypocet esencidlnej matice pomocou RANSAC

V pripade, ze by sme na vypocet esencialnej matice pouzili vSetky pary priznakov v
snimkoch, vysledok by bol skresleny tak ako bolo nazna¢ené v podkapitole 2.7. Metodou
najmensich Stvorcov (8-bodovy algoritmus) by sme aproximovali 2 typy parov, ktoré su
neziadice. Prvym st chybne sparované priznaky a druhym priznaky, ktoré patria telesam
konajucim nezelany pohyb v scéne (I'udia, zvieratd, autd atd’..). Pre ich odstranenie je dnes
vyuzivany algoritmus RANSAC. Pre VO ma nasledovnt schému:

1. Néhodne vyberieme 5 parov priznakov

2. Vypocitame odhad esencialnej matice pomocou 5-bodového algoritmu

3. Vypocitame Sampsonovu chybu vSetkych parov podla (4.18)

4. Ak je chyba mensia nez prahova hodnota T, ozna¢ime par za patriaci do mnoziny
spravnych parov a spocitame ich pocet pre dany odhad esencialnej matice

5. Body 1-4 opakujeme N krat a vyberieme mnozinu, ktora obsahuje najviac parov

6. Vypocitame esencialnu maticu z tychto parov pomocou 8-bodové algoritmu
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Aby sme mohli odhadnut chybu paru pre danu esencidlnu maticu, vyuzijeme
Samsonovu vzdialenost, ktora aproximuje chybu pri reprojekcii Taylorovym polynémom
prvého stupia a ma tvar pre par i [13]:

GEEG—,

L = ~ 2 o 2 ~ o
J@EE) 4 (@E) 4 (Barm i+ G

&

(4.18)

kde (GLE)? (a analogicky dalsie ¢leny v menovateli) je druha mocnina prvého prvku
vektora GE a §j g, st normalizované stradnice i-teho priznaku v snimku k a k-/. Prahova
chyba 7 je volena a rozumna hodnota moéze byt 0.002-0.001, ktora odpoveda nenormovanej
hodnote 1 pixel. Inak povedané, pokial’ par nespliia predpokladani polohu v obraze o viac ako
1 pixel, je oznaceny za nepatriaci do mnoziny spravnych parov pre dany model matice £. Tak
isto volime parameter &, teda pocet cyklov algoritmu tak, aby bolo s dostatocne vysokou
pravdepodobnostou zarucené, ze najvacsia skupina parov (ich pohyb v ramci snimkov)
reprezentuje realny pohyb kamery.

4.6 Rozklad esenciilnej matice

Pokial' sme vypocitali korektni esencialnu maticu z predoslych podkapitol, d’al§im
krokom bude rozlozit’ esencialnu maticu na zlozky rotacie a translacie.

Majme matice U, D,V z posledného kroku podkapitoly 4.4. Matematicky vyhovuja
rovnici (4.9) 4 rieSenia. Dve pre rota¢nu maticu:

R, =UWVT (4.19)
R, = UWTyT (4.20)

a dve mozné znamienka pre vektor translacie
t = %[5 813, 81" (4.21)

kdet = UZUT a

0 -1 0 0 1 0
wW=|1 0 0lZ=|-1 0 o0 (4.22)
0O 0 1 0O 0 O
Z rovnic (4.19)-(4.21) tak dostavame 4 moznosti matice P, :
Pezx = [Ral + t]
Pex = [Ral - t]
423
P2, = [Ry| + 1] (4.23)
Pe‘gc = [Rbl - t]

33



KAPITOLA 4.: TEORETICKE RIESENIE

Graficka interpretacia rieSeni (4.23) je na obrazku 4.3.

(@) ® d .

& (© (@

Obrazok 4.3 Grafickd ilustrdcia 4 rieSeni
dekompozicie matice E [8]

Napriek tomu, zZe ide o rieSenia matematicky korektné, zmysluplné je len jedno z nich a
sice to, ktoré predstavuje obe kamery majuce sledovany bod pred sebou (Obrazok 4.3 a)). To
znamena, ze zostavené matice (4.23) musime testovat’ s triangulovanym bodom. Ak tento bod
lezi pred oboma kamerami, ide o h'adanti maticu P,,. Postup je nasledovny:

1. Vyberieme 1 par priznakov
Triangulujeme tento par do 3D bodu pomocou metody svd (podkapitola 4.2)
s vyuzitim vSetkych matic (4.23)

3. Vypotitame hibku 3D bodu v oboch kamerach podla [8](s.162)

4. Spravna matica P,, je t4, pri ktorej obe hibky maju kladné znamienko

Je nutné ujasnit’ reprezentaciu vysledkov z predoslych odstavcov. Vysledkom je matica
Pk obsahujtica vonkajsie parametre kamery po pohybe, resp. kamery &. 2. Matica vonkajsich
parametrov kamery pred pohybom ma tvar PX~' = [I|0]. Transforma¢ni maticu, ktoru
hl'adame, vypocitame ako [14]:

Pk -1
Toorp = [% Bﬂ% . (4.24)
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4.7 Estimacia mierky

Transformacnd matica (4.24), resp. translacnad zlozka tejto matice potrebuje pre
absolutny popis transformacie [m] znamu mierku. Pre jej vypocet bude uvedeny postup
zalozeny na estimacii vySky kamery nad zemou H,g [15]. Prvym krokom je detekcia roviny
pod vozidlom. Predpokladame, ze pozname » (kde n > 3) triangulovanych 3D bodov X,, =
[, Yn» Zn )T, ktoré patria do roviny pod vozidlom, na ktord mé4 kamera dostato¢ny zaber
a pozname skuto¢nt vysku kamery nad zemou H,.;. Pre bod patriaci do roviny plati:

alx—x.)+b(y—y.)+c(z—2z,)=0 (4.25)

kde (a, b, ¢) je normalovy vektor roviny a [x,, V., z.]” je bod leziaci v rovine. V tomto
pripade sa jedna o t'azisko bodov X,, , ktoré sa snazime prelozit’ rovinou. Stradnice taziska
vypocitame ako aritmeticky priemer jednotlivych suradnic bodov. Sformujeme maticu 4 3xn
nasledovne:

(xl - xc) (xn - xc)
A= (yl - yc) (yn - yc) (4.26)
(Zl - Zc) (Zn - Zc)

Hradané parametre (a,b,c) najdeme ako posledny stipec matice U po operacii
[U,D,V] = svd(A). Rovnicu roviny prepiSeme do tvaru:

ax+by+cz+d=0 (4.27)
kded = —ax, — by, — cz.. [16]

Estimovana vyska kamery nad zemou H,, je vzdialenost bodu [0,0,0]7 (teda poloha
stredu kamery Cj,_;) od roviny, ktori sme prave vypocitali. Potrebnu mierku s vypocitame ako

H
s = —redl (4.28)
Hest

4.8 Estimacia pohybu stereokamery

Predpokladajme dve mnoziny 3D bodov X,_; a Xj tvoriacich pary, triangulovanych
podla (4.6) zo snimkov stereokamier IZ_;, IR, a Ik, IR, ktoré sa pohli. Z pohl'adu kamery body
X voci Xj_4 vykonali pohyb. Nasim cielom je zistit' transformaciu, ktord popisuje zmenu
polohy tychto parov a tym padom aj relativnu polohu kamier. Pohyb uvazujeme vzdy relativne
ku T'avej kamere.

Snazime sa najst rotaciu R a translaciu 7 pre vSetky pary i=1/..n taku, ze

XL =RX._,+t (4.29)
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Tieto pary vSak budu zat'azené Sumom. Preto je cielom najst’ parametre pohybu tak, ze
bude minimalizovany MSE (mean square error) pre vsetky body:

1% i i 2
€EMSE = ;Z”Xk — (RXj—y + 0 (4.30)
i=1

Vytvorime 3x3 kovarian¢ni maticu:

n
1 . .
= 2O~ i) Ky + )" (431)
i=1

kde n je poget parov, w, = [x¢, Ve z.]T a analogicky uy_; su suradnice centroidov pre
body zo snimkov k a k-1. Clen (X:— ) ma rozmer 3xn a (Xi_; + up—1)" nx3. Ked
vypocitame rozklad kovarian¢nej matice na matice [U,D,V] = svd(Y), rotacni zlozku
vypocitame ako:

R=USVT (432)

kde S =1 je 3x3 jednotkovda matica a pokial je det(U) - det(V) =—1, ¢len
v poslednom stipci a riadku matice je S33 = —1. Nasledne translatnt zlozku vypoéitame:

t = e — Ry (4.33)

Uvedeny postup vychadza z [9][17]. Netreba zabudat, ze vypocitana transformacia
popisuje pohyb bodov a nie pohyb kamery, ktory je inverzny k nemu (4.24).

Zhrnutie estimacie pohybu stereokamery

Extrahujeme 3D pary bodov zo stereokamier pomocou (4.6)
Vypocitame centroid pre kazdu sadu

Sformujeme kovarianénu maticu X podla (4.31)

Rozlozime X pomocou operacie SVD

Vypocitame rotaciu R (4.32) a translaciu 7 (4.33)

Nk =
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Pohyb stereokamery a RANSAC

Pozorne Citajuci si vSimne slabu stranku postupu z predoslych odstavcov. Predpokladom
pre jeho spravnu funkciu je bezchybné parovanie priznakov ako medzi lavym a pravym
snimkom (2 krat), tak medzi 3D parmi. Taktiez si tento postup neporadi s nezelanym pohybom
v scéne. Vyuzitim metddy RANSAC, podobne ako bolo uvedené v podkapitole 4.5, je mozné
tieto problémy odstranit’ v jednom kroku.

Nahodne vyberieme 3 pary 3D bodov

Vypocitame odhad pohybu (R, tes:) podla podkapitoly 4.8

Spocitame chybu kazdého 3D bodu pre odhad z bodu 2 podl'a (4.34)

Ak je chyba menSia nez prahova hodnota 7, ozna¢ime bod za patriaci do mnoziny
spravnych pre dany odhad

Body 1-4 opakujeme N-krat a vyberieme mnozinu s najva¢sim po¢tom bodov

6. Spocitame transformaciu mnoziny podla podkapitoly 4.8

i

W

kde chybu bodu vypoc¢itame ako vzdialenost transformovaného bodu Xg5¢ =
Rost Xi—1 + tese vOCi skutocnej polohe sparovaného bodu X podl'a (4.34) a prahovu hodnotu
T'volime ako odhad pripustnej chyby v [m].

= G = x0T+ O =yt + G - 22 (434

4.9 Konkatenacia transformacnych matic

Pri iteracnom vypocte polohy kamery Cy sa skladaju jednotlivé transformacie nasledovne:

Ry = Ry_1Rq;
435
tk = tg—1 + SkRilest (4.33)
0 0
ol _1Re ti1]0
= = 436
G =Tk 000 1] 0 (4.36)
1 1

kde sy je mierka a s, # 1 pokial ide o monokularnu VO.
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4.10 Algoritmy VO

Tato podkapitola uvadza §trukturované osnovy jednotlivych algoritmov monokularnej
a stereo VO, ktoré su zalozené na predoslych podkapitolach 4.1-4.9. V pripade hybridne; VO
sa jedna o monokularny algoritmus, ktory riesi problém s mierkou (podkapitola 4.7) pomocou
absolttnych informécii o hibke z 3D triangulovanych bodov zo sterevizie (znati skratka 3D-

2D). Uvedené algoritmy budu v nasledujucich Castiach tejto prace implementované v programe
MATLAB.

Algoritmus monokilarnej VO 2D-2D

Detekujeme priznaky v snimkoch Ij,_; , I}, a sparujeme ich
Vypocitame esencialnu maticu £ (podkapitola 4.5)
Rozlozime maticu £ na rotéaciu a translaciu (podkapitola 4.6)
Vypocitame mierku s, (podkapitola 4.7)

Aktualizujeme polohu kamery (podkapitola 4.9)

Opakujeme od kroku 1

Nk =

Algoritmus stereo VO 3D-3D

1. Detekujeme priznaky v stereo snimkoch I:_,, IR | | sparujeme ich a triangulujeme
do 3D bodov podl'a (4.6)

Zopakujeme bod 1 pre stereo snimky I£, IR

Sparujeme 3D sady z krokov 1. a 2.

Vypocitame rotaciu a translaciu medzi 3D parmi (podkapitola 4.8)

Aktualizujeme polohu kamery (podkapitola 4.9)

Opakujeme od kroku 1

A

Algoritmus hybridny 3D-2D

Detekujeme priznaky v stereo snimkoch I¢_, , If a sparujeme ich
Vypocitame pohyb pomocou krokov 1-3 z 2D-2D algoritmu
Detekujeme priznaky v stereo snimkoch I%, IR a triangulujeme ich
Sparujeme 3D body triangulované v kroku 2 s 3D bodmi z 3. kroku
Vypocitame mierku s; z pomeru 3D parov

Aktualizujeme polohu kamery (podkapitola 4.9)

Opakujeme od kroku 1

NNk W=
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S Prakticka implementacia

Nasledujuca kapitola sa venuje praktickej implementacii v programe MATLAB.
Vysvetlené budu zakladné funkcie, ktoré aplikuju teoriu z predoslej kapitoly. Pre nazornost’
a lepsie pochopenie budu dopliiané obrazovym materialom z jednotlivych krokov. Postup bude
Strukturovany podobne ako algoritmy uvedené v podkapitole 4.10. Tie kroky, ktoré sa
niekol'’kokrat opakuji budu vysvetlené len v provom pripade a d’alej bude na ne len odkazované.

Predtym je vSak nesmierne dolezité uviest rozdiel medzi anotaciou v literatare
a MATLABe. Pri praktickej] implementacii a pouzivani funkcii od Mathworks je potrebné na
tento rozdiel mysliet, uSetri tak rieSitelovi mnoho Casu.

u f 0 ug] [Xe f 0 0

1 [vl =10 f vl Y AMu v =X Yo Zc]|0 f 0]

1 o o 11 Lz Uy vy 1
Literatara MATLAB

Pokial’ bude uvedené meno funkcie v tvare MS_nazovfunkcie ide o funkciu kniZnice
alebo skript vytvoreny pocas rieSenia diplomovej prace. Inak bude pouzivany tvar
nazovrfunkcie pokial ide o funkciu od Mathworks.

5.1 Ziskavanie dat

Medzi prvé kroky patri ziskanie snimkov z kamier (Obrazok 2.6). Obsluhovat tieto
zariadenia vyrazne zjednodusuje aplikacia MATL.AB Image Acquisition . Popri praci v rozhrani
GUI sa generuje kod s ekvivalentnym vysledkom a tak je mozné po Case obsluhovat kameru
z prostredia editoru. Pre uspeSnii komunikaciu webkamery Microsoft (LifeCam Studio) staci
nainstalovat’ OS Generic Video Interface podporu. Uzito¢né prikazy a funkcie je mozné ngjst
v zlozke digitalnej prilohy (s. 67)

e MS getoneframe.m
e MS getXframes.m
° MS DAQ webcam.m

Ziskavanie snimkov zo stereorigu (BASLER acA1300-60gc) je pomerne zlozitejsie.
Zakladné informacie je mozné najst v praci [18] , ktord sa venuje aplikacii stereovidenia.
Spojazdnenie stereorigu nie je priamociare. Su potrebné dva sietové konektory a napégjanie 12V
UDC pre kazda kameru. Tymito prostriedkami disponuje palubny pocita¢ Car4. Navrh postupu
je nasledovny:

1. Nainstalujeme Pylon driver sofiware suite zo stranok Basler, uistime sa, ze nie je
nainstalovany GigFE Vision Hardware balik v MATLABe

2. Manualne nakonfigurujeme IP adresy portov a kamier pomocou Pylon Camera
Configuration Tool, pricom je potrebné zachovat rovnakt masku podsiete
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3. Odinstalujeme Pylon driver a nainStalujeme podporu kamier v MATLABe,
konkrétne balik GigE Vision Hardware

Po tomto postupe by mali byt’ vidite[né obe kamery v GUI rozhrani /mage Acquisition.
Obsluha kamier je demonstrovana v subore MS_stereorig.m.

Zasadny problém nastava pri ziskavani synchronnych snimkov, ktoré su potrebné pre
spravnu funkciu stereo VO. Nakol'ko sa jedna o bezné monokularne kamery, ktoré nedisponuju
hardware synchronizaciou, nie je mozné takuto sadu snimkov ziskat so zaruCenym
nacasovanim. Predoslé vyuzitie tohto stereorigu predpokladalo staticki scénu. Jeho pouzitie
pre algoritmy VO nie je vhodné. Pokusit’ sa obist’ tento nedostatok by bolo mozné pomocou
externého hardware trigru.

KITTI databazy

Pre prvotné testy navrhnutych algoritmov boli vyuzité vol'ne dostupné databazy KITTI
[19] [20]. Ponukaju kalibrovany zaznam synchronnych snimkov stereokamier umiestnenych na
automobile (Obrazok 5.1). Zaznam obsahuje sekvencie snimkov z ulic za beznej premavky.

Velodyne HDL-64E Laserscanner

Point Gray Flea 2 {

Obrdzok 5.1 Automobil tvoriaci databazy KITTI [20]

Tieto databazy ponukaju rychlu dostupnost dat pre test a ladenie algoritmov VO.
Obsahuju taktiez presny zdznam polohy vozidla, ktory moéze slazit pre velmi podrobny
kvalitativny rozbor. Nevyhodou méze byt miera reprezentacie databaz pre danu aplikaciu car4.
Pre spravny vyber databazy je potrebné stiahnut z domovskej stranky v Casti odometry sibory:

e Odometry dataset grayscale — sekvencie stereosnimkov

e  Odometry dataset calibration files — kalibra¢né matice
e Odometry ground truth poses — zaznam skutocnej polohy
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5.2 Kalibracia kamery

Procedura kalibracie by sa dala zhrnut do nasledovného postupu:

1. Vytvorime kalibra¢ny vzor, ktory umiestnime na rovny povrch dosky

2. Pomocou statickej kamery, ktoru kalibrujeme, zachytime 20-40 snimkov, priCom
snimky musia obsahovat cely vzor s réznym uhlom natocenia (Obrazok 5.2)

3.  Snimky spolu s rozmerom jedného Stvorca tvoria vstup pre kalibrany software

4. Vystupom su interné parametre kamery spolu s informaciami o zakriveni obrazu

Pre aplikaciu boli pouzité dva spdsoby. Prvym bol voI'ne dostupny Camera Calibration
Toolbox [21] Casto pouzivany nastroj implementovany v MATLABe. Na webovych strankach
najdeme rozsiahly navod na pouzivanie. Kalibrécia je vykonavana z GUI a je Casovo pomerne
narocnd. Vel'a operacii je potrebnych urobit manualne, napriklad detekciu rohov pre kazdy
snimok. Na druhej stranu ponuka vacsiu kontrolu nad procedurou a pokrocilejSie nastavenia. Je
potrebné sa vSak zorientovat' v rozsiahlom navode a pre pripadné odstranenie zakrivenia
obrazu, ktoré je dostupné len manualne pomocou GUI, vyuzit iné sposoby.

Verzia MATLAB 2015b (a novsia) ponuka svoje kalibra¢né funkcie menovite:

] detectCheckerboardPoints
] generateCheckerboardPoints

° estimateCameraParameters

Nevyzaduju takmer ziadny manualny zasah a ich vystupom je §truktira parametrov
pouzitelnd priamo pre funkciu, ktord odstranuje zakrivenie obrazu undistortImage
(Obrazok 5.3). Sibor Ms calibrate v zlozke /Calib demonstruje pouzitie tychto funkcii.
V spominanej zlozke sa tiez nachadzaju snimky z kalibréacie jednotlivych kamier a niekol'ko
kalibranych vzorov rdznej velkosti.

Obrazok 5.2 Ukazka kalibracie
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Na obrazku 5.3 je mozné si vSimnut pouzitie Ciernobielych snimkov. Metody
spomenuté v tejto praci nijako nevyuzivaji informécie o farbe. Pre spravnu funkciu preto
postacuju Ciernobiele snimky, ¢im sa znizuje aj datovy prenos pri DAQ. Vlavo snimok
webkamery pred, vpravo po odstraneni zakryvenia.

Obrazok 5.3 Odstranenie zakrivenia webkamery

5.3 Detekcia priznakov a parovanie

Pre tento krok ponuka MATLAB na vyber implementacie hned’ niekol'kych
najznamejsich operatorov. Postup by sa dal rozdelit na tri Casti:

1. Detekcia priznakov
2. Extrakcia deskriptorov
3. Parovanie priznakov hl'adanim podobného deskriptora

Detekcia priznakov

V tejto praci boli otestované tri v literature najpouzivanejsie detektory Harris, FAST
a SURF s funkciami:

° detectHarrisFeatures
° detectFASTFeatures
° detectSURFFeatures

Vstupom tychto funkcii su okrem samotného snimku dva typy parametrov. Parametre
popisujuce kontrast/kvalitu detekovanych priznakov, pripadne iné atributy, ktoré musi priznak
spliiat’ (napriklad v pripade SURF je to velkost objektov) a oblast zaujmu ROI (Region of
Interest), v ktorom sa priznaky detekuja. Ten je dolezity, pretoze chceme vynechat ¢ierny okraj
snimku po odstraneni zakrivenia. Vytvara totiz vysoky kontrast v snimku, ¢o vedie ku
skresleniu detekcie. Vo vSeobecnosti plati - ¢im niz§ia poziadavka na kvalitu a kontrast, tym
viac detekovanych priznakov.

42



KAPITOLA 5.: PRAKTICKA IMPLEMENTACIA

Obrdzok 5.4 Detekcia priznakov (detail)

Vystupom tychto funkcii je poloha priznakov. Na obrazku 5.4 vidiet’ vystup detektora
priznakov a rozdiel pri zahrnuti Cierneho okraja v ROI pri rovnakom vstupnom parametri
kontrastu. Vlavo definovany vlastny ROI, vpravo detekcia v celom snimku. Tento krok je
vykonany pre oba snimky, medzi ktorymi budeme priznaky parovat’.

Extrakcia deskriptorov a parovanie

Pre extrakciu je pouzitd funkcia extractFeatures, ktorej vstupom je snimok
a priznaky z predoslého kroku. Tato funkcia extrahuje deskriptor jednotlivych priznakov
z oboch snimkov. Nasledne je pouzita funkcia matchFeatures, ktora na zéklade deskriptorov
najde pary priznakov medzi snimkami (Obrazok 5.5).

Kazdy priznak obsahuje index, ktory je pre dany snimok jedine¢ny a pri opakovanej
detekcii v snimku zachovany (vid’ poziadavky na detektor podkapitola 2.6). Vystupom tohto
kroku su indexy pre obe sady deskriptorov tvoriacich pary. Tym mozeme extrahovat pary s
ich polohou v snimku.

Obrdzok 5.5 Prekryté snimky Iy a Ir.;, extrahované pdry priznakov
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Na obrazku 5.5 vidiet’ taktiez chybne sparované priznaky. Tento jav je mozné do urcite]
miery potlait parametrami funkcie matchFeatures. Dosiahneme to zvySenim presnosti
zhody deskriptorov. To vedie k poklesu sparovanych priznakov a tym aj tych, ktoré boli
sparované spravne. Dostavame sa tak ku dvom protichodnym poziadavkam, kedy chceme o
najviac parov, ktoré budi mat’ najpresnejsiu zhodu.

5.4 Monokularna VO 2D-2D

Detekcia priznakov v snimkoch I_q, I a sparovanie
Tento krok bol vysvetleny v predoslej podkapitole 5.3.
Vypocet esencialnej matice E

MATLAB vo verzii 2015b ponuka vypocet fundamentalnej matice spolu s RANSAC
algoritmom. Vztah medzi fundamentalnou a esencialnou maticou je jasny z rovnice (4.7) a
(4.8). Z dostupnych kalibraénych matic sa da preto priamo vypocitat' matica £. Funkcia ma
Nnazov estimateFundamentalMatrix a jej princip je podobny tomu, ktory je popisany
v podkapitole 4.5.

Takto formovana esencialna matica nespliiala podmienky (4.11) a (4.12) a z nej poditana
transformacia bola niekedy chybna. Obsahuje vSak jadro 5-bodového algoritmu a RANSAC,
vyuzita bola preto len pre odstrariovanie chybnych parov. Pre vypocet esencialnej matice bola
implementovana funkcia MS norm8E - 8-bodovy algoritmus (podkapitola 4.4). Vystupom
tohto kroku je spravne urcend matica £ a odstranené chybné pary.

-

Obrazok 5.6 Odstranené chybné pdry metodou RANSAC
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Obrazok 5.7 Odstranenie chybnych parov (KITTI)

Na obrazku 5.7 vidiet tiez odstranenie parov, ktoré konali iny pohyb nez vacSina scény
(biele auto v 'avom pruhu). Pary na dodavke pred kamerou boli ponechané, pretoze vytvarali
dojem nepohybujucich sa bodov v dialke.

Rozklad matice E na rotaciu a translaciu

Implementovany bol postup z podkapitoly 4.6 pre rozklad a prva Cast podkapitoly 4.2
pre triangulaciu. Vyber spravnej matice vonkajSich parametrov P,, pocita funkcia
MS chooseP . Pre test, ¢i bod lezi pred kamerou, sa vSak nevybera 1 ale viac bodov a spravna
matica sa zvoli podl'a va¢sinovej zhody, a to z dvovodu, ze v niektorych pripadoch nelezal bod
ani pred jednou kamerou.

Triangulacia je implementovand vo funkcii od Mathworks triangulate, pre
nadmerny prechod medzi anotdciu a Struktirami premennych vSak bola implementovana
vlastna funkcia MS triangulate s rovnakym vystupom. V tomto momente je mozné vel'mi
jednoducho kontrolovat spravnost’ algoritmu. S danymi 2D priznakmi, 3D triangulovanymi
bodmi a spravnou projek¢nou maticou sme schopni vykonat doprednu projekciu podl'a rovnice
(4.3).

Na obrazku 5.8 vidiet v jednom snimku 2D priznaky (zlté krizky) a 3D body po
doprednej projekcii (Cervené kriziky). Napriek tomu, ze 3D rekonStruovana scéna nema
korektni mierku, teda neodpoveda fyzickej polohe bodov, musi vyhovovat rovnici (4.3) avzdy
tieto 3D body zobrazit’ v snimku spravne. Rovnice doprednej projekcie su implementované vo
funkcii MS Fwd proj.

Vysledna transformacna matica je vypocitana podla (4.24). Vys§ie popisany postup
aplikuje funkcia MS mono.

45



KAPITOLA 5.: PRAKTICKA IMPLEMENTACIA

Obrazok 5.8 Kontrolnd dopredna projekcia

Vypocet mierky

Mierku podl'a podkapitoly 4.7 pocita funkcia MS getscale. Je, samozrejme, potrebné
zaruCit, aby vstupom boli body detekované na rovine pod vozidlom. Spravnost’ funkcie je
mozné opit’ sledovat’ pomocou doprednej funkcie a niekol’kymi bodmi z estimovanej roviny.

Na obrazku 5.9 je vidiet 2 farby 3D bodov zobrazenych na snimku doprednou
projekciou. Modré body klasifikované do ROI oblasti (Serveny obdiZznik) a ervené body
vypocitané z rovnice estimovanej roviny.

Aktualizacia polohy

Koniec cyklu algoritmu tvori aktualizacia translacie mierkou a konkatenacia podl'a
podkapitoly 4.9.

Obrdzok 5.9 Estimdcia mierky
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5.5 Stereo VO 3D-3D

Detekcia priznakov v stereo snimkoch a triangulacia

Detekcia priznakov v jednotlivych snimkoch IE_,, IR | a IE, IR vzdy prebieha podla
podkapitoly 5.3 rovnako ako parovanie. Triangulovanim podl'a rovnice (4.6) dostaneme 2 sady
3D bodov, ktoré relativne voci sebe konali pohyb. Samozrejme, nie je zaruené, naopak, takmer
isté, Ze tieto sady budu mat’ rozdielny poget bodov, niektorych aj nespolonych. Dalej je
potrebné ulozit’ pre kazdy 3D bod jeho 2D identifikator z I'avého snimku. Po vykonani tretiecho
parovania medzi lavymi snimkami I-_,, IX budeme vediet sparovat aj 3D body. Parovanie teda
nastava 3 krat:

e Medzi It_; a IR, pre prva sadu 3D bodov
e  Medzi I} a I} pre druht sadu 3D bodov
e Medzi It_, a I£ pre parovanie 3D bodov medzi sadami

Obrazok 5.10 Parovanie priznakov v stereosnimkoch

V hornej ¢asti obrazku 5.10 vidiet pary detekované v snimkoch I:_,, IR, a v dolnej
I, IR, Okrem toho vidiet v dolnej ¢asti odstranenie bodov, ktoré sa nachadzali prili§ d’aleko.
Odstranenie je jednoduché, podla prahovej hodnoty disparity v [pix]. Akonahle ma par
v obraze mens$i rozdiel suradnic # medzi 'avym a pravym snimkom, je odstraneny.
Toto opatrenie ma jednoduchy dovod. Body leziace ovela d’alej nez je vzdialenost medzi
kamerami, vnasaju do triangulacie vel'ka chybu (snazime sa popisat’ rozdielom par pixelov
informéaciu o vzdialenosti niekol’ko desiatok metrov).
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Parovanie 3D bodov

Kazdy 3D bod oboch sad obsahuje identifikator z povodného I'avého snimku. V tomto
kroku sa jedné o hl'adanie prieniku medzi troma mnozinami. Mnozinou identifikatorov prvej
3D sady, druhej 3D sady a parov medzi snimkami I-_; a IL. Vysledkom tohto kroku su 3D
pary, z ktorych sa moze pocitat’ pohyb stereokamery.

Vypocet rotacie a translacie kamery

Tu je vyuzita schéma RANSAC podl'a postupu, ktory je popisany v podkapitole 4.8.
Estimaciu parametrov pocita funkcia MS Stereo motion. Poloha je aktualizovana podl'a
podkapitoly 4.9.

5.6 Hybridna VO 3D-2D

Tento pristup kombinuje predoslé dva. V podstate ide o 2D-2D algoritmus, ktory pocita
tazko odhadnutelnu mierku z pomeru 3D triangulovanych bodov. Detekcia priznakov
a parovanie prebieha podobne ako v algoritme 5.5, v tomto pripade nam vS§ak staci triangulovat’
body pre jeden stereopar, kontkrétne I£_,, IR, .

Estimacia pohybu prebieha podl'a 2D-2D algoritmu medzi l'avymi snimkami I£_; a I}.
Z vysledkov estimacie je triangulovand druha sada 3D bodov funkciou MS triangulate
a sparovana s prvou 3D sadou. Mierku z tychto 3D parov pocita funkcia MS Stereo scale,
a to z pomeru najblizsie leziacich 3D bodov pre minimalizovanie chyby.

Kedze zatial nebolo zabranené chybe parovania medzi 'avym a pravym stereosnimkom,
spocita sa v prvej iteracii esencialna matica medzi kamerami a chybe parovania je zabrafiované
pocitanim Samsonovej chyby podobne ako v 2D-2D algoritme. Chybu pocita funkcia
Ms Sampson E.
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5.7 Vyber detektora

V grafe 5.1 vidiet' vysledok monokularnej VO pri pouziti roznych detektorov. Pre test
bol pouzity KITTI dataset ¢. 3 s 800 snimkami (podkapitola 5.1). Z prvych testov plynie
niekol'ko ddlezitych zaverov.

Takmer vSetky algoritmy vo forme uvedenej v podkapitolach 5.4-5.6 zlyhavali na
nedostatok alebo nerovnomerné rozsirenie priznakov v snimkoch. Pri¢inou je meniaca sa scéna
a tym padom nemeniace sa parametre, ktoré pouzivaju funkcie na detekciu priznakov, davaju
rozny vysledok. Nasim cielom by preto bolo nastavit’ parametre pre dany snimok individualne,
pokial’ d§jde ku zmene scény a poklesu detekovanych priznakov pod urcité minimum.

Druhym problémom je nerovnomerné rozlozenie priznakov. V obrazku 5.11 vidiet
snimok z datasetu, ktory obsahuje homogénne plochy (tiefi, obloha). V tychto miestach
dochéadza ku absencii priznakov, pretoze tieto miesta neobsahuji dostatocny kontrast alebo
Struktaru. Kvoli tomu médze algoritmus VO degenerovat, pripadne nedetekovat priznaky
v miestach, kde to potrebujeme (detekcia roviny pod vozidlom).

Pre vypocet bol pouzity 2D-2D algoritmus bez pocCitania mierky. Mierka bola ziskavana
z udajov o skutocnej polohe. Tabul'ka 5.1 zhriia vysledky pouzitia roznych detektorov. Chyba
v prvom stlpci zna&i pomer estimovanej polohy koncového bodu ku skutoénej polohe. Chyba
v druhom stipci predstavuje priemernti chybu smerovych kosinusov jednotlivych 6s x,y,z
a posledny stipec vyjadruje priemerny &as potrebny na detekciu jedného priznaku (priemerny
pocet priznakov na jeden snimok bol 1500).

Vidiet', ze detektor FAST vykazoval najmensiu presnost (polohu priznakov vyjadruje
celociselne), zato bol najrychlejsi.. SURF a FAST mali podobny vykon, €o sa tyka presnosti.
SURF detekuje objekty, a tym vznika vysSia ¢asova narocnost nez Harris, ktory detekuje rohy.
Pre d’alSie pripady bol preto pouzity detektor Harris.

Graf 5.1 Vykon detektorov Tabulka 5.1 Vykon detektorov
300
, chyba chyba Cas/priznak
250 TV 1o [] [s]
FAST 33 [20, 7, 20] 1.10°
200
SURF <1 [1,1,1] 6,5.107
E 150 Harris | <1 [1,1,1] 1.10°
N
100
Ground Truth
50 FAST
SURF
Harris i 7 -
0 L 1 1 1 = = 3 "
-100 0 100 200 300 400 500 Obrazok 5.11 KITTI dataset 3
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5.8 Adaptivna detekcia

Cielom je zlepS$it' rovnomernost’ detekovanych priznakov a prisposobovat’ detekciu
meniacej sa scéne. Vytvoreny bol preto algoritmus, ktory rozdeli snimok na viacero ROI
a detekuje priznaky pre kazda Cast zvlast. Kazda oblast’ pritom obsahuje vlastny parameter,
ktory popisuje kvalitativne poziadavky na detekciu. Tieto parametre sa pri poklese alebo
prebytku priznakov v regione menia. Pocet tychto zmien je obmedzeny, aby nedochadzalo ku
zacykleniu. Samozrejme, tento ukon zvysSuje ¢asovi narocnost’.

Algoritmus adaptivnej detekcie:

1. Detekujeme priznaky v danom ROI
2. Vykoname maximalne N-krat:
a) Ak je pocet detekovanych priznakov mensi nez prahova hodnota, zmenime
parameter detektora
b) Ak je pocet detekovanych priznakov vacsi nez prahova hodnota, zmenime
parameter detektora
c) Ak parameter saturuje na maximalnej alebo minimalnej hodnote, pokracuje sa
d’alsSim krokom
3. Ulozime hodnotu parametra pre dany ROI
4. Ulozime detekované priznaky
5. 1.-4. opakujeme pre kazdy ROI

e

Obrazok 5.12 Adaptivna detekcia
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Na obrazku 5.12 je zobrazeny rozdiel v detekcii. Rozdelenie ROI je vidiet na obrazku
5.13. Da sa nastavovat parametricky ako matica okien MxN s pripadnym offsetom, priCom
kazdé okno ma svoj parameter, ktory si predava medzi iteraciami a aktualizuje. Udaje
o polohach ROI pocita z tychto parametrov funkcia MS Image init . Detekcia podla
uvedeného algoritmu je implementovand vo funkcii MS Harris Segmented. Casova
naro¢nost’ sa tym zvysila priblizne na 1.10™* s/priznak, odstrafiuje viak spomenuté nedostatky.

H offset

£ Q--i‘_ . .
Obrazok 5. 13 Rozdelenie ROI

5.9 Vyber algoritmu VO pre Car4

Zo zadania tejto prace a navrhu postupu v kapitole 3 vyplyvaju nasledovné ciele, ktoré
bolo potrebné splnit:

1. Névrh a implementacia alogritmov monokuldrnej a stereo vizudlnej odometrie
v programe MATLAB

2. Test algoritmov v praxi za réznych podmienok a ich porovnanie

3. Aplikacia vybranych rieseni na vozidlo Car4

Kvoli spomenutym nedostatkom hardware stereorigu (synchronizacia DAQ ) bol
vybrany pre prakticku aplikaciu na Car4 algoritmus monokularnej VO s estimaciou mierky
podla podkapitoly 4.7 s pouzitim web kamery. Hibka ostrosti dostupnej web kamery Microsoft
vSak nedovolila ostrit' zarovenn na vzdialené a bezprostredne blizke predmety. To je pre
aplikaciu VO problém, pretoze od ostrosti snimku zavisi aj spravanie sa detektorov priznakov.

RieSenim bol DAQ pomocou kamery smartphone (Apple A1421) , ktory bol vybaveny
aplikaciou (ProCam) pre fixné nastavenie zaostrenia, expozicie a frekvencie snimkovania. Na
zaklade reSerSi a praktickych testov, sa Cast bodu 3 podarila naplnit do miery offline
spracovania dat z kamery smartphone. Prakticku aplikaciu stereo VO nebolo mozné uskutocnit’
pre nekvalitny hardware.
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Obrazok 5.14 DAQ z jazdy Car4 pomocou web kamery
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6 Vysledky

V prvej Casti tejto kapitoly bude uvedeny vykon troch algoritmov VO na datach z KITTI
databaz. Druha Cast’ popisuje vysledky aplikacie monokularneho 2D-2D algoritmu na vozidlo
car4 a rozobera probiémy a limity aplikacie v sui¢asnom stave prace. Posledna ¢ast sumarizuje
dosiahnuté vysledky, odpoveda na otazky, ktoré vyplyvaju zo zadania, formuluje odporacania
pri praci s VO a navrhuje d’alSie kroky.

6.1 Testy na databazach KITTI

Algoritmy sledovali v kazdej iteracii priblizne 1 — 2,5.10% priznakov. RANSAC
vyuzival 3.103 iteracii s pripustnou chybou 1.1073 [—] v pripade mono algoritmu a 5. 1072
[m] v pripade stereo VO. Rozdelenie okien ROI v snimku bolo nastavené na maticu 4x6.
Rozmer kalibrovanych snimkov v databazach KITTI je 370x1226 [pix].

V grafoch 6.1 a 6.2 vidiet trajektorie vypocitané jednotlivymi metédami predstavenymi
v predoslych kapitolach. Pouzity bol dataset ¢. 5 s 2761 snimkami a ¢. 9 s 1591 snimkami.
Tabul'ky 6.1 a 6.2 uvadzaju presnost estimacie vzhladom ku skuto¢nej trajektorii vozidla. Pre
kvalitativne ohodnotenie boli pocitané nasledovné udaje:

ey [06] = LLCena = Tend)” 5 6.1)

Tdist

kde egp znaci chybu koncového bodu vypocitani ako pomer celkovej prejdenej drahy
vozidla Ty a vzdialenosti medzi estimovanou polohou koncového bodu C,,4 ku skutocnej
polohe koncového bodu T,,4. Dalej chyba prejdenej vzdialenosti ey

Tpor — Ta;
er[%] = Q“T—‘““ - 100 (6.2)
dist

kde T,s predstavuje estimovani dizku trajektorie. Priemerna chyba natodenia
vzhl'adom k osam x,y,z bola pocitana z rozdielu smerovych kosinusov dvoch vektorov ako:

n—1

1 o L

ecos[®] = — Z cos vy 1) —cost(wy ™ (6.3)
i=1

kde v‘l,'(l)_l je smerovy kosinus pre danu os estimovanej trajektorie vypocitany pre vektor

g - . Bi-1. e e .
trajektorie medzi snimkom 7 ai-/. vy~ je smerovy kosinus vektora vypocitaného zo skutocnej
trajektorie medzi bodom i a i-1. e, je priemerny rozdiel uhlov v stuptioch a n pocet snimkov.
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Graf 6.1 Porovnanie algoritmov VO (Dataset 5)
€cos [°]
Algoritmus epp [%] | er [%] =2
X y z
Mono VO 2D-2D 1,0 0,6 2,1 2,7 1,7
Hybridna VO 3D-2D 1,5 3,9 2,2 1,6 1,6
Stereo VO 3D-3D 9,3 1,3 145 | 20 | 17,8

Tabulka 6.1 Porovnanie algoritmov VO (Dataset 5)

Obrazok 6.1 KITTI dataset 5 - ukazka
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z[m]
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Graf 6.2 Porovnanie algoritmov VO (dataset 9)
€cos [°]
Algoritmus epp [%] | er [%] =2
X y z
Mono VO 2D-2D 5,1 6,2 0,9 1,0 | 0,7
Hybridna VO 3D-2D 0,8 7,1 0,5 09 | 04
Stereo VO 3D-3D 37,1 5,7 248 | 8,7 | 20,5

Tabulka 6.2 Porovnanie algoritmov VO (dataset 9)

Obrazok 6.2 KITTI dataset 9 - ukazka
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Z grafov 6.1 a 6.2 vidiet trajektorie estimované jednotlivymi algoritmami VO spolu so
skutocnou trajektoriou vozidla. Snimky zaznamenali obCasnii premavku a chodcov, ktori
vytvarali nezelany pohyb v scéne. RANSAC estimacia parametrov si poradila s va¢§inou tychto
javov, napriek tomu algoritmus stereo 3D-3D zlyhal v tseku viditelnom v grafe 6.2, ¢o bolo
pravdepodobne sposobené protiidicim vozidlom (Obrazok 6.2).

6.2 Testy s vozidlom Car4

Vybrany algoritmus pre Car4 dosahoval pri testoch na datach KITTI schopné vysledky.
Pre prototypovanie, test a kvalitativne posudenie ponukaju tieto datasety vyborni pomaocku,
ktora dokaze uSetrit mnoho casu. Tieto zdznamy vSak Uplne neodrazaji podmienky a vyzvy,
ktorym vyuzitie VO v praxi Celi a obsahuji zaznamy vyhradne z exteriéru.

Algoritmus pri aplikacii na snimkoch z jazdy s vozidlom Car4 znacne zlyhaval. V naSom
pripade bola frekvencia ziskavania dat SHz, vozidlo Car4 jazdilo rychlostou priblizne 0.5-1
m/s. Pri ziskavani dat uzatvaralo naSe vozidlo trajektoriu, a to z dovodu kontroly presnosti
pocitanim relativnej chyby koncového bodu egp. Nasledujuce problémy museli byt odstranené:

1. Bezhybny stav

Vozidlo moze kedykol'vek zastavit’, ¢i uz kvoli poziadavke, strate signalu, vplyvom
chyby alebo nahlej zmene smeru. Pri triangulacii, kedy pary priznakov maja vel'mi maly alebo
nulovy rozdiel v siradniciach dochadza k zlyhavaniu vypoctu. Aby sa scéna chovala nehybne,
museli by triangulované body lezat v ,nekonecnej vzdialenosti. Napriek tomu, Zze si
v niektorych pripadoch algoritmus s tymto javom poradil, dochadzalo k ¢astému narastu chyby
alebo padu vypoctu.

Odstranit tento problém sa podarilo sledovanim zmeny obrazu. Neuspesna
implementacia vyuzivala na tento krok rozdiel stradnic priznakov medzi snimkami I, a Ij,_;.
Odhadnut univerzalnu prahovi hodnotu zmeny bolo vSak naro¢né. Efektivne rieSenie pontklo
az sledovanie zmeny pomocou korelacie Casti snimku I, a [,_;. Kym korelacia tychto Casti
neklesla pod urcitu hranicu (0,995), cely proces estimacie pohybu bol vynechany. Vysledkom
bola znacne zvysena robustnost’.

2. Pokles parov priznakov
Napriek relativne dostatocnému poctu detekovanych priznakov dochadzalo
v interiérovych priestoroch k ich Castému nesparovaniu a celkovému poklesu vplyvom

neostrosti snimku (Obrazok 6.3). To viedlo k nedostatonému poctu parov ROI roviny
a zlyhavala estimacia mierky.
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Obrazok 6.3 Nedostatok pcdrov v rovine pod vozidlom (detail)

NeuspeSnym krokom pre odstranenie problému bolo vyuzitie mierky z predosle;
iteracie. Hodnota mierky sa vyrazne meni v kazdom kroku cyklu. Rozumne eliminovat’ tento
problém pomohlo podobné pravidlo. Pokial’ je poCet bodov v rovine mensi nez N (napr. 5),
bude pouzitad translacia z predoslej iteracie. Inak povedané, pokial algoritmus nevedel
estimovat’ mierku, pouzil aktualnu vypocitanu rotaéni maticu a translaciu z predoslého cyklu.

3. Meniaca sa svetlost’ scény

Aby bol dosiahnuty ostry snimok pri DAQ, je potrebné nastavit relativne kratky
expozicny cCas. Osvetlenie miestnosti velakrat nestaCilo na to, aby bol expoziny cas
dostatocne kratky pre vyhotovenie ostrych snimkov. Automatické expozicia kamier nastavuje
expozicny Cas pre vyhotovenie svetlej snimky na tkor ostrosti. V pripade aplikacie VO to vSak
nie je ziaduce a snimok by sme radsej podexponovali pre dosiahnutie najostrejSieho mozného
snimku pri miernom zhorsSeni Struktary snimku a kontrastu.

foe

Obrazok 6.4 Rozdiely vo svetlosti interiérov

Dalsim problémom je aj vel'ka relativna zmena vo svetelnych podmienkach interiérov,
a to najmid vplyvom okien (Obrazok 6.4). Tento rozdiel je pre ludské oko tazsie
zaznamenatel'ny, pretoze dokaze dobre vnimat’ ovel'a dynamickejsi rozsah. Konflikt je jasny -
znizenie expozic¢ného ¢asu povedie k ostrejSiemu snimku v dostatocne osvetlenom priestore,
no aj k podexponovaniu v horSie osvetlenych Castiach. ZvySenie expozi¢ného Casu zlepsi
Struktiru snimku v tmavej cCasti miestnosti, no povedie k rozmazaniu pri pohybe
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a preexponovaniu vo svetlych ¢astiach miestnosti. Expozicia preto musela byt v interiéri
nastavovana manualne na fixni hodnotu, ktora bola akymsi kompromisom, vacsinou vsak
podexponovana v tmavsich miestach miestnosti.

V exteriéri je tento problém o nieco jednoduchsi, najma vd’aka zvySenej a konzistentnej
svetlosti od slnka. Napriek tomu dochadza k preexponovaniu pri pohl'ade na jasne osvietenu
plochu. Pri pouziti automatickej expozicie su vSak Casy uzavierky natolko kratke, Zze
nedochadza k rozmazaniu snimkov (Obrazok 6.5).

Obrazok 6.5 Automatickd expozicia v exteriéri

Po zavedeni tychto zmien doslo ku zvySeniu presnosti VO z 14-20% relativnej chyby
koncového bodu na 3,4% v pripade (Graf 6.3) a na menej ako 1% v pripade (Graf 6.4). Ukazku
zo zaznamov vidiet na obrazku 6.5.
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Graf 6.3 Mono VO s Car4 exteriér
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Graf 6.4 Mono VO s Car4 - exteriér

Aplikécia vybraného rieSenia v interiéri je ovela narocnejsia, a to z uvedenych dévodov
na zaciatku podkapitoly 6.2, ale aj kvoli samotne] Strukture prostredia. Holé steny, podlaha
atmavé alebo prilis§ svetlé plochy zna¢ne redukuju detekciu priznakov, ¢o malo vplyv na vykon
VO.

Hlavny problém vsSak tvori nezelané rozmazanie snimku, napriek znizenému casu
uzavierky podexponovanim. Chyba polohy koncového bodu sa pohybovala v rozmedzi 10-
40%, rieSenia Casto zlyhéavali napriek opatreniam, ktoré boli predstavené pocas riesenia
a v predoslych kapitolach. Nazorny vysledok spolu s ukazkou snimkov je vidiet' v grafe 6.5
a obrazku 6.6. Lokalne tieto algoritmy fungovali s relativne malou chybou priblizne 2,5-4% na
jednoduchej kalibrovanej trojmetrovej vzdialenosti (Graf 6.6) v prostredi na obrazku 6.6
vpravo.

Limit vybraného rieSenia pre Car4 predstavuje aj vypocet mierky. Pre spravne
fungovanie je potrebny predpoklad pohybu nad rovinou.
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Obrazok 6.6 Ukazka snimkov interiéru
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6.3 Realtime aplikacia

Tabulka 6.3 uvadza porovnanie ¢asovo najnarocnejSich krokov podla MATLAB

profiler.

. Mono Hybrid Stereo

Jjedntoky 2D-2D 3D-2D 3D-3D Mono (car4)
snimok [pix] 370x1226 1080x1920
Cas/iteracia [s] 1,854 2,720 3,502 4,84
RANSAC [s (%)] 1,08 (58,9) | 1,17(43,3) | 0,91 (26,1) 2,92 (60,4)
RANSACN [-] 3000
detekcia o
priznakov [s (%)] 0,60 (32,3) | 1.10(40,5) | 1,53 (43,0) 1,39 (28,8)
parovanie [s (%)] 0,08 (4,3) 0,16 (5,8) 0,47 (13,4) 0,33 (6,8)

Tabulka 6.3 Casova ndrocnost algoritmov

Je vidiet postupny narast Casovej narocnosti u 3D-2D a 3D-3D metddy, ktory je
sposobeny cCastejSou detekciou priznakov a ich parovanim. U stereovizie sa jedna
o zdvojnasobenie vstupnych snimkov a ztrojnasobenie parovania. Nemaly vplyv ma na to aj
samotny rozmer snimku. Pri pouziti menSich snimkov (480x640) pre vybrané rieSenie
monokularne; VO 2D-2D vSak tento ¢as neklesol pod 0,3s.

Druhym, Casovo naro¢nym krokom, je estimacia parametrov metodou RANSAC, ktora
je, samozrejme, priamo umerna poctu dovolenych iteracii. Minimalizovat’ pocet itercii nie je
jednoznacny ukon. Pri pocte 500 iteracii doslo ku zhorSeniu chyby koncového bodu na 14%
a chyby trajektérie na 12% v pripade mono algoritmu 2D-2D. Pri tomto pocte vyzadoval
uvedeny krok vo vybranom algoritme priblizne 0,2 s.

Pozadovana frekvencia algoritmov VO je 5 (nase testovanie) a 10Hz (KITTI). Zavisi to,
samozrejme, od poziadavky na rychlost pohybu vozidla. Implementacia v tejto praci
momentalne nedokaze dosahovat realtime vykon a data boli spracované offline. Do uvedenych
Casov je potrebné pripocitat’ eSte Cas potrebny pre DAQ. V pripade webkamery a stereorigu sa
Casy pre ziskanie jedného snimku pohybovali v rozmedzi 0,07-0,15 (webkamera) a 0,5-1,3s
(stereorig). Pre ziskanie bola pouzita funkcia getsnapshot, ukazky ziskavania dat obsahuju
skripty v zlozke digitalnej prilohy /Others. V pripade, ze bol pouzity korektny postup, DAQ
pomocou prikazov MATLAB Image acqusition toolbox nemusi byt spravna cesta pre samotné
ziskavanie snimkov.

Pre zrychlenie by bolo najrozumnejsie zameranie sa na nasledovné body:
e Detekcia priznakov a ich parovanie implementaciou v inych jazykoch. Efektivne
prototypovanie v MATLABe nemusi poskytovat’ rychlost kompilovaného C/C++

kodu, ktory poskytuje vacsiu kontrolu nad alokéaciou alebo rychlejsi pristup ku
knizniciam.
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Znizenie poctu iteracii, pripadne vyuzitie adaptivneho RANSAC algoritmu [2],
ktory upravuje pocet dalSich iteracii na zaklade poctu spravnych parov
v jednotlivych iteraciach

Implementacia 5-bodového algoritmu (volany v kazdej RANSAC iteracii) v inom
jazyku (C/C++)

Vyuzitie iného software pre DAQ

6.4 Navrh pokracovania

Oblast’ vizualne] odometrie ponuka zaujimavu alternativu pri rieSeni navigacie

a urCovani polohy vozidla pre potreby (polo)autonomneho riadenia. V pripade pokraCovania
vyskumu v tejto oblasti a d’al§ej implementacie, st navrhované nasledovné kroky:
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VyrieSenie rozmazavania snimkov pri DAQ v interiéroch pouzitim vhodného
hardware s vy$Sou svetelnostou optiky a ¢ipu

Software adaptivna zmena expozicie v interiéroch s oh'adom na potreby VO
(scénu je mozné mierne podexponovat’, neprekrocit’ pritom prahovu hodnotu
expozicie)

Preskimanie moznosti vyuzit’ stereorig ako monokularnu variantu

Zvysenie presnosti stereo algoritmu, pripadne jeho aplikécia s vhodnym hardware
Implementacia inej estimacie mierky v pripade monokularnej VO (hibkovy senzor
kinect, trifokéalny tenzor )

Kombinacia VO s inym senzorom polohy

Implementacia Casti algoritmov v inom jazyku (C/C++)

Implementécia lokéalnej optimalizacie parametrov bundle adjustment
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7 Zaver

Cielom tejto prace bolo navrhnut algoritmy vizualnej odometrie a implementovat’ ich
v programe MATLAB, d’alej aplikovat ich s pouzitim dostupného hardware na experimentalne
vozidlo Car4 a prispiet tym do sféry lokalizacie vozidla v priestore pre potreby d'alSieho
vyskumu (polo)autonémneho riadenia.

Resersna Cast’ vysvetluje samotny pojem VO a uvadza Citajuceho do SirSej oblasti
spracovania obrazu, kam tieto algoritmy patria. Nasledne su algoritmy rozdelené podla
niekolkych kritérii ako podet kamier a princip funk&nosti. Dalej uvadza zakladnu $trukturu
algoritmov VO so zameranim na monokuldrnu a stereo variantu. Porovnava taktiez vyhody
a nevyhody jednotlivych rieSeni. Tato Cast suCasne rozoberda aj problematiku spojenu
s kamerovym systémom a vysvetl'uje princip detekcie priznakov a RANSAC algoritmu. Z
vystupov reSerSnej stati bolo mozné nasledne vhodnejsie definovat’ postup rieSenia.

Druhéa Cast’ sa zaobera teoretickym pozadim jednotlivych Casti algoritmov. Navrh je
postaveny na osnovach z reSersnej Casti. Obsah tvoria matematické vztahy, na ktorych je VO
zalozena, spolu s literatirou, z ktorej vychadzaji. Doplnené st o komentare a praktické rady,
ktoré boli nadobudnuté pocas prace. Literatura Casto predpokladala pokrocilejsie znalosti v tejto
oblasti a tak neuvadzala niektoré podstatné detaily. Orientaciu zhorSovala rozna anotacia
a nekoherentnost’ jednotlivych rieSeni. Vyber vhodného rieSenia a Gpravu anotacie pomohla
vyrieSit' Casto az praktickd implementacia alebo vyuzitie literatury, ktora na chyby priamo
poukazovala.

Vystupom tejto Casti su zjednotené teoretické postupy a matematické vztahy vyuzitel'né
pre prakticku aplikéaciu v programe MATLAB. Na konci tejto Casti je definovana konkrétna
podoba troch algoritmov — monokularnej, stereo a hybridnej VO.

Praktickd implementacia obsahuje konkrétne rieSenia jednotlivych krokov algoritmov,
ktoré boli uvedené na konci kapitoly teoretického navrhu. Vysvetl'uje rozdiel medzi anotaciou
literatary a programu MATLAB, uvedené su tiez postupy ziskavania dat, vyuzitie zaznamov
z jazdy osobného vozidla (databaz KITTI) a problémy spojené s dostupnym hardware. Pre
spravne fungovanie stereo algoritmov bolo potrebné zarucit’ synchronne ziskavanie snimkov,
ktorym vSak stereorig nedisponoval.

Tato kapitola uvadza tiez funkcie a vizualizaciu krokov, ktoré vyuzivaju tri algoritmy
uvedené na konci kapitoly teoretického navrhu. Pocas rieSenia prace museli byt
implementované vlastné funkcie kvoli nedostato¢nej kontrole alebo nevhodnosti dostupnych
funkcii. Adresované su tiez poCetné problémy spojené s praktickou aplikaciou a spracovanim
obrazu. Problém nedostatocnej detekcie priznakov a meniacej sa scény odstrariuje predstavenie
adaptivnej detekcie. Na zaklade praktickych skusenosti, dostupnosti hardware a prvotnych
testov algoritmov na databdzach KITTI bolo zhodnotené zadanie diplomovej prace a vybrany
algoritmu monokularnej VO s predpokladom lokalnej roviny pod vozidlom pre aplikaciu na
vozidlo Car4.
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Kapitola vysledkov zhriia vykon implementovanych algoritmov, ktoré boli testované na
databazach KITTI, porovnavaich presnost a robustnost’. Dalej su v tejto ¢asti uvedené vysledky
z aplikacie vybraného rieSenia na jazdu s vozidlom Car4 v interiéri a exteriéri. Ostrenie pouzite]
web kamery nevyhovovalo poziadavkam VO, pre ziskavanie dat preto bola pouzita kamera zo
smartphone. Porovnany je vykon vybraného mono algoritmu v zavislosti na svetlosti a type
scény. Adresovana je kI'iova potreba ziskavania ostrych snimkov, ktord v opacnom pripade
znizuje robustnost’. Dalej je uvedena &asova naro&nost’ algoritmov, ktoré nedosahovali realtime
frekvenciu a preto museli byt data spracované offline. Posledné Casti su venované navrhom
pokraCovania vyskumu so zameranim na zrychlenie algoritmov a vyuzitie vhodnejSieho
hardware.

Napriek uvedenym problémom s hardware sa podarilo povodné ciele naplnit’ do vysokej
miery a odpovedat’ na vSetky body zadania. Vystupom prace je podrobny a Strukturovany popis
Gasti algoritmov VO, ktory zjednocuje a dopiiia riedenia z literarnych pramefiov. Poskytuje tiez
prehl'ad a rozbor problémov tejto oblasti, ktory moze sluzit pre rychlejSie a kvalitnejSie
prototypovanie, navrh a aplikaciu VO ale aj SFM a V-SLAM algoritmov v§eobecne. Praca tiez
ponuka konkrétne rieSenia pre lokalizaciu vozidla Car4 sbohatou kniznicou funkcii v programe
MATLAB.
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OBSAH DIGITALNEJ PRILOHY

Obsah digitalnej prilohy

Digitalna priloha obsahuje MATLAB skripty a funkcie, ktoré boli vytvorené pocas
rieSenia tejto prace. Dalej obsahuje funk&né ukazky rieseni uvedenych v kapitolach 4-6 a vzorky
dat z KITTI databazy a z jazdy s vozidlom Car4. Doplnené su aj uzitocné skripty a funkcie
vytvorené pre ul'ahCenie DAQ a spracovanie zaznamov.

nazov zlozky obsah
. skripty implementujuce kalibraciu kamier
Calib A
kalibracné vzory
Data vzorky dat z KITTI databazy a jazdy s Car4
Demos skripty algoritmov VO
Others 1,121tocne skripty a funkcie spojené s DAQ a
upravou obrazu
VO lib kniznica funkcii VO, ktora bola
- implementovana podla kapitoly 4

Tabulka P.1 Digitdlna priloha
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