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Abstrakt

Tato diplomová práce se zabývá tvorbou umělé neuronové śıtě pro výpočet měrného
objemu vodńı páry. V práci je popsán výběr a konstrukce dané śıtě. Výsledkem práce
je spustitelná aplikace, která poč́ıtá měrný objem vodńı páry pro zadaný tlak a teplotu,
právě pomoćı neuronových śıt́ı.

Abstract

This master thesis is dealing with application of an artificial neural network for calculating
specific volume of steam. There is described type and construction of the needed neural
network. The main outcome of this work is an executable programme, which calculates
specific volume of steam for given pressure and temperature, using neural nets.
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3.1 Základńı popis par . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 37
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1 Úvod

Fascinace lidským mozkem trvá už několik deśıtek let. Vědci i laici obdivuj́ı předevš́ım
jeho výpočetńı schopnosti. Neńı proto divu, že se lidstvo snaž́ı dovednosti mozku napo-
dobit či simulovat poč́ıtačem. Vysněná představa sestrojit samostatně mysĺıćı stroj žene
vývoj v tomto odvětv́ı kupředu. Vědecký postup v neurovědě a matematice umožnil vznik
prvńıch umělých neuron̊u a následně celých neuronových śıt́ı. Potenciál neuronových śıt́ı
je obrovský a každoročně přibývá nespočet nově nalezených aplikaćı. Tato práce se bude
věnovat jedné z možných aplikaćı, a to využit́ı neuronové śıtě pro výpočet termodyna-
mických veličin páry.

V současné době existuje několik zp̊usob̊u jak určit veličiny konkrétńıho stavu vodńı
páry. Ručně spoč́ıtat, naj́ıt hodnoty v tabulkách anebo využ́ıt specializovaného softwaru.
Naš́ım úkolem bude prozkoumat, zda se neuronová śıt’ může vyrovnat existujićım soft-
war̊um at’ už v přesnosti výpočt̊u nebo v době jejich provedeńı. Konkrétněji se v práci
budeme zabývat výpočtem měrného objemu vodńı páry pro zadaný tlak a teplotu.

Práce je strukturována do pěti kapitol. V následuj́ıćı, druhé, kapitole je rozebrána
veškerá teorie potřebná k sestaveńı obecné neuronové śıtě. Ve třet́ı kapitole jsou uvedeny
již existuj́ıćı rovnice pro výpočty veličin páry odvozené Mezinárodńı asociaćı vlastnosti
vodńı páry. Ve čtvrté kapitole bude sestavena neuronová śıt’ a následně bude optimali-
zována dle popsané teorie. V posledńı kapitole budou prezentovány výsledky.

Celkovým výstupem této diplomové práce bude spustitelná aplikace, která bude prová-
dět výpočty pomoćı neuronové śıtě. Neuronová śıt’ bude vytrénována na existuj́ıćıch da-
tech ze specializovaných softwar̊u. Tato śıt’ bude schopna po předložeńı tlaku a teploty
vodńı páry dopoč́ıtat jej́ı měrný objem.
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2 Umělé neuronové śıtě

2.1 Uvedeńı do problematiky

Ve své nejobecněǰśı podobě, umělá neuronová śıt’ neboli pouze neuronová śıt’, je stroj,
který modeluje pr̊uběh, jakým lidský mozek provád́ı určitý úkol. Taková śıt’ je nejčastěji
zrealizována elektronickými součástkami anebo je simulována poč́ıtačovým softwarem.
K dosažeńı dobrých výkon̊u, neuronové śıtě využ́ıvaj́ı četných propojeńı mezi svými
výpočetńımi buňkami, tzv. neurony. Neuronovou śıt’ můžeme tedy definovat [1]:

Neuronová śıt’ je paralelńı procesor složený z jednoduchých výpočetńıch jednotek, které
ukládaj́ı znalosti źıskané zkušenostmi a následně je zprostředkovávaj́ı k použit́ı. Lidskému
mozku se neuronová śıt’ podobá ve 2 aspektech:

1. Śıt’ obdržuje znalosti ze svého prostřed́ı skrze učeńı.
2. Śıly propojeńı mezi neurony neboli synaptické váhy se použ́ıvaj́ı k uložeńı nabytých

znalost́ı.

Proces, při němž docháźı k učeńı, nazýváme uč́ıćı algoritmus, v jehož pr̊uběhu se
postupně upravuj́ı synaptické váhy k dosažeńı požadovaného ćıle. Hlavńı výpočetńı si-
lou neuronových śıt́ı je tedy paralelńı struktura, ale také schopnost zobecňováńı, neboli
schopnost produkovat rozumné výstupy pro vstupy, se kterými se śıt’ nesetkala v pr̊uběhu
učeńı.

Pod́ıvejme se v rychlosti na neurologický aparát, kterým byly neuronové śıtě inspi-
rovány. Lidská nervová soustava se v podstatě skládá ze 3 základńıch stupň̊u. Hlavńım
komponentem je mozek, reprezentován neurálńı śıt́ı, která nepřetržitě přij́ımá a zpra-
covává informace a následně provád́ı vhodná rozhodnut́ı. Dále receptory, které převád́ı
podněty z prostřed́ı na elektrické impulzy slouž́ıćı k dopravě informaćı do mozku. Efektory
pak měńı impulzy z mozku v př́ıslušné reakce.

Rozd́ıly mezi neuronovou śıt́ı umělou a lidskou jsou však značné. Elektronické operace
dosahuj́ı rychlosti v řádech nanosekund oproti milisekundám u nervové soustavy. Nicméně
tato skutečnost nestač́ı umělým neuronovým śıt́ım, aby se těm lidským zcela vyrovnaly.
Lidský mozek disponuje neskutečným množstv́ım neuron̊u a stejně tak obrovským počtem
vzájemných propojeńı (synapśı) mezi nimi, které dohromady tvoř́ı výpočetńı śılu, jakou
umělá neuronová śıt’ nedokáže simulovat.

Předešlý odstavec už dává tušit problémy, se kterými se později v práci budeme
zabývat. Je to např́ıklad počet neuron̊u, jenž bude tvořit naši neuronovou śıt’. Počet a jejich
uspořádáńı do vrstev, tzv. architektura śıtě, definuje jej́ı vlastnosti a výpočetńı možnosti.
Dále jsou to vzájemná propojeńı, která jsou v umělém př́ıpadě neuronové śıtě v podobě sy-
naptických vah. Hodnoty těchto vah, stejně jako jejich počet simuluj́ı śılu synapśı v mozku,
d̊uležitá je tedy volba vhodného uč́ıćıho algoritmu, včetně jeho parametr̊u.

Výše uvedené vlastnosti neuronových śıt́ı jsou součást́ı celku, který souhrnně nazýváme
hyperparametry neuronové śıtě, a právě nalezeńı optimálńıch hodnot těchto parametr̊u je
kĺıčovým úkolem pro správné fungováńı śıtě [1].
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2.2 Struktura neuronové śıtě

2.2.1 Model neuronu

Základńı stavebńı jednotkou neuronové śıtě je neuron. Matematický model neuronu je sice
zjednodušeńım opravdového neuronu, přesto však vystihuje jeho funkci dostatečně dobře.

Než se dostaneme k samotnému modelu, věnujme se ještě děj̊um prob́ıhaj́ıćım v oprav-
dovém neuronu. Převod signálu mezi neurony je složitý chemický proces, proto se zaměř́ıme
pouze na jeho podstatu. Neuron vyśılaj́ıćı signál uvolňuje specifické chemické látky, které
maj́ı za úkol zvýšit nebo sńıžit elektrický potenciál v přij́ımaćım neuronu. Pokud tento
potenciál dosáhne určitého prahu, dojde následně k převodu signálu mezi neurony [2].

Při sestavováńı matematického modelu je nezbytné tuto podstatu zachytit. Snaž́ıme
se převést soubor nějakých vstup̊u neboli signálu na odpov́ıdaj́ıćı výstup. Dále muśıme
vystihnout vliv synaptických vah na śılu jednotlivých vstup̊u. V neposledńı řadě pak
muśıme zvolit funkci, která bude realizovat zmı́něné prahováńı.

Obrázek 1 – Model neuronu [1]

Samotný matematický model si lze představit jako na obrázku 1. Můžeme tedy k-tý
neuron popsat rovnicemi

zk =
m∑
j=1

wkjxj + bk (1)

a
yk = ϕ(zk), (2)

kde zk nazveme aktivaćı k-tého neuronu, x1, x2, ..., xm jsou vstupńı signály, wk1, wk2, ..., wkm
jsou synaptické váhy k-tého neuronu. A tedy, j-tý signál xj přivedený do k-tého neuronu
je násoben synaptickou váhou wkj (prvńı index vždy znač́ı o jaký se jedná neuron a druhý
se odkazuje na přivedený signál). Dále, bk je tzv. bias, neboli vychýleńı. Synaptické váhy
a vychýleńı budeme nazývat parametry neuronové śıtě a značit vektorem θ. Funkce ϕ
se nazývá aktivačńı funkce, jej́ıž účelem je omezeńı amplitudy výstupu daného neuronu.
Výstupńı signál yk poté většinou lež́ı v intervalu 〈0,1〉, popř́ıpadě 〈-1,1〉 [1].
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2.2.2 Hluboké dopředné neuronové śıtě

Hluboké dopředné neuronové śıtě, také nazývány pouze dopředné neuronové śıtě nebo
v́ıcevrstvé perceptrony, jsou samotnou podstatou tzv. deep learningu. Deep learning je
termı́n už́ıvaný pro algoritmy strojového učeńı pro architektury hlubokého typu. Nab́ıźı
se otázka, kdy je neuronová śıt’ hluboká? Bohužel neexistuje přesná definice kolik vrstev
daná śıt’ muśı mı́t, aby mohla být hluboká, ale obecně se považuje za hlubokou pokud má
2 a v́ıce skrytých vrstev. Ukázku mělké śıtě můžeme vidět na obrázku 2a a hluboké na
obrázku 2b.

(a) Mělká neuronová śıt’ (b) Hluboká neuronová śıt’

Obrázek 2 – Porovnáńı mělké a hluboké neuronové śıtě [3]

Ćılem těchto śıt́ı je aproximovat nějakou funkci f ∗. Dopředné śıtě definuj́ı zobrazeńı
y = f(x,θ) a uč́ı se hodnotu parametr̊u θ vedoućı k nejlepš́ı možné aproximaci funkce.
Dopředné se nazývaj́ı proto, že informace proud́ı jen jedńım směrem a to od vstupńıch
dat x k výstupy y bez jakékoliv zpětné vazby, ve které by se výstupy modelu použily jako
vstupy.

Dopředné śıtě jsou reprezentovány složeńım několika funkćı. Mějme např́ıklad 3 funkce
f (1), f (2) a f (3) poskládané tak, že f(x) = f (3)(f (2)(f (1)(x))). V neuronových śıt́ıch jsou
tyto řetězcové struktury nejčastěji použ́ıvanými. V tomto př́ıpadě, funkci f (1) nazveme
prvńı vrstva śıtě, f (2) druhá vrstva, atd. Celkovou délku tohoto řetězce nazýváme hloubka
neuronové śıtě. Posledńı vrstvu śıtě nazýváme výstupńı vrstva.

V pr̊uběhu učeńı je naš́ı snahou dosáhnout shody f(x) a f ∗(x). Trénovaćı data nám po-
skytnou přibližné př́ıklady f ∗(x) vyhodnocené v r̊uzných trénovaćıch bodech. Ke každému
př́ıkladu x je přiložen jeho vzor y ≈ f ∗(x). Trénovaćı př́ıklady jasně specifikuj́ı, co se muśı
stát ve výstupńı vrstvě v každém x, a to doj́ıt k hodnotě bĺızké k y. Uč́ıćı algoritmus muśı
rozhodnout jak využ́ıt svých vrstev k dosáhnut́ı požadovaného výstupu. Jelikož trénovaćı
data neukazuj́ı požadovaný výstup pro každou vrstvu, tak tyto vrstvy nazýváme skryté.

Posledńı pojem, který bychom měli zavést, je š́ı̌rka śıtě. Neuronové śıtě jsou inspi-
rovány lidským mozkem. Každá vrstva tedy obsahuje několik neuron̊u, takovou vrstvu pak
můžeme zapsat pomoćı vektorového zápisu, kde vektory reprezentuj́ı jednotlivé vrstvy.
Dimenze vektor̊u skrytých vrstev určuje š́ı̌rku naš́ı śıtě. Důvod použit́ı vektorové repre-
zentace je opět převzat z neurovědy. Volba funkćı f (i)(x) použitých k výpočtu těchto
reprezantaćı je lehce inspirována vědeckým pozorováńım chováńı biologických neuron̊u.
Nicméně moderńı śıtě se už sṕı̌se ř́ıd́ı matematickým výzkumem a neńı obecnou snahou
co nejlépe modelovat lidský mozek [4].
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2.2.3 Univerzálńı aproximačńı věta

Připomeňme si nejdř́ıve, jak zapisujeme jednotlivé neurony. Vektor parametr̊u θ pro nás
bude v drtivé většině př́ıpad̊u představovat vektory vah w pro všechny vrstvy a od-
pov́ıdaj́ıćı vektory vychýleńı b. Neurony ve skrytých vrstvách tedy obdrž́ı vektor vstup̊u
x, proběhne v nich výpočet afinńı transformace z = w>x + b a pak po prvćıch užijeme
nelineárńı funkci ϕ(z).

Jak již bylo zmı́něno, neuronové śıtě jsou organizovány do vrstev. Většina śıt́ı pak tyto
vrstvy řetězovitě propojuje, tak, že každá vrstva je funkćı vrstvy, která ji předcházela.
V takové struktuře je prvńı vrstva dána

y(1) = ϕ(1)(w(1)>x+ b(1)), (3)

druhá vrstva je dána

y(2) = ϕ(2)(w(2)>h(1) + b(2)). (4)

Zápis tedy můžeme zobecnit pro libovolnou k-tou vrstvu

y(k) = ϕ(k)(w(k)>h(k−1) + b(k)). (5)

V těchto řetězitých architekturách jsou předmětem našeho zájmu předevš́ım celková
hloubka śıtě a š́ı̌rka jednotlivých vrstev. Hlubš́ı śıtě si obvykle vystač́ı s méně neurony ve
vrstvách a s méně parametry než mělč́ı śıtě, jsou však o to obt́ıžněji optimalizovatelné.

Lineárńı model může dle definice reprezentovat pouze lineárńı funkce. Má výhodu
ve snadném učeńı, protože spousta ztrátových funkćı aplikovaných na lineárńı modely
vede na konvexńı optimalizačńı problémy. Nicméně nás bude předevš́ım zaj́ımat učeńı se
nelineárńıch funkćı.

Na prvńı pohled by se mohlo zdát, že k učeńı se nelineárńıch funkćı budeme potřebovat
speciálńı model pro konkrétńı nelineárńı funkci. Naštěst́ı, dopředné neuronové śıtě slouž́ı
jako univerzálńı aproximátor. Aproximačńı schopnosti śıtě popisuje univerzálńı apro-
ximačńı věta [5]:

Věta 2.1. Necht’ ϕ : R → R je nekonstantńı, ohraničená a spojitá funkce. Necht’ In je
n-dimenzionálńı jednotková hyperkrychle [0, 1]n. Prostor reálných spojitých funkćı na In
označ́ıme C(In). Pak pro libovolné ε > 0 a libovolnou funkci f ∈ C(In), existuje celé č́ıslo
N , reálné konstanty vi, bi ∈ R a reálné vektory wi ∈ Rn pro i = 1, ..., N takové, že m̊užeme
definovat

F (x) =
N∑
i=1

viϕ(w>i x+ bi), (6)

jako aproximaci funkce f , tedy

|F (x)− f(x)| < ε, ∀x ∈ In. (7)

Neboli funkce tvaru F (x) jsou husté v C(In).

Důkaz je možno naj́ıt v [5].
Výše zmı́něná věta nám v podstatě ř́ıká, že dopředná neuronová śıt’ s alespoň jednou

skrytou vrstvou s vhodnou aktivačńı funkćı ϕ dokáže aproximovat libovolnou funkci f .
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Tato funkce muśı být spojitá na nějaké uzavřené a ohraničené podmnožině Rn. Aproxi-
mace proběhne s požadovanou nenulovou přesnost́ı za předpokladu, že neuronová śıt’ má
k dispozici dostatečný počet skrytých neuron̊u.

Univerzálńı aproximačńı věta tedy tvrd́ı, že nehledě na to, jakou funkci se snaž́ıme
naučit, v́ıme, že dostatečně velká dopředná śıt’ bude schopna reprezentovat tuto funkci.
Nicméně nemáme zaručeno, že trénovaćı algoritmus se doopravdy danou funkci nauč́ı. I za
předpokladu, že neuronová śıt’ dokáže reprezentovat danou funkci, učeńı může ztroskotat
ze dvou d̊uvod̊u.

Zaprvé, může se stát, že optimalizačńı algoritmus použitý pro trénováńı nebude schopný
nalézt hodnoty parametr̊u odpov́ıdaj́ıćı požadované funkci. A zadruhé, uč́ıćı algoritmus
může vybrat špatnou funkci kv̊uli overfittingu. Tedy dopředné śıtě poskytuj́ı univerzálńı
systém pro reprezentaci funkćı, ve smyslu, máme-li zadanou funkci, pak existuje dopředná
śıt’, která tuto funkci aproximuje. Neexistuje však univerzálńı postup pro zkoumáńı tréno-
vaćı sady př́ıklad̊u a následně určeńı funkce zobecněné natolik, že bude platit i pro body,
které nebyly zahrnuty v trénovaćı sadě dat.

Vrat’me se opět k univerzálńı aproximačńı větě. V ńı rovněž stoj́ı, že s dostatečně
velkou śıt́ı s jednou skrytou vrstvou jsme schopni dosáhnout libovolné přesnosti. Śıt’ s jed-
nou skrytou vrstvou je tedy dostatečný předpoklad, avšak tato vrstva může nar̊ust do
enormńı š́ı̌rky a proces učeńı nemuśı proběhnout v̊ubec úspěšně. V mnoha př́ıpadech se
tedy uchylujeme k přidáńı jedné nebo i v́ıce vrstev, nebot’ ty mohou zredukovat počet
neuron̊u potřebných k aproximaci.
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2.3 Učeńı

Učeńı neuronové śıtě definujeme jako proces, při němž docháźı ke změnám parametr̊u vli-
vem prostřed́ı, ve kterém se śıt’ nacháźı. Množinu předem stanovených pravidel pro řešeńı
uč́ıćıho problému nazveme uč́ıćı algoritmus. Neexistuje však jeden unikátńı algoritmus,
který by vyhovoval každé śıti. K dispozici máme r̊uzné algoritmy lǐśıćı se ve zp̊usobu,
jakým upravuj́ı synaptické váhy neuronové śıtě.

Rozlǐsujeme dva druhy učeńı - s učitelem a bez učitele. Při prvně zmı́něném učeńı,
učitel má znalosti o prostřed́ı, které jsou reprezentovány množinou vstup̊u a jim od-
pov́ıdaj́ıćım výstup̊um. Nicméně, neuronová śıt’ podobné znalosti nemá, avšak pokud jsou
ji předloženy stejné vstupy, může porovnat sv̊uj výstup s požadovaným výstupem, který
ji poskytne učitel. Následně pak dojde k úpravě parametr̊u śıtě.

Při učeńı bez učitele neńı k dispozici žádný dohled nad pr̊uběhem učeńı a śıt’ samotná
si muśı vytvořit vlastńı zp̊usob klasifikace výstup̊u. Tento styl učeńı se v práci nadále
rozeb́ırat nebude.

Obecně existuje pět základńıch pravidel učeńı - učeńı na základě opravy chyby, na základě
práce s pamět́ı, Hebbovo, kompetitivńı a Boltzmannovo učeńı. Ve této práci budeme
využ́ıvat prvńı zmı́něné pravidlo a proto se nadále budeme věnovat pouze tomu [1].

Umělé neurony uč́ıme pomoćı tzv. opravy chyb - spoč́ıtáme rozd́ıl mezi skutečným -
požadovaným výstupem a výstupem našeho neuronu. Tento rozd́ıl nazýváme chyba učeńı.
Pokud tedy výstup našeho neuronu je neuspokojivý, dojde ke změně jeho parametr̊u.
Změna by měla být taková, abychom př́ı̌stě dosáhli lepš́ıho výstupu při předložeńı stejných
vstup̊u. Vektor parametr̊u k-tého neuronu tedy uprav́ıme následovně

θnovék = θstarék + ∆θk, (8)

kde θnové je nově obdržený vektor parametr̊u, θstaré p̊uvodńı vektor parametr̊u a ∆θ je
vektor odhadnuté změny k lepš́ımu výstupu [6].

2.3.1 Overfitting a underfitting

Hlavńı výzvou pro neuronové śıtě, stejně jako pro ostatńı algoritmy strojového učeńı, je
schopnost zobecňováńı, neboli předváděńı stejně dobrého výkonu na datech do té doby
neviděných.

Obvykle máme k dispozici tréninkovou sadu dat, ze které obdrž́ıme při učeńı tréninkovou
chybu, kterou se snaž́ıme minimalizovat. Abychom mohli posoudit schopnost zobecňováńı
naš́ı śıtě, potřebujeme ještě testovaćı sadu dat a z ńı př́ıslušnou testovaćı chybu.

Nejdř́ıve neuronové śıti předlož́ıme tréninkové data a vhodně uprav́ıme jej́ı parametry,
abychom dostatečně sńıžili tréninkovou chybu. Poté śıti předlož́ıme testovaćı data a spoč́ı-
táme testovaćı chybu, která bude ve většině př́ıpad̊u větš́ı nebo rovna té tréninkové [4].

Následně se snaž́ıme vyřešit dva problémy najednou, a to:

1. Zmenšit trénovaćı chybu.
2. Zmenšit rozd́ıl mezi trénovaćı a testovaćı chybou.

S těmito problémy souviśı pojmy underfitting a overfitting. Underfitting nastává, po-
kud náš model neńı schopen obdržet dostatečně malou trénovaćı chybu. Naopak overfitting
znamená, že rozd́ıl mezi trénovaćı a testovaćı chybou je př́ılǐs velký.
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K tomu, abychom se vyhnuli jednomu či druhému, nám slouž́ı kapacita modelu. Modely
s ńızkou kapacitou nebudou schopny adekvátně popsat trénovaćı data a modely s vysokou
kapacitou se mohou zaměřit na př́ılǐs konkrétńı znaky trénovaćıch dat a stát se zbytečně
komplexńı.

I když jednodušš́ı funkce pravděpodobněji zobecńı daný problém lépe než komplexněǰśı
funkce (zmenš́ı rozd́ıl mezi trénovaćı a testovaćı chybou), stále muśıme vybrat dostatečně
složitou funkci, abychom dosáhli malé trénovaćı chyby. Obecně plat́ı, že trénovaćı chyba
se zmenšuje, a následně se asymptoticky bĺıž́ı k minimálńı možné chybě, zat́ımco kapacita
modelu se zvětšuje. Testovaćı chyba je funkćı kapacity modelu a je konvexńı křivkou. Vše
je zachyceno na obrázku 3 [4].

Obrázek 3 – Srovnáńı trénovaćı a testovaćı chyby [4]

K porozumněńı pojmů overfittingu a underfittingu věnujme ještě následuj́ıćı odstavce.
Jelikož overfitting je daleko častěǰśı a závažněǰśı problém, zaměřme se předevš́ım na něj.
Pro lepš́ı vysvětleńı overfittingu si uvedeme jednu zaj́ımavost z historie USA:

”Do roku 1996 nebyl žádný úřaduj́ıćı americký demokratický prezidentský kandidát,
disponuj́ıćı nulovými válečnými zkušenostmi, poražen někým, jehož prvńı jméno má věťśı
hodnotu ve Scrabblu.”(Dokud Bill neporazil Boba.)

Je zřejmé, že tento fakt je zcela irelevantńı, co se týče prezidentské volby, avšak krásně
ilustruje, jak je d̊uležité vybrat ty správné faktory pro jakoukoliv předpověd’. Rovněž uka-
zuje, že predikovat pomoćı náhodných znak̊u neńı nejlepš́ı nápad, nebot’ v tomto př́ıpadě
jde o prostou náhodu. V tomto lež́ı podstata overfittingu, děláme předpovědi, které do-
konale vyhovuj́ı našim současným dat̊um, avšak nejsou dostatečně zobecněné pro š́ırš́ı
datové sety.

Overfitting je tedy snaha zachytit šum (informace bez opravdového významu) v našich
datech a donutit model, aby vyhovoval těmto malým odchylkám [7].

Ukažme si oba př́ıklady na reálných datech. Správné podchyceńı overfittingu a under-
fittingu může vést k rychleǰśımu určeńı optimálńıch hodnot hyperparametr̊u, o kterých
bude řeč později.
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Pod́ıvejme se nejdř́ıve na obrázek 4. Prozat́ım se nezabývejme jednotlivými zkratkami
a jejich významy, zaj́ımá nás, že se jedná o graf testovaćı chyby v závislosti na nějakém
hyperparametru śıtě. Žlutá křivka vykazuje jasné známky overfittingu. Testovaćı chyba
klesá jen pro malý rozsah daného parametru a následně stále roste. Ačkoliv modrá křivka
má podobný pr̊uběh, nejedná se v tomto př́ıpadě o overfitting. Ostrý nárust testovaćı
chyby zde přič́ıtáme nestabilitám při učeńı v d̊usledku vyšš́ıch hodnot daného parametru,
který, jak se dozv́ıme později, značně ovlivňuje učeńı [8].

Obrázek 4 – Ukázka overfittingu [8]

Nyńı přesuňme pozornost k obrázku 5. Underfitting lze pozorovat u obou vykreslených
křivek. Projevuje se stálým poklesem testovaćı chyby. Ideálně chceme dospět do nějaké
horizontálńı oblasti, ve které se testovaćı chyba už nebude nadále zmenšovat. Vid́ıme, že
chyba se stále zmenšuje i po 100 000 iteraćıch, i když červená křivka se pomalu ustaluje
a jen osciluje zhruba kolem hodnoty 2. Rozhodně můžeme konstatovat, že śıt’ popsaná
červenou křivkou vykazuje slabš́ı známky underfittingu [8].

Obrázek 5 – Ukázka underfittingu [8]
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2.3.2 Předzpracováńı dat

Existuje několik zp̊usob̊u, jak učeńı urychlit. Následuje stručný přehled často použ́ıvaných
metod pro zefektivněńı celého procesu.

Zamı́cháńı př́ıklad̊u
Śıt’ se nejrychleji nauč́ı z nejméně očekáváných vstup̊u. Doporučuje se vyb́ırat v každé

iteraci př́ıklad, který je nejv́ıce odlǐsný od těch ostatńıch. Jak poznáme, zda vybraný
př́ıklad poskytl v́ıce nebo méně informaćı pro naši śıt’? Jednou z možnost́ı je sledováńı
trénovaćı chyby. Pokud je relativně velká, potom v́ıme, že jsme śıti předložili př́ıklad
s větš́ım množstv́ım informaćı než v př́ıpadě, že by chyba byla malá. Je tedy logické
vyb́ırat podobné př́ıklady často, abychom naši śıt’ naučili co nejr̊uznoroděǰśı informace.

Ve většině př́ıpad̊u se snaž́ıme śıti prezentovat př́ıklady dosud neviděné, které maj́ı
největš́ı potenciál pro daľśı učeńı. Avšak můžeme taky narazit na problém. Pokud naše
data obsahuj́ı tzv. outliery (hodnoty, které se výrazně lǐśı od zbytku) neměli bychom se
podobným př́ıstupem ř́ıdit, nebot’ by se naše śıt’ nenaučila ty podstatné informace [9].

Standardizace vstup̊u
Konvergence procesu učeńı je obvykle rychleǰśı, pokud pr̊uměr v trénovaćı sadě dat

každé vstupńı proměnné je bĺızký nule. Obecně každý posun pr̊uměru vstup̊u od nuly
zapř́ıčińı update synaptických vah v určitém směru, a t́ım pádem zpomaĺı učeńı. Uvažujme
např́ıklad př́ıpad, kdy všechny vstupy jsou kladné. Pokud jsou všechny složky vstupńıho
vektoru kladné, potom složky updatovaného vektoru vah (viz rovnice (8)) budou všechny
stejného znaménka v daném uzlu. Ve výsledku tyto složky mohou zároveň bud’ všechny
r̊ust nebo všechny klesat, což je velmi neefektivńı.

Vyplat́ı se tedy posunout vstupy tak, aby jejich pr̊uměr byl bĺızký nule. Tuto heuristiku
bychom měli aplikovat v každé vrstvě, protože každá vrstva slouž́ı jako vstupńı vrstva
pro tu následuj́ıćı. S t́ımto problémem souviśı vhodný výběr aktivačńı funkce, což bude
rozebráno později.

Dvě nejčastěji použ́ıvané normalizačńı techniky jsou:

• Standardizované z-skóre

Z =
X −X
σ(X)

, (9)

• Min-max normalizace

Z =
X −min(X)

max(X)−min(X)
, (10)

kde X jsou hodnoty vstupńı proměnné, X je jejich pr̊uměr, σ(X) směrodatná od-
chylka amin(X),max(X) jsou po řadě minimálńı a maximálńı prvek dané proměnné
[10].

Kovariance
Za zmı́nku rovněž stoj́ı význam kovariance. Konvergenci učeńı můžeme urychlit, pokud

naše vstupy transformujeme tak, aby měly zhruba stejnou kovarianci Ci, kde

Ci =
1

n

n∑
p=1

(x
(p)
i )2. (11)

Zde n znač́ı počet trénovaćıch př́ıklad̊u, Ci je kovariance i-té vstupńı proměnné a xpi je i-tá
složka p-tého trénovaćıho př́ıkladu. Tato transformace urychluje učeńı, protože vyrovnává
rychlost napojeńı jednotlivých vah na vstupńı uzly [9].
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2.3.3 Optimalizace učeńı neuronových śıt́ı

Spousta algoritmů strojového učeńı zahrnuje do jisté mı́ry i optimalizaci. Snaž́ıme se mi-
nimalizovat nebo maximalizovat nějakou vektorovou funkci f(x), r̊uznými změnami x.
Funkci, kterou minimalizujeme nebo maximalizujeme, budeme nazývat chybovou funkćı
nebo také ztrátovou funkćı. Následuj́ıćı odstavce věnujme uč́ıćım algoritmům, jejichž
úkolem je zmı́něnou optimalizaci provést.

Gradientńı sestup
Začneme s metodou gradientńıho sestupu. Mějmě funkci y = f(x), x, y ∈ R. Derivaci této
funkce znač́ıme f ′(x) = dy

dx
. Ř́ıká nám, jakou změnu muśıme udělat ve vstupu, abychom

obdrželi odpov́ıdaj́ı změnu na výstupu- f(x+ η) ≈ f(x) + ηf ′(x).
Derivaci můžeme využ́ıt k minimalizaci funkce, protože nám ř́ıká, jak muśıme změnit

x abychom dosáhli menš́ıho y. Např́ıklad, v́ıme, že f(x− η sgn(f ′(x))) je menš́ı než f(x)
pro dostatečně malé η. Můžeme tedy postupně zmenšovat f(x), t́ım, že budeme po malých
kroćıch posouvat x ve směru opačného znaménka derivace. Tuto metodu nazýváme gra-
dientńı sestup.

Pro naše účely je nejd̊uležitěǰśı minimalizace funkćı s v́ıce vstupy: f : Rn → R. K to-
muto úkolu využijeme parciálńı derivace. Parciálńı derivace ∂

∂xi
f(x) vyjadřuje, jak se f

měńı v závislosti na změně pouze proměnné xi v daném bodě x. Gradient funkce f je vek-
tor obsahuj́ıćı všechny jej́ı parciálńı derivace, budeme jej značit∇xf(x). Prvek i gradientu
je tedy parciálńı derivace f podle xi.

Směrová derivace ve směru u (jednotkový vektor) je derivace funkce f(x+αu) podle α
pro α = 0. Tedy ∂

∂α
f(x+ αu) = u>∇xf(x), pro α = 0. K minimalizaci funkce f ,bychom

rádi našli směr, ve kterém se f zmenšuje nejrychleji. K tomuto můžeme využ́ıt směrovou
derivaci:

min
u,u>u=1

u>∇xf(x) = min
u,u>u=1

||u||2||∇xf(x)||2 cos β, (12)

kde β je úhel mezi u a gradientem. Pokud dosad́ıme za ||u||2 = 1 a vynecháme členy,
které nezáviśı na u, tak se nám tento problém zjednoduš́ı na

min
u

cos β, (13)

což je minimalizováno pro vektor u směřuj́ıćı opačným směrem než gradient. Funkci f
můžeme zmenšovat pohybem ve směru záporně vzatého gradientu. Tato metoda je známá
taky jako metoda největš́ıho spádu.

Metoda největš́ıho spádu nám tedy nab́ıdne nový bod x′:

x′ = x− η∇xf(x), (14)

kde η nazýváme rychlost učeńı, což je kladný skalár určuj́ıćı velikost kroku. Nejjednodušš́ı
př́ıstup je zvolit η jako malou konstantu. Jednou z možnost́ı je vyhodnotit f(x−η∇xf(x))
pro několik r̊uzných η a vybrat takové, které vyúst́ı v nejmenš́ı hodnotu chybové funkce.
Tuto metodu nazýváme line search [4].
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Stochastický gradientńı sestup
Stochastický gradientńı sestup (stochastic gradient descent - SGD) je jedńım z nejrozš́ı̌re-
něǰśıch algoritmů pro učeńı neuronových śıt́ı. Jedná se o rozš́ı̌reńı metody popsané dř́ıve.

Nejčastěǰśım problémem strojového učeńı je nezbytnost velkých trénovaćıch datových
sad, abychom dosáhli dobrého zobecněńı. Nicméně zpracováńı takových datových sad je
výpočetně náročněǰśı.

Chybová funkce použ́ıvaná v algoritmech strojového učeńı se dá rozepsat jako suma
přes všechny trénovaćı př́ıklady dané ztrátové funkce pro konkrétńı př́ıklad, tedy

E(θ) =
1

n

n∑
i=1

L(y(i),x(i),θ), (15)

kde funkce L představuje námi zvolenou ztrátovou funkci pro konkretńı př́ıklad. Pro
takovou chybovou funkci je třeba spoč́ıtat gradient

∇θE(θ) =
1

n

n∑
i=1

∇θL(y(i),x(i),θ) (16)

Uved’me si př́ıklad nejčastěji použ́ıvané ztrátové funkce, na které budeme ilustrovat
náš postup. Pokud výstup naš́ı śıtě označ́ımě ŷ(i), tak ztrátovou funkci pro konkrétńı i-tý
př́ıklad zaṕı̌seme:

L(y(i), ŷ(i)) =
1

2
(y(i) − ŷ(i))2. (17)

Pak stač́ı jen spoč́ıtat gradient chybové funkce

∇θE(θ) =
1

2n

n∑
i=1

∇θ(y(i) − ŷ(i))2. (18)

Pokuśıme se lehce nást́ınit tento výpočet. Vektor parametr̊u θ se skládá z vahw a z vychý-
leńı b. Naš́ım úkolem je spoč́ıtat parciálńı derivace ∂E

∂w
a ∂E

∂b
. Konkrétněji nás zaj́ımá, jak

se změńı hodnota chybové funkce při změně váhy wljk spojuj́ıćı neuron j v l-té vrstvě

a neuron k ve vrstvě l − 1. To samé plat́ı pro vychýleńı blj neuronu j v l-té vrstvě. Tedy

zaj́ımá nás ∂E
∂wl

jk
a ∂E
∂blj

[4].

Výpočet gradient̊u chybové funkce se nazývá backpropagation. Śıt’ upravuje své para-
metry na základě zpětně doručené chyby z výsledk̊u. Algoritmus je postaven na čtyřech
základńıch rovnićıch [3]:
• Rovnice pro výpočet chyby ve výstupńı vrstvě δM

δMj =
∂E

∂yMj
ϕ′(zMj ), (19)

kde yMj je výstup j-tého neuronu ve výstupńı vrstvě M , zMj =
∑

k w
M
jky

M−1
k + bMj .

A konkrétně pro naši ztrátovou funkci (vynecháme horńı index značeńı př́ıkladu pro
přehlednost):

δMj = (yMj − yj)ϕ′(zMj ), (20)

kde zřejmě ŷ = yM jsme zavedli kv̊uli konzistenci následného značeńı.
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Rovnici (20) můžeme přepsat maticově

δM = (yM − y)� ϕ′(zM), (21)

kde� znač́ı maticové násobeńı po složkách, tento zápis budeme už́ıvat v následuj́ıćıch
rovnićıch.

• Rovnice pro chybu δl vyjádřená pomoćı chyby následuj́ıćı vrstvy δ(l+1)

δl = ((wl+1)Tδl+1)� ϕ′(zl), (22)

kde wl+1 je matice vah pro l + 1-ńı vrstvu. Pomoćı této a předchoźı rovnice jsme
schopni vyjádřit chybu δl pro libovolnou vrstvu l śıtě.

• Rovnice pro změnu chybové funkce podle vychýleńı, nejdř́ıve zápis po složkách

∂E

∂blj
= δlj, (23)

kde se opět vyskytuje chyba δlj j-tého neuronu pro l-tou vrstvu. Maticový zápis pak
vypadá takto

∂E

∂bl
= δl (24)

• Rovnice pro změnu chybové funkce v závislosti na libovolné váze

∂E

∂wljk
= yl−1

k δlj, (25)

což můžeme přehledněji zapsat

∂E

∂wl
= yl−1δl (26)

Dı́ky výše zmı́něným rovnićım můžeme podrobněji prozkoumat proces učeńı. Všimněme
si třeba, že pokud v rovnici (26) výstup z předchoźı vrstvy yl−1 je velmi malý, yl−1 ≈ 0,
potom také gradient ∂E

∂wl bude malý. V takovém př́ıpadě hovoř́ıme o pomalém učeńı, nebot’

nedocháźı ke větš́ım změnám v hodnotách vah.
Podobným zp̊usobem můžeme prozkoumat i daľśı rovnice. Pod́ıvejme se např́ıklad

na rovnici (21), konkrétněji na výraz ϕ′(zM). Pro lepš́ı ilustraci si vybereme konkrétńı
aktivačńı funkci a to sigmoid. Tato funkce je téměř konstantńı pro ϕ(zM) ≈ 0 nebo
ϕ(zM) ≈ 1. Pokud tak nastane, obdrž́ıme ϕ′(zM) ≈ 0. A tedy váhy ve výstupńı vrstvě
se budou učit velmi pomalu, nebot’ došlo k tzv. saturaci výstupńıch neuron̊u. Podobné
závěry plat́ı i pro vychýleńı výstupńıch neuron̊u.

Stejně tak můžeme odvodit, co se děje v předchoźıch vrstvách. Zaměřme se na výraz
ϕ′(zl) v rovnici (22). Pokud se neurony v l-té vrstvě bĺıž́ı saturaci, pak δl bude nabývat
malých hodnot a t́ım pádem veškeré př́ıchoźı váhy do saturovaného neuronu se budou učit
pomalu.
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Zde vid́ıme, že saturace neuron̊u představuje problém pro učeńı. Snaž́ıme se tedy
vybrat takovou aktivačńı funkci, jej́ıž derivace je vždy kladná a neńı bĺızká nule. Vol-
bou podobné aktivačńı funkce se vyhneme problémům saturace. Konkrétńımi aktivačńımi
funkcemi se budeme zabývat v nadcházej́ıćıch kapitolách [3].

Vrat’me se nyńı na úplný začátek této sekce. Ukázali jsme si, jak vypoč́ıtat gradient
chybové funkce ∇θE(θ), což potřebujeme pro algoritmus gradientńıho sestupu a následně
stochastického gradientńıho sestupu.

Gradientńı sestup pracuje na základě úpravy svých parametr̊u po projit́ı všech trénovaćıch
př́ıklad̊u, index t znač́ı časový krok, tedy

θt+1 = θt − η
1

n

n∑
i=1

∇θL(y(i),x(i),θ) (27)

Celkový počet operaćı je O(n). Pokud trénovaćı sada dat nabývá přes miliony př́ıklad̊u,
tak čas na výpočet jednoho gradientńıho kroku se stává poněkud zdlouhavý.

Proto většinou použ́ıváme stochastický gradientńı sestup. Tento algoritmus v každém
časovém kroku vybere náhodně jeden př́ıklad, který využije k úpravě svých parametr̊u

θt+1 = θt − η∇θL(y(p),x(p),θ), (28)

kde p znač́ı náhodně vybraný př́ıklad v každé iteraci.
Obecný gradientńı sestup se obecně považuje za pomalý a nespolehlivý algoritmus.

Nedokáže ani zaručit, že skonč́ıme v lokálńım minimu za rozumnou dobu, nicméně často
dokáže naj́ıt dostatečně malou hodnotu chybové funkce pro to, aby byl užitečný.

Stochastický gradientńı sestup má spoustu d̊uležitých využit́ı i mimo učeńı neuro-
nových śıt́ı. Je hlavńım zp̊usobem pro trénováńı velkých lineárńıch model̊u na obrovských
datových sadách. Pro model pevné velikosti, počet operaćı jednoho updatu SGD nezáviśı
na počtu trénovaćıch př́ıklad̊u n. Počet iteraćı potřebných ke konvergenci algoritmu se
obvykle zvyšuje s rostoućı sadou tréninkových dat. Nicméně pro n bĺıž́ıćı se nekonečnu
algoritmus bude konvergovat k nejlepš́ı možné testovaćı chybě ještě předt́ım, než mu bu-
dou předloženy všechny př́ıklady z trénovaćı sady. A tedy daľśı zvyšováńı n nepovede ke
zvyšeńı trénovaćı doby potřebné k dosáhnut́ı nejlepš́ı možné testovaćı chyby [4].

Moment
SGD má problém s konvergenćı v oblastech, kde plocha chybové funkce je daleko v́ıc př́ıkrá
v jedné dimenzi než v ostatńıch, tedy v oblastech kolem lokálńıho optima. V takových
situaćıch SGD osciluje např́ıč těmito oblastmi a jen velmi pomalu se posunuje k optimu,
viz následuj́ıćı obrázek.

Obrázek 6 – Porovnáńı SGD s momentem a bez momentu [11]
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Užit́ım momentu urychĺıme algoritmus ve správném směru a oslab́ıme oscilace, jak
lze vidět na obrázku výše. Zavedeme nový parametr - rychlost1 a označ́ıme ji v. Pro
algoritmus s momentem tedy můžeme zapsat následuj́ıćı update pravidla

vt+1 = αvt − η∇θE(θ) (29)

θt+1 = θt + vt+1, (30)

kde α ∈ [0, 1), vyjadřuje jak rychle vymiźı př́ıspěvky předchoźıch gradient̊u. Obvykle
voĺıme hodnotu kolem 0,9 [4].

Zjednodušeně si tuto metodu můžeme představit jako mı́č, jenž se kutáĺı z kopce. Mı́č
nab́ırá moment setrvačnosti a kutáĺı se stále rychleji a rychleji. To samé lze pozorovat
u prvńı rovnice. Moment se zvětšuje pro dimenze, ve kterých gradienty směřuj́ı ve stejném
směru a zmenšuje se pro dimenze, ve kterých gradienty měńı směr. Ve výsledku obdrž́ıme
rychleǰśı konvergenci a nižš́ı oscilace [11].

Nester̊uv moment
Předchoźı algoritmus jsme přirovnali ke kutálej́ıćımu se mı́či, avšak tento mı́č se jen slepě
kutáĺı z kopce a netuš́ı, co je před ńım. Chceme tedy ,,chytřeǰśı”mı́č, takový, který bude
vědět, kdy zpomalit, protože po kopci dol̊u může následovat kopec nahoru.

Podobnou myšlenku zachycuje algoritmus Nesterova zrychleného gradientu (NAG -
Nesterov accelerated gradient). Opět využijeme momentového výrazu αvt z předchoźıho
algoritmu, d́ıky kterému pohybujeme s parametry θ. NAG však nav́ıc pracuje s výrazem
θ − αvt, který nám udá př́ı̌st́ı přibližnou polohu parametr̊u θ.

Nyńı nám stač́ı spoč́ıtat gradient chybové funkce, ne vzhledem k současné poloze
parametr̊u, ale vzhledem k přibližné budoućı poloze, tedy

vt+1 = αvt − η∇θE(θ − αvt), (31)

θt+1 = θt + vt+1. (32)

Rozd́ıl mezi oběma momentovými algoritmy vid́ıme na obrázku 7. Obyčejný momentový
algoritmus nejdř́ıve spoč́ıtá současný gradient (malá modrá šipka) a pak provede velký
skok ve směru nového gradientu (velká modrá šipka). Nester̊uv algoritmus nejdř́ıv provede
velký skok ve směru předchoźıho gradientu (velká hnědá šipka), změř́ı nový gradient
a provede mı́rnou korekci (zelená šipka). Tento algoritmus nám zabráńı postupovat př́ılǐs
rychle a také vede k lepš́ı schopnosti reagovat na daľśı vstupy [11].

Obrázek 7 – Porovnáńı momentových algoritmů [11]

1Můžeme jej rovněž označit jako moment, nebot’ moment poč́ıtáme jako hmotnost násobenou rychlost́ı
a v tomtu algoritmu předpokládáme jednotkovou hmotnost [4].
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AdaGrad
Tento algoritmus narozd́ıl od předchoźıho nepracuje s fixně danou rychlosti učeńı pro
všechny parametry, ale pr̊uběžně ji měńı, a to v závislosti na daném parametru θi a také
v závislosti na iteračńım kroku t. Pro přehlednost položme gt,i rovno gradientu chybové
funkce E vzhledem k parametru θi v iteraci t:

gt,i = ∇θtE(θt,i). (33)

Update pravidla pro jednotlivé parametry θi v dané iteraci t pak můžeme zapsat jako

θt+1,i = θt,i − ηgt,i. (34)

V tomto update pravidle, algoritmus AdaGrad upravuje obecnou rychlost učeńı v každém
iteračńım kroku t pro každý parametr θi na základě na minulých gradient̊u, které byly
spoč́ıtany pro θi

θt+1,i = θt,i −
η√

Gt,ii + ε
gt,i, (35)

kdeGt ∈ Rd×d je diagonálńı matice, jej́ıž prvky (i, i) jsou rovny součtu gradient̊u vzhledem
k θi umocněných na druhou až do iterace t. Konstanta ε slouž́ı jako vyhlazovaćı prvek,
který zabraňuje děleńı nulou (voĺıme např́ıklad 10−8).

Předchoźı rovnici tedy můžeme přepsat pomoćı vektorového zápisu

θt+1 = θt −
η√
Gt + ε

� gt, (36)

kde � znač́ı násobeńı po složkách.
Hlavńı výhodou AdaGradu je, že nemuśıme ručně ladit rychlost učeńı, nejčastěji

zvoĺıme výchoźı hodnotu 0,01 a tu ponecháme.
Naopak nevýhodou je akumulace umocněných gradient̊u ve jmenovateli. Každý pr-

vek, který přičteme je kladný, a tud́ıž součet v pr̊uběhu tréninku stále roste. To vyúst́ı
k infinitizemálńımu zmenšeńı rychlosti učeńı a tedy neschopnosti algoritmu źıskat nové
znalosti [11].

AdaDelta
Tento algoritmus se snaž́ı eliminovat hlavńı nedostatek AdaGradu, a to monotónně kle-
saj́ıćı rychlost učeńı. Mı́sto akumulace všech předchoźıch gradient̊u umocněných na dru-
hou, AdaDelta se omezuje pouze na pevně dané rozmeźı r naakumulovaných předchoźıch
gradient̊u.

Namı́sto neefektivńıho ukládáńı r předchoźıch umocněných gradient̊u, je suma gradi-
entu rekurzivně definována jako rozkládaj́ıćı se pr̊uměr všech minulých gradient̊u umocněných
na druhou. Klouzavý pr̊uměr pMA[g2]t v časovém kroku t pak pouze záviśı na předchoźım
pr̊uměru a současném gradientu.

pMA[g2]t = αpMA[g2]t−1 + (1− α)g2
t , (37)

kde α je, podobně jako u momentové metody, konstanta rozkladu, nejčastěji voĺıme kolem
0,9.
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Pro přehlednost ještě rozeṕı̌seme naše update pravidla na dvě rovnice

∆θt = −ηgt, (38)

θt+1 = θt + ∆θt. (39)

Následně se věnujme úpravě rovnice (38). Tato rovnice pro algoritmus AdaGrad vypadá
následovně

∆θt = − η√
Gt + ε

� gt. (40)

Nyńı stač́ı pouze nahradit diagonálńı matici Gt rozkládaj́ıćım se pr̊uměrem přes minulé
gradienty pMA[g2]t

∆θt = − η√
pMA[g2]t + ε

gt. (41)

Zde však vid́ıme, že jmenovatel je odmocnina středńı kvadratické odchylky (RMS) gradi-
entu, a proto

∆θt = − η

RMS[g]t
gt. (42)

Nicméně v tomto update pravidle si jednotky neodpov́ıdaj́ı. Abychom to ukázali, muśıme
nejdř́ıve definovat daľśı exponenciálně se rozkládaj́ıćı pr̊uměr, tentokrát však přes jednot-
livé updaty parametr̊u

pMA[∆θ2]t = αpMA[∆θ2]t−1 + (1− α)∆θ2
t . (43)

Poté odmocnina středńı kvadratické odchylka má tvar

RMS[∆θ]t =
√
pMA[∆θ2]t + ε. (44)

Jelikož RMS[∆θ]t neznáme, aproximujeme tuto hodnotu odmocninou kvadratické od-
chylky všech updat̊u parametr̊u do předchoźıho časového kroku. Konečně, nahrazeńım η
v (42) výrazem RMS[∆θ]t−1, dostane AdaDelta update pravidlo

∆θt = −RMS[∆θ]t−1

RMS[g]t
gt (45)

θt+1 = θt + ∆θt (46)

Vid́ıme, že při použit́ı AdaDelta algoritmu nemuśıme ani nastavovat rychlost učeńı, nebot’

byla eliminována z update pravidla [11],[12].

RMSprop
Algoritmy RMSprop a AdaDelta byly oba odvozeny ve stejné době nezávisle na sobě.
Update pravidla tohoto algoritmu jsou identická rovnici (41) u algoritmu AdaDelta a tedy
algoritmus RMSprop vypadá následovně [11]

θt+1 = θt −
η√

pMA[g2]t + ε
gt. (47)
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Adam
Metoda odhadu adaptivńıho momentu je daľśı metodou, která poč́ıtá adaptivńı rych-
losti učeńı pro jednotlivé parametry. Krom toho, že ukládá exponenciálně se rozkládaj́ıćı
pr̊uměr předchoźıch umocněných gradient̊u ut, jako např. AdaDelta, Adam také ukládá
exponenciálně se rozkládaj́ıćı pr̊uměr předchoźıch neumocněných gradient̊u, jako např.
momentová metoda.

mt = β1mt−1 + (1− β1)gt, (48)

ut = β2ut−1 + (1− β2)g2
t , (49)

kde mt a ut jsou odhady prvńıho momentu (středńı hodnoty), respektive druhého mo-
mentu (rozptylu) gradient̊u. Jelikož inicializujeme mt a ut jako nulové vektory, bylo
zjǐstěno, že spoč́ıtáné odhady nejsou nestranné, obzvláště př́ı začátku učeńı a pokud hod-
noty β1,2 jsou malé.

Proto byla zavedeny následuj́ıćı korekce

m̂t =
mt

1− βt1
, (50)

ût =
ut

1− βt2
. (51)

Tyto korekce následně využijeme pro definováńı update pravidla pro Adam algoritmus

θt+1 = θt −
η√
ût + ε

m̂t. (52)

Autoři této metody doporučuj́ı nastavit výchoźı hodnoty jako β1 = 0,9, β2=0,999, ε=10−8.
Rovněž ukázali, že tento algoritmus pracuje bez obt́ıž́ı v praxi a jeho výkon v porovnáńı
s ostatńımi algoritmy je v́ıce než uspokojivý [11],[13].

AdaMax
Jedná se o modifikaci algoritmu Adam. Člen ut v update pravidla Adam algoritmu
upravuje gradient nepř́ımo úměrně `2 normě předchoźıch gradient̊u (skrze výraz ut−1)
a současného gradientu |gt|2

ut = β2ut−1 + (1− β2)|gt|2. (53)

Výše zmı́něné pravidlo můžeme zobecnit pomoćı `p normy

ut = βp2ut−1 + (1− βp2)|gt|p. (54)

Normy pro vysoké hodnoty p obecně bývaj́ı numericky nestabilńı, proto se v praxi využ́ıvaj́ı
hlavně `1 a `2 normy. Nicméně `∞ norma také obecně prokazuje stabilńı chováńı. Z tohoto
d̊uvodu byl sestaven algoritmus AdaMax a jeho autoři ukázali, že ut s `∞ normou kon-
verguje k následuj́ıćı v́ıce stabilńı hodnotě. Aby nedošlo ke zmateńı s algoritmem Adam,
zavedeme značeńı µt pro ut s `∞ normou

µk = β∞2 ut−1 + (1− β∞2 )|ut|∞ (55)

= max(β2ut−1, |gt|). (56)
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Nyńı nám stač́ı v update pravidle pro Adam algoritmus, nahradit člen
√
ût + ε výše

vyjádřeným µt a obdrž́ıme update pravidlo pro AdaMax

θt+1 = θt −
η

µt
m̂t (57)

Doporučuje se volit výchoźı hodnoty η = 0, 002, β1 = 0, 9 a β2 = 0, 999 [13],[11].

Porovnáńı algoritmů učeńı
Chováńı jednotlivých algoritmů popisuje následuj́ıćı obrázek. Na obrázku 8 vid́ıme kon-
turový graf tzv. Bealovy funkce. Jsou zde vykresleny cesty, jimiž se vydaly jednotlivé
algoritmy ze stejného počátečńıho bodu (označen červenou hvězdičkou). Všimněme si,
že AdaDelta, AdaGrad a RMSprop okamžitě zamı́̌rily správným směrem a konvergovaly
zhruba stejně rychle do minima (znázorněno černou hvězdičkou). Na druhou stranu u obou
momentových algoritmů můžeme pozorovat zmı́něné chováńı kutálej́ıćıho se mı́če, s t́ım,
že NAG algoritmus dosahuje minima dř́ıve. Obyčejný SGD algoritmus nedosáhl minima
a jeho rychlost konvergence je rovněž nejpomaleǰśı.

Existuje však suverénně nejlepš́ı algoritmus, který by se vyplatilo použ́ıvat v každé
situaci? Bohužel, nemůžeme tvrdit, že by existoval jasně dominuj́ıćı algoritmus. Ukazuje
se, že algoritmy s adaptivńı rychlosti učeńı předvád́ı často lepš́ı výkony, avšak populárńı
jsou stále i ostatńı algoritmy. Ve výsledku tedy předevš́ım zálež́ı na uživatelově zkušenosti
s daným algoritmem a na osobńıch preferenćıch [11], [4].

Obrázek 8 – Porovnáńı optimalizačńıch algoritmů [11]
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2.3.4 Překážky při optimalizaci neuronových śıt́ı

V této části se pod́ıváme na možné problémy, na které lze narazit při optimalizaci naš́ı
neuronové śıtě. Optimalizace ve strojovém učeńı je obt́ıžný úkol, kterému se většinou je
možno vyhnout vhodnou volbou chybové funkce. Ideálně bychom chtěli řešit konvexńı
optimalizačńı problém, avšak při trénováńı neuronových śıt́ı se potýkáme obecně s nekon-
vexńımi problémy.

Špatná podmı́něnost
Konkrétněji tedy špatně podmı́něná Hessova matice H (v́ıce o Hessově matici v př́ıloze
A), bývá rozš́ı̌reným problémem v r̊uzných numerických optimalizaćıch, at’ už konvexńıch
nebo nekonvexńıch. Špatná podmı́něnost Hessovy matice v SGD algoritmu může vést
k tomu, že i velmi malé kroky budou zvyšovat chybovou funkci namı́sto zmenšováńı.

V př́ıloze A nalezneme lehce upravenou rovnici (105) pro Taylor̊uv rozvoj f(x),

f(x0 − ηg) ≈ f(x0)− ηg>g +
1

2
η2g>Hg. (58)

Zaj́ımaj́ı nás předevš́ım posledńı dva členy na pravé straně aproximace. Špatná podmı́něnost
gradientu představuje problém, pokud

1

2
η2g>Hg − ηg>g > 0. (59)

Abychom určili, zda špatná podmı́něnost škod́ı neuronové śıti, můžeme sledovat normy
výraz̊u g>g a g>Hg umocněné na druhou. V mnoha př́ıpadech se norma gradientu
výrazně nezmenšuje v pr̊uběhu učeńı, avšak výraz g>Hg roste o v́ıce než velikost řádu.
Výsledkem pak je pomalé učeńı, navzdory př́ıtomnosti velmi silného gradientu [4].

Jaké jsou možné př́ıčiny vzniku špatně podmı́něné Hessovy matice? Je jich hned
několik, uvedeme si pár př́ıklad̊u, včetně jejich možné nápravy [14]:
• Různé rozptyly ve vstupńıch proměnných. Tento problém sprav́ıme vyděleńım každé

vstupńı proměnné jej́ı směrodatnou odchylkou.
• Nı́zká hodnota variačńıho koeficientu. Ke zbaveńı tohoto problému nám stač́ı odeč́ıst

středńı hodnotu vstupńı proměnné od všech jejich hodnot.
• Vysoká korelace mezi vstupńımi proměnnými. Tohoto problému se zbav́ıme orto-

normalizaćı vstupńıch proměnných. Poznamenejme, že ortogonálńı prvky muśı být
standardizovány jako v prvńım bodě.
• Nı́zké váhy mezi vstupńı a skrytou vrstvou. Zde může pomoci zahrnout do śıtě př́ımé

spojeńı mezi vstupem a výstupem, abychom se postarali o možné lineárńı vztahy,
zat́ımco se skryté vrstvy mohou zcela zaměřit na nelinearity.
• Nı́zké váhy mezi skrytou a výstupńı vrstvou. Algoritmus se doporučuje zač́ıt s malým

počtem skrytých neuron̊u a postupně je přidávat, až když jsou potřeba.
• Minima v nekonečnu. V pr̊uběhu učeńı se často stává, že váhy mezi skrytou a výstup-

ńı vrstvou se přibližuj́ı nekonečnu, zat́ımco váhy mezi vstupńı a skrytou vrstvou se
bĺıž́ı k nule. Stač́ı však použ́ıt nějakou regularizačńı metodu, např. váhový rozklad,
na váhy mezi výstupem a skrytou vrstvou.

Ačkoliv je d̊uležité zvažovat špatnou podmı́něnost při řešeńı problémů pomoćı neuro-
nových śıt́ı, naš́ım hlavńım zájmem je přesnost výstup̊u (a celkové zobecněńı), nikoliv
však přesnost vah. Často je možné źıskat přesné výstupy bez přesných vah, nebot’ v pod-
statě špatná podmı́něnost znamená, že velké změny ve váhách budou mı́t pouze malý
dopad na chybovou funkci.
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Lokálńı minima
Jedńım z předńıch znak̊u konvexńı optimalizace je fakt, že ji lze zjednodušit na hledáńı

lokálńıho minima. Jakmile najdeme lokálńı minimum, tak v́ıme, že se jedná i o globálńı
minimum. Některé konvexńı funkce maj́ı mı́sto jednoho lokálńıho minima konstantńı plo-
chou oblast, avšak jakýkoliv bod z této oblasti je akceptovatelné řešeńı.

V př́ıpadě nekonvexńı optimalizace, což jsou neuronové śıtě, můžeme naj́ıt hned několik
lokálńıch minim. V př́ıpadě hlubokých śıt́ı máme téměř zaručeno, že počet lokálńıch minim
bude četný. Nicméně, ani tento fakt nemuśı nutně představovat problém. Původem vzniku
těchto lokálńıch minim je tzv. problém rozpoznatelnosti modelu. Řekneme, že model je
rozpoznatelný, pokud dostatečně velká trénovaćı sada dat dokáže vyloučit všechny volby
parametr̊u modelu krom jediného. Neuronové śıtě a podobné modely však nejsou roz-
poznatelné. Uvedeme př́ıklad, uvažujme neuronovou śıt’, ve které uprav́ıme prvńı vrstvu
následovně - př́ıchoźı vektor vah pro neuron i zaměńıme s vektorem pro neuron j a to
stejné provedeme i pro odchoźı vektory. Pokud máme śıt’ sm vrstvami a v každé n neuron̊u,
pak existuje n!m zp̊usob̊u jak uspořádat skryté neurony. Tento druh nerozpoznatelnosti
je znám taky jako symetrie váhového prostoru.

Tento problém a jisté daľśı znamenaj́ı, že v chybové funkci neuronové śıtě může existo-
vat nekonečně mnoho lokálńıch minim. Nicméně, všechna tato minima, pocházej́ıćı z ne-
rozpoznatelnosti modelu, jsou ekvivalentńı, co se týče hodnoty chybové funkce. Tud́ıž tato
lokálńı minima nejsou zcela nekonvexńım problémem.

Lokálńı minima mohou představovat problém, pokud hodnota chybové funkce v těchto
bodech je vysoká v porovnáńı s globálńım minimem. Tato minima jsou problémem pro
optimalizaci pomoćı gradientńıho sestupu, obzvláště pokud jsou ve větš́ım množstv́ı.

Na druhou stranu, z̊ustává stále otevřenou otázkou kolik doopravdy se takových minim
ve většině śıt́ı vyskytuje v praxi a zda-li na ně v̊ubec optimalizačńı algoritmy naraźı. Dlou-
hou dobu se věřilo, že lokálńı minima jsou nejzákladněǰśım a nejčastěǰśım problémem op-
timalizace neuronových śıt́ı, avšak posledńı dobou se ukazuje, že tomu tak nutně neńı [4].
Současná domněnka zńı, že lokálńı minima, v dostatečně velkých neuronových śıt́ıch, maj́ı
malou hodnotu chybové funkce. Nav́ıc neńı tendenćı hledat opravdové globálńı minimum,
ale sṕı̌s naj́ıt bod v prostoru parametr̊u s malou, ne nutně minimálńı, hodnotou chybové
funkce.

Jednou z možnost́ı, jak přij́ıt na to, jestli v naš́ı śıti lokálńı minima zp̊usobuj́ı problémy,
je vykreslit si pr̊uběh normy gradientu. Pokud se norma nezmenš́ı na nevýraznou velikost,
poté v́ıme, že lokálńı minima problémem nejsou. Toto ověřeńı může však být poněkud
obt́ıžné v prostorech vyšš́ı dimenze [4].

Zaj́ımavá studie na toto téma byla publikována v roce 2015 [15]. Bylo zkoumáno
rozložeńı hodnot chybové funkce pro model spinového skla a neuronové śıtě např́ıč 1000
experimenty. Pokud se zaměř́ıme na graf v obrázku 9, vid́ıme, že pro malý počet skrytých
vrstev źıskáme lokálńı minima s relativně vyšš́ı ztrátou, která jsou poněkud nekonzistentńı
např́ıč experimenty. Na druhou stranu, pro śıtě s vysokým počtem skrytých vrstev vid́ıme
velkou koncentraci lokálńıch minim kolem menš́ı hodnoty ztrátové funkce, neboli rozptyl
ztrát klesá s rostoućım počtem skrytých vrstev.

Toto zjǐstěńı naznačuje, že uv́ıznut́ı v lokálńım minimu je opravdový problém pro malé
śıtě, který však s rostoućı velikosti śıtě ztráćı na významnosti.
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Výše zmı́něné výsledky znamenaj́ı, že spoč́ıtaná řešeńı jsou s rostoućım počtem skrytých
vrstev téměř ekvivalentńı, co se týče tréninkové chyby. Zbývá otázka, jak se tento fakt
promı́tne do testovaćı chyby? Aby to mohli posoudit, autoři spoč́ıtali korelaci mezi tréno-
vaćı a testovaćı ztrátou pro každou velikost śıtě, viz grafy na obrázku 10. Je patrné, že
korelace těchto dvou chyb se zmenšuje s rostoućı velikost́ı śıtě. Jedná se tedy o daľśı
náznak, že nalezeńı přesného globálńıho minimuma má jen omezený užitek v souvislosti
se schopnost́ı śıtě zobecňovat.

Obrázek 9 – Četnost ztrát v závislosti na počtu skrytých vrstev [15]

Obrázek 10 – Korelace mezi testovaćı a trénovaćı chybou [15]
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Sedla a jiné ploché oblasti
Pro spoustu nekonvexńıch funkćı vyšš́ıch dimenźı, lokálńı minima (maxima) jsou poměr-

ně vzácným úkazem ve srovnáńı s jiným typem bod̊u s nulovým gradientem - sedlem.
Některé body v okoĺı sedla maj́ı vyšš́ı hodnotu chybové funkce, zat́ımco jiné nižš́ı. V tomto
bodu má Hessova matice kladné i záporné vlastńı č́ısla, body lež́ıćı podél vlastńıch vektor̊u
odpov́ıdaj́ıćıch kladným vlastńım č́ısl̊um maj́ı větš́ı hodnotu chybové funkce a naopak.

U specifických funkćı můžeme pozorovat zvláštńı chováńı: v prostorech nižš́ı dimenze
se lokálńı minima vyskytuj́ı běžně, zat́ımco ve vyšš́ı dimenzi se častěji vyskytuj́ı sedlové
body. Pro takovou funkci f : Rn → R, poměr počtu sedlových bod̊u k počtu lokálńıch
minim roste exponenciálně s n.

Pro tyto funkce dále plat́ı, že vlastńı č́ısla Hessovy matice budou pravděpodobněji
kladná, když se dostaneme do oblasti s ńızkou hodnotou chybové funkce. Z tohoto lze
vyvodit, že lokálńı minima pravděpodobněji budou mı́t nižš́ı hodnotu chybové funkce než
vyšš́ı. Pro sedlové body plat́ı přesný opak.

Otázkou je, zda můžeme vidět podobné děńı i v neuronových śıt́ıch? Několik studíı
v posledńıch deśıtkách let naznačuje, že ano [4]. Bylo teoreticky i experimentálně zjǐstěno,
že se v neuronových śıt́ıch vyskytuj́ı chybové funkce s velkým počtem sedlových bod̊u.
Proto nás zaj́ımá, jaké implikace z tohoto plynou pro proces učeńı. Pro gradientńı algo-
ritmus je situace poněkud nejasná. Gradient může často nabývat malých hodnot v okoĺı
sedlových bod̊u. Na druhou stranu, empiricky se ukazuje, že ve většině př́ıpad̊u se algorit-
mus dokáže z těchto bod̊u dostat pryč. Rovněž bylo ukázáno, že časově spojitý gradientńı
sestup je dokonce analyticky odpuzován než přitahován okolńım sedlovým bodem, avšak
situace může být odlǐsná pro vyloženě praktické využit́ı.

Srázy a exploduj́ıćı gradienty
Ve v́ıcevrstvých neuoronových śıt́ıch se často vyskytuj́ı extrémně př́ıkré oblasti, po-

dobné sráz̊um. Jsou výsledkem násobeńı několika vysokých váhových vektor̊u po sobě. Na
této struktuře se krok gradientńıho algoritmu může ,,katapultovat”hodně daleko, obvykle
zcela mimo srázovou strukturu.

Sráz může představovat problém, at’ už se k němu přibĺıž́ıme zhora, anebo zespodu.
Naštěst́ı se mu lze vyhnout pomoćı jisté heuristiky. Gradientńı algoritmus neurčuje op-
timálńı velikost kroku, nýbrž jen jeho směr v infinitezimálńı oblasti. Pokud algoritmus
chce provést až přiĺı̌s velký krok, zasáhneme s heuristikou, která omeźı tuto velikost [4].
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2.4 Hyperparametry neuronových śıt́ı

Neuronové śıtě, podobně jako spousta daľśıch algoritmů strojového učeńı, vysoce zaviśı na
konkrétńı počátečńı inicializaci jejich tzv. hyperparametr̊u neboli specifických charakte-
ristikách dané śıtě, což je např́ıklad konkrétńı architektura śıtě, rychlost učeńı, aktivačńı
funkce, regulačńı parametry, optimalizačńı algoritmus a jiné. Ve spoustě algoritmů deep
learningu počet hyperparametr̊u bez problémů překroč́ı č́ıslo 10. Výběr hodnot těchto
parametr̊u je ekvivalentńı otázce výběru modelu, mám-li množinu uč́ıćıch algoritmů, jak
vybrat ten nejvhodněǰśı?

Definujeme tedy hyperparametr uč́ıćıho algoritmu jako proměnnou, jej́ıž hodnotu na-
stav́ıme před aplikaćı samotného algoritmu na zkoumané data, jedná se o proměnnou,
kterou nenastavuje vybraný algoritmus. Můžeme se na hyperparametry d́ıvat jako na
kontrolńı otočný knofĺık naš́ı śıtě.

Uč́ıćı algoritmy se skládaj́ı ze dvou prvk̊u. Prvńı je model nebo trénovaćı kritérium,
konkrétńı chybová funkce, kterou chceme následně minimalizovat a druhý je postup pro
optimalizaci tohoto kritéria. A tedy hyperparametry rozlǐsujeme, zaprvé jako hyperpara-
metry spojené s optimalizaćı a zadruhé hyperparametry spojené se samotným modelem
[16].

2.4.1 Hyperparametry spojené s modelem

Aktivačńı funkce
Než budou uvedeny samotné př́ıklady aktivačńıch funkćı, zaměř́ıme se na jejich vlastnosti.
Úlohou aktivačńı funkce je vnést do neuronové śıtě nelinearitu, a t́ım pádem j́ı umožnit
řešit složitěǰśı problémy. Nepochybně proto muśıme požadovat, aby tato funkce byla
nelineárńı. Daľśım požadavkem je spojitá diferencovatelnost, která zaručuje stabilněǰśı
pr̊uběh jistých optimalizačńıch algoritmů. Ze stejného d̊uvodu rovněž vyb́ıráme funkce,
které jsou monotónně neklesaj́ıćı.

Dále je třeba rozlǐsovat, zda danou aktivačńı funkci je možno využ́ıt ve skryté vrstvě
anebo ve výstupńı vrstvě. Funkce ve skryté vrstvě většinou nemaj́ı velká omezeńı, zat́ımco
ve výstupńı vrstvě ano. Pokud řeš́ıme klasifikačńı problém pomoćı neuronových śıt́ı, vy-
plat́ı se využ́ıvat funkce sigmoid a softmax, zat́ımco u regresńıch problémů nejčastěji
využ́ıváme identitu [17].

Pod́ıvejme se na krátký výčet možných funkćı [18],[4]:
• Sigmoid

ϕ(x) =
1

1 + e−x
(60)

V minulosti se použ́ıval hlavně d́ıky jasné interpretaci, kdy je daný neuron aktivńı či
neaktivńı. Nicméně v dnešńı době už se nevyuž́ıvá předevš́ım ze dvou d̊uvod̊u. Bez
větš́ıch detail̊u jen zmiňme, že d́ıky svým vlastnostem v oblasti, kde funkčńı hod-
noty nabývaj́ı témeř 1 nebo 0, je nevhodný pro učeńı pomoćı tzv. backpropagation.
Rovněž výstupy této funkce nemaj́ı středńı hodnotu rovnu 0, což opět negativně
ovlivňuje proces učeńı.
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• Hyperbolický tangens
ϕ(x) = tanh(x) (61)

Narozd́ıl od sigmoidu, výstupem této funkce jsou hodnoty v intervalu 〈-1,1〉. Nicméně
se potýká s podobným problémem jako jeho předch̊udce a tedy taky neńı ideálńım
kandidátem pro stejný styl učeńı.

• ReLU
ϕ(x) = max(0, x) (62)

Usměrněná lineárńı funkce se v posledńıch letech těš́ı velké popularitě. Nepotýká se
s problémy jako dvě předchoźı funkce a nav́ıc je méně náročná na výpočetńı śılu,
nebot’ neobsahuje žádné exponenciálńı funkce. Jednou z nevýhod však je fakt, že
při učeńı śıtě s touto aktivačńı funkćı mohou neurony ,,zemř́ıt”- nebudou nikdy ak-
tivovány, a tud́ıž nebudou přisṕıvat k procesu učeńı.

• Propustná ReLU

ϕ(x) =

{
1, x < 0,

αx+ 1, x ≥ 0.
(63)

Modifikaćı předchoźı funkce dostaneme propustnou usměrněnou lineárńı funkci,
která má být řešeńım k problému usměrněné lineárńı funkce. V jistých př́ıpadech je
efektivněǰśı volbou než obyčejná ReLU, ale bohužel se nejedná vždy o konsistentńı
výsledky.

• Softmax

ϕ(x) = softmax(x)i =
exi∑
j e

xj
(64)

Softmax funkce se nejčastěji použ́ıvá ve výstupńı vrstvě klasifikátor̊u s v́ıce než
dvěmi tř́ıdami. Představuje distribuci pravděpodobnosti pro n r̊uzných tř́ıd. Z hle-
diska neurovědy poskytuje tato funkce zaj́ımavý pohled. Dá se totiž o ńı uvažovat
jako o vytvořeńı určité ,,soutěže”mezi neurony, nebot’ suma výstupu této funkce je
vždy rovna 1 a tedy, pokud dojde ke zvýšeńı hodnoty u jednoho neuronu, nutně
muśı doj́ıt ke sńıžeńı hodnoty u jiného neuronu.

• Funkce identita
ϕ(x) = x (65)

Ačkoliv na začátku této sekce bylo uvedeno, že nás zaj́ımaj́ı nelineárńı funkce,
tak i lineárńı funkce maj́ı sv̊uj význam mezi aktivačńımi funkcemi. Využijeme ji
předevš́ım ve výstupńı vrstvě u regresńıch problémů, kdy požadujeme, aby celkový
výstup śıtě dokázal aproximovat jakékoliv reálné č́ıslo a nezaj́ımaj́ı nás rozděleńı
pravděpodobnosti jako u předchoźıho př́ıkladu.

28



Počet skrytých neuron̊u
Každé vrstvě v hluboké neuronové śıtě můžeme určit libovolný počet skrytých neuron̊u.
Nicméně, použit́ı nedostatku skrytých neuron̊u povede k underfittingu, nebot’ tyto neu-
rony nebudou schopny zachytit veškeré znaky v komplikované datové sadě. V d̊usledku
brzkého zastaveńı učeńı (abychom předešli overfittingu) či jiných regularizačńıch technik
(např. rozpad vah) je d̊uležité zvolit tento počet dostatečně velký. Obecně, śıt’ s větš́ım
než optimálńım počtem skrytých neuron̊u nebude těžce postihnuta v rámci zobecňováńı,
avšak prodlouž́ı se výpočetńı doba. Rovněž pokud jich použijeme až př́ılǐs, tak dojde
k overfittingu, nebot’ śıti poskytneme až moc velkou kapacitu pro zpracováńı informaćı.

Snaž́ıme se naj́ıt kompromis mezi těmito extrémy. Bohužel, neexistuj́ı jasně daná pra-
vidla, která by určovala přesná č́ısla. Muśıme se úchylit k doporučeným konvenćım [19]:
• Počet skrytých neuron̊u by se měl pohybovat mezi velikost́ı vstupńı a výstupńı

vrstvy.
• Počet skrytých neuron̊u by měl být 2/3 velikosti vstupńı vrstvy plus velikost výstupńı

vrstvy.
• Počet skrytých neuron̊u by měl být menš́ı než dvojnásobek velikosti vstupńı vrstvy.

Ani tato nepsaná pravidla ale neplat́ı vždy, proto pro určeńı optimálńı počtu skrytých
neuron̊u je d̊uležité pozorně prozkoumat naše data a zvážit obt́ıžnost problému, který
chceme vyřešit.

Za zmı́nku ještě stoj́ı článek publikovaný v roce 2017 [20], který zkoumal aproximačńı
schopnosti hlubokých śıt́ı s ReLu aktivačńımi funkcemi. Zat́ımco univerzálńı aproximačńı
věta vyšla z výzkumu vlivu š́ı̌rky śıtě bez pomoci hloubky, autoři tohoto článku se zaměřili
na otázku, jaká je minimálńı š́ı̌rka skrytých vrstev śıtě, s libovolnou hloubkou, potřebná
pro aproximaci libovolné funkce. V článku je dokázáno, že śıtě s ReLu s š́ı̌rkou skrytých
vrstev d + 2 dokáž́ı aproximovat spojitou funkci f s d proměnnými libovolně přesně,
předpokládame-li neomezenou hloubku. Pro spojité a konvexńı funkce je počet skrytých
vrstev jen d+ 1.

Jako i pro ostatńı hyperparametry, máme možnost určit počet neuron̊u pro každou
vrstvu zvlášt’. Ukazuje se, že śıt’ se stejným počem neuron̊u ve všech vrstvách obecně
předvád́ı lepš́ı nebo stejné výkony jako śıtě s ubývaj́ıćım počtem neuron̊u (pyramidovitý
tvar) nebo s rostoućım počtem neuron̊u (obrácená pyramida), nicméně vždy zálež́ı na
typu dat.

Zaměřme se ještě na počet skrytých vrstev, do kterých budeme neurony rozdělovat.
Předmětem našeho zájmu bude předevš́ım aproximace funkćı. Podle Věty 2.1 nám k apro-
ximaci libovolné funkce stač́ı dopředná neuronová śıt’ s jedinou skrytou vrstvou. Pro
některé typy funkćı je opravdu jedna vrstva dostatečná. Avšak v roce 2017 byla publi-
kována studie porovnávaj́ıćı śıtě s jednou a dvěma skrytými vrstvami [21]. Autoři článku
ukazáli, že pro 9 z 10 jimi vybraných data set̊u pro aproximaci funkce, śıt’ se dvěmi
skrytými vrstvami mı́rně předčila svým výkonem śıt’ s jednou skrytou vrstvou. Zlepšeńı
výkonu však bylo závislé na typu dat.
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Rozpad vah
Jedná se o regularizačńı techniku zabraňuj́ıćı nár̊ustu hodnot vah do nechtěně vysokých

hodnot. Vzpomeňme si na rovnici (28), kterou přeṕı̌seme jen pro váhy, nebot’ vychýleńı
nevyžaduj́ı regularizaci

wt+1 = wt − η∇θL(y(p),x(p),θ)− λwt, (66)

kde λ je rychlost rozpadu vah za jeden časový krok. Ukazuje se, že tento parametr je
nejlepš́ı ponechat konstantńı po celou dobu učeńı. Jelikož výkon śıtě je na tomto parametru
závislý, je ideálńı použ́ıt tzv. mř́ıžkové prohledáváńı pro jeho určeńı, nebot’ rozd́ıly ve
výkonu p̊ujdou vidět brzy v pr̊uběhu učeńı [22].

Hodnoty λ obvykle voĺıme 10−3, 10−4, 10−5 nebo 0. Ukazuje se, že pro menš́ı datové
sady a architektury je zapotřeb́ı použ́ıt větš́ıch hodnot, zat́ımco pro větš́ı neuronové śıtě
stač́ı hodnoty menš́ı.

Je d̊uležité mı́t na paměti, že regularizace śıtě muśı být vyvážená pro specifickou
architekturu a data. Hodnota rozpadu vah je poměrně úzce propojena s rychlost́ı učeńı,
o které bude řeč v daľśı sekci.

Naš́ı snahou je tedy ideálně vyladit oba parametry co nejoptimálněji. Často se tak
děje najednou, čili zkoumáme testovaćı chybu naš́ı śıtě, zat́ımco měńıme oba dva zmı́něné
parametry v určitých meźıch, viz obrázek 11. Vid́ıme, že nejlepš́ı volbou je fialová křivka,
nebot’ z̊ustává stabilńı pro největš́ı rozsah rychlosti učeńı a zároveň si udržuje nejnižš́ı
testovaćı chybu [8].

Obrázek 11 – Testovaćı chyba pro r̊uzné hodnoty rozpadu vah - WD [8]
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2.4.2 Hyperparametry spojené s optimalizaćı

Rychlost učeńı
Připomeňme si rovnici pro stochastický gradientńı sestup

θt+1 = θt − η∇θL(y(p),x(p),θ), (67)

kde η je rychlost učeńı. Určuje o kolik se změńı hodnoty parametr̊u v pr̊uběhu učeńı.
Obvykle ji voĺıme jako malé kladné č́ıslo, nejčastěji v intervalu η ∈ (0, 1).

Pomoćı tohoto hyperparametru kontrolujeme celkovou rychlost procesu učeńı. Obecně
můžeme ř́ıct, že při zvoleńı vyšš́ı hodnoty rychlosti učeńı se model bude učit rychleji, za
cenu ne zcela optimálńıho výsledku. Naopak nižš́ı hodnota rychlosti učeńı umožńı modelu
nalézt optimálněǰśı řešeńı, avšak doba učeńı se může protáhnout.

Kdybychom však vybrali hodnoty až př́ılǐs vysoké, učeńı v̊ubec nemuśı být úspěšné,
nebot’ gradientńı algoritmus nebude snižovat trénovaćı chybu, ale zvyšovat ji. Pro hodnoty
až př́ılǐs malé můžeme ř́ıct to stejné, protože algoritmus se může zaseknout s vysokou
trénovaćı chybou a nebude schopen konvergence k optimálńımu řešeńı [16].

Zjednodušeně je situace popsána na obrázku 12. Vid́ıme graf nějaké chybové funkce
a chováńı algoritmu, který se snaž́ı naj́ıt jej́ı minimum.

Obrázek 12 – Rychlost učeńı [23]

Tedy, ideálńı volba rychlosti učeńı se promı́tne v prudký pokles hodnoty chybové funkce.
Pro př́ılǐs malé rychlosti se ztráta bude snižovat jen velmi pomalu a pro př́ılǐs velké se
může zcela odchýlit od minima. Vše je vidět na obrázku 13.

Obrázek 13 – Rychlost učeńı [24]
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Očividně se jedná o nejd̊uležitěǰśı hyperparametr celé neuronové śıtě. Pokud bychom
měli čas nebo výpočetńı kapacitu pro úpravu pouze jediného parametru, tak by to byl
tento. Bohužel, nelze analyticky spoč́ıtat optimálńı hodnotu rychlosti učeńı, nýbrž určit
ji metodou pokus omyl a sledovat jak se měńı výkon naš́ı śıtě.

Alternativńı metodou nalezeńı nejvhodněǰśı hodnoty parametru, je použ́ıt prohledáváńı
na mř́ıžce. Dı́ky této metodě zjist́ıme řád velikosti vhodných hodnot a rovněž uvid́ıme
vztah mezi výkonem śıtě a t́ımto parametrem. Obvykle prohledáváme hodnoty na loga-
ritmické škále od 10−1 do 10−6.

Jinou možnost́ı, jak přistoupit k rychlosti učeńı, je pr̊uběžně ji měnit v pr̊uběhu učeńı,
namı́sto jediné fixně dané hodnoty. Nejjednodušeji tak provedeme lineárńım snižováńım
hodnoty parametru z jeho p̊uvodně vyšš́ı hodnoty. Dı́ky tomuto postupu dojde ke zrychleńı
na začátku učeńı, kdy si to můžeme dovolit. Naopak ke konci učeńı budeme pracovat
s malými změnami u parametr̊u śıtě, což nám umožńı precizńı nalezeńı optimálńıho řešeńı.

Výše zmı́něnou rychlost učeńı můžeme popsat např́ıklad takto

ηt =
η0τ

max(t, τ)
. (68)

Tento vztah můžeme interpretovat tak, že rychlost učeńı z̊ustane konstantńı pro prvńıch
τ časových krok̊u a následně se zmenšovat [16].

Daľśı možnost́ı je použit́ı tzv. adaptivńı rychlosti učeńı. Některé uč́ıćı algoritmy jsou
schopny monitorovat výkon śıtě během učeńı a v závislosti na něm tento parametr upra-
vovat. Obt́ıžnost správné volby rychlosti učeńı před samotným počátkem učeńı, je d̊uvod,
proč jsou adaptivńı metody populárńı. Dobrý adaptivńı algoritmus mnohdy konverguje
rychleji než obyčejný algoritmus s ne zcela vhodně nastavenou rychlost́ı učeńı [25].

Posledńı možnost́ı je využ́ıt tzv. cyklických rychlost́ı učeńı. U této metody muśıme
určit minimálńı a maximálńı meze rychlosti učeńı a velikost kroku. Tato velikost odpov́ıdá
nějakému počtu iteraćı. Jeden cyklus se pak skládá ze dvou takových krok̊u. V prvńım
kroku se hyperparametr lineárně zvětšuje z minima až po maximum a ve druhém se
lineárně snižuje. Obvykle se nejdř́ıve provede rozsahový test před samotným učeńım,
tedy spust́ıme algoritmus a lineárně zvětšujeme rychlost učeńı. Tento test by nám měl
napovědět, jak dobře jsme schopni naši śıt’ vytrénovat na nějakém rozsahu rychlosti učeńı
a jaké je jej́ı maximum [8].

Velikost dávky

Zlatou středńı cestou mezi algoritmy gradientńıho sestupu a stochastického gradi-
entńıho sestupu je stochastický gradientńı sestup s mini-dávkou. Rovnici (28) uprav́ıme
následovně

θt+1 = θt − η
1

B

B∑
p=1

∇θL(y(p),x(p),θ), (69)

kde B znač́ı velikost dávky.

Teoreticky vzato, volba tohoto hyperparametru ovlivňuje pouze výpočetńı stránku
našeho algoritmu. Pokud pracujeme s vysokou hodnotou B, updaty jednotlivých para-
metr̊u budou poč́ıtány efektivněji d́ıky paralelńım architekturám. Na druhou stranu, při
volbě malé hodnoty B jsme schopni těchto updat̊u spoč́ıtat v́ıce. Jak již bylo řečeno, B ne-
ovlivňuje schopnost śıtě zobecňovat a tedy můžeme ji optimalizovat odděleně od ostatńıch
hyperparametr̊u [16] .
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Velikost B nejčastěji voĺıme mezi jednou až několik stovek, zálež́ı na velikosti datové
sady. Klasicky ji voĺıme jako násobky dvou, které vyhovuj́ı pamět’ovým požadavk̊um GPU
nebo CPU, takže se setkáme s hodnotami 32, 64, 128, 256 a tak dále. Velmi obĺıbenou
volbou je předevš́ım B = 32 [26].

Ideálńı volbu velikosti dávky pro naši śıt’ nejčastěji urč́ıme z grafu trénovaćı chyby
v závislosti na výpočetńı době, jakmile byly určeny ostatńı hyperparametry.

Počet tréninkových iteraćı
Tento hyperparametr je velmi snadno optimalizovatelný, d́ıky metodě dř́ıvěǰśıho za-

staveńı. Stač́ı nám např́ıklad sledovat trénovaćı chybu v pr̊uběhu učeńı a můžeme se roz-
hodnout, kolik v́ıce iteraćı našemu algoritmu povoĺıme. Jedná se o poměrně účinnou zbraň
proti overfittingu, i v př́ıpadě, že ostatńı hyperparametru k tomu budou silně přisṕıvat.

Na druhou stranu, ne vždy chceme využ́ıt dř́ıveǰśıho zastaveńı učeńı naš́ı śıtě. Pokud
nás zaj́ımá vliv jednotlivých hyperparametr̊u, je vhodněǰśı tuto metodu v̊ubec nepouž́ıvat,
abychom mohli pozorovat jejich opravdové vlivy na učeńı.

V praxi potom výběr tohoto hyperparametru prob́ıhá následovně. Necháme algorit-
mus trénovat déle než vybraný počet T̂ tréninkových iteraćı (v tomto bodě by měla být
hodnota chybové funkce validačńı sady nejmenš́ı), abychom se ujistili, že hodnota chybové
funkce nebude dále klesat. Nadále byla zavedena heuristika tzv. parametr trpělivosti, což
je minimálńı počet trénovaćıch př́ıklad̊u po bodě T̂ , které ještě algoritmu předlož́ıme, před
samotným zastaveńım algoritmu. V pr̊uběhu učeńı pak źıskáváme nové kandidáty pro T̂ ,
přičemž zvyšujeme parametr trpělivosti pro každé nově zvolené T̂ . Pokud najdeme nové
minimum v t, ulož́ıme momentálně nejlepš́ı model, updatujeme T̂ ← t a zvýš́ıme parametr
trpělivosti [16].

Chybová funkce
Chybová funkce je d̊uležitou součást́ı neuronových śıt́ı, která měř́ı správnost našich

výsledk̊u, jež znač́ıme ŷ, s opravdovými výsledky y. Rovněž ji nazýváme ztrátová funkce,
tyto dva pojmy jsou pro naše účely zaměnitelné. Hodnoty této funkce pak můžeme nazývat
ztrátou nebo chybou. Chybovou funkci vyb́ıráme dle úkolu, který naši neuronové śıti
zadáme. Následuje stručný výčet nejčastěji použ́ıvaných chybových funkćı [27],[28]:
• Mean squared error

E =
1

2n

n∑
i=1

(y(i) − ŷ(i))2 (70)

Nejčastěji tuto funkci využ́ıváme pro regresńı úlohy. Nicméně má jeden hlavńı ne-
dostatek, a to tzv. outliery. Tyto body jsou pak těžce penalizovány kvadratickou
odchylkou, a proto je třeba data nejdř́ıv odfiltrovat od outlier̊u a teprve potom
použ́ıt tuto chybovou funkci.

• Mean squared logarithmic error

E =
1

n

n∑
i=1

(log(y(i) + 1)− log(ŷ(i) + 1))2 (71)

Rozd́ıl od předchoźıho funkce je ve využit́ı logaritmů, d́ıky kterým se změńı měřený
rozptyl. Tuto funkci využijeme, pokud nechceme penalizovat velké rozd́ıly mezi pre-
dikovanými a skutečnými hodnotami, když jsou obě tyto hodnoty vysoké.
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• Mean absolute error

E =
1

n

n∑
i=1

|y(i) − ŷ(i)| (72)

MAE opět využijeme pro změřeńı, jak bĺızko jsou naše predikce k opravdovým
výstup̊um. Rozd́ıl mezi MSE a MAE je však ve složitosti výpočtu gradientu. Gra-
dient MSE neńı moc obt́ıžné spoč́ıtat, zat́ımco pro MAE je třeba využ́ıt např.
lineárńıho programováńı. Na druhou stranu MAE je robustněǰśı, co se týče př́ıtomnosti
outlier̊u.

• Mean absolute percentage error

E =
1

n

n∑
i=1

∣∣∣∣y(i) − ŷ(i)

y(i)

∣∣∣∣ · 100 (73)

Jedná se o modifikaci předchoźı funkce. Ačkoliv na prvńı pohled vypadá jednoduše,
skrývá v sobě několik úskaĺı. Např́ıklad, nelze použ́ıt pokud požadovaná data obsa-
huj́ı nulové hodnoty. Nav́ıc pro předpovědi př́ılǐs vysoké prakticky neexistuje horńı
hranice procentuálńı chyby.

• Kuhllback Leibler Divergence

E =
1

n

n∑
i=1

(y(i) · log(y(i)))−
n∑
i=1

(y(i) · log(ŷ(i))) (74)

Rovněž známá jako relativńı entropie, měř́ı jak se jedno rozděleńı pravděpodobnosti
lǐśı od druhého očekávaného rozděleńı. Hodnota nula naznačuje, že můžeme očekávat
podobné, ne-li stejné, chováńı dvou r̊uzných distribućı, zat́ımco hodnota jedna na-
značuje, že tyto dvě distribuce se chovaj́ı zcela odlǐsně.

• Cross entropy

E = − 1

n

n∑
i=1

[
y(i) · log(ŷ(i)) + (1− y(i)) log(1− ŷ(i))

]
(75)

Nejčastěji tuto funkci použ́ıváme pro binárńı klasifikaci, čili pokud výstupy maj́ı
hodnoty nula nebo jedna. Obdobně jako předchoźı funkce měř́ı podobnost dvou
pravděpodobnostńıch rozděleńı. Pro malé hodnoty této funkce můžeme prohlásit,
že dvě rozděleńı jsou si podobná a naopak.

• Negative Logarithmic Likelihood

E = − 1

n

n∑
i=1

log(ŷ(i)) (76)

Široce využ́ıvaná funkce v neuronových śıt́ıch, použ́ıvá se pro měřeńı přesnosti klasi-
fikačńıch úloh. Je tedy zapotřeb́ı, aby výstupy našeho modelu byly pravděpodobnosti
pro jednotlivé tř́ıdy.
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2.4.3 Optimalizace hyperparametr̊u

Mějme libovolný uč́ıćı algoritmus A. Jeho úkolem je naj́ıt funkci f , která minimalizuje
hodnotu chybové funkce E(x; f). Algoritmus A dospěje k funkci f d́ıky optimalizaci
zadaného tréninkového kritéria vzhledem k množině parametr̊u θ. Nicméně, samotný
uč́ıćı algoritmus má rovněž své parametry, které nazýváme hyperparametry λ a opravdový
algoritmus obdrž́ıme až po určeńı λ, což označ́ıme Aλ a f = Aλ(x(trénink)) pro trénovaćı
sadu dat x(trénink).

V praxi se snaž́ıme naj́ıt takové hodnoty λ, které minimalizuj́ı chybu zobecněńı
Ex∼Gx [E(x,Aλ(x(trénink)))], kde Gx je nám neznámé rozděleńı x. Je zřejmé, že výpočet
provedený algoritmem A sám o sobě obsahuje daľśı optimalizačńı problém - optimalizace
hyperparametr̊u λ. Můžeme to zapsat jako

λ(∗) = arg min
λ∈Λ

Ex∼Gx
[
E
(
x,Aλ(x(trénink))

)]
. (77)

Obecně však nemáme k dispozici takový algoritmus, který by provedl výše naznačenou
optimalizaci. Nav́ıc nejsme schopni určit ani středńı hodnotu neznámého rozděleńı. K daľśı-
mu postupu tedy muśıme využ́ıt daľśıch nástroj̊u, konkrétně - kř́ıžovou validaci. Tato
technika využ́ıvá pr̊uměr tzv. validačńı sady dat x(validace) následovně

λ(∗) ≈ arg min
λ∈Λ

mean
x∈x(validace)

[
E
(
x,Aλ(x(trénink))

)]
(78)

≡ arg min
λ∈Λ

Ψ(λ) (79)

≈ arg min
λ∈{λ(1),...,λ(l)}

Ψ(λ) ≡ λ̂ (80)

Optimalizace hyperparametr̊u je minimalizace funkce Ψ(λ) přes λ ∈ Λ. Obecně o funkci
Ψ nebo prohledávaném prostoru Λ nev́ıme skoro nic, proto se často uchylujeme k volbě l
zkušebńıch bod̊u {λ(1), ..., λ(l)}, vyhodnot́ıme pro všechny Ψ(λ) a urč́ıme λ(i), které mělo
nejlepš́ı výsledky jako λ̂. Toto je popsáno posledńı rovnićı z výše uvedené trojice.

Rozhoduj́ıćım krokem v optimalizaci hyperparametr̊u je volba množiny {λ(1), ..., λ(l)}.
Existuje několik postup̊u jak tuto množinu určit, uved’me si ty nejpouž́ıvaněǰśı.

Nejpřirozeněǰśı metoda se nám bezpochyby jev́ı metoda pokus-omyl neboli ručńı hledáńı.
Vybereme hodnoty hyperparametr̊u λ a sledujeme jejich dopad na výkon śıtě a následovně
je intuitivně upravujeme dle potřeby. Ačkoliv tato metoda je nejméně efektivńı, stále si
nacháźı své uplatněńı, předevš́ım ze dvou d̊uvod̊u. Prvńım d̊uvodem je nenáročná imple-
mentace, nebot’ se jedná o nejjednodušš́ı možnou metodu. Druhým d̊uvodem použit́ı je
za účelem źıskáńı prvotńıho náhledu na funkci Ψ. Avšak je zcela jasné, proč se manuálńı
hledáńı nepouž́ıvá jako hlavńı metoda pro určeńı hyperparametr̊u. Je prakticky nemožné
naj́ıt optimálńı hodnoty pomoćı této metody.

Manuálńı vyhledáváńı se však často využ́ıvá s jinou, lehce komplikovaněǰśı metodou -
vyhledáváńı na mř́ıžce. Princip spoč́ıvá v určeńı množiny možných hodnot našich hyperpa-
rametr̊u a následně naučit śıt’ se všemi možnými kombinacemi těchto hodnot. Výhody opět
spoč́ıvaj́ı v jednoduché implementaci a možnosti paralelizovat výpočet. Hlavńı nevýhoda
pak spoč́ıvá v době výpočtu pro velký počet hyperparametr̊u. Máme-li např́ıklad 10 hy-
perparametr̊u, každý s 10 možnými hodnotami, tak obdrž́ıme 1010 r̊uzných vyhodnoceńı,
což může být časově náročné.
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Proto se často uchylujeme k daľśı metodě - náhodnému prohledáváńı. Srovnáńı těchto
dvou metod je názorně ukázáno na obrázku 14. Vid́ıme, že při prohledáváńı na mř́ıžce
máme rovnoměrné pokryt́ı p̊uvodńıho prostoru, avšak při projekci na jednu či druhou
osu dostaneme nedostatečné pokryt́ı daného podprostoru. Při náhodném prohledáváńı je
situace zcela opačná. Hlavńı śıla náhodného prohledáváńı tkv́ı ve faktu, že ne všechny
hyperparametry jsou při optimalizaci stejně d̊uležité. Naopak prohledáváńı na mř́ıžce
věnuje výpočetńı śılu prohledáváńı dimenźı, které nejsou tolik d̊uležité a poté ztráćı při
prohledáváńı těch d̊uležitěǰśıch [29].

Obrázek 14 – Porovnáńı náhodného hledáńı s hledáńım na mř́ıžce [29]

Posledńı metodě, které se budeme věnovat je Bayesovská optimalizace. Mějme nějakou
funkci f(x), kterou se snaž́ıme minimalizovat na omezené množině X. Podle této metody
nejdř́ıve sestav́ıme pravděpodobnostńı model pro tuto funkci, a poté jej využijeme k roz-
hodnut́ı, kde v X provedeme daľśı vyhodnoceńı funkce f(x). Hlavńı myšlenkou je využ́ıt
veškerých dostupných informaćı z předchoźıch vyhodnoceńı f(x).

Při práci s Bayesovskou optimalizaćı muśıme učinit dvě hlavńı rozhodnut́ı. Zaprvé,
vybrat pravděpodobnostńı rozděleńı funkćı, které budou znázorňovat předpoklady o op-
timalizované funkci. Obĺıbenou volbou je např́ıklad Gaussovský proces, což je náhodný
proces, jehož všechna konečně rozměrná rozděleńı jsou normálńı. Zadruhé, muśıme vybrat
vhodnou tzv. akvizičńı funkci, d́ıky které źıskáme daľśı bod na vyhodnoceńı. Opět uve-
deme jednu z nejpouž́ıvaněǰśıch funkćı, a to očekávaného zlepšeńı [30]. Jednou z možnost́ı,
jak ji zapsat je

gmin(x) = max(0, ymin − yomin), (81)

kde ymin je minimum pozorovaných hodnot y a yomin je nejnižš́ı možná hodnota z intervalu
spolehlivosti daných x, které obdrž́ıme d́ıky Gaussovským proces̊um [31].
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3 Termodynamika páry

Hlavńım ćılem této kapitoly je stručně shrnout základńı termodynamické vlastnosti vodńı
páry a veličiny jimiž jsou popsány. Rovněž ukážeme, jakým zp̊usobem se tyto veličiny
v současné době poč́ıtaj́ı.

3.1 Základńı popis par

Než začneme s popisem páry jako takové, uved’me si nejdř́ıve, co je to ideálńı plyn. Částice
tohoto plynu považujeme za dokonale elastické hmotné body, s nulovým objemem, které
na sebe nep̊usob́ı přitažlivými ani odpudivými silami a jsou v neustálém a neuspořádaném
pohybu. Jejich fyzikálńı vlastnosti jsou konstantńı.

Pára však neńı ideálńım plynem, nýbrž reálným. Vztahy mezi reálnými stavovými
veličinami jsou složitěǰśı a jejich fyzikálńı vlastnosti se rovněž odlǐsuj́ı.

Je známo, že ideálńı plyny jsou popsány stavovou rovnićı pro ideálńı plyn

pv = rT neboli
pv

rT
= 1, (82)

kde p je tlak, v měrný objem, r plynová konstanta a T termodynamická teplota. Nicméně,
tento vztah neplat́ı pro reálné plyny, protože výše zmı́něný zlomek může nabývat hodnot
bud’ větš́ıch či menš́ıch než jedna

pv

rT
≷ 1. (83)

Pro reálné plyny existuje stavových rovnic hned několik. Uved’me si tu nejznáměǰśı rovnici,
Van der Waalsovu rovnici, která byla odvozena ze stavové rovnice ideálńıho plynu(

p+
a

v2

)
(v − b) = rT, (84)

kde a
v2

představuje tzv. kohezńı tlak, jedná se o korekci souvisej́ıćı s existenćı přitažlivých

sil mezi molekulami. Člen b znač́ı korekci vlastńıho objemu molekul, nazýváme jej kovo-
lumen. Obě tyto konstanty záviśı na daném plynu a obvykle jsou určeny experimentálně.

Stavy páry a závislost jejich stavových veličin zobrazujeme pomoćı fázových diagramů.
Fázových diagramů je několik druh̊u, využ́ıvaj́ı se např́ıklad p − v, p − T , T − s, h − s
diagramy a daľśı. Na konkrétńım diagramu si poṕı̌seme možné stavy páry.

Na obrázku 16 je znázorněn T − s diagram vodńı páry. Sledujme oranžovou křivku
pojmenovanou pouze Izobara. Tato křivka znázorňuje ohřev vody za konstantńıho tlaku.
V modré oblasti docháźı k postupnému zvyšováńı teploty a měrné entropie vody. Jakmile
teplota dosáhne hodnoty teploty varu (teplota odpov́ıdaj́ıćı bodu x′) při daném tlaku,
tak se kapalina již dále neohř́ıvá. O této kapalině hovoř́ıme jako o syté kapalině. Při
daľśım ohřevu syté kapaliny však nedojde ke zvyšeńı teploty, dokud se veškerá kapalina
nepřeměńı v sytou páru. V diagramu tento stav odpov́ıdá bodu x′′. Mezi oběma sytými
stavy se nacháźı jejich směs, jež nazýváme mokrá pára. Při pokračuj́ıćım př́ıvodu tepla
syté páře, teplota páry opět roste a dojde k přechodu do přehřáté páry [32].
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Obrázek 15 – p− T diagram [33] Obrázek 16 – T − s diagram [34]

Věnujme ještě pozornost p − T diagramu na obrázku 15. Tento diagram byl vydán
Mezinárodńı asociaćı pro vlastnosti vody a vodńı páry (IAPWS). Pro každou z pěti ob-
last́ı pak existuj́ı tzv. základńı rovnice, d́ıky kterým je možno dopoč́ıtat termodynamické
veličiny jako měrnou entalpii, měrnou entropii, měrný objem, atd. Oblast 1 představuje
pevnou látku, oblast 2 přehřátou páru, oblast 3 kapalinu, oblast 4 je saturačńı křivka
a oblast 5 je plyn [33].

V následuj́ıćı podkapitole se zaměř́ıme jakým zp̊usobem se vlastnosti páry poč́ıtaj́ı
a uvedeme si zmı́něné základńı rovnice.

3.2 Výpočet termodynamických veličin páry

Jedńım z hlavńıch ćıl̊u IAPWS je poskytnout mezinárodně uznávané formulace vlastnost́ı
páry, vody a vybraných vodných roztok̊u pro vědecké a pr̊umyslové aplikace. V roce 1997
byla vydána posledńı a dodnes plat́ıćı formulace IAPWS-IF97 pro pr̊umyslové aplikace.
Formulace je platná v rozmeźı

273.15K ≤ T ≤ 1073.15K, p ≤ 100MPa

1073.15K < T ≤ 2273.15K, p ≤ 50MPa.

Formulaćı máme na mysli základńı rovnice pro jednotlivé oblasti. Veškeré termodynamické
vlastnosti pak z těchto rovnic můžeme odvodit jejich kombinacemi nebo derivacemi. Na
obrázku 15 si rovněž můžeme všimnout, že oblasti 1,2 a 5 popisuje fundamentálńı rovnice
pro měrnou Gibbsovu energii - g(p, T ), zat́ımco oblast 3 je popsána fundamentálńı rovnićı
pro měrnou Helmholtzovou energíı f(ρ, T ).

Pod́ıvejme se na zněńı rovnic v jednotlivých oblastech [33]:

Oblast 1
Tuto oblast můžeme popsat rovnićı

g(p, T )

RT
= γ(π, τ) =

34∑
i=1

ni(7.1− π)Ii(τ − 1.222)Ji , (85)

kde π = p
p∗ , τ = T

T∗ , p
∗ = 16.53MPa, T ∗ = 1386K, R = 0.462kJ kg−1K−1. Koeficienty ni

a exponenty Ii a Ji jsou uvedeny v př́ıloze B.
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K následnému určeńı termodynamických veličin jako vnitřńı energie, měrná entalpie
či měrná entropie, je třeba tuto rovnici upravit dle vztah̊u v tabulce 1. Pro přehlednost
uvád́ım jen vztahy pro tyto tři veličiny, zbytek vztah̊u je možno naj́ıt v [33]. U každé
z daľśıch oblast́ı budou rovněž uvedeny jen tyto tři výpočty.

Tabulka 1 – Výpočet veličin pro oblast 1

Veličina Vztah pro výpočet

u u(π,τ)
RT

= τγτ − πγπ

h h(π,τ)
RT

= τγτ

s s(π,τ)
R

= τγτ − γ

γπ =
[
∂γ
∂π

]
τ
, γτ =

[
∂γ
∂τ

]
π

Oblast 2
Oblast 2 je popsána rovnićı, která je rozdělena na dvě části, a to část pro ideálńı plyn γo

a reziduálńı část γr, tedy

g(p, T )

RT
= γ(π, τ) = γo(π, τ) + γr(π, τ), (86)

kde význam proměnných π, τ je stejný jako v rovnici pro oblast 1. Část pro ideálńı plyn
je popsána rovnićı

γo = lnπ +
9∑
i=1

noi τ
Jo
i , (87)

reziduálńı část je pak popsána rovnićı

γr =
43∑
i=1

niπ
Ii(τ − 0.5)Ji , (88)

kde π = p
p∗ , τ = T∗

T
, p∗ = 1MPa, T ∗ = 540K. Koefiecienty noi , ni a exponenty Joi , Ji

jsou uvedeny v př́ıloze B. Veškeré dostupné veličiny opět můžeme dopoč́ıtat pomoćı
následuj́ıćıch vztah̊u v tabulce 2.

Tabulka 2 – Výpočet veličin pro oblast 2

Veličina Vztah pro výpočet

u u(π,τ)
RT

= τ(γoτ + γrτ )− π(γoπ + γrπ)

h h(π,τ)
RT

= τ(γoτ + γrτ )

s s(π,τ)
R

= τ(γoτ + γrτ )− (γo + γr)

γrπ =
[
∂γr

∂π

]
τ
, γrτ =

[
∂γr

∂τ

]
π
, γoπ =

[
∂γo

∂π

]
τ
, γoτ =

[
∂γo

∂τ

]
π
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Oblast 3
Tato oblast je popsána fundamentálńı rovnićı pro měrnou Helmholtzovu energii, tedy

f(ρ, T )

RT
= φ(δ, τ) = n1 ln δ +

40∑
i=2

niδ
IiτJi , (89)

kde δ = ρ
ρ∗ , τ = T∗

T
s ρ∗ = ρc = 322kg m−3, T ∗ = Tc = 647.096K. Koefiecienty ni

a exponenty Ii, Ji jsou uvedeny v př́ıloze B. Termodynamické veličiny urč́ıme z tabulky
3.

Tabulka 3 – Výpočet veličin pro oblast 3

Veličina Vztah pro výpočet

p p(δ,τ)
ρRT

= δφδ

h h(δ,τ)
RT

= τφτ + δφdelta

s s(δ,τ)
R

= τφδ − φ

φδ =
[
∂φ
∂δ

]
τ
, φτ =

[
∂φ
∂τ

]
δ

Oblast 4
Oblast 4 se vztahuje pouze na saturačńı křivku. Je popsána kvadratickou rovnićı, která
může být př́ımo vyřešena pro saturačńı tlak ps a saturačńı teplotu Ts

β2ϑ2 + n1β
2ϑ+ n2β

2 + n3βϑ
2 + n4βϑ+ n5β + n6ϑ

2 + n7ϑ+ n8 = 0, (90)

kde

β =

(
ps
p∗

) 1
4

, ϑ =
Ts
T ∗

+
n9

Ts
T ∗
− n10

, (91)

pro p∗ = 1Mpa a T ∗ = 1K, koeficienty ni je možno nalézt v př́ıloze B. Řešeńı této rovnice
pro saturačńı tlak je

ps
p∗

=

[
2C

−B + (B2 − 4AC)1/2

]4

, (92)

kde p∗ = 1MPa a

A = ϑ2 + n1ϑ+ n2, B = n3ϑ
2 + n4ϑ+ n5, C = n6ϑ

2 + n7ϑ+ n8, (93)

kde ϑ má stejný význam jako v předchoźı rovnici, podobně jako koeficienty ni. Uved’me
ještě řešeńı pro saturačńı teplotu

Ts
T ∗

=
n10 +D −

[
(n10 +D)2 − 4(n9 + n10D)

]1/2
2

, (94)

kde T ∗ = 1K a

D =
2G

−F − (F 2 − 4EG)1/2
, (95)

kde
E = β2 + n3 + n6, F = n1β

2 + n4β + n7, G = n2β
2 + n5β + n8. (96)
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Oblast 5
Posledńı oblast je popsána rovnićı, která je opět rozdělena na 2 části, stejně jako rovnice
pro oblast 2, tedy

g(p, T )

RT
= γ(π, τ) = γo(π, τ) + γr(π, τ), (97)

kde význam proměnných π, τ je stejný jako pro oblast 2. Lǐśı se až rovnice pro konkrétńı
části, nejdř́ıve rovnice pro ideálńı plyn

γo = lnπ +
6∑
i=1

noi τ
Jo
i , (98)

a rovnice pro reziduálńı část

γr =
6∑
i=1

niπ
IiτJi , (99)

kde π = p
p∗ , τ = T∗

T
, p∗ = 1MPa, T ∗ = 1000K. Koefiecienty noi , ni a exponenty Ii, J

o
i , Ji

jsou uvedeny v př́ıloze B. Veškeré dostupné veličiny opět můžeme dopoč́ıtat pomoćı vztah̊u
uvedených v tabulce 2 pro oblast 2.
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4 Implementace

V této kapitole se budeme zabývat stavbou samotné neuronové śıtě. Jak jsme si mohli
všimnout, tak v kapitole 3 je uvedeno několik veličin, které se daj́ı vypoč́ıtat z funda-
mentálńıch rovnic. Naš́ım úkolem je doplnit výpočet měrného objemu pro jednotlivé ob-
lasti právě pomoćı neuronové śıtě. Velkou pomoćı by pro nás měla být data z již exis-
tuj́ıćıch rovnic pro ostatńı veličiny. Celkovým výstupem poté bude spustitelná aplikace,
která spoč́ıtá hodnotu měrného objemu vodńı páry pro zadaný tlak a teplotu.

Před samotnou tvorbou śıtě se budeme věnovat krátkému popisu programovaćıho
jazyka Python a knihovně Tensorflow, pomoćı nichž budeme modely tvořit. Dále ve
stručnosti poṕı̌seme termodynamickou knihovnu pro MATLAB - XSteam, která nám po-
slouž́ı jako zdroj dat.

4.1 Python, Tensorflow, XSteam

Veškerý kód, pomoćı něhož budeme budovat neuronové śıtě, bude psán v Pythonu, konkré-
tně verzi 3.6. Motivace k výběru tohoto programovaćıho jazyka byla předevš́ım široká pod-
pora r̊uzných knihoven, které bud’ pomáháj́ı se strojovým učeńım anebo usnadňuj́ı obecně
práci s daty. Jedná se zejména o knihovny NumPy, pandas, Keras, matplotlib, scikit-learn
nebo Tensorflow. Posledńı zmı́něné knihovně se v následuj́ıćım odstavci budeme věnovat
o něco podrobněji, nebot’ tvoř́ı základńı stavebńı kámen celého kódu. Krom podpory
těchto knihoven je Python vhodnou volbou, protože nab́ıźı jednoduchý a přehledný syn-
tax, možnost objektově orientovaného programováńı či podporu všech větš́ıch operačńıch
systémů.

Zaměřme se nyńı na nejpodstatněǰśı knihovnu, kterou budeme využ́ıvat, kterou je
Tensorflow. Jedná se o open source knihovnu, která byla vyvinuta Google Brain týmem
v rámci výzkumu strojového učeńı a hlubokých neuronových śıt́ı. Dá se spustit téměř na
čemkoliv - GPU, CPU - včetně mobilńıch a vestavěných platforem, TPU, což je speciali-
zované hardware pro tenzorovou matematiku. Tensorflow pracuje na principu vybudováńı
výpočetńıho grafu a jeho následném spuštěńı. Tento graf představuje datovou strukturu,
která plně popisuje výpočet, který se snaž́ıme provést. Tyto grafy lze vizualizovat pomoćı
nástroje Tensorboard, což je sada webových aplikaćı slouž́ıćı k tomuto účelu [35].

Daľśı knihovnu, kterou budeme využ́ıvat je XSteam. Jedná se o implementaci rovnic
uvedených v dokumentu IAPWS IF97 v MATLABu. XSteam obsahuje dostupné výpočty
pro termodynamické veličiny v závislosti na jednom či dvou jiných veličinách. Tato kniho-
vna nám poslouž́ı jako zdroj dat, pomoćı kterých budeme neuronovou śıt’ trénovat, a po-
zději nám bude sloužit pro ověřeńı správnosti našich výsledk̊u.

43



4.2 Tvorba modelu

Nyńı se zaměř́ıme na stavbu neouronové śıtě. V následuj́ıćıch odstavćıch podrobně oko-
mentujeme výběr architektury śıtě, jej́ıch hyperparametr̊u a pr̊uběh učeńı.

Nab́ızej́ı se nám dvě možné cesty, kterými se můžeme vydat. Sestavit jednu velkou
neuronovou śıt’ pro všechny oblasti 1-5 (viz. kapitola 3) anebo sestavit několik menš́ıch
śıt́ı. Kdybychom se pokusili sestavit jednu neuronovou śıt’, tak můžeme mı́t problémy se
spojitost́ı funce, kterou se snaž́ıme aproximovat. Nav́ıc velká neuronová śıt’ nebude zcela
tak přesná, jako několik menš́ıch śıt́ı vytvořených pro jednotlivé oblasti.

Začneme s neuronovou śıt́ı pro jednu libovolnou oblast, na které si ukážeme veškeré op-
timalizačńı postupy a celkovou stavbu modelu samotného. Prvně vybraná oblast nám po-
slouž́ı jako ilustračńı př́ıklad. Jakmile budeme spokojeni s výsledkem této śıtě, přesuneme
se na tvorbu śıt́ı pro daľśı oblasti. Podrobný popis tvorby modelu bude rozebrán předevš́ım
pro prvńı oblast, pro daľśı oblasti se budeme snažit popis zestručnit nebo zcela omezit.
Jak již bylo zmı́něno, tak budeme modelovat závislost měrného objemu na tlaku a teplotě,
v = v(p, T ).

4.2.1 Př́ıprava dat

Pro veškerou generaci dat, se kterou naše śıt’ bude pracovat, budeme použ́ıvat knihovnu
XSteam. Pro jednoduchý export těchto dat budeme použ́ıvat distribuci této knihovny
upravené pro Microsoft Excel. Pro tvorbu našich dat budeme využ́ıvat implementované
funkce h pT() a v ph().

Začneme s oblast́ı č́ıslo 1. Data budeme generovat v rozmeźı

0◦C ≤ T ≤ 350◦C, ps(T ) ≤ p ≤ 100MPa, (100)

kde ps(T ) znač́ı hodnoty na saturačńı křivce. Na obrázku 17 je vykresleno pro představu
3500 r̊uzných bod̊u v p-v-T diagramu.

Obrázek 17 – Vygenerovaná data
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Dı́ky knihovně XSteam nejsme omezeni počtem dat, pokud budeme potřebovat daľśı
data, neńı problém si je vygenerovat. Předchoźı obrázek slouž́ı tedy pouze pro vizualizaci
oblasti, kterou budeme aproximovat, nejedná se o veškerá dostupná data.

Nyńı se můžeme zaměřit na transformaci dat. Jednu transformaci už jsme provedli a to
konkrétně logaritmickou transformaci měrného objemu. Dı́ky této transformaci źıskáme
lepš́ı povědomı́ o oblasti, kterou modelujeme. Bylo ukázáno, že podobné nelineárńı trans-
formace nemaj́ı negativńı účinky na učeńı, sṕı̌se naopak [10].

Nadále je potřeba provést standardizaci dat. Pro naši śıt’ zvoĺıme obyčejnou standardi-
zaci pro nulovou středńı hodnotu a jednotkový rozptyl. Jak již bylo uvedeno v kapitole 2,
budeme standardizovat vstupńı veličiny, tlak a teplotu, zat́ımco měrný objem ponecháme
beze změny. Od této úpravy dat si slibujeme zrychlené učeńı d́ıky lepš́ı inicializace para-
metr̊u śıtě.

Daľśım krokem je náhodné promı́chańı všech dat. Snaž́ıme se omezit předkládáńı př́ılǐs
podobných vstup̊u za sebou v pr̊uběhu učeńı. Důvodem je opět zkvalitněńı a zrychleńı
samotného učeńı.

Posledńı úpravu, kterou muśıme provést je rozděleńı celé datové sady do třech menš́ıch
specifických skupin. Jedná se o trénovaćı, validačńı a testovaćı skupiny dat. Každá z těchto
skupin má sv̊uj vlastńı účel:
• Trénovaćı data - tato nejpočetněǰśı skupina dat slouž́ı k vytrénováńı neboli naučeńı

neuronové śıtě
• Validačńı data - výkon již naučené śıtě na validačńı sadě dat nám slouž́ı k úpravě

hyperparametr̊u a celkové modifikace neuronové śıtě
• Testovaćı data - slouž́ı čistě ke zhodnoceńı celkového výkonu śıtě, pomoćı těchto dat

neupravujeme žádné hyperparametry ani nezasahujeme do uč́ıćıho algoritmu
Máme několik možnost́ı v jakém poměru naše data do těchto skupin rozdělit. Obecně zálež́ı
na počtu hyperparametr̊u v našem modelu. Obecně plat́ı, že nejméně polovina, ideálně
až 3/4 dat jsou vyhrazeny pro trénink a zbytek se rozděĺı mezi validačńı a testovaćı sadu.
Pro naše účely tento poměr zvolme např́ıklad na 75% dat pro trénink, 15% pro validaci
a zbylých 10% využijeme k testováńı.

Nyńı už máme vše připraveno pro to, abychom mohli zač́ıt s konstrukćı samotné neu-
ronové śıtě a následně s jej́ım učeńım.

4.2.2 Neuronová śıt’

V této části se pokuśıme sestavit samotnou neuronovou śıt’ a budeme se snažit naj́ıt op-
timálńı hodnoty jejich hyperparametr̊u. Jak již bylo uvedeno v kapitole 2, neexistuj́ı žádné
univerzálńı hodnoty těchto parametr̊u, nebot’ každá úloha si vyžaduje individuálńı př́ıstup.
V našem př́ıpadě pro určeńı těchto hodnot využijeme převážně náhodného prohledáváńı
a Bayesovské optimalizace.

Než se však pust́ıme do stavby śıtě, muśıme si nejdř́ıv určit nějakou metriku, která
bude vyhodnocovat výkon sestavené śıtě. Častým zvykem je pozorovat ztrátu a přesnost
neuronové śıtě. Ztrátou rozumı́me hodnotu ztrátové (chybové) funkce. Obecně plat́ı, že
č́ım nižš́ı ztráta, t́ım kvalitněǰśı model. V naš́ı śıti budeme využ́ıvat mean squared error
funkci, tedy

E =
1

2n

n∑
i=1

(y(i) − ŷ(i))2, (101)

kde n je počet vstupńıch př́ıklad̊u, y je vektor požadovaných výstup̊u a ŷ je vektor výstup̊u
z śıtě.
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Přesnost nám poslouž́ı jako pomocný údaj ke ztrátě. S metrikou pro přesnost je to
trochu složitěǰśı, protože přesnost aproximace funkce neńı tak jednoduše změřitelná jako
přesnost obyčejných klasifikačńıch úloh. Vhodnou volbou je např́ıklad mean absolute per-
centage error, kterou drobně uprav́ıme

A =

[
1− 1

n

n∑
i=1

∣∣∣∣y(i) − ŷ(i)

y(i)

∣∣∣∣
]
· 100%. (102)

Nyńı se dostáváme ke konstrukci neuronové śıtě. Nastiňme si nejdř́ıve, jakým zp̊usobem
budeme postupovat. Budeme pracovat s několika hyperparametry, nicméně u některých
se spokoj́ıme s doporučovanými hodnotami a nebudeme je nadále optimalizovat. Ještě
zmiňme množstv́ı dat, se kterým budou všechny následuj́ıćı výpočty prob́ıhat. Konstrukci
śıtě zaháj́ıme s celkovým množstv́ım 5000 r̊uzných datových bod̊u, čili 3750 pro trénink,
750 pro validaci a 500 pro testováńı.

Ze všeho nejdř́ıve zvoĺıme algoritmus učeńı. Pravděpodobně nejlepš́ı volbou bude je-
den z moderněǰśıch adaptivńıch algoritmů. Pro definitivńı výběr sestroj́ıme jednoduchou
śıt’ a budeme sledovat výkon této zkušebńı śıtě, zat́ımco ponecháme ostatńı hyperparame-
try beze změny. Graf závislosti validačńı ztráty na počtu epoch na obrázku 18 zobrazuje
srovnáńı některých algoritmů uvedených v kapitole 2. Křivky vyjadřuj́ı pr̊uměr přes deset
r̊uzných běh̊u pro každý algoritmus. Všechny algoritmy byly spuštěny s doporučenými
hodnotami inicializace. Po 500 iteraćıch lze pozorovat, že algoritmy SGD a RMSprop
předváděj́ı velice rychlou konvergenci. Jejich dosažené minimum po ukončeńı učeńı je
však 2-3krát vyšš́ı než u adaptivńıch algoritmů Adam a Adamax. Jelikož rozd́ıl v rych-
losti konvergence neńı př́ılǐs výrazný, vybereme jeden z těchto dvou algoritmů. Vezměme
např́ıklad algoritmus Adam s hodnotami β1 = 0,9, β2=0,999 a ε = 10−8.

Obrázek 18 – Srovnáńı algoritmů

Volbou adaptivńıho algoritmu učeńı jsme si rovněž ušetřili práci s daľśım hyperparamet-
rem - rychlosti učeńı. Námi zvolený algoritmus totiž rychlost učeńı upravuje sám v každé
iteraci, a proto stač́ı jen nastavit počátečńı hodnotu tohoto hyperparametru.
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Než se dostaneme k samotné architektuře śıtě, pod́ıváme se ještě na velikost dávky,
nebot’ tento hyperparametr výrazně ovlivňuje dobu pr̊uběhu učeńı. Opět budeme zkoušet
doporučené hodnoty uvedené v teoretické části.

Trénink śıtě budeme tedy již provádět s algoritmem Adam. K výběru nejlepš́ı možné
velikosti dávky nám opět poslouž́ı graf závislosti validačńı ztráty na počtu epoch. Obrázek
19 zachycuje srovnáńı učeńı śıtě s r̊uznými velikostmi dávky. Pro omezeńı vlivu náhody
je na grafu vykreslen pr̊uměr přes deset r̊uzných běh̊u pro každou hodnotu B. Vid́ıme,
že rozd́ıly mezi jednotlivými velikostmi nejsou až tak markantńı, skoro všechny pokusy
skončily se ztrátou menš́ı než 0.0001.

Daľśı aspekt, který muśıme brát v potaz při výběru velikosti dávky, je celková doba
učeńı. Ačkoliv B=16 vykazuje nejlepš́ı výsledky, doba výpočtu byla mnohonásobně vyšš́ı
než u ostatńıch hodnot, a proto tuto hodnotu nadále uvažovat nebudeme. Rovněž vy-
louč́ıme možnost B=256, nebot’ pro tuto hodnotu učeńı konverguje nejpomaleji. Mezi
hodnotami B=32, B=64 a B=128 už máme volněǰśı výběr. Nejlépe se jev́ı hodnota B=64,
pokud vezmeme v úvahu jej́ı větš́ı stabilitu ve srovnáńı s B=32 a rychleǰśı konvergenci ve
srovnáńı s B=128. Nadále v práci budeme pracovat s velikost́ı dávky B=64.

Obrázek 19 – Srovnáńı velikosti dávky

V následuj́ıćıch odstavćıch se budeme věnovat samotné architektuře śıtě, tedy bu-
deme se snažit určit počet skrytých vrstvev a neuron̊u v nich obsažených. Zde však na-
raźıme, protože neexistuj́ı doporučená nastaveńı jako u předchoźıch dvou hyperparametr̊u.
K určeńı architektury budeme muset využ́ıt nějakou optimalizačńı metodu pro hledáńı
hyperparametr̊u.

Ze všeho nejdř́ıve se však vyplat́ı věnovat pár okamžik̊u obyčejné metodě pokus omyl.
Rádi bychom pomoćı této metody źıskali alespoň hrubou představu o tom, jak rozsáhlou
śıt’ vlastně budujeme. Zkuśıme tedy sestavit několik zkušebńıch śıt́ı s diametrálně odlǐsnými
velikostmi vrstev a neuron̊u. Následně porovnáme jejich výkony.
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Na obrázku 20 vid́ıme porovnáńı několika náhodných architektur neuronové śıtě. Jedná
se opět o grafy závislosti validačńı ztráty na počtu iteraćı. Všechny křivky byly vykres-
leny jako pr̊uměr přes deset r̊uzných běh̊u trénovaćıho algoritmu. Zaměřme se nejdř́ıv
na obrázek 20a. Z tohoto obrázku můžeme vyč́ıst předevš́ım nevhodné kandidáty pro
naši architekturu. Všimněme si, že křivky hnědé a fialové barvy vykazuj́ı známky overfit-
tingu. Tyto dvě architektury jsou rovněž nekonzistentńı, co se týče jejich výkonu. Z to-
hoto můžeme vyvodit, že pro naše účely nám postač́ı méně rozsáhlá śıt’. Neměli bychom
potřebovat v́ıce než 10 skrytých vrstev.

Nyńı se věnujme obrázku 20b. Jedná se o přibĺıžeńı grafu vlevo pro rozmeźı 450 až
500 epoch. Lze pozorovat, že nejstabilněǰśı výkony předvád́ı śıtě reprezentované modrou
a žlutou křivkou. Rovněž červená křivka vykazuje poněkud uspokojivé výsledky. Chceme-li
dosáhnout co nejmenš́ı validačńı ztráty, muśıme zvolit śıt’ o ńızkém počtu skrytých vrstev
a vysokém počtu skrytých neuron̊u anebo naopak.

(a) Výkony testovaćıch śıt́ı (b) Výkony testovaćıch śıt́ı - přibĺıženo

Obrázek 20 – Porovnáńı vybraných architektur

Manuálńı prohledáváńı nám tedy poskytlo přibližnou představu o architektuře, nicméně
pro jej́ı konkrétněǰśı podobu budeme muset využ́ıt jiných optimalizačńıch metod. Uvažujme
pro začátek prostor architektur s maximálńım počtem 10 skrytých vstev a maximálńım
počtem 100 skrytých neuron̊u. Zamysleme se nyńı nad t́ım, co by znamenalo využit́ı pro-
hledáváńı na mř́ıžce, konkrétněji prohledáváńı na mř́ıžce s kř́ıžovou validaćı. Řekněme, že
bychom rádi zmı́něný prostor prohledali touto metodou. Pro 3-násobnou kř́ıžovou validaci
se jedná celkem o 2673 r̊uzných vyhodnoceńı učeńı śıtě. Doba výpočtu, řekněme pro 250
iteraćı v každém učeńı, zabere několik dn̊u na obyčejném 4-jádrovém procesoru. Vzhledem
k tomu, že se nejedná o jedinou śıt’, kterou budeme budovat, je tento př́ıstup nepraktický.

Jednodušš́ım a efektivněǰśım př́ıstupem bude např́ıklad využit́ı náhodného prohledá-
váńı. Použijeme tedy náhodné prohledáváńı s 3-násobnou kř́ıžovou validaćı. Algoritmus
necháme pracovat po 200 iteraćı, což znamená 600 r̊uzných vyhodnoceńı učeńı śıtě. Cel-
ková doba běhu prohledávaćıho algoritmu byla asi 20 hodin. Tabulka 4 ukazuje nejlepš́ıch
10 výsledk̊u. Hodnoty jsou seřazeny od nejmenš́ı hodnoty ztráty na testovaćıch datech po
největš́ı po 500 epochách uč́ıćıho algoritmu. Pro kř́ıžovou validaci byly použity trénovaćı
a validačńı data, tedy dohromady 4500 dat. Bav́ıme-li se o testovaćıch datech v rámci
kř́ıžové validace, máme na mysli jinou skupinu dat než p̊uvodně odložených 500 dat pro
závěrečné testováńı.
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Je zřejmé, že nejv́ıce preferována architektura je s jednou skrytou vrstvou a vysokým
počtem skrytých neuron̊u. Rozd́ıly mezi všemi 10 hodnotami, co se týče pr̊uměrné ztráty
na testovaćıch datech, jsou téměř zanedbatelné. Za zmı́nku ovšem stoj́ı rozd́ılné výpočetńı
doby celého učeńı. Je logické, že s rostoućı velikost́ı śıtě roste i doba potřebná k jej́ımu
naučeńı. Nicméně, můžeme si všimnout, že tomu tak vždy neńı. Daľśım faktorem je
rozděleńı dat na trénovaćı a testovaćı skupiny v rámci kř́ıžové validace. Proto lze např́ıklad
pozorovat skoro 4-krát kratš́ı dobu učeńı u śıtě s 92 neurony než u śıtě s 67 neurony.

Tabulka 4 – Výsledky náhodného prohledáváńı

Pořad́ı
Pr̊um. doba

výpočtu (v sek.)
Pr̊um. ztráta

test. dat
Počet skryt. vrstev Počet skryt. neuron̊u

1 272.59 3.46·10−6 1 99
2 119.36 5.69·10−6 1 65
3 269.08 6.89·10−6 1 67
4 182.80 6.98·10−6 1 71
5 32.73 6.99·10−6 1 39
6 68.39 7.08·10−6 1 92
7 92.14 7.32·10−6 1 80
8 210.64 7.48·10−6 1 90
9 195.98 7.51·10−6 1 70
10 60.64 9.84·10−6 2 26

Náhodné prohledáváńı nám tedy poskytlo velmi slušné kandidáty pro konečnou archi-
tekturu śıtě, ale stále věnovat skoro celý den k nalezeńı optimálńı architektury se nám
může zdát jako zbytečně dlouhá doba. Proto se v následuj́ıćıch odstavćıch budeme věnovat
ještě Bayesovské optimalizaci.

Bayesovský algoritmus jsme nastavili na stejné hodnoty jako náhodné prohledáváńı,
tedy 200 iteraćı algoritmu, 3-násobnou kř́ıžovou validaci, 500 epoch učeńı a prostor s ma-
ximálně 10 vrstvami a 100 neurony. V tomto př́ıpadě jsme však ani zdaleka 200 iteraćı
nepotřebovali. Ukázalo se, že k najit́ı optimálńı hodnoty nám stačilo pouhých 12 ite-
raćı. Výsledky jsou zachyceny v tabulce 5. Pořad́ı v této tabulce ukazuje prohledávané
možnosti, jak šly za sebou. Vid́ıme, že nám v podstatě vyšla stejná architektura, jako
u náhodného prohledáváńı. Avšak, rozd́ıl je v celkové době najit́ı tohoto optima. Zat́ımco
v předchoźım př́ıpadě jsme museli čekat zhruba 20 hodin, nyńı jsme ke stejnému výsledku
došli zhruba za 30 minut. Ukazuje se tedy, že se nám vyplat́ı nadále pracovat pouze
s Bayesovskou optimalizaćı hyperparametr̊u.

U obou algoritmů si lze všimnout, že nejlepš́ı výsledky poskytovaly śıtě s malým
počtem skrytých vrstev a vysokým počtem skrytých neuron̊u. Rozd́ılné hodnoty ztrát
u skoro stejných architektur si můžeme vysvětlit r̊uzným rozděleńım dat při kř́ıžové vali-
daci. Hlavńım bodem je však optimálńı architektura, tedy architektura s absolutně nejnižš́ı
ztrátou. Očividně nejlepš́ı volbou je śıt’ s jednou skrytou vrstvou a 100 skrytými neurony.

Nab́ıźı se otázka, proč nezvolit v́ıce než 100 skrytých neuron̊u. Dosáhli jsme velmi
ńızké hodnoty ztráty v řádu 10−6, je velice nepravděpodobné, že bychom dokázali tuto
hodnotu sńıžit o daľśı řád pouze volbou architektury. Jednalo by se sṕı̌se o marginálńı
zlepšeńı, proto budeme nadále pracovat s touto konkrétńı architekturou.
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Tabulka 5 – Výsledky Bayesovské optimalizace

Pořad́ı
Pr̊um. doba

výpočtu (v sek.)
Pr̊um. ztráta

test. dat
Počet skryt. vrstev Počet skryt. neuron̊u

1 46.16 5.93·10−4 5 67
2 63.52 8.97·10−4 9 51
3 46.90 1.77·10−4 5 54
4 43.75 2.61·10−4 3 83
5 33.93 3.26·10−5 3 28
6 37.40 1.50·10−4 4 24
7 34.25 3.27·10−5 3 12
8 51.77 6.33·10−5 5 51
9 57.86 5.61·10−5 7 34
10 81.99 1.82·10−5 9 58
11 132.26 1.88·10−4 10 100
12 43.50 3.44·10−6 1 100

Momentálně už máme skoro vše připraveno k tomu abychom mohli naši śıt’ plnohod-
notně vytrénovat. Posledńı hyperparametr, o jehož zapojeńı se muśıme rozhodnout je
rozpad vah, tedy obecněji o zapojeńı nějakých regularizačńıch technik. Avšak v pr̊uběhu
učeńı naš́ı neuronové śıtě jsme se nesetkali s overfittingem. Pro námi zvolenou architek-
turu je skoro nemožné overfittingu dosáhnout, nebot’ neńı dostatečně komplexńı. Pro tuto
konkrétńı śıt’ neńı zapotřeb́ı využ́ıt rozpadu vah, a proto jej nebudeme aplikovat.

Posledńım krokem je učeńı śıtě. S učeńım také souviśı posledńı hyperparametr, který
muśıme upravit, a to počet tréninkových iteraćı. Zde využijeme metodu dř́ıvěǰśıho zasta-
veńı. Prvotně nastav́ıme např́ıklad 5000 tréninkových epoch, avšak dodáme ještě parame-
try pro dř́ıvěǰśı zastaveńı. Zadejme toto kritérium - zastav́ıme učeńı, pokud se každých 50
iteraćı validačńı ztráta nesńıž́ı alespoň o 10−8.

Na obrázku 21 vid́ıme pr̊uběh tréninkové a validačńı ztráty a přesnosti. Pokus jsme
nechali běžet 10-krát a vybrali nejlepš́ı možný pr̊uběh. Červená křivka znač́ı iteraci, ve
které jsme učeńı zastavili, v našem př́ıpadě to bylo v iteraci č́ıslo 459. Lze pozorovat, že
učeńı pak prob́ıhalo daľśıch 50 iteraćı, avšak během této doby nedošlo k požadovanému
zlepšeńı a tak algoritmus skončil. Pod́ıvejme se na jednotlivé grafy detailněji.

V grafu 21a vid́ıme očekáváný klesaj́ıćı pr̊uběh obou křivek. Obě ztráty dosahuj́ı na
konci učeńı hodnot v řádu 10−6, konkrétněji trénovaćı ztráta dosáhla hodnoty 3.03 · 10−6

a validačńı ztráta hodnoty 1.20 · 10−6. Když se pod́ıváme na vedleǰśı graf, tak vid́ıme
poněkud divokou oscilaci obou metrik okolo hodnoty 95%. Na konci učeńı byla tréninková
přesnost rovna 98.04% a validačńı 98.74%. To jsou ovšem data v pr̊uběhu učeńı, nás sṕı̌se
zaj́ımaj́ı konečné přesnosti po naučeńı śıtě pro jednotlivé sady. Pro tréninkovou sadu vyšla
pr̊uměrná přesnost 99.92% a pro validačńı sadu 99.91%.

T́ımto je konstrukce neuronové śıtě pro oblast 1 zcela kompletńı. Máme nyńı k dispozici
vytrénovanou śıt’, na kterou můžeme aplikovat dosud neviděná data. Naše śıt’ by měla být
schopná s poměrně velkou přesnost́ı vrátit požadované hodnoty. Naš́ım daľśım úkolem je
vytvořit ještě śıtě pro zbylé oblasti, jak bylo zmı́něno na začátku této kapitoly. Nebudeme
celý proces již podrobně rozepisovat. Celkové shrnut́ı je k dispozici v tabulce 6.
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(a) Ztráty při učeńı (b) Přesnosti při učeńı

Obrázek 21 – Pr̊uběh učeńı neuronové śıtě

K ńıže uvedenému shrnut́ı ještě doplňme, že všechny śıtě měly k dispozice stejné
množstv́ı dat a poměr tréninkové:validačńı:testovaćı data je rovněž pro všechny stejný.
Pro všechny ńıže uvedené śıtě jsme použili ReLU aktivačńı funkci ve skrytých vrstvách.
Druhý a třet́ı sloupec popisuje rozmeźı hodnot, pro které je daná śıt’ sestavena. Hodnota ps
znač́ı saturačńı tlak při dané teplotě a hodnota t23 popisuje body na křivce mezi oblastmi
2 a 3. Pro oblast 4 neńı možné sestavit neuronovou śıt’ pouze na základě znalosti objemu
a tlaku.

Tabulka 6 – Shrnut́ı pro jednotlivé oblasti

Oblast Tlak[MPa] Teplota[◦C] Alg.učeńı Velikost dávky
Počet skryt.

vrstev
Počet skryt.

neuron̊u

1 (ps, 100〉 (0,350〉 Adam 64 1 100
2a 〈16.529,100) (350,800) Adam 32 3 100
2b 〈2.5, 16.529) (350,800) Adam 32 2 100
2c 〈0.01,2.5) (350,800) Adam 32 3 100
2d 〈1, 16.529) (180,350) Adam 32 2 75
2e 〈0.01,1) (180,350) Adam 32 2 100
3a 〈40,100) (350,t23) Adamax 32 2 50
3b 〈25,40) (350,t23) Adamax 16 3 50
3c 〈16.259,25) (350,t23) Adamax 32 5 50
4 - - - - - -
5a 〈10,50) (800,2000) Adam 64 2 100
5b 〈0.01,10) (800,2000) Adamax 16 2 50
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5 Výsledky

V této kapitole budeme sledovat výkony námi sestavených śıt́ı. Pro všechny oblasti jsme si
vyhradili speciálńı skupiny testovaćıch dat, které jsme doposud śıti nepředložili. Můžeme
tedy pomoćı nich zhodnotit, jak dobrý výkon naše śıtě předváděj́ı. Celkovým výsledkem
práce poté bude spustitelná aplikace, která těchto śıt́ı bude využ́ıvat a pomoćı nich poč́ıtat
měrný objem na základě předloženého tlaku a teploty.

K sestaveńı konečné aplikace tedy budeme potřebovat vytvořené modely pro jednotlivé
oblasti. Stejně tak si muśıme uložit středńı hodnoty a rozptyly trénovaćıch dat. Tyto
hodnoty jsou d̊uležité, protože jsou nezbytné pro standardizaci testovaćıch dat. Při spojeńı
všech śıt́ı dohromady budeme muset mı́t na paměti, že data muśıme standardizovat podle
př́ıslušných oblast́ı.

Výsledky jsou prezentovány v ńıže uvedených tabulkách. Pro každou oblast bylo
vybráno 10 náhodných bod̊u, u kterých jsme uvedli konkrétńı hodnoty měrného objemu.
Dále jsme zahrnuli stručné shrnut́ı na konci každé tabulky pro celkovou sadu 500 testo-
vaćıch dat. Toto shrnut́ı obsahuje některé popisné statistické údaje.

Oblast 1

Tabulka 7 – Výsledky pro oblast 1

Tlak[kPa] Teplota[◦C]
Měrný objem[m3kg−1]

(software)
Měrný objem[m3kg−1]

(neuronová śıt’)
Přesnost
(MAPE)

9060.45 283.67 0.00133761 0.00133677 99.937%
2030.21 116.83 0.00105647 0.00105467 99.830%
58878.11 201.47 0.00111027 0.00110942 99.923%
5562.50 189.53 0.00113682 0.00113552 99.885%
11087.55 185.81 0.00112684 0.00112517 99.852%
8552.72 82.24 0.00102654 0.00102597 99.945%
14492.79 203.76 0.00114958 0.00114914 99.961%
41491.60 212.90 0.00113853 0.00113887 99.970%
8358.39 52.57 0.00100967 0.00100984 99.983%
42470.35 249.35 0.00119454 0.00119264 99.841%

500 r̊uzných testovaćıch dat

pr̊uměr 99.918%
minimum 99.517%
maximum 99.999%

směrodatná odchylka 0.073%
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Oblast 2

Tabulka 8 – Výsledky pro oblast 2

Tlak[kPa] Teplota[◦C]
Měrný objem[m3kg−1]

(software)
Měrný objem[m3kg−1]

(neuronová śıt’)
Přesnost
(MAPE)

77830.91 552.67 0.00287858 0.00286748 99.614%
92158.64 737.89 0.0042024 0.00420166 99.982%
40910.06 712.17 0.00988415 0.00979553 99.103%
44998.88 606.07 0.00709861 0.00706776 99.565%
21447.46 435.65 0.01084789 0.01076501 99.236%
5021.20 516.13 0.06993691 0.0697668 99.757%
2965.95 630.36 0.13890883 0.13895543 99.966%
5374.99 453.66 0.05902437 0.05900836 99.973%
4878.98 466.62 0.06678904 0.06665596 99.801%
6900.03 372.41 0.03807707 0.03805941 99.954%

500 r̊uzných testovaćıch dat - oblast 2a

pr̊uměr 99.668%
minimum 97.631%
maximum 99.999%

směrodatná odchylka 0.298%

500 r̊uzných testovaćıch dat - oblast 2b

pr̊uměr 99.479%
minimum 92.083%
maximum 99.998%

směrodatná odchylka 0.703%

500 r̊uzných testovaćıch dat - oblast 2c

pr̊uměr 99.853%
minimum 99.174%
maximum 99.999%

směrodatná odchylka 0.123%

500 r̊uzných testovaćıch dat - oblast 2d

pr̊uměr 99.786%
minimum 98.601%
maximum 99.999%

směrodatná odchylka 0.188%

500 r̊uzných testovaćıch dat - oblast 2e

pr̊uměr 99.833%
minimum 99.091%
maximum 99.999%

směrodatná odchylka 0.149%
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Oblast 3

Tabulka 9 – Výsledky pro oblast 3

Tlak[kPa] Teplota[◦C]
Měrný objem[m3kg−1]

(software)
Měrný objem[m3kg−1]

(neuronová śıt’)
Přesnost
(MAPE)

82310.02 485.75 0.00201351 0.002013 99.975%
87489.13 407.29 0.00151264 0.00151157 99.929%
64593.20 464.85 0.00215552 0.00215197 99.835%
47082.68 440.48 0.0024375 0.00244213 99.810%
72994.49 520.59 0.00263985 0.00264227 99.908%
36707.11 390.75 0.00185877 0.00186631 99.594%
39045.97 427.75 0.00277089 0.0027826 99.577%
35771.46 362.08 0.00158669 0.00158369 99.811%
37732.24 385.24 0.00176673 0.00176956 99.840%
36286.38 404.79 0.00216121 0.00216718 99.724%

500 r̊uzných testovaćıch dat - oblast 3a

pr̊uměr 99.835%
minimum 99.141%
maximum 99.999%

směrodatná odchylka 0.129%

500 r̊uzných testovaćıch dat - oblast 3b

pr̊uměr 99.789%
minimum 96.813%
maximum 99.999%

směrodatná odchylka 0.211%

500 r̊uzných testovaćıch dat - oblast 3c

pr̊uměr 99.007%
minimum 76.967%
maximum 99.996%

směrodatná odchylka 2.181%
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Oblast 5

Tabulka 10 – Výsledky pro oblast 5

Tlak[kPa] Teplota[◦C]
Měrný objem[m3kg−1]

(software)
Měrný objem[m3kg−1]

(neuronová śıt’)
Přesnost
(MAPE)

46746.16 1637.29 0.01919820 0.01922638 99.853%
15479.85 1952.99 0.06682303 0.06677491 99.928%
19737.92 1489.15 0.04143572 0.04125315 99.559%
49247.22 1741.09 0.01926413 0.01924169 99.884%
22450.53 1610.02 0.03901937 0.03901334 99.985%
9405.89 885.35 0.05620718 0.05590836 99.468%
412.24 1205.23 1.65507655 1.6434947 99.300%
976.79 1143.61 0.66927342 0.6671294 99.680%
598.46 1875.99 1.65781179 1.6502323 99.543%
7570.75 1571.82 0.11274723 0.11237288 99.668%

500 r̊uzných testovaćıch dat - oblast 5a

pr̊uměr 99.875%
minimum 99.118%
maximum 99.999%

směrodatná odchylka 0.114%

500 r̊uzných testovaćıch dat - oblast 5b

pr̊uměr 99.650%
minimum 96.078%
maximum 99.998%

směrodatná odchylka 0.452%

56



6 Závěr

Tato diplomová práce se zabývala tvorbou neuronové śıtě pro výpočet měrného ob-
jemu vodńı páry. Neuronové śıtě a jejich vlastnosti jsme rozebrali d̊ukladně v kapitole
2. Zabývali jsme se typem učeńı, jejich strukturou a hyperparametry. Těchto teoretických
poznatk̊u jsme později využili v implementačńı fázi.

Následuj́ıćı 3. kapitola popisovala vodńı páru z termodynamického hlediska. Uvedli
jsme jej́ı základńı vlastnosti a některé jej́ı veličiny, které se daj́ı vypoč́ıtat pomoćı funda-
mentálńıch rovnic.

Ve 4. kapitole jsme popsali tvorbu neuronové śıtě pro jednu konkrétńı oblast. Tento
postup jsme zopakovali i pro daľśı oblasti a celkem vytvořili jedenáct r̊uzných neuronových
śıt́ı pro specifické oblasti v prostoru stavových veličin p, v, T . Zmı́něné rozděleńı jsme
provedli kv̊uli naplněńı předpoklad̊u pro tvorbu neuronových śıt́ı a také kv̊uli celkovým
přesněǰśım výsledk̊um.

V 5. kapitole byly stručně shrnuty výsledky v tabulkách pro všechny námi vytvořené
oblasti.

Konečným výstupem této diplomové práce je spustitelná aplikace, která vypoč́ıtá
měrný objem vodńı páry pro zadaný tlak a teplotu pomoćı neuronových śıt́ı. Aplikace
se skládá z několika neuronových śıt́ı, které jsou spojeny v jeden funkčńı celek. Jej́ı
uživatelské rozhrańı je zobrazeno na obrázku 22. Aplikace nab́ıźı volbu jednotek tlaku
v kPa, MPa nebo barech. Teplotu je možno zadat ve stupńıch Celsia nebo Kelvinech.
Po zadáńı obou hodnot stač́ı stisknout ,,Spoč́ıtat”a bude vypočtena hodnota pro měrný
objem. Stisknut́ım tlač́ıtka ,,Reset”dojde k vymazáńı všech hodnot.

Obrázek 22 – Aplikace pro výpočet měrného objemu

Aplikace je schopna poč́ıtat hodnoty měrného objemu v rozmeźı platnosti formulace
IAPWS-IF97 pro pr̊umyslové aplikace, tedy

273.15K ≤ T ≤ 1073.15K, p ≤ 100MPa

1073.15K < T ≤ 2273.15K, p ≤ 50MPa.

Přesnost výpočt̊u zálež́ı na zvolené oblasti. Obecně můžeme očekávat pr̊uměrnou
přesnost uvedenou v kapitole 5, což u všech oblast́ı byla hodnota přesahuj́ıćı 99% dle
námi zvoleného kritéria přesnosti.
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Lze konstatovat, že neuronové śıtě dokázaly dostatečně dobře aproximovat vybraný
prostor stavových veličin, o čem vypov́ıdaj́ı źıskané hodnoty přesnosti. Je třeba však být na
pozoru, nebot’ pro některé hodnoty naše aplikace nebude dosahovat tak vysoké přesnosti.
Přestože formulace IAPWS-IF97 je platná pro všechny hodnoty tlaku pod 100MPa, tak
naše aplikace u hodnot tlaku pod 0.01MPa bude méně přesná než pro vyšš́ı hodnoty.
Tato skutečnost je zapř́ıčiněna nedokonalou aproximaćı pro tyto velmi ńızké hodnoty.
Pro spolehlivé výsledky bychom doporučili zadávat tlak vyšš́ı než 0.1MPa.

Daľśım nedostatkem je okoĺı bodu pro p = 16.529MPa a t = 350◦C. V tomto bodě se
nám střetnou hned čtyři neuronové śıtě, a jelikož je u všech śıt́ı okrajovou hodnotou, tak
přesnost aproximace v okoĺı tohoto bodu může být opět nižš́ı. Je to cena, kterou plat́ıme
za rozděleńı prostoru stavových veličin do tolika r̊uzných śıt́ı. Avšak při menš́ım děleńı by
pr̊uměrná přesnost jednotlivých oblast́ı byla nepochybně nižš́ı.

58
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1999 [cit. 2018-10-13]. Dostupné z: ftp://ftp.sas.com/pub/neural/illcond/illcond.html

59



[15] CHOROMANSKA, Anna, Mikael HENAFF, Michael MATHIEU, Gérard Ben
AROUS a Yann LECUN. The Loss Surfaces of Multilayer Networks [on-
line]. San Diego, CA, USA, 2015, , 1-13 [cit. 2018-11-01]. Dostupné z:
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https://publications.polymtl.ca/2945/1/2017 FarnoushFarhadi.pdf. Disertace.
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Dostupné z: https://arxiv.org/pdf/1206.2944.pdf

[31] GARNETT, Roman. Bayesian Methods in Machine Learning: lecture notes
[online]. 2019 [cit. 2019-03-13]. Dostupné z: https://www.cse.wustl.edu/ gar-
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ISBN 978-80-214-4300-6.

[33] IAPWS R7-97: Revised release on the IAPWS industrial formulation 1997 for the
thermodynamic properties of water and steam. 2007 [cit. 2018-09-03]. Dostupné z:
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Seznam použitých zkratek a symbol̊u

w vektor synaptických vah
b vektor vychýleńı
ϕ aktivačńı funkce
z aktivace neuronu
θ vektor parametr̊u neuronové śıtě
C kovariance
η rychlost učeńı
E chybová funkce
H Hessova matice
B velikost dávky
p tlak [kPa]
ps saturačńı tlak [kPa]
v měrný objem[m3kg−1]
T termodynamická teplota[K]
R plynová konstanta [J kg−1 ·K−1]
s měrná entropie[J kg−1K−1]
h měrná entalpie[J kg−1]
u měrná vnitřńı energie[J kg−1]
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A Hessova matice

V této př́ıloze si připomeneme pojmy Jacobiho a Hessovy matice. Mějme vektorovou funkci
f : Rm → Rn, pak Jacobiho matice J ∈ Rn×m funkce f je definována jako Ji,j = ∂

∂xj
f(x)i.

Krom prvńıch derivaćı nás rovněž zaj́ımaj́ı druhé derivace, kterou v jedné dimenzi
znač́ıme f ′′(x) = d2

dx2
f(x). Zaj́ımaj́ı nás z toho d̊uvodu, nebot’ nám mohou ř́ıct, jestli

gradientńı posun zp̊usob́ı takové zlepšeńı, jaké očekáváme, pokud uvažujeme samotný
gradient. Často se o druhé derivaci uvažuje jako o zakřiveńı.

Pokud naše funkce má v́ıcedimenzionálńı vstup, tak počet všech možných druhých de-
rivaćı může být značný. Tyto derivace můžeme přehledně zapsat pomoćı Hessovy matice.
Hessova matice H(f)(x) je definována jako

H(f)(x)i,j =
∂2

∂xi∂xj
f(x). (103)

Připomeňme také, že Hessova matice je symetrická ve všech bodech, kde jsou druhé deri-
vace funkce f spojité, tedy Hi,j = Hj,i. Většina funkćı, se kterými se setkáme v kontextu
neuronových śıt́ı maj́ı symetrické Hessovy matice skoro všude.

Protože Hessova matice je reálná a symetrická, můžeme ji rozložit na množinu reálných
vlastńıch č́ısel a ortogonálńı bázi vlastńıch vektor̊u. Druhá derivace ve specifickém směru
reprezentovaný jednotkovým vektorem d je dána d>Hd. Pokud je d vlastńı vektor matice
H , druhá derivace v tomto směru je dána odpov́ıdaj́ıćım vlastńım č́ıslem. Největš́ı vlastńı
č́ıslo určuje největš́ı druhou derivaci a naopak.

Druhá (směrová) derivace nám ř́ıká, jak dobrý posun můžeme očekávat pomoćı gradi-
entńıho sestupu. Můžeme využ́ıt aproximace pomoćı Taylorova rozvoje funkce f(x) v okoĺı
bodu x0

f(x) ≈ f(x0) + (x− x0)>g +
1

2
(x− x0)>H(x− x0), (104)

kde g je gradient a H je Hessova matice v x0. Pokud použijeme rychlost učeńı η, pak
nový bod x bude dán x = x0 − ηg. Pokud to dosad́ıme do předchoźı rovnice, obdrž́ıme

f(x0 − ηg) ≈ f(x0)− ηg>g +
1

2
η2g>Hg. (105)

V této rovnici vid́ıme tři r̊uzné členy - p̊uvodńı hodnotu funkce, očekávané zlepšeńı d́ıky
trendu funkce a korekci, kterou muśıme aplikovat kv̊uli zakřiveńı funkce.

Pokud výraz g>Hg je nula nebo záporné, tak aproximace podle Taylorova rozvoje
naznačuje, že pokud budeme pořád zvětšovat η, tak d́ıky tomu budeme pořád zmenšovat
f . Ve skutečnosti Taylor̊uv rozvoj velice pravděpodobně z̊ustane stále přesný pro vysoké
η, takže se v takovém př́ıpadě muśıme uchýlit k heuristickým volbám η.

Pokud výraz g>Hg je kladné, pak řešeńı pro optimálńı velikost kroku, který zmenš́ı
Taylorovu aproximaci nejv́ıce je dáno

η∗ =
g>g

g>Hg
(106)

V nejhorš́ım př́ıpadě se může stát, že g splývá s vlastńım vektorem H , který odpov́ıdá
největš́ımu vlastńımu č́ıslu λmax. Pak optimálńı velikost kroku je dána 1

λmax
.
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Daľśı význam Hessovy matice je v určováńı extrémů. V bodě, kde ∇xf(x) = 0,
můžeme na základně vlastńıch č́ısel rozhodnout, zda se jedná o lokálńı minimum či ma-
ximum nebo sedlo. Pokud tedy je Hessova matice pozitivně definitńı, jedná se o lokálńı
minimum. Pokud je Hessova matice negativńı definitńı, jedná se o lokálńı maximum. Dále
pokud alespoň jedno vlastńı č́ıslo je kladné a alespoň jedno vlastńı č́ıslo je záporné, jedná
se o sedlo. Pokud však všechny nenulové vlastńı č́ısla maj́ı stejné znaménko a zároveň ale-
spoň jedno vlastńı č́ıslo je nulové, pak nedokážeme o vlastnosti tohoto bodu rozhodnout.

Ve v́ıce dimenźıch lze pro daný bod určit r̊uzné druhé derivace pro každý směr. Č́ıslo
podmı́něnosti Hessovy matice v tomto bodě měř́ı, jak moc se jednotlivé druhé derivace
navzájem od sebe lǐśı. Špatně podmı́něná Hessova matice znamená, že i gradientńı sestup
bude fungovat h̊uře. Děje se tak proto, že v jednom směru se derivace zvětšuje rychleji,
zat́ımco v jiném se zvětšuje jen pomalu. Gradientńı sestup tuto změnu v derivaci neza-
znamená, a tud́ıž nev́ı, že by se radši měl vydat ve směru, kde derivace z̊ustane záporná
po deľśı dobu. V takovém př́ıpadě je také obt́ıžněǰśı vybrat vhodnou velikost kroku [4].
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B Koeficienty a exponenty fundamentálńıch rovnic

Oblast 1

Tabulka 11 – Hodnoty pro oblast 1

i Ii Ji ni i Ii Ji ni

1 0 -2 0.146 329 712 131 67 18 2 3 –0.441 418 453 308 46 ·10−5

2 0 -1 –0.845 481 871 691 14 19 2 17 –0.726 949 962 975 94 ·10−15

3 0 0 –0.375 636 036 720 40 ·101 20 3 -4 –0.316 796 448 450 54·10−4

4 0 1 0.338 551 691 683 85 ·101 21 3 0 –0.282 707 979 853 12 ·10−5

5 0 2 –0.957 919 633 878 72 22 3 6 –0.852 051 281 201 03 ·10−9

6 0 3 0.157 720 385 132 28 23 4 -5 –0.224 252 819 080 00 ·10−5

7 0 4 –0.166 164 171 995 01 ·10−1 24 4 -2 –0.651 712 228 956 01 ·10−6

8 0 5 0.812 146 299 835 68 ·10−3 25 4 10 –0.143 417 299 379 24 ·10−12

9 1 -9 0.283 190 801 238 04·10−3 26 5 -8 –0.405 169 968 601 17 ·10−6

10 1 -7 –0.607 063 015 658 74·10−3 27 8 -11 –0.127 343 017 416 41·10−8

11 1 -1 –0.189 900 682 184 19 ·10−1 28 8 -6 –0.174 248 712 306 34 ·10−9

12 1 0 -0.325 297 487 705 05·10−1 29 21 -29 0.687 621 312 955 31·10−18

13 1 1 –0.218 417 171 754 14·10−1 30 23 -31 0.144 783 078 285 21 ·10−19

14 1 3 –0.528 383 579 699 30·10−4 31 29 -38 0.263 357 816 627 95 ·10−22

15 2 -3 –0.471 843 210 732 67·10−3 32 30 -39 –0.119 476 226 400 71 ·10−22

16 2 0 –0.300 017 807 930 26·10−3 33 31 -40 0.182 280 945 814 04·10−23

17 2 1 0.476 613 939 069 87·10−4 34 32 -41 –0.935 370 872 924 58·10−25
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Oblast 2

Tabulka 12 – Hodnoty pro oblast 2 - část pro ideálńı plyn

i0 J0
i n0

i i0 J0
i n0

i

1 0 –0.969 276 865 002 17·101 6 -2 0.142 408 191 714 44·101

2 1 0.100 866 559 680 18·102 7 -1 –0.438 395 113 194 50 ·101

3 -5 –0.560 879 112 830 20 ·10−2 8 2 –0.284 086 324 607 72
4 -4 0.714 527 380 814 55·10−1 9 3 0.212 684 637 533 07·10−1

5 -3 –0.407 104 982 239 28

Tabulka 13 – Hodnoty pro oblast 2 - reziduálńı část

i Ii Ji ni i Ii Ji ni

1 1 0 –0.177 317 424 732 13 ·10−2 23 7 0 –0.590 595 643 242 70 ·10−17

2 1 1 –0.178 348 622 923 58 ·10−1 24 7 11 –0.126 218 088 991 01·10−5

3 1 2 –0.459 960 136 963 65·10−1 25 7 25 –0.389 468 424 357 39·10−1

4 1 3 -0.575 812 590 834 32·10−1 26 8 8 0.112 562 113 604 59·10−10

5 1 6 –0.503 252 787 279 30·10−1 27 8 36 –0.823 113 408 979 98 ·101

6 2 1 –0.330 326 416 702 03·10−4 28 9 13 0.198 097 128 020 88·10−7

7 2 2 –0.189 489 875 163 15·10−3 29 10 4 0.104 069 652 101 74·10−18

8 2 4 –0.393 927 772 433 55·10−2 30 10 10 -0.102 347 470 959 29·10−23

9 2 7 –0.437 972 956 505 73·10−1 31 10 14 –0.100 181 793 795 11·10−8

10 2 36 –0.266 745 479 140 87·10−4 32 16 29 –0.808 829 086 469 85·10−10

11 3 0 0.204 817 376 923 09·10−7 33 16 50 0.106 930 318 794 09
12 3 1 0.438 706 672 844 35·10−6 34 18 57 – 0.336 622 505 741 71
13 3 3 –0.322 776 772 385 70·10−4 35 20 20 0.891 858 453 554 21 ·10−24

14 3 6 –0.150 339 245 421 48·10−2 36 20 35 0.306 293 168 762 32·10−12

15 3 35 –0.406 682 535 626 49·10−1 37 20 48 –0.420 024 676 982 08 ·10−5

16 4 1 –0.788 473 095 593 67·10−9 38 21 21 –0.590 560 296 856 39·10−25

17 4 2 0.127 907 178 522 85·10−7 39 22 53 0.378 269 476 134 57 ·10−5

18 4 3 0.482 253 727 185 07·10−6 40 23 59 –0.127 686 089 346 81 ·10−14

19 5 7 0.229 220 763 376 61·10−5 41 24 26 0.730 876 105 950 61·10−28

20 6 3 –0.167 147 664 510 61·10−10 42 24 40 0.554 147 153 507 78·10−16

21 6 16 –0.211 714 723 213 55·10−2 43 24 58 –0.943 697 072 412 10·10−6

22 6 35 – 0.238 957 419 341 04·102
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Oblast 3

Tabulka 14 – Hodnoty pro oblast 3

i Ii Ji ni i Ii Ji ni

1 - - 0.106 580 700 285 13·101 21 3 4 –0.201 899 150 235 70 ·101

2 0 0 –0.157 328 452 902 39·102 22 3 16 –0.821 476 371 739 63·10−2

3 0 1 0.209 443 969 743 07·102 23 3 26 –0.475 960 357 349 23
4 0 2 –0.768 677 078 787 16 ·101 24 4 0 0.439 840 744 735 00·101

5 0 7 0.261 859 477 879 54 ·101 25 4 2 –0.444 764 354 287 39
6 0 10 –0.280 807 811 486 20 ·101 26 4 4 0.905 720 707 197 33
7 0 12 0.120 533 696 965 17·101 27 4 26 0.705 224 500 879 67
8 0 23 -0.845 668 128 125 02·10−2 28 5 1 0.107 705 126 263 32
9 1 2 –0.126 543 154 777 14 ·101 29 5 3 –0.329 136 232 589 54
10 1 6 –0.115 244 078 066 81·101 30 5 26 –0.508 710 620 411 58
11 1 15 0.885 210 439 843 18 31 6 0 –0.221 754 008 730 96 ·10−1

12 1 17 –0.642 077 651 816 07 32 6 2 0.942 607 516 650 92·10−1

13 2 0 0.384 934 601 866 71 33 6 26 0.164 362 784 479 61
14 2 2 –0.852 147 088 242 06 34 7 2 –0.135 033 722 413 48 ·10−1

15 2 6 0.489 722 815 418 77 ·101 35 8 26 –0.148 343 453 524 72 ·10−1

16 2 7 –0.305 026 172 569 65 ·101 36 9 2 0.579 229 536 280 84·10−3

17 2 22 0.394 205 368 791 54·10−1 37 9 26 0.323 089 047 037 11 ·10−2

18 2 26 0.125 584 084 243 08 38 10 0 0.809 648 029 962 15·10−4

19 3 0 –0.279 993 296 987 10 39 10 1 –0.165 576 797 950 37 ·10−3

20 3 2 0.138 997 995 694 60 ·101 40 11 26 –0.449 238 990 618 15 ·10−4

Oblast 4

Tabulka 15 – Hodnoty pro oblast 4

i ni i ni

1 0.116 705 214 527 67 ·104 6 0.149 151 086 135 30 ·102

2 –0.724 213 167 032 06·106 7 –0.482 326 573 615 91·104

3 –0.170 738 469 400 92·102 8 0.405 113 405 420 57 ·106

4 0.120 208 247 024 70 ·105 9 –0.238 555 575 678 49
5 –0.323 255 503 223 33 ·107 10 0.650 175 348 447 98·103
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Oblast 5

Tabulka 16 – Hodnoty pro oblast 5 - část pro ideálńı plyn

i0 J0
i n0

i i0 J0
i n0

i

1 0 –0.131 799 836 742 01·102 4 -2 0.369 015 349 803 33
2 1 0.685 408 416 344 34·101 5 -1 –0.311 613 182 139 25 ·101

3 -3 –0.248 051 489 334 66 ·10−1 6 2 –0.329 616 265 389 17

Tabulka 17 – Hodnoty pro oblast 5 - reziduálńı část

i Ii Ji ni i Ii Ji ni

1 1 1 0.157 364 048 552 59 ·10−2 2 3 0 0.224 400 374 094 85 ·10−5

2 1 2 0.901 537 616 739 44 ·10−3 2 9 11 -0.411 632 754 534 71·10−5

3 1 3 -0.502 700 776 776 48·10−2 3 7 25 0.379 194 548 229 55·10−7
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