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ABSTRAKT

Tato bakalarska prace se zaobira vlivem pozadi a velikosti databaze na trénovani neurono-
vych siti pro klasifikaci obrazii. V praci jsou popsany techniky zpracovani obrazii pomoci
konvoluénich neuronovych siti a vliv pozadi (Sumu) a velikosti databaze na trénovani.
Prace navrhuje metody, se kterymi Ize dosahnout rychlejsiho a presnéjsiho procesu tré-
novani konvolucnich neuronovych siti. Pro experimentovani je vybrana binarni klasifikace
datové mnoziny oznacenych tvafi z rizného prostredi, jejiz pozadi je pro kazdy experi-
ment modifikovano nahrazenim barvou nebo orezanim. Velikost datové mnoziny je pro
trénovani konvolucnich neuronovych siti kliCova, v této praci je experimentovano s ve-
likosti trénovaci mnoziny, coz simuluje realny problém s nedostatkem dat pri trénovani
konvolucnich neuronovych siti pro klasifikaci obrazd.

KLICOVA SLOVA

Data, klasifikace obrazu, konvoluéni neuronova sit, LFW, pozadi, prenosové uceni, Sum.

ABSTRACT

This bachelor thesis deals with the impact of background and database size on training
of neural networks for image classification. The work describes techniques of image
processing using convolutional neural networks and the influence of background (noise)
and database size on training. The work proposes methods which can be used to achieve
faster and more accurate training process of convolutional neural networks. A binary
classification of Labeled Faces in the Wild dataset is selected where the background
is modified with color change or cropping for each experiment. The size of dataset is
crucial for training convolutional neural networks, there are experiments with the size
of training set in this work, which simulate a real problem with the lack of data when
training convolutional neural networks for image classification.
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Uvod

V dnesni dobé se stéle castéji setkavame se zpracovanim obrazu souvisejicim s rych-
Iym ristem technologického rozvoje. Diky rozvoji grafickych procesorti je nyni mozné
provadét vypocty, které pred nékolika lety nebyly zdaleka mozné, coz umoznuje vy-
tvaret dumyslné aplikace pro zpracovani obrazu za relativné kratkou dobu. Zpra-
covani obrazu se diky tomu stava hodné vyuzivanym odvétvim techniky, které se
rychle rozviji s rostoucim poctem jeho aplikaci. Jednou z téchto aplikaci je klasifi-
kace obrazu, ktera zpravidla vyuziva metod hlubokého uceni, které ke spravné funkci
obvykle vyzaduji obrovské mnozstvi dat [1]. Ve vétsiné piipadi z praxe vznika na
fotografiich mnoho nechténého sumu tvorici pozadi objektu, ktery je tieba klasifiko-
vat. Tento Sum mize zptisobovat degradaci datové mnoziny, ¢imz se muze projevit
neschopnost natrénovat klasifika¢ni model.

Ukolem této prace je Sum odstranit (zabarvenim nebo ofezanim) tak, aby byla
data pouzita pro trénovani sité zjednodusena. V kazdém provedeném testu jsou sle-
dovany parametry jako je presnost klasifikace neuronové sité a doba jejiho trénovani
v kazdém dosazeném postupovém bodu (epocha), které jsou ve vysledku porovnany,
a ze kterych je vyvozen zaver.

V ramci praktické c¢asti jsou vytvoreny a natrénovany sité, kde je nasledné po-
rovnana presnost na realnych datech pri riznych modifikacich datové mnoziny. Déle
jsou vytvoreny modely s vahami natrénovanymi na datové mnoziné bez pozadi, které
jsou nasledné preneseny na originalni datovou mnozinu. V tomto pripadé je prace
zameérena na priubéh trénovani.

Hlavnim pfinosem prace je otestovani pribéhu neuronovych siti pti originalnich
vstupnich datech a optimalizovanych datech od okolniho Sumu — tzn. pii vytvareni
novych databazi. Cilem této prace je zjistit a vycislit vliv pozadi a velikosti data-
baze obrazii v datové mnoziné na trénovani neuronovych siti, aby bylo umoznéno
snadnéjsi, presnéjsi a optimalizovanéjsi strojové urcovani obsahu obrazu.

Prace je strukturovana nasledovné. Prvni cast pojednava o teorii neuronovych
siti a konvoluc¢nich neuronovych siti pro klasifikaci obrazu. Druha c¢ast se zabyva
samotnym experimentem a popisuje nastroje, kterych je vyuzivano, aby mohl pro-
béhnout proces trénovani a testovani neuronovych siti. Posledni ¢ast prace tvori
vysledky testovani a jejich zhodnoceni. Nakonec jsou vysledky a poznatky ziskané

v praci shrnuty v zavéru.
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1 Teoreticky Gvod

Klasifikace obrazu je jednou z casto vyuzivanych aplikaci v oblasti zpracovavani
obrazu. Pro jeji realizace se obvykle pouzivaji metody hlubokého uceni, konkrétné
pouziti konvoluc¢nich neuronovych siti, vyuzivajici principy strojového uceni s ucite-
lem [2]. Z tohoto divodu je velmi dilezité mit k dispozici data (obrazy) obsahujici
objekt, ktery je tfeba klasifikovat. Pri kolekci je témér nemozné ziskat data obsahu-
jici pouze dany objekt, obrazy obvykle obsahuji vice objektl, proménné pozadi nebo
jiny Sum, ktery tvori zbytecnou zatéz pii procesu trénovani neuronové sité. V této
praci je za pozadi pokladano vse kolem daného objektu. Tato prace se z ¢asti za-
byva vlivem pozadi na rozpoznavani obrazu, ktery je ofezan tak, aby cokoliv kromé
vybraného objektu bylo vymazano nebo nahrazeno barvou pouze jednoho odstinu.
K tomuto kroku bylo pristoupeno z divodu pomérné velkého objemu dat v dato-
vych mnozinach, ktery je pro spravné natrénovani neuronovych siti nutnosti a pravé

odstranéné pozadi mize pomoci neuronové siti k optimalizovanéjsimu trénovani.

1.1 Soucasna reseni

V préci [3] se autofi zabyvaji vlivem pozadi na presnost modelu, kde je vyzkouseno
celkem 5 modifikaci pozadi. Prace se zabyva zvySovanim a snizovanim dat kolem
urceného objektu pomoci maskovani. Popisuje techniky, jakymi je dosazeno odstra-
néni pozadi od objektl, kde se testuje celkem 5 zptisobti oddéleni pozadi od popredi
fotografie na datové mnoziné o velikosti 500 obrazti. Nepopisuje ale neuronovou sit,
ktera byla pouzita. Typy upravenych fotografii od pozadi jsou rozdéleny do 5 sku-
pin:

Odstranéni popredi, tj. odstranéni klasifikovaného objektu od zbytku obrazu,
dopocitani vzniklé mezery po objektu algoritmem Patch-Match [4] a natrénovani
neuronové sité na pozadi s tim, Ze neuronova sit se nauci rozpoznavat, které pozadi
patii ke kterému objektu z popredi, napt. lodé jsou obvykle ve vodé, letadla jsou
obvykle ve vzduchu atd. Je predpokladano, ze tato metoda nebude dosahovat velké
presnosti z divodu vysoké variability prostfedi a neuronova sit se nauci spise hadat,
nez s vétsi jistotou urcovat, ktery objekt patii do kterého prostiedi. Vysledkem je
presnost 31,3 %.

Druhy zptsob, ktery je otestovan, se sklada z puvodni databaze s tim, Ze na
obrazech byl ponechan objekt v popredi a pozadi bylo zamaskovano Sedou barvou.
Tento test je ovsem méné presnéjsi nez prvni provedeny pouze s pozadim. Dosahuje
presnosti 28,7 %.

Stredni hodnota barev pozadi s ponechanym objektem je tieti testovana metoda.

Stredni hodnotou pozadi se mysli upraveni pozadi tak, aby se puvodni pozadi ob-
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razku spojilo do jedné primérné barvy, napriklad letadlo s pozadim oblohy, ktera je
modra a nachéazi se na ni bilé mraky. Barevnost oblohy je smichana do jednoho ka-
nalu svétle modré barvy, ktery tvori primér barevnych kandlt pozadi. Tato metoda
dosahovala presnosti 36,7 %.

Predposledni, ¢tvrta testovana metoda je vytvorena kombinaci objekti z popredi
a zaroven kombinaci riznych pozadi, ale ze stejné kategorie. To znamen4, ze pokud
na obrazku je v ptivodni datové mnoziné v popredi pes a v pozadi Sedd kamenna
zem, v upravené verzi se nachazi v popredi stejny pes, ale podlaha z jiného materidlu
a mirné odlisného odstinu ptivodni barvy. Pti vybranych kombinacich navic vzroste
velikost databaze z 500 na 25000 vzorkti a oproti trénovani neuronovych siti na
puvodnich datech se zvysSuje presnost o 15 %.

Posledni metoda transformace pozadi zahrnuje jen lehkou obménu predchozi
metody. Rozdilem je, Ze pozadi nepatii do stejné kategorie jako klasifikované objekty.
Napriklad letadlo s pozadim oblohy je odstranéno a misto néj je jako hlavni objekt
pes z druhého obrazku. Pocet kombinaci tak vzroste na 250 000 obrazku a presnost
dosahuje 48,5 %, coz je nepatrné lepsi nez trénovani na neupravené datové mnoziné,
kde presnost dosahuje 47,4 %.

1.2 Navysovani dat

Pokud je zapotiebi natrénovat sit, kterda ma mit co nejpresnéjsi vysledky, je nutné
mit k dispozici vhodna data. Ne vzdy je to mozné, a tak je v tomto pripadé nutné
vymyslet zpiisob, kterym bude databaze rozsitena. Souhrn téchto metod se nazyva
navysovani dat [5] a je hojné vyuzivan pii nedostatecné velikosti trénovaci mnoziny.
Kazda provedena zména v databazi se da povazovat za rozsifeni datové mnoziny,
kdy je mozné zhruba urcit, jaka zména obrazu bude mit jaky nasledek pro vysledky
trénovani neuronové sité. Pokud je vytvorena kopie obrazu od originalniho a v této
kopii je provedena pouze nepatrnd zména, kterd je nabidnuta neuronové siti na zpra-
covani, pravdépodobné nebude mit tato mald zména na trénovani zasadni vliv a na
valida¢nich a testovacich datech se presnost témér nezméni. Rozsitovani dat mize

byt provedeno mnoha zptisoby, nize jsou uvedeny zakladni a nejpouzivanéjsi z nich.

1. Zakladni transformace
Je-li s kopiemi originalniho obrazu provedena rozsahlejsi transformace, jako je
naptiklad rotace, zrcadleni, zkoseni, priblizeni nebo oddaleni, bude mit neu-
ronova sit k dispozici vice odlisnych vstupt, coz bude mit vliv na vysledny
natrénovany model a vysledky na testovacich datech budou presnéjsi. Toto
neplati pouze o obrazové transformaci, ale také o obrazové vyplni. Datovou

mnozinu je mozné rozsirit i pridanim kontrastu, michdnim barevnych kanalt
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nebo pridanim ¢i ubranim ostrosti obrazu. Tyto metody jsou relativné jedno-
duché a pTi nastavovani do vstupu neuronové sité se ukazaly jako spolehlivé a
jednoduse implementovatelné. Své popularity nabyly také diky tomu, Ze jsou
dostupné pro vétsinu knihoven hlubokého uceni [5].

. Generativni konfliktni sité

V této metodé se pouzivaji dvé sité, které maji za kol spolu kolidovat [5].
Prvni z téchto siti se nazyva generativni, do které je vkladan obsah. Tato
sit je zdrojova a na jejim vystupu je oCekavan vygenerovany realisticky obraz
zdroje. Tento obraz je pak vyuzit ke vstupu do nové, navazujici sité nazvané
diskriminativni a zde ma za kol zmast tuto sif, ktera je 1épe trénovanda na
rozpoznani redlnych a faleSnych dat. Tato metoda miize mit na svém vystupu
prijemné vysledky, ale ma par problémt, které stoji za zminku. Model gene-
rativni sité muze totiz generovat kvalitni obrazy, ale ty mohou mit naopak
Spatné maximalni pravdépodobnosti. Modely, které disponuji vysokou maxi-
malni pravdépodobnosti mohou mit zase Spatné obrazy. Dalsi z problému za-
hrnuji Spatné korelace s realitou, tj. generovani obrazi zvirat s nespravnym
poctem koncetin nebo generovani obrazl objekti, které jsou prilis zarovnané
k osam v trojrozmérném prostoru.

. Extrakce textur

Cilem této metody je z texturovaného obrazu odstranéni textury tak, aby
v obraze byl zachovan pouze jeho obsah, tzn. aby byly stédle viditelné okraje
objekt a jejich velikost, kontury a stiny. Této metody se da docilit napriklad
zpusobem obrazového skladani, kdy se z malych kust fotografii sestavi jeden
uplné novy. Lze ji také docilit zptisobem, ktery navrhl A. Hertzmann zvanym
simage analogies “ [6] (obrazové podobnosti). Tento zpusob funguje na zaklade
prevzorkovani, kdy je textura z jednoho obrazu pfevedena do druhého [5].

. Kombinace popredi a pozadi fotografie

V pripadé této metody je nutna extrakce vsech objekti z poptredi nebo samotna
extrakce pozadi. Naslednym spojenim popredi a pozadi, které ,,0 sobé nevi“
vznikd vysoky pocet moznych kombinaci, ¢imz se zvysuje tc¢innost metody.
Bylo navic otestovano, ze tato metoda dosahuje prijatelnych vysledkt presnosti
3].

. Dalsi zpuasoby

Kromé vyse popsanych metod se dé& jakakoliv databaze rozsirtit i jinymi zpl-
soby [5]. Jednim z nich je naptiklad metoda nahodného mazani, ktera je rychla
a pomeérné snadna na implementaci do konvoluéni neuronové sité, pritom nam
poskytuje relativné dobré vysledky. V této metodé se vyuziva pridani obdél-
niku Sumu do puvodni fotografie, ¢imz se zméni hodnoty vybranych pixeld

v obdélniku a natrénovany model neuronové sité je poté masivnéjsi a vice
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odolny proti Sumu, ktery se v datové mnoziné mize objevit.

Navysovani dat zahrnuje v mnoha pripadech velmi uzitecné metody pokud je k dis-
pozici nedostacujici databaze, ovSsem nelze jich vzdy vyuzit. Typicky ptiklad, kdy
se nevyuziva navysovani dat je rozpoznavani tvari, kdy je nezadouci mit v databéazi

rizné zmutované tvare, které vznikly pravé po aplikovani nékteré z metod.

1.3 Neuronové sité

S neuronovymi sitémi se v dnesni dobé setkavame témér vsude. Kazdy z nas, kdo
vlastni chytry mobilni telefon si nosi neuronové sité implementované v jeho vypo-
¢etnich jednotkach v kapséach, aniz bychom si to uvédomovali. Pokazdé, kdyz pti
otevieném fotoaparatu chytry telefon detekuje tvar nebo napiiklad extrahuje text
vyfoceny na fotografii do upravitelné podoby, s velkou pravdépodobnosti byl obraz
klasifikovan pomoci neuronovych siti [7]. Nazev ,neuronové sité“ je inspirovan fun-
govanim neuronovych struktur v mozku zivych organisma.

Cést lidského mozku je stale neprobadédna, a tak je mozné se pouze s uréitou
presnosti domnivat, jak funguje predavani informaci mezi neurony. Kazdy neuron
prijima elektrické impulzy skrz kratké vybézky zvané dendrity, které jsou napojeny
na dalsi neurony v okoli, pricemz kazdy neuron je schopen prijmout do spojeni 1000 —
5000 dalsich neuronti v jeho blizkosti [8]. Po prijeti signdlu pak tyto neurony posilaji
signal do svych vlastnich dlouhych vybézki zvané axony, které déle tvori rozsdhlou
strukturu vétvi. Na konci kazdé z téchto vétvi se nachazi synapse, coz je oznaceni
pro spojeni dvou neuront pro vymeénu vzrucht. Tato synapse preda vzruch dalsimu
navazujicimu neuronu a cely proces vyusti v uc¢eni. Uceni, které predchazi pamato-
vani si je pak opakovani stimulace zakonceni axont, které se stavaji vice nebo méné
citlivé na jednotlivé podnéty [9].

Neuronové sité v kontextu strojového uceni funguji na podobném principu. Vy-
uzit neuronové sité muzeme prakticky kdykoliv, je-li tfeba nejen zautomatizovat
jakoukoliv ¢innost stroje, ale navic stroji dat schopnost se ucit. Jednotlivé neurony
pro strojové uceni disponuji dvéma moznostmi operaci [9]:

1. Uceni — Neuron se trénuje na rozpoznani urc¢itych priznakd. Spolecné s ostat-
nimi neurony vytvari model sité, ktery se sklada z vah jednotlivych cest mezi
neurony.

2. Trénovani — Vyuziti natrénovanych a ,zapamatovanych* vah k predani infor-

mace déle na vystup neuronu [9].
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1.3.1 Proces strojového uceni

V porovnani s neurony v zivych organismech se strojové lisi v jedné dulezité schop-
nosti — ,,zivé* biologické struktury snadnéji a kreativnéji resi komplexni problémy,
naopak strojové struktury tyto schopnosti nemaji [10]. Pfi trénovani neuronovych
siti rozlisujeme dva zékladni typy trénovani:

1. Uceni s ucitelem (supervised learning)

2. Uceni bez ucitele (unsupervised learning)

1.3.2 Optimalizacni algoritmy

Po uvedeni zptisobii uéeni neuronovych siti jako celek je tfeba zminit zptsob, jakym
se u¢i a optimalizuji samotné perceptrony (neurony). Pfi uCeni a optimalizaci se
vyuziva iteracnich metod pro optimalizaci a jejich obmén. Pojem gradient zastupuje
zobecnéni derivace o vice proménnych — vektorovou funkci, jeho opakem je derivat,
ktery zastupuje skalarni veli¢inu. Vektory gradientu sméruji podle nejvyssi frekvence
nartstu funkce. D4 se Tici, ze gradient znamend ,smér ristu“. V kartézské soustavé

soutadnic je gradient popsan vztahem

of. of. 0f
Gtz itk (1.1)

Vi= ay‘] 0z

kde i, j, k zastupuji jednotkové vektory ve sméru os z, y, z [12].

Nize je uveden popis optimalizace pomoci gradientniho sestupovani, konkrétné na-
hodného sestupovani, které je vyuzito pro neuronové sité v experimentalni c¢asti
prace.
1. Gradientni sestupovani
Gradientni sestupovani tvori konvexni funkci, kterd minimalizuje dodanou
funkci zménou jejich parametri na pozadovanou hodnotu. Vizualizace této

funkce je na obrazku 1.1

Obr. 1.1: Vizualizace funkce postupného sestupovani [11].
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Tato metoda vybird vzorky z datové mnoziny po skupinach. Je-li tfeba na-
trénovat neuronovou sif s vyuzitim metody gradientniho sestupovani a mini-
malizovat funkci J(x,y) dodanou do sité tak, aby dosdhla svého minima a
tim dosdhnout optimalizace, je tfeba zacit experimentalné. Podle obrazku 1.1
nastavit parametry osy x a y nahodné — od tohoto parametru zacina metoda
pocitat postupné po krocich, kde je funkce nejstrméjsi az do bodu, kde je
funkce na svém minimu.

. Stochastické gradientni sestupovani (SGD)

Néhodné gradientni sestupovani je iterativni metoda vyuzivajici stochastické
(ndhodné) aproximace gradientniho sestupovani. Oproti tomuto sestupovani
vybira své vzorky z datové mnoziny ndhodné, nikoliv po skupinach nebo v pre-
dem daném poradi. V pripadé nahodného sestupu je z databaze vybran pouze
jeden vzorek pro vypocitani nasledujictho kroku s tim, ze kazdy dalsi vzo-
rek je vybran také ndhodné. Kazdy krok je pritom definovan hodnotou zvanou
koeficient uéeni (learning rate), jez zastupuje rychlost zmény pravé optimalizo-
vaného gradientu 1.2. U tohoto koeficientu je dilezité vzdy nastavit optimalni
hodnotu — pokud je prilis velka, bude pouze preskakovat v mezich konvexni
funkce tam a zpét. V pripadé nastaveni prilis malé hodnoty mohou nastat dva
pripady — bude sice dosazeno vysledku, ale za nevyhodnych ¢asovych podmi-
nek nebo muze trénovani uviznout v lokalnim minimu funkce. V tomto pripadé

je mozné pouzit funkei zvanou momentum [13][14].

Pfilis velky koeficient uceni Pfilis maly koeficient uceni

lokaIni minimum

<~ Llmr ..
globalni minimum

Obr. 1.2: Pripady nevyhovujiciho nastaveni koeficientu uceni.

Pri uceni mize ovsem dojit ke dvéma stavim, které znehodnocuji vysledny
model pro testovani. Prvnim z nich je pretrénovani (overfitting) sité — pretré-
novani nastava v okamziku, kdy je model prilis komplexni a disponuje prilis
mnoha parametry vzhledem k pouzité datové mnoziné. Ve vysledku pak muze
dojit k dosahovani vysoké presnosti na trénovacich datech, ale pri nasazeni
na testovaci data, ktera sit nikdy nevidéla vykazuje spise opacné vysledky
presnosti [15]. Druhy problém vznika pfi opacéné situaci pretrénovani, a tim je

nedouceni (underfitting). Tento problém vznikd naopak pti nedostatecné kom-
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plexnosti modelu, kdy model neni schopen zachytit souvislosti mezi priznaky
v databazi a pouzit je na redlnych datech. V mnoha pripadech je vysledny
model problematicky a neschopny klasifikovat data, na ktera byl natrénovan
[16].

1.3.3 Aktivacéni funkce

Pro spravnou funkénost by méla kazda neuronova sit vyuzivat aktivacni funkce, které
se Hdi pravidly v angli¢ting oznacovanymi jako firing rules. Ukolem této funkce je
zmodulovani vystupniho signalu tak, aby mohl byt zpracovan v dalsi vrstvé neuro-
nové sité, ¢imz se zajisti postup vSech priznaki [9]. PTi stavéni sité by vzdy méla
existovat snaha o konvergenci jejich vypocti. V pripadé, ze sit nezac¢ne konvergovat,
je treba vrstvy upravit — vétsinou je testovano experimentalné podle datové mnoziny.
NizZe jsou uvedeny obecné nejpouzivanéjsi funkce, se kterymi bylo experimentovano
v praktické ¢asti této préce.
1. Sigmoid

Funkce Sigmoid je popsana nasledujicim vztahem

1
T ltev

a jejim ukolem je prevést redlnd ¢isla do rozmezi intervalu (0, 1). V minulosti

o(x) (1.2)

byla ¢asto pouzivana z diivodu jednoduchého uréeni aktivacéni frekvence neu-
ronu (firing rate) a kratké doby stavéni modelt. Graf funkce je na obrazku
1.3. Jeji popularita pii pouzivani ve skrytych vrstvach ale klesla z divodu pre-
chazeni funkce do saturace — funkce zptisobuje ztratu obsahu dat pri procesu
zpétné propagace. Pri zderivovani funkce sigmoidy dostaneme funkci

—T

e
(14 e %)%’

ze které je mozné si po dosazeni urcit, jakych maximalnich hodnot bude dosa-

o(z) = (1.3)

hovat. Pii dosazeni 0 je vysledkem 0,25, kazda chyba ve vrstvach neuronové
sité tak bude 4x vice koncentrovand. To znamend, Ze ¢im hloubéji bude funkce
zasahovat do sité, tim vice dat bude ztraceno. Na druhou stranu, funkce Sig-
moid je vhodné pro pouziti pii binarni klasifikaci v posledni vystupni vrstvé
[17] [18].
2. ReLU (Rectified Linear Unit)

Aktivacni funkce ReLU je nejvice pouzivanou funkci skrytych vrstev sité a
svym mechanismem je nejvice podobna neuroniim zivych struktur. Pokud je
vstup do funkce mensi nez 0, na vystupu je poskytnuta 0. Pokud je na vstupu

¢islo vetsi nez 0, vystup je roven vstupu. Funkce se da popsat vztahem

f(x) = max(x,0). (1.4)
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Obr. 1.3: Graf funkce sigmoid.

a jeji zobrazeni je na obrazku grafu 1.4. Funkce ReLU je také oblibend pro
svou jednoduchost. Narozdil od sigmoidy je vysledkem pri derivaci kladného
vstupu vzdy 1, a tak pii zpétné propagaci nevznika zvysovani koncentrace
chyb v siti. ReLLU ale také neni tplné bezproblémova funkce. Pti prilis velkém
gradientu, ktery projde funkci ReLU se muze stat, ze ReLLU jednotky se budou
aktualizovat tak, ze se neuron nikdy neaktivuje a prochazejici gradient bude ve
zbytku sité povazovan za nulovy. Tento pripad miize nastat pokud je koeficient

uceni nastaven na piili§ vysokou hodnotu [19].

Obr. 1.4: Graf funkce ReLU.

3. Softmax
Funkce Softmax je odvozena od funkce Sigmoid. Jejich spoleény rys zahr-
nuje fakt, ze obé funkce prevadéji vystupy kazdé jednotky do rozmezi (0, 1).

Softmax navic provadi déleni kazdého vystupu tak, aby soucet vsech vystupi
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byl roven 1. Jejim vystupem je pak ekvivalent distribu¢ni funkce. Matematicky

je funkce softmax popsana vztahem
e*
2521 ek

Funkce Softmax nachazi hojné vyuziti v rozpoznavani obrazu, jelikoz miize byt

o(2); (L5)

pouzita pro velké mnozstvi tiid v datové mnoziné. Diky jejimu charakteru se

pouziva pouze u vystupnich vrstev klasifikacnich modelu [18].

1.4 Konvoluéni neuronové sité

Klasifikace obrazu pomoci konvolué¢nich neuronovych siti se stava ¢im déal béznéji
vyuzivanou metodou. Konvolu¢ni neuronové sité tvori podmnozinu hlubokého ucent,
které jako celek vyuziva vétsi pocet skrytych vrstev a je komplikovanéjsi. Konvolucéni
postup klasifikace tvori pravé jednu z téchto mnoha vrstev hlubokého uceni.

P1i klasifikovani obrazu je nutné poskytnout neuronové siti data (samples), kterym
maji byt na vystupu ptirazeny znacky (labels). Obraz je pro pocita¢ pochopitelny
pouze jako matice vektorovych hodnot (tenzor) s jednim rozmérem navic, a tim je
barva pixelii. Pokud je k dispozici obraz o velikosti 250 x 250 pixelii a obraz je navic
barevny, tzn. kazdy jeho pixel disponuje hodnotou barevného kanalu c¢ervené, zelené
a modré barvy (RGB), tak pro pocitac je tento obraz viditelny jako 250 x 250 x 3 =
187500 hodnot. Kazdy pixel mtze nabyvat kombinaci hodnot od 0 do 255, kde 0
odpovida cerné a 255 bilé barvé. Pravé téchto 187500 hodnot musi neuronova sif
precist, vyhodnotit a obraz oznacit znackou [2]. Priklad takto rozlozeného obrazu je
na obrazku 1.5. Pro maximalni i¢innost by pak natrénovany model mél byt presny
tak, aby byl schopen klasifikovat i transformované obrazy a obrazy, které nikdy

predtim nevidél, jak bylo vysvétleno v ¢asti navysovani dat 1.2 [20].

[[220 210 232 22 190 187 189 129 89 72 90 40 43 34]
[167 198 167 210221 189 129 198 22 72 9940 99 89]
[178 189 178 180 167 221 232 221 89 89 55 40 43 34]
[198 210 189221190210 232 221 68 72 9022 86 78]
[193 129 232221167 221 232 221 22 72 7840 43 34]
[210 232221190187 189 129 189 72 99 407290 12]
[198 198 178 220 190 187 189 129 89 86 904043 72]
[220 198 232210 167 221 232 221 89 72 55 2243 34]
[220 187 167 198 190 187 189 129 89 72 908972 34]
[167 221 232221180221 129 180 210189221 190]
[221 189 129 198 167 221 232 221 89 72 78 55 86 34]
[189210 189221198210 129 210 22 72 90 22 86 34]
[220 129 167198 180 221 129 180 89 55 724043 78]
[198210 129210193 129 232 221 22 78 9078 72 34]
[167 221 232221198 198 178 220 89 72 99 78 89 34]
[129 210 232 221190 187 189 129 89 7 90 40 43 34]]

Obr. 1.5: Tenzor vyuzitelny pro neuronovou sit [20].
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1.4.1 Priznakova mapa

Na samotném vstupu do neuronové sité se nachazi obraz, ktery je tfeba vyhodnotit
vrstvami. Kazda z nich extrahuje z obrazu priznaky tak, aby néasledujici vrstva mohla
s priznaky pracovat a povysit je na dalsi droven jak je znazornéno na obrazku 1.6.
Vznikaji tak priznakové mapy, jez jsou shromazdénim vystupt neuroni po jeho
aktivaci [21].

Skrytd vrstva 1 Skrytd vrstva 2

Vstupni vrstva Vystupni vrstva

Obr. 1.6: Postup priznakiu neuronovou siti [33].

Mapa vznika shromazdénim téchto priznaki, které jsou v prvni vrstvé neuronové sité
analyzovany tzv. gabor filtry [22]. Gabor filtry jsou linearni filtry pro analyzu textur
analyzujici pritomnost obsahové frekvence a sméru v obrazu zalozené na sinusovych
vlnovych impulzech. V odvétvi klasifikace obrazu a extrakci priznakt je mozné je
ve 2 rozmérném prostoru popsat nasledujicimi vztahy

(2+i%)

G.li,j] = Be™ 22 cos(2nf(icosf + jsinf)), (1.6)
Gsli,j] = Ce5r" cos(2mf(icosf + jsind)), (1.7)

kde B a C jsou normalizujici faktory, f zastupuje hledanou frekvenci v texture,
0 nachazi texturu v ur¢itém smeéru a ¢ umoznuje nastaveni velikosti analyzované

oblasti obrazu.

1.4.2 Funkce konvoluéni neuronové sité

S rozvojem strojového uceni se rozvijeji i klasifikaéni metody, vyuzivajici mnoho

zpusobtl, jak obraz klasifikovat a po procesu jej zaradit do spravné tridy s vice
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nez uspokojivou presnosti. Za zminku stoji naptiklad metoda nejblizsiho sousedniho
prvku [23] nebo rozhodovaci stromy [24]. Tyto metody ale nevyuzivaji neuronovych
siti a mohou slouzit pouze jako tivod k pochopeni procesu klasifikace obrazu. Skla-
dani neuronové sité pro klasifikaci obrazu s vlastni datovou mnozinou je pomérné
obtizny ukol, a proto je pri stavéni neuronové sité mnohdy nutno postupovat spise
experimentalné s teoretickou pripravou. Konkrétné pro klasifikaci obrazu je mozné
vyuzit predtrénované neuronové sité nebo se jimi inspirovat pfi stavéni vlastni.

Funkei siti pro klasifikaci obrazu je mozné si vysvétlit na prikladu jiz sestavené neu-

ronové sité LeNet-5 z roku 1998, jejiz struktura je znazornéna na obrazku 1.7 [25].

Konv1

Vstup 28x28 Podvzorkl  KOnv2  podyzorkl skrytan
32x32 14x14 55 120 Vystup
10
1 Il \
LLI_ I o B Gaussovo propojen{
I ‘_|_| Podvzorkovani o | Podvzorkovani ,
L W voluce | onvoluce I_LLL PIné propojeni Sk;itaz

Obr. 1.7: Struktura sité LeNet-5 [25].

Tato sit byla vytvorena za ucelem rozpoznavani ¢isel psanych rukopisem i ptistro-
jové. LeNet-5 méa 7 vrstev, kazda obsahuje parametry k natrénovani (vahy). Na
vstupu se nachdazi obraz o velikosti 32 x 32 pixeli. Prvni konvolu¢ni vrstva obsa-
huje 6 priznakovych map o velikosti 28 x 28 pixel. Druha vrstva je podvzorkovaci
— pooling vrstva s filtrem o velikosti 2 x 2 pixeli uzaviena funkci sigmoid, ktera
ve vysledku zredukuje rozméry obrazu na 14 x 14 pixeli. Na konci sité se nachazi
dalsi skryté a plné propojené vystupové vrstvy (dense), pred kterymi je dalsi blok
konvoluc¢ni a podvzorkovaci vrstvy.

Konvoluéni vrstvy v klasifikaci obrazu funguji na zdkladé aplikaci ¢isel konvolucénich
filtrii na obraz, kde je na kazdou oblast obrazu aplikovan filtr pro vykonani matema-
tickych operaci. Vysledkem je jedna hodnota do priznakové mapy. U konvoluc¢nich
vrstev je hojné vyuzivana funkce ReLLU pro zaneseni nelinearit do vysledného mo-
delu.

Podvzorkovaci vrstvy podvzorkovavaji data z konvolucénich vrstev za tcelem sni-
zeni procesniho Casu a snizeni naroc¢nosti na pamét. Nejvice je vyuzivana funkce
MaxPooling, jejiz ukolem je extrakce malych c¢asti priznakovych map, ponechani
maximélni hodnoty a vyrazeni vsech ostatnich hodnot.

Skryté vrstvy (dense) jsou plné propojené z duvodu klasifikace priznaku z predcho-
zich konvolu¢nich a podvzorkovacich vrstev. Kazdy neuron je propojen s kazdym

neuronem z predchozi vrstvy [26].
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1.4.3 Datové mnoziny

Pro trénovani neuronovych siti je jiz vytvoreno mnoho databazi, které mohou uzi-
vateli poskytnout dostatecnou oporu pro trénovani vlastni neuronové sité. Vétsina
datovych mnozin obsahuje jak oznackovana a do tfid pritazena data, tak i origi-
nalni a neupravena data pro vétsi uzivatelskou kontrolu nad databazi. Pii vybéru
vhodné databaze je tfeba brat ohled hlavné na ticel, ke kterému ma byt pouzita. Tato

podkapitola pojednava o obecné nejpouzivanéjsich databazich pro klasifikaci obrazu.

« MNIST (Modified National Institute of Standards and Technology
databaze)
Datova mnozina MNIST obsahuje obrazy ¢islic psanych rukopisem a je hojné
vyuzivana pri trénovani neuronovych siti pro klasifikaci obrazu. Jedna se o da-
tabazi vytvorenou promichanim jiz dostupné databaze NIST. Obsahuje 60 000
trénovacich a 10 000 testovacich vzorki, kde vsechny vzorky maji jednotnou ve-
likost 28 x 28 pixelt a jsou modifikované pouzitim techniky vyhlazovani hran.
2013 v préci regularizace neuronové sité pomoci odstranéni vah [27].

o ImageNet
Databéaze ImageNet vychazi ze struktury databaze WordNet, lexikalni data-
baze pro anglicky jazyk. Ve WordNetu se popisuje kazdy vzorek souslovim —
tyto vzorky jsou pak nazyvany ,synsety“ a WordNet jich obsahuje vice nez
100 000. ImageNet pak poskytuje prumérné 100 obrazu k ilustrovani synseti,
které jsou manualné oznacené. Téchto obrazt vyuzivaji lidé z celého svéta a
trénuji na nich své algoritmy s cilem oznacit dalsi nevidéné obrazy. Nejmensi
chybovost byla dosdahnuta v roce 2014 — 6,7 % [28].

« CIFAR-10 a CIFAR-100
Databaze CIFAR-10 obsahuje 60 000 barevnych obrazu rozdélenych do 10
trid, v kazdé je 6 000 obrazl. Je rozdélen na 50 000 trénovacich a 10 000
testovacich vzorki. CIFAR-100 je pak kopii CIFARu-10 s tim rozdilem, Ze je
rozdélen no 100 tiid, kde v kazdé je 600 obrazii. Trénovaci mnozina se sklada
z 500 vzorku a testovaci ze 100 vzorkid. Téchto 100 tiid je pak rozdéleno do
20 ,supertiid“, kde kazdy vzorek méa svoje presné oznaceni tiidy a své hrubé
oznaceni supertfidy [29].

o Labeled Faces in the Wild
Pro zjistovani vlivu pozadi na trénovani neuronovych siti byla zvolena volné

dostupna datova mnozina Labeled Faces in the Wild. Tato databaze byla na-
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shromézdéna z riznych webi, je urcena pro klasifikaci tvari, obsahuje 13 578
obrazu rozdélenych do 5 795 trid (kazda tiida zastupuje jednoho clovéka) a
vsechny obrazy jsou stejné velikosti 250 x 250 pixelt. Z téchto tiid obsahuje
1680 vice nez 2 fotky [30]. Déle jsou kromeé originalni verze dostupné dalsi,
které se od té originalni lisi zarovnanim obli¢eji pri pohledu na celkovy obraz
[33]. Datova mnozina nabizi i doporucené rozdéleni na trénovaci a testovaci
mnozinu pro presnéjsi vysledky uzivateltim, coz ale v tomto ptipadé nelze vy-

uzit.

1.5 Prenosové uceni

Prenosovym ucenim je nazyvan proces, kdy je neuronova sif natrénovana na jedné
skupiné dat a vzapéti pouzita k trénovani a klasifikaci s jinou datovou mnozinou
[34]. Naptiklad neuronova sit s parametry natrénovanymi na rozpoznani aut muze
byt pouzita na rozpoznavani nakladnich automobili. Poprvé byla tato metoda po-
uzita v roce 1993 v praci Loriena Pratta s ndzvem ,Discriminability-based transfer
between neural networks“ [35].

V této praci je vyuzita technika prenosového uceni, kdy jsou pouzity vahy z natréno-
vanych modeli na databazi s odstranénym pozadim a nasledné jsou na stejné neu-
ronoveé siti dotrénovany nové modely za pouziti originalni datové mnoziny. V tomto
experimentu je prenosové uceni aplikovano na dvé datové sady — originalni a bez
pozadi. Trénovani je pozastaveno na urc¢ité presnosti datové mnoziny bez pozadi,
model a jeho vahy jsou ulozeny a nasledné nacteny s tim, ze je zaménéna datova
mnozina za originalni. Jsou vyzkouseny dvé modifikace této metody:

1. V pripadé, zZe pTresnost pri trénovani na datové mnoziné bez pozadi se jiz dale
nezvysuje, je sledovano, zda-li je presnost na realnych datech nizsi, stejna nebo
vyssi. Duraz je kladen pouze na dosazenou validac¢ni presnost.

2. Je urcena hranice presnosti, pii které bude trénovani ukonceno. V tomto pri-
padeé je pozorovana také presnost, avsak s vétsim zamérenim na rychlost uceni.

Pokud se stejna sit neni schopna naucit na realnych datech, bude sledovana presnost.
V pripadé, Ze se zacne ucit jak na datech s odstranénym pozadim, tak i na realnych
datech, je sledovana rychlost uceni a pocet epoch, kdy bude dosazena stejna presnost,
jako na redlnych datech. Tento experiment by mél objasnit, zda je mozné prenesenim

vah z databaze bez pozadi docilit rychlejsiho procesu uceni.
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1.6 Aktivni uéeni

Aktivni uceni referuje k riznym zptusobum, jak lépe interagovat mezi ucicim se al-
goritmem a datovou mnozinou, na které je spustén. Tento algoritmus by mél byt
schopen rozpoznat a zamérit se na ¢asti datové mnoziny, které zna nejméné. Aktiv-
niho uceni je hlavné vyuzivano pri nedostatku oznacenych dat v datové mnoziné,
kdy u nékterych dat je velice ¢asové naro¢né data oznacit. Priklady dat, se kterymi
je tento problém jsou napriklad data pro rozpoznavani mluveného projevu, extrakci
informaci z rtiznych dokumentti nebo pro klasifikaci a filtrovani dat rizného typu
(napf. rozdélovani do ttid) [37].

Oblast aktivniho uceni neni pro tuto praci sttedem zajmu, ale vzhledem k expe-
rimentovani s velikosti databaze by mohl nastat pripad, kterému se aktivni uceni
do podrobna vénuje. Pii praci s omezenou datovou mnozinou miuze nastat pripad,
kdy konvolu¢ni neuronova sit dosahuje horsich vysledku s vice trénovacimi daty, nez
kdyz jich mé k dispozici méné. Tato situace nastava tehdy kdyz testovaci data pravé
nevyhovuji modelu s uré¢itymi natrénovanymi vdhami. Samotné trénovani ovliviiuje
jak druh dat (v tomto pripadé fotografie) a rozdéleni datové mnoziny, tak i prave
pasovani dat natrénovanému modelu. V praxi se muze stat, ze sit bude natrénovana
na 95 % a otestovana na 5 % dat. Tato data zrovna budou pasovat na vysledny
model a bude tak dosazeno vysoké presnosti. V druhém pripadé se ale muze stat,
ze sit bude natrénovana na 90 % a otestovana na 10 % dat, které zrovna nebudou
pasovat natrénovanému modelu nebo naopak, i pres nizsi pomér trénovacich dat

dosdahne model vyssi presnosti.
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7

2 Experimentalni cast

Pro samotny experiment je tfeba pripravit kopii databaze tak, aby byl objekt v jeho
vzorcich ofezan (odstranéno pozadi) od okolniho Sumu. Pred timto krokem je ale
jesté treba vybalancovat databazi tak, aby kazda trida obsahovala stejny pocet
vzorkl. Databaze LEFW poskytuje obrazy s jiz vycentrovanym obli¢ejem na stiedovy
pixel fotografie, ¢imz se prace zlehcuje. Nasledné jsou sledovany prubéhy trénovani a
validace. Predpoklada se, Ze sit s odstranénym Sumem okolo objektu bude naucena
rychleji. Zalezi ovSsem na slozeni sité a poctu trénovatelnych parametri.

Pro tento experiment je vybrana binarni klasifikace obrazu. PT¥i binarni klasifikaci
jsou porovnavany 2 nezavislé t¥idy a na jejim vystupu je vzorek pritazen do jedné
tridy. V tomto experimentu vsak neni dulezité prifazeni ani presnost, ale prubéh
trénovani. Pro trénovani neuronovych siti a vyhodnocovani na valida¢ni mnoziné je
nezbytné nutny vypocetni vykon, knihovny a nastroje, které jsou schopné tento kol

splnit.

2.1 Pouziti GPU

Pri trénovani neuronovych siti je dilezity vypocetni vykon. V pocitacich existuji dve
varianty, kde je mozné provadét vypocty pro neuronové sité — hlavni procesor (CPU)
a graficka karta s vlastnim procesorem (GPU). Za posledni desetileti se graficka ob-
last techniky rozvijela velmi rychle — diky akceleraci je mozné vyobrazovat grafické
objekty, které pred par lety nebylo mozné zobrazit a to pravé diky vypoctim gra-
fického procesoru zpracovavajici vektory a rychlému provadéni maticovych vypoctu.
Vzhledem k tomu, ze hlavni procesor je mozné povazovat za jakési ,srdce“ pocitace
a funguje jako manazer vypocti, GPU je mozné si predstavit jako hlavni vypocetni
jednotku v pocitaci. Procesor spoleéné s paméti RAM uprednostnuje rychlost vy-
fizovani procesi i presto, ze je nezvladne vSechny najednou, coz je pro konvoluc¢ni
neuronové sité nevhodné. Oproti tomu graficky procesor zvladne pocitat mnoho-
nasobné vice procesi najednou (v tomto pripadé napiiklad nésobeni matic), ale
v porovnani s hlavnim procesorem za delsi dobu. Delsi doba je v tomto pripadé vy-
feSena vice-vlaknovou architekturou grafického c¢ipu. Posledni, ale hlavni vyhodou
vyuziti GPU pro neuronové sité je jeji architektura. Vsechny vypocty v redlném
case jsou provadény v registrech propojenych s vypocetnimi jednotkami — u hlav-
niho procesoru jsou to jadra, u grafické jednotky streamovaci procesory, které jsou
stézejni pro vypocty neuronovych siti. Pro soubory registrii je ale omezena velikost
paméti vyrobni technologii, kterd se v dnesni dobé a blizké budoucnosti pohybuje

okolo 7 nm.
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V pripadé této prace byla pouzita graficka karta spolecnosti nVidia s typovym ozna-
¢enim GeForce GTX 1050 upravena spole¢nosti MSI, disponujici grafickou paméti 2

GB, pamétovym taktem 1531 GHz a 640 streamovacimi procesory (CUDA) .

2.2 Keras

Konvolu¢ni neuronové sité v této praci jsou stavéné v Kerasu, coz je vysokourovinové
aplikacni programovaci rozhrani napsané v programovacim jazyce Python. Keras
dale vyuziva knihoven pro hluboké uceni jako jsou CNTK, Theano nebo Tensorflow.
Byl vytvoren se zamérem uzivatelské jednoduchosti a rychlého experimentovani pro
jeho uzivatele.

Keras ma vytvorenou a podrobné popsanou dokumentaci. Umoznuje jednoduché
a rychlé vytvareni prototypt diky modularité a dostupnym rozsitenim. Podporuje
konvolucni a rekurentni neuronové sité a pro jejich vypocty podporuje spousténi jak
na GPU, tak i na CPU [31].

2.3 TensorFlow

Keras pro svou spravnou funkci vyuziva knihovnu TensorFlow. TensorFlow je ote-
viena knihovna pro vysoko-uroviové vypocty strojového uceni, ktera byla vydana
spolecnosti Google v roce 2015, prvni stabilni verze pak v tinoru roku 2017. Je po-
uzivana mnoha spoleCnostmi pro analyzu a zpracovani dat (Google, Twitter, ebay,

..) a muze bézet na vice procesorech najednou. Jeji flexibilni architektura umoz-
nuje provadét vypocty na zafizenich jako jsou servery, mobilni zafizeni nebo sitové
prvky [32].

2.4 Databaze pro experiment

Pro tento konkrétni kol byla zvolena datova mnozina LFW a binarni klasifikace.
Je tfeba v datové mnoziné najit dvé osoby s nejvétsim poctem vzorkl a natrénovat
neuronovou sit na rozdéleni obrazi do dvou trid. V pripadé pouzité datové mnoziny
se jedna o George W.Bushe s celkovym poctem 530 vzorkt a Colina Powella s 236
obrazy. Dale byla vytvorena kopie této databaze s tim, Ze bylo odstranéno pozadi
kolem obli¢eje ve vycentrované ¢asti (nahrazeno barvou) fotky a v neposledni fadé
byly obé dvé tiidy vybalancovany tak, aby kazda méla stejny pocet vzorki. U George
W. Bushe muselo byt odstranéno 294 snimk, aby datové mnoziny byly balancované.
Balancovani je dilezité z diivodu rovnomérného nauceni neuronové sité na kazdou

tridu. V pripadé, ze by databédze nebyly balancovany, sit by byla naucena na jednu
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tfidu vice a méla by problémy s klasifikaci druhé t¥idy. Zezacatku jsou k dispozici
celkem dvé datové mnoziny — jedna originalni s pozadim, které do neuronové sité
prinasi zbytecny sum (je tfeba klasifikovat osoby na zdkladé tvare) a druhd — jeji
kopie s pozadim nahrazenym cernou barvou. V pritbéhu experimentu jsou dale pri-
davany modifikace barvy pozadi a orezani klasifikovaného objektu. Priklad prvni

modifikace pro experiment je na obr. 2.1.

(a) Originalni fotka. (b) Odstranéné pozadi.

Obr. 2.1: Priklady vzorki z obou datovych mnozin [33].

Velikost datové mnoziny a presnosti, které je tieba s ni dosahnout vzdy zalezi na
ukolu, ktery je tieba zrealizovat (tj. pro nékteré tikoly muze byt databdze mensi, pro
nekteré je zase tfeba velké mnozstvi vzorku) [36]. Na obr. 2.2 je zndzornén prechod
konvoluc¢niho jadra pres obrazek, kde je vidét, zZe sif se musi trénovat i na zasuménych
¢astech obrazu (tzn. aplikace filtru a dalsich vypoétu, které v tomto pripadé zdrzuji
proces). Oproti tomu sit na databazi se zacernénym pozadim se uc¢i pouze na obliceji,
ktery je treba klasifikovat a na jednolitém pozadi, mezi jehoz pixely nachazi stejné
analogie. Pro ilustraci je uveden nasledujici obrazek 2.2, ktery znazornuje postup
konvolu¢niho jadra nad obrazkem, kde u obrazu s pozadim pocita se vsim kromeé
klasifikovaného objektu, na rozdil od zacernéni, kde klasifikuje pouze chtény objekt

a pripadné stejné analogie pozadi.

2.5 Popis natrénovanych neuronovych siti

Pri trénovani neuronovych siti se mnohdy vyuziva jiz predtrénovanych model, které
ale v pripadé této prace nelze vyuzit — je tfeba postavit neuronovou sit od zacatku.
Predtrénované modely totiz obsahuji vahy, které by ovliviiovaly vysledky experi-
mentu na vsech vyzkousenych databazich a nebylo by tak mozné zmérit vliv pozadi

na trénovani. Bylo natrénovano vice neuronovych siti, které se od sebe lisily poc¢tem
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Obr. 2.2: Postup konvoluéniho jadra ptes vzorek [33].

vrstev, jejich usporadanim, poctem neuronu a s riznymi optimaliza¢nimi algoritmy
a rychlostmi uceni. VSechny pribéhy ale mély spoleéné davkovani vzorka (po jed-
nom obrazu) a pocet epoch (500) u prvniho experimetu, u druhého byl pocet epoch
nastaven na 100. Prvni konvergujici neuronova sit byla 3.6a, nasledné byla pridana
struktura 3.6b.

2.5.1 Reproducibilita

Pro zjistovani vlivu pozadi na trénovani neuronovych siti je dulezité, aby proces
trénovani a validace probihal co nejméné nahodné. Pti generovani vzorkii do sité je
mozné pouzit vice zptisobi, zde je pouzit zptisob davkovani vzork pomoci genera-
toru implementovaného v Kerasu s nazvem ImageDataGenerator. Je tfeba zamezit
nahodnému michani poradi vzorki jak v tomto generatoru, tak ve vsech ostatnich
pouzivanych knihovnéach tak, aby bylo docileno co nejmensich odchylek pti opétov-
ném spousténi procesu.

V tomto tkolu jsou pouzity knihovny tensorflow, numpy a random. U vSech téchto
knihoven je tfeba nastaveni ndhodného koeficientu (random_seed), aby inicializace
zacinala vzdy na stejnych hodnotach, a aby pribéh byl vzdy v obdobném poradi. Bo-
huzel, pii spousténi vypocti na GPU s vyuzitim knihovny tensorflow zatim neni
mozné dosdhnout 100% nedeterministickych vysledkt z divodi mozné existence
vlastnich generatori pifimo v GPU a také vice-vlakenného zpracovavani vypoctu.
Pti testovani bylo zjisténo, ze hodnoty se lisi v desetinach procent. Takové hodnoty
odchylky ale nejsou pro experiment ohrozujici. V Kerasu je také mozné vice-vlakenné

zpracovavani GPU vypnout a také tak bylo uc¢inéno.
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3 Vysledky

Tato kapitola se zabyva porovnavanim pribéht trénovani a diskuzi dosazenych pres-
nosti. Ve vysledcich je sledovan parametr validac¢ni a testovaci presnosti, které nejvice
napovi o pribéhu trénovani neuronovych siti i presto, ze dosazeni vysoké presnosti

neni hlavnim cilem této prace.

3.1 Modifikace pozadi

K dispozici jsou dvé presné vybalancované datové mnoziny s tim rozdilem, ze jedna
z nich obsahuje originalni fotografie a druha obsahuje obrazy bez prebytecného Sumu
kolem klasifikovaného obliceje. Pii experimentovani bylo vyzkouseno vice struktur
inspirovany architekturami jiz vytvorenych siti (VGG-16, AlexNet, ...). Nejméné
¢asoveé narocné trénovani a zaroven s nejlepsimi vysledky valida¢nich presnosti méla
sit, 3.6a.

Je spusténo 500 epoch, kde kazda datovda mnozina zac¢ina konvergovat v jiné epose.
Z grafu 3.1 se potvrzuje teoreticky predpoklad, ze databaze bez pozadi ma rychlejsi

prubéh trénovani a drivéjsi zacatek konvergence.

Porovnani validacni presnosti
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0.5 - _] x — originalni dataset
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Obr. 3.1: Porovnani pribéhi trénovani na dvou datovych mnozinach.

Databaze bez pozadi zacala konvergovat v epose ¢. 11, originalni datova mnozina

presla z hadani na uceni v epose ¢. 27. Déle je z grafu 3.1 vidét o mnoho rychlejsi
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dosazeni vysoké validacni presnosti, kde databaze bez pozadi dosahuje presnosti 98
%, zatimco v tu samou epochu se origindlni datova mnozina po dlouhém kolisani
vysplhala na piesnost 53 %. Zatimco neuronova sit se vstupnimi daty bez pozadi vy-
kazovala znamky pretrénovani, neuronova sit s ptivodnimi daty se zacala po malych
krocich a bez vétsiho padu ucit, kde v posledni epose dosahla validacni presnosti 83
%.

Pro dalsi experimentovani byly s datovymi mnozinami provedeny nasledujici akce.
Byla vytvorena kopie databaze se zacernénym pozadim. Toto cerné pozadi bylo
zménéno na bilou barvu pro demonstraci vlivu hodnot okolnich pixeli pozadi na
trénovani sité. Vsechny pixely, které mély hodnotu RGB kombinaci 0 (¢ernd) nyni
maji hodnotu 255 (bila) 3.2.

(a) Obraz s ¢ernym pozadim. (b) Obraz s bilym pozadim.

Obr. 3.2: Priklady vzorktl z modifikaci databaze.

Dalsi akce s databazi ma za kol demonstrovat vliv poméru pozadi (Sumu) na
klasifikovaném objektu (signdlu). Data byla ofezana (pozadi bylo redlné ofezano,
nikoliv pouze zaCernéno) tak, aby se zmensil obsah Sumu na minimum a zaroven
aby bylo zachovano maximum signalu. Vzhledem k tomu, zZe data byla ofezana hra-
naté (klasifikovany obli¢ej nezakryval cely obraz), byla provedena doplitkova akce —
zacernéni Sumu v téchto rozich.

Vzdy stejna neuronova sit ma k dispozici vSechny uvedené datové mnoziny, kde
kazdy vzorek je klasifikovan ve stejném poradi. Vsechny pribéhy dohromady byly
zaznamenany a zaneseny do grafu 3.4.

P1i porovnani vsech pribéhu je vidét, ze pozadi ma vliv na prubéh trénovani i
valida¢ni presnost vysledkt. Zatimco data s kompletné zacernénym pozadim dosa-
hovala nejlepsich vysledku validac¢ni presnosti za nejkratsi ¢as, pri nahrazeni ¢erného
pozadi bilou barvou sif viibec nezacala konvergovat. Dalsi dva porovnatelné pritbéhy
jsou trénovani originalni databdze bez jakychkoli tiprav a realné orezanych dat se

zacernénymi rohy obrazu jako je vidét na obrazku 3.3. Sit u téchto dat sice zacala
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(b) Odstranéné pozadi.

(a) Origindlni fotka.

Obr. 3.3: Priklady vzorkt z druhé modifikace datovych mnozin.

konvergovat pozdéji (v epose ¢. 80) ale pti konci trénovani dosahovala vyssi valida¢ni
presnosti (89 %).

Porovnani validaéni pfesnosti
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Obr. 3.4: Porovnani prubéht trénovani na vSech datovych mnozinach prfi pouziti
struktury 3.6a.

Jednou z dalsich vyzkousenych struktur neuronovych siti je neuronova sit inspi-
rovana strukturou VGG-16, ktera se sklada z bloki konvolu¢nich vrstev, kde kazdy
blok je zakonceny podvzorkovaci vrstvou. Stejné jako u sité LeNet-5 jsou posledni
tfi vrstvy plné propojené. U této struktury je spusténo pouze 100 epoch z divodu

casové narocnosti vypoctlu. Struktura sité a jeji vysledky jsou jako v predeslém pii-
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padé uvedeny na obrazku 3.6b a grafu 3.5.

Porovnani valida¢ni presnosti
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Obr. 3.5: Porovnani prubéht trénovani na vsech datovych mnozinach pri pouziti
struktury 3.6b.

Z grafu 3.5 jsou patrné podobné vysledky jako u prvni struktury, coz dokazuje,
ze tento trend se opakuje. Zatimco neuronova sit s kopii dat se zacernénym pozadim
byla naucena nejrychleji a nejpresnéji, kopie s bilym pozadim opét nezacala konver-
govat. Origindlni data oproti ofezanym se zacernénymi rohy, ale na rozdil od prvnich
prubéht dosahla v posledni epose vyssi presnosti, ale méla pomalejsi a kolisavy pro-
ces validace, coz je velmi podobné jako u prvniho experimentu se strukturou sité
LeNet-5.
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MaxPooline2D mput: | (None, 246, 246, 128)
JaxF oolingl
- output: | (None, 123, 123, 128)
mput: one, 122, 122, 64
MaxPooling2D 1 ™ — )
output: (None, 61, 61, 64)
c D mput: | (None, 123, 123, 128)
‘oiv2
i output: | (None, 121,121, 32)
mput: | (None, 61, 61, 64)
ConvzD
output: | (None, 59, 50, 32)
mput: | (None, 121, 121, 32)
Conv2D
A output: | (None, 119, 119, 32)
input: one, 59, 59, 32
MaxPooling2D 1 Ll )
output: | (None, 29, 20, 32)
ComaD mput: | (None, 119, 119, 32)
onv2,
A output: | (None, 117, 117, 32)
mput: one, 29, 29, 32
ConviD L Ll _)
output: | (None, 27, 27, 16)
MaxPoolins2D mput: | (None, 117, 117, 32)
= output: | (None, 58, 58, 32)
mput: | (None, 27, 27, 16)
MaxPooling2D -
output: | (None, 13, 13, 16)
mput: | (None, 58, 58, 32)
Flatten
y output: (None, 107648)
mnput: one, 13,13, 16
Flatten 1 Ll )
output: (None, 2704)
D mput: | (None, L07648)
ense
output: (None, 128)
mput: | (None, 2704)
Dense
output: | (None, 128)
D mput: | (None, 128)
ense
output: | (None, 64)
mput: | (None, 128)
Dense -
output: | (None, 64)
mput: | (None, 64)
Denze
A output: | (None, 1)
D mput: | (None, 64)
e output: | (None, 1) (b) Sit inspirovdna strukturou VGG-16.

(a) Sit inspirovana strukturou LeNet-5.

Obr. 3.6: Navrzené struktury pro experiment s modifikacemi pozadi.
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3.2 Testovani modelu na realnych datech

Pii binarni klasifikaci byly ulozeny vysledné modely siti inspirované strukturami
obou siti, aby mohly byt nasledné otestovany na realnych datech. Pro generovani
testovacich dat byla pouzita funkce Kerasu evaluate_generator. Pii pouziti pi-
vodné navrzenych neuronovych siti bylo zjisténo pretrénovani modelu, kdy s tak
malou datovou mnozinou obsahuji obé sité prilis parametri. Z tohoto divodu bylo
pro tento experiment navrzeno nékolik dalsich siti, kazda s jinymi parametry (po-
Cet vrstev, pocet perceptronu, velikost podvzorkovaciho okénka, ... ), kde nastava
problém s odhadnutim komplexnosti sité — pro tak malou datovou mnozinu bez
pozadi je obtizné najit spravnou konfiguraci sité tak, aby zacala konvergovat, ale
zaroven nebyla pretrénovana. Celkem bylo vyzkouseno 5 rtiznych neuronovych siti,
kde datovd mnozina byla rozdélena vzdy stejné, a to v poméru 60:20:20 % (dvé
tridy, v kazdé stejny pocet snimku). Modely byly postupné ukladany a nasledné byl
spustén test na redlnych datech obou natrénovanych modeli (pro kazdou sit byl na-
trénovan model na origindlni datové mnoziné i na mnoziné se zacernénym pozadim
okolo klasifikovaného objektu). Pro zjisténi redlné presnosti pak jsou oba modely
spustény pouze na originalnich testovacich datech. Timto zptisobem je mozné zjis-
tit, jak si oba modely vedou v konecné presnosti a zda se model natrénovany se
zacernénym pozadim je schopen naucit klasifikovat s presnosti podobné originalni
datové mnoziné. Nize jsou v tabulkach uvedeny struktury siti s prislusnym grafem
prubéhu jejich trénovani (validacni presnosti) na obou datovych mnozindch a déle
je v grafu vyznacena krizkem konecna testovaci presnost dosazena na origindlnich
datech.

U prvnich dvou vyzkousenych siti je z pribéhu trénovani na datové mnoziné bez

pozadi vidét, Ze obé sité jsou s danymi parametry datové mnoziny mirné pretréno-
vané. U obou siti 3.7 je patrné, ze pro data bez pozadi by stacilo je zjednodusit,
aby dosahly vyssi testovaci presnosti. Se zanedbanim faktu pretrénovani je z grafu
3.8 vidét, ze testovaci presnost modelu bez Sumu kolem klasifikovaného objektu je
schopna soupefit s presnosti parametri sité s originalnimi daty a v nepretrénova-
nych sitich by model s daty bez pozadi mohl ptekonat originalni model.
Sit 3.7b viibec nezac¢ind na originalnich datech konvergovat, naopak pro data bez
pozadi vykazuje znamky pretrénovani stejné jako v predchozim pripadé. Pti tvorbé
nasledujicich neuronovych siti je proto vice dbano na vytvoreni idealni struktury pro
obé datové mnoziny, coz by umoznovalo objektivnéjsi porovnani pribéhti a presnosti
na realnych datech.

Site 3.10a i 3.10b byly podstatné zjednoduseny tak, aby vyhovovaly podminkam
obou datovych mnozin. Model se zac¢ernénym pozadim dosahl presnosti 65 %, model

s originalnimi daty dosahl pti testovani 52 % (tato presnost neni v grafu vyznacena).
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mput:

(None, 250, 250, 3)

ConvzD
output:

(None, 248, 248, 100)

mput:

(None, 248, 248, 100)

MaxPooling2D

output:

(None, 124, 124, 100)

Y

mput:

(None, 124, 124, 100)
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output:

(None, 122, 122, 20)

it

put: | (None, 122, 122, 20)

MaxPooling2D

output:

(None, 61, 61, 20}

A

mput:

(None, 61, 61, 20}

ConvzD

output:

(None, 59, 59, 10)

Y

mput: | (None, 59, 59, 10)

MaxPooling2D

output: | (None, 29, 29, 10)

mput:

(None, 29, 29, 10)

Flatten

output:

(None, 8410)

mput:

(None, 8410)

Dense

output:

{None, 10)

A

mput: | (None, 10)

Dienge

(None, 1}

output:

(a) Struktura prvni navrzené sité.

mput: (None, 250, 250, 3)
Conv2D
output: | (None, 248, 248, 60)
Y
mput: | (None, 248, 248, 60)
Conv2D
oufput: | (None, 246, 246, 20)
mnput: one, 246, 246, 20
MaxPooling2D ! o )
output: | (None, 123, 123, 20)
Y
mput: one, 123, 123, 20
ConviD 1 ™ )
output: | (None, 121, 121, 5)
Y
mput: | (None, 121, 121, 5)
MaxPooling2D —
output: (None, 60, 60, 5)
Y
mput: one, 60, 60, 5
Flatten L l )
output: (None, 18000)
Y
mput: | (None, 18000)
Dense
output: {None, 5)
\
mput: | (None, 5)
Denge
output: | (None, 1)

(b) Struktura druhé navrzené sité.

Obr. 3.7: Navrzené struktury pro testovani na realnych datech.
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Porovnani priib&hi trénovéni na validaénich datech a testovaci pfesnosti
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Obr. 3.8: Testovaci presnost a prubéhy trénovani sité 3.7a.

Porovnani pribéhd trénovani na validaénich datech a testovaci pfesnosti
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Obr. 3.9: Testovaci presnost a prubéhy trénovani sité 3.7b.
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mput: | (None, 250, 250, 3)

output: | (None, 250, 250, 2)

Conv2D

mput: | (None, 250, 250, 3)
ConvzD
output: | (None, 250, 250, 2)
mput: | (None, 250, 250, 2)
MaxPooling2D
output: | (None, 83, 83,2
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ConvzD
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Conv2D 1 ™ ) l
output: | (None, 83, 83, 1}
mput: one, 250, 250, 1
MaxPooling2D 1 ™ )
output: | (None, 83, 83, 1)
nput: one, §3, 83,1
MaxPooling2D ! l )
output: | (None, 27, 27, 1) A
mput: one, 83, 83,1
Flatten 1 il - )
A output: (None, 6889)
mput: | (None, 27, 27, 1)
Flatten
output: (None, 729) | J
mput: | (None, 68589)
Dense
Y output: (None, 1)
mput: | (None, 729)
Dense
output: (None, 8)
mput: | (None, 1)
Denge
output: | (None, 1)
mput: | (None, 8§}
Dense M . P
output: | (None, 1) (b) Struktura ¢tvrté navrzené sité.

(a) Struktura t¥eti navrzené sité.

Obr. 3.10: Navrzené struktury pro testovani na redlnych datech.

Tato sit naopak od predchozich pripadl vykazuje zndmky nedouceni na originalni
datové mnoziné, kdy vysledny model neni dostatecné komplexni, coz se projevuje na
testovaci presnosti. Na druhou stranu pritbéh 3.11 dokazuje, Ze pro data bez Sumu je
mozné pouzit jednodussi sif. Vysledny model s méné parametry je pak na redlnych
datech schopen dosahnout lepsi presnosti, nez model s origindlnimi daty.

Pti ndvrhu sité 3.10b byl mirné navysen pocet trénovatelnych parametri. Z pru-
béht trénovani na grafu 3.12 je vidét, ze modely obou datovych mnozin jiz nejsou
vyrazné pretrénované a jsou schopné dosahnout vyssi testovaci presnosti. Model
s origindlnimi daty dosahl mensi vysledné presnosti nez model s daty bez pozadi,
ktery meél sice horsi pribéh zacatku trénovani, ale béhem prvnich 20 epoch dosa-
hoval vyssi valida¢ni presnosti. Z pribéhu trénovani 3.14 sité 3.13 je vidét, ze pri
razantnéjsim navyseni trénovatelnych parametrii ma model s origindlnimi daty na-

vrch v testovaci presnosti, kdy i pres témér stejnou zavérecnou validac¢ni presnost
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Porovnani pribéh trénovéani na validaénich datech a testovaci pfesnosti

originalni dataset

0.80 ~ dataset bez pozadi (¢ernd)
X testovaci presnost origindiniho datasetu
)( testovacl plesnost datasetu bez pozadi (Semdl
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Obr. 3.11: Testovaci presnost modelu bez pozadi 65 %, originalni 52 %.

Porovnani pribé&hdl trénovani na validaénich datech a testovaci pfesnosti
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Obr. 3.12: Testovaci presnost modelu bez pozadi 74 %, originalni 69 %.
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mput: | (None, 250, 250, 3)
Conv2D
output: | (None, 250, 250, 2)
mput: | (None, 250, 250, 2)
Conv2D
output: | (None, 250, 250, 1)
mput: one, 250, 250, 1
MaxPooling2D L ™ )
output: | (None, 83, 83, 1)
3
mput: one, §3, 83,1
Flatten L ™ - )
output: (None, 6889)
Y
mput: | (None, 6889)
Densze
output: (None, 3)
mput: | (None, 3}
Dense

oufput: | (None, 1)

Obr. 3.13: Struktura paté navrzené sité pro testovani na redlnych datech.

dosahuje na testovacich datech o 11 % presnéjsiho vysledku. Tento vysledek je lo-
gicky. Vezmeme-li v ivahu vétsi Sum na origindlni datové mnoziné a vyssi pocet
parametri navrzené sité, je natrénovany model vice robustnéjsi a na testovaci data,

ptivodem z origindlni datové mnoziny, je vice pripraven.

3.3 Prenosové uceni

U tohoto experimentu jsou prevazné vyuzity stejné sestavené neuronové sité jako
u testovani na realnych datech. Jak bylo vysvétleno v teoretické ¢asti 1.5, je prove-
den experiment pro dva pripady.

Proces prenosového uceni na obou databazich probihd nasledovné: Do sité jsou na-
¢teny vzorky s odstranénym pozadim, kdy probihd trénovani a nasledna validace.
V prvnim experimentu je pii dosazeni urc¢ité presnosti proces zastaven pomoci funkce
Kerasu (tzv. callback) EarlyStopping a model s vdhami je priubézné ukladan po-
moci funkce ModelCheckpoint. Tyto ulozené vahy jsou nasledné znovu nacteny, ale
do sité jsou nyni dodavana trénovaci a valida¢ni data z origindlni datové mnoziny.

Pro prvni ze dvou experimentt je z divodu demonstrace opakovani trendu vyzkou-
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Porovnani pribéhd a testovaci prfesnosti
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Obr. 3.14: Testovaci presnost modelu bez pozadi 65 %, originalni 76 %.

seno vice konvolucnich siti stejné jako v pripadé testovani na realnych datech. Pri
porovnavani prubéht je sledovana konecna presnost, které dosadhne originalni datova
mnozina s prenesenymi vahami.

V nize uvedenych grafech jsou krivky zvyraznény tifemi barvami podle pouzitych
datovych mnozin. Modra barva zastupuje datovou mnozinu bez pozadi, na které
vzdy za¢ind trénovani. Cernd barva v grafech znazortiuje prechod, kdy byly véhy
preneseny na originalni (oranzovou) datovou mnozinu.

Stejné jako u testovani na redlnych datech je z pribéhu 3.15 patrné pretrénovani
sité na datech bez pozadi. Pti preneseni tohoto modelu je z divodu pretrénovani
zahdjeno trénovani na stejné valida¢ni presnosti (50 %) od zacatku. V tomto pripadé
neni mozné objektivné zhodnotit dosazenou presnost, jelikoz v modelu datové mno-
ziny bez pozadi nejsou natrénované vyuzitelné vahy pro trénovani originalni datové
mnoziny (jsou pretrénované).

Navrhnuté neuronova sit 3.7b byla preskocena, jelikoz by s velkou pravdépodob-
nosti vykazovala podobné vysledky, jako sif 3.7a z divodu mirné pretrénovanosti.
Na grafu 3.16 je vyobrazen pribéh az v poradi tfeti navrhnuté neuronové sité 3.10a.
Prabéh uceni této neuronové sité byl na datové mnoziné bez pozadi pozastaven uz

pri 21. epose. Vahy byly preneseny a na zac¢atku trénovani se validac¢ni presnost déle
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Prenosové uceni pri pouziti ofezaného a originalniho datasetu
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Obr. 3.15: Prubéh validacni presnosti struktury sité 3.7a.
Pifenosové uceni pfi pouziti ofezaného a originalniho datasetu
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Obr. 3.16: Prubéh validacni pfesnosti struktury sité 3.10a.

41



zvysovala. Ve vysledku bylo ovSsem dosazeno stejné presnosti jako pred prenesenim
vah.

Podobny pribéh trénovani vykazuje i sit 3.10b na grafu 3.17, kde je po pfene-
seni vah opét vidét nartst, ale nasledné pokles, kdy se konecna hodnota ustalila na

srovnatelné hodnoté validac¢ni presnosti jako pfed prenesenim vah.

Pfenosové uceni pfi pouziti ofezaného a originalniho datasetu

0.80
0.75
., 0.701
[
[=]
c
un
oo
& 0.65 -
0.60
arigindlni dataset
dataset bez pozadi (Zemd)
0.55
T T T T T
0 10 20 30 40
Epocha

Obr. 3.17: Prubéh validac¢ni presnosti struktury sité 3.10b.

U struktury sité 3.13 je pribéh 3.18 opét podobny jako u predchozich, ale ko-
necnda presnost je vyraznéji mensi nez pred prenesenim vah (o 8 %). U této sité byl
navysen pocet parametri od predchozich siti, coz se negativné projevilo na experi-
ment s prenesenim vah.

Posledni vyzkousenou a nové pridanou strukturou je 3.20. U této sité byl opét
snizen pocet trénovatelnych parametri tak, aby byl jejich pocet vyssi nez u ostat-
nich nepretrénovanych siti, ale zaroven nizsi nez u struktury 3.13. Pribéh 3.19 je
poslednim znazornénym a je zde vidét, Zze po preneseni vah zustava hodnota vali-
dac¢ni presnosti na zhruba stejné trovni.

Tento experiment mél objasnit, zda-li se da pfi zastaveni trénovani, kdy se presnost
dale nezvysuje a pri nasledném preneseni vah, dosahnout vyssi, stejné nebo nizsi
presnosti. Pii natrénovani modelu bez pozadi neobsahuje prebytecny sum. Pii na-

sledném preneseni tohoto modelu na originalni data trénovani zapocne podle pred-
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Obr. 3.18: Prubéh validacni pfesnosti struktury sité 3.10a.
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Obr. 3.19: Prubéh validacni presnosti struktury sité 3.20.

43



mput: | (None, 250, 250, 3)
ConviD
output: | (None, 250, 250, 2)
mput: | (None, 250, 250, 2)
MaxPooling2D
} output: | (None, 125, 125, 2)
nput: one, 125,125, 2
Conv2D 1 ™ )
output: | (None, 125,125, 1)
mnput: one, 125,125, 1
MaxPooling2D ! l — )
output: | (None, 62, 62, 1)
mput: | (None, 62,62, 1)
Flatten
output: (None, 3844)
mput: | (None, 3844)
Densze
output: (None, 2)
mput: | (None, 2)
Dense

oufput: | (None, 1)

Obr. 3.20: Struktura paté navrzené sité pro testovani na redlnych datech.

pokladu (v nepretrénovaném piipadé zacind trénovani na vyssi presnosti), ale pri
pouziti na trénovani origindlnich dat uz ve vyzkousSenych piipadech neni schopen

dosdhnout vyssi presnosti, nez které bylo dosazeno pred prenesenim vah.

Pii druhém experimentu prenosového uceni je u kazdého pribéhu trénovani ur-
¢ena pevna hranice presnosti a pocet epoch. Je vynechana mirné pretrénovand sit
3.7a a je nahrazena nové navrzenou siti 3.21. Pribéh experimentu je nasledujici:
Trénovani konvolu¢ni neuronové sité je spusténo na originalni datové mnoziné, kde
za dany pocet epoch je dosazeno urcité presnosti. V tomto pripadé je pocet epoch
nastaven na 50. Paralelné s timto pritbéhem trénovani je spustén na stejné siti proces
trénovani také na datech bez pozadi, kde je urcena presnost, na které se trénovani
pozastavi (nizsi nez presnost na originalni datové mnoziné). Tyto vahy (datové mno-
ziny bez pozadi) jsou néasledné preneseny na stejnou neuronovou sit, ale s originalni

datovou mnozinou, kde je sledovano, jaky pocet epoch je nutny k dosazeni stejné
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ComaD mput: | (None, 250, 250,
output: | (None, 250, 250,

l

put: | (None, 250, 250, 6)
oufput: | (None, 125, 125, 6)
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MaxPooling2D
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mput: one, 123,123, 3
MaxPooling2D 1 l — )
output: | (None, 61, 61, 3)
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mput: | (None, 61, 61, 3)
Flatten -
output: {None, 11163)
mput: | (None, 11163)
Dense
output: (None, 3)
mput: | (None, 3)
Dense

output: | (None, 1)

Obr. 3.21: Struktura navrzené sité pro druhy experiment.

presnosti jako na trénovani 50 epoch originalni datové mnoziny. Z tohoto experi-
mentu je mozné urcit, zda-li se timto zpusobem preneseni vah da urychlit proces
trénovani pri pouziti dat bez pozadi. Trénovani neni zastaveno, ale pokracuje déle
na stejny pocet epoch jako origindlni datovd mnozina (50). Tentokrat je zase mozné
urc¢it, zda-li prenos vah ne jen zrychli pribéh uceni pri omezené datové mnoziné
o Sum, ale také jestli mize byt timto zptisobem dosazeno vyssi presnosti. Experi-

ment je provadén na stejném rozdéleni datové mnoziny jako v predeslych pripadech.

Vysledky tohoto experimentu jsou uvedeny v tabulce 3.1. V prvnim pripadé
bylo trénovani origindlni datové mnoziny pozastaveno na presnosti 66 %, které bylo
dosazeno na 50. epose (v tabulce oznaceno jako N u originalni datové mnoziny). Za-
roven bylo trénovani spusténo na datové mnoziné bez pozadi, kde uz na 4. epose bylo
dosazeno presnosti 83 %. Tento model byl uloZen a néasledné prenesen na origindlni

datovou mnozinu, kde jiz po 11. epose (v tabulce oznaceno jako N u datové mnoziny
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Tab. 3.1: Vysledky druhého experimentu s prenosovym ucenim

Presnost:
St Datova Stop Presnost N Pfesnost | Zrychleni | zlepseni/
i
mnozina | (epocha) (%) (%) (%) zhorSen{
(%)
391 Bez pozadi 4 83 11 66 70 19
' Originalni - - 50 66 - -
Bez pozadi 6 66 2 73 84 7
3.10a L,
Originalni - - 50 66 - -
Bez pozadi 10 68 2 73 79 6
3.10b L,
Originalni - - 50 73 - -
313 Bez pozadi 11 64 14 81 50 2
' Originalni - - 50 79 - -
3.90 Bez pozadi 11 64 8 66 62 0
' Originalni - - 50 66 - -

bez pozadi) bylo dosazeno stejné presnosti, jako dosahla originalni datovd mnozina
po 50. epochéch. Z téchto vysledki je mozné urcit zrychleni uceni (porovnani po-
¢tu epoch, kdy bylo dosazeno stejné presnosti). Pro neuronovou sit 3.21 byl proces
trénovani zrychlen o 70 %. Tento proces nebyl pozastaven a byl nechdn dobéhnut
do 50. epochy, stejné jako u originalni datové mnoziny. Z tohoto bylo mozné zjistit
zlepseni nebo zhorseni presnosti, kde u prvni vyzkousené struktury bylo dosazeno
lepsi presnosti 0 19 %. Se stejnym postupem jsou uvedeny dalsi vysledky v tabulce
pro vSechny vyzkousené neuronové sité.

U vsSech struktur doslo ke znatelnému zrychleni procesu trénovani prenesenim vah
z datové mnoziny bez pozadi na originalni datovou mnozinu. V nékterych ptipadech
byla kone¢néd hodnota valida¢ni presnosti vyssi v porovnani s ptivodnim pribéhem

na originalni datové mnoziné.

3.4 Velikost databaze

Velikost a kvalita datové mnoziny jsou pro trénovani konvoluc¢nich neuronovych siti
klicové vlastnosti. V dalsi ¢asti této prace je experimentovano s velikosti datové mno-
ziny a jejim vlivu na vyslednou presnost modelu. Je sledovana dosazena testovaci
presnost pri binarni klasifikaci 4 datovych mnozin (t¥idy) po dvou dvojicich (A a B,
C a D). VSechny tridy jsou déle rozdéleny na 3 ¢asti — trénovaci, validacéni a testovaci

mnozinu, kde prvky valida¢ni a testovaci mnoziny jsou fixni. Datova mnozina ob-
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Tab. 3.2: Testovaci presnosti pti daném poctu vzorkl trénovaci mnoziny sité 3.7a.

Tiidy | AB T¥idy | CD
N Presnost (%) N Presnost (%)
140 66 140 76
120 63 120 73
100 70 100 73
80 63 80 73
60 56 60 70
50 53 50 63
40 66 40 70
30 53 30 63
Zévislost testovaci presnosti na poctu trénovacich vzorkd Zévislost testovaci pfesnosti na poctu trénovacich vzorkd
(a) TEdy A a B. (b) Tiidy C a D.

Obr. 3.22: Zavislosti presnosti na poc¢tu trénovacich vzorki.

sahuje vzdy celkem 200 vzorkii. Trénovaci mnozina obsahuje vzdy stejné proménny
pocet prvki (30 — 140) s krokem 10 od 30 do 60 a néasledné s krokem 20 od 60 do 140.
Tento pocet je v grafech oznacen jako N. VSechny tiidy jsou rozdéleny ve stejném
poméru s tim, ze pomér trénovaci mnoziny ku valida¢ni a testovaci s postupujicim
pokusem klesa. Pro demonstraci vlivu nedostatku trénovacich dat na presnost nejsou
udrzovany pomeéry rozdéleni do tii mnozin. Jako v predchozich pripadech je pouzita
datova mnozina LEW, ze které jsou vybrany 4 tiidy s nejvyssim poctem vzorkl pro
experiment. Do tabulek jsou uvedeny pocty prvki trénovacich mnozin sestupné a
dosazend testovaci presnost. Z téchto vysledki jsou nésledné vyneseny zavislosti.
Predpokladem pro vysledky tohoto experimentu je, Ze se snizujicim se poctem
trénovacich dat by se méla snizovat i schopnost modelu spravné klasifikovat na tes-

tovacich datech. I pres kolisavy prubéh se tento predpoklad u prvnich dvou vyzkou-
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Tab. 3.3: Testovaci presnosti pii daném poctu vzork trénovaci mnoziny sité 3.24.

Tiidy | AB T¥idy | CD
N Presnost (%) N Presnost (%)
140 76 140 66
120 73 120 66
100 73 100 63
80 66 80 50
60 66 60 73
50 53 50 73
40 50 40 70
30 53 30 70
Z&vislost testovaci pfesnosti na po¢tu trénovacich vzorkd Zavislost testovaci pfesnosti na poétu trénovacich vzorkd
(a) Tridy A a B. (b) Tfidy C a D.

Obr. 3.23: Zavislosti presnosti na poc¢tu trénovacich vzorku.

senych neuronovych siti potvrdil. V pripadé vysledkové tabulky 3.3 pro sif 3.24,
konkrétné tridy C a D je ale vidét, ze pribéh se tomuto trendu vymyka. Na tomto
prubéhu je nejlépe vidét jev, kterym se zabyva oblast studia konvolu¢nich neurono-
vych siti zvana aktivni uceni. Je zde vidét, Zze napriklad pri 60 trénovacich vzorcich
dosahuje sif vyssi testovaci presnosti nez pti 140 a naopak u 80 vzorkt je presnost 50
% navzdory presnosti 75 % u 60 vzorku. Tento jev muzZe byt pravé zpusoben sprav-
nym vybérem reprezentativnich vzorki v datové mnoziné, na kterych je sit 1épe
naucena, nez na vétsim mnozstvi dat, které mohou do sité prinést Sum. Nicméné
u dalsich vynesenych testovacich presnosti je vidét, ze presnost se s klesajicim po-
¢tem vzorkd zmensuje.

Sit 3.10a nebyla schopna dosahnout lepsich vysledki testovaci presnosti nez 53

% u obou binarnich klasifikaci, mnohdy se presnost pohybovala i pod hranici 50 %.
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mput: (None, 250, 250, 3)
output: | (None, 248, 248, 10)

Conv2D

nput: | (None, 248, 248, 10)
output: | (None, 246, 246, 5)

Conv2D

Y
mput: | (None, 246, 246, 5)

output: (None, 302580)

Flatten

put: | (None, 302580)
output: (None, 3)

Dense

mput: | (None, 3)
output: | (None, 1)

Dense

Obr. 3.24: Struktura navrzené sité pro experiment s velikosti databéze.

Pro tuto sit byl nedostatek trénovatelnych parametri a nebyla tak schopné spravné
klasifikovat. Zde se taktéz projevuje jev, kdy testovaci data zrovna nepasuji na-
trénovanému modelu. Posledni vyzkousenou strukturou pro tento experiment je sif
3.10b, jejiz vysledky jsou uvedeny v tabulce 3.5. U binarni klasifikace t¥id A a B se
opét projevil jev, kdy data pri 50 a 100 vzorcich nepasovala natrénovanému modelu.
U trid C a D je ale opét vidét, ze s klesajicim poctem trénovacich vzorku klesa
vysledné presnost modelu.

Tab. 3.4: Testovaci pfesnosti pfi daném poctu vzork trénovaci mnoziny sité 3.10a.

Tiidy | AB T¥dy | CD
N Presnost (%) N Presnost (%)
140 53 140 50
120 46 120 43
100 43 100 53
80 50 80 50
60 46 60 46
50 50 50 46
40 53 40 50
30 53 30 46

Pri sestavovani neuronovych siti byly v ramci ukazky vlivu pozadi na trénovani
vyzkouseny i struktury s inspiraci k jejich slozeni u globalné znamych modelt kon-
voluc¢nich neuronovych siti jako je LeNet-5, VGG-16 nebo AlexNet. Pfi mnozstvi

vzorkl v pouzité datové mnoziné a poctu nastavenych parametri siti vykazovaly
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Zavislost testovaci pfesnosti na po¢tu trénovacich vzork( Zavislost testovaci pfesnosti na poétu trénovacich vzorkd

0.52 0.52 1

0.50 0.50 1
7 @
Q o
G 0.48 1 £ 0.48
£ o
[ a

0.46 0.46 -

0.44 1 0.44 1

40 60 80 100 120 140 40 60 80 100 120 140
N N
(a) Tridy A a B. (b) Tfidy C a D.

Obr. 3.25: Zavislosti presnosti na poc¢tu trénovacich vzorku.

sité na datové mnoziné bez pozadi vysokou pretrénovanost, kdy nebyly schopny
vySsi testovaci presnosti nez 50 %. Tyto vysledky jsou vhodné pro demonstraci ne-
dostatecné velikosti databdze na trénovani konvoluc¢nich neuronovych siti s vysokym
poctem trénovatelnych parametrii. Dvé navrzené struktury jsou uvedeny na obraz-
cich 3.27a a 3.27b s prislusnym pribéhem trénovani a vyznacenim testovaci presnosti

pro obé datové mnoziny.
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Tab. 3.5: Testovaci pfesnosti pfi daném poctu vzork trénovaci mnoziny sité 3.10a.

Tiidy | AB T¥idy | CD
N Presnost (%) N Presnost (%)
140 66 140 63
120 63 120 66
100 53 100 56
80 60 80 53
60 70 60 53
50 56 50 50
40 60 40 46
30 63 30 43
Zévislost testovaci presnosti na poctu trénovacich vzorkd Zévislost testovaci pfesnosti na poctu trénovacich vzorkd
(a) Tridy A a B. (b) Tfidy C a D.

Obr. 3.26: Zavislosti presnosti na poc¢tu trénovacich vzorku.

U sité 3.27b je na grafu 3.28 vidét zTetelna pretrénovanost modelu datové mno-
ziny bez pozadi, kde béhem prvnich 50 epoch bylo dosazeno validacéni pfesnosti
100 %, ale na testovacich datech model nebyl schopny vykazat prijatelny vysledek.
Origindlni datovd mnozina si vedla pomérné dobre, kdy pri testovani dosidhla 80%
presnosti. Ten samy trend se opakoval i u druhé vyzkousené struktury 3.27b v grafu
3.29, kde bylo pouze dosazeno nizsi presnosti u originalni datové mnoziny z di-
vodu snizeni poc¢tu trénovatelnych parametri. Pro obé sité a pro datovou mnozinu
bez pozadi je ptilis trénovatelnych parametrii vzhledem k velikosti dostupné datové
mnoziny.

Predeslé experimenty byly provedeny na velmi omezené datové mnoziné o nizkém
poctu vzorki. Z tohoto divodu je proveden experiment s vétsi datovou mmnozinou

s nazvem Psi versus kocky, kterda obsahuje v trénovaci mnoziné 25 000 rizné vel-
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mput: | (None, 250, 250, 3) mput: (None, 250, 250, 3)
Conv2D Conv2D
output: | (None, 248, 248, 64) output: | (None, 248, 248, 128)
Y
mput: one, 248, 248, 64 mput: | (None, 248, 248, 128
MaxPooling2D ! l ) MaxPooling2D )
) output: | (None, 124, 124, 64) output: | (None, 124, 124, 128)
Y y
mput: one, 124, 124, 64 mput: one, 124, 124, 128
Conv2D ! * ) Conv2D L l )
output: | (None, 122, 122, 64) output: | (None, 122, 122, 64)
 J
mput: one, 122,122, 64 mput: one, 122,122, 64
MaxPooling2D L ™ ) MaxPooling2D L ™ )
) output: | (None, 61, 61, 64) output: | (None, 61, 61, 64)
Y 4
mput: one, 61, 61, 64 mput: one, 61, 61, 64
Conv2D ! ™ ) Conv2D ™ )
output: | (None, 59, 59, 32) output: | (None, 59, 59, 32)
Y y
mput: one, 59, 59, 32 mput: one, 59, 59, 32
Conv2D L & ) MaxPooling2D L * )
output: | (None, 57, 57, 32) output: | (None, 29, 29, 32)
Y 4
mput: mput: one, 29, 29, 32
Conv2D 1 Conv2D L l )
output: | (None, 55, 55, 32) output: | (None, 27, 27, 16)
Y
mput: one, 55, 55, 32 mput: one, 27, 27,16
MaxPooling2D ! l ) MaxPooling2D ™ )
) output: | (None, 27, 27, 32) output: | (None, 13, 13, 16)
Y Y
mput: one, 27, 27, 32 mput: one, 13,13, 16
Flatten ! ™ ) Flatten L ® )
output: (None, 23328) output: {None, 2704)
Y
mput: | (None, 23328) mput: | (None, 2704)
Densze Densze
output: {None, 64) output: | (None, 64)
Y
mput: | (None, 64) mput: | (None, 64)
Densze Densze
output: | (None, 32) output: | (None, 32)
Y y
mput: | (None, 32) mput: | (None, 32)
Densze Densze
output: | (None, 1) output: | (None, 1)

(a) Prvni navrzend sit.

Obr. 3.27: Navrzené
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(b) Druhd navrzend sit.

pretrénované struktury pro experiment.




Pribéhy trénovani pretrénované sité
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originalni dataset
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Obr. 3.28: Prubéh trénovani a dosazena testovaci presnost struktury sité 3.27a.

Pribéhy trénovani pfetrénované sité

1.0
0.9
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@
2
o X
* 0.7 4
N
0.6
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0.5
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0 25 50 75 100 125 150 175 200
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Obr. 3.29: Prubéh trénovani a dosazena testovaci presnost struktury sité 3.27b.
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kych obrazt rozdélenych do dvou tiid. K volnému stazeni a pouziti je k dispozici i
testovaci mnozina. V nasledujicim experimentu, ktery probiha stejné jako pokusy se
snizovanim poctu vzorki trénovaci mnoziny, je navrzena nova konvolu¢ni neuronova
sit, jejiz struktura je na obrazku 3.30. V pocatku pokusu jsou mnoziny navzajem

rozdéleny v poméru 70:15:15 %, postupné jsou odebirdny vzorky z trénovaci mno-

ziny.
mput: one, 250, 250, 3
Conv2D ! o )
output: | (None, 248, 248, 64)
i
mput: | (None, 248, 248, 64)
MaxPoolng2D
) output: | (None, 124, 124, 64)
v
mput: one, 124, 124, 64
Conv2D ! Ll )
output: | (None, 122,122, 32)
A A
input: one, 122,122, 32
MaxPoolng2D ! ® )
) output: | (None, 61, 61, 32)
A |
mput: | (None, 61, 61, 32)
ConvlD
output: | (None, 59, 59, 16)
v
mput: one, 59, 59, 16
MaxPoolmg2D ! a )
output: | (None, 29, 29, 16)
\ i
nput: one, 29, 29, 16
Flatten I ol )
output: (None, 13456)
A i
mput: | (None, 13456)
Dense
output: (None, 32)
v
mput: | (None, 32)
Dropout
output: | (None, 32)
A
mput: | (None, 32)
Dense

output: | (None, 1)

Obr. 3.30: Struktura navrzené sité pro experiment s velikosti databéze.

Vysledky testovacich presnosti pri urc¢itém poctu vzorki v databézi jsou uvedeny
v tabulce 3.6 a grafu 3.31. Z vysledku je patrny stejny trend jako u predeslého po-
kusu. Je zde vidét snizovani presnosti modelu s vétSim poctem trénovacich vzork,
coz odporuje teorii, ktera vyplyva z funkce konvolu¢ni neuronové sité. Je oc¢ekavano,

ze pri zvyseni objemu trénovaci mnoziny dojde k pridani informaci, coz by ve vy-
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Tab. 3.6: Testovaci presnosti pti daném poctu vzorkl trénovaci mnoziny sité 3.30.

Databaze | Psi vs. kocky

N Presnost (%)
4000 53
2000 56
1600 56
1200 63
1000 60
800 60
600 62

Z3vislost testovaci pfesnosti na poctu trénovacich vzork(

0.62 A

0.60

0.58

Presnost

0.56 -

0.54

T T T T T T T T
500 1000 1500 2000 2500 3000 3500 4000
N

Obr. 3.31: Graf hodnot z tabulky 3.6.

sledku mélo znamenat vyssi testovaci presnosti. Pribéh tohoto experimentu ovsem
dokazuje, ze ne vzdy toto pravidlo plati a pfi tvorbé ¢i vybéru datové mnoziny je

treba dbat na reprezentativnost datové mnoziny vici klasifikovanym datim.
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4 Zavér

Tato prace se zabyva vlivem pozadi (Sumu) a velikosti databaze na trénovani neu-
ronovych siti pro klasifikaci obrazu. V teoretické c¢asti byla zpracovana soucasna
feSeni, byl rozebran princip neuronovych siti pro klasifikaci obrazu a byly uvedeny
globalné pouzivané datové mnoziny s vybérem jedné pro experiment. Na zavér teo-
retické ¢asti byly zminény typy uceni.

V experimentalni ¢asti byly porovnany dva pribéhy — originalni datovd mnozina
a datovd mnozina se zacernénym pozadim, kde byly provadény pokusy s parame-
try a riznymi strukturami siti. Pti inspiraci jiz existujicich siti dosahovala pomérné
dobrych vysledku (z ¢asového hlediska a validac¢ni presnosti) struktura inspirovana
siti LeNet-5, dale byla vyzkousena struktura inspirovana siti VGG-16. Vysledkem
tohoto experimentu je, ze pozadi klasifikovaného objektu ma vliv na trénovani kon-
voluc¢nich neuronovych siti pro klasifikaci obrazu v pripadé nizkého pomeéru signalu
a Sumu. Tento vliv tedy zavisi jak na poméru sumu a signalu fotografie, tak i na
barvé sumu.

Pri trénovani byly ukladany modely a postupné byla testovana presnost na real-
nych datech. Pii tomto pokusu se ukazalo, ze model s daty bez pozadi je schopen
klasifikovat originalni data s pomérné dobrou presnosti, mnohdy i vyssi nez model
s origindlnimi daty, kdy ale zalezi na poc¢tu trénovatelnych parametri kazdé sité.
Hlavnim pfinosem prace je experiment s vyuzitim prenosového uceni za ucelem
zrychleni procesu trénovani, pripadné i zvyseni testovaci presnosti pfi preneseni vah
z datové mnoziny s odstranénym pozadim na originalni data. Cilem bylo zjistit, zda-
li pri preneseni vah dat bez pozadi na origindlni data je mozné zrychleni procesu
trénovani pri dané epose k zastaveni trénovani. Ve vsSech pripadech bylo zjisténo
vyrazné zrychleni trénovani, v nékterych pripadech i zvyseni konecné validac¢ni pres-
nosti.

Posledni ¢asti bylo experimentovani s vlivem velikosti datové mnoziny na schopnost
modelu klasifikovat redlna data. Bylo zjiSténo, ze pri snizovani poctu trénovacich
dat se ve vétsiné pripadt snizuje testovaci presnost. V nékterych pripadech doslo ke
zvyseni presnosti, coz mtze byt zptsobeno vhodnymi reprezentativnimi vzorky dat,

které 1épe natrénuji model (tomuto se ale podrobné vénuje oblast aktivniho uceni).
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Seznam symbolii, veli¢in a zkratek

tzn.

tj.

SGD
ReLU
RGB
Dataset
MNIST

NIST
CIFAR
CPU
GPU
RAM
CUDA

CNTK

LFW

to znamena

to je

nadhodné gradialni klesani — Stochastic Gradient Descent
usmeérnéna linearni jednotka — Rectified Linear Unit

cervena, zelend, modra — Red, Green, Blue

datova mnozina — Dataset

modifikovana databaze narodniho institutu pro standardy a
technologie — Modified National Institute of Standards and
Technology database

databaze narodniho institutu pro standardy a technologie — National
Institute of Standards and Technology database

kanadsky institut pro pokrocily vyzkum — Canadian Institute for
Advanced Research

centralni procesorova jednotka — Central Processing Unit
graficka procesorova jednotka — Graphic Processing Unit

pamét s ndhodnym pristupem — Random Access Memory
jednotnd architektura pro vypocetni zarizeni — Compute Unified
Device Architecture

sada poznavacich nastroji spole¢nosti Microsoft — The Microsoft
Cognitive Toolkit

databaze oznacenych tvari z rizného prostiedi — Labeled Faces in
the Wild

versus

diferencialni operator vektorové analyzy

parcialni derivace

funkce sigmoid

funkce softmax

2-D gabor filtr

2-D gabor filtr

pocet prvki trénovaci mnoziny

nanometr
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