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Abstrakt 
Tato p r á c e se zabývá p ř í p r a v o u t rénovac í d a t o v é sady a t r é n o v á n í m konvoluční neuronové 
sí tě pro detekci r eg i s t r ačn í značky vozidla ve videu. P ro detekce byla p o u ž i t a technologie 
Darknet , k o n k r é t n ě model neu ronové s í tě Y O L O v 3 - t i n y . Řešen í bylo z a m ě ř e n o na co nej-
přesnějš í detekce a na co ne jmenš í p o č e t falešných de tekc í na obrázek , a t í m d o s á h n o u t co 
ne jmenš í celkové chyby modelu. D a t o v á sada byla p ř i p r a v e n a z j iž existuj ících volně do
s t u p n ý c h d a t o v ý c h sad, z d a t o v é sady p o s k y t n u t é v ý z k u m n o u skupinou G R A P H C D F I T a 
z v l a s t n o r u č n ě a n o t o v a n ý c h o b r á z k ů v y t v o ř e n ý c h ze s t ažených videí ze serveru YouTube . 
Tato d a t o v á sada byla dá le t a k é z p r a c o v á n a p o m o c í augmentace dat, č ímž byla rozš í řena 
na d v o j n á s o b n o u velikost. P ro vy tvo řen í a n o t a c í b y l p o u ž i t n á s t r o j Y O L O M a r k . P r o v izu-
alizaci chybovosti modelu byla p o u ž i t a R O C kř ivka . Vy tvořené řešení dosahuje m i n i m á l n í 
celkové chyby 10,849%. Součás t í řešení je i j iž z m i ň o v a n á d a t o v á sada. 

Abstract 
This thesis deals w i th preparation of t ra ining dataset and t ra ining of convolutional neural 
network for licence plate detection i n video. Darknet technology was used for detection, 
specifically the Y O L O v 3 - t i n y neural network model . The solution was focused on the most 
accurate detection and the smallest number of false positives per image, thus min imiz ing 
overall model error. Dataset was prepared from existing freely available datasets, from the 
dataset provided by the G R A P H C D F I T research group, and from self-annotated images 
created from downloaded YouTube videos. Furthermore, this dataset has been processed 
using data augmentation, extending it to twice the size. The Y O L O M a r k tool was used 
to create annotations. A n R O C curve was used to visualize the detection success. Created 
solution reaches m i n i m u m total error 10,849 %. Par t of the solution is already mentioned 
dataset. 
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Kapitola 1 

Úvod 

Tato p r á c e se zabývá problematikou detekce reg i s t račn ích značek na silnicích. C í lem bylo 
naj í t v h o d n ý n á s t r o j , k t e r ý bude schopný detekovat a p o t é s co nej větš í p ř e snos t í lokalizovat 
r eg i s t račn í značku vozidla ať už v obraze, či ve videu v r e á l n é m čase, a současně bude 
schopný vyvarovat se v obraze nebo videu co ne jvě t š ímu p o č t u falešných detekcí , č ímž 
d o s á h n e co nej menš í celkové chyby. 

Využi t í by t a k o v ý n á s t r o j naše l na s p o u s t ě mís t , ať už u výjezdů z parkovišť , kde pro
b ě h n e kontrola, zda d a n ý automobi l nepřekroč i l povolenou dobu parkován í , u vozidel pol i 
cie, k t e r á kontroluj í , zda d a n é vozidlo m á dovoleno s t á t na pa rkovac ím m í s t ě nebo zda nen í 
h l edané , či u d o p r a v n í c h kamer moni to ru j íc í n a p ř í k l a d kř ižovatky, kde p r o b í h á s ledování 
a u t o m o b i l ů j edouc ích na červenou . 

P ro tuto ú lohu se vybíz í poč í t ačové v idění . V t é t o oblasti pro detekci o b j e k t ů v obraze 
existuje spousta r ů z n ý c h a l g o r i t m ů za ložených ať už na s t ro jovém učen í či na n e u r o n o v ý c h 
sí t ích z oblasti h l u b o k é h o učení (Deep-learning). D íky n á r ů s t u v ý p o č e t n í h o v ý k o n u jsou 
dnes s tá le častěj i použ ívány konvoluční neu ronové s í tě , což je p o d t ř í d a j iž zmiňovaných 
neu ronových sítí , k t e r é jsou sice náročně j š í na v ý p o č e t n í výkon, ale nabízej í o dost přesnějš í 
a rychlejší výs ledky, než p ředchoz í metody. 

A b y bylo u m o ž n ě n o vy tvo ř i t co nejpřesnějš í n á s t r o j pro detekci poznávac ích značek 
založený na konvolučních n e u r o n o v ý c h sí t ích, bylo z a p o t ř e b í na j í t nebo vy tvo ř i t v h o d n ý 
model neu ronové sí tě , naj í t nebo poř íd i t v h o d n é t rénovac í a tes tovac í d a to v é sady založené 
na reá lných datech z provozu a n a t r é n o v a t neuronovou síť, její p ře snos t a chybovost urč i t 
p o m o c í validace a z í skané výs ledky p o t é v h o d n ě interpretovat. 

Z m o ž n ý c h m o d e l ů konvolučních n e u r o n o v ý c h sí t í b y l zvolen model Y 0 L 0 v 3 - t i n y Jako 
d ů v o d y lze uvés t jeho rychlost př i zachování p o m ě r n ě vysoké p řesnos t i a n ízká v ý p o č e t n í 
n á r o č n o s t oproti o s t a t n í m m o d e l ů m . 

P r á c e je rozdě lena do někol ika kapi tol . Po tomto ú v o d u nás leduje kapi tola 2, ve k t e r é se 
nacház í výče t v y b r a n ý c h metod pro detekci o b j e k t ů a popis vzn iku a vývoje n e u r o n o v ý c h 
sít í , v č e t n ě p r inc ipů jejich fungování , a popis konvolučních n e u r o n o v ý c h sí t í a jejich vrstev. 
V kapitole 3 se p o t é nacháze j í s t r u č n é popisy různých m o d e l ů klasif ikačních a de tekčn ích 
neu ronových sít í , p ř i čemž zv láš tn í pozornost je věnována r ů z n ý m verz ím modelu Y O L O . 
K a p i t o l a 4 se věnuje v y t v á ř e n í d a t o v é sady pro t r énován í a validaci . V kapitole 5 je uveden 
s t r u č n ý návod , jak p ř ip r av i t model na t r énován í a jak t r énován í ná s l edně spustit. V kapi
tole 6 je n a t r é n o v a n ý model va l idován a jsou p rezen továny dosažené výsledky. V závěrečné 
kapitole 7 se nacház í celkové s h r n u t í p ráce , s h r n u t í dosažených výs ledků a jsou n a v r ž e n a 
m o ž n á b u d o u c í rozší ření p ráce . 
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Kapitola 2 

Metody pro detekci objektů 
v obraze 

Detekce o b j e k t ů ve fotografii či videu je technika poč í t ačového vidění , k t e r á se zabývá rozl i 
šován ím o b j e k t ů v obraze. N a rozdí l od klasifikace obrazu, k t e r á pouze sdělí, co za objekt se 
v obraze nacház í , detekce nav íc i ř ekne , kde v obraze se objekty nacház í (lokalizace ob j ek tů ) 
a tuto oblast vyznač í tzv. bounding-boxem, což je z j ednodušeně řečeno obdé ln íkový tvar 
označující hranice na lezeného objektu. Z v l á š t n í m p ř í p a d e m detekce je segmentace objektu, 
k t e r á se používá , pokud je z a p o t ř e b í z n á t p ř e s n o u oblast v ý s k y t u objektu. 

Podle č l ánku [48], k t e r ý h o d n o t í současné frameworky, se p ř e v á ž n á vě t š ina metod de
tekce o b j e k t ů sk l ádá ze t ř í h lavn ích čás t í : v ý b ě r u oblas t í , extrakce p ř í z n a k ů (feature ex
traction) a již z m í n ě n é klasifikace. M o ž n é jsou i r ů z n é p ř e d z p r a c o v á n í obrazu po jeho poř í 
zení, jako je z m ě n a jeho velikosti nebo p o t l a č e n í š u m u . N a s n í m a n ý a p ř e d z p r a c o v a n ý obraz 
je tedy rozdě len do u rč i tých ob las t í , ve k t e r ý c h je p r a v d ě p o d o b n ý výsky t h l edaných ob
j e k t ů a ve k t e r ý c h p o t é p r o b í h á vyh ledáván í a extrakce p ř í z n a k ů ob jek tů , podle k t e rých 
p o t é klasif ikátor rozhodne, o j a k ý objekt se j e d n á . 

V p r ů b ě h u historie se k detekci o b j e k t ů p ř i s tupova lo ne j různějš ími metodami, kde ty nej-
úspěšnějš í fungovaly na báz i s t ro jového učen í či h l u b o k é h o učen í (Deep Learning) . H l u b o k é 
učení je jedna z p o d m n o ž i n s t ro jového učení . D á se říci, že h l u b o k é učen í je z p ů s o b realizace 
s t ro jového učen í nebo-li jeho dalš í evoluční krok. 

V knize Goodfellowa a kol . [12] je p s á n o , že u s t ro jového učen í se na vstupu očekávaj í 
j a s n ě s t r u k t u r o v a n á data. Z ískání t akových dat je ale čas to velmi p r a c n é , p r o t o ž e vnějších 
faktorů , k t e r é je ovlivňují , mohou bý t spousty. N a p ř í k l a d př i ana lýze s n í m k u automobilu 
mohou bý t nega t i vn í vnější faktory t ř e b a úhe l z á b ě r u , svě te lné p o d m í n k y , či pozice automo
bi lu v obraze. Naopak u h l u b o k é h o učen í mohou na vs tupu bý t data n e s t r u k t u r o v a n á . Č a s t o 
je to t i ž p r o b l é m e m , že nelze p ře sně říci, j aké p ř í z n a k y je z a p o t ř e b í extrahovat a h luboké 
učení tento p r o b l é m řeší tak, že reprezentace komplexnějš ích o b j e k t ů jsou vy j ád řeny j i nými , 
j e d n o d u š š í m i reprezentacemi. P ř í k l a d lze v idě t v o b r á z k u 2.1, kde je složitější objekt, jako 
je pes, r ep rezen tován j e d n o d u š š í m i vzory, jako jsou n a p ř í k l a d hrany, barvy či kontury. 

2.1 Detekce objektů založené na strojovém učení 

V p ř í p a d ě detekce o b j e k t ů za použ i t í s t ro jového učen í jsou z a p o t ř e b í a l e spoň dvě věci -
p o m o c í zvolené metody extrahovat s éman t i cké znalosti o p ř íznac ích ob jek tů , n a p ř . S I F T 
a H O G př íznaky , a p o t é p o m o c í nich objekt klasifikovat. P r o klasifikaci se čas to použ ívá 
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Výstup 
(identita objektu) 

2. skrytá vrstva 
(části objektů) 

2. skrytá vrstva 
(barvy a kontury) 

1. skrytá vrstva 
(hrany) 

Viditelná vrstva 
(vstupní pixely) 

O b r á z e k 2.1: Ilustrace modelu h l u b o k é h o učení . P ro p o č í t a č je objekt, jako je t ř e b a pes, 
velmi složitý, proto je rozdě len do série v z á j e m n ě p ropo j ených j e d n o d u š š í c h vzorů , k t e ré 
jsou p o p s á n y v j edno t l i vých v r s tvách . P ixe ly obrazu jsou n a č t e n y v s t u p n í vidi te lnou vrst
vou. Dalš í s k r y t é vrs tvy ex t r ahu j í j edno t l ivé a b s t r a k t n í p ř í z n a k y objektu, jako jsou hrany, 
barvy, či kontury. Pos ledn í vrs tvy už de teku j í celé čás t i j edno t l i vých ob j ek tů . N a zák ladě 
j edno t l i vých čás t í o b j e k t ů je v pos ledn í v ý s t u p n í v r s tvě provedena identifikace objektu. Text 
i s c h é m a o b r á z k u p ř e j a t y z knihy od l ana Goodfellowa a kol . [12]. Č á s t i o b r á z k u p ře j a ty 
z č l ánku Zeilera a Ferguse [47]. 

metoda p o d p ů r n ý c h v e k t o r ů (Support Vector Machine, S V M [3]). Popis j edno t l i vých 
metod v t é t o podkapitole jsem drže l velmi s t ručný , p ro tože s n imi ve své p rác i dá le nepracuji, 
u v á d í m je zde jen pro kontext. 

2.1.1 A l g o r i t m u s V i o l a - J o n e s 

P ř e s t o ž e je tento algoritmus, k t e r ý jeho au to ř i , p á n o v é P a u l V i o l a a Michae l Jones, p o p r v é 
p ředs tav i l i ve svém č lánku [44], p r i m á r n ě u rčen k detekci obličejů, d á se použ í t i pro detekci 
j iných ob j ek tů . N a p ř í k l a d v d ip lomové p rác i [6] autor tento detektor použ ívá k detekci 
dop ravn í ch značek . Tato podkapi tola č e r p á informace p rávě z t ě ch to prac í . 

Me toda detekce o b j e k t ů Viola-Jones byla p o p r v é p ř e d s t a v e n a v roce 2001 a od před
chozích metod se odl išovala svou schopnos t í rychle detekovat obličeje př i zachování vysoké 
úspěšnos t i . N a 700 M H z procesu Intel Pen t ium III toho byla s c h o p n á na sn ímcích o velikosti 
384 na 288 p ixe lů rychlos t í až 15 s n í m k ů za sekundu. Z a tyto vlastnosti metoda vděčí t ř e m 
kl íčovým p ř i spěn ím: 

• P ř e d s t a v e n í tzv. In t eg rá ln ího obrazu, což je nový z p ů s o b reprezentace obrazu, a jeho 
použ i t í v kombinaci s H a a r o v ý m i v lnkovými transformacemi. 

• P o u ž i t í metody s t ro jového učen í A d a B o o s t 1 

• P o u ž i t í k a skádového klas i f ikátoru, k t e r ý neza j ímavé oblasti ihned zahod í , aby neza
bí ra ly v ý p o č e t n í výkon za j ímavějš ím oblastem 

xAdaptive Boosting - podrobnosti o této metodě jsou v článku jejích autorů [9] 
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2.1.2 Algoritmus Scale Invariant Feature Transform 

Tento algoritmus, zk ráceně S I F T , p ř e d s t a v e n ý v roce 1999 panem Davidem Lowem [22] 
slouží k na lezení korespondence mezi obrazy či scénami . P ř í z n a k y jsou n e m ě n n é př i změně 
velikosti nebo rotaci a čá s t ečně n e m ě n n é př i z m ě n ě ú h l u z á b ě r u , jasu či š u m u . D íky tomu 
je algoritmus S I F T v h o d n ý nejen pro detekci ob j ek tů , p ro tože d íky rozsáhlé kolekci pří
znakových v e k t o r ů je m o ž n é provés t klasifikaci n a p ř . z m í n ě n ý m S V M , ale n a p ř í k l a d i pro 
tzv. Image stitching, což je metoda spojování v ícera o b r a z ů s p řekrýva j íc ími se č á s t m i 
do jednoho s vyšš ím rozl i šením nebo pro v y t v á ř e n í p a n o r a m a t i c k ý c h sn ímků . 

Postup, k t e r ý m se algoritmus S I F T řídí: 

• Detekce lokálních e x t r é m ů 

• P ř e s n á lokalizace kl íčových b o d ů 

• V ý p o č e t deskriptoru 

• Vyhledáván í shoduj íc ích se kl íčových b o d ů 

2.1.3 Algoritmus Histogram of Oriented Gradients 

Tento algoritmus, z n á m ý i pod zkratkou H O G , b y l p ř e d s t a v e n p á n y Navneetem Dala lanem 
a Bif lem Triggsem v roce 2005 v jejich č l ánku [4], ve k t e r é m se zaměř i l i na detekci postav 
v obraze. Algor i tmus je za ložen na histogramu or ien tovaných g r a d i e n t ů ( H O G ) . 

Gradient je z j ednodušeně řečeno z m ě n a hodnot intenzit p ixelů na osách x a y v obraze. 
Matemat icky vy j ád řeno to je l ineárn í suma der ivací x ay v obraze a tento vz tah se zapisuje 
rovnicí 

P ro z ískání histogramu použ ívá algoritmus pohybl ivé okno o velikosti 64 x 128 pixelů. 
Algor i tmus p o t é v pol ích o velikosti 8 x 8 pixelů v y p o č í t á velikost a s m ě r g r a d i e n t ů . D íky 
tomu pak získá 64 g rad ien tn í ch v e k t o r ů s úh ly mezi 0-180 stupni . K a ž d é toto pole vyge
neruje histogram, ve k t e r é m se na ose x nacház í orientace gradientu rozdě lené do 9 kate
gorií po 20 s t u p n í c h a na ose y zase jejich velikost. P ř i tomto postupu, k t e r ý je n a z n a č e n 
na o b r á z k u 2.2, algoritmus dokáže zredukovat 64 v e k t o r ů do p o u h ý c h 9 hodnot (tzv. H O G 
p ř í z n a k y ) . P o m o c í již zmiňované metody p o m o c n ý c h v e k t o r ů [3] lze s t ě m i t o hodnotami 
provést klasifikaci objektu. 

2.2 Detektory objektů založené na h lubokém učení — umělé 
neuronové sítě 

H l u b o k é učen í je, jak už bylo řečeno v ú v o d u t é t o kapitoly, typ s t ro jového učen í a zaměřu je 
se na na lezení v ícera ú rovn í d i s t r i buovaných rep rezen tac í . Tato metoda m á skvělé výs ledky 
v oblasti r eá lného p ros t ř ed í . I když u h l u b o k é h o učen í existuje spousta j iných technologi í , 
jako jsou k u p ř í k l a d u h loubkově omezené j á d r o v é algori tmy [40], u mě lé neu ronové s í tě maj í 
v t é t o oblasti jasnou p ř e v a h u a tud íž se tato podkapi tola věnuje p r á v ě j i m . 

N a o t á z k u , p r o č jsou neu ronové s í tě s t á le popu lá rně j š í , se d á o d p o v ě d ě t v y j m e n o v á n í m 
někol ika dů lež i tých a t rvaj íc ích t r e n d ů . Jsou to n a p ř í k l a d tyto [48]: 

A / 
9x 
9y_ 

<21 
o.i- (2.1) 

dy 
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O b r á z e k 2.2: Proces extrakce H O G p ř í znaků , a) Pohyb l ivé okno, b) Pole 8 x 8, c) v ý p o č e t 
g r ad i en tů , d) a e) vygenerován í histogramu, f) Sloučení všech h i s t o g r a m ů do konečného 
p ř íznakového vektoru. Insp i rováno o b r á z k e m z č l ánku [2]. 

Telo Axonální zakončení 

O b r á z e k 2.3: Biologický neuron. K r á t k é dos t ř ed ivé v ý b ě ž k y se nazýva j í dendrity. D louhé 
ods t ř ed ivé v ý b ě ž k y se nazývaj í axony. L i te ra tura [24] popisuje pr incip fungování neuronu 
tak, že t r a n s m i s n í chemiká l ie v t e k u t i n ě mozku m ě n í e lekt r ický p o t e n c i á l u v n i t ř t ě l a neu
ronu. P o k u d tento p o t e n c i á l d o s á h n e u rč i t é p r a h o v é hodnoty, neuron vyšle puls do axonu. 
A x o n y vy tvá ř í spo jen í s mnoha j i nými neurony, k t e r é se př ipo ju j í ke k a ž d é m u z t ě c h t o 
n e u r o n ů v oblasti n a z ý v a n é synapse. 

• Roste v ý p o č e t n í výkon p o č í t a č ů , obzvlášť grafických karet, k t e r é se u k á z a l y pro ma
ticové operace jako velmi v h o d n é 

• Vy tvá ř í se nové a rozšiřují se s t a r š í a n o t o v a n é d a t o v é sady pro t r énován í n e u r o n o v ý c h 
sítí 

• P o s t u p n ě se zdokonaluje design neu ronových sít í , což vede k č ím dá l p řesně j š ím a rych
lejším v ý s l e d k ů m 

2.2.1 U m ě l ý neuron a Perceptron 

Umělé neu ronové s í tě vzn ik ly snahou napodobit funkčnost mozku př i řešení s loži tých ú loh. 
Mozek s loži tou ú lohu p o s t u p n ě dekomponuje na č ím dá l menš í p o d p r o b l é m y , k t e r é po
s t u p n ě vyřeší . Zák l adn í s t a v e b n í jednotkou mozku je biologický neuron, jeho u k á z k a je 
na o b r á z k u 2 .3 2 . 

2obrázek byl převzat z https : / / www.freepik.com / free - vector / stem - c e l l - diagram - white -
background_2480958.html 
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O b r á z e k 2.4: M o d e l Perceptronu tvo řený j e d i n ý m neuronem. V s t u p n í s ignály Xi jsou vy
n á s o b e n y v á h a m i u>j. Perceptron nás l edně vy tvoř í sumu t ěch to hodnot. P o k u d je výs l edná 
hodnota větší , než p r a h o v á hodnota d a n á ak t ivačn í funkcí signum, neuron vyšle s ignál 
na v ý s t u p . V o p a č n é m p ř í p a d ě nikol iv. V s t u p n í s ignál XQ se n a z ý v á práh (bias) a v u m ě l é m 
neuronu slouží n a p ř . k tomu, aby v p ř í p a d ě , kdy by všechny v s t u p n í s ignály byly nulové, 
bylo m o ž n é dá l kontrolovat v ý s t u p neuronu. O b r á z e k a text s ú p r a v a m i p ř e j a t y z Mars lan-
dovy knihy [24]. 

Za p o č á t e k u m ě l ý c h neu ronových sí t í se d á podle Goodfellowa a kol . [12] považovat 
vy tvo řen í modelu umělého neuronu p á n y P i t t sem a M c C u l l o c h e m [26] ve č ty ř i cá tých letech 
20. s to le t í . Jejich model však dokáza l ze v s t u p n í c h s igná lů rozpoznat pouze dvě různé 
kategorie. N a jejich p rác i pozděj i v p a d e s á t ý c h letech naváza l Frank Rosenblatt , k t e r ý 
jejich model u m ě l é h o neuronu použi l na implementaci Perceptronu a definoval pro něj učící 
metodu. Perceptron by l p r v n í model, k t e r ý se dovedl n a u č i t váhy, k t e r é definovaly kategorie 
v s t u p n í c h s ignálů . U k á z k a Perceptronu je společně s popisem fungování na o b r á z k u 2.4. 
Perceptron m ů ž e bý t t v o ř e n j e d n í m nebo i více neurony a m n o ž i n o u v s t u p ů a vah pro 
urych len í v s t u p ů do t ěch to neu ronů . 

Perceptron by l n a m o d e l o v á n jako soubor váhových v s t u p ů Wi, sč í tačky v s t u p n í c h sig
ná lů a ak t ivačn í skokové funkce signum, k t e r á rozhoduje, zda pro d a n é vstupy vyšle nebo 
nevyšle s ignál na v ý s t u p . Ak t ivačn í funkcí mohou bý t ale n a p ř í k l a d i l ineárn í funkce, lo
gis t ická funkce sigmoida, funkce hype rbo l i cký tangens, s a t u r a č n í p řenosová funkce nebo 
funkce R e L U . N ě k t e r é z t ěch to funkcí budou j e š t ě p o p s á n y pozděj i . V ý b ě r t é t o funkce m á 
p o t é v l iv na konvergenci v ý p o č t u n a u č e n í neu ronové s í tě . Matemat icky se d á Perceptron 
popsat z j ednodušenou rovnicí z knihy Stephana Mars landa [24] 

1 pokud WÍXÍ > p r a h o v á hodnota ^ 

0 pokud WÍXÍ < p r a h o v á hodnota 

kde g je ak t ivačn í funkce a o je výsledek. 

2.2.2 Struktura a popis funkce v í c e v r s t v ý c h n e u r o n o v ý c h s í t í 

Jelikož je s a m o t n ý Perceptron l ineárn í model, n e d á se velmi čas to použ í t pro řešení kom
plexnějších ú loh. Z tohoto d ů v o d u se Perceptrony v z á j e m n ě propo ju j í do n e u r o n o v ý c h sít í . 
P ro Perceptron se v tomto kontextu vžil obecný pojem neuron, proto dá l bude u v á d ě n 
s t í m t o n á z v e m . Vícevr s tvá n e u r o n o v á síť ( M L P , M u l t i Layer Perceptron) je s ložena z neu
ronů , k t e r é jsou mezi sebou v z á j e m n ě propojeny tak, že v ý s t u p neuronu z j e d n é vrs tvy je 
vs tupem jednoho nebo i více n e u r o n ů v dalš í v r s tvě . Z hlediska využ i t í jsou v sí t i rozlišo
vány vstupní, sÄ;n/íé(pracovní, vn i t řn í ) a výstupní v rs tvy n e u r o n ů . Topologii t ě c h t o sí t í se 

WiXi 
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O b r á z e k 2.5: M o d e l v ícevrs tvé neu ronové s í tě . Ž l u t á je vrstva vstupní, m o d r é jsou vrs tvy 
skryté a ze lená je vrstva výstupní Jel ikož se p r v n í vrstva n e p o č í t á mezi p r o d u k č n í vrstvy, 
lze nazvat tuto síť t ř í v r s t vou . Sk l ádá se tedy jen ze dvou sk ry tých vrstev a vrs tvy v ý s t u p n í . 

O b r á z e k 2.6: M o d e l r e k u r e n t n í neu ronové s í tě . Neurony na vstup dos táva j í svůj v las tn í 
v ý s t u p . 

ř íká Dopředně neuronové sítě (feedforward networks). Jako p ř ík l ady d o p ř e d n ý c h sí t í mohou 
sloužit o b r á z k y 2.1 a 2.5. 

D r u h ý typ topologie neu ronových sí t í jsou Rekurentní neuronové sítě (s í tě se z p ě t n o u 
vazbou). Z á k l a d n í m i vlastnostmi r e k u r e n t n í c h sí t í je, že jsou j e d n o v r s t v é a že p o č e t v s t u p ů 
se r o v n á p o č t u v ý s t u p ů . Neurony tedy o b d r ž í na vstupu v l a s tn í v ý s t u p o jednu nebo i více 
i te rac í pozděj i . P ř í k l a d r e k u r e n t n í neu ronové s í tě je m o ž n é v idě t na o b r á z k u 2.6. 

Pro tuto p rác i je jedna z nejdůleži tě jš ích topologi í n e u r o n o v ý c h sí t í tzv. Konvolučn í 
neu ronová sí t . T é t o síťové topologii je věnována s a m o s t a t n á podkapi to la 2.2.4. 

2.2.3 U č e n í ( t r é n o v á n í ) n e u r o n o v ý c h s í t í 

Podle Mars landa [24] je m o ž n é pojem „učení" definovat jako „S tá t se př i řešení něk t e r é 
ú lohy lepš ím na zák l adě z ískávání zkušenost í . " P ř i učen í neu ronové s í tě se tedy očekává, 
že síť po p řed ložen í m e n š í h o p o č t u řešených úko lů bude s c h o p n á ú s p ě š n ě řeši t větš í poče t 
p o d o b n ý c h dalš ích úkolů . Tomuto se ř íká generalizace. Me tod , jak d o s á h n o u t toho, aby se 
neu ronová sít nauč i l a řeši t ně jaký p rob l ém, je hned několik. 

Jedna z ne jpoužívanějš ích metod pro učen í n e u r o n o v ý c h sí t í je metoda učení s učitelem. 
Tato metoda očekává na vstupu m n o ž i n u t rénovac ích dat, k t e r á obsahuje dvojice v s t u p n í 
data - p o ž a d o v a n á v ý s t u p n í data. Učení p r o b í h á na pr inc ipu toho, že učící algoritmus 
po k a ž d é m kroku kontroluje, jak moc se z í skaný výs ledek liší od výs ledku , k t e r ý b y l oče
káván , a podle toho se rozhodne, jak upravit váhy p ropo jen í tak, aby v da l š ím kroku by l 
tento rozdí l menš í . 
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Dalš í p o u ž í v a n á metoda je metoda učeni bez učitele. Tato metoda, na rozdí l od metody 
učení s uč i te lem, na vstupu získá pouze v s t u p n í data, ale už ne v ý s t u p n í . Učící algoritmus 
se tedy snaž í naj í t podobnosti mezi v s t u p n í m i daty a podle nich dělí tato v s t u p n í data 
do různých ka tegor i í . 

Jako dalš í učící metody lze j e š t ě jmenovat n a p ř í k l a d zpětnovazební učení (Reinforcement 
learning), kde jsou stavy o h o d n o c o v á n y na zák l adě z p ě t n é vazby, nebo evoluční algoritmy, 
k te r é se ča s to př i učen í inspiruj í chován ím j e v ů v p ř í rodě . 

Algori tmus z p ě t n é h o š í ř e n í chyby (Back-propagation) 

Jak už bylo řečeno , nej použ ívaně j š ím algori tmem pro učen í neu ronových sí t í je metoda učení 
s učitelem, k t e r á ř íká , jak moc se výs ledek liší od toho očekávaného . Tomuto rozdí lu se t aké 
ř íká velikost chyby. A b y bylo m o ž n é tuto chybu minimalizovat , je z a p o t ř e b í upravit váhy 
j edno t l i vých p r o p o j e n í n e u r o n ů . Jel ikož je ale neu ronová síť vě t š inou t v o ř e n a více vrstvami, 
nen í m o ž n é s j is totou říci, v j aké v r s tvě a s jakou m í r o u je z a p o t ř e b í d a n é váhy upravit . 

Řešen í navrhl i v roce 1986 pánové Rumelhart , H in ton a W i l l i a m s [7]. Jejich řešení spo
čívalo v p ř e d s t a v e n í učíc ího algori tmu, k t e r ý po dokončen í d o p ř e d n ě fáze s p o č í t á chybu 
neuronové s í tě a tuto chybu z p ě t n ě rozšíř í z p ě t . Tento postup i t e r a t i v n ě opakuje, dokud 
nen í dosaženo m i n i m á l n í to le rované chyby. R u m e l h a r t ů v , H i n t o n ů v a W i l l i a m s ů v [7] algo
ritmus z p ě t n é h o šíření chyby funguje př ib l ižně takto: P r o k a ž d ý neuron ve v ý s t u p n í v r s tvě 
jsou v y p o č í t a n é výs ledky neuronu p o r o v n á n y s očekávanými výsledky. Z p o r o v n á n í t ě c h t o 
hodnot vzejde chyba neu ronové sí tě , pro kterou je v y p o č í t á n faktor, k t e r ý o d p o v í d á čás t i 
chyby, k t e r á se z neuronu šíří z p ě t n ě do všech n e u r o n ů p ředchoz í vrstvy, k t e r é ma j í s t í m t o 
neuronem společné spojení . O b d o b n ě lze definovat i faktor pro p ředchoz í vrs tvu . Ú p r a v a vah 
ve v r s tvě p o t é záleží na z m i ň o v a n é m faktoru a na výsledcích n e u r o n ů v p ředchoz í v r s tvě . 

A b y bylo m o ž n é metodu z p ě t n é h o š í ření chyby použ í t , je n u t n é , aby ak t ivačn í funkce 
byla spo j i t á , d i fe rencovate lná a m o n o t ó n n ě neklesající . Nejčastě j i jsou tedy použ ívány lo
gis t ická funkce sigmoida, jejíž definice je z a p s á n a rovnicí 

S(x) = — ( 2 . 3 ) 
1 + e x 

a hype rbo l i cká funkce tangens, jejíž definice je z a p s á n a rovnicí 

1 - e~2x 

t a n h x = — (2.4) 
1 + e í X 

Pro v ý p o č e t chybové funkce se použ ívá funkce Suma čtverců chyb ( M S E , Mean Squared 
Er ror ) . U m o c n ě n í se v t é t o funkci použ ívá z d ů v o d u , že je p o t ř e b a , aby všechny v y p o č í t a n é 
chyby byly s te jného z n a m é n k a . M o h l o by se to t iž s t á t , že sumar i zac í všech chyb by vzn ik la 
nula, což by bylo vyhodnoceno, jako že ž á d n á chyba nenastala. D íky u m o c n ě n í se ve v ý p o č t u 
t a k é více pro jev í větš í rozdíly. Funkce M S E , kde k je p o č e t t r énovac ích vzorků , se zapisuje 
v tomto tvaru: 

1 n 

E{t,y) = - Y J ( t k - y k ) 2 . (2.5) 
k=l 

P ř i h l edán í m i n i m á l n í chyby se použ ívá tzv. Gradientní sestup, což je op t ima l i začn í algo
ritmus, k t e r ý použ ívá pa rc iá ln í derivace chybové funkce pro na lezení s m ě r u k lesání chyby. 
P r inc ip tohoto algori tmu se d á podle č l ánku [27] p ř i r o v n a t k sestupu s lepého horolezce 
z vysokého kopce. Jeho cí lem je dostat se z kopce co nejvíce dolů a to co ne jk ra t š í cestou, 
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t u d í ž jeho kroky jsou směřovány t í m s m ě r e m , kde v danou chvíli pociťuje největš í k lesání . 
Matemat icky lze toto zapsat jako 

9 1 = 6 ° - a V J ( 6 ) , (2.6) 

kde O 1 je da lš í krok, O 0 je s o u č a s n á pozice, a je velikost k roku a V J ( 0 ) je s m ě r pohybu. 
Z á p o r n é z n a m é n k o je zde proto, že dalš í krok jde v o p a č n é m směru , než s m ě r r ů s t u , či-li 
dolů . T y t o kroky se i t e r a t i v n ě opakuj í , dokud se n e p ř e s t a n e chyba snižovat . M ů ž e se ale 
vyskytnout p r o b l é m s u v í z n u t í m v loká ln ím min imu. To z n a m e n á , že zde nen í j istota, zda 
se n ě k d e j e š t ě nevyskytuje nižší hodnota (globální min imum) . Toto se d á o p ě t p ř i r o v n a t 
na p ř í k l a d u s horolezcem. Horolezec sice došel do nejnižš ího bodu pod kopcem, neví však , 
jestli za da l š ím m e n š í m kopcem nen í m o ž n é sejít j e š t ě níž a n e m á už sílu na tento kopec 
vyjí t . 

Vě t š ina neu ronových s í t í dnes použ ívá Stochastický gradientní sestup. V tomto p ř í p a d ě 
se př i k a ž d é iteraci nepouž ívá k a ž d ý prvek z celé t r énovac í sady, ale jen velmi m a l ý poče t 
n á h o d n ý c h p r v k ů z ní , což m á za nás ledek z n a č n é zrychlení . K r o k y t é t o metody tedy sice 
nemí ř í p ř í m o s p r á v n ý m s m ě r e m , p o s t u p n ě ale k řešení ap rox imuj í . J i n ý m i slovy, k a ž d ý krok 
je značně m é n ě n á r o č n ý na v ý p o č e t , ale t ě c h t o k roků je p o t ř e b a vykonat pro na lezení řešení 
p o d s t a t n ě více [34]. 

P ro s a m o t n ý v ý p o č e t pa rc iá ln ích der ivací (g rad ien tů ) algoritmus z p ě t n é h o š í ření chyby 
využ ívá tzv. řetízkové pravidlo (chain-rule) pro derivaci s ložených funkcí, k t e r é je definováno 
rovnicí 

% = p o k u d p l a t i F « = <"> 
P s e u d o k ó d t r énován í (učení) neu ronové s í tě je n a z n a č e n v algori tmu 1, k t e r ý b y l s drob

n ý m i ú p r a v a m i p ř e v z a t z knihy Stephena Mars landa [24]. 

Algori tmus 1 T rénován í neu ronové s í tě s algori tmem z p ě t n é h o š í ření chyby 
Inicializace nastav všechny váhy na m a l é (k l adné i z ápo rné ) n á h o d n é hodnoty 
while nen í konec t r énován í do 

for each v s t u p n í vektor do 

l+exp (-/3J2ixivij) 

> D o p ř e d n á f á z e 
> Vypočí te j ak t ivačn í s igmoidn í funkci kaž

dého neuronu j ve sk ry tých v r s tvách (v jsou 
váhy p r v n í vrstvy) 

Vk = i + e X p(- / 3 1 ^ .a J . w . f c ) > Propracuj se celou sí t í až k v ý s t u p n í v r s tvě , 
k t e r á m á tu to ak t ivačn í s igmoidn í funkci (w 
jsou váhy d r u h é vrstvy) 

> Z p á t e č n í f á z e 
Svýstk = (ífc - Vk)ykO- ~ Vk) > Vypoč í te j chybu na v ý s t u p u 
čskrytj = - a,j) J2k wjkSvýstk > Vypočí te j chybu sk ry tých vrstev 
Wjk ^- Wjk + ^ 5 v ý s t f e O j k r y t e > Aktua l i zu j váhy na v ý s t u p n í v r s tvě 
Vij <— Vij + rióskrytjXi > Aktua l izu j váhy ve sk ry tých v r s tvách 

end for 
Pro dalš í i teraci zamíchej p o ř a d í v s t u p n í c h v e k t o r ů 

end while 
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n 
Velikost chyby 

Zde je vhodné přestat trénovat 

\ \ 
\ \ 
1 \ 
1 \ 
\ \ 
\ \ 
\ \ 
\ \ 
\ N. 

Generalizační chyba 

Trénovací chyba 
1 — ^ 

Počet epoch 

O b r á z e k 2.7: G r a f velikosti t r énovac í a genera l izačn í chyby v závislost i na p o č t u p r o b ě h l ý c h 
epoch. Z o b r á z k u je p a t r n é , že je v h o d n é t r énován í ukonč i t ve chvíli, kdy se mezera mezi 
j e d n o t l i v ý m i chybami začne rozš i řovat . O b r á z e k pře ja t od Goodfellowa a kol . [12]. 

P ř e u č e n í a n e d o u č e n í n e u r o n o v é s í t ě 

Jak už bylo p s á n o výše , př i t r énován í n e u r o n o v ý c h sí t í je m o ž n é d íky a n o t o v a n é t rénovac í 
da tové s adě p o m o c í v ý p o č t ů z íska t tzv. trénovací chybu. S touto chybou souvis í i t es tovací 
chyba tzv. generalizační chyba, k t e r á je def inována jako o č e k á v a n á hodnota chyby na novém 
vstupu. [12] 

S t e s t o v á n í m souvisí nutnost rozděl i t t r énovac í datovou sadu do dalš ích sad, typicky 
na t es tovac í datovou sadu a va l idační datovou sadu. D o p o r u č e n ý p o m ě r je podle litera
tury [24] asi 50:25:25 pro velkou datovou sadu, 60:20:20 pro menš í datovou sadu. V p ř í p a d ě , 
že je d a t o v á sada opravdu m a l á , d á se použ í t tzv. leave-one-out křížová validace. Tento způ
sob validace spoč ívá v tom, že d a t o v á sada je n á h o d n ě rozdě lena do N dalš ích sad, kde jedna 
sada je p o u ž i t a pro validaci, z a t í m c o síť je n a t r é n o v á n a na zbylých. J i n á sada je p o t é pou
ž i ta pro validaci a síť se opě t n a t r é n u j e na zbylých. Tento postup se opakuje pro všech N 
v y t v o ř e n ý c h sad. P r o o te s tován í a použ i t í je p o t é v y b r á n a síť s ne jmenš í va l idační chybou. 
V p o d s t a t ě se j e d n á o v ý m ě n u dat za v ý p o č e t n í výkon , p r o t o ž e je z a p o t ř e b í n a t r é n o v a t iV 
různých sí t í n a m í s t o j e d n é . 

P ř i s a m o t n é m t r énován í se h ledí na to, aby t r énovac í chyba byla co ne jmenš í . Generali
zační chyba bude typicky větš í nebo s te jná , jako t rénovac í chyba, t u d í ž se h ledí na to, aby 
mezera mezi t r énovac í a genera l izační chybou byla co ne jmenš í . D íky znalosti t ě ch to chyb 
je m o ž n é odhadnout, kdy asi zastavit t r énován í . U k á z k a je na o b r á z k u 2.7. 

Pokud je t r énován í zastaveno moc brzy nebo naopak příl iš pozdě , zvyšuje se r iziko v l i v u 
p o d t r é n o v á n í a p ře t r énován í , s č ímž je spojeno snižování schopnosti generalizace. Toto je 
n a z n a č e n o na o b r á z k u 2.8. 

2.2.4 K o n v o l u č n í n e u r o n o v é s í t ě 

Konvolučn í neu ronové s í tě ( C N N ) p o p r v é p ředs tav i l i ve své p rác i Y a n n L e C u n a kol . [20, 19]. 
Z t ě c h t o dvou p rac í je č e r p á n a vě t š ina informací pro tuto podkapi tolu . 

Konvolučn í neu ronové s í tě jsou v ícevrs tvé neu ronové s í tě spec iá lně u z p ů s o b e n é pro p rác i 
s daty ve formě někol ika polí . T y p i c k ý m p ř í k l a d e m t a k o v ý c h dat jsou o b r á z k y či videa, k t e ré 
se sk láda j í ze t ř í dvoud imenz ioná ln í ch pol í intenzit p ixe lů - k a ž d é pole pro jeden b a r e v n ý 
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O b r á z e k 2.8: V l i v velikosti t r énován í , a) Podtrénování - L ineá rn í funkce nedovedla zachytit 
zakř ivení , b) Správná generalizace - K v a d r a t i c k á funkce zachyti la všechny v y z n a č e n é hod
noty a n e t r p í ž á d n ý m ve lkým vl ivem p o d t r é n o v á n í nebo p ře t r énován í , c) Přetrénování -
P o l y n o m i á l n í funkce p r o c h á z í pe r fek tně v y z n a č e n ý m i hodnotami. T í m t o je značně omezena 
m o ž n o s t generalizace. O b r á z e k a text p ře j a t od Goodfellowa a kol . [12]. 

V S T U P 
32x32 

M a p y p ř í z n a k ů 
6@28x28 

M a p y př. 16@10xl0 
M a p y př. 16@5x5 

K o n v o l u c e P o o l i n g K o n v o l u c e 

P lné p r o p o j e n í 

P lné p r o p o j e n í 

P o o l i n g G a u s o v s k é p r o p o j e n í 

O b r á z e k 2.9: Arch i tek tu ra konvoluční neu ronové s í tě LeNet-5 z LeCunova č l ánku [20]. V ob
r á z k u je p a t r n ý s t a n d a r d n í tvar klasifikačních konvolučních n e u r o n o v ý c h sí t í nad obrazem -
na z a č á t k u se pracuje s ve lkým rozl i šením a m a l ý m p o č t e m kaná lů , ale p o s t u p n ě se rozlišení 
obrazu snižuje a p o č e t k a n á l ů zvyšuje. 

kaná l . Ex is tu j í č tyř i klíčové vlastnosti konvolučních sít í , k t e r é j i m dávaj í v ý h o d u oproti 
k las ickým n e u r o n o v ý m s í t ím: lokální p ropo jen í , sdí lené váhy, pool ing a použ i t í velkého 
p o č t u vrstev. 

T y p i c k á architektura konvolučních n e u r o n o v ý c h sí t í se tedy s k l á d á z někol ika p á r ů kon
volučních a pooling (subsampling) vrstev. Pos ledn í vrs tvy se naopak skládaj í z někol ika 
plně propojených vrstev [1]. P ř í k l a d architektury konvoluční neu ronové s í tě je m o ž n é v idět 
na o b r á z k u 2.9. 

K o n v o l u č n í vrstva 

H l a v n í m úko lem konvoluční vrs tvy je detekovat lokální spojení p ř í z n a k ů z předchoz í vrstvy. 
D ů v o d je pro to takový, že ve vě t š ině o b r á z k ů jsou lokální skupiny hodnot mezi sebou vysoce 
korelované, což v y t v á ř í lokální motivy, k t e r é se daj í d o b ř e detekovat. T y t o mot ivy se mohou 
objevit na j akémkol iv m í s t ě v ob rázku . 
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N a rozdí l od o s t a t n í c h n e u r o n o v ý c h sít í , konvoluční neu ronové s í tě používaj í n a m í s t o 
obyče jného n á s o b e n í matic matematickou operaci j m é n e m konvoluce. P ro apl ikaci t é t o ope
race na data se použ ívá p rávě tato vrstva. Konvoluc i je n u t n é uplatni t j edno t l ivě na všechny 
b a r e v n é kanály . A b y se n e u r o n o v á síť mohla n a z ý v a t konvoluční , mus í obsahovat m i n i m á l n ě 
jednu konvoluční v r s tvu [12]. P r o t o ž e síť pracuje s d v o j r o z m ě r n ý m i obrazy, což jsou v l a s tně 
dvo j rozměrné d i sk ré tn í hodnoty, použ ívá se tzv. diskrétní konvoluce, k t e r á je def inována 
jako 

k k 

9(x,y) = f(x,y) *h(x,y) = ^2 $ľ f(x ~ h V ~ j)h(i,j), (2.8) 
i=—kj=—k 

kde g je v ý s t u p n í obraz, k t e r é m u se čas to ř íká mapa příznaků, f je v s t u p n í obraz a h je 
konvoluční j á d r o (maska) o rozměrech k k r á t k (vě t š inou 3 x 3 až 6 x 6 b u n ě k ) . 

P r o b l é m s ope rac í konvoluce je v okra jových bodech o b r á z k u , kde konvoluční j á d r o 
(maska) p řesahu je hranici o b r á z k u . Je několik z p ů s o b ů , jak se tento p r o b l é m d á řeši t . M e z i 
ne jpoužívanějš í pa t ř í : 

1. Valid convolution - Konvoluce se p o č í t á pouze v oblastech, do k t e r ý c h se vejde celé 
konvoluční j á d r o . T í m t o dojde ke zmenšen í výs ledného o b r á z k u v závislost i na rozmě
rech j á d r a . V p ř í p a d ě , kdy konvoluční j á d r o m á š í řku n, je š í řka výs l edného obrazu 
z m e n š e n a o n — 1 p ixe lů v k a ž d é v rs tvě . 

2. Same convolution - Or ig iná ln í obraz je za okraji zvě t šen pouze o p o t ř e b n é oblasti 
v závislost i na rozměrech . Hodnoty t ěch to ob las t í se n a s t a v í na 0. R o z m ě r y výs l edného 
o b r á z k u p o t é z ů s t a n o u zachovány. 

3. Full convolution - H r a n i č n í oblasti maj í na v ý s t u p n í obraz m e n š í v l iv , než oblasti 
bližší s t ř e d u . P r o k a ž d o u k-ki&t n a v š t í v e n o u oblast je p ř i d á n dostatek nul . Výs ledný 
obraz m á š í řku m + k — 1. 

Součás t í konvoluční vrs tvy m ů ž e bý t i aplikace ak t ivačn í funkce. Konvo lučn í neuronové 
sí tě na rozdí l od klasických n e u r o n o v ý c h s í t í používa j í jako ak t ivačn í funkci ne l ineá rn í funkci 
R e L U (Rectified Linear Act iva t ion) . Touto funkcí jsou zp racovány všechny l ineárn í aktivace, 
k t e r é byly v y t v o ř e n y b ě h e m konvoluci. Funkce je z a p s á n a jako 

f(x) = max(0 ,x ) . (2.9) 

J i n ý m i slovy pokud je x poz i t ivn í hodnota, výs ledek funkce bude x. P o k u d je hodnota 
x z á p o r n á , výs ledek funkce bude nula. Tato funkce je tedy m é n ě v ý p o č e t n ě n á r o č n á než 
dř íve zmiňované funkce signum a hype rbo l i cký tangens. Funkce R e L U ale t r p í p r o b l é m e m , 
k t e r ý je p o p s á n v č l ánku [37] - jelikož pro všechny z á p o r n é hodnoty vrac í funkce nulu, 
váhy se v t é t o oblasti neak tua l i zu j í . To z n a m e n á , že neurony, k t e r é se dostanou do tohoto 
stavu, p ř e s t a n o u reagovat na dalš í odchylky a čás t s í tě proto „umře" . Tento p r o b l é m se 
nazývá Dying ReLU. Ř e š e n í m m ů ž e bý t pro z á p o r n é hodnoty vracet lehce vyšší hodnoty 
- n a p ř . y = O.Olx když x < 0. H l a v n í m cí lem tohoto řešení tedy je pro z á p o r n é hodnoty 
nevracet nulu, aby se neurony p o s t u p n ě zotavovaly. Toto řešení m á n á z e v Leaky ReLU. 

Pooling vrstva 

Poolingovou vrs tvu je ve z v y k u umisťovat hned za vrs tvu konvoluční a tvo ř i t s ní páry . 
H l a v n í m úko lem pool ingové vrs tvy je spojit dohromady s é m a n t i c k y p o d o b n é př íznaky . T í m 
docház í ke zmenšen í o b r á z k u a p o č t u dat, k t e r á by bylo p o t ř e b a pozděj i o p ě t zpracovat. 
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Nejčastějš í operace, jakou je pool ing real izován, je tzv. max pooling, k t e r ý na urč i t é 
pozici ve v ý s t u p n í m obraze n a h r a d í hodnotu n a l e z e n ý m maximem v obdé ln íkovém okolí 
buňky . Dalš í č a s t o u ope rac í je tzv. average pooling, k t e r ý naopak hodnotu ve v ý s t u p n í m 
obraze n a h r a d í p r ů m ě r n o u hodnotou obdé ln íkového okolí buňky . 

P l n ě p r o p o j e n á vrstva 

Jedny z pos ledn ích vrstev v k a ž d é konvoluční neu ronové síti jsou p lně p r o p o j e n é vrstvy. 
Neurony v t é t o v r s tvě jsou p lně propojeny se všemi neurony v p ředchoz í v r s tvě . P l n ě pro
p o j e n á vrstva je chován ím i vlastnostmi s te jná , jako v klasické neu ronové síti . 

H l a v n í m úkolem, k t e r ý m á tato vrstva na starost, je transformovat mapu p ř í z n a k ů 
na p ř í znakový vektor a p o m o c í něj provés t klasifikaci. 

Pos ledn í vrstva konvoluční neu ronové s í tě obsahuje s te jný p o č e t n e u r o n ů , jako je poče t 
klasifikačních t ř íd . P o k u d jsou jsou klasifikovány více než dvě t ř í d y ob jek tů , použ ívá se jako 
ak t ivačn í funkce tzv. funkce softmax. 
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Kapitola 3 

Modely konvolučních neuronových 
sítí 

V pos ledn ích letech vzn ik ly spousty různých m o d e l ů konvolučních n e u r o n o v ý c h sí t í . D ů v o d , 
p roč se staly tak p o p u l á r n í m i v oblasti de tekc í o b j e k t ů či klasifikací o b r á z k ů , lze v idět 
n a p ř í k l a d na výsledcích sou těže ImageNet Large Scale V i s u a l Recognit ion Challenge (dále 
I L S V R C ) [35], k t e r á se p r á v ě v y h o d n o c o v á n í m a lg o r i tmů v t é t o oblasti z abývá - na p ředn í ch 
př íčkách v t é t o soutěž i r ů z n é modely konvolučních neu ronových sí t í dominuj í . 

I když se tato p r á c e zabývá de tekc í o b j e k t ů a nikol iv klasifikací o b r á z k ů nebo segmen
t ac í ob j ek tů , jsou zde v y b r a n é modely, k t e r é se touto problematikou zabývaj í , pro kontext 
uvedeny t a k é . Je to z d ů v o d u , že spousty různých f rameworků pro detekci nebo segmentaci 
o b j e k t ů jsou z m o d e l ů pro klasifikaci o b j e k t ů u r č i t ý m z p ů s o b e m odvozeny [13]. 

3.1 Vybrané modely pro klasifikaci obrázků 

V ě t š i n a informací pro tuto podkapi to lu je č e r p á n a z č l ánků [13, 5] a z výs ledků zmiňované 
sou těže I L S V R C [35]. 

Jak už bylo řečeno v p ředchoz í kapitole 2.2.4, p r ů k o p n í k e m v oblasti konvolučních neu
ronových s í t í by l pan L e C u n se sí t í LeNet-5 pro klasifikaci r u č n ě p s a n ý c h číslic z roku 
1998. Tato síť, jejíž architektura už byla n a z n a č e n a na o b r á z k u 2.9, se sk l áda la ze 7 vrstev, 
k t e r é obsahovaly 60 t is íc p a r a m e t r ů 1 a na vs tupu požadova l a šedo tónové o b r á z k y o velikosti 
32 x 32 pixelů . 

V roce 2012 došlo v soutěž i I L S V R C ke zlomu, když v t é d o b ě největš í model AlexNet [17] 
d r t ivě p ř e k o n a l všechny její o s t a t n í ú č a s t n í k y t í m , že dosavadn í top-5 error 2 snížil z 26 % 
na 15,3%. Tento model se sk láda l z 5 konvolučních a 3 p lně p ropo j ených vrstev, k t e ré 
dohromady obsahovaly okolo 60 mi l iónů p a r a m e t r ů . Jedny z d ů v o d ů , p r o č b y l AlexNe t 
tak úspěšný, byly akcelerace v ý p o č t ů na G P U k a r t ě nebo p ř e d s t a v e n í regu la r izačn í metody 
pro po t l ačován í p ř e t r é n o v á n í „d ropou t" . N e v ý h o d o u ale je, že na vstupu očekával pouze 
data p e v n é velikosti 224 x 224 pixelů. 

Dalš í velmi ú s p ě š n ý model VGGNet [38] dosáh l o p á r let pozděj i hodnoty top-5 error 
7,32%. Úspěchu v p o d o b ě tohoto výs ledku dosáh l z k o u m á n í m v l i v u použ i t í h lubš ích sítí 
s v ě t š í m p o č t e m konvolučních vrstev, k t e r é obsahuj í velmi m a l é konvoluční filtry velikosti 

1Parametr je počet učitelných elementů pro všechny filtry ve všech vrstvách 
2Top-5 error vyjadřuje hodnotu, v kolika procentech případů se očekávané označení vyskytuje v pětici 

označení, které mají v obraze podle modelu největší pravděpodobnost výskytu. 
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3 x 3 pixely. Arch i t ek tu ra tohoto modelu zůs t ává jednoduchou, i když se s k l á d á z 13-15 
konvolučních a 3 p lně p r o p o j e n ý c h vrstev. Tento model m á však ale n e v ý h o d u v tom, že 
kvůl i své hloubce obsahuje okolo 138 mi l iónů p a r a m e t r ů . 

Jednomu z ne júspěšnějš ích současných m o d e l ů GoogLeNet [41] ( z n á m é m u t a k é jako In-
ception v l ) se v roce 2014 poda ř i l o sou těž I L S V R C v y h r á t s výs l edkem top-5 error 6,67%. 
Tento výs ledek už se blížil v ý s l e d k ů m člověka, j ehož top-5 error se nacház í p ř ib l ižně mezi 
3 ,5-5%. Hlavn í p ř í n o s e m tohoto modelu bylo, že p o d s t a t n ě zvýšil š í řku a h loubku neuro
nové sí tě , aniž by se ně jak v ý r a z n ě zvýšily v ý p o č e t n í nároky . Tento model, k t e r ý se sk l ádá 
z 21 konvolučních vrstev a 1 p lně p r o p o j e n é vrstvy, b y l insp i rovaný modelem LeNet a im
plementoval nový prvek, tzv. Inception modul , k t e r ý je za ložen na někol ika velmi m a l ý c h 
konvolucích. D íky t ě m t o m a l ý m konvoluc ím a pouze j e d n é p lně p r o p o j e n é v r s tvě GoogLeNet 
obsahuje „pouze" 4 mi l ióny p a r a m e t r ů , což je př i hloubce a šířce tohoto modelu v p o r o v n á n í 
s n a p ř í k l a d j iž z m i ň o v a n ý m modelem AlexNe t p o d s t a t n ě velký rozdíl . 

D r u h ý z ne júspěšnějš ích současných m o d e l ů je ResNet [14] z v ý z k u m n é skupiny Mic ro -
softu. Tento model v soutěž i I L S V R C v roce 2015 p ř e k o n a l svými výs ledky člověka a to s hod
notou top-5 error 3,57%. Tato síť, k t e r á se sk l áda la ze 152 vrstev, se dovedla takto n a t r é 
novat d íky tzv. „ z k r a t k á m " (skip connections), což b y l nově p ř e d s t a v e n ý p ř í s t u p , k t e r ý 
umožn i l n ě k t e r é vrs tvy přeskoči t . 

3.2 Vybrané modely pro detekci nebo sémantickou segmen
taci objektů v obraze 

V t é t o podkapitole budou mezi sebou p o r o v n á n y n ě k t e r é ne jznámějš í modely pro detekci 
či s éman t i ckou segmentaci o b j e k t ů v obraze. T y t o modely lze obecně rozděl i t do dvou 
ka tegor i í [23]: 

1. D v o u f á z o v é modely z a l o ž e n é na klasifikaci - Č i n n o s t t ě c h t o m o d e l ů je rozdě lena 
do dvou fází. V p r v n í fázi p r o b í h á tzv. n a v r h o v á n í ob las t í . V t ě c h t o oblastech jsou p o t é 
p o m o c í modelu pro klasifikaci o b r á z k ů v y p o č t e n y predikce a podle jejich výs ledků 
provedena klasifikace ob j ek tů . Tato metoda je r e l a t i vně p o m a l á ( ř á d y sekund), p ro tože 
se tento postup aplikuje na k a ž d o u n a v r ž e n o u oblast. M e z i z á s t u p c e t ě c h t o m o d e l ů 
p a t ř í modely z rodiny R - C N N . 

2. J e d n o f á z o v é modely z a l o ž e n é na regresi - T y t o modely p rovád í lokalizaci a kla
sifikaci o b j e k t ů v j e d i n é m p r ů c h o d u neuronovou sít í . D íky tomu jsou p o d s t a t n ě rych
lejší - dovedou p rovádě t detekce v r e á l n é m čase . M e z i typ ické z á s t u p c e p a t ř í modely 
Y o u O n l y Look Once ( Y O L O ) či Single Shot Detector (SSD) . 

V kontextu t é t o podkapi toly se někol ikrá t hovoř í o d a t o v ý c h s a d á c h P A S C A L V O C (dále 
už jen V O C ) a C O C O . T y t o d a t o v é sady obsahuj í s t a n d a r d i z o v a n á a n o t o v a n á obrázková 
data pro klasifikaci a detekci ob jek tů , rozdě lená do ka tegor i í pro t r énován í , t e s tován í a va-
l idaci . 

3.2.1 Rodina m o d e l ů R - C N N (Region-based Convolutional Neural Ne
twork) 

V d o b ě p ř e d p ř e d s t a v e n í m p r v n í h o modelu R - C N N [11] v roce 2014 vě t š ina metod pro de
tekci o b j e k t ů využíva la p řevážně r ů z n é algori tmy pro extrakci p ř í z n a k ů a p rác i s n imi . 
T a k o v ý m algori tmem by l n a p ř í k l a d dř íve zmiňovaný algoritmus S I F T z kapi toly 2.1.2 nebo 
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1. Vstupní 2. Návrh 3. Získání 4. Klasifikace 
obrázek 2000 oblastí příznaků regionů 

O b r á z e k 3.1: M o d e l R - C N N . O b r á z e k p ře j a t z č l ánku [11] a upraven. 

algoritmus H O G z kapi toly 2.1.3. M o d e l R - C N N však dosavadn í metody p řekona l svou 
přesnos t í , k t e r á byla v p o r o v n á n í s n imi na datech z d a t o v é sady V O C 2012 až o 30 % vyšší . 

Ze z á k l a d n í h o modelu R - C N N s postupem času vzniklo několik dalš ích m o d e l ů , k t e ré 
budou spo lečně s n í m p o p s á n y v t é t o podkapitole. Mode ly z rodiny R - C N N se daj í použ í t 
jak pro detekci ob jek tů , tak i jejich s éman t i ckou segmentaci. P ro p o t ř e b y t é t o p r á c e však 
s é m a n t i c k á segmentace nen í p o d s t a t n á a je proto v y n e c h á n a . 

R - C N N 

Tento model z roku 2013 b y l ú p l n ě p r v n í m z rodiny m o d e l ů R - C N N a položil zák lad v š e m 
da l š ím je j ím m o d e l ů m . Ú s p ě c h u na pol i detekce o b j e k t ů dosáh l p ř e d s t a v e n í m de t ekčn ího 
sys t ému , k t e r ý se sk l áda l ze 3 m o d u l ů . 

V p r v n í m modulu p r o b í h a l o generování n á v r h ů ob las t í s vysokou p r a v d ě p o d o b n o s t í 
v ý s k y t u objektu s p o u ž i t í m algori tmu se lek t ivn ího vyh ledáván í . Algor i tmus se lek t ivn ího 
vyh ledáván í fungoval tak, že oblasti , k t e r é mě ly velmi p o d o b n é vlastnosti , r eku rz ivně slu
čoval. T í m t o s lučováním b y l celkový p o č e t n a v r h o v a n ý c h ob las t í snížen na př ib l ižně 2000. 
D r u h ý modu l b y l t vo řený modelem neu ronové s í tě A lexNe t nebo V G G . Z toho d ů v o d u bylo 
n u t n é velikost k a ž d é n a v r ž e n é oblasti transformovat na velikost 224 x 224 pixelů. M o d e l 
p o t é nad k a ž d o u n a v r ž e n o u ob las t í spusti l neuronovou síť a extrahoval p ř í znakový vektor, 
k t e r ý b y l p o t é ve t ř e t í m modulu použ i t pro klasifikaci o b j e k t ů p o m o c í metody pomoc
ných v e k t o r ů ( S V M ) . S c h é m a modelu R - C N N , vče tně znázo rněn í pop i sovaných k roků , je 
na o b r á z k u 3.1. 

M o d e l R - C N N dosahoval na d a t o v é s adě V O C 2007 p řesnos t i 58,5% m A P 3 , n i cméně 
pro detekci v r e á l n é m čase b y l nepouž i t e lný - zp racován í jednoho o b r á z k u a z í skání predikcí 
o b j e k t ů trvalo až 50 sekund a čas t r énován í b y l t a k é příliš dlouhý. 

Fast R - C N N 

M o d e l Fast R - C N N [10] vzešel v roce 2015 z p ředchoz ího modelu R - C N N . H l a v n í m rozd í lem 
mezi t ě m i t o modely bylo p ř e d á v á n í v s t u p n í h o o b r á z k u p ř í m o konvoluční neu ronové síti 
V G G , k t e r á se osvědči la lépe, než model A lexNe t . Společně s o b r á z k e m byly sí t i p ř e d á n y 
i n á v r h y ob las t í z á j m u a ta p o t é z o b r á z k u extrahovala mapu p ř í z n a k ů . S c h é m a modelu 
Fast R - C N N a popis jeho funkce jsou na o b r á z k u 3.2. 

Výs ledkem t ěch to z m ě n tedy bylo, že d íky extrakci p ř í z n a k ů j e š t ě p ř e d n á v r h e m oblas t í 
odpadla nutnost s p o u š t ě t p o s t u p n ě neuronovou síť nad k a ž d o u z 2000 n a v r h o v a n ý c h oblas t í , 
jako tomu bylo u modelu R - C N N . T í m , že metoda p o d p ů r n ý c h v e k t o r ů byla nahrazena 
softmax vrstvou, došlo ke z j ednodušen í celého modelu. D íky t ě m t o z m ě n á m byla p řesnos t 

3Mean Average Precision - průměrná přesnost 
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O b r á z e k 3.2: M o d e l Fast R - C N N . V s t u p n í ob rázek a oblasti z á j m u jsou pos l ány na vstup 
konvoluční neu ronové s í tě V G G , k t e r á z o b r á z k u vy tvo ř í mapu p ř í z n a k ů . P r o k a ž d o u oblast 
zá jmu je p o m o c í R o l (Region of Interest) poo l ingových vrstev z p ř íznakové mapy v y t v o ř e n 
p ř í znakový vektor, j ehož v ý s t u p ú s t í do dvou v ý s t u p n í c h ses te r ských vrstev. V ý s t u p e m t é t o 
sí tě jsou p r a v d ě p o d o b n o s t i v ý s k y t u j edno t l i vých ob jek tových t ř í d a hodnoty reprezentu j íc í 
polohu b o u n d i n g - b o x ů . O b r á z e k a text p ř e j a ty z č l ánku [10] a upraveny. 

modelu Fast R - C N N zvýšena na hodnotu okolo 70 % m A P a model b y l zá roveň př i t r énován í 
i t e s tován í mnohem rychlejší , než model R - C N N . Cas p o t ř e b n ý pro zp racován í o b r á z k u 
a z í skání predikc í o b j e k t ů se snížil na př ib l ižně 2 sekundy, což je t é m ě ř 25-ti n á s o b n é 
zrychlení oproti R - C N N . 

Faster R - C N N 

M o d e l Faster R - C N N [33] b y l v po lov ině roku 2015 postaven na pozorování , že nejpoma-
lejší čás t í detekce o b j e k t ů v p ředchoz ích R - C N N modelech bylo s a m o t n é n a v r h o v á n í ob las t í 
zá jmu a jejich s lučování p o m o c í se lek t ivn ího vyh ledáván í . Výs ledkem pozorován í bylo vy
tvo řen í tzv. sítě pro návrh oblastí ( R P N , Region Proposal Network) . 

Síť R P N sdílela konvoluční p ř í z n a k y s de t ekčn í sí t í , jakou byla n a p ř í k l a d síť V G G . 
Za pos ledn í sd í lenou konvoluční vrs tvu byla p ř i d á n a m a l á síť, k t e r á p roš la mapu p ř í z n a k ů 
n x n p o h y b l i v ý m oknem a namapovala j í v p ř í p a d ě s í tě V G G do 512 r o z m ě r n é h o vektoru. 
P ř í z n a k o v ý vektor b y l p o t é p ř e d á n d v ě m a ses t e r ským, p lně p r o p o j e n ý m v r s t v á m - regresní 
a klasifikační. P ro k a ž d o u pozici pohyb l ivého okna byla t a k é vygene rována m n o ž i n a mož
ných ob las t í na zák ladě tzv. anchor boxů, což jsou výchozí bounding-boxy p e v n ě d a n ý c h 
velikostí . K a ž d ý z t ěch to anchor b o x ů by l p o t é vyhodnocen, zda je možné , že se v n ě m bude 
objekt n a c h á z e t , či n ikol iv . K a ž d á takto vygene rovaná oblast p o t é obsahovala ohodnocen í , 
do j aké t ř í d y o b j e k t ů asi p a t ř í a t a k é sou řadn i ce b o u n d i n g - b o x ů . R P N síť je pro i lustraci 
uvedena na o b r á z k u 3.3. 

O b e c n ý postup se d á tedy shrnout asi tak, že ob rázek b y l p ř e d á n p ř í m o síti R P N , k t e r á 
provedla extrakci p ř í z n a k ů a p o m o c í nich navrhla oblasti zá jmu . N a v r ž e n é oblasti zá jmu 
byly p o t é p ř e d á n y R o l pool ingové v r s tvě a klasifikace o b j e k t ů byla společně s predikcí 
b o u n d i n g - b o x ů provedena prakt icky s t e j n ý m z p ů s o b e m , jako u modelu Fast R - C N N . 

M o d e l Faster R - C N N o d s t r a n ě n í m se lek t ivn ího vyh ledáván í a da l š ími z m ě n a m i získal 
značné zrychlení oproti p ř edchoz ímu modelu Fast R - C N N . Zpracován í o b r á z k u a z ískání 
predikcí o b j e k t ů zv lád l provés t za m é n ě než 0,2 sekundy. D í k y t é t o rychlosti bylo model 
Faster R - C N N teoreticky m o ž n é použ í t pro detekce v r e á l n é m čase, n i c m é n ě pro plynulejš í 
z ískávání výs ledků bylo z a p o t ř e b í tuto rychlost j e š t ě zvýši t . 
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c/s 

O b r á z e k 3.3: Síť pro n á v r h ob las t í ( R P N , Region Proposal Network) . R P N p o s u v n ý m ok
nem 3 x 3 p rocház í mapu p ř í z n a k ů a k a ž d o u pozici namapuje do 512 r o z m ě r n é h o vektoru. 
P ř í z n a k o v ý vektor je dá le p ř e d á n d v ě m a p lně p r o p o j e n ý m v r s t v á m cis a reg. k je m a x i m á l n í 
m o ž n ý p o č e t n á v r h ů pro k a ž d o u pozic i . Cis vrstva obsahuje 2k p r a v d ě p o d o b n o s t n í c h hod
not v ý s k y t ů objektu v d a n é oblasti . Reg vrstva obsahuje 4k kódovaných sou řadn ic , k t e ré 
vy jadřu j í posun oproti anchor boxům. O b r á z e k a text p ře j a t z č l ánku [33]. 

3.2.2 Mode l Single Shot Mul t iBox Detector 

M o d e l Single Shot Detector (zkráceně SSD) [21] z roku 2016 je d íky své jednofázové archi
t e k t u ř e , ve k t e r é jsou predikce b o u n d i n g - b o x ů a klasifikace o b j e k t ů provedeny v j e d i n é m 
p r ů c h o d u neuronovou sít í , mnohem rychlejší , než Faster R - C N N . 

Arch i tek tura modelu S S D je k v iděn í na o b r á z k u 3.4. Joyce X u [46] popisuje tuto archi
tekturu tak, že její zák lad tvoř í n ě k t e r ý z existuj ících klasif ikačních m o d e l ů , k t e r ý extrahuje 
ze v s t u p n í h o o b r á z k u př íznakové mapy a z k t e r é h o jsou o d s t r a n ě n y p lně p r o p o j e n é vrstvy. 
V p ř í p a d ě modelu S S D je to nejčastěj i model V G G , Inception (GoogLeNet) , Ret inaNet 
či Mobi leNet . Za t í m t o klasif ikačním modelem se p o t é nacház í konvoluční vrs tvy vy tvá ře 
jící p ř í znakové mapy různých r o z m ě r ů . R o z m ě r y t ěch to p ř í znakových map p o s t u p n ě klesají 
z p ů v o d n í velikosti 34 x 34 až na ne jmenš í l x l . Myš l enka vedouc í k t a k o v é m u řešení je 
to t i ž t aková , že pro m a l é objekty nen í n u t n é použ íva t ve lká r ecep t ivn í pole a naopak. 

Pro k a ž d o u pozici v k a ž d é m a p ě p ř í z n a k ů se vy tvo ř í p o m o c í konvolučn ího fi l tru velikosti 
3 x 3 bounding-boxy různých t v a r ů a velikostí , o b d o b n ě jako u modelu Faster R - C N N 
na o b r á z k u 3.3. T í m t o vznikne velké m n o ž s t v í b o u n d i n g - b o x ů , ve k t e rých se objekt v ů b e c 
nenacház í , nebo se nacház í jen čás t ečně . Z tohoto d ů v o d u se na konci neu ronové s í tě nacház í 
závěrečný krok, k t e r é m u se ř íká potlačení ne-maxim. V tomto kroku jsou bounding-boxy 
p o d o b n ý c h t v a r ů a velikostí p o r o v n á v á n y mezi sebou a výs l edkem je, že až na výs ledný 
bounding-box s nejvyšší shodou, jsou všechny o s t a t n í zahozeny. 

P ř i t r énován í se tento bounding-box s nejvyšší shodou p o r o v n á v á s a n o t a c í (Ground 
T ru th boxem) d a n é h o o b r á z k u z t r énovac í sady. P r o toto p o r o v n á v á n í se použ ívá technika 
z n á m a jako Intersection Over Un ion (IoU). Tato technika bude j e š t ě p o d r o b n ě j i p o p s á n a 
v kapitole 6.1.1. 

M o d e l S S D dosáh l d íky svému p ř í s t u p u př i rozlišení v s t u p n í h o o b r á z k u 300 x 300 pixelů 
na d a t o v é sadě V O C 2 0 0 7 p řesnos t i 74,3% m A P a rychlosti 59 F P S ( sn ímků za sekundu) 
a př i rozlišení 512 x 512 pixelů p ře snos t i 76,8% m A P a rychlosti 22 F P S . M o d e l S S D 
byl tedy p o d o b n ě přesný, jako model Faster R - C N N , ale dosahoval m n o h o n á s o b n ě vyšších 
rychlos t í , d íky čemuž mohl bý t použ i t pro detekce o b j e k t ů v r e á l n é m čase. 
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Extra příznakové vrstvy 

Konv: 3x3x1024 Konv: 1x1x1024 Konv: 1x1x256 Konv: 1x1x128 Konv: 1x1x128 Konv: 1x1x128 
Konv: 3x3x512-s2 Konv: 3x3x256-s2 Konv: 3x3x256-s1 Konv: 3x3x256-s1 

O b r á z e k 3.4: Arch i tek tu ra modelu S S D . Zák lad tvoř í klasifikační neu ronová sít , k t e r á pro
vede extrakci p ř í z n a k ů a vy tvo ř í p ř í znakovou mapu 34 x 34. Z a touto mapou se p o t é nacház í 
série konvolučních vrstev, k t e r é vy tvá ř í p o s t u p n ě se zmenšuj íc í p ř í znakové mapy, p o m o c í 
k t e rých se p o t é vy tvá ř í detekce o b j e k t ů různých velikostí . Velké m n o ž s t v í b o u n d i n g - b o x ů 
z ískaných v k a ž d é p ř íznakové m a p ě , je p o t é zp racováno v p o s l e d n í m kroku, k t e r é m u se 
ř íká potlačení ne-maxim. V tomto k roku se o d s t r a n í všechny bounding-boxy, až na jeden 
výs ledný s nejvyšší shodou. 

3.2.3 Mode l You Only Look Once 

M o d e l Y O L O (You O n l y Look Once) [29] funguje na s t e j ném pr incipu, jako model S S D 
z p ředchoz í podkapi toly 3.2.2 - celý ob rázek je p ř e d á n konvoluční neu ronové síti a detekce 
o b j e k t ů z něj z í skány v j e d i n é m p r ů c h o d u touto sí t í . S p a d á tedy do s te jné kategorie jedno
fázových regresních m o d e l ů . B ě h e m tohoto p r ů c h o d u , ať už př i t r énován í či př i t e s tován í , 
Y O L O vidí celý obrázek . D í k y tomu je m o ž n é síť n a u č i t i kontext, v j a k é m se objekt ob
jevuje. M o d e l Y O L O by l p ř e d s t a v e n v p r ů b ě h u let v někol ika verzích, k t e r é zde budou 
pod robně j i popsány . 

Všechny verze modelu Y O L O byly navrhnuty a t r é n o v á n y open-source frameworkem 
pro neu ronové s í tě Darknet [28]. Tento framework b y l n a p s a n ý v jazyc ích C a C U D A , což 
umožn i lo p r o v á d ě t rychlé v ý p o č t y jak na C P U , tak h l av n ě na G P U . 

Důlež i té je t a k é říci, že Y O L O použ ívá v l a s tn í fo rmát a n o t a c í b o u n d i n g - b o x ů [23]. Tento 
formát y je definován jako 

y = (Pc,bx,by,bh,bw,c), (3.1) 

kde pc je p r a v d ě p o d o b n o s t v ý s k y t u objektu v tomto bounding-boxu, (bx,by) jsou souřad
nice s t ř e d u bounding-boxu v o b r á z k u , (bh, bw) jsou v ý š k a a š í řka bounding-boxu vzhledem 
k celkové velikosti o b r á z k u a c je číslo, k t e r é reprezentuje t ř í d u objektu. Sou řadn i ce s t ř e d u 
společně s výškou s š í řkou bounding-boxu jsou norma l i zovány s výškou a š í řkou o b r á z k u , 
jejich hodnoty jsou tedy r e á l n á čísla spadaj íc í do intervalu 0-1. 

Y O L O (vl) 

P r v n í verze Y O L O [30, 43, 15] byla p ř e d s t a v e n a v roce 2015 a dala zák lad v š e m da l š ím 
verz ím, k t e r é na n í navazovaly. 

Celá detekce o b j e k t ů p r o b í h á v j ed iné neu ronové síti , jejíž architektura je uvedena na ob
r á z k u 3.5. Tato síť je insp i rovaná klasif ikační sí t í GoogLeNet a sk l ádá se z 24 konvolučních 
a 2 p lně p r o p o j e n ý c h vrstev. P r ů b ě h z ískání predikc í ob j ek tů , k t e r ý je n a z n a č e n na ob
r á z k u 3.6, se d á shrnout do někol ika část í : 
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3 192 256 512 1024 1024 1024 4096 30 

Konv. vrstva Konv. vrstva Konv. vrstvy Konv. vrstvy Konv. vrstvy Konv. vrstvy Plně prop. Plně prop. 
7 x 7 x 6 4 - s - 2 3 x 3 x 1 9 2 1 x 1 x 1 2 8 1 x 1 x 2 5 6 " ! x 4 1 x 1 x 5 1 2 \ x 2 3 x 3 x 1 0 2 4 vrstva vrstva 

Maxpool. vrstva Maxpool . vrstva 3 x 3 x 2 5 6 3 x 3 x 5 1 2 J 3 x 3 x 1 0 2 4 / 3 x 3 x 1 0 2 4 
2x2-s -2 2x2-s-2 1 x 1 x 2 5 6 1 x 1 x 5 1 2 3 x 3 x 1 0 2 4 3 x 3 x l 0 2 4 - s - 2 

3 x 3 x 5 1 2 3 x 3 x 1 0 2 4 3 x 3 x l 0 2 4 - s - 2 
Maxpool. vrstva Maxpool . vrstva 

2x2-s -2 2x2-s -2 

O b r á z e k 3.5: Arch i tek tu ra modelu Y O L O ( v l ) . N e u r o n o v á síť je insp i rovaná modelem Go-
ogLeNet a s k l á d á se z 24 konvolučních a 2 p lně p ropo j ených vrstev. Konvo lučn í vrs tvy 
ex t r ahu j í p ř íznaky , p lně p r o p o j e n é vrs tvy pred ikuj í p r a v d ě p o d o b n o s t n í hodnoty a souřad
nice výs ledných b o u n d i n g - b o x ů . Zdroj [30]. 

• V p r v n í čás t i je v s t u p n í obraz p o m y s l n ě rozdě len do m ř í ž k y o velikosti S x S pol í , 
p ř ičemž k a ž d é pole t é t o mř í žky je z o d p o v ě d n é za detekci objektu, j ehož s t ř ed se v n ě m 
nachází . 

• V d r u h é čás t i se v k a ž d é m pol i p o m y s l n é mř í žky predikuje B b o u n d i n g - b o x ů spo
lečně s p r a v d ě p o d o b n o s t m i v ý s k y t ů o b j e k t ů v t ěch to bounding-boxech a hodnotou 
toho, jak si je model j i s tý s p r á v n o s t í svého odhadu pozice de t ekovaného bounding-
boxu oprot i a n o t o v a n é m u bounding-boxu. T y t o dvě hodnoty se mezi sebou vynásob í , 
čímž je z í skána celková hodnota j is toty odhadu pozice d a n é h o bounding-boxu. Pokud 
něk t e r é z pol í ž á d n ý objekt neobsahuje, predikuje jen p á r b o u n d i n g - b o x ů a to s ve lmi 
nízkou p r a v d ě p o d o b n o s t í v ý s k y t u objektu - ideá lně nulovou. V ý s t u p e m t é t o čás t i je 
mapa ob jek tů , ve k t e r é jsou j edno t l ivé bounding-boxy se řazené podle toho, jak si je 
model j i s tý svou predikc í . D í k y tomu lze odhadnout, kde se objekty nacház í , ale s tá le 
j eš tě nen í z n á m é , co to je za objekty. 

• V dalš í čás t i se tedy p rovád í klasifikace t ěch to ob j ek tů . V K a ž d é m pol i je p red ikováno 
C p r a v d ě p o d o b n o s t n í c h hodnot - jedna pro k a ž d o u objektovou t ř í d u . P o k u d se tedy 
v d a n é m pol i vyskytuje ně jaký objekt, bude to ten objekt, j ehož t ř í d a byla predi-
kována s nejvyšš í p r a v d ě p o d o b n o s t n í hodnotou. T í m t o vznikne p r a v d ě p o d o b n o s t n í 
mapa ob jek tových t ř íd . 

• V pos ledn í čás t i se v k a ž d é m pol i hodnota p r a v d ě p o d o b n o s t i p red ikované t ř í d y ob
jektu v y n á s o b í s p r a v d ě p o d o b n o s t n í hodnotou pred ikovaných b o u n d i n g - b o x ů a vy
tvoř í se cílová mapa p r a v d ě p o d o b n o s t n í c h t ř í d všech de tekovaných ob j ek tů . P o t é už 
je jen zvolena v h o d n á p r a h o v á hodnota, p o m o c í k t e r é se odfi l trují všechny detekce 
s p r a v d ě p o d o b n o s t n í hodnotou nižší, než je tato hodnota (po t l ačen í ne-maxim). T í m t o 
jsou z ískány všechny p o ž a d o v a n é finální detekce. 

F iná ln í predikce jsou kódovány jako tenzor S x S x (B * 5 + C). Obraz je v p ř í p a d ě Y O -
L O v l rozdě len do mř í žky 7 x 7 a obvykle jsou p red ikovány 2 bounding-boxy pro k a ž d é pole, 
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a ) O b r a z r o z d ě l e n ý 
d o p o m y s l n é m ř í ž k y S x S 

b) B o u n d i n g - b o x y + 

j i s t o t a s p r á v n o s t i o d h a d u 

d ) F i n á l n í d e t e k c e 

c ) P r a v d ě p o d o b n o s t n í m a p a 

o b j e k t o v ý c h t ř í d 

O b r á z e k 3.6: P r i n c i p detekce o b j e k t ů modelem Y O L O . a) V s t u p n í ob rázek je rozdě len 
do p o m y s l n é mřížky. K a ž d é pole mř í žky m á na starost objekt, j ehož s t ř ed se v ní nacház í , 
b) V k a ž d é m pol i mřížky, pokud podle Y O L O obsahuje objekt, jsou p red ikovány bounding-
boxy společně s celkovou hodnotou j is toty odhadu d a n é h o bounding-boxu. V o b r á z k u je 
m í r a j is toty n a z n a č e n a t loušťkou r á m e č k u bounding-boxu. c) V k a ž d é m pol i je p red ikována 
ne jp r avděpodobně j š í t ř í d a objektu, k t e r ý se v pol i nacház í . R ů z n é ne jp r avděpodobně j š í 
t ř í d y jsou n a z n a č e n y r ů z n ý m i barvami, d) Souč inem předchoz ích p r a v d ě p o d o b n o s t í jsou 
z ískány finální detekce, k t e r é jsou vyfi l t rovány p o m o c í p r a h o v é hodnoty. Zdroj [30]. 

kde se nacház í ně jaký objekt. P o č e t t ř í d už závisí na k o n k r é t n í úloze, ale za p ř e d p o k l a d u , 
že t ř í d o b j e k t ů bude 20 (da tová sada V O C ) , výs l edná predikce bude tenzor 7 x 7 x 30. 

M o d e l Y O L O m á několik omezení , jedno z h lavn ích je detekce vě tš ího p o č t u menš ích 
o b j e k t ů pobl íž sebe - n a p ř í k l a d hejno p t á k ů na obloze. Tento p r o b l é m spoč ívá v tom, že 
v k a ž d é m boxu mohou bý t de t ekovány pouze dva objekty a to j e š t ě s te jné t ř ídy . Dalš í ome
zení, k t e r é způsobu je n e s p r á v n é lokalizace, vzn iká kvůl i tomu, že Y O L O se chová k c h y b á m 
ve velkých bounding-boxech s te jně jako k c h y b á m v m a l ý c h . Z a t í m c o ve velkém bounding-
boxu se tato chyba r e l a t i vně z t r a t í , v m a l é m m á p o d s t a t n ě větš í dopad na p řesnos t detekce. 

Y O L O dosahuje na da tové s adě V O C 2007 p řesnos t i 63,4 % m A P př i rychlosti 45 F P S . 
T í m t o výs l edkem v d o b ě svého vzn iku p ř e k o n a l všechny dalš í existuj ící modely. A u t o ř i 
tohoto modelu se zároveň pokusi l i vy tvo ř i t i Y O L O založené na klasifikační sít i V G G . 
Takto u p r a v e n á síť je sice přesnějš í , než sít GoogLeNet , ale pomale jš í . Tomu o d p o v í d a l 
i výs ledek - p ře snos t 66,4% m A P a rychlost 21 F P S . 

Současně s modelem Y O L O ( v l ) by l v y t v o ř e n i v t é d o b ě nejrychlejší de t ekčn í model 
Fast Y O L O , k t e r ý se od p ů v o d n í h o modelu liší jen v hloubce neu ronové s í tě . Mís to 24 
konvolučních vrstev j ich použ ívá pouze 9. V t ěch to v r s tvách je zá roveň m é n ě filtrů. D íky 
tomu je tento model opravdu p o d s t a t n ě rychlejší , než p ů v o d n í model Y O L O - na d a tové 
sadě V O C dosahuje rychlosti 155 F P S . Za tuto rychlost ale p l a t í sn ížen ím přesnos t i , k t e r á 
je 52,7% m A P . 
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Y O L O v 2 

Nová verze Y O L O v 2 [31, 15] z roku 2016 př ines la několik změn , k t e r é p ř i spě ly ke zvýšení 
p řesnos t i a rychlosti modelu. V t é t o verzi se a u t o ř i zaměř i l i h l av n ě na detekce ob jek tů , k t e ré 
se v p ředchoz í verzi ú s p ě š n ě detekovat n e p o d a ř i l o , a t a k é na zp řesněn í lokalizací ob jek tů . 

P r v n í ze z m ě n oproti s t a n d a r d n í m u modelu Y O L O je, že model Y O L O je n a t r é n o v á n 
na obrázc ích s n ižš ím rozl i šením z d a t o v é sady ImageNet a p o t é s vyšš ím rozl i šením d o l a d ě n 
pro k o n k r é t n í ú lohu . M o d e l Y O L O v 2 mezi tyto kroky p ř idává jeden dalš í - po n a t r é n o v á n í 
sí tě na d a t o v é s adě ImageNet je t r énován í s p u š t ě n o nad touto datovou sadou znovu, ale 
t e n t o k r á t s vyšš ím rozl išením. Teprve p o t é je provedeno do laděn í pro k o n k r é t n í ú lohu . 

U d r u h é z m ě n y se a u t o ř i zaměř i l i na to, že p ů v o d n í model predikuje bounding-boxy 
p ř í m o . Y O L O v 2 se nechal inspirovat ř e šen ím p o m o c í anchor b o x ů jako u modelu S S D , 
t u d í ž byly z modelu o d s t r a n ě n y p lně p r o p o j e n é vrstvy, k t e r é měly na starost predikce 
b o u n d i n g - b o x ů . H l a v n í nedostatek anchor b o x ů se t ý k á toho, že jejich velikost je n a s t a v o v á n a 
ručně , č ímž se model p ř ip ravu je o m o ž n o s t lepšího startu př i de tekování . P ro to a u t o ř i 
př icházej í s ř e šen ím v p o d o b ě k-means clusteringu, k t e r ý p rocház í a n o t o v a n é bounding-
boxy v t r énovac í d a t o v é s adě a v y t v á ř í soubor d imenz ioná ln ích c lus te rů , k t e r é jsou p o t é 
použ ívány jako anchor boxy. Cí lem je, aby s t ř e d y t ě c h t o c lus t e rů byly co nejbl íže s t ř e d ů m 
o b j e k t ů a t í m se minimal izoval poče t p o s u n ů . 

T ř e t í z m ě n a se t ý k á použ i t í Batch normalizace [16]. T a je p o u ž i t a na k a ž d o u konvoluční 
vrs tvu a vede ke zlepšení regularizace neu ronové s í tě a ke zvýšení p řesnos t i , d íky čemuž je 
m o ž n ě z modelu odstranit dropout. 

Jako dalš í p r o v e d e n á z m ě n a se d á uvés t j e š t ě použ i t í v íceúrovňového t r énován í , k t e r é se 
t ý k á t r énován í na r ů z n ě velkých rozl išeních a vede o p ě t k m í r n é m u zvýšení p řesnos t i . D íky 
tomuto z p ů s o b u t r énován í je ale t a k é m o ž n é provés t z m ě n u rozlišení pro detekci, č ímž se 
d á docíl i t zvýšení rychlosti na úkor p řesnos t i a naopak. J i n ý m i slovy, př i n ižš ím rozlišení 
v s t u p n í h o o b r á z k u bude model sice m é n ě přesný, ale bude o to rychlejší . 

N a zvýšení rychlosti Y O L O v 2 m á t a k é pod í l z m ě n a jeho architektury, k t e r á je za ložena 
na m í r n ě rychlejší a přesnějš í klasifikační sí t i Darknet-19, jejíž architektura je n a z n a č e n a 
v tabulce 3.1. 

Výs ledkem všech t ěch to z m ě n je, že model Y O L O v 2 na d a t o v é s adě V O C 2007 př i 
rozlišení 288 x 288 pixe lů dosáh l p ře snos t i 69,0 % m A P a rychlosti 91 F P S a př i rozlišení 
544 x 544 pixe lů dosáh l zvýšení p ře snos t i na hodnotu 78,6% m A P př i zachování rychlosti 
40 F P S . 

Y O L O v 3 

Pos ledn í verzí modelu Y O L O je v d o b ě p s a n í t é t o p r á c e Y O L O v 3 [32, 15] z roku 2018. Tato 
verze o p ě t p ř ines la několik změn . 

P r v n í z m ě n a se t ý k á predikc í ob j ek tových t ř íd . P ředcháze j íc í modely doposud pracovaly 
s t í m , že j edno t l ivé objekty se v z á j e m n ě vylučuj í a t u d í ž objekt mohl p a t ř i t jen do j e d n é 
t ř ídy . V t é t o verzi už m ů ž e objekt spadat do více t ř í d zároveň, n a p ř í k l a d t a k o v ý automobil 
m ů ž e p a t ř i t do t ř í d „ D o p r a v n í p r o s t ř e d e k " , „ A u t o m o b i l " a „Audi". Jel ikož v tomto p ř í p a d ě 
suma p r a v d ě p o d o b n o s t í m ů ž e bý t větš í než 1, Softmax funkce je o d s t r a n ě n a a je nahrazena 
logis t ickými klasif ikátory, k t e r é p r a v d ě p o d o b n o s t spoč í t a j í pro k a ž d o u objektovou t ř í d u 
zvlášť. 

Dalš í z m ě n a se t ý k á predikce b o u n d i n g - b o x ů . Zde Y O L O v 3 p o č í t á p r a v d ě p o d o b n o s t n í 
hodnotu pro bounding-box p o m o c í logist ické regrese. P o k u d se anchor box p ř e k r ý v á s ano-
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Typ vrstvy Počet filtrů Velikost/Krok Výstup 
Konvoluční 32 3 x 3 224 x 224 
Maxpooling 2 x 2/2 112 x 112 
Konvoluční 64 3 x 3 112 x 112 
Maxpooling 2 x 2/2 56 x 56 
Konvoluční 128 3 x 3 56 x 56 
Konvoluční 64 1 x 1 56 x 56 
Konvoluční 128 3 x 3 56 x 56 
Maxpooling 2 x 2/2 28 x 28 
Konvoluční 256 3 x 3 28 x 28 
Konvoluční 128 1 x 1 28 x 28 
Konvoluční 256 3 x 3 28 x 28 
Maxpooling 2 x 2/2 14 x 14 
Konvoluční 512 3 x 3 14 x 14 
Konvoluční 256 1 x 1 14 x 14 
Konvoluční 512 3 x 3 14 x 14 
Konvoluční 256 1 x 1 14 x 14 
Konvoluční 512 3 x 3 14 x 14 
Maxpooling 2 x 2/2 7 x 7 
Konvoluční 1024 3 x 3 7 x 7 
Konvoluční 512 1 x 1 7 x 7 
Konvoluční 1024 3 x 3 7 x 7 
Konvoluční 512 1 x 1 7 x 7 
Konvoluční 1024 3 x 3 7 x 7 
Konvoluční 1000 1 x 1 7 x 7 
Avgpooling Globální 1000 

Soft max 

Tabulka 3.1: Arch i tek tu ra klasifikační s í tě Darknet-19. Zdroj [31]. 

t o v a n ý m bounding-boxem z t r énovac í d a t o v é sady víc než o s t a t n í , jeho hodnota by mě la 
bý t 1. K a ž d é m u a n o t o v a n é m u bounding-boxu je p ř i ř azen pouze jeden anchor box. 

P ř i predikc ích n a p ř í č ú r o v n ě m i jsou p ř í z n a k y e x t r a h o v á n y z t ř í ú rovn í . D o nového mo
delu Darknet-53, j ehož architektura je uvedena v tabulce 3.2, je p ř i d á n o několik konvo-
lučních vrstev, k t e r é ma j í na starost predikce b o u n d i n g - b o x ů a jejich p r a v d ě p o d o b n o s t n í c h 
hodnot společně s p r a v d ě p o d o b n o s t n í m i hodnotami t ř í d ob j ek tů . N á s l e d n ě je p o m o c í t é t o 
sí tě e x t r a h o v á n a p ř íznaková mapa z p r v n í a z d r u h é vrstvy, k t e r á je p o t é 2 x zvě t šena . 
Dalš í z í skaná p ř í znaková mapa z modelu je p o t é spojena s touto zvě t šenou p ř í znakovou 
mapou. T í m t o z p ů s o b e m je m o ž n é z dřívější mapy p ř í z n a k ů z ískat významně j š í a j emnějš í 
s éman t i cké informace. 

Díky t ě m t o z m ě n á m a da l š ím d r o b n ý m vy lepšen ím dosahuje tato verze Y O L O v 3 na da
tové s adě V O C 2007 p řesnos t i více než 8 0 % m A P a rychlosti okolo 40 F P S . P ř e s n o s t 
a rychlost se d á o p ě t ovl ivni t z m ě n o u rozlišení, s te jně jako u Y O L O v 2 . 

Díky tomu, že jsou jak framework Darknet , tak všechny modely Y O L O zveře jněny jako 
open-source, vznikaj í ze strany už iva te lů nej různějš í modifikace t ěch to m o d e l ů . Nejznámějš í 
z n i c h 4 se prezentuje někol ika vy lepšen ími oproti s t a n d a r d n í verzi: 

• Podpora pro Microsoft Windows 

4Darknet YOLOv3 pro Windows a Linux https://github.com/AlexeyAB/darknet 
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Typ vrstvy Počet filtrů Velikost Výstup 
Konvoluční 32 3 > < 3 256 > < 256 
Konvoluční 64 3 x 3 / 2 128 > < 128 
Konvoluční 32 1 x 1 
Konvoluční 64 3 x 3 
Zbytková 128 > < 128 
Konvoluční 128 3 > < 3 / 2 64 > < 64 
Konvoluční 64 1 > < 1 
Konvoluční 128 3 > < 3 
Zbytková 64 > < 64 
Konvoluční 256 3 > < 3 / 2 32 > < 32 
Konvoluční 128 1 > < 1 
Konvoluční 256 3 x 3 
Zbytková 32 > < 32 
Konvoluční 512 3 > < 3 / 2 16 > < 16 
Konvoluční 256 1 > < 1 
Konvoluční 512 3 > < 3 
Zbytková 16 > < 16 
Konvoluční 1024 3 > < 3 / 2 8 > < 8 
Konvoluční 512 1 > < 1 
Konvoluční 1024 3 > < 3 
Zbytková 8 x 8 
Avgpooling Globální 
Plně propojená 1000 
Softmax 

Tabulka 3.2: Arch i tek tu ra klasifikační s í tě Darknet-53. Síť se sk l ádá z 53 konvolučních 
vrstev, k t e r é ma j í filtry o velikostech 3 x 3 a 1 x 1 a využívaj í zkratek. Zdroj [32]. 

• Zvýšení výkonos t i neu ronové s í tě o př ib l ižně 7%, d íky s loučení konvoluční a batch 
normalizace do j e d n é vrs tvy 

• Zvýšení v ý k o n u 1, 5 x u H D a 2 x u 4 K videí 

• Spousty paměťových a v ý p o č e t n í c h op t imal izac í 

• Vy tvořen í spousty p o m o c n ý c h n á s t r o j ů na nej různějš í úkony 

K modelu Y O L O v 3 je t a k é v y t v o ř e n a jeho z j e d n o d u š e n á verze Y O L O v 3 - t i n y , k t e r á se 
sk l ádá z 13 konvolučních vrstev. Z toho d ů v o d u sice zdaleka nedosahuje t akové p řesnos t i , 
jako p ů v o d n í model, ale oproti tomu v y n i k á svou rychlos t í sahaj íc í p řes 200 F P S . 

3.3 Zhodnocení modelů 

P ř i p o r o v n á v á n í všech dř íve j m e n o v a n ý c h de tekčn ích m o d e l ů byla h l avn í pozornost směřo
v á n a na celkovou p řesnos t a rychlost t ě ch to m o d e l ů . Jel ikož novější modely už tes tu j í svou 
přesnos t na novější a pro detektory složitější d a t o v é s adě C O C O , je s o u h r n n é z h o d n o c e n í 
všech t ěch to m o d e l ů rozdě leno do tabulek 3.3 a 3.4. 

Ve výs ledných h o d n o t á c h lze j a s n ě v idě t , že jednofázové detektory svými výs ledky domi
nují nad j i nými dvoufázovými modely. Ze všech vy jmenovaných m o d e l ů de tekčn ích neuro
nových sí t í by l zvolen model Y O L O v 3 - t i n y . Tento model sice zdaleka nen í tak přesný, jako 
o s t a t n í modely, ale jeho rychlost a n ízká v ý p o č e t n í n á r o č n o s t je d o s t a t e č n o u kompenzac í . 
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M o d e l Trénovací sada P ř e s n o s t ( m A P ) P ř i b l i ž n á rychlost ( F P S ) 
R - C N N (AlexNet) 07 58,5 0,02 
R - C N N ( V G G ) 07 66,0 0,02 
Fast R - C N N 07 66,9 0,5 
Fast R - C N N 07+12 70,0 0,5 
Faster R - C N N 07 69,9 5 
Faster R - C N N 07+12 73,2 5 
Faster R - C N N 0 7 + 1 2 + C O C O 78,8 5 
S S D 300 07 68,0 59 
S S D 300 07+12 74,3 59 
S S D 300 0 7 + 1 2 + C O C O 79,6 59 
S S D 512 07 71,6 22 
S S D 512 07+12 76,8 22 
S S D 512 0 7 + 1 2 + C O C O 81,6 22 
Y O L O ( v l ) 07+12 63,4 45 
Y O L O ( v l ) ( V G G ) 07+12 66,4 21 
Fast Y O L O 07+12 52,7 155 
Y O L O v 2 288 07+12 69,0 91 
Y O L O v 2 416 07+12 76,8 67 
Y O L O v 2 544 07+12 78,6 40 

Tabulka 3.3: Výs ledky de tekčn ích m o d e l ů na tes tovac í d a t o v é sadě V O C 2007. Čís lovka za 
n á z v e m modelu znač í v s t u p n í rozlišení. Zkra tky t r énovac í sady: „07" - d a t o v á sada V O C 
2007, „12" - d a t o v á sada V O C 2012, „ C O C O " - d a t o v á sada C O C O . Zdroje dat pro tabulku 
č e r p á n y z č l ánků [11, 10, 33, 21, 30, 31]. 

M o d e l Trénovací sada P ř e s n o s t ( A P 5 0 ) P ř ib l i žná rychlost ( F P S ) 
Fast R - C N N t ra in 39,9 -

Faster R - C N N trainval 45,3 -

S S D 300 trainval35k 41,2 59 
S S D 512 trainval35k 46,5 22 
Y O L O v 2 416 trainval35k 44,0 91 
Y O L O v 2 608 trainval 48,1 40 
T i n y Y O L O trainval 23,7 244 
Y O L O v 3 320 trainval 51,5 45 
Y O L O v 3 416 trainval 55,3 35 
Y O L O v 3 608 trainval 57,9 20 
Y O L O v 3 - t i n y t rainval 33,1 220 

Tabu lka 3.4: Výs ledky de tekčn ích m o d e l ů na d a t o v é s adě C O C O . Čís lovka za n á z v e m mo
delu znač í v s t u p n í rozlišení . D a t a pro tabulku jsou p ř e j a t a z č l ánků [32, 48]. 
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Kapitola 4 

Datové sady 

P r o to, aby by l výs lední de tekčn í model co nejpřesnějš í , bylo z a p o t ř e b í p ř i p r av i t d o s t a t e č n ě 
velkou datovou sadu pro t r énován í konvoluční neu ronové sí tě , k t e r á by obsahovala co nej-
různorodě j š í o b r á z k y a u t o m o b i l ů s r eg i s t r ačn ími z n a č k a m i . Zároveň s ní bylo t ř e b a vy tvo ř i t 
i vhodnou datovou sadu pro o te s tován í n a t r é n o v a n é neu ronové s í tě . Jel ikož tato p r á c e cílí 
na detekce značek ev ropského fo rmá tu , byla snaha vy tvo ř i t datovou sadu p rávě z nich. 

V t é t o kapitole jsou p o p s á n y výs ledné d a t o v é sady, j a k ý m z p ů s o b e m byly poř ízeny a jak 
dá le upraveny, aby byly p ř i p r avené na nás l edné využ i t í . Výs ledné zmiňované d a t o v é sady 
a p o u ž i t é skripty jsou k dispozici v př í loze na p a m ě ť o v é m mediu. 

4.1 Nevhodné datové sady 

P ř i vyh l edáván í volně d o s t u p n ý c h existuj ících d a t o v ý c h sad ev ropských reg i s t račn ích značek 
jsem v r a n é m s t á d i u p r á c e zjist i l , že t a k o v ý c h d a t o v ý c h sad doposud moc neexistuje. Vět
š ina na lezených d a t o v ý c h sad b u d nebyla v ů b e c a n o t o v á n a [39], nebo obsahovala poznávac í 
značky a u t o m o b i l ů ze s t á t ů mimo Evropskou uni i [18]. 

J i né p ř í p a d y d a t o v ý c h sad obsahovaly pouze o řezané [49] nebo velmi př ib l ížené regis
t r a č n í z n a č k y 1 . Jejich u k á z k a je na o b r á z k u 4 .1 2 . T y t o značky se pro použ i t í v modelu 
Y O L O ukáza ly jako n e v h o d n é , jelikož jak bylo p s á n o v kapitole 3.2.3: Y O L O se př i t r é 
nování d ívá na celý obrázek , d íky čemuž je m o ž n é síť n a u č i t i kontext, v j a k é m se objekt 
na o b r á z k u objevuje. P o k u d se tedy s í t i p ř i t r énován í p ředa j í jen vý řezy nebo p o u h é čás t i 
a u t o m o b i l ů s r eg i s t r ačn ími značkami , nebude dalš í značky pozděj i s p r á v n ě detekovat. 

4.2 Pře ja t é datové sady 

P r v n í d a t o v á sada p o u ž i t á pro t r énován í s í tě se sk l áda la z o b r á z k ů d a t o v é sady Vlas ty 
S r e b r i é e 3 [39], kterou bylo z a p o t ř e b í r u č n ě anotovat. R u č n í a n o t o v á n í bude j e š t ě p o d r o b n ě j i 
p o p s á n o v kapitole 4.3. Tato sada se sk l ádá z více než 400 fotografií ve vysokém rozlišení, 
na k t e rých se nacháze j í z apa rkované automobily a n á k l a d n í vozy. U k á z k y z t é t o d a to v é sady 
jsou uvedeny v o b r á z k u 4.2. D íky t é t o d a to v é s adě detektor d o b ř e detekuje velké reg i s t račn í 
značky v p o p ř e d í ob rázku , jako jsou n a p ř í k l a d ty pa t ř í c í a u t o m o b i l ů m j e d o u c í m v koloně 
p řed vozidlem, z k t e r é h o by l poř izován z á z n a m . 

x h t t p s : //dataturks.com/proj ects/devika.mishra/Indian_Number_plates 
2 Části obrázku přejaty z https://www.flickr.com/photos/vladimir-911/ 
3Dospupné ke stažení z http://www.zemris.fer.hr/projects/LicensePlates/english/results.shtml 
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O b r á z e k 4.1: P ř í k l a d y n e v h o d n ý c h o b r á z k ů v d a t o v é sadě . M o d e l Y O L O se nebude moci 
nauč i t v j a k é m kontextu se značky na obrázc ích b ě ž n ě objevují , a) O ř e z a n é reg i s t račn í 
značky [49]. b) V e l m i př ib l ížené reg i s t račn í značky 

O b r á z e k 4.2: Typické o b r á z k y z d a t o v é sady Vlas ty Srebr iée [39]. 

Opro t i tomu d e t e k c í m reg i s t račn ích značek menš ích r o z m ě r ů ve s t ř edn ích vzdá lenos
tech velmi pomohla in te rn í školní d a t o v á sada, k t e r á byla v y t v o ř e n a v ý z k u m n o u skupinou 
G R A P H C D F I T a k t e r á byla pro tu to p rác i poskytnuta L u k á š e m Teuerem a kol . [42]. Tato 
a n o t o v a n á d a t o v á sada se sk l ádá z více než 20 000 s n í m k ů b ě ž n é h o provozu na rych los tn í 
komunikaci . U k á z k y jsou na o b r á z k u 4.3. Jel ikož tato d a t o v á sada pro zápis a n o t a c í použ ívá 
fo rmát pickle , bylo z a p o t ř e b í anotace extrahovat a transformovat je do f o r m á t u Y O L O 
(viz jeho zápis 3.1 na s t r a n ě 20). K tomuto účelu poslouži l skript parse_pkl .py. Jelikož 
něk t e r é anotace z t é t o d a t o v é sady nebyly v ž d y ú p l n ě p řesné , musel jsem m i n i m á l n ě ty 
z t es tovac í d a t o v é sady proj í t a ne jhorš í r u č n ě upravit . 

4.3 Anotováné datové sady 

Jelikož model s tá le n e d o k á z a l detekovat vzdá lené m a l é r eg i s t r ačn í značky a dalš í v h o d n é 
da tové sady nebyly k nalezení , p ř i s toup i l jsem k r u č n í m u a n o t o v á n í nových d a t o v ý c h sad. 

P ro tento úkol by l ze z a č á t k u použ íván n á s t r o j YOLO-Annotation-Tool'. Jel ikož ale 
režie s p o j e n á s o rgan izac í dat pro tento n á s t r o j byla příl iš obtěžuj íc í , by l brzy nahrazen 
n á s t r o j e m Yolo_mark . Tomuto nás t ro j i s t ač í pouze p ř e d a t s ložku se v s t u p n í m i obrázky, 
soubor, kam se budou u k l á d a t cesty k t ě m t o o b r á z k ů m , a soubor se j m é n y ob jek tových t ř íd . 
P o t é už jen s tač í k l i kán ím myší anotovat a s t a n d a r d n í m i k lávesami p rocháze t j edno t l ivé 
obrázky. U k l á d á n í v y t v o ř e n ý c h a n o t a c í je p rováděno automaticky. 

4 h t t p s : //does.python.org/3/library/pickle.html 
5 h t t p s : //github.com/ManivannanMurugavel/YOLO-Annotation-Tool 
6 h t t p s : //github.com/AlexeyAB/Yolo_mark 
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O b r á z e k 4.3: O b r á z k y z in t e rn í školní d a t o v é sady v ý z k u m n é skupiny G R A P H C D F I T [42] 

a) b) c) 

O b r á z e k 4.4: U k á z k y o b r á z k ů z r u č n ě a n o t o v a n ý c h d a t o v ý c h sad. a) Č á s t d a t o v é sady 
L a b o r a t o ř e m u l t i m e d i á l n í c h technologi í N á r o d n í technické univerzity v A t h é n á c h , b) D a t o v á 
sada M a t t a H i l l a . c) D a t o v á sada v y t v o ř e n á z videa ze serveru YouTube . 

Pro p o t ř e b y t é t o p r á c e jsem r u č n ě anotoval 3 p ře j a t é d a t o v é sady - již z m í n ě n o u da
tovou sadu Vlas ty Srebr iée [39], ev ropské reg i s t račn í značky z d a t o v é sady M a t t a H i l l a ' 
a už i t ečné čás t i da tové sady L a b o r a t o ř e mu l t imed iá ln í ch technologi í N á r o d n í technické uni
verzity v A t h é n á c h 8 , k t e r é jsou t vo řeny opě t p ř evážně o b r á z k y zapa rkovaných a u t o m o b i l ů . 
Dalš ích devě t d a t o v ý c h sad jsem p o m o c í skr ip tu videoToFrames.py vy tvoř i l z různých 
volně d o s t u p n ý c h v i d e o z á z n a m ů z p a l u b n í c h kamer ze serveru YouTube . Tento skript z v i 
d e o z á z n a m u na vstupu vybere na zák ladě z a d a n é h o čísla k a ž d ý n - tý sn ímek a uloží ho 
do v y b r a n é h o a d r e s á ř e . Takto v y t v o ř e n é d a to v é sady jsem opě t p o t é r u č n ě anotoval. 

Celkově jsem r u č n ě anotoval p řes 4 500 ob rázků , k t e r é obsahuj í p řes 8 000 reg i s t račn ích 
značek . O tyto a n o t o v a n é d a t o v é sady projevil zá jem i dalš í student, k t e r ý je využi l pro po
t ř e b y své d ip lomové p ráce . U k á z k y ze zmiňovaných a n o t o v a n ý c h d a t o v ý c h sad jsou uvedeny 
na o b r á z k u 4.4. 

4.4 Augmentace dat 

Pro p o t ř e b y e x p e r i m e n t ů z kapi toly 6.2 bylo z a p o t ř e b í vy tvo ř i t i a u g m e n t o v a n é d a to v é sady. 
Augmentace v kontextu t é t o p r á c e je technika, k t e r á aplikuje r ů z n é transformace na o b r á z k y 
z t r é n o v a c í d a t o v é sady, za úče lem jej ího rozšíření . Typ i cky je využ ívána v p ř ípadech , kdy 
je t r énovac í d a t o v á sada příl iš m a l á a dalš í data už nejsou k dispozici . Augmentace se 
aplikuje pouze na o b r á z k y z t rénovac í d a to v é sady, p ro tože s a m o t n é t e s tován í modelu už je 
z a p o t ř e b í p rovádě t na nezkres lených datech. 

7 h t t p s : //github.com/openalpr/benchmarks/tree/master/endtoend/ 
8 h t t p : //www.medialab.ntua.gr/research/LPRdatabase.html 
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a) b) c) 

O b r á z e k 4.5: V l i v velikosti augmentace na podobu výs l edného ob rázku : a) S labě augmen-
tovaný obrázek , b) S t ř e d n ě a u g m e n t o v a n ý obrázek , c) Silně a u g m e n t o v a n ý obrázek . 

P ro augmentaci dat se p ů v o d n ě zdá l a jako v h o d n á P y t h o n o v s k á knihovna Augmentor9. 
P ř i s a m o t n é augmentaci se objevilo několik p r o b l é m ů s ap l ikac í výs ledku augmentace 
na a n o t o v a n é bounding-boxy, kde v n ě k t e r ý c h p ř í p a d e c h poloha i tvar bounding-boxu 
zůs ta ly n e z m ě n ě n y a v n ě k t e r ý c h dalš ích p ř í p a d e c h a u g m e n t o v a n ý bounding-box nepaso
val na objekt v a u g m e n t o v a n é m o b r á z k u . T y t o p r o b l é m y se n a š t ě s t í nevyskytovaly u j iné 
knihovny j m é n e m imgaug10, k t e r á byla nakonec pro augmentaci dat p o u ž i t a ve skr ip tu 
image _ augment at i on.py. 

Jelikož jsem cílil na co m o ž n á ne j různorodě jš í augmentace o b r á z k ů , snaži l jsem se pro
vést všechny jejich transformace co nejvíce n á h o d n ě , proto tento skript p o s t u p n ě p rocház í 
o b r á z k y z t r énovac í d a t o v é sady a na k a ž d ý z nich aplikuje n á h o d n ý p o č e t t r ans fo rmac í 
v n á h o d n é m po řad í , p ř i čemž k a ž d á transformace je provedena n á h o d n o u silou a jen v ur
č i t ém procentu p ř í p a d ů . V r á m c i augmentace dat jsem použi l tyto transformace ob rázků : 

• Afinní transformace - z m ě n a m ě ř í t k a , poo točen í , posun a zkosení 

• Zrcadlové o točení 

• Gaussovské rozos t řen í 

• Zesvět lení nebo z t m a v e n í 

• Zesílení nebo zes labení kontrastu 

• Gaussovské rozos t řen í j e d n o t l i v ý c h b a r e v n ý c h k a n á l ů 

• Zesvět lení nebo z t m a v e n í j edno t l i vých b a r e v n ý c h k a n á l ů 

Pro p o t ř e b y experimentu jsem vy tvoř i l dohromady 3 a u g m e n t o v a n é d a t o v é sady: lehce, 
s t ř e d n ě a si lně augmentovanou. U k á z k a jednoho z ob rázku , k t e r ý se vyskytuje ve všech 
t ř ech a u g m e n t o v a n ý c h sadách , je na o b r á z k u 4.5. 

4.5 Výsledná datová sada 

Výs ledná d a t o v á sada se s k l á d á t é m ě ř z př ib l ižně 46 000 o b r á z k ů a disponuje š i rokým roz
sahem velikostí r eg i s t račn ích značek . U k á z k a histogramu jejich velikostí p ř e d augmentaci 
dat je na o b r á z k u 4.6. Tuto datovou sadu jsem p ů v o d n ě oproti d o p o r u č e n í z kapi toly 2.2.3 
z d ů v o d u nedostatku dat rozděl i l na t rénovac í , t e s tovac í a va l idační datovou sadu p o m ě r e m 

9 h t t p s : //github.com/mdbloice/Augmentor 
1 0 h t t p s : //imgaug.readthedocs.io/en/latest/ 

30 



Histogram velikostí registračních značek 
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O b r á z e k 4.6: His togram velikostí (šířky) r eg i s t račn ích značek v t r énovac í d a t o v é sadě 
p řed a u g m e n t a c í ob rázků . V d a t o v é s adě se p řevážně vysky tu j í s t ř e d n ě velké reg i s t račn í 
značky o šířce okolo 100 pixelů. 

80:10:10. Pozděj i jsem ale zj is t i l , že model va l idační datovou sadu na nic nevyuž ívá , a proto 
jsem j i s ú m y s l e m zlepši t výs ledky t r énován í sloučil s t r énovac í datovou sadou. Výs ledná 
t r énovac í d a t o v á sada se tedy s k l á d á z př ib l ižně 43 500 o b r á z k ů obsahuj íc ích přes 54 000 
reg is t račn ích značek a tes tovac í d a t o v á sada, skládaj íc í se z t é m ě ř 2 500 o b r á z k ů , obsahuje 
př ib l ižně 3 000 reg i s t račn ích značek . 
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Kapitola 5 

Trénování vlastního detekčního 
modelu 

V t é t o kapitole je p o p s á n a p ř íp rava , s p u š t ě n í a p r ů b ě h t r énován í neu ronové sí tě , zá roveň 
je zde uvedena i u k á z k a výs ledku t r énován í společně s popisem někol ika z p ů s o b ů , jak m ů ž e 
bý t s detekcemi o b j e k t ů na loženo . K e t r énován í neu ronové s í tě je využ i tý dř íve zmiňovaný 
framework Darknet [28] z kapi toly 3.2.3 s argumenty detector train, n a p s a n ý v jazyc ích 
C a C U D A . 

5.1 Př íprava a nastavení t rénování neuronové sítě 

A b y bylo m o ž n é apl ikaci Darknet p lně využ íva t , je z a p o t ř e b í m í t nainstalovanou knihovnu 
O p e n C V pro podporu p r á c e s o b r á z k y a vykres lování výs ledků . Dá le je z a p o t ř e b í m í t na
instalovanou architekturu C U D A , k t e r á umožňu je s p o u š t ě n í ap l ikac í n a p s a n ý c h v jazyce 
C/C+-1- nebo P y t h o n na v y b r a n ý c h grafických k a r t á c h spo lečnos t i N V I D I A . Tato společ
nost zá roveň nab íz í ke s t ažen í knihovnu c u D N N , k t e r á je spec iá lně v y t v o ř e n a pro akcelerace 
v ý p o č t ů spo jených s h l u b o k ý m i n e u r o n o v ý m i s í t ěmi na jejích grafických k a r t á c h . N a m é m 
o p e r a č n í m s y t é m u U b u n t u 16.04 se u k á z a l a jako funkční kombinace O p e n C V 3.4.2 1 , C U D A 
9.0 2 a c u D N N Runt ime+Developer pro tyto verze 3 . 

Po instalaci t ě ch to n á s t r o j ů je z a p o t ř e b í j e š t ě upravit Makefile soubor pro p řek lad 
aplikace. N a p rvn í ch t ř ech řádc ích je p o t ř e b a povolit p ř e p s á n í m hodnoty 0 na 1 t r éno 
vání na grafické k a r t ě , akceleraci v ý p o č t ů p o m o c í knihovny c u D N N a využ íván í knihovny 
O p e n C V pro zp racován í o b r á z k ů a vykres len í výs ledků . Zároveň bylo n u t n é v Makefile sou
boru p ř i d a t v e p s á n í m ř á d k u ,,-gencode arch=compute_61 ,code= [sm_61, compute_61] " 
do seznamu p o d p o r o v a n ý c h architektur podporu novějších grafických karet N V I D I A Ge
Force G T X ř a d y 10. 

Arch i tek tury neu ronových sí t í jsou i m p l e m e n t o v á n y p o m o c í konf iguračních soubo rů , kde 
se t a k é nacház í n a s t a v e n í t ě ch to sí t í . V p ř í p a d ě modelu Y O L O v 3 - t i n y se j e d n á o konf igurační 
soubor spz_train_1440. cf g. V tomto souboru jsem upravi l několik ř á d k ů : 

• N a řádc ích 6 a 7 je z m ě n ě n a velikost d á v k y ( b a t c h ) a rozdělení (subdivision) na hod
noty 24 a 8. T y t o hodnoty se ukazuj í jako v h o d n é pro rychlejší t r énován í , jsou ale 

x h t t p s : / / github.com/opencv/opencv/releases/tag/3.4.2 
2 h t t p s : //developer.nvidia.com/ cuda-90-download-archive 
3 h t t p s : //developer.nvidia.com/rdp/cudnn-archive 
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více paměťově n á r o č n é . Dalš í snížení velikosti d á v k y už vede k p á d ů m t r énován í . 
U t e s tován í byly hodnoty d á v k y a rozdělení p o n e c h á n y na 1 a 1. 

• N a řádc ích 8 a 9 je zvýšeno v s t u p n í rozlišení o b r á z k u na rozl išení 1440 x 1440, čímž 
je dosaženo přesnějš ích de tekc í . Toto zvýšení rozlišení m á ale za nás ledek snížení 
p o č t u zp racovaných s n í m k ů za sekundu. Toto o d p o v í d á i v ý s l e d k ů m z tabulky 3.4, 
kde zvýšení v s t u p n í h o rozlišení vě t š inou vede ke zvýšení p ře snos t i modelu na úkor 
rychlosti . 

• N a řádc ích 127 a 171 je z a p o t ř e b í upravit p o č e t filtrů v konvolučních v r s tvách . P o č e t 
t ě ch to filtrů se odvozuje ze vztahu 

poče t filtrů = (poče t ob jek tových t ř í d + 5) * 3. (5-1) 

Jelikož ob jek tová t ř í da , kterou síť bude detekovat, je v t é t o p rác i pouze jedna (regis
t r a č n í z n a č k a ) , j sou p o č t y filtrů nastaveny na hodnotu 18. 

• N a řádc ích 135 a 177 je z a p o t ř e b í t a k é nastavit p o č e t ob jek tových t ř íd , což už je, jak 
bylo řečeno, 18. 

P ř e d s p u š t ě n í m t r énován í je j e š t ě dů lež i t é vy tvo ř i t d a t o v ý soubor, k t e r ý obsahuje dalš í 
pro síť p o t ř e b n é informace. A b y c h nemusel po k a ž d é z m ě n ě d a t o v é sady v y t v á ř e t tento 
soubor znovu, upravi l jsem soubor detector. c tak, aby cestu k t rénovac í a tes tovac í d a tové 
sadě př i j ímal p ř e s argumenty př íkazové řádky , s te jně jako cestu k ad resá ř i , k a m budou 
u k l á d á n y n a t r é n o v a n é váhy. V d a t o v é m souboru se tedy očekávaj í pouze informace o p o č t u 
ob jek tových t ř íd , k t e r é síť bude detekovat, cestu k souboru spz.names se j m é n y t ě c h t o 
ob jek tových t ř í d a v j a k é m f o r m á t u budou zp racovávána va l idační data. V p ř í p a d ě t é t o 
p ráce se j e d n á o soubor universal. data, kde jsou všechny tyto informace v y p l n ě n y a nen í 
p o t ř e b a už ho dá le měn i t . 

5.2 Spuštění t rénování 

S a m o t n é t r énován í neu ronové s í tě je časově d l o u h o d o b á a na v ý p o č e t n í v ý k o n n á r o č n á 
ú loha , pro kterou je v h o d n é mí t co ne jvýkonnějš í grafickou kartu, aby se čas t r énován í co 
nejvíce snížil . Jel ikož ale takovou kar tou nedisponuji, pro t r énován í jsem využi l nab ízených 
s lužeb v i r t uá ln í organizace M e t a C e n t r u m 1 . Tato organizace nab íz í p o s k y t n u t í v ý p o č e t n í 
a ú ložné kapacity pro všechny už iva te le z a k a d e m i c k é h o p r o s t ř e d í České republiky, d íky 
čemuž jsem obdrže l p ř í s t u p k v ý p o č t ů m na v ý k o n n ý c h grafických k a r t á c h N V I D I A Tesla 
K 2 0 X m 6 G B , N V I D I A GeForce G T X 1080 T i nebo n V i d i a Tesla K 2 0 5 G B , což umožn i lo 
značné u rych len í celého p r ů b ě h u t r énován í . T rénován í všech m o d e l ů zabralo na v ý p o č e t n í m 
centru M e t a C e n t r u m přes 454 d n ů procesorového času. 

5.2.1 P o ž a d a v e k na p o s k y t n u t í z d r o j ů a v y t v o ř e n í ú l o h y v MetaCentru 

A b y bylo m o ž n é spustit t r énován í na n ě k t e r é m ze s t ro jů MetaCent ra , je ne jdř íve z a p o t ř e b í 
vy tvo ř i t p o ž a d a v e k na rezervaci v ý p o č e t n í c h a ú ložných zd ro jů [45], k t e r ý je p o t é za
slán p lánovači ú loh . Tento p lánovač p o ž a d a v e k v y h o d n o t í , nalezne ne jvhodně jš í v ý p o č e t n í 
clustery a ú lohu u m í s t í do n ě k t e r é z front, k t e r é tyto clustery obsluhuj í . N á s l e d n ě se po 

4 h t t p s : //metavo.metacentrum.cz/ 
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Argument P o ž a d a v e k 

-1 s e l e c t = ( p o č e t ) 

-1 n c p u s = ( p o č e t ) 

-1 n g p u s = ( p o č e t ) 

-1 m e m = (kapacita) 

-1 scratch_local=(kapaci ta) 

-1 gpu_cap=cuda35 

-1 wallt ime=((hh:)mm:)ss 

-1 c l u s t e r = ( n á z e v clusteru) 

- q (název fronty) 

-I 

cesta k d á v k o v é m u souboru 

p ř i ř azen í u r č i t ého p o č t u „ c h u n k ů " 5 

př i ř azen í u r č i t ého p o č t u p roceso rů 

p ř i ř azen í u r č i t ého p o č t u grafických karet 

p ř i ř azen í o p e r a č n í p a m ě t i . 

p ř i ř azen í fyzické p a m ě t i na v ý p o č e t n í m uz lu 

př idě len í uzlů, k t e r ý disponuje C U D A verze 35 

m a x i m á l n í dé lka t r v á n í ú l o h y 6 

př idě len í v ý p o č e t n í h o uz lu z k o n k r é t n í h o clusteru 

za řazen í do k o n k r é t n í fronty ú loh 

p r á c e v i n t e r a k t i v n í m rež imu 

p roveden í ú lohy 

Tabulka 5.1: P o u ž í v a n é argumenty p lánovače ú loh MetaCent ra . Argumenty p ř e p í n a č e -1 
je m o ž n é sloučit do jednoho, v tom p ř í p a d ě je ale z a p o t ř e b í oddě l i t je p o m o c í dvo j tečky -
n a p ř . qsub -1 select=l :ncpus=3 :ngpus=l. . . skript. sh. U p ř e p í n a č e -q se pro p o t ř e b y 
t é t o p r á c e využ ívá b u d fronta gpu, nebo fronta gpu_long , k t e r é zajišťují obsluhu c lus te rů 
s graf ickými kar tami . Fronta gpu_ long se od d r u h é liší t í m , že umožňu je p rovádě t v ý p o č e t 
ú lohy až 168 hodin n a m í s t o 24. 

p ř í c h o d u na ř a d u automaticky p o s t a r á o s p u š t ě n í ú lohy na u v o l n ě n é m v ý p o č e t n í m uzlu, 
její b ě h i v rácen í v y p r o d u k o v a n ý c h výs ledků . 

Podle n á v o d u [45], jak vy tvo ř i t v ý p o č e t n í ú lohu , je ze všeho ne jdř íve z a p o t ř e b í na ně
k t e r é m z čelních uz lů vy tvo ř i t dávkový skript . Tento skript se s k l á d á z někol ika p ř íkazů , 
kde mezi nejdůleži tě jš í p a t ř í n a č t e n í p o t ř e b n ý c h ap l ikačn ích m o d u l ů - pro t r énovac í ú lohu 
jsou to moduly cuda-9.0 a cudnn-7.0. Dá le se zde nacház í p ř íkaz pro p řekop í rován í po
t ř e b n ý c h dat p ř í m o do p a m ě t i v ý p o č e t n í h o uzlu, tzv. SCRATCH ú ložiš tě , aby nedocháze lo 
ke zdržován í v ý p o č t ů a za těžován í s í tě př i p rác i s daty. Nejdůleži tě jš í p ř íkaz je s a m o t n é 
spuš t ěn í t r énován í neuronovou sí t í ap l ikac í darknet s argumenty detector train. 

Po vy tvo řen í dávkového skr ip tu už je m o ž n é p o ž á d a t o rezervaci zd ro jů . O tyto zdroje 
se ž á d á p o m o c í p ř í kazu qsub a jeho p ř e p í n a č ů . Ty, k t e r é byly p o u ž i t y př i řešení p r á c e jsou 
uvedeny v tabulce 5.1. 

5.3 P r ů b ě h a výsledek t rénování 

A b y bylo m o ž n é sledovat stav t r énován í , rozšíři l jsem t rénovac í funkci v souboru detector. c 
o výp i s a k t u á l n í c h a p r ů m ě r n ý c h hodnot z t r á t o v é funkce do souboru. Tento soubor je p o t é 
zp racován p y t h o n o v s k ý m skr iptem loss_graph.py, k t e r ý data zpracuje a vykres l í graf 
z t r á tové funkce. P ř í k l a d j e d n é z nich je uveden na o b r á z k u 5.1. 

V ý s t u p e m t r énován í jsou váhové soubory, kde je k a ž d ý u ložen po u r č i t é m p o č t u i te rac í 
do z a d a n é h o a d r e s á ř e . V y b r a n ý váhový soubor je p o t é m o ž n é společně b u d se v s t u p n í m 

5„Chunk" se dá popsat i jako další stroj. Tímto je možné provádět různé paralelní výpočty na více strojích 
zároveň. 

6 Po vypršení tohoto času bude běžící úloha přerušena. 
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Ztrátová funkce 

Průměrná ztráta 

,1 | a l i l i 
i, 

1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 1 
De+5 8.000e+5 1.000e+6 1.200e+6 1.400e+6 1.600e+6 

O b r á z e k 5.1: K ř i v k a p r ů m ě r n ý c h výs ledků chybové funkce v k a ž d ý c h dvou t isících i terac í . 
Z o b r á z k u je p a t r n ý typ ický tvar z t r á t o v é funkce - ze z a č á t k u hodnoty chyb prudce kle
sají a p o t é p o s t u p n ě konverguj í ke svému min imu. Z o b r á z k u je t a k é p a t r n é , že nedoš lo 
k p ř e t r é n o v á n í s í tě , t u d í ž je zde m o ž n o s t síť j e š t ě ně jakou dobu t r é n o v a t . 

O b r á z e k 5.2: P ř í k l a d úspěšných de tekc í reg i s t račn ích značek modelem Y 0 L 0 v 3 - t i n y 

o b r á z k e m p ř e d a t apl ikaci darknet s argumenty detector test, nebo s v i d e o z á z n a m e m 
s argumenty detector demo. Ap l ikace p o t é provede v o b r á z k u nebo j edno t l i vých sn ímcích 
v i d e o z á z n a m u detekce o b j e k t ů a p o m o c í knihovny O p e n C V je v o b r á z k u označí . P ř í k l a d 
v ý s t u p n í h o o b r á z k u s označenými detekcemi reg i s t račn ích značek je uvedeny na o b r á z k u 5.2. 

A p l i k a c i darknet jsem dá le ú p r a v o u s o u b o r ů demo.c, image.c a image_opencv.cpp 
rozšíři l o argumenty detector save_detections. Ap l ikace př i s p u š t ě n í s t ě m i t o argumenty 
provád í detekce o b j e k t ů s te jně jako s argumenty detector demo, jen s t í m rozdí lem, že 
v p ř í p a d ě , kdy je ve s n í m k u d e t e k o v á n a reg i s t r ačn í značka , je sn ímek z v i d e o z á z n a m u 
e x t r a h o v á n a uložen. Zároveň se vy tvo ř í i soubor s a n o t o v a n ý m bounding-boxem. Je m o ž n é 
si p o m o c í p ř e p í n a č e zvolit , zda p o m o c í O p e n C V knihovny bude bounding-box do o b r á z k u 
vykreslen, či nikol iv . S te jně tak je m o ž n é si da l š ím argumentem nastavit, kolik s n í m k u 
se m á přeskakova t , aby se p o t é do výs ledků n e u k l á d a l y s n í m k y s jednou a tou samou 
reg i s t račn í značkou . De t ekčn í model po t é t o ú p r a v ě m ů ž e bý t využ i t n a p ř í k l a d pro tvorbu 

35 



nových a n o t o v a n ý c h d a t o v ý c h sad nebo pro u k l á d á n í de t ekovaných reg i s t račn ích značek 
na pozdějš í zpracování . 

Dalš í rozší ření o argumenty detector export, k t e r é jsem vytvoř i l , umožn i lo exporto
vat ze v s t u p n í h o v i d e o z á z n a m u j edno t l ivé s n í m k y s označenými detekcemi nebo z t ě c h t o 
s n í m k ů vy tvo ř i t opě t v i d e o z á z n a m . Toto rozš í ření jsem použ i l n a p ř í k l a d pro v y t v o ř e n í pre
zen tačn ího videa v pří loze. 
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Kapitola 6 

Validace natrénovaného modelu 

A b y bylo m o ž n é zjistit, j a k á p r a h o v á hodnota vede k ne j lepš ím v ý s l e d k ů m či j a k á je výs l edná 
p řesnos t a chybovost n a t r é n o v a n é h o modelu, je z a p o t ř e b í p rovés t jeho validaci nad o b r á z k y 
z tes tovac í d a t o v é sady. Tato d a t o v á sada, jak už bylo z m í n ě n o v kapitole 4.4, by ne
mě la obsahovat ž á d n á a u g m e n t o v a n á data. Z toho d ů v o d u jsem vytvoř i l t es tovac í datovou 
sadu, k t e r á obsahuje co nejvíce o b r á z k ů ze s i tuac í , do k t e r ý c h bude model pozděj i sku t ečně 
nasazen. P ro účely validace jsem vytvoř i l p y t h o n o v s k ý skript roc_validate .py, k t e r ý im
plementuje veškerá m ě ř e n í a experimenty, k t e r é jsou v t é t o kapitole zmiňovány. 

6.1 Metodiky hodnocení 

Pro validaci p o u ž í v á m několik d r u h ů metodik, k t e r é maj í za úkol zjistit a vizualizovat, jak 
d o b ř e model p rovád í detekce s r ů z n ý m i p r a h o v ý m i hodnotami či jak jsou výs ledné detekce 
p řesné . P o u ž i t é metodiky jsou p o p s á n y v následuj íc ích p o d k a p i t o l á c h a informace k n i m 
jsou č e r p á n y z č l ánku [8] a z encyklopedie [36]. 

6.1.1 Intersection Over Union 

Tato metodika, jež se zk ráceně označuje jako IoU, je p o u ž i t a pro u rčen í p řesnos t i detekce. 
Bounding-boxy de t ekovaného a a n o t o v a n é h o objektu jsou mezi sebou p o m o c í rovnice v ob
r á z k u 6.1 porovnány , č ímž je v y p o č í t á n o , jak moc se jejich pozice od sebe liší. C í lem je sa
moz ře jmě to, aby se de tekovaný bounding-box co nejvíce p řek rýva l s a n o t o v a n ý m bounding-
boxem, tj. aby se hodnota IoU blížila co nejvíce k h o d n o t ě 1. 

Pokud nastane t a k o v ý p ř í p a d detekce, že hodnota IoU bude nižší, než je d a n á p r a h o v á 
hodnota, bude tato detekce p r o h l á š e n a jako n e ú s p ě š n á a bude s ní zacházeno jako s chybou. 
V r á m c i t é t o p r á c e jsem jako prahovou hodnotu I o U zvol i l hodnotu 0.5, tj. a n o t o v a n ý a de
tekovaný bounding-box se m u s í a l e spoň z poloviny p ř ek rýva t , aby byla detekce považována 
za ú spěšnou . 

Vizua l i zac i ú spěšnos t i a neúspěšn o s t i jsem vytvoř i l ú p r a v o u někol ika s o u b o r ů aplikace 
Darknet, z největš í čás t i ú p r a v o u tes tovac í funkce v souboru detector.c. P r o de t ekovaný 
bounding-box je ze všeho ne jdř ív nalezen odpovída j íc í a n o t o v a n ý bounding-box. Ze souřad
nic t ě ch to b o u n d i n g - b o x ů je s p o č í t á n a hodnota I O U . A n o t o v a n ý i de tekovaný bounding-box 
jsou nás l edně p o m o c í knihovny O p e n C V zakresleny do o b r á z k u , vče tně hodnoty I O U . Po
kud je I O U větš í než 0.5, jsou bounding-boxy zakresleny zeleně, v o p a č n é m p ř í p a d ě červeně 
(viz ob rázek 6.1) a s de tekc í je zacházeno jako s chybnou. 
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O b r á z e k 6.1: Rovnice v ý p o č t u Intersection over Un ion s u k á z k a m i ob rázků . J a s n ě j 
šími barvami jsou označeny a n o t o v a n é bounding-boxy, t m a v š í m i barvami jsou označeny 
bounding-boxy de tekovaných ob j ek tů . Č í m více se a n o t o v a n ý a de tekovaný bounding-box 
překrývaj í , t í m je hodnota IoU vyšší . Inspirace p ř e v z a t a z č l ánku [25]. 

A n o t o v a n ý : A n o t o v a n ý : 
+ 

D e t e k o v a n ý : 
+ 

D e t e k o v a n ý : 

T P F P 

F N T N 

Tabulka 6.1: P ř í k l a d matice z á m ě n na a n o t o v a n ý c h a de tekovaných bounding-boxech. 
Ve s loupcích jsou uvedeny informace o tom, j a k é ma j í bý t výsledky, a v řádc ích jsou naopak 
informace o tom, j a k ý c h výs ledků dosáh l model. 

6.1.2 Matice z á m ě n 

Zák ladn í metodikou pro vizual izaci sp r ávnos t i de tekc í je matice z á m ě n ( z n á m á t a k é jako 
chybová matice), k t e r á je zde n a z n a č e n a tabulkou 6.1. Tato 2 x 2 matice v sobě obsahuje 
p o č t y s p r á v n ý c h a chybných detekcí , k t e r é jsou rozdě leny do následuj íc ích t ř íd : 

S k u t e č n ě p o z i t i v n í detekce neboli True Posit ive ( T P ) je p r v n í typ s p r á v n é detekce -
v o b r á z k u se nacház í r eg i s t r ačn í z n a č k a a byla ú s p ě š n ě nalezena. 

S k u t e č n ě n e g a t i v n í detekce neboli True Necgative ( T N ) je d r u h ý typ s p r á v n é detekce 
- v o b r á z k u se nenacház í ž á d n á reg i s t r ačn í značka a model ž á d n o u nenaše l 

F a l e š n ě p o z i t i v n í detekce neboli Falše Posit ive ( F P ) je tzv. C h y b a typu I - model ozna
čil jako reg i s t r ačn í značku něco, co reg i s t r ačn í značkou nen í ( nap ř . náp i s na automo
bilu) . 

F a l e š n ě n e g a t i v n í detekce neboli Falše Negative (FN) je tzv. C h y b a typu II - v o b r á z k u 
se nacház í r eg i s t r ačn í značka , ale model j i n e d o k á z a l detekovat. 

Cí lem je, aby se v tabulce nacháze l co nejvyšší p o č e t T P a T N t ř í d a co nejnižší poče t 
F P a F N t ř íd , v t a k o v é m p ř í p a d ě model dosahuje nejvyšší p řesnos t i . Pokusy sníži t poče t 
chyb typu I vedou obvykle k navýšen í p o č t u chyb typu II a naopak. Z tohoto d ů v o d u je 
n u t n é si jednu z t ěch to chybových t ř í d vybrat na úkor d r u h é . P ř i rozhodován í dost záleží 
na povaze úkolu . Jel ikož pro detekce reg i s t račn ích značek je r o z h o d n ě př i ja te lnějš í občas 
ně jakou značku nedetekovat, než detekovat jako značku něco, co značkou není , zaměř i l jsem 
se na co nej větš í snížení p o č t ů chyb typu I tj. na co ne jmenš í poče t falešných detekcí . 
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P o m o c í výs ledných hodnot t ř í d se d á p o t é v y p o č í t a t celá ř a d a s t a t i s t i ckých ú d a j ů , jako 
je mimo j iné senzitivita (True Posit ive Rate, T P R ) 

TP 
senzit ivita = , (6.1) 

TP + FN' v ' 

k t e r á ř íká , s jakou p r a v d ě p o d o b n o s t í model s p r á v n ě detekuje reg i s t r ačn í značku , pokud se 
ně jaká na o b r á z k u nacház í , specificita (True Negative Rate, T N R ) 

TN 
specificita = y j v - — , (6.2) 

k t e r á ř íká , s jakou p r a v d ě p o d o b n o s t í model s p r á v n ě reg i s t r ačn í nedetekuje, pokud se na ob
r á z k u ž á d n á reg i s t r ačn í značka nenacház í , c e l k o v á p ř e s n o s t (Accuracy, Acc) 

TP + TN 
celková p řesnos t = — — — — — —— ——, (6.3) 

1 TP + TN + FP + FN' v ' 

k t e r á udává , kol ikrá t ze všech de tekc í provede model detekci sp r ávně , nebo c e l k o v á chyba 
(Error, Er r ) 

FP + FN 
celková chyba = ————— —— —— = 1 — celková p ře snos t , (6.4) 

•y TP + TN + FP + FN F ' v ' 
k t e r á udává , ko l ikrá t ze všech de tekc í provede model detekci š p a t n ě . 

6.1.3 R O C k ř i v k a 

V t é t o p rác i p o u ž í v á m lehce p o z m ě n ě n o u k ř ivku R O C , jejíž p ř ík l ad je na o b r á z k u 6.2. R O C 
kř ivka podle Mars landa [24] slouží pro vizual izaci vztahu mezi p o č t e m falešných de tekcí 
na ob rázek na ose x a senzit ivi tou na ose y. Jel ikož p roveden í validace modelu vy tvoř í 
pouze jedinou hodnotu ( souřadnic i ) , je pro z ískání více hodnot n u t n é provés t validaci více
k r á t a to s r ů z n ý m i p r a h o v ý m i hodnotami. Výs ledné hodnoty jsou p o t é zaneseny do grafu 
a je vykreslena k ř ivka . N a t é t o kř ivce je p o t é m o ž n é sledovat kompromisy mezi p ře snos t í 
a fa lešnými detekcemi. C í m více b o d ů se nacház í „v levém h o r n í m rohu" tj . pobl íž souřad
nic [0; 1], t í m lépe. Zároveň se tyto R O C k ř ivky daj í p o r o v n á v a t mezi sebou, d íky čemuž je 
m o ž n é lehce p o r o v n á v a t ú spěšnos t i j edno t l i vých m o d e l ů . 

R O C k ř ivky v r á m c e t é t o p r á c e z í skávám tak, že skript validate_roc .py s argumen
tem validate p o m o c í u p r a v e n é va l idační funkce v souboru detector.c provede validaci 
modelu. Výs ledky validace jsou p o m o c í dalš ích u p r a v e n ý c h nebo p ř i d a n ý c h funkcí u loženy 
do souboru . json. Tento soubor je p o t é skriptem s argumentem roc zp racován a jsou zís
k á n a p o t ř e b n á data pro R O C kř ivku , k t e r á je p o t é vykreslena p o m o c í p y t h o n o v s k é knihovny 
B o k e h 1 . T y t o data je m o ž n é t a k é uloži t do . pkl souboru pro pozdějš í vykres len í R O C kř ivky 
argumentem parse_pkl. 

6.2 Experimenty s na t rénovaným modelem 

V t é t o podkapitole jsou uvedeny r ů z n é experimenty s n a t r é n o v a n ý m i modely na tes tovací 
da tové sadě a jejich R O C křivky, reprezentu j íc í výsledky. T y t o experimenty jsem provedl 
s cí lem naj í t r ů z n é způsoby, jak zvýši t senzi t ivi tu modelu a snížit p o č e t falešných de tekcí 
na obrázek , a t í m co nejvíce s n í ž i t celkovou chybu modelu. 

x h t t p s : //bokeh.pydata.org/ 
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O b r á z e k 6.2: V z t a h mezi senzit ivi tou a p o č t e m falešných de tekc í na ob rázek z n á z o r n ě n ý 
R O C kř ivkou . 

6.2.1 V l i v velikosti r o z l i š e n í na chybovost a rychlost modelu 

P r v n í experiment se zabývá na l ezen ím v h o d n é h o v s t u p n í h o rozlišení pro konvoluční neuro
novou síť n a t r é n o v a n é h o modelu. V o b r á z k u 6.3 je m o ž n é v idě t R O C k ř ivky reprezentu j íc í 
výs ledky validace s r ů z n ý m i v s t u p n í m i rozl išeními z rozsahu 320 x 320 p ixe lů až 1440 x 1440 
pixelů. V tabulce 6.2 jsou tyto výs ledky p o d r o b n ě j i popsány . 

N a zák l adě výs ledků byly všechny dalš í experimenty p rováděny se v s t u p n í m rozl išením 
608 x 608. 

1 . 

0.9 _. 

s 
S 0.8 
CD 

CO 

0.7 _. 

0.6 _. 

320x320 

608x608 

896x896 

1152x1152 

1440x1440 

0.2 0.3 
Falešná pozitiva na obrázek 

O b r á z e k 6.3: P o r o v n á n í chybovos t í n a t r é n o v a n é h o modelu va l idovaném na r ů z n ě velkých 
v s t u p n í c h rozl išeních. Nej lepších výs ledků dosahuje model se v s t u p n í m rozl i šením 608 x 608 
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V s t u p n í r o z l i š e n í (px) Velikost m i n i m á l n í c e l k o v é chyby F P S 

320 x 320 17,504% 122 
608 x 608 12,292 % 43 
896 x 896 14,023 % 24 

1152 x 1152 16,212% 15 
1440 x 1440 18,603 % 10 

Tabulka 6.2: Tabulka výs ledků experimentu 6.2.1. Z výs ledků je m o ž n é vypozorovat, že chy
bovost modelu klesá se zvyšuj íc ím se rozl išením až do rozlišení 608 x 608, p o t é už chybovost 
spíše o p ě t roste. 

6.2.2 V l i v velikosti d a t o v é sady na chybovost modelu 

P ř i v y t v á ř e n í dalš ích a n o t o v a n ý c h d a t o v ý c h sad jsem dospě l k o tázce , kolik dalš ích j ich j eš tě 
bude z a p o t ř e b í v y t v o ř i t . P ro to jsem provedl experiment, př i k t e r é m jsem dosavadn í t r éno -
vací datovou sadu o velikosti p ř ib l ižně 19 500 o b r á z k ů p o s t u p n ě n á h o d n ý m v ý b ě r e m dělil 
na m e n š í da tové sady o výs ledných velikostech 300, 600, 1 200, 2 400, 4 800 a 9 600 o b r á z k ů , 
abych mohl sledovat, zda m i n i m á l n í celková chyba modelu nekonverguje k n ě k t e r é h o d n o t ě , 
nebo naopak, zda se m i n i m á l n í celková chyba modelu dá le nesnižuje nebo nezvyšuje . 

S t ě m i t o v y t v o ř e n ý m i d a t o v ý m i sadami jsem provedl nová t r énován í m o d e l ů a nás l edně 
jejich val idaci . Výsledek experimentu je zobrazen p o m o c í R O C křivek v o b r á z k u 6.4 a v ta
bulce se z í skanými hodnotami 6.3. 

Experiment po tv rd i l t v rzen í , že s velikostí d a t o v é sady klesá i m i n i m á l n í celková chyba 
modelu. Z tohoto d ů v o d u jsem se rozhodl provés t augmentaci t r énovac í d a t o v é sady, aby 
byla rozš í řena o dalš í obrázky. 

1 _ 

0.9 _. 

c 
CD 
co 

0.7 _. 

0.6 

300 obrázků 

600 obrázků 

1200 obrázků 

2400 obrázků 

4800 obrázků 

9600 obrázků 

19500 obrázků 
i—' ' "| •"—i 1 1 1 1 1 1 1 r 

0.05 0.1 0.15 
"T 1 1 1 1 1 1 1 1 -

0.2 0.25 
Falešná pozitiva na obrázek 

O b r á z e k 6.4: P o r o v n á n í chybovos t í m o d e l ů n a t r é n o v a n ý c h na r ů z n ě velkých t rénovac ích 
d a t o v ý c h sadách . 
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P o č e t o b r á z k ů v d a t o v é s a d ě Velikost m i n i m á l n í c e l k o v é chyby 

300 18,076% 
600 17,305 % 

1200 14,924% 
2 400 14,06% 
4800 13,572% 
9 600 12,48% 

19 500 12,055 % 

Tabulka 6.3: Tabulka výs ledků experimentu 6.2.2. S ros touc í velikostí d a t o v é sady klesá 
m i n i m á l n í celková chyba. Ne jmenš í celkové chyby dosahuje model n a t r é n o v a n ý na d a tové 
sadě o velikosti 19 500 ob rázků . 

6.2.3 V l i v s í ly augmentace dat na chybovost modelu 

P o t é , co jsem se rozhodl využ í t m o ž n o s t i augmentace dat, pokusi l jsem se p o m o c í da l š ího 
experimentu zjistit, j a k á síla augmentace (viz ob rázek 4.5) vede ke snížení celkové chyby 
modelu. Z toho d ů v o d u byly v y t v o ř e n é , v kapitole 4.4 dř íve zmiňované , a u g m e n t o v a n é 
da tové sady, k t e r é byly p o u ž i t y k t r énován í , p ř i čemž k a ž d á z t ě ch to d a t o v ý c h sad byla 
v y t v o ř e n a j inak silnou a u g m e n t a c í . 

P o r o v n á n í výs ledků validace t ě c h t o d a t o v ý c h sad a výs ledku d a t o v é sady bez augmen
tace je zobrazeno p o m o c í R O C kř ivek v o b r á z k u 6.5. Ve výsledcích experimentu lze v idě t , že 
využ i t í augmentace m á poz i t ivn í v l i v na snižování velikosti celkové chyby. M i n i m á l n í celkové 
chyby m o d e l ů n a t r é n o v a n ý c h na augment ováných datech jsou si velmi p o d o b n é - 11,226% 
u s l abé augmentace, 11,122% u s t ř e d n ě si lné augmentace a 10,849% u silné augmentace. 

Pro dalš í experimenty by l zvolen model, k t e r ý b y l n a t r é n o v á n na si lně a u g m e n t o v a n é 
da tové sadě , jelikož dosahuje n e p a t r n ě nižší m i n i m á l n í celkové chyby, než o s t a t n í modely. 

1 _ L 

0.9 :. 

•S 

'1 

o.6:. 

o.5:. 

íí 
— Bez augmentace 

— Slabá augmentace 

— Středně silná augmentace 

— Silná augmentace 

— Bez augmentace 

— Slabá augmentace 

— Středně silná augmentace 

— Silná augmentace 

— Bez augmentace 

— Slabá augmentace 

— Středně silná augmentace 

— Silná augmentace 

— Bez augmentace 

— Slabá augmentace 

— Středně silná augmentace 

— Silná augmentace 

0.1 0.2 0.3 0.4 

Falešná pozitiva na obrázek 

O b r á z e k 6.5: P o r o v n á n í chybovos t í n a t r é n o v a n é h o modelu va l idovaném na d a t o v ý c h sadách , 
k t e r é jsou v y t v o ř e n y r ů z n o u silou augmentace. N a d a t o v é s adě se silnou a u g m e n t a c í model 
dosahuje až 0,52, falešných de tekc í na obrázek . 
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6.2.4 Chybovost modelu při detekci r e g i s t r a č n í c h z n a č e k r o z d ě l e n ý c h do 
k a t e g o r i í podle v e l i k o s t í 

V tomto experimentu jsem se pokusi l zjistit, jak model chybuje v j edno t l i vých velikost
ních ka tegor i ích reg i s t račn ích značek . N a zák l adě histogramu velikostí r eg i s t račn ích značek 
v t r énovac í d a t o v é s adě na o b r á z k u 4.6 jsem t rénovac í datovou sadu rozděli l do t ř í ka tegor i í 
- m a l é značky o šířce do 50 pixelů, s t ř e d n ě velké značky o velikosti 50-150 pixe lů a velké 
značky o velikosti vě tš í než 150 pixelů. 

Výs ledky experimentu jsou uvedeny na o b r á z k u 6.6. V kategorii značek menš ích než 
50px model dosahuje m i n i m á l n í celkové chyby 60,401%, v kategorii značek 50-150px do
sahuje m i n i m á l n í celkové chyby 9,314% a v kategorii značek větš ích než 150 px dosahuje 
m i n i m á l n í celkové chyby 21.48%. 

i : 

a s : a s : 

o . 6 : 

o . 4 : o . 4 : 
SPZ<= 50px 

50px < SPZ<=150px 

SPZ> 150px 

0 . 2 : 

SPZ<= 50px 

50px < SPZ<=150px 

SPZ> 150px 
o : 

SPZ<= 50px 

50px < SPZ<=150px 

SPZ> 150px 

l | l l l l 
i — i — i — i — i — i 

i — i — i — i — i — i 
— i — i — i — i — i — i — i — i — i — i — i — 0 0.1 0.2 0.3 0.4 0.5 

Falešná pozitiva na obrázek 

O b r á z e k 6.6: Úspěšnos t de tekc í reg i s t račn ích značek v různých vel ikostních ka tegor i ích . 
Z grafu lze vyčís t , že model m á velmi ča s to p r o b l é m s p r á v n ě detekovat m a l é reg i s t račn í 
značky o velikosti < 50 px, naopak velmi d o b ř e z v l á d á detekovat s t ř e d n ě velké a velké 
značky. 
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Kapitola 7 

Závěr 

V r á m c i řešení jsem nastudoval problematiku detekce reg i s t račn ích značek vozidel r ů z n ý m i 
metodami, k t e r é jsou za loženy ať už na s t ro jovém učení , tak i na h l u b o k é m učení . V r á m c i 
studia h l u b o k é h o učen í jsem se dá le seznámi l se vznikem a vývo jem u m ě l ý c h n e u r o n o v ý c h 
sítí , pr incipem jejich fungování i učení , a s jejich r ů z n ý m i typy, p řevážně konvolučn ími neu
ronovými s í t ěmi . Dá le jsem prozkoumal r ů z n é architektury konvolučních n e u r o n o v ý c h sít í , 
u k t e rých jsem se seznámi l s jejich r ů z n ý m i klasif ikačními a de t ekčn ími modely. Dá le jsem 
porovnal p ř e d n o s t i r ů z n ý c h de tekčn ích m o d e l ů , jejich n e v ý h o d y i výsledky, a na zák ladě 
t ě c h t o p o r o v n á n í si vybra l výs ledný model Y O L O v 3 - t i n y , a to pro jeho rychlost př i zacho
vání p o m ě r n ě m a l é celkové chyby. 

V r á m c i řešení jsem posb í r a l z volně d o s t u p n ý c h zd ro jů datovou sadu, kterou jsem 
dá le rozšíři l o datovou sadu v y t v o ř e n o u v ý z k u m n o u skupinou G R A P H C D F I T z m é fakulty 
a o mnou vy tvo řené , r u č n ě ano tované , d a t o v é sady. Tuto mou datovou sadu d á v á m veřejně 
k dispozici , aby mohla bý t dá le p o u ž i t a pro dalš í projekty. 

P ro t r é n o v á n í konvolučních sí t í jsem využi l exis tuj íc ího frameworku pro konvoluční neu
ronové s í tě Darknet a pro své p o t ř e b y jsem upravi l a rozšíři l jeho tes tovací , t r énovac í i vali-
dačn í funkce. P r o r ů z n é p o t ř e b y b ě h e m t r énován í i validace jsem vytvoř i l i několik sk r ip tů , 
k t e r é sloužily ke zp racován í různých d a t o v ý c h sad a k vykres lování grafů. S n a t r é n o v a n ý m 
modelem jsem provedl několik e x p e r i m e n t ů , d íky k t e r ý m se m i povedlo zjistit, kdy model 
dosahuje ne jmenš í celkové chyby a dosahuje nej lepších výs ledků . 

Výs ledný model dosahuje m i n i m á l n í celkové chyby 10,849 %. T é t o hodnoty dosahuje 
po n a t r é n o v á n í na n o r m á l n í a silně a u g m e n t o v a n é d a t o v é s adě př i v s t u p n í m rozlišení 608 x 
608px, a to př i p r a h o v é h o d n o t ě 47%. M o d e l nej lépe detekuje značky o šířce v rozmezí 
50-150 px. 

Celková chyba modelu by t u d í ž j e š t ě šla p r a v d ě p o d o b n ě snížit p ř i d á n í m dalš ích m a l ý c h 
a velkých reg i s t račn ích značek do d a t o v é sady, tuto datovou sadu celkově rozšíř i t o kř ivé , 
r o z m a z a n é a r ů z n ě de formované reg i s t r ačn í značky a model na t ěch to datech d o t r é n o v a t . 
Jel ikož t es tovac í d a t o v á sada se s k l á d á z o b r á z k ů značek , k t e r é jsou všechny poř ízeny za dne, 
jsou os t r é a ve vysokém rozlišení, bylo by v h o d n é vy tvo ř i t dalš í t es tovac í d a t o v é sady, k te ré 
by obsahovaly o b r á z k y r ů z n ě poškozených značek, značek poř ízených Zet S6I*cl nebo v noci , 
poř ízených ve š p a t n é m počas í apod., a model otestovat i na nich. S te jně tak by bylo v h o d n é 
otestovat výs ledný model na d a t o v ý c h s a d á c h značek j iných s t á t u , k t e r é používa j í j i né tvary, 
velikosti či barvy. 
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Příloha A 

Obsah přiloženého paměťového 
media 

darknet 

datasets 

examples 

scripts 

thesis 

weights 

R E A D M E . m d 

P ř e j a t é a u p r a v e n é zdrojové soubory aplikace Darknet 

Veškeré d a t o v é sady, k t e r é byly v p rác i p o u ž i t y 

U k á z k y o b r á z k ů a videí se značkami , k t e r é byly ú s p ě š n ě i neúspěšně 
de tekovány v y t v o ř e n ý m modelem 

Vy tvo řené skripty pro zpracován í různých dat a vykres len í grafů 

Zdrojové soubory pro elektronickou verzi t é t o p ráce 

N a t r é n o v a n é váhové soubory 

P o d r o b n ý popis s o u b o r ů na p ř i loženém p a m ě ť o v é m m é d i u 
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Příloha B 

Plakát 

Detekce registrační 
značky vozidla ve videu 

Bakalářská práce 

Autor : Tomáš Líbal 
Vedoucí práce: prof. Ing. Adam Herout Ph.D. 
2019 

Obrázky pro datovou sadu 

Tato práce se zabývá přípravou trénovací datové sady 
a trénováním konvoluční neuronové sítě pro detekci 
registrační značky vozidla ve videu. Pro detekce byla 
použita technologie Darknet, konkrétně model 
neuronové sítě YOLOv3-tiny. Řešení bylo zaměřeno 
na co nejpřesnějsí detekce a na co nejmenší počet 
falešných detekcí na obrázek, a tím dosáhnout 
co nejmenší celkové chyby. Datová sada byla připravena 
z již existujících volně dostupných datových sad, z datové 
sady poskytnuté výzkumnou skupinou GRAPH@FIT 
a z vlastnoručně anotovaných obrázků vytvořených 
z postahovaných videí ze serveru YouTube. Tato datová 
sada byla dále také zpracována pomocí augmentace dat. 

Anotace dátové sady 

Datová sada se skládá z co největšího počtu 
různorodých obrázků registračních značek. 

Vytvoření trénovací datové sady složené 
zanotovaných obrázků registračních 

značek. 

Anotace musí být ve formátu YOLO: 

<objektová t ř ída> <x> <y> <šířka> <výška> 

Model neuronové sítě YOLOv3-tiny 

Vstupní obrázek 
je rozdělen do 
pomyslné mřížky. 
Každé pole mřížky 
má na starost objekt, 
jehož střed se v ní 
nachází. 

V každém poli mřížky, 
pokud podle YOLO 
obsahuje objekt, jsou 
predikovány 
bounding-boxy společně 
s celkovou hodnotou 
jistoty odhadu daného 
bounding-boxu. 

V každém poli 
je předkována 
nepravděpodobnější 
třída objektu, který 
se v poli nachází. 

Součinem předchozích 
pravděpodobností jsou 
získány 
finální detekce, 
které jsou vyfiltrovány 

Komočí prahové 
odnoty. 

Úspěšné detekce registračních značek 

Model dosahuje minimální celkové 
chyby 10,849 % a rychlosti cca 42 FPS. 
Těchto hodnot dosahuje při vstupním 
rozlišení 608x608 px, a to při prahové 
hodnotě 47 96. Model nejlépe detekuje 
značky o šířce v rozmezí 50-150 px. 

ř- liry* 

3Ě 

O b r á z e k B . l : P l a k á t reprezentu j íc í h lavn í body t é t o p r á c e . Vy t i š t ěný p l a k á t ve f o r m á t u A 2 
je k p rác i s a m o s t a t n ě př i ložen. 
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