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Abstrakt
Práce se zabývá chatbotem založeným na jazykovém modelovánı́. Hlavnı́m cı́lem práce je imple-
mentace chatbota komunikujı́cı́ho na sociálnı́ch sı́tı́ch. Porovnánı́ chatbota s již existujı́cı́mi chatboty.
A využitı́ jazykového modelovánı́ v aplikaci chatbota.

Abstract
The thesis deals with chatbot based on language modeling. The main part of thesis is implementation
of chatbot on social networks. Comparison chatbot with other existing chatbots. A use of language
modeling in chatbot application.

Klı́čová slova
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3.4.1 Ústupové (back-off) a interpolačnı́ schéma vyhlazovánı́ . . . . . . . . . . . 11
3.4.2 Good-Turing odhad pro vyhlazovánı́ . . . . . . . . . . . . . . . . . . . . . 12
3.4.3 Written-Bell vyhlazovánı́ . . . . . . . . . . . . . . . . . . . . . . . . . . . 13
3.4.4 Kneser-Ney vyhlazovánı́ . . . . . . . . . . . . . . . . . . . . . . . . . . . 13
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5.2.5 Vytvořenı́ jazykového modelu . . . . . . . . . . . . . . . . . . . . . . . . 21

6 Implementace chatbota 22
6.1 Server . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 22
6.2 Klient . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 23
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Kapitola 1

Úvod

Komunikace je pro celou lidskou společnost velice důležitá, dı́ky nı́ se doruzumı́váme mezi sebou a
můžeme si tak předávat informace. V dnešnı́m světě nabývá nového rozměru při využı́vánı́ internetu
ke komunikaci a sdı́lenı́ různých informacı́, které mohou být interpretovány v různých jazycı́ch. To
vede k potřebě strojového rozpoznávánı́ přirozeného jazyka. Nejen k tomuto účelu můžeme využı́t
jazykové modelovánı́ (např. pro strojové překlady textů do různých jazyků).

Komunikace na internetu a sociálnı́ch sı́tı́ch už neprobı́há pouze mezi lidmi, ale stále vı́ce se
využı́vá tzv. chatbotů, kteřı́ mohou sloužit jako průvodci a rádci na webových stránkách různých
společnostı́, nebo jako konverzačnı́ partneři.

Práce si klade za cı́l vyzkoušet možnosti použitı́ jazykového modelovánı́ pro implementaci
chatbota, který by s uživateli dokázal komunikovat prostřednictvı́m anglického jazyka, zejména
na sociálnı́ch sı́tı́ch. Snažı́ se odhadnout, do jaké mı́ry se dá jazykové modelovánı́ k tomuto účelu
použı́t, kde by takovýto chatbot mohl najı́t uplatněnı́ a jak by se mohlo postupovat dále v jeho
rozvoji a vylepšovánı́.

Práce bude strukturovaná do kapitol, ve kterých budou postupně objasněny teoretické pojmy,
které jsou důležité pro pochopenı́ principu chatbotů a jazykového modelovánı́. V implementačnı́ch
kapitolách bude nastı́něn postup pro vytvořenı́ jazykového modelu a jeho následné použitı́ při tvorbě
chatbota. Práce bude obsahovat i experimenty, které povedou ke zhodnocenı́ jazykového modelovánı́
pro použitı́ v aplikaci chatbota.
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Kapitola 2

Chatboti

Chatbot [1] je počı́tačový program, který je určený pro simulovánı́ inteligentnı́ konverzace s jednı́m
nebo vı́ce lidskými uživateli. Ke komunikaci využı́vá většinou psanou formu. Cı́lem chatbota je
plynule a inteligentně komunikovat s uživatelem a chovat se při tom tak, jako by konverzaci dokonale
rozuměl a chápal ji. Pomocı́ takovéto inteligentnı́ konverzace má chatbot uživateli navodit pocit, že
komunikuje s inteligentnı́ bytostı́ či strojem.

Chatboti dnes nacházı́ uplatněnı́ nejen jako konverzačnı́ partneři, ale jsou využı́váni i jako
průvodci a rádci na různých internetových portálech nebo obchodech. Využı́vajı́ je jak malé, tak i
velké firmy jakou je napřı́klad IKEA. Chatbot firmy IKEA se nazývá Anna a sloužı́ zákaznı́kům i
pro běžnou základnı́ komunikaci. Anna dokáže uživateli odpovědět na několik otázek, ale protože
konverzace s uživatelem nenı́ jejı́m hlavnı́m účelem, většinou zákaznı́ka navede zpět na svůj hlavnı́
účel, kterým je, jak sama řı́ká, poskytovánı́ pomoci a asistence uživatelům internetové stránky
firmy IKEA. Odpovı́dá na různé dotazy směřované na produkty a služby této firmy (např. dokáže
nalézt požadovaný produkt nebo uživatele odkázat na patřičnou sekci webových stránek firmy),
také podává informace o společnosti IKEA.

Existuje několik kritériı́, podle kterých můžeme chatbota hodnotit. Mezi nejznámějšı́ z nich
patřı́ tzv. Turingův test sloužı́cı́ pro určenı́ inteligence chatbota. Turringův test využı́vá k hodnocenı́
chatbotů Loebnerova cena.

2.1 Turingův test

V roce 1950 napsal Alan Turing článek Computing Machinery and Intelligence, ve kterém poprvé
vyřkl myšlenku tzv. Turingova testu [2]. Turing se zde snažil zodpovědět’ otázku: ”Mohou stroje
myslet?“ a došel k závěru, že stroje prohlásı́me za myslı́cı́, pokud je nebudeme schopni rozeznat od
člověka.

Turingův test původně vycházı́ z tzv. imitačnı́ hry, ve které jsou tři lidé (pozorovatel, žena a
muž předstı́rajı́cı́ ženu), kteřı́ nepřijdou do vzájemného fyzického kontaktu a pozorovatel se snažı́
pouze pomocı́ komunikace určit pohlavı́. Turing určovánı́ pohlavı́ posunul s tı́m, že jednoho člověka
nahradı́ počı́tač a pozorovatel se pokusı́ rozlišit na základě komunikace člověka od stroje. Pokud
bychom na základě takovéto komunikace nedokázali rozeznat stroj od člověka, můžeme podle
Turinga považovat stroj za inteligentnı́.
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2.2 Loebnerova cena

Loebnerova cena [4] byla založena v roce 1990 vynálezce Hughem Loebnerem ve spolupráci
s Massachusettskou Cambridge Center for Behavioral Studies v USA. Hugh Loebner nabı́dl 100
000 dolarů autoru chatbota, který projde Turingovým testem a bude od člověka zcela nerozlišitelný.
Soutěž je založena na klasickém Turingově testu, kdy lidský porotce současně komunikuje pomocı́
psaných zpráv s počı́tačem a s člověkem a musı́ určit, kdo je kdo. Výhra 100 000 dolarů nebyla
dosud nikomu vyplacena, protože se ještě nepodařilo žádnému programu projı́t Turingovým testem.
Pomyslené vı́tězstvı́ v Loebnerově ceně se tak uděluje programu, který oklame nejvı́ce porotců a
přiblı́žı́ se tak nejvı́ce ke splněnı́ Turingova testu, přı́padně programu, který porotce nejvı́ce pobavı́
nebo zaujme, pokud je nedokáže oklamat. Uděluje se tedy Loebnerova cena za pomyslné ”druhé“
mı́sto.

Cena ovšem ztratila rychle na své prestižnosti dı́ky vı́tězi z roku 1991. Vı́tězem byl PC Therapist
III., který vyvolal vlnu kritiky svým vı́tězstvı́m, nebot’oklamal pět z deseti porotců pomocı́ trikům,
které použı́val (poznámky, ve kterých sám sebe označoval za počı́tač, záměrné překlepy atd.).
Kritici namı́tli, že mu k vı́tězstvı́ pomohl styl konverzace, nikoliv jejı́ obsah, a tı́m pádem se nejedná
o umělou inteligenci. [7]

2.3 Eliza

Eliza [3] byla prvnı́m chatbotem, kterého vytvořil Joseph Weizenbaum z MIT a vznikla jako umělý
terapeut. Eliza využı́vá pravidla tzv. rogerovské terapie, kde terapeut většinou jenom tiše sedı́, po-
slouchá a občas se zeptá pacienta na nějakou tu otázku. Za pomoci kladenı́ otázek založených na
klı́čových slovech z předcházejı́cı́ konverzace a rogerovské terapie dokáže Eliza vytvořit dobrou
iluzi intelignetnı́ho stroje. Eliza použı́vá několik jednoduchých pravidel [10] pro komunikaci s uži-
vatelem:

• Kategorizace vět - Eliza věty roztřı́dı́ podle tvaru do několika kategoriı́, a potom náhodně
vybı́rá z dané kategorie z předem připravených odpovědı́.

• Použı́vánı́ klı́čových slov - při zjištěnı́ klı́čového slova, které Eliza zná, se uživatele zeptá
na připravenou otázku. Napřı́klad pokud se vyskytne slovo matka, Eliza se zeptá na vztah
uživatele s rodiči, přı́padně se bude chtı́t něco o rodičı́ch dozvědět.

• Vytvořenı́ otázky z dotazu uživatele - pokud se uživatel Elizy na něco zeptá, využı́vá záměnu
zájmen pro vytvořenı́ otázky na uživatele. Provádı́ to pomocı́ rozpoznánı́ spojek a zájmen,
podle kterých si větu rozdělı́, a poté z takto rozdělené věty vytvořı́ otázku. Přı́padně pokud
jı́ uživatel položı́ otázku, může Eliza pouhým přidánı́m několika slov vytvořit otázku typu

”proč se uživatel zajı́má zrovna o tento dotaz“.

• Univerzálnı́ odpovědi - nastane-li přı́pad, že uživatelova věta nepatřı́ do žádné kategorie,
kterou Eliza zná, má připraveno několik univerzálnı́ch odpovědı́, které použije.

2.4 Parry

Parry ve své podstatě navázal na Elizu. Byl ale o něco propracovanějšı́ a implementován jako
paranoidnı́ schyzofrenik, což byla jeho největšı́ změna oproti Elize. Dı́ky této své implementaci a
několika připraveným paranoidnı́m historkám, které dokázal smysluplně vyprávět, se mu dostávalo
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jisté volnosti, pokud se odklonil od tématu probı́hajı́cı́ konverzace. Jinak nějaký zásadnı́ pokrok
oproti Elize nepřinesl. V roce 1972 mezi Elizou a Parrym dokonce proběhl rozhovor.

2.5 PC Therapist III.

PC Therapist III. vytvořil Joseph Weintraub a v roce 1991 vyhrál v prvnı́m ročnı́ku Loebnerovy
ceny. Zde se mu podařilo oklamat pět z deseti porotců, k dosaženı́ vı́tězstvı́ použı́val různé triky,
jako záměrné překlepy, různé ironické poznámky a narážky, kde sám sebe označoval za stroj. PC
Therapist III. disponoval krátkodobou pamětı́, kterou načerpal z dřı́vějšı́ch rozhovorů, a slovnı́kem
o velikosti 70 000 slov. Využı́val také parser, který mu zajišt’oval syntaktickou správnost vět.
Svým vı́tězstvı́m v Loebnerově ceně dı́ky různým trikům zvedl vlnu kritiky, která ceně ubrala na
prestižnosti.

2.6 Suzette

Suzette využı́vá jako mnoho jiných současných chatbotů databázi obsahujı́cı́ stovky různých konver-
začnı́ch témat, kde jsou uvedeny různé informace o konverzačnı́m tématu a přı́padné možné otázky
a odpovědi na toto téma. Témata identifikuje podle klı́čových slov, se kterými jı́ pomáhá WordNet
slovnı́k. Ten kromě definic pojmů obsahuje také jejich vzájemné vztahy. Dı́ky němu Suzette pozná,
o čem s nı́ uživatel hovořı́, a může na to zareagovat nějakou vhodnou odpovědı́. Suzette uživatelův
vstup zpracovává a rozřazuje si jej do několik skupin, podle kterých potom reaguje. Odpovı́dá na
pozdravy, dokáže rozlišit otázky od konstatovánı́ či vyjádřenı́ emocı́, všı́má si však, i o čem je
zhruba konverzace vedena. Jednotlivé moduly Suzette pracujı́ současně, a může proto zareagovat
napřı́klad odpovědı́ i odvedenı́m tématu jinam.

Pokud Suzette nezná odpověd, využı́vá dva módy, které převzala od Elizy (využı́vánı́ různých
triků pro vytvořenı́ odpovědi, odvedenı́ konverzace k jinému tématu), anebo předstı́rá psychické
narušenı́ a konverzaci na čas přerušı́. Suzette se může i urazit a to v přı́padě, že ji uživatel bude
hrubě urážet, v takovém přı́padě si ho uložı́ na černou listinu a nemusı́ s nı́m několik minut mluvit.

2.7 Cleverbot

Cleverbot je webová aplikace simulujı́cı́ rozhovor. Byla vytvořena Rollem Carpenterem. jeho hlavnı́
odlišnost od jiných chatbotů spočı́vá v tom, že Cleverbot neraguje přı́mo na vstupy od uživatele
podle toho, jaký text uživatel napı́še, ale k vytvořenı́ odpovědi využı́vá databázi, ve které má
uloženo přes 20 milionů konverzacı́, z nichž vybere odpověd’. Dı́ky tomu jeho reakce vypadajı́ jako
od skutečného člověka. Cleverbot se také neustále učı́ nové konverzace, a proto se jeho odpovědi
stále zlepšujı́.

2.8 Souhrn technik využı́vaných v chatbotech

Chatboti použı́vajı́ různé metody pro komunikaci s uživatelem a navázánı́ dojmu inteligentnı́ kon-
verzace. Mezi nejvýznamějšı́ a opakujı́cı́ se techniky patřı́:

• připravená sada univerzálnı́ch odpovědı́,

• databáze klı́čových slov a různých konverzacı́ k tomuto tématu,

• databáze konverzacı́, ze kterých se vybı́rajı́ vhodné odpovědi,
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• různé druhy modulů pro zpracovánı́ konverzace,

• svedenı́ kontextu konverzace od neznámého tématu ke známému,

• sada připravených otázek.

7



Kapitola 3

Jazykové modelovánı́

Jazykové modelovánı́ [11] se nejčastěji mimo jiné použı́vá k rozpoznávánı́ mluvené řeči a strojovému
překladu. Jeho úkolem je odhadnout P (wi|wi−1), tj. pravděpodobnost následujı́cı́ho slova wi na
základě slova předcházejı́cı́ho wi−1.

3.1 Statistický jazykový model

Úkolem statistického jazykového modelu [11] je stanovit pro každou posloupnost slov W =
w1w2w3 . . . wn apriornı́ pravděpodobnost P (W ) této posloupnosti. Určenı́ pravděpodobnosti po-
sloupnostiW , která obsahujeK slov, tedy P (w1w2w3 . . . wK), kterou budeme značit jako P (wK1 ),
se provádı́ pomocı́ vztahu:

P (W ) = P (wK1 ) = P (w1w2w3 . . . wK) =
= P (w1)P (w2|w1)P (w3|w1w2) . . . P (wk|w1w2 . . . wK−1) =

= P (w1)P (w2|w1
1)P (w3|w2

1) . . . P (wK |wK−1
1 ) =

K∏
i=1

P (wi|wi−1
1 ) (3.1)

a pro libovolné počátečnı́ části w1w2 . . . wk(k ≤ K) této posloupnosti obecně platı́:

P (wk1) = P (wk−1
1 )P (wk|wk−1

1 ) =
= P (w1)P (w2|w1

1)P (w3|w2
1) . . . P (wK |wK−1

1 ), k = 2, . . .K. (3.2)

Z uvedeného vztahu rozkladu pravděpodobnosti P (W ) (3.1) je patrné, že podmı́něné pravděpodob-
nosti výskytu slova wi jsou podmı́něny pouze svou historiı́, tj. posloupnostı́ slov w1 . . . wi−2wi−1.

Pro konstrukci jazykového modelu požadujeme znalost apriornı́ch pravděpodobnostı́ P (wK1 )
všech posloupnostı́ slov libovolné délky K. Ovšem všechny tyto pravděpodobnosti je v praxi
velice obtı́žné a téměř nemožné zı́skat. Provádı́ se proto jejich aproximace, kdy všechny historie
w1 . . . wi−2wi−1, které se shodujı́ v poslednı́ch n − 1 slovech, zařadı́me do stejné třı́dy. Takový
postup odpovı́dá aproximaci pravé strany vztahu (3.2) Markovovým procesem s řádem (n − 1) a
takto vytvořené modely jsou nazývány jako n-gramové modely.

3.2 N-gramový jazykový model

N-gramový jazykový model je založený na n-gramech. N-gramem rozumı́me posloupnostn za sebou
jdoucı́ch slov v pozorovánı́ jejich náhodného výběru, napřı́klad v trénovacı́m korpusu. N-gramy majı́
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různé názvy, podle hodnoty parametru n, kde n-gramy s hodnotou parametru n = 0, 1, 2, 3, 4, 5 . . . k
nazýváme zerogramy, unigramy, bigramy, trigramy, 4-gramy, 5-gramy . . . k-gramy.

Přı́klad n-gramů:
Pro názornost použijeme větu:

Na louce se pase krásný bı́lý kůň

potom n-gramy pro n = 1, 2, 3 budou následujı́cı́:

unigramy - Na, louce, se, pase, krásný, bı́lý, kůň.
bigramy - Na louce, louce se, se pase, pase krásný, krásný bı́lý, bı́lý kůň.
trigramy - Na louce se, louce se pase, se pase krásný, pase krásný bı́lý, krásný bı́lý kůň.

V n-gramovém modelu je podmı́něná pravděpodobnost P (wk|wk−1
1 ) [11] slova wk na pozici k zá-

vislá pouze nan−1 předcházejı́cı́ch slovech, aproximuje se vztahemP (wk|wk−1
1 ) ≈ P (wk|wk−1

k−n+1),
tudı́ž pro P (wk1) platı́:

P (wk1) ≈
k∏
i=1

P (wi|wi−1
i−n+1) (3.3)

N-gramový model by měl ideálně obsahovat pravděpodobnosti všech možných slovnı́ch n-gramů.
Což obvykle bývá problém, protože počet kombinacı́ všech možných n-gramů lze vyjádřit jako
mn, kde m je velikost slovnı́ku a n je řád n-gramu. Je vidět, že počet všech možných kombinacı́
roste exponenciálně s řádem n-gramu, a proto se v praxi většinou použı́vá řád menšı́ než 4. Pokud
bychom pro názornost uvažovali slovnı́k o velikosti 50 000 slov, můžeme počet kombinacı́ vyjádřit
pro n = 1, 2, 3, 4 následujı́cı́ tabulkou.

řád n-gramu počet kombinacı́
1 5× 104

2 2, 5× 109

3 1, 25× 1014

4 6, 25× 1018

Tabulka 3.1: Tabulka počtu kombinacı́ n-gramů v n-gramovém modelu

3.2.1 Výhody n-gramových modelů

• Dobré vlastnosti pro některé jazyky - jsou velmi vhodné pro jazyky s relativně pevným
pořádkem slov ve větě, protože zde existujı́ silné statistické závislosti mezi výskyty za sebou
jdoucı́ch slov.

• Snadná práce - nabı́zejı́ relativně snadný způsob jejich odhadu a algoritmus pro práci s nimi
je jednoduchý.

• Nezávislot na jazyku - výpočet n-gramové statistiky je nezávislý na jazyku.

• Doménova přizbůsobivost - mohou být snadno přizpůsobeny nějaké doméně [9], kde n-
gramy patřı́cı́ do části trénovacı́ho korpusu, který se týká této domény dostanou většı́ váhu a
dajı́ se i lehce sloučit s ostatnı́mi částmi, které se domény netýkajı́ a majı́ tak menšı́ váhu.
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• Integrovatelnost s akustickými modely - protože předpovı́dajı́ budoucnost z minulosti, tak
jsou dobře integrovatelné s aukustickými modely, které jsou založeny na skrytých markov-
ských modelech.

3.2.2 Nevýhody n-gramových modelů

• Časová a pamět’ová náročnost - protože slovnı́k pro vytvořenı́ n-gramových modelů potře-
bujeme zpravidla poměrně rozsáhlý, je z tabulky (3.1) patrné, že n-gramové modely vyššı́ch
řádů jsou velice pamět’ově náročné a práce s nimi je potom časově náročná.

• Omezenı́ n-gramů - n-gramové modely dokážı́ popsat jen lokálnı́ závislosti slov, přestože
reálné závislosti slov často přesahujı́ řád n-gramového modelu.

• Nedostatek dat - abychom pokryli počet všech kombinacı́ n-gramů uvedený v tabulce (3.1)
musel by trénovacı́ korpus obsáhnout všechny tyto kombinace, což je prakticky nemožné
u vyššı́ch řádů.

3.3 Odhad pravděpodobnostnı́ funkce n-gramových modelů

N-gramový jazykový model musı́ vhodným způsobem odhadnout z trénovacı́ho korpusu všechny
potřebné n-gramové pravděpodobnostiP (wk|wk−n+1 . . . wk−1). Jednou z nejpoužı́vanějšı́ch metod
a také nejjednoduššı́ metoda je Maximum Likelihood Estimation (MLE) [8]. Tato metoda odhaduje
pravděpodobnost na základě vztahů

PMLE(w1 . . . wn) =
C(w1 . . . wn)

N
(3.4)

PMLE(wn|w1 . . . wn−1) =
C(w1 . . . wn)
C(w1 . . . wn−1)

(3.5)

Přı́klad n-gramů:
Pro názornost použijeme trénovacı́ věty:

Na louce se pase krásný bı́lý kůň
Na louce se prohánı́ bı́lý zajı́c

a testovacı́ větu, pro kterou spočı́táme pravděpodobnost P (S):

Na louce se prohánı́ bı́lý kůň

potom odhady pravděpodobnostı́ pomocı́ MLE pro n = 1, 2 budou následujı́cı́:

odhad unigramů

P (Na) .= 0, 1538, P (louce) .= 0, 1538, P (se) .= 0, 1538,
P (pase) .= 0, 0769, P (krásný) .= 0, 0769, P (bı́lý) .= 0, 1538,
P (kůň) .= 0, 0769, P (prohánı́) .= 0, 0769, P (zajı́c) .= 0, 0769.
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P (S) = 0, 1538× 0, 1538× 0, 1538× 0, 0769× 0, 1538× 0, 0769 = 3, 3088× 10−6

Odhad bigramů

P (louce|Na) .= 1, 0, P (se|louce) .= 1, 0, P (pase|se) .= 0, 5,
P (krásný|pase) .= 1, 0, P (bı́lý|krásný) .= 1, 0, P (kůň|bı́lý) .= 0, 5,
P (prohánı́|se) .= 0, 5, P (bı́lý|prohánı́) .= 1, 0, P (bı́lý|zajı́c) .= 1, 0.
P (Na|START ) .= 1, 0

P (S) = 1, 0× 1, 0× 1, 0× 1, 0× 0, 5× 0, 5 = 0, 25

MLE rozdělı́ pravděpodobnost pro všechny n-gramy nelezené v trénovacı́m korpusu. Metoda MLE
má ovšem nežádoucı́ efekt, protože přiřadı́ nulovou pravděpodobnost n-gramům, které nebyly
v trénovacı́m korpusu nalezeny. Ze tabulky (3.1) vı́me, že zajistit této metodě dostatečný počet
trénovacı́ch dat je prakticky nemožné, a proto potřebujeme zajistit, aby neznáme n-gramy zı́skaly
nenulovou pravděpodobnost a o tuto hodnotu byla snı́žena pravděpodobnost známým n-gramům,
protože celková pravděpodobnost se musı́ rovnat jedné. Takovýto proces nazýváme vyhlazovánı́.

3.4 Vyhlazovánı́

Jak již bylo zmı́něno dřı́ve viz (3.3), řı́dkost1 trénovacı́ch dat vede k nulovým pravděpodobnostem
při použitı́ metody maximálnı́ věrohodnosti MLE. Odhadnutá pravděpodobnost zı́skaná pro pozo-
rované jevy (n-gramy vyskytujı́cı́ se v trénovacı́ch datech) se musı́ vhodně přerozdělit tak, že se
snı́žı́ o určitou část, která je použita pro nepozorované jevy (n-gramy nevyskytujı́cı́ se v trénovacı́ch
datech). Tomuto procesu přerozdělovánı́ pravděpodobnosti řı́káme vyhlazovánı́. Pro lepšı́ orientaci
v následujı́cı́ch vzorcı́ch pro různé metody vyhlazovánı́ jsem se rozhodl zavést následujı́cı́ značenı́:

w, w′ - značı́ vždy právě jedno slovo v trénovacı́m korpusu
h - historie (posloupnost slov předcházejı́cı́ nějakému slovu v trénovacı́m korpusu)
h - zobecněná historie (historie, která je shodná s koncem historie h, ale je zpravidla

u n-gramových modelů kratšı́ o jedno slovo než historie h)
N(h,w) - počet výskytů konkrétnı́ posloupnosti hw (tj. počet výskytů konkrétnı́ho slova w

jemuž předcházela historie h)
N(h) - počet výskytů konkrétnı́ historie h v trénovacı́m korpusu

3.4.1 Ústupové (back-off) a interpolačnı́ schéma vyhlazovánı́

Proces vyhlazovánı́ lze provádět dvěma odlišnými způsoby. Jeden z nich je založený na tzv. ústu-
povém schématu (back-off) a druhým způsobem je lineárnı́ interpolačnı́ schéma.

Ústupové back-off schéma

Princip ústupového schématu [11] spočı́vá v tom, že se vyhlazený odhad pravděpodobnosti počı́tá
bud’z relativnı́ch četnostı́ n-gramů (tj. N(h,w)/N(h)), nebo, pokud nenı́ dostatek trénovacı́ch dat
na určenı́ četnostı́ n-gramů, se využı́vá tzv. zobecněného rozdělenı́ β(w|h) n-gramů, což je výpočet

1 řı́dkostı́ trénovacı́ch dat rozumı́ne chybějı́cı́ kombinace n-gramů v trénovacı́m korpusu, které se mohou v reálném
jazyce vyskytovat
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z relativnı́ch četnostı́ (n-1)-gramů (tj. β(w|h) = N(h,w)/N(h)), kde h je zobečnéná historie
(tj. historie h zkrácená o své ”nejstaršı́ “ slovo). Ústupové schéma však nevyužı́vá pro výpočet
pravděpodobnosti daného jevu obě četnosti N(h,w)/N(h) a β(w|h) najednou.

Pravděpodobnosti pozorovaných n-gramů (tj. n-gramy, které se v trénovacı́ch datech vykytujı́
dostatečně) se odhadujı́ na základě svých relativnı́ch četnostı́ N(h,w)/N(h), které jsou vždy
snı́ženy součinitelem dN(h,w). Takto ubraná část pravděpodobnosti se pak přerozdělı́ mezi všechny
nepozorované n-gramy (tj. n-gramy, které se v trénovacı́ch datech nevyskytly, ale v realitě by mohly
existovat a jejich N(h,w) = 0). Čı́slo 0 ≤ dN(h,w) ≤ 1 nazýváme diskontnı́ součinitel, protože
způsobı́, že odhad pravděpodobnosti pozorovaných n-gramů je snı́žen v poměru dN(h,w). Odhady
pravděpodobnosti nepozorovaných n-gramů poté zı́skáme vynásobenı́m zobecněného rozdělenı́ tzv.
ústupovou (back-off) váhou B(h), která obsahuje jak přerozdělené množstvı́ pravděpodobnosti tak
i normalizačnı́ člen. Ústupové schéma můžeme vyjádřit jako:

PBO(w|h) =


dN(h,w)

N(h,w)
N(h) proN(h,w) > 0

B(h)β(w|h) proN(h,w) = 0.
(3.6)

Pro ústupovou váhu B(h) platı́

B(h) =

1−
∑

w:N(h,w)>0

dN(h,w)
N(h,w)
N(h)∑

w:N(h,w)=0

β(w|h)
, (3.7)

kde čitatel reprezentuje celkovou přerozdělenou relativnı́ četnost směrem k nepozorovaným je-
vům a jmenovatel normalizačnı́ člen, který zaručuje, že součet pravděpodobnostı́ bude roven 1.
Z praktických důvodů se někdy zavádı́ tzv. diskontnı́ faktor λN(h,w), který je definován vztahem

λN(h,w) = 1− dN(h,w). (3.8)

Lineárnı́ interpolačnı́ schéma

Na rozdı́l od ústupového schématu využı́vá interpolačnı́ schéma [11] pro určenı́ pravděpodobnostı́
pozorovaných n-gramů jak relativnı́ četnosti n-gramu, tak i zobecněné rozdělenı́. Počı́tá z obou
vážený průměr, který můžeme definovat jako

PLI(w|h) = dN(h,w)
N(h,w)
N(h)

+ (1− dN(h,w))β(w|h) =

= (1− λN(h,w))
N(h,w)
N(h)

+ λN(h,w)β(w|h) (3.9)

Lineárnı́ interpolačnı́ schéma můžeme použı́t i pro kombinaci obecně různých jazykových modelů.
Podařı́-li se nalézt optimálnı́ hodnoty parametrů λN(h,w), nemůže být výsledný interpolovaný model
horšı́ než kterýkoliv z jeho dı́lčı́ch modelů.

3.4.2 Good-Turing odhad pro vyhlazovánı́

Good-Turing odhad [11] počı́tá s tı́m, že se v trénovacı́m korpusu objevujı́ jevy pozorované (n-
gramy obsažené v trénovacı́m korpusu) a také nepozorované (n-gramy neobsažené v trénovacı́m
korpusu, ale v realitě jsou takové n-gramy přı́pustné). Aby toho bylo dosaženo je potřeba zmenšit
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pravděpodobnost pozorovaných jevů tak, aby zbyla nenulová pravděpodobnost na jevy nepozoro-
vané. Goodův-Turingův odhad řı́ká, vyskytuje-li se daný jev v celém trénovacı́m korpusu o velikosti
N r-krát, potom opravená absolutnı́ četnost tohoto jevu, kterou značı́me r∗, je dána předpisem

r∗ =
(r + 1)nr+1

nr
, (3.10)

kde nr je počet všech navzájem různých jevů (n-gramů) vyskytujı́cı́ch se právě r-krát v trénovacı́m
korpusu. Odhad pravděpodobnosti jevu, který se v trénovacı́m korpusu vyskytl r-krát, je dán výrazem

PGT (h,w) =
r∗

N
, (3.11)

kde r∗ můžeme určit z rovnice (3.10). Good-Turing odhad pravděpodobnosti všech nepozorovaných
jevů je dán relativnı́ četnostı́ singletonů (tj. jevů, které se vyskytly v trénovacı́m korpusu jenom
jednou) a můžeme ho vyjádřit vztahem

PGT (h,w) =
n1

N
pro N(h,w) = 0. (3.12)

3.4.3 Written-Bell vyhlazovánı́

Written-Bell model [11] je popsán diskontnı́m součinitelem ve tvaru:

dN(h,w) = dh =
N(h)

N(h) + n(h)
pro N(h,w) > 0, (3.13)

kde n(h) je počet různých slov následujı́cı́ch v trénovacı́m korpusu historii h a dh značı́, že diskontnı́
součinitel je závislý pouze na historii h, tzn. pro každou pevnou historii je konstatnı́. Written-Bell
model můžeme vyjádřit pomocı́ vztahu 3.6 jako

PWB(w|h) =


N(h,w)

N(h)+n(h) pro N(h,w) > 0

n(h)
N(h)+n(h)

β(w|h)P
w′:N(h,w)=0

β(w|h) pro N(h,w) = 0.
(3.14)

3.4.4 Kneser-Ney vyhlazovánı́

Kneser a Ney [11] odvodili nový vztah zobecněného rozdělenı́ β(w|h) a to

β(w|h) = β+(w|h) =
N+(h,w)
N+(h)

, (3.15)

kde

N+(h,w) =
∑

h:h⊂h∧N(h,w)>0

1 a N+(h) =
∑
w′

N+(h,w′). (3.16)

Hodnota N+(h,w) udává počet všech různých n-gramů hw (délky n) v celém korpusu, které končı́
posloupnostı́ slov hw (délky n−1). Kneser-Ney model tedy nebere v úvahu pouze četnosti výskytu
n-gramů, ale hlavně záležı́ na kontextu výskytu daného slova. Slova, která se objevujı́ ve vı́ce
kontextech, dostávajı́ přiřazenou většı́ pravděpodobnost vyskytnutı́ se v neznámém kontextu, než-li
slova, která se vyskytujı́ pouze v určitém kontextu.
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Napřı́klad pokud bychom vzali v úvahu slovnı́ spojenı́ Vysoké Mýto a dobrý fotbal. Za předpo-
kladu, že v trénovacı́m korpusu se slovo Mýto objevovalo nejčastěji, ale vždy jen ve spojenı́ Vysoké
Mýto a slovo fotbal se objevovalo méně často, ale v mnoha různých kontextech (např. krásný, ligový,
útočný...). Potom pokud bychom měli odhadnout následujı́cı́ neznámé slovo napřı́klad ve větě

Dnes se chci dı́vat na ...

Tak pokud by pravděpodobnost závisela pouze na relativnı́ch četnostech, mělo by největšı́ pravdě-
podobnost výskytu slovo Mýto, ale jelikož u Kneser-Ney modelu záležı́ na kontextu ve kterém se
slovo vyskytuje. Dostane největšı́ pravděpodobnost slovo fotbal, protože se vyskytovalo v nejvı́ce
různých kontextech, kdežto slovo Mýto jen v jednom. Do výsledné věty se doplnı́ slovo s nejvyššı́
pravděpodobnstı́ a výsledek bude

Dnes se chci dı́vat na fotbal

3.5 Posouzenı́ kvality jazykových modelů

Jazykový model můžeme vytvořit mnoha různými způsoby. Abychom byli schopni porovnat dva
různé jazykové modely, potřebujeme mı́t k dispozici nějakou metodu, pomocı́ nı́ž můžeme změřit
kvalitu daného modelu.

Jazykový model lze porovnávat odděleně od ostatnı́ch částı́ aplikace, ve které je využı́ván.
Napřı́klad ohodnocenı́m, jak umı́ předpovı́dat slova neznámého textu na základě textu, na kterém
byl natrénován. Nejpoužı́vanějšı́ mı́rou ohodnocenı́ kvality jazykového modelu je tvz. perplexita.

3.5.1 Perplexita

Perplexita [11] značı́ schopnost jazykového modelu, jak dobře dokáže popsat korpus, na kterém
je perplexita počı́tána. Vycházı́ z odhadu apriornı́ pravděpodobnosti P (W ) = P (w1w2 . . . wK)
výskytu posloupnosti slov W . Pokud uvažujeme korpus vyjádřený jako posloupnost W čı́tajı́cı́ K
slov včetně symbolů značı́cı́ch konce jednotlivých vět, je v průměru pravděpodobnost posloupnosti
K slov K-krát menšı́ než pravděpodobnost posloupnosti o délce jednoho slova. P (W ) je vhodné
normalizovat vzhledem k počtu slov K funkcı́ přı́slušné odmocniny

K
√

(P (w1w2 . . . wK)). (3.17)

Dı́ky normalizaci můžeme porovnávat kvalitu jazykových modelů na korpusech různé délky, nebo
porovnávat rozpoznánı́ dvou nestejně dlouhých korpusů stejným jazykovým modelem. Jelikož
hodnota odhadu pravděpodobnostiP (W ) závisı́ jak na kvalitě modelu, tak i na mı́ře neuspořádanosti
samotného jazyka, definujeme perplexitu korpusu PP vztahem

PP =
1

K
√

(P (w1w2 . . . wK))
. (3.18)

Někdy se můžeme setkat s perplexitou vyjádřenou v logaritmické podobně označovanou jako LP

LP = log2PP =
−1
K
log2P (W ). (3.19)
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Pro n-gramové modely můžeme vztah (3.19) upravit do tvaru

LP = log2PP =
−1
K

K∑
i=1

log2P (wi|w1w2 . . . wi−2wi−1). (3.20)

Perplexitu rozlišujeme podle druhu použitého korpusu na perplexitu testovacı́ho korpusu nebo
perplexitu terénovacı́cho korpusu. Čı́m menšı́ je hodnota perplexity, tı́m lépe jazykový model
popisuje testovaný korpus.

3.6 Způsoby zrychlenı́ jazykového modelu a redukce pamět’ové
náročnosti modelu

Protože jednou z nevýhod n-gramového modelu popsaných v (3.2.2) je jeho pamět’ová a časová
náročnost. Existujı́ metody, které se snažı́ tuto náročnost snı́žit na přijatelnou mı́ru.

3.6.1 Prořezánı́ jazykového modelu (pruning)

Při tvorbě jazykového modelu můžeme využı́t jeho prořezánı́. Při něm vhodně nastavı́me práh, podle
kterého dojde k prořezánı́. Prořezánı́m jazykového modelu rozumı́me odstraněnı́ takových n-gramů,
které když odstranı́me, tak následný vzrůst perplexity (3.5.1) nepřesáhne zadaný práh prořezánı́.
V praxi se použı́vajı́ hodnoty prahu v rozmezı́ 1× 10−9 až 1× 10−7. Hodnoty by neměly výrazně
ovlivnit kvalitu modelu, nebot’zhoršenı́ perplexity mezi nimi je celkem zanedbatelné viz (7.6), ale
rapidně snı́žı́ jeho velikost.

3.6.2 Nastavenı́ četnosti n-gramů

Dalšı́ metodou pro snı́ženı́ pamětové náročnosti modelu je nastavenı́ četnosti n-gramů. Můžeme
nastavit minimálnı́ četnost n-gramů, které se majı́ do modelu zahrnovat. Napřı́klad můžeme nastavit,
že trigramy se musı́ vyskytnou v trénovacı́m korpusu minimálně 3x, bigramy minimálně 4x, aby
byly do modelu zahrnuty.

3.6.3 Zmenšenı́ velikosti slovnı́ku

Z hodnot tabulky 3.1 je patrné, že velikost slovnı́ku výrazně ovlivňuje jazykový model. Snı́ženı́m
počtu slov ve slovnı́ku můžeme zredukovat velikost jazykového modelu.
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Kapitola 4

Použité nástroje

V této kapitole jsou popsány všechny použité nástroje, které významě ovlivnily implementaci
chatbota.

4.1 SRILM

SRILM [12] je toolkit, který sloužı́ pro vytvářenı́ a práci se statistickými jazykovými modely. Předev-
šı́m sloužı́ pro použitı́ při rozpoznávánı́ řeči, statistického označovánı́ a segmentace a strojového
překladu. Obsahuje jak programy pro vytvářenı́ a práci s jazykovými modely, tak i různé připravené
skripty, které mohou řešit časté požadavky, při vytvářenı́ modelů, jako je napřı́klad skript pro
vytvářenı́ velikých jazykových modelů. Umožňuje využı́vat i jazykové modely třetı́ch stran, jako
jsou napřı́klad modely od Googlu1.

Pro tvorbu jazykového modelu se použı́vá program ngram-count, který jako defaultnı́ nasta-
venı́ použı́vá Good-Turing vyhlazovánı́. Obsahuje různé množstvı́ parametrů2 např.

• -vocab file - file určuje slovnı́k, který bude použitý pro tvorbu jazykového modelu.

• -text file - file je trénovacı́ korpus v textové podobě, přı́padně může být zabalený ve formátu
tar.gz.

• -lm file - file určuje název vytvořeného jazykového modelu.

• -order N - N značı́ řád jazykového modelu, defaultně je nastavený na 3 pro použı́vánı́
trigramového modelu.

• -gtNmin K - N určuje počet n-gram (2-bigram,3-trigram) a K minimálnı́ počet jeho výskytů
v trénovacı́m korpusu aby byl zahrnut do jazykového modelu.

• -prune h - h je práh prožezávánı́.

• -kndiscountN - vyhlazovánı́ metodou Kneser-Ney, kde N můžeme vynechat nebo pomocı́
něj specifikovat, pro které n-gramy se tato metoda použije.

• -wbdiscountN - vyhlazovánı́ metodou Written-Bell, N má stejné vlastnosti jako v přı́padě
Kneser-Ney.

1http://commondatastorage.googleapis.com/books/syntactic-ngrams/index.html
2http://www.speech.sri.com/projects/srilm/manpages/ngram-count.1.html
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• -interpolateN - použı́vá se k interpolaci, je použitelné pro kombinaci s metodami pro vyhla-
zovánı́ Kneser-Ney a Written-Bell.

Pro práci s jazykovým modelem se použı́vá programngram, který má také spoustu různý parametrů3

napřı́klad:

• -lm file - file je jazykový model, který se má použı́t.

• -gen N - N určuje počet vět, které majı́ být z jazykového modelu vygenerovány.

• -gen-prefixes file - file označuje soubor, ve kterém se nacházı́ prefixy pro generované věty.
Každý prefix je na novém řádku, generovaný počet vět závisı́ na počtu řádků s prefixy
v souboru.

• -ppl textfile - spočı́tá perplexitu modelu vzhledem k testovacı́mu korpusu, určeném souborem
textfile.

4.2 Wordnik

Wordnik umožňuje práci s anglickými slovy a využı́vá k tomu různé volně šı́řitelné slovnı́ky. Má
velice bohatou nabı́dku API4 v mnoha různých jazycı́ch, pomocı́ nichž můžeme zı́skávat užitečná
data. Wordnik API umožňuje požádat o definice slova (určenı́ slovnı́ch druhů), přı́klady vět, kontroly
pravopisu, synonyma či antonyma, slovnı́ spojenı́, ve kterém se určité slovo vyskytuje, dokončovánı́
slova, zı́skánı́ náhodného slova (může být specifikováno jaký slovnı́ druhy požadujeme), zı́skánı́
slova dne a mnoho dalšı́ch.

3http://www.speech.sri.com/projects/srilm/manpages/ngram.1.html
4http://developer.wordnik.com/docs.html
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Kapitola 5

Tvorba jazykového modelu

Jazykový model se vytvářı́ z trénovacı́ho korpusu (textu obsahujı́cı́ho věty ve zvoleném jazyce) a
slovnı́ku. Pro testovánı́ kvality modelu např. perplexity (3.5.1) se využı́vá testovacı́ho korpusu (textu
obsahujı́cı́ho věty ve zvoleném jazyce, které nebyly použity pro trénovacı́ korpus ani nijak upravo-
vány). Než jsem začal s tvorbou jazykového modelu, bylo nutné si výše uvedené korpusy a slovnı́k
vytvořit. K vytvořenı́ korpusů jsem nejdřı́ve musel nasbı́rat dostatečné množstvı́ odpovı́dajı́cı́ch dat.

5.1 Sběr dat

Sbı́ral jsem data pro trénovacı́ korpus a testovacı́ korpus, přičemž oba korpusy musı́ obsahovat data
ze stejných zdrojů lišı́cı́ se pouze obsahem. Pro zı́skánı́ dat k tvorbě jazykového modelu jsem využil
různá internetová fóra, kde se nacházı́ spoustu konverzacı́ na zajı́mavá témata napřı́klad fórum1.
Dalšı́m hlavnı́m zdrojem pro zı́skánı́ dat byl Twitter, který poskytuje stream, na který uvolňuje 1%
všech veřejných tweetů. Pro spouštěnı́ skriptů pro sběr dat jsem využil svého hostingu2.

5.1.1 Sběr z Twitteru

Data z Twitteru jsem sbı́ral z již zmı́něného streamu [5] prostřednictvı́m php api pro Twitter3. Za
pomoci tohoto api jsem vytvořil jednoduchý skript, který se napojı́ na stream veřejných tweetů a
zı́skává z něj tweety v anglickém jazyce. Jelikož po připojenı́ se na stream api neustále zachytává
tweety a zpracovává je pomocı́ volánı́ callbackové funkce, rozhodl jsem se omezit počet zachytá-
vaných tweetů v jednom běhu na 5000. Čı́slo jsem zvolil pomocı́ pozorovánı́ doby běhy skriptu tak,
aby doba běhu nepřekročila 30 sekund, jelikož touto dobou je limitována doba běhu php skriptu na
hostingu. Skript jsem nechal spouštět cronem každou hodinu, a tak skript každý den nasbı́ral 120
000 tweetů.

Skript ukládá tweety do výstupnı́ho souboru, každý tweet na nový řádek. Původně ukládal
také poznámky k jednotlivým tweetům (např. tweet, retweet, přı́padně originálnı́ tweet, který je
retweetován). Protože jsem se později rozhodl nerozlišovat mezi tweety a retweety, tyto poznámky
jsem k ukládaným datům do konečné verze skriptu pro sběr dat z Twitteru nezahrnul. Výstupnı́
soubory jsem si každý týden zálohoval a přejmenovával, aby skript nepracoval se zbytečně velkým
souborem. Skript běžěl několik měsı́ců a nakonec zı́skal několik stovek MB dat.

1fórum lze nalézt na adrese http://www.bay12forums.com/smf/index.php
2hosting se nacházı́ na adrese http://medievo.eu
3jako api pro Twitter bylo použito https://github.com/themattharris/tmhOAuthExamples
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5.1.2 Sběr dat z fór

Při sbı́ránı́ dat z různých fór jsem nejdřı́ve našel fóra obsahujı́cı́ zajı́mavé diskuze v anglickém
jazyce. Zaměřil jsem se převážně na fóra, která umožňovala tisk stránky daného tématu. Tı́m zı́skal
k dispozici jednu stránku s kompletnı́ diskuzı́. Taková kritéria splňuje fórum zmı́něné v sekci (5.1),
které navı́c obsahuje nepřeberné množstvı́ diskuzı́ k různým tématům, a proto se stalo mým hlavnı́m
zdrojem dat, ale ne jediným. Postup při zı́skávánı́ dat s z různých fór probı́hal vždy ve stejných
fázı́ch:

1. Nalezenı́ vhodného tématu s velkým počtem přı́spěvků.

2. Zı́skánı́ všech přı́spěvků v daném tématu na jedné stránce (tisk stránky).

3. Uloženı́ této stránky.

4. Nastavenı́ parametrů skriptu pro zpracovánı́ dat.

5. Uloženı́ přı́slušných souborů do vstupnı́ složky skriptu.

6. Spuštěnı́ skriptu.

7. Zálohovánı́ výstupů.

Skript pro zpracovávánı́ dat je vytvořen v jazyku php a jeho funkcionalita je velice jednoduchá.
Skript projde vstupnı́ složku a zpracuje všechny soubory, které se v nı́ nacházejı́, podle nastavených
parametrů. Výsledky uložı́ do výstupnı́ch souborů pojmenovaných podle tématu přı́slušné diskuze.
Ze vstupnı́ch dat jsou zı́skány pouze přı́spěvky uživatelů v diskuzi a odstraněny citace předchozı́ch
přı́spěvků, čı́mž se eliminujı́ duplicitnı́ přı́spěvky v jednom tématu. Z fór se mi podařilo zı́skat cca
18MB dat.

5.2 Proces vytvářenı́ jazykového modelu

Po zı́skánı́ dat jsem musel tyto data vhodně spojit, upravit a vytvořit z nich slovnı́k a trénovacı́ korpus
pro vytvořenı́ jazykového modelu. Z několika dat, která jsem nezahrnul do trénovacı́ho korpusu,
jsem vytvořil testovacı́ korpus pro porovnánı́ jazykových modelů.

5.2.1 Úprava a spojenı́ dat

Data bylo nutné upravit tak, abych je mohl použı́t jako trénovacı́ korpus pro n-gramový model.
Důležité bylo vyřešit odkazy, interpunkci, závorky, smajlı́ky, různé nestandardnı́ znaky, anglické
zkracovánı́ výrazů s pomocným slovesem be a have (např. I am => I’m, I have => I’ve), uvozovky,
apostrofy, mezery, prázdné řádky, duplicitnı́ řádky, hashtagy, čı́sla, data a ještě pro každý zdroj dat
různá specifická nežádoucı́ data.

Pro tyto úpravy jsem vytvořil jeden hlavnı́ skript pro společné úpravy všech zdrojů dat. Pro
každý zdroj dat jsem ještě naimplementoval vlastnı́ skript, který řešil speciálnı́ přı́pady nežádoucı́ch
dat právě pro konkrétnı́ zdroj, převážně pro data z Twitteru.

5.2.2 Společný skript

Společný skript pro úpravu dat prakticky provádı́ tři mechanizmy pro různé typy dat:
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1. Odstraněnı́ dat - úplně odstranı́ nežádoucı́ data, např. multibajtové znaky. Odstraňujı́ se i
nežádoucı́ mezery - tato úprava se provede úplně nakonec, aby ve výstupnı́m souboru nebylo
vı́ce mezer za sebou. Duplicitnı́ a prázdné řádky jsou odstraňovány též.

2. Rozlišenı́ znaků jako slova - nahradı́ určitý znak jako mezera znak mezera, aby se tento znak
zahrnul do jazykového modelu jako samostatné slovo a nespojoval se se slovem, před nebo
za kterým byl napsán (např. slovnı́ spojenı́ slovo, které nalezneme (zde). bude nahrazeno za
slovo , které nalezneme ( zde ) . ). Tento mechanismus byl aplikován na interpunkci ve větách,
závorky, uvozovky a apostrofy.

3. Úprava a nahrazovánı́ specifických slov - tato část skriptu byla nejtěžšı́, protože jsem musel
vymyslet jakým způsobem budu řešit odkazy, zkracovánı́ výrazů, smajlı́ky, čı́sla, datumy, čas.

Odkazy

Rozhodl jsem se, že odkazy v textu ponechám a zpracuji je tak, že si označı́m začátek a konec
odkazu a odkaz vhodně upravı́m. Pro označenı́ začátku a konce každého odkazu jsem zvolil zna-
čky <<start_odkaz>> pro začátek odkazu a <<end_odkaz>> pro konec odkazu. Odkaz,
který se nacházel mezi těmito značkami jsem poté rozdělil na jednotlivé části odkazu podle znaků
(./:?%&#=), takže pokud byl odkaz v textu ve tvaru http://medievo.eu/chatbotapp, po úpravě vzniklo
<<start_odkaz>> http : / / medievo . eu / chatbotapp <<end_odkaz>>. Pro takovýto postup
u odkazů jsem se rozhodl, protože jazykový model se relativně dobře naučı́ posloupnost ”slov“ mezi
značkami začátku a konce odkazu a následně může vygenerovat přijatelný odkaz.

Zkracované výrazy

Zkracované anglické výrazy jsem se rozhodl rozgenerovat, aby se jazykový model neučil zvlášt’
zkrácené a zvlášt’nezkrácené výrazy (např. I am vs I’m). Skript všechny anglické zkracované výrazy
s pomocným slovesem be a have rozgeneruje na jejich dlouhé varianty. Rozgenerovávánı́ proběhlo
za pomoci definice pravidel, kdy je možné provádět zkracovánı́4 v angličtině.
Ostatnı́ věci jako jsou čı́sla, datumy, časy, smajlı́ci, hashtagy . . . jsem neupravoval a nechal jsem je
jazykový model naučit v takovém tvaru, v jakém byly uvedeny v trénovacı́m korpusu.

5.2.3 Úprava twitterových dat

Data z Twitteru jsem musel upravit abych odstranil slova jako tweet:, retweet: a original tweet:, která
jsem přidával do zı́skaných dat ve své prvnı́ verzi skriptu, jak bylo popsáno v sekci (5.1.1). Musel
jsem odstranit ještě dalšı́ nežádoucı́ slova jako rert, rt, reretw, také přezdı́vky uživatelů Twitteru
začı́najı́cı́ znakem @, protože tı́m se na Twitteru identifikuje, kdo a co komu napsal.

5.2.4 Vytvořenı́ slovnı́ku

Slovnı́k jsem vytvářel již z upravených dat. Bylo nutné rozlišit slova zvlášt’pro každý zdroj, takže
jsem si vytvořil program, který zı́ská 100 000 nejčastějšı́ch slov z textu a uložı́ je do souboru. Tı́mto
postupem jsem zı́skal nejčastějšı́ slova pro Twitter a fóra. Takovéto dělenı́ bylo důležité, protože
data z Twitteru výrazně převyšovala data zı́skaná z fór, a tak byla veliká šance, že by slova z Twitteru
mohla zastı́nit některá důležitá slova z fór. Pro spojenı́ nejčastějšı́ slov jsem vytvořil program, který
projde všechna nejčastějšı́ slova z Twitteru a spojı́ se se slovy z fór tak, aby slova z fór nebyla

4definice zkrácených tvarů je zde http://www.ajslovicka.cz/clanky/zkracene-tvary.html
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vytlačena slovy z Twitteru. Po spojenı́ jsem slova omezil opět na 100 000, a tı́m jsem vytvořil
slovnı́k pro vytvořenı́ jazykového modelu.

5.2.5 Vytvořenı́ jazykového modelu

Po úpravách nasbı́raných dat a vytvořenı́ slovnı́ku jsem všechna data spojil do jediného souboru,
který jsem poté použil pro vytvořenı́ jazykového modelu. Jazykový model jsem vytvořil pomocı́
toolkitu SRILM5 popsaného v sekci (4.1), konkrétně použı́tı́m programu ngram-count 6, který
jsem spouštěl s parametry

ngram-count -text <trenovaci_korpus> -lm <jazykovy_model>
-vocab <slovnik> -order 3 -gt3min 1 -prune <prah> -wbdiscount

Vytvořil jsem vı́ce jazykových modelů, ve kterých jsem vystřı́dal různé metody vyhlazovánı́ a
vyzkoušel rozdı́lné prahy pro prořezánı́. Také jsem vytvořil jazykové modely bez podpory odkazů
v době, kdy jsem ještě neměl dodělané zpracovávánı́ odkazů při generovánı́ vět. Na základě srovnánı́
(7.1.2) takto vytvořených jazykových modelů, jsem podle kritériı́ popsaných v sekci (7.1) zvolil pro
chatbota ten nejvhodnějšı́ jazykový model. Který jsem poté použil pro generovánı́ vět.

5http://www.speech.sri.com/projects/srilm/
6http://www.speech.sri.com/projects/srilm/manpages/ngram-count.1.html
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Kapitola 6

Implementace chatbota

V průběhu implementace jsem se rozhodl pojmenovat svého chatbota jménem Morrisek. V textu
práce ho označuji jako chatbot a v uvedených přı́kladech komunikace je označován svým názvem
Morrisek. Chatbota jsem naimplementoval jako klient-server aplikaci komunikacı́ na principu TCP
soketů. Server využı́vá nástroj SRILM pro práci s jazykovým modelem a generovánı́ jednolivých
vět. Klientovi se poté zası́lá pouze počet vygenerovaných vět, o který server požádal. Pro generovánı́
vět jsem z toolkitu SRILM použil program ngram s parametry

ngram -lm <jazykovy_model> -gen <pocet_vet>

pro generovánı́ vět s určitým prefixem potom

ngram -lm <jazykovy_model> -gen-prefix <soubor_s_prefixy_vet>

kde jazykovy_model je soubor obsahujı́cı́ jazykový model a soubor_s_prefixy_vet
je soubor obsahujı́cı́ prefix věty, ve kterém je každý prefix na jednom řádku a počet takovýchto
řádků určuje počet generovaných vět. TCP soket komunikace mezi klientem a serverem probı́há
pomocı́ protokolu ve tvaru:

generate:N:kw (6.1)

kde generate značı́, že má server klientovi zpět zaslat N vět, které splňujı́ syntaktická pra-
vidla, vygenerovaných z jazykového modelu. Jazykový model je na serveru pevně nastaven a kw je
klı́čové slovo, na které jsou generovány věty.

6.1 Server

Server je naimplementován v jazyce c++11 a momentálně je spuštěn na školnı́m serveru Merlin1, kde
naslouchá na portu 15000. Je založený na TCP soket komunikaci a využı́vá vlákna pro zpracovánı́
jednotlivých požadavků. Použı́vá mnou vytvořenou třı́du filter, která zpracovává věty vygene-
rované jazykovým modelem. Jejı́m účelem je najı́t mezi vygenerovanými větami takové věty, které

1http://merlin.fit.vutbr.cz
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odpovı́dajı́ správné syntaxi a neobsahujı́ zakázaná slova2 (rasismusy a vulgarismy). Takto vybrané
věty poté upravı́ do původnı́ podoby podle provedených úprav popsaných v sekci (5.2.1).

Při syntaktické kontrole věty se kontrolujı́ odkazy tak, že věta musı́ obsahovat značky
<<start_odkaz>> <<end_odkaz>> a nebo ani jednu z nich. Pokud věta obsahuje obě značky
začátku a konce odkazu, tak se zpracuje řetězec mezi těmito značkami a vytvořı́ se z něj opět odkaz
za pomoci odstraněnı́ mezer. Dále se odstraňujı́ mezery před interpukčnı́mi znaménky a zkontroluje
se, jestli věta neobsahuje pouze hashtag či se nevyskytuje špatná kombinace po sobě jdoucı́ch znaků,
jakou je např. (slovo,’libovolný znak). Probı́há kontrola párových znaků jako jsou např. uvozovky,
které se ve větě nesmı́ vyskytnou osamotě.

Server rozlišuje podle zaslaného požadavku, má-li generovat náhodné věty nebo věty začı́najı́cı́
určitým klı́čovým slovem (prefixem). V obou přı́padech se generuje 75 vět, ze kterých jsou poté
pomocı́ třı́dy filter zı́skány výsledné věty. Při generovánı́ vět na základě klı́čového slova je nej-
prve vytvořen soubor s prefixy těchto vět, který je po úspěšném vygenerovánı́ vět smazán. Výsledná
věta, přı́padně věty, jsou nakonec odeslány jako odpověd’klientovi.
Server se přeložı́ a spustı́ pomocı́ následujı́cı́ch přı́kazů

make
./server -p <cislo_portu>

kde cislo_portu, je čı́slo portu, na kterém bude server naslouchat. Stejné čı́slo portu je nutné
nastavit v konfiguraci klienta.

6.2 Klient

Klient je napsán v jazyce php a funguje jako api, které se dá dále rozvı́jet a použı́vat. Tvořı́ část
chatbota, která komunikuje s uživatelem. Jeho hlavnı́m účelem je zpracovat text, který do konverzace
zaslal uživatel, uložit si důležitá data z tohoto textu a vrátit uživateli co možná nejlepšı́ odpověd’.
Pokud klient potřebuje vygenerovat větu, zašle přı́slušnou žádost ve formátu (6.1) a přijme odpověd’
s vygenerovanou větou od serveru.

Klient využı́vá databázi mysql pro ukládánı́ konverzacı́ a dalšı́ch pro něj důležitých informacı́.
Tuto databázi také využı́vá při použı́vánı́ různých technik pro zdokonalenı́ konverzace. Klient
použı́vá i wordnik3 (4.2), který je zde využit pro zı́skánı́ slovnı́ch druhů u slov ze vstupnı́ho textu a
rovněž pro generovánı́ náhodného prefixu věty.

Klient byl vytvářen a testován v několika verzı́ch z důvodu možnosti srovnánı́ chatbota, založe-
ného čistě na jazykovém modelovánı́, a chatbota, který využı́vá i dalšı́ techniky pro komunikace
s uživatelem. Jednotlivé verze se lišily většinou přidánı́m nové funkcionality, která řešila hlavnı́
nedostaky předcházejı́cı́ verze. Techniky použité pro vylepšovánı́ chatbota vycházı́ z technik popsa-
ných v sekci (2.8).

6.2.1 Základnı́ verze chatbota

Základnı́ verze chatbota je založena čistě na jazykovém modelovánı́. Nebere v úvahu kontext kon-
verzace. Na uživatelovy věty nahlı́žı́ pouze jako na pokyn k zaslánı́ žádosti pro vygenerovánı́ věty
na server. Nekontroluje ani uživatelův vstup na sprostá slova či rasismus. Jedinou dalšı́ funkcialitou,
kterou tato verze disponuje, je schopnost detekovat nefunkčnost spojenı́ se serverem. Při problému

2byla použita zakázaná slova z https://gist.github.com/jamiew/1112488
3https://wordnik.com/
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ve spojenı́ se serverem chatbot zareaguje větou

Sorry, Morrisek is away from keyboard. . .

Dı́ky ignoraci kontextu konverzace nedávaly rozhovory s chatbotem smysl, např.

Uživatel: Hello
Morrisek: it is not the toilets overflowing with an 1982 — ref: d (

nebo

Uživatel: who is demi lovato?
Morrisek: everybody needs somebody sometime when things get to 11ammustafa consolation.

Ačkoli měl chatbot i světlé chvilky, kdy dokázal docela obstojně zareagovat na uživatelův vstup

Uživatel: what are you doing now?
Morrisek: i stayed up to school!
Uživatel: ahoj
Morrisek: go away.

hlavnı́m nedostatkem, který bylo potřeba vyřešit, byla naprostá ignorace kontextu konverzace.

6.2.2 Druhá verze chatbota

Ve své druhé verzi se chatbot snažı́ zmı́rnit nedostatek základnı́ verze pomocı́ wordniku, dı́ky němuž
rozeznává slovnı́ druhy. Zjištěnı́m slovnı́ch druhů je schopen určit předmět věty. Předevšı́m dı́ky
pevně danému slovosledu anglické věty4, ve které vždy platı́, že předmět se nacházı́ za přı́sudkem.
Pomocı́ této techniky chatbot už jenom tak bezmyšlenkovitě nezası́lá požadavky serveru na gene-
rovánı́ náhodných vět. Nalezne-li předmět věty, odešle žádost o generovánı́ věty založené právě
na tomto předmětu. Pokud ovšem věta předmět neobsahuje, nebo nenı́ předmět nalezen, přebı́rá
chovánı́ základnı́ verze a nechá si vygenerovat od serveru náhodnou větu. V této verzi je i přidána
kontrola vulgárnı́ch a rasistických slov ze strany uživatele. Jestliže je uživatel na chatbota hrubý,
chatbot zareaguje na jeho větu obsahujı́cı́ zakázané slovo větou

Don’t be vulgar.

Vybraný přı́klad zlepšenı́ dı́ky vygenerované větě na základě prefixu, který tvořı́ předmět uži-
vatelovy otázky, je uveden zde

Uživatel: Do you like cookies?
Morrisek: cookies with chocolate milk is doing. might be

Nedostatek původnı́ verze byl částečně odstraněn, ale stále se může objevovat, v přı́padě nena-
lezenı́ předmětu věty. Také zde nenı́ žádná iniciativa při konverzaci ze strany chatbota.

4http://cs.wikipedia.org/wiki/Slovosled anglick%C3%A9 v%C4%9Bty
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6.2.3 Třetı́ verze chatbota

Jelikož největšı́ nedostatek předchozı́ch dvou verzı́ byla časová náročnost generovánı́ vět, při každém
vstupu od uživatele, rozhodl jsem se pokusit využı́t v dalšı́ verzi nějakou vhodnou techniku pro
konverzaci, která by omezila generovánı́ vět. Inspiroval jsem se technikou, kterou vyžı́vá Cleverbot
(2.7). Tato verze obsahuje mimo mechanismů převzatých z předchozı́ch verzı́ i nové mechanismy
pro

• detekci začátku a konce konverzace,

• zı́skánı́ otázky z uživatelova vstupu,

• ukládánı́ uživatelových otázek,

• zı́skávánı́ odpovědı́ na otázky,

• využı́vánı́ odpovědı́ od uživatelů v konverzaci,

Detekce začátku a konce konverzace

Detekovánı́ začátku konverzace se provádı́ bud’ na základě počtu přı́spěvků konverzace, které
byly přijmuty od uživatele (jedná-li se o prvnı́ přı́spěvek, je to bráno jako začátek konverzace),
nebo se porovnává začátek věty se slovy5, kterými jsou anglické pozdravy, a většinou se nimi
uvozuje konverzace. Detekce konce konverzace probı́há obdobně opět pomocı́ nalezenı́ slova, které
konverzaci ukončuje.

Zı́skánı́ a ukládánı́ otázky

Otázka se z uživatelova vstupu zı́skává na základě interpunkčnı́ho znaménka, kterým by měla
správná otázka končit, čili otaznı́kem (?). Aby nedošlo k zaměněnı́ věty, která může být pronesena
před otázkou, nejprve se rozdělı́ vstup na jednotlivé věty, ze kterých je vybraná pouze ta, která je
zakončena otaznı́kem. Takto zı́skaná otázka se uložı́ do databáze (pokud v nı́ už neexistuje), a to do
tabulky určené pro otázky, které byly chatbotovi položeny. Každá otázka v tabulce má své jedinečné
id, dı́ky kterému je spojena s tabulkou určenou pro odpovědi k uloženým otázkám.

Zı́skánı́ a využı́vánı́ odpovědı́ na otázky

Chatbot dı́ky detekci začátku konverzace položı́ v úvodu konverzace uživateli jednu z otázek, které
mu byly položeny. Otázky může vybı́rat podle dvou kritériı́. Jednak na základě klı́čového slova,
které zı́ská z uživatelova vstupu, nebo si zjistı́ otázku, na kterou má nejmenšı́ počet odpovědı́. Je-li
takovýchto otázek vı́ce, náhodně vybere jednu z nich. Po položenı́ otázky si poznačı́ id otázky, na
kterou se uživatele zeptal, a jakmile uživatel odpovı́, uložı́ si jeho odpověd do databáze k odpovědı́m
na zvolenou otázku.

Takto zı́skané odpovědi od uživatelů poté chatbot sám využı́vá. Pokud se ho uživatel zeptá na
nějakou otázku, pokusı́ se najı́t tuto otázku ve své databázi, a pokud ji nalezne a existuje na ni
odpověd’, tuto odpověd’použije.

5http://www.helpforenglish.cz/article/2007082001-anglicke-pozdravy
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Ukázka pokládánı́ otázek v konverzaci a užı́vánı́ odpovědı́

Uživatel: Hi
Morrisek: how are you?
Uživatel: fine.

V jiné konverzaci potom použije chatbot odpověd’uživatele

Uživatel: how are you?
Morrisek: fine.

Nevýhodou této verze je poměrně malý okruh známých otázek a hlavně neschopnost určit, které
otázky byly již v konverzaci použity. Může tak nastat situace, kdy se chatbot zeptá uživale vı́cekrát
na to stejné. Také kvalita otázek a odpovědı́ nemusı́ být přijatelná, proto je nutné ručně filtrovat
otázky v databázi a odstraňovat ty nežádoucı́, dokud nebude dostatek dobrý dat.

6.3 Sociálnı́ sı́tě

Jednı́m z hlavnı́ch cı́lů chatbota byla komunikace na sociálnı́ch sı́tı́ch. Pro integraci chatbota na
sociálnı́ sı́tě jsem se rozhodl využı́t Twitteru.

6.3.1 Twitter

Na Twitter jsem chatbota nasadil jako uživatele BotMorrisek6, kterému jsem vytvořil aplikaci,
prostřednictvı́m které komunikuje s Twitterem [6]. Aplikaci pro Twitter jsem podle funkcionality
rozdělil na dvě části. Na část, která umı́ postovat nové tweety na svůj profil, a část komunikujı́cı́
s uživateli pomocı́ tweetů. Pro komunikaci s Twitterem je použito php api zmı́něné v sekci (5.1.1).
Popsané časy spouštěnı́ se nemusı́ vždy úplně shodovat s realitou, protože docházı́ k občasných
problémům při navazovánı́ spojenı́ mezi api a Twitterem.

Postovánı́ tweetů

Pro vytvářenı́ nových tweetů jsem využil funkcionalitu druhé verze chatbota (6.2.2). Aplikace se
v 70% přı́padů pokusı́7 vygenerovat větu na klı́čové slovo, které je náhodně generováno pomocı́
wordniku (4.2), a v 30% přı́padů vygeneruje náhodnou větu. Vygenerovanou větu poté zašle na svůj
Twitter jako nový status. Aplikace je spouštěna jednou za 4 hodiny, a to v době od 8 hodin ráno do
23 hodin večer. Při každém spuštěnı́ se na Twitter zašle jeden nový status.

Komunikace s uživateli

Ke komunikaci s uživateli jsem využil funkcionalitu třetı́ (6.2.3) verze chatbota. Aplikace komu-
nikuje s uživateli prostřednictvı́m tweetů adresovaných konkrétnı́mu uživateli. Aplikace využı́vá
mysql databázi na ukládánı́ čı́sel tweetů, které byly chatbotovi zaslány od uživatelů a na které
chatbot již odpověděl. Dı́ky této databázi si chatbot zjistı́ nový tweet, který mu byl zaslán (musı́ být
novějšı́ než poslednı́ zodpovězený), vygeneruje odpověd’ na tento tweet a zašle ji zpět odesı́lateli
tweetu. Po úspěšném odeslánı́ tweetu si poznačı́ v databázi jeho id jako zodpovězené. Tato aplikace

6https://twitter.com/BotMorrisek
7Pokud se nepodařı́ na klı́čové slovo vygenerovat větu, použije se náhodně vygenerovaná věta.
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je spouštěna každou hodinu, protože můj hosting neumožňuje častějšı́ spouštěnı́ skriptů pomocı́
cronu.
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Kapitola 7

Experimenty

Kapitola se věnuje hodnocenı́ různých verzı́ chatbota a jazykových modelů a jejich porovnávánı́.
Kritéria pro hodnocenı́ a srovnávánı́ byla vybı́rána na základě cı́le aplikace a jejich potřeb.

7.1 Experimetovánı́ s jazykovými modely

Jelikož chatbot bude využı́vat jazykový model při komunikaci s uživatelem pro generovánı́ vět,
bylo mým cı́lem vybrat takový jazykový model, který by nejlépe splňoval kombinaci následujı́cı́ch
kritériı́:

• Rychlost generovánı́ vět.

• Malá pamět’ová náročnost.

• Co nejlepšı́ testovacı́ perplexita.

Z popisu n-gramového jazykového modelu (3.2) a jeho vlastnostı́ je patrné, že některá kritéria
jsou vzájemně protichůdná1, proto je zapotřebı́ zvolit mezi nimi ten nejlepšı́ kompromis. Protože
jsem při tvorbě jazykového modelu měl k dispozici dva trénovacı́ korpusy (bez podpory a s pod-
porou odkazů), rozhodl jsem se je oba využı́t při porovnávánı́ jazykových modelů a pro každý
najı́t tu nejvhodnějšı́ variantu. Jazykové modely jsem se rozhodl porovnat na základě metody pro
vyhlazovánı́. K porovnánı́ jsem zvolil metody Good-Turing, Written-Bell a Kneser-Ney. Pro každou
metodu vyhlazovánı́ jsem poté vytvořil několik modelů s různým prahem prořezánı́. Takto vytvořené
modely jsem srovnal na základě kriteriı́ (7.1). Pro zajı́mavost jsem rozlišoval testovacı́ a trénovacı́
perplexitu. Srovnánı́ jednotlivých modelů je uvedno v následujı́cı́ch tabulkách, ve kterých:

• Práh - značı́ práh prořezánı́.

• MB - je velikost jazykového modelu v MB.

• PPL Tr - je trénovacı́ perplexita.

• PPL Ts - je testovacı́ perplexita.

• Čas - je čas potřebný k vygenerovánı́ 50-ti vět.
1Při snižovánı́ velikosti modelu, se zvyšuje perplexita

28



7.1.1 Modely bez podpory odkazů

Práh MB PPL Tr PPL Ts Čas [s]
1× 10−5 2,6 224 231 5,3
1× 10−6 11,0 143 250 8,9
1× 10−7 72,6 88 213 10,4
1× 10−8 513,7 40 220 53,1
1× 10−9 668,3 34 221 84,2

bez prořezánı́ 722,5 34 221 87,4

Tabulka 7.1: Tabulka hodnocenı́ jazykového modelu bez odkazů s Good-Turing vyhlazovánı́m

Práh MB PPL Tr PPL Ts Čas [s]
1× 10−5 2,4 436 570 7,8
1× 10−6 10,5 193 327 9,0
1× 10−7 82,6 96 247 16,1
1× 10−8 384,9 51 226 28,7
1× 10−9 598,6 41 224 42,9

bez prořezánı́ 718,0 39 224 54,6

Tabulka 7.2: Tabulka hodnocenı́ jazykového modelu bez odkazů s Kneser-Ney vyhlazovánı́m

Práh MB PPL Tr PPL Ts Čas [s]
1× 10−5 2,4 257 340 6,3
1× 10−6 8,5 152 254 6,6
1× 10−7 69,9 85 208 10,0
1× 10−8 534,4 35 204 36,5
1× 10−9 673,4 32 204 45,6

bez prořezánı́ 708,6 32 204 43,9

Tabulka 7.3: Tabulka hodnocenı́ jazykového modelu bez odkazů s Written-Bell vyhlazovánı́m

7.1.2 Modely podporujı́cı́ odkazy

Práh MB PPL Tr PPL Ts Čas [s]
1× 10−5 3,2 122 384 19,0
1× 10−6 10,4 75 279 18,3
1× 10−7 56,5 50 231 26,1
1× 10−8 462,6 24 224 48,1
1× 10−9 685,6 20 224 54,4

bez prořezánı́ 746,2 20 224 52,6

Tabulka 7.4: Tabulka hodnocenı́ jazykového modelu s odkazy s Good-Turing vyhlazovánı́m

29



Práh MB PPL Tr PPL Ts Čas [s]
1× 10−5 3,1 211 562 21,8
1× 10−6 12,4 91 327 19,9
1× 10−7 93,8 51 249 21,2
1× 10−8 441,7 28 231 38,9
1× 10−9 677,5 23 229 50,8

bez prořezánı́ 745,2 22 228 53,3

Tabulka 7.5: Tabulka hodnocenı́ jazykového modelu s odkazy s Kneser-Ney vyhlazovánı́m

Práh MB PPL Tr PPL Ts Čas [s]
1× 10−5 3,3 122 384 32,0
1× 10−6 11,2 76 279 21,5
1× 10−7 81,2 46 225 22,0
1× 10−8 596,5 20 231 49,6
1× 10−9 732,2 19 234 57,7

bez prořezánı́ 738,6 19 234 50,7

Tabulka 7.6: Tabulka hodnocenı́ jazykového modelu s odkazy s Written-Bell vyhlazovánı́m

Z uvedených tabulek je zřejmé, že z hlediska testovacı́ perplexity vycházı́ nejlépe vyhlazovacı́ me-
toda Written-Bell. Rychlost se při hodnotách prahu prořezánı́ od 1 × 10−7 do 1 × 10−5 výrazně
nelišı́. Peplexita se začı́ná ustalovat zhruba od hodnoty prahu prořezánı́ 1× 10−7. Pamětová nároč-
nost modelu rapidně stoupá mezi prahovými hodnotami prořezánı́ 1 × 10−8 a 1 × 10−7. Pro oba
druhy modelů (bez a s podporou odkazů) vycházı́ při uzváženı́ všech kritériı́ jako nejlepšı́ model
s vyhlazovacı́ metodou Written-Bell a prahem prořezánı́ 1 × 10−7, který odpovı́dá třetı́mu řádku
v tabulce (7.6).

7.2 Experimenty s chatbotem

Pro snadnějšı́ hodnocenı́ jednotlivých verzı́ chatbota jsem vytvořil testovacı́ aplikaci2. V této aplikaci
se dá přepı́nat mezi jednotlivými verzemi chatbota a je lépe vidět srovnánı́ jejich chovánı́. Pomocı́
této aplikace jsem hodnotil kvalitu různých verzı́ chatbota na základě konverzacı́ a uživatelů, kteřı́
vyplnili jednoduchý dotaznı́k.

7.2.1 Hodnocenı́ na základě konverzacı́

Pro hodnocenı́ na základě konverzacı́ jsem jako hodnotı́cı́ kritérium zvolil následujı́cı́ sled vět:

hi
How are you?
do you like cookies?
bye.

Tyto věty byly vybrány záměrně, protože je možné na nich pozorovat pokroky jednotlivých verzı́.
2Dostupné z http://medievo.eu/chatbotapp/

30



Základnı́ verze chatbota

Uživatel: hi
Morrisek: transfer key for peace spiritual pigtails to go to the fans stay in love at first it is a matter
of time when i can buy an urban meyer
Uživatel: how are you?
Morrisek: now. he is not a gals
Uživatel: do you like cookies?
Morrisek: i just want shocking #squaready #luxury misheard the crazy girlfriend advances prisoners
in house when said baffled
Uživatel: bye
Morrisek: conversation about midnight memories whos in twitter.

Druhá verze chatbota

Uživatel: hi
Morrisek: what is this so i wanted to sleep
Uživatel: how are you?
Morrisek: you can do it
Uživatel: do you like cookies?
Morrisek: cookies with chocolate milk is doing. might be
Uživatel: bye
Morrisek: still my 1 /6:30 jam!! we getting more and coz they are usually able too ok thank you just
can not u

Třetı́ verze chatbota

Uživatel: hi
Morrisek: what do you like?
Uživatel: i like cookies
Morrisek: Do you like cookies?
Uživatel: yes. How are you?
Morrisek: fine.
Uživatel: do you like cookies?
Morrisek: yes I love it
Uživatel: bye
Morrisek: bye

Z uvedených konverzacı́ lze vyčı́st, že základnı́ verze chatbota nedává uspokojivé výsledky. Dalo se
to očekávat, nebot’vůbec nebere v úvahu kontext konverzace. Ve druhé verzi lze pozorovat mı́rné
zlepšenı́ zejména v přı́padě nalezenı́ vhodného klı́čového slova, které je použito jako prefix věty.
Problém porozuměnı́ kontextu konverzace zde však stále přetrvává - ne vždy se podařı́ naleznout
vhodné klı́čové slovo a vygenerovat k němu smysluplnou větu. Třetı́ verze chatbota už přinášı́
většı́ pokrok v plynulosti a smysluplnosti konverzace. Jednoduchým využitı́m otázek a odpovědı́ od
jiných uživatelů, dokáže chatbot celkem obstojně komunikovat. Ale i třetı́ verze má pár nedostatků.
Pokud je chatbotovi položena neznámá otázka, reaguje stejně jako jeho předchozı́ verze. Dalšı́m
problémem této verze je opakovánı́ položených otázek ve stejné konverzaci, což je způsobeno malou
databázı́ známých otázek a také generovánı́m otázek na klı́čové slovo (např. pokud na chatbotovu
otázku odpovı́ uživatel užitı́m předmětu otázky, může se otázka položit znovu).
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7.2.2 Hodnocenı́ na základě uživatelů

Při hodnocenı́ verzı́ chatbota pomocı́ uživatelů jsem nechtěl provádět hodnocenı́ pouze na základě
Turingova testu (2.1), protože mým cı́lem nebylo, aby si uživatel myslel, že komunikuje s dalšı́m
člověkem, ale aby chatbot dokázal vést s uživatelem relativně smysluplnou konverzaci. Rozhodl
jsem se porovnávat jednotlivé verze chatbota mezi sebou a výslednou nejlepšı́ verzi potom porovnat
s jinými chatboty, konkrétně s Cleverbotem (2.7) a Elizou (2.3). Uživatele jsem nechal pro tyto
chatboty a jednolivé verze mého chatbota vyplnit dotaznı́k3, vytvořený pomocı́ Google Docs a
skládajı́cı́ se z různých otázek, které jsem ohodnotil známkami. Dotaznı́k je uveden v přı́loze (C).
Pro srovnánı́ jsem poté využil průměrné známky z jednotlivých dotazů.

Srovnánı́ jednotlivých verzı́ chatbota

Obrázek 7.1: Graf srovnánı́ jednotlivých verzı́ chatbota na základě průměrných známek z odpovědı́
na dotaznı́k.

Z uvedeného srovnánı́ jednotlivých verzı́ je patrné, že postupně přidávané funkcionality splnily svůj
účel a opravdu docházı́ k mı́rnému zlepšenı́ u jednotlivých verzı́. Možná nás může zarazit, že třetı́
verze má o něco horšı́ známku z pocitů konverzace. Ale tento údaj může být poněkud zkreslený,
protože chatbot zatı́m disponuje pouze malou databázı́ otázek a odpovědı́. Otázky také vždy nemusı́
být vždy úplně správně. Nenı́ zaručeno, že otázka položená chatbotovi od jiného uživatele se dá
s jistotou použı́t v konverzaci s jiným uživatelem. Takovéto otázky byly postupně ručně z databáze
odmazávány.

3Dostupný z https://docs.google.com/forms/d/1ssa9qg07VRAOMw4Mb0Q1HzvlugpST-IjrlUU 2z0ktw/viewform
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Srovnánı́ s jinými chatboty

Obrázek 7.2: Graf srovnánı́ chatbota s Cleverbotem na základě průměrných známek z odpovědı́ na
dotaznı́k.

Obrázek 7.3: Graf srovnánı́ chatbota s Elizou na základě průměrných známek z odpovědı́ na dotaznı́k.

U srovnánı́ chatbota s Cleverbotem je patrný rozdı́l v kvalitě, kdy Cleverbot jednoznačně mého
chatbota překonává ve všech směrech. Je to převážně dáno tı́m, že Cleverbot oproti mému chatbotu
disponuje databázı́ s několika miliony konverzacı́. Při srovnánı́ chatbota s Elizou je patré, že již
nenástává nijak zásadnı́ rozdı́l mezi oběma chatboty. Eliza vycházı́ lépe ve většině kritériı́, ale rozdı́l
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je většinou poměrně malý. Je možné, že kdyby měl chatbot k dispozici většı́ a kvalitnějšı́ databázi
otázek, mohl by se s Elizou vyrovnat, přı́padně ji i překonat.

7.2.3 Experimenty na Twitteru

Na Twitter byl nasazený chatbot, který využı́vá funkcionalitu všech verzı́ chatbota. Z tohoto důvodu
jsem jeho porovnávánı́ v rámci kvality konverzace či hodnocenı́ uživatelů pomocı́ dotaznı́ků už
znovu nerealizoval. Sledoval jsem pouze jeho počı́nánı́ na sociálnı́ sı́ti a přı́padné reakce uživatelů.
Chatbotovi se podařilo zı́skat i malé množstvı́ sledujı́ch uživatelů, jedná se předevšı́m o uživatele,
kterým jsem chatbotovu twitterovou stránku zaslal. Ovšem chatbot zı́skal přı́zeň i u amerického
uživatele Twitteru z Ohia, kterému se lı́bil jeden z jeho tweetů.
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Kapitola 8

Závěr

Cı́lem práce bylo zjistit, jak lze využı́t jazykové modelovánı́ v aplikaci chatbota, který komunikuje
s uživateli na sociálnı́ch sı́tı́ch, a srovnánı́ chatbota s dalšı́mi existujı́cı́mi chatboty.

Úvodnı́ část práce objasňuje problematiku chatbotů a jazykového modelovánı́. Hlavnı́ část
práce se zaměřuje na vytvářenı́ jazykového modelu a jeho následného použitı́ při tvorbě chatbota,
což spočı́valo v nasbı́ránı́ potřebných dat pro vytvořenı́ trénovacı́ho a testovacı́ho korpusu, na
jehož základě byl vytvořen jazykový model. Ten byl následně využit při komunikaci chatbota
s uživateli. Bylo vytvořeno také několik verzı́ chatbota lišı́cı́ch se použitı́m jazykového modelovánı́
pro komunikaci s uživatelem. Pro účely testovánı́ bylo naimplementováno testovacı́ rozhranı́, které
umožňuje přepı́nánı́ mezi jednotlivými verzemi chatbota, dı́ky němuž lze pozorovat odlišné chovánı́
jednotlivých verzı́. Jednotlivé verze byly porovnány na základě konverzacı́ a hodnocenı́ uživatelů
pomocı́ stanovených kritériı́.

Jako nejlepšı́ jazykový model pro tvorbu chatbota vyšel model s vyhlazovacı́ metodou Written-
Bell a prahem prořezánı́ 1 × 10−7. Chatbot založený čistě na jazykovém modelovánı́ nedosáhl
kvalitnı́ch výsledků, protože vůbec nebral v úvahu kontext konverzace. Částečné zlepšenı́ přineslo
generovánı́ vět na klı́čové slovo zı́skané z uživatelova vstupu, ale i tak nebyla vždy zaručena obstojná
kvalita konverzace. Podle výsledků experimentů je jazykové modelovánı́ vhodnějšı́ na generovánı́
statusů pro sociálnı́ sı́tě, než pro generovánı́ vět ke konverzaci. Pro zlepšenı́ konverzačnı́ch schop-
nostı́ chatbota se osvědčilo využı́vánı́ technik uvedených v sekci (2.8). Chatbot dı́ky nim dokáže
konverzovat s uživatelem na přijatelné úrovni. Třetı́ verze chatbota, která tuto techniku obsahuje,
byla vyhodnocena jako nejúspěšnějšı́ a verze byla použita pro integraci na sociálnı́ sı́t’Twitter.

Bylo provedeno srovnánı́ nejúspěšnějšı́ verze chatbota s jinými chatboty. Konkrétně s Cleverbo-
tem a Elizou. V porovnánı́ s Cleverbotem nedosáhl chatbot srovnatelných výsledků jako Cleverbot.
Hlavnı́ přı́činou je rozdı́l v databázi konverzacı́. Při srovnánı́ s Elizou chatbot dopadl lépe a Elize se
téměř vyrovnal.

V budoucı́ práci by bylo vhodné se zaměřit na lepšı́ porozuměnı́ kontextu konverzace. Daly by se
k tomu využı́t různé nástroje pro zpracovánı́ vět, aby chatbot porozumněl kontextu konverzace vı́ce,
než jenom určenı́m slovnı́ch druhů a zı́skánı́m předmětu věty. Kombinace zı́skánı́ určitého pojmu
o kontextu konverzace a jazykového modelovánı́ by mohla vést k poměrně dobrým výsledkům.
Chatbot by dı́ky využitı́ jazykového modelovánı́ mohl relativně snadno generovat věty ve vı́ce
jazycı́ch a i rozpoznat, ve kterém jazyce s nı́m uživatel komunikuje. Mohl by se rozšı́řit i na dalšı́
sociálnı́ sı́tě jako je např. Facebook. Na sociálnı́ch sı́tı́ch by mohl dále probı́hat jeho rozvoj v duchu
simulovánı́ uživatele těchto sı́tı́, kdy by mohl reagovat na různé žádosti od uživatelů (např. žádosti
o přátelstvı́).
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Dodatek A

Obsah DVD

• data.tar.gz - archiv obsahujı́cı́ všechny vytvořené jazykové modely

• tvorba modelu.tar.gz - achiv obsahujı́cı́ skripty a data pro vytvořenı́ jazykového modelu

• xplaga00.pdf - text bakalářské práce

• xplaga00.tar.gz - archiv zdrojových kódů bakalářské práce

• zdrojove soubory.tar.gz - archiv obsahujı́cı́ všechny zdrojové soubory chatbota

• mysql.tar.gz - dump databáze a potřebných tabulek
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Dodatek B

Manual

B.1 Vytvořenı́ jazykového modelu

• Rozbalenı́ archivu tvorba modelu.tar.gz.

• Rozbalenı́ souborů forum.txt.tar.gz a twitter.txt.tar.gz

• ./uprav texty

• ./vytvor model

B.2 Spuštěnı́ testovacı́ aplikace chatbota

• Rozbalenı́ archivu zdrojove soubory.tar.gz.

• Přeloženı́ a spuštěnı́ serveru ve složce server.

• make

• ./server -p port number

• Úprava konfigurace souboru chatbotlib.php ve složce klient. (nastavenı́ adresy serveru a portu,
nastavenı́ databáze, nastavenı́ wordniku)

• Uloženı́ složky klient na web a spuštěnı́ souboru index.php

B.3 Spuštěnı́ chatbota na Twitteru

• Rozbalenı́ archivu zdrojove soubory.tar.gz.

• Přeloženı́ a spuštěnı́ serveru ve složce server.

• make

• ./server -p port number

• Úprava konfigurace souboru chatbotlib.php ve složce twitter klient. (nastavenı́ adresy serveru
a portu, nastavenı́ databáze, nastavenı́ wordniku).

• Uloženı́ složky twitter klient na web.
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• Vytvořenı́ aplikace na Twitteru.

• Nastavenı́ konfigurace twittrovské aplikace v souboru config.php ve složce twitter klient.

• Nastavenı́ spouštěnı́ skriptu BotMorrisek.php do cronu (umožnı́ komunikaci prostřednictvı́m
tweetů s uživateli).

• Nastaveni spouštěnı́ skriptu BotMorrisek.php?generate do cronu (vygeneruje status).

39



Dodatek C

Dotaznı́k

Působila na vás konverzace jakobyste chatovali s člověkem?

1. Naprosto shodná s člověkem.

2. Velice se blı́žila konverzaci s člověkem.

3. Někdy ano někdy ne.

4. Spı́še tak nepůsobila.

5. Vůbec tak nepůsobila.

Jak byste zhodnotili kvalitu konverzace?

1. Dokonalá.

2. Dobrá.

3. Ucházejı́cı́.

4. Špatná.

5. Přı́šerná.

Jaké máte pocity z odpovědı́?

1. Pobavily mě.

2. Občas mě pobavily.

3. Nudili mě.

4. Neoslovily mě.

5. Nepochopil/a jsem je.

Jak byste zhodnotili komunikačnı́ úroveň chatbota?

1. Dokonalá.

2. Dobrá.

3. Ucházejı́cı́.
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4. Špatná.

5. Přı́šerná.

Jaká byla úroveň odpovědı́?

1. Naprosto smysluplné.

2. Většinou smysluplné.

3. Tak půl na půl.

4. Spı́še nedávaly smysl.

5. Naprosté nesmysly.

Jak byste zhodnotili rychlost odpovědı́?

1. Velmi rychlé.

2. Rychlé.

3. Dalo se to přežı́t.

4. Pomalé.

5. Přı́šerně pomalé.
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