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Úvod 
Meta-heuris t ické algoritmy představuj í možnou budoucnost v op t imáln í selekci pří

znaků v oblasti s trojového učení. V kontextu srdečního selhání mohou pomoci vybrat 

relevantní p ř íznaky pro predikci výsky tu onemocnění . Jelikož srdeční onemocnění 

m á často fatální následky, je vhodné mí t informace o rizikových faktorech a snažit 

se r iz ika zmírni t včas. 

Cílem t é t o práce je seznámit č tenáře s klasickými postupy pro výběr p ř íznaků i s 

re la t ivně novými meta-heur is t ickými algoritmy inspirovanými př í rodou. V teoretické 

části jsou shrnuty postupy pro vhodnou úp ravu dat, základní algoritmy pro výběr 

př íznaků a nejběžnější klasifikační modely. 

V prakt ické část i je apl ikována ana lýza hlavních komponent a vhodné meta-heur is t ické 

algoritmy na datasety srdečních onemocnění pro relevantní výběr př íznaků. N a zá

kladě tohoto výbě ru je naučen klasifikační model, k te rý predikuje výskyt srdečního 

onemocnění . Cílem práce je srovnat přesnost výběru př íznaků různými př í s tupy pro 

správnou klasifikaci a verifikovat tak možné výhody evolučních a lgor i tmů pro využit í 

nejen v medicíně. 
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1 Optimalizace výběru příznaků pro obec
nou klasifikační úlohu 

Optimalizace výbě ru př íznaků je důleži tou součást í klasifikačních modelů ve strojo

vém učení, dále jen M L . Klasifikační úlohy se využívají pro analýzu dat v různých 

odvětvích pro predikci urči tých skupin na základě společných vlas tnost í . V h o d n ý m 

výbě rem př íznaků se snažíme zvýšit efektivitu klasifikace za použi t í menšího objemu 

dat. O d s t r a n ě n í m zbytných př íznaků lze dosáhnou t rychlejšího běhu programu, do

chází k redukci dimenzionality a snazší interpretaci výsledků. Mez i základní metody 

výbě ru př íznaků pa t ř í filtrační metody, obálkové metody či ana lýza hlavních kom

ponent, dále jen P C A . Mez i modernějš í algoritmy, k teré by pot lačovaly nevýhody 

klasických metod, pa t ř í výběr př íznaků založen na meta-heuristice. Meta-heuristika 

je založena na stochastice a funguje na principu "pokus- omyl" , kde cílem je nají t 

řešení v k r á t k é m čase s využ i t ím i neúplných informací. Možným využi t ím těchto 

a lgor i tmů se zabývá studie [1] zaměřená na srdeční onemocnění . Pro všechny me

tody výběru př íznaků je zák ladn ím pil ířem data pro danou klasifikační úlohu vhodně 

předzpracovat , což zajistí správnou validitu výsledků a nedojde k zanášení chyb do 

predikčního modelu. Po aplikaci výběru p ř íznaků na předzpracovaná data dochází k 

predikci a vyhodnocn í její přesnost i . Urči té postupy pro obecnou klasifikační úlohu 

jsou popsány v následujících kapi tolách. [2], [31] 

1.1 Předzpracování dat 

Důležitost předzpracování dat již byla zmíněna výše. Čas to se v datasetu objevují 

chybějící hodnoty, typicky využívaným řešením je nahradit nezas toupené hodnoty 

med iánem dané skupiny nebo úplné vyřazení vzorků, pokud skupina s neuvedenými 

daty není m a r k a n t n ě zastoupena. Je však t ř e b a si uvědomit , že z t rác íme informace, 

k teré mohou ovlivnit výsledek modelu. Mnohdy se vyskytuj í i odlehlé hodnoty, k teré 

mohou zapříčini t zcela negausovské rozložení dat, což může způsobi t špa tnou in

terpretaci výsledků, pří l išnou adaptaci modelu či chybné shlukování dat. Běžným 

p ř í s t upem je tyto data nahradit med i ánem tohoto př íznaku z dané skupiny s po

dobnými parametry nebo opět data odstranit. Kategor iá ln í p roměnné zadané kva

l i ta t ivně lze pro lepší přehlednost v datasetu převést na číselné hodnoty např ík lad 

(muž - 0 , žena - 1). Kvant i ta t ivně vyjádřené př íznaky lze škálovat pomocí normali

zace či standardizace, upravit tak jejich rozptyl a zajistit s rovnatelné v l ivy na model. 

[3], [4] 
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1.1.1 Normalizace 

Cílem normalizace je sjednotit původn í data do stejného měř í tka , obvykle do inter

valu [0, 1] a zajistit tak stejnou váhu všech dat vstupujících do algoritmu. Oproti 

standardizaci funguje lépe i na nerovnoměrně rozložená data. Existuje více metod 

pro normalizaci dat jako např ík lad: metody založené na minimálních a maximál 

ních hodno tách , normalizace deset inného škálování či paretovo škálování. Níže jsou 

s t ručně popsány nej používanější formy normalizace. [5], [6], [7] 

Min-Max škálování 

Metoda škáluje data na základě minimálních a maximáln ích hodnot v rámci daného 

př íznaku. Výpočet normalizovaných dat je dán vztahem: 

' _ Xijn — min{xn) 

max(x„ — mvn(xr, 

xi n je normal izovaná hodnota i-té hodnoty n - t ého př íznaku, x^n je n a m ě ř e n á hod

nota, dolní a horn í mez z daného př íznaku značí p roměnné min(xn) a max(xn). 

1.1.2 Standardizace 

Úlohou standardizace je sjednotit data do nějakého okolí, pokud vs tupn í datové jed

notky maj í vysoké rozdíly mezi jejich rozsahy. Oproti normalizaci je efektivnější pro 

úp ravu dat, k teré maj í gaussovské rozložení. Všeobecně standardizace transformuje 

s t řední hodnotu dat na nulu s jednotkovou s m ě r o d a t n o u odchylkou. [6], [7] 

Z-skóre 

Z-skóre udává poměr s t řední hodnoty a směroda tné odchylky. K a ž d á nová hodnota 

x'in se z té původn í xi:n spočí tá jako: 

< „ = (1-2) 

\in je s t řední hodnota dat v dané skupině a an je s m ě r o d a t n á odchylka, index i značí 

hodnotu a n daný př íznak. 

Středně centrovaná standardizace 

Z n á m á také jako nulové centrování, m á za výsledek posunu t í p r ů m ě r u datové sady 

na nulu, což je popsáno vztahem: 

°^i,n °Ci,n f^n-

Odečte od každého původn ího bodu x^n s t řední hodnotu /x„ datové sady, výsledkem 

je x\ n s t andard izovaná hodnota i-té hodnoty n - t ého př íznaku. 
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Paretovo škálování 

Tato normalizace, na základě Paretova pravidla, zavádí myšlenku, že při škálování 

př ik ládá větší důležitost d a t ů m z větší variabilitou. Využívá se d r u h á odmocnina 

směroda tné odchylky podle vztahu: 

= (1-4) 

xi n je s t andard izovaná hodnota z-té hodnoty n - t ého př íznaku, x^n je původn í hod

nota a an značí směroda tnou odchylku n - t ého př íznaku. 

1.2 Klasifikační metody 

Obecné využi t í klasifikačních metod v M L již bylo zmíněno. Konkrétněj i v medicíně 

nachází klasifikace up la tněn í pro diagnostiku onemocnění , predikci r iz ika a prognózy 

na přeži t í pomocí regresní analýzy, nebo doporučení personalizované léčby pacienta 

na základě ak tuá ln ího stavu. Níže jsou popsány základní klasifikátory učící se pod 

dohledem, některé z nich budou dále použi ty v prakt ické části . [8], [9] 

1.2.1 Logistická regrese 

Tento klasifikační algoritmus, dále jen L R , využívá sigmoidální funkci, k t e rá vy

b r a n ý m p ř í znakům určí p ravděpodobnos t př idružení do j edné ze dvou skupiny. Na 

základě t é t o p ravděpodobnos t i dojde k b inárn í klasifikaci. Pokud je p r avděpodob

nost rovna nebo vyšší než 0,5 vzorek je klasifikován jako 1 (daná skupina). [10], 

[H] 

1.2.2 Algoritmus K- nejbližších sousedů 

Algoritmus nejbližších sousedů, dále jen K - N N , pracuje na základě metrik vzdá

leností mezi jednot l ivými da tovými body. Pro algoritmus se nastavuje parametr 

k, k t e rý vyjadřuje poče t nejbližších sousedů. Algoritmus vezme nový da tový bod, 

k te rý chceme zařadi t , k tomuto bodu spočí tá vzdálenost (nejčastěji se používá eukli

dovská vzdálenost) na základě př íznaků k o s t a t n í m b o d ů m z t rénovací sady. Podle 

s tanoveného parametru k, p ř i řad í bod do skupiny k nejbližších sousedů s nejmenší 

vzdálenost í a predikuje tak výs tupn í t ř ídu tohoto bodu. Nevýhoda může být vysoká 

citlivost na přeučení modelu a odlehlé hodnoty. [12], [13] 
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1.2.3 Náhodná doménová struktura 

Klasifikátor n á h o d n é doménové struktury, dále jen R F , je založen na náhodných roz

hodovacích stromech. Rozhodovací stromy fungují na principu rozhodovacích uzlů. 

kde se nachází rozhodovací pravidla, např ík lad urči té prahové hodnoty. Podle od

povědi na uzlovou o tázku je zvolena větev A N O / N E . Poslední uzly, k teré značí 

výsledek (predikci t ř ídy) se označují jako listové uzly. V algoritmu R F je uživatelsky 

nastanoveno z kolika náhodných s t romů bude predikována výsledná t ř í da na základě 

většinového pravidla. [14], [15] 

Tyto metriky vyjadřují výkon modelu předpovězených t ř íd v porovnán í správného 

zařazení vzorků. Výkon daného modelu lze využí t k úpravě p a r a m e t r ů pro lepší 

klasifikaci. Výběr jednot l ivých metrik závisí na konkré tn í úloze a některé nejčas

těji využívané jsou popsány níže. Pro lepší vyjádření metrik je p o t ř e b a si zavést 

pojmy ohledně pozi t ivnost i / negat ívnos t i vzorků. Skutečně pozi t ivní , dále jen TP. 

jsou vzorky, k teré klasifikátor určil jako pozi t ivní a vzorky jsou skutečně pozi t ivní . 

Falešně pozi t ivní , dále jen FP, jsou vzorky, k teré model určil jako pozi t ivní , ale 

ve skutečnost i spadaj í pod t ř ídu negat ivní . Skutečně negat ivní , dále jen TN, jsou 

vzorky predikované jako negat ivní a skutečně spadaj í do skupiny negat ivní . Falešně 

negat ivní , dále jen FN, jsou vzorky, k teré klasifikátor určil jako negat ivní , ale ve 

skutečnost i pa t ř í do skupiny pozit ivních. [16] 

Přesnos t (accuracy) udává poměr mezi p o č t e m správně predikovaných vzorků a 

p o č t e m všech vzorků. Tento poměr se spočí tá vztahem: 

Tato metrika není v h o d n á pro použi t í na nerovnoměrně rozložené třídy. [17] 

Přesnos t (precision) udává správnost pozi t ivní tř ídy. Je to poměr mezi správně 

určenými pozi t ivními vzorky a všemi vzorky, k teré určil klasifikátor jako pozi t ivní . 

Tento poměr se spočí tá vztahem: 

1.3 Vyhodnocení správnosti predikce 

1.3.1 Přesnost 

TP + TN 
accuracy = TP + TN + FP + FN 

TP 
precision — TP + FP 
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1.3.2 Senzitivita 

Určuje poměr mezi správně klasifikovanými pozi t ivními vzorky a všemi pozi t ivními 

vzorky, k te rý se spočí tá vztahem: 

TP . . 
senzitivita = T p - — . (1.7) 

Využívá se zejména v př ípadech, kdy chyby ve správnost i maj í vážné následky, na

příklad v lékařství , kdy klasifikátor zdravého člověka určí jako nemocného . [17] 

1.3.3 Specificita 

Určuje poměr mezi správně klasifikovanými negat ivními vzorky a všemi skutečně 

negat ivními vzorky. Tento poměr se spoč í tá vztahem: 

TN . . 
specificita = —— ——. (1.8) 

ť J TN + FP v ; 

1.3.4 F l - skóre 

Vyjadřuje harmonický p růměr mezi přesnost í (precision) a senzitivitou. Č ím vyšší 

výs ledná hodnota fl, t í m je lepší klasifikátor. Harmonický p růměr se spočí tá vzta

hem: 
fl 2 x P^esnos^ x senzitivita ,^ 

přesnost + senzitivita 

Tato metrika je v h o d n á pro použi t í v př ípadech nevyvážených skupin, aby nedošlo 

k zaměření modelu jen na jednu skupinu. [18] 
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2 Běžné metody pro výběr příznaků 
Tyto metody jsou založené na postupech, k teré využívají všechny informace ob

sažené v datasetu. Níže jsou popsány nejhojněji používané klasické postupy pro 

extrakci př íznaků. [19], [20] 

2.1 Filtrační metody 

Fi l t rační metody jsou založeny na v ý p o č t u skóre p ros t ředn ic tv ím sta t is t ických zá

vislostí pro jednot l ivé př íznaky a zachovávají jen ty s nejvyšším skóre na základě 

prahové hodnoty. [21], [22] 

2.1.1 Pearsonův korelační koeficient 

Určuje l ineární závislost mezi dvěma párovými př íznaky v rozmezí [-1, 1]. Pokud 

m á m e korelaci vysokou (většinou > 0,7), z n a m e n á to, že oba př íznaky př ináší po

dobnou informaci do modelu. V rámci snahy o co nej jednodušší výpoče tn í náročnos t 

není p o t ř e b a oba zachovávat. Vzájemná kolerace mezi př íznaky se spočítá: 

r = [n(Ľxy) ~ ( E ^ E Ž/)] / 2 ^ 

V [ n ( E * 2 ) - ( E x ) > ( E y 2 ) - ( E y ) 2 ] ' 

n je poče t párových pozorování, x a y vyjadřují párové př íznaky a, J2XU vyjadřuje 

sumu součinů těch to párových hodnot. [23], [24] 

2.1.2 Chĺ kvadrát test 

Tato s ta t is t ická metoda se používá k vyjádření vztahu mezi p ř íznakem a jeho odha

dovanému výs tupu . Č ím je hodnota chí k v a d r á t u větší, t í m větší závislost m á daný 

př íznak na výs tupn í p roměnné a je vhodné jej zachovat. [25] 

2.2 Obálkové metody 

Jsou metody založené na algoritmech M L , k te rými se snažíme př izpůsobi t d a n é m u 

datasetu. Významnos t p ř íznaků se určuje na základě l ineárních mode lů či mode lů 

založených na stromech. Stanovujeme urč i tou prahovou hodnotu, na základě které 

vyb í ráme příznaky. Hodnota prahu se liší podle způsobu aplikace, v regresních úlo

hách používáme p-hodnotu, za t ím co u klasifikačních úloh n á m poslouží fl — skóre. 

[26], [27] 
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2.2.1 Dopředně prohledávání 

Př i dop ředném prohledávání zač ínáme tzv. s č is tým š t í tem. Začínáme s p r ázdnou 

množinou vybraných př íznaků a př idáváme pos tupně jednot l ivé příznaky, k teré po

skytují nejlepší zlepšení výkonu modelu. Dopředně prohledávání p rob íhá až do sta

noveného kr i tér ia ukončení algoritmu např . vyb raný počet funkcí, konečný počet 

i terací či nezlepšování výkonu modelu. 

2.2.2 Zpětná eliminace 

Z p ě t n á eliminace je založena na p o s t u p n é m ods t raňování nejméně významných pří

znaků. Začínáme s vektorem všech př íznaků a pos tupně je eliminujeme až do stano

vených kritérií , k t e rá jsou s tejná jako u dopředného prohledávání . 

2.3 Redukce dimenzionality 

Účelem snížení dimenzionality v datové sadě je zachování co největšího informativ

ního obsahu pro další zpracování , ale snížení výpoče tn í náročnos t i . D ů v o d e m je lepší 

vizualizace, usnadněn í učení modelu a celkového zjednodušení modelu. [28] 

2.3.1 PCA 

J e d n á se o jednu z nejpoužívanějších metod pro redukci dimenzionality, k t e rá převádí 

korelované př íznaky na nekorelované příznaky. Zák ladn ím p ředpok ladem je, že infor

mačn í váhu dat lze vyjádři t jejich rozptylem. Využívá or togonální osy nebo-li hlavní 

komponenty, k te ré určují mí ru rozptylu daných př íznaků. Největší variabili tu n á m 

zachycuje p rvn í hlavní komponenta a max imá ln í rozptyl, k te rý je kolmý na variabilu 

zachycuje komponenta d ruhá . P r v n í m krokem na upravených (s tandardizovaných) 

datech je výpočet kovariance, k t e r á určuje variabili tu mezi příznaky. Dalš ím krokem 

je výpočet vlas tních čísel a vektorů kovarianční matice. Obecně P C A využívá l ineární 

transformaci ideálně s co největším rozptylem. Finá ln í data dostaneme nafitováním 

původního datasetu na osy hlavních komponent, kde na každou komponentu mají 

původn í p ř íznaky urč i tý vl iv. [29], [30] 
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3 Meta-heuristické algoritmy 
Základem těchto a lgor i tmů je kompromis mezi procesem randomizace a prohledávání 

v lokálním okolí daného řešení. Podstatou každého metaheur is t ického algoritmu jsou 

diverzifikace a intenzifikace. Pojem diverzifikace objasňuje vytvoření více možných 

řešení, což umožňuje prohledávat na bázi globálního optima a zabraňuje tak uváznut í 

řešení pouze v lokálním optimu. Pojem intenzifikace vyjadřuje h ledání lokálního 

okolí pro nalezení lokálního optima. Meta-heuris t ické algoritmy jsou inspirované 

inteligencí roje, evolucí a fyzikou, toto rozdělení je naznačené na obrázku 3.1. Níže 

budou popsány nejčastěji využívající se algoritmy, př ičemž některé z nich budou dále 

aplikovány v prakt ické část i t é t o práce. [31], [32], [33] 

M e t a - h e u r i s t i c k é a lgor i tmy 

Insp i rované 

intel igencí roje 
Insp i rované evo luc í Insp i rované fyz ikou 

1 
r 

1 
Algor i tmus kukaček 

Genet ický algor i tmus 
S imulované žíhání 

A lgor i tmus velryb 
Genet ický algor i tmus 

Gravitační 

A lgor i tmus Jestřábů 

Harr isových Evoluční strategie 
vyh ledávac í 
a lgor i tmus 

A lgor i tmus včelstva Opt imal izace na 
A lgor i tmus 

opt imal izace centrální 
síly A lgor i tmus mravenčí 

kolonie 

základě biogeografie 

A lgor i tmus 
opt imal izace centrální 

síly 

A lgor i tmus vážky 
Diferenční evoluce Harmonické hledání 

Obr. 3.1: Rozdělení meta-heur is t ických algori tmů, p řevza to z [34] 
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3.1 Metaheuristické algoritmy inspirované inteligencí 

roje 

Inteligence roje je založená na chování jedinců, k teř í se v př í rodě vyskytuj í ve spo

lečenstvech, hejnech, koloniích. Jedinci zachovávají v koloniích urč i tou hierarchii se 

specifickými úkoly. Algor i tmy mají za cíl napodobit jejich chování a řešit tak opti

malizační problémy v M L . [35], [36] 

3.1.1 Algoritmus podle kukaček 

Tento algoristmus byl navržen v roce 2009 pro zpracování obrazů, prognózy a výběr 

př íznaků. Algoritmus podle chování kukaček, dále jen C S , je inspirovaný jak název 

vypovídá p tač ími parazity. V p r ů b ě h u vývoje algoritmu byl vylepšen o tzv. Levyho 

let, k t e rý odpovídá randomizovanému globálnímu prohledávání . Základní myšlenkou 

je skutečnost , že každá kukačka snese vejce do n á h o d n ě vybraného hnízda. Vejce v 

hnízdě reprezentuje řešení pro jednoho jedince v populaci, vejce kukačky je analogií 

nového řešení. Nej lepší hn ízda s vysokou kvalitou vajec se přenesou do další generace 

(nové dobré řešení) . Počet možných host i te lských hnízd je pevně daný. Host i telský 

p t á k identifikuje, že se j e d n á o pa raz i tn í vejce s urč i tou p ravděpodobnos t í závisející 

na podobnosti host i te lských a kukaččích vajec (podobnost op t imáln ího řešení) . P ř i 

rozpoznání kukaččích vajec může dojít k jejich vyhození či pos tavení nového hnízda, 

což z n a m e n á nepř ípus tnos t tohoto řešení. Počet hnízd je p ředem daný a odpovídá 

velikosti populace. Pro zjednodušení se uvádí , že v každém hnízdě je pouze jedno 

vejce. Dále je p o t ř e b a stanovit délku kroku a směr letu kukačky pomocí Levyho 

letu. Ten je ekvivalentem n á h o d n é cesty, k t e rá umožňuje větší kroky v procesu vy

hledávání , jelikož se j e d n á o distribuci s nekonečným rozptylem. Nové řešení jedince 

i je dáno rovnicí: 

a > 0 odpov ídá škálovacímu faktoru dle váhy řešeného problému, X je řešení v čase 

t a, L popisuje Levyho let, k te rý je popsán vztahem: 

s odpovídá kroku, T je faktorová funkce a A odpovídá distribuci Levyho letu, 

3.1.2 Algoritmus podle jestřábů Harrisových 

Algoritmus inspirovaný loveckým chováním j e s t ř á b ů Harrisových, dále jen H H O . Zá

kladem tohoto opt imal izačního řešení je tzv. překvapivý skok, při k t e r ém se několik 

(3.2) 

nejběžněji 1 < A < 3. [37], [38], [39], [40], [41] 
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jedinců j e s t ř ábů v rhá koordinovaně na kořist (budeme předpok láda t , že kořistí je 

král ík) . J e s t ř áb i v tomto algoritmu předs tavuj í k a n d i d á t y na řešení a králík je sy

nonymem opt imáln ího řešení. Jes t řáb i jsou n á h o d n ě rozmístění a čekají na kořist, 

převedeno do algoritmu, okruh řešení je n á h o d n ý a h ledá se nejlepší možné řešení. 

Každý j e s t ř áb , kand idá t na řešení, m á šanci q na ulovení kořisti , závisející na rozmís

těn í os ta tn ích členů hejna a na vzdálenost i od kořisti . P r avděpodobnos t pro každé 

řešení se měn í s každou iterací. Algoritmus se dělí do dvou fází, fáze p r ů z k u m u a 

ú t o č n á strategie, přechod mezi n imi souvisí i s polohou král íka a jeho energií na 

útěk. [42], [43], [44], [45], [46] 

Fáze průzkumu 

Fáze p r ů z k u m u začíná h ledán ím kořisti v různých oblastech vyhledávacího prostoru 

a t í m p á d e m i možnost í objevit potencionáln í op t imáln í řešení. P ř i nalezení polohy 

král íka os t a tn í j e s t řáb i upravuj í své pozice podle vůdce, k te rý je králíkovi nejblíže 

(kandidá t na nové op t imáln í řešení) . P r ů z k u m n á fáze je popsány vztahy: 

X(t + 1) 
Xr(t)-n\Xr(t)-2r2X(t)\ q>0,5 

(^rabbit(í) - Xm(t)) - r3 (lb + r 4 (ub - lb)) q < 0, 5 
(3.3) 

X(t) určuje nynější pozici j e s t ř ábů , X(t + 1) vyjadřuje pozici j e s t ř á b ů v další iteraci, 

Xrabbitii) pozici kořisti , r i , r 2 , r 3 , r 4 jsou n á h o d n á čísla v intervalu [0, 1], k t e rá se s 

každou i terací mění , XT(t) je n á h o d n ě vybraný jedinec z lovících j e s t ř ábů , Xm(t) 

vyjadřuje p r ů m ě r n o u pozici j e s t ř ábů v dané iteraci. Odpovídaj ící p r ů m ě r n á pozice 

v příslušné iteraci se spočí tá rovnicí: 

1 N 

Xm(t) = - Y J U t ) ) (3.4) 
i=l 

t je konkré tn í iterace, N je celkový počet j e s t ř ábů účastnících se lovu a X^ť) je 

pozice jednot l ivých jedinců. 

P ř e d ú točnou fází je ješ tě t ř e b a definovat přechodovou fázi závisející na energii 

králíka, k t e r á je d á n a rovnicí: 

E = 2E0 ( l - | ) , (3-5) 

E definuje energii (schopnost) král íka uniknout, t je ak tuá ln í iterace, T vyjadřuje 

maximáln í možný počet i terací, E0 náleží do intervalu [-1, 1], př ičemž se E0 generuje 

s každou iterací, až do vyčerpání králíka. A b y došlo k ú točné fázi musí platit \E\ 

< 1, což vyjadřuje, že poloha král íka byla určena. Pokud je \E\ > 1 pokračuje fáze 

p růzkumu, jelikož králík ješ tě nebyl spa t řen . 
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Útočná strategie 

Tato fáze spočívá v ulovení král íka, jehož poloha je sice určena, ale jako větš ina 

kořistí se snaží svým lovcům uniknout. Analogicky op t imáln í řešení je stanoveno, 

ale může se měni t v závislosti na volbě p a r a m e t r ů či pozici blížících se dobrých 

řešení. P r avděpodobnos t ú t ě k u král íka se určuje parametrem r, k t e rý je v rozmezí 

[0, 1]. Pokud je r < 0,5, lze p ředpok láda t úspěšný ú t ěk král íka a nutnost aktualizace 

pozic j e s t ř ábů na základě jeho pozice Levyho letem. Pokud je r > 0,5 králík není 

schopen uniknout, blížíme se k op t imá ln ímu řešení, k te rého bude v dalších i teracích 

dosaženo. Útočnou strategii můžeme rozlišit na dva typy podle síly nebo-li velikosti 

únikové energie králíka, a to na měkké a tv rdé obléhání . 

Měkké obléhání 

Měkké obléhání z n a m e n á snahu j e s t ř ábů unavit král íka, jelikož jeho energie je vysoká 

\E\ > 0,5, ale tendence k ú t ě k u je ma lá r > 0,5. Měkké obléhání je dáno rovnicí: 

X(t + 1) = ( X r a b b i t ( í ) - X(t)) - E • (skok • X r a b b i t ( í ) - X ( í ) ) , (3.6) 

s každou další i terací a ún ikovým skokem král íka klesá parametr \E\, dokud nedojde 

k unavení kořisti (konvergence k 0). Možnou modifikací je měkké obléhání se s t ř ída

jícími rychlými nálety, při k terých králík využívá četných nečekaných skoků. T ím, 

že dochází ke s t ř ídavým n á l e t ů m všech jedinců, je zahrnuta jejich p r ů m ě r n á pozice 

X(t).mean. Aktualizace jedince do další iterace X(t + 1) je p o p s á n a vztahem: 

X(t + 1) = X r a b b i t ( í ) - E • (skok • X r a b b i t ( í ) - X(t).mean). (3.7) 

Pokud m á králík stále dostatek energie \E\ > 0,5 a vysokou šanci na úspěšný ú těk r 

< 0,5, zahajují j es t řáb i p o s t u p n é plynulé ponory k unavení kořisti . T y jsou popsány 

rovnicí: 

X(t + 1) = X r a b b i t ( í ) - E • (skok • X r a b b i t ( í ) - X ( t ) ) . (3.8) 

Př i neúspěšném lovu dochází k aktualizaci polohy jedinců n á h o d n ý m krokem Levyho 

letu. 

Tvrdé obléhání 

V p ř ípadě kdy šance na úspěšný únik je m a l á r > 0,5 a králík je oslaben \E\ < 

0,5 zahajují j es t řáb i ná le ty s t řemhlav dolů pro co nejrychlejší chycení kořisti. Tvrdé 

obléhání je popsáno vztahem: 

X(t + 1) = X r a b b i t ( í ) - E • ( X r a b b i t ( í ) - X ( í ) ) . (3.9) 
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3.1.3 Algoritmus podle velryb 

J e d n á se o poměrně nový algoritmus, předs tavený v roce 2016, inspirovaný chová

n ím velryb při h ledání potravy v roji, dále jen W O A . Za zmínku stojí, že W O A 

funguje na p o d o b n é m principu jako další z a lgor i tmů inspirovaných rojem a to algo

ritmus vlčí smečky. W O A je silný ve vyhledávání v globálním optimu, avšak může 

velmi snadno dojít k uvíznut í na lokálním optimu. Je založen na způsobu lovení 

ve v ícerozměrném prostoru. Je p o t ř e b a rozmíst i t jedince po spirále, což odpovídá 

rozhodovacím p r o m ě n n ý m závisejících na čase. Ak tuá ln í poloha jedince je závislá na 

t řech procesech v p r ů b ě h u algoritmu. Těmi jsou fáze p růzkumu, nebo-li h ledání ko

řisti, dále zmenšující se seskupení kořisti a fáze ú t o k u za využi t í bublinové sítě (fáze 

těžby) . P ř i algoritmu W O A se p ředpok ládá poloha kořisti jako nejlepší kand idá t na 

řešení, k te rý se blíží ke globálnímu optimu. Snahou je nají t velrybu, k t e rá m á ke 

kořisti nejblíže a os t a tn í podle ní aktual izují své pozice. Poloha každého jedince je 

p o p s á n a vektory, k teré popisují dimenzi prostoru D. Jak již bylo zmíněno keporkaci 

se pohybuj í po spirále aby co nejlépe obklíčili kořist. [47], [48] 

Fáze průzkumu 

Pá t r ac í velryba hledá kořist (nejlepší řešení) na základě polohy os ta tn ích jedinců. 

Umís těn í velryb v ak tuá ln í iteraci t je popsáno rovnicemi: 

D = \C • Xr — X\, (3.10) 

X(t + 1) =Xr - A-D, (3.11) 

Xr je n á h o d n á poloha pá t r ac í velryby, X je pozice velryby, vůči němuž se pohybuj í 

os ta t rn í pá t r ac í jedinci. Parametry A a, C řídí jejich pohyb v proh ledávaném prostoru 

a jsou zadány vztahy: 

A = 2a-r-a, (3.12) 

C = 2r, (3.13) 

r je n á h o d n á p r o m ě n n á v rozsahu [0, 1] a a je l ineárně klesající s p o č t e m iterací 

od 2 k 0. 

24 



Fáze obklopování kořisti 

Velryby p o s t u p n ě aktual izuj í své polohy a obklopují kořist podle vz tahů: 

D — \C • X*(t) — X(t)\, (3.14) 

X(t + 1) = X*(t) — A - D. (3.15) 

Za nejlepší řešení se považuje jedinec k te rý je blízko kořisti X* v ak tuá ln í iteraci 

t, k němuž aktualizují své polohy os t a tn í X. 

Fáze útoku 

Útok na kořist p rob íhá pomocí bublinkové sítě ve spirále, k t e rý donut í se kořist 

shluknout do blízkého okolí. Pohyb po spirále je určen rovnicí: 

X(t + 1) = D" • ebl • COS(2TTI) + X*, (3.16) 

D" je vzdálenost mezi nejbližší velrybou a kořistí , / je n á h o d n é číslo spadající do 

intervalu [-1, 1], konstanta beta b definuje tvar logaritmické spirály a X* je dosud 

nejlepší řešení. Tento pohyb společně s aktual izací pozic velryb vůči nejlepšímu 

řešení definuje styl jejich plavání na základě p ravděpodobnos t i p. P r avděpodobnos t 

určí zda dojde k pohybu po spirále, jelikož je v dohledném okolí nejlepší řešení či 

bude nadá le prováděna fáze p růzkumu. Pohyb velryb je popsán rovnicemi: 

X*(t)-A-D p<0.5 

D" • ebl • COS(2TTI) + X* p> 0.5 

3.1.4 Optimalizace podle papouška 

Nový algoritmus navržený v roce 2024, k te rý napodobuje společenské chování ob

l íbeného domest ikovaného papouška Pyrura zelenolícého, dále jen P O . Algoritmus 

je založen na n a p o d o b e n í čtyř s tavů, k t e rými jsou krmení , udržení se na chovateli, 

komunikace mezi jedinci a úlet při strachu z nepří tele . [49] 

P r v n í stav po t r avn ího chování na základě odhadu umís těn í krmiva, k teré je zadáno 

vztahem: 

Xi{t + 1) = (Xt(t) - Xbest) • L(s, X)+r-(l — — )\M a^) . X m e a n ( t ) . (3.18) 

Pozice v další iteraci pro z-tého jedince Xi(t+ 1), Xbest p roza t ím nejoptimálnější 

pozice papouška (analogie nejlepšího řešení) , L(s, A) je Levyho let v prohledávaném 

prostoru řešení, r je n á h o d n é číslo z intervalu [0, 1] a Xmean(t) značí p r ů m ě r n o u 
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pozici hejna s p o č t e m jedinců N v ak tuá ln í iteraci t. P r ů m ě r n á pozice se spočí tá 

jako: 
1 N 

Xmean(t) = -J2Mt)- (3-19) 
i v i=l 

Dalš ím typ ickým chováním je sezení na chovateli, k teré je popsáno rovnicí: 

Xi(t + 1) = Xi(ť) + Xbest • L(s, A) + r • o, (3.20) 

Xi(t + 1) vyjadřuje pozici pro z-tého jedince v následující iteraci, Xbest p roza t ím 

nejlepší pozice papouška , L(s, A) je Levyho let, k te rý vyjadřuje let k chovateli. Pa

rametry, k teré společně vyjadřující pos tavení papouška na různé části tě la chovatele 

jsou r , což je n á h o d n é číslo z intervalu [0, 1] a o vyjadřující chvilkovou nehybnost 

papouška na chovateli vektorem jedniček závisejícím na velikosti dimenze prohle

dávaného prostoru. Jelikož je Pyrura velmi společenský papoušek , nas tává i stav 

komunikace v hejnu. Chování zahrnuje dva stejně p r a v d ě p o d o b n é stavy a těmi jsou 

přílet p a p o u š k a za účelem komunikace s os ta tn ími jedninci při p ravděpodobnos t i p 

< 0,5 a odlet jedince z hejna p > 0,5. Aktua l izovaná pozice X j pro z-tého jedince v 

ak tuá ln í iteraci t na základě p ravděpodobnos t i je p o p s á n a rovnicemi: 

Xi{t + 1] 
0 , 2 - r - ( l - ^ ) - ( X l ( t ) - X _ ( t ) ) p<0,5^ ( 3 2 i ) 

0,2-r-exp{-r,M^iter) p > 0, 5 ' 

při letu do hejna uvažujeme p r ů m ě r n o u pozice hejna Xmean. Pos ledním možným 

chování je úlet při strachu z nepří tele , k teré je vyjádřeno vztahem: 

X i ( í + l ) = X i ( í ) + r - c o s ^ 0 , 5 7 r - Jj • (Xbest - X , ( í ) ) . (3.22) 

3.1.5 Algoritmus opylování květin 

Jak už název vypovídá , optimalizace napodobuje proces opylování květ in, dále jen 

F P A . V rámci opylení mezi rostlinami uvažujeme při přenesení pylových zrn Levyho 

let či přenosem za pomocí živočichů (hmyz). P l a t í zde také zjednodušení , že každá 

květ ina m á pouze jeden květ a jednu pylovou gametu (analogie možného řešení), 

uvažujeme pouze jeden druh rostlin. Podle p ravděpodobnos t i p určujeme zda dochází 

ke globálnímu či lokálnímu prohledávání . Pokud je n á h o d n ě zvolené číslo r < p, pak 

se j e d n á o globální opylení se zavedenou náhodnos t í Levyho letu L(s, A). Globální 

opylení je zadáno jako: 

Xi(t + 1) = Xi(ť) + L(s, A) • (Xbest - Xi(ť)), (3.23) 

aktual izovaná pozice opylené gamety (řešení) X j je d á n a pozicí z-tého jedince v 

ak tuá ln í iteraci t s p ř ih lédnu t ím na dosud nejlepší řešení Xbest. 
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Pokud je n á h o d n ě zvolené číslo r > p, j e d n á se o lokální opylení zadané vztahem: 

Xi(t + l)=Xl(t)+e- (Xrl - Xr2). (3.24) 

Berou se v úvahu dva n á h o d n í jedinci z populace Xr\ a Xr2, jejichž možnost křížení 

je ovlivněna parametrem uniformní distribuce e z rozsahu [0, 1]. [50], [51] 

3.1.6 Algoritmus umělého včelstva 

Tento algoritmus navržený v roce 2005 je inspirovaný chováním včel medonosných 

v koloniích, dále jen A B C . V tomto algoritmu existují t ř i druhy včel: dělnice, prů

zkumné a přihlížející včely. Dělníci vybíraj í potravu a sdílí informace s přihlížejícícmi 

včelami, k teré vybíraj í pouze dobré zdroje potravy. Kvalitnější zdroj m á větší šanci 

na vybrán í (nové dobré řešení) . P r ů z k u m n é včely se vyman í ze skupiny dělníků a 

letí hledat novou (vhodnější) potravu. Počet zdrojů potravy se rovná p o č t u dělníků. 

A B C můžeme rozdělit do čtyř fází a to iniciační fáze, dělnická fáze, fáze přihlíže

jící včely a fáze p r ů z k u m n é včely. Inicializační fáze pro každý zdroj potravy nebo-li 

možné řešení X je zadána : 

Xid = Xfn + r • {X™ax - Xfn), (3.25) 

i je n á h o d n ě vygenerovaná velikost zdrojů potravy a j reprezentuje dimenzi. 

Paratemtr r je n á h o d n é číslo z intervalu [0, 1]. Po inicializační fázy vytvoření zdrojů 

potravy přichází na ř a d u dělnická fáze, k t e rá je p o p s á n a rovnicí: 

Viá = .Y, . ; + fa • Í.Y,. ; - . V , . ; ) . (3.26) 

Nový zdroj potravy označujeme jako V v dané dimenzi podle j, fa je n á h o d n é 

číslo z intervalu [-1, 1] a k značí n á h o d n ě vybraný zdroj potravy. Přihlížející včely 

následně pokračuj í v h ledání nových zdrojů, avšak jen v okolí těch zdrojů potravy, 

k teré byly na základě sdílených informací od dělnických včel zvoleny jako vhodné . 

P ravděpodobnos t , že nový zdroj bude v y b r á n jako kvali tní , závisí na jeho hodno tě 

(množství nektaru) a na p o č t u zdrojů potravy SN ekvivalent ímu populaci dělnic

kých včel. P r avděpodobnos t vybrán í je zadána : 

P i = m k - ( 3 - 2 T ) 

PÍ je p ravděpodobnos t výbě ru potravy s odpovídaj íc ím množs tv ím nektaru fit. Pro 

kvalitu jednot l ivých zdrojů plat í : 

fiti 
YZJTy^ k d y Ž f(XA > 0 

1 + l / W I jinak 

27 



f(Xi) vyjadřuje hodnotu účelové funkce a pla t í , že pokud nový zdroj je lepší než 

předešlý, je s t a rý zdroj zapomenut a dále se s n ím nepočí tá . Poslední fází je fáze 

včely p růzkumné , k t e r á m á za úkol zkontrolovat kvali tu každého zdroje. Pokud zdroj 

přesáhne nas tavený l imit , považujeme ho za vyčerpaný a daný dělník, ke k te rému 

příslušel tento zdroj potravy se změní ve včelu p r ů z k u m n o u a generuje nový zdroj 

potravy. [52], [53], [54] 

3.1.7 Algoritmus mravenčí kolonie 

Tento algoritmus byl inspirován chováním v kolonii mravenců , dále jen A C O . So

ciální chování mravenců je založeno na souboru dynamických mechanismů a sebe 

organizaci, k t e r á vede k udržení globálně op t imáln ího systému. Funkčnost ovlivňují 

čtyři složky sebeorganizace: náhodnos t , vácenásobná obnova, pozi t ivní a negat ivní 

z p ě t n á vazba. Mez i jedinci dochází ke dvěma z p ů s o b ů m komunikace. P ř í m á komuni

kace, kde dochází k blízkému kontaktu a výměně potravy. Př i vzdálené komunikaci 

mravenci používají feromony (analogie k d a t o v ý m informacím), zanechávají je jako 

značení k nalezení nejkratš í cesty mezi mraven i š těm a potravou. Jelikož se feromony 

rychle odpařuj í , dávají mravenci p řednos t silnějšímu zas toupen í feromonů a dochází 

tak k dynamické modifikaci jejich chování v každé iteraci s p ředanými informacemi 

od minulých generací. Chování mravenců popisují dvě pravidla, pravidlo přesunu 

a pravidlo pro aktualizaci feromonové stopy. Meziřešení daného problému popisuje 

přesun mravence ze stavu r do stavu s s urč i tou p ravděpodobnos t í pro každého k-

t ého mravence, k t e r á je p o p s á n a vztahem: 

Dojde k posunu v p ř ípadě nalezení lepšího řešení, pokud je nalezené řešení horší, 

jeho mez ipamět se resetuje na 0 (vymizení feromonové stopy). Hladinu feromonů 

mezi stavem r a stavem u v dané generaci vyjadřuje p r o m ě n a r . Délka p řesunu mezi 

t ěmi to stavy je značena rj. Nová nenalezená řešení jsou vyjádřena parametrem 

pro každého fc-tého mravence v generaci. Jako kontrolní parametry síly feromonů 

se využívají a a j3, jejich odpařování je v rozmezí [0, 1] vyjádřeno parametrem 

q. Dalš ím krokem je aktualizace feromonových stop v každé iteraci po vykonání 

meziřešení všech jedinců v kolonii, tento krok se nazývá pravidlo pro aktualizaci 

feromonové stopy. Pro op t imáln í řešení je t ř eba aktualizovat stopy na lokální bázy 

(3.29) 

P ravděpodobnos t p řesunu mezi stavy s a r je zadáno rovnicemi 

s e J r

f e 

s i Jk

r 

(3.30) 
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definované jako: 
m 

r ( r , u) = (1 - p)r(r, s) + J2 A r f e ( r , s). (3.31) 
fc=i 

Každý mravenec mezi j ednot l ivými iteracemi př idává feromony při p řechodů z jed

noho stavu do d ruhého . Množs tv í feromonů je popsáno rovnicemi: 

, J- (r, s) G TTu 
Ark(r,s) = {Lk 1 ' . (3.32) 

0 (r, s) £ Tik 

D r á h a na k te ré mravenec zanechá feromony je vzdálenost posloupnosti 71^ za 

čas A r , Q je kons tan tn í . [55], [56], [57], [58], [59] 

3.1.8 Algoritmus světlušky 

Tento algoritmus, dále jen F A , navržený v roce 2008 je inspirován svítivostí světlušky. 

N a základě schopnosti bioluminiscence př i tahuj í svět lušky os t a tn í jedince či kořist. 

Oproti reálné př í rodě se zavádí zjednodušující p ředpoklad , že bl ikání nezávisí na 

pohlaví . Jasnější světluška, k t e r á je analogií k lepšímu řešení, vždy př i tahuje méně 

jasnější jedince, k teř í odpovídaj í neop t imá ln ímu řešení daného problému. Světluška, 

k t e rá p ř i t áhne nejvíce jed inců se považuje za op t imáln í řešení. Svítivost světlušky 

pro okolní jedince je z a d á n a vztahem: 

I(r) = J 0 e - ^ 2 , (3.33) 

I(r) je zes labená původn í svítivost I0, kterou vidí jedinec ve vzdálenost i r , para

metr 7 udává absorbci světla. Vzdálenost r mezi dvěma jedinci se poč í t á na základě 

euklidovské vzdálenost i : 

Ti j 11 XÍ Xj I > J2(X,k-X^ky, (3.34) 
\ k=l 

X vyjadřuje možné řešení, indexy i a, j značí jedince v dimenzi d. P ř i t ahován í méně 

jasnějšího jedince i více jasnějš ím jedincem j je popsáno rovnicí: 

X = X + p0e-rti(Xi - X , ) + aeu (3.35) 

parametr f30 odpov ídá kons tan tn í svítivosti jedince, a je váha n á h o d n é h o pohybu e 

zadaného vektorem náhodných čísel sestaveného z Gausovské či uniformní distribuce. 

[60], [61] 
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3.2 Metaheuristické algoritmy inspirované evolucí 

Tato skupina a lgor i tmů funguje na principu př i rozeného výběru a přeži t í nejlepších 

jedinců. Simuluje procesy evoluce j akými jsou genet ická variabilita, selekce, křížení 

a mutace. Jednot l ivé kroky obecného evolučního algoritmu naznačuje vývojový di

agram 3.2, avšak tato posloupnost kroků nemusí být dodržena u všech algori tmů. 

Těmi to procesy se vytvář í nová generace, k t e rá je analogicky považována za nové 

lepší řešení. [62] 

Počáteční 

populace 

Určení kvality 

f ^ 
V ý b ě r nej lepšího 

jedince 
V. J 

NE 

Selekce 

+ 
»- "i 

Krize n i 

Mutace 

Určení kvality 
• i 

Obr. 3.2: Vývojový diagram genetického algoritmu, p řevza to z [63] 

3.2.1 Genetický algoritmus 

Tento algoritmus, dále jen G A , napodobuje Darwinovu teorii výběru v populaci. Po

pulace je definována souborem jedinců, k teř í předs tavuj í k a n d i d á t y na řešení daného 

problému. Charakteristika každého jedince je zakódována v genech. Selekce prob íhá 
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na základě kvality jedince, k t e r á je rovna kri ter iální funkci. V rámci selekce m á m e 

několik p ř í s tupů jako je souboj nebo vážená ruleta. Vybraní jedinci podléhaj í křížení 

za vzniku nových jedinců. Noví jedinci podléhaj í křížení na základě urči té pravdě

podobnosti. Ukončujícím kr i tér iem může být max imá ln í poče t i terací či dosažená 

kvalita jedince. [64] 

Selekce 

Souboj 

Do souboje vs tupuj í jedinci s jejich kvali tami, n á h o d n ě vyb í r ám dva jedince, jejichž 

kvality po rovnám. Do následující generace postupuje kvalitnější jedinec. Provád íme 

tolik soubojů, kolik m á m e jedniců, abychom zachovali stejnou velikost nové gene

race. 

Vážená ruleta 

Tento výběr je na založen na p r avděpodobnos tn ím př í s tupu . Jedinci s vyšší kva

li tou maj í vyšší p ravděpodobnos t na postup do další generace. P r v n í m krokem je 

určení p ravděpodobnos t i výběru jedince, kterou vypoč teme vydělením kvality je

dince souč tem všech kvalit. Pro každého jedince se spoč í tá d is t r ibuční funkce, což 

z n a m e n á čás tečnou sumu (interval, do k te rého jedince spadá) . Opakujícími dvěma 

kroky podle p o č t u jed inců je vygenerování n á h o d n é h o čísla z intervalu [0, 1] a vy

brán í jedince do další generace, k te rý svojí d is t r ibuční funkcí odpov ídá n á h o d n é m u 

číslu. 

Krizeni 

Jednobodové křížení 

Ze začá tku je zadefinovaná p ravděpodobnos t křížení. Sekvenčně je p rocházena ma

tice jed inců a mezi dvěma sousedními jedinci p roběhne křížení na základě n á h o d n ě 

vygenerované p ravděpodobnos t i p z intervalu [0, 1]. Pokud je p menší než prav

děpodobnos t křížení dojde k výměně informace mezi původn ími jedinci v n á h o d n ě 

zvoleném bodě za vzniku nových dvou p o t o m k ů , kteř í pos tupuj í do další generace. 

Pokud je p vyšší než p ravděpodobnos t křížení, ke křížení nedojde a do nové generace 

pos tupuj í původn í jedinci. 

Dvoubodové křížení 

Tento postup je podobný j ednobodovému křížení avšak změna je ve výměně infor

mace, k t e rá neprob íhá jen v jednom n á h o d n é m bodě , ale ve dvou n á h o d n ě zvolených 

bodech. 
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Mutace 

N a začá tku definujeme hodnotu p ravděpodobnos t i mutace a generujeme matici prav

děpodobnos t i mutace v intervalu [0, 1], k t e rá m á stejný rozměr jako d a n á populace 

jedinců. P o s t u p n ě procházíme matici jed inců a porovnáváme hodnotu s mat ic í mu

tace. Pokud je hodnota v matici mutace na dané pozici menší , než p ravděpodobnos t 

mutace, dojde k inverzi b i tu u jedince na dané pozici. 

3.2.2 Diferenciální evoluce 

Diferenciální evoluce, dále jen D E , je v h o d n ý m evolučním algoritmem pro hledání 

glomálních ex t rémů. Počá tečn í populace P je definována jedinci, k teř í jsou zakó

dovaní ve vektorech v prohledávacím prostoru. Pro každého akt ivního jedince je 

vygenerován konkurencí (zkušební) jedinec. Do nové generace se zařadí bod s nižší 

funkcí hodnotou. Konkurenční vektor vzniká z ak t ivního a šumového vektoru, k teré 

jsou podrobeny mutaci z několika b o d ů s taré populace P. [65], [66], [67] 

Mutace 

Mutace vytvář í šumový vektor, k te rý vzniká z původních jedinců. Pos tupně ke kaž

dému jedinci z populace, ak t ivn í jedinec, vyb í ráme další 3 až 4 jedince, k teř í se od 

sebe odečí taj í a nás ledně se násobí m u t a č n í konstantou v intervalu [0, 1]. 

Křížení 

Po mutaci dochází ke zkřížení ak t ivního jedince a šumového vektoru za vzniku zku

šebního jedince. N a n á h o d n ě vybrané počá tečn í pozici mutace je zkušební jedinec 

shodný s ak t ivn ím jedincem. Následující pozice do vektoru zkušebního jedince jsou 

jsou vyb í rány podle hodnoty konstanty křížení. Pokud je n á h o d n ě vygenerovaná 

hodnota menší nebo rovna než hodnota křížení, na odpovídaj ící pozici zkušebního 

jedince se propisuje hodnota šumového vektoru. Pokud je n á h o d n á hodnota křížení 

větší než konstanta, do zkušebního jedince vstupuje na odpovídaj ící pozici číslo z 

ak t ivního jedince (rodiče). 

Selekce 

Do souboje vs tupuj í rodiče a jejich zkušební jedinci s jejich kvali tami. Funkční hod

noty těch to vektorů po rovnáme a do další generace postupuje kvalitnější jedinec. 

Provád íme tolik soubojů, kolik m á m e rodičů, abychom zachovali stejnou velikost 

nové generace. 
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3.3 Metaheuristické algoritmy inspirované fyzikou 

Tyto algoritmy jsou založeny na jevech, k te ré jsou vysvětlovány pomocí fyzikálních 

zákonů. [68] 

3.3.1 Simulované žíhání 

Tento algoritmus je založen na žíhání kryslat ického tělesa, dále jen S A . Těleso je 

zah řá to na vysokou teplotu a pos tupně je ochlazováno s p ředpok ladem snižování 

defektů v krystal ické mřížce. N a základě p ravděpodobnos t i , k t e rá je ú m ě r n á teplotě 

jsou př i j ímána i horší řešení. Č ím více dochází k ochlazování tělesa, t í m menší je 

p ravděpodobnos t na přijetí horšího řešení. P r avděpodobnos t přijetí řešení je dána 

Metropol isovým kri tér iem, k teré je vyjádřeno rovnicemi: 

P je o ravděpodobnos t nahrazen í bodu x za nový bod x'. Výrazy f(x') a f(x) vy

jadřuj í funkční hodnotu v bodech x' a x. Teplota tělesa T klesá s p o č t e m iterací. 

(3.36) 

[69] 
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4 Datasety a úprava dat 
Načtení da t a se tů , úprava dat, implementace a lgor i tmů a vyhodnocen í bylo prove

deno v p rogramovém pros t řed í Py thon (v3.11.8, [70]). 

4.1 Kleveladský dataset srdečního onemocnění 

Jako prvn í z d a t a s e t ů na otestování výběru př íznaků za pomoci meta-heur is t ických 

a lgor i tmů byl využi t Kleveladský dataset z Kalifornské univerzity [71]. Pro tuto da

t abáz i existuje v pythonu balíček ucimlrepo [72]. Dataset zahrnuje 303 re sponden tů 

(206 mužů a 97 žen). Z celkového p o č t u 76 a t r i b u t ů se pro výzkumy s využ i t ím M L 

využívá pouze 14 z nich, př ičemž je zahrnuta diagnóza zda se onemocnění vyskytuje 

či nikoliv. Z použi tých a t r i b u t ů jsou zde často používané kategorie v klasifikaci one

mocnění jako je věk či pohlaví . Ze specifičtějších p ř íznaků pro srdečních onemocnění 

zde vystupuje typ bolesti na hrudi, max imá ln í t epová frekvence nebo také změna 

ST úseku při zařazení zátěže. Jednot l ivé př íznaky jsou vypsány v příloze A . l . 

4.1.1 Rozložení a úprava dat 

P r v n í m krokem bylo nalezení a n á h r a d a chybějících hodnot, označených jako NAN 

hodnoty. V př ípadě př íznaku ca chyběly 4 hodnoty a u kategorie thal pouze dvě. 

P ř i t é t o skutečnost i bylo možné tyto pacienty vypustit z da t a se tů , jelikož pro kla

sifikační účely zůsta lo stále 297 re sponden tů ve věku od 29 do 77 let (p růměr 54 

let). Dalš ím krokem bylo ověření normáln ího rozložení dat. Jak již bylo zmíněno v 

teoretické části , normalita rozložení dat může ovlivnit robustnost modelu a dle toho 

musíme správně volit další postupy. Klasickým postupem bylo vizuální hodnocení 

podle h is togramů. N a spoji té př íznaky byl aplikován s ta t is t ický Shapi ro-Wilkův test 

s hladinou významnos t i 0,05, k te rý ve své nulové hypo téza předpokládá , že data po

cházejí z normáln ího rozložení. P ř ík lady některých rozložení jsou na grafech 4.1, 

4.2. Nulová hypo téza na základě p hodnoty byla z a m í t n u t a , tud íž v dalších krocích 

bude na dataset použ i t a normalizace, k t e rá nepředpok ládá normáln í rozložení. P ř i 

analýze odlehlých hodnot se nejevila žádná jako ex t r émně abnormáln í . V t é to úloze 

n á m jde o výběr př íznaků z nichž dochází k predikci pouze z d r a v ý / nemocný, proto 

bylo dalš ím krokem skupiny nemocných podle závažnosti spojit pouze do jedné ka

tegorie označené jako 1, tzn. že se u nich onemocnění vyskytuje. Jako další byl pro 

specifické příznaky, kde se nachází více kategori í , konkré tně cp, slope a thal využi t 

one — hot encoding, což z n a m e n á transformaci na b inárn í p roměnné pro lepší funkč

nost a lgor t imů. T í m p á d e m z původních 13 př íznaků vznikne 20. Pos ledním krokem 

z předzpracování dat byla normalizace hodnot v příznacích. 
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Histogram věkového rozložení (297 pacientů) 

věk 

Obr. 4.1: Histogram věkového rozložení 

Histogram maximální tepové frekvence (297 pacientů) 

Tepová frekvence [tepy za minutu] 

Obr. 4.2: Histogram max imáln í tepové frekvence [tepy za minutu] 
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4.2 Dataset srdečního selhání 

Jako další dataset na otes tování výbě ru p ř íznaků za pomoci meta-heur is t ických al

gor i tmů byl využi t dataset srdečního selhání sh romážděného na Faisalabad insti tutu 

kardiológie. Zveřejněn je v repozi tář i Kalifornské univerzity [73] a existuje pro něj 

v pythonu balíček ucimlrepo [72]. Dataset zahrnuje 299 responden tů ve věkové hra

nici 40 - 95 let (průměr 61 let) se za s toupen ím 105 mužů a 194 žen. Pacienti jsou 

popsáni 13 příznaky, př ičemž je zahrnuta diagnóza zda pacient b ě h e m sledovacího 

období umřel . Z použi tých a t r i b u t ů se zde vyskytuj í kategorie jako je věk, pohlaví, 

p ř í tomnos t diabetu, hodnota sodíku v krevním séru nebo také zda je pacient kuřák . 

Jednot l ivé př íznaky jsou vypsány v příloze B . l . 

4.2.1 Rozložení a úprava dat 

V datasetu se nenachází žádné chybějící hodnoty. Následovalo ověření normáln ího 

rozložení dat, kde byl opět aplikován s ta t is t ický Shapi ro-Wilkův test s hladinou vý

znamnosti 0,05. Př ík lady některých rozložení jsou na grafech 4.3, 4.4. N a základě 

zamí tnu t í nulové hypotézy byla provedena normalizace, před níž však došlo k od

s t raněn í odlehlých hodnot. Co se týče př íznaku kreatin-fosfokinázy, byl i ods t raněn i 

pacienti s hodnotou přes 3000 [mgc/dl], obsah krevních destiček v k rv i byl redu

kován pod hranici 600000 [počet/ul] a obsah kreatininu v séru byl redukován pod 

4 [mg/dl]. Po těchto úpravách pro další predikci, zda pacient b ě h e m sledovacího 

období zemřel, vstupuje 283 respondentů . 

Histogram koncentrace kreatin-fosfokinázy v krvi (299 pacientů) 

Koncentrace kreatin- fosfokinázy v krvi [mcgy I] 

Obr. 4.3: Histogram hodnoty kreatin-fosfokinázy v krv i [mcg/1] 
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Histogram obsahu kreatininu v séru (299 paientů) 

2 4 6 8 
Kreatininu v séru [mg/ dl] 

Obr. 4.4: Histogram kreatininu v séru [mg/dl] 

4.3 Indický dataset srdečního onemocnění 

Jako poslední byl pro prakt ické otes tování využi t dataset srdečního onemocnění 

sh romážděného v nemocnicích v Indii [74]. Dataset zahrnuje 1000 re sponden tů ve 

věkové hranici 20 - 80 let (p růměr 49 let) se za s toupen ím 765 mužů a 235 žen. 

K e každému pacientovi je př i řazeno 14 př íznaků, př ičemž je zahrnuta diagnóza zda 

pacient m á či n e m á srdeční onemocnění . P r v n í atribut ID pacienta byl vyřazen 

ješ tě před další analýzou dat jako irelevantní. Z použi tých a t r i b u t ů se zde vyskytuj í 

kategorie jako je věk, pohlaví , hodnota cholesterolu v k revn ím séru nebo také typ 

bolesti na hrudi. Jednot l ivé př íznaky jsou vypsány v příloze C l . 

4.3.1 Rozložení a úprava dat 

V tomto datasetu se nevyskytuj í žádné chybějící hodnoty. N a číselné př íznaky byl 

aplikován s ta t is t ický Shapiro-Wilkův test s hladinou významnos t i 0,05 pro ověření 

normality rozložení dat. P ř ík lady některých rozložení jsou na grafech 4.5, 4.6. Da l 

ším krokem bylo pro specifické příznaky, kde se nachází více kategori í , konkré tně 

chestpain, slope a restingrelectro využit one — hot encoding, což z n a m e n á trans

formaci př íznaků na b inárn í p roměnné pro lepší funkčnost a lgor i tmů. T í m p á d e m z 

původních 12 př íznaků (po ods t r aněn í ID) vznikne 20. Pos ledním krokem z předzpra

cování dat byla normalizace hodnot. 
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Histogram maximální tepové frekvence (1000 pacientů) 

80 100 120 140 160 180 
Maximální tepová frekvence [tepy za minutu] 

200 

Obr. 4.5: Histogram max imáln í tepové frekvence [tepy za minutu] 

Histogram klidového systolického krevního tlaku (1000 pacientů) 

100 120 140 160 180 
Klidový systolický krevní tlak [mmHg] 

200 

Obr. 4.6: Histogram klidového systolického krevního t laku [mmH{ 
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5 Selekce příznaků pomocí klasického po
stupu - PCA 

P C A bylo realizováno balíčkem scikit-learn (vl.2.2, [75]) v pros t řed í Python. Každá 

hlavní komponenta je nová p roměnná , k t e r á vznikla l ineární kombinací původních 

př íznaků za účelem snížit dimenzionalitu. Pro hlavní komponenty je p o t ř e b a nejdříve 

spočí ta t v las tn í čísla a vektory, k te ré byly poč í t ány z korelační matice normalizova

ných dat. Jednou z možnost í jak urči t počet hlavních komponent pro klasifikaci je 

empirický p ř í s tup . Vhodnějš ím, mnohdy i rychlejším, způsobem je z vlas tních čísel 

vypoč í t a t kumula t ivn í součin. Př ík lad n á r ů s t u rozptylu s ros toucím p o č t e m hlavním 

komponent je zobrazen na grafu 5.1. Jako p r á h pro kumul t ivn í součin byla nastavena 

hodnota 75, což znamená , že vyb í ráme tolik komponent, aby byl zachován 75% podíl 

variability (informační hodnoty) z původn í datové sady. N a základě tohoto prahu 

bylo vyb ráno pro Klevelandský dataset 10 komponent, pro dataset srdečního selhání 

8 komponent a pro Indický dataset 11 komponent. N a základě těch to p o č t ů hlavních 

komponent byla data t ransformována. Jednot l ivé pžíznaky, k teré obsahují největší 

informativní rozptyl v dané komponen tě u každého datasetu jsou vypsány v tabulce 

5.1. N a základě komponent byla provedena klasifikace, srovnání úspěšnost i predikce 

s klasifikací bez redukce př íznaků pro všechny datasety je uvedeno v tabulce 7.2. 

Kumulativní součin v závislosti na hlavních komponentách 

1 2 3 4 5 6 7 8 9 10 11 12 
Hlavní komponenty 

Obr. 5.1: Graf vývoje kumula t ivn ího součinu v závislosti na hlavních komponen tách 

pro dataset srdečního selhání 
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Tab. 5.1: Tabulka zas toupen í př íznaků, pro dané komponenty 

Komponenta K l e v e l a n d s k ý dataset 
Dataset s r d e č n í h o 

s e l h á n í 
Indicky dataset 

t h a l _ l serum so dium chestpain _ 2 

1 tha l_2 smoking restingelectro_l 

slope 2 diabetes chestpain _1 

slope 1 anemia restingrelectro _ 0 

2 slope 2 diabetes restingrelectro_l 

sex high blood pressure chestpain _ 2 

cp_2 high blood pressure chestpain _ 0 

3 cp 3 anemia chastpain _1 

thal_2 diabetes slope 2 

restecg diabetes exerciseangia 

4 sex high blood pressure slope 1 

fbc smoking gender 

cp_4 smoking slope 2 

5 cp 3 serum so dium chestpain _ 0 

sex high blood pressure slope 1 

sex time exerciseangia 

6 exang age restingrelectro_2 

thal_2 high blood pressure slope 0 

exang age restingrelectro_2 

7 cp 4 time chestpain _1 

cp_2 ej ect ion fr act ion slope 1 

fbc ej ect ion fr act ion fastingbloodsugar 

8 ca age restingrelectro_2 

slope 0 serum creat ine chestpain _ 2 

slope 0 gender 

9 ca 

slope 1 

X restingrelectro_2 

oldpeak 

cp 1 slope 3 

10 cp 4 

slope 0 

X noofmajorvessels 

slope 0 

11 X X 

age 

noofmajorvessels 

maxheartrate 
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6 Selekce příznaků meta-heuristickými algo
ritmy 

Pro všechny následující algoritmy pla t í tyto nas tavení . Pro t rénování bylo použi to 

80% dat a pro tes tování 20% dat. Pro výpočet fitness hodnoty byl použi t algo

ritmus R F s p o č t e m 100 rozhodovacích s t romů a v každé iteraci se uk ládá nejlepší 

hodnota charakterizující nejlepšího jedince (řešení). Pro každý dataset a všechny 

kombinace p a r a m e t r ů , k te ré jsou uvedeny níže, bylo spuš těno pě t běhů, přičemž 

do celkového srovnávání byly uvažovány nejlepší běhy na základě fitness hodnoty. 

Počet jed inců byl nastaven na 10, 30, 60 a 100 při ponechání defaul tního ukončení 

1000 iterací. Další podstatnou úpravou pro tuto úlohu je binarizace, jelikož posuzu

jeme kvali tu jedince reprezentovaného právě vektorem kombinace nul a jedniček na 

základě př íznaků (0 - nebyl vybrán , 1 - byl vyb rán ) . Jako poslední společná pod

mínka je zavedena p o d m í n k a ošetření klasifikace. Pokud se n á m v p r ů b ě h u i terací v 

ak tuá ln ím jedinci vyskytne pouze vektor nul, je n á h o d n ě v y b r á n a jedna pozice, na 

kterou je umí s t ěna jednička. Toto ošetření zabrán í spadnu t í algoritmu, ke k te rému 

by došlo, pokud do klasifikátoru pro fitness hodnotu nebyl v y b r á n žádný př íznak 

(nebylo by co klasifikovat). Jako klasifikátory byly využi ty K - N N s parametrem 

nejbližních sousedů k = 3 a L R . Oba klasifikátory společně s R F byly realizovány 

balíčkem scikit-learn (vl.2.2, [75]) v pros t řed í Python. 

6.1 Selekce příznaků algoritmem papouška 

Počá tečn í generace je n á h o d n ě zvolena podle p o č t u jed inců a p o č t u př íznaků, k teré 

jsou ekvivalentem dimenzí prohledávacího prostoru řešení. Jak již bylo zmíněno v 

teorii, papoušek může nabýva t č tyř s tavů. Př ičemž ve stavu krmení a sezení na cho

vateli se upla tňuje krok z p ravděpodobnos tn ího rozložení Levyho letu. Pseudokód je 

znázorněn v příloze 22. B y l vyzkoušen vl iv změny parametru alfa v hodno tách 0,5, 1 

a 1,5, k t e rý ovlivňuje velikost kroků z Levyho letu v p roh ledávaném prostoru řešení. 

Srovnání nas tavení tohoto parametru pro 100 jedinců pro dataset srdečního selhání 

je znázorněn na grafu 6.1. Př ík lad závislosti p o č t u jed inců u datasetu Kleveland pro 

přesnost F l - skóre je znázorněna na grafu 6.2. Pro Klevelandský dataset se jevilo 

nejlepší nas tavení 60 a 100 jedinců s krokem alfa = 1. S t í m t o nas t aven ím vyšla 

predikce 0,9048, ale vybrané př íznaky měly malé odlišnosti . Společně byly vybrány 

sex, chol, restecg, thalach, ca, cp_2 a slope_2. Pro dataset srdečního selhání vy

chází nejlépe nas tavení 10 jedinců s parametrem alfa = 1, 30 jedinců s alfa = 1 a 

alfa = 1,5, 60 jedinců s alfa = 1,5. Pro všechna tatko nas tavení vyšla fitness hod

nota 0,8333 na základě p ř íznaků age, ejection_fraction, platenes, serum_sodium, 
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smoking, time. Pro Iindický dataset se ukázalo nejlepší nas tavení populace s 10 je

dinci a parametrem alfa = 0,5 a alfa = 1,5, t aké pro 30 jedinců s alfa = 1 a alfa = 

1,5, kdy vyšla fitness hodnota 1. Jako společné př íznaky pro tato nas tavení byly vy

brány gender, restingBP, serumcholesterol, fastingbloodsugar, slope_3, slope_0, 

restingrelectro_2. 
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Obr. 6.1: Graf závislosti přesnost i predikce na parametru alfa u datasetu srdečního 

selhání 
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Obr. 6.2: Graf závislosti přesnost i predikce na p o č t u jed inců pro Klevelandský da

taset s parametrem alfa = 0,5 
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6.2 Selekce příznaků algoritmem jestřábů 

N á h o d n á počá tečn í populace je sestavena jako matice p o č t u jed inců snažících se 

ulovit kořist a p o č t u p ř íznaků v datasetu. Obecný postup je znázorněn v příloze 25. 

K aktualizaci pozic jedinců, při nezdař i lém lovu král íka se využívá krok z Levyho 

letu. By lo tes továno nas tavení tohoto parametru na 0,5, 1 a 1,5 s vlivem na výběr 

př íznaků a celkovou přesnost predikce. Srovnání nas tavení parametru alfa pro 100 

jedinců pro dataset Srdečního selhání je znázorněn na grafu 6.3. P ř ík lad závislosti 

F l - skóre na volbě p o č t u jedinců u datasetu Kleveland je znázorněn na grafu 6.4. Pro 

Klevelandský dataset se jevilo nejlepší nas tavení 30 a 60 jedinců s parametrem alfa 

= 1 a 60 a 100 jedinců s krokem alfa = 1,5. S t í m t o nas t aven ím vyšla predikce 0,8372. 

Jako společné byly vybrány př íznaky age, sex, fbc, ca, cp_2. Pro dataset srdečního 

selhání vychází nejlépe nas tavení 60 jedinců s parametrem alfa = 1,5 s fitness hodno

tou 0,8544 na základě p ř íznaků age, ejection_fraction, platenets, serum_sodium, 

smoking, Ume. Pro indický dataset se ukázalo nejlepší nas tavení populace 10 jedinců 

s alfa = 1 a 100 jedinců a parametrem alfa = 0,5 s fitness hodnotou 0,9957. Jako 

společné př íznaky pro toto nas tavení byly vyb rány restingBP, fastingbloodsugar, 

maxheartrate, chestpain_0, chestpain_l, slope_l, restingrelectro_2. 
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Obr. 6.3: Graf závislosti přesnost i predikce na parametrem alfa pro dataset srdečního 
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Obr. 6.4: Graf závislosti přesnost i predikce na p o č t u jed inců s parametru alfa =1 ,5 

u Indického datasetu 

6.3 Selekce příznaků optimalizací opylování květin 

Počá tečn í populace květ in je sestavena jako matice závisející na p o č t u jed inců a 

p o č t u př íznaků zadefinovaných hodnotami 0 a 1. Obecný postup je znázorněn v 

příloze 15. B y l tes tován vl iv alfa ovlivňující poletování pylového zrna. Parametr byl 

nastaven na hodnoty 0,5, 1 a 1,5, př íklad v l ivu na fitness hodnotu je znázorněn na 

grafu 6.5. Přesnos t predikce se odvíjí i od p o č t u jedinců, což je znázorněno na grafu 

6.6. Pro Klevelandský dataset byla nejlepší fitness hodnota 0,9268 s nas t aven ím 100 

jedinců s parametrem alfa = 0,5. Jako relevantní byly vyb rány př íznaky sex, chol, 

fbc, restecg, thalach, exang, oldpeak, ca, cp_2, slope_l, slope_0, thal_l, thalO. 

Pro dataset srdečního selhání vychází nejlépe nas tavení 60 jedinců s parametrem 

alfa = 1 s fitness hodnotou 0,8333 na základě př íznaků age, ejection_f raction, 

platenets, sérum_sodium, smoking, Ume. P ro indický dataset vyšla fitness hod

nota 1 při nas tavení 10 jedinců s alfa = 0,5 a alfa = 1, 30 jedinců s alfa = 0,5 a 

100 jedinců s alfa = 0,5, alfa = 1 a alfa = 1,5. Jako společné př íznaky pro tato 

nas tavení byly vybrány gender, restingBP, serumcholesterol, fastingbloodsugar, 

maxheartrate, slope_3, restingrelectro_0. 
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6.4 Selekce příznaků pomocí algoritmu kukaček 

Počá tečn í populace je ekvivalentem postavených hnízd s vejci, k t e rá odpovídaj í kan

d i d á t ů m na nejlepší řešení. Obecný postup je znázorněn v příloze 15. Pohyb kuka

ček, k teré snáší po jednom vejci do vybraných hnízd je ovlivňován Levyho letem, pro 

k te rý byl nastaven parametr distribuce alfa na 0, 0,5, 1,5. Ukázkový př ík lad v l ivu 

nas tavení alfa k nalezení nejlepšího řešení je zobrazen na grafu 6.7. Dále byl měněn 

parametr pa v hodno tách 0,1, 0,25 a 0,5, k te rý ovlivňuje s jakou p ravděpodobnos t í 

dojde k nalezení paraz i tn ího vejce, opuš těn í stávajícího hn ízda (řešení) a postavení 

nového. P ř i h o d n o t ě pa = 0,5 je tendence dosahovat lehce horších výsledků. Př í 

klad vývoje fitness hodnoty na základě změny parametru pa je zobrazen na grafu 

6.8. Pro Klevelandský dataset byla nejlepší fitness hodnota 0,9268 při nas taven ím 

60 jedinců s parametrem alfa = 0,5, pa = 0,1 a př íznaky sex, chol, fbc, restecg, 

thalach, exang, oldpeak, ca, cp_2, slope_l, slope_0, thal_l. Pro dataset srdeč

ního selhání je nejlepší hodnota fitness 0,8333 při nas tavení alfa = 0,5, pa = 0,1 a 

pa = 0,25, alfa = 1 pro všechny tř i hodnoty pa, alfa = 1,5 s pa = 0,25 a pa = 0,5 

bez ohledu na počet jedinců. Jako nejvíce vypovídající p ř íznaky byly vybrány age, 

ejection_fraction, platenets, serum_sodium, smoking, Ume. Pro Indický dataset 

vyšla fitness hodnota 1 při nas tavení alfa = 0,5 se všemi hodnotami pa bez ohledu 

na počet jedinců, alfa = 1 pro všechna pa u 10, 60 a 100 jedinců, alfa = 1 s pa = 0,1 

a pa = 0,25 pro 30 jedinců, alfa = 1,5 s pa = 0,1 a pa = 0,25 pro 10 a 30 jedinců, 

alfa = 1,5 s pa = 0,25 pro 100 jedinců. Jako společné př íznaky pro tato nas tavení 

byly vyb rány restingBP, serumcholesterol a restingrelectro_2. 
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Závislost F l - skóre na parametru pa pro 
Klevelandský dataset pro 10 jedinců s alfa = 1,5 
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Obr. 6.8: Graf závislosti F l - skóre na parametru pa při kons t an tn ím alfa = 1,5 pro 

Klevelandský dataset 

6.5 Selekce příznaků optimalizací velryb 

N á h o d n á počá tečn í populace je sestavena podle p o č t u jed inců a p o č t u p ř íznaků v 

datasetu. Obecný postup je znázorněn v příloze 20. V algoritmu W O A je nastavitel

n ý m parametrem beta b, k t e rý definuje tvar logaritmické spirály, po k te ré velryby 

krouží k obklíčení a ulovení kořisti . Tento parametr byl nastaven na hodnoty 0, 0,5 a 

1, kdy při hodno tě 0 je spirála menší , nebo-li odpov ídá více lokálnímu prohledávání 

naopak při přiblížení k 1 je větší volnost spirály. Znázornění v l ivu beta na fitness hod

notu je vyobrazeno na grafu 6.9. V l i v p o č t u jed inců při kons t an tn ím parametru b na 

výslednou fitness hodnotu je naznačen v grafu 6.10. Pro Klevelandský dataset byla 

nejlepší fitness hodnota 0,9048 při nas tavení 60 jedinců s parametrem b na hodnotu 

0 a př íznaky sex, chol, restecg, thalach, oldpeak, ca, cp_l, cp_4, cp_2, slope_2, 

slope_l, thal_l, thal_0, thal_2. Pro dataset srdečního selhání je nejlepší hodnota 

fitness 0,8205 opět při nas tavení b = 0 na základě př íznaků age, ejection_f raction, 

high_blood_pressure, platenets, serum_sodium, Ume. Pro Indický dataset vyšla 

fitness hodnota 1 při nas tavení b = 0,5 a b = 1 pro 10 jedinců, b = 0 pro 30 a 60 

jedinců a b = 1 pro 100 jedinců. Jako společné př íznaky pro tato nas tavení byly 

vyb rány gender, restingBP, serumcholesterol, fastingbloodpressure a slopel. 
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7 Srovnání klasifikace na základě vybraných 
příznaků všemi přístupy 

Komple tn í výsledky pro kombinace tes tovaných p a r a m e t r ů jsou uvedeny v příloze 

E . Nejlepší volby a lgor i tmů s parametry pro jednot l ivé datasety jsou shrnuty v ta

bulce 7.3. N a základě použ i tého klasifikačního algoritmu dosahuje K - N N horších 

výsledků než použi t í L R a nejlépe klasifikuje R F , k te rý byl využi t pro výpočet 

fitness hodnoty. Oproti použi t í všech př íznaků a běžnému postupu P C A dosahují 

meta-heur is t ické algoritmy lepší predikce. Nelze však na základě výsledků s urči tost í 

říci, k t e rý z použi tých meta-heur is t ických a lgor i tmů dosahuje obecně nejlepších vý

sledků, jelikož predikce závisí převážně na hodno tách př íznaků v datasetech. Dále je 

t aké n u t n é uvažovat vysokou výpoče tn í náročnos t z důvodu opakovaného v ý p o č t u 

fitness hodnoty při změnách v populaci. Srovnání závislosti časové náročnos t i na 

p o č t u jed inců pro 1000 i terací na datasetu Kleveland je ukázáno na grafu 7.1. Na

stává také p o t ř e b a zvážit kompromis mezi p o č t e m jedinců, p o č t e m iterací a celkovou 

úspěšnost í predikce. Časově nejnáročnější se ukazuje C S O , jelikož dochází nejčastěji 

k aktualizaci jed inců na základě Levyho letu a s t avbě nových hnízd (nová možná 

řešení) a tud íž je velice častý krok ohodnocení kvality populace. Závislosti F l - skóre 

(fitness hodnota) na p o č t u jed inců a nas tavených parametrech pro všechny meta-

heurist ické algoritmy u Klevelandského datasetu jsou zobrazeny na grafech 7.2, 7.3, 

7.4, 7.5, 7.6. Dle výsledku největší náchylnost na změnu p a r a m e t r ů a poče t jed inců 

m á H H O , za t ím co za nej stabilnější řešení při změnách p a r a m e t r ů a jed inců lze po

važovat C S O . N a základě výsledků můžeme konstatovat, že ne vždy největší poče t 

jedinců z n a m e n á nejlepší řešení. Co se týče nas tav i te lného parametru alfa, obecně 

čím blíže je k h o d n o t ě 2, t í m menší skokový vl iv b ě h e m iterací m á na výsledné ře

šení. U většiny řešení při alfa = 1 , 5 zůs tává počá tečn í hodnota kons tan tn í a pohyb 

s velkými kroky se neprojeví na změně nejlepšího jedince. 
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Obr. 7.1: Graf závislosti výpoče tn ího času na p o č t u jed inců při 100 iterací pro K le -

velandský dataset 

Tab. 7.1: Tabulka přesnost i klasifikace na základě všech př íznaků 

X V š e c h n y příznaky 

Dataset F l - s k ó r e Specificita Senzitivita 

Kleveland 0,8160 0,8610 0,8333 

S r d e č n í 

s e l h á n í 
0,6150 0,9433 0,4800 

Indie 0,9870 0,9889 0,9833 

Tab. 7.2: Tabulka přesnost i klasifikace na základě P C A 

X P C A 

Dataset F l - s k ó r e Specificita Senzitivita 

Kleveland 0,8000 0,8333 0,8333 

S r d e č n í 

s e l h á n í 
0,5556 0,9710 0,4000 

Indie 0,9700 0,9400 0,9833 
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Tab. 7.3: Tabulka nejlepších a lgor i tmů na základě F l - skóre 

Algoritmus Jedinci Parametry F l - skóre Specificita Senzitivita 
Klevelandskv dataset 

FPA 100 alfa = 0,5 0,9268 0,8684 0,8182 
CSO 60 alfa = 0,5, pa = 0,1 0,9268 0,8684 0,8182 

Dataset srdečního selhání 
HHO 60 alfa =1,5 0,8544 0,8422 0,5238 

Indický da taset 
10 alfa = 0,5 1,0000 0,9759 0,9658 

PO 
10 alfa =1,5 1,0000 0,9759 0,9658 

PO 
30 alfa = 1 1,0000 0,9639 0,9658 
30 alfa =1,5 1,0000 0,9879 0,9658 
10 beta = 0,5 1,0000 0,9880 0,9658 
10 beta = 1 1,0000 0,9880 0,9658 

WOA 30 beta = 0 1,0000 0,9880 0,9658 
60 beta = 0 1,0000 0,9639 0,9145 
100 beta = 1 1,0000 0,9759 0,9658 
10 alfa = 0,5 1,0000 0,9880 0,9658 
10 alfa = 1 1,0000 0,9880 0,9658 

FPA 
30 alfa = 0,5 1,0000 0,9759 0,9658 

FPA 
100 alfa = 0,5 1,0000 0,9759 0,9744 
100 alfa = 1 1,0000 0,9759 0,9658 
100 alfa =1,5 1,0000 0,9639 0,9829 
10 alfa = 0,5, pa = 0,1 1,0000 0,9157 0,9145 
10 alfa = 0,5, pa = 0,25 1,0000 0,9759 0,9658 
10 alfa = 0,5, pa = 0,5 1,0000 0,9759 0,9829 
10 alfa = 1, pa = 0,1 1,0000 0,9880 0,9744 
10 alfa =l ,pa = 0,25 1,0000 0,9880 0,9658 
10 alfa = 1, pa = 0,5 1,0000 0,9880 0,9573 
10 alfa = 1,5, pa = 0,l 1,0000 0,9880 0,9658 
10 alfa= 1,5, pa = 0,25 1,0000 0,9639 0,9573 
30 alfa = 0,5, pa = 0,1 1,0000 0,9880 0,9658 
30 alfa = 0,5, pa = 0,25 1,0000 0,9759 0,9658 
30 alfa = 0,5, pa = 0,5 1,0000 0,9759 0,9658 
30 alfa = 1, pa = 0,l 1,0000 0,9639 0,9829 
30 alfa =l ,pa = 0,25 1,0000 0,9639 0,9658 

CSO 
30 alfa = 1,5, pa = 0,l 1,0000 0,9880 0,9658 

CSO 
30 alfa = 1,5, pa = 0,25 1,0000 0,9639 0,9658 
60 alfa = 0,5, pa = 0,1 1,0000 0,9518 0,9658 
60 alfa = 0,5, pa = 0,25 1,0000 0,9759 0,9573 
60 alfa = 0,5, pa = 0,5 1,0000 0,9759 0,9658 
60 alfa = 1, pa = 0,1 1,0000 0,9759 0,9658 
60 alfa = l,pa = 0,25 1,0000 0,9880 0,9658 
60 alfa = 1, pa = 0,5 1,0000 0,9880 0,9573 
100 alfa = 0,5, pa = 0,1 1,0000 0,9759 0,9658 
100 alfa = 0,5, pa = 0,25 1,0000 0,9759 0,9658 
100 alfa = 0,5, pa = 0,5 1,0000 0,9759 0,9658 
100 alfa = 1, pa = 0,l 1,0000 0,9639 0,9829 
100 alfa = l,pa = 0,25 1,0000 0,9880 0,9658 
100 alfa = 1, pa = 0,5 1,0000 0,9880 0,9573 
100 alfa = 1,5, pa = 0,25 1,0000 0,9639 0,9658 



Fl - skóre v závislosti na jedincích a parametrech u CSO pro Klevelandský 
dataset 

1,00 OD 

Obr. 7.2: Graf závislosti F l - skóre na p o č t u jed inců a parametrech u C S O pro Kle 

velandský dataset 

F l - skóre v závislosti na jedincích a parametrech u FPA pro 
Klevelandský dataset 
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Obr. 7.3: Graf závislosti F l - skóre na p o č t u jed inců a parametrech u F P A pro Kle 

velandský dataset 
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F l - skóre v závislosti na jedincích a parametrech u HHO pro 
Klevelandskýdataset 

0,9000 

0,8000 

0,7000 

0,6000 

-5 0,5000 

A 0,4000 

LL 
0,3000 

0,2000 

0,1000 

0,0000 ' > V> ' > \ ? & 

10 jedinců 30 jed inců 60 jed inců ^ 1 0 0 jed inců ^ — v š e c h n y příznaky PCA průměr pro HHO 

Obr. 7.4: Graf závislosti F l - skóre na p o č t u jed inců a parametrech u H H O pro 

Klevelandský dataset 

F l - skóre v závislosti na jedincích a parametrech u PO pro Klevelandský 
dataset 
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Obr. 7.5: Graf závislosti F l - skóre na p o č t u jed inců a parametrech u P O pro Kleve

landský dataset 
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F l - skóre v závislosti na jedincích a parametrech u WOA pro 
Klevelandský dataset 
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Obr. 7.6: Graf závislosti F l - skóre na p o č t u jed inců a parametrech u W O A pro 

Klevelandský dataset 

V př ípadě kombinace př íznaků a vytvoření souboru vektorů pro nej lepší predikci 

(nejlepší jedinec) je vysoký možný počet kombinací , u Klevelandského a Indického 

datasetu můžeme dosáhnou t až 1048575 možných kombinací a u datasetu srdečního 

selhání 4095 kombinací . Všeobecně u všech a lgor i tmů a datasetu byl každý př íznak 

alespoň jednou v y b r á n jako relevantní pro klasifikaci. Zasloupení celkových vybrán í 

pro všechny meta-heur is t ické algoritmy se všemi parametry u jednot l ivých datasetu 

je zobrazeno na grafech 7.7, 7.8, 7.9. Pro Klevelandský a Indický dataset je p a t r n é 

rovnoměrnější zas toupen í většiny př íznaků, nesou podobnou informační hodnotu pro 

výslednou klasifikaci, z a t ím co u datasetu srdečního selhání převažuje výběr pouze 

některých př íznaků. Pro Klevelandský dataset se nejčastěji vyskytovaly př íznaky: 

pohlaví , klidové E K G , a typická bolest na hrudi a počet koronárních tepen postiže

ných stenózou. V př ípadě datasetu srdečního selhání byly nejčastěji vybrány jako 

relevantní př íznaky: objem krve vypuzené srdcem, obsah sodíku v séru, obsah krev

ních destiček v k rv i a sledovací období . Pro Indický dataset byly nejčastěji vybrány 

př íznaky: klidový systolický krevní tlak, hladina cholesterolu v krv i , abnormalita 

levé komory na E K G , glykémie na lačno, ses tupný a vzes tupný ST úsek při zátěži . 
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Zastoupení jednotlivých příznaků podle počtu vybrání meta-
heuristickými algoritmy pro Klevelandskýdataset 

• thalach exang ao ldpeak slope_0 B s l o p e _ l slope_2 « c a B t h a L O • thal_ l • thal_2 

Obr. 7.7: Graf zas toupen í p o č t u vybrán í jednot l ivých př íznaků všemi algoritmy pro 

Klevelandský dataset 

Zastoupení jednotlivých příznaků podle počtu vybrání meta-
heuristickými algoritmy pro dataset srdečního selhání 

• age anemia • creatinine_phosphokinase • diabetes 

eject ionjract ion • high_blood_pressure • platelets • serum_creatinine 

• serum_sodium • sex • smoking B t i m e 

Obr. 7.8: Graf zas toupen í p o č t u vybrán í jednot l ivých př íznaků všemi algoritmy pro 

dataset srdečního selhání 
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Zastoupení jednotlivých příznaků podle počtu vybrání meta-
heuristickými algoritmy pro Indický dataset 
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Obr. 7.9: Graf zas toupen í p o č t u vybrán í jednot l ivých př íznaků všemi algoritmy pro 

Indický dataset 

Nejlepší predikce dosahovaly algoritmy v p ř ípadě Indického datasetu, k te rý ob

sahuje i nejvíce pacientů . P ř i tes tování augmentace trénovacích dat u zbylých dvou 

d a t a s e t ů na podobnou velikost t rénovací množiny však nebyl zjištěn m a r k a n t n í vý

sledek ve zlepšení predikce. N a tomto zjištění lze p ředpok láda t více odpovídaj ící hod

noty pro srdeční onemocnění jednot l ivých př íznaků. Pro dataset srdečního selhání 

vychází predikce a předevš ím senzitivita všeobecně hůře z důvodu j iných př íznaků 

a h lavně se ú m r t í či přeži t í vztahuje na sledovací období . U některých pac ien tů je 

sledovací období jen 4 dny a u některých t ř e b a 100, v obou př ípadech pacient pře

žívá nebo umírá . Tudíž pacient sice může mí t špa tné markery, k teré by predikovaly 

srdelčí selhání, ale pokud je pacient sledován velmi k rá tkou dobu, je možné že po 

toto období přežil. 

Srovnání se s tudi í [1], ze k te ré tato práce vychází je shrnuto v tabulce 7.4. Kval i ta 

klasifikace podle F l - skóre, pro Klevelandský dataset při o tes tovaných nastaveních, 

vychází pro C S O u L R p r ů m ě r n ě o 7,9% horší, u K - N N o 20% horší, u R F 0 4,5% 

lepší, pro F P A u L R o 5% horší, u K - N N o 22% horší a u R F o 5,9% lepší, pro 

W O A u L R o 5,1% horší, u K - N N o 20,7% horší a u R F o 1,8% lepší, pro H H O u 

L R o 16,2% horší , u K - N N o 27% horší a u R F o 10% horší. Většinově jako společné 

relevantní př íznaky ve studii a v t é to práci byly vybrány pro C S O sex, restecg, ca, 

slope_2, pro F P A age, ca, thali, pro W O A sex, ca, thal_2 a pro H H O sex, restecg, 
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ca. Pro dataset srdečního selhání jsou výsledky pro C S O u L R p r ů m ě r n ě o 4,9% 

horší, u K - N N o 26,3% horší, u R F 0 9,5% lepší, pro F P A u L R o 9% horší , u K - N N 

o 43% horší a u R F o 4,7% lepší, pro W O A u L R o 5,1% horší, u K - N N o 42,4% 

horší a u R F o 9,3% lepší, pro H H O u L R o 4,8% horší, u K - N N o 24,4% horší a 

u R F o 6,6% lepší. Většinově jako společné relevantní p ř íznaky ve studii a v té to 

práci byly vyb rány pro C S O ejection_fraction, time, pro F P A ejection_fraction, 

high_blood_pressure, pro W O A time a pro H H O time. 

Tab. 7.4: Souhrnná tabulka srovnání výsledků studie a t é to práce na základě prů

měrných hodnot pro všechna nas tavení daných a lgor i tmů 

K l e v e l a n d s k ý dataset 

X V ý s l e d k y studie [1] V ý s l e d k y t é t o p r á c e 

Algoritmus R F L R K N N R F L R K N N 

C S O 0,8438 0,8729 0,9794 0,8890 0,7938 0,7498 

F P A 0,8111 0,8647 0,9662 0,8701 0,8145 0,7455 

W O A 0,8522 0,8522 0,9480 0,8703 0,8014 0,7428 

H H O 0,8582 0,8650 0,9587 0,7566 0,7027 0,6884 

Dataset s r d e č n í h o s e l h á n í 

Algoritmus R F L R K N N R F L R K N N 

C S O 0,7351 0,7548 0,9534 0,8305 0,7061 0,6907 

F P A 0,7567 0,7319 0,9558 0,8037 0,6412 0,5235 

W O A 0,7068 0,6846 0,9427 0,7992 0,6359 0,5180 

H H O 0,7228 0,6901 0,9348 0,7892 0,6467 0,6909 

Porovnán í s něk te rými zveřejněnými studiemi k t ě m t o d a t a s e t ů m je shrnu té v 

tabulce 7.5. Meta-heuris t ické algoritmy ve většině p ř ípadů vycházejí s lepší predikcí. 

Pro Klevelandský dataset se jeví jako vhodný algoritmus F P A , pro dataset srdečního 

selhání je vhodné použi t í H H O a pro Indický dataset vyšly nejlépe algoritmy z té to 

p ředk ládané práce. Konkré tně algoritmus kukaček, velryb, papouška a opylování 

květin v kombinaci s klasifikátorem n á h o d n é doménové struktury . 
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Tab. 7.5: Tabulka srovnání výsledků dos tupných s tudi í a t é t o práce na základě hod

not F l - skóre 

Studie (literatura) Rok Mode l F l - s k ó r e 

K l e v e l a n d s k ý dataset 

Patro et al. [76] 2022 
Sestava váhovaných klasifikátorů 

založená na přesnost i ( A B - W A E ) 
0,9300 

Ambr ish et al. [77] 2022 L R 0,8710 

Zhenya and Zhang [78] 2021 
Hybr idn í sestava klasifikátorů 

(Ensemble) 
0,8880 

Hera et al. [79] 2022 
Více - úrovňová predikce 

(Mul t i -Tier Ensemble - M T E ) 
0,7914 

Studie [1] 2022 F P A - K N N 0,9972 

Tato práce 2024 F P A - R F , C S O - R F 0,9268 

Dataset s r d e č n í h o s e l h á n í 

Chicco and Jurman [80] 2020 Uspořádán í p ř íznaků + L R 0,7190 

Ishaq et al. [81] 2021 
N a d m ě r n é vzorkování syntet ických 

menšin ( S M O T E ) + R F 
0,9188 

Nishat et al. [82] 2022 
N a d m ě r n é vzorkování syntet ických 

m e n š i n ( S M O T E ) + L R 
0,8840 

Karakus, and E r [83] 2022 
Metoda p o d p ů r n á c h vektorů s 

gaussovským j á d r e m (Gaussian S V M ) 
1,0000 

Studie [1] 2022 H H O - K N N 0,9745 

Tato práce 2024 H H O - R F 0,8544 

I n d i c k ý dataset 

Doppala et al. [84] 2022 Posilování gradientu (XGBoost ) 0,9612 

A n u and David [85] 2021 
Rozhodovací strom (DP) 

+ CatBoost (CT) + L R 
0,9880 

Tato práce 2024 
W O A - R F , F P A - R F , C S O - R F 

P O - R F 
1,0000 
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Závěr 
Náplní p ředk ládané diplomové práce bylo seznámit č tenáře s p ř í rodou inspirovanými 

meta-heur is t ickými algoritmy a obecným postupem při klasifikační úloze. P rak t i cká 

část aplikuje teoreticky popsané postupy na Kleveladském datasetu, datasetu sr

dečního selhání a Indickém datasetu. Přesnos t predikce srdečního onemocnění byla 

vyhodnocena pomocí a lgor i tmů L R , K N N a R F na základě vybraných př íznaků 

pomocí P C A a různých metaheur i s t ických a lgor i tmů s různým p o č t e m jedinců a 

kombinací nas tavi te lných p a r a m e t r ů . Nebyly zjištěny m a r k a n t n í rozdíly v různých 

nastaveních a kombinacích p a r a m e t r ů . Nelze však p růkazně označit něk te rý z algo

r i tmů za nej lepší, lze však konstatovat dosažení lepších výsledků výbě rem př íznaků 

meta-heur is t ickými algoritmy než běžně používanými metodami. N u t n é je však zvá

žit časovou náročnos t a lgori tmů, k t e r á je na těch to datasetech násobně větší oproti 

klasickým m e t o d á m . N a základě výsledků by nebylo n u t n é ponechat pro všechny 

algoritmy defaultní nas tavení 1000 iterací. U většiny a lgor i tmů by stačilo jen 500 

i terací p ř ípadně nastavit k r i t é r ium dosažení urč i tého F l - skóre, jelikož v závislosti 

na n á h o d ě vstupuj ící do počá tečn í populace a rozložení na t rénovací a testovací 

data už p rvn í jedinec (možné řešení) dosahuje vysoké kvality. Pro dataset srdečního 

selhání vychází predikce a předevš ím senzitivita všeobecně hůře p r a v d ě p o d o b n ě z 

důvodu j iných př íznaků a ú m r t í či přeži t í se vztahuje na sledovací období , k te ré není 

pro všechny pacienty stejné. Pro Klevelandský dataset se nejčastěji vyskytovaly pří

znaky: pohlaví , klidové E K G a počet koronárních tepen post ižených stenózou. V 

př ípadě datasetu srdečního selhání byly nejčastěji vyb rány jako relevantní př íznaky: 

objem krve vypuzené srdcem, obsah sodíku v séru a sledovaní období . Pro Indický 

dataset byly nejčastěji vyb rány př íznaky: klidový systolický krevní tlak, hladina cho

lesterolu v k rv i a abnormalita levé komory u E K G . 

Předložená práce ukazuje, že postup výbě ru př íznaků pro úlohu klasifikace je ře

šitelný i s využ i t ím evolučních algori tmů. V porovnán í se s t anda rdn ími metodami 

redukce př íznaků dosahují všechny použi té metody lepších výsledků na všech t řech 

použi tých da tových sadách. V porovnán í s odbornou literaturou jsou některé vý

sledky mí rně horší. 
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Seznam symbolů a zkratek 
A B C Algoritmus umělého včelstva - artificial bee colony 

A C O Algoritmus kolonie mravenců - ant colony optimization 

c s Algoritmus podle kukaček - cuckoo search 

D E Diferenciální evoluce - differential evolution 

F A Algoritmus světlušky - firefly algorithm 

F N Falešně negat ivní - false negative 

F P Falešně pozi t ivní - false positive 

F P A Algoritmus opylování květ in - flower pollination algorithm 

G A Genet ický algoritmus - genetic algorithm 

H H O Algoritmus podle j e s t ř ábů Harisových - Harris hawks optimization 

K - N N Algoritmus nejbližších sousedů - K-Nearest neighbors algorithm 

L R Logistická regrese - logistic regression 

M L Strojové učení - machine learning 

R F N á h o d n á doménová struktura - random forest 

S A Simulované žíhání - simulated annealing 

T N Skutečně negat ivní - true negative 

T P Skutečně pozi t ivní - true positive 

W O A Algoritmus podle velryb - whale optimization algorithm 
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A Klevelandský dataset 
Níže je uvedena tabulka př íznaků tohoto datasetu s odpovídaj íc ím rozsahem hodnot 

před úpravou. 

Tab. A . l : Tabulka př íznaků s rozsahem hodnot pro Klevelandský dataset 

P ř í z n a k 
D a t o v ý 

typ 
V y s v ě t l e n í Rozsah 

age číselná věk pacienta v letech 29 - 77 

sex kategorická pohlaví pacienta 
0 - žena 

1 - muž 

cp kategorická typ bolesti na hrudi 

1 - typická angina pectoris 

2 - a typická angina pectoris 

3 - j iná bolest 

4 - a symptoma t i cký 

trestbps číselná klidový systolický krevní tlak [mmHg] 94 - 200 

chol číselná cholesterol v séru [mg/dl] 126 - 564 

fbs kategorická glykémie na lačno [mg/dl] 
0 - nižší než 120 

1 - vyšší než 120 

restecg kategorická klidové E K G vyšet ření 
0 - fyziologické 

1 - abnormalita ST úseku 

thalach číselná max. tepová frekvence [tep/min 71-202 

exang kategorická 
angina pectoris vyvolaná 

fyzickou aktivitou 

0 - ne 

1 - ano 

oldpeak číselná deprese ST úseku [mm 0 - 6,2 

slope kategorická 
sklon ST úseku při max imá ln í 

zátěži 

0 - vzes tupný 

1 - plochý 

2 - ses tupný 

ca číselná 
počet hlavních koronárních cév 

post ižených s tenózou 
0 - 3 

thal kategorická 
ta lasémie - dědičné 

onemocnění krve 

0 - normáln í 

1 - opravený defekt 

2 - reverzibilní defekt 

num kategorická 

závažnost srdečního 

onemocnění na základě 

př íznaků 

0 - bez onemocnění 

1 - velmi nízká závažnost 

2 - nízká závažnost 

3 - s t řední závažnost 

4 - vysoká závažnost 
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B Dataset srdečního selhání 
Níže je uvedena tabulka př íznaků tohoto datasetu s odpovídaj íc ím rozsahem hodnot 

před úpravou. 

Tab. B . l : Tabulka př íznaků s rozsahem hodnot pro dataset srdečního selhání 

P ř í z n a k 
D a t o v ý 

typ 
V y s v ě t l e n í Rozsah 

age číselná věk pacienta v letech 40 - 95 

anemia kategorická snížení p o č t u červených krvinek 
0 - ne 

1 - ano 

creatinine 

Phosphokinase 
číselná 

hodnota kreatinfosfokinázy 

v krv i [mcg/1] 
23 - 7861 

diabetes kategorická pacient m á diabetes 
0 - ne 

1 - ano 

ejection fraction číselná 
objem krve vypuzené srdcem 

při kontrakci [%] 
14 - 80 

high blood pressure kategorická 
pacient m á hypertenzi 

(vysoký krevní tlak) 

0 - ne 

1 - ano 

platelets číselná 
počet krevních destičky 

v krv i [počet/ul] 
25,100 - 850,000 

sex kategorická pohlaví pacienta 
0 - muž 

1 - žena 

serum creatinine číselná obsah kreatininu v séru [mg/dl] 0,5 - 9,4 

serum sodium číselná obsah sodíku v séru [mmol/1] 113 - 148 

smoking kategorická pacient je kuřák 
0 - ne 

1 - ano 

time číselná sledovací období [dny] 4 - 285 

death event kategorická 
pacient umřel b ě h e m 

sledovacího období 

0 - ne 

1 - ano 
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C Indický dataset 
Níže je uvedena tabulka př íznaků tohoto datasetu s rozsahem hodnot před úpravou. 

Tab. C l : Tabulka př íznaků s rozsahem hodnot pro Indický dataset 

P ř í z n a k 
D a t o v ý 

typ 
V y s v ě t l e n í Rozsah 

age číselná věk pacienta v letech 20 - 80 

gender kategorická pohlaví pacienta 
0 - žena 

1 - muž 

chestpain kategorická typ bolesti na hrudi 

0 - typická angina pectoris 

1 - a typická angina pectoris 

2 - j iná bolest 

3 - a symptoma t i cký 

restingBP číselný 
klidový systolický krevní 

tlak [mmHg] 
94 - 200 

serumcholestrol číselná cholesterol v krv i [mg/dl] 0 - 602 

fasting blood 

sugar 
kategorická glykémie na lačno [mg/dl] 

0 - nižší než 120 

1 - vyšší než 120 

restingrelectro kategorická klidové E K G vyšet ření 

0 - fyziologické 

1 - abnormalita ST úseku 

2 - hypertrofie levé komory 

maxheartrate číselná 
max imá ln í tepová 

frekvence [tep/min] 
71 - 202 

exerciseangia kategorická 
angina pectoris vyvolaná 

fyzickou aktivitou 

0 - ne 

1 - ano 

oldpeak číselná 
deprese ST úseku vyvolaná 

cvičením [mm] 
0 - 6,2 

slope * kategorická 

sklon ST úseku př i 

max imá ln í 

zátěži 

0 - fyziologický 

1 - vzes tupný 

2 - plochý 

3 - ses tupný 

noofmajorvessels číselná 
počet hlavních koronárních 

cév post ižených s tenózou 
0 - 3 

target kategorická 
výskyt srdečního 

onemocnění 

0 - zdravý 

1 - nemocný 

*V původní dokumentaci k datasetu se nacházejí pouze tři kategorie, při práci s daty bylo zjištěno, že se zde 
nachází čtyři kategorie (navíc fyziologický úsek ST). 
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D Pseudokódy použitých datasetů 
Algoritmus kukačky 3.1.1 

Inicializace parametrů 

Inicializace počátečni populace s určenim fitness hodnoty 

for i = 1 : max iterace do 

Aktualizace populace pomoci Levyho letu (3.1) 

Fitness hodnoty pro novou populaci 

for j = 1 : počet jedinců do 

if r < pa then 
Opuštěni hnizda a náhodné postaveni nového hnizda 

else i f r > pa then 
Ponecháni jedince j 

end i f 

end for 

end for 

Návrat nejlepšiho jedince (řešeni) 

end 

Algoritmus jestřábů Harrisových (3.1.2) 

Inicializace parametrů 

Inicializace počátečni populace s určeni fitness hodnoty 

for i = 1 : max iterace do 

for j = 1 : počet jedinců do 

i f E > 1 then 
Průzkumná fáze 

Aktualizace jedince j dle rovnice (3.3) 
else i f E < 1 then 
else i f r>0,5 and E>0,5 then 

Měkké obléhání 

Aktualizace jedince j dle rovnice (3.6) 
else i f r>0,5 and E<0,5 then 

Tvrdé obléhání 

Aktualizace jedince j dle rovnice (3.9) 
else i f r<0,5 and E>0,5 then 

Ponory 

Aktualizace jedince j dle rovnice (3.8) 
else i f r<0,5 and E<0,5 then 

Měkké obléhání s nálety 

Aktualizace jedince j dle rovnice (3.7) 
end i f 

end for 

end for 

Návrat nejlepšiho jedince (řešení) 

end 
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Algoritmus velryby 3.1.3 

Inicializace parametrů 

Inicializace počátečni populace s určeni fitness hodnoty 

for i = 1 : max iterace do 

for j = 1 : počet jedinců do 

if p < 0.5 then 
if A > 1 then 

Fáze průzkumu 

Aktualizace jedince j dle rovnice (3.10, 3.11) 

else i f A < 1 then 
Fáze obklopováni kořisti 

Aktualizace jedince j dle rovnice (3.14, 3.15) 

end i f 

else i f p > 0.5 then 
Fáze útoku bublinovou sití 

Aktualizace jedince j dle rovnice (3.16) 

end i f 

end for 

end for 

Návrat nejlepšiho jedince (řešeni) 

end 

Algoritmus papouška 3.1.4 

Inicializace parametrů 

Inicializace počátečni populace s určeni fitness hodnoty 

for i = 1 : max iterace do 

for j = 1 : počet jedinců do 

St <- randi([l,4]) 
i f St == 1 then 

Stav 1: krmeni 

Aktualizace jedince j dle rovnice (3.18) 

else i f St == 2 then 

Stav 2: sezeni na chovateli 

Aktualizace jedince j dle rovnice (3.20) 

else i f St == 3 then 

Stav 3: komunikace v hejnu 

Aktualizace jedince j dle rovnice (3.21) 

else i f St == 4 then 

Stav 4: strach z nepřitele 

Aktualizace jedince j dle rovnice (3.22) 

end i f 

end for 

end for 

Návrat nejlepšiho jedince (řešeni) 

end 
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Algoritmus opylování květin 3.1.5 

Inicializace parametrů 

Inicializace počáteční populace s určeni fitness hodnoty 

for i = 1 : max iterace do 

for j = 1 : počet jedinců do 

if r < p then 
Globálni prohledávání 

Aktualizace jedince j dle rovnice (3.23) 
else i f r > p then 

Lokální prohledávání 

Aktualizace jedince j dle rovnice (??) 
end i f 

end for 

end for 

Návrat nej lepšího jedince (řešení) 

end 
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E Souhrnné výsledky pro vyzkoušené nasta
vení parametrů 

Tab. E . l : Výsledky P O pro Klevelandský dataset 

KLEVELANDSKY DATASET 
Fitness 
hodnota Fl-LR Přesnost - LR Specif icita- LR Senzitivita - LR Fl-KNN 

Přesnost -

KNN 
Specif icita -

KNN 
Senzitivita -

KNN 

Parametry 10 jedinců 

Alfa = 0,5 0,8636 0,8181 0,8667 0,8947 0,8181 0,7272 0,8000 0,8421 0,7272 

Příznaky sex, chol, restecg , thalach , oldpeak, ca , cp_2, slopeJL, s lopej) , t h a L l , thaLO, thal_2 

Alfa = 1 0,8780 0,7907 0,8500 0,8947 0,7727 0,7727 0,8333 0,8684 0,7727 

Příznaky age.sex , restecg, oldpeak, ca , c p _ l , cp_3 , cp_2 , slope_2, s lope_l , t h a L l 

Alfa = 1,5 0,8837 0,7441 0,8167 0,8684 0,7272 0,7907 0,8500 0,8947 0,7727 

Příznaky age , sex, fbs, restecg, exang, c a , cp_2 , slope_2, slope_l 

Parametry 30 jedinců 

Alfa = 0,5 0,9000 0,7441 0,8166 0,8684 0,7272 0,7179 0,8166 0,9220 0,6363 

Příznaky sex , restecg, thalach, exang, oldpeak, c a , cp_4, cp2, slope_2, slopeJL, t h a L l , thaLO 

Alfa = 1 0,8636 0,8095 0,8666 0,9211 0,7727 0,7442 0,8167 0,8684 0,7272 

Příznaky sex, trestbps, chol, restecg, thalach, exang, oldpeak, ca, cp_l , cp_4, cp2, slope_2, s lope_l , slope_0, thal_2 

Alfa = 1,5 0,9000 0,8000 0,8500 0,8684 0,8181 0,7499 0,8333 0,9211 0,6818 

Příznaky sex, restecg, thalach, exang, oldpeak, ca , cp2, s lope_l , t h a L l , thal_2 

Parametry 60 jedinců 

Alfa = 0,5 0,8837 0,8372 0,8833 0,9211 0,8181 0,8000 0,8500 0,8684 0,8181 

Příznaky sex, trestbps, chol, fbs, restecg, thalach, oldpeak, cp_4, cp_2, slope_2, s lope_l , slope_0, thaL l 

Alfa = 1 0,9048 0,8181 0,8666 0,8947 0,8181 0,7907 0,8500 0,8947 0,7727 

Příznaky sex, trestbps, chol, fbs, restecg, thalach, oldpeak, c a , cp_4, cp_2, slope_2, slopeJL, thal_2 

Alfa = 1,5 0,8780 0,7826 0,8333 0,8421 0,8181 0,7442 0,8166 0,8684 0,7272 

Příznaky age, sex, trestbps , fbs , restecg, ca , cp_2 , slope_2, s lope_l , slope_0 , t h a L l 

Parametry 100 jedinců 

Alfa = 0,5 0,8837 0,8444 0,8833 0,8947 0,8636 0,7907 0,8500 0,8947 0,7727 

Příznaky sex, chol, restecg, thalach, c a , cp_2 , slope_2 , slope_0, thaL l 

Alfa = 1 0,9048 0,8000 0,8500 0,8684 0,8181 0,8293 0,8833 0,9474 0,7727 

Příznaky age, sex, chol, fbs, restec g, oldpeak, c a , cp_2 , slope_2 , s lopej) , thaL l 

Alfa = 1,5 0,8780 0,8000 0,8500 0,8684 0,8181 0,7727 0,8333 0,8684 0,7727 

Příznaky age, sex, fbs, restecg, oldpeak, c a , c p _ l , cp_4, cp_2, slope_2, s lope_l , thaL l 



Tab. E.2: Výsledky P O pro Dataset srdečního selhání 

DATASET SRDEČNÍHO SELHANÍ 
Fitness 

hodnota F l - L R Přesnost - LR Specificita - LR Senzitivita - LR F l -KNN 

Přesnost -

KNN 

Specificita -

KNN Senzitivita - KNN 

Parametry 10 jedinců 

Alfa = 0,5 0,8000 0,6250 0,7895 0,9722 0,4762 0,6857 0,8070 0,9444 0,5714 

Příznaky eject ionjract ion , platenes, trestbps, serum_sodium , time 

Alfa = 1 0,8333 0,6667 0,8070 0,9722 0,5238 0,7428 0,8421 0,9722 0,6190 

Příznaky agf , e ject ion j ract ion , platelets, serum_sodium, smoking , time 

Alfa = 1,5 0,8108 0,7059 0,8246 0,9722 0,5714 0,6660 0,7895 0,9167 0,5714 

Příznaky eject ionjract ion , high_blood_pressure, serum_sodium , time 

Parametry 30 jedinců 

Alfa = 0,5 0,8205 0,7058 0,8246 0,9722 0,5714 0,6286 0,7719 0,9166 0,5238 

Příznaky a n e m i a , e ject ion j ract ion , highJj lod_pressure, platelets, serum_sodium, time 

Alfa = 1 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age , e ject ion j ract ion , platelets, serum_sodium, smoking , time 

Alfa = 1,5 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age , e ject ion j ract ion , platelets, serum_sodium, smoking , time 

Parametry 60 jedinců 

Alfa = 0,5 0,8108 0,6286 0,7719 0,9166 0,5238 0,6666 0,7895 0,9166 0,5714 

Příznaky age, eject ionjract ion , highJ>lood_pressure , serum_sodium, smoking , time 

Alfa = 1 0,7805 0,6061 0,7719 0,9444 0,4762 0,7805 0,8421 0,8888 0,7619 

Příznaky eject ion j ract ion , serum_creatinine, time 

Alfa = 1,5 0,8333 0,6666 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age , e ject ion j ract ion , platelets, serum_sodium, smoking , time 

Parametry 100 jedinců 

Alfa = 0,5 0,8108 0,7059 0,8246 0,9722 0,5714 0,6666 0,7895 0,9166 0,5714 

Příznaky eject ionjract ion , highJ>lood_pressure, serum_sodium , time 

Alfa = 1 0,7805 0,6060 0,7719 0,9444 0,4762 0,7805 0,8421 0,8888 0,7619 

Příznaky eject ion j ract ion , serum_creatinine, time 

Alfa = 1,5 0,8205 0,6471 0,7895 0,9444 0,5238 0,3871 0,6666 0,8888 0,2857 

Příznaky e , anemia , eject ionjract ion , highJ>lood_pressure, platelets, serum_sodium, sex , time 



Tab. E.3: Výsledky P O pro Indický dataset 

INDICKÝ DATASET 

Fitness hodnota Fl-LR Přesnost - LR Specificita - LR Senzitivita - LR Fl-KNN Přesnost-KN N 
Specificita -

KNN Senzitivita - KNN 

Parametry 10 jedinců 

Alfa = 0,5 1,0000 0,9741 0,9700 0,9759 0,9658 0,9565 0,9500 0,9638 0,9402 

Příznaky 
gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, chestpainj), chestpain_l, chestpain_3, slope_3, s lope_l , 

slope_0 , restingrelectro_l, restingrelectro_2 
Alfa = 1 0,9957 0,9741 0,9700 0,9760 0,9658 0,9576 0,9500 0,9277 0,9658 

Příznaky 
restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, noofmajorvessels, chestpainj), chestpain_l, 

chestpain_3, s lope_l , slope_2, slope_0, restingrelectro_0, restingrelectro_2 
Alfa = 1,5 1,0000 0,9741 0,9700 0,9759 0,9658 0,9620 0,9550 0,9277 0,9743 

Příznaky 
age, gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, noofmajorvessels, chestpain_2, 

chestpain_3, slope_3, slopeJL, slope_0, restingrelectro_0, restingrelectro_2 

c h e s t p a i n j , 

Parametry 30 jedinců 

Alfa = 0,5 0,9957 0,9741 0,9700 0,9759 0,9658 0,9617 0,9550 0,9398 0,9658 

Příznaky 
gender, restingBP, fastingbloodsugar, maxheartrate, chestpain_2, chestpain_l, chestpain_3, 

restingrelectro_2 

s l o p e j , s l o p e j , s l o p e j , restingrelectroj, 

Alfa = 1 1,0000 0,9699 0,9650 0,9639 0,9658 0,9623 0,9550 0,9157 0,9829 

Příznaky 
gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, oldpeak, chestpain_2, chestpainJL 

restingrelectro_0, restingrelectro_2 

s l o p e j , s l o p e j , s l o p e j , 

Alfa = 1,5 1,0000 0,9783 0,9750 0,9879 0,9658 0,9699 0,9650 0,9638 0,9658 

Příznaky age, gender, restingBP, serumcholesterol, fastingbloodsugar, chestpainj), chestpain_l, chestpainj?, s l o p e j , slope_l, slopej), restingrelectroj 

Parametry 60 jedinců 

Alfa = 0,5 0,9915 0,9705 0,9650 0,9397 0,9829 0,9699 0,9650 0,9638 0,9658 
Příznaky gender, serumcholesterol, fastingbloodsugar, oldpeak, chestpainj!, chestpainj!, s l o p e j , slope_l, slopej), restingrelectroj! 

Alfa = 1 0,9957 0,9785 0,9750 0,9759 0,9744 0,9532 0,9450 0,9277 0,9573 

Příznaky 
age, gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, chestpainj) ,chestpain_l, c h e s t p a i n j , 

s lope j ! , s lope_l , s l o p e j , s l o p e j , restingrelectro_l, restingrelectroj! 

Alfa = 1,5 0,9914 0,9696 0,9650 0,9759 0,9573 0,9741 0,9700 0,9759 0,9658 
Příznaky age, restingBP, fastingbloodsugar, maxheartrate, chestpainj ,chestpain_l, s lope j ! , s l o p e j , restingrelectroj 

Parametry 100 jedinců 

Alfa = 0,5 0,9957 0,9658 0,9600 0,9581 0,9658 0,9828 0,9800 0,9880 0,9744 
Příznaky serumcholesterol, fastingbloodsugar, noofmajorvessels, chestpain_l, slope_l, s l o p e j , s l o p e j , restingrelectro_l, restingrelectroj 

Alfa = 1 0,9957 0,9785 0,9750 0,9759 0,9744 0,9661 0,9600 0,9398 0,9743 

Příznaky 
age, gender, restingBP, serumcholesterol , maxheartrate, exerciseangia, oldpeak, noofmajorvessels, chestpain j , chestpain j , chestpain j , 

s l o p e j , s l o p e j , restingrelectroj, restingrelectroj 

Alfa = 1,5 0,9957 0,9785 0,9750 0,9759 0,9744 0,9748 0,9700 0,9398 0,9914 

Příznaky 
age, gender, restingBP, serumcholesterol, maxheartrate, oldpeak, chestpainj , chestpain j , chestpain j , s l o p e j , s l o p e j , s l o p e j , 

restingrelectroj, restingrelectroj, restingrelectroj 



Tab. E.4: Výsledky H H O pro Klevelandský dataset 

KLEVELANDSKY DATASET 

Fitness Přesnost - Specif icita - Senzitivita -
hodnota Fl-LR Přesnost - LR Specif icita- LR Senzitivita - LR Fl-KNN KNN KNN KNN 

Parametry 10 jedinců 

Alfa = 0,5 0,7755 0,6122 0,6833 0,6842 0,6818 0,6249 0,7000 0,7105 0,6818 

Příznaky trestbps, chol, restecg, exang, oldpeak, c a , slope_0, thaLO 

Alfa = 1 0,8095 0,6818 0,7667 0,8158 0,6818 0,7442 0,8167 0,8684 0,7272 

Příznaky sex, trestbps, chol, restecg, thalach, exang, ca, cp_2, slope_2 , s lope_l , slope_0, thaLO 

Alfa = 1,5 0,7755 0,6872 0,6188 0,6822 0,6832 0,6249 0.7224 0,7272 0,7042 

Příznaky age, sex, fbs, restecg, exang, c a , cp_2, slope_2 

Parametry 30 jedinců 

Alfa = 0,5 0,7000 0,7000 0,8000 0,8400 0,6363 0,7000 0,8000 0,8947 0,6363 

Příznaky chol, thal_2 

Alfa = 1 0,8372 0,8182 0,8667 0,8947 0,8182 0,7272 0,8000 0,8421 0,7272 

Příznaky age, sex trestbps, chol, fbs, restecg, thalach , ca , cp2 , slope_2, thaL 

Alfa = 1,5 0,6686 0,7222 0,8400 0,8822 0,6556 0,7222 0,7682 0,8889 0,6400 

Příznaky sex, ca, thal_2 

Parametry 60 jedinců 

Alfa = 0,5 0,7000 0,6624 0,6833 0,6842 0,6222 0,6249 0,7882 0,6457 0,6818 

Příznaky age, trestbps, chol, restecg, exang, oldpeak, c a , slope_0, thaLO 

Alfa = 1 0,8372 0,7442 0,8167 0,8684 0,7272 0,7000 0,8000 0,8947 0,6363 

Příznaky age, sex,fbs, exang, oldpeak, ca cp_4, cp_2, slope_l 

Alfa = 1,5 0,8372 0,7907 0,8500 0,8947 0,7727 0,7143 0,8000 0,8684 0,6818 

Příznaky age, sex, trestbps , chol, fbs , exang, oldpeak, ca , cp_4, cp_2 , slope_2 , s lope_l , slope_0 , thaLO, thal_2 

Parametry 100 jedinců 

Alfa = 0,5 0,6222 0,6363 0,7333 0,7895 0,6363 0,6047 0,7167 0,7895 0,5910 

Příznaky sex, oldpeak 

Alfa = 1 0,6784 0,6666 0,7000 0,7465 0,7400 0,6822 0,7488 0,8000 0,4200 

Příznaky sex, ca, slope_2, _slope_l 

Alfa = 1,5 0,8372 0,7111 0,7833 0,8158 0,7272 0,7910 0,8500 0,8948 0,7727 

Příznaky ag e, sex, trestbps, chol, fbs , restecg, exang, oldpeak, ca , cp_4, cp_2, slope_2, slope_l 



Tab. E.5: Výsledky H H O pro Dataset srdečního selhání 

DATASET SRDEČNÍHO SELHANÍ 
Fitness 

hodnota F l - L R Přesnost - LR Specificita - LR Senzitivita - LR F l -KNN Přesnost - KNN 

Specificita -

KNN Senzitivita-KNN 

Parametry 10 jedinců 

Alfa = 0,5 0,7000 1 0,6250 0,6889 0,9600 1 0,4000 1 0,6857 0,8070 0,8979 0,5889 

Příznaky eject ionjract ion , platelets, t restbps, serum_sodium, time 

Alfa = 1 0,8333 j 0,7444 0,8070 0,9722 0,5238 j 0,7428 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, serum_sodium, smoking, time 

Alfa = 1,5 0,8000 j 0,7200 0,8246 0,9800 0,3480 j 0,7000 0,8224 0,9167 0,5714 

Příznaky eject ionjract ion , highJ>lood_pressure, serum_sodium, time 

Parametry 30 jedinců 

Alfa = 0,5 0,7805 j 0,6061 0,7719 0,9444 0,4762 j 0,7805 0,8421 0,8888 0,7619 

Příznaky eject ion j ract ion , serum_creatinine, smoking,t ime 

Alfa = 1 0,7442 0,6850 0,7000 0,9600 0,4444 j 0,6857 0,8222 0,8667 0,5889 

Příznaky eject ionjract ion , platelets, t restbps, serum_sodium, time 

Alfa = 1,5 0,8333 j 0,6666 0,8070 0,9722 0,5238 j 0,7429 0,8421 0,9722 0,6190 

Příznaky age, eject ionjract ion , platelets, serum_sodium , smoking , time 

Parametry 60 jedinců 

Alfa = 0,5 0,8333 1 0,6667 | 0,8070 0,9722 0,5238 1 0,7429 0,8421 1 0,9722 | 0,6190 

Příznaky age, e ject ion j ract ion , highJ>lood_pressure, serum_sodium, smoking , time 

Alfa = 1 0,7805 j 0,6061 0,7719 0,9444 0,4762 1 0,7805 0,8421 0,8888 0,7619 

Příznaky eject ion j ract ion , serum_creatinine, smoking,t ime 

Alfa = 1,5 0,8544 j 0,6897 0,8000 0,8422 0,5238 j 0,7224 0,8421 0,8650 0,5800 

Příznaky age, e ject ion j ract ion , platelets, serum_sodium, smoking , time 

Parametry 100 jedinců 

Alfa = 0,5 0,7500 j 0,6060 0,7720 0,9444 0,4762 j 0,5556 0,7200 0,8611 0,4762 

Příznaky anemia, diabetes, eject ionjract ion , serum_creatinine, smoking, time 

Alfa = 1 0,7500 j 0,5161 0,7368 0,9444 0,3810 j 0,4848 0,7020 0,8889 0,3810 

Příznaky anemia, diabete, eject ionjract ion , serum_creatinine, serum_sodium, sex, time 

Alfa = 1,5 0,8108 j 0,6286 0,7720 0,9167 0,5239 j 0,6667 0,7895 0,9167 0,5714 

Příznaky age, e ject ion j ract ion , highJ>lood_pressure, serum_sodium, smoking, time 



Tab. E.6: Výsledky H H O pro Indický dataset 

INDICKY DATASET 
Fitness 

hodnota F l - LR P ř e s n o s t - L R Specif icita - LR Senzitivita - LR F l -KNN P ř e s n o s t - K N N 

Specificita -

KNN 

Senzitivita -

KNN 

Parametry 10 jedinců 

Alfa = 0,5 0,9832 1 0,9702 0,9650 1 0,9518 0,9744 1 0,9573 0,9500 0,9400 0,9573 

Příznaky 

serumcholesterol , maxheartrate, oldpeak, noofmajorvessels, chestpain_0 , c h e s t p a i n _ l , chestpain_3, s lope_3, s l o p e _ l , slope_2, slope_0 , 

restingrelectro_l, restingrelectro_0 

Alfa = 1 0,9957 1 0,9741 0,9700 0,9760 0,9658 1 0,9576 0,9500 0,9277 0,9658 

Příznaky 
restingBP, serumcholesterol , fastingbloodsugar, maxheartrate, exerciseangia , o ldpeak, noofmajorvessels, chestpain_0 , c h e s t p a i n _ l , 

chestpain_3, s l o p e _ l , s lope_2, slope_0 , restingrelectro_0 , restingrelectro_2 

Alfa = 1,5 0,9872 1 0,9569 0,9500 0,9518 0,9487 1 0,9661 0,9600 0,9400 0,9743 

Příznaky serumcholesterol, fastingbloodsugar, oldpeak, chestpain_0 , c h e s t p a i n _ l , s lope_2, slope_0 , restingrelectro_2 

Parametry 30 jedinců 

Alfa = 0,5 0,9914 1 0,9784 0,9750 1 0,9880 0,9658 1 0,9702 0,9650 0,9518 0,9744 

Příznaky 

gender, restingBP, fastingbloodsugar, maxheartrate, chestpain_2, chestpain_3, s l o p e _ l , s lope_2, s lope_0, restingrelectro_l , 

restingrelectro_0, restingrelectro_2 

Alfa = 1 0,9789 1 0,9572 0,9500 0,9398 0,9573 1 0,9451 0,9350 0,9036 0,9573 

Příznaky gender, serumcholesterol, fastingbloodsugar, oldpeak, noofmajorvessels, chestpain_l , s lope_3 , s lope_ l , restingrelectro_l 

Alfa = 1,5 0,9832 1 0,9702 0,9650 0,9518 0,9744 1 0,9573 0,9500 0,9400 0,9573 

Příznaky 
serumcholesterol , maxheartrate, oldpeak, noofmajorvessels, chestpain_0 , c h e s t p a i n _ l , chestpain_3, s lope_3, s l o p e _ l , slope_2, slope_0 , 

restingrelectro_l, restingrelectro_0 

Parametry 60 jedinců 

Alfa = 0,5 0,9915 0,9705 0,9650 0,9397 0,9829 0,9699 0,9650 0,9638 0,9658 

Příznaky gender, serumcholesterol , fastingbloodsugar, o ldpeak, chestpain_2, chestpain_3, s lope_3, s l o p e _ l , s lope_0, restingrelectro_2 

Alfa = 1 0,9832 1 0,9702 0,9650 0,9518 0,9746 1 0,9528 0,9450 0,9400 0,9450 

Příznaky 

gender, serumcholesterol , exerciseangia, o ldpeak, noofmajorvessels, chestpain_0 , c h e s t p a i n _ l , chestpain_3, s l o p e _ l , s lope_2, slope_0 , 

restingrelectro_0, restingrelectro_2 

Alfa = 1,5 0,9872 1 0,9569 0,9500 0,9518 0,9487 1 0,9661 0,9600 0,9400 0,9743 

Příznaky serumcholesterol, fastingbloodsugar, oldpeak, chestpain_0 , c h e s t p a i n _ l , s lope_2, slope_0 , restingrelectro_2 

Parametry 100 jedinců 

Alfa = 0,5 0,9957 0,9741 0,9700 0,9759 0,9658 0,9617 0,9550 0,9400 0,9658 

Příznaky gender, restingBP, fastingbloodsugar, maxheartrate, chestpain_0, c h e s t p a i n _ l , slope_3, s l o p e _ l , restingrelectro_2 

Alfa = 1 0,9915 1 0,9828 0,9800 0,9880 0,9744 1 0,9661 0,9600 0,9398 0,9743 

Příznaky age, gender, restingBP, fastingbloodsugar , maxheartrate, o ldpeak, chestpain_2, chestpain_0, s lope_3, s l o p e _ l , slope_0, restingrelectro_2 

Alfa = 1,5 0,9915 1 0,9620 0,9475 0,9724 0,9444 1 0,9587 0,9520 0,9356 0,9700 

Příznaky age, gender, restingBP, fastingbloodsugar, maxheartrate, oldpeak, chestpain_2, chestpain_0, s lope_3 , s lope_ l , restingrelectro_2 



Tab. E.7: Výsledky F P A pro Klevelandský dataset 

KLEVELANDSKY DATASET 
Fitness 
hodnota Fl-LR Přesnost - LR Specificita-LR Senzitivita - LR Fl-KNN Přesnost-KNN 

Specif icita-
KNN 

Senzitivita -
KNN 

Parametry 10 jedinců 

Alfa = 0,5 0,8889 0,8085 0,8500 0,8421 0,8626 0,6957 0,7667 0,7895 0,7273 

Příznaky a le, sex, trestbps, chol, fbs, restecg, oldpeak, ca, cp_4, slope_l, thaL l , thaLO, thal_2 

Alfa = 1 0,8261 0,8261 0,8667 0,8684 0,8636 0,7170 0,7500 0,6842 0,8636 

Příznaky restecg, ca, cp_4, slope_l, t h a L l 

Alfa = 1,5 0,8372 0,8182 0,8667 0,8947 0,8182 0,7317 0,8167 0,8947 0,6818 

Příznaky age, sex, chol, fbs, restecg, thalach, ca, cp_2, slope_2, slope_l, slope_0, thaL l , thal_2 

Parametry 30 jedinců 

Alfa = 0,5 0,8837 0,8889 0,9167 0,9211 0,9091 0,6667 0,7500 0,7895 0,6818 

Příznaky age, sex, trestbps, chol, restecg, thalach, oldpeak, ca, cp_ l , cp_4, slope_l, slope_0, thaL l , thal_2 

Alfa = 1 0,8571 0,8000 0,8500 0,8684 0,8182 0,7805 0,8500 0,9211 0,7273 

Příznaky age, chol, fbs, restecg, exang, oldpeak, ca, cp_2, slope_l, thal_l 

Alfa = 1,5 0,8636 0,8000 0,8500 0,8684 0,8182 0,7805 0,8500 0,9211 0,7273 

Příznaky chol, fbs, restecg, thalach, oldpeak, ca, cp_4, cp_2, slope_l, slope_0, thaLO, thal_2 

Parametry 60 jedinců 

Alfa = 0,5 0,8837 0,7727 0,8333 0,8684 0,7727 0,7143 0,8000 0,8684 0,6818 

Příznaky sex, trestbps, chol, fbs, restecg, thalach, exang, oldpeak, ca, cp_l , cp_4, cp_2, slope_2, slope_l, thaL l , thaLO, thal_2 

Alfa = 1 0,8837 0,7727 0,8333 0,8684 0,7727 0,7143 0,8000 0,8684 0,6818 

Příznaky sex, trestbps, chol, fbs, restecg, thalach, exang, oldpeak, ca, cp_l , cp_4, cp_2, slope_2, slope_l, thaL l , thaLO, thal_2 

Alfa = 1,5 0,8571 0,8700 0,9000 0,8947 0,9090 0,8261 0,8667 0,8684 0,8636 

Příznaky sex, trestbps, fbs, restecg, thalach, oldpeak, cp_4, slope_2, slope_l, t h a L l 

Parametry 100 jedinců 

Alfa = 0,5 0,9268 0,8000 0,8500 0,8684 0,8182 0,7317 0,8167 0,8947 0,6818 

Příznaky sex, chol, fbs, restecg, thalach, exang, oldpeak, ca, cp_2, slope_l, slope_0, thaL l , thaLO 

Alfa = 1 0,8837 0,7727 0,8333 0,8684 0,7727 0,7692 0,8500 0,9474 0,6818 

Příznaky age, sex, fbs, restecg, thalach, exang, oldpeak, ca, cp_4, cp_2, slope_2, slope_l, slope_0, thaL l , thal_2 

Alfa = 1,5 0,8500 0,8444 0,8833 0,8947 0,8636 0,8182 0,8667 0,8947 0,8182 

Příznaky sex, restecg, thalach, oldpeak, ca , cp_ l , cp_4, cp_2, slope_2, slope_l, t h a L l 



Tab. E.8: Výsledky F P A pro Dataset srdečního selhání 

DATASET SRDEČNÍHO SELHÁNÍ 
Fitness 

hodnota F l - LR Přesnost - LR Specificita - LR Senzitivita - LR F l -KNN P ř e s n o s t - K N N 

Specificita -

KNN 

Senzitivita -

KNN 

Parametry 10 jedinců 

Alfa = 0,5 0,8000 0,6667 0,8070 0,9722 0,5238 0,6667 0,7895 0,9167 0,5714 

Příznaky diabetes, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Alfa = 1 0,7805 0,5806 0,7719 0,9722 0,4286 0,7568 0,8421 0,9444 0,6667 

Příznaky age, anemia, e ject ionjract ion, time 

Alfa = 1,5 0,7568 0,6667 0,8070 0,9722 0,5238 0,5806 0,7719 0,9722 0,4286 

Příznaky age, diabetes, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Parametry 30 jedinců 

Alfa = 0,5 0,8205 0,7059 0,8246 0,9722 0,5714 0,6286 0,7719 0,9167 0,5238 

Příznaky anemia, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, time 

Alfa = 1 0,8108 0,6471 0,7895 0,9444 0,5238 0,4667 0,7193 0,9444 0,3333 

Příznaky age, anemia, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, smoking, time 

Alfa = 1,5 0,8205 0,6471 0,7895 0,9444 0,5239 0,3871 0,6667 0,8889 0,2857 

Příznaky age, anemia, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, sex, time 

Parametry 60 jedinců 

Alfa = 0,5 0,8108 0,6471 0,7895 0,9444 0,5238 0,4667 0,7193 0,9444 0,3333 

Příznaky age, anemia, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, smoking, time 

Alfa = 1 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Alfa = 1,5 0,8108 0,6286 0,7719 0,9167 0,5238 0,3571 0,6842 0,9444 0,2381 

Příznaky age, anemia, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, sex, smoking, time 

Parametry 100 jedinců 

Alfa = 0,5 0,8205 0,6471 0,7895 0,9444 0,5239 0,3871 0,6667 0,8889 0,2857 

Příznaky age, anemia, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, sex, time 

Alfa = 1 0,8108 0,6286 0,7719 0,9167 0,5238 0,3571 0,6842 0,9444 0,2381 

Příznaky age, anemia, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, sex, smoking, time 

Alfa = 1,5 0,7692 0,5625 0,7549 0,9444 0,4286 0,4848 0,7018 0,8889 0,3810 

Příznaky anemia, creatinine_phosphokinase, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, time 



Tab. E.9: Výsledky F P A pro Indický dataset 

INDICKY DATASET 
Fitness Specificita- Senzitivita -

hodnota F l - LR P ř e s n o s t - L R Specificita - LR Senzitivita - LR F l -KNN P ř e s n o s t - K N N KNN KNN 

Parametry 10 jedinců 

Alfa = 0,5 1,0000 0,9784 0,9750 0,9880 0,9658 0,9664 0,9600 0,9277 0,9829 

gender, restingBP, semmcholesterol, fastingbloodsugar, maxheart, oldpeak, chestpain_2, chestpain_0, slope_3, s lope_ l , slope_0, restingrelectro_0, 

Příznaky restingrelectro_2 

Alfa = 1 1,0000 0,9784 0,9750 0,9880 0,9658 0,9701 0,9650 0,9518 0,9744 

gender, restingBP, semmcholesterol, fastingbloodsugar, maxheart, chestpain_2, chestpain_0, slope_3, s lope_ l , slope_0, restingrelectro_l, 

Příznaky restingrelectro_0, restingrelectro_2 

Alfa = 1,5 0,9914 0,9784 0,9700 0,9759 0,9658 0,9746 0,9700 0,9518 0,9829 
restingBP, semmcholesterol , fastingbloodsugar, exerciseangia, oldpeak, chestpain_2, chestpain_0, chestpain_3, s l o p e _ l , s lope_2, slope_0 , 

Příznaky restingrelectro_ 2 

Parametry 30 jedinců 

Alfa = 0,5 1,0000 0,9784 0,9700 0,9759 0,9658 0,9620 0,9550 0,9277 0,9744 

age, gender, restingBP, semmcholesterol, fastingbloodsugar, maxheartrate, oldpeak, chestpain_2, chestpain_l , slope_3, slope_2, slope_0, 
Příznaky restingrelectro_l, restingrelectro_0, restingrelectro_2 

Alfa = 1 0,9957 0,9784 0,9750 0,9880 0,9658 0,9565 0,9500 0,9639 0,9401 

age, gender, restingBP, semmcholesterol , fastingbloodsugar, exerciseangia, noofmajorvessels, chestpain_2, chestpain_0, chestpain_ l , chestpain_3, 

Příznaky slope_2, slope_0, restingrelectro_0, restingrelectro_2 

Alfa = 1,5 0,9915 0,9741 0,9700 0,9759 0,9658 0,9492 0,9400 0,9156 0,9573 
age, gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, noofmajorvessels, chestpain_2, chestpain_0, 

Příznaky chestpain_l , slope_3, s lope_ l , restingrelectro_l, restingrelectro_0, restingrelectro_2 

Parametry 60 jedinců 

Alfa = 0,5 0,9957 0,9784 0,9750 0,9880 0,9658 0,9532 0,9450 0,9277 0,9573 

age, gender, restingBP, serumcholesterol, fastingbloodsugar, exerciseangia, chestpain_2, chestpain_0, chestpain_ l , chestpain_3, slope_3, s lope_ l , 

Příznaky slope_0, restingrelectro_l, restingrelectro_0, restingrelectro_2 

Alfa = 1 0,9957 0,9784 0,9700 0,9759 0,9658 0,9702 0,9650 0,9518 0,9744 

age, gender, restingBP, serumcholesterol, fastingbloodsugar, chestpain_0, chestpain_l , chestpain_3, slope_3, s l o p e _ l , restingrelectro_l, 

Příznaky restingrelectro_ 2 

Alfa = 1,5 0,9915 0,9787 0,9750 0,9639 0,9829 0,9664 0,9600 0,9277 0,9829 
age, gender, restingBP, serumcholesterol, maxheartrate, exerciseangia, oldpeak, chestpain_l , chestpain_3, slope_3, s lope_ l , slope_0, 

Příznaky restingrelectro_0, restingrelectro_2 

Parametry 100 jedinců 

Alfa = 0,5 1,0000 0,9784 0,9750 0,9759 0,9744 0,9528 0,9450 0,9398 0,9487 

gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, chestpain_2, chestpain_0, slope_3, slope_2, slope_0, 

Příznaky restingrelectro_l, restingrelectro_0, restingrelectro_2 

Alfa = 1 1,0000 0,9741 0,9700 0,9759 0,9658 0,9664 0,9600 0,9277 0,9829 

age, gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, chestpain_2, chestpain_0, chestpain_l , slope_3, s lope_ l , restingrelectro_l, 

Příznaky restingrelectro_0 

Alfa = 1,5 1,0000 0,9787 0,9750 0,9639 0,9829 0,9664 0,9600 0,9277 0,9829 
gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, oldpeak, chestpain_l , slope_3, s lope_ l , slope_0, restingrelectro_l, 

Příznaky restingrelectro_0, restingrelectro_2 



Tab. E . 10: Výsledky C S O pro Klevelandský dataset 

KLEVELANDSKY DATASET 
htness Speciticlta- Senzitivita - přesnost - Specitlclta- Senzitivita -
hodnota Fl-LR Přesnost - LR LR LR Fl-KNN KNN KNN KNN 

Parametry 10 jedinců 

Alfa = 0,5, pa = 0,1 0,9048 0,8000 0,8500 0,8684 0,8181 0,7143 0,8000 0,8684 0,6818 

Příznaky age, sex, fbs, restecg , thalach, exang, ca,cpJL, cpj?, slopej?, slopeJL, slopej), thalj? 

Alfa = 0,5, pa = 0,25 0,9048 0,8095 0,8667 0,9211 0,7727 0,7317 0,8167 0,8947 0,6818 

Příznaky age, sex, thalach, exang, olpeak, ca, cp_2, slope_2, slope_l, thaL l , thal_2 

Alfa = 0,5, pa = 0,5 0,9048 0,8293 0,8833 0,9474 0,7727 0,7273 0,8000 0,8421 0,7273 

Příznaky sex, chol, thalach, exang, olpeak, ca, cpJL, cpj?, slopeJL, thalj? 

Alfa = l,pa = 0,1 0,9048 0,8000 0,8500 0,8684 0,8182 0,7619 0,8333 0,8947 0,7273 

Příznaky age, fbc, restecg, exang, ca, cp_l , cp_2, slope_2, slope_l, slopej), thalJL 

Alfa = l, pa = 0,25 0,8837 0,8182 0,8667 0,8947 0,8182 0,7556 0,8167 0,8421 0,7727 

Příznaky sex, trestbps, chol, restecg, thalach, ca, cp_2 , slopej?, slopeJL, slopej), thalJL 

Alfa = 1, pa = 0,5 0,9048 0,8000 0,8500 0,8684 0,8182 0,8000 0,8500 0,8684 0,8182 

Příznaky age, sex, chol, fbc, restecg, oldpeak, ca, cpJL, cp_2, slopej?, slopeJL, slopej), thalJL 

Alfa = 1,5, pa = 0,1 0,8696 0,8444 0,8833 0,8947 0,8636 0,7083 0,7667 0,7632 0,7727 

Příznaky age, sex, trestbps, chol, fbc, restecg, thalach, oldpeak, ca, cp_4, slopej?, thalJL, thalj), thalj? 

Alfa = 1,5, pa = 0,25 0,9048 0,8571 0,9000 0,9474 0,8182 0,7556 0,8167 0,8421 0,7727 

Příznaky sex, trestbps, chol, fbc, restecg, thalach, oldpeak, c a , cp_4, cp j? , slopej?, slopeJL, thalj? 

Alfa = 1,5, pa = 0,5 0,9048 0,8000 0,8500 0,8684 0,8182 0,7500 0,8333 0,9211 0,8618 
Příznaky age, sex, fbc, restecg, thalach, exang, ca, cpj? slopeJL, slopej), thalJL, thalj) 

Parametry 30 jedinců 

Alfa = 0,5, pa = 0,1 0,8837 0,8000 0,8500 0,8684 0,8182 0,7317 0,8167 0,8947 0,6818 

Příznaky age, sex, fbc, restecg, thalach, exang, ca, cpJL, cpj?, slopej?, slopej), thalJL, thalj) 

Alfa = 0,5, pa = 0,25 0,7442 0,7442 0,8167 0,8684 0,7273 0,7111 0,7833 0,8158 0,7273 

Příznaky chol, restecg, thalach, exang, oldpeak, ca, cp_3, cpj?, slopej?, slopej), thalJL, thaLO 

Alfa = 0,5, pa = 0,5 0,9091 0,8182 0,8667 0,8947 0,8182 0,7727 0,8333 0,8684 0,7727 

Příznaky sex, chol, restecg, thalach, ca, cpj?, slopej?, slopeJL, slope JO, thalJL, thalj) 

Alfa = l,pa = 0,1 0,8837 0,8182 0,8667 0,8947 0,8182 0,7317 0,8167 0,8947 0,6818 

Příznaky sex, chol, fbc, restecg, thalach, ca, cpj?, slopej?, slopeJL, slopej), thalJL, thalj? 

Alfa = 1, pa = 0,25 0,9000 0,8000 0,8500 0,8684 0,8182 0,6667 0,7667 0,8421 0,6364 

Příznaky age, fbc, restecg, exang, oldpeak, ca, cpJL, cpj?, slopej?, thalj), thalj? 

Alfa = 1, pa = 0,5 0,9048 0,8000 0,8500 0,8684 0,8182 0,8000 0,8500 0,8684 0,8182 

Příznaky age, sex, chol, fbc, restecg, oldpeak, ca, cpJL, cpj?, slopej?, slopeJL, slopej), thalJL 

Alfa = 1,5, pa = 0,1 0,8780 0,8000 0,8500 0,8684 0,8182 0,8293 0,8833 0,9474 0,7727 

Příznaky sex, trestbps, restecg, thalach, oldpeak, cpJL, cp_4, slopej?, thalJL 

Alfa = 1,5, pa = 0,25 0,8837 0,8444 0,8833 0,8947 0,8636 0,7442 0,8167 0,8684 0,7273 

Příznaky sex, trestbps, fbc, restecg, thalach, oldpeak, ca, cp_4, cpj?, slopej?, slopeJL, slopej), thalJL, thalj? 

Alfa = 1,5, pa = 0,5 0,9000 0,7143 0,8000 0,8684 0,6818 0,7500 0,8333 0,9211 0,6818 
Příznaky sex, chol, restecg, thalach, exang, oldpeak, ca, cp_4, cpj?, slopej?, slopeJL, slopej), thalJL, thalj) 



Tab. E . 11: Výsledky C S O pro Klevelandský dataset 

KLEVE LANDSKY DATASET 
Fitness Specif icita- Senzitivita - Přesnost - Specif icita - Senzitivita -
hodnota Fl-LR Přesnost - LR LR LR Fl-KNN KNN KNN KNN 

Parametry 60 jedinců 

Alfa = 0,5, pa = 0,l 0,9268 0,8000 0,8500 0,8684 0,8182 0,7317 0,8167 0,8947 0,6818 

Příznaky sex, chol, fbs, restecg, thalach, exang, oldpeak, ca, cp_2, slopeJL, slopej), thaL l , thaLO 

Alfa = 0,5, pa = 0,25 0,9000 0,8000 0,8500 0,8684 0,8182 0,7500 0,8333 0,9211 0,6818 

Příznaky age, sex, restecg, thalach, exang, oldpeak, ca, cp_2, slope_2, slope_l, thal_l, thaLO, thal_2 

Alfa = 0,5, pa = 0,5 0,9048 0,8095 0,8667 0,9211 0,7727 0,7391 0,8000 0,8158 0,7727 

Příznaky sex, trestbps, restecg, thalach, oldpeak, ca, cp_l , cp_4, cp_2, slope_2, slope_l, thaL l , thal_2 

Alfa = l,pa = 0,1 0,8889 0,8261 0,8667 0,8684 0,8636 0,7907 0,8500 0,8947 0,7727 

Příznaky sex, chol, restecg, thalach, oldpeak, cp_l , slope_2, thal_l 

Alfa = 1, pa = 0,25 0,8837 0,8000 0,8500 0,8684 0,8182 0,7143 0,8000 0,8684 0,8182 

Příznaky age, sex, trestbps, fbs, restecg, thalach, exang, ca, cp_2, slope_l, slope_0, thaL l , thaLO 

Alfa = 1, pa = 0,5 0,9048 0,7727 0,8333 0,8684 0,7727 0,7556 0,8167 0,8421 0,7727 

Příznaky sex, trestbps, restecg, thalach, oldpeak, ca, cp_l , cp_4, cp_2, slope_2, slope_l, thaL l , thal_2 

Alfa = 1,5, pa = 0,l 0,8837 0,8500 0,9000 0,9737 0,7727 0,7442 0,8167 0,8684 0,7273 

Příznaky age, sex, trestbps, chol, oldpeak, ca, cp_l , cp_2, slope_0, thaL l , thaLO 

Alfa = 1,5, pa = 0,25 0,9048 0,8181 0,8666 0,8947 0,8181 0,7907 0,8500 0,8947 0,7727 

Příznaky sex, trestbps, chol , fbs, restecg, thalach, oldpeak, c a , cp_4, cp_2, slope_2, s lope_l , thal_2 

Alfa = 1,5, pa = 0,5 0,8780 0,7826 0,8333 0,8421 0,8181 0,7442 0,8166 0,8684 0,7272 
Příznaky age, sex, trestbps, fbs , restec g, c a , cp_2, slope_2, s lope_l , slope_0, t h a L l 

Parametry 100 jedinců 

Alfa = 0,5, pa = 0,l 0,8636 0,8181 0,8667 0,8947 0,8181 0,7272 0,8000 0,8421 0,7272 

Příznaky sex, chol, restecg, thalach, oldpeak, c a , cp_2, slopeJL, slope_0, t h a L l , thaLO, thal_2 

Alfa = 0,5, pa = 0,25 0,8780 0,7907 0,8500 0,8947 0,7727 0,7727 0,8333 0,8684 0,7727 

Příznaky age, sex, resteer ! , oldpeak, ca , c p _ l , cp_3, cp_2 , slope_2, s lope_l , t h a L l 

Alfa = 0,5, pa = 0,5 0,8837 0,7441 0,8167 0,8684 0,7272 0,7907 0,8500 0,8947 0,7727 

Příznaky age, se> , fbs, restec exang, c a , cp_2 , slope_2 , slope_l 

Alfa = 1, pa = 0,1 0,9000 0,7441 0,8166 0,8684 0,7272 0,7179 0,8166 0,9220 0,6363 

Příznaky sex, restecg, thalach, exang, oldpeak, c a , cp_4, cp2 , slope_2, slopeJL, t h a L l , thaLO 
Alfa = 1, pa = 0,25 0,8636 0,8095 0,8666 0,9211 0,7727 0,7442 0,8167 0,8684 0,7272 

Příznaky sex, trestbps, chol, restecg, thalach, exang, oldpeak, ca, cp_ l , cp_4, cp2 , slope_2 , slopeJL, slope_0, thaL 2 

Alfa = 1, pa = 0,5 0,9000 0,8000 0,8500 0,8684 0,8181 0,7499 0,8333 0,9211 0,6818 

Příznaky sex, restecg, thalach, exang oldpeak, ca , cp2, slopeJL, t h a L l , thal_2 

Alfa = 1,5, pa = 0,l 0,8837 0,8372 0,8833 0,9211 0,8181 0,8000 0,8500 0,8684 0,8181 

Příznaky sex, trestbps, chol, fbs, restecg, thalach, oldpeak, cp_4, cp_2, slope_2, s lope_l , slope_0, t h a L l 

Alfa = 1,5, pa = 0,25 0,8889 0,8261 0,8667 0,8684 0,8636 0,7907 0,8500 0,8947 0,7727 

Příznaky sex, chol, restecg, thalach, oldpeak, cp_l , slope_2, thal_l 

Alfa = 1,5, pa = 0,5 0,8889 0,8085 0,8500 0,8421 0,8636 0,6956 0,7667 0,7895 0,7273 
Příznaky age, sex, trestbps, chol, fbs, restecg, oldpeak, ca, cp_4, slope_l, thaL l , thaLO, thal_2 



Tab. E . 12: Výsledky C S O pro Dataset srdečního selhání 

DATASET SRDEČNÍHO SELHANÍ 
Fitness Specificita - Senzitivita - Přesnost - Specificita - Senzitivita -

hodnota F l - L R Přesnost -LR LR LR F l -KNN KNN KNN KNN 

Parametry 10 jedinců 

Alfa = 0,5, pa = 0, l 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_ sodium, smoking, time 

Alfa = 0,5, pa = 0,25 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_ sodium, smoking, time 

Alfa = 0,5, pa = 0,5 0,8205 0,6471 0,7895 0,9444 0,5238 0,3871 0,6667 0,8889 0,2857 

Příznaky age, anemia, e ject ionjract ion, high_blood_pressure platelets, serum_sodium, sex, time 

Alfa = l , pa = 0, l 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_ sodium, smoking, time 

Alfa = 1, pa = 0,25 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_ sodium, smoking, time 

Alfa = 1, pa = 0,5 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_ sodium, smoking, time 

Alfa = 1,5, pa = 0,1 0,8205 0,7059 0,8246 0,9722 0,5714 0,6286 0,7719 0,9167 0,5238 

Příznaky anemia, e ject ionjract ion, high_blood_pressure platelets, serum_sodium, time 

Alfa = 1,5, pa = 0,25 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_ sodium, smoking, time 

Alfa = 1,5, pa = 0,5 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_ sodium, smoking, time 

Parametry 30 jedinců 

Alfa = 0,5, pa = 0,1 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_ sodium, smoking, time 

Alfa = 0,5, pa = 0,25 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_ sodium, smoking, time 

Alfa = 0,5, pa = 0,5 0,8205 0,6471 0,7895 0,9444 0,5238 0,3871 0,6667 0,8889 0,2857 

Příznaky age, anemia, e ject ionjract ion, highJ>lood_pressure platelets, serum_sodium, sex, time 

Alfa = l , pa = 0, l 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_ sodium, smoking, time 

Alfa = 1, pa = 0,25 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_ sodium, smoking, time 

Alfa = 1, pa = 0,5 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_ sodium, smoking, time 

Alfa = 1,5, pa = 0,1 0,8205 0,7059 0,8246 0,9722 0,5714 0,6286 0,7719 0,9167 0,5238 

Příznaky anemia, e ject ionjract ion, highJ>lood_pressure platelets, serum_sodium, time 

Alfa = 1,5, pa = 0,25 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, ejection_fraction, platelets, serum_sodium, smoking, time 

Alfa = 1,5, pa = 0,5 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, ejection_fraction, platelets, serum_sodium, smoking, time 



Tab. E . 13: Výsledky C S O pro Dataset srdečního selhání 

DATASET SRDEČNÍHO SELHANÍ 
Fitness 

hodnota F l - L R Přesnost - LR Specificita - LR Senzitivita - LR F l - K N N Přesnost - KNN 

Specificita -

KNN 

Senzitivita -

KNN 

Parametry 60 jedinců 

Alfa = 0,5, pa = 0, l 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Alfa = 0,5, pa = 0,25 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Alfa = 0,5, pa = 0,5 0,8205 0,6471 0,7895 0,9444 0,5238 0,3871 0,6667 0,8889 0,2857 

Příznaky age, anemia, e ject ionjract ion, highJMood_pressure, platelets, serum_sodium, sex, time 

Alfa = 1, pa = 0,1 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Alfa = 1, pa = 0,25 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Alfa = 1, pa = 0,5 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Alfa = 1,5, pa = 0,1 0,8205 0,7059 0,8246 0,9722 0,5714 0,6286 0,7719 0,9167 0,5238 

Příznaky anemia, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, time 

Alfa = 1,5, pa = 0,25 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Alfa = 1,5, pa = 0,5 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Parametry 100 jedinců 

Alfa = 0,5, pa = 0,1 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Alfa = 0,5, pa = 0,25 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Alfa = 0,5, pa = 0,5 0,8205 0,6471 0,7895 0,9444 0,5238 0,3871 0,6667 0,8889 0,2857 

Příznaky age, anemia, e ject ionjract ion, highJMood_pressure, platelets, serum_sodium, sex, time 

Alfa = 1, pa = 0,1 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Alfa = 1, pa = 0,25 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Alfa = 1, pa = 0,5 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Alfa = 1,5, pa = 0,1 0,8205 0,7059 0,8246 0,9722 0,5714 0,6286 0,7719 0,9167 0,5238 

Příznaky anemia, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, time 

Alfa = 1,5, pa = 0,25 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Alfa = 1,5, pa = 0,5 0,8333 0,6667 0,8070 0,9722 0,5238 0,7429 0,8421 0,9722 0,6190 

Příznaky age, e ject ionjract ion, platelets, serum_sodium, smoking, time 



Tab. E . 14: Výsledky C S O pro Indický dataset 

INDICKY DATAS ET 

Fitness hodnota Fl-LR Přesnost - LR Specificita-LR Senzitivita-LR Fl-KNN Přesnost-KNN Specificita-KNN Senzitivita-KNN 

Parametry 10 jedinců 

Alfa = 0,5, pa = 0,1 1,0000 0,9264 0,9150 0,9157 0,9145 0,9258 0,9150 0,9277 0,9060 
Příznaky age, gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exersiceangia, chestpain_2, chestpain_0, chestpainJL, slope_0, restingrelectro_2 

Alfa = 0,5, pa = 0,25 1,0000 0,9740 0,9700 0,9759 0,9658 0,9658 0,9600 0,9518 0,9658 

Příznaky 
gender, restingBP, serumcholesterol,fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, noofmajorvessels, chestpainJL, chestpainJO, slopeJB, slopeJL, restingrelectroJL, 

restingrelectroJO, restingrelectroJL 
Alfa = 0,5, pa = 0,5 1,0000 0,9829 0,9800 0,9759 0,9829 0,9705 0,9650 0,9398 0,9829 

Příznaky 
age, gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, chestpainJL, slope_3, slope_l, slope_0, restingrelectroJL, restingrelectro_0, 

restingrelectro_2 
Alfa = 1, pa = 0,1 1,0000 0,9829 0,9800 0,9880 0,9744 0,9705 0,9650 0,9398 0,9829 

Příznaky gender, restingBP, serumcholesterol, fastingbloodsugar, oldpeak, chestpain_2, slope_3, slopeJL, slope_0, restingrelectro_l, restingrelectro_0, restingrelectro_2 

Alfa = 1, pa = 0,25 1,0000 0,9784 0,9750 0,9880 0,9658 0,9573 0,9500 0,9400 0,9573 

Příznaky 
gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, chestpain_2, chestpain_0, chestpain_3, slope_3, slope_l,slope_0, restingrelectroJL, 

restingrelectroJO, restingrelectro_2 
Alfa = 1, pa = 0,5 1,0000 0,9740 0,9700 0,9880 0,9573 0,9488 0,9400 0,9277 0,9487 

Příznaky 
restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, chestpainJ2, chestpainJO, chestpainJL, chestpain_3, slopeJ2, slopeJO, restingrelectroJL, 

restingrelectroJO, restingrelectro_2 
Alfa = 1,5, pa = 0,1 1,0000 0,9784 0,9750 0,9880 0,9658 0,9705 0,9650 0,9400 0,9830 

Příznaky 
age, gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, oldpeak, chestpainJ2, chestpainJO, chestpain_3, slopeJ3, slope_l,slope_0, restingrelectroJL, restingrelectroJO, 

restingrelectroJ2 
Alfa = 1,5, pa = 0,25 1,0000 0,9700 0,9650 0,9639 0,9658 0,9661 0,9600 0,9400 0,9744 

Příznaky age, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, oldpeak, chestpainJ2, chestpainJO, slopeJB, slopeJL, restingrelectroJO, restingrelectroJL 
Alfa = 1,5, pa = 0,5 0,9871 0,9660 0,9600 0,9639 0,9573 0,9447 0,9350 0,9157 0,9487 

Příznaky age, restingBP, serumcholesterol, maxheartrate, chestpain_2, chestpainJL, chestpain_3, slopeJB, slopeJL, slope_2, restingrelectroJL, restingrelectroJL 

Parametry 30 jedinců 

Alfa = 0,5, pa = 0,1 1,0000 0,9784 0,9750 0,9880 0,9658 0,9748 0,9700 0,9518 0,9830 
Příznaky gender, restingBP, serumcholesterol, fastingbloodsugar, chestpainJO, chestpainJL, chestpain_3, slopeJB, slopeJL,slopeJO, restingrelectroJO, restingrelectroJL 

Alfa = 0,5, pa = 0,25 1,0000 0,9740 0,9700 0,9759 0,9658 0,9576 0,9500 0,9277 0,9658 
Příznaky gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, oldpeak, chestpainJL, chestpainJO, slopeJB, slopeJL, restingrelectroJL, restingrelectroJL 

Alfa = 0,5, pa = 0,5 1,0000 0,9740 0,9700 0,9759 0,9658 0,9576 0,9500 0,9277 0,9658 
Příznaky gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, oldpeak, chestpainJL, chestpainJO, slopeJB, slopeJL, restingrelectroJL, restingrelectroJL 

Alfa = 1, pa = 0,1 1,0000 0,9787 0,9750 0,9639 0,9829 0,9620 0,9550 0,9277 0,9744 

Příznaky gender, restingBP, serumcholesterol, fastingbloodsugar, oldpeak, chestpainJL, chestpainJO, slopeJB, slopeJL, slopeJL, slopeJO, restingrelectroJL, restingrelectroJO, restingrelectroJL 
Alfa = 1, pa = 0,25 1,0000 0,9700 0,9650 0,9639 0,9658 0,9569 0,9500 0,9518 0,9487 

Příznaky 
age, gender, restingBP, serumcholesterol, maxheartrate, exerciseangia, noofmajorvessels, chestpainJL, chestpainJO, chestpain_3, slopeJB, slopeJL, slopeJO, restingrelectroJL, 

restingrelectroJL 
Alfa = 1, pa = 0,5 0,9697 0,9610 0,9550 0,9639 0,9487 0,9532 0,9450 0,9277 0,9573 

Příznaky gender, restingBP, fastingbloodsugar, maxheartrate, exerciseangia, chestpainJO, chestpainJL, slopeJB, slopeJL, slopeJO, restingrelectroJL 
Alfa = 1,5, pa = 0,1 1,0000 0,9784 0,9750 0,9880 0,9658 0,9705 0,9650 0,9400 0,9830 

Příznaky 
age, gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, oldpeak, chestpainJL, chestpainJO, chestpain_3, slope _3, slopeJL,slope JO, restingrelectroJL, restingrelectroJO, 

restingrelectroJL 
Alfa = 1,5, pa = 0,25 1,0000 0,9700 0,9650 0,9639 0,9658 0,9661 0,9600 0,9400 0,9744 

Příznaky age, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, oldpeak, chestpainJL, chestpainJO, slopeJB, slopeJL, restingrelectroJO, restingrelectroJL 
Alfa = 1,5, pa = 0,5 0,9871 0,9660 0,9600 0,9639 0,9573 0,9447 0,9350 0,9157 0,9487 

Příznaky age, restingBP, serumcholesterol, maxheartrate, chestpainJL, chestpainJL, chestpain_3, slopeJB, slopeJL, slopeJL, restingrelectroJL, restingrelectroJL 



Tab. E . 15: Výsledky C S O pro Indický dataset 

INDICKY DATASET 
Fitness hodnota Fl-LR Přesnost - LR Specificita-LR Senzitivita - LR Fl-KNN Přesnost-KNN Specificita-KNN Senzitivita-KNN 

Parametry 60 jedinců 

Alfa = 0,5, pa = 0,1 1,0000 0,9658 0,9600 0,9518 0,9658 0,9831 0,9800 0,9638 0,9915 
Příznaky resting iP, serumcholesterol, fastingbloodsugar, maxheartrate, oldpeak, chestpain_2, chestpain_0, chestpain_3, slope_3, slope_2, slope_0, restingrelectro_2 

Alfa = 0,5, pa = 0,25 1,0000 0,9700 0,9650 0,9759 0,9573 0,9310 0,9200 0,9157 0,9231 
age, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseang a, chestpain_2, chestpain_0, chestpainJL, chestpain_3, slope_3, slope_2, slope_0, restingrelectro_0, 

Příznaky restingrelectro_2 
Alfa = 0,5, pa = 0,5 1,0000 0,9741 0,9700 0,9759 0,9658 0,9748 0,9700 0,9398 0,9915 

gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, noofmajorvessels, chestpain_2, chestpain_0, slope_3, slope_l, restingrelectroJL, restingrelectro_0, 
Příznaky restingrelectro_2 

Alfa = 1, pa = 0,1 1,0000 0,9741 0,9700 0,9759 0,9658 0,9658 0,9600 0,9518 0,9658 
Příznaky age, restingBP, serumcholesterol, fastingbloodsugar, exerciseang a, chestpain_2, chestpain_0, chestpain_3, slope_3, slope_l, slope_0, restingrelectro_2 

Alfa = 1, pa = 0,25 1,0000 0,9784 0,9750 0,9880 0,9658 0,9573 0,9500 0,9400 0,9573 
gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, chestpain_2, chestpain_0, chestpain_3, slope_3, slope_l,slope_0, restingrelectro_l, 

Příznaky restingrelectro_0, restingrelectro_2 

Alfa = 1, pa = 0,5 1,0000 0,9740 0,9700 0,9880 0,9573 0,9488 0,9400 0,9277 0,9487 
restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, chestpain_2, chestpain_0, chestpain_l, chestpain_3, slope_2, slope_0, restingrelectroJL, 

Příznaky restingrelectro_0, restingrelectro_2 
Alfa = 1,5, pa = 0,1 0,9871 0,9660 0,9600 0,9639 0,9573 0,9447 0,9350 0,9157 0,9487 

Příznaky age, restingBP, serumcholesterol, maxheartrate, chestpain_2, chestpainJL, chestpain_3, slope_3, slope_l, slope_2, restingrelectro_l, restingrelectro_2 
Alfa = 1,5, pa = 0,25 0,9447 0,9000 0,8800 0,8313 0,9145 0,9322 0,9200 0,8916 0,9402 

Příznaky gender, restingBP, maxheartrate, oldpeak, noofmajorvessels, chestpain_l, chestpain_3, slope_3, restingrelectro_l 
Alfa = 1,5, pa = 0,5 0,9697 0,9610 0,9550 0,9639 0,9487 0,9532 0,9450 0,9277 0,9573 

Příznaky gender, restingBP, fastingbloodsugar, maxheartrate, exerciseangia, chestpain_0, chestpain_l, slope_3, slope_2, slope_0, restingrelectro_l 

Parametry 100 jedinců 

Alfa = 0,5, pa = 0,1 1,0000 0,9741 0,9700 0,9759 0,9658 0,9437 0,9350 0,9398 0,9316 

Příznaky restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, chestpain_0, chestpain_l, chestpain_3, slope_3, slope_l, slope_0, restingrelectro_0, restingrelectro_2 

Alfa = 0,5, pa = 0,25 1,0000 0,9741 0,9700 0,9759 0,9658 0,9614 0,9550 0,9518 0,9573 
Příznaky gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, chestpain_2, chestpain_0, slope_3, slope_l, restingrelectro_2 

Alfa = 0,5, pa = 0,5 1,0000 0,9741 0,9700 0,9759 0,9658 0,9759 0,9700 0,9398 0,9915 
gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, noofmajorvessels, chestpain_2, chestpain_0, slope_3, slope_l, restingrelectroJL, restingrelectro_0, 

Příznaky restingrelectro_2 
Alfa = 1, pa = 0,1 1,0000 0,9787 0,9750 0,9639 0,9829 0,9620 0,9550 0,9277 0,9744 

Příznaky gender, restingBP, serumcholesterol, fastingbloodsugar, oldpeak, chestpain_2, chestpain_0, slope_3, slope_l, slope_2, slope_0, restingrelectro_l, restingrelectro_0, restingrelectro_2 
Alfa = 1, pa = 0,25 1,0000 0,9784 0,9750 0,9880 0,9658 0,9573 0,9500 0,9400 0,9573 

gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, chestpain_2, chestpain_0, chestpain_3, slope_3, slope_l,slope_0, restingrelectro_l, 
Příznaky restingrelectro_0, restingrelectro_2 

Alfa = 1, pa = 0,5 1,0000 0,9740 0,9700 0,9880 0,9573 0,9488 0,9400 0,9277 0,9487 
restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, chestpain_2, chestpain_0, chestpain_l, chestpain_3, slope_2, slope_0, restingrelectro_l, 

Příznaky restingrelectro_0, restingrelectro_2 
Alfa = 1,5, pa = 0,1 0,9871 0,9660 0,9600 0,9639 0,9573 0,9447 0,9350 0,9157 0,9487 

age, gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, oldpeak, chestpain_2, chestpain_0, chestpain_3, slope_3, slope_l,slope_0, restingrelectro_l, 
Příznaky restingrelectro_0, restingrelectro_2 

Alfa = 1,5, pa = 0,25 1,0000 0,9700 0,9650 0,9639 0,9658 0,9661 0,9600 0,9400 0,9744 
Příznaky age, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, oldpeak, chestpain_2, chestpain_0, slope_3, slope_l, restingrelectro_0, restingrelectro_2 

Alfa = 1,5, pa = 0,5 0,9871 0,9660 0,9600 0,9639 0,9573 0,9447 0,9350 0,9157 0,9487 



Tab. E . 16: Výsledky W O A pro Klevelandský dataset 

KLEVELANDSKÝ DATASET 
Fitness 
hodnota Fl-LR Přesnost - LR Specificita - LR Senzitivita - LR Fl - KNN Přesnost-KNN 

Specificita -
KNN 

Senzitivita -
KNN 

Parametry 10 jedinců 

Beta = 0 0,8571 0,8636 0,9000 0,9211 0,8936 0,7805 0,8500 0,9211 0,7273 

Příznaky sex, fbs, restecg, thalach , oldpeak, ca , cp_4, cp_2, slope_l, s lopej) , thal_l, thaLO, thal_2 

Beta = 0,5 0,8500 0,8571 0,9000 0,9474 0,8182 0,7826 0,8333 0,8421 0,8182 

Příznaky age, sex, chol, fbs, thalach, exang, oldpeak, ca, cp_2 , slope_2, slope_l, thal_l 

Beta = 1 0,9000 0,7143 0,8000 0,8684 0,6818 0,7500 0,8333 0,9211 0,6818 

Příznaky sex, chol, restecg, thalach, exang, oldpeak, ca, cp_4, cp_2, slope_2, slope_l, slopej), thal_l, thalj) 

Parametry 30 jedinců 

Beta = 0 0,8636 0,7907 0,8500 0,8947 0,7727 0,7273 0,8000 0,8421 0,7273 

Příznaky age, sex, trestbps, fbs, restecg, oldpeak, ca, cp_4, cp_2, slopej?, slopej), thal j l , thalj) 

Beta = 0,5 0,8780 0,8444 0,8833 0,8947 0,8636 0,6977 0,7833 0,8421 0,6818 

Příznaky ag e, sex, trestbps, fbs, restecg, thalach, ca, cpJL cp2 , slopej?, slopeJL, thalJL, thalj? 

Beta = 1 0,8837 0,8444 0,8833 0,8947 0,8636 0,7805 0,8500 0,9210 0,7273 

Příznaky sex, chol, restecg, thalach, oldpeak, ca, cpj?, s lopej l , thalj), thaL2 

Parametry 60 jedinců 

Beta = 0 0,9048 0,8182 0,8667 0,8947 0,8182 0,6977 0,7833 0,8421 0,6818 

Příznaky sex, chol, restecg, thalach, oldpeak, ca, c p j l , cp_4, cpj?, slopej?, slopeJL, thalJL, thalj), thaL2 

Beta = 0,5 0,8571 0,7556 0,8167 0,8421 0,7727 0,7804 0,8500 0,9211 0,7273 

Příznaky age, sex, chol, fbs, restec g, exang, oldpeak, ca, cpj?, slopej?, slopeJL, slopej), thalJL, thalj), thalj? 

Beta = 1 0,8373 0,7727 0,8333 0,8684 0,7727 0,7143 0,8000 0,8684 0,6818 
Příznaky age sex, trestbps, chol, fbs, restecg, thalach, oldpeak, ca, cpJL, cp_4, cpj?, slopej?, slopeJL, slopej), thalJL, thalj), thalj? 

Parametry 100 jedinců 

Beta = 0 0,8780 0,7727 0,8333 0,8684 0,7727 0,7442 0,8167 0,8684 0,7273 

Příznaky age, sex, restecg, exang, oldpeak, ca, c p j l , cpj?, slopej?, slopeJL, slopej), thal j l , thalj? 

Beta = 0,5 0,8500 0,8095 0,8667 0,9211 0,7727 0,7442 0,8167 0,8684 0,7273 

Příznaky age, sex, trestbps, chol, fbs, thalach, exang, oldpeak, ca, c p j l , cp_4, cp_2, slopej?, slopeJL, slopej), thal j l , thalj) 

Beta = 1 0,8837 0,7727 0,8333 0,8684 0,7727 0,7143 0,8000 0,8684 0,6818 
Příznaky sex, trestbps, chol, fbs, restecg, thalach, exang, oldpeak, ca, c p j l , cp_4, cp_2, slopej?, slopeJL, thalJL, thalj), thalj? 



Tab. E . 17: Výsledky W O A pro Dataset srdečního selhání 

DATASET SRDEČNÍHO SELHANÍ 
Fitness 

hodnota F l - LR Přesnost - LR Specificita - LR Senzitivita - LR F l -KNN Přesnost -KNN 

Specificita -

KNN 

Senzitivita -

KNN 

Parametry 10 jedinců 

Beta = 0 0,8108 0,6250 0,7895 0,9722 0,4762 0,6060 0,7719 0,9444 0,4762 

Příznaky anemia, e ject ionjract ion, platelets, serum_sodium, sex, time 

Beta = 0,5 0,7778 0,6667 0,8070 0,9722 0,5238 0,4706 0,6842 0,8611 0,3810 

Příznaky age, diabetes, e ject ionjract ion, highJ>lod_pressure, platelets, serum_sodium, sex, time 

Beta = 1 0,8108 0,6471 0,7895 0,9444 0,5238 0,4667 0,7193 0,9444 0,3333 

Příznaky age, anemia, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, smoking, time 

Parametry 30 jedinců 

Beta = 0 0,7805 0,6060 0,7719 0,9444 0,4762 0,7805 0,8421 0,8889 0,7619 

Příznaky eject ionjract ion, serum_creatinine, time 

Beta = 0,5 0,7368 0,4828 0,7368 0,9722 0,3333 0,4333 0,6667 0,9444 0,1905 

Příznaky anemia, diabetes, highJ>lood_pressure, platelets, serum_creatinine, serum_sodium, sex, smoking, time 

Beta = 1 0,8108 0,6471 0,7895 0,9444 0,5238 0,4667 0,7193 0,9444 0,3333 

Příznaky age, anemia, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, smoking, time 

Parametry 60 jedinců 

Beta = 0 0,8205 0,7059 0,8246 0,9722 0,5714 0,6286 0,7719 0,9167 0,5238 

Příznaky anemia, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, time 

Beta = 0,5 0,8108 0,6471 0,7895 0,9444 0,5238 0,4667 0,7193 0,9444 0,3333 

Příznaky age, anemia, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, smoking, time 

Beta = 1 0,7894 0,7059 0,8247 0,9722 0,5714 0,3704 0,7018 0,9722 0,2381 

Příznaky anemia, diabetes, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, smoking, time 

Parametry 100 jedinců 

Beta = 0 0,8108 0,6250 0,7895 0,9722 0,4762 0,6060 0,7719 0,9444 0,4762 

Příznaky anemia, e ject ionjract ion, platelets, serum_sodium, smoking, time 

Beta = 0,5 0,8205 0,6471 0,7895 0,9444 0,5238 0,3871 0,6667 0,8889 0,2857 

Příznaky age, anemia, e ject ionjract ion, highJ>lood_pressure, platelets, serum_sodium, sex, time 

Beta = 1 0,8108 0,6250 0,7895 0,9722 0,4762 0,5333 0,7544 0,9722 0,3810 
Příznaky age, anemia, e ject ionjract ion, platelets, serum_sodium, smoking, time 



Tab. E . 18: Výsledky W O A pro Indický dataset 

INDICKY DATASET 

Fitness hodnota F l - L R P ř e s n o s t - L R Specif ic i ta - LR Senzitivita - LR F l - K N N P ř e s n o s t - K N N Specif ic i ta - KNN Senzitivita - KNN 

Parametry 10 jedinců 

Beta = 0 0,9957 0,9658 0,9600 0,9518 0,9658 0,9576 0,9500 0,9277 0,9658 

Příznaky 

restingBP, serumcholesterol,fastingbloodsugar, maxheartrate, oldpeak, noofmajorvessels, chestpain_0, chestpain_l , chestpain_3, slope_3, s lope_ l , slope_2, slope_0, 

restingrelectro_l, restingrelectro_2 

Beta = 0,5 1,0000 0,9784 0,9750 0,9880 0,9658 0,9746 0,9700 0,9518 0,9829 

Příznaky gender, restingBP, serumcholesterol,fastingbloodsugar, chestpain_2, chestpain_0, chestpain_3, slope_3, s lope_ l , slope_0, restingrelectro_l, restingrelectro_0 

Beta = 1 1,0000 0,9784 0,9750 0,9880 0,9658 0,9702 0,9650 0,9518 0,9743 

Příznaky 
age, gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, chestpain_l , chestpain_3, slope_3, s lope_ l , restingrelectro_0, 

restingrelectro_2 

Parametry 30 jedinců 

Beta = 0 1,0000 0,9784 0,9750 0,9880 0,9658 0,9483 0,9400 0,9398 0,9401 

Příznaky 
gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, chestpain_2, chestpain_0, slope_3, s lope_ l , slope_0, restingrelectro_l, 

restingrelectro_2 

Beta = 0,5 0,9957 0,9697 0,9650 0,9759 0,9573 0,9528 0,9450 0,9398 0,9487 

Příznaky 
restingBP, serumcholesterol, maxheartrate, exerciseangia, oldpeak, chestpain_2, chestpain_l , chestpain_3, s lope_ l , slope_2, slope_0, restingrelectro_0, 

restingrelectro_2 

Beta = 1 0,9873 0,9741 0,9400 0,9759 0,9658 0,9620 0,9550 0,9277 0,9744 

Příznaky 
age, gender, restingBP, serumcholesterol,fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, noofmajorvessels, chestpain_0, chestpain_l , chestpain_3, slope_3, 

s lope_ l , sloep_2, slope_0, restingrelectro_l, restingrelectro_0, restingrelectro_2 

Parametry 60 jedinců 

Beta = 0 1,0000 0,9427 0,9350 0,9639 0,9145 0,9351 0,9250 0,9277 0,9231 

Příznaky 

gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, chestpain_2, chestpain_0, chestpain_3, s lope_ l , slope_0, 

restingrelectro_2 

Beta = 0,5 0,9915 0,9700 0,9650 0,9639 0,9658 0,9710 0,9650 0,9157 1,0000 

Příznaky age, gender, serumcholesterol, fastingbloodsugar, maxheartrate, oldpeak, noofmajorvessels, slope_3, s lope_ l , slope_0, restingrelectro_0, restingrelectro_2 

Beta = 1 0,9829 0,9784 0,9750 0,9759 0,9744 0,9487 0,9400 0,9277 0,9487 

Příznaky 
age, gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, oldpeak, noofmajorvessels, chestpain_2, chestpain_0, chestpain_l , 

chestpain_3, slope_3, s lope_ l , slope_0, restingrelectro_l, restingrelectro_0 

Parametry 100 jedinců 

Beta = 0 0,9915 0,9744 0,9700 0,9639 0,9744 0,9614 0,9550 0,9518 0,9573 

Příznaky 
gender, restingBP, serumcholesterol, maxheartrate, exerciseangia, oldpeak, noofmajorvessels, chestpain_2, chestpain_0, slope_3, s lope_ l , slope_2, slope_0, 

restingrelectro_0, restingrelectro_2 

Beta = 0,5 0,9957 0,9741 0,9700 0,9759 0,9658 0,9617 0,9550 0,9398 0,9658 

Příznaky 
age, gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, exerciseangia, noofmajorvessels, chestpain_2, chestpain_0, chestpain_3, slope_3, s lope_ l , 

slope_2, restingrelectro_l, restingelectro_0, restingrelectro_2 

Beta = 1 1,0000 0,9741 0,9700 0,9759 0,9658 0,9702 0,9650 0,9277 0,9915 

Příznaky 

gender, restingBP, serumcholesterol, fastingbloodsugar, maxheartrate, noofmajorvessels, chestpain_2, chestpain_l , chestpain_3, slope_3, s lope_ l , restingrelectro_l, 

restingrelectro_0, restingrelectro_2 


