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Úvod 

Grafické modely představuj í efektivní nás t ro j pro modelování a analýzu 

nejistoty v různých oblastech, včetně umělé inteligence, s trojového učení, me

dicíny, ekonomie a dalších. Mez i nejpopulárnějš í typy grafických mode lů pa t ř í 

bayesovské sítě, k teré můžeme dále dělit např ík lad na diskrétní či gaussovské. 

Jejich popularita a využi t í stále roste díky schopnosti efektivně modelovat 

komplexní sys témy a provádět inferenci na základě dos tupných dat. 

Tato bakalářská práce se zaměřuje na posky tnu t í základního přehledu 

diskrétních bayesovských sítí, jak teoreticky, tak prakticky s využ i t ím pro

gramovacího jazyka R. Úvodní část práce uvádí č tenáře do problematiky 

bayesovských sítí, kdy jsou na vlastních prakt ických př íkladech vysvětleny 

jejich principy a vlastnosti. 

V d r u h é část i práce se přesouváme k prak t ickému využi t í bayesovských 

sítí pomocí softwaru R. Jsou zde předs taveny konkré tn í postupy pro vytvá

ření, ana lýzu a vizualizaci bayesovských sítí. 

Cílem t é to práce je názorně předs tav i t teorii bayesovských sítí na kon

krétních př íkladech a jak s t ěmi to sí těmi pracovat v softwaru R. 
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Kapitola 1 

Základní pojmy 

1.1 Teorie grafů 

Abychom se mohli začít zabývat problematikou bayesovských sítí, je t ř eba 

si zavést několik základních p o j m ů z teorie grafů a uvést některé vlastnosti 

grafů, k teré budeme využívat v následujících částech. Čerpáno ze zdroje ([1], 

kapitola 2.2). 

Graf G je da tová struktura u rčená množinou vrcholů (uzlů) X a množinou 

hran E . Dvojice vrcholů X j , Xj G X může být spojena orientovanou X j —> Xj 

nebo neorientovanou hranou X j — Xj. Grafy dělíme podle typu hran na 

orientované, neorientované a smíšené. 

Pokud v grafu G existuje or ientovaná hrana X j —> Xj G E , pak X j 

nazýváme rodičem Xj a Xj přímým potomkem X j . Množinu všech rodičů, 

resp. př ímých p o t o m k ů , vrcholu X j značíme Pax ž (z angl. parents), resp. 

C h x ž (z angl. children). Jestl iže v G je neor ientovaná hrana X j — Xj G E , 

pak X j nazýváme sousedem Xj a opačně. 

Cesta v grafu G je posloupnost X 1 ; . . . , Xk, taková, že Vz = 1 , . . . , k — 1; 

existuje buď X j —> Xi+Í nebo X j — X í + i . Cesta se nazývá orientovaná, 
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Obrázek 1.1: Př ík lad smíšeného grafu 

jestliže alespoň jedna její hrana je orientovaná. 

Trasou v grafu G rozumíme posloupnost X\,... ,Xk, takovou, že Vz = 

1 , . . . , k — 1, je mezi uzly Xi a X j + i or ientovaná hrana vycházející buď z uzlu 

Xi nebo Značíme ^ -^Q+i- N a obrázku 1.1 je posloupnost uzlů 

.A, B, C, E, D cestou, tud íž i trasou, za t ímco posloupnost A, B, D, E, C je 

pouze trasou. 

Řekneme, že vrchol X je předchůdcem vrcholu Y a Y je potomkem X, 

jestliže existuje or ientovaná cesta Xi... X^, kde Xi = X a Y = X^. 

Kružnice či cyklus je or ientovaná cesta, pro kterou plat í , že počá teční 

vrchol je zároveň i vrcholem pos ledním (X\ = X^). Graf nazýváme acyklický. 

pokud neobsahuje žádné kružnice. 

Právě acyklické, konkré tně orientované acyklické grafy (zkráceně D A G 

- directed acyclic graph), n á m budou reprezentovat strukturu bayesovských 

sítí a grafy neorientované potom vedou k sí t ím markovským, k te rými se však 

v t é t o práci nezabýváme. 

1.2 Podmíněná nezávislost 

V zák ladn ím kurzu p ravděpodobnos t i jsme se již seznámili s podmíněnou 

p ravděpodobnos t í a nezávislostí n á h o d n ý c h veličin. Nás nyní bude za j ímat 

koncept podmíněné nezávislosti , k t e rý je mnohem častěji se vyskytující než 
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s a m o t n á nezávislost. N a následujícím př ík ladu si ukážeme rozdíl mezi o b ě m a 

druhy. 

Student s t řední školy čeká na výsledky při j ímacího řízení na stejný obor ze 

dvou vysokých škol, České vysoké učení technické v Praze (ČVUT - b inárn í 

n á h o d n á veličina, přijetí na Č V U T ) a Univerzi tu Palackého v Olomouci (UP 

- přijetí na U P ) . Předpokláde jme , že obt ížnost př i j ímaček je na obě školy 

stejná. Pokud tedy student obdrž í po tvrzení o přijetí na U P , zvýší se t í m 

p ravděpodobnos t přijetí na Č V U T . To znamená , že jevy ČVUT aUP ne j sou 

nezávislé. 

Nyní uvažujme situaci, že se školy budou rozhodovat o přijetí s t uden tů na 

základě jejich studijních p r ů m ě r ů ze s t řední školy (AVG - z angl. average). 

V tomto př ípadě zpráva o výsledku řízení z U P studentovi nijak nepomůže 

k lepšímu úsudku ohledně výsledku z d ruhé školy. P r avděpodobnos t přijetí na 

Č V U T je s tejná nehledě na znalost výsledku z U P , P (ČVUT | UP, AVG) = 

P(CVUT | AVG). 

Řekneme, že n á h o d n é veličiny ČVUT a UP jsou podmíněně nezávislé 

vzhledem k AVG, značíme (ČVUT JL U P | AVG). 
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Kapitola 2 

Bayesovské sítě 

Bayesovské sítě jsou j edn ím z typu grafických modelů , s ta t is t ických mo

delů, k teré efektivně reprezentuj í p r avděpodobnos tn í vztahy mezi sledova

nými p roměnnými . Dalš ím typem grafických mode lů jsou např ík lad markov-

ské sítě. V t é to práci se však budeme zabývat pouze sí těmi bayesovskými, 

konkré tně diskrétními (obsahují pouze diskré tní p roměnné) . Diskrétní baye

sovské sítě to t iž slouží jako pevný základ pro pokročilejší studium dalších 

t y p ů grafických modelů a maj í široké spektrum prakt ických aplikací v oblas

tech jako je např ík lad strojové učení či diagnostika. Teorii k t é t o kapitole je 

če rpána zejména ze zdroje [1], kapitoly 3.1 a 3.2. 

Bayesovská síť je charakter izována rozdělením p ravděpodobnos t i a struk

turou sítě. 

Strukturou bayesovské sítě G je or ientovaný acyklický graf ( D A G ) , jehož 

uzly představuj í n á h o d n é veličiny X\,... ,Xn. Nechť Paxi označuje rodiče 

uzlu Xi v G a NonDescendantsXi označuje uzly v grafu, k te ré nejsou po

tomky Xi. Pak G reprezentuje množinu p ředpok ladů podmíněné nezávislosti, 

nazývaných lokální nezávislosti , označovaných I(G): 
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V X j : (Xj _L N onDescendants xt \ Po>Xi)- (2-1) 

Jinak řečeno, každý u z e l / p r o m ě n n á Xi je podmíněně nezávislý se svými 

nepotomky (volný překlad N onDescendants) vzhledem ke svým rodičům. 

N a následujícím i lus t ra t ivn ím př ík ladu si objasníme, proč tomu tak je. 

Jeho zadání je inspirováno moj í seminární prací ze s t řední školy. Nejednalo 

se ovšem o práci matematickou, ale chemickou. 

Předpokláde jme , že jsme provedli dotazníkové šet ření v několika ordina

cích prakt ických lékařů. Lékař někdy není schopen z p ř íznaků pacienta jasně 

urči t , zda do tyčný t rp í v i rovým či bak te r iá ln ím onemocněním. K e správné 

diagnóze p o m á h á test, jehož v ý s t u p e m je hladina C-reakt ivního proteinu 

( C R P ) v krv i pacienta. Pokud je hladina nízká, j e d n á se převážně o virové 

onemocnění , naopak vysoká hladina indikuje onemocnění bakter iá ln í . Hra

niční hodnoty, k teré oddělují napaden í virem od bakterie jsou cca 30-40 m g / l . 

Pokud se hladina C R P nachází v t é t o šedé zóně 30-40 m g / l , lékař si není sto

procentně j is tý příčinou potíží . Nasadí tak dle svého úsudku nejvhodnější 

lék a sleduje, jestli zabere nebo ne. Cílem výzkumu je vytvoř i t model, podle 

k te rého by se lékař mohl rozhodovat s větší jistotou v př ípadech, kdy se hla

dina C R P pohybuje v šedé zóně. V do tazn íku jsme se ptali na několik níže 

vypsaných př íznaků, p roměnných (v závorkách jsou uvedeny číselné hodnoty 

pro kategorie jednot l ivých p roměnných) : 

• K - typ kašle (0 - žádný, 1 - vlhký, 2 - suchý) 

• R - r ý m a (0 - ne, 1 - ano) 

• S - s ípání (0 - ne, 1 - ano) 

• CRP - hodnota C R P v šedé zóně (0 - ne, 1 - ano) 
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• L - nasazení správných léků (O - ne, 1 - ano) 

Poznámka: Pro z jednodušení zápisu budeme pro p ravděpodobnos t i realizací 

namís to p(K = 0) = 0.3 používat značení p(k°) = 0.3. 

2.1 Pravděpodobnostní část 

Pokud bychom chtěli nyní vytvoř i t sdruženou p ravděpodobnos tn í funkci 

tohoto modelu, je zapo t řeb í (3 • 2 • 2 • 2 • 2) — 1 = 48 — 1 = 47 p a r a m e t r ů , 

respektive p ravděpodobnos t í (pro každou možnou kombinaci hodnot proměn

ných bez jedné , k t e rá bude dopočet do 1). Když si uvědomíme, že se j e d n á o 

velmi j ednoduchý model s 5 n á h o d n ý m i veličinami, z toho 4 b inárn í a 1 ter

ciární, a po t řebu jeme zná t 47 různých hodnot, je jasné , že tento p ř í s tup není 

opt imální . 

Abychom mohli pracovat s menš ím p o č t e m p a r a m e t r ů , je n u t n é znát , 

jak na sobě závisí či nezávisí jednot l ivé p roměnné . Tuto informaci získáme 

např ík lad od experta v d a n é m odvětví . V našem př ípadě od lékaře, k terý 

n á m sdělil následující: 

• typ kašle a r ý m a na ničem nezávisí - označme schematicky (K _L R) 

• hodnota C R P závisí na kašli a rýmě - (CRP \ K, R) 

• s ípání závisí na kašli - (S \ K) 

• nasazení správných léků závisí na h o d n o t ě C R P - (L \ CRP) 

Takto tedy v y p a d á závislostní struktura našeho modelu. 
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2.1.1 Faktorizace p r a v d ě p o d o b n o s t n í funkce 

Po jďme se nyní zaměř i t na část našeho modelu, konkré tně na p roměnné 

kašel a sípání. Hodnoty jejich sdružené p ravděpodobnos tn í funkci jsou uve

deny v tabulce 2.1. 

K S P(K,S) 

k° s° 0.12 
k° s1 0.08 
k1 s° 0.1 
k1 s1 0.2 
k2 s° 0.15 
k2 s1 0.35 

Tabulka 2.1: Sdružená distribuce pro p roměnné K,S 

M y však m á m e k dispozici informaci o podmíněnos t i s ípaní na kašli a mů

žeme tedy využít definice podmíněné p ravděpodobnos t i a sdruženou pravdě

podobnos tn í funkci zapsat jako 

P(K,S) = P{K)P{S I K). (2.2) 

Můžeme j i tak reprezentovat pomocí tabulek 2.2 a 2.3. V prvn í je rozdělení 

p ravděpodobnos t i veličiny K, což můžeme v tomto kontextu vn íma t jako 

apriorní rozdělení V druhé tabulce je podmíněné rozdělení pravděpodobnosti 

(označované jako C P D , z angl. conditional probability distribution) veličiny 

S vzhledem ke K. 

k° k1 k2 

0.2 0.3 0.5 

Tabulka 2.2: P(K) 

s° s1 

k° 0.6 0.4 
k1 i 

3 
2 
3 

k2 0.3 0.7 

Tabulka 2.3: C P D pro (S | K) 
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Díky t é t o faktorizaci se můžeme j ednoduše t áza t na p ravděpodobnos t i 

různých kombinací našich p roměnných . Např ík lad by nás mohlo zaj ímat , 

j aká je p ravděpodobnos t , že pacient bude být suchý kašel, ale nebude sípat . 

Dosadíme příslušné hodnoty z tabulek do vzorce (2.2) a spočí táme, 

Nyní p ř idáme do modelu p roměnnou CRP, u níž víme, že nabývá dvou 

hodnot (crp°, crp1). V tomto př ípadě je sdružená p ravděpodobnos tn í funkce 

tvořena t ř emi n á h o d n ý m i veličinami a je charakter izována 11 neznámými 

parametry. Po jďme se pokusit o její faktorizaci jako v p ř ípadě kašle a sí

pání . Závislost S a K zůs tává stejná. O p roměnné CRP m á m e informaci, že 

t aké závisí na K. Je tedy jasné , že p r o m ě n n á K podmiňuje obě p roměnné . 

Rozeberme si jednot l ivé vztahy mezi veličinami: 

• Kašel je úzce spjat jak se s ípáním, tak s hladinou C R P . 

• Sípání a CRP nejsou nezávislé, a to z j ednoduchého důvodu. P ředpo

kládejme, že pacient sípe. T í m se zvyšuje i p ravděpodobnos t na př í tom

nost kašle, jenž ovlivňuje koncentraci C R P v krv i . M y však předpoklá

dáme , že v tomto modelu p la t í p o d m í n ě n á nezávislost mezi s ípáním a 

hladinou C R P . Jestl iže n á m je z n á m a informace o kašli pacienta (např. 

žádný n e m á ) , tak skutečnost , že sípe, už nijak neovlivní p ravděpodob

nost, v jaké zóně se nachází hodnota C R P , 

p(k2,s°) =p(k2)p(s° | k2) = 0.5-0.3 = 0.15. 

Obecně zapsáno 

P\=(CRP ±S \K). (2.3) 
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Toto značení znamená , že v rámci rozdělení p ravděpodobnos t i P pla t í 

p o d m í n ě n á nezávislost mezi p roměnnými CRP a S vzhledem k pro

měnné K. 

Nutno podotknout, že toto tvrzení o podmíněné nezávislosti p la t í pouze 

a jen tehdy, pokud kašel je j ed iným zprost ředkovate lem, k te rý zapříčiňuje 

jakýkoli vztah mezi s ípáním a hodnotou C R P . 

Nyní uprav íme sdruženou p ravděpodobnos tn í funkci za pomoci definice 

podmíněné p ravděpodobnos t i stejně jako v p ř ípadě kašle a sípání: 

P(K, S, CRP) = P{K) P(S, CRP | K). 

Zde využijeme předpoklad podmíněné nezávislosti ze vztahu (2.3), k t e rý im

plikuje následující: 

P(S, CRP | K) = P(S | K) P{CRP | K). 

Dosad íme do předchozího vztahu a dostaneme: 

P(K, S, CRP) = P{K) P{S | K) P{CRP \ K). (2.4) 

Dokázali jsme tedy napsat sdruženou p ravděpodobnos tn í funkci jako sou

čin t ř í rozdělení p ravděpodobnos t i . Tato faktorizace zajist í snížení p o č t u 

p a r a m e t r ů po t ř ebných pro charakterizaci p ravděpodobnos tn í funkce. K o n 

kré tně z původních (2 • 2 • 3) — 1 = 11, na 8 p a r a m e t r ů . P r o č na 8? Jelikož 

kašel je terc iární p roměnná , po t řebu jeme pro P(K) zná t 2 parametry. V pří

padě P(S | K) je t ř e b a zná t 3 parametry. Rozděl íme si tuto situaci na t ř i 

část i - P(S | k°), P(S | k1) a P(S \ k2). Jelikož sípání je b inárn í p roměnná , tak 

k parametrizaci každé z část í je t ř e b a 1 parametr, dohromady tedy 3. Situace 

ohledně P(CRP \ K) je identická, jelikož CRP je t ak t éž b inárn í p roměnná . 

Dohromady je tedy k charakterizaci faktorizované p ravděpodobnos tn í funkce 

p o t ř e b a 2 + 3 + 3 = 8 p a r a m e t r ů . 
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Další v ý z n a m n o u výhodou rozkladu na součin je modularita (obdobně by 

se dala tato vlastnost popsat jako skladebnost). Po p ř idán í p roměnné CRP by 

v p ř ípadě sdružené p ravděpodobnos tn í funkce musely být její hodnoty znovu 

specifikovány. Kdež to u rozkladu pomocí součinu můžeme využít znalosti 

rozdělení P(K) a P(S \ K) a pouze př ipoj i t další modul P(CRP \ K). 

Ukažme si j ednoduchý př íklad v ý p o č t u v tomto modelu. Předpokláde jme, 

že rozdělení p ravděpodobnos t í P(K) a P(S \ K) zůstávaj í s te jná (viz tabulky 

2.2 a 2.3). Hodnoty p ravděpodobnos t í pro P (CRP \ K) jsou uvedeny v ná

sledující tabulce 2.4. 

crp° crp1 

k° 0.97 0.03 
k1 0.24 0.76 
k2 0.45 0.55 

Tabulka 2.4: C P D pro (CRP | K) 

P t á m e se na p ravděpodobnos t , že pacient m á vlhký kašel, nesípe a jeho hla

dina C R P se nenachází v šedé zóně: 

p(k1,s°,crp°) =p(k1)p(s° | kv)p(crp0 \ k1) = 0.3 • | • 0.24 = 0.024. 

Obrázek 2.1: D A G pro př íklad C R P 
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N a obrázku 2.1 vidíme D A G pro komple tn í př íklad, tedy i se zbývajícími 

p roměnnými R a L. Graf je vy tvořen j e d n o d u c h ý m způsobem, kdy jednot l ivé 

uzly předs tavuj í p roměnné modelu a orientované hrany podmíněnos t , kterou 

známe ze závislostní struktury. 

Dosud jsme pracovali s p roměnnými K, S a CRP a jejich sdruženou 

p ravděpodobnos tn í funkci jsme rozdělili na součin dle vztahu (2.4). Pokud se 

zaměř íme na obrázku 2.1 pouze na tyto 3 p roměnné , vidíme, že hrany z uzlu 

K reprezentuj í p o d m í n ě n á rozdělení P(S | K) a P(CRP \ K). 

Nyní bychom chtěli opět faktorizovat sdruženou p ravděpodobnos tn í funkci, 

t en tok rá t ovšem i s p roměnnými R a L. Dojdeme k tomu obdobně jako 

v předchozím, po t řebu jeme zná t p o d m í n ě n á rozdělení jednot l ivých proměn

ných. Konkré tně P(K), P(R), P(S | K), P(CRP \K,R)&P(L\ CRP). 

Obecně je každá p r o m ě n n á v modelu spojena s C P D , kdy podmíněnos t 

rozdělení určují všechny kombinace realizací rodičů dané p roměnné . Pro uzel 

bez rodičů se C P D mění na marginá ln í rozdělení, v našem př ík ladu se j e d n á 

o rozdělení P(K) a P( iž) . 

Faktor izovaná sdružená p ravděpodobnos tn í funkce celého modelu tedy 

v y p a d á následovně: 

P{K, R, S, CRP, L) = P{K) P(R) P{S | K) P{CRP | K, R) P ( L | CRP). 

(2.5) 

2.1.2 P o d m í n ě n é nezávis los t i 

V t é t o část i popíšeme a rozebereme jaké p roměnné , a proč v našem pří

kladu splňují vztah podmíněné nezávislosti . P o d m í n k y n á m budou tvoř i t 

konkré tn í realizace rodičů pozorovaného uzlu. 

P r o m ě n n á L - nasazení správných léků - je p o d m í n ě n á p r o m ě n n o u CRP. 
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Tato informace je přeložena do grafu skutečnost í , že do uzlu L vede jed iná 

hrana, a to z uzlu CRP. V řeči teorie p ravděpodobnos t i řekneme, že L je 

podmíněně nezávislá s p r o m ě n n ý m i K, R a S vzhledem k CRP. Pokud 

tedy z n á m hodnotu, k te ré nabyla p r o m ě n n á CRP, ž ádná další informace o 

zbývajících t řech p roměnných již neovlivní p ravděpodobnos t i pro nasazení 

správného či nesprávného léku. Formálně zapsáno: 

(L± K,R,S | CRP). (2.6) 

O b d o b n á situace je u p roměnné S - sípání. Zde p ředpok ládáme , že sí

pán í je závislé pouze na kašli. Opě t řekneme, že S je podmíněně nezávislá 

s p roměnnými R, CRP a L vzhledem ke K: 

(S ± R, CRP, L\ K). (2.7) 

Pokud bychom s te jným způsobem pokračovali u p roměnné CRP, tak 

bychom mohli tvrdit , že CRP je podmíněně nezávislá s S a L vzhledem 

ke svým rodičům, v tomto p ř ípadě p r o m ě n n ý m K a R. Tento úsudek však 

není pravdivý. 

Předpokláde jme , že pacient t rp í v lhkým kašlem i rýmou, tedy podmiňu

jeme CRP realizacemi k1 a r 1 . Jsou v tomto př ípadě CRP a L nezávislé? 

Nejsou, a to z následujícího důvodu. Pokud lékař nasad í správné léky (re

alizace Z 1), potom by se p ravděpodobnos t , že hodnota C R P vyšla v šedé 

nerozhodné zóně, měla zmenši t : p[crpx | /c 1,?" 1,/ 1) < p[crpx | kl,rl). 

Tudíž vidíme, že u z e l / p r o m ě n n á může i při daných realizacích svých ro

dičů záviset na svých potomcích, ale ne už na os ta tn ích uzlech nepotomcích. 
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Pokud víme, že pacient m á suchý kašel, skutečnost o stavu jeho sípání nijak 

neovlivní p ravděpodobnos t i pro p roměnnou CRP. Čili plat í : 

{CRP JL S | K, R). (2.8) 

Uz ly K a R nemaj í rodiče. Již víme, že nejsou nezávislé se svými potomky, 

ale jsou nezávislé se svými nepotomky. Pro uzel K to je uzel R a pro uzel R 

jsou to uzly K a S. Dos táváme tedy vztah: 

Z předešlých úvah lze odvodit, že jestliže známe realizace rodičů daného 

uzlu, ž ádná další informace spojená p ř ímo či nepř ímo s jeho rodiči nebo 

dalšími předchůdci neovlivní jeho hodnoty p ravděpodobnos t í . A le můžou být 

ovlivněny realizacemi po tomků . Vztahy (2.6) - (2.9) tvoř í pro náš př íklad onu 

množinu lokálních nezávislostí I(G) z definice ze začá tku kapitoly. 

2.2 Graf a rozdělení pravděpodobnosti 

Podstata propojení mezi závislostní strukturou p roměnných či dat a jejich 

grafickou podobou tkv í v již předs tavené podmíněné nezávislosti a grafickou 

separací . V t é to části je čerpáno ze zdrojů ([1], kapitola 3.2.3) a [2]. 

2.2.1 I -zobrazen í 

O b d o b n ě jako množinu lokálních nezávislostí I(G), k t e rá je definována 

grafem G, zavedeme další množinu lokálních nezávislostí - I(P), k t e rá však 

bude definována pomocí rozdělení p ravděpodobnos t i P. Tudíž tvrzení , že 

(K,S±R), (2.9) 
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v rámci rozdělení p ravděpodobnos t i P p la t í vztahy lokálních nezávislostí spo

jené s grafem G, lze p řepsa t jako I{G) C / ( P ) . V tomto př ípadě hovoříme 

o grafu G jako o I-zobrazení (z angl. I-map - independency map = zobra

zení nezávislosti) rozdělení P. A b y graf G mohl být I-zobrazením, musí každý 

vztah nezávislosti n ím d a n ý platit také v rozdělení P. Naopak, P může obsa

hovat vztahy, k teré v G reprezentovány nejsou. N a následujícím př ík ladu si 

p ředs tav íme koncept I-zobrazení. 

Mějme dány dvě b inárn í p roměnné X a Y. K t ě m t o p r o m ě n n ý m existují 

3 D A G y , k teré můžeme sestrojit: 

• Cr0, což jsou nespojené uzly l a ľ : 

• GX^Y, k te rý m á hranu X —> Y: 

• Gy^x, k te rý obsahuje Y —> X. 

Graf G ID znázorňuje nezávislost mezi o b ě m a p roměnnými - ( X _L Y). Zbýva

jící grafy nereprezentuj í žádný vztah nezávislosti . Uvažujme následující dvě 

rozdělení p ravděpodobnos t i : 

X Y Pi(X,Y) X Y P2{X,Y) 
x° y° 0.12 x° y° 0.35 
x° y1 0.48 x° y1 0.25 
x1 

y° 0.08 x1 

y° 0.25 
x1 

y1 0.32 x1 

y1 0.15 

Tabulka 2.5: Rozdělení P i Tabulka 2.6: Rozdělení P2 

Nejprve zjistěme, zda p la t í nezávislost v rozdělení určené tabulkou 2.5: 

P^x1) = 0.08 + 0.32 = 0.4, 

P i t y 1 ) = 0.48 + 0.32 = 0.8, 

P i ^ y 1 ) = 0.32 = 0.4 • 0.8 = P ^ x 1 ) • P ^ y 1 ) . 
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O b d o b n ě bychom si počínali i u dalších kombinací realizací X a Y. Došli jsme 

tedy k závěru, že (X ± Y) e PyPi), tud íž G® je I-zobrazení P1. Ve skuteč

nosti jsou všechny 3 grafy I-zobrazení P 1 ; jelikož I{GX^Y) i I(GY^X) neob

sahují žádný vztah nezávislosti , čili splňují p ředpoklad z definice I-zobrazení: 

I{G) C / ( P ) . 

V tabulce 2.6 bychom stejnou úvahou došli k tomu, že (X ± Y) ^ /(P2)-

Množina /(P2) je tedy p rázdná , t akže G0 není I-zobrazení rozdělení P2. Jak 

už bylo řečeno, zbylé grafy GX->Y a GX->Y nereprezentuj í žádný vztah nezá

vislosti, t akže jsou I-zobrazením rozdělení P2. 

F a k t o r i z a c e p o m o c í I - z o b r a z e n í 

Víme tedy, že struktura bayesovské sítě, D A G G, reprezentuje množinu 

vz t ahů p o d m í n ě n é nezávislosti a v každém rozdělení p ravděpodobnos t i , pro 

k te ré je G I -zobrazením, musí tyto vztahy platit. 

Podle věty o násobení p ravděpodobnos t i (viz [6], str. 35, V ě t a 1.3) mů

žeme rozložit sdruženou p ravděpodobnos tn í funkci z našeho př íkladu: 

P(K, R, S, CRP, L) = P(K) P(R | K) P(S | K, R) P(CRP | K, R, S) 
(2.10) 

P(L I K,R,S,CRP). 

Uvažujme libovolné rozdělení p ravděpodobnos t i P, pro k teré je D A G z ob

rázku 2.1 I-zobrazením. Nyní využijeme vz tahů (2.6) - (2.9) a jednot l ivá pod

míněná rozdělení uprav íme. 

Ze vztahu (2.9) a z definice I-zobrazení víme, že (K _L R) G I{P), tudíž 

můžeme d ruhý člen pravé strany (2.10) upravit na P (i? | K) = P{R)- Ze 

vztahu (2.7) dostaneme, že P(S JL R,CRP,L | K) e / ( P ) . Člen P(S | K, R) 

změníme na P(S | K). Člen P(CRP \ K,R,S) = P(CRP \ K,R) dle vztahu 

(2.8) a P(L I K, R, S, CRP) = P(L \ CRP) ze vztahu (2.6). T ě m i t o úpravami 
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jsme faktorizovali sdruženou p ravděpodobnos tn í funkci do náledující podoby, 

k t e rá je identická se vztahem 2.5: 

P(K, R, S, CRP, L) = P(K) P(R) P(S \ K) P{CRP \ K, R) P ( L | CRP). 

(2.11) 

Každý z faktorů předs tavuje p o d m í n ě n o u p ravděpodobnos t pro danou 

p roměnnou vzhledem ke svým rodičům. Tato faktorizace p la t í pro každé 

rozdělení p ravděpodobnos t i , pro k te ré je d a n á struktura bayesovské sítě I-

zobrazením. 

Schopnost faktorizace sdružené p ravděpodobnos tn í funkce nazýváme mar-

kovská vlastnost. Obecně j i lze zapsat jako: 

n 

P(X1,...,Xn) = Y[P(Xi\PaXi). 
i=l 

2.2.2 d-separace 

Náš cíl v t é to část i je porozumět , kdy můžeme zaruči t platnost podmíněné 

nezávislosti v rozdělení p ravděpodobnos t i P spojené s grafem G. K lepšímu 

pochopení n á m může pomoct zvážit opačnou situaci. Zaměř íme se tedy na 

analýzu si tuací , ve k terých X může ovlivnit Y vzhledem k Z. Čerpáno z ([1], 

kapitola 3.3.1), [4] a [5]. 

P ř í m é p r o p o j e n í 

Začneme j e d n o d u c h ý m př ípadem, kdy jsou X &Y p ř ímo propojeny hra

nou, řekněme X —> Y. Pro libovolnou síťovou strukturu G obsahující hranu 

X —> Y je možné zkonstruovat rozdělení p ravděpodobnos t i , kde jsou X & Y 

spolu vzá jemně ve vztahu bez ohledu na to, zda pozorujeme realizace j iných 

p roměnných v síti. J inými slovy, pokud jsou X a Y p ř ímo propojeny, vždy 
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se ovlivňují navzájem, bez ohledu na Z. 

N e p ř í m é p r o p o j e n í 

Obrázek 2.2: 4 možnost i nepř ímého propojení uzlů X a Y přes uzel Z: (a) 
nepř ímý kauzální efekt, (b) nepř ímý důkazní efekt, (c) společná příčina, (d) 
společný efekt 

Nyní uvažujme složitější p ř ípad , kdy X a Y nejsou př ímo propojeny. B u 

deme uvažovat síť o 3 p roměnných , X a Y nejsou př ímo propojeny, ale exis

tuje mezi n imi trasa přes Z. N a těchto j ednoduchých př íkladech si ukážeme 

koncept nepř ímé interakce v bayesovských sítích. 

Existují čtyři možnost i , jak mohou být X a Y propojeny přes Z (viz 

obrázek 2.2). P r v n í dva odpovídaj í kauzáln ím ře tězcům, t ře t í společné příčině 

a č tv r tý společnému efektu. 

N e p ř í m ý k a u z á l n í efekt (obrázek 2.2a): Vraťme se k našemu př ík ladu 

C R P , kde m á m e kauzální cestu K —> CRP —> L. Začněme p ř ípadem, kdy 

p r o m ě n n á CRP není pozorována. Pokud pozorujeme, že pacient ne t rp í kaš

lem, jsme více nakloněni k tomu věřit , že hladina C R P nebude vysoká, tudíž 

ani v šedé zóně, a tedy i rozhodnu t í lékaře ohledně nasazení léků bude prav

děpodobněj i správné. J inými slovy, pokud pozorujeme konkré tn í realizaci 

p roměnné K, tak p ravděpodobnos t i realizací dalších p roměnných v řetězci 

se mění . 

24 



Nyní předpokláde jme, že Z je pozorováno. Jak jsme již viděli v části 

2.1.2, pokud známe realizaci CRP, pak stav pacientova kašle již neovlivňuje 

nasazení léků. Tedy docházíme k závěru, že X nemůže ovlivnit Y, pokud je 

Z pozorováno. 

N e p ř í m ý d ů k a z n í efekt (obrázek 2.2b): Jak může X ovlivnit Y v tomto 

př ípadě? Nyní si pomůžeme cestou R —> CRP —> L. Jest l iže víme, že 

lékař nasadil špa tné léky, p ravděpodobnos t , že se CRP nacházelo v šedé 

zóně stoupne, a t í m i p ravděpodobnos t , že pacient měl rýmu. Pokud však je 

n á m z n á m a realizace CRP, fakt o nasazení léku už nijak neovlivní hodnoty 

pro p roměnnou R. 

Výsledek je tedy stejný, X může ovlivnit hodnoty p ravděpodobnos t i pro

měnné Y, pouze pokud Z není pozorováno. Závěr si můžeme potvrdit i sku

tečnost í , že ne/závis los t je symetr ická vlastnost - pokud nepla t í (X 1 ľ | Z), 

tak nepla t í ani (Y _L X \ Z). 

S p o l e č n á p ř í č i n a (obrázek 2.2c): Vraťme se do části 2.1.1, kde jsme roze

bírali vztah mezi kašlem, s ípáním a hladinou C R P . Tento př íklad můžeme 

reprezentovat grafem 2.2c: uzel Z je kašel, uzel Y s ípání a uzel X hladina 

C R P . Sípání a hladina C R P maj í mezi sebou úzký vztah, jelikož informace 

o sípání ovlivní p ravděpodobnos t i jednot l ivých realizací kašle, což následně 

m á vl iv na rozdělení p ravděpodobnos t i p roměnné CRP. Jakmile ovšem po

zorujeme danou realizaci kašle, tak informace o sípání již nijak neovlivní 

p ravděpodobnos t i CRP. Závěr je tedy stejný jako v předchozích dvou př ípa

dech nepř ímého propojení : p roměnné X a V se mohou ovlivnit pouze a jen 

tehdy, jestliže nepozorujeme konkré tn í realizaci Z. 

S p o l e č n ý efekt (obrázek 2.2d): Ve všech předchozích př ípadech jsme došli 

k tomu, že X ovlivňuje Y skrz Z jen tehdy, pokud Z není pozorováno. M o h l i 

bychom očekávat, že tento vzorec bude platit i v tomto pos ledním př ípadě , 
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ale opak je pravdou. 

Uvažujme tu část grafu 2.1, k t e r á odpov ídá s t ruk tu ře 2.2d. Pracujeme 

tedy s uzly R, K a jejich společným p ř í m ý m potomkem CRP. Když nepozo

rujeme žádnou realizaci CRP, tak víme ze vztahu 2.9, že K a R jsou nezá

vislé. P r a v d ě p o d o b n o s t n í v l iv tak nemůže proudit mezi p roměnnými ve struk

tu ře X —> Z <— Y, pokud Z není pozorováno. 

Co se stane, když pozorujeme konkré tn í realizaci Zl Mějme situaci, ve k te ré 

uzel X bude předs tavovat zemětřesení , uzel Y v loupání do domu a uzel Z 

spuš tění alarmu. Jestl iže nás upros t řed noci vzbudí alarm a zároveň cít íme 

otřesy, tak naše přesvědčení o tom, že za spuš těn ím alarmu stojí lupiči, vý

razně klesne. X tedy ovlivňuje Y při d a n é m pozorování Z. 

Upravme př ík lad s alarmem př idán ím hrany z uzlu Z do nového uzlu W 

- příjezd policie (spuštění alarmu podmiňuje příjezd policie). P ř e d s t a v m e si, 

že jsme se vzbudil i díky příjezdu policejní hlídky. T í m se zvýší i p ravděpo

dobnost, že se spustil alarm. Pokud navíc uslyšíme podezřelé zvuky z j iného 

pokoje v domě, tak p ravděpodobnos t , že došlo k zemětřesení , se sníží. Pro

měnné se tedy ovlivňují i při d a n é m pozorování p o t o m k ů Z. 

Pokud se v d a n é m grafu nachází struktura to tožná s obrázkem 2.2d, na

zýváme j i kvůli jej ímu tvaru v-struktura. Uzel Z a jeho potomky můžeme 

považovat za jakési spínače, k te ré umožňují či znemožňují ve v - s t ruk tu rách 

tok p ravděpodobnos tn ího v l ivu mezi p roměnnými . 

Jestliže p ravděpodobnos tn í vl iv může proudit z uzlu X do F přes Z, 

řekneme, že trasa X ^ Z ^ Y je aktivní. Sh rňme závěry analýzy všech čtyř 

p ř ípadů: 

• K a u z á l n í t r a s a X —> Z —> Y: ak t ivn í právě tehdy, když uzel Z není 

pozorován. 

• D ů k a z n í t r a s a X •<— Z •<— Y: ak t ivn í právě tehdy, když Z není pozo-
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rován. 

• S p o l e č n á p ř í č i n a X <— Z —> Y : akt ivní právě tehdy, když Z není 

pozorován. 

• S p o l e č n ý efekt X —> Z <— Y : ak t ivní právě tehdy, když je pozorován 

buď Z , nebo něk te rý z jeho p o t o m k ů . 

Ač to může být pro člověka neintui t ivní , tak vidíme, že v některých pří

padech proud í p ravděpodobnos t í v l iv proti směru hrany. Hrany v grafu tedy 

reprezentuj í pouze závislostní strukturu sítě, ovšem ne komple tn í schéma 

p ravděpodobnos tn ího v l ivu mezi p roměnnými . 

Pokud nastane situace, kdy m á m e více možných tras mezi dvěma uzly, 

tak v l iv může proudit, jestl iže je alespoň jedna z tras akt ivní . Předchozí 

úvahy shrneme do nového pojmu - d-separace, k t e rý nese v ý z n a m oddělení 

množiny uzlů j inou množinou uzlů v rámci or ientovaných (angl. directed, 

proto (i-separace) grafů. 

D e f i n i c e (d-separace) Nechť X , Y , Z jsou t ř i množiny uzlů v grafu G. 

Řekneme, že X a Y jsou d-separovány množinou uzlů Z , značíme 

( X ±G Y ) | Z , 

pokud mezi l ibovolným uzlem A G X a l ibovolným uzlem ľ e Y není 

ž ádná ak t ivní trasa, k t e rá vede přes Z . 

A l g o r i t m u s d-separace 

Chceme zjistit, zda uzel A a E (zeleně na obrázcích 2.3 a 2.4 jsou 

d-separovány uzlem B (modře) . Postupujeme následovně: 

• K r o k 1 - uzly, k teré nejsou předchůdci uzlů A, E i B, smažeme a vy

tvoř íme t í m podgraf (obrázek 2.3) 
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Obrázek 2.3: Algoritmus d-separace: krok 1, p řevza to z [4] 

Obrázek 2.5: Algoritmus d-separace: krok 4, p řevza to z [4] 



• K r o k 2 - spoj íme všechny uzly, k teré maj í společné d í tě a není mezi 

n imi hrana, neorientovanou hranou (obrázek 2.4) 

• K r o k 3 - všechny původně orientované hrany změníme na neorientované 

(obrázek 2.4) 

• K r o k 4 - h ledáme cestu mezi uzly A a E, k t e rá neprochází uzlem B. 

Pokud nalezneme alespoň jednu takovou cestu (A, C, E na obrázku 

2.5), vlastnost d-seperace neplat í . 

K r o k y 2 a 3 nazýváme moralizací grafu. Název vznik l tak, že nově p ř idaná 

hrana spojující rodiče uzlu je b r á n a jako symbol sňa tku mezi rodiči. 

M a r k o v ů v o b a l 

Množinu uzlů Y , k t e r á komple tně d-separuje v y b r a n ý uzel X (v našem 

př ípadě uzel E na obrázku 2.6), od os ta tn ích uzlů, označme Z , nazýváme 

Markovův obal (angl. Markov blanket) uzlu E. Markovův obal zahrnuje rodiče 

daného uzlu (uzly C, D na obrázku 2.6), jeho př ímé potomky (uzly G & F) 

a také os t a tn í rodiče jeho p o t o m k ů (uzel I). 

2.2.3 T ř í d y ekvivalence 

Z části 2.2.1 jsme již seznámeni s t ím, že D A G jednoznačně určuje podobu 

faktorizace sdružené p ravděpodobnos tn í funkce. Naopak to však nemusí být 

nu tně pravda. Čerpáno ze zdrojů [2] a [4]. 

Mějme následující D A G reprezentující strukturu bayesovské sítě pro mno

žinu p roměnných X = {A, B, C, D, E, F}: 

Faktorizujeme sdruženou p ravděpodobnos tn í funkci a pomocí definice 

podmíněné p ravděpodobnos t i a dalších úp rav (např. p ř idán í členu jjff)) upra

víme: 
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P ( X ) = P (A) P (B) P (C | A, B) P (D | C) P (E \ C) P (F | E) 

P(A,B,C) P(C,D) P(C,E) P(E,F) 

(2.12) 

P(F) 

P(^) P(B) p(A)P(B) P (C) P (C) P (E) 

_ P(A,B,C) P(B,C) P(C,D) P(C,E) P(E,F) 

P (B, C) P (C) P ( C ) P (E) P (F) 

= P (F) P (E | F) P (E | C) P (D | C) P (B | C) P (A \B,C). 

N a obrázku 2.8 vidíme D A G reprezentující j inou, ovšem p ravděpodob

nos tně ekvivalentní , p r avděpodobnos tn í funkci. 

Jelikož struktury typu X 4 ľ ^ Z a I < - Z - ^ ľ jsou p ravděpodob

nos tně ekvivalentní (první , resp. poslední , řádek pravé strany rovnice (2.13)) 

můžeme obrá t i t směry jejich hran dle libosti, pokud t í m nevytvoř íme žádnou 

novou v-strukturu X —> Y <— Z. T u to t iž nikdy nevytvoř íme pomocí úprav 
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A ) K B 

W 
C 

D 

Obrázek 2.7: P ů v o d n í D A G 

použi tých v rovnici (2.13), jestl iže nepř idáme novou hranu. Tuto situaci v i 

d íme jasně na obrázcích 2.7 a 2.8. Ve v - s t ruk tu ře A —> B •<— C jsme obrát i l i 

obě hrany, ale aby mohla platit p r avděpodobnos tn í ekvivalence, musela být 

do modelu p ř idána hrana A <— B. 

P p i , V, Z) = P p i ) P(Y | X) P(Z | Y) = 

P ( X , V ) P(Y,Z)  
1 J P(X) P(Y) 

1 (2-13) 

= P(X | V ) P ( V ) P(Z I V ) P ( V ) = 

= P(Y)P(X | V ) P ( Z | Y). 

Tř ída ekvivalence sdružuje p ravděpodobnos tně ekvivalentní D A G y . Je re

prezentována pomocí úplného částečné orientovaného acyklického grafu (ve 

zkratce C P D A G , z angl. completed partially directed acyclic graph), ve kte

rém jsou orientovány pouze hrany ve v - s t ruk tu rách a ty, k te ré by po změně 

orientace zavedly nové v-struktury nebo cykly. Takové hrany se nazývaj í vy

nucené (angl. compelled, protože jejich směr je pevně dán , i když nejsou 
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Obrázek 2.8: D A G pro upravenou p ravděpodobnos tn í funkci 

součást í žádné v-struktury. D A G y na obrázcích 2.7 a 2.8 nepa t ř í do stejné 

t ř ídy ekvivalence, jelikož upravený D A G neobsahuje původn í v-strukturu. 

Změna směru jakékoli hrany, k t e r á není vynucená , vede k vytvoření j iného 

D A G u ve stejné t ř ídě ekvivalence. 

Jak je vidět z obrázku 2.9, j ed iná nevynucená hrana pro př íklad C R P je 

mezi uzly K a S. Hrany R —> CRP a l Í 4 CRP již jsou součást í v-struktury 

a hrana CRP —> L by při změně orientace vytvoři la dvě nové v-struktury 

R -»• CRP <- L&K -»• CRP <- L. 

Obrázek 2.9: C P D A G pro př íklad C R P 
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Kapitola 3 

Bayesovské sítě v R 

V té to kapitole si ukážeme základy práce s bayesovskými sí těmi v softwaru 

R. Budeme využívat balíčky bnlearn, gRain, gRbase a Rgraphviz. Celý kód je 

k dispozici jako pří loha k t é t o práci . Pro tuto kapitolu byly využi ty zdroje 

[3] a [4]. 

3.1 Vytvoření sítě 

P r v n í způsob, jak zadefinovat graf pro bayesovskou síť, je pomocí množiny 

proměnných , respektive uzlů, a matice hran. 

> n á z v y . p r o m ě n n ý c h = c ( ' R ' , ' K 1 , 1 C R P ' , ' S' , ' Ľ ) 

# vytvorení grafu pouze s uzly 
> c r p l = empty.graph(nodes = n á z v y . p r o m ě n n ý c h ) 

# definování hran pomocí jmen uzlů 
> hrany = m a t r i x ( c ( ' R ' , ' C R P ' , 

' K ' , ' C R P 1 , 
' K ' , ' S ' , 
' C R P ' , ' Ľ ) , 
byrow = TRUE, n c o l = 2 , 
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dimnames = l i s t ( N U L L , c ( " z " , "do") ) ) 
> hrany 

z do 
[1,] "R" "CRP" 
[2,] "K" "CRP" 
[3,] "K" "S" 
[4,] "CRP" " L " 
> a r c s ( c r p l ) = hrany # vložení hran do grafu 

# nebo pomocí matice sousedností 
amat (c rp l ) = m a t r i x ( c ( 0 , 0, 1, 0 , 0 , 

0 , 0, 1, 1, 0 , 
0 , 0 , 0, 0, 1, 
0 , 0, 0, 0, 0 , 
0 , 0, 0, 0, 0 ) , 

byrow = TRUE, nrow = 5, n c o l = 5, 
dimnames = l i s t ( n o d e s ( c r p l ) , n o d e s ( c r p l ) ) ) 

Nebo d r u h ý m způsobem pomocí funkce model2network a z adán ím jednotli

vých podmíněnos t í mezi p roměnnými . 

> crp2 = m o d e l 2 n e t w o r k ( " [ K ] [ R ] [ S | K ] [ C R P | K : R ] [ L | C R P ] " ) 

V ý s t u p charakteristky modelu: 

• schéma modelu (shodné s argumentem funkce model2network) 

• poče t uzlů v modelu 

• poče t hran celkem 

• poč ty neorientovaných a or ientovaných hran 

• p r ů m ě r n ý počet uzlů v Markovově obalu 

• p r ů m ě r n ý počet sousedů (rodiče + př ímí potomci) 

• p r ů m ě r n ý počet hran vycházející z uzlu 
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Vidíme, že charakteristiky jsou pro oba způsoby zadefinovaní modelu iden

tické. 

> c r p l 

Random/Generated Bayes i an network 

model : 
[ R ] [ K ] [ C R P | R : K ] [ S | K ] [ L | C R P ] 

nodes: 5 
a r c s : 4 

u n d i r e c t e d a r c s : 0 
d i r e c t e d a r c s : 4 

average markov b l a n k e t s i z e : 2.00 
average neighbourhood s i z e : 1.60 
average b r anch ing f a c t o r : 0.80 

g e n e r a t i o n a l g o r i t h m : Empty 

> crp2 

Random/Generated Bayes i an network 

model : 
[K] [R] [CRP | K: R] [S IK] [L | CRP] 

nodes: 5 
a r c s : 4 

u n d i r e c t e d a r c s : 0 
d i r e c t e d a r c s : 4 

average markov b l a n k e t s i z e : 2.00 
average neighbourhood s i z e : 1.60 
average b r anch ing f a c t o r : 0.80 

g e n e r a t i o n a l g o r i t h m : Empty 

K vykreslení grafu používáme funkci graphviz.plot. J e d n í m z jejich a r g u m e n t ů 

je layout, neboli způsob rozložení grafu. Mez i možnost i p a t ř í dot, circo, neato, 

twopi a fdp. 
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> g r a p h v i z . p l o t ( c r p l , l a y o u t = "dot") 

N a obrázcích 3.1a a 3.1b vidíme srovnání mezi rozloženími typu dot a 

neato. 

(a) Graf s rozložením dot (b) Graf s rozložením neato 

Obrázek 3.1: Srovnání mezi rozloženími grafu 

Můžeme provádět úp ravy jednot l ivých hran. Lze je p ř ida t , odstranit i obracet 

jejich směr (viz obrázek 3.2). 

> crp3 = s e t . a r c ( c r p l , from = " R " , t o = " L " ) 
> crp3 = d r o p . a r e ( c r p 3 , from = "CRP" , t o = " L " ) 
> crp3 = r e v e r s e . a r e ( c r p 3 , from = " K " , t o = "S") 
> g r a p h v i z . p l o t ( c r p 3 , l a y o u t = "dot") 

Jestliže chceme vykreslit C P D A G , udě láme to následovně pomocí funkce 

cpdag. Výsledkem bude graf na obrázku 2.9. 

> g r a p h v i z . p l o t ( c p d a g ( c r p l ) ) 

Díky funkci rab obdrž íme seznam uzlů, k teré tvoř í Markovův obal pro 

konkré tn í uzel, parents seznam rodičů, children seznam př ímých p o t o m k ů 
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Obrázek 3.2: Graf C R P modelu po úpravách hran 

a vstructs vrací uzly, k teré tvoř í v síti v-struktury (výs tup značí schéma 

X -»• Z <- Y). 

> m b ( c r p l , "CRP") 
[1] "R" " K " " L " 
> p a r e n t s ( c r p l , "R") 
c h a r a c t e r ( 0 ) 
> c h i l d r e n ( c r p l , " K " ) 
[1] "CRP" "S" 
> v s t r u c t s ( c r p l ) 

X Z Y 
[1,] "R" "CRP" "K" 

Nyní definujeme jednot l ivá p o d m í n ě n á rozdělení p ravděpodobnos t i . Nej

prve zavedeme názvy kategorií realizací p roměnných . Po té vytvoř íme pole 

s hodnotami podmíněných p ravděpodobnos t í . Nakonec seskupíme všechna 

tato pole do seznamu a pomocí funkce custom.fit vy tvoř íme bayesovskou síť 

pro př íklad C R P . 

> boolean = c ( " n e " , "ano") 
> k a š e l . k a t e g o r i e = c ( " ž á d n ý " , " v l h k ý " , " s u c h ý " ) 
> c r p . k a t e g o r i e = c ( " n e n í v š e d é z ó n ě " , " je v š e d é z ó n ě " ) 

37 



> l e k . k a t e g o r i e = c ( " š p a t n ý " , " s p r á v n ý " ) 

> R . p s t = a r r a y ( c ( 0 . 2 5 , # pravděpodobnost, že pacient nemá rýmu 
+ 0 . 7 5 ) , # p-st, že rýmu má 
+ dim = 2 , 
+ dimnames = l i s t ( R = boolean) ) 

> K . p s t = a r r a y ( c ( 0 . 2 , # p-st na žádný kašel 
+ 0 . 3 , # p-st na vlhký kašel 
+ 0 . 5 ) , # p-st na suchý kašel 
+ dim = 3, 
+ dimnames = l i s t ( K = k a š e l . k a t e g o r i e ) ) 

> CRP.ps t = a r r a y ( c ( 0 . 9 9 , 0 . 0 1 , # p-st, že CRP není, resp. 
# je v šedé zóně, když 

+ # nemá rýmu ani kašel 
+ 0 . 2 5 , 0 . 7 5 , # p-st, že CRP není/je 

# v šedé zóně, když 
+ # nemá rýmu, ale má vlhký kašel 
+ 0 . 2 , 0 . 8 , #...nemá rýmu, ale má 

# suchý kašel 
+ 0 . 3 , 0 . 7 , # . . .má rýmu, ale nemá kašel 
+ 0 . 1 5 , 0 . 8 5 , # ...má rýmu a vlhký kašel 
+ 0 . 1 , 0 . 9 ) , # . ..má rýmu a suchý kašel 
+ dim = c ( 2 , 3 , 2 ) , 
+ dimnames = l i s t ( C R P = c r p . k a t e g o r i e , 

K = k a š e l . k a t e g o r i e , 
R = boolean) ) 

> S .ps t = a r r a y ( c ( 0 . 9 5 , 0 . 0 5 , 
+ 0 . 4 , 0 . 6 , 
+ 0 . 1 5 , 0 . 8 5 ) , 
+ dim = c ( 2 , 3 ) , 
+ dimnames = l i s t ( S = boo lean , 

K = k a š e l . k a t e g o r i e ) ) 

> L . p s t = a r r a y ( c ( 0 . 0 5 , 0 . 9 5 , 
+ 0 . 8 , 0 . 2 ) , 
+ dim = c ( 2 , 2 ) , 
+ dimnames = l i s t ( L = l e k . k a t e g o r i e , 
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CRP = c r p . k a t e g o r i e ) ) 

> r o z d ě l e n i . p s t i = l i s t ( R = R . p s t , K = K . p s t , S = S . p s t , 
CRP = C R P . p s t , L = L . p s t ) 

> b a y e s . s i t = c u s t o m . f i t ( c r p l , r o z d ě l e n i . p s t i ) 

Takto v y p a d á p o d m í n ě n é rozdělení p ravděpodobnos t i pro p roměnnou 

CRP (příkaz bayes.si t$CRP). 

Parameters of node CRP ( m u l t i n o m i a l d i s t r i b u t i o n ) 

C o n d i t i o n a l p r o b a b i l i t y t a b l e : 

, , K = žádný 

R 
CRP ne ano 

n e n í v š e d é z ó n ě 0.99 0.30 
j e v š e d é z ó n ě 0.01 0.70 

, , K = v l h k ý 

R 
CRP ne ano 

n e n í v š e d é zóně 0.25 0.15 
j e v š e d é z ó n ě 0.75 0.85 

, , K = s u c h ý 

R 
CRP ne ano 

n e n í v š e d é zóně 0.20 0.10 
j e v š e d é z ó n ě 0.80 0.90 
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3.2 Pravděpodobnost při daném pozorování 

Nyní si ukážeme, jak urči t p ravděpodobnos t i v bayesovské síti vzhledem 

k pozorování konkrétních realizací daných proměnných . Tedy budeme prová

dět bayesovskou inferenci. Využijeme zde k tomu funkce querygrain z balíčku 

gRain. Poč í t á to t iž přesné hodnoty podmíněných p ravděpodobnos t í , naroz

díl od funkce cpquery, k t e rá je pouze odhaduje a využívá se tak zejména u 

gaussovských bayesovských sítí, k t e r ý m se tato práce nevěnuje. 

Nejdřív musíme síť mí t jako objekt typu grain. P o t é můžeme provést 

Vraťme se k našemu př ík ladu s C R P . Jako prvn í se pod íváme na situ

aci, kdy pacient nebude mí t žádný kašel. K tomu slouží funkce setEvidence. 

Funkce querygrain n á m vrá t í hodnoty marginálních rozdělení (type = "mar

ginal" nastaven jako default, zde vypsáno pro názornos t ) . 

> c r p . i n f e r e n c e = c o m p i l e ( a s . g r a i n ( b a y e s . s i t ) ) 
> c r p . e v i d e n c e = s e t E v i d e n c e ( c r p . i n f e r e n c e , nodes = " K " , 

s t a t e s = " ž á d n ý " ) 
> q u e r y g r a i n ( c r p . e v i d e n c e , type = "marg ina l " ) 

inference. 

R 

ne ano 
0.25 0.75 

CRP 
n e n í v š e d é zóně 

0.4725 
j e v š e d é zóně 

0.5275 

S 

ne ano 
0.95 0.05 

L 
š p a t n ý s p r á v n ý 

0.445625 0.554375 
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Vidíme, že hodnoty u CRP a L se změnily, ale u S a i? tomu tak není. 

U p roměnné S jsme obdrželi původn í hodnoty podmíněné ž á d n ý m kašlem, 

k teré jsme do modelu zadávali . P ravděpodobnos t i R se nezměnily, jelikož je 

součást í v-struktury R —> CRP <— K, k t e rá v tomto př ípadě není akt ivní , 

jelikož nepozorujeme konkré tn í realizaci CRP. Př ide jme tedy k ž á d n é m u 

kašli i fakt, že hladina C R P se nenachází v šedé zóně. Očekáváme, že se n á m 

změní přesvědčení o rýmě, ale i o nasazení správného léku. 

> c r p . e v i d e n c e 2 = s e t F i n d i n g ( c r p . i n f e r e n c e , 
+ nodes = c ( " K " , " C R P " ) , 
+ s t a t e s = c ( " ž á d n ý " , 
+ " n e n í v š e d é z ó n ě " ) ) 
> q u e r y g r a i n ( c r p . e v i d e n c e 2 ) 

R 
ne ano 

0.5238095 0.4761905 

S 
ne ano 

0.95 0.05 

L 
š p a t n ý s p r á v n ý 

0.05 0.95 

Dle očekávání se změnily hodnoty p ravděpodobnos t í u p roměnné R i L, ale 

u S zůs ta ly stejné. Zde n á m tot iž struktura CRP <— K —> S tvoř í již 

dříve rozebíranou společnou příčinu, k t e rá není akt ivní z důvodu pozorování 

p ros t ředního uzlu K, a tedy není možnos t již nijak ovlivnit p ravděpodobnos t i 

p roměnné S. 

Pokud nás zaj ímají pouze vybrané uzly, použi jeme parametr nodes. Mů

žeme také změni t typ rozdělení na sdružené. Zde je ukázka sdruženého roz

dělení p ravděpodobnos t i pro p roměnné R a L za s tejných podmínek jako 
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v předchozím. 

> q u e r y g r a i n ( c r p . e v i d e n c e 2 , 
+ nodes = c ( " R " , " L " ) , 
+ type = " j o i n t " ) 

L 
R š p a t n ý s p r á v n y 

ne 0.02619048 0.497619 
ano 0.02380952 0.452381 

Jako poslední si ukážeme vl iv pozorování uzlu L na celý model. 

> c r p . e v i d e n c e 3 = s e t E v i d e n c e ( c r p . i n f e r e n c e , 
+ nodes = c ( " L " ) , 
+ s t a t e s = c ( " š p a t n ý " ) ) 
> q u e r y g r a i n ( c r p . e v i d e n c e 3 ) 
R 

ne ano 
0.2023138 0.7976862 

CRP 

n e n í v š e d é z ó n ě j e v š e d é zóně 
0.01629399 0.98370601 

K 
žádný v l h k ý s u c h ý 

0.1386350 0.3120747 0.5492903 

S 
ne ano 

0.3389267 0.6610733 
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Závěr 

V t é t o práci jsme prozkoumali základní teorii diskrétních bayesovských 

sítí a vysvětlili j i na vlas tních reálných příkladech. Skrze tuto analýzu jsme 

demonstrovali úspěšné fungování t é t o teorie, její p rak t ičnos t a efektivitu. 

Software R jsme využili k implementaci a vizualizaci diskrétních bayesov

ských sítích. 

Když jsem si toto t é m a vybral , tak jsem netuši l , čeho se grafické modely 

týkají , ale vůbec tohoto výběru nelituji, ba naopak. Ačkoli některé části te

orie byly ze začá tku pro mě velmi ne in tu i t ivní a dlouho trvalo než jsem j i m 

porozuměl , tak mi toto t é m a poskytlo cenné poznatky a vědomost i v oblasti 

grafických modelů , k teré urč i tě využiji při jejich dalš ím zkoumání . 

Doufám, že se mi podař i lo t é m a diskrétních bayesovských sítí přiblížit a 

vysvětl i t co nejasněji, a že tato práce poskytne čtenář i pevný základ pro další 

studium bayesovských sítí či j iných grafických modelů . 
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