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Abstrakt 
Cieľom diplomovej práce je naš tudovať a navrhnúť vylepšenie súčasne j konvolučnej neuró
novej siete pre klasifikáciu a detekciu ochorenia odtlačkov prstov. Vylepšením súčasne j kon
volučnej neurónovej siete je zmena knižnice pre algoritmus učenia, detekcie a klasifikácie 
poškodenia odt lačkov prsta. Ďal š ími vylepšeniami sú zmena modelu konvolučnej neuró
novej siete a zmena akt ivačnej funkcie. Zároveň bude pr idané predspracovanie pomocou 
Gáborovho fi l tra. Ďa l š i a zmena je v oblasti prahovania. Ďale j bude zmena algoritmov pre 
všeobecné použit ie , ktoré z jednoduší prácu pre rozšírenie tvorby databázy , s amotný učiaci 
proces, proces pre klasifikáciu a detekciu a proces pre testovanie siete. T á t o sieť bude záro
veň rozšírená o novú predikciu a klasifikáciu. Konkrétne o poškodenia ekzémom, psoriázou, 
t l akom a vlhkosťou. Vylepšená konvolučná neurónová sieť je implementovaná pomocou P y -
Torch. Sieť detekuje a k á časť odt lačku prsta je poškodená a túto časť vykreslí do odt lačku 
prsta. Zároveň pr i detekcii prebieha aj klasifikácia o aký typ ochorenia alebo poškodenia 
odt lačku ide. P r i trénovaní siete sú použi té syntetické odt lačky prstov a sú doplnené o reálne 
odt lačky prstov. 

Abstract 
The a im of the d ip loma thesis is to study and propose improvement of the current con-
volut ional neural network for the classification and detection of fingerprint disease. A n 
improvement of the current convolutional neural network is the change of l ibrary for the 
a lgori thm of learning, detecting and classifying fingerprint damage. Other improvements 
are to change the convolutional neural network model and a change in the activation func
t ion. A t the same time, preprocessing using the Gabor filter w i l l be added. Another change 
is in the area of thresholding. Next , there w i l l be a change i n general-purpose algorithms 
that w i l l s implify the work for expanding database creation, the learning process itself, the 
classification and detection process, and the network testing process. A t the same time, this 
network w i l l be expanded w i t h a new predict ion and classification. Specifically the damage 
caused by eczema, psoriasis, pressure and moisture. The improved convolutional neural ne
twork is implemented by P y T o r c h . The network detects which part of the fingerprint is 
damaged and draws this part into the fingerprint. A t the same time, the type of disease 
or imprint damage is classified during detection. Synthetic fingerprints are used in network 
tra ining and are supplemented by real fingerprints. 
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Kapitola 1 

Úvod 

Slovné spojenie, odt lačky prstov, sa s p á j a s rôznymi seriálmi a f i lmami z kr iminal i s t iky. 
Avšak odt lačky prstov sú už dnes súčas ťou našich životov. Odt lačky prstov sa využíva jú na 
overenie totožnost i používateľa v mobilných zariadeniach, prenosných počí tačoch, vstupov 
do budovy a mnoho ďalšieho. Vďaka tomuto overeniu sa človek môže prihlásiť do svojho 
zariadenia a aplikácií pre správu citlivých úda jov ako je napr íklad bankovníctvo alebo infor
mácie o zdravotnom poistení . Ďalš í príklad využit ia odt lačku prsta sa nachádza v osobných 
dokladoch, ktorými sú napr íklad občianske preukazy alebo pasy. V dokladoch je uložená 
šablóna, k torá slúži na overenie totožnost i p r i hraničných kontrolách alebo kontrole cestu
júcich na letiskách. 

Prob lém pr i overení totožnost i človeka nas táva v pr ípade , ak odt lačok prsta je ne jakým 
s p ô s o b o m znečistený, vlhký alebo človek trpí kožným ochorením. Vďaka týmto poškodeniam 
môže dô j s t k falošnej identifikácii. Fa lošná identifikácia nesprávne určí osobu ako neopráv
nenú alebo v na jhoršom pr ípade priradí inú identi tu danej osobe. Falošnú identifikáciu by 
mohlo zmierniť varovanie sys tému, že odt lačok je ne j akým s p ô s o b o m poškodený. 

T á t o p r á c a je z a m e r a n á na trénovanie konvolučnej neurónovej siete pre detekciu a klasifi
káciu poškodenia odtlačkov prstov, k torá by mohla riešiť vyššie zmienené varovanie sys tému. 
Poškodeniami odt lačku prsta sú nielen kožné ochorenia ako napr íklad bradavice a dyshi-
drózy, ale aj poškodenie odt lačku prstu pr i snímaní . T á t o p r á c a nadväzu je na baka lár sku 
prácu [70], k torá vznik la vo výskumnej skupine S T R a D e , kde sa detekciou a klasifikáciou 
zaobera jú dlhší čas . 

Neurónové siete sa v dnešnej dobe viac a viac integrujú do každodenného života, kde 
n á m p o m á h a j ú pr i r iadení dopravnej s ituácii na križovatke, detekcii rôznych predmetov 
v obraze, spracovanie prirodzeného j azyka a v neposlednom rade na pomoc pr i hľadaní 
vakcíny na rôzne ochorenia. Hlavným cieľom diplomovej práce je vylepšenie s táva júceho 
riešenia a rozšírenia o nové choroby a poškodenia odt lačkov prstov spôsobené pr i snímaní. 

Diplomová p r á c a je rozdelená do siedmich kapi to l . V kapitole 2 sú vysvetlené po jmy zo 
spracovania odt lačku prsta, ktorými sú napr íklad odt lačok prsta a jeho syntetická varianta, 
choroby a iné. P o j m y ako konvolučná neurónová sieť, s t ra tová funkcia, akt ivačná funkcia 
a o s ta tné základné fundamenty neurónových sietí sa nachádza jú v kapitole 3. K a p i t o l a 4 
popisuje návrh vylepšenia a návrh nového klasif ikátora. K a p i t o l a 5 obsahuje implementáciu 
riešenia. Pos ledná kapitola 6 sa zameriava na dos iahnuté výsledky a testovanie. 

3 



Kapitola 2 

Spracovanie odtlačkov prstov 

V priebehu dňa prebehne niekoľko miliónov spracovaní a rozpoznaní odt lačku prsta na rôz
nych zariadeniach ako sú smartfóny, prenosné počí tače , zariadenia pre povolenie vstupu do 
budovy a mnoho ďalšieho. Niekedy sa môže s t a ť , že spracovanie alebo rozpoznanie odt lačku 
prsta neprebehne korektne, čo môže m a ť za následok mnoho faktorov. 

K a p i t o l a sa bude práve zaoberať týmito v p l y v m i neúspešného spracovania odtlačkov 
prstov, ktorými sú napr íklad rôzne choroby alebo poškodenia pr i snímaní . A l e skôr než to 
bude rozobraté v kapitole dopodrobna, je potrebné si vysvetl iť základný pojem biometria 
v kapitole 2.1, koža a jej funkcia v kapitole 2.2, odt lačok prsta v 2.3, získavanie odt lačku 
prsta v 2.4, spracovanie odt lačku prsta v kapitole 2.5, syntetický odt lačok v kapitole 2.8, 
poškodenie odt lačku prsta pr i snímaní v kapitole 2.6 a nakoniec choroby v kapitole 2.7. 

2.1 Biometria 

Digita l izácia je v súčasnej dobe na veľkom vzostupe a v najbližších rokoch bude expo
nenciálne rásť [48]. Z tohto dôvodu bude potreba lepšieho zabezpečenia dá t , p r í s tupu do 
chytrého bankovníctva, pr í s tupy do budov, pr í s tup do áut a mnoho ďalšieho. Dnešné zabez
pečenie heslom (to, čo človek pozná) môže byť zabudnuté alebo s t ra tené na poznámkovom 
bloku. Ďa l š ím riešením je p r í s t u p o v á karta alebo usb kľúč (niečo, čo človek m á fyzicky), 
ale aj tie môžu byť odcudzené alebo s t ra tené . Heslá, karty a usb kľúče sa d a j ú ľahko zdieľať, 
t akže neposkytu jú nespochybniteľnosť . [19] [47] 

Problémy s nespochybniteľnosťou rieši b i o m e t r i c k é r o z p o z n á v a n i e (niečim, čím člo
vek je) alebo jednoducho biometria (z gréckeho slova bios = život a metron = merať), k torá 
využíva anatomické (odtlačky prstov, tvár, dúhovka) a behaviorálne (chôdza, reč, písmo) 
charakteristiky. Tieto biometrické charakterist iky sa používa jú na automat ické rozpoznáva
nie jednotlivcov. Hlavnou výhodou týchto charakterist ík je, že človek ich nemôže zabudnúť , 
s trat i ť alebo jednoducho zneužiť inou osobou. M n o h o týchto charakterist ík môže veľa na
povedať o zdravotnom stave jedinca a t ý m p á d o m , treba k tomu pr i s tupovať zodpovedne 
a bezpečne. P r e d tým, než hociktorú charakterist iku zoberieme do úvahy je nutné overiť, 
nakoľko d a n á v las tnosť sp ĺňa nasledujúcich deväť v lastnost í : [19] [43] [70] 

• Univerzálnosť - každý by ma l m a ť tú to v las tnosť . 

• Jedinečnosť - ž iadne dve osoby by nemali m a ť rovnakú vlas tnosť . 

• Trvalost - v las tnosť by sa nemala meniť p o č a s života. 
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• Meratelhosť - v las tnosť by sa mala da ť ľahko získať . 

• Výkon - v las tnosť by nemala byť menená ani zmenená. 

• Přijatelnost - ochota spoločnost i pr i jať zachytenie tejto vlastnosti . 

• Falšovateľnosi - ako náročné je sfalšovať danú vlas tnosť . 

• Cena - kolko s to j í zavedenie takéhoto biometrického sys tému s danou vlas tnosťou. 

• Prevádzka - koľko stoj í prevádzka takéhoto biometrického sys tému s danou vlastnos
ťou. 

Pre biometr iu existuje pár dôležitých konceptov, medzi ktoré patr í inter a intratr iedna 
premenlivosť . Intertriedna premenlivosť zobrazuje veľkosť rozdielu charakterist ík medzi roz
die lnymi tr iedami (osobami). Intratriedna premenlivosť udáva veľkosť rozdielu medzi cha
rakter is t ikami v jednej triede (jedinec). [42] [70] 

2.2 Popis kože a jej funkcia 

K o ž a pokrýva povrch tela a je zároveň na jväčš ím orgánom v tele. Jej plocha je okolo 2 m 2 

a váži v priemere 4 kg [72]. K o ž a plní viacero funkcií ako napr íklad vylučovanie odpado
vých látok alebo termoregulácia . N a j v ý z n a m n e j š i a funkcia koži je ochrana pred vonkajš ími 
v p l y v m i . K o ž a obsahuje receptory tepla, t l aku a bolesti, pomocou ktorých sme v kontakte 
s vonka j š ím svetom. K o ž a sa sk ladá z troch čast í : [20] [72] 

• Pokožka (epidermis) - vrchná časť pokožky. 

• Zamša (dermis) - s t redná vrstva, k torá podopiera pokožku a zároveň však s pokožkou 
pevne spo jená . 

• Podkožie (hypodermis) - na j spodne j š i a vrstva, voľné spoj ivové tkanivo, ktoré obsahuje 
dostatok t u k u . 

Vedný obor, ktorý sa zaoberá a popisuje š t ruktúru kože, choroby a jej príčiny, sa volá 
dermatológia. 

2.2.1 E p i d e r m i s 

Najvrchnej š ia časť kože môže m a ť hrúbku od 0,5 m m až po 1,5 m m . Na j t enš i a je v oblasti 
očných viečok a na jhrubš ia na dlaniach a chodidlách [4]. S k l a d á sa z mnoho vrstiev, tesne 
zabalených buniek v dlaždicovom uspor iadaní . P r i deta i lne j šom pozorovaní je vidieť päť 
hlavných vrstiev, ktoré sú zobrazené na obrázku 2.1. V na j spodne j še j vrstve si je možné 
vš imnúť výbežky dermy. [4] [20] [72] 

N a j s p o d n e j š i a vrstva je s t r a t ů m basale. Obsahuje vrs tvu kubicko-cylindrických bu
niek, ktoré sú pr ipojené k bazálnej membráne . Takéto spojenie oddeľuje epidermu od dermy, 
a kvôli tomu je m e m b r á n a zvlnená. Jej úlohou je, t lačiť s tarš ie bunky smerom nahor, ktoré 
sa pr i posunoch splošťu jú až nakoniec o d u m r ú a vylúčia sa. [4] [20] [72] 

N a d vrstvou s t r a t ů m basale sa nachádza s t r a t ů m spinosum, k torá vďaka keratíno-
v ý m filamentom zais ťu je mechanickú odolnosť kože. Obsahuje tiež Langerhansove bunky, 
ktoré nás ochraňujú pred infekciou. [4] [20] [72] 
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^ Stratum lucidum 
8 Stratum granulosum 

Stratum spinosum 

: 
Obrázok 2.1: Š t ruk túra epidermy. Zdro j : [38]. 

S t redná vrstva, k torá m á názov s t r a t ů m granulosum, s k l a d a j ú c a sa zo živých buniek 
keratinocytov. Tieto bunky sú mierne sploštené. B u n k y produku jú veľké množstvo kera-
tínu, ktorý sa uk ladá do zŕn, podľa čoho bola t á t o vrstva pomenovaná . Hrubne bunková 
m e m b r á n a a bunky vylučujú epiderálne l ipidy, ktoré sú zodpovedné za bariérové vlastnosti 
pokožky. [4] [20] [72] 

S t r a t ů m luc idum je tenká vrstva epidermis obsahu júca dve až t r i vrs tvy buniek. Tvorí 
dôležitú bariéru, ale existuje len na dlaniach a chodidlách. [4] 

Najvrchnejšou vrstvou je s t r a t ů m corneum. S k l a d á sa z niekoľkých vrstviev splošte-
ných buniek, ktoré sa nazýva jú korneocyty. Rozl i šu jeme tenký a hrubý typ podľa hrúbky 
tejto vrstvy. Na jhrubš í a najs i lnejší typ je na miestach s vy sokým t lakom, napr íklad na 
dlaniach a chodidlách. Rozdeľuje sa na dve čast i : [20] [72] 

• Stratům conjunctum - s p o d n á k o m p a k t n á vrstva, 

• Stratům disjunctum - horná od lupu júca vrstva. 

2.2.2 D e r m i s 

Je s t redná vrstva medzi epidermou a hyperdermou. Sk l áda sa z elastického tkaniva, re-
tikulárneho v lákna a hlavnou zložkou je kolagen. Kolagén tvorí 70 % obsahu a slúži na 
odolnosť voči napä t iu a ťahu. Vo vrstve sa nachádza jú nervové zakončenia (Ruffmiho, Me-
issnerove telieska), krvné vlásočnice. P re potreby daktyloskopie nás z a u j í m a j ú potné žľazy, 
ktoré vyús ťu jú na vyvýšeninách odtlačkov prstov, označované ako papi lárne línie. D e r m u 
rozdeľujeme na: [76] 
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• Stratům papillare - vystupuje z epidermy v podobe papíl . Tieto papi ly sa na konci kože 
prstov a dlaní pre javujú ako papi lárne línie. Papi lárne línie slúžia k identifikácii osoby. 
Vrs tva obsahuje riedke kolagenové väzivo a množs tvo rôznych nervových zakončení. 

• Stratům disjunctum - sk l adá sa zo silnej vrs tvy elastínového a kolagenového väziva 
a nachádza sa v nej menej buniek. 

2.2.3 H y p e r d e r m i s 

Najvnútorne j š i a vrstva. Väčš inou je tvorená tukom a spo j ivovým tkanivom. Hrúbka vrstvy 
sa líši, kde sa nachádza . N a j h r u b š i a je v oblasti zadku, chodidlách a dlaniach. Plní dôležitú 
funkciu, termoreguláciu. [72] 

2.3 Odtlačky prstov 

Odtlačky prstov sú podľa dochovaných čínskych textov používané viac než 3000 rokov 
[73]. Veľké množstvo ľudí verí, že odt lačky prstov sú unikátne, ale v skutočnost i to nie je 
matematicky potvrdené . Rozhodnutie o unikátnost i je založené na empirickom pozorovaní 
po niekoľko storočí . Prvý, ktorý popísa l empirické pozorovanie, bo l sir Francis Ga l ton . 
Popísa l , že dva odt lačky prstov sú rovnaké s p ravdepodobnos ťou 1 k u 64 mi l i a rdám. [39] 
[44] 

Odt lačky prstov sa upla tn i l i v prax i kvôli s tá lost i , cene a unikátnost i . N a j v ý z n a m n e j š í m 
uplatnením je v kriminal is t ike, odomykanie mobilných zariadení a iné. Rastie akceptova-
teľnosť medzi ľudmi, ale na druhú stranu s tá le zos táva nedôvera z uloženia biometrických 
úda jov a potencionálnym zneužit ím pomocou falzifikátu odt lačku prstov. V nasledujúcej 
podkapitole bude vysvetlené, čo sú papi lárne línie, a prečo sú dôležité. Nás ledne bude po
p í saná klasifikácia odtlačkov prstov podľa tr ied a markanty. 

2.3.1 P a p i l á r n e l í n i e 

Papi lárne línie, ako bolo spomenuté v podkapitole 2.2.2, sú výs tupky z epidermy, ktoré sú 
tvorené z papí l a vrásnia kožu. Ich výskyt je na rukách a dlaniach. Ich výška môže byť 0,1 až 
0,4 m m a dosahu jú hrúbky 0,2 m m až 0,5 m m . V y v i n u l i sa pre lepšie uchopenie predmetov, 
aby sa neklzali v rukách. N a ich vyústení sú po tné žľazy, ktoré je vidieť pr i kval i tnejšom 
obrázku ako ma lé bodky. Papi lárne línie na konci brušiek prstov tvor ia odt lačky prstov. 
[42] [43] [70] 

Smer a tvar papi lárnych línií č iastočne vychádza z genetických línií, vďaka čomu sa ne
j e d n á o náhodné vzory. Podobnos ť papi lárnych línií je medzi rodičmi a deťmi ako napríklad 
počet papi lárnych línií, tvar alebo hĺbka. Na jväč š i a podobnos ť papi lárnych línií je u iden
tických dvojč iat , vyplýva to podľa [47], ale aj p r i nich nie sú odt lačky prstov identické. 
Tieto malé zmeny tvoria jedinečnosť odt lačkov prstov. Pap i l á rne línie sa formujú približne 
vo š t v r t o m mesiaci tehotenstva. P lne vyvinuté sú v siedmom mesiaci tehotenstva a p o č a s 
života sa nemenia. J e d i n ý m možným s p ô s o b o m ako zmeniť papi lárne línie je odstránenie 
zárodočnej vrstvy. [42] [43] [47] [70] 
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2.3.2 K l a s i f i k á c i a o d t l a č k o v 

Porovnať dva odt lačky nie je j ednoduchá úloha, ako to môže vyzerať na prvý pohľad. 
Na jväč š ím priekopníkom v klasifikácii bo l sir Francis Ga l ton , ktorý v diele [30], popí sa l t r i 
hlavné triedy pre rozpoznanie odt lačku prsta, konkrétne špirála , oblúk a slučka. 

S p o d o b n ý m tro j t r iednym rozdelením prišiel aj E d w a r d Henry. Henryho klasifikácia 
bola použ i tá pr i tvorbe I A F I S (Integrated Automated Fingerprint Identification System) 
F B I {Federal Bureau of Investigation) v roku 1999 [25]. V roku 2017 F B I v y d a l dalš í sy s tém 
N G I (Next Generation Identification), ktorý sa nelimituje iba na odt lačky prstov [26]. Dnes 
sa väčšinou používa rozdelenie do 5 tr ied. Z obrázku 2.2 je vidieť, že t á t o klasifikácia sa 
sk ladá z pravej slučky, ľavej slučky, špirály, oblúku a klenutého oblúku. 

Obrázok 2.2: Rozšírené tr iedy klasifikácie. Upravené zo zdroja: [22]. 

Najfrekventovanejš ím výskytom sú slučky. Je ich možné ná j s ť v (65,5 %) všetkých od
tlačkov prstov. D r u h ý m najrozšírenejš ím sú špirály, ktoré tvor ia (27,9 %). Oblúky sú naju-
nikátnejšie , tvor ia výskyt len okolo (6,6 %). [19] [42] [44] 

2.3.3 M a r k a n t y 

Pre jednoznačné určenie odt lačku prsta je rozdelenie do tr ied nedos ta točné . Charakterist iky, 
ktoré sú dos ta točné a j ednoznačné pre určenie každého prsta sú markanty (minutiae). 
Markant [19] je špeciálny druh informácie, tvorený lokálnymi útvarmi , ktoré tvor ia papi lárne 
línie. M a r k a n t y sa nazýva jú aj Galtonove detaily [47] pomenované na počesť sira Francisa 
Gal tona . G a l t o n popísa l viac ako 100 druhov markantov [47]. 

N a obrázku 2.3 je vidieť niekoľko základných typov markantov. Zľava doprava je to 
ukončenie, jednoduchá vidlička/rozdvojenie, dvojitá vidlička, trojitá vidlička, hák, kríženie, 

Obrázok 2.3: Základné typy markantov. Zdro j : [44]. 
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bočný kontakt, bod, interval, jednoduchá slučka, dvojitá slučka, jednoduchý most, dvojitý 
most a priesečná línia. 

P r i a u t o m a t i c k o m / p o č í t a č o v o m rozpoznávaní odt lačku prsta sa prevažne využíva jú dva 
typy markantov a to ukončenie a vidlička. Tieto markanty sa používa jú hlavne z dvoch 
dôvodov. P r v ý m dôvodom je menš ia náročnosť na rozpoznanie ako u os ta tných markantov. 
Druhým dôvodom je, že sa s n i m i d a j ú posk lada ť o s ta tné typy markantov [19] [40] 

2.4 Získavanie odtlačkov prstov 
Pre potreby rozpoznania odtlačkov prstov je potrebné ne j akým s p ô s o b o m získať odt lačky 
prstov do digitálnej podoby [42]. E x i s t u j ú rôzne spôsoby pr i získavaní, napr ík lad oskeno-
vaný, latentný odt lačok prsta. Avšak existuje pohodlnejš í spôsob , ako získať odt lačok prsta 
do poč í tača , k torým je priame nasnímanie odt lačku prsta pomocou senzora pr ipojeného 
U S B (universal seriál bus) por tom [42]. V podkapitole b u d ú popí sané dve najpoužívanejš ie 
technológie. Konkrétne sa j e d n á o optickú a kapac i tnú technológiu. 

O p t i c k á t e c h n o l ó g i a je jednou z na j s tarš ích technológií snímačov odtlačkov prstov. 
Je založená na pomerne jednoduchej technológii, ktorú je možné vidieť na obrázku 2.4. Prs t 
je položený na ochranné sklo, kde sa v ý s t u p k y papi lárných línií do týka jú skla a údolia sú 
v diaľke. Zo svetelného zdroja, na jčas te j š ie L E D (Light-Emitting Dióde), d o p a d á paprsok 
na povrch prstu a je odrazený od výstupkov a absorbovaný údol iami. Odrazené paprsky 
potom sníma L E D C C D (Charged Coupled Device) j C M O S (Complementary Metal Oxide 
Semiconductor) kamera. Na jväč šou výhodou sn ímania pomocou tejto technológie je odol
nosť voči tep lotným výkyvom a je možné fungovanie v 3D. Nevýhodou tejto technológie je 
vysoká citlivosť na špinavé prsty. [19] [21] [42] 

Obrázok 2.4: Opt ická technológia, upravené [42]. 

P r i kapacitnej t e c h n o l ó g i i sa používa senzor, ktorý je vytvorený z matice mikro-
kapaci tých plôch. Tieto plochy sú uložené na čipe. Senzor funguje tak, že p r i položení prsta 
na senzor vzniká elektrický nábo j medzi prs tom a jednou z plôch. S i la n á b o j a je väčšia , ak 
plocha sa do týka papi lárných línií. S i la n á b o j a slabne, ak sa na plochu prst oprie tak, že je 
t a m údolie. V d ä k a rozdielnym n á b o j o m je možné nasn ímať odt lačok prsta týmto senzorom. 
N a nas ledu júcom obrázku 2.5 sa nachádza ukážka takého senzora. [42] 
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Obrázok 2.5: K a p a c i t n á technológia, upravené [43]. 

2.5 Rozpoznávanie a spracovanie 
P o získaní odt lačku prstu m e t ó d a m i , ktoré sme si popísal i vyššie , je potrebné vysvetl iť pro
ces spracovania odt lačku prstu. Proces spracovania je zobrazený na obrázku 2.6. Z obrázka 
je vidieť pä ť fáz. P r v o u fázou je digitálny odtačok prsta. Digi tá lny odt lačok sa vytvorí sní
m a n í m odt lačku prsta. Novodobé senzory sa snažia snížiť podvrhnutie senzora využi t ím 
detekcie živosti (prezentation attack detection). D r u h o u fázou je vylepšenie obrazu. Pre vy
lepšenie obrazu sa využíva napr íklad G á b o r o v filter alebo filtrovanie vo frekvečnej doméne 
( F F T —> apl ikácia filtra —> I F F T ) . F i l t r e , ktoré sa používa jú pr i filtrovaní vo frekvečnej 
doméne sú napríklad dolná priepust, But terworth filter alebo Ikonomopoulos filter. T ieto 
úpravy slúžia k vylepšeniu obrazu odt lačku prstu. Treťou fázou je binarizácia . Binarizá-
cia sa obvykle prevádza pomocou nejakej prahovej metódy. Pr ík ladom môže byť adapt ivně 
prahovanie alebo priemerné prahové hodnoty. N a konci tohto procesu sú línie čierne a údo
l ia biele. Nás ledne prebieha proces ztenšenia markantov, kde sa pre tento účel používa jú 
línie. V tomto kroku sú línie zmenšené na šírku jedného pixelu. P r i stenšení musí p lat i ť , 
že papi lárne línie neubudnú ž iadnym smerom. A k by ubudl i , tak by mohol byť problém 
pr i určení polohy markantov. Určenie polohy markantov je jedna z viacerých m e t ó d na 
rozpoznanie markantov nasnímaných senzorom a uložených v podobe šablóny v zariadení . 
Proces rozpoznania markantov nie je jednoduchý, pretože odt lačok prsta nie je z a k a ž d ý m 
nasnímaný rovnako. Preto je potrebné brať do úvahy faktory, ktoré môžu byť napríklad 
posunutie, rotácia , t lak kože a šum. Pos ledná fáza je detekcia a extrakcia markantov. [19] 

[43] [47] 

Získanie odtlačku. Vylepšenie obrazu. Binarizácia. Stenšenie línií Extrakcia markantov. 

Obrázok 2.6: Proces spracovania odtlačkov prstov. Upravené , zdroj : [43]. 
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2.6 Poškodenie odtlačkov pr i snímaní 
Poškodenie odt lačku prsta pr i snímaní môže spôsobiť problémy pr i identifikácii osôb. Poško
denie môže byť spôsobené technickým vybavením ako aj rôznymi fyzikálnymi a biologickými 
zmenami. T ý m i t o zmenami môžu byť napr íklad suchý prst, vlhký prst, prst od oleja, vlas 
medzi prs tom a senzorom alebo rôzne pří t laky na senzor. 

2.6.1 P o š k o d e n i e a n e č i s t o t y senzora 

Poškodenie pr i snímaní odt lačku prsta vp lyvom poškodenia senzora môže m a ť viacero tech
nických príčin. Technické príčiny ako napr íklad odchádza júce podsvietenie pod sn ímačom 
senzora, pra sknuté sklo znižujú kva l i tu odt lačku prsta alebo pr idáva jú š u m do snímku. Ďal
šia technická príčina môže byť porucha pr i posielaní s ignálu zo senzora do poč í t ača . T á t o 
príčina môže spôsobiť menšiu snímaciu plochu alebo sa odt lačok nenasníma vôbec. Ďa l š ím 
poškodením môžu byť rôzne znečistenia senzoru. T ý m i t o nečis totami môžu byť napríklad 
mas tné sklo, prach, piesok alebo padnutý vlas medzi prstom a sn ímačom. 

2.6.2 T l a k a v l h k o s ť 

Možným poškodením pr i snímaní je tlak. T l a k sa môže považovať za úmyselné poškodenie 
odt lačku prsta p r i snímaní . Pokiaľ sa na senzor pritlačí , tak to spôsobu je zosilenie papi-
lárnych línií. Pap i l á rne línie p r i veľmi veľkom t l aku zosilia natoľko, že ich nebude možné 
rozpoznať . P r i nízkom t l aku hrozí, že niektoré papi lárne línie sa nenasn íma jú vôbec alebo 
sa nepodar í odt lačok prsta vôbec nasn ímať [43] V l h k o s ť podobne ako tlak upravuje rôznu 
hrúbku a kontrast papi lárnych línií [43]. N a obrázku 2.7 je vidieť syntetický odt lačok prsta, 
na k torom bol i prevedené tieto poškodenia . 

Obrázok 2.7: T l a k a vlhkosť. Zdro j : Vygenerovaný pomocou S F i n G e . 

2.6.3 Skreslenie o d t l a č k u 

Poškodenie odt lačku prsta pomocou skreslenia obvykle nie je úmyselné. Tento typ poškode
nia sa vyskytuje tak čas to , že je problém nasn ímať odt lačok bez tohto poškodenia . Príčinou 
poškodenia je deformácia kože a neortogonálny t lak prsta na snímač . Je to zapríčinené 
veľkou elasticitou kože. S a m o t n é poškodenie zvyča jne nenarobí veľké škody pr i zmene po
lohy markantov alebo pr i zmene vzdialenosti markantov. P r i tomto poškodení m a j ú hlavne 
problém algoritmy na rozponávanie odt lačkov prstov. Pr ík lad takéhoto algoritmu môže byť 
algoritmus, ktorý rozpoznáva na základe polohy markantov. P r i tomto algoritme sa s t áva jú 
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problémy, že je problém s identifikáciou osôb. P r í p a d y takýchto skreslení popisuje obrá
zok 2.8, na k torom sú vyznačené rôzne oblasti skreslenia. Z obrázka 2.8 sú vidieť t r i oblasti . 
Červená oblasť znázorňuje silné zat lačenie prsta a v tejto oblasti nemôže prísť k deformácii 
kože. Žltá oblasť znázorňuje oblasť , kde je t lak nízky natoľko, že koža je m a x i m á l n e defor
movaná . Oranžová oblasť kombinuje predchádza júce dve oblasti . Č í m je intenzita oranžovej 
oblasti väčšia , t ý m je skreslenie nižšie. [43] 

Obrázok 2.8: Rôzne oblasti skreslenia. Zdro j : [43]. 

2.7 Choroby ovplyvňujúce odtlačky prstov 
Choroby kože ovplyvňujú zdravotný stav daného človeka, ale zároveň aj obmedzuje pracovať 
s niektorými technológiami. V tejto podkapitole budú popí sané niektoré choroby, ktoré 
znižujú použit ie odt lačku prsta ako biometrickú charakterist iku. 

2.7.1 B r a d a v i c e 

T á t o podkapi to la hodne vecí preberá z bakalárske j práce [70]. Bradavice (verrucae vulgaris) 
sú najrozšírenejš ím kožným ochorením. Ochorenie sa šíri prenosom z človeka na človeka, 
ale aj autoinokuláciou. Ochorenie je spôsobené ľudskými papi lomavírusmi (skratka HPV 
z anglického human papillomavirus) typu 1, 21, 4 a 7. Do organizmu sa dos tanú na jčas te j š ie 
cez kožné poranenia. Inkubačná doba je niekoľko týždňov alebo mesiacov. Pr íznakom tohto 
chorenia je zhrubnutie vrchnej vrs tvy epidermy ( s t r a t ů m corneum) [41] [77]. 

Ochorenie sa na jčas te j š ie vyskytuje u detí, ale vyskytuje sa aj u dospelých. Vyskytuje 
sa predovše tkým na rukách a nohách, pozdĺž nechtov a p o d n i m i , na ús tach . Môžu sa 
objaviť kdekoľvek na celom tele. Obvykle sú to zrohovatené tvrdé výras tky šedohnedej 
farby. Ich tvar je k r u h a môžu byť veľké od 5 m m až po 1 cm. Niekedy sa môže s t a ť , že 
okolo na j s ta r še j bradavice „ m a t e r s k e j " sa vyskytne druhotný výsev menších „dcérskych" 
bradavíc . N a bradaviciach sa môže vyskytnúť aj iný znak, k torým sú t m a v é bodky. J e d n á 
sa o trombotizované kapiláry. [41] 

L iečba bradavíc nie je ni jak zvlášť j ednoduchá . N a odstránenie bradavice sa používa 
sneh CO2, tekutý dusík, kyselina salicová a iné leptadlá . Č a s t o po odstránení materskej 
bradavice zmiznú aj tie dcérske. [41] 

N a obrázku 2.9 je možné vidieť prejavy bradavice na odtlačkoch prstov. P r e j a v u j ú sa 
ako biele, skoro okrúhle plochy s čiernymi bodkami . B o d k y vo vnútri bradavici sa nemusia 
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Obrázok 2.9: Bradavice na odtlačkoch prstov. Zdro j : Interná d a t a b á z a skupiny S T R a D e . 

vôbec prejaviť p r i menších bradaviciach. Poškodenie touto chorobou nie je až tak závažné. 
N a zvyšku odt lačku prsta sú zreteľne vidieť papi lárne línie. [37] 

2.7.2 D y s h i d r ó z a 

Pompholyx je o b č a s n ý m pomenovaním pre ochorenie dyshidróza {dyshidrotic dermatitis) 
[20]. Vo všeobecnost i nie je zhoda, čo zapríčiňuje ochorenie, ale udáva sa, že to pravdepo
dobne môže byť s kontaktom nejakého alergenu. Ochorenie nie je prenosné z človeka na 
človeka. 

Ochorenie postihuje ruky a nohy, boky prstov a dlaní , kde sa ob j avu jú svrbiace pľuz
gieriky. Pľuzgieriky sa môžu s p á j a ť do väčších búl a nás ledne prasknúť . P ra sknuté miesta 
vlhnú a vysycha jú . P r i vyschnutí kože t ieto miesta p r a s k a j ú a ob javu jú sa hlboké, bolestivé 
praskliny. Jeden zo sprievodných javov môže byť zápa l týchto pľuzgierikov. U niektorých 
ľudí sa vyskytuje ochorenie permanentne alebo sa vracia každé leto po dobu troch až šty
roch týždňov. Prob lém sa môže riešiť nepoužívaním kozmetiky, na ktorú je človek alergický. 
[20] 

Obrázok 2.10: Dyshidróza na odtlačkoch prstov. Zdro j : Interná d a t a b á z a skupiny S T R a D e . 

Z obrázka 2.10 je vidieť prejavy dyshidrózy na odt lačku prsta. T y p i c k ý m poškodením 
sú hrubé čiary, ktoré pret ína jú papi lárne línie. Č iary sa môžu zobrazovať cez celý odt lačok 
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prsta a m a j ú rôzne smery a dĺžku. Ľahš í priebeh tohto ochorenia n á m umožňuje v celku 
dobre vidieť papi lárne línie, kde pr i s tredných až ťažkých pr ípadoch zabera jú cez celú oblasť 
odt lačku prstu a sú nepoužitelné. [37] 

2.7.3 A t o p i c k ý e k z é m 

Atopický ekzém (atopická dermat i t ída ) sa označuje za celoživotné ochorenie. M á dve fázy. 
P r v o u fázou je obdobie kľudu, kde dochádza k recesii. D r u h á fáza je exacerbácia , kde sa 
naopak znova pre javujú príznaky tohto ochorenia sprevádza júce si lným výskytom ekzé
mov. Toto ochorenie je kožný zápal , ktorý m á alergický pôvod a v niektorých pr ípadoch je 
kontinuálne. Ochorenie vzniká p r i zníženej hydratác ie pokožky. K o ž a pr i zvýšenej suchosti 
pokožky je menej odolná prot i pôsobeniu spúšťa júc ich faktorov. [23] 

P r i rozvoji atopického ekzému sa podieľa jú faktory ako je napr íklad genetika, defekt kož
nej bariéry, imunologická odpoveď a iné. Toto ochorenie zhoršujú alergeny, mikróby, dráž
divé lá tky a mnoho ďalšieho. Toto ochorenie postihuje rôzne vekové kategórie . Pr íznakmi 
atopického ekzému je začervenanie a svrbacie šupinaté ložiská. U deti sa vyrážka vytvorí 
najviac v ohybových miestach končatín, konkrétne zápäs t ie , lakťová a zákolenná jamka. 
Taktiež sa môže objaviť na tvári a k r k u . M e d z i najtypickejš ie pr íznaky tohto ochorenia sú 
napríklad zvýšená suchosť a celkové podráždenie pokožky, svrbenie a opuch, odlupujúce 
sa plochy a nás ledné chrasty. Ochorenie je znázornené na obrázku 2.11. P r v ý zľava popi
suje ranné š t ád ium, v strede pokročilé š t á d i u m a úplne vpravo popisuje chronické š t á d i u m 
atopického ekzému. [23] 

(a) Ranné štádium. (b) Pokročilé štádium. (c) Chronické štádium. 

Obrázok 2.11: Atopický ekzém na odtlačkoch prstov. Zdro j : [33] 

2.7.4 P s o r i á z a 

Psor iáza je ochorenie, ktoré postihuje hlavne kožu, ale 10-20 % pacientov trpí aj k ĺbovým 
post ihnut ím. Toto podružné ochorenie sa nazýva psor iat ická ar tr i t ída . J e d n á sa o chronické 
ochorenie kože, ktoré je čas to nerozoznateľné od závažnej formy ekzému ruky. N a koži sa 
psor iáza prejavuje ako ložiská hnedočervenej kože so s tr iebornými olupujúcimi sa šupinami . 
Príč ina psoriázy nie je dopos iaľ z n á m a , ale radí sa do autoimunitných ochorení. Nemôže 
dôjsť prenosu z človeka na človeka. Obrázok 2.12 ilustruje psor iázu na končekoch prstoch 
a jej prejavy na odtlačkoch prstov. [50] 
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Obrázok 2.12: Ochorenie psor iáza . Zdro j : [2]. 

2.8 Syntetické odtlačky 

P r i vývoji a testovaní algoritmov pre detekciu a klasifikáciu poškodenia odt lačku prsta sú 
potrebné trénovacie data. P r i získavaní dá t sa naráža na problém, že d a t a b á z y s poško
denými odt l ačkami sú malé , a t ý m sa znižuje kval i ta trénovania a testovania. P r i takto 
malých d a t a b á z a c h vzniká problém, že natrénovaný algoritmus je priamo závislý na tré-
novacích dá tach a znižuje sa miera zistenia ochorenia pr i rôznych snímaných prostrediach 
alebo techník. Pre kvalitné natrénovanie je potrebné veľké množstvo odt lačku prsta s da
nou chorobou. Získavanie takýchto veľkých d a t a b á z je náročné po časovej , ale aj finačnej 
s tránke. 

Tento problém by vyriešila veľká zdieľaná d a t a b á z a s rôznymi poškodeniami a choro
bami . Takt iež by obsahovala rôzne snímané prostredia a techniky. P r i zdieľanej d a t a b á z e 
vzniká další problém a to je, že v prax i sa tieto d a t a b á z y nemôžu zdieľať. Jednou z príčin, 
prečo to nie je možné, je ochrana osôb, kvôli problému zneužit ia tejto biometrickej cha
rakteristiky. D r u h o u príčinou je, že odt lačok prsta naznačuje mnoho o zdravotnom stave 
človeka. Tieto informácie môžu byť tiež i s tým s p ô s o b o m zneužité. 

Pre problém zdĺhavého zbierania vlastnej d a t a b á z y a problém zdieľania d a t a b á z y sa 
môže využiť a l ternat íva vo forme syntetického odt lačku prstu. J e d n á sa o vytvorenie od
t lačku prsta podobného tomu ľudskému zo šablóny. Zo šablóny sa d a j ú vytvoriť rôzne 
variácie a rôzne odt lačky prstov s imulujúce napr íklad ochorenie. [47] 

Pre vytvorenie syntetického odt lačku prsta sa využíva jú rôzne nás t ro je ako napríklad 
S F i n G e , A n g u l i , S y F D a S . Všetky zmienené nás t ro je m a j ú grafické používateľské rozhranie. 
V nasledujúcich podkapi to lách b u d ú nás t ro je v skratke predstavené. 

2.8.1 G e n e r á t o r S F i n G e 

Generátor S F i n G e (Synthetic Fingerprint Generátor) je nás t ro j pre vytvorenie väčšej data
bázy odtlačkov prstov. N á s t r o j bo l prvýkrát použi tý v roku 2004 a na vývoji sa podieľala 
Bo loňská univerzita . [9] J e d n á sa o na jznámej š í a jeden z na j s tarš ích nás t ro jov pre genero
vanie syntetického odt lačku [42]. 

15 



Najnovš ia verzia ná s t ro ju S F i n G e je 5.0. Vo verzii sú vylepšené algoritmy pre vytvorenie 
d a t a b á z a modelov. V tejto verzii pr ibudol aj nový parameter, pomocou ktorého sa dokáže 
kontrolovať pravdepodobnos ť vytvorenia odt lačku prsta p r i nízkej kvalite. [69] 

Nás t ro j obsahuje až 10 krokov, ktoré p o m á h a j ú k vytvoreniu čo najautentickejš ieho od
tlačku prstu. Prvé štyri kroky sa musia vykonať spoločne, aby sa vy tvor i l hlavný odt lačok 
prsta (master fingerprint). P r v ý m krokom je vytvorene vzhľadu odt lačku prstu. Predvole
ným nas tavením je elipsoidný tvar. Druhým krokom sa určuje rozmiestnenie jadier a delt 
a ich počet . Vďaka tomuto sa určuje smerovanie papi lárnych línií. V tomto kroku sa ur
čuje, do ktorej triedy odt lačok prsta patr í . Triedy bol i popí sané v podkapitole 2.3.2. Tret ím 
krokom sa vytvorí mapa hustoty. Vo š tv r tom kroku sa vytvorí hlavný odt lačok prsta, z kto
rého sa v dalších krokoch pomocou faktorov vytvor ia rôzne odt lačky prsta s rôznymi tvarmi , 
r y h m i v odt lačku, simulovanie rôznych snímaných prostredí , pridanie šumu. [8] [9] 

2.8.2 G e n e r á t o r A n g u l i 

Generátor A n g u l i je další nás t ro j pre generovanie syntetického odt lačku prsta. Vytvorený 
bol v Indickom inšt i túte vied. Generátor je inšpirovaný generátorom S F i n G e a zároveň 
využíva aj jeho algoritmy. J e d n á sa o voľne dos tupný generátor, ktorý je napísaný v j a zyku 
C + + . Názov A n g u l i je z hidnského slova Anguli, čo v preklade znamená prst. [16] 

Pre jeho voľnú dos tupnosť sa ča s to používa vo vedeckých š túdiách. Jeho obrovskou 
výhodou je, že dokáže za necelé štyri dni vygenerovať až 1 milión odtlačkov prstov. P r i ge
nerovaní sa vie zada ť presný počet vygenerovaných odtlačkov, pridanie šumu, uhol otočenia 
a do akej triedy m á patr i ť . Umožňuje paralerné generovanie a pred generovaním nastavi ť 
počet jadier. [16] 

2.8.3 G e n e r á t o r S y F D a S 

Nás t ro j S y F D a S b o l vyvinutý výskumnou skupinou S T R a D e na F I T V U T . N á s t r o j sa 
sk ladá z generátora odt lačku prsta a s imulácie poškodenia odt lačku prsta. N á s t r o j vychádza 
z diplomovej práce [10]. Používateľ si môže nas tav i ť rôzne parametre ako napr íklad typ 
poškodenia , typ senzora. A k t u á l n a apl ikácia m á na výber prieťahový, dotykový senzor alebo 
bezdotykový senzor. V nástro j i sa d a j ú simulovať poškodenia ako napr íklad t lak a vlhkosť, 
deformácia pokožky, úzky senzor, poškodený a šp inavý senzor [43] 

2.8.4 P o š k o d z o v a č e o d t l a č k o v prs tov 

Diplomová p r á c a využíva syntetické odt lačky na doplnenie alebo využit ie celej d a t a b á z y na
miesto reálnych odtlačkov prstov pre choroby alebo poškodenia pr i snímaní . P re tieto účely 
slúžia poškodzovače odtlačkov prstov. J e d n á sa o algoritmy, ktoré do čistého syntetického 
odt lačku prstov vygenerujú ochorenie alebo poškodenie pr i snímaní. 

Poškodzovače, ktoré sa používa jú pre účely diplomovej práce sú nás t ro je vyví jané vý
skumnou skupinou S T R a D e . Poškodzovače pre ochorenia dyshidrózu, bradavicu a atopický 
ekzém sú konzolové apl ikácie napí sané v j a zyku Python. Tieto poškodzovače m a j ú výhodu, 
že sa d a j ú preniesť na rôzny operačný sys tém, ale chýba i m grafické rozhranie. Ďalš í poško-
dzovač, ktorý diplomová p r á c a používa je grafická apl ikácia nap í s aná pre operačný sys tém 
Windows a je nap í s aná v j a zyku C#. Grafické rozhranie umožňuje nas tav i ť typ poškodenia , 
konkrétne tlak, vlhkosť a dyshidrózu. Umožňuje nas tav i ť intenzitu poškodenia . Poškodzo-
vač dokáže vytvoriť do jedného odt lačku prstu všetky t r i typy poškodenia naraz. Tento 
generátor bo l napí saný v rámci diplomovej práci [66]. 
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Kapitola 3 

Neurónové siete 

Umelé neurónové siete (skratka ANNs z anglického Artificial Neural Networks) obsahujú 
súbor algoritmov, ktoré fungujú na základe princípu mozgu savcov. Základnou výpočtovou 
jednotkou je neurón. V ľudskom mozgu je približne 1 0 1 1 neurónov, ktoré tvoria zhruba 
1 0 1 5 prepojení . Neuronová sieť je považovaná za základný zdroj inteligencie, k torá zahrňuje 
vnímanie , poznanie a učenie pre človeka ako aj o s ta tné živé tvory. [59] Prepojenie medzi 
neurónmi je pomocou synapsi í . Synapsie tvor ia zložitejšie š t ruktúry a tie v y tv á ra j ú sieť pre 
spracovanie dá t . [15] 

N a podobnom princípe ako bolo zmienené vyššie, fungujú umelé neurónové siete. Umelé 
neurónové siete je možné využiť pre rôzne úlohy spracovania d á t . Môžeme využiť b u d učenie 
s učiteľom, kde sa môže učiť rozpoznávať š t ruktúry v súboroch tréningových dá t a zovše
obecniť , čo sa naučil . D r u h á možnosť je využiť učenie bez učiteľa, ktoré môžeme použiť na 
analýzu veľkých súborov. Učenie bez učiteľa n á m p o m á h a riešiť problém dôležitosti funkcií. 
V prax i to znamená , že n á m p o m á h a určiť , ktoré funkcie sú dôležité pre riešenie daného 
problému. [51] 

Neurónové siete sa ča s to využíva jú v prax i ako napríklad detekovanie a vymazanie 
spamového emailu, komunikácia s chatbotom, detekcia objektu v obraze alebo na predpoved 
prosperity firmy na t rhu [28]. 

V nasledujúcich podkapi to lách bude rozobraný detai lnejš ie rozdiel medzi biologickým 
a umelým neurónom. B u d ú vysvetlené po jmy ako akt ivačná funkcia ,stratová funkcia, viac-
vrstvé neurónové siete, konvolučné siete a učenie neurónových sietí. V poslednej podkapitole 
budú spomenuté predtrénované modely. 

3.1 Biologický neurón 

Biologický neurón sa sk ladá z bunkového tela, dendritov a axónov, ktoré sú vidieť na ob
rázku 3.1. Telo bunky sa s t a r á o látkové premeny. Pomocou dendrít pr i j íma jú vs tupné 
vzruchy a pomocou axónu prenáša jú vzruchy neurónov do dalších. A x ó n neurónu je dlhý 
a tenký, vyznačujúci sa vy sokým odporom a kapacitou. Preto axón môže byť modelovaný 
ako odporovo kapac i tné prenosové vedenie. [35] Jednot l ivé neuróny komunikujú medzi se
bou pomocou synapsi í . Na jbežne j š í typ neurónu obsahuje jeden axón a zopár rozvetvených 
dendritov, ktoré končia synapsiami. Funkciou neurónu je získavanie, prenos, spracovanie 
a ukladanie informácií. [52] 
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impulzy v e d e n é k 
telu bunky 

Obrázok 3.1: Biologický neurón. Upravené, zdroj : [13]. 

3.2 Umelý neurón 
N a obrázku 3.2 je zobrazený matemat i cký model neurónu, ktorý sa používa v A N N . Z ob
rázkov 3.1 a 3.2 je vidieť, že algoritmy neurónovej siete používa jú výrazne z jednodušené 
modely neurónu. Avšak základný princíp zostáva rovnaký. Signály, vo výpoč tovom model i , 
ktoré sa pohybujú pozdĺž axónu sa nazýva jú vstupy (napríklad xo, x\). T ie to s ignály intera-
gujú s dendri tami z druhého neurónu na základe synaptickej sily v danej synapsii . Spojenie 
s danou pevnosťou sa nazýva váha (napríklad tt>o,u>i) a operác ia s p ô s o b e n á interakciou 
so s ignálom m á charakter násobenia (napríklad WQXQ). Myšl ienka opätovného pripojenia 
uvedená vyšš ie je preds tavovaná učiacimi váhami , ktoré r iadia s i lu v p l y v u jedného neurónu 
na iný. Nás ledne sa s ignály dos tanú do tela bunky, kde sa všetky sč í ta jú spoločne s bias b. 
Akt ivačná funkcia / sa použi je na konečný výsledok, ktorý rozhodne, či neurón by m a l byť 
ďalej aktivovaný alebo nie. [15] [21] 

Obrázok 3.2: Matemat i cký model . Upravené, zdroj : [14]. 
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3.3 Aktivačná funkcia 
Akt ivačná funkcia je m a t e m a t i c k á funkcia, k torá umožňuje rozhodnúť, či je neuron aktivo
vaný alebo nie. N a obrázku 3.2 je v tele bunky p o p í s a n á formula akt ivačnej funkcie. T á t o 
formula je prep í saná v nas ledujúcej rovnici 3.1. 

a = ' s^2/wixi + b (3.1) 

i=l 
Z formuly vyplýva a G M, čo značí neexis tu júcu informáciu o hraničných hodnotách. Kvôli 
tejto neexistujúcej informácii, nie je možné rozhodnúť či daný neurón m á byť aktivovaný 
alebo nie. Z tohto dôvodu akt ivačná funkcia f (a) slúži na t ransformáciu do rozsahu, ktorý 
určuje , či sa daný neurón aktivuje a propaguje sa ďalej alebo nie. V tejto podkapitole sú 
všetky informácie čerpané z [21] [35] [70]. 

P r a h o v á funkcia nazývaná ako Heavis idová funkcia. Zo vzťahu 3.2 je vidieť, že pre 
kladné hodnoty vrá tane nuly vracia funkcia 1 a pre záporné hodnoty vracia 0. 

0 W = \ - (3.2) 
10 n < 0 

Niektorí používa jú inú definíciu pre prahovú funkciu ako je vidieť na vzťahu 3.3. T á t o 
definícia funkcie hovorí, že pre kladné hodnoty vracia 1, pre x = 0 vrá t i y 2 a pre zápornú 
hodnotu vracia 0. [75] 

1 n > 0 

0(n) = { l- n = 0 (3.3) 

.0 n < 0 

K r o k o v á funkcia je znázornená v rovnici 3.4. T á t o funkcia vrá t i 1 v pr ípade , že v s t u p n á 
hodnota n je väčš ia ako určený prah vo funkcii . V os ta tných pr ípadov funkcia vrát i 0. 

í l n > prah 
Hn) = \ n . , (3.4) 

I 0 mak 

Prob lémom krokovej funkcie je, že vygeneruje málo hodnôt . Tento problém rieši line
á r n a funkcia. Rozdie l medzi krokovou a l ineárnou funkciou je, že funkcia násobí vstup 
konštantou c. Vďaka tomuto vie produkovať viac hodnôt . Zároveň je to problém, pretože 
nie je možné použiť m e t ó d u spätného šírenia pr i učení. Tomuto typu akt ivačnej funkcii sa 
treba vyhnúť aby neboli problémy s učením. 

4>{n) = cn (3-5) 

Veľmi známou funkciou je sigmoid funkcia. Definuje sa ako neklesa júca funkcia, ktorá 
transformuje v s tupné hodnoty do rozsahu (0;1). Vďaka tomuto vykazuje dobrú rovnováhu 
medzi l ineárnym a nel ineárnym správaním. Využíva sa pr i binárnych problémoch. Sigmoid 
funkciu môžeme definovať následovne: 

*(») = TTIF™  ( 3- 6 )  

Podobnou funkciou k sigmoid funkcii je tanh funkcia. U tejto funkcii sa v s tupné hodnoty 
t rans formujú do hodnôt (-1;1). Funkcia m á s trmějš í sklon než sigmoid funkcia. 

* W = ~ 1 ( 3 - 7 ) 
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P r i klasifikácií do viacerých tr ied sa čas to používa softmax funkcia. Funkcia , k torá určí 
každej triede na v ý s t u p pravdepodobnos ť , do ktorej triedy patr í . Súčet týchto pravdepo
dobnost í sa rovná jednej. Tr iedu určí na základe na jvyšše j pravdepodobnosti . Funkcia môže 
byť zap í s aná nas ledujúc im m a t e m a t i c k ý m vzťahom, kde J je počet pravdepodobnos t í : 

m , = ^f-^ (3.8) 

R e L u funkcia je jedna z na jčas te j š ích funkcií, k torá sa používa . V ý s t u p o m z funkcie je 
vstup, ak v s t u p n á hodnota je väčš ia n a n a j v ý š rovná 1. Pre záporné hodnoty vracia 0. Jej 
zápis je: 

4>{n) = max(0, n) (3-9) 

Jej hlavnou výhodou je j ednoduchosť . N e v ý h o d a funkcie je, že ak je problém v záporných 
hodnotách, tak vracia 0. Pre tieto problémy sa využíva leaky R e L u verzia. U tejto funkcii 
je dôležité, že sa pr idáva faktor c, ktorý sa znižuje pr i z ápornom rozsahu. Upravenú funkciu 
je možné zapísať nas ledujúc im vzťahom: 

, pre > 0 
" H / n ( 3 - 1 0 ) pre < 0 

3.4 Loss funkcia 
Po zoznámení sa s akt ivačnou funkciou je potrebné pre učenie neurónových sietí vedieť, 
čo je to s t ra tová funkcia. S t ra tová funkcia (anglicky loss function) je ob jekt ívna funkcia, 
pomocou ktorej je možné ohodnotiť riešenie. Takouto objekt ívnou funkciou môže byť naprí
klad vyhodnotenie množiny váh. Snahou je maximal izovať alebo minimalizovať objekt ívnu 
funkciu. Znamená to , že hľadáme také riešenie, ktoré m á minimálne alebo m a x i m á l n e skóre. 
[5]. Funkcia popisuje vzdialenosť medzi ak tuá lnym odhadom siete a skutočným riešením. 
P r i strojovom učení je snaha dosiahnuť m i n i m u m stratovej funkcie. Jej dôležitou úlohou je, 
čo na jpresnejš ie interpretovať všetky vs tupné parametre tak, aby na v ý s t u p e z funkcie sa 
odrazilo reálne zlepšenie modelu. Výs ledná hodnota stratovej funkcie je číslo, ktoré zohľadní 
všetky v s tupné parametre siete. [70] P r i výbere zlej funkcie, môže byť aj skvelý model ne
použitelný. V nasledujúcich podkapi to lách bude rozobraný problém klasifikácie a s tručne 
popí sané jednotl ivé s t ra tové funkcie, ktoré sa d a j ú použiť . 

3.4.1 P r o b l é m k l a s i f i k á c i e 

Prob lém klasifikácie pr i stratovej funkcii rozdeľujeme na t r i druhy. [7] [70] 

• B i n á r n a k l a s i f i k á c i a je problém, kde úlohou je zaradiť vzorku do jednej z dvoch 
tr ied. Koncepcia predikcie pravdepodobnosti je, že vzorka pa t r í do tr iedy jedna. Prí
kladom je trieda, ktorej sa priradí celočíselná hodnota jedna. Zatiaľ čo druhej triede 
je pr i radená nula. Pre výs tupný uzol je vhodné použiť uzol so sigmoid funkciou a ako 
s t ra tovú funkciu použiť krížovú entropiu. [5] [7] [70] 

• Mul t i - tr iedna k l a s i f i k á c i a je problém, kde úlohou je zaradi ť vzorku do jednej z via
cerých než dvoch tr ied. Koncepcia predikcie pravdepodobnosti je, že vzor patr í do 
každej triedy. Pre tento problém sa nezaobídeme len s nulou a jednotkou, a preto je 
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vhodné použiť akt ivačnú funkciu softmax. Pre s t ra tovú funkciu použi jeme kategorickú 
krížovú entropiu. [5] [7] [70] 

• R e g r e s i v n ě predikovanie modelu je problém, ktorý sa snaží o predikciu skutočnej 
hodnoty. P re tento problém je vhodné použiť uzol s l ineárnou akt ivačnou funkciou 
a s t ra tovú funkciu strednej kvadratickej chyby. [5] 

3.4.2 F u n k c i e s traty b i n á r n e j k l a s i f i k á c i e 

N a nas ledujúcej podkapitole, sú detai lnejš ie popí sané možnost i pre binárnu klasifikáciu. 

• B i n á r n a k r í ž o v á entropia (anglicky binary cross-entropy) je určená pre binárnu 
klasifikáciu, kde cieľové hodnoty sú {0, 1}. Vypočí tava skóre, ktoré zahrňuje prie
merný rozdiel medzi predpovedanými a skutočnými pravdepodobnos ťami pre predik
ciu tr iedy 1. Dokonalá hodnota krížovej entropie je nula. [6] 

• Hinge loss je a l ternat ívou k binárnej krížovej entropii . Vyvinutá je pr imárne pre mo
dely SVM (z anglického Support Vector Machine). Určená je pre binárnu klasifikáciu, 
kde sú hodnoty {-1, 1}. Funkcia sa snaží, aby výsledok ma l správne znamienko a pri
radi l viac chýb, ak existuje rozdiel v znamienku medzi predpovedanými a skutočnými 
hodnotami. Niekedy vedie k lepšiemu výsledku než krížová entropia. [6] 

• Squared hinge loss je rozšírená funkcia hinge loss, k torá jednoducho vypoč í t a druhú 
mocninu hinge loss. Jej účinkom je vyhladenie funkcie aby sa dalo s ňou ľahšie nume
ricky pracovať . Cieľové hodnoty musia byť tiež v hodnotách {-1, 1}. [6] 

3.4.3 F u n k c i e s traty p r i k l a s i f i k á c i i v iacero t r i e d 

Nas ledu júca podkapitola bude rozoberať detai lnejš ie možnost i použi t ia rôznych s tratových 
funkcií pre mult i- tr iednu klasifikáciu. 

• Viactr iedna k r í ž o v á entropia (anglicky multi-class cross-entropy) je zák ladná stra
tová funkcia pre problémy viacerých tr ied. Je v h o d n á pre cieľové hodnoty {0, 1, 3, 

n }, kde je pr i radená každej triede uniká tna hodnota. Kr ížová entropia vypoč í ta 
skóre, ktoré zahrňuje priemerný rozdiel medzi skutočným a predpok ladaným rozdele
ním pravdepodobnosti pre všetky triedy. Skóre je minimalizované a dokonalá hodnota 
krížovej entropie je nula . [6] 

• R iedka strata k r í ž o v e j entropie pre viac tried (anglicky sparse multi-class cross-
entropy loss) je funkcia, k torá rieši problém pr i klasifikácií krížovou entropiou. Prob
lém krížovej entropie je, že môže spôsobiť problémy pr i učení s veľkým p o č t o m tried 
[6]. T a k ý t o problém môže vzniknúť p r i predikci i , o aký druh machu sa j edná . N a 
zemi je približne 15000 [29] rôznych druhov machov. P r i tomto vznikne 15000 rôz
nych kategóri í pre každú tr iedu. Nás ledkom tohto môže byť, že prvok môže vyžadovať 
významne velkú p a m ä ť . R iedka strata krížovej entropie to rieši tak, že prevedie rov
naký výpočet chyby krížovej entropie tak, aby nebolo nutné cieľovú hodnotu pred 
tréningom kódovať za behu [6]. 

• Strata divergencie Kul lback Leibler ( skrátene KL divergence anglicky Kullback 
Leibler divergence) j e d n á sa o funkciu, k torá meria odlišnosť rozdelenia pravdepodob
ností od základného rozdelenia. V praxi sa t á t o funkcia správa podobne ako krížová 
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entropia. Základným pr incípom tejto funkcie je, že poč í ta koľko informácií vo forme 
bitov je s tratených. A k rozdiel medzi zák ladným rozdelením a odl i šným rozdelením 
pravdepodobnosti je nula, tak sa j e d n á o identické rozdelenie. Prakt ické využit ie tejto 
funkcie je p r i náročnejš ích klasifikáciách ako len j ednoduchá viactriedna klasifikácia. 
Využitie ná jde pr i rôznych úlohách, kde je potrebné zrekonštruovať vstup. Avšak, ak 
sa použi je pre klasifikáciu jednoduchej viactriednej klasifikácie, tak správanie tejto 
funkcie je ekvivaletné k u krížovej entropii viac tr ied. [6] 

• K a t e g o r i c k á k r í ž o v á entropia (anglicky cross-entropy loss) v princípe ide o po
rovnávanie vektoru predpovedí s vektorom pre správny výs tup . Vektor predpovedí je 
vý s tup aktivačných funkcií, kde jedna pravdepodobnos ť je pre každú tr iedu. Prav
depodobnosti sú uložené v správnom v ý s t u p e a jednotka je len v pr ípade tej triedy, 
ktorá je správna , o s ta tné triedy sú nas tavené na nulu . S t ra tová funkcia je nižšia, ak 
vektor predpovedí je čo najbl ižš ie k správnemu vektoru výs tupov . [7] [70] 

3.4.4 F u n k c i e s traty regresie 

Pos ledná podkapitola sa bude zaoberať rôznymi možnos ťami pre riešenie problému straty 
regresie. 

• S t r e d n á k v a d r a t i c k á chyba (skratka MSE z anglického Mean Squared Error) je 
zák ladná funkcia, k torá sa môže použiť pre regresně problémy. T á t o funkcia je pre
ferovaná, ak jej d is tr ibúcia cieľovej premennej je Gaussovo rozdelenie. A k o z názvu 
vyplýva, tak chyba sa vypoč í t a ako priemer kvadrat ických rozdielov medzi predpove
danými a skutočnými hodnotami . Výsledok tejto funkcie je vždy kladný. Pre výslednú 
hodnotu z funkcie sa udáva dokonalá hodnota 0,0. A k väčšie chyby m a j ú za následok 
viac chýb ako menšie chyby, tak celý model trpí . [6] Z tohto vyplýva, že pr i učení ak 
väčšie chyby vygenerujú menej chýb ako menšie chyby, tak model sa učí lepšie. 

• S t r e d n á l o g a r i t m i c k á chyba (skratka MSLE z anglického Mean Squared Loga-
rithmic Error) sa použi je v pr ípade , ak cieľová hodnota m á rozpät ia hodnôt . Funkcia 
vylepšuje s trednú kvadrat ickú chybu. Jej h lavným vylepšením je, že sa snaží snižíť do-
padok na učenie siete, ak sa vyskytnú väčšie chyby, ktoré generujú viac chýb. Z tohto 
dôvodu sa najskôr vypoč í t a prirodzený logaritmus každej z predpovedanej hodnoty, 
a nás ledne sa vypoč í t a strata strednej kvadratickej chyby. [6] 

• P r i e m e r n á a b s o l ú t n a chyba (skratka MAE z anglického Mean Absolute Error) 
je funkcia, k torá sa využi je v pr ípade , ak dis tr ibúcia cieľovej hodnoty je Gaussova 
rozloženie s odľahlými hodnotami . Vypoč í tava sa ako priemer absolutného rozdielu 
medzi skutočnými a predpokladanými hodnotami . [6] 

3.5 Optimalizátory 

Pre učenie m á m e koncept straty, ktorý hovorí ako zle si model v danom okamžiku vedie. 
Pre účely zlepšenia učenia sa tieto straty musia použiť , aby sieť fungovala lepšie. V podstate 
treba spraviť s tratu a pokúsi ť sa j u minimalizovať . Proces minimalizácie alebo maximal izá-
cie akéhokoľvek matemat ického výrazu sa nazýva opt imal izácia . 

Opt imal izátory sú m e t ó d y alebo algoritmy, ktoré určujú rýchlosť učenia a presnosť 
výsledkov. Podkapi to la preds tav í jednotl ivé metódy. 
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3.5.1 P r e c h o d o v ý zostup 

Prechodový zostup (anglicky gradient descenť) je na jzákladne j š í a na jpoužívanejš í algorit
mus. Používa sa v lineárnych, regresívnych a klasifikačných algoritmoch. J e d n á sa o opti
malizačný algoritmus prvého radu, kde závisí na derivácii prvého radu [18]. Vypočí tava , 
a k ý m s p ô s o b o m by sa mohl i váhy zmeniť , aby funkcia mohla dosiahnuť min ima . Funkcia 
F (x) klesá rýchlejšie smerom k najnižš iemu zostupu w. P o t o m sa môže napí sať vzťah ako: 

Zo vzťahu 3.11 je vidieť, že wn je ak tuá lna pozícia , 7 je veľkosť k roku a VF(wn) je 
smer s na jnižš ím zostupom. Opakovaním vznikne sekvencia, k torá bude klesať . Pos tupnými 
krokmi sa dostane k lokálnemu m i n i m u . Výhodou je jednoduchý výpočet a d á sa ľahko 
pochopiť . Nevýhodou je jej p o m a l ý postup, pretože pre každú aktual izáciu sa musí vypoč í ta ť 
gradient pre celý súbor d á t . [70] 

3.5.2 Stochast ic G r a d i e n t Descent 

Stochast ický prechodový zostup (skratka SGD z anglického Stochastic Gradient Descenť) 
je varianta prechodového zostupu. S G D varianta sa snaží časte j š ie aktual izovať parametre 
modelu. Pa t r í medzi na jpoužívanejš ie [18]. Výhodou algoritmu je lepšia konvergencia k mi
nimu. Nepoč í t a reálny zostup, ktorý je poč í taný pre celý súbor dá t , ale stochasticky od
hadne ďalšiu opt imal izáciu tak, že poč í t a zostup pre aktuá lny prvok. To m á v ý z n a m pr i 
veľkých súboroch d á t . Nespornou výhodou je s a m o t n á rýchlosť učenia. Nevýhodou je veľká 
fluktuácia pr i konvergencii. [70] 

3.5.3 M i n i - B a t c h G r a d i e n t Descent 

Podľa č lánku [18] sa j e d n á o naj lepš iu variantu prechodového zostupu. Algor i tmus vylepšuje 
svojich predchodcov S G D a základný prechodový zostup. Pr incíp tohto algori tmu je, že 
po každej dávke (anglicky batch) aktualizuje parametry modelu. Znamená to, že súbor 
trenovacích dá t , je rozdelený na menšie čas t i . P o každej čast i sa aktua l izu jú parametre 
modelu. 

3.5.4 M o m e n t ů m 

M o m e n t ů m bolo objavené kvôli zníženiu vysokého rozptylu v S G D a zmierňujúcej konver
gencii [18]. V momente je snaha zachytiť niektoré informácie. Informácie sa týka jú predchá
dzajúcich aktual izáci í , ktorými váha preš la pred prevedením aktual izácie . V á h a sa pohybuje 
určitým smerom a to pomaly môže akumulovať určitú hybnosť . T ý m t o postupom sa algo
ritmus snaží obísť lokálne m i n i m a a ná j s ť g lobálne m i n i m u m . Znázornené v nasledujúcich 
vzťahoch. [17] Vzťah 3.12 popisuje aktual izáciu algoritmu a 3.13 popisuje zmenu váh. 

[70] 

Vnew = TjVoid - a 
d(Loss) 
d{Wold) 

new — Vnew + W0ld (3.13) 
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3.6 Modely umelého neurónu 
M o d e l umelého neurónu musel prejsť vývo jom, aby sa mohol používať pre rôzne účely. 
Podľa článku [55] exis tu jú t r i vývojové stupne modelu neurónu. P r v ý m je M c C u l l o c h - P i t t s , 
nasleduje percentrón a posledný je sigmoid. Ďale j v tomto článku je spomenutý moderný 
umelý model neurónu. Tento model vychádza z pohľadu autora č lánku na súčasný stav 
modelu neurónu. N a nasledujúcich podkapi to lách b u d ú všetky tieto modely popísané . 

3.6.1 M c C u l l o c h - P i t t s m o d e l n e u r ó n u 

V roku 1943 Warren M c C u l l o c h a Walter P i t t s napísal i dielo [49]. V tomto diele prvýkrát 
popísal i matemat i cký model biologického neurónu. M o d e l dostal podľa nich pomenovanie 
M c C u l l i c h - P i t t s . S k l a d á sa zo štyroch čast í . [56] 

N e u r ó n je výpočtová jednotka, do ktorej v s t u p u j ú v s tupné signály. Vypoč í t a jú sa 
v s tupné s ignály a v ý s t u p sa aktivuje. Neurón sa sk ladá z dalších dvoch čast í : [56] 

• Sumačná funkcia - výpočet súčtu pr ichádzajúcich vstupov. 

• Aktivačná funkcia - využíva krokovú funkciu. Popis krokovej funkcie je v podkapi
tole 3.3 rovnica 3.4. 

E x c i t a č n ý vstup je pr ichádza júci v s tupný signál do neurónu, ktorý n a d o b ú d a dve 
hodnoty 0 a 1. Vs tup je zapnutý, ak príde 1. V opačnom pr ípade príde 0 a značí vypnutý 
vstup. [56] 

I n h i b i č n ý vstup je dalš í typ vs tupného s ignálu do neurónu. A k je vstup zapnutý, tak 
neurón sa nepust í ďalej . [56] 

V ý s t u p neurónu, ktorý môže m a ť iba binárne hodnoty 0 alebo 1. P r i hodnote 1 indikuje, 
že neurón môže byť vyslaný ďalej . A k je 0, tak je neurón stopnutý. [56] 

Fungovanie modelu je nás ledovné. Na jprv sa musia zapnúť vstupy na jedna. T ý m t o 
sa aktivuje neurón. P r v ý m krokom je zistenie, či je zapnutý inhibičný vstup. A k je tento 
vstup zapnutý, tak na v ý s t u p sa pošle nula a tento neurón sa nespust í . V opačnom pr ípade 
sa vypoč í t a súčet excitačných vstupov, ktoré sú zapnuté . P o súčte priebeha kontrola, či 
súčet je väčší ako prahová hodnota. V pr ípade , že je to pravda, tak sa na výs tup pošle 
jedna a neurón sa pust í ďalej . V opačnom pr ípade sa na v ý s t u p pošle nula a neurón sa 
nespust í . [56] 

M o d e l neurónu m á kopec o b m e d z e n í . N a j z á s a d n e j š í m obmedzením je, že v s tupné hod
noty sú len booleanovské hodnoty. Ďa l š ím obmedzením je, že nezohľadňuje váhy v modelu. 
T ý m t o nezohľadňuje, k torá zo vs tupných funkcií je dôležitejš ia a k torá nie. Pos ledným dô
ležité obmedzenie definuje prah ako rozhodcu, či sa neurón spus t í alebo nie. Tento prah je 
určený človekom. [57] 

3.6.2 P e r c e p t r ó n 

V roku 1957 bo l popí saný ďalší model neurónu a to perceptrón. Podobne ako M c C u l l o c h -
P i t t s model sa sk ladá zo štyroch čast í . [57] 

Vstupy perceptrónu môžu byť reálne čísla. M o d e l perceptrónu k vstupu m á aj pr idru
ženú váhu. V á h y sú spoč ia tku neznáme. Perceptrón sa ich učí behom tréningovej fázy. [57] 

N e u r ó n je podobne definovaný ako u M c C u l l o c h - P i t s modelu. J e d i n ý m rozdielom je, 
že s u m a č n á a akt ivačná funkcia je definovaná inak. Definícia týchto funkcií je nas ledovná: 
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• Sumačná funkcia - výpočet súčtu prichádzajúcich vstupov vynásobenými prís lušnými 
váhami. 

• Aktivačná funkcia - využíva krokovú funkciu. Popis krokovej funkcie je v podkapi
tole 3.3 rovnica 3.4. P r i perceptróne sa do vstupu krokovej funkcie posiela výsledok 
sumačnej funkcie. 

V ý s t u p neurónu je rovnako definovaný ako u M c C u l l o c h - P i t s modelu. Teda m á iba 
binárny výs tup . 

Fungovanie modelu je odlišné ako McCul loch-P i t s s model . P r v ý m rozdielom je, že 
m á od zač ia tku povolený vstup do neurónu. Nás ledne sa spoč í t a s u m a č n á funkcia. Ďale j 
sa vypoč í t a akt ivačná funkcia. A k o bolo spomenuté vs tupom do tejto funkcie je v ý s t u p zo 
sumačnej funkcie. Pokiaľ je v ý s t u p z akt ivačnej funkcie jedna, tak aj na v ý s t u p e bude jedna 
a neurón sa pošle dä le j . V opačnom pr ípade sa na výs tup pošle nula a neurón sa nepošle 
ďalej . [57] 

O b m e d z e n í m perceptrónu je, že m á striknú akt ivačnú funkciu. Zo vzťahu 3.4 pre 
krokovú funkciu je vidieť, že v okolí prahu príde náhle rozhodnutie z 0 na 1. [58] Pr ík ladom 
môže byť vytvorený perceptrón na predpoveď, či si človek s ne j akým ročným pr í jmom môže 
kúpiť dom. Povedzme, že prah je 2 milióny českých korún. A k človek zarobí 1,99 milióna, 
tak perceptrón m u povie, že nemôže si kúpiť dom, ale ak m á 2 milióny, tak môže. 

3.6.3 S i g m o i d 

Sigmoid neurón, ktorý v jadre obsahuje akt ivačnú funkciu sigmoid v podkapitole 3.3 rov
nica 3.6. Je to podobný model ako perceptrón, ale namiesto krokovej funkcie využíva sigmoid 
funkciu. Vďaka tomuto rieši obmedzenia perceptrónu. Sigmoid sa sk l adá z 5 čast í . 

Vstupy s igmoid neurónu môžu predstavovať akékoľvek reálne číslo. [58] 
Bias neurónu je ďalší parameter učenia, ktorý p o m á h a generovať posun aktivačnej fun

kcie. P o m á h a presunúť graf akt ivačnej funkcie, aby lepšie odpovedalo d á t a m . Bias nie je 
závislý na vstupe. [58] 

Podobne ako u perceptrónu, tak aj s igmoid m á váhu s p ä t ú so vs tupom. Tieto v á h y sú 
na zač ia tku neznáme, ale sú učené behom tréningovej fázy. [58] 

N e u r ó n m á p o d o b n ú definíciu ako perceptrón model , až na to, že ako akt ivačnú funkciu 
používa sigmoid. 

V ý s t u p neurónu, ktorý môže n a d o b ú d a ť hodnoty od 0 do 1. [58] 
Fungovanie modelu je podobné ako perceptrón. Rozdie lom vo fungovaní modelu je 

práve už niekoľkokrát s p o m í n a n á akt ivačná funkcia. V ý s t u p o m z akt ivačnej funkcie, ale aj 
z neurónu sú hodnoty od nula do jedna. 

3.6.4 M o d e r n ý u m e l ý n e u r ó n 

A k o bolo spomenuté v úvode tejto podkapi to ly 3.6, tak tento model je len pomenovaním 
autora č lánku [55]. Tento typ neurónu sa používa v súčasne j dobe pr i h lbokom učení. Tento 
model od os ta tných troch predošlých neurónov sa líši v použite j akt ivačnej funkcii . A k t i 
vačná funkcia je zák ladným k a m e ň o m tohto neurónu. S k l a d á sa z piat ich čast í , tak ako 
sigmoid neurón. J e d i n ý m rozdielom je práve iný typ aktivačnej funkice. Akt ivačná funkcia 
môže byť napr íklad tanh, relu alebo softmax. Tieto jednotl ivé akt ivačně funkcie sú popí sané 
v podkapitole 3.3. 
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Fungovanie modelu je p o d o b n é ako sigmoid. Rozdie lom vo fungovaní modelu je práve 
už niekoľkokrát s p o m í n a n á akt ivačná funkcia. V ý s t u p o m z tohto neurónu je rozsah daný 
akt ivačnou funkciou. 

3.7 Viacvrstvové neurónové siete 

V predchádza júce j kapitole 3.6 bo l i popí sané modely ako perceptrón, sigmoid a moderný 
umelý neurón. Tieto modely môžu tvoriť j ednoduchú jednovrs tvovú neurónovú sieť. Jed
novrstvová neurónová sieť môže byť zložená dvoma spôsobmi . P r v ý spôsob je, že v tejto 
sieti je iba jeden neurón. Toto je možné vidieť na obrázku 3.3. Druhým s p ô s o b o m zloženia 
jednovrstvovej siete je spojenie viacerých neurónov v jednej vrstve. 

Obrázok 3.3: Jednovrs tvová neurónová sieť. 

Pre praktické použit ie neurónových sietí je potrebné vytvoriť viacvrstvové neurónové 
siete. Pr ík lad viacvrstvovej neurónovej siete je možné vidieť na obrázku 3.4. V r s t v y neuró
nových sietí sa môžu rozdeliť na vs tupno-výs tupné a skryté vrstvy. 

skrytá vrstva 1 skrytá vrstva 2 skrytá vrstva 3 

Obrázok 3.4: Viacvrs tvová neurónová sieť. Upravené, zdroj : [62]. 

Vstupné vrstvy sú dôležité pre neurónové siete. Pomocou týchto vrstviev vstupuje na
príklad obrázok na trénovanie alebo detekciu. V týchto vrstvách je definovasný počet dávok 
(batch) obrázkov. To hovorí koľko obrázkov sa jeden okamžik vloží do siete. Ďale j v týchto 
vrstvách sa definuje š írka a výška jednotl ivého obrázka plus počet kanálov. A k sú t r i kanály 
značí to farebný obrázok. Obrázok v tieňoch sivej m á kanál iba jeden. Tieto vrs tvy sú plne 
prepojené. 
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Skryté vrstvy sú medzi v s tupnými a výs tupnými vrstvami. Skryté vrs tvy vo viacvrstvo-
vých sieťach sú plne prepojené . P lne prepojené vrstvy sa niekedy nazýva jú aj ako dense 
vrstvy. Skryté vrs tvy p o m á h a j ú poč í ta ť sumačnú funkciu a poč í t a jú akt ivačnú funkciu. N a 
základe výs ledku aktivačnej funkcie prepos ie la jú informácie do dalších neurónov a vrstiev. 
[35] 

Výstupné vrstvy sú pos ledné v sieti. Tieto vrs tvy definujú, kolko rôznych tr ied bude 
klasifikátor môcť určiť . Takt iež sú plne prepojené . [35] 

Dôležitou v las tnosťou akt ivačnej funkcie každého neurónu je, že musí byť diferencova
telná. T á t o v las tnosť sa využíva pr i s tratégi i spätného šírenia (anglicky backpropagation 
optimization strategy). Viacvrs tvové neurónové siete sa vyznaču jú vysokou konekt ivi tou 
vdaka synapt ickým váham. [35] [70] 

S vyšš ie uvedenými v la s tnos ťami sa s p á j a problém, že vieme s t rašne málo o fungovaní 
takýchto sietí. P r i využívaní skrytých vrstiev, sa d á len ťažko vizualizovať učiaci proces. 
Učiaci proces rozhoduje o tom, ktoré v s tupné znaky m a j ú byť použi té v skrytých vrstvách. 
[70] 

Prob lémom viacvrstvových neurónových sietí je plné prepojenie skrytých vrstviev. Tento 
problém je obmedzením v pr ípade , ak nie je veľká v s t u p n á d a t a b á z a , pretože sa nedokážu 
pokryť všetky kombinácie plne prepojených skrytých vrstviev. Ďale j sú závislé na veľkej 
d a t a b á z e . Z tohto pohľadu nie sú odolné voči posunu a šumu. Pr ík ladom môže byť rukou 
písané číslo, ktoré m á rôzne sklony. Ďa l š ím obmedzením je, že t a k á t o sieť bude vo vý
sledku veľmi veľká a ťažko použiteľná. N a š ť a s t i e tento problém riešia napr íklad konvolučné 
neurónové siete, ktoré sú popí sané na nas ledujúcej kapitole. [35] [70] 

3.8 Konvolučné neurónové siete 

Konvolučné neurónové siete (v skratke CNN z anglického Convolutional Neural Network) 
sú špeciálne typy neurónových sietí pre spracovanie d á t . Jej topológia je p o d o b n á mriežke. 
Pr ík ladom konvolučnej neurónovej siete s 1D mriežkou môže byť meranie vlhkost i zeminy 
v pravidelných časových úsekoch. Druhým pr ík ladom sú obrazové d á t a , ktoré je možné 
považovať za 2D mriežku. Konvolučné neurónové siete dostali názov podľa používanej ma
tematickej operácie konvolúcia. T ieto siete m a j ú nižšie pož iadavky ako bežné siete. V d a k a 
týmto nižším p o ž i a d a v k á m sa využíva jú v praxi . [31] A k o bolo spomenuté v podkapitole 3.7, 
tak konvolučné neurónové siete riešia problém plne prepojených skrytých vrstiev. 

V konvolučných neurónových sieťach je možné pozorovať t r i návrhové myšlienky. T ý m i 
myšl ienkami sú získavanie príznakov z recepčných polí, zdieľanie váh a podvzorkovanie 
obrazu, ktoré zabezpeču jú nemennosť voči šumu, posunom a zmene veľkosti. Recepčné 
pol ia n á m umožňujú získavať základné čast i ako je orientácia, konce, rohy, veľkosti uhlov 
a iné. Základné čast i sú potom sk ladané do väčších znakov. Pr ík lad takej konvolučnej siete 
je možné vidieť na obrázku 3.5. [34] [70] 

Konvolučná neurónová sieť používa usporiadanie neurónov do roviny a zdieľa rovnakú 
množinu váh. Neuróny vykonáva jú tú istú operáciu nad rôznymi ča s ť ami obrázku. Výs tupy 
z neurónov sú organizované do m á p vlastnost í . Konvolučná vrstva v konvolučnej sieti je 
tvorená z viacerých m á p , ktoré vznika jú použi t ím rôznych váh. Z obrázku 3.5 je možné si 
vš imnúť operáciu pooling. Poo l ing s p á j a dve operácie . P r v o u je zmenšenie rozlíšenia (sub-
sampling) a d ruhá je lokálne spr iemerovaná mapa. Poo l ing znižuje vp lyv š u m u a posunu 
výs tupu . [34] [70] 

Konvolučné neurónové siete môžu používať aj max-pooling vrstvy. Max-pool ing vrstva 
slúži na podzvorkovanie vstupu. Funguje tak, že v y b e r á m a x i m á l n u hodnotu z matice po-
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krytej f i l trom. V ý s t u p z tejto vrstvy je matica , k torá obsahuje na jvyš š iu hodnotu z predošlej 
matice. Max-pool ing združuje dve operácie . P r v á operác ia je filtrovanie a d ruhá operác ia 
stride zmenší mat icu len na na jvyšš ie hodnoty. Podobnou vrstvou je average pooling vrstva. 
T á t o vrstva funguje na rovnakom pricípe ako max-pooling vrstva, ale s rozdielom, že hľadá 
priemer hodnoty v mat ic i . [34] [70]. 

Obrázok 3.5: Archi tektúra konvolučnej neurónovej siete. Zdro j : [70]. 

3.9 Učenie konvolučnej siete 
Pre učenie neurónových sietí sa používa na j známe j š i a m e t ó d a spätného šírenia (backpro-
pagation method). T á t o m e t ó d a využíva gradient descent algoritmus 3.5.1. M e t ó d a znižuje 
nepresnosti p r i uč iacom procese, k torá upravuje jednotl ivé prepojenia váh. Váhy sú závislé 
na vypočí tane j stratovej funkcii . V ý s t u p z funkcie je prenesený do vyšších vrstiev pomocou 
metódy spätného šírenia. [34] 

M e t ó d a spätného šírenia m á veľmi velké uplatnenie. Jedno z na jvýznamnej š ích je roz
poznávanie vzorov. Jej myšlienkou je, že prechod môže byť efektívne vypoč í taný z v ý s t u p u 
na vstup. Môže byť náročná na veľkých sieťach. [34] 

Pre učenie je dobré poznať t r i pojmy, ktoré sú dôležité pr i trénovaní siete. P r v ý m poj
m o m veľkosť dávky {batch size). Tento pojem hovorí, koľko dá t alebo obrázkov sa zmest í 
do siete. Napr ík lad , ak d á v k a je šes tnás ť , tak do modelu siete môže naraz šes tnásť obráz
kov. D r u h ý m po jmom je iterácia. I terácia n á m hovorí, kolko takých dávok bude v jednom 
učiacom cykle. I terácia môže byť definovaná používateľom alebo definovaná podielom p o č t u 
obrázkov v d a t a b á z e a veľkosťou dávky. Jeden celý učiaci cyklus sa nazýva epocha. [64] 

P r i učení sa s táva , že neurónové sieťe sa môžu b u d přetrénovat (overfitting) alebo podt-
rénovať (underfitting). Nas ledu júce podkapi to ly vysvetl ia rozdiel medzi n imi . 

3.9.1 P r e t r é n o v a n i e siete 

Pretrénovanie siete je pr ípad , ked sa po dlhú dobu nechá pustený trénovací algoritmus. 
Natrénovaný model sa pr i tomto stave naučí vzory a šumy, ktoré nie sú potrebné . To m á za 
následok, že nebude môcť ná j s ť vzory v reálnych dá tach . Síce bude m a ť vysokú úspešnosť 
trénovania, ale pre praktické použit ie bude nepoužitelný. [1] 

A b y model nebol přetrénovaný, tak sa môže použiť predčasné ukončenie trénovania. 
Toto môže spôsobiť , že model bude podtrénovaný. Pre zamedzenie pretrénovania siete sa 
v prax i používa va l idačná d a t a b á z a . J e d n á sa o d a t a b á z u , k torá sa vyčlení z trénovacej 
da tabázy . K validačnej d a t a b á z e n e m á model p o č a s učenia pr í s tup . P o učení sa na validačnej 
d a t a b á z e overí natrénovaný model . Val idačná d a t a b á z a simuluje reálne d á t a na detekciu. 
N a obrázku 3.6 je vidieť model přetrénovaný a model , ktorý sa natrénoval správne. 
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Obrázok 3.6: Pretrénovanie . Upravené, zdroj : [3]. 

3.9.2 P o d t r é n o v a n i e siete 

Podtrénovanie je pr ípad , kedy sa model dos ta točne nenaučil na tréningových dá tach . Násle
dok je nízke zovšeobecnenie a nespoľahlivé predpovede. Podtrénovanie je tiež veľmi zlé ako 
pretrénovanie. Vo vysokom skreslení nemusí byť model dos ta točne flexibilný. N a obrázku 3.7 
je vidieť podtrénovaný a opt imálne natrénovaný model . Podtrénovanie môže vzniknúť aj 
predčasným ukončením trénovania, ako to bolo spomenuté v podkapitole 3.9.1. [1] 

podtrénovanie optimálne 

hodnota z predikcie hodnota z predikcie 

Obrázok 3.7: Podtrénovanie . Upravené, zdroj : [3]. 

3.10 Predtrénované modely pre spracovanie obrazu 
Predtrénované modely sú modely, ktoré trénoval niekto iný. Tieto modely riešia rovnaké 
alebo p o d o b n é problémy, ktoré vývo jář alebo výskumník riešia. Použit ie takýchto modelov 
n á m uľahčí prácu pr i vylepšovaní klasif ikátora pre špecifické potreby. Predtrénovaný model 
bol trénovaný na obrovských d a t a b á z a c h a v d lhom časovom úseku. Zároveň je možnosť 
využiť iba kód modelu a trénovať ho od zač ia tku . P r i druhej možnost i s t r á c a m e výhody 
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predtrénovaného modelu. N a druhú stranu, n á m poskytuje model pre trénovanie, ktorý 
už niekto pred nami vymyslel . P r o b l é m o m môže byť , že všetky modely sú trénované na 
farebných obrázkoch, ale sieť bude potrebovať v s tupné obrázky v odtieňoch sivej. Tento 
problém by sa m a l da ť zmeniť , že sa zmení prvá v s t u p n á vrstva, k torá definuje kanál 
s farbami. 

Predtrénované modely v prax i sú vyvinuté skoro vždy technologickými gigantmi alebo 
skupinou úspešných vedcov. V nasledujúcej podkapitole b u d ú popí sané modely V G G 1 6 , 
V G G 1 9 , Inceptionv3 (GoogleLeNet) , ResNet50. 

3.10.1 V G G 1 6 

M o d e l V G G 1 6 je vytvorený K . Simoyan a A . Zisserman z Oxforskej univerzity. M o d e l 
v y h r a l súťaž I L S V R (ImageNet Large Scale V i s u a l Recognit ion Challenge) v roku 2014. 
J e d n á sa o súťaž v detekcii rôznych obrázkov. Dodnes je považovaný za jeden z naj lepších 
modelov pre počí tačové videnie. Archi tektúra modelu používa konvolučné vrs tvy s ma lými 
recepčnými pol iami namiesto používania veľkého množs tva hyperparametrov. [61] [65] 

224 x 2 2 4 x 3 2 2 4 x 2 2 4 x 6 4 

Obrázok 3.8: Archi tektúra V G G 1 6 modelu. Upravené, zdroj : [60]. 

V s t u p o m do prvej vrs tvy je pevne daný farebný obrázok 224 x 224 pixelov. M o d e l obsa
huje niekoľko konvolučných vrstiev, ktoré používa jú filtre s veľmi m a l ý m recept ívnym poľom 
o veľkosti 3 x 3. Je to na jmenš ia veľkosť k zachyteniu postupu okolia pixelu. Konvolučný 
krok je zachovaný na jeden pixel . [61] [65] 

Konvolučné vrstvy môžu byť zaradené viackrát za sebou. Všetky skryté vrs tvy používa jú 
ako akt ivačnú funkciu R e L u , k torá je p o p í s a n á v podkapitole 3.3 rovnica 3.9. Priestorové 
združovanie sa prevádza p i a t imi vrstvami max-pooling. Max-poo l ing sa vykonáva v okne 
o velkosti 2 x 2 . Výs ledkom max-pooling je o polovicu menš ia matica . N a obrázku 3.8 je 
vidieť zoradené tieto vrstvy. [61] [65] 

Po konvolučných vrstvách nas ledujú t r i plne prepojené vrstvy, ktoré s ledujú tieto konvo
lučné vrstvy. Prvé dve m a j ú 4096 kanálov každá . Tret ia obsahuje 1000 kanálov, pre každú 
tr iedu jednu. Pos ledná vrstva je softmax, ktorá je zároveň výs tupnou vrstvou. [61] [65] 
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3.10.2 V G G 1 9 

M o d e l V G G 1 9 ako aj V G G 1 6 je vytvorený K . Simoyan a A . Zisserman z Oxforskej uni
verzity. M á 19 vrstiev [74]. Vs tup do siete je farebný obrázok o veľkosti 224 x 224 pixelov. 
J e d i n ý m predspracovaním je odpoč í tanie priemernej hodnoty R G B od každého pixelu. Prie
mer je vypoč í taný pre celý súbor d á t . Podobne ako V G G 1 6 , popísaný v podkapitole 3.10.1 
funguje aj model V G G 1 9 . Jadro architektúry je rovnaké ako u V G G 1 6 , kde skryté vrs tvy 
používa jú R e L u akt ivačnú funkciu. Rovnako aj po konvolučných vrs tvách sú implemen
tované t r i plne prepojené vrstvy, ktoré na poslednej vrstve m a j ú funkciu softmax, ktorá 
dokáže identifikovať do 1000 tr ied. Toto je možné vidieť na obrázku 3.9. [45] [65] 

max-pooling 

max-pooling max-pooling max-pooling 

hĺbka 256 
3 x 3 konvolúcia 

hĺbka 128 4 konvolučné 
3 x 3 konvolúcia 

hĺbka 64 2 konvolučné 
3 x 3 konvolúcia v r s t v y 

2 konvolučné 
vrstvy 

vrstvy 

hĺbka 512 
3 x 3 konvolúcia 

4 konvolučné 
vrstvy 

Ľ 
hĺbka 512 

3 x 3 konvolúcia 
4 konvolučné 

vrstvy 

softmax 

2 x plne 
prepojená sieť 

Obrázok 3.9: Archi tektúra V G G 1 9 modelu. Upravené, zdroj : [11]. 

3.10.3 Incept ionv3 ( G o o g L e N e t ) 

Inceptionv3 je konvolučná neurónová sieť , k torá m á hĺbku 50 vrstiev a je vytvorená spo
ločnosťou Google [67]. J e d n á sa o tret iu verziu tejto siete. Archi tektúra Inceptionv3 sa 
sk ladá z piat ich princípov, ktoré sú krok za krokom vytvárané . P r v ý m krokom je faktori
zovaná konvolúcia. Tento krok p o m á h a znížiť výpočtové nároky a počet parametrov, ktoré 
v s t u p u j ú do siete. Zároveň kontroluje účinnosť samotnej siete. Druhým krokom je men
šia konvolúcia. Pomocou tejto konvolúcie sa znižuje počet parametrov. Používa jú sa dva 
filtre o veľkosti 3 x 3 . Nas ledu júc im krokom je asymetr ická konvolúcia. Konvolúcia 3 x 3 
môže byť nahradená konvolúciou 1 x 3 a nas ledu júca konvolúcia by bola 3 x 1 . Tento pr in
cíp znižuje počet parametrov. Predpos ledným krokom je pomocný klasifikátor. J e d n á sa 
o m a l ú konvolučnú neurónovú sieť, k torá je vložená medzi vrs tvy behom tréningu. Strata 
s tejto siete sa pr ipoč í ta k u celkovej strate celej siete. V tejto sieti funguje ako regulátor 
komplexity pre parametre. Pos ledným krokom je efektívne zmenšenie matice. Archi tektúra 
nepoužíva tradičné zmenšenie matice pomocou operácie pooling. Snaží sa zabrániť vytvore
niu úzkeho bodu pred apl ikovaním max-pooling alebo average pooling. Pre tieto problémy 
je v architektúre navrhnutý paralérny blok, ktorý expanduje filtre. Z pohľadu výkonu je to 
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j enoduchá operác ia a zabráni sa vytvoreniu úzkemu bodu. M o d e l b o l trénovaný na fareb
ných obrázkoch s rozlíšením 299x299 pixelov. Archi tektúra je znázornená na obrázku 3.10. 
[67] [68] 

I konvolúcia 
I max-pooling 
average pooling 

I spojenie 

B sof tmax 
dropom 
plne prepojená sieť 

H l i 

Obrázok 3.10: Archi tektúra Inceptionv3 modelu. Upravené, zdroj : [46]. 

3.10.4 R e s N e t 5 0 

ResNet50 je konvolučná neurónová sieť, k torá m á hĺbku 50 vrstiev a je vyvinutá spoloč
nosťou Microsoft [74]. Zák ladom tejto konvolučnej siete sú zbytkové siete. Zbytkové siete 
sú bloky v konvolučnej sieti, ktoré m a j ú medzi sebou skratky. Pomocou skratky môžu pre
skočiť časť blokov v konvolučnej sieti. Tento spôsob umožňuje predísť pretrénovaniu siete. 
ResNet50 m á štyri fázy. Sieť môže brať na vstup obrázok, ktorý m á výšku a šírku v násob
koch 32 a 3 ako šírku kanálu . Archi tektúra prevádza poč ia točnú konvolúciu. Max-pool ing 
používá 7 x 7 a 3 x 3 pixelov. P o tomto začne prvá etapa, k torá m á 3 zbytkové bloky. 
K a ž d ý blok obsahuje 3 vrs tvy [36]. P re konvolúciu vo všetkých 3 vrstvách b loku, sa v jadre 
používa 64, 64 a 128. D o druhej fázy sa veľkosť vs tupu zníži o polovicu, ale š írka kaná l a sa 
zdvojnásobí . A k o sa prechádza z fáze do fáze, tak vstup sa zníži o polovicu a š írka kanálu sa 
zdvojnásobí . ResNet50 m á 3 vrs tvy preskladané jedna na druhú pr i zbytkovej funkcii . Vý
s tupná vrstva je plne prepo jená a dokáže klasifikovať až 1000 tr ied. Obrázok 3.11 zobrazuje 
architektúru siete, kde je agregovaný pohľad na ňu. [36] 
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Obrázok 3.11: Archi tektúra ResNet50 modelu. Upravené, zdroj : [46] 
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Kapitola 4 

Návrh riešenia 

Cieľom práce je vylepšiť a rozšíriť s t áva júce riešenie konvolučnej neurónovej siete pre de
tekciu a klasifikáciu ochorení odt lačku prsta, k torá bola vyvinutá v bakalárske j práci [70]. 
S táva júce riešenie dokáže detekovat a klasifikovať dyshidrózu a bradavicu. Nové riešenie je 
rozšírené o nové dve choroby. Konkrétne sa j e d n á o psor iázu a ekzém. Zároveň nové rieše
nie bude rozšírené o poškodenie odt lačku prsta pr i snímaní . T ý m i t o poškodeniami sú t lak 
a vlhkosť. Dokopy to tvorí rozšírenie o 4 nové typy. Celkovo sieť bude schopná rozoznávať 6 
rôznych typov. P r i tomto rozšírení je zároveň cieľ znížiť p a m ä ť o v ú náročnosť a čas potrebný 
pre detekciu a klasifikáciu. Pos ledné vylepšenie je vytvoriť nový klasifikátor, trénovací pro
ces a tvorbu d a t a b á z y tak, aby bolo ľahko rozšířitelné o ďalšie ochorenia alebo poškodenia , 
bez veľkého zásahu používateľa. Z týchto dôvodov je postup návrhu nasledovný: 

• Popis s táva júceho riešenia. 

• Návrh sady vylepšení. 

• Návrh d a t a b á z y pre ochorenia a poškodenie pr i snímaní. 

• P r e s k ú m a ť a navrhnúť predspracovanie pre vstup do konvolučnej siete. 

• P r e s k ú m a ť zapracovanie do súčasného klasif ikátora alebo vytvorenie nového klasifi-
ká tora pre choroby a pre poškodenia pr i snímaní zvlášť . 

4.1 Popis aktuálneho stavu 

Aktuá lne riešenie konvolučnej neurónovej siete je vyvinuté pomocou knižnice Keras [12]. 
Keras je knižnica pre vývoj neurónových sietí, k torá beží nad platformou TensorFlow [32]. 
Knižnica je nap í s aná v j a zyku P y t h o n . Toto riešenie používa internú d a t a b á z u odtlačkov 
prstov skupiny S T R a D e . Ďalš ie da tabázy , ktoré riešenie p o u ž í v a j e N I S T SD4 D B [71] a syn
tetické odt lačky prstov. N a nas ledu júcom obrázku 4.1 je p o p í s a n á archi tektúra súčasného 
riešenia. 

4.1.1 P o u ž i t ý m o d e l 

Pre výslednú konvolučnú sieť je vytvorený sekvenčný model, ktorý berie za predtrénovaný 
vzor V G G 1 6 , ktorý je popí saný v podkapitole 3.10.1. Vzor bo l vybraný v práci kvôli čas
tému používaniu v praxi . [70] Nevýhodou modelu V G G 1 6 je, že z a b e r á 528 M B [63]. M o d e l 
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Obrázok 4.1: M o d e l súčasného riešenia. Zdro j : [70] 

obsahuje v s tupnú vrs tvu , cez ktorú bude vs tupovať obrázok na vyhodnotenie. Velkost ob
rázka pre vstup do siete je 128 x 128 pixelov. V s t u p n á vrstva využíva 64 filtrov s velkosťou 
3 x 3 . Sk l adá sa z niekoľkých konvolučných blokov a max-pooling vrstiev. [70] Toto zloženie 
je vidieť na obrázku 4.1. Pos ledná max-pooling vrstva je prepo jená s vyhodnocovacím blo
kom, ktorý obsahuje dve plne prepojené vrs tvy a jednu výs tupnú vrs tvu . V ý s t u p n á vrstva 
obsahuje pravdepodobnosti výskytu jednotl ivých tr ied. [70] 

4.1.2 P o u ž i t á a k t i v a č n á , s t r a t o v á a o p t i m a l i z a č n á funkcia 

Riešenie používa R e L u funkciu v skrytých vrstvách, k torá je p o p í s a n á v podkapitole 3.3. 
V podkapitole je popis funkcie, ale aj nevýhody tejto funkcie. Pre rozhodovanie na výs tupne j 
vrstve používa funkciu softmax, ak pre trénovanie sa určia t r i výstupy. Pre klasifikáciu 
pomocou sigmoid funkcie sa použi je , ak používateľ určí v ý s t u p modelu pre dve triedy. T á t o 
funkcia je takt iež p o p í s a n á v podkapitole 3.3. 

Z návrhu riešenia v bakalárske j práci [70] vyplýva, že pre v ý s t u p dvoch tr ied sa použi je 
ako s t ra tová funkcia b inárna krížová entropia. V pr ípade detekcie viac ako dvoch tr ied sa 
použi je kategorická krížová entropia. 

Aktuá lne riešenie využíva S G D opt imal izáciu [70]. Popis tejto aktual izácie je v podka
pitole 3.5.2. Tento typ opt imal izácie je vybraný v bakalárske j práci [70] z dôvodu na jčas
tejšieho použit ia . 

4.1.3 R o z b o r k l a s i f i k á c i e a u č e n i a 

Klasi f ikácia priebeha tak, že na vstup konvolučnej siete sa dostane obrázok, ktorý bol 
upravený. P r v o u úpravou obrázka je, že ak je farebný, tak sa prevedie do odtieňov šede j . 
Nás ledne je upravovaný prahovaním, aby vystúpi l i kontúry odt lačku prsta. [70] Po týchto 
úpravách sa ešte očistí okolie a rôzne šumy a odt lačok je pripravený na vstup. Pos lednými 
úpravami je zmena rozmeru pomocou mierky (scale) na 128 x 128 pixelov a nastavenie 
jedného kaná la . S a m o t n á klasifikácia ochorenia funguje tak, že sa posúva okno konvolučnej 
siete. Pre rozhodovanie na poslednej vrstve sa používa funkcia softmax alebo sigmoid, p o d l á 
natrénovaného modelu. [70] 

V riešení používateľ môže ovplyvniť učenie neurónovej siete. Ovplyvní to v s tupnými 
prepínačmi skr iptu, pomocou ktorých môže ovplyvniť počet epoch, počet krokov v jednot
livej epoche a počet vzoriek, ktoré v s t u p u j ú do epochy. S a m o t n é učenie prebieha pomocou 
funkcií z knižnice Keras . [70] 
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4.2 Návrh sady vylepšení 
Návrh sady vylepšení spočíva v štyroch základných oblastiach. P r v o u oblasťou bude vyme
nený predtrénovaný model . Nás ledne sa rozoberú pohľady na akt ivačnú funkciu. Predpo
slednou oblas ťou bude rozobra tá zmena opt imal izá tora a nakoniec bude popis spracovania. 

4.2.1 Z m e n a p r e d t r é n o v a n é h o m o d e l u 

A k o bolo spomenuté v podkapitole 4.1.1, tak použitý predtrénovaný model je V G G 1 6 . 
S p o m í n a sa tiež, že jeho velkost je 528 M B . Pre menšie neurónové siete, ktoré rozpoznáva jú 
do pár desiatok tr ied je model veľký. 

P r v ý m predtrénovaným modelom, ktorý by sa mohol použiť pre zlepšenie je model 
V G G 1 9 . Tento model je popí saný v podkapitole 3.10.2 a vychádza z rovnakého konceptu 
ako model V G G 1 6 . Jeho veľkosť je 549 M B [74]. Z tohto dôvodu sa iný model architektúrou 
V G G neoplat í testovať pre zmenu predtrénovaného modelu z dôvodu väčšej veľkosti ako je 
V G G 1 6 . 

Nas ledu júc im k a n d i d á t o m na zmenu predtrénovaného modelu je Inceptionv3, popísaný 
v podkapitole 3.10.3. Tento predtrénovaný model je zau j ímavý z pohľadu, že používa hľa
danie optimálnych, lokálnych, r iedkych š t ruktúr v konvolučnej sieti. Je to iný princíp ako 
používa V G G 1 6 . Tento model sa vyznačuje tým, že sa snaží ná j s ť opt imálne miestne kon
štrukcie a opakovať ich do priestoru. V d a k a ďalšiemu konceptu prekladať vrs tvy podľa 
korelácie, je možné zlepšiť exis tu júce riešenie pre detekciu a klasifikáciu odt lačkov prsta. 
Ďa l šou pozit ívnou v las tnosťou je, že bo l trénovaný na obrázkoch 299 x 299, č ím je obrázok 
na šírku a výšku o 171 pixelov väčší . Ďa l š ím plusom tohto predtrénového modelu je, že 
lepšie odhaduje tr iedu ako V G G 1 9 a veľkosť modelu Inceptionv3 je len 92 M B [74]. 

Oprot i predtrénovanému modelu Inceptionv3 od spoločnost i Google s to j í predtrénovaný 
model od spoločnost i Microsoft ResNet50, popísaný v podkapitole 3.10.4. Tento model 
vychádza z architektúry ResNet. T á t o archi tektúra ako je spomínané v popise ResNet50, tak 
využíva zbytkové siete. Keďže sa konvolúcia používa na zbytkových blokoch, tak toto môže 
priniesť zlepšenie pr i problémoch malých bradavíc , ako aj lepšie rozpoznanie dyshidrózy. 
Ďa l š ím z a u j í m a v ý m faktom je, že p r i každej ďalšej fáze sa vstup zmenší o polovicu, ale 
kanály sa zdvo jnásobia . Pozit ívnou v las tnosťou je jeho veľkosť, k torá je len o 6 M B väčšia 
ako u predtrénovaného modelu Inceptionv3. Archi tektúra ResNet m á viac modelov, podľa 
toho, koľko vrstiev obsahuje. ResNet50 obsahuje 50 vrstiev ako aj Inceptionv3. 

Pre zmenu modelu b u d ú využité obidva modely. Učenie jednotl ivých neurónových sietí 
môže prebehnúť paralelne. P o tomto učení prebehne testovacia fáza, k torá rozhodne, či 
zmena modelu mala vp lyv na výsledky, ktoré sú popí sané v bakalárske j práci [70]. 

4.2.2 Z m e n a a k t i v a č n e j funkcie 

V podkapitole 4.1.2 je popísaný typ používanej funkcie v ak tuá lnom riešení [70]. Tou fun
kciou je R e L u . T á t o funkcia trpí nedostatkom pr i záporných hodnotách, kde vracia nulu. 
Opravu tohto nedostatku rieši leaky R e L u , k torá je p o p í s a n á v podkapitole 3.3. Možným 
zlepšením môže byť aj t anh funkcia, k torá je p o p í s a n á v podkapitole 3.3. Podobne ako 
zmena modelu, tak aj zmena akt ivačnej funkcie bude p o d r o b e n á testovaniu po učení a po
rovnávanie s výs ledkami z bakalárske j práce [70]. 
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4.2.3 Z m e n a o p t i m a l i z á t o r a a spracovania 

Zmena opt imal izá tora nie je tr iviálna záležitosť , ako sa môže zdať . V podkapitole 3.5 je vy
svetlené, že aj na j lepší model môže byť zlý, ak sa použi je nesprávny typ opt imal izá tora . Pre 
overenie fungovania aktuá lneho opt imal izá tora sa uvidí až po zmene modelu a aktivačnej 
funkcii . N á d e j n ý m k a n d i d á t o m na zmenu opt imal izátoru je M i n i - B a t c h Gradient Descent 
popísaný v podkapitole 3.5.3. Uvažovanie o tejto opt imal izačnej metóde je z dôvodu, že je 
vylepšením m e t ó d y S G D . Tou na j zá sadne j šou zmenou je, že aktualizuje parametre modelu 
po každej dávke oproti S G D , kde sa aktua l izu jú parametre časte j š ie pre celý súbor dá t . 
Sieť v bakalárske j práci využíva pr i spracovaní obrázka do siete rozmazanie medianBlur. 
Následne je použi té adap t ivně prahovanie. Nové riešenie p lánuje dať ako rozmazanie Gaus-
sianBlur a adap t ivně prahovanie zmenť za binárne prahovanie spo jené s O T S U prahovaním. 

4.2.4 Z h r n u t i e 

V nas ledu júcom zhrnutí je popí sané , aké zmeny budú vykonané. 

• Odl i šná trénovacia d a t a b á z a . 

• Zmenené rozmazanie a prahovanie pr i spracovaní obrázku. 

• Trénovacia d a t a b á z a s použi t ím Gáborovho filtra a bez použit ia . 

• Trénovanie s modelom z bakalárske j práce , s modelom Inceptionv3 alebo ResNet50. 

• Trénovanie s akt ivačnou funkciou R e L u , leaky R e L u alebo tanh. 

• Zmena implementácie vytvorenia da tabázy , trénovania, predikcie a klasifikácie a na
koniec testovanie siete. 

4.3 Návrh systému uloženia a spracovania dát 

K a p i t o l a sa bude zaoberať modu lá rnym riešením pre poškodenia a choroby odtlačkov prs
tov. Ďale j sa kapi tola bude zaoberať , ako sú d á t a uložené na disku. Nás ledne bude v kapitole 
popísaný návrh konfiguračného súboru pre algoritmus vytvorenia da tabázy . Poslednou ve
cou, ktorou sa bude kapitola zaoberať , je návrh algoritmu pre tvorbu databázy . 

4.3.1 M o d u l á r n y s y t é m d a t a b á z y 

T á t o podkapitola popisuje vytvorenie modulárneho sys tému databázy . Ide o vytvorenie 
jednotného konfiguračného súboru , ktorý sa bude používať pr i tvorbe databázy , pr i tréno
vaní, predikci i a klasifikácií, a testovaní siete. Tento konfiguračný súbor je zobrazený na 
algoritme 4.1. 

Z tohto algori tmu je vidieť, že v konfiguračnom súbore sú dve pol ia reťazcov. Prvé pole 
damages sú všetky ochorenia alebo poškodenia odt lačku prsta pr i snímaní v r á t a n e reťazca 
zdravého odt lačku prsta. V pol i damages_test sú reťazce bez popisu zdravého odt lačku 
prsta. Toto pole slúži pre vytvorenie s lovníka v j a zyku P y t h o n pre testovanie konvolučnej 
neurónovej siete. 

Nás ledne bude obsahovať objekt data, ktorý bude obsahovať objekty. N á z v y jednot
livých objektov b u d ú pomenované podľa daného poškodenia pr i snímaní alebo choroby. 
V týchto objektoch bude definované meno ochorenia alebo ich skratka, k torá bude použ i tá 
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v algoritmoch. Nas ledu júc im ú d a j o m bude poradové číslo triedy p r i uč iacom a klasifikač
nom procese. Pos ledný ú d a j je farba, k torá bude použ i tá pr i vykresľovaní do obrázka , kde 
sa nachádza choroba alebo poškodenie . V d a k a tomuto konfiguračnému súboru je možné 
jednoducho rozšíriť sieť o dalš ie ochorenia alebo poškodenia odt lačku prsta. 

{ 
"damages": [ 
"clear", 
"dyshidrosis" 
1 
]> 

"damages test":[ 
"dyshidrosis" 
1 
J 
"data": { "dyshidrosis": { 

"damage name" : "dyshidrosis", 
"damage class": 1, 
"damage color" "#aa8800" 

} 
} 

} 

Algori tmus 4.1: Konfiguračný súbor pre poškodenia odtlačkov prstov. 

4.3.2 N á v r h k o n f i g u r a č n é h o s ú b o r u pre t v o r b u d a t a b á z y 

Tento návrh vychádza z toho, aby používateľ nemusel náročné upravovať zdrojový kód, ked 
bude potrebovať pr idať dalš ie ochorenie alebo poškodenie pr i snímaní . N a to m u bude stačiť 
nahrať dané odt lačky do priečinka a upraví konfiguračný súbor . Tento spôsob nastavenia 
parametrov ponúka veľmi efektívnu škálovateľnosť a ma lé úsilie používateľa pr i rozšírení 
da tabázy . Návrh predpok ladá s dvoma konfiguračnými súbormi . P r v ý konfiguračný súbor 
bude všeobecný pre celé riešenie, ktorý je popísaný v kapitole 4.3.1. 

Druhý konfiguračný súbor bude pre s amotné generovanie množín. Ukážka tohto konfi
guračného súboru je na nas ledu júcom algoritme 4.2. 

{ 
"is remove dirs": false, 
"create database": { 

"create label": false, 
"source database path": "data/PrepareDatabase/clear", 
"destination database path": "data/Database", 
" class typ e": " clear", 
"training length": 7000, 
"validation length": 7000, 
"prediction length": 25, 
"gabor filter": 4, 
"gabor_angle": 30, 
"fmgerprint damages config": "config/damage fmgerprint config.json" 

} 
}  

Algor i tmus 4.2: Konfiguračný súbor pre vytvorenie d a t a b á z y 

P r v ý parameter je is_remove_dirs, ktorý hovorí, či sa m a j ú odstráni ť s taré data. Ďalš í 
parameter je create_database. Tento parameter je objekt, ktorý m á parametre pre algo
ritmus tvorby da tabázy . Parameter create_label popisuje, či sa m á vytvoriť anotác ia nad 
zdravými odt lačkami prstov. Parameter source_database_path popisuje zdrojovú cestu pre 
tvorbu da tabázy . Parameter destination_database_path popisuje cieľovú d a t a b á z u pre ore
zané vzorky. Parameter class_type popisuje, k torá tr ieda ochorenia alebo poškodenia sa 
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m á vytvoriť . Parameter training_length popisuje počet vzorkov pre trénovací proces. Pa
rameter validation_length popisuje počet vzorkov pre validačný proces. Parameter pred-
iction_length popisuje počet obrázkov pre predikciu a klasifikáciu. Parameter gabor_fílter 
popisuje, koľkokrát sa m á zavolať G á b o r o v filter. Parameter gabor_angle určuje uhol pre 
G á b o r o v filter. Pos ledný parameter fingerprint_damages_config popisuje cestu k prvému 
konfiguračnému súboru. 

4.3.3 N á v r h š t r u k t ú r y d a t a b á z y 

P r e d samotnou implementáciou je potrebné navrhnúť š t ruktúru da tabázy . T á t o š t ruktúra 
bude použ i tá ako pr i vytváraní d a t a b á z y pre trénovanie, tak aj p r i samotnom trénovacom 
a testovacom procese. Návrh š t ruktúry d a t a b á z y je znázornený na obrázku 4.2. 

assets 

Database 

prediction 

data 

prediction.csv 

^training 

data 

training.csv 

validation 

D data 

validation.csv 

PrepareDatabase 

clear 

^ psoriasis 

pressure 

dyshidrosis 

Obrázok 4.2: Š t r u k t ú r a d a t a b á z y na disku. 

Z obrázku je definovaná pr imárna š t ruktúra , k torá sa bude používať pr i implementáci i . 
V priečinku PrepareDatabase b u d ú v jednotl ivých priečinkoch prichystané choroby alebo 
poškodenia s anotác iami . Anotác ie sú uložené v J S O N (JavaScript Object Notation) súbore . 
Tento J S O N obsahuje pole, v k torom každý prvok m á informácie o názvu poškodenia a dva 
body. Pomocou týchto bodov sa vytvorí obdĺžnik, kde sa nachádza dané poškodenie . Záro
veň používateľ dostane možnosť si definovať, kde bude chcieť vytvoriť d a t a b á z u . Z obrázku 
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je vidieť, že koreňový priečinok pre vytvorenie d a t a b á z y je assets. Používateľ p r i uč iacom 
procese bude m a ť možnosť nadefinovať koreňový priečinok pre trénovanie. Pre trénovanie 
je koreňový priečinok Database. 

4.3.4 N á v r h spracovania o d t l a č k o v prs tov 

P r v o u fázou pr i návrhu spracovania odt lačkov prstov bolo vygenerovanie odtlačkov prs
tov pomocou nás t ro ju S F i n G e . Tento nás t ro j vygeneroval, čo najviac reálne v y p a d a j ú c e 
nasn ímané odt lačky prstov. D o týchto odtlačkov prstov bol i vygenerované pomocou poško-
dzovača ochorenia dyshidróza, bradavica a ekzém. Nás ledne bol i pr idané poškodenia odtlač
kov prstov pr i snímaní . Tieto poškodenia sa generovali pomocou poškodzovača z diplomovej 
práce [66]. V obidvoch pr ípadoch sa vy tvor i l i aj anotác ie k chorobám a poškodeniam. Nako
niec bol i pr idané reálne odt lačky prstov s ochoreniami dyshidrózou, bradavicou a psoriázou. 
P r i týchto odtlačkoch prstov prišlo k manuá lnemu označeniu choroby a vytvoreniu anotáci í . 

Nás leduje vytvorenenie nového algoritmu pre vytvorenie d a t a b á z y pre trénovanie, vali-
dáciu trénovania a klasifikáciu. Inšpiráciou pre tento algoritmus je generátor množín 
TLMaker.py, ktorý slúžil v bakalárske j práci [70] na vygenerovanie datasetu p r i učení siete. 

Spracovanie odtlačkov prstov pred trénovacím procesom je nasledovný. S PrepareData-
base sa b u d ú brať jednotl ivé priečinky s obrázkami odtlačkov prstov s anotác iami . Obrázky, 
ktoré nebudú obsahovať sprievodné anotácie , b u d ú vylúčené, aby to neovplyvnilo d a t a b á z u . 
Pr inc ípom je, že sa z anotáci i spracuje a určí oblasť , kde sa nachádza ochorenie. Pre zdravé 
oblasti sa tiež vytvor ia anotácie , ktoré sú dôležité. Implementác ia anotáci i zdravých oblast í 
je p o p í s a n á v kapitole 5.4.2. 

Po určení oblasti sa označí, vyreže, ods t ráni sa okolie, zvýš ia sa kontúry. Po tomto pro
cese sa použi je G á b o r o v filter s nas tavenými parametrami. P o aplikovaní Gáborovho filtra 
je použi tý Gausov filter pre rozmazanie. Nakoniec sa použi je binárne prahovanie s O T S U 
prahovaním. O T S U prahovanie je založené na zhlukovacej metóde . N a nas ledu júcom ob
rázku 4.3 sú zobrazené jednotl ivé fázy úpravy obrázka .Po tejto fáze sa obrázky upravia na 
v s tupnú vr s tvu a uložia sa. Vďaka uloženiu do dočasných súborov n á m vylepší rýchlosť 
učenia neurónovej siete a zároveň tento proces sa môže paralelizovať pre jednotl ivé adresáre 
a znížiť tak fázu tvorby da tabázy . Tieto dočasné súbory sa môžu odstráni ť po skončení tré-
novacej fáze. N a obrázku 4.4 sú zobrazené príklady vygenerovaných ochorení a poškodení 
pr i snímaní. 

(a) Orezaná oblasť. (b) Aplikovaný Gá
borov filter. 

(c) Aplikácia roz
mazania a prahova-
nia. 

(d) Rozmazanie 
a prahovanie bez 
Gáborovho filtra. 

Obrázok 4.3: Výrez vygenerovaného ochorenia dyshidrózy po úpravách do datasetu. 
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(a) Bradavica. (b) Dyshidróza. (c) Ekzém. 

(d) Vlhkosť. (e) Tlak. 

Obrázok 4.4: Pr ík lad rôznych vygenerovaných chorôb a poškodení pomocou poškodzovačov. 
Zdro j : syntetické odt lačky prstov s rôznymi poškodzovačmi . 

4.4 Návrh trénovacej, validačnej a testovacej množiny 

Trénovacia množina pre ochorenia a poškodenia je nevyhnutnou čas ťou pr i návrhu neuró
novej siete. P r i trénovacej množine treba rozoznávať dva typy trénovacej množiny. Jedna 
množina dá t sa používa priamo na trénovanie neurónovej siete a d ruhá množina sa pr i 
trénovaní používa na validáciu trénovacieho procesu neurónovej siete. P r i tvorbe trénova
cej množiny sa využíva jú rôzne zdroje. Jednot l ivé zdroje b u d ú popí sané v nasledujúcich 
podkapi to lách , kde sa preberú trénovacie množiny pre ochorenia a poškodenia pr i snímaní. 

4.4.1 T r é n o v a c i a a v a l i d a č n á m n o ž i n a 

Trénovacia a va l idačná množina pre ochorenia bude zostavená z dvoch druhov odtlačkov 
prstov. P r v ý m druhom budú syntetické odt lačky prstov. Do syntetických odtlačkov prstov, 
sa budú generovať ochorenia pomocou poškodzovačov, ktoré sú vytvorené v rámci skupiny 
S T R a D e . Druhý typ odt lačku prstov budú reálne odt lačky odt lačky prstov, ktorých je len 
malé množstvo . U poškodení pr i snímaní t á t o množina bude vychádzať len so syntetických 
odtlačkov prstov. Do týchto odtlačkov budú vygenerované poškodenia t lak a vlhkosť. T á t o 
d a t a b á z a bude poskytnutá výskumnou skupinou S T R a D e . Zo syntetických a reálnych od
tlačkov sa vytvorí ešte množina pre zdravé odtlačky. T á t o množina slúži na to, aby vylepšila 
detekciu a klasifikáciu a zároveň neurónová sieť bola schopná rozpoznať zdravý odt lačok 
prsta. Označovanie zdravých odtlačkov prstov je jedna z množnost í skr iptu pr i vytváraní 
databázy . 

P r i pr íprave trénovacej a val idačnej množiny je veľmi dôležité pokrytie čo najväčš ieho 
množs tva ochorení, zdravých oblast í alebo iných poškodení ako je napríklad bežné defekty 
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(a) B r a d a v i c a . 

(d) Ekzém. 

(g) Vlhkosť. 

(b) Dyshidróza. 

(e) Iné poškodenie. 

(c) Psoriáza. 

(f) Zdravá oblasť 

(h) T l a k . 

Obrázok 4.5: Pr ík lad vs tupných výrezov. Zdro j : Interná d a t a b á z a skupiny S T R a D e . Vyge
nerovaný odt lačok zo S F i n G e a upravený generátorom z diplomovej práce 

pr i snímaní . N a nas ledu júcom obrázku 4.5 sú zobrazené jednotl ivé druhy, ktoré neurónová 
sieť môže s t retnúť . Neurónová sieť, k torá bude trénovaná neuvidí komplexne celý odt lačok 
prsta ako je to zobrazené na obrázku 1.5. Uvidí len jeho časť a navyše obrázok bude norma
lizovaný pre v s tupnú vrs tvu. Ďa l š ím z dôležitých krokov pr i pr íprave trénovacej množiny je 
označenie výskytu ochorenia na odt lačku prsta. V pr ípade reálnych odtlačkov sa bude j ednať 
o manuálne označovanie, v pr ípade syntetických je pr i vygenerovaní chorôb aj označenie, 
kde sa dané poškodenie nachádza . Poškodzovače sú popí sané v kapitole 2.8.4. 

4.4.2 M n o ž i n a pre testovanie 

Pre testovanie kval i ty natrénovaného klasif ikátora je nutné vytvoriť množinu na testovanie. 
T á t o množina sa sk l adá podobne ako trénovacia množina zo syntetických odtlačkov a re
álnych odtlačkov prstov, k torá obsahuje odt lačky bez poškodenia , poškodenia pr i snímaní 
a poškodenia chorobami. T á t o množina je d i s juktná od trénovacej a val idačnej množiny. To 
znamená pr i testovaní kval i ty rozpoznávania sa nepoužíva žiadny odt lačok prsta, ktorý bol 
použitý ako trénovací alebo val idačný vzor. T ú t o množinu tvorí skopírovaný odt lačok prsta 
s anotác iou, kde sa nachádza ochorenie. Klas i f ikátor si nač í ta celý odt lačok prsta a vyre
záva oblasť z odt lačku, ktorú nás ledne upraví pre vstup ako to je pr i vytvorení trénovacej 
da tabázy . Tento upravený výrez ide do modelu na predikciu a klasifikáciu. 
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4.5 Inovácie detekcie a klasifikácie o nové triedy poškodenia 
V rámci práce bude vytvorená nová klasifikácia a detekcia pre poškodenia odt lačku prsta. 
Poškodenia sa rozdeľujú na choroby a poškodenia pr i snímaní . Pozorovanou chorobou sú bra
davica, ekzém, psor iáza a dyshidróza . Pozorovaným poškodením odt lačku prsta pr i snímaní 
je t lak a vlhkosť . Tieto poškodenia sú popí sané v podkapitole 2.6. E x i s t u j ú dva pr í s tupy 
k vytvoreniu rozšíreného klasif ikátora. 

• Vytvorenie nového klasif ikátora. 

• Detekciu a klasifikáciu pre poškodenia zakomponovať do vylepšenej konvolučnej siete. 

4.5.1 N o v ý k l a s i ŕ i k á t o r 

Nový klasiŕikátor bude s na jväčšou pravdepodobnos ťou vychádzať z návrhu architektúry 
pre zlepšenie aktuá lneho riešenia. Výhodou bude, že sa nebude musieť vymýšľať nanovo 
architektúra pre klasiŕikátor, ale použi je sa základ architektúry už niečo, čo je vyvinuté 
a odladené . Nevýhodou tohto pr í s tupu je, že bude tret ia neurónová sieť. T á t o sieť by bola 
jednovrstvová a skladala by sa zo sigmoid modelu, ktorý je popísaný v podkapitole 3.6.3. 
Ďa l šou z mnohých nevýhod je, že siete sa b u d ú učiť oddelene, a potom tret ia vrstva nad 
n i m i rozhodne, ktorý v ý s t u p sa použi je . Toto môže m a ť za následok zväčšeného falošne 
detekovného obrazu. Alternat ívou k vytvoreniu jednoduchej siete je vytvorenie obyča jného 
rozhodovacieho algoritmu, ktorý dostane informácie zo sietí a nás ledne rozhodne. T á t o mož
nosť nebude jednoducho implementovaná pomocou navrhnutého konfiguračného súboru. 

4.5.2 Z a k o m p o n o v a n i e do v y l e p š e n é h o r i e š e n i a 

Alternat íva k vytvoreniu nového klasif ikátora a zloženie neurónovej siete z dvoch neuró
nových sietí, je zakomponovať detekciu a klasifikáciu do vylepšeného riešenia popísaného 
v podkapitole 4.2. Výhodou tohto riešenia je, že odpadne vytvorenie nového klasif ikátora 
a jednovrstvovej neurónovej siete. Ďa l šou výhodou je, že v ý s t u p n á vrstva používa softmax 
funkciu. Ďa l šou z mnohých výhod môže byť lepšia klasifikácia, keďže sa bude učiť ochorenia 
a poškodenia zároveň. 

P r i tomto type riešenia sa p r á c a viac nebude zaoberať binárnou klasifikáciou, ale už 
len viactriednou klasifikáciou. Pre viactr iednu klasifikáciu sa používa jú funkcie, ktoré sú 
popí sané v podkapitole 3.4.3. P r i návrhu riešenia uvažovanou funkciou bude viactriedna 
krížová entropia alebo kategor ická krížová entropia. 

Nevýhodou tohto riešenia z pohľadu návrhu môže byť , že bude treba zmeniť počet kon-
volučných blokov. Ďa l š ím aspektom môže byť ďalšia zmena opt imal izá tora po vylepšení 
riešení, ktoré je popí sané v podkapitole 4.2.3. Všetky tieto aspekty sa uv id ia p r i implemen
tácii alebo sa môže zistiť , že zakomponovanie nového klasif ikátora do vylepšeného riešenia 
prinieslo väčší zisk ako bolo riziko pr i návrhu. 

Diplomová p r á c a bude aplikovať rozšírenie do vylepšeného klasif ikátora. Toto rozhodnu
tie je z vyššie uvedených lepšie. K e ď sa rozšíri klasiŕikátor o ďalšie ochorenia, tak nemusíme 
riešiť veci ako, ktorý klasiŕikátor m á väčšiu šancu na úspech. Zamedzí sa aj problém, že kla
siŕikátor nebude m a ť toľko infomácií o rôznych poškodeniach, a t ý m p á d o m môže skresľovať 
do akej triedy to patr í . 

Rovnako ako návrh konfiguračného súboru pre tvorbu da tabázy , učiaci proces, tak kla
siŕikátor, bude používať konfiguračný súbor . Tento konfiguračný súbor je zobrazený na 
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nas ledujúcom algoritme 4.3. Z konfiguračného súboru je vidieť, že klasifikátor bude využí
vať ďalší konfiguračný súbor pre poškodenia . V tomto konfiguračnom súbore sú infomácie 
o poškodeniach odtlačkov prstov, ktorý je popísaný v podkapitole 4.3.2. Vďaka tomuto 
bude klasifikátor, ako os ta tné čast i nezávislé na zásahu používateľa do zdrojového kódu. 
Bude mu stačiť ponas tavovať pár vecí v konfiguračnom súbore a môže klasifikovať na nové 
poškodenia odtlačkov prstov. 

{ 
"model directory": "assets/saved models/", 
"model name": "some name", 
"predict file": null, 
"predict dir": "assets/Database/prediction/data/", 
"output directory": "assets/prediction by cnn/", 
"is enabled marking": tme, 
"threshold warts": 0.5761, 
"thresholds dyshidoris": 0.5761, 
"thresholds psoriasis": 0.5761, 
"thresholds pressure": 0.5761, 
"thresholds moisture": 0.5761 

}  

Algori tmus 4.3: Konfiguračný súbor pre predikciu a klasifikáciu 

4.5.3 V ý s t u p detekcie p o š k o d e n i a o d t l a č k o v prs tov 

Pre v ý s t u p z detekcie sa bude používať upravené implementované riešenie z bakalárskej 
práce [70]. Toto riešenie implementuje prechod celého obrázka , kde na konci vytvorí vý
s tupný súbor vo formáte J S O N . V tomto súbore budú zaznačené oblasti jednot l ivých po
škodení, ktoré klasifikátor bude detekovat. Súbor J S O N obsahuje nas ledujúce úda j e . P r v ý m 
ú d a j o m je názov predikovaného súboru . Ďalš í ú d a j sú informácie o obrázku. Tento ú d a j 
tvorí pole o troch celých čisiel. P rv é číslo hovorí ovýške obrázku. Druhé číslo hovorí o šírke 
obrázku. Posledné číslo popisuje koľko m á kanálov v obrázku. Pos ledný ú d a j je pole s ná j 
denými chorobami alebo poškodeniami pr i snímaní . K a ž d ý prvok sa sk l adá z dvoch bodov, 
aby bolo možné vykresliť obdĺžnik do obrázka , kde sa nachádza ochorenie alebo poškodenie . 
B o d tvor ia dve desat inné čísla, ktoré zap i su jú bod v pixeloch. Ďale j sa u každého p r v k u na
chádza typ ochorenia alebo poškodenia . Pos ledný ú d a j v tomto p r v k u je pravdepodobnos ť 
s akou sieť určila ochorenie alebo poškodenie . 
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Kapitola 5 

Implementácia 

Nas ledu júca kapi tola popisuje implementáciu návrhu riešenia. K a p i t o l a je rozdelená do 
viacerých podkapi to l . P r v á podkapitola 5.1 popisuje framework P y T o r c h , platformu Ten-
sorFlow a A P I Keras . Podkapi to la rozoberie samostatne tieto možnost i s rozdielmi. D r u h á 
podkapitola 5.2 bude venovaná použ i tým prostrediam a komponentám. Nas ledu júca pod
kapitola 5.3 bude rozoberať implementáciu prepisu z knižnice Keras do knižnice P y T o r c h . 
Ďa l šou podkapitolou 5.4 b u d ú popí sané implementácie m e t ó d pre vytvorenie da tabázy . 
Konkrétne implementác ia predspracovania pomocou Gáborovho fi ltra, implementác ia ano
tácii zdravých odtlačkov prstov a nakoniec implementác ia vytvorenia da tabázy . Podka
pitola 5.5 popisuje trénovanie konvolučnej neurónovej siete. T á t o podkapitola rozoberie 
implementáciu trénovania, k torá bude využívať návrh sadu vylepšení, ktoré sú v podka
pitole 4.2. Predpos l edná podkapitola 5.6 popíše implementáciu klasif ikátora. V poslednej 
podkapitole 5.7 bude p o p í s a n á implementác ia pr ípravy testovania. 

5.1 Možnosti implementácie konvolučnej siete 

T á t o podkapitola sa bude zaoberať A P I Keras , k torá bola použ i tá v bakalárske j práci [70]. 
B u d ú popí sané základné rysy a š t ruktúra . Nás ledne bude popí saný framework P y T o r c h , 
ktorý je využitý p r i implementáci i diplomovej práci . Tiež b u d ú popí sané základné rysy 
a š t ruktúra . Nakoniec v krátkost i b u d ú zhrnuté hlavné rozdiely, a prečo sa v diplomovej 
práci využíva framework P y T o r c h . 

5.1.1 T e n s o r F l o w a A P I K e r a s 

Keras sa v mnohých článkoch označuje ako knižnica, ale podľa oficiálnej s t ránky [12] je to 
A P I nad platformou TensorFlow. Keras je podporovaný f irmou Google a jeho prvé vydanie 
bolo v marci 2015. Keras je vyvinutý v j azyku P y t h o n . A P I Keras umožňuje trénovanie 
ako na procesore, tak aj na grafických kartách. Keras je zameraný hlavne na tvorbu kon-
volučných a rekurzívnych sietí. J e d n á sa o vysoko úrovňové A P I , ktoré sa hodí pre rýchle 
prototypovanie a experimentovanie. Jej zák lad tvorí model . J e d n á sa o objekt, v k torom sú 
združené inštancie tr ied pre všetky vrstvy. [12] 

K e d sa akceptovateľný model skompiluje, tak sa môže prejsť na fázu trénovania. Tré
novanie sa zavolá pomocou funkcie fit() . P r i trénovaní sa vytvor ia dve množiny v s t u p n á 
a vý s tupná . P o trénovaní je možné tento model uložiť. N a d uloženým modelom je možné 
zavolať funkciu evaluate(), pomocou ktorej je možné detekovat obrázky naučenou sieťou. 
[12] 
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5.1.2 P y T o r c h 

Podobne ako Keras , tak aj P y T o r c h je nesprávne v mnohých článkoch označovaný ako kniž
nica. Podľa oficiálnych s t ránok [24] je to framework. P y T o r c h je podporovaný spoločnosťou 
Facebook. Jeho prvá verzia bola v y d a n á v septembri 2016. J e d n á sa o framework, ktorý 
využíva nižšiu úroveň A P I . [24] 

Jeho zák ladným rysom je, že využíva tr iednu definíciu modelu. V praxi to znamená , že 
keď sa chce vytvoriť v las tný model , musí byť vytvorený ako trieda. Po vytvorení modelu 
je možné pomocou m e t ó d y cuda() použiť pre trénovanie alebo detekciu grafickú kar tu . 
V opačnom pr ípade bude využitý procesor. [24] 

A k sa chce model použiť pre trénovanie, tak sa nad modelom zavolá m e t ó d a train(). 
A k sa chce model vyhodnocovať , tak sa nad modelom zavolá m e t ó d a eval(). V P y T o r c h sa 
v s t u p n á množina vy tvára pomocou triedy DataLoader. P y T o r c h m á vstavaných niekoľko 
tr ied s datasetmi. Pre vytvorenie v las tného datasetu sa musí vytvoriť trieda, k torá m á 
predka, napr íklad Dataset [24] 

5.1.3 R o z d i e l y 

P r v ý m rozdielom je pr í s tup k modelu. A k o bolo už vyšš ie spomenuté , tak Keras model 
obsahuje v sebe inštancie vrstiev. Napro t i tomu v P y T o r c h sa vytvára model ako trieda. 
Ďa l š ím rozdielom je, že Keras je vysoko úrovňové A P I , ale P y T o r c h je vyvinuté ako nižšie 
úrovňové A P I . Vďaka tomu je viac možnost í p r i nastavovaní trénovania ako aj pr i detekcii. 
To v š a k pr ináša aj o niečo dlhšiu učiacu k r i v k u . 

Podľa č lánku [54] je používanějš í framework P y T o r c h pre vedecké výskumy. Zároveň 
popisuje, že Keras m á výborný tutoriá l a znovu použiteľný kód. Namiesto toho P y T o r c h 
m á akt ívny vývoj a výbornú podporu pomocou komunity. A l e najdôležite jš ie z toho článku 
je, že P y T o r c h je rýchlejší pre trénovanie ako Keras. 

Ďa l š ím kladom pre framework P y T o r c h je stá losť volania funkcií. Namiesto toho pr i 
A P I Keras sa čas to s táva , že názov funkcie je zmenený alebo m á iné parametre. Framework 
P y T o r c h funguje stabi lnejš ie ako Keras . Framework P y T o r c h bo l vybra tý pre diplomovú 
prácu. Dôvody pre výber sú rýchlejšie učenie, s tabi lný framework a možnost i pokročilejš ieho 
nastavovania pr i trénovaní. 

5.2 Prostredie a použité komponenty 

Implementác ia aplikácie je konzolová. Apl ikác ia je nap í s aná v j a zyku P y t h o n vo verzii 
3.8, k torá využíva objektovo orientované programovanie s využi t ím princípu DRY (Don't 
repeat yourself). Apl ikác ia bola implementovaná vo vývojovom prostredí P y C h a r m . Použité 
závislosti na knižniciach sú napí sané v requirements.txt, aby sa dal i ľahko doinstalovat. N a 
nas ledujúcom zozname sú popí sané knižnice a k čomu sa využíva jú : 

• torch (verzia 1.9.0) knižnica P y T o r c h , k torá sa používa na trénovanie a pre správu 
neurónovej siete. 

• torchvision (verzia 0.10.0) p o d p o r n á knižnica k torch, na pracovanie s obrázkami 
a transformácie pred vložením obrázka do siete. 

• opencv-python (verzia 4-5.5.62) O p e n C V knižnica, k torá sa používa p r i pracovaní 
s obrázkami . 
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• numpy (verzia 1.20.2) knižnica N u m P y sa používa na prácu s mat icami . 

• pandas (verzia 1.4-0) Pandas je knižnica, k torá sa v diplomovej práci využíva na 
vytvorenie anotác ie a načítanie do datasetu pre knižnicu P y T o r c h . 

• pillow (verzia 9.0.1) knižnica P i l l o w na prácu s obrázkami , k torá sa využíva p r i im
plementácii v lastného datasetu. 

• matplotlib (verzia 3.3.4) knižnica M a t p l o t l i b sa používa na vykreslenie ochorenia alebo 
poškodenia po detekcii. 

Pre testovanie trénovania bo l použi tý osobný poč í tač , ale konečné trénovanie a testovanie 
prebiehalo na cloudovom riešení od spoločnost i M e t a C e n t r u m . V nas ledujúcej podkapitole 
bude s tručne popí sané cloudové riešenie M e t a C e n t r u m . 

5.2.1 M e t a C e n t r u m V O 

J e d n á sa o virtuálnu organizáciu, k torá združuje akademických pracovníkov, vedcov, štu
dentov, akademických zamestnancov alebo vedecké inštitúcie po celej Českej republike. [53] 

Organzácia , k torá umožňuje využiť heterogénny GRID pre rôzne procesorové alebo gra
fické náročné výpočty. Tento G r i d sa sk ladá z rôznych uzlov ako napr íklad P r a h a , Ostrava, 
Brno , Plzeň alebo Olomouc. Vďaka týmto uzlom, je možné využiť rôzne výkonné stroje 
s rôznymi p o č t a m i procesorov, ramiek, voľného priestoru a grafických kariet. 

Pre používanie MetaCent ra sa musí človek najskôr registrovať . Reg i s t rác ia je možná 
pomocou eduld. Nás ledne odsúhlas í licenčné podmienky a môže využívať tieto výpočtové 
prostriedky. 

Pre využit ie týchto prostriedkov je nutné pož iadať pomocou plánovacieho sys tému úloh 
P B S (Portable B a t c h System). Tento sys tém funguje na interakt ívnom alebo neinterak
t ívnom režime. A k používateľ použi je interaktívny režim, potom pr i pridelení prostriedkov 
a ča su môže do konzoly zadať jednotl ivé príkazy k v ý p o č t u . D r u h o u možnosťou je využiť ne
interaktívneho režimu, teda spust i ť dávkový súbor , v k torom sú napí sané jednotl ivé príkazy 
pre výpočet . 

#!/bin/bash 
#PBS - N Train_PyTorch 
#PBS - q gpu 
#PBS —1 select=l:ncpus=l:mem=32gb:scratch local=15gb:ngpus=l:gpu cap=cuda61:cuda version=11.2 
#PBS -1 walltime=5:00:00 
#PBS - m ae 

singularity run nv /cvmfs/singularity.metacentrum.cz/NGC/opencv-NGC-PyTorch21.02.SIF \ 
/ storage/brno2/home/xvican02/first train / train model.sh 

Algori tmus 5.1: Dávkový súbor pre učenie v knižnici P y T o r c h . 

Algort imus 5.1 zobrazuje P B S dávku pre trénovanie neurónovej konvolučnej siete z diplo
movej práce . Z tohto algori tmu je vidieť, že na Metacentru sa používa jú oficiálne kontajnery 
pre učenie neurónových sietí s použi tou knižnicou P y T o r c h . Konta jnery obsahujú virtuálně 
rozbehnutý operačný sy s t ém U b u n t u s danou verziou knižnice P y t o r c h . Vytvorené sú od 
spoločnost i N V I D I A . Z algoritmu je ďalej vidieť, že sa používa ešte jeden skript, v k torom je 
spustenie python skr iptu s konfiguráciou, a je zobrazený na algoritme 5.2. Dávkové súbory 
sú vytvorené ešte pre vytvorenie d a t a b á z y a klasifikáciu pomocou konvolučnej neurónovej 
siete. 
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#!/bin/bash 

cd /storage/brno3—cerit/home/xvican02/relu 
python3 learn cnn main.py —c config/learn cnn/learning cnn.json 

Algori tmus 5.2: Skr ipt , ktorý s p ú š ť a učenie konvolučnej neurónovej siete. 

5.3 Prepis modelu z Keras do PyTorch 

T á t o podkapitola sa bude zaoberať prepisom modelu z Keras do P y T o r c h . Tento model je 
z riešenia, ktoré sa rozširuje a vylepšuje . M o d e l aj celá konvolučná neurónová sieť je nap í saná 
v knižnici Keras . Dip lomová práca využíva knižnicu P y T o r c h , rozdiely medzi knižnicami 
sú popí sané v podkapitole 5.1.3. Celý kód Keras modelu sa nachádza v prílohe B a kód 
P y T o r c h modelu v prílohe C . Nas ledu júce odstavce popi su jú dôležité zmeny, ktoré museli 
byť vykonané. P r v o u zá sadnou zmenou je, že P y T o r c h využíva tr iedny pr í s tup k vytvoreniu 
modelu. Znamená to, že model je napísaný v triede. V Keras je celý model napísaný vo 
funkcii . 

2D konvolučná vrstva sa v knižnici Keras definuje tak, ako je to zobrazené v prílohe B . 
Z tohto algoritmu je vidieť, že t á t o konvolučná vrstva definuje v s tupný obrázok. V knižnici 
P y t o r c h sa v s tupný obrázok dáva ako tenzor, teda v konvolučnej vrstve nedefinuje vs tupný 
rozmer obrázka . Algor i tmus pre P y T o r c h je zobrazený v prílohe C . V knižnici P y T o r c h sa 
konvolučná sieť sk ladá v metóde forward. Ďa l š ím rozdielom je prepis max-pooling vrstvy. 
V Keras je to funkcia s dvoma parametrami a v P y T o r c h sú dva parametre, ktoré sú dvojice. 
V knižnici Keras sa na z jednodušenie siete používa Flatten vrstva. V P y T o r c h sa to definuje 
ako zmena pohľadu (view), k torá m á dva v s tupné parametre. Jej v s tupné parametre sú 
veľkosť modelu a -1. Parameter -1 hovorí, že sa to m á rozt iahnuť. Dropout vrstva sa prepíše 
veľmi ľahko. Sú to veľmi p o d o b n é zápisy až na zloženie pomocou R e L u aktivačnej funkcie. 

Najzložite jš ie sa prepisuje Dense vrstva, k torá celú sieť z jednodušu je do jedného čísla. 
Implementác ia Dense vrs tvy v knižnici Keras je j ednoduchá . Zavolá sa Dense s dvoma pa
rametrami. V knižnici P y T o r c h je to zložitejšie, pretože sa používa ako l ineárna funkcia. 
L ineárna funkcia m á dva parametre. P r v ý parameter je v s t u p n á hodnota. V tejto hod
note treba zobrať do úvahy šírku a výšku obrázka . Tieto parametre sa vynásob ia spolu 
s predchádza júcou výs tupnou hodnotou. Druhý parameter je v ý s t u p n á hodnota. 

Vo funkcii pre vytvorenie modelu sa v knižnici Keras nakoniec kompiluje model so stra
tovou funkciou a opt imal izá torom. To sa v knižnici P y T o r c h robí až pr i tvorení algoritmu 
učenia. Implementác ia s táva júceho modelu je rozšírená o vylepšenie akt ivačnej funkcie. Pre 
toto rozšírenie sa musel model upraviť tak, aby bolo možné vymeniť funkciu pomocou pa
rametra. Muse la byť upravená metóda /orwani , k torá najprv model implementovala priamo. 
M e t ó d a m á v sebe t r i podmienky, ktoré určujú model s danou akt ivačnou funkciou. 

5.4 Implementácia metód súvisiacich s tvorbou databázy 

Podkapi to la sa bude zaoberať implementáciou m e t ó d súvisiacich s tvorbou da tabázy . K o n 
krétne sa j e d n á o popísanie implementácie predspracovania pomocou Gáborovho filtra, 
implementác ia pr ípravy anotáci í čistých odtlačkov prsta a implementác ia vytvorenia data
bázy. 
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5.4.1 I m p l e m e n t á c i a predspracovan ia 

V podkapitole 4.3.4 sa rozoberalo, že v implementáci i bude použitý G á b o r o v filter. Jeho 
implementác ia vychádza z rovnice pre 2D G á b o r o v u funkciu [27]. T á t o funkcia je zobrazená 
v rovnici 5.1. 

,r> 9 '9 f 

X ~\- T U X 
f (x, y; A, 9, tp, a, 7 ) = exp( —= )exp{i(2n— + tp)) (5.1) 

Reá lna časť je zobrazená na rovnic i 5.2 
,r> 9 '9 f 

X ~\- T U X 
/ ( x , y; A, 9, tp, a, 7 ) = exp( )cos(2ir— + tp) (5.2) 

Imag inárna časť je zobrazená na rovnic i 5.3. 

'1 _j_ 2 '2 ' 
/ ( x , y; A, 9, tp, a, 7 ) = exp(--—  1 - )sin(2Tr^- + tp) (5.3) 

Pre funkcie je nutné ešte zadefinovať x' & y . Rovnica pre x' je x = xcos9 + ysin9. Rovnica 
pre y je y = —xsin9 + ycos9. V rovniciach jednotl ivé premenné prezentujú nas ledujúce: 

• A označuje vlnovú dĺžku sínusového faktoru. 

• 9 označuje orientáciu normály k rovnobežným pruhom Gáborove j funkcie. 

• tp označuje fázový posun. 

• a označuje smeroda tnú odchýlku. 

• 7 označuje priestorový pomer s trán. 

• a; je š írka obrázka . 

• V J e vý ška obrázka . 

Gáborov filter je implementovaný ako trieda. Kons t ruktor m á dva povinné parametre. 
P r v ý m je count, ktorý značí koľkokrát sa m á aplikovať G á b o r o v filter. Nas ledujúc i para
meter angle hovorí, o koľko v k a ž d o m kroku sa posunie uhol v ý p o č t u Gáborovho filtra. 
V implementáci i sú nas tavené tieto parametre na hodnoty šesť a t r idsať s tupňov. N a d in
štanciou tr iedy sa zavolá m e t ó d a image_after_gabor, k torá m á jeden parameter. Tento 
parameter je obrázok do Gáborovho filtra. 

5.4.2 P r í p r a v a a n o t á c i e z d r a v ý c h o d t l a č k o v p r s t a 

Príprava anotáci í zdravých odtlačkov prstov bolo nutné implementovat z dôvodu predpríp-
ravy komplet celej da tabázy . Anotác i a je tiež ako G á b o r o v filter implementovaná ako trieda. 
Konst ruktor m á dva parametre. P r v ý parameter je zdrojová d a t a b á z a a druhý parameter 
je cieľová d a t a b á z a . Zdrojová d a t a b á z a sa odkazuje na priečinok s čistými odt lačkami bez 
ochorenia. Cieľová d a t a b á z a je priečinok, kde sa uloží obrázok s anotác iami s čistými od
t lačkami. 

Anotovanie sa pust í pomocou zavolania m e t ó d y mark_clear_Jingerprint. S a m o t n é ano-
tovanie funguje tak, že sa prechádza k a ž d ý m obrázkom v priečinku. N a d k a ž d ý m obrázkom 
sa vygeneruje pä ť pseudonáhodných výrezov z obrázka a ich súradnice s označením, že je to 
clear. T ie to súradnice sa uložia do J S O N súboru a obrázok sa prekopíruje. Toto anotovanie 
je zobrazené na algoritme 5.3 
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class ClearAnnotation: 

def generate values(self, max value): 
while True: 

axe min = rand.randint(self. MIN V A L U E , max value) 
axe max = rand.randint(self. MIN V A L U E , max value) 

if self. M I N _ D I S T A N C E < axe_max - axe_min < self. M A X _ D I S T A N C E : 
break 

return axe min, axe max 

def generate pseudo random parts(self, width, height): 
dataset = [] 

for i~in range(5): 
x min, x max = self. generate values(width) 
y min, y max = self. generate values(height) 

dataset.append({"Type": "clear", "p i " : [x min, y min], "p2": [x max, y max]}) 
return dataset 

def mark clear fingerprint (self): 

clear images = os.listdir(self. directory) 
count = 0 

for file in clear images: 
print("Marking clear fingerprint... ", int((count / len(clear images)) * 100), "%") 

file name, = file.split(V) 
image = cv2.imread(self. directory + file) 
height, width, = image.shape 
target file name = self. marked clear + "/" + file name + ".json" 

with open(target file name, 'w') as out file: 
json.dump(self. generate pseudo random parts(width, height), out file) 

cv2.imwrite(self. marked clear + "/" + file name + ".png", image) 
count +=1 

Algori tmus 5.3: Anotovanie zdravých odtlačkov prstov 

5.4.3 I m p l e m e n t á c i a v y t v o r e n i a d a t a b á z y 

Implementác ia vychádza z návrhu spracovania odtlačkov prstov, k torá je p o p í s a n á v pod
kapitole 4.3.4 a z návrhu konfiguračného súboru pre tvorbu d a t a b á z , k torá je pop í saná 
v podkapitole 4.3.2. V tejto podkapitole bolo zmienené, že d a t a b á z a sa vytvorí pred tréno
vaním siete. T á t o zmena je vykonaná kvôli optimalizáci i p r i učení siete. Hlavný skript sa 
volá create_database_main.py, v k torom je zakomponovaná logika parsovania konfigurač
ného súboru a zavolania tr iedy CreateDatabase, kde je implementovaná celá funkcionalita. 

Volanie hlavného algori tmu na vytvorenie d a t a b á z y sa volá m e t ó d o u invoke_option. 
T á t o hlavná m e t ó d a zodpovedá za rozhodnutie, čo sa vykoná. J e d n á sa o funkcionalitu 
odstránenie priečinkov, vytvorenie anotácie , alebo s amo tné vytvorenie d a t a b á z y danej ka
tegórie. Vytvorenie d a t a b á z y spočíva v niekoľkých krokoch. Oreže sa obrázok pre trénovaciu 
a val idačnú d a t a b á z u . Nás ledne sa použi je na takto orezaný obrázok G á b o r o v filter, ktorý 
bol popí saný v podkapitole 5.4.1. Nás ledne sa na obrázok aplikuje rozmazanie a nakoniec 
sa použi je binárne prahovanie s O T S U prahovaním. Š t r u k t ú r a d a t a b á z y je implementovaná 
z návrhu š t ruktúry databázy , k torá je p o p í s a n á v podkapitole 4.3.3. P r i ukladaní obrázkov 
sa zapíše do jednotl ivých csv súborov pre trénovanie, val idáciu a predikciu re lat ívna cesta 
k obrázku a jeho trieda v číselnej podobe. 
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5.5 Implementácia trénovania 
Nas ledu júca podkapitola bude rozoberať implementáciu trénovania. V tejto podkapitole 
budú popí sané , ako sú v implementáci i zakomponované jednotl ivé vylepšenia z podkapi
toly 4.2. Trénovanie je implementované v learn_cnn.py. V tomto súbore je trieda, k torá sa 
s t a rá o celé trénovanie. Konš t ruktor m á jeden povinný parameter a to logger, k to rým sa 
nastavuje v las tné logovanie udalost í v skripte. Trieda m á t r i verejné metódy. D r u h á verejná 
m e t ó d a sa volá load_configuration(). T á t o m e t ó d a m á načí tať konfiguračný súbor do pre
mennej, odkiaľ sa budú brať informácie pre trénovanie. Pos ledná verejná m e t ó d a je learnQ. 
Metoda , k torá volá privátne m e t ó d y na učenie siete. Trénovací proces a jeho nastavenie je 
zložitejšie ako pr i použit í A P I Keras . V nasledujúcich podkapi to lách bude rozobraté vytvo
renie trénovacej da tabázy , val idačnej da tabázy , ich inicializácia nastavenie siete a nakoniec 
s amotné trénovanie. 

5.5.1 V y t v o r e n i e n a č í t a n i a o b r á z k o v z d a t a b á z y a jej i n i c i a l i z á c i a 

A k o bolo spomínané v podkapitole 5.1.2, tak P y T o r c h m á vs tavané d a t a b á z y a ich načíta
nie, ale ak sa chce použiť v l a s tná d a t a b á z a , tak je potrebné vytvoriť aj v las tné načítanie 
tejto da tabázy . Toto načítanie je implementované v triede FingerPrintDataset. T á t o trieda 
m á ako predka Dataset. Trieda musí zdediť tú to tr iedu z dôvodu, že P y T o r c h pracuje 
s m e t ó d a m i s tejto triedy. Konš t ruktor m á dva povinné parametre a jeden voliteľný. P r v ý m 
parametrom je priečinok, kde sa nachádza csv súbor . Druhý parameter je názov csv súboru . 
Posledný parameter definuje transformácie nad obrázkom. 

Inicializácia trénovacej a val idačnej d a t a b á z y je vytvorená funkciou create_loader. 
Funkcia vygeneruje inštanciu pre načítanie trénovacej a val idačnej da tabázy . Funkcia m á 
dva parametre. P r v ý m parametrom je cesta a druhý parameter je názov súboru v csv 
formáte . Tento súbor obsahuje relatívne cesty k vyrezaným obrázkom a ich tr iedu v číselnej 
podobe. T á t o funkcia ešte vy tvára trénovaciu alebo validačnú d a t a b á z u pre zmenu modelu 
na predtrénovaný model. 

T y p y transformáci í obrázku je definovaná pomocou lambda funkcie, k torá je zobra
zená na algoritme 5.4. L a m b d a funkcia m á jediný parameter, a to veľkosť obrázka , ktorý 
je rozdielny pre model z bakalárske j práce [70], Inceptionv3 model z podkapito ly 3.10.3 
a Resnet50 z podkapito ly 3.10.4 

self. transform = lambda x: Compose([RandomVerticalFlip(), RandomHorizontalFlipQ, 
Resize((x, x)), ToTensor()]) 

Algori tmus 5.4: Transformácia pomocou lambda funkcie 

5.5.2 T r é n o v a n i e 

P r e d s a m o t n ý m trénovaním sa musia nastavi ť parametre stratovej funkcii , a aký opt imal i
zátor bude použitý. A b y sa mohla sieť učiť na grafickej karte, tak je potrebné zist iť , či sa 
nachádza na stroj i grafická karta . A k áno, tak sa sieť prepne na grafickú kartu . 

S a m o t n é trénovanie je implementované tak, že prvý cyklus for hovorí, koľko epoch sa 
vykoná. Sieť sa trénovala na sto epochách. Nasleduje trénovacia časť , kde sa nač í t a jú d á t a 
z nač í tania da tabázy . T u sa musí tiež kontrolovať, či sa trénuje na grafickej karte, aby sa aj 
d á t a a triedy prepli na grafickú kar tu . Nás ledne sa pošle d á v k a obrázkov do siete. P o dávke 
sa vypoč í t a strata trénovania. Implementovaná je kontrola učenia po definovanom p o č t u 
iterácii v epoche. V tejto validácii sa zistí, ako sa trénovaniu darí . A k sa model lepšie naučil , 
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tak sa zapíše stav modelu, ktorý je rezprezentovaný slovníkom v Pythone s definovanými 
váhami , epocha a úspešnos ť . Algor i tmus je implementovaný tak, že do súboru uloží len 
naj lepší model . Učiaci proces je zobrazený na dvoch algoritmoch. P r v ý algoritmus 5.5 zo
brazuje prvý cyklus for. V ňom je vidieť, že validačný proces je vyt iahnutý do samostatnej 
metody. Podobne aj uloženie naj lepšieho modelu je vyt iahnutý do samostatnej metódy. 

def learning proces(self, train dataloader, validation dataloader, optimizer, loss 
min valid loss = np.inf 

_function): 

for epoch in range(self. config.epochs()): 
number images = 0 
train loss = 0.0 
self. cnn model.train() 
for batch idx, (data, labels) in enumerate(train dataloader, 0): 

if self. is gpu available: 
data, labels = data.cuda(), labels.cuda() 

optimizer.zero grad() 
target = self. cnn model(data) 
loss = loss function(target, labels) 
loss.backward() 
optimizer. step() 
train loss += loss.item() * data.size(O) 
number images += self. config.batch size() 

if batch idx % self. config.batch size() == 0 and batch idx != 0: 
min valid loss = self. validation proces( 

batch idx, data, epoch, loss function, min valid loss, 
number images, train loss, validation dataloader 

) 

if self. config.training stepsQ == batch idx: 
break 

self. save trained model to file() 

Algori tmus 5.5: Trénovací proces. 

Druhý algoritmus je čas ťou učiaceho algoritmu, ktorý s p ú š ť a validáciu nad d a t a b á z o u 
a naučeným modelom. Algor i tmus m á za úlohu validovať natrénovaný model . V prvom 
kroku sa musí prepnúť model z trénovacieho m ó d u do m ó d u , kde model vykonáva predik
ciu. Celý algoritmus beži v cykle for. V cykle je podmienka, k torá môže ukončiť validačný 
proces skôr ako je celá d a t a b á z a . V cykle sa testuje sieť v určitých dávkach vzorkov, z kto
rých sa vypoč í ta , koľko obrázkov je označených správne a koľko je zle. Nás ledne sa vypoč í ta 
va l idačná odchýlka a presnosť daného modelu. P o skončení c y k l u sa model uloží do pre
mennej a algoritmus vrát i novú vypoč í tanú val idačnú chybu pokiaľ sa zvýši la presnosť . 
V opačnom pr ípade posiela s t a rú val idačnú chybu. P o trénovacom procese sa uloží model 
do súboru . Zároveň s modelom sa uložia informácie o modeli v J S O N súbore . Tieto informá
cie sú použi té pre načítanie modelu zo súboru . N a nas ledu júcom algoritme 5.6 je zobrazený 
J S O N súbor . 

~{ 
"activation function": 0, 
"bp model": true, 
"number of_outputs": 3, 
"pretrained model": 0, 
"trained gpu": true 

} 

Algori tmus 5.6: Informácie o uloženom modeli . 
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5.6 Implementácia klasifikátora 
Implementác ia klasif ikátora je inšpirovaná z bakalárske j práce [70]. Inšpiruje sa hlavne algo
r i t m o m klzavého okna, ktorý sa používa na detekciu a klasifikáciu. Implementác ia klasifiká
tora je podobne na implementovaná ako implementác ia učiaceho procesu. P r v ý m krokom je 
vytvorená obá lka v skripte, ktorý sa nazýva predict_cnn_main.py. Tento skript s p ú š ť a par-
sovanie argumentu na získanie cesty k u konfiguračnému súboru . Tento konfiguračný súbor 
je popí saný v podkapitole 4.5.2. V hlavnom skripte sa volá inštancia triedy PredictCNN. 
Konstruktor tr iedy m á jeden parameter. Tento parameter je v l a s tná implementác ia ladia
cich výpisov. Nás ledne trieda PredictCNN obsahuje t r i verejné metódy. P r v á m e t ó d a sa volá 
update_configuration_path(), k torá m á jeden parameter. Parametrom je cesta k u konfigu
račnému súboru . Ďa l šou verejnou metódou je load_configuration(). T á t o m e t ó d a m á za 
úlohu nač í ta ť konfiguračný súbor do vnútornej reprezentácie pre skript . Pos ledná verejná 
m e t ó d a je predict(). T á t o m e t ó d a s p ú š ť a detekciu a klasifikáciu. 

Detekcia a klasifikácia je možná ako pre s amotný súbor , tak aj pre celý priečinok. 
Rozhodovanie o tom, či sa bude detekovat a klasifikovať priečinok alebo s amotný súbor 
sa rozhoduje vo verejnej metóde predict(). Rozhodovanie je vytvorené pomocou if-elif-else 
konstruktu, k torým sa v Pythone imlementuje konstrukt case z j azyka C. P r v á podmienka 
hovorí o tom, či používateľ nastavil priečinok pre preidkciu. A k áno, tak sa predikuje a kla
sifikuje celý priečinok. A k nie je priečinok nastavený, kontroluje sa nastavenie súboru . A k 
je súbor nastavený, tak sa predikuje súbor . V opačnom pr ípade sa vypíše do logu varovanie, 
že sa nič nepredikovalo. 

Nas ledujúci algoritmus 5.7 zobrazuje samotný algoritmus detekcie a klasifikácie pomo
cou klzavého okna. Z algoritmu je vidieť, že algoritmus končí, ked dosiahne hodnotu posunu 
klzavého okna. Tento parameter sa nastavuje v konfiguračnom súbore . Podobne ako učiaci 
proces, tak aj detekcia a klasifikácia funguje generickým spôsobom. Nas ledu júce podkapi
toly popi su jú jednotl ivé generické algoritmy. 
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while sliding window < self. config.end size sliding window(): 
predict height = 0 
predict width = 0 
while True: 

if predict width + sliding window >= width: 
predict width = 0 
predict height += step 

else: 
predict width += step 

if predict height + sliding window >= height: 
break 

if predict width > width: 
predict width = width — 1 

if thresh is None: 
continue 

probabilities = self. predict with image model( 
sliding window, image, self. cnn model, predict width, predict height) 

if self. is greater than first (probabilities): 
index list = self. get damage from probabilities and threshold( 

self. load fingerprint damage.get list fingerprint damages(), 
probabilities) 

if index_list == self. N O T _ V A L I D _ I N D E X : 
continue 

else: 
damage = self. load fingerprint —damage.get list fingerprint damages() [index list] 
hits frames. app end (self. get frame ( 

damage, sliding window, probabilities [index list], predict width, predict height) 

step = self. update_min_size_step(int(step / 2), self. MIN_SIZE_STEP) 
hit += 1 

else: 
step = self. update max size step(step * 2, self. config.max stepQ) 

sliding window += self. config.sliding window size() 

Algori tmus 5.7: Detekcia a klasifikácia pomocou klzavého okna. 

5.6.1 G e n e r i c k é a l g o r i t m y pre p r e d i k c i u a k l a s i f i k á c i u 

Použit ie nižšie generických algoritmov je zobrazené v algoritme 5.7. G e n e r i c k ý algorit
mus detekcie z modelu popisuje získanie pravdepodobnos t í , k torá tr ieda sa nachádza 
na výreze, ktorý ide do modelu. J e d n á sa o m e t ó d u predict_with_image_model. Algo
ritmus m á pä ť parametrov. P r v ý m parametrom je aktuá lne posunutie klzavého okna. Ďalš i 
parameter je aktuá lny obrázok. Nás ledne je natrénovaný model a posledné dva parametre 
sú š írka a v ý š k a pre predikciu. M e t ó d a vracia pole pravdepodobnost í , k torá trieda a aké 
ochorené sa na výreze nachádza . 

Ďa l š ím generickým algor i tmom je algoritmus pre kontrolu p r a v d e p o d o b n o s t í . 
J e d n á sa o m e t ó d u is_greater_than_Jirst. Algor i tmus učenia a aj klasifikácie je na-
implementovaný tak, že ako prvú tr iedu očakáva čistý odt lačok prsta. Z tohto dôvodu sa 
kontroluje, či p ravdepodobnos ť v pol i je väčš ia než prvý prvok, ktorý je zdravý odt lačok 
prsta. Tento algoritmus vracia logickú hodnotu pravda alebo nepravda. P r a v d u vrát i , ak 
index je rozdielny od nula. V opačnom pr ípade vrát i nepravdu. 
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Posledný algoritmus je g e n e r i c k ý algoritmus pre u r č e n i e p o š k o d e n i a o d t l a č k u 
prsta. J e d n á sa o m e t ó d u get_damage_J'rom_probabilities_and_threshold. Algor i tmus 
používa list s definovanými poškodeniami , ktorý je definovaný v podkapitole 4.3.1. Algor i t 
mus funguje tak, že prechádza pravdepodobnosti jednu po druhej. Vyberie p ravdepodobnos ť 
a skontroluje, či je na jväčš ia p ravdepodobnos ť . A k je, tak sa skontroluje ešte prah pre danú 
chorobu. A k je hodnota väčš ia ako prah, tak sa vrát i index s d a n ý m poškodením odt lačku 
prsta. V opačnom pr ípade sa vrát i -1. 

5.7 Implementácia testovania 

Implementác ia testovania je rovnako ako implementác ia trénovania a implementác ia klasi-
fikátora úplne nová a skript je vytvorený pre testovanie rôzneho p o č t u tr ied pr i trénovaní 
a klasifikácií. Implementác ia testovania preberá myšlienky testov ako je test plochy a test 
správneho určenia z riešenia, ktoré je rozširované. P r e d implementáciou testovania b u d ú 
popí sané tieto testy. 

Test plochy je d ruh testu, ktorý s k ú m a dve oblasti . P r v o u oblasťou je koľko plochy bolo 
označené správne , koľko nesprávne a koľko z celkovej plochy sa neoznačilo. D r u h á oblasť 
určuje koľko plochy je označenej mimo anotác ie . Ú d a j e sú poč í tané v percentách, kvôli 
rôznej veľkosti obrázka . V princípe ide o dvojprechodný cyklus. V prvom cykle sa n á j d u 
všetky označené plochy z klasif ikátora. V druhom cykle sa prejde s reálnymi anotác iami 
a porovnáva sa, ako sa klasifikátor trafi l alebo netrafil . [70] 

Test s p r á v n e h o u r č e n i a je d ruh testu, ktorý s k ú m a tiež ako test plochy dve oblasti . 
P rvá oblasť je a k á je ú spe šná sieť. D r u h á oblasť testuje, koľko falošne pozit ívnych ocho
rení sieť označila . Tento test prechádza j e d n ý m cyklom. N a č í t a sa anotác ia z klasif ikátora 
a anotác ia s poškodeným odt lačkom prsta. P r i prechádzaní týmito anotác iami môžu nas t a ť 
t r i s i tuácie . P r v o u s i tuáciou je, že klasifikátor určil správne dané ochorenie. D r u h á situ
ácia je, že n á j d e ochorenie, ale jej priradí zlý typ ochorenia. Pos ledná s i tuác ia je, že označí 
neexistujúce ochorenie. N a konci testu sa používateľovi vypíše percentuálne ako sa darilo. 
[70] 

Po definovaní týchto testov sa môže popí sa ť implementác ia testovania. Rovnako ako 
trénovanie a predikcia bude testovanie implementované v hlavnom skripte, ktorý sa volá 
test_cnn_main.py. V tomto skripte bude rovnako implementované parsovanie pre získa
nie konfiguračného súboru pre testovanie. S a m o t n é testovanie je implementované v triede 
TestCNN v súbore test_cnn.py. Konš t ruktor tr iedy je jeden parameter. Tento parameter 
slúži na vypisovanie vlastných ladiacich výpisov do konzoly alebo do súboru . Trieda m á t r i 
verejné metódy. P r v á m e t ó d a update_configuration_path() m á jeden parameter. V para
metr i sa ukrýva cesta k u konfiguračnému súboru , kde sú zadefinované všetky potrebné veci 
pre testovanie. Nas ledu júcou verejnou m e t ó d o u je load_configuration(). T á t o m e t ó d a nač í ta 
konfiguráciu do vnútornej reprezentácie skr iptu . Pos ledná verejná m e t ó d a je test(). V tejto 
metóde sa volá s amotné testovanie po predikci i . V ý s t u p z testu správneho určenia sú J S O N 
súbory pre jednotl ivé odtlačky, v ktorých je počet správnej triedy, nesprávnej triedy, faloš
nej poz i t iv i ty a celkový počet určení. Po testovaní je vytvorený jeden súhrnný J S O N súbor , 
kde sú zobrazené výsledky pre celý priečinok. Podobne je to pre test správneho určenia. 
Zmenou sú úda je , ktoré sa v J S O N súbore uk lada jú . T ý m i t o ú d a j m i sú správne označená 
plocha, zle označená plocha, plocha bez označenia a posledný ú d a j podiel označenej plochy 
mimo anotáci í . Po tomto sa zavolá ešte skript hit_area_check_percentage.py, ktorý tieto 
úda je prevedie do percent a uloží to do posledného J S O N súboru. 
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Kapitola 6 

Testovanie a výsledky 

K a p i t o l a sa zaoberá tes tovaním a zhodnotením výsledkov. Testovanie prebieha nad konvo-
lučnými neurónovými s ieťami, ktoré používa jú t r i rôzne akt ivačně funkcie. Konkrétne sú 
to ReLu, leaky ReLu atanh. T ieto t r i konvolučné siete bol i trénované nad d a t a b á z o u A 
a d a t a b á z o u A 6 , kde vzniklo šesť mutáci i natrénovaných konvolučných sieti. Testovanie je 
rozdelené do podkapi to l . P r v á podkapi to la bude porovnávať veľkosť natrénovaného modelu 
z diplomovej práce a z bakalárske j práce [70]. Nás ledne sa porovná nad rovnakou d a t a b á z o u 
rýchlosť detekcie. P o týchto testoch a porovnaniach sa prejde na s amotné testovanie plochy 
a správneho určenia. Ďale j b u d ú testované siete trénované na rôznych trénovacích d a t a b á 
zach. Pokiaľ to nebude určené inak tak, v nasledujúcich podkapi to lách sa b u d ú označovať 
trénovacie d a t a b á z y následovne: 

• databáza A obsahuje syntetické odt lačky z S F i n G e , č iastočne N I S T D B 4 [71] a reálne 
odt lačky prstov. N a d touto D a t a b á z o u bo l použi tý G á b o r o v filter s p o č t o m krokov 
nula a s posunom v k a ž d o m kroku o 30 s tupňov. Zloženie d a t a b á z y je 15000 zdravých 
vzoriek, 15000 s dyshidrózou, 15000 s bradavicami, 150 s psoriáziou. Tento počet je 
nízky, kvôli použit iu iba reálnych odtlačkov. 15000 vzoriek s ekzémom, 15000 vzoriek 
s rôznym t lakom a 15000 s vlhkosťou. 

• databáza A6 obsahuje syntetické odt lačky z S F i n G e , č ias točne N I S T D B 4 [71] a re
álne odt lačky prstov. N a d touto D a t a b á z o u bo l použi tý G á b o r o v filter s p o č t o m kro
kov šesť a s posunom v k a ž d o m kroku o 30 s tupňov. Zloženie d a t a b á z y je 15000 
zdravých vzoriek, 15000 s dyshidrózou, 15000 s bradavicami, 150 s psoriáziou. Tento 
počet je nízky, kvôli použit iu iba reálnych odtlačkov. 15000 vzoriek s ekzémom, 15000 
vzoriek s rôznym t lakom a 15000 s vlhkosťou. 

Ďale j pokiaľ nebude uvedené inak, tak testovacie d a t a b á z y sú definované následovne: 

• databáza AB - testovacia d a t a b á z a s 37 zdravými odt lačkami . 

• databáza B - testovacia d a t a b á z a s 10 zdravými odt lačkami , 10 odtlačkov s chorobou 
dyshidróza a 10 odtlačkov s chorobou bradavice. Tieto odt lačky sú zmesou synta-
tických odtlačkov, N I S T D B 4 a reálne odt lačky prstov. D a t a b á z a je podmnožinou 
d a t a b á z y C , kvôli porovnaniu novej siete so s ieťou z bakalárske j práce . 

• databáza C - testovacia d a t a b á z a s 10 zdravými odt lačkami , 10 odtlačkov s chorobou 
dyshidróza a 10 odtlačkov s chorobou bradavice. Ďale j sú to 3 odt lačky s chorobou 
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psoriáza , 10 odtlačkov s ekzémom, 10 odtlačkov s poškodením pr i snímaní t lakom. Po
sledných 10 odtlačkov prstov m a j ú poškodenie pr i snímaní spôsobené vlhkosťou. Tieto 
odt lačky sú zmesou syntat ických odtlačkov, N I S T D B 4 a reálne odt lačky prstov. 

6.1 Testovanie zmeny A P I Keras na PyTorch 
J e d n ý m z prvých testov, ktoré sa d a j ú spraviť p r i zmenení A P I Keras na P y t o r c h je test 
veľkosti modelu. Test sa zameriava koľko p a m ä t e je potrebné na uloženie modelu, ktorý 
je natrénovaný pomocou knižnice Keras a koľko p a m ä t e z a b e r á model naučený pomocou 
P y T o r c h . Nas ledujúc i graf 6.1 ukazuje koľko p a m ä t e v megabajtoch je potrebné pre modely. 
N a vodorovnej čast i grafu m á m e modely a na vertikálnej osi m á m e veľkosť v M B . Z grafu je 
vidieť, že model natrénovaný pomocou A P I Keras m á 48,6 M B . M o d e l trénovaný pomocou 
P y T o r c h m á 19,6 M B . M o d e l natrénovaný pomocou P y T o r c h je po zaokrúhlení na dve 
desat inné miesta o 59,67 % menší než model trénovaný pomocou knižnice Keras. 

Veľkosť modelu v MB 
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0 

API Keras model PyTorch model 

Obrázok 6.1: Veľkosť modelov v M B . 

Ďalš í všeobecný test, ktorý sa d á spraviť je test rýchlosti predikcie a klasifikácie. Test 
testuje rýchlosť predikcie a klasifikácie na obidvoch d a t a b á z a c h . Výsledky sú zobrazené na 
grafe 6.2. Zvislá časť na grafe označuje počet minút strávených na predikciu a klasifikáciu. 
Horizontálna časť grafu je uložená do dvoch klastrov. P r v ý kluster zobrazuje počet stráve
ných minút pr i predikci a klasifikácii pomocou modelu A P I keras. V tomto klastr i je najprv 
zobrazený počet minút pre predikciu zdravých odtlačkov a potom zmiešaných. Druhý kláš
ter zobrazuje to isté , ale pre model trénovaný pomocou P y T o r c h . Z grafu je vidieť, že čas 

Čas potrebný pre predikciu a klasifikáciu 

API Keras PyTorch 

• Zdravé odtlačky H Zmiešané odtlačky 

Obrázok 6.2: Č a s s trávený pr i predkcii a klasifikácii. 
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strávený čistými odt lačkami je pr i modelu s A P I keras 40 minút a pr i P y t o r c h je to 15 
minút. P r i predikcii zdravých odtlačkov prstov je vidieť, že sa dokázalo pomocou modelu 
P y T o r c h znížiť čas predikce a klasifikácie o 62,5 %. P r i zmiešaných odtlačkoch A P I Keras 
strávil 55 minút predikciou a klasifikáciou a P y T o r c h model 28 minút . P r i zmiešaných od
tlačkov je časová ú s p o r a predikcie a klasifikácie znížená po zaokrúhlení na dve desat inné 
miesta o 49,1 %. 

6.2 Testovanie zmeny modelu 

Pre účely vylepšenia sa testovalo aj zmena modelu a to na t r i možnost i . P r v ý m skúšaným 
modelom b o l Resnet50. Druhým bo l testovaný predtrénovaný model Inceptionv3 a z triedy 
zbytkových sietí bo l ešte navyše zobratý Resnet l52 . Tento test nebol ani prevedený. P r i 
trénovaní došlo k z lyhaniu učiaceho procesu, všetky t r i modely sú trénované na farebných 
obrázkoch. Prob lém nastal, ked sa zmenila prvá konvolučná vrstva. Pre špecifické potreby 
ako sú odtiene sivej je zapotreby upraviť celý kód k predtrénovaným modelom. T ý m t o sa 
s t ráca výhodnosť použi t ia predtrénovaného modelu, ako bolo spomínané v podkapitole 3.10. 
Využiť predtrénovaný model , kde by všetky kaná ly bol i v odtieni sivej. To by znamenalo, že 
obrázok by bo l do siete pos laný tr ikrát . Tento postup b o l zamietnutý z logického hľadiska. 
Kopírovať do troch kanálov rovnaký obsah nie je dobré a nie je to pr í s tup , ktorý je pou
žívaný. Z tohto dôvodu, zostal model z bakalárske j práce pre trénovanie nových poškodení 
a rozšírený klasifikátor. 

6.3 Testovanie na určenie poškodenia 

K a p i t o l a sa zameriava na testovanie určenia typu choroby alebo poškodenia odt lačkov prs
tov. P r i tomto teste sa vychádza z implementácie testovania, ktoré je popí sané v kapitole 
5.7. K a p i t o l a rozoberie v nasledujúcich podkapi to lách testovanie podľa testovacej d a t a b á z y 
a trénovacej da tabázy . P r v á podkapitola 6.3.1 rozoberie testovanie nad d a t a b á z o u A B a tré-
novacou d a t a b á z o u A . D r u h á podkapitola 6.3.2 sa bude zameriavať na testovaciu d a t a b á z u 
A B a nad trénovacou d a t a b á z o u A 6 . Nas l edu júca podkapitola 6.3.3 zhodnotí testovanie 
nad testovacou d a t a b á z o u C a trénovacou d a t a b á z o u A . Š t v r t á podkapitola 6.3.4, popíše 
testovanie testovacej d a t a b á z y C a trénovacej d a t a b á z y A 6 . Predpos ledná podkapitola 6.3.5 
rozoberie testovanie nad d a t a b á z o u B a trénovacou d a t a b á z o u A . Pos ledná podkapitola 6.3.6 
popíše testovanie nad d a t a b á z o u B a trénovacou d a t a b á z o u A 6 . 

6.3.1 Tes tovac ia d a t a b á z a A B a t r é n o v a c i a d a t a b á z a A 

P r i testovaní tejto sady d a t a b á z sa zistilo, že falošná poz i t iv i ta 100 % vyš la len v dvoch prí
padoch poškodenia zo šiestich nad konvolučnými s ieťami leaky ReLu, ReLu a tanh. T ý m i t o 
poškodeniami sú choroby dyshidróza a ekzém. P r i os ta tných typoch chorôb a poškodení 
je falošná poz i t iv i ta nulová. N a nas ledu júcom obrázku 6.3 b u d ú zobrazené odt lačky prstov 
a konvolučné neurónové siete, ktoré označili dyshidrózu a ekzém na zdravých odtlačkoch 
prstoch. Z obrázka 6.3 je vidieť červenou farbou dyshidrózu. C y a n farbou je vidieť ochorenie 
ekzém, ktoré siete označili nad čistými odt lačkami prstov. 
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(a) Konvolučná sieť s ak-

tivačnou funkciou leaky 

R e L u . 

(b) Konvolučná sieť s ak-

tivačnou funkciou R e L u . 
(c) Konvolučná sieť s ak-

tivačnou funkciou tanh. 

Obrázok 6.3: Pr ík lad falošnej poz i t iv i ty nad zdravými odt lačkami prstov s trénovacou da
t a b á z o u A . 

6.3.2 Tes tovac ia d a t a b á z a A B a t r é n o v a c i a d a t a b á z a A 6 

Testovanie nad d a t a b á z o u A B a trénovacou d a t a b á z o u A 6 nie je tak úspešné ako pr i prvom 
teste. Konvolučné neurónové siete s akt ivačnou funkciou leaky ReLu a ReLu m a j ú falošnú 
poz i t iv i tu 100 % u piat ich zo šiestich skúmaných tr ied poškodenia odt lačku prsta. J e d n á 
sa o dyshidrózu, bradavice, ekzém, t lak a vlhkosť. U neurónovej sieti s akt ivačnou funkciou 
tanh sú to štyri tr iedy zo šiestich skúmaných. Konkrétne sa j e d n á o dyshidrózu, bradavide, 
ekzém a t lak. N a nas ledu júcom obrázku 6.4 b u d ú zobrazené odt lačky prstov, na ktorých sieť 
označila falošne ne jakú popí sanú chorobu. Pre pochopenie tohto obrázka je nutné poznať , 
ktoré farby patr ia ktorej chorobe. Bradavice m a j ú modrú farbu, ekzém m á cyan farbu, 
dyshidróza m á červenú, t lak m á žltú farbu a vlhkosť m á purpurovú farbu. 

/, > > T U - - " . . 

§11 
(a) Konvolučná sieť s ak

tivačnou funkciou leaky 

R e L u . 

(b) Konvolučná sieť s ak

tivačnou funkciou R e L u . 

(c) Konvolučná sieť s ak

tivačnou funkciou tanh. 

Obrázok 6.4: Pr ík lad falošnej poz i t iv i ty nad zdravými odt lačkami prstov s trénovacou da
t a b á z o u A 6 . 
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6.3.3 Tes tovac ia d a t a b á z a C a t r é n o v a c i a d a t a b á z a A 

K a p i t o l a sa bude zaoberať výs ledkami nad testovacou d a t a b á z o u C trénovacou d a t a b á z o u 
A . Výsledky budú popí sané v grafoch pre jednotl ivé ochorenia, aby bolo na grafe vidieť ako 
sa dar í j ednot l ivým konvolučným neurónovým s ieťam. 

P r v ý m ochorením je d y s h i d r ó z a . N a nas ledu júcom obrázku 6.5 je zobrazený graf, ktorý 
popisuje ako sa dar í určiť správna trieda, nesprávna tr ieda a falošná poz i t iv i ta . Z tohto grafu 
je vidieť, že naj lepš ie sa darilo sieti s akt ivačnou funkciou tanh. T á t o sieť určila správne 
56,33 %. Nás ledu je za ňou sieť s leaky ReLu. Označi la správnu tr iedu v 43,46 % pr ípadoch. 
Najhorš ie sa darilo sieti s ReLu. T á t o sieť označila správnu tr iedu v 43,17 % pr ípadoch. P r i 
označení nesprávnej triedy sa naj lepš ie darilo sieti s tanh funkciou. T á t o sieť označi la 39,45 
% nesprávnej triedy. Sieť s akt ivačnou funkciou leaky ReLu označila 42,7 % nesprávnej 
triedy. Sieť s ReLu funkciou označila nesprávnu tr iedu v 41,09 % pr ípadoch. Najmenej 
falošnej poz i t iv i ty m á sieť s tanh funkciou. Označi la len 4,22 %. Nás ledu je sieť s leaky 
ReLu, k torá označila falošnú poz i t iv i tu u 13,84 % pr ípadov. Pos ledná bola sieť s ReLu 
funkciou. T á t o sieť falošne pozit ívne označila 15,74 % prípadov. 

Test správneho určenia pre dyshidrózu nad testovacou databázou C 
s trénovacou databázou A 

100,00% 
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13,84% 1 5 < 7 4 % 
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nesprávna trieda falošná pozitivita 

• leaky ReLu • ReLu Btanh 

Obrázok 6.5: Test správneho určenia pre dyshidrózu nad testovacou d a t a b á z o u C a tréno
vacou A . 

Druhou chorobou je e k z é m . Výsledky sú zobrazené formou grafu na obrázku 6.6. Z tohto 
grafu vyplýva, že správnu tr iedu naj lepš ie určila sieť s ReLu funkciou. Označi la správnu 
tr iedu v 3,24 % pr ípadoch. Z a ňou je sieť s leaky ReLu funkciou. T á t o sieť označi la správnu 
tr iedu v 2,58 %. Na jhorš ie sa darilo sieti s funkciou tanh. T á t o sieť označila správne tr iedu 
v 2,22 % pr ípadoch. P r i nesprávnej triede sa naj lepš ie dari lo sieti s funkciou ReLu. Sieť 
nesprávnu tr iedu určila v 68,16 %. Sieť s funkciou tanh označila nesprávnu tr iedu 69,65 %. 
Na jhorš ia bola sieť s leaky ReLu. T á t o sieť označi la 69,78 % nesprávnej triedy. Najmenej 
označenú falošnú poz i t iv i tu m á sieť s leaky ReLu. Fa lošne pozit ívnu tr iedu označila v 27,64 % 
pr ípadoch. D r u h á je sieť s tanh. T á t o sieť falošne pozit ívnu tr iedu označila v 28,13 %. 
Pos ledná je sieť s ReLu funkciou. Falošnú poz i t iv i tu klasifikovala v 28,6 %. 
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Obrázok 6.6: Test správneho určenia pre ekzém nad testovacou d a t a b á z o u C a trénovacou 
A . 

Ďal šou sledovanou chorobou je p s o r i á z a . T á t o choroba m á vo všetkých pr ípadoch 0 %. 
Znamená to, že p r i tak nízkych počtoch odtlačkov prstov, sieť nebola schopná vôbec roz
poznať správnu tr iedu. Dobré je, že ked odt lačok prsta nebude obsahovať psor iázu tak j u 
vôbec neoznačí ako falošne pozit ívnu, alebo nesprávnu tr iedu. 

Bradavica je posledné sledované ochorenie. A j u tohto ochorenia bude zobrazený graf 
na obrázku 6.7. P r i určení správnej tr iedy sa naj lepš ie darilo sieti s tanh. T á t o sieť označila 
správnu tr iedu v 22,73 % pr ípadoch. Nás ledu je sieť s ReLu . T á t o sieť označila správnu 
tr iedu v 7,32 %. Pos ledná je sieť s funkciou leaky ReLu. Označenie správnej triedy tvorí 
5,98 %. P r i nesprávnej triede sa naj lepš ie darilo sieti s tanh. T á t o sieť nesprávnu tr iedu 
určila v 72,37 %. Za ňou nasleduje sieť s ReLu. T á t o sieť nesprávnu tr iedu klasifikovala 
v 85,58 %. Pos ledná je sieť s leaky ReLu. Klasif ikovala nesprávnu t r iedu v 88,89 %. U sieti 
s tanh funkciou bola falošná poz i t iv i ta 4,9 %. Fa lošná poz i t iv i ta u sieti s leaky ReLu je 
5,13 %. A sieť s ReLu klasifikovala falošnú poz i t iv i tu u 7,1 % prípadov. 

Test správneho určenia pre bradavicu nad testovacou databázou C 
s trénovacou databázou A 

správna trieda nesprávna trieda falošná pozitivita 

• leaky ReLu • ReLu atanh 

Obrázok 6.7: Test správneho určenia pre bradavicu nad testovacou d a t a b á z o u C a trénova
cou A . 
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P r v ý m poškodením pr i snímaní , k torým sa test zaoberá je v l h k o s ť . Rovnako ako u cho
rôb, tak aj p r i poškodeniach budú výsledky zobrazené na obrázku s grafom. Tento graf je 
zobrazený na obrázku 6.8. Z grafu vyplýva, že sa naj lepš ie darilo sieti s ReLu určiť správnu 
tr iedu. U tejto sieti to bolo 47,75 %. Nás ledu je za ňou sieť s leaky ReLu. T á t o sieť správnu 
tr iedu klasifikovala v 45,59 % pr ípadoch. Na jhorš ie sa darilo sieti s tanh funkciou. T á t o 
sieť klasifikovala 39,32 % správnej triedy. Nesprávnu tr iedu klasifikovala sieť s leaky ReLu 
v 29,21 % pr ípadoch. 42,14 % nesprávnej tr iedy klasifikovala sieť s ReLu. Sieť s tanh ozna
čila nesprávnu tr iedu v 27,36 % pr ípadoch. U falošnej poz i t iv i ty sa naj lepš ie darilo sieti 
s ReLu. T á t o sieť označila iba 10,11 % falošne pozit ívnu tr iedu. U sieti s leaky ReLu to je 
25,2 %. Sieť s tanh označila falošne pozit ívne 33,32 %. 
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Obrázok 6.8: Test správneho určenia pre vlhkosť nad testovacou d a t a b á z o u C a trénovacou 
d a t a b á z o u A . 

Pos ledným s k ú m a n ý m poškodením pr i snímaní je tlak. Výsledky s testovania sú zobra
zené na obrázku 6.9 vo forme grafu. Z tohto obrázka vyplýva, že naj lepš ie správnu tr iedu 
určila sieť s ReLu. U tejto sieti to je 45,38 %. Sieť s leaky ReLu klasifikovala správnu tr iedu 
v 42,74 % pr ípadoch. Klasifikovanie správnej tr iedy u sieti s tanh je 37,82 %. Najmenej 
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Obrázok 6.9: Test správneho určenia pre t lak nad testovacou d a t a b á z o u C a trénovacou A . 
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označenej nesprávnej triedy m á sieť s ReLu. U tejto sieti to činí 40,59 %. D r u h á je sieť 
s leaky ReLu. U tejto sieti to je 41,94 %. Pos ledná je sieť s tanh. N e s p r á v n a trieda je klasi
fikovaná v 55,37 % pr ípadoch. U falošnej pozit ivitě sa naj lepš ie darilo sieti s tanh. U tejto 
sieti to činí 6,81 %. Z a ňou je sieť s ReLu. T á t o sieť klasifikovala falošnú poz i t iv i tu u 14,03 % 
prípadov. Na jhorš ie je na t o m sieť s leaky ReLu. U tejto sieti to činí 15,32 %. 

6.3.4 Tes tovac ia d a t a b á z a C a t r é n o v a c i a d a t a b á z a A 6 

Testovanie bude popí sané pre každé ochorenia poškodenie pr i snímaní zvlášť , aby bolo 
možné popí sa ť ako sa darilo alebo nedarilo j ednot l ivým s ie ťam. Testovanie prebiehalo nad 
testovacou d a t a b á z o u C a trénovacou d a t a b á z o u A 6 . 

Prvé ochorenie, ktoré sa s k ú m a v teste je d y s h i d r ó z a . Výsledky z testovania sú zobra
zené na grafe v obrázku 6.10. Z grafu je vidieť, že sieť s akt ivačnou funkciou leaky ReLu 
určila správnu tr iedu v 0,41 % pr ípadoch. S p r á v n a tr ieda u sieti s ReLu je 0,88 %. U sieti 
s tanh sa nepodarilo vôbec určiť správne tr iedu. Najmenej nesprávnej triedy klasifikovala 
sieť s tanh, konkrétne 51,1 %. Za ňou nasleduje sieť s akt ivačnou funkciou ReLu, k torá 
klasifikovala 60,45 % nesprávnej triedy. Na jhorš ie sa viedlo sieti s leaky ReLu. U tejto sieti 
nesprávna trieda bola v 62,23 % pr ípadoch. Posledný ú d a j , ktorý je vidieť z grafu, tak je 
falošná poz i t iv i ta . T á je na jmenš ia u sieťi s leaky ReLu. Konkrétne to je 37,36 %. D r u h á je 
sieť s ReLu. T á t o sieť označila falošnou poz i t iv i tou u 38,67 % pr ípadov. Na jhorš ie dopadla 
sieť s tanh. Klasif ikovala 48,9 % ako falošne pozit ívne. 
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Obrázok 6.10: Test správneho určenia pre dyshidrózu nad testovacou d a t a b á z o u C a tréno
vacou A 6 . 

Druhé sledované ochorenie je e k z é m . Výsledky sú zobrazené formou grafu na ob
rázku 6.11 Z tohto grafu vyplýva, že správnu tr iedu naj lepšie určila sieť s tanh funkciou. 
Sieť klasifikovala správnu tr iedu v 2,89 % pr ípadoch. Z a ňou nás leduje sieť s ReLu fun
kciou. Sieť klasifikovala správne 1,84 %. Na jhorš ie sa darilo sieti s funkciou leaky ReLu. 
T á t o sieť označila správne tr iedu v 1,83 % pr ípadoch. P r i nesprávnej triede sa naj lepšie 
darí sieti s funkciou ReLu. Sieť nesprávnu tr iedu určila v 27,27 %. Sieť s funkciou leaky 
ReLu označila nesprávnu tr iedu 27,51 %. Na jhor š i a bola sieť s tanh. T á t o sieť označila 
48,32 % nesprávnej triedy. Najmenej označenu falošnú poz i t iv i tu m á sieť s tanh. Falošne 
pozit ívnu tr iedu označila v 48,79 % pr ípadoch. D r u h á je sieť s leaky ReLu. T á t o sieť falošne 
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pozit ívnu tr iedu označila v 70,66 %. Pos ledná je sieť s ReLu funkciou. Falošnú poz i t iv i tu 
klasifikovala v 70,89 %. 

Test správneho určenia pre ekzém nad testovacou databázou C 
s trénovacou databázou A6 
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Obrázok 6.11: Test správneho určenia pre ekzém nad testovacou d a t a b á z o u C a trénovacou 
A 6 . 

Ďal šou sledovanou chorobou je bradavica. Výsledky testovania sú zobrazené rovnako 
ako u predošlých ochorení na grafe v obrázku 6.12. P r i určení správnej tr iedy sa naj lepšie 
darilo sieti s ReLu. Správnu tr iedu sieť označila v 5,04 %. D r u h á bola sieť s leaky ReLu. 
T á t o sieť označila správnu tr iedu v 3,68 %. Pos ledná je sieť s funkciou tanh. Označenie 
správnej triedy tvorí 2,33 %. P r i nesprávnej triede sa naj lepš ie darilo sieti s ReLu. T á t o 
sieť nesprávnu tr iedu určila v 48,5 %. Z a ňou nás leduje sieť s tanh. T á t o sieť nesprávnu 
tr iedu klasifikovala v 48,77 %. Pos ledná je sieť s leaky ReLu. Klasi f ikovala nesprávnu tr iedu 
v 49,71 %. U sieti s tanh funkciou bola falošná poz i t iv i t a 48,9 %. Fa lo šná poz i t iv i t a u sieti 
s leaky ReLu je 46,61 %. A sieť s ReLu klasifikovala falošnú poz i t iv i tu u 46,46 % prípadov. 

Test správneho určenia pre bradavicu nad testovacou databázou C 
s trénovacou databázou A6 
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Obrázok 6.12: Test správneho určenia pre bradavicu nad testovacou d a t a b á z o u C a tréno
vacou A 6 . 

Poslednou sledovanou chorobou je p s o r i á z a . T á t o choroba m á vo všetkých pr ípadoch 
0 %. Znamená to, že pr i tak nízkych počtoch odtlačkov prstov, sieť nebola schopná vôbec 
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rozpoznať správnu tr iedu. Dobré je, že ked odt lačok prsta nebude obsahovať psoriázu, tak 
j u vôbec neoznačí ako falošne pozit ívnu, alebo nesprávnu tr iedu. P r v ý m poškodením pr i 
snímaní, k torým sa test zaoberá je v l h k o s ť . Podobne ako u chorôb, tak aj p r i poškodeniach 
budú výsledky zobrazené na grafe v obrázku 6.13. Z grafu je možné vidieť, že správnu tr iedu 
sa naj lepšie podari lo klasifikovať sieti s leaky ReLu. Konkrétne 28,71 % úspešne klasifikovala 
ako správnu tr iedu. D r u h á je sieť s ReLu. U tejto sieti to bolo 27,15 %. Na jhorš ie sa 
darilo sieti s tanh. Sieť klasifikovala správnu tr iedu v 20,5 % pr ípadoch. Nesprávnu tr iedu 
klasifikovala sieť s tanh v 79,5 % pr ípadoch. 30,29 % nesprávnej tr iedy klasifikovala sieť 
s leaky ReLu. Sieť s ReLu označila nesprávnu tr iedu v 29,3 % pr ípadoch. U falošnej poz i t iv i ty 
sa naj lepš ie darilo sieti s tanh. T á t o sieť označila 0 % falošne pozit ívnu tr iedu. U sieti s leaky 
ReLu to je 41 %. Sieť s ReLu označila falošne pozit ívne 43,55 %. 
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Obrázok 6.13: Test správneho určenia pre vlhkosť nad testovacou d a t a b á z o u C a trénovacou 
A 6 . 

Pos ledným s k ú m a n ý m poškodením pr i snímaní je tlak. Výsledky s testovania sú zobra
zené na obrázku 6.14 vo forme grafu. Z tohto grafu vyplýva, že naj lepš ie správnu tr iedu 
určila sieť s tanh. U tejto sieti to je 19,32 %. Sieť s leaky ReLu klasifikovala správnu tr iedu 
v 11,53 % pr ípadoch. Klasifikovanie správnej tr iedy u sieti s ReLu je 9,72 %. Najmenej ozna
čenej nesprávnej triedy m á sieť s tanh. U tejto sieti to činí 26,51 %. D r u h á je sieť s leaky 
ReLu. U tejto sieti to je 29,45 %. Pos ledná je sieť s ReLu. N e s p r á v n a trieda je klasifikovaná 
v 30,18 % pr ípadoch. U falošnej pozit ivitě sa naj lepš ie darilo sieti s tanh. U tejto sieti to 
činí 54,17 %. Z a ňou je sieť s leaky ReLu. T á t o sieť klasifikovala falošnú poz i t iv i tu v 59,02 % 
pr ípadoch. Na jhorš ie je na t o m sieť s ReLu. U tejto sieti to činí 60,1 %. 
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Test správneho určenia pre tlak nad testovacou databázou C 
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Obrázok 6.14: Test správneho určenia pre t lak nad testovacou d a t a b á z o u C a trénovacou 
A 6 . 

6.3.5 Tes tovac ia d a t a b á z a B a t r é n o v a c i a d a t a b á z a A 

T á t o podkapitola sa bude zaoberať tes tovaním nad testovacou d a t a b á z o u A B a trénovacou 
d a t a b á z o u A . Toto testovanie je potrebné pre porovnanie novej siete so s ieťou z bakalár
skej práce . Podobne ako v predchádza júcich podkapi to lách b u d ú rozobraté choroby a to 
dyshidróza a bradavica. Tieto choroby vie rozoznať sieť z bakalárske j siete. 

Prvé výsledky z testovania b u d ú popí sané pre chorobu dyshidrózu. T ie sú zobrazené na 
grafe v obrázku 6.15. Sieť s leaky relu klasifikovala správnu tr iedu v 80,31 % pr ípadoch. 
V 77,87 % klasifikovala sieť s relu ako správnu tr iedu. U sieti s tanh s p rávna trieda činila 
95,66 %. N e s p r á v n a trieda bola najmenej určena u sieti s tanh. U tejto sieti to bolo 0,27 %. 
Nás leduje za ňou sieť s relu, k torá nesprávnu tr iedu označila v 1,04 % pr ípadoch. Pos ledná 
je sieť s leaky relu. U tejto sieti to činilo 1,3 %. Fa lošná poz i t iv i t a u sieti s leaky relu činila 
18,39 %. Sieť s relu akt ivačnou funkciou označila u 21,09 % pr ípadov falošnú poz i t iv i tu . 
4,07 % klasifikovala sieť s tanh falošnú poz i t iv i tu . 
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Obrázok 6.15: Test správneho určenia pre dyshidrózu nad testovacou d a t a b á z o u B a tréno
vacou A . 
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Druhou chorobou je bradavica. Výsledky sú zobrazené na obrázku 6.16. N a obrázku je 
vidieť graf, z ktorého sa d a j ú vyčí tať nas ledujúce informácie. Klasifikovanie správnej triedy 
u sieti s relu činilo 34,78 %. U sieti s leaky relu to bolo 31,11 %. Sieť s tanh klasifikovala 
správnu tr iedu v 83,33 % pr ípadoch. Sieť s akt ivačnou funkciou leaky relu klasifikovala 
nesprávnu tr iedu u 62,22 % pr ípadov. Sieť s relu označila nesprávnu tr iedu v 53,26 % prí
padoch. Sieť s tanh klasifikovala nesprávnu tr iedu v 16,67 % pr ípadoch. Najmenej falošnej 
pozi t iv i ty mala sieť s tanh. T á t o sieť falošne pozit ívne klasifikovala bradavicu v 0 % prípa
doch. Nás ledu je sieť s leaky relu. T á t o sieť označila falošnou poz i t iv i tou 6,67 % prípadov. 
Na jhorš ia bola sieť s relu. T á t o sieť klasifikovala bradavicu v 11,96 % pr ípadoch označila 
ako falošne pozit ívnu tr iedu. 

Test správneho určenia pre bradavicu nad testovacou databázou B 
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100,00% 

90,00% 83,33% 

správna trieda nesprávna trieda falošná pozitivita 

• leaky ReLu • ReLu • tanh 

Obrázok 6.16: Test správneho určenia pre bradavicu nad testovacou d a t a b á z o u B a tréno
vacou A . 

6.3.6 Tes tovac ia d a t a b á z a B a t r é n o v a c i a d a t a b á z a A 6 

Test správneho určenia pre dyshidrózu nad testovacou databázou B 
s trénovacou databázou A6 
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Obrázok 6.17: Test správneho určenia pre dyshidrózu nad testovacou d a t a b á z o u B a tréno
vacou A 6 . 
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Podobne ako predchádza júca podkapitola , tak aj t á t o sa bude zaoberať iba chorobou 
dyshidróza a bradavica. P rvé b u d ú výsledky pre ochorenie d y s h i d r ó z u v grafe na ob
rázku 6.17. Sieť s leaky ReLu klasifikovala správnu tr iedu v 4,44 % pr ípadoch. 14,15 % 
klasifikovala sieť s ReLu ako správnu tr iedu. U sieti s tanh s p rávna tr ieda činila 0 %. Ne
správna trieda bola najmenej určena u sieti s ReLu. U tejto sieti to bolo 0 %. Nás ledu je za 
ňou sieť s tanh, k torá nesprávnu tr iedu označila v 0 % pr ípadoch. Pos ledná je sieť s leaky 
ReLu. U tejto sieti to činilo 10,07 %. Fa lošná poz i t iv i ta u sieti s leaky ReLu činila 85,49 %. 
Sieť s ReLu akt ivačnou funkciou označila u 85,85 % pr ípadov falošnú poz i t iv i tu . 100 % 
klasifikovala sieť s tanh falošnú poz i t iv i tu .u dyshidrózy. 

Druhou chorobou je bradavica. Výsledky sú zobrazené na obrázku 6.18. N a obrázku je 

Test správneho určenia pre bradavicu nad testovacou databázou B 
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• leaky ReLu • ReLu Btanh 

Obrázok 6.18: Test správneho určenia pre bradavicu nad testovacou d a t a b á z o u B a tréno
vacou A 6 . 

vidieť graf, z ktorého sa d a j ú vyčí tať nas ledujúce informácie. Klasifikovanie správnej triedy 
u sieti s ReLu činilo 0 %. U sieti s leaky ReLu to bolo 10,23 %. Sieť s tanh klasifikovala 
správnu tr iedu v 8,24 % pr ípadoch. Sieť s akt ivačnou funkciou leaky ReLu klasifikovala 
nesprávnu tr iedu u 33,98 % pr ípadov. Sieť s ReLu označila nesprávnu tr iedu v 54,98 % 
pr ípadoch. Sieť s tanh klasifikovala nesprávnu tr iedu v 20,82 % pr ípadoch. Najmenej falošnej 
pozi t iv i ty mala sieť s ReLu. T á t o sieť falošne pozit ívne klasifikovala bradavicu v 45,02 % 
pr ípadoch. Nás ledu je sieť s leaky ReLu. T á t o sieť označi la falošnou poz i t iv i tou 55,79 % 
prípadov. Na jhor š i a bola sieť s tanh. T á t o sieť klasifikovala bradavicu v 70,94 % pr ípadoch. 

6.4 Testovanie na určenie plochy 

K a p i t o l a sa zameriava na testovanie s akou úspešnosťou sa podari lo označiť správne plo
chu choroby alebo poškodenia nad danými odt lačkami prstov. P r i tomto teste sa vychádza 
z implementácie testovania, ktoré je popí sané v kapitole 5.7. K a p i t o l a rozoberie v nasledu
júcich šiestich podkapi to lách testovanie podľa testovacej d a t a b á z y a trénovacej da tabázy . 
Prvá podkapitola 6.4.1 rozoberie testovanie nad d a t a b á z o u A B a trénovacou d a t a b á z o u A . 
D r u h á podkapitola 6.4.2 sa bude zameriavať na testovaciu d a t a b á z u A B a nad trénovacou 
d a t a b á z o u A 6 . Nas ledu júca podkapitola 6.4.3 zhodnotí testovanie nad testovacou d a t a b á 
zou C a trénovacou d a t a b á z o u A . Š t v r t á podkapitola 6.4.4, popíše testovanie testovacej 
d a t a b á z y C a trénovacej d a t a b á z y A 6 . Predpos ledná podkapi to la 6.4.5 rozoberie testovanie 
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nad d a t a b á z o u B a trénovacou d a t a b á z o u A . Pos ledná podkapitola 6.4.6 popíše testovanie 
nad d a t a b á z o u B a trénovacou d a t a b á z o u A 6 . 

6.4.1 Tes tovac ia d a t a b á z a A B a t r é n o v a c i a d a t a b á z a A 

Podkapi to la sa zameriava na výsledky testovania plochy nad testovacou d a t a b á z o u A B 
a trénovacou d a t a b á z o u A . Podkap i to la rozoberie určenie plochy z pohľadu chorob, aby 
sa dalo porovnávať medzi jednot l ivými konvolučnými s ieťami a ich akt ivačnými funkciami. 
K a p i t o l a bude rozoberať iba ochorenie dyshidrózu a ekzém. O s t a t n é ochorenia a poškodenia 
sa nad s k ú m a n o u d a t a b á z o u zachovali správne a neoznačili ž iadnu plochu. 

Výsledky pre ochorenie d y s h i d r ó z u je vidieť na tabuľke 6.1. Z tejto tabuľky je zrejmé, že 
najmenej plochy označenej mimo anotácie , m á konvolučná sieť s akt ivačnou funkciou tanh. 
T á t o sieť označila iba 3,24 % z celkovej zdravej plochy odtlačkov prstov. Z a ňou nás leduje 
sieť s akt ivačnou funkciou ReLu, k torá označila 14,59 % plochy. Na jhorš ie dopadla sieť 
s akt ivačnou funkciou leaky ReLu. T á t o sieť označi la až 19,01 % z celkovej plochy zdravých 
odtlačkov prstov. 

Leaky R e L u R e L u T a n h 
Pod ie l označenej plochy mimo anotáci í 19,01 % 14,59 % 3,24 % 

Tabuľka 6.1: Test plochy pre ochorenie dyshidrózu, testovacia d a t a b á z a A B , sieť trénovaná 
s d a t a b á z o u A . 

Rovnako sú zobrazené výsledky pre ochorenie e k z é m . T ieto výsledky sú zobrazené v ta
buľke 6.2. Z tejto tabuľky je vidieť, že pre ochorenie ekzém, opäť zvíťazi la sieť s akt ivačnou 
funkciou tanh. P r i chorobe ekzém podiel označenej plochy mimo anotáci í činil len 2,16 %. 
Sieť s akt ivačnou funkciou R e L u označila len o 0,35 % plochy viac ako sieť s akt ivačnou 
funkciou tanh. Sieť s leaky ReLu označila oproti sieti s tanh o 0,6 % plochy viac. 

Leaky R e L u R e L u T a n h 
Podie l označenej plochy mimo anotáci í 2,76 % 2,51 % 2,16 % 

Tabuľka 6.2: Test plochy pre ochorenie ekzém, testovacia d a t a b á z a A B , sieť trénovaná 
s d a t a b á z o u A . 

6.4.2 Tes tovac ia d a t a b á z a A B a t r é n o v a c i a d a t a b á z a A 6 

Podobne ako podkapi to la 6.4.1 aj t á t o podkapitola bude rozdelená na popis výsledkov 
testovania rozdelených nad jednot l ivými chorobami. V popise bude chýbať psor iáza , pretože 
sa siete zachovali správne. 

Prvý výsledok je pre ochorenie d y s h i d r ó z u a je zobrazená v tabuľke 6.3. Z tejto ta
bulky je vidieť, že naj lepšie si viedla sieť s akt ivačnou funkciou tanh. T á t o sieť označila iba 
6,67 % plochy. Druhé miesto obsadila sieť s akt ivačnou funkciou leaky ReLu, k torá označila 
12,31 %. Pos ledná bola sieť s funkciou ReLu. T á t o sieť označi la dyshidrózu na celkovej 
ploche zdravých odtlačkov prstov 15,67 %. 

Druhou pozorovanou chorobou je bradavica. Výsledky z nej sú zobrazené v tabuľke 6.4. 
Z tabuľky je vidieť , že opäť sa naj lepš ie dar í sieti s akt ivačnou funkciou tanh. T á t o sieť 
označila 24,06 % plochy. Za ňou nasleduje sieť s funkciou leaky ReLu, k torá označila 34,68 % 
plochy. Pos ledná je opäť sieť s funkciou ReLu. T á t o sieť označila 35,27 % plochy. 
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Leaky R e L u R e L u T a n h 
Pod ie l označenej plochy mimo anotáci í 12,31 % 15,67 % 6,67 % 

Tabuľka 6.3: Test plochy pre ochorenie dyshidrózu, testovacia d a t a b á z a A B , sieť trénovaná 
s d a t a b á z o u A 6 . 

Leaky R e L u R e L u T a n h 
Pod ie l označenej plochy mimo anotáci í 34,68 % 35,27 % 24,06 % 

Tabuľka 6.4: Test plochy pre ochorenie bradavice, testovacia d a t a b á z a A B , sieť trénovaná 
s d a t a b á z o u A 6 . 

Ďal šou pozorovanou chorobou je e k z é m . Výsledky z tohto testu sú zobrazené v ta
buľke 6.5. Z tabuľky je vidieť, že opäť sa naj lepš ie darilo sieti s akt ivačnou funkciou tanh. 
T á t o sieť označi la 41,61 % plochy. Z a ňou nás leduje sieť s funkciou ReLu, k torá označila 
50,39 % plochy. Pos ledná je sieť s funkciou leaky ReLu. T á t o sieť označila 51,79 % plochy. 

Leaky R e L u R e L u T a n h 
Pod ie l označenej plochy mimo anotáci í 51,79 % 50,39 % 41,61 % 

Tabuľka 6.5: Test plochy pre ochorenie ekzém, testovacia d a t a b á z a A B , sieť trénovaná 
s d a t a b á z o u A 6 . 

Predpos ledný test je pre poškodenie pr i snímaní , konkrétne tlak. Výsledky pre poško
denie je zobrazené v tabuľke 6.6. Z tabuľky vyplýva, že naj lepš ie sa darilo sieti s leaky ReLu 
akt ivačnou funkciou. T á t o sieť označila 6,37 %. Z a ňou sa nachádza sieť s ReLu akt ivačnou 
funkciou a označenou plochou 6,49 %. Na jhorš ie sa darilo sieti s akt ivačnou funkciou tanh 
je to prvý test, v k torom nie je na j lepš ia . T á t o sieť označila až 34,82 % plochy. 

Leaky R e L u R e L u T a n h 
Pod ie l označenej plochy mimo anotáci í 6,37 % 6,49 % 34,82 % 

Tabuľka 6.6: Test plochy pre poškodenie pr i snímaní t lakom, testovacia d a t a b á z a A B , sieť 
t rénovaná s d a t a b á z o u A 6 . 

Posledný test sa zameriava na poškodenie pr i snímaní spôsobené v l h k o s ť o u . Tento 
test je zobrazený v tabuľke 6.6. Z tabuľky je vidieť, že sieť s akt ivačnou funkciou tanh sa 
zachovala správne a teda m á označené 0 %. Za touto sieťou nasleduje sieť s funkciou ReLu 
s 2,84 % označenej plochy. Pos ledná sieť bola s funkciou leaky ReLu. T á t o sieť označila až 
21,28 %. 

Leaky R e L u R e L u Tanh 
Pod ie l označenej plochy m i m o anotáci í 21,28 % 2,84 % 0 % 

Tabuľka 6.7: Test plochy pre poškodenie pr i snímaní vlhkosťou, testovacia d a t a b á z a A B , 
sieť trénovaná s d a t a b á z o u A 6 . 
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6.4.3 Tes tovac ia d a t a b á z a C a t r é n o v a c i a d a t a b á z a A 

Podkapi to la sa bude zameriavať na testovanie plochy nad testovacou d a t a b á z o u C a tréno-
vacou d a t a b á z o u A . Výsledky b u d ú znázornené pomocou grafu. P r i použit í grafu je vhodné 
si popí sa ť , čo je na grafe možné vidieť . Gra f sa sk l adá zo štyroch klastrov, ktoré popi su jú 
správne určenú plochu, nesprávne určenú plochu, neoznačenú plochu a označenú plochu 
mimo anotác ie . V k a ž d o m klastr i sú vidieť, siete s t roma rôznymi akt ivačnými funkciami. 
Podkapi to la bude popisovať jednotl ivé výsledky pre dané choroby a poškodenia pr i snímaní 
samostatne. 

Prvé s k ú m a n é ochorenie je d y s h i d r ó z a . P re kopec úda jov v grafe, bude pop í saná naj
lepšia a na jhorš ia varianta. Test na plochu je znázornený na grafe v obrázku 6.19. Z grafu 
je vidieť, že naj lepš ie sa darilo určiť plochu pre sieť s akt ivačnou funkciou ReLu. T á t o sieť 
správne klasifikovala plochu v 92,95 % pr ípadoch. Na jhorš ie bola sieť s tanh. U tejto sieti to 
činilo u 77,28 % pr ípadov z celkovej plochy. Najmenej nesprávnej plochy klasifikovala sieť 
s ReLu. T á t o sieť klasifikovala nesprávnu plochu iba v 5,44 %. Najv iac nesprávnej označenej 
plochy mala sieť s tanh. T á t o sieť označi la nesprávne plochu v 20,10 % pr ípadoch plochy. 
Najmenej neoznačenej plochy mala sieť s leaky ReLu. Sieť neoznačila 1,3 % plochy. Najviac 
neoznačenej plochy mala sieť s tanh. Sieť neoznačila 2,62 % plochy, k torá je ochorením 
dyshidróza . Najmenej plochy označenej mimo anotáci i klasifikovala sieť s tanh. T á t o sieť 
označila 30,54 % plochy mimo anotác ie . Na jv iac to bolo u sieti s ReLu. Sieť označila plochu 
mimo anotác iu v 64,96 % plochy. 

Test plochy pre dyshidrózu nad testovacou databázou C 
s trénovacou databázou A 

100,00% 89,65% 92,95% 

Správne označená Zle označená plocha Bez označenia oblasti Podiel označenej plochy 
plocha mimo anotácie 

• leaky ReLu • ReLu atanh 

Obrázok 6.19: Test plochy pre dyshidrózu nad testovacou d a t a b á z o u C a trénovacou data
bázou A . 

Ďal šou s k ú m a n o u chorobou je e k z é m . Podobne ako pr i dyshidróze, tak aj tu budú 
výsledky vo forme grafu, ktorý je vidieť na obrázku 6.20. Z grafu je vidieť, že najviac 
správne označenej plochy m á sieť s ReLu. Sieť správne označila 5,05 % plochy. Najmenej 
správne označenej plochy m á sieť s tanh. T á t o sieť správne označila iba 2,57 % plochy. 
Najmenej zle označenej plochy m á sieť s akt ivačnou funkciou tanh. T á t o sieť zle označila 
80,6 % plochy. Na jv iac zle označenej plochy m á sieť s ReLu. Zle označenej plochy činilo 
87,84 %. Najmenej neoznačenej plochy m á sieť s ReLu. Neoznačená plocha činila 7,11 %. 
Najviac neoznačenej plochy m á sieť s tanh. T á t o sieť neoznačila 16,83 % plochy. Posledný 
ú d a j je podiel označenej plochy mimo anotác ie . Najmenej tejto plochy m á označená sieť 
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Test plochy pre ekzém nad testovacou databázou C 
s trénovacou databázou A 

Správne označená Zle označená plocha Bez označenia oblasti Podiel označenej plochy 
plocha mimo anotácie 

• leakyReLu • ReLu atanh 

Obrázok 6.20: Test plochy pre ekzém nad testovacou d a t a b á z o u C a trénovacou d a t a b á z o u 
A . 

s tanh. Činilo to 44,15 % plochy. Na jv iac označenej plochy mimo anotác ie m á sieť s ReLu. 
T á t o sieť označila mimo anotácie 63,62 % plochy. 

Predposlednou s k ú m a n o u chorobou je bradavica. Gra f tohto výsledku je zobrazený 
na obrázku 6.21. Z grafu je vidieť, že najviac správne označenej plochy m á sieť s tanh. 
Sieť správne označila 9,25 % plochy. Najmenej správne označenej plochy m á sieť s leaky 
ReLu. T á t o sieť správne označi la iba 3,85 % plochy. Najmenej zle označenej plochy m á sieť 
s akt ivačnou funkciou tanh. T á t o sieť zle označila 58,85 % plochy. Na jv iac zle označenej 
plochy m á sieť s leaky ReLu. Zle označenej plochy činilo 94,35 %. Najmenej neoznačenej 
plochy m á sieť s ReLu. Neoznačená plocha činila 0,7 %. Najv iac neoznačenej plochy m á sieť 
s tanh. T á t o sieť neoznačila 31,9% plochy. Posledný ú d a j je podiel označenej plochy mimo 
anotácie . Najmenej tejto plochy m á označená sieť s tanh. Činilo to 11,63 % plochy. Najviac 
označenej plochy mimo anotác ie m á sieť s ReLu. T á t o sieť označi la mimo anotác ie 19,17 % 
plochy. 

Test plochy pre bradavicu nad testovacou databázou C 
s trénovacou databázou A 

100,00% 94,35% 92,14% 

Správne označená Zle označená plocha Bez označenia oblasti Podiel označenej plochy 
plocha mimo anotácie 

• leaky ReLu • ReLu atanh 

Obrázok 6.21: Test plochy pre bradavicu nad testovacou d a t a b á z o u C a trénovacou data
bázou A . 
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Pos ledná choroba je p s o r i á z a . T á t o choroba m á iba jednu kolonku nenulovú, a to je 
neoznačnená plocha. P r i sieti s leaky ReLu to je 4,56 % plochy. Znamená to, že pr i tejto 
sieti bola zvyšná plocha označená inými chorobami. U sieti s ReLu to bolo 3,05 %. A pr i 
sieti s tanh to bolo 2,71 % plochy. 

Prvé s k ú m a n é poškodenie pr i snímaní je v l h k o s ť . Výsledky z testovania sú zobrazené 
na grafe, ktorý je zobrazený na obrázku 6.22. Z grafu je vidieť, že najviac správne označe
nej plochy m á sieť s leaky ReLu. Sieť správne označi la 75,27 % plochy. Najmenej správne 
označenej plochy m á sieť s tanh. T á t o sieť správne označi la 10,51 % plochy. Najmenej zle 
označenej plochy m á sieť s akt ivačnou funkciou tanh. T á t o sieť zle označila 3,62 % plochy. 
Najviac zle označenej plochy m á sieť s ReLu. Zle označenej plochy činilo 17,41 %. Najme
nej neoznačenej plochy m á sieť s leaky ReLu. Neoznačená plocha činila 2,73 %. Najviac 
neoznačenej plochy m á sieť s tanh. T á t o sieť neoznačila 10,87 % plochy. Posledný ú d a j je 
podiel označenej plochy mimo anotác ie . Najmenej tejto plochy m á označená sieť s tanh. Po
diel označenej plochy mimo anotác ie bolo 32,21 % plochy. Na jv iac označenej plochy mimo 
anotácie m á sieť s leaky ReLu. T á t o sieť označila plochu mimo anotác ie 43,73 % plochy. 

Test plochy pre vlhkosť nad testovacou databázou C 
s trénovacou databázou A 

100,00% 
90,00% 

Správne označená Zle označená plocha Bez označenia oblasti Podiel označenej plochy 
plocha mimo anotácie 

• leaky ReLu • ReLu atanh 

Obrázok 6.22: Test plochy pre vlhkosť nad testovacou d a t a b á z o u C a trénovacou A . 

Posledné s k ú m a n é poškodenie pr i snímaní je tlak. Výsledky sú zobrazené v grafe na 
obrázku 6.23. Z grafu je vidieť, že najviac správne označenej plochy m á sieť s ReLu. Sieť 
správne označila 65,46 % plochy. Najmenej správne označenej plochy m á sieť s tanh. T á t o 
sieť správne označila iba 49,85 % plochy. Najmenej zle označenej plochy m á sieť s akt ivačnou 
funkciou ReLu. T á t o sieť zle označila 34,02 % plochy. Na jv iac zle označenej plochy m á sieť 
s tanh. Zle označenej plochy činilo 46,47 %. Najmenej neoznačenej plochy m á sieť s leaky 
ReLu. Neoznačená plocha činila 0,26 %. Najv iac neoznačenej plochy m á sieť s tanh. T á t o 
sieť neoznačila 3,68 % plochy. Pos ledný ú d a j je podiel označenej plochy mimo anotácie . 
Najmenej tejto plochy m á označená sieť s tanh. Činilo to 46,02 % plochy. Na jv iac neoznačnej 
plochy m á sieť s leaky ReLu. T á t o sieť označi la plochu mimo anotác ie v 60,3 % plochy. 
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Test plochy pre tlak nad testovacou databázou C 
s trénovacou databázou A 

100,00% 
90,00% 
80,00% 

Správne označená Zle označená plocha Bez označenia oblasti Podiel označenej plochy 
plocha mimo anotácie 

• leakyReLu • ReLu atanh 

Obrázok 6.23: Test plochy pre vlhkosť nad testovacou d a t a b á z o u C a trénovacou d a t a b á z o u 
A . 

6.4.4 Tes tovac ia d a t a b á z a C a t r é n o v a c i a d a t a b á z a A 6 

Podkapi to la sa bude zameriavať na testovanie plochy nad testovacou d a t a b á z o u C a tré
novacou d a t a b á z o u A 6 . Výsledky b u d ú podobné , ako v predchádza júce j podkapitole, zná
zornené pomocou grafu. Podkap i to la bude popisovať jednotl ivé výsledky pre dané choroby 
a poškodenia pr i snímaní samostatne. Pre kopec úda jov v grafe, bude p o p í s a n á na j lepš ia 
a na jhorš ia varianta. 

Prvé s k ú m a n é ochorenie je d y s h i d r ó z a . Test na plochu je znázornený na grafe v ob
rázku 6.24. Z grafu je vidieť, že naj lepšie sa darilo určiť plochu pre sieť s akt ivačnou funkciou 
leaky ReLu. T á t o sieť správne klasifikovala plochu v 4,83 % pr ípadoch. Na jhorš ie bola sieť 

Test plochy pre dyshidrózu nad testovacou databázou C 
s trénovacou databázou A6 

100,00% 
90,00% 
80,00% 
70,00% 
60,00% 54,60% 5 2 0 0 % 

Správne označená Zle označená plocha Bez označenia oblasti Podiel označenej plochy 
plocha mimo anotácie 

• leakyReLu • ReLu atanh 

Obrázok 6.24: Test plochy pre dyshidrózu nad testovacou d a t a b á z o u C a trénovacou data
bázou A 6 . 

s tanh. U tejto sieti to činilo 0 % pr ípadov z celkovej plochy. Najmenej nesprávnej plochy 
klasifikovala sieť s leaky ReLu. T á t o sieť klasifikovala nesprávnu plochu iba v 12 %. Najviac 
nesprávnej označenej plochy mala sieť s tanh. T á t o sieť označila nesprávne plochu v 20,30 % 
pr ípadoch plochy. Najmenej neoznačenej plochy mala sieť s leaky ReLu. Sieť neoznačila 0 % 
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plochy. Na jv iac neoznačenej plochy mala sieť s tanh. Sieť neoznačila 5 % plochy, k torá je 
ochorením dyshidróza . Najmenej plochy označenej mimo anotáci i klasifikovala sieť s tanh. 
T á t o sieť označila 43,2 % plochy mimo anotác ie . Na jv iac to bolo u sieti s leaky ReLu. Sieť 
označila plochu mimo anotác iu v 54,6 % plochy. 

Ďal šou s k ú m a n o u chorobou je e k z é m . Výsledky b u d ú vo forme grafu, ktorý je vidieť 
na obrázku 6.25. Z grafu je vidieť, že najviac správne označenej plochy m á sieť s tanh. 
Sieť správne označila 12,8 % plochy. Najmenej správne označenej plochy m á sieť s leaky 
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• leaky ReLu • ReLu B t a n h 

Obrázok 6.25: Test plochy pre ekzém nad testovacou d a t a b á z o u C a trénovacou d a t a b á z o u 
A 6 . 

ReLu. T á t o sieť správne označi la 5,21 % plochy. Najmenej zle označenej plochy m á sieť 
s akt ivačnou funkciou tanh. T á t o sieť zle označila 15,7 % plochy. Na jv iac zle označenej 
plochy m á sieť s ReLu. Zle označenej plochy činilo 21,3 %. Najmenej neoznačenej plochy 
m á sieť s leaky ReLu. Neoznačená plocha činila 0 %. Najv iac neoznačenej plochy m á sieť 
s tanh. T á t o sieť neoznačila 0,15 % plochy. Posledný ú d a j je podiel označenej plochy mimo 
anotácie . Najmenej tejto plochy m á označená sieť s tanh. Konkrétne to bolo 49,43 % plochy. 
Najviac označenej plochy m á sieť s leaky ReLu. T á t o sieť označila mimo anotác ie 65,39 % 
plochy. 

Predposlednou skúmanou chorobou je bradavica. Gra f tohto výs ledku je zobrazený na 
obrázku 6.26. Z grafu je vidieť, že najviac správne označenej plochy m á sieť s ReLu. Sieť 
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Obrázok 6.26: Test plochy pre bradavicu nad testovacou d a t a b á z o u C a trénovacou data
bázou A 6 . 

75 



správne označi la 4,85 % plochy. Najmenej správne označenej plochy m á sieť s tanh. T á t o 
sieť správne označila 4,39 % plochy. Najmenej zle označenej plochy m á sieť s akt ivačnou 
funkciou ReLu. T á t o sieť zle označila 95,15 % plochy. Na jv iac zle označenej plochy m á sieť 
s tanh. Zle označenej plochy činilo 95,6 %. Najmenej neoznačenej plochy m á sieť s leaky 
ReLu. Neoznačená plocha činila 0 %. Najv iac neoznačenej plochy m á sieť s tanh. T á t o 
sieť neoznačila 0,01 % plochy. Pos ledný ú d a j je podiel označenej plochy mimo anotácie . 
Najmenej tejto plochy m á označená sieť s tanh. Činilo to 72,69 % plochy. Na jv iac označenej 
plochy m á sieť s ReLu. T á t o sieť označila mimo anotác ie 74,06 % plochy. 

Pos ledná choroba je p s o r i á z a . Všetky informácie m á nulové. Hovorí to o tom, že sieť 
označila zlú chorobu na psoriáze Prvé s k ú m a n é poškodenie pr i snímaní je v l h k o s ť . Výsledky 
z testovania sú zobrazené na grafe, ktorý je zobrazený na obrázku 6.27 Z grafu je vidieť, 
že najviac správne označenej plochy m á sieť s leaky ReLu. Sieť správne označi la 27,78 % 
plochy. Najmenej správne označenej plochy m á sieť s tanh. T á t o sieť správne označila 19,9 % 
plochy. Najmenej zle označenej plochy m á sieť s akt ivačnou funkciou ReLu. T á t o sieť zle 
označila35,3 % plochy. Na jv iac zle označenej plochy m á sieť s leaky ReLu. Zle označenej 
plochy činilo 52,22 %. Všetky t r i siete m a l i plochu bez označenia 0 %. Posledný ú d a j je 
podiel označenej plochy mimo anotác ie . Najmenej tejto plochy m á označená sieť s tanh. 
Bolo to 0 % plochy. Na jv iac označnej plochy mimo anotác iu m á sieť s ReLu. T á t o sieť 
označila mimo anotác ie 59,2 % plochy. 

Test plochy pre vlhkosť nad testovacou databázou C 
s trénovacou databázou A6 
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• leaky ReLu • ReLu atanh 

Obrázok 6.27: Test plochy pre vlhkosť nad testovacou d a t a b á z o u C a trénovacou d a t a b á z o u 
A 6 . 

Posledné s k ú m a n é poškodenie pr i snímaní je tlak. Výsledky sú zobrazené v grafe na 
obrázku 6.28. Z grafu je vidieť, že najviac správne označenej plochy m á sieť s ReLu. Sieť 
správne označi la 81,8 % plochy. Najmenej správne označenej plochy m á sieť s tanh. T á t o 
sieť správne označila 76,25 % plochy. Najmenej zle označenej plochy m á sieť s akt ivačnou 
funkciou ReLu. T á t o sieť zle označi la 18,2 % plochy. Na jv iac zle označenej plochy m á 
sieť s tanh. Zle označenej plochy činilo 23,75 %. Všetky t r i siete m a j ú 0 % bez označenej 
oblasti . Posledný ú d a j je podiel označenej plochy mimo anotác ie . Najmenej tejto plochy m á 
označená sieť s ReLu. Činilo to 75,79 % plochy. Na jv iac označnej plochy m á sieť s tanh. 
T á t o sieť označila mimo anotácie 79,42 % plochy. 
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Test plochy pre tlak nad testovacou databázou C 
s trénovacou databázou A6 
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• leakyReLu • ReLu atanh 

Obrázok 6.28: Test plochy pre t lak nad testovacou d a t a b á z o u C a trénovacou d a t a b á z o u 
A 6 . 

6.4.5 Tes tovac ia d a t a b á z a B a t r é n o v a c i a d a t a b á z a A 

Podkapi to la sa bude zameriavať na testovanie a výsledky nad testovacou d a t a b á z o u B 
a trénovacou d a t a b á z o u A . P r i tomto testovaní b u d ú pozorované ochorenia dyshidróza 
a bradavica. Podkapi to la bude rozoberať iba tieto choroby z dôvodu porovnania so sieťou 
z bakalárske j práce . O p ä ť výsledky b u d ú zobrazené v grafe pre jednotl ivé choroby. 

P r v o u s k ú m a n o u chorobou je d y s h i d r ó z a . Výsledky sú vo forme grafu, ktorý je vidieť 
na obrázku 6.29. Z grafu je vidieť, že najviac správne označenej plochy m á sieť s ReLu. Sieť 
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Obrázok 6.29: Test plochy pre dyshidrózu nad testovacou d a t a b á z o u B a trénovacou data
bázou A . 

správne označila 97,62 % plochy. Najmenej správne označenej plochy m á sieť s tanh. T á t o 
sieť správne označila 95,72 % plochy. Najmenej zle označenej plochy m á sieť s akt ivačnou 
funkciou ReLu. T á t o sieť zle označi la 0,69 % plochy. Na jv iac zle označenej plochy m á 
sieť s leaky ReLu. Zle označenej plochy činilo 1,42 %. Najmenej neoznačenej plochy m á 
sieť s leaky ReLu. Neoznačená plocha činila 1,4 %. Najv iac neoznačenej plochy m á sieť 
s tanh. T á t o sieť neoznačila 3,24 % plochy. Posledný ú d a j je podiel označenej plochy mimo 
anotácie . Najmenej tejto plochy m á označená sieť s ReLu. Pod ie l plochy bo l 8,41 % . Najviac 
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označenej plochy mimo anotác ie m á sieť s leaky ReLu. T á t o sieť označila mimo anotácie 
55,18 % plochy. 

Poslednou chorobou je bradavica. Gra f tohto výs ledku je zobrazený na obrázku 6.30. 
Z grafu je vidieť, že najviac správne označenej plochy m á sieť s ReLu. Sieť správne označila 

Test plochy pre bradavicu nad testovacou databázou B 
s trénovacou databázou A 
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Obrázok 6.30: Test plochy pre dyshidrózu nad testovacou d a t a b á z o u B a trénovacou data
bázou A . 

36,74 % plochy. Najmenej správne označenej plochy m á sieť s leaky ReLu. T á t o sieť správne 
označila 19,78 % plochy. Najmenej zle označenej plochy m á sieť s akt ivačnou funkciou tanh. 
T á t o sieť zle označi la 10 % plochy. Na jv iac zle označenej plochy m á sieť s leaky ReLu. Zle 
označenej plochy činilo 70,98 %. Najmenej neoznačenej plochy m á sieť s ReLu. Neoznačená 
plocha činila 3,59 %. Najv iac neoznačenej plochy m á sieť s tanh. T á t o sieť neoznačila 69,77 % 
plochy. Posledný ú d a j je podiel označenej plochy mimo anotác ie . Najmenej tejto plochy m á 
označená sieť s tanh. U tejto sieti to bolo 0 % plochy. Na jv iac označenej plochy mimo 
anotácie m á sieť s ReLu. T á t o sieť označila mimo anotác ie 37,52 % plochy. 

6.4.6 Tes tovac ia d a t a b á z a B a t r é n o v a c i a d a t a b á z a A 6 

Podkapi to la sa bude zameriavať na testovanie a výsledky nad testovacou d a t a b á z o u B 
a trénovacou d a t a b á z o u A . P r i tomto testovaní b u d ú pozorované ochorenia dyshidróza 
a bradavica. P r v o u s k ú m a n o u chorobou je d y s h i d r ó z a . Výsledky sú vo forme grafu, ktorý 
je vidieť na obrázku 6.31. Z grafu je vidieť , že najviac správne označenej plochy m á sieť 
s ReLu. Sieť správne označila 23,5 % plochy. Najmenej správne označenej plochy m á sieť 
s tanh. T á t o sieť správne označila 0 % plochy. Najmenej zle označenej plochy m á sieť 
s akt ivačnou funkciou ReLu. T á t o sieť zle označila 0 % plochy. Na jv iac zle označenej plochy 
m á sieť s leaky ReLu. Zle označenej plochy činilo 35,6 %. Najmenej neoznačenej plochy m á 
sieť s leaky ReLu. Neoznačená plocha činila 0 %. Na jv iac neoznačenej plochy m á sieť s tanh. 
T á t o sieť neoznačila 3 % plochy. Posledný ú d a j je podiel označenej plochy mimo anotácie . 
Najmenej tejto plochy m á označená sieť s leaky ReLu. Pod ie l plochy b o l 62,2 % . Najviac 
označenej plochy mimo anotác ie m á sieť s Itanh. T á t o sieť označila mimo anotác ie 77,32 % 
plochy. 
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Test plochy pre dyshidrózu nad testovacou databázou B 
s trénovacou databázou A6 
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Správne označená Zle označená plocha Bez označenia oblasti Podiel označenej plochy 
plocha mimo anotácie 

• leaky ReLu • ReLu • tanh 

Obrázok 6.31: Test plochy pre dyshidrózu nad testovacou d a t a b á z o u B a trénovacou data
bázou A 6 . 

Poslednou chorobou je bradavica. Gra f tohto výs ledku je zobrazený na obrázku 6.32. 
Z grafu je vidieť, že najviac správne označenej plochy m á sieť s tanh. Sieť správne označila 
13,65 % plochy. Najmenej správne označenej plochy m á sieť s ReLu. T á t o sieť správne 
označila 0 % plochy. Najmenej zle označenej plochy m á sieť s akt ivačnou funkciou tanh. 
T á t o sieť zle označila 86,33 % plochy. Na jv iac zle označenej plochy m á sieť s ReLu. Zle 
označenej plochy činilo 100 %. Najmenej neoznačenej plochy m á sieť s ReLu. Neoznačená 
plocha činila 0 %. Najv iac neoznačenej plochy m á sieť s tanh. T á t o sieť neoznačila 0,02 % 
plochy. Posledný ú d a j je podiel označenej plochy mimo anotác ie . Najmenej tejto plochy m á 
označená sieť s IReLu. U tejto sieti to bolo 66,09 % plochy. Na jv iac označenej plochy mimo 
anotácie m á sieť s tanh. T á t o sieť označila mimo anotác ie 76,68 % plochy. 

Test plochy pre bradavicu nad testovacou databázou B 
s trénovacou databázou A6 
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• leaky ReLu • ReLu Itanh 

Obrázok 6.32: Test plochy pre bradavicu nad testovacou d a t a b á z o u B a trénovacou data
bázou A 6 . 

6.5 Testovanie siete z bakalárskej práce 
Podkapi to la sa bude zaoberať tes tovaním siete z bakalárske j práce [70]. Neurónová sieť bude 
tes tovaná nad d a t a b á z o u A B a nad d a t a b á z o u B . 

79 



6.5.1 Test s p r á v n e h o u r č e n i a 

P r v ý m testom bolo otestovať ako sa sieti dar í p r i zdravých odtlačkoch prstoch. P r i teste sa 
zist i la 100 % falošná poz i t iv i t a u dyshidrózy, ale u bradavíc sa sieť zachovala výborne . Teda 
je falošná poz i t iv i t a 0 %. Znamená to, že na zdravých odtlačkoch sa a spoň raz detekovala 
dyshidróza . Nas ledujúc i obrázok 6.33 zobrazuje t r i odt lačky prstov, ktoré bol i čisté a sieť 
na nich označi la dyshidrózu. 

Obrázok 6.33: Pr ík lad falošnej poz i t iv i ty nad zdravými odt lačkami prstov ochorenia dys
hidrózy. 

Druhý test prebiehal nad d a t a b á z o u B . Výsledky tohto testovania je možné vidieť na 
obrázku 6.34, na k torom je graf ako sa darilo sieti správne , nesprávne alebo falošne pozit ívne 
označiť chorobu. Z tohto grafu je vidieť, že správne určenie pre dyshidrózu je 94,7 %. 
Nesprávne sa podarilo určiť 5,17 %. Fa lošná poz i t iv i t a činila 0,13 %. Bradavicu sa podari lo 
správne určiť v 0,24 % pr ípadoch. Nesprávne sa podarilo určiť 0,19 %. U bradavíc je vysoká 
miera falošnej pozit ivi ty , k torá činila až 99,57 %. Z tohto druhého testu na správne určenie 
je zrejmé, že sieť veľmi presne vie určiť dyshidrózu. N o pr i bradaviciach je to veľmi velký 
problém. T a m test správneho určenia neobsahuje ani 0,5 %. To znamená , že bradavicu nevie 
správne určiť , ked sa t a m nachádza . 

Test správneho určenia 

5,17% 
0,24% 0,19% 

Správna t r i eda Nesprávna t r ieda 

• Dyshidróza • Bradavica 

0,13% 

99,57% 

Falošná pozit iv i ta 

Obrázok 6.34: Test správneho určenia siete z bakalárske j práce nad d a t a b á z o u B . 
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6.5.2 Test p lochy 

Ďalš í test je test plochy. P r i testovaní siete nad d a t a b á z o u A B nás bude zau j ímať iba 
podiel označenej oblasti mimo anotác ie . Toto je zobrazené v tabuľke 6.8. U dyshidrózy to 
je 57,79 %. Podie l označenej plochy mimo anotácie pre bradavicou je 0 %. Podobne ako 
test správneho určenia choroby, tak aj test plochy je pre bradavicu výborný nad skúmanou 
d a t a b á z o u A B . 

Dyshidróza Bradavice 
Pod ie l označenej plochy mimo anotácie 57,79 % 0 % 

Tabuľka 6.8: Test plochy, testovacia d a t a b á z a A B , sieť z bakalárske j práce . 

Posledný test je test plochy nad d a t a b á z o u B . Rovnako ako u teste správneho určenia 
aj toto je zobrazené na grafe, ktorý je vidieť na obrázku 6.35. Z tohto grafu je vidieť , že 
správne určiť dyshidrózu sa podarilo v 78,48 % pr ípadoch. Zle označená plocha činila v 9,38 
% pr ípadoch. Bez označenia oblast í bolo 12,14 %. Tento ú d a j hovorí, koľko % plochy nebolo 
označenej , aj ked sa t am choroba nachádza la . Pos ledný dôležitý ú d a j je podiel označenej 
plochy mimo anotác ie . Ten u dyshidrózy je 82,3 %. Z grafu je podobne vidieť, ako sa darilo 
sieti s bradavicou. U bradavice sa podarilo správne určiť 72,67 % plochy. Zle označená plocha 
činila 15,75 %. Bez označenia oblasti bolo 12,14 %. Pre bradavice je podiel označenej plochy 
mimo anotác ie 19,37 %. 
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Obrázok 6.35: Test plochy siete z bakalárske j práce nad d a t a b á z o u B . 

6.6 Zhodnotenie testovania 
Podkapi to la sa bude zaoberať vyhodnotením sady vylepšení, ktoré bol i prevedené. P r v ý m 
vyhodnotením je zmenenie A P I Keras na P y T o r c h . T á t o zmena priniesla veľkú úsporu 
uloženého modelu na disku. M o d e l ušetrí o 59,67 % priestoru na disku. Zmena priniesla aj 
úsporu pr i samotnej predikci i a klasifikácii. P r i naše j testovacej d a t a b á z e A B bola ú spora 
času na predikciu a klasifikáciu o 62,5 %. P r i testovaní d a t a b á z y B to bola časová úspora 
o 49,01 %. 
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Ďalšie vyhodnotenie bude zmena modelu na predtrénovaný model . A k o sa spomína 
v podkapitole 6.2, tak t á t o zmena dopadla neúspechom. Prob lém vznikol pr i zmene pr
vej konvolučnej vrstvy, ktorou sa chcelo docieliť, aby obrázok mohol byť pos laný na vstup 
v odtieňoch sivej. Ďa l šou úvahou bolo posielať do všetkých kanálov odtiene sivej, čo bolo 
zamietnuté z pohľadu posielania rovnakého kaná la do troch rôznych kanálov. Využitie predt-
rénovaného modelu pre obrázky v odtieňoch sivej je nepoužitelný. Alternat ívou ako využiť 
tieto modely je, že sa nepouži je predtrénovaný model , ale sa upraví kód každého modelu. 
Tento spôsob by mohol priniesť ne jaký úžitok, ale sa s t r áca v ý h o d a použi t ia predtréno-
vaného modelu, ktorý je trénovaný nad veľkým p o č t o m trénovacích d á t . N a nasledujúcich 
dvoch podkapi to lách bude popí sané zhodnotenie test správneho určenia a test plochy. 

6.6.1 Test s p r á v n e h o u r č e n i a choroby alebo p o š k o d e n i a 

Prvé zhodnotenie bude testu správneho určenia nad trénovacou d a t a b á z o u A 6 . Výsledky 
testovania nad touto trénovacou d a t a b á z o u sú popí sané v kapi tolách 6.3.2, 6.3.6 a 6.3.4. 
Z týchto výsledkov je zrejmé, že použit ie Gáborovho fi ltra neprinieslo vylepšenie. Použit ie 
Gáborovho fi ltra prinieslo naopak zhoršenie. N a d zdravými odt lačkami našlo rôzne chroby 
a poškodenia , ktoré t am neboli . Záver z týchto testov je, že G á b o r o v filter nie je cesta 
k vylepšeniu. 

Posledné zhodnotenie bude nad trénovacou d a t a b á z o u A . Toto zhodnotenie bude po
písané zvlášť pre testovaciu d a t a b á z u A B a testovaciu d a t a b á z u C . Výsledky z testovania 
nad d a t a b á z o u A B sú popí sané v podkapitole 6.3.1. Z tejto podkapito ly vyplýva, že nad 
čistými odt lačkami bola falošná poz i t iv i t a 100 % u dvoch chorôb. Konkrétne dyshidróza 
a ekzém. U ostatných chorobách a poškodeniach bola falošná poz i t iv i t a 0 %. Toto je veľmi 
pozit ívne, že odt lačky prstov bez chorôb a poškodení zos tanú neoznačené. 

Po testovaní nad zdravými odt lačkami bolo prevedené testovanie nad testovacou d a t a b á 
zou C . Tieto výsledky sú zobrazené v podkapitole 6.3.3. Výsledky testovania prebiehali nad 
jednot l ivými chorobami. P r v ý m s k ú m a n ý m ochorením je d y s h i d r ó z a . P r i tomto ochorení 
sa naj lepš ie darilo sieti s akt ivačnou funkciou tanh. Sieť označila správnu tr iedu v 56,33 % 
pr ípadoch. Nesprávnu tr iedu označi la v 39,45 % pr ípadoch. U falošnej poz i t iv i ty to bolo 
4,22 %. Nas ledujúci obrázok 6.36 zobrazuje správne určenú tr iedu pre dyshidrózu. 
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Obrázok 6.36: Výsledok predikcie a klasifikácie dyshidrózy sieťou s akt ivačnou funkciou 
tanh, testovacia d a t a b á z a C , trénovacia d a t a b á z a A . 

Druhou s k ú m a n o u chorobou bo l e k z é m . U tejto choroby sa naj lepš ie darilo sieti s ReLu. 
Sieť označila správnu tr iedu v 3,24 % pr ípadoch. Nesprávnu tr iedu označila v 68,16 % prí
padoch. U falošnej poz i t iv i ty to bolo 28,6 %. Falošnú poz i t iv i tu mala nižšie sieť s tanh. T á t o 
sieť označi la falošne pozit ívne 28,13 %. Ďa l šou chorobou bola p s o r i á z a . U tejto choroby 
všetky t r i ú d a j e bol i 0 %. Znamená to, že sieť s tak m a l ý m p o č t o m trénovacích vzorkov 
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nedokáza la správne určiť psor iázu. N a druhej strane neoznačuje nesprávnu tr iedu ani fa
lošnú poz i t iv i tu , čo je z pohľadu nesprávnost i výborné . Poslednou s k ú m a n o u chorobou je 
bradavica. Na j lepš ie sa darilo sieti s tanh. T á t o sieť označila správne 22,73 % prípadov. 
Nesprávnu tr iedu označi la v 72,37 % pr ípadoch. Fa lošná poz i t iv i t a u tejto sieti bola 4,9 %. 
P r v ý m sledovaným poškodením pr i snímaní je v l h k o s ť . U tohto poškodenia správnu tr iedu 
naj lepšie určila sieť s ReLu. T á t o sieť označi la 47,75 % pr ípadov. P r i nesprávnej triede bola 
na jhorš ia a označila až 42,14 %. Najmenej klasifikovanú nesprávnu tr iedu m á sieť s tanh. 
T á t o sieť klasifikovala 27,36 % pr ípadov. Falošnú poz i t iv i tu mala opäť naj lepš iu sieť s ReLu. 
U tejto sieti to bolo 10,11 %. Pos ledné poškodenie pr i snímaní je tlak. Na jv iac správnej 
tr iedy určila sieť s ReLu. T á t o sieť označila 45,38 % pr ípadov. Zároveň určila najmenej 
nesprávnej tr iedy a to 40,59 % pr ípadov. Falošnú poz i t iv i tu určila v 14,03 % prípadov, ale 
najmenej mala sieť s tanh. T á t o sieť označila iba 6,81 % pr ípadov falošne pozit ívne. N a 
nas ledujúcom obrázku 6.37 bude zobrazená klasifikácia a predikcia pre t lak. Odt lačok prsta 
vľavo je odt lačok prsta s t l akom a na pravo je odt lačok predikovaný a klasifikovaný. Pre 
t lak je na s t avená ž l tá farba. 

Obrázok 6.37: Výsledok predikcie a klasifikácie pre t lak sieťou s akt ivačnou funkciou relu, 
testovacia d a t a b á z a C , trénovacia d a t a b á z a A . 

6.6.2 Test p lochy choroby alebo p o š k o d e n i a 

Podobne ako test správneho určenia, tak aj test plochy bo l rozdelený do podkapi to l podľa 
trénovacej a testovacej da tabázy . P r v ý m testom plochy sú všetky d a t a b á z y nad trénovacou 
d a t a b á z o u A 6 . Tieto testy sú popí sané v kapi tolách 6.4.2 6.4.4 a 6.4.6. Podobne ako pr i 
teste správneho určenia, tak aj test plochy dopadol nad touto trénovacou d a t a b á z o u zle. 
Z tohto dôvodu, nie je dobre použiť G á b o r o v filter. 

Druhý test plochy prebiehal nad trénovacou d a t a b á z o u A . P r i tejto d a t a b á z e sú vý
sledky omnoho lepšie. P r v o u s k ú m a n o u d a t a b á z o u je testovacia d a t a b á z a A B . Testovanie 
je popí sané v kapitole 6.4.1. N a d touto d a t a b á z o u bol i označené len dve choroby. Konkrétne 
dyshidróza a ekzém. Najmenej podielu označenej plochy pre dyshidrózu mala sieť s tanh. 
Tento podiel činil 3,24 %. Pre chorobu ekzém je to tiež sieť s tanh. Označi la 2,16 % po
dielu označenej plochy mimo anotác ie . N a d zdravými odt lačkami jednoznačne vyhrá la sieť 
s akt ivačnou funkciou tanh. 

Následuje zhodnotenie testovania nad d a t a b á z o u C.Testovanie je popí sané v kapitole 6.4.3. 
Pre t ú t o d a t a b á z u b u d ú popí sané jednotl ivé choroby zvlášť . Rovnako ako v predchádza jú
cej podkapitole, tak aj t u sa budú popisovať naj lepšie výsledky. Prvé skúmané ochorenie 
je d y s h i d r ó z a . Na jv iac označenej správnej plochy a najmenej označenej zlej plochy mala 
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sieť s ReLu. Sieť správnu plochu označila 92,95 %. Zlej označenej plochy mala len 5,44 %. 
Bez označenia najmenej mala sieť s leaky ReLu. T á t o sieť neoznačila 1,3 %. Tento ú d a j 
môže skresľovať fakt, že síce je najmenej bez označenia plochy, ale t á t o plocha môže byť 
označená inou chorobou. Dôležité ú d a j e je správne označená plocha, zle označená plocha 
a podiel označenej plochy mimo anotác ie . A l e je dobré vedieť aj podiel neoznačenej plochy. 
Najviac podielu plochy mimo anotác ie m á sieť s R e L u . T á t o sieť označi la 64,96 %. Najmenej 
označenej plochy mimo anotác ie m á sieť s tanh. T á t o sieť označila 30,54 %. 

Druhé s k ú m a n é ochorenie je e k z é m . Na jv iac označenej správnej plochy mala sieť s ReLu. 
T á t o sieť označila 5,05 %. Najmenej zlej označenej plochy mala sieť s tanh. T á t o sieť kla
sifikovala 80,6 % zle označenej plochy. Bez označenia najmenej mala sieť s ReLu. T á t o sieť 
neoznačila 7,11 %. Na jv iac podielu plochy mimo anotácie m á sieť s R e L u . T á t o sieť ozna
čila 63,62 %. Najmenej označenej plochy mimo anotác ie m á sieť s tanh. T á t o sieť označila 
44,15 %. Ďa l š ím s k ú m a n ý m ochorením je bradavica. Na jv iac označenej správnej plochy 
mala sieť s tanh. T á t o sieť označila 9,25 %. Najmenej zlej označenej plochy mala sieť s tanh. 
T á t o sieť klasifikovala 58,85 % zle označenej plochy. Bez označenia najmenej mala sieť 
s ReLu. T á t o sieť neoznačila 0,7 %. Na jv iac podielu plochy mimo anotác ie m á sieť s R e L u . 
T á t o sieť označi la 19,17 %. Najmenej označenej plochy mimo anotác ie m á sieť s tanh. T á t o 
sieť označila 11,63 %. Pos ledná choroba je p s o r i á z a . T á t o choroba m á iba jednu kolonku 
nenulovú a to je neoznačnená plocha. P r i sieti s leaky ReLu to je 4,56 % plochy. Znamená 
to, že pr i tejto sieti bola zvyšná plocha označená inými chorobami. U sieti s ReLu to bolo 
3,05 %. A pr i sieti s tanh to bolo 2,71 % plochy. 

P r v ý m s k ú m a n ý m poškodením pr i snímaní je v l h k o s ť . Na jv iac označenej správnej plo
chy mala sieť s leaky ReLu. T á t o sieť označila 75,27 %. Najmenej zlej označenej plochy mala 
sieť s leaky ReLu. Označi la zle iba 2,73 %. Bez označenia najmenej mala sieť s leaky ReLu. 
T á t o sieť neoznačila 2,73 %. Najv iac podielu plochy mimo anotác ie m á sieť s leaky R e L u . 
T á t o sieť označi la 43,73 %. Najmenej označenej plochy mimo anotác ie m á sieť s tanh. T á t o 
sieť označila 32,21 %. Pos ledným s k ú m a n ý m poškodením pr i snímaní je tlak. Na jv iac ozna
čenej správnej plochy mala sieť s ReLu. T á t o sieť označila 61,44 %. Najmenej zlej označenej 
plochy mala sieť s ReLu. T á t o sieť označila 34,02 %. Bez označenia najmenej mala sieť 
s leaky ReLu. T á t o sieť neoznačila 0,26 %. Najv iac podielu plochy mimo anotác ie m á sieť 
s R e L u . T á t o sieť označila 60,3 %. Najmenej označenej plochy mimo anotácie m á sieť s tanh. 
T á t o sieť označila 46,02 %. 

6.6.3 P o r o v n a n i e so s i e ť o u z b a k a l á r s k e j p r á c e 

Posledné zhodnotenie je porovnanie novej neurónovej siete a siete z bakalárske j siete. P r i 
tomto porovnaní sa vychádza z podkapito ly 6.3.1 6.3.5 6.4.1 6.4.5 6.5.1 6.5.2. Podobne 
ako v predchádzajúcich podkapi to lách , tak testovanie nebude nad trénovacou d a t a b á z o u 
A 6 . Ukáza lo sa, že G á b o r o v filter n e p o m á h a zlepšiť riešenie, ale ho kazí. Z podkapi to l sa 
vybra la sieť s akt ivačnou funkciou ReLu. Síce m á horšie výsledky nad zdravými odt lačkami , 
ale m á najviac označenej plochy pre dyshidrózu a bradavicu. U bradavice sieť s tanh, m á 
síce určenie správnej triedy v 83,33 %, no m á najmenej správne označenej plochy. 

P r v ý m zhodnotením bude nad d a t a b á z o u A B . Nová neurónová sieť ako aj sieť z ba
kalárskej práce označili d y s h i d r ó z u falošne pozit ívnu. U b r a d a v í c naš ťa s t ie u obidvoch 
sieťach bola falošná poz i t iv i ta 0 %. Nová sieť ešte označila falošne pozit ívnu chorobu ek
zém. T á t o choroba je rozšírením s táva júce j siete. N o dôležitejšie je podiel označenej plochy 
mimo anotác ie . Nová sieť s funkciou ReLu označi la 19,01 % plochy ako dyshidrózu. P r i sieti 
s funkciou tanh to bolo len 3,24 % plochy. Sieť z bakalárske j siete mala 57,79 % plochy. 
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P r i použit í sieti s tanh sa podiel označenej plochy mimo anotác ie zmenšil o 54,49 %. P r i 
použit í sieti s ReLu to je o 38.78 % označenej plochy menej. N a d d a t a b á z o u A B došlo 
k výraznému zlepšeniu sieti. Výsledok z predikcie a klasifikácie nad d a t a b á z o u A B je možné 
vidieť na obrázku 6.38.U bakalárske j práce je dyshidróza modrou farbou a u sieti s ReLu 
je dyshidróza označená červenou farbou. 

(a) Konvolučná 
sieť s R e L u . ( b ) , Konvolučná ( c ) Sieť z baka-

sieť s t a n h . lárskej práce. 

Obrázok 6.38: Pr ík lad falošnej poz i t iv i ty nad zdravými odt lačkami prstov. 

Pos ledným zhodnotením je testovanie nad d a t a b á z o u B . P r i tomto vyhodnotení sa bude 
porovnávať nová sieť s akt ivačnou funkciou ReLu a tanh. P r v o u chorobou je d y s h i d r ó z a . 
Sieť z bakalárske j práce správne určila tr iedu dyshidrózy v 94,7 % pr ípadoch. Nová sieť 
s ReLu označi la správnu tr iedu v 77,87 % pr ípadoch. U novej sieti s tanh klasifikovala 
správnu tr iedu v 95,66 % pr ípadoch. Nesprávne sa podarilo určiť 5,17 % pomocou siete 
z bakalárske j práce . U tejto sieti falošná poz i t iv i t a činila 0,13 %. Nesprávne sa podari lo 
určiť 1,04 % pomocou siete ReLu. Nesprávne sa podari lo určiť 0,27 % pomocou siete tanh. 
U sieti s ReLu fa lošná poz i t iv i ta činila 21,09 %. P r i sieti s tanh bola falošná poz i t iv i ta 
4,07 %. Nová sieť s ReLu správne určila plochu v 97,62 %. Sieť s tanh označila správne 
plochu v 95,72 %. Sieť s bakalárske j práce označila správnu plochu v 78,48 %. Nová sieť 
s ReLu nesprávne určila plochu v 0,69 %. Sieť s tanh označi la nesprávne plochu v 1,04 %. Sieť 
z bakalárske j práce označila nesprávnu plochu v 9,38 %. Nová sieť s ReLu vôbec neoznačila 
plochu v 1,69 %. Sieť s tanh vôbec neoznačila plochu v 3,24 %. Sieť z bakalárske j práce vôbec 
neoznačila plochu v 12,14 %. Nová sieť s ReLu označila plochu mimo anotáci í v 8,41 %. 
Sieť s tanh označila plochu mimo anotáci í v 24,49 %. Sieť z bakalárske j práce označila 
plochu mimo anotáci í v 82,3 %. Nas ledujúc i obrázok 6.39 zobrazuje predikciu a klasifikáciu 
dyshidrózy. U bakalárske j práce je dyshidróza modrou farbou a u novej sieti s červenou 
farbou. 

Pos ledná choroba je bradavica. Sieť z bakalárske j práce správne určila tr iedu v 0,24 % 
pr ípadoch. Nová sieť s ReLu označi la správnu tr iedu v 34,78 % pr ípadoch. U novej sieti 
s tanh klasifikovala správnu tr iedu v 83,33 % pr ípadoch. Nesprávne sa podari lo určiť 0,19 % 
pomocou siete z bakalárske j práce . U tejto sieti falošná poz i t iv i t a činila 99,57 %. Nesprávne 
sa podari lo určiť 53,26 % pomocou siete ReLu. Nesprávne sa podarilo určiť 16,67 % pomocou 
siete tanh. U sieti s ReLu fa lošná poz i t iv i t a činila 11,96 %. P r i sieti s tanh bola falošná 
poz i t iv i ta 0 %. Nová sieť s ReLu správne určila plochu v 36,74 %. Sieť s tanh označila 
správne plochu v 20,23 %. Sieť z bakalárske j práce označi la správnu plochu v 72,67 %. 
Nová sieť s ReLu nesprávne určila plochu v 59,67 %. Sieť s tanh označila nesprávne plochu 
v 10 %. Sieť z bakalárske j práce označi la nesprávnu plochu v 15,75 %. Nová sieť s ReLu vôbec 
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(a) Konvolučná 

sieť s R e L u . 
(b) Konvolučná 

sieť s tanh. 

(c) Sieť z baka

lárskej práce. 

Obrázok 6.39: Pr ík lad predikcie a klasifikácie dyshidrózy. 

neoznačila plochu v 3,59 %. Sieť s tanh vôbec neoznačila plochu v 69,77 %. Sieť z bakalárske j 
práce vôbec neoznačila plochu v 12,14 %. Nová sieť s ReLu označila plochu mimo anotáci í 
v 27,52 %. Sieť s tanh označi la plochu mimo anotáci í v 0 %. Sieť z bakalárske j práce označila 
plochu mimo anotáci í v 19,37 %. N a obrázku 6.40 je zobrazená detekcia a klasifikácia pre 
bradavicu. U bakalárske j práce je bradavica červenou farbou a u novej sieti s červenou 
farbou.je dyshidróza, cyan farbou ekzém a modrou bradavica. 

6.6.4 M o ž n o s t i r o z š í r e n i a a lebo v y l e p š e n i a do b u d ú c n a 

Implementác ia je ľahko rozšířitelná o ďalšie typy ochorení alebo príznakov pr i snímaní . Im
plementácia sa snaži la byť implementovaná podľa objektového orientovaného programova
nia. V max imálne j miere je použi tý princíp D R Y (Don't repeat yourself). Ďa l š ím rozšírením 
je zmeniť model na ne jaký z predtrénovaných a zmeniť jeho konvolučné vrstvy tak, aby mo
hol byť vstup v odtieňoch sivej. Ďa l š i a zmena, k torá by mohla byť použi tá , tak je využitie 
konvolučnej sieti s regiónmi. 

(a) Konvolučná 

sieť s R e L u . 

(b) Konvolučná 

sieť s tanh. 
(c) Sieť z baka

lárskej práce. 

Obrázok 6.40: Pr ík lad predikcie a klasifikácie bradavice. 

86 



Kapitola 7 

Záver 

Diplomová p r á c a sa zameriava na vylepšenie a rozšírenie predikcie a klasifikácie poškodenia 
odt lačku prsta pomocou konvolučných neurónových sietí. P r á c a nadväzu je na baka lá r sku 
prácu [70]. Na j skôr ako sa mohlo začať nadväzovať na tú to prácu , bolo potrebné naš tudo
vať danú problematiku. P r v o u problematikou je naš tudovanie samotnej biometrie a po jmu 
odt lačku prstu. P r i odt lačkoch prstov bolo dôležité prebrať oblasti , ako napr íklad snímanie 
odtlačkov prstov, spracovanie odtlačkov prstov, ale aj poškodenie odtlačkov prstov pr i sní
maní a rôzne choroby. Ďa l šou problematikou, ktorú bolo potrebné naš tudovať , sú neurónové 
siete. Základnou čas ťou je porozumenie významu medzi biologickým a umelým neurónom. 
Nás ledne bolo nutné pochopiť po jmy akt ivačná funkcia, s t ra tová funkcia, opt imal izátory, 
modely neurónových sietí. Ďale j bolo potrebné naš tudovať viacvrstvové siete, konvolučné 
siete a nakoniec proces trénovania. Pos ledným krokom pred vylepšením a rozšírením siete 
bolo si navrhnúť, aké zmeny sa b u d ú vykonávať . P lánované zmeny sú v ý m e n a modelu za 
predtrénovaný model , zmena akt ivačnej funkcie u modelu z bakalárske j práce [70], pridanie 
predspracovanie obrázku pomocou Gáborovho filtra. Nás ledne bolo zmenené rozmazanie na 
Gausovo a bolo použi té binárne prahovanie s O T S U prahovaním. Zároveň bol i vytvorené 
všeobecné nové algoritmy pre tvorbu databázy , trénovania, predikcie a klasifikácie, a ne
poslednom rade pre testovanie siete. Použi té odt lačky prstov bol i N I S T D B 4 , syntetické 
odt lačky vygenerované pomocou S F i n G e a reálne odt lačky prstov. Tieto odt lačky tvor i l i 
novú vygenerovanú d a t a b á z u pre trénovanie, predikciu a klasifikáciu. Konkrétne sa j e d n á 
o ochorenia dyshidróza, bradavica, ekzém a psor iáza . Zároveň bol i pr idané odt lačky prstov 
pre poškodenia pr i snímaní , ktoré sú t lak a vlhkosť. Dokopy je to rozšírenie o štyri nové 
typy rozpoznania v konvolučnej neurónovej sieti. 

P r v ý m krokom pr i implementáci i bolo potrebné vymeniť A P I Keras za framework P y -
Torch. T á t o zmena bola vykonaná kvôli rýchlosti učenia. Ďa l š ím dôvodom prechodu je 
lepšia podpora v komunite, ako aj ob jektový pr í s tup k modelu. Zároveň m á objektový prí
stup k načí taniu da tabázy , ktorý p o m á h a udržať č i s totu kódu. Ďa l š ím krokom pr i sade 
vylepšovaní bolo zmeniť predspracovanie da tabázy . T á t o zmena mala urýchliť celý učiaci 
proces. P r i tejto zmene sa musel zmeniť aj spô sob načí tavania da tabázy . Zároveň pr i tejto 
úprave sa pridalo predspracovanie obrázka pomocou Gáborovho filtra, zmenené rozmaza
nie a prahovanie. Ďalš í krok bo l prepísať model z A P I Keras do modelu P y T o r c h . T á t o 
úprava vyžadovala pochopenie ako funguje A P I Keras a P y T o r c h . P o tomto kroku sa im
plementovali nové všeobecné algoritmy pre tvorbu da tabázy . Nás ledne sa implementovali 
nové všeobecné algoritmy pre trénovanie, kde sa implementovala zmena modelu na predtré
novaný. P r i tomto sa upravovali prvé konvolučné vrstvy, aby obrázok mohol byť pos laný na 
vstup v odtieňoch sivej. Zároveň bola implementovaná zmena akt ivačnej funkcie. P r i týchto 
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zmenách sa implementovalo aj rozšírenie o nové typy ochorení a poškodení pr i snímaní . Tré-
novací proces je o niečo zložitejší na implementáciu ako v A P I K e r a s . T á t o implementác ia 
uľahčuje používateľovi spustenie algoritmov. Nepotrebuje vypisovať jednotl ivé parametre 
do argumentov príkazového r iadku, ako to bolo pr i bakalárske j práci . Nové algoritmy m a j ú 
len jeden parameter. T ý m t o parametrom je cesta k u konfiguračnému súboru , v ktorom 
sú nas tavené všetky potrebné parametre. Nás ledne sa implementoval klasifikátor. Tento 
klasifikátor bo l inšpirovaný baka lár skou prácou. Z pôvodného klasif ikátora zostala len zá
k ladná myšl ienka klzavého okna pre klasifikátor. Zvyšok celý klasifikátor je prerobený na 
všeobecné použit ie pomocou konfiguračného súboru . Myšl ienky testovania ako test plochy 
a test správneho určenia je prebratý z bakalárske j práce , no opäť zostala len t á t o myšl ienka. 
Implementác ia je prerobená tak, aby bolo možné testovať klasifikátor, ktorý sa dokáže na
učiť rôzne ochorenia alebo poškodenia . Po tomto všetkom sa mohlo prejsť k trénovaniu 
a vyhodnoteniu. 

Prvé vyhodnotenie je zmena A P I Keras na P y T o r c h . T á t o zmena priniesla úsporu ulo
ženého modelu o 59,87 % priestoru na disku. Ušetri l sa aj ča s pr i predikci i a klasifikácii. P r i 
predikcii a klasifikácii testovanej d a t a b á z y so zdravými odt lačkami prstov bola ú s p o r a ča su 
o 62,5 %. P r i testovaní predikcie a klasifikácie d a t a b á z y so zmiešanými odt lačkami prstov 
bola ú s p o r a ča su o 49,01 %. Druhé vyhodnotenie je zmena modelu na niektorý z predtréno-
vaných modelov. T á t o zmena dopadla neúspechom, pretože všetky predtrénované modely 
sú trénované nad farebnými obrázkami . Bo l a v y s k ú š a n á zmena prvej konvolúčnej vrstvy, 
aby na vstup mohol byť privedený obrázok v odtieňoch sivej. Ďa l š ím vyhodnotením je 
trénovanie siete s použ i tým G á b o r o v ý m filtrom. Toto vylepšenie neprinieslo zlepšenie., na
opak výsledky bol i zlé. Pos ledné dve vyhodnotenia sú nad sieťou, k torá bola trénovaná 
bez Gáborovho filtra. Na j skôr sa testovalo nad zdravými odt lačkami prstov a potom na 
zmiešaných odtlačkoch prstov. P r i teste nad zdravými odt lačkami prstov, všetky siete mal i 
falošnú poz i t iv i tu u dyshidrózy a ekzému. N o naj lepš ie sa darilo sieti s akt ivačnou funkciou 
tanh. T á t o sieť označila plochu pre dyshidrózu len v 3,24 %. P r i ekzéme to bolo 2,16 %. 
P r i teste so zmiešanými odt lačkami prstov bola na j lepš ia sieť s akt ivačnou funkciou ReLu. 
Tieto výsledky sú zobrazené pre test správneho určenia v tabuľke 7.1. Pre test plochy sú 
zobrazené v nas ledujúcej tabuľke 7.2. 

S p r á v n a tr ieda N e s p r á v n a trieda Fa lo šná poz i t iv i t a 
Dyshidróza 43,17 % 41,09 % 15,74 % 
E k z é m 3,24 % 68,16 % 28,60 % 
Psor i áza 0 % 0 % 0 % 
Bradavica 7,32 % 85,58 % 7,10 % 
Vlhkosť 47,75 % 42,14 % 10,11 % 
T l a k 45,38 % 40,59 % 14,03 % 

Tabuľka 7.1: Test správneho určenia pre sieť s ReLu. Testovacia d a t a b á z a C , sieť trénovaná 
s d a t a b á z o u A . 
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Správne Zle ozna Bez označe P locha 
označená čená plocha nia oblasti mimo 
plocha anotác ie 

Dyshidróza 92,95 % 5,44 % 1,61 % 64,96 % 
E k z é m 5,05 % 87,84 % 7,11 % 63,62 % 
Psor iáza 0 % 0 % 3,05 % 0 % 
Bradavica 7,16 % 92,14 % 0,70% 19,17 % 
Vlhkosť 25,75 % 17,41 % 7,32 % 33,22 % 
T l a k 65,46 % 34,02 % 0,52 % 59,98 % 

Tabuľka 7.2: Test plochy pre sieť s ReLu. Testovacia d a t a b á z a C , sieť t rénovaná s d a t a b á z o u 
A . 
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Príloha A 

Obsah priloženého D V D 

Priložené D V D obsahuje: 

• documentation - adresár s textom diplomovej práce písanej v DTfjiX šablóne vrá tane 
obrázkov 

• fingerprint detection - adresár so zdro jovým kódom 

• diploma thesis.pdf - textová časť v P D F 

• v irtual env.zip - komprimovaný súbor , ktorý obsahuje virtuálně prostredie pre 
python. 

• R e a d M e . m d - súbor s informáciami 
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Príloha B 

Kód modelu v knižnici Keras 

def create model(debug=True, number of_outputs=2, shape=(128, 128, 1)): 

model = Sequential() 

# 112 
model.add(Conv2D(64, (3, 3), activation='relu', input shape=shape, data format="channels last")) 
model.add(Conv2D(64, (3, 3), activation='relu')) 
model.add(MaxPooling2D((2, 2), strides=(2, 2))) 

# 56 
model.add(Conv2D(128, (3, 3), activation='relu')) 
model.add(Conv2D(128, (3, 3), activation='relu')) 
model.add(MaxPooling2D((2, 2), strides=(2, 2))) 

# 28 
model.add(Conv2D(256, (3, 3), activation='relu')) 
model.add(Conv2D(256, (3, 3), activation='relu')) 
model.add(MaxPooling2D((2, 2), strides=(2, 2))) 

# 14 
model.add(Conv2D(256, (3, 3), activation='relu')) 
model.add(Conv2D(256, (3, 3), activation='relu')) 
model.add(MaxPooling2D((2, 2), strides=(2, 2))) 

# 7 
model.add(Flatten()) 
model.add(Dense(768, activation='relu')) 
model.add(Dropout (0.5)) 
model.add(Dense(768, activation='relu')) 
model.add(Dropout(0.5)) 

if (number of_outputs == 3): 
# Klasicky model rozlisujuci 2 ochorenia 
model.add(Dense(3, activation= 'softmax')) 
opt = SGD(learning rate=0.001, momentum=0.0, nesterov=False) 
model.compile(loss='categorical crossentropy', optimizer=opt, metrics= ["accuracy"]) 

else: 
# Model detekujuci len jedno ochorenie 
model.add(Dense(2, activation='sigmoid')) 
opt = SGD(learning rate=0.001, momentum=0.0, nesterov=False) 
model.compile(loss='binary crossentropy', optimizer=opt, metrics= ["accuracy"]) 

return model 

Algori tmus B . l : model v Keras. 
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Príloha C 

Kód modelu v knižnici PyTorch 

class FingerprintCnnModifiedModel(nn.Module): 
def init (self, number of_outputs, activation function): 

super(FingerprintCnnModifiedModel, self). init () 

self.number of_outputs = number of_outputs 
self.activation function = activation function 
self.convl = nn.Conv2d(l, 64, (3, 3)) 
self.conv2 = nn.Conv2d(64, 64, (3, 3)) 
self.relu = nn.ReLU() 
self.leaky relu = nn.LeakyReLU() 
self.tanh = nn.Tanh() 
self.pool = nn.MaxPool2d(2, 2) 
self.conv3 = nn.Conv2d(64, 128, (3, 3)) 
self.conv4 = nn.Conv2d(128, 128, (3, 3)) 
self.conv5 = nn.Conv2d(128, 256, (3, 3)) 
self.conv6 = nn.Conv2d(256, 256, (3, 3)) 
self.linearl = nn.Linear(256 * 4 * 4, 768) 
self.dropout = nn.Dropout(0.5) 
self.linear2 = nn.Linear(768, 768) 
self.softmax = nn.Softmax(dim=l) 
self.linear more diseases = nn.Linear(768, self.number of_outputs) 
self.linear one disease = nn.Linear(768, 2) 

def forward (self, model): 
if self.activation function == ActivationFunctionEnum.DEFAULT R E L U : 

return self. get model with relu(model) 
if self.activation function == ActivationFunctionEnum.LEAKY R E L U : 

return self. get model with leaky relu(model) 
if self.activation function == ActivationFunctionEnum.TANH: 

return self. get model with tanh(model) 

def get model with relu(self, model): 
model = self.relu(self.convl(model)) 
model = self.relu(self.conv2(model)) 
model = self.pool(model) 
model = self.relu(self.conv3(model)) 
model = self.relu(self.conv4(model)) 
model = self.pool(model) 
model = self.relu(self.conv5(model)) 
model = self.relu(self.conv6(model)) 
model = self.pool(model) 
model = self.relu(self.conv6(model)) 
model = self.relu(self.conv6(model)) 
model = self.pool(model) 
model = model. view(model.size(0), —1) 
model = self.relu(self.linearl (model)) 
model = self.dropout(model) 
model = self.relu(self.linear2(model)) 
model = self.dropout(model) 
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model = self.softmax(self.linear more diseases(model)) 
return model 

def get model with leaky relu(self, model): 
model = self.leaky relu(self.convl (model)) 
model = self.leaky relu(self.conv2(model)) 
model = self.pool(model) 
model = self.leaky relu(self.conv3(model)) 
model = self.leaky relu(self.conv4(model)) 
model = self.pool(model) 
model = self.leaky relu(self.conv5(model)) 
model = self.leaky relu(self.conv6(model)) 
model = self.pool(model) 
model = self.leaky relu(self.conv6(model)) 
model = self.leaky relu(self.conv6(model)) 
model = self.pool(model) 
model = model. view(model.size(0), —1) 
model = self.leaky relu(self.linearl(model)) 
model = self.dropout(model) 
model = self.leaky relu(self.linear2(model)) 
model = self.dropout(model) 
model = self.softmax(self.linear more diseases(model)) 
return model 

def get model with tanh(self, model): 
model = self.tanh(self.convl (model)) 
model = self.tanh(self.conv2(model)) 
model = self.pool(model) 
model = self.tanh(self.conv3(model)) 
model = self.tanh(self.conv4(model)) 
model = self.pool(model) 
model = self.tanh(self.conv5(model)) 
model = self.tanh(self.conv6(model)) 
model = self.pool(model) 
model = self.tanh(self.conv6(model)) 
model = self.tanh(self.conv6(model)) 
model = self.pool(model) 
model = model. view(model.size(0), —1) 
model = self.tanh(self.linearl(model)) 
model = self.dropout(model) 
model = self.tanh(self.linear2(model)) 
model = self.dropout(model) 
model = self.softmax(self.linear more diseases(model)) 
return model 

Algori tmus C . l : model v P y T o r c h . 
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