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Abstrakt

Cielom diplomovej prace je nastudovat a navrhnut vylepsenie sicasnej konvoluénej neuréd-
novej siete pre klasifikdciu a detekciu ochorenia odtlackov prstov. Vylepsenim siicasnej kon-
volu¢nej neurdénovej siete je zmena kniznice pre algoritmus ucenia, detekcie a klasifikacie
poskodenia odtlackov prsta. Dalsimi vylepSeniami st zmena modelu konvoluénej neurd-
novej siete a zmena aktivacnej funkcie. Zaroven bude pridané predspracovanie pomocou
Géborovho filtra. Dalsia zmena je v oblasti prahovania. Dalej bude zmena algoritmov pre
vSeobecné pouzitie, ktoré zjednodusi pracu pre rozsirenie tvorby databazy, samotny uciaci
proces, proces pre klasifikdciu a detekciu a proces pre testovanie siete. Tato siet bude zaro-
ven rozsirena o novu predikciu a klasifikaciu. Konkrétne o poskodenia ekzémom, psoridzou,
tlakom a vlhkostou. Vylepsena konvolu¢na neurénova sief je implementovana pomocou Py-
Torch. Sief detekuje aka cast odtlacku prsta je poskodend a tuto cast vykresli do odtlacku
prsta. Zaroven pri detekcii prebieha aj klasifikicia o aky typ ochorenia alebo poskodenia
odtlacku ide. Pri trénovani siete st pouzité syntetické odtlacky prstov a st doplnené o realne
odtlacky prstov.

Abstract

The aim of the diploma thesis is to study and propose improvement of the current con-
volutional neural network for the classification and detection of fingerprint disease. An
improvement of the current convolutional neural network is the change of library for the
algorithm of learning, detecting and classifying fingerprint damage. Other improvements
are to change the convolutional neural network model and a change in the activation func-
tion. At the same time, preprocessing using the Gabor filter will be added. Another change
is in the area of thresholding. Next, there will be a change in general-purpose algorithms
that will simplify the work for expanding database creation, the learning process itself, the
classification and detection process, and the network testing process. At the same time, this
network will be expanded with a new prediction and classification. Specifically the damage
caused by eczema, psoriasis, pressure and moisture. The improved convolutional neural ne-
twork is implemented by PyTorch. The network detects which part of the fingerprint is
damaged and draws this part into the fingerprint. At the same time, the type of disease
or imprint damage is classified during detection. Synthetic fingerprints are used in network
training and are supplemented by real fingerprints.
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Kapitola 1

Uvod

Slovné spojenie, odtlacky prstov, sa spaja s roznymi seridlmi a filmami z kriminalistiky.
Avsak odtlacky prstov st uz dnes stucastou nasich zivotov. Odtlacky prstov sa vyuzivaji na
overenie totoznosti pouzivatela v mobilnych zariadeniach, prenosnych pocitacoch, vstupov
do budovy a mnoho dalsieho. Vdaka tomuto overeniu sa ¢lovek moze prihlasit do svojho
zariadenia a aplikacii pre spravu citlivych idajov ako je napriklad bankovnictvo alebo infor-
mécie o zdravotnom poisteni. Dalsf priklad vyuzitia odtlacku prsta sa nachidza v osobnych
dokladoch, ktorymi si napriklad obc¢ianske preukazy alebo pasy. V dokladoch je uloZena
Sabléna, ktora sluzi na overenie totoznosti pri hrani¢nych kontrolach alebo kontrole cestu-
jucich na letiskéch.

Problém pri overeni totoznosti ¢loveka nastava v pripade, ak odtlacok prsta je nejakym
sposobom znecisteny, vlhky alebo ¢lovek trpi koznym ochorenim. Vdaka tymto poskodeniam
moze dojst k falosnej identifikacii. Falosna identifikdcia nespravne urci osobu ako neoprav-
nent alebo v najhorsom pripade priradi int identitu danej osobe. Falosnt identifikaciu by
mohlo zmiernit varovanie systému, ze odtlacok je nejakym spdsobom poskodeny.

Tato praca je zamerand na trénovanie konvolu¢nej neurénove;j siete pre detekciu a klasifi-
kaciu poskodenia odtlackov prstov, ktora by mohla riesit vysSie zmienené varovanie systému.
Poskodeniami odtlacku prsta sa nielen kozné ochorenia ako napriklad bradavice a dyshi-
drézy, ale aj poskodenie odtlacku prstu pri snimani. Tato praca nadvézuje na bakaldrsku
pracu [70], ktord vznikla vo vyskumnej skupine STRaDe, kde sa detekciou a klasifikdciou
zaoberaju dlhsi cas.

Neurénové siete sa v dnesnej dobe viac a viac integruji do kazdodenného zivota, kde
nam pomahaju pri riadeni dopravnej situacii na krizovatke, detekcii roznych predmetov
v obraze, spracovanie prirodzeného jazyka a v neposlednom rade na pomoc pri hladani
vakciny na rozne ochorenia. Hlavnym cielom diplomovej price je vylepsenie stavajiceho
rieSenia a rozsirenia o nové choroby a poskodenia odtlackov prstov spésobené pri snimani.

Diplomova praca je rozdelend do siedmich kapitol. V kapitole 2 st vysvetlené pojmy zo
spracovania odtlacku prsta, ktorymi st napriklad odtlacok prsta a jeho synteticka varianta,
choroby a iné. Pojmy ako konvolu¢na neurénova siet, stratova funkcia, aktivacna funkcia
a ostatné zakladné fundamenty neurénovych sieti sa nachiadzaju v kapitole 3. Kapitola 4
popisuje navrh vylepsSenia a navrh nového klasifikatora. Kapitola 5 obsahuje implementaciu
rieSenia. Posledna kapitola 6 sa zameriava na dosiahnuté vysledky a testovanie.



Kapitola 2

Spracovanie odtlackov prstov

V priebehu dna prebehne niekolko miliénov spracovani a rozpoznani odtlacku prsta na roz-
nych zariadeniach ako st smartfény, prenosné pocitace, zariadenia pre povolenie vstupu do
budovy a mnoho dalsieho. Niekedy sa moze stat, ze spracovanie alebo rozpoznanie odtlacku
prsta neprebehne korektne, ¢o mdze mat za nasledok mnoho faktorov.

Kapitola sa bude prave zaoberaf tymito vplyvmi netspesného spracovania odtlackov
prstov, ktorymi si napriklad rézne choroby alebo poskodenia pri snimani. Ale skor nez to
bude rozobraté v kapitole dopodrobna, je potrebné si vysvetlit zakladny pojem biometria
v kapitole 2.1, koza a jej funkcia v kapitole 2.2, odtlacok prsta v 2.3, ziskavanie odtlacku
prsta v 2.4, spracovanie odtlacku prsta v kapitole 2.5, synteticky odtlacok v kapitole 2.8,
poskodenie odtlacku prsta pri snimani v kapitole 2.6 a nakoniec choroby v kapitole 2.7.

2.1 Biometria

Digitalizacia je v sicasnej dobe na velkom vzostupe a v najblizsich rokoch bude expo-
nencidlne rast [48]. Z tohto dévodu bude potreba lepsieho zabezpecenia dét, pristupu do
chytrého bankovnictva, pristupy do budov, pristup do 4ut a mnoho dalSieho. Dnesné zabez-
pecenie heslom (to, ¢o ¢lovek poznd) moze byt zabudnuté alebo stratené na pozndmkovom
bloku. Dalsim riesenim je pristupova karta alebo usb kIté (nieco, ¢o clovek mé fyzicky),
ale aj tie mo6zu byt odcudzené alebo stratené. Hesla, karty a usb kluce sa daju Iahko zdielat,
takze neposkytuji nespochybnitelnost. [19] [47]

Problémy s nespochybnitelnostou riesi biometrické rozpoznavanie (nie¢im, ¢im ¢lo-
vek je) alebo jednoducho biometria (z gréckeho slova bios = Zivot a metron = merat), ktora
vyuziva anatomické (odtlacky prstov, tvdr, dihovka) a behaviordlne (chéddza, rec, pismo)
charakteristiky. Tieto biometrické charakteristiky sa pouzivaji na automatické rozpoznava-
nie jednotlivcov. Hlavnou vyhodou tychto charakteristik je, ze ¢lovek ich nemoze zabudnit,
stratit alebo jednoducho zneuzit inou osobou. Mnoho tychto charakteristik méze vela na-
povedat o zdravotnom stave jedinca a tym padom, treba k tomu pristupovat zodpovedne
a bezpecne. Pred tym, nez hociktoru charakteristiku zoberieme do tivahy je nutné overit,
nakolko dana vlastnost spliia nasledujicich devét vlastnosti: [19] [43] [70]

o Univerzdilnost - kazdy by mal mat tito vlastnost.
o Jedinecnost - ziadne dve osoby by nemali mat rovnaka vlastnost.

e Trvalost - vlastnost by sa nemala menit pocas zivota.



e Meratelnost - vlastnost by sa mala dat Tahko ziskat.

e Vikon - vlastnost by nemala byf menend ani zmenena.

e Prijatelnost - ochota spolo¢nosti prijat zachytenie tejto vlastnosti.

o Fulsovatelnost - ako narocné je sfalsovat dana vlastnost.

e (Cena - kolko stoji zavedenie takéhoto biometrického systému s danou vlastnostou.

e Prevddzka - kolko stoji prevadzka takéhoto biometrického systému s danou vlastnos-
tou.

Pre biometriu existuje par doélezitych konceptov, medzi ktoré patri inter a intratriedna
premenlivost. Intertriedna premenlivost zobrazuje velkost rozdielu charakteristik medzi roz-
dielnymi triedami (osobami). Intratriedna premenlivost udava velkost rozdielu medzi cha-
rakteristikami v jednej triede (jedinec). [42] [70]

2.2 Popis koze a jej funkcia

Koza pokryva povrch tela a je zaroven najvacsim organom v tele. Jej plocha je okolo 2 m?
a vazi v priemere 4 kg [72]. Koza plni viacero funkcii ako napriklad vyluc¢ovanie odpado-
vych latok alebo termoreguldcia. Najvyznamnejsia funkcia kozi je ochrana pred vonkajsimi
vplyvmi. Koza obsahuje receptory tepla, tlaku a bolesti, pomocou ktorych sme v kontakte
s vonkajsim svetom. Koza sa sklada z troch ¢asti: [20] [72]

o Pokozka (epidermis) - vrchnd ¢ast pokozky.

o Zamsa (dermis) - strednd vrstva, ktora podopiera pokozku a zaroven vsak s pokozkou
pevne spojena.

o Podkozie (hypodermis) - najspodnejsia vrstva, volné spojivové tkanivo, ktoré obsahuje
dostatok tuku.

Vedny obor, ktory sa zaobera a popisuje struktiru koze, choroby a jej priciny, sa vola
dermatologia.

2.2.1 Epidermis

Najvrchnejsia cast koze moze mat hrabku od 0,5 mm az po 1,5 mm. Najtensia je v oblasti
o¢nych viecok a najhrubsia na dlaniach a chodidldch [4]. Skladd sa z mnoho vrstiev, tesne
zabalenych buniek v dlazdicovom usporiadani. Pri detailnejSom pozorovani je vidiet péat
hlavnych vrstiev, ktoré si zobrazené na obrazku 2.1. V najspodnejSej vrstve si je mozné
vSimnit vybezky dermy. [4] [20] [72]

Najspodnejsia vrstva je stratum basale. Obsahuje vrstvu kubicko-cylindrickych bu-
niek, ktoré st pripojené k bazalnej membrane. Takéto spojenie oddeluje epidermu od dermy,
a kvoli tomu je membrana zvinena. Jej ulohou je, tlacit starsie bunky smerom nahor, ktoré
sa pri posunoch splostuji az nakoniec odumri a vyluéia sa. [4] [20] [72]

Nad vrstvou stratum basale sa nachidza stratum spinosum, ktora vdaka keratino-
vym filamentom zaistuje mechanicktl odolnost koze. Obsahuje tiez Langerhansove bunky,
ktoré nds ochranuju pred infekciou. [4] [20] [72]
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Obrazok 2.1: Struktira epidermy. Zdroj: [38].

Strednd vrstva, ktorda ma nazov stratum granulosum, skladajtca sa zo zivych buniek
keratinocytov. Tieto bunky sd mierne splostené. Bunky produkuja velké mnozstvo kera-
tinu, ktory sa uklada do zfn, podla ¢oho bola tato vrstva pomenovana. Hrubne bunkova
membrana a bunky vylucéuju epiderédlne lipidy, ktoré st zodpovedné za bariérové vlastnosti
pokozky. [4] [20] [72]

Stratum lucidum je tenka vrstva epidermis obsahujica dve az tri vrstvy buniek. Tvori
dolezitu bariéru, ale existuje len na dlaniach a chodidlach. [4]

Najvrchnejsou vrstvou je stratum corneum. Sklada sa z niekolkych vrstviev sploste-
nych buniek, ktoré sa nazyvaji korneocyty. RozliSujeme tenky a hruby typ podla hrubky
tejto vrstvy. Najhrubsi a najsilnejsi typ je na miestach s vysokym tlakom, napriklad na
dlaniach a chodidldch. Rozdeluje sa na dve ¢asti: [20] [72]

e Stratum conjunctum - spodna kompaktna vrstva,

o Stratum disjunctum - horna odlupujica vrstva.

2.2.2 Dermis

Je strednd vrstva medzi epidermou a hyperdermou. Skldda sa z elastického tkaniva, re-
tikuldrneho vldkna a hlavnou zlozkou je kolagén. Kolagén tvori 70 % obsahu a sluzi na
odolnost voéi napétiu a tahu. Vo vrstve sa nachadzaji nervové zakoncenia (Ruffiniho, Me-
issnerove telieska), krvné vldsocnice. Pre potreby daktyloskopie nas zaujimaji potné zlazy,
ktoré vyustuju na vyvyseninach odtlackov prstov, oznacované ako papilarne linie. Dermu
rozdelujeme na: [76]



o Stratum papillare - vystupuje z epidermy v podobe papil. Tieto papily sa na konci koze
prstov a dlani prejavuju ako papilarne linie. Papilarne linie sltzia k identifikacii osoby.
Vrstva obsahuje riedke koldgenové vézivo a mnozstvo roéznych nervovych zakonceni.

o Stratum disjunctum - sklada sa zo silnej vrstvy elastinového a kolagénového véziva
a nachddza sa v nej menej buniek.

2.2.3 Hyperdermis

Najvnitornejsia vrstva. Vac¢sinou je tvorena tukom a spojivovym tkanivom. Hribka vrstvy
sa lisi, kde sa nachadza. Najhrubsia je v oblasti zadku, chodidlach a dlaniach. Plni dolezita
funkciu, termoregulaciu. [72]

2.3 Odtlacky prstov

Odtlacky prstov st podla dochovanych ¢inskych textov pouzivané viac nez 3000 rokov
[73]. Velké mnozstvo ludi veri, ze odtlacky prstov st unikatne, ale v skutocnosti to nie je
matematicky potvrdené. Rozhodnutie o unikatnosti je zalozené na empirickom pozorovani
po niekolko storoc¢i. Prvy, ktory popisal empirické pozorovanie, bol sir Francis Galton.
Popisal, Zze dva odtlacky prstov st rovnaké s pravdepodobnostou 1 ku 64 miliardam. [39]
[44]

Odtlacky prstov sa uplatnili v praxi kvoli stalosti, cene a unikatnosti. Najvyznamnejsim
uplatnenim je v kriminalistike, odomykanie mobilnych zariadeni a iné. Rastie akceptova-
telnost medzi ludmi, ale na druht stranu stéle zostdva ned6vera z ulozenia biometrickych
udajov a potenciondlnym zneuzitim pomocou falzifikatu odtlacku prstov. V nasledujuicej
podkapitole bude vysvetlené, ¢o si papilarne linie, a preco su dolezité. Nasledne bude po-
pisana klasifikacia odtlackov prstov podla tried a markanty.

2.3.1 Papilarne linie

Papilarne linie, ako bolo spomenuté v podkapitole 2.2.2, st vystupky z epidermy, ktoré su
tvorené z papil a vrasnia kozu. Ich vyskyt je na rukach a dlaniach. Ich vyska moze byt 0,1 az
0,4 mm a dosahuji hriabky 0,2 mm az 0,5 mm. Vyvinuli sa pre lepsie uchopenie predmetov,
aby sa nekizali v rukdch. Na ich vyusteni si potné zlazy, ktoré je vidiet pri kvalitnejsSom
obrazku ako malé bodky. Papilarne linie na konci brusiek prstov tvoria odtlacky prstov.
[42] [43] [70]

Smer a tvar papilarnych linii ¢iastocne vychadza z genetickych linii, vdaka ¢omu sa ne-
jedna o ndhodné vzory. Podobnost papildrnych linii je medzi rodi¢mi a defmi ako napriklad
pocet papilarnych linif, tvar alebo hibka. Najvicsia podobnost papildrnych linif je u iden-
tickych dvojciat, vyplyva to podla [47], ale aj pri nich nie si odtlacky prstov identické.
Tieto malé zmeny tvoria jedine¢nost odtlackov prstov. Papildarne linie sa formuju priblizne
vo Stvrtom mesiaci tehotenstva. Plne vyvinuté si v siedmom mesiaci tehotenstva a pocas
zivota sa nemenia. Jedinym moznym sposobom ako zmenif papildrne linie je odstranenie
zdrodoCnej vrstvy. [42] [43] [47] [70]



2.3.2 Klasifikacia odtlackov

Porovnat dva odtlacky nie je jednoducha tloha, ako to moze vyzerat na prvy pohlad.
Najvacsim priekopnikom v klasifikécii bol sir Francis Galton, ktory v diele [30], popisal tri
hlavné triedy pre rozpoznanie odtlacku prsta, konkrétne Spirdla, oblik a slucka.

S podobnym trojtriednym rozdelenim prisiel aj Edward Henry. Henryho klasifikacia
bola pouzita pri tvorbe TAFIS (Integrated Automated Fingerprint Identification System)
FBI (Federal Bureau of Investigation) v roku 1999 [25]. V roku 2017 FBI vydal dalsi systém
NGI (Next Generation Identification), ktory sa nelimituje iba na odtlacky prstov [26]. Dnes
sa vécsinou pouziva rozdelenie do 5 tried. Z obrazku 2.2 je vidiet, ze tato klasifikicia sa
skladda z pravej slucky, Tavej slucky, Spiraly, obliku a klenutého obluku.
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Obrazok 2.2: Rozsirené triedy klasifikdcie. Upravené zo zdroja: [22].

Najfrekventovanejsim vyskytom s slucky. Je ich mozné najst v (65,5 %) vSetkych od-
tlackov prstov. Druhym najrozsirenej$im su Spiraly, ktoré tvoria (27,9 %). Obliky st naju-
nikatnejsie, tvoria vyskyt len okolo (6,6 %). [19] [42] [44]

2.3.3 Markanty

Pre jednoznacné urcenie odtlacku prsta je rozdelenie do tried nedostatoéné. Charakteristiky,
ktoré su dostatoéné a jednozna¢né pre urcenie kazdého prsta si markanty (minutiae).
Markant [19] je Specidlny druh informécie, tvoreny lokdlnymi titvarmi, ktoré tvoria papildrne
linie. Markanty sa nazyvaju aj Galtonove detaily [47] pomenované na pocest sira Francisa
Galtona. Galton popisal viac ako 100 druhov markantov [47].

Na obrazku 2.3 je vidiet niekolko zdkladnych typov markantov. Zlava doprava je to
ukoncenie, jednoduchd vidlicka/rozdvojenie, dvojitd vidlicka, trojitd vidlicka, hdk, kriZenie,
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Obrazok 2.3: Zakladné typy markantov. Zdroj: [44].




bocny kontakt, bod, interval, jednoduchd slucka, dvojitd slucka, jednoduchy most, dvojity
most a priesecnd linia.

Pri automatickom /poéitacovom rozpoznavani odtlacku prsta sa prevazne vyuzivaju dva
typy markantov a to ukoncenie a vidlicka. Tieto markanty sa pouzivaji hlavne z dvoch
dovodov. Prvym dévodom je mensia naro¢nost na rozpoznanie ako u ostatnych markantov.
Druhym dévodom je, Ze sa s nimi daju poskladat ostatné typy markantov [19] [40]

2.4 Ziskavanie odtlackov prstov

Pre potreby rozpoznania odtlackov prstov je potrebné nejakym sposobom ziskat odtlacky
prstov do digitalnej podoby [42]. Existuji rozne sposoby pri ziskavani, napriklad oskeno-
vany, latentny odtlacok prsta. Avsak existuje pohodlnejsi sposob, ako ziskat odtlacok prsta
do pocitaca, ktorym je priame nasnimanie odtlacku prsta pomocou senzora pripojeného
USB (universal serial bus) portom [42]. V podkapitole budi popisané dve najpouzivanejsie
technologie. Konkrétne sa jedna o opticki a kapacitni technoldgiu.

Opticka technoldégia je jednou z najstarsich technoldgii snimacov odtlackov prstov.
Je zalozena na pomerne jednoduchej technoldgii, ktort je mozné vidiet na obrazku 2.4. Prst
je polozeny na ochranné sklo, kde sa vystupky papilarnych linii dotykaju skla a tdolia sa
v dialke. Zo svetelného zdroja, najcastejSie LED (Light-Emitting Diode), dopada paprsok
na povrch prstu a je odrazeny od vystupkov a absorbovany udoliami. Odrazené paprsky
potom snima LED CCD (Charged Coupled Device) /| CMOS (Complementary Metal Ozide
Semiconductor) kamera. Najvacsou vyhodou snimania pomocou tejto technoldgie je odol-
nost voci teplotnym vykyvom a je mozné fungovanie v 3D. Nevyhodou tejto technologie je
vysoka citlivost na Spinavé prsty. [19] [21] [42]

Papilarne linie Odtlacok

|
AN | Ochranne sklo

A
Svetelny zdroj el {65
Kamera

Obrazok 2.4: Opticka technolégia, upravené [42].

Pri kapacitnej technolégii sa pouziva senzor, ktory je vytvoreny z matice mikro-
kapacitych ploch. Tieto plochy st ulozené na ¢ipe. Senzor funguje tak, Ze pri polozeni prsta
na senzor vznika elektricky naboj medzi prstom a jednou z ploch. Sila naboja je vacsia, ak
plocha sa dotyka papilarnych linii. Sila ndboja slabne, ak sa na plochu prst oprie tak, Ze je
tam tdolie. Vdaka rozdielnym nabojom je mozné nasnimat odtlacok prsta tymto senzorom.
Na nasledujicom obrazku 2.5 sa nachddza ukéazka takého senzora. [42]



Papilarne linie

V>
50 -LVD
T C; T Cout Kovova dosticka

Obrazok 2.5: Kapacitna technolégia, upravené [43].

2.5 Rozpoznavanie a spracovanie

Po ziskani odtlacku prstu metédami, ktoré sme si popisali vyssie, je potrebné vysvetlit pro-
ces spracovania odtlacku prstu. Proces spracovania je zobrazeny na obrazku 2.6. Z obrazka
je vidiet pat faz. Prvou fazou je digitalny odtacok prsta. Digitalny odtlacok sa vytvori sni-
manim odtlacku prsta. Novodobé senzory sa snazia snizit podvrhnutie senzora vyuzitim
detekcie zivosti (prezentation attack detection). Druhou fazou je vylepSenie obrazu. Pre vy-
lepSenie obrazu sa vyuziva napriklad Gaborov filter alebo filtrovanie vo frekvecnej doméne
(FFT — aplikécia filtra — IFFT). Filtre, ktoré sa pouzivaja pri filtrovani vo frekveénej
doméne st napriklad dolna priepust, Butterworth filter alebo Ikonomopoulos filter. Tieto
upravy slizia k vylepSeniu obrazu odtlacku prstu. Trefou fazou je binarizacia. Binariza-
cia sa obvykle prevadza pomocou nejakej prahovej metédy. Prikladom moze byt adaptivne
prahovanie alebo priemerné prahové hodnoty. Na konci tohto procesu st linie ¢ierne a tdo-
lia biele. Nasledne prebiecha proces ztenSenia markantov, kde sa pre tento ucel pouzivaja
linie. V tomto kroku su linie zmensené na sirku jedného pixelu. Pri stenseni musi platit,
ze papilarne linie neubudnt ziadnym smerom. Ak by ubudli, tak by mohol byt problém
pri urceni polohy markantov. Uréenie polohy markantov je jedna z viacerych metéd na
rozpoznanie markantov nasnimanych senzorom a ulozenych v podobe Sablény v zariadeni.
Proces rozpoznania markantov nie je jednoduchy, pretoze odtlacok prsta nie je zakazdym
nasnimany rovnako. Preto je potrebné brat do uvahy faktory, ktoré moézu byt napriklad
posunutie, roticia, tlak koze a Sum. Posledna fiza je detekcia a extrakcia markantov. [19]
[43] [47

Ziskanie odtlacku. VylepSenie obrazu. Binarizacia. Stensenie linii Extrakcia markantov.

Obrézok 2.6: Proces spracovania odtlackov prstov. Upravené, zdroj: [43].
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2.6 Poskodenie odtlackov pri snimani

Poskodenie odtlacku prsta pri sniman{ méze sposobit problémy pri identifikacii os6b. Posko-
denie mdze byt spdsobené technickym vybavenim ako aj réznymi fyzikalnymi a biologickymi
zmenami. Tymito zmenami mézu byt napriklad suchy prst, vlhky prst, prst od oleja, vlas
medzi prstom a senzorom alebo rézne pritlaky na senzor.

2.6.1 Poskodenie a necistoty senzora

Poskodenie pri snimani odtlacku prsta vplyvom poskodenia senzora méze mat viacero tech-
nickych pri¢in. Technické pri¢iny ako napriklad odchiadzajice podsvietenie pod snimacom
senzora, prasknuté sklo znizuj kvalitu odtlacku prsta alebo pridavaji sum do snimku. Dal-
Sia technickd pri¢ina moéze byt porucha pri posielani signalu zo senzora do pocitaca. Tato
pri¢ina moéze sposobit mensiu snimaciu plochu alebo sa odtlac¢ok nenasnima vébec. Dalsim
poskodenim mézu byt rézne znecistenia senzoru. Tymito necistotami moézu byt napriklad
mastné sklo, prach, piesok alebo padnuty vlas medzi prstom a snimacom.

2.6.2 Tlak a vlhkost

Moznym poskodenim pri snimani je tlak. Tlak sa moze povazovat za imyselné poskodenie
odtlacku prsta pri snimani. Pokial sa na senzor pritlaci, tak to sposobuje zosilenie papi-
larnych linii. Papilarne linie pri velmi velkom tlaku zosilia natolko, Ze ich nebude mozné
rozpoznat. Pri nizkom tlaku hrozi, Ze niektoré papilarne linie sa nenasnimaji vobec alebo
sa nepodari odtlacok prsta vobec nasnimat [43] Vlhkost podobne ako tlak upravuje réznu
hribku a kontrast papilarnych linii [43]. Na obrdzku 2.7 je vidiet synteticky odtlacok prsta,
na ktorom boli prevedené tieto poskodenia.

i

Obrazok 2.7: Tlak a vlhkost. Zdroj: Vygenerovany pomocou SFinGe.

2.6.3 Skreslenie odtlacku

Poskodenie odtlacku prsta pomocou skreslenia obvykle nie je imyselné. Tento typ poskode-
nia sa vyskytuje tak ¢asto, ze je problém nasnimat odtlacok bez tohto poskodenia. Pri¢inou
poskodenia je deformacia kbze a neortogondlny tlak prsta na snimac. Je to zapricinené
velkou elasticitou koze. Samotné poskodenie zvyc¢ajne nenarobi velké Skody pri zmene po-
lohy markantov alebo pri zmene vzdialenosti markantov. Pri tomto poskodeni maji hlavne
problém algoritmy na rozponavanie odtlackov prstov. Priklad takéhoto algoritmu méze byt
algoritmus, ktory rozpozndva na zaklade polohy markantov. Pri tomto algoritme sa stavaju
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problémy, Ze je problém s identifikdciou os6b. Pripady takychto skresleni popisuje obra-
zok 2.8, na ktorom su vyznacené rozne oblasti skreslenia. Z obrazka 2.8 su vidiet tri oblasti.
Cervend oblast znazoriuje silné zatlacenie prsta a v tejto oblasti nemoze prist k deformécii
koze. ZIta oblast znazoriuje oblast, kde je tlak nizky natolko, ze koza je maximélne defor-
movand. Oranzova oblast kombinuje predchadzajice dve oblasti. Cim je intenzita oranzovej

oblasti vacsia, tym je skreslenie nizsie. [43]
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Obrazok 2.8: Rozne oblasti skreslenia. Zdroj: [43].

2.7 Choroby ovplyvnujice odtlacky prstov

Choroby koze ovplyvnuja zdravotny stav daného ¢loveka, ale zaroven aj obmedzuje pracovat
s niektorymi technolégiami. V tejto podkapitole budia popisané niektoré choroby, ktoré
znizujui pouzitie odtlacku prsta ako biometrickta charakteristiku.

2.7.1 Bradavice

Tato podkapitola hodne veci preberd z bakalarskej préace [70]. Bradavice (verrucae vulgaris)
su najrozsirenejsim koznym ochorenim. Ochorenie sa Siri prenosom z Cloveka na c¢loveka,
ale aj autoinokuldciou. Ochorenie je sposobené Tudskymi papilomavirusmi (skratka HPV
z anglického human papillomavirus) typu 1, 21, 4 a 7. Do organizmu sa dostant najcastejsie
cez kozné poranenia. Inkubac¢na doba je niekolko tyzdnov alebo mesiacov. Priznakom tohto
chorenia je zhrubnutie vrchnej vrstvy epidermy (stratum corneum) [41] [77].

Ochorenie sa najcastejsie vyskytuje u deti, ale vyskytuje sa aj u dospelych. Vyskytuje
sa predovSetkym na rukdch a nohdch, pozdlz nechtov a pod nimi, na tstach. Mozu sa
objavit kdekolvek na celom tele. Obvykle st to zrohovatené tvrdé vyrastky Sedohnedej
farby. Ich tvar je kruh a mo6zu byt velké od 5 mm az po 1 cm. Niekedy sa moze stat, ze
okolo najstarsej bradavice ,materskej* sa vyskytne druhotny vysev mensich ,,dcérskych*
bradavic. Na bradaviciach sa moéze vyskytnut aj iny znak, ktorym sa tmavé bodky. Jedna
sa o trombotizované kapilary. [41]

Lie¢ba bradavic nie je nijak zvlast jednoducha. Na odstranenie bradavice sa pouziva
sneh CO,, tekuty dusik, kyselina salicova a iné leptadla. Casto po odstraneni materskej
bradavice zmizni aj tie dcérske. [41]

Na obrazku 2.9 je mozné vidiet prejavy bradavice na odtlackoch prstov. Prejavuju sa
ako biele, skoro okrihle plochy s ¢iernymi bodkami. Bodky vo vnitri bradavici sa nemusia
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Obrazok 2.9: Bradavice na odtlackoch prstov. Zdroj: Interna databaza skupiny STRaDe.

vObec prejavit pri mensich bradaviciach. Poskodenie touto chorobou nie je az tak zavazné.
Na zvysku odtlacku prsta su zretelne vidiet papildrne linie. [37]

2.7.2 Dyshidréza

Pompholyx je obéasnym pomenovanim pre ochorenie dyshidréza (dyshidrotic dermatitis)
[20]. Vo vSeobecnosti nie je zhoda, ¢o zapri¢iniuje ochorenie, ale udéva sa, ze to pravdepo-
dobne moéze byt s kontaktom nejakého alergénu. Ochorenie nie je prenosné z c¢loveka na
¢loveka.

Ochorenie postihuje ruky a nohy, boky prstov a dlani, kde sa objavuju svrbiace pluz-
gieriky. Pluzgieriky sa moézu spajat do véacsich bl a nasledne prasknif. Prasknuté miesta
vlhnt a vysychaji. Pri vyschnuti koze tieto miesta praskaji a objavuja sa hlboké, bolestivé
praskliny. Jeden zo sprievodnych javov moze byt zapal tychto pluzgierikov. U niektorych
ludi sa vyskytuje ochorenie permanentne alebo sa vracia kazdé leto po dobu troch az sty-
roch tyzdnov. Problém sa mdze riesit nepouzivanim kozmetiky, na ktori je ¢lovek alergicky.
[20]

Obrazok 2.10: Dyshidréza na odtlackoch prstov. Zdroj: Internd databaza skupiny STRaDe.

7 obréazka 2.10 je vidiet prejavy dyshidrozy na odtlacku prsta. Typickym poskodenim
st hrubé ¢iary, ktoré pretinaju papilarne linie. Ciary sa mozu zobrazovat cez cely odtlacok
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prsta a maju rdzne smery a dizku. Lahsi priebeh tohto ochorenia ndm umoznuje v celku
dobre vidiet papilarne linie, kde pri strednych az fazkych pripadoch zaberaju cez celta oblast
odtlacku prstu a st nepouzitelné. [37]

2.7.3 Atopicky ekzém

Atopicky ekzém (atopickd dermatitida) sa oznacuje za celozivotné ochorenie. M4 dve fazy.
Prvou fazou je obdobie kludu, kde dochadza k recesii. Druha faza je exacerbacia, kde sa
naopak znova prejavuju priznaky tohto ochorenia sprevadzajice silnym vyskytom ekzé-
mov. Toto ochorenie je kozny zapal, ktory ma alergicky pévod a v niektorych pripadoch je
kontinualne. Ochorenie vznika pri zniZzenej hydratacie pokozky. Koza pri zvysenej suchosti
pokozky je menej odolnd proti posdbeniu spustajicich faktorov. [23]

Pri rozvoji atopického ekzému sa podielaju faktory ako je napriklad genetika, defekt koz-
nej bariéry, imunologickd odpoved a iné. Toto ochorenie zhorsuji alergény, mikréby, draz-
divé latky a mnoho dalSieho. Toto ochorenie postihuje rézne vekové kategérie. Priznakmi
atopického ekzému je zaCervenanie a svrbacie Supinaté loziska. U deti sa vyrazka vytvori
najviac v ohybovych miestach koncatin, konkrétne zapéstie, lakfova a zdkolennda jamka.
Taktiez sa mdze objavif na tvari a krku. Medzi najtypickejsie priznaky tohto ochorenia si
napriklad zvysend suchost a celkové podrazdenie pokozky, svrbenie a opuch, odlupujice
sa plochy a nasledné chrasty. Ochorenie je znadzornené na obrazku 2.11. Prvy zlava popi-
suje ranné Stadium, v strede pokrocilé stadium a tplne vpravo popisuje chronické stadium
atopického ekzému. [23]

(a) Ranné stadium. (b) Pokrocilé stadium. (c) Chronické stadium.

Obrézok 2.11: Atopicky ekzém na odtlackoch prstov. Zdroj: [33]

2.7.4 Psoriaza

Psoridza je ochorenie, ktoré postihuje hlavne kozu, ale 10-20 % pacientov trpi aj kibovym
postihnutim. Toto podruzné ochorenie sa nazyva psoriatické artritida. Jedna sa o chronické
ochorenie koze, ktoré je Casto nerozoznatelné od zavaznej formy ekzému ruky. Na kozi sa
psoriaza prejavuje ako loziska hnedocervenej koze so striebornymi olupujicimi sa Supinami.
Pri¢ina psoridzy nie je doposial znama, ale radi sa do autoimunitnych ochoreni. Nemoze
dojst prenosu z ¢loveka na ¢loveka. Obrazok 2.12 ilustruje psoridzu na koncekoch prstoch
a jej prejavy na odtlackoch prstov. [50]
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Obrézok 2.12: Ochorenie psoridza. Zdroj: [2].

2.8 Syntetické odtlacky

Pri vyvoji a testovani algoritmov pre detekciu a klasifikdciu poskodenia odtlacku prsta st
potrebné trénovacie data. Pri ziskavani dit sa nardza na problém, ze databdzy s posko-
denymi odtlackami si malé, a tym sa znizuje kvalita trénovania a testovania. Pri takto
malych databdzach vznikd problém, ze natrénovany algoritmus je priamo zavisly na tré-
novacich datach a znizuje sa miera zistenia ochorenia pri réznych snimanych prostrediach
alebo technik. Pre kvalitné natrénovanie je potrebné velké mnozstvo odtlacku prsta s da-
nou chorobou. Ziskavanie takychto velkych databaz je naroéné po casovej, ale aj finacnej
stranke.

Tento problém by vyriesila velka zdieland databaza s réznymi poskodeniami a choro-
bami. Taktiez by obsahovala rézne snimané prostredia a techniky. Pri zdielanej databaze
vznika dalsi problém a to je, Zze v praxi sa tieto databazy nemozu zdielat. Jednou z priéin,
prec¢o to nie je mozné, je ochrana oséb, kvoli problému zneuzitia tejto biometrickej cha-
rakteristiky. Druhou pri¢inou je, ze odtlacok prsta naznacuje mnoho o zdravotnom stave
cloveka. Tieto informéacie moézu byt tiez istym spdsobom zneuzité.

Pre problém zdlhavého zbierania vlastnej databdzy a problém zdielania databézy sa
moze vyuzit alternativa vo forme syntetického odtlacku prstu. Jedna sa o vytvorenie od-
tlacku prsta podobného tomu ludskému zo Sablény. Zo Sabléony sa daja vytvorif rézne
varidcie a rozne odtlacky prstov simulujice napriklad ochorenie. [47]

Pre vytvorenie syntetického odtlacku prsta sa vyuzivaju rézne nastroje ako napriklad
SFinGe, Anguli, SyFDaS. Vsetky zmienené nastroje maju grafické pouzivatelské rozhranie.
V nasledujuicich podkapitolach budu nastroje v skratke predstavené.

2.8.1 Generator SFinGe

Generator SFinGe (Synthetic Fingerprint Generator) je nastroj pre vytvorenie vac¢sej data-
bazy odtlackov prstov. Nastroj bol prvykrat pouzity v roku 2004 a na vyvoji sa podielala
Bolonské univerzita. [9] Jedna sa o najzndmejsi a jeden z najstarsich néstrojov pre genero-
vanie syntetického odtlacku [42].
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Najnovsia verzia nastroju SFinGe je 5.0. Vo verzii st vylepsené algoritmy pre vytvorenie
databaz a modelov. V tejto verzii pribudol aj novy parameter, pomocou ktorého sa dokaze
kontrolovat pravdepodobnost vytvorenia odtlacku prsta pri nizkej kvalite. [69]

Nastroj obsahuje az 10 krokov, ktoré pomahaji k vytvoreniu ¢o najautentickejsieho od-
tlacku prstu. Prvé styri kroky sa musia vykonat spolocne, aby sa vytvoril hlavny odtlacok
prsta (master fingerprint). Prvym krokom je vytvorene vzhladu odtlacku prstu. Predvole-
nym nastavenim je elipsoidny tvar. Druhym krokom sa urcuje rozmiestnenie jadier a delt
a ich pocet. Vdaka tomuto sa urcuje smerovanie papilarnych linii. V tomto kroku sa ur-
Cuje, do ktorej triedy odtlacok prsta patri. Triedy boli popisané v podkapitole 2.3.2. Tretim
krokom sa vytvori mapa hustoty. Vo stvrtom kroku sa vytvori hlavny odtlac¢ok prsta, z kto-
rého sa v dalsich krokoch pomocou faktorov vytvoria rézne odtlacky prsta s réznymi tvarmi,
ryhmi v odtlacku, simulovanie réznych snimanych prostredi, pridanie Sumu. [8] [9]

2.8.2 Generator Anguli

Generator Anguli je dalsi nastroj pre generovanie syntetického odtlacku prsta. Vytvoreny
bol v Indickom institite vied. Generdtor je inspirovany generatorom SFinGe a zaroven
vyuziva aj jeho algoritmy. Jedné sa o volne dostupny generator, ktory je napisany v jazyku
C++. Nézov Anguli je z hidnského slova Anguli, ¢o v preklade znamend prst. [16]

Pre jeho volnii dostupnost sa Casto pouziva vo vedeckych studidch. Jeho obrovskou
vyhodou je, ze dokaze za necelé styri dni vygenerovat az 1 milion odtlackov prstov. Pri ge-
nerovani sa vie zadat presny pocet vygenerovanych odtlackov, pridanie Sumu, uhol otoc¢enia
a do akej triedy ma patrit. Umoznuje paralerné generovanie a pred generovanim nastavit
pocet jadier. [16]

2.8.3 Generator SyFDaS

Niastroj SyFDaS bol vyvinuty vyskumnou skupinou STRaDe na FIT VUT. Néstroj sa
sklada z generatora odtlacku prsta a simuldcie poskodenia odtlacku prsta. Nastroj vychadza
z diplomovej préace [10]. Pouzivatel si mdze nastavit rozne parametre ako napriklad typ
poskodenia, typ senzora. Aktualna aplikdcia ma na vyber priefahovy, dotykovy senzor alebo
bezdotykovy senzor. V nastroji sa dajui simulovat poskodenia ako napriklad tlak a vlhkost,
deformécia pokozky, tizky senzor, poskodeny a Spinavy senzor [43]

2.8.4 Poskodzovace odtlackov prstov

Diplomova praca vyuziva syntetické odtlacky na doplnenie alebo vyuzitie celej databazy na-
miesto redlnych odtlackov prstov pre choroby alebo poskodenia pri snimani. Pre tieto ucely
sluzia poskodzovace odtlackov prstov. Jedna sa o algoritmy, ktoré do Cistého syntetického
odtlacku prstov vygeneruju ochorenie alebo poskodenie pri snimani.

Poskodzovace, ktoré sa pouzivaji pre ucely diplomovej prace si nastroje vyvijané vy-
skumnou skupinou STRaDe. Poskodzovace pre ochorenia dyshidrézu, bradavicu a atopicky
ekzém su konzolové aplikacie napisané v jazyku Python. Tieto poskodzovace maju vyhodu,
Ze sa daju preniest na rézny operacny systém, ale chyba im grafické rozhranie. Dalsi posko-
dzovaé, ktory diplomovéa praca pouziva je graficka aplikacia napisana pre opera¢ny systém
Windows a je napisand v jazyku C#. Grafické rozhranie umozinuje nastavit typ poskodenia,
konkrétne tlak, vlhkost a dyshidrézu. Umoznuje nastavif intenzitu poskodenia. Poskodzo-
va¢ dokaze vytvorit do jedného odtlacku prstu vsetky tri typy poskodenia naraz. Tento
generator bol napisany v ramci diplomovej préci [66].
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Kapitola 3

Neuronové siete

Umelé neurénové siete (skratka ANNs z anglického Artificial Neural Networks) obsahuji
subor algoritmov, ktoré funguju na ziklade principu mozgu savcov. Zakladnou vypoctovou
jednotkou je neurén. V Iudskom mozgu je priblizne 10! neurénov, ktoré tvoria zhruba
10" prepojeni. Neuronéva siet je povazovan za zakladny zdroj inteligencie, ktora zahriuje
vnimanie, poznanie a ucenie pre ¢loveka ako aj ostatné zivé tvory. [59] Prepojenie medzi
neurénmi je pomocou synapsii. Synapsie tvoria zlozitejsie Struktiry a tie vytvaraju siet pre
spracovanie dat. [15]

Na podobnom principe ako bolo zmienené vyssie, funguji umelé neurénové siete. Umelé
neurdnové siete je mozné vyuzit pre rézne tlohy spracovania dat. Mézeme vyuzit bud ucenie
s ucitelom, kde sa modze ucit rozpoznavat Struktiry v siboroch tréningovych dat a zovse-
obecnit, ¢o sa naucil. Druhd moznost je vyuzif ucenie bez ucitela, ktoré moézeme pouzif na
analyzu velkych siborov. Ucenie bez ucitela nam pomaha riesit problém dolezitosti funkcii.
V praxi to znamend, ze ndm pomaha urcit, ktoré funkcie sti dolezité pre riesenie daného
problému. [51]

Neurdénové siete sa Casto vyuzivaju v praxi ako napriklad detekovanie a vymazanie
spamového emailu, komunikacia s chatbotom, detekcia objektu v obraze alebo na predpoved
prosperity firmy na trhu [28].

V nasledujucich podkapitolach bude rozobrany detailnejsie rozdiel medzi biologickym
a umelym neurénom. Budi vysvetlené pojmy ako aktivacné funkcia,stratova funkcia, viac-
vrstvé neurénové siete, konvolucné siete a uc¢enie neurénovych sieti. V poslednej podkapitole
budi spomenuté predtrénované modely.

3.1 Biologicky neurén

Biologicky neurdn sa skladd z bunkového tela, dendritov a axénov, ktoré su vidiet na ob-
razku 3.1. Telo bunky sa stara o latkové premeny. Pomocou dendrit prijimaji vstupné
vzruchy a pomocou axénu prenasaji vzruchy neurénov do dalSich. Ax6n neurénu je dlhy
a tenky, vyznacujuci sa vysokym odporom a kapacitou. Preto axén moze byt modelovany
ako odporovo kapacitné prenosové vedenie. [35] Jednotlivé neurény komunikuji medzi se-
bou pomocou synapsii. Najbeznejsi typ neurénu obsahuje jeden axén a zopar rozvetvenych
dendritov, ktoré koncia synapsiami. Funkciou neurénu je ziskavanie, prenos, spracovanie
a ukladanie informacii. [52]
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Obrazok 3.1: Biologicky neurén. Upravené, zdroj: [13].

3.2 Umely neurén

Na obrazku 3.2 je zobrazeny matematicky model neurénu, ktory sa pouziva v ANN. Z ob-
razkov 3.1 a 3.2 je vidiet, ze algoritmy neurénovej siete pouzivajui vyrazne zjednodusené
modely neurénu. Avsak zakladny princip zostava rovnaky. Signdly, vo vypoctovom modeli,
ktoré sa pohybujt pozdlz axénu sa nazjvaji vstupy (napriklad zg, z1). Tieto signaly intera-
gujui s dendritami z druhého neurénu na zaklade synaptickej sily v danej synapsii. Spojenie
s danou pevnostou sa nazyva vaha (napriklad wg,wq) a operdcia spésobend interakciou
so signdlom ma charakter ndsobenia (napriklad wgzg). Myslienka opdtovného pripojenia
uvedend vyssie je predstavovana uciacimi vahami, ktoré riadia silu vplyvu jedného neurénu
na iny. Nasledne sa signaly dostant do tela bunky, kde sa vSetky s¢itaji spolo¢ne s bias b.
Aktivacéna funkcia f sa pouzije na konecny vysledok, ktory rozhodne, ¢i neurén by mal byt
dalej aktivovany alebo nie. [15] [21]

Lo wo
ax6n z neurénu @ Synapsie
WoZo

telo bunky

Zwimi +b

i (Zwimi + b)

vystup z axdnu

aktivacna
funkcia

Obrézok 3.2: Matematicky model. Upravené, zdroj: [14].
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3.3 Aktivaéna funkcia

Aktivaéna funkcia je matematické funkcia, ktord umoznuje rozhodnuft, ¢i je neurén aktivo-
vany alebo nie. Na obrazku 3.2 je v tele bunky popisana formula aktiva¢nej funkcie. Tato
formula je prepisana v nasledujicej rovnici 3.1.

a = Zwixi—i—b (3.1)
i=1

7 formuly vyplyva a € R, ¢o znadi neexistujicu informéciu o hrani¢nych hodnotach. Kvoli
tejto neexistujucej informaécii, nie je mozné rozhodnit ¢i dany neurén ma byt aktivovany
alebo nie. Z tohto dévodu aktivaéné funkcia f(a) slizi na transforméciu do rozsahu, ktory
urcuje, ¢i sa dany neurén aktivuje a propaguje sa dalej alebo nie. V tejto podkapitole si
vSetky informdcie ¢erpané z [21] [35] [70].

Prahova funkcia nazyvana ako Heavisidova funkcia. Zo vzfahu 3.2 je vidiet, ze pre
kladné hodnoty vratane nuly vracia funkcia 1 a pre zaporné hodnoty vracia 0.

o(n) = {1 =t (3.2)

0 n <0

Niektori pouzivaji intd definiciu pre prahovia funkciu ako je vidief na vztahu 3.3. Tato
definicia funkcie hovori, ze pre kladné hodnoty vracia 1, pre = 0 vrati 1/2 a pre zédpornu
hodnotu vracia 0. [75]

1 n>0
1

o(n) = 5 n=20 (3.3)
0 n <0

Krokova funkcia je znazornend v rovnici 3.4. Tato funkcia vrati 1 v pripade, Ze vstupna
hodnota n je vicsia ako urceny prah vo funkcii. V ostatnych pripadov funkcia vrati 0.

{1 n > prah

¢(n) = (34)

0 inak

Problémom krokovej funkcie je, Zze vygeneruje malo hodnot. Tento problém riesi line-

arna funkcia. Rozdiel medzi krokovou a linearnou funkciou je, Ze funkcia nasobi vstup

konstantou c¢. Vdaka tomuto vie produkovat viac hodnot. Zaroven je to problém, pretoze

nie je mozné pouzit metédu spatného Sirenia pri uc¢eni. Tomuto typu aktivacnej funkcii sa
treba vyhnit aby neboli problémy s uc¢enim.

¢(n) =cn (3.5)

Velmi znamou funkciou je sigmoid funkcia. Definuje sa ako neklesajuca funkcia, ktora
transformuje vstupné hodnoty do rozsahu (0;1). Vdaka tomuto vykazuje dobri rovnovahu
medzi linedrnym a nelinedrnym spravanim. Vyuziva sa pri bindrnych problémoch. Sigmoid
funkciu mézeme definovat nasledovne:

1

p(n) = =

Podobnou funkciou k sigmoid funkcii je tanh funkcia. U tejto funkcii sa vstupné hodnoty
transformuji do hodnét (-1;1). Funkcia ma strmejsi sklon nez sigmoid funkcia.
- 2
Clt4e

(3.6)

¢(n) -1 (3.7)
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Pri klasifikacii do viacerych tried sa casto pouziva softmax funkcia. Funkcia, ktora urci
kazdej triede na vystup pravdepodobnost, do ktorej triedy patri. Sucet tychto pravdepo-
dobnosti sa rovna jednej. Triedu urc¢i na zaklade najvyssej pravdepodobnosti. Funkcia méze
byt zapisana nasledujicim matematickym vzfahom, kde J je pocet pravdepodobnosti:

uz

p(n)i = =5—— (3.8)
23:1 ens
ReLu funkcia je jedna z najcastejsich funkcii, ktord sa pouziva. Vystupom z funkcie je
vstup, ak vstupna hodnota je vécsSia nanajvys rovna 1. Pre zaporné hodnoty vracia 0. Jej
zapis je:

¢(n) = maz(0,n) (3.9)

Jej hlavnou vyhodou je jednoduchost. Nevyhoda funkcie je, Ze ak je problém v zapornych
hodnotach, tak vracia 0. Pre tieto problémy sa vyuziva leaky ReLu verzia. U tejto funkcii
je dolezité, ze sa pridava faktor ¢, ktory sa znizuje pri zapornom rozsahu. Upravenu funkciu
je mozné zapisat nasledujucim vztahom:

¢(n) = {n pre=0 (3.10)

cn pre <0

3.4 Loss funkcia

Po zoznameni sa s aktivacnou funkciou je potrebné pre ucenie neurénovych sieti vediet,
¢o je to stratova funkcia. Stratova funkcia (anglicky loss function) je objektivna funkcia,
pomocou ktorej je mozné ohodnotit rieSenie. Takouto objektivnou funkciou méze byt napri-
klad vyhodnotenie mnoziny vah. Snahou je maximalizovat alebo minimalizovat objektivnu
funkciu. Znamena to, ze hladame také riesenie, ktoré ma minimélne alebo maximéalne skore.
[5]. Funkcia popisuje vzdialenost medzi aktudlnym odhadom siete a skutoénym riesenim.
Pri strojovom uceni je snaha dosiahnut minimum stratovej funkcie. Jej dolezitou ilohou je,
¢o najpresnejsie interpretovat vSetky vstupné parametre tak, aby na vystupe z funkcie sa
odrazilo realne zlepsenie modelu. Vyslednd hodnota stratovej funkcie je ¢islo, ktoré zohladni
vSetky vstupné parametre siete. [70] Pri vybere zlej funkcie, méze byt aj skvely model ne-
pouziteIny. V nasledujucich podkapitolach bude rozobrany problém klasifikdcie a strucne
popisané jednotlivé stratové funkcie, ktoré sa daju pouzit.

3.4.1 Problém klasifikacie

Problém Kklasifikicie pri stratovej funkeii rozdelujeme na tri druhy. [7] [70]

e Binarna klasifikacia je problém, kde tlohou je zaradit vzorku do jednej z dvoch
tried. Koncepcia predikcie pravdepodobnosti je, ze vzorka patri do triedy jedna. Pri-
kladom je trieda, ktorej sa priradi celociselnd hodnota jedna. Zatial ¢o druhej triede
je priradena nula. Pre vystupny uzol je vhodné pouzit uzol so sigmoid funkciou a ako
stratovi funkciu pouzit krizovi entropiu. [5] [7] [70]

e Multi-triedna klasifikacia je problém, kde tilohou je zaradif vzorku do jednej z via-
cerych nez dvoch tried. Koncepcia predikcie pravdepodobnosti je, ze vzor patri do
kazdej triedy. Pre tento problém sa nezaobideme len s nulou a jednotkou, a preto je
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vhodné pouzit aktivacnu funkciu softmax. Pre stratovi funkciu pouzijeme kategorickt
krizovd entropiu. [5] [7] [70]

¢ Regresivne predikovanie modelu je problém, ktory sa snazi o predikciu skutocne;j
hodnoty. Pre tento problém je vhodné pouzif uzol s linedrnou aktivacnou funkciou
a stratovi funkciu strednej kvadratickej chyby. [5]

3.4.2 Funkcie straty binarnej klasifikacie
Na nasledujiucej podkapitole, su detailnejsie popisané moznosti pre binarnu klasifikaciu.

o Binarna kriZzova entropia (anglicky binary cross-entropy) je uréend pre bindrnu
klasifikdciu, kde cielové hodnoty st {0, 1}. Vypocitava skére, ktoré zahrnuje prie-
merny rozdiel medzi predpovedanymi a skutoénymi pravdepodobnostami pre predik-
ciu triedy 1. Dokonald hodnota kriZovej entropie je nula. [6]

o Hinge loss je alternativou k bindrnej krizovej entropii. Vyvinuté je primarne pre mo-
dely SVM (z anglického Support Vector Machine). Uréend je pre bindrnu klasifikdciu,
kde st hodnoty {-1, 1}. Funkcia sa snazi, aby vysledok mal spravne znamienko a pri-
radil viac chyb, ak existuje rozdiel v znamienku medzi predpovedanymi a skuto¢nymi
hodnotami. Niekedy vedie k lepsiemu vysledku nez krizova entropia. [6]

e Squared hinge loss je rozsirena funkcia hinge loss, ktora jednoducho vypocéita druht
mocninu hinge loss. Jej G¢inkom je vyhladenie funkcie aby sa dalo s niou lahsie nume-
ricky pracovat. Cielové hodnoty musia byt tiez v hodnotach {-1, 1}. [6]

3.4.3 Funkcie straty pri klasifikacii viacero tried

Nasledujica podkapitola bude rozoberat detailnejSie moznosti pouzitia réznych stratovych
funkcii pre multi-triednu klasifikaciu.

o Viactriedna kriZova entropia (anglicky multi-class cross-entropy) je zakladna stra-
tova funkcia pre problémy viacerych tried. Je vhodnd pre cielové hodnoty {0, 1, 3,
..., 1}, kde je priradend kazdej triede unikatna hodnota. Krizova entropia vypocita
skére, ktoré zahrnuje priemerny rozdiel medzi skuto¢nym a predpokladanym rozdele-
nim pravdepodobnosti pre vsetky triedy. Skére je minimalizované a dokonald hodnota
krizovej entropie je nula. [6]

» Riedka strata krizovej entropie pre viac tried (anglicky sparse multi-class cross-
entropy loss) je funkcia, ktora riesi problém pri klasifikacii krizovou entropiou. Prob-
lém krizovej entropie je, ze mbze spOsobit problémy pri uceni s velkym poctom tried
[6]. Takyto problém moéze vzniknut pri predikcii, o aky druh machu sa jedni. Na
zemi je priblizne 15000 [29] roznych druhov machov. Pri tomto vznikne 15000 roz-
nych kategorii pre kazdu triedu. Nasledkom tohto mdze byt, Ze prvok moze vyzadovat
vyznamne velkt pamét. Riedka strata krizovej entropie to riesi tak, ze prevedie rov-
naky vypocet chyby krizovej entropie tak, aby nebolo nutné cielovii hodnotu pred
tréningom kédovat za behu [6].

o Strata divergencie Kullback Leibler (skratene KL divergence anglicky Kullback
Leibler divergence) jedné sa o funkciu, ktord meria odliSnost rozdelenia pravdepodob-
nosti od zakladného rozdelenia. V praxi sa tato funkcia sprava podobne ako krizova
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entropia. Zakladnym principom tejto funkcie je, ze pocita kolko informacii vo forme
bitov je stratenych. Ak rozdiel medzi zakladnym rozdelenim a odliSnym rozdelenim
pravdepodobnosti je nula, tak sa jednd o identické rozdelenie. Praktické vyuzitie tejto
funkcie je pri naroc¢nejsich klasifikdciach ako len jednoducha viactriedna klasifikacia.
Vyuzitie najde pri réznych tlohach, kde je potrebné zrekonstruovat vstup. Avsak, ak
sa pouzije pre klasifikdciu jednoduchej viactriednej klasifikdcie, tak spravanie tejto
funkcie je ekvivaletné ku krizovej entropii viac tried. [6]

o Kategoricka krizova entropia (anglicky cross-entropy loss) v principe ide o po-
rovnavanie vektoru predpovedi s vektorom pre spravny vystup. Vektor predpovedi je
vystup aktivacnych funkcii, kde jedna pravdepodobnost je pre kazdu triedu. Prav-
depodobnosti st ulozené v spravnom vystupe a jednotka je len v pripade tej triedy,
ktord je spravna, ostatné triedy su nastavené na nulu. Stratova funkcia je nizsia, ak
vektor predpovedi je ¢o najblizsie k spravnemu vektoru vystupov. [7] [70]

3.4.4 Funkcie straty regresie

Posledné podkapitola sa bude zaoberat réznymi moznostami pre riesenie problému straty
regresie.

o Stredna kvadraticka chyba (skratka MSE z anglického Mean Squared Error) je
zakladnda funkcia, ktord sa moéze pouzit pre regresné problémy. Tato funkcia je pre-
ferovana, ak jej distribuicia cielovej premennej je Gaussovo rozdelenie. Ako z nézvu
vyplyva, tak chyba sa vypocita ako priemer kvadratickych rozdielov medzi predpove-
danymi a skuto¢nymi hodnotami. Vysledok tejto funkcie je vzdy kladny. Pre vyslednt
hodnotu z funkcie sa udava dokonald hodnota 0,0. Ak vicsie chyby maja za nédsledok
viac chyb ako mensie chyby, tak cely model trpi. [6] Z tohto vyplyva, Ze pri uceni ak
vaicsie chyby vygeneruji menej chyb ako mensie chyby, tak model sa uci lepsie.

o Strednd logaritmickd chyba (skratka MSLE z anglického Mean Squared Loga-
rithmic Error) sa pouzije v pripade, ak cielovd hodnota mé rozpéatia hodnét. Funkcia
vylepsuje stredni kvadraticku chybu. Jej hlavnym vylepsenim je, Ze sa snazi snizit do-
padok na ucenie siete, ak sa vyskytnu vacsie chyby, ktoré generuju viac chyb. Z tohto
dovodu sa najskor vypocita prirodzeny logaritmus kazdej z predpovedanej hodnoty,
a nasledne sa vypocita strata strednej kvadratickej chyby. [6]

o Priemerna absolitna chyba (skratka MAE z anglického Mean Absolute Error)
je funkcia, ktora sa vyuzije v pripade, ak distribucia cielovej hodnoty je Gaussova
rozlozenie s odlahlymi hodnotami. Vypocitava sa ako priemer absolutného rozdielu
medzi skutoénymi a predpokladanymi hodnotami. [6]

3.5 Optimalizatory

Pre ucenie mame koncept straty, ktory hovori ako zle si model v danom okamziku vedie.
Pre ucely zlepsenia ucenia sa tieto straty musia pouzit, aby siet fungovala lepsie. V podstate
treba spravit stratu a pokusit sa ju minimalizovat. Proces minimalizacie alebo maximaliza-
cie akéhokolvek matematického vyrazu sa nazyva optimalizacia.

Optimalizatory st metdédy alebo algoritmy, ktoré urcuju rychlost ucenia a presnost
vysledkov. Podkapitola predstavi jednotlivé metody.
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3.5.1 Prechodovy zostup

Prechodovy zostup (anglicky gradient descent) je najzékladnejsi a najpouzivanejsi algorit-
mus. Pouziva sa v linearnych, regresivnych a klasifikacnych algoritmoch. Jednd sa o opti-
malizaény algoritmus prvého radu, kde zévisi na derivacii prvého radu [18]. Vypoditava,
akym spdsobom by sa mohli vahy zmenit, aby funkcia mohla dosiahnut minima. Funkcia
F(z) klesa rychlejsie smerom k najnizsiemu zostupu w. Potom sa méze napisat vztah ako:
[70]

W41 = Wy — YV F(wp) (3.11)

Zo vztahu 3.11 je vidiet, ze w, je aktudlna pozicia, v je velkost kroku a VF(w,) je
smer s najnizsim zostupom. Opakovanim vznikne sekvencia, ktora bude klesat. Postupnymi
krokmi sa dostane k lokalnemu minimu. Vyhodou je jednoduchy vypocet a d& sa lahko
pochopit. Nevyhodou je jej pomaly postup, pretoze pre kazda aktualizaciu sa musi vypocitat
gradient pre cely siubor dat. [70]

3.5.2 Stochastic Gradient Descent

Stochasticky prechodovy zostup (skratka SGD z anglického Stochastic Gradient Descent)
je varianta prechodového zostupu. SGD varianta sa snazi CastejSie aktualizovaf parametre
modelu. Patri medzi najpouzivanejsie [18]. Vyhodou algoritmu je lepsia konvergencia k mi-
nimu. Nepodita redlny zostup, ktory je pocitany pre cely subor dat, ale stochasticky od-
hadne dalsiu optimalizaciu tak, Zze pocita zostup pre aktudlny prvok. To ma vyznam pri
velkych siboroch dat. Nespornou vyhodou je samotnd rychlost ucenia. Nevyhodou je velka
fluktudcia pri konvergencii. [70]

3.5.3 Mini-Batch Gradient Descent

Podla ¢lanku [18] sa jedné o najlepsiu variantu prechodového zostupu. Algoritmus vylepsuje
svojich predchodcov SGD a zakladny prechodovy zostup. Princip tohto algoritmu je, ze
po kazdej dévke (anglicky batch) aktualizuje parametry modelu. Znamena to, Ze sibor
trenovacich dat, je rozdeleny na mensie Casti. Po kazdej Casti sa aktualizuji parametre
modelu.

3.5.4 Momentum

Momentum bolo objavené kvdli znizeniu vysokého rozptylu v SGD a zmiernujicej konver-
gencii [18]. V momente je snaha zachytit niektoré informdcie. Informécie sa tykaji predcha-
dzajucich aktualizacii, ktorymi vaha presla pred prevedenim aktualizacie. Vaha sa pohybuje
urc¢itym smerom a to pomaly moze akumulovat urcéita hybnost. Tymto postupom sa algo-
ritmus snazi obist lokdlne minima a najst globalne minimum. Znazornené v nasledujicich
vztahoch. [17] Vztah 3.12 popisuje aktualizaciu algoritmu a 3.13 popisuje zmenu véh.

0(Loss)
new — old — O+ 3.12
! Teld aa(Wold) (3.12)
Whew = Vnew + Woid (313)
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3.6 Modely umelého neurénu

Model umelého neurénu musel prejst vyvojom, aby sa mohol pouzivat pre roézne ucely.
Podla ¢lanku [55] existuju tri vyvojové stupne modelu neurénu. Prvym je McCulloch-Pitts,
nasleduje percentrén a posledny je sigmoid. Dalej v tomto ¢lanku je spomenuty moderny
umely model neurénu. Tento model vychadza z pohladu autora ¢lanku na sucasny stav
modelu neurénu. Na nasledujicich podkapitolach budu vSetky tieto modely popisané.

3.6.1 McCulloch-Pitts model neurénu

V roku 1943 Warren McCulloch a Walter Pitts napisali dielo [49]. V tomto diele prvykrat
popisali matematicky model biologického neurénu. Model dostal podla nich pomenovanie
McCullich-Pitts. Skladé sa zo Styroch ¢asti. [50]

Neurén je vypoctova jednotka, do ktorej vstupuju vstupné signaly. Vypocitaju sa
vstupné signdly a vystup sa aktivuje. Neurén sa sklada z dalsich dvoch casti: [56]

e Sumacnd funkcia - vypocet suctu prichadzajucich vstupov.

o Aktivacnd funkcia - vyuziva krokova funkciu. Popis krokovej funkcie je v podkapi-
tole 3.3 rovnica 3.4.

Excitaény vstup je prichddzajiaci vstupny signil do neurdénu, ktory nadobtuda dve
hodnoty 0 a 1. Vstup je zapnuty, ak pride 1. V opac¢nom pripade pride 0 a znac¢i vypnuty
vstup. [56]

Inhibi¢ény vstup je dalsi typ vstupného signdlu do neurénu. Ak je vstup zapnuty, tak
neurén sa nepusti dalej. [56]

Vystup neurénu, ktory méze mat iba binarne hodnoty 0 alebo 1. Pri hodnote 1 indikuje,
ze neurén moze byt vyslany dalej. Ak je 0, tak je neurén stopnuty. [56]

Fungovanie modelu je néasledovné. Najprv sa musia zapnit vstupy na jedna. Tymto
sa aktivuje neurén. Prvym krokom je zistenie, ¢i je zapnuty inhibi¢ny vstup. Ak je tento
vstup zapnuty, tak na vystup sa posle nula a tento neurén sa nespusti. V opa¢nom pripade
sa vypocita sucet excitacnych vstupov, ktoré si zapnuté. Po sicte priebeha kontrola, ¢i
sucet je vacsi ako prahova hodnota. V pripade, Ze je to pravda, tak sa na vystup posle
jedna a neurén sa pusti dalej. V opa¢nom pripade sa na vystup posle nula a neurén sa
nespusti. [56]

Model neurénu ma kopec obmedzeni. Najzasadnejsim obmedzenim je, Ze vstupné hod-
noty st len booleanovské hodnoty. Dalsfm obmedzenim je, Ze nezohladiiuje vahy v modelu.
Tymto nezohladnuje, ktora zo vstupnych funkcii je dolezitejsia a ktora nie. Poslednym do6-
lezité obmedzenie definuje prah ako rozhodcu, ¢i sa neurdn spusti alebo nie. Tento prah je
urceny clovekom. [57]

3.6.2 Perceptréon

V roku 1957 bol popisany dalsi model neurénu a to perceptrén. Podobne ako McCulloch-
Pitts model sa sklada zo Styroch casti. [57]
Vstupy perceptrénu mézu byt redlne ¢isla. Model perceptronu k vstupu ma aj pridru-
zenu vahu. Vahy si spociatku nezndme. Perceptron sa ich uéi behom tréningovej fazy. [57]
Neurén je podobne definovany ako u McCulloch-Pits modelu. Jedinym rozdielom je,
Ze sumacnd a aktivacnd funkcia je definovana inak. Definicia tychto funkcii je nasledovna:
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e Sumacnd funkcia - vypocet suctu prichadzajicich vstupov vynasobenymi prislusnymi
vahami.

o Aktivacnd funkcia - vyuziva krokova funkciu. Popis krokovej funkcie je v podkapi-
tole 3.3 rovnica 3.4. Pri perceptréone sa do vstupu krokovej funkcie posiela vysledok
sumacnej funkcie.

Vystup neurénu je rovnako definovany ako u McCulloch-Pits modelu. Teda méa iba
bindrny vystup.

Fungovanie modelu je odlisné ako McCulloch-Pitss model. Prvym rozdielom je, ze
mé od zadiatku povoleny vstup do neurénu. Nésledne sa spoéita sumacnd funkcia. Dalej
sa vypocita aktivacna funkcia. Ako bolo spomenuté vstupom do tejto funkcie je vystup zo
sumacnej funkcie. Pokial je vystup z aktivacnej funkcie jedna, tak aj na vystupe bude jedna
a neurdn sa posle dalej. V opa¢nom pripade sa na vystup posle nula a neurén sa neposle
dalej. [57]

Obmedzenim perceptréonu je, ze ma strikni aktivaéni funkciu. Zo vztahu 3.4 pre
krokovi funkciu je vidiet, ze v okoli prahu pride néhle rozhodnutie z 0 na 1. [58] Prikladom
moze byt vytvoreny perceptrén na predpoved, ¢i si ¢lovek s nejakym roénym prijmom moze
kipit dom. Povedzme, Ze prah je 2 miliony ceskych kortn. Ak c¢lovek zarobi 1,99 miliéna,
tak perceptrén mu povie, ze nemdze si kipit dom, ale ak ma 2 miliény, tak moze.

3.6.3 Sigmoid

Sigmoid neurén, ktory v jadre obsahuje aktiva¢ni funkciu sigmoid v podkapitole 3.3 rov-
nica 3.6. Je to podobny model ako perceptrén, ale namiesto krokovej funkcie vyuziva sigmoid
funkciu. Vdaka tomuto riesi obmedzenia perceptrénu. Sigmoid sa sklada z 5 casti.

Vstupy sigmoid neurénu mézu predstavovat akékolvek redlne ¢islo. [58]

Bias neurénu je dalsi parameter ucenia, ktory poméha generovat posun aktivac¢nej fun-
kcie. Pomaha presunut graf aktivacnej funkcie, aby lepsie odpovedalo datam. Bias nie je
zavisly na vstupe. [58]

Podobne ako u perceptrénu, tak aj sigmoid ma vahu spéti so vstupom. Tieto vahy su
na zaciatku nezndme, ale st ucené behom tréningovej fazy. [58]

Neurén mé podobnt definiciu ako perceptréon model, az na to, ze ako aktivaéna funkciu
pouziva sigmoid.

Vystup neurénu, ktory méze nadobidat hodnoty od 0 do 1. [5§]

Fungovanie modelu je podobné ako perceptréon. Rozdielom vo fungovani modelu je
prave uz niekolkokrat spominand aktivacna funkcia. Vystupom z aktivac¢nej funkcie, ale aj
z neurénu si hodnoty od nula do jedna.

3.6.4 Moderny umely neurén

Ako bolo spomenuté v iivode tejto podkapitoly 3.6, tak tento model je len pomenovanim
autora ¢lanku [55]. Tento typ neurénu sa pouziva v sucasnej dobe pri hlbokom uéeni. Tento
model od ostatnych troch predoslych neurénov sa 1isi v pouzitej aktivac¢nej funkcii. Akti-
vacna funkcia je zakladnym kamenom tohto neurénu. Sklada sa z piatich casti, tak ako
sigmoid neurén. Jedinym rozdielom je prave iny typ aktivacnej funkice. Aktiva¢na funkcia
moze byt napriklad tanh, relu alebo softmax. Tieto jednotlivé aktivacné funkcie st popisané
v podkapitole 3.3.
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Fungovanie modelu je podobné ako sigmoid. Rozdielom vo fungovani modelu je prave
uz niekolkokrat spominana aktiva¢na funkcia. Vystupom z tohto neurénu je rozsah dany
aktivacnou funkciou.

3.7 Viacvrstvové neuronové siete

V predchidzajicej kapitole 3.6 boli popisané modely ako perceptrén, sigmoid a moderny
umely neurén. Tieto modely moézu tvorit jednoducht jednovrstvovi neurdénovi sief. Jed-
novrstvova neurénova siet moéze byt zlozena dvoma sposobmi. Prvy sposob je, ze v tejto
sieti je iba jeden neurén. Toto je mozné vidiet na obrazku 3.3. Druhym spdsobom zlozenia
jednovrstvovej siete je spojenie viacerych neurénov v jednej vrstve.

Obrazok 3.3: Jednovrstvova neurénova siet.

Pre praktické pouzitie neurénovych sieti je potrebné vytvorit viacvrstvové neurénové
siete. Priklad viacvrstvovej neurénovej siete je mozné vidiet na obrazku 3.4. Vrstvy neuré-
novych sieti sa m6zu rozdelit na vstupno-vystupné a skryté vrstvy.

skrytavrstval skrytavrstva2 skrytdvrstva 3

vstupna vrstva

g ?1»“‘4
ey . .
e
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Obrézok 3.4: Viacvrstvova neurénova siet. Upravené, zdroj: [62].

Vstupné vrstvy s dodlezité pre neurénové siete. Pomocou tychto vrstviev vstupuje na-
priklad obrazok na trénovanie alebo detekciu. V tychto vrstvach je definovasny pocet davok
(batch) obrazkov. To hovori kolko obrazkov sa jeden okamzik vlozi do siete. Dalej v tychto
vrstvach sa definuje Sirka a vyska jednotlivého obrazka plus pocet kandlov. Ak st tri kanaly
znadi to farebny obrazok. Obrazok v tienoch sivej ma kanal iba jeden. Tieto vrstvy su plne
prepojené.
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Skryté vrstvy st medzi vstupnymi a vystupnymi vrstvami. Skryté vrstvy vo viacvrstvo-
vych siefach su plne prepojené. Plne prepojené vrstvy sa niekedy nazyvaju aj ako dense
vrstvy. Skryté vrstvy pomahaji pocitat sumacnt funkciu a pocitaja aktivaént funkciu. Na
zaklade vysledku aktivac¢nej funkcie preposielaju informécie do dalsich neurénov a vrstiev.
[35]

Vijstupné vrstvy su posledné v sieti. Tieto vrstvy definuji, kolko réznych tried bude
klasifikdtor moct urcit. Taktiez s plne prepojené. [35]

Doélezitou vlastnostou aktivac¢nej funkcie kazdého neurénu je, ze musi byt diferencova-
telnd. Tato vlastnost sa vyuziva pri stratégii spatného Sirenia (anglicky backpropagation
optimization strategy). Viacvrstvové neurénové siete sa vyznacuji vysokou konektivitou
vdaka synaptickym vdham. [35] [70]

S vyssie uvedenymi vlastnostami sa spaja problém, Ze vieme strasne malo o fungovani
takychto sieti. Pri vyuzivani skrytych vrstiev, sa da len fazko vizualizovat uciaci proces.
Uciaci proces rozhoduje o tom, ktoré vstupné znaky maji byt pouzité v skrytych vrstvach.
[70]

Problémom viacvrstvovych neurénovych sieti je plné prepojenie skrytych vrstviev. Tento
problém je obmedzenim v pripade, ak nie je velka vstupnd databaza, pretoze sa nedokazu
pokryt vSetky kombinécie plne prepojenych skrytych vrstviev. Dalej st zavislé na velkej
databaze. Z tohto pohladu nie st odolné voc¢i posunu a Sumu. Prikladom moze byt rukou
pisané &slo, ktoré mé rozne sklony. Dalsim obmedzenim je, Ze takito siet bude vo vy-
sledku velmi velka a fazko pouzitelna. Nastastie tento problém riesia napriklad konvoluéné
neurénové siete, ktoré si popisané na nasledujicej kapitole. [35] [70]

3.8 Konvoluéné neurdénové siete

Konvoluéné neurénové siete (v skratke CNN z anglického Convolutional Neural Network)
su Specidlne typy neurénovych sieti pre spracovanie dat. Jej topolégia je podobnd mriezke.
Prikladom konvoluc¢nej neurénovej siete s 1D mriezkou méze byt meranie vlhkosti zeminy
v pravidelnych casovych tisekoch. Druhym prikladom st obrazové data, ktoré je mozné
povazovat za 2D mriezku. Konvoluéné neurénové siete dostali nazov podla pouzivanej ma-
tematickej operdacie konvolicia. Tieto siete maju nizsie poziadavky ako bezné siete. Vdaka
tymto niz$im poziadavkdm sa vyuzivaju v praxi. [31] Ako bolo spomenuté v podkapitole 3.7,
tak konvoluéné neurénové siete riesia problém plne prepojenych skrytych vrstiev.

V konvolu¢nych neurénovych siefach je mozné pozorovat tri navrhové myslienky. Tymi
myslienkami st ziskavanie priznakov z recepénych poli, zdielanie vah a podvzorkovanie
obrazu, ktoré zabezpecuji nemennost voc¢i Sumu, posunom a zmene velkosti. Recepéné
polia nam umoznuju ziskavat zakladné casti ako je orientécia, konce, rohy, velkosti uhlov
a iné. Zakladné ¢asti si potom skladané do vacsich znakov. Priklad takej konvoluénej siete
je mozné vidiet na obrazku 3.5. [34] [70]

Konvoluéna neurénova siet pouziva usporiadanie neurénov do roviny a zdiela rovnaku
mnozinu vah. Neurény vykonavaja ti istd operaciu nad roéznymi ¢astami obrazku. Vystupy
z neurénov su organizované do map vlastnosti. Konvolucnd vrstva v konvolucnej sieti je
tvorend z viacerych map, ktoré vznikaji pouzitim réznych vah. Z obrazku 3.5 je mozné si
v§imnit operaciu pooling. Pooling spaja dve operdcie. Prvou je zmenSenie rozliSenia (sub-
sampling) a druha je lokdlne spriemerovand mapa. Pooling znizuje vplyv Sumu a posunu
vystupu. [34] [70]

Konvoluéné neurénové siete mézu pouzivat aj maz-pooling vrstvy. Max-pooling vrstva
slazi na podzvorkovanie vstupu. Funguje tak, ze vybera maximalnu hodnotu z matice po-
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krytej filtrom. Vystup z tejto vrstvy je matica, ktora obsahuje najvyssiu hodnotu z predosle;j
matice. Max-pooling zdruzuje dve operacie. Prva operacia je filtrovanie a druhé operacia
stride zmensi maticu len na najvyssie hodnoty. Podobnou vrstvou je average pooling vrstva.
Tato vrstva funguje na rovnakom pricipe ako max-pooling vrstva, ale s rozdielom, ze hlada
priemer hodnoty v matici. [34] [70].

Neuronova

Konvolicia Pooling Konvollcia Pooling

Vstupny
obrazok

.

40x40

n
]

[ o=

32x40x40 32:20x20 64x20%20 Bax10x10

Obrézok 3.5: Architektira konvoluénej neurénovej siete. Zdroj: [70].

3.9 Ucenie konvoluc¢nej siete

Pre uéenie neurénovych sieti sa pouziva najznidmejsia metéda spéatného Sirenia (backpro-
pagation method). Tato metdéda vyuziva gradient descent algoritmus 3.5.1. Metéda znizuje
nepresnosti pri u¢iacom procese, ktora upravuje jednotlivé prepojenia vah. Vahy sa zavislé
na vypocitanej stratovej funkcii. Vystup z funkcie je preneseny do vyssich vrstiev pomocou
metddy spatného Sirenia. [34]

Metdda spatného Sirenia ma velmi velké uplatnenie. Jedno z najvyznamnejsich je roz-
poznavanie vzorov. Jej myslienkou je, ze prechod méze byt efektivne vypocitany z vystupu
na vstup. Moze byt naroénd na velkych sietach. [34]

Pre ucenie je dobré poznat tri pojmy, ktoré su dolezité pri trénovani siete. Prvym poj-
mom velkost davky (batch size). Tento pojem hovori, kolko dat alebo obrézkov sa zmesti
do siete. Napriklad, ak davka je Sestnasf, tak do modelu siete mdze naraz Sestnast obraz-
kov. Druhym pojmom je iterdcia. Iteracia ndm hovori, kolko takych dédvok bude v jednom
uciacom cykle. Iteracia moze byt definovana pouzivatelom alebo definovana podielom poctu
obrazkov v databéze a velkostou davky. Jeden cely uciaci cyklus sa nazyva epocha. [64]

Pri uceni sa stava, ze neurénové siete sa mézu bud pretrénovat (overfitting) alebo podt-
rénovat (underfitting). Nasledujice podkapitoly vysvetlia rozdiel medzi nimi.

3.9.1 Pretrénovanie siete

Pretrénovanie siete je pripad, ked sa po dlht dobu nechd pusteny trénovaci algoritmus.
Natrénovany model sa pri tomto stave nauci vzory a Sumy, ktoré nie st potrebné. To ma za
nasledok, ze nebude mdct najst vzory v redlnych datach. Sice bude mat vysoku uspesnost
trénovania, ale pre praktické pouzitie bude nepouzitelny. [1]

Aby model nebol pretrénovany, tak sa mdze pouzit pred¢asné ukoncenie trénovania.
Toto moze spodsobif, ze model bude podtrénovany. Pre zamedzenie pretrénovania siete sa
v praxi pouziva validacnéd databaza. Jedna sa o databazu, ktord sa vycleni z trénovacej
databazy. K valida¢nej databize nema model pocas ucenia pristup. Po uceni sa na validacnej
databaze overi natrénovany model. Valida¢na databaza simuluje redlne dita na detekciu.
Na obréazku 3.6 je vidiet model pretrénovany a model, ktory sa natrénoval spravne.
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optimalne pretrénovanie

1] ] © i) -
et - [ ] “
5 o ¥t _ 3 PO Rl
= ® oo o S o 0 o
o o'® o ol [ e¢% ‘¥
= - M = '. ¥ N .
x . N . * - ¥
o 0 ® o, @ -0 0
=3 B P Vool e
APs 2| -
. o0
= |2 | P

hodnota z predikcie hodnota z predikcie

Obrazok 3.6: Pretrénovanie. Upravené, zdroj: [3].

3.9.2 Podtrénovanie siete

Podtrénovanie je pripad, kedy sa model dostato¢ne nenaucil na tréningovych datach. Nasle-
dok je nizke zovSeobecnenie a nespolahlivé predpovede. Podtrénovanie je tiez velmi zlé ako
pretrénovanie. Vo vysokom skresleni nemusi byt model dostatoc¢ne flexibilny. Na obrazku 3.7
je vidiet podtrénovany a optimalne natrénovany model. Podtrénovanie moze vzniknut aj
predéasnym ukoncéenim trénovania, ako to bolo spomenuté v podkapitole 3.9.1. [1]
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Obrazok 3.7: Podtrénovanie. Upravené, zdroj: [3].

3.10 Predtrénované modely pre spracovanie obrazu

Predtrénované modely si modely, ktoré trénoval niekto iny. Tieto modely riesia rovnaké
alebo podobné problémy, ktoré vyvojar alebo vyskumnik riesia. Pouzitie takychto modelov
nam ulah¢i pracu pri vylepsovani klasifikdtora pre Specifické potreby. Predtrénovany model
bol trénovany na obrovskych databazach a v dlhom casovom tseku. Zaroven je moznost
vyuzit iba kéd modelu a trénovat ho od zaciatku. Pri druhej moznosti stracame vyhody
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predtrénovaného modelu. Na druhd stranu, ndm poskytuje model pre trénovanie, ktory
uz niekto pred nami vymyslel. Problémom moze byt, Ze vSetky modely st trénované na
farebnych obrazkoch, ale sief bude potrebovat vstupné obrazky v odtienoch sivej. Tento
problém by sa mal dat zmenit, Ze sa zmeni prva vstupna vrstva, ktord definuje kanal
s farbami.

Predtrénované modely v praxi sa vyvinuté skoro vzdy technologickymi gigantmi alebo
skupinou uspesnych vedcov. V nasledujicej podkapitole budia popisané modely VGG16,
VGG19, Inceptionv3 (GoogleLeNet), ResNet50.

3.10.1 VGGI16

Model VGG16 je vytvoreny K. Simoyan a A. Zisserman z Oxforskej univerzity. Model
vyhral sitaz ILSVR (ImageNet Large Scale Visual Recognition Challenge) v roku 2014.
Jednd sa o sifaz v detekcii roznych obrazkov. Dodnes je povazovany za jeden z najlepsich
modelov pre pocitacové videnie. Architektiira modelu pouziva konvolu¢né vrstvy s malymi
recepénymi poliami namiesto pouzivania velkého mnozZstva hyperparametrov. [61] [65]

224 x 224 x3 224 x 224 x64

112 x 112 x 128

56/x 56 x 256
28 x 28 x 512

7Tx7x512

14 x 14 x 512 1x1x4096 1x1x 1000

=) konvoldcia + Relu

1 max-pooling
plne prepojena siet + Relu
softmax

Obrézok 3.8: Architektira VGG16 modelu. Upravené, zdroj: [60].

Vstupom do prvej vrstvy je pevne dany farebny obrazok 224 x 224 pixelov. Model obsa-
huje niekolko konvolu¢nych vrstiev, ktoré pouzivaju filtre s velmi malym receptivnym polom
o velkosti 3 x 3. Je to najmensia velkost k zachyteniu postupu okolia pixelu. Konvolu¢ny
krok je zachovany na jeden pixel. [61] [65]

Konvoluéné vrstvy mézu byt zaradené viackrat za sebou. VSetky skryté vrstvy pouzivaju
ako aktiva¢ni funkciu ReLu, ktord je popisand v podkapitole 3.3 rovnica 3.9. Priestorové
zdruzovanie sa prevadza piatimi vrstvami max-pooling. Max-pooling sa vykonava v okne
o velkosti 2 x 2. Vysledkom max-pooling je o polovicu mensia matica. Na obrazku 3.8 je
vidiet zoradené tieto vrstvy. [61] [65]

Po konvoluénych vrstvach nasleduju tri plne prepojené vrstvy, ktoré sleduju tieto konvo-
luéné vrstvy. Prvé dve maju 4096 kandlov kazda. Tretia obsahuje 1000 kanalov, pre kazdua
triedu jednu. Posledna vrstva je softmax, ktord je zéroven vystupnou vrstvou. [61] [65]
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3.10.2 VGG19

Model VGG19 ako aj VGG16 je vytvoreny K. Simoyan a A. Zisserman z Oxforskej uni-
verzity. M& 19 vrstiev [74]. Vstup do siete je farebny obrazok o velkosti 224 x 224 pixelov.
Jedinym predspracovanim je odpocitanie priemernej hodnoty RGB od kazdého pixelu. Prie-
mer je vypocitany pre cely sibor dat. Podobne ako VGG16, popisany v podkapitole 3.10.1
funguje aj model VGG19. Jadro architektiry je rovnaké ako u VGG16, kde skryté vrstvy
pouzivaji ReLu aktivaé¢nt funkciu. Rovnako aj po konvoluénych vrstvach si implemen-
tované tri plne prepojené vrstvy, ktoré na poslednej vrstve maju funkciu softmax, ktora
dokéaze identifikovat do 1000 tried. Toto je mozné vidiet na obrazku 3.9. [45] [65]

i g
max-pooling
. e
max-pooling max-pooling max-pooling
' , hibka 512 N
: hlbka 512' . 3 % 3 konvolticia softmax
hibka 256 3 x 3 konvoldcia 2
. . 4 konvolucne Ly L
. 3 x 3 konvolucia 4 konvoluéné
hibka 128 4 konvolugné vrstvy vrstvy 2 x plne
3 x 3 konvolucia vrstvy prepojena siet

hibka 64 2 konvoluéné

3 x 3 konvollcia VIStvy
2 konvoluéné
vrstvy

Obrézok 3.9: Architektira VGG19 modelu. Upravené, zdroj: [11].

3.10.3 Inceptionv3 (GoogLeNet)

Inceptionv3 je konvoluéna neurdénova siet, ktord ma hibku 50 vrstiev a je vytvorend spo-
loénostou Google [67]. Jednd sa o tretiu verziu tejto siete. Architektira Inceptionv3 sa
skladd z piatich principov, ktoré su krok za krokom vytvarané. Prvym krokom je faktori-
zovana konvolucia. Tento krok poméaha znizit vypoctové naroky a pocet parametrov, ktoré
vstupuju do siete. Zaroven kontroluje uc¢innost samotnej siete. Druhym krokom je men-
Sia konvolicia. Pomocou tejto konvolticie sa znizuje pocet parametrov. Pouzivajui sa dva
filtre o velkosti 3 x 3. Nasledujicim krokom je asymetrickd konvoltcia. Konvolucia 3 x 3
moze byt nahradend konvoliciou 1 x 3 a nasledujtiica konvolicia by bola 3 x 1. Tento prin-
cip znizuje pocet parametrov. Predposlednym krokom je pomocny klasifikator. Jedna sa
o mali konvoluéni neurénovu sief, ktora je vlozend medzi vrstvy behom tréningu. Strata
s tejto siete sa pripocita ku celkovej strate celej siete. V tejto sieti funguje ako regulator
komplexity pre parametre. Poslednym krokom je efektivne zmensenie matice. Architektira
nepouziva tradi¢né zmensenie matice pomocou operacie pooling. Snazi sa zabranit vytvore-
niu tzkeho bodu pred aplikovanim max-pooling alebo average pooling. Pre tieto problémy
je v architektire navrhnuty paralérny blok, ktory expanduje filtre. Z pohladu vykonu je to
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jenoduchd operéacia a zabrani sa vytvoreniu tizkemu bodu. Model bol trénovany na fareb-
nych obrazkoch s rozliSenim 299x299 pixelov. Architektira je znazornena na obrazku 3.10.
[67] [68]
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3x ax [
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@ konvolicia _ M\ =/
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average pooling dropout _ N
@B spojenie plne prepojens siet

Obrézok 3.10: Architektira Inceptionv3 modelu. Upravené, zdroj: [46].

3.10.4 ResNet50

ResNet50 je konvoluénd neurénova siet, ktord ma hibku 50 vrstiev a je vyvinutéd spolo¢-
nostou Microsoft [74]. Zakladom tejto konvolucénej siete st zbytkové siete. Zbytkové siete
su bloky v konvolucnej sieti, ktoré maji medzi sebou skratky. Pomocou skratky mo6zu pre-
skocit cast blokov v konvolucnej sieti. Tento sp6sob umoznuje predist pretrénovaniu siete.
ResNetb0 mé styri fazy. Sief moze brat na vstup obrazok, ktory méa vysku a Sirku v nasob-
koch 32 a 3 ako sirku kanalu. Architekttara prevadza pociatoéni konvoliciu. Max-pooling
pouziva 7 X 7 a 3 x 3 pixelov. Po tomto zac¢ne prva etapa, ktord ma 3 zbytkové bloky.
Kazdy blok obsahuje 3 vrstvy [36]. Pre konvoltciu vo vSetkych 3 vrstvach bloku, sa v jadre
pouziva 64, 64 a 128. Do druhej fazy sa velkost vstupu znizi o polovicu, ale Sirka kandala sa
zdvojnésobi. Ako sa prechadza z faze do faze, tak vstup sa znizi o polovicu a sirka kanalu sa
zdvojnasobi. ResNet50 ma 3 vrstvy preskladané jedna na druht pri zbytkovej funkcii. Vy-
stupna vrstva je plne prepojend a dokaze klasifikovat az 1000 tried. Obrazok 3.11 zobrazuje
architektiru siete, kde je agregovany pohlad na nu. [306]
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Obrazok 3.11: Architektira ResNet50 modelu. Upravené, zdroj: [46]
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Kapitola 4
Navrh riesenia

Cielom prace je vylepsit a rozsirit stavajice riesenie konvolu¢nej neurénovej siete pre de-
tekciu a klasifikdciu ochoreni odtlacku prsta, ktord bola vyvinuta v bakalarskej praci [70].
Stavajuce rieSenie dokéaze detekovat a klasifikovat dyshidrézu a bradavicu. Nové riesenie je
rozsirené o nové dve choroby. Konkrétne sa jednd o psoridzu a ekzém. Zaroven nové riese-
nie bude rozsirené o poskodenie odtlacku prsta pri snimani. Tymito poskodeniami su tlak
a vlhkost. Dokopy to tvori rozsirenie o 4 nové typy. Celkovo siet bude schopné rozoznéavat 6
roznych typov. Pri tomto rozsireni je zaroven ciel znizit pamétovi naro¢nost a ¢as potrebny
pre detekciu a klasifikdciu. Posledné vylepsenie je vytvorit novy klasifikator, trénovaci pro-
ces a tvorbu databazy tak, aby bolo Tahko rozsiritelné o dalsie ochorenia alebo poskodenia,
bez velkého zasahu pouzivatela. Z tychto dévodov je postup navrhu nasledovny:

o Popis stavajuceho riesenia.

e Navrh sady vylepseni.

e Navrh databazy pre ochorenia a poskodenie pri snimani.

¢ Preskimat a navrhnit predspracovanie pre vstup do konvolucne;j siete.

e Preskimat zapracovanie do sucasného klasifikdtora alebo vytvorenie nového klasifi-

katora pre choroby a pre poskodenia pri snimani zvIast.

4.1 Popis aktualneho stavu

Aktudlne riesenie konvolucnej neurénovej siete je vyvinuté pomocou kniznice Keras [12].
Keras je kniznica pre vyvoj neurénovych sieti, ktord bezi nad platformou TensorFlow [32].
Kniznica je napisand v jazyku Python. Toto riesenie pouziva internii databazu odtlackov
prstov skupiny STRaDe. Dalsie databéazy, ktoré riesenie pouziva je NIST SD4 DB [71] a syn-
tetické odtlacky prstov. Na nasledujicom obrizku 4.1 je popisana architektira suc¢asného
rieSenia.

4.1.1 Pouzity model

Pre vyslednii konvoluéna siet je vytvoreny sekvenény model, ktory berie za predtrénovany
vzor VGG16, ktory je popisany v podkapitole 3.10.1. Vzor bol vybrany v praci kvoli cas-
tému pouzivaniu v praxi. [70] Nevyhodou modelu VGG16 je, ze zabera 528 MB [63]. Model
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Obrézok 4.1: Model sic¢asného riesenia. Zdroj: [70]

obsahuje vstupni vrstvu, cez ktori bude vstupovat obrazok na vyhodnotenie. Velkost ob-
razka pre vstup do siete je 128 x 128 pixelov. Vstupnd vrstva vyuziva 64 filtrov s velkostou
3 x 3. Sklad4 sa z niekolkych konvolu¢nych blokov a max-pooling vrstiev. [70] Toto zlozZenie
je vidiet na obrazku 4.1. Poslednd max-pooling vrstva je prepojend s vyhodnocovacim blo-
kom, ktory obsahuje dve plne prepojené vrstvy a jednu vystupni vrstvu. Vystupna vrstva
obsahuje pravdepodobnosti vyskytu jednotlivych tried. [70]

4.1.2 Pouzita aktivacna, stratova a optimalizacna funkcia

RieSenie pouziva ReLu funkciu v skrytych vrstvach, ktora je popisand v podkapitole 3.3.
V podkapitole je popis funkcie, ale aj nevyhody tejto funkcie. Pre rozhodovanie na vystupne;j
vrstve pouziva funkciu softmax, ak pre trénovanie sa urcia tri vystupy. Pre klasifikdciu
pomocou sigmoid funkcie sa pouzije, ak pouzivatel uréi vystup modelu pre dve triedy. Tato
funkcia je taktiez popisana v podkapitole 3.3.

Z névrhu rieSenia v bakaldrskej praci [70] vyplyva, Ze pre vystup dvoch tried sa pouZije
ako stratova funkcia binarna kriZzova entropia. V pripade detekcie viac ako dvoch tried sa
pouzije kategoricka krizova entropia.

Aktudlne riesenie vyuziva SGD optimalizaciu [70]. Popis tejto aktualizicie je v podka-
pitole 3.5.2. Tento typ optimalizacie je vybrany v bakalarskej praci [70] z dévodu najcas-
tejsieho pouzitia.

4.1.3 Rozbor klasifikicie a ucenia

Klasifikdcia priebeha tak, ze na vstup konvolucnej siete sa dostane obrazok, ktory bol
upraveny. Prvou tupravou obréazka je, ze ak je farebny, tak sa prevedie do odtienov Sedej.
Nésledne je upravovany prahovanim, aby vystupili kontiry odtlacku prsta. [70] Po tychto
upravach sa este ocisti okolie a rézne sumy a odtlacok je pripraveny na vstup. Poslednymi
Upravami je zmena rozmeru pomocou mierky (scale) na 128 x 128 pixelov a nastavenie
jedného kandla. Samotnéa klasifikdacia ochorenia funguje tak, zZe sa postva okno konvoluénej
siete. Pre rozhodovanie na poslednej vrstve sa pouziva funkcia softmax alebo sigmoid, podla
natrénovaného modelu. [70]

V rieseni pouzivatel moze ovplyvnif ucenie neurdénovej siete. Ovplyvni to vstupnymi
prepina¢mi skriptu, pomocou ktorych moze ovplyvnif pocet epoch, pocet krokov v jednot-
livej epoche a pocet vzoriek, ktoré vstupuju do epochy. Samotné ucenie prebieha pomocou
funkcii z kniznice Keras. [70]
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4.2 Navrh sady vylepseni

Névrh sady vylepseni spociva v styroch zakladnych oblastiach. Prvou oblastou bude vyme-
neny predtrénovany model. Nésledne sa rozoberii pohlady na aktiva¢ni funkciu. Predpo-
slednou oblastou bude rozobratd zmena optimalizatora a nakoniec bude popis spracovania.

4.2.1 Zmena predtrénovaného modelu

Ako bolo spomenuté v podkapitole 4.1.1, tak pouzity predtrénovany model je VGGI16.
Spomina sa tiez, ze jeho velkost je 528 MB. Pre mensie neurénové siete, ktoré rozpoznavaja
do par desiatok tried je model velky.

Prvym predtrénovanym modelom, ktory by sa mohol pouzit pre zlepsSenie je model
VGG19. Tento model je popisany v podkapitole 3.10.2 a vychddza z rovnakého konceptu
ako model VGG16. Jeho velkost je 549 MB [74]. Z tohto dovodu sa iny model architektiirou
VGG neoplati testovat pre zmenu predtrénovaného modelu z dévodu vacsej velkosti ako je
VGGI16.

Nasledujicim kandiddtom na zmenu predtrénovaného modelu je Inceptionv3, popisany
v podkapitole 3.10.3. Tento predtrénovany model je zaujimavy z pohladu, ze pouziva hla-
danie optimalnych, lokalnych, riedkych struktar v konvolu¢nej sieti. Je to iny princip ako
pouziva VGG16. Tento model sa vyznacCuje tym, Ze sa snazi najst optimalne miestne kon-
Strukcie a opakovat ich do priestoru. Vdaka dalSiemu konceptu prekladat vrstvy podla
korelécie, je mozné zlepsit existujice riesenie pre detekciu a klasifikdciu odtlackov prsta.
Dalsou pozitivnou vlastnostou je, ze bol trénovany na obrazkoch 299 x 299, &m je obrazok
na $irku a vysku o 171 pixelov vicsi. Dalsim plusom tohto predtrénového modelu je, ze
lepsie odhaduje triedu ako VGG19 a velkost modelu Inceptionv3 je len 92 MB [74].

Oproti predtrénovanému modelu Inceptionv3 od spolo¢nosti Google stoji predtrénovany
model od spolo¢nosti Microsoft ResNet50, popisany v podkapitole 3.10.4. Tento model
vychadza z architektiry ResNet. Tato architektira ako je spominané v popise ResNet50, tak
vyuziva zbytkové siete. KedZe sa konvolicia pouziva na zbytkovych blokoch, tak toto moze
priniest zlepSenie pri problémoch malych bradavic, ako aj lepsie rozpoznanie dyshidrézy.
Dalsim zaujimavym faktom je, Ze pri kazdej dalSej faze sa vstup zmensi o polovicu, ale
kanaly sa zdvojnasobia. Pozitivnou vlastnostou je jeho velkost, ktora je len o 6 MB vécsia
ako u predtrénovaného modelu Inceptionv3. Architektira ResNet mé viac modelov, podla
toho, kolko vrstiev obsahuje. ResNetb0 obsahuje 50 vrstiev ako aj Inceptionv3.

Pre zmenu modelu buda vyuzité obidva modely. Uéenie jednotlivych neurénovych sieti
moze prebehnit paralelne. Po tomto uceni prebehne testovacia faza, ktora rozhodne, ¢i
zmena modelu mala vplyv na vysledky, ktoré si popisané v bakalarskej préaci [70].

4.2.2 Zmena aktivacnej funkcie

V podkapitole 4.1.2 je popisany typ pouzivanej funkcie v aktudlnom rieseni [70]. Tou fun-
kciou je ReLu. Tato funkcia trpi nedostatkom pri zapornych hodnotach, kde vracia nulu.
Opravu tohto nedostatku riesi leaky ReLu, ktord je popisand v podkapitole 3.3. Moznym
zlepSenim moze byt aj tanh funkcia, ktora je popisana v podkapitole 3.3. Podobne ako
zmena modelu, tak aj zmena aktivacnej funkcie bude podrobend testovaniu po uceni a po-
rovnavanie s vysledkami z bakalarskej prace [70].
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4.2.3 Zmena optimalizatora a spracovania

Zmena optimalizatora nie je trividlna zalezitost, ako sa moze zdat. V podkapitole 3.5 je vy-
svetlené, ze aj najlepsi model moze byt zly, ak sa pouzije nespravny typ optimalizatora. Pre
overenie fungovania aktudlneho optimalizatora sa uvidi az po zmene modelu a aktivacnej
funkcii. Nadejnym kandiddatom na zmenu optimalizatoru je Mini-Batch Gradient Descent
popisany v podkapitole 3.5.3. Uvazovanie o tejto optimalizacnej metéde je z dovodu, ze je
vylepsenim metody SGD. Tou najzasadnejSou zmenou je, ze aktualizuje parametre modelu
po kazdej davke oproti SGD, kde sa aktualizuju parametre CastejSie pre cely sibor dat.
Siet v bakalarskej praci vyuziva pri spracovani obrazka do siete rozmazanie medianBlur.
Nésledne je pouzité adaptivne prahovanie. Nové riesenie planuje dat ako rozmazanie Gaus-
stanBlur a adaptivne prahovanie zment za bindrne prahovanie spojené s OTSU prahovanim.

4.2.4 Zhrnutie
V nasledujicom zhrnuti je popisané, aké zmeny budia vykonané.
e (Odlisna trénovacia databaza.
e Zmenené rozmazanie a prahovanie pri spracovani obrazku.
e Trénovacia databaza s pouzitim Géborovho filtra a bez pouzitia.
e Trénovanie s modelom z bakalarskej prace, s modelom Inceptionv3 alebo ResNet50.
e Trénovanie s aktivac¢nou funkciou ReLu, leaky ReLu alebo tanh.

e Zmena implementacie vytvorenia databazy, trénovania, predikcie a klasifikacie a na-
koniec testovanie siete.

4.3 Navrh systému uloZenia a spracovania dat

Kapitola sa bude zaoberat modularnym rieSenim pre poskodenia a choroby odtlackov prs-
tov. Dalej sa kapitola bude zaoberat, ako st data ulozené na disku. Nasledne bude v kapitole
popisany navrh konfigura¢ného siiboru pre algoritmus vytvorenia databazy. Poslednou ve-
cou, ktorou sa bude kapitola zaoberat, je ndvrh algoritmu pre tvorbu databazy.

4.3.1 Modularny sytém databazy

Tato podkapitola popisuje vytvorenie modularneho systému databazy. Ide o vytvorenie
jednotného konfiguracného siboru, ktory sa bude pouzivat pri tvorbe databazy, pri tréno-
vani, predikcii a klasifikacii, a testovani siete. Tento konfiguraény subor je zobrazeny na
algoritme 4.1.

7 tohto algoritmu je vidiet, ze v konfigura¢nom stibore st dve polia retazcov. Prvé pole
damages su vsetky ochorenia alebo poskodenia odtlacku prsta pri snimani vratane retazca
zdravého odtlacku prsta. V poli damages test su refazce bez popisu zdravého odtlacku
prsta. Toto pole slizi pre vytvorenie slovnika v jazyku Python pre testovanie konvoluc¢nej
neurdénove;j siete.

Nasledne bude obsahovat objekt data, ktory bude obsahovat objekty. Nazvy jednot-
livych objektov budi pomenované podla daného poskodenia pri snimani alebo choroby.
V tychto objektoch bude definované meno ochorenia alebo ich skratka, ktord bude pouzita
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v algoritmoch. Nasledujicim tdajom bude poradové ¢islo triedy pri uciacom a klasifikac-
nom procese. Posledny tudaj je farba, ktora bude pouzita pri vykreslovani do obrazka, kde
sa nachadza choroba alebo poskodenie. Vdaka tomuto konfigura¢nému suboru je mozné
jednoducho rozsirit siet o dalSie ochorenia alebo poskodenia odtlacku prsta.

{
"damages": [
"clear",
"dyshidrosis"
]7
"damages__test":[
"dyshidrosis"
]
"data": {
"dyshidrosis": {
"damage__name": "dyshidrosis",
"damage_ class": 1,
"damage_ color": "#aa8800"
}
}
}

Algoritmus 4.1: Konfigura¢ny stbor pre poskodenia odtlackov prstov.

4.3.2 Navrh konfiguraéného stiboru pre tvorbu databazy

Tento navrh vychadza z toho, aby pouzivatel nemusel narocne upravovat zdrojovy kod, ked
bude potrebovat pridat dalsie ochorenie alebo poskodenie pri snimani. Na to mu bude stacit
nahrat dané odtlacky do prieCinka a upravi konfiguracny stbor. Tento spdsob nastavenia
parametrov poniika velmi efektivnu skdlovatelnost a malé tusilie pouzivatela pri rozsireni
databazy. Navrh predpoklada s dvoma konfiguraénymi sibormi. Prvy konfiguraény stbor
bude vSeobecny pre celé riesenie, ktory je popisany v kapitole 4.3.1.

Druhy konfigura¢ny sibor bude pre samotné generovanie mnozin. Ukazka tohto konfi-
gurac¢ného suboru je na nasledujicom algoritme 4.2.

{
"is_ remove__dirs": false,
"create__database": {
"create_ label": false,
"source__database_path": "data/PrepareDatabase/clear",

w,on

"destination__database_path": "data/Database",

"class__type": "clear",

"training_ length": 7000,

"validation__length": 7000,

"prediction__length": 25,

"gabor_ filter": 4,

"gabor__angle": 30,

"fingerprint__damages__config": "config/damage_ fingerprint__config.json"

Algoritmus 4.2: Konfigura¢ny subor pre vytvorenie databézy

Prvy parameter je is remove dirs, ktory hovori, ¢i sa majui odstranit staré data. Dalsi
parameter je create_database. Tento parameter je objekt, ktory ma parametre pre algo-
ritmus tvorby databazy. Parameter create label popisuje, ¢i sa ma vytvorif anoticia nad
zdravymi odtlackami prstov. Parameter source database__path popisuje zdrojova cestu pre
tvorbu databazy. Parameter destination__database__path popisuje cielovii databdzu pre ore-
zané vzorky. Parameter class type popisuje, ktora trieda ochorenia alebo poskodenia sa
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ma vytvorit. Parameter training length popisuje pocet vzorkov pre trénovaci proces. Pa-
rameter wvalidation__length popisuje pocet vzorkov pre validacny proces. Parameter pred-
iction__length popisuje pocet obrazkov pre predikciu a klasifikaciu. Parameter gabor_filter
popisuje, kolkokrat sa ma zavolat Gaborov filter. Parameter gabor _angle urcuje uhol pre
Gaborov filter. Posledny parameter fingerprint_damages_config popisuje cestu k prvému
konfiguracnému siiboru.

4.3.3 NAavrh struktary databazy

Pred samotnou implementaciou je potrebné navrhnut struktiru databazy. Tato struktira
bude pouzitd ako pri vytvarani databazy pre trénovanie, tak aj pri samotnom trénovacom
a testovacom procese. Navrh struktiry databazy je zndzorneny na obrazku 4.2.

assets

.................. prediction.CSV

.............. Dtraining

rrrrrrrrrrrrrrrrrrr training.csv

.............. D validation

.................. Va|ldat|0n .CSV

............ " |PrepareDatabase

Obrézok 4.2: Struktira databazy na disku.

7 obrazku je definovana primarna struktira, ktora sa bude pouzivat pri implementécii.
V priec¢inku PrepareDatabase budt v jednotlivych prie¢inkoch prichystané choroby alebo
poskodenia s anotdciami. Anotécie si ulozené v JSON (JavaScript Object Notation) stibore.
Tento JSON obsahuje pole, v ktorom kazdy prvok ma informécie o nazvu poskodenia a dva
body. Pomocou tychto bodov sa vytvori obdlznik, kde sa nachadza dané poskodenie. Zaro-
ven pouzivatel dostane moznost si definovat, kde bude chciet vytvorit databazu. Z obrazku
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je vidiet, ze korenovy priec¢inok pre vytvorenie databazy je assets. Pouzivatel pri u¢iacom
procese bude mat moznost nadefinovat korenovy prie¢inok pre trénovanie. Pre trénovanie
je korenovy prie¢inok Database.

4.3.4 NAavrh spracovania odtlackov prstov

Prvou fazou pri navrhu spracovania odtlackov prstov bolo vygenerovanie odtlackov prs-
tov pomocou nastroju SFinGe. Tento nastroj vygeneroval, ¢o najviac redlne vypadajice
nasnimané odtlacky prstov. Do tychto odtlackov prstov boli vygenerované pomocou posko-
dzovaca ochorenia dyshidréza, bradavica a ekzém. Nasledne boli pridané poskodenia odtlac-
kov prstov pri snimani. Tieto poskodenia sa generovali pomocou poskodzovaca z diplomovej
prace [66]. V obidvoch pripadoch sa vytvorili aj anotacie k chorobdm a poskodeniam. Nako-
niec boli pridané redlne odtlacky prstov s ochoreniami dyshidrézou, bradavicou a psoriazou.
Pri tychto odtlackoch prstov prislo k manudlnemu oznaceniu choroby a vytvoreniu anotacii.

Nisleduje vytvorenenie nového algoritmu pre vytvorenie databazy pre trénovanie, vali-
déciu trénovania a klasifikaciu. Inspiraciou pre tento algoritmus je generdtor mnozin
TLMaker.py, ktory sluzil v bakaldrskej préci [70] na vygenerovanie datasetu pri uceni siete.

Spracovanie odtlackov prstov pred trénovacim procesom je nasledovny. S PrepareData-
base sa budu brat jednotlivé priec¢inky s obrazkami odtlackov prstov s anotaciami. Obrazky,
ktoré nebudi obsahovat sprievodné anotéacie, budi vylucené, aby to neovplyvnilo databazu.
Principom je, Ze sa z anotécii spracuje a urc¢i oblast, kde sa nachddza ochorenie. Pre zdravé
oblasti sa tiez vytvoria anotéacie, ktoré su dolezité. Implementacia anotacii zdravych oblasti
je popisand v kapitole 5.4.2.

Po urceni oblasti sa oznadi, vyreze, odstrani sa okolie, zvysia sa kontury. Po tomto pro-
cese sa pouzije Gaborov filter s nastavenymi parametrami. Po aplikovani Gaborovho filtra
je pouzity Gausov filter pre rozmazanie. Nakoniec sa pouzije bindrne prahovanie s OTSU
prahovanim. OTSU prahovanie je zaloZzené na zhlukovacej metéde. Na nasledujicom ob-
razku 4.3 su zobrazené jednotlivé fazy upravy obrazka.Po tejto faze sa obrazky upravia na
vstupni vrstvu a ulozia sa. Vdaka ulozeniu do docasnych suiborov nam vylepsi rychlost
ucCenia neurénovej siete a zaroven tento proces sa moze paralelizovat pre jednotlivé adresare
a znizit tak fazu tvorby databazy. Tieto doCasné siibory sa mo6zu odstranit po skonceni tré-
novacej faze. Na obrazku 4.4 st zobrazené priklady vygenerovanych ochoreni a poskodeni
pri snimani.
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(a) Orezand oblast. (b) Aplikovany Gé- (¢) Aplikdcia roz- (d) Rozmazanie
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Obrazok 4.3: Vyrez vygenerovaného ochorenia dyshidrézy po upravach do datasetu.

40



(b) Dyshidréza.

(d) Vlhkost. (e) Tlak.

Obrazok 4.4: Priklad réznych vygenerovanych choréb a poskodeni pomocou poskodzovacov.
Zdroj: syntetické odtlacky prstov s réznymi poskodzovacmi.

4.4 Navrh trénovacej, validacnej a testovacej mnoziny

Trénovacia mnozina pre ochorenia a poskodenia je nevyhnutnou castou pri ndvrhu neuro-
novej siete. Pri trénovacej mnozine treba rozoznavat dva typy trénovacej mnoziny. Jedna
mnozina dat sa pouziva priamo na trénovanie neurénovej siete a druhd mnozina sa pri
trénovani pouziva na validaciu trénovacieho procesu neurénovej siete. Pri tvorbe trénova-
cej mnoziny sa vyuzivaju rézne zdroje. Jednotlivé zdroje budi popisané v nasledujtcich
podkapitolich, kde sa prebert trénovacie mnoziny pre ochorenia a poskodenia pri snimani.

4.4.1 Trénovacia a validaéna mnozina

Trénovacia a valida¢nd mnozina pre ochorenia bude zostavena z dvoch druhov odtlackov
prstov. Prvym druhom budu syntetické odtlacky prstov. Do syntetickych odtlackov prstov,
sa budud generovat ochorenia pomocou poskodzovacov, ktoré si vytvorené v ramci skupiny
STRaDe. Druhy typ odtlacku prstov budu realne odtlacky odtlacky prstov, ktorych je len
malé mnozstvo. U poskodeni pri snimani tdto mnozina bude vychddzat len so syntetickych
odtlackov prstov. Do tychto odtlackov budi vygenerované poskodenia tlak a vlhkost. Tato
databaza bude poskytnuta vyskumnou skupinou STRaDe. Zo syntetickych a redlnych od-
tlackov sa vytvori este mnozina pre zdravé odtlacky. Tato mnozina slizi na to, aby vylepsila
detekciu a klasifikdciu a zaroven neurénova sief bola schopna rozpoznat zdravy odtlacok
prsta. Oznacovanie zdravych odtlackov prstov je jedna z mnoznosti skriptu pri vytvarani
databazy.

Pri priprave trénovacej a validacnej mnoziny je velmi doélezité pokrytie ¢o najvacsieho
mnozstva ochoreni, zdravych oblasti alebo inych poskodeni ako je napriklad bezné defekty
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(g) Vlhkost.

Obrazok 4.5: Priklad vstupnych vyrezov. Zdroj: Interna databaza skupiny STRaDe. Vyge-
nerovany odtlac¢ok zo SFinGe a upraveny generdtorom z diplomovej préace [66].

pri snimani. Na nasledujicom obrazku 4.5 st zobrazené jednotlivé druhy, ktoré neurénova
sief moze stretniat. Neurénova siet, ktord bude trénovani neuvidi komplexne cely odtlacok
prsta ako je to zobrazené na obrazku 4.5. Uvidi len jeho ¢ast a navyse obrazok bude norma-
lizovany pre vstupni vrstvu. Dalsim z délezitych krokov pri priprave trénovacej mnoziny je
oznacenie vyskytu ochorenia na odtlacku prsta. V pripade redlnych odtlackov sa bude jednat
o0 manudlne oznacovanie, v pripade syntetickych je pri vygenerovani choréb aj oznacenie,
kde sa dané poskodenie nachadza. Poskodzovace st popisané v kapitole 2.8.4.

4.4.2 Mnozina pre testovanie

Pre testovanie kvality natrénovaného klasifikatora je nutné vytvorit mnozinu na testovanie.
Tato mnozina sa skladd podobne ako trénovacia mnozina zo syntetickych odtlackov a re-
alnych odtlackov prstov, ktora obsahuje odtlacky bez poskodenia, poskodenia pri snimani
a poskodenia chorobami. Tato mnozina je disjuktna od trénovacej a valida¢nej mnoziny. To
znamenad pri testovani kvality rozpoznavania sa nepouziva ziadny odtlacok prsta, ktory bol
pouzity ako trénovaci alebo valida¢ny vzor. Tito mnozinu tvori skopirovany odtlacok prsta
s anotaciou, kde sa nachadza ochorenie. Klasifikator si nacita cely odtlacok prsta a vyre-
zava oblast z odtlacku, ktori nésledne upravi pre vstup ako to je pri vytvoreni trénovacej
databazy. Tento tpraveny vyrez ide do modelu na predikciu a klasifikaciu.
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4.5 Inovacie detekcie a klasifikacie o nové triedy poskodenia

V ramci prace bude vytvorena nova klasifikacia a detekcia pre poskodenia odtlacku prsta.
Poskodenia sa rozdeluji na choroby a poskodenia pri snimani. Pozorovanou chorobou st bra-
davica, ekzém, psoridza a dyshidroza. Pozorovanym poskodenim odtlacku prsta pri snimani
je tlak a vlhkost. Tieto poskodenia st popisané v podkapitole 2.6. Existuji dva pristupy
k vytvoreniu rozsireného klasifikatora.

e Vytvorenie nového klasifikatora.

o Detekciu a klasifikaciu pre poskodenia zakomponovat do vylepSenej konvolucnej siete.

4.5.1 Novy klasifikator

Novy klasifikdtor bude s najvacsou pravdepodobnostou vychadzat z navrhu architektiry
pre zlepsenie aktualneho riesenia. Vyhodou bude, Ze sa nebude musiet vymyslat nanovo
architekttura pre klasifikator, ale pouzije sa zaklad architektiry uz nieCo, ¢o je vyvinuté
a odladené. Nevyhodou tohto pristupu je, ze bude tretia neurénova sief. Tato siet by bola
jednovrstvova a skladala by sa zo sigmoid modelu, ktory je popisany v podkapitole 3.6.3.
Dalsou z mnohych nevyhod je, Ze siete sa budd ucit oddelene, a potom tretia vrstva nad
nimi rozhodne, ktory vystup sa pouzije. Toto moze mat za nasledok zvic¢seného falosne
detekovného obrazu. Alternativou k vytvoreniu jednoduchej siete je vytvorenie obyc¢ajného
rozhodovacieho algoritmu, ktory dostane informécie zo sieti a nasledne rozhodne. Tato moz-
nost nebude jednoducho implementovand pomocou navrhnutého konfigura¢ného stuboru.

4.5.2 Zakomponovanie do vylepseného riesenia

Alternativa k vytvoreniu nového klasifikdtora a zlozenie neurénovej siete z dvoch neuré-
novych sieti, je zakomponovat detekciu a klasifikdciu do vylepseného riesenia popisaného
v podkapitole 4.2. Vyhodou tohto riesenia je, Zze odpadne vytvorenie nového klasifikdtora
a jednovrstvovej neurénovej siete. DalSou vyhodou je, ze vystupna vrstva pouziva softmax
funkciu. Dalsou z mnohych vyhod méze byt lepsia klasifikicia, kedze sa bude ucit ochorenia
a poskodenia zaroven.

Pri tomto type riesenia sa praca viac nebude zaoberat bindrnou klasifikdciou, ale uz
len viactriednou klasifikdciou. Pre viactriednu klasifikdciu sa pouzivaju funkcie, ktoré su
popisané v podkapitole 3.4.3. Pri navrhu riesenia uvazovanou funkciou bude viactriedna
krizova entropia alebo kategoricka krizova entropia.

Nevyhodou tohto riesenia z pohladu navrhu moze byt, ze bude treba zmenif pocet kon-
voluénych blokov. Dalsim aspektom moze byt dalsia zmena optimalizitora po vylepseni
rieseni, ktoré je popisané v podkapitole 4.2.3. Vsetky tieto aspekty sa uvidia pri implemen-
tacii alebo sa moze zistit, ze zakomponovanie nového klasifikdtora do vylepseného riesenia
prinieslo vacsi zisk ako bolo riziko pri navrhu.

Diplomova praca bude aplikovat rozsirenie do vylepseného klasifikatora. Toto rozhodnu-
tie je z vyssie uvedenych lepsie. Ked sa rozsiri klasifikator o dalsie ochorenia, tak nemusime
riesit veci ako, ktory klasifikdtor ma vac¢siu Sancu na uspech. Zamedzi sa aj problém, ze kla-
sifikadtor nebude mat tolko infomacii o roéznych poskodeniach, a tym padom mobze skreslovat
do akej triedy to patri.

Rovnako ako navrh konfigura¢ného stiboru pre tvorbu databazy, uciaci proces, tak kla-
sifikdtor, bude pouzivat konfigura¢ny sibor. Tento konfigura¢ny stbor je zobrazeny na
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nasledujicom algoritme 4.3. Z konfigura¢ného stuboru je vidiet, ze klasifikdtor bude vyuzi-
vat dalsi konfigura¢ny stibor pre poskodenia. V tomto konfigura¢nom stubore st infomaécie
o poskodeniach odtlackov prstov, ktory je popisany v podkapitole 4.3.2. Vdaka tomuto
bude klasifikator, ako ostatné casti nezavislé na zasahu pouzivatela do zdrojového kodu.
Bude mu stacift ponastavovat par veci v konfigura¢nom stibore a moze klasifikovat na nové
poskodenia odtlackov prstov.

{

w,on

"model__directory": "assets/saved__models/",
"model__name": "some_ name",
"predict__file": null,

n,om,

"predict__dir": "assets/Database/prediction/data/",
"output__directory": "assets/prediction__by_cnn/",
"is__enabled__marking": true,

"threshold_ warts": 0.5761,

"thresholds_ dyshidoris": 0.5761,

"thresholds_ psoriasis": 0.5761,

"thresholds_ pressure": 0.5761,

"thresholds_ moisture": 0.5761

Algoritmus 4.3: Konfigura¢ny stubor pre predikciu a klasifikaciu

4.5.3 Vystup detekcie poskodenia odtlackov prstov

Pre vystup z detekcie sa bude pouzivat upravené implementované riesenie z bakalarskej
prace [70]. Toto rieSenie implementuje prechod celého obrézka, kde na konci vytvori vy-
stupny subor vo formate JSON. V tomto stibore budii zaznacené oblasti jednotlivych po-
skodeni, ktoré klasifikator bude detekovat. Subor JSON obsahuje nasledujice tdaje. Prvym
tdajom je nazov predikovaného stboru. Dalsi tdaj st informacie o obrazku. Tento tdaj
tvori pole o troch celych ¢isiel. Prvé ¢islo hovori ovyske obrazku. Druhé ¢islo hovori o sirke
obrazku. Posledné ¢islo popisuje kolko méa kandlov v obrazku. Posledny udaj je pole s naj-
denymi chorobami alebo poskodeniami pri snimani. Kazdy prvok sa sklada z dvoch bodov,
aby bolo mozné vykreslit obdlznik do obrazka, kde sa nachadza ochorenie alebo poskodenie.
Bod tvoria dve desatinné &sla, ktoré zapisuji bod v pixeloch. Dalej sa u kazdého prvku na-
chadza typ ochorenia alebo poskodenia. Posledny udaj v tomto prvku je pravdepodobnost
s akou siet urcila ochorenie alebo poskodenie.
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Kapitola 5

Implementacia

Nasledujtca kapitola popisuje implementaciu navrhu riesenia. Kapitola je rozdelend do
viacerych podkapitol. Prva podkapitola 5.1 popisuje framework PyTorch, platformu Ten-
sorFlow a API Keras. Podkapitola rozoberie samostatne tieto moznosti s rozdielmi. Druha
podkapitola 5.2 bude venovand pouzitym prostrediam a komponentam. Nasledujica pod-
kapitola 5.3 bude rozoberat implementaciu prepisu z kniznice Keras do kniznice PyTorch.
Dalsou podkapitolou 5.4 budié popisané implementécie metéd pre vytvorenie databézy.
Konkrétne implementécia predspracovania pomocou Gaborovho filtra, implementécia ano-
tacii zdravych odtlackov prstov a nakoniec implementicia vytvorenia databdzy. Podka-
pitola 5.5 popisuje trénovanie konvolucnej neurénovej siete. Tato podkapitola rozoberie
implementaciu trénovania, ktord bude vyuzivat navrh sadu vylepseni, ktoré su v podka-
pitole 4.2. Predposledna podkapitola 5.6 popise implementéaciu klasifikatora. V poslednej
podkapitole 5.7 bude popisand implementacia pripravy testovania.

5.1 Moznosti implementacie konvoluc¢nej siete

Tato podkapitola sa bude zaoberat API Keras, ktord bola pouzitd v bakaldrskej praci [70].
Budt popisané zakladné rysy a Struktira. Nasledne bude popisany framework PyTorch,
ktory je vyuzity pri implementacii diplomovej praci. Tiez budt popisané zakladné rysy
a Struktira. Nakoniec v kratkosti budi zhrnuté hlavné rozdiely, a preco sa v diplomovej
praci vyuziva framework PyTorch.

5.1.1 TensorFlow a API Keras

Keras sa v mnohych ¢lankoch oznacuje ako kniznica, ale podla oficidlnej stranky [12] je to
API nad platformou TensorFlow. Keras je podporovany firmou Google a jeho prvé vydanie
bolo v marci 2015. Keras je vyvinuty v jazyku Python. API Keras umoznuje trénovanie
ako na procesore, tak aj na grafickych kartach. Keras je zamerany hlavne na tvorbu kon-
voluénych a rekurzivnych sieti. Jednd sa o vysoko droviiové API, ktoré sa hodi pre rychle
prototypovanie a experimentovanie. Jej zdklad tvori model. Jedna sa o objekt, v ktorom st
zdruzené instancie tried pre vSetky vrstvy. [12]

Ked sa akceptovatelny model skompiluje, tak sa moéze prejst na fazu trénovania. Tré-
novanie sa zavold pomocou funkcie fit() . Pri trénovani sa vytvoria dve mnoziny vstupna
a vystupna. Po trénovani je mozné tento model ulozif. Nad uloZzenym modelom je mozné
zavolat funkciu evaluate(), pomocou ktorej je mozné detekovat obrdazky naucenou sietou.
[12]
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5.1.2 PyTorch

Podobne ako Keras, tak aj PyTorch je nespravne v mnohych ¢lankoch oznacovany ako kniz-
nica. Podla oficidlnych stranok [24] je to framework. PyTorch je podporovany spolo¢nostou
Facebook. Jeho prva verzia bola vydana v septembri 2016. Jedné sa o framework, ktory
vyuziva nizsiu droven API. [24]

Jeho zdkladnym rysom je, ze vyuziva triednu definiciu modelu. V praxi to znamena, ze
ked sa chce vytvorit vlastny model, musi byt vytvoreny ako trieda. Po vytvoreni modelu
je mozné pomocou metédy cuda() pouzit pre trénovanie alebo detekciu graficka kartu.
V opacénom pripade bude vyuzity procesor. [24]

Ak sa chce model pouzit pre trénovanie, tak sa nad modelom zavold metéda train().
Ak sa chce model vyhodnocovat, tak sa nad modelom zavola metéda eval(). V PyTorch sa
vstupna mnozina vytvara pomocou triedy DataLoader. PyTorch mé vstavanych niekolko
tried s datasetmi. Pre vytvorenie vlastného datasetu sa musi vytvorif trieda, ktorda ma
predka, napriklad Dataset [24]

5.1.3 Rozdiely

Prvym rozdielom je pristup k modelu. Ako bolo uz vyssie spomenuté, tak Keras model
obsahuje v sebe inStancie vrstiev. Naproti tomu v PyTorch sa vytviara model ako trieda.
Dalsim rozdielom je, ze Keras je vysoko troviiové API, ale PyTorch je vyvinuté ako nizsie
urovniové API. Vdaka tomu je viac moznosti pri nastavovani trénovania ako aj pri detekcii.
To vsak prinasa aj o nieco dlhsiu u¢iacu krivku.

Podla ¢lanku [54] je pouzivanejsi framework PyTorch pre vedecké vyskumy. Zaroven
popisuje, ze Keras ma vyborny tutoridl a znovu pouzitelny kéd. Namiesto toho PyTorch
m3 aktivny vyvoj a vybornid podporu pomocou komunity. Ale najddlezitejsie z toho ¢lanku
je, ze PyTorch je rychlejsi pre trénovanie ako Keras.

Dalsim kladom pre framework PyTorch je stélost volania funkcif. Namiesto toho pri
API Keras sa Casto stava, ze nazov funkcie je zmeneny alebo ma iné parametre. Framework
PyTorch funguje stabilnejsie ako Keras. Framework PyTorch bol vybraty pre diplomovi
pracu. Dévody pre vyber st rychlejsie ucenie, stabilny framework a moznosti pokrocilejSieho
nastavovania pri trénovani.

5.2 Prostredie a pouzité komponenty

Implementacia aplikacie je konzolova. Aplikicia je napisand v jazyku Python vo verzii
3.8, ktord vyuziva objektovo orientované programovanie s vyuzitim principu DRY (Don’t
repeat yourself). Aplikécia bola implementovand vo vyvojovom prostredi PyCharm. Pouzité
zavislosti na knizniciach st napisané v requirements.txt, aby sa dali lahko doinstalovat. Na
nasledujicom zozname si popisané kniznice a k ¢omu sa vyuzivaju:

o torch (verzia 1.9.0) kniznica PyTorch, ktora sa pouZiva na trénovanie a pre spravu
neurénovej siete.

o torchvision (verzia 0.10.0) podporné kniznica k torch, na pracovanie s obrazkami
a transformacie pred vloZzenim obréazka do siete.

o opencv-python (verzia 4.5.5.62) OpenCV kniZnica, ktord sa pouziva pri pracovani
s obrazkami.
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o numpy (verzia 1.20.2) kniznica NumPy sa pouziva na pracu s maticami.

o pandas (verzia 1.4.0) Pandas je kniznica, ktord sa v diplomovej praci vyuziva na
vytvorenie anotacie a nacitanie do datasetu pre kniznicu PyTorch.

o pillow (verzia 9.0.1) kniznica Pillow na pricu s obrazkami, ktord sa vyuziva pri im-
plementacii vlastného datasetu.

o matplotlib (verzia 3.3.4) kniznica Matplotlib sa pouziva na vykreslenie ochorenia alebo
poskodenia po detekcii.

Pre testovanie trénovania bol pouzity osobny pocitac, ale koneéné trénovanie a testovanie
prebiehalo na cloudovom rieseni od spolo¢nosti MetaCentrum. V nasledujicej podkapitole
bude struéne popisané cloudové riesenie MetaCentrum.

5.2.1 MetaCentrum VO

Jedna sa o virtualnu organizaciu, ktora zdruzuje akademickych pracovnikov, vedcov, stu-
dentov, akademickych zamestnancov alebo vedecké institiicie po celej Ceskej republike. [53]

Organzacia, ktorda umoznuje vyuzit heterogénny GRID pre rdozne procesorové alebo gra-
fické naroc¢né vypocty. Tento Grid sa sklada z réznych uzlov ako napriklad Praha, Ostrava,
Brno, Plzen alebo Olomouc. Vdaka tymto uzlom, je mozné vyuzit rdzne vykonné stroje
s rOznymi po¢tami procesorov, ramiek, volného priestoru a grafickych kariet.

Pre pouzivanie MetaCentra sa musi ¢lovek najskor registrovat. Registracia je mozna
pomocou eduld. Nasledne odstuhlasi licenéné podmienky a moze vyuzivat tieto vypoctové
prostriedky.

Pre vyuzitie tychto prostriedkov je nutné poziadat pomocou planovacieho systému tloh
PBS (Portable Batch System). Tento systém funguje na interaktivnom alebo neinterak-
tivnom rezime. Ak pouzivatel pouzije interaktivny rezim, potom pri prideleni prostriedkov
a Casu moze do konzoly zadat jednotlivé prikazy k vypoctu. Druhou moznostou je vyuzit ne-
interaktivneho rezimu, teda spustit davkovy sibor, v ktorom st napisané jednotlivé prikazy
pre vypocet.

#!/bin/bash
#PBS —N Train_ PyTorch
#PBS —q gpu

#PBS —I select=1:ncpus=1:mem=32gb:scratch__local=15gb:ngpus=1:gpu_ cap=cuda6l:cuda_ version=11.2
#PBS —1 walltime=>5:00:00
#PBS —m ae

singularity run ——nv /cvmfs/singularity. metacentrum.cz/NGC/opencv—NGC—PyTorch21.02.SIF \
/storage/brno2/home/xvican02/first_ train/train _model.sh

Algoritmus 5.1: Davkovy stbor pre uc¢enie v kniznici PyTorch.

Algortimus 5.1 zobrazuje PBS davku pre trénovanie neurénovej konvolucnej siete z diplo-
movej prace. Z tohto algoritmu je vidiet, ze na Metacentru sa pouzivaju oficidlne kontajnery
pre ucenie neurénovych sieti s pouzitou kniznicou PyTorch. Kontajnery obsahuja virtualne
rozbehnuty operacny systém Ubuntu s danou verziou kniznice Pytorch. Vytvorené st od
spolo¢nosti NVIDIA. Z algoritmu je dalej vidiet, Ze sa pouziva este jeden skript, v ktorom je
spustenie python skriptu s konfiguraciou, a je zobrazeny na algoritme 5.2. Davkové sibory
su vytvorené este pre vytvorenie databazy a klasifikdciu pomocou konvolu¢nej neurénovej
siete.
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#!/bin/bash

cd /storage/brno3—cerit/home/xvican02/relu
python3 learn__cnn__main.py —c config/learn_cnn/learning_cnn.json

Algoritmus 5.2: Skript, ktory spusta ucenie konvolu¢nej neurénovej siete.

5.3 Prepis modelu z Keras do PyTorch

Tato podkapitola sa bude zaoberaf prepisom modelu z Keras do PyTorch. Tento model je
z riesenia, ktoré sa rozsiruje a vylepsuje. Model aj celd konvoluéna neurénova siet je napisana
v kniznici Keras. Diplomova praca vyuziva kniznicu PyTorch, rozdiely medzi kniznicami
su popisané v podkapitole 5.1.3. Cely kéd Keras modelu sa nachddza v prilohe B a kod
PyTorch modelu v prilohe C. Nasledujiice odstavce popisuju doélezité zmeny, ktoré museli
byt vykonané. Prvou zasadnou zmenou je, ze PyTorch vyuziva triedny pristup k vytvoreniu
modelu. Znamena to, Ze model je napisany v triede. V Keras je cely model napisany vo
funkcii.

2D konvolucnd vrstva sa v kniznici Keras definuje tak, ako je to zobrazené v prilohe B.
Z tohto algoritmu je vidiet, Ze tato konvoluéna vrstva definuje vstupny obrazok. V kniznici
Pytorch sa vstupny obrazok dava ako tenzor, teda v konvoluénej vrstve nedefinuje vstupny
rozmer obrazka. Algoritmus pre PyTorch je zobrazeny v prilohe C. V kniznici PyTorch sa
konvolucéna siet skladd v metéde forward. Dalsim rozdielom je prepis maz-pooling vrstvy.
V Keras je to funkcia s dvoma parametrami a v PyTorch st dva parametre, ktoré su dvojice.
V kniznici Keras sa na zjednodusenie siete pouziva Flatten vrstva. V PyTorch sa to definuje
ako zmena pohladu (view), ktord méa dva vstupné parametre. Jej vstupné parametre si
velkost modelu a -1. Parameter -1 hovori, Ze sa to ma roztiahnut. Dropout vrstva sa prepise
velmi lahko. St to velmi podobné zapisy az na zlozenie pomocou ReLu aktivac¢nej funkcie.

Najzlozitejsie sa prepisuje Dense vrstva, ktord cela siet zjednodusuje do jedného disla.
Implementacia Dense vrstvy v kniznici Keras je jednoducha. Zavold sa Dense s dvoma pa-
rametrami. V kniznici PyTorch je to zlozitejsie, pretoze sa pouziva ako linedrna funkcia.
Linearna funkcia m&a dva parametre. Prvy parameter je vstupnd hodnota. V tejto hod-
note treba zobrat do tvahy sirku a vysSku obrazka. Tieto parametre sa vynasobia spolu
s predchadzajicou vystupnou hodnotou. Druhy parameter je vystupna hodnota.

Vo funkcii pre vytvorenie modelu sa v kniznici Keras nakoniec kompiluje model so stra-
tovou funkciou a optimalizatorom. To sa v kniznici PyTorch robi{ az pri tvoreni algoritmu
ucenia. Implementacia stavajiceho modelu je rozsirend o vylepsSenie aktivacnej funkcie. Pre
toto rozsirenie sa musel model upravit tak, aby bolo mozné vymenit funkciu pomocou pa-
rametra. Musela byt upravena metoédaforward, ktord najprv model implementovala priamo.
Metéda ma v sebe tri podmienky, ktoré uréuji model s danou aktivacnou funkciou.

5.4 Implementacia metdéd suvisiacich s tvorbou databazy

Podkapitola sa bude zaoberat implementaciou metdd suvisiacich s tvorbou databazy. Kon-
krétne sa jednad o popisanie implementécie predspracovania pomocou Gaborovho filtra,
implementacia pripravy anotacii ¢istych odtlackov prsta a implementacia vytvorenia data-
bazy.
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5.4.1 Implementacia predspracovania

V podkapitole 4.3.4 sa rozoberalo, ze v implementacii bude pouzity Gaborov filter. Jeho
implementécia vychddza z rovnice pre 2D Géborovu funkciu [27]. Tato funkcia je zobrazena
v rovnici 5.1.

/2 2 /2 /
2477
f($7y7 )\797%07’7) :e$p(_T)e$p( (QWX‘HM) (51)
Redlna c¢ast je zobrazena na rovnici 5.2
/2 2 /2 !
e+ 7y x
f($7y7 )\797%07’7) = e$p(_T)COS(27TX +¢) (52)
Imagindrna cast je zobrazena na rovnici 5.3.
/2 2 /2 !
A ] . x
f($7y;)‘7 9#%@7) = €$p(—T)SZ’I’L(27TX +¢) (53)

Pre funkme je nutné este zadefinovat =’ a y'. Rovnica pre 2 je 2 = zcosf + ysinf. Rovnica
pre y jey = —xsind + ycosh. V rovniciach jednotlivé premenné prezentuju nasledujice:

e )\ oznaluje vlnovi dizku sinusového faktoru.

e 6 oznacuje orientaciu normaly k rovnobeznym pruhom Géborovej funkcie.
e 1) oznacuje fazovy posun.

e o oznacuje smerodatni odchylku.

e 7 oznacuje priestorovy pomer stran.

e 1 je sirka obrazka.

e 1 je vyska obrazka.

Gaborov filter je implementovany ako trieda. Konstruktor ma dva povinné parametre.
Prvym je count, ktory znaci kolkokrat sa ma aplikovat Gaborov filter. Nasledujtci para-
meter angle hovori, o kolko v kazdom kroku sa posunie uhol vypoctu Gaborovho filtra.
V implementéacii st nastavené tieto parametre na hodnoty Sest a tridsat stupnov. Nad in-
Stanciou triedy sa zavold metdda image after _gabor, ktorda ma jeden parameter. Tento
parameter je obrazok do Gaborovho filtra.

5.4.2 Priprava anotacie zdravych odtlackov prsta

Priprava anotéacii zdravych odtlackov prstov bolo nutné implementovat z dévodu predprip-
ravy komplet celej databazy. Anotacia je tiez ako Gaborov filter implementovana ako trieda.
Konstruktor ma dva parametre. Prvy parameter je zdrojova databaza a druhy parameter
je cielova databaza. Zdrojova databaza sa odkazuje na priecinok s ¢istymi odtlackami bez
ochorenia. Cielova databdza je priec¢inok, kde sa ulozi obrazok s anotaciami s ¢istymi od-
tlackami.

Anotovanie sa pusti pomocou zavolania metody mark__clear_fingerprint. Samotné ano-
tovanie funguje tak, Ze sa prechadza kazdym obrazkom v prie¢inku. Nad kazdym obrazkom
sa vygeneruje paf pseudondhodnych vyrezov z obrazka a ich siradnice s oznacenim, zZe je to
clear. Tieto sturadnice sa ulozia do JSON stiboru a obrazok sa prekopiruje. Toto anotovanie
je zobrazené na algoritme 5.3
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class ClearAnnotation:

def ____generate_ values(self, max_ value):
while True:
axe_min = rand.randint(self.___MIN_ VALUE, max_ value)
axe_max = rand.randint(self.___MIN_ VALUE, max_ value)

if self._ MIN_DISTANCE < axe_max — axe_min < self._  MAX_DISTANCE:
break

return axe_ min, axe_ max

def ___ generate_pseudo_random__parts(self, width, height):
dataset = ]

for i~in range(5):
x_min, x_max = self.___generate_ values(width)
y_min, y_max = self.___generate_ values(height)
dataset.append({"Type": "clear", "pl": [x_min, y_ min], "p2": [x_max, y_max]})
return dataset

def mark_ clear_ fingerprint(self):

clear__images = os.listdir(self.___directory)
count = 0

for file in clear__images:
print("Marking clear fingerprint... ", int((count / len(clear_images)) * 100), "%")

file_name, _ = file.split(’.")
image = cv2.imread(self.___ directory + file)
height, width, _ = image.shape

target_ file_name = self.___marked_clear + "/" + file_name + ".json"

with open(target_file_name, 'w’) as out_ file:
json.dump(self.____generate_pseudo_random_ parts(width, height), out_ file)

cv2.imwrite(self.___marked_ clear 4+ "/" + file_name + ".png", image)
count +=1

Algoritmus 5.3: Anotovanie zdravych odtlackov prstov

5.4.3 Implementacia vytvorenia databazy

Implementacia vychadza z navrhu spracovania odtlackov prstov, ktora je popisand v pod-
kapitole 4.3.4 a z navrhu konfiguraé¢ného siboru pre tvorbu databdaz, ktora je popisana
v podkapitole 4.3.2. V tejto podkapitole bolo zmienené, ze databaza sa vytvori pred tréno-
vanim siete. Tato zmena je vykonana kvoli optimalizacii pri uceni siete. Hlavny skript sa
vola create_database _main.py, v ktorom je zakomponované logika parsovania konfigurac-
ného siboru a zavolania triedy CreateDatabase, kde je implementovand celd funkcionalita.

Volanie hlavného algoritmu na vytvorenie databazy sa vold metédou invoke option.
Tato hlavna metdéda zodpovedd za rozhodnutie, ¢o sa vykond. Jedni sa o funkcionalitu
odstranenie priec¢inkov, vytvorenie anotacie, alebo samotné vytvorenie databdzy danej ka-
tegorie. Vytvorenie databazy spociva v niekolkych krokoch. Oreze sa obrazok pre trénovaciu
a valida¢ni databazu. Nasledne sa pouzije na takto orezany obrazok Géaborov filter, ktory
bol popisany v podkapitole 5.4.1. Nasledne sa na obrazok aplikuje rozmazanie a nakoniec
sa pouzije bindrne prahovanie s OTSU prahovanim. Struktira databdzy je implementovana
z navrhu struktiry databazy, ktora je popisand v podkapitole 4.3.3. Pri ukladani obrazkov
sa zapise do jednotlivych csv suborov pre trénovanie, valididciu a predikciu relativna cesta
k obrazku a jeho trieda v ciselnej podobe.
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5.5 Implementacia trénovania

Nasledujica podkapitola bude rozoberat implementaciu trénovania. V tejto podkapitole
budt popisané, ako st v implementécii zakomponované jednotlivé vylepsenia z podkapi-
toly 4.2. Trénovanie je implementované v learn__cnn.py. V tomto stubore je trieda, ktora sa
stard o celé trénovanie. Konstruktor ma jeden povinny parameter a to logger, ktorym sa
nastavuje vlastné logovanie udalost{ v skripte. Trieda ma tri verejné metdédy. Druha verejna
met6da sa vold load__configuration(). Tato metéda ma nacitat konfiguracény stbor do pre-
mennej, odkial sa budi brat informdcie pre trénovanie. Posledné verejna metéda je learn().
Métoda, ktora vola privatne metody na ucenie siete. Trénovaci proces a jeho nastavenie je
zlozitejsie ako pri pouziti API Keras. V nasledujucich podkapitolach bude rozobraté vytvo-
renie trénovacej databazy, valida¢nej databdazy, ich inicializdcia nastavenie siete a nakoniec
samotné trénovanie.

5.5.1 Vytvorenie naditania obrazkov z databazy a jej inicializacia

Ako bolo spominané v podkapitole 5.1.2, tak PyTorch mé vstavané databazy a ich nacita-
nie, ale ak sa chce pouzif vlastna databaza, tak je potrebné vytvorif aj vlastné nacitanie
tejto databazy. Toto nacitanie je implementované v triede FingerPrintDataset. Tato trieda
ma ako predka Dataset. Trieda musi zdedit tato triedu z dovodu, ze PyTorch pracuje
s metédami s tejto triedy. Konstruktor ma dva povinné parametre a jeden volitelny. Prvym
parametrom je priecinok, kde sa nachddza csv stibor. Druhy parameter je ndzov csv suboru.
Posledny parameter definuje transformécie nad obrazkom.

Inicializacia trénovacej a valida¢nej databazy je vytvorend funkciou _ create_loader.
Funkcia vygeneruje instanciu pre nacitanie trénovacej a valida¢nej databazy. Funkcia ma
dva parametre. Prvym parametrom je cesta a druhy parameter je nazov suboru v csv
formate. Tento stibor obsahuje relativne cesty k vyrezanym obrazkom a ich triedu v ¢iselnej
podobe. Tato funkcia eSte vytvara trénovaciu alebo valida¢ni databazu pre zmenu modelu
na predtrénovany model.

Typy transformécii obrazku je definovanid pomocou lambda funkcie, ktora je zobra-
zend na algoritme 5.4. Lambda funkcia ma jediny parameter, a to velkost obréazka, ktory
je rozdielny pre model z bakaldrskej prace [70], Inceptionv3 model z podkapitoly 3.10.3
a Resnet50 z podkapitoly 3.10.4

self. transform = lambda x: Compose([RandomVerticalFlip(), RandomHorizontalFlip(),
Resize((x, x)), ToTensor()])

Algoritmus 5.4: Transformécia pomocou lambda funkcie

5.5.2 Trénovanie

Pred samotnym trénovanim sa musia nastavit parametre stratovej funkcii, a aky optimali-
zator bude pouzity. Aby sa mohla siet ucit na grafickej karte, tak je potrebné zistif, ¢i sa
nachadza na stroji graficka karta. Ak ano, tak sa sief prepne na graficki kartu.

Samotné trénovanie je implementované tak, ze prvy cyklus for hovori, kolko ep6ch sa
vykona. Sief sa trénovala na sto epochéich. Nasleduje trénovacia cast, kde sa nacitaju data
z nacitania databdzy. Tu sa musi tiez kontrolovat, ¢i sa trénuje na grafickej karte, aby sa aj
data a triedy prepli na graficki kartu. Nasledne sa posle davka obrazkov do siete. Po davke
sa vypocita strata trénovania. Implementované je kontrola ucenia po definovanom poctu
iteracii v epoche. V tejto validacii sa zisti, ako sa trénovaniu dari. Ak sa model lepsie naudil,
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tak sa zapiSe stav modelu, ktory je rezprezentovany slovnikom v Pythone s definovanymi
vahami, epocha a tuspesnost. Algoritmus je implementovany tak, ze do suboru ulozi len
najlepsi model. Uciaci proces je zobrazeny na dvoch algoritmoch. Prvy algoritmus 5.5 zo-
brazuje prvy cyklus for. V nom je vidiet, ze valida¢ny proces je vytiahnuty do samostatne;j
metddy. Podobne aj ulozenie najlepsieho modelu je vytiahnuty do samostatnej metody.

def ___learning_ proces(self, train_ dataloader, validation_ dataloader, optimizer, loss_ function):
min_ valid_ loss = np.inf

for epoch in range(self.___config.epochs()):
number_images = 0
train_ loss = 0.0
self.___cnn__model.train()
for batch_idx, (data, labels) in enumerate(train_dataloader, 0):

if self.___is_ gpu_ available:
data, labels = data.cuda(), labels.cuda()

optimizer.zero_ grad()

target = self.___cnn__model(data)

loss = loss__function(target, labels)
loss.backward()

optimizer.step()

train_loss += loss.item() * data.size(0)
number__images += self.___config.batch__size()

if batch_idx % self.___config.batch_size() == 0 and batch_idx != 0:
min_ valid_loss = self.___validation__proces(
batch__idx, data, epoch, loss_ function, min_ valid__loss,
number__images, train_loss, validation__dataloader

)

if self.__ config.training_steps() == batch_idx:
break

self.___save__trained__model_to_ file()

Algoritmus 5.5: Trénovaci proces.

Druhy algoritmus je ¢astou uciaceho algoritmu, ktory spusta validaciu nad databazou
a naucenym modelom. Algoritmus ma za tlohu validovat natrénovany model. V prvom
kroku sa musi prepnif model z trénovacieho médu do médu, kde model vykonava predik-
ciu. Cely algoritmus bezi v cykle for. V cykle je podmienka, ktord mo6ze ukoncit valida¢ny
proces skor ako je celd databaza. V cykle sa testuje siet v uréitych davkach vzorkov, z kto-
rych sa vypocita, kolko obrazkov je oznacenych spravne a kolko je zle. Néasledne sa vypocita
validacnd odchylka a presnost daného modelu. Po skonceni cyklu sa model ulozi do pre-
mennej a algoritmus vrati novi vypocitani validacnti chybu pokial sa zvysila presnost.
V opac¢nom pripade posiela start valida¢nta chybu. Po trénovacom procese sa ulozi model
do stiboru. Zaroven s modelom sa ulozia informécie o modeli v JSON stbore. Tieto informa-
cie s pouzité pre nacitanie modelu zo siiboru. Na nasledujicom algoritme 5.6 je zobrazeny
JSON stbor.

{
"activation__function": 0,
"bp__model": true,
"number_ of _outputs": 3,
"pretrained__model": 0,
"trained__gpu": true

}

Algoritmus 5.6: Informécie o ulozenom modeli.
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5.6 Implementacia klasifikatora

Implementécia klasifikatora je inSpirovand z bakalarskej prace [70]. InSpiruje sa hlavne algo-
ritmom kizavého okna, ktory sa pouziva na detekciu a klasifikéciu. Implementacia klasifika-
tora je podobne naimplementovand ako implementacia uciaceho procesu. Prvym krokom je
vytvorend obalka v skripte, ktory sa nazyva predict_cnn__main.py. Tento skript spusta par-
sovanie argumentu na ziskanie cesty ku konfigura¢nému stiboru. Tento konfiguracny sibor
je popisany v podkapitole 4.5.2. V hlavnom skripte sa vola instancia triedy PredictCNN.
Konstruktor triedy ma jeden parameter. Tento parameter je vlastnd implementécia ladia-
cich vypisov. Nasledne trieda PredictCNN obsahuje tri verejné metédy. Prvad metdda sa vola
update__configuration__path(), ktora ma jeden parameter. Parametrom je cesta ku konfigu-
ra¢nému stiboru. Dalsou verejnou metédou je load configuration(). Tato metéda mé za
ulohu nacitat konfiguraény sibor do vnutornej reprezenticie pre skript. Posledna verejna
metoda je predict(). Tato metdda spusta detekciu a klasifikaciu.

Detekcia a klasifikdcia je moznd ako pre samotny stibor, tak aj pre cely priecinok.
Rozhodovanie o tom, ¢i sa bude detekovat a klasifikovaf prie¢inok alebo samotny sibor
sa rozhoduje vo verejnej metéde predict(). Rozhodovanie je vytvorené pomocou if-elif-else
konstruktu, ktorym sa v Pythone imlementuje konstrukt case z jazyka C. Prva podmienka
hovori o tom, ¢i pouzivatel nastavil prie¢inok pre preidkciu. Ak ano, tak sa predikuje a kla-
sifikuje cely prie¢inok. Ak nie je priec¢inok nastaveny, kontroluje sa nastavenie suboru. Ak
je subor nastaveny, tak sa predikuje subor. V opa¢nom pripade sa vypiSe do logu varovanie,
ze sa ni¢ nepredikovalo.

Nasledujuci algoritmus 5.7 zobrazuje samotny algoritmus detekcie a klasifikdcie pomo-
cou kizavého okna. Z algoritmu je vidiet, Ze algoritmus konci, ked dosiahne hodnotu posunu
kizavého okna. Tento parameter sa nastavuje v konfigura¢nom sibore. Podobne ako udiaci
proces, tak aj detekcia a klasifikdcia funguje generickym spdsobom. Nasledujice podkapi-
toly popisuju jednotlivé generické algoritmy.
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while sliding_ window < self.___config.end_size_ sliding_ window/():
predict_height = 0
predict__width = 0
while True:

if predict__width + sliding_ window >= width:
predict__width = 0
predict__height += step

else:
predict_ width += step

if predict__height + sliding_ window >= height:
break

if predict_ width > width:
predict_ width = width — 1

if thresh is None:
continue

probabilities = self.__ predict_with_image_ model(
sliding_ window, image, self.___cnn_ model, predict_width, predict_height)

if self.___is_ greater__than_ first(probabilities):
index_list = self.___get_damage_ from_ probabilities__and__threshold(
self.__load_ fingerprint_ damage.get_ list_ fingerprint_ damages(),
probabilities)

if index_ list == self._  NOT__VALID_INDEX:
continue
else:
damage = self.___load_ fingerprint_ —damage.get_ list_fingerprint_ damages()[index__list]
hits_ frames.append(self.___get_ frame(
damage, sliding_ window, probabilities[index_ list], predict_ width, predict_ height)

step = self. _update_min_size step(int(step / 2), self._ MIN_SIZE STEP)
hit +=1

else:
step = self.___update__max_ size_ step(step * 2, self.___config.max_step())

sliding_ window += self.__ config.sliding_window__size()

Algoritmus 5.7: Detekcia a klasifikdcia pomocou kizavého okna.

5.6.1 Generické algoritmy pre predikciu a klasifikaciu

Pouzitie nizsie generickych algoritmov je zobrazené v algoritme 5.7. Genericky algorit-
mus detekcie z modelu popisuje ziskanie pravdepodobnosti, ktora trieda sa nachadza
na vyreze, ktory ide do modelu. Jedna sa o metédu __ predict_with__image__model. Algo-
ritmus méa péaf parametrov. Prvym parametrom je aktualne posunutie kizavého okna. Dalsi
parameter je aktudlny obrizok. Nasledne je natrénovany model a posledné dva parametre
su Sirka a vyska pre predikciu. Metéda vracia pole pravdepodobnosti, ktora trieda a aké
ochorene sa na vyreze nachadza.

Dalsfm generickym algoritmom je algoritmus pre kontrolu pravdepodobnosti.
Jedna sa o metédu __ s greater than_ first. Algoritmus ucenia a aj klasifikicie je na-
implementovany tak, ze ako prvi triedu ocakava c¢isty odtlacok prsta. Z tohto dévodu sa
kontroluje, ¢i pravdepodobnost v poli je va¢Sia nez prvy prvok, ktory je zdravy odtlacok
prsta. Tento algoritmus vracia logicki hodnotu pravda alebo nepravda. Pravdu vrati, ak
index je rozdielny od nula. V opa¢nom pripade vrati nepravdu.
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Posledny algoritmus je genericky algoritmus pre urcenie poskodenia odtlacku
prsta. Jedna sa o metédu __ get _damage_from__probabilities _and__threshold. Algoritmus
pouziva list s definovanymi poskodeniami, ktory je definovany v podkapitole 4.3.1. Algorit-
mus funguje tak, ze prechddza pravdepodobnosti jednu po druhej. Vyberie pravdepodobnost
a skontroluje, ¢i je najvicsia pravdepodobnost. Ak je, tak sa skontroluje eSte prah pre dand
chorobu. Ak je hodnota vécsia ako prah, tak sa vrati index s danym poskodenim odtlacku
prsta. V opacnom pripade sa vrati -1.

5.7 Implementacia testovania

Implementacia testovania je rovnako ako implementécia trénovania a implementacia klasi-
fikdtora Uplne nové a skript je vytvoreny pre testovanie rézneho poctu tried pri trénovani
a klasifikacii. Implementacia testovania preberd myslienky testov ako je test plochy a test
spravneho urcenia z riesenia, ktoré je rozsirované. Pred implementaciou testovania budua
popisané tieto testy.

Test plochy je druh testu, ktory skiima dve oblasti. Prvou oblastou je kolko plochy bolo
oznacené spravne, kolko nespravne a kolko z celkovej plochy sa neoznacilo. Druhd oblast
uréuje kolko plochy je oznadenej mimo anotéicie. Udaje si pocitané v percentich, kvoli
roznej velkosti obrazka. V principe ide o dvojprechodny cyklus. V prvom cykle sa najdu
vsetky oznacCené plochy z klasifikdtora. V druhom cykle sa prejde s redlnymi anotaciami
a porovnava sa, ako sa klasifikdtor trafil alebo netrafil. [70]

Test spravneho urcenia je druh testu, ktory skima tiez ako test plochy dve oblasti.
Prva oblast je aka je tispesnd sief. Druha oblast testuje, kolko falosne pozitivnych ocho-
reni siet oznacila. Tento test prechadza jednym cyklom. Nacita sa anotacia z klasifikdtora
a anotacia s poskodenym odtlackom prsta. Pri prechadzani tymito anotaciami m6zu nastat
tri situacie. Prvou situaciou je, ze klasifikdtor urcil spravne dané ochorenie. Druhd situ-
acia je, ze najde ochorenie, ale jej priradi zly typ ochorenia. Posledna situicia je, ze oznaci
neexistujuce ochorenie. Na konci testu sa pouzivatelovi vypiSe percentudlne ako sa darilo.
[70]

Po definovani tychto testov sa moze popisat implementicia testovania. Rovnako ako
trénovanie a predikcia bude testovanie implementované v hlavnom skripte, ktory sa vola
test_cnn_main.py. V tomto skripte bude rovnako implementované parsovanie pre ziska-
nie konfigura¢ného siboru pre testovanie. Samotné testovanie je implementované v triede
TestCNN v subore test _cnn.py. Konstruktor triedy je jeden parameter. Tento parameter
slazi na vypisovanie vlastnych ladiacich vypisov do konzoly alebo do stiboru. Trieda m4 tri
verejné metody. Prva metéda update_configuration path() ma jeden parameter. V para-
metri sa ukryva cesta ku konfiguracnému siboru, kde st zadefinované vsetky potrebné veci
pre testovanie. Nasledujticou verejnou metédou je load__configuration(). Tato metdéda nacita
konfiguraciu do vnitornej reprezenticie skriptu. Posledna verejnd metéda je test(). V tejto
metdde sa vold samotné testovanie po predikcii. Vystup z testu spravneho urcenia su JSON
subory pre jednotlivé odtlacky, v ktorych je pocet spravnej triedy, nespravnej triedy, falos-
nej pozitivity a celkovy pocet urceni. Po testovani je vytvoreny jeden sthrnny JSON stbor,
kde su zobrazené vysledky pre cely prie¢inok. Podobne je to pre test spravneho urcenia.
Zmenou su udaje, ktoré sa v JSON stbore ukladaji. Tymito idajmi st spravne oznacena
plocha, zle oznacena plocha, plocha bez oznacenia a posledny tidaj podiel oznacenej plochy
mimo anotécii. Po tomto sa zavola esSte skript hit_area_ check__percentage.py, ktory tieto
udaje prevedie do percent a ulozi to do posledného JSON stboru.
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Kapitola 6

Testovanie a vysledky

Kapitola sa zaoberd testovanim a zhodnotenim vysledkov. Testovanie prebieha nad konvo-
luénymi neurénovymi siefami, ktoré pouzivaji tri rézne aktivacné funkcie. Konkrétne st
to ReLu, leaky ReLu atanh. Tieto tri konvolu¢né siete boli trénované nad databizou A
a databazou A6, kde vzniklo Sesf mutacii natrénovanych konvoluénych sieti. Testovanie je
rozdelené do podkapitol. Prva podkapitola bude porovnavat velkost natrénovaného modelu
z diplomovej préace a z bakalarskej prace [70]. Nésledne sa porovna nad rovnakou databdzou
rychlost detekcie. Po tychto testoch a porovnaniach sa prejde na samotné testovanie plochy
a spravneho uréenia. Dalej budi testované siete trénované na réznych trénovacich databé-
zach. Pokial to nebude uréené inak tak, v nasledujicich podkapitoldch sa budi oznacovat
trénovacie databazy nasledovne:

o databdza A obsahuje syntetické odtlacky z SFinGe, ¢iastocne NIST DB4 [71] a reélne
odtlacky prstov. Nad touto Databazou bol pouzity Gaborov filter s po¢tom krokov
nula a s posunom v kazdom kroku o 30 stupnov. Zlozenie databazy je 15000 zdravych
vzoriek, 15000 s dyshidrézou, 15000 s bradavicami, 150 s psoridziou. Tento pocet je
nizky, kvoli pouzitiu iba redlnych odtlackov. 15000 vzoriek s ekzémom, 15000 vzoriek
s réznym tlakom a 15000 s vlhkostou.

o databdza A6 obsahuje syntetické odtlacky z SFinGe, ¢iastoéne NIST_DB4 [71] a re-
alne odtlacky prstov. Nad touto Databazou bol pouzity Gaborov filter s po¢tom kro-
kov Sest a s posunom v kazdom kroku o 30 stupnov. Zlozenie databazy je 15000
zdravych vzoriek, 15000 s dyshidrézou, 15000 s bradavicami, 150 s psoridziou. Tento
pocet je nizky, kvoli pouzitiu iba redlnych odtlackov. 15000 vzoriek s ekzémom, 15000
vzoriek s roznym tlakom a 15000 s vlhkostou.

Dalej pokial nebude uvedené inak, tak testovacie databazy st definované nasledovne:
e databiza AB - testovacia databaza s 37 zdravymi odtlackami.

e databdza B - testovacia databaza s 10 zdravymi odtlackami, 10 odtlackov s chorobou
dyshidréza a 10 odtlackov s chorobou bradavice. Tieto odtlacky st zmesou synta-
tickych odtlackov, NIST_DB4 a redlne odtlacky prstov. Databdza je podmnozinou
databazy C, kvoli porovnaniu novej siete so siefou z bakalarskej prace.

e databdza C - testovacia databaza s 10 zdravymi odtlackami, 10 odtlackov s chorobou
dyshidréza a 10 odtlackov s chorobou bradavice. Dalej st to 3 odtlacky s chorobou
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psoriaza, 10 odtlackov s ekzémom, 10 odtlackov s poskodenim pri snimani tlakom. Po-
slednych 10 odtlackov prstov maji poskodenie pri snimani spésobené vlhkostou. Tieto
odtlacky st zmesou syntatickych odtlackov, NIST_DB4 a reilne odtlacky prstov.

6.1 Testovanie zmeny API Keras na PyTorch

Jednym z prvych testov, ktoré sa daju spravit pri zmeneni API Keras na Pytorch je test
velkosti modelu. Test sa zameriava kolko paméte je potrebné na ulozenie modelu, ktory
je natrénovany pomocou kniznice Keras a kolko paméte zaberd model nauc¢eny pomocou
PyTorch. Nasledujuci graf 6.1 ukazuje kolko paméte v megabajtoch je potrebné pre modely.
Na vodorovnej ¢asti grafu méame modely a na vertikalnej osi mame velkost v MB. Z grafu je
vidief, ze model natrénovany pomocou API Keras mé 48,6 MB. Model trénovany pomocou
PyTorch ma 19,6 MB. Model natrénovany pomocou PyTorch je po zaokrihleni na dve
desatinné miesta o 59,67 % mensi nez model trénovany pomocou kniznice Keras.

Velkost modelu v MB

API Keras model PyTorch model

Obrazok 6.1: Velkost modelov v MB.

Dalsi vSeobecny test, ktory sa d4 spravit je test rychlosti predikcie a klasifikdcie. Test
testuje rychlost predikcie a klasifikdcie na obidvoch databazach. Vysledky st zobrazené na
grafe 6.2. Zvisla cast na grafe oznacuje pocet minit stravenych na predikciu a klasifikaciu.
Horizontéalna cast grafu je ulozend do dvoch klastrov. Prvy kluster zobrazuje pocet strave-
nych minat pri predikei a klasifikacii pomocou modelu API keras. V tomto klastri je najprv
zobrazeny pocet minit pre predikciu zdravych odtlackov a potom zmiesanych. Druhy klas-
ter zobrazuje to isté, ale pre model trénovany pomocou PyTorch. Z grafu je vidiet, Ze cas

Cas potrebny pre predikciu a klasifikaciu
60

50
40

30

MINUTY

20

10
0
API Keras PyTorch

W Zdravé odtlacky Zmiesané odtlacky

Obrazok 6.2: Cas straveny pri predkeii a klasifikdcii.
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straveny c¢istymi odtlackami je pri modelu s API keras 40 minut a pri Pytorch je to 15
minudt. Pri predikcii zdravych odtlackov prstov je vidiet, ze sa dokazalo pomocou modelu
PyTorch znizit cas predikce a klasifikacie o 62,5 %. Pri zmieSanych odtlackoch API Keras
stravil 55 minit predikciou a klasifikdciou a PyTorch model 28 mintt. Pri zmiesanych od-
tlackov je ¢asova tuspora predikcie a klasifikdcie znizend po zaokrihleni na dve desatinné
miesta o0 49,1 %.

6.2 Testovanie zmeny modelu

Pre ucely vylepsenia sa testovalo aj zmena modelu a to na tri moznosti. Prvym sktsanym
modelom bol Resnet50. Druhym bol testovany predtrénovany model Inceptionv3 a z triedy
zbytkovych sieti bol este navyse zobraty Resnet152. Tento test nebol ani prevedeny. Pri
trénovani doslo k zlyhaniu uciaceho procesu. vsetky tri modely st trénované na farebnych
obrazkoch. Problém nastal, ked sa zmenila prva konvolué¢na vrstva. Pre sSpecifické potreby
ako st odtiene sivej je zapotreby upravit cely kéd k predtrénovanym modelom. Tymto sa
straca vyhodnost pouzitia predtrénovaného modelu, ako bolo spominané v podkapitole 3.10.
Vyuzit predtrénovany model, kde by vSetky kanaly boli v odtieni sivej. To by znamenalo, Ze
obrazok by bol do siete poslany trikrat. Tento postup bol zamietnuty z logického hladiska.
Kopirovat do troch kanalov rovnaky obsah nie je dobré a nie je to pristup, ktory je pou-
zivany. 7 tohto dovodu, zostal model z bakalarskej prace pre trénovanie novych poskodeni
a rozsireny klasifikator.

6.3 Testovanie na urcenie poskodenia

Kapitola sa zameriava na testovanie urcenia typu choroby alebo poskodenia odtlackov prs-
tov. Pri tomto teste sa vychddza z implementacie testovania, ktoré je popisané v kapitole
5.7. Kapitola rozoberie v nasledujicich podkapitolach testovanie podla testovacej databézy
a trénovacej databazy. Prva podkapitola 6.3.1 rozoberie testovanie nad databazou AB a tré-
novacou databazou A. Druha podkapitola 6.3.2 sa bude zameriavat na testovaciu databazu
AB a nad trénovacou databdzou A6. Nasledujuca podkapitola 6.3.3 zhodnoti testovanie
nad testovacou databdzou C a trénovacou databdzou A. Stvrta podkapitola 6.3.4, popise
testovanie testovacej databazy C a trénovacej databazy A6. Predposledna podkapitola 6.3.5
rozoberie testovanie nad databazou B a trénovacou databazou A. Posledné podkapitola 6.3.6
popise testovanie nad databdzou B a trénovacou databazou A6.

6.3.1 Testovacia databaza AB a trénovacia databaza A

Pri testovani tejto sady databdz sa zistilo, ze falo$n4 pozitivita 100 % vy$la len v dvoch pri-
padoch poskodenia zo Siestich nad konvoluénymi sieftami leaky ReLu, ReLu a tanh. Tymito
poskodeniami st choroby dyshidréza a ekzém. Pri ostatnych typoch choréb a poskodeni
je falosna pozitivita nulova. Na nasledujicom obrazku 6.3 budu zobrazené odtlacky prstov
a konvoluéné neurénové siete, ktoré oznacili dyshidrézu a ekzém na zdravych odtlackoch
prstoch. Z obrazka 6.3 je vidief ¢ervenou farbou dyshidrézu. Cyan farbou je vidiet ochorenie
ekzém, ktoré siete oznacili nad ¢istymi odtlackami prstov.
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(a) Konvoluén4 siet s ak-
tivacnou funkciou leaky
ReLu.

(b) Konvolu¢na siet s ak- (c) Konvoluén4 siet s ak-
tiva¢nou funkciou ReLu. tiva¢nou funkciou tanh.

Obrazok 6.3: Priklad falosnej pozitivity nad zdravymi odtlackami prstov s trénovacou da-
tabazou A.

6.3.2 Testovacia databaza AB a trénovacia databiza A6

Testovanie nad databazou AB a trénovacou databazou A6 nie je tak tspesné ako pri prvom
teste. Konvoluéné neurénové siete s aktivacnou funkciou leaky ReLu a ReLu maju falosnt
pozitivitu 100 % u piatich zo Siestich skimanych tried poskodenia odtlacku prsta. Jedna
sa o dyshidrézu, bradavice, ekzém, tlak a vlhkost. U neurdénovej sieti s aktiva¢nou funkciou
tanh su to Styri triedy zo Siestich skimanych. Konkrétne sa jedna o dyshidrézu, bradavide,
ekzém a tlak. Na nasledujicom obrazku 6.4 budi zobrazené odtlacky prstov, na ktorych siet
oznacila falosne nejaki popisand chorobu. Pre pochopenie tohto obrazka je nutné poznat,
ktoré farby patria ktorej chorobe. Bradavice maji modri farbu, ekzém ma cyan farbu,
dyshidréza mé cervent, tlak mé zlta farbu a vlhkost ma purpurova farbu.
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(a) Konvoluén4 siet s ak-
tivacnou funkciou leaky
ReLu.

(¢) Konvoluéng siet s ak-

(b) Konvolu¢nd siet s ak- tivaénou funkciou tanh.

tiva¢nou funkciou ReLu.

Obrazok 6.4: Priklad falosnej pozitivity nad zdravymi odtlackami prstov s trénovacou da-
tabazou A6.
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6.3.3 Testovacia databaza C a trénovacia databaza A

Kapitola sa bude zaoberat vysledkami nad testovacou databazou C trénovacou databazou
A. Vysledky budu popisané v grafoch pre jednotlivé ochorenia, aby bolo na grafe vidiet ako
sa dar{ jednotlivym konvoluénym neurénovym sietam.

Prvym ochorenim je dyshidréza. Na nasledujicom obrazku 6.5 je zobrazeny graf, ktory
popisuje ako sa dari uré¢it spravna trieda, nespravna trieda a falosné pozitivita. Z tohto grafu
je vidiet, Ze najlepsie sa darilo sieti s aktiva¢nou funkciou tanh. Tato siet urcila spravne
56,33 %. Nésleduje za 1iou siet s leaky ReLu. Oznacila spravnu triedu v 43,46 % pripadoch.
Najhorsie sa darilo sieti s ReLu. Tato siet oznacila spravnu triedu v 43,17 % pripadoch. Pri
oznaceni nespravnej triedy sa najlepsie darilo sieti s tanh funkciou. Téato sief oznacila 39,45
% nespravnej triedy. Siet s aktiva¢nou funkciou leaky ReLwu oznacila 42,7 % nespravnej
triedy. Siet s ReLu funkciou oznadila nesprdavnu triedu v 41,09 % pripadoch. Najmenej
falosnej pozitivity méa siet s tanh funkciou. Oznacila len 4,22 %. Nasleduje siet s leaky
ReLu, ktord oznadila falo$nd pozitivitu u 13,84 % pripadov. Poslednd bola siet s ReLu
funkciou. T4to siet falo$ne pozitivne oznacila 15,74 % pripadov.

Test spravneho uréenia pre dyshidrézu nad testovacou databazou C
s trénovacou databazou A

100,00%
90,00%
80,00%
70,00%

60.00% 56,33%
50,00% 43,46% 43,17% 42,70% 41,09% 39,45%
40,00%
30,00% .
20,00% 13,84% 1574%
0,00%

spravna trieda nespravna trieda falo$na pozitivita

M leaky ReLu B Relu mtanh

Obrazok 6.5: Test spravneho urcéenia pre dyshidrézu nad testovacou databazou C a tréno-
vacou A.

Druhou chorobou je ekzém. Vysledky st zobrazené formou grafu na obrizku 6.6. Z tohto
grafu vyplyva, ze spravnu triedu najlepsie urcila siet s ReLu funkciou. Oznacila spravnu
triedu v 3,24 % pripadoch. Za nou je siet s leaky ReLu funkciou. Tato siet oznacila spravnu
triedu v 2,58 %. Najhorsie sa darilo sieti s funkciou tanh. Této sief oznacila spravne triedu
v 2,22 % pripadoch. Pri nespravnej triede sa najlepSie darilo sieti s funkciou ReLu. Siet
nespravnu triedu uréila v 68,16 %. Siet s funkciou tanh oznacila nespravnu triedu 69,65 %.
Najhorsia bola siet s leaky ReLu. Tato siet oznacila 69,78 % nespravnej triedy. Najmenej
oznacenu falosnu pozitivitu m4 siet s leaky ReLu. Falosne pozitivnu triedu oznadila v 27,64 %
pripadoch. Druhd je siet s tanh. Tato siet faloSne pozitivnu triedu oznadila v 28,13 %.
Posledn4 je siet s ReLu funkciou. Falosnu pozitivitu klasifikovala v 28,6 %.
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Test spravneho urcenia pre ekzém nad testovacou databazou C
s trénovacou databazou A
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80,00% 69,78% g 16% 69,65%

70,00%

60,00%

50,00%

40,00%

, % 28,60% 28,13%
oo 27,64% 6 6
20,00%
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0,00% — S s—

spravna trieda nesprdvna trieda faloSna pozitivita

W leaky ReLu mRelu mtanh

Obrazok 6.6: Test spravneho urcenia pre ekzém nad testovacou databazou C a trénovacou
A.

Dalsou sledovanou chorobou je psoridza. Této choroba mé vo vietkych pripadoch 0 %.
Znamend to, ze pri tak nizkych poc¢toch odtlackov prstov, sief nebola schopné vdbec roz-
poznat spravnu triedu. Dobré je, ze ked odtlacok prsta nebude obsahovat psoridzu tak ju
vobec neoznadi ako falosne pozitivnu, alebo nespravnu triedu.

Bradavica je posledné sledované ochorenie. Aj u tohto ochorenia bude zobrazeny graf
na obrazku 6.7. Pri uréeni spravnej triedy sa najlepsie darilo sieti s tanh. Tato sief oznacila
spravnu triedu v 22,73 % pripadoch. Nésleduje siet s ReLu . Tato siet oznacila spravnu
triedu v 7,32 %. Poslednéa je siet s funkciou leaky ReLu. Oznacdenie spravnej triedy tvori
5,98 %. Pri nespravnej triede sa najlepsie darilo sieti s tanh. T4to sief nespravnu triedu
uréila v 72,37 %. Za tou nasleduje siet s ReLu. Tato siet nesprdvnu triedu klasifikovala
v 85,58 %. Posledn4 je siet s leaky ReLu. Klasifikovala nespravnu triedu v 88,89 %. U sieti
s tanh funkciou bola falo$nd pozitivita 4,9 %. Falo$nd pozitivita u sieti s leaky ReLu je
5,13 %. A siet s ReLu klasifikovala falo$ni pozitivitu u 7,1 % pripadov.

Test spravneho urcenia pre bradavicu nad testovacou databazou C
s trénovacou databazou A
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m leaky ReLu mRelu mtanh

Obrazok 6.7: Test spravneho urcenia pre bradavicu nad testovacou databazou C a trénova-
cou A.
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Prvym poskodenim pri snimani, ktorym sa test zaobera je vlhkost. Rovnako ako u cho-
rob, tak aj pri poskodeniach budu vysledky zobrazené na obrazku s grafom. Tento graf je
zobrazeny na obrazku 6.8. Z grafu vyplyva, Ze sa najlepsie darilo sieti s ReLu urcif spravnu
triedu. U tejto sieti to bolo 47,75 %. Nasleduje za 1iou siet s leaky ReLu. Tato siet spravnu
triedu klasifikovala v 45,59 % pripadoch. Najhorsie sa darilo sieti s tanh funkciou. Tato
siet klasifikovala 39,32 % spravnej triedy. Nespravnu triedu klasifikovala siet s leaky ReLu
v 29,21 % pripadoch. 42,14 % nespravnej triedy klasifikovala siet s ReLu. Siet s tanh ozna-
¢ila nespravnu triedu v 27,36 % pripadoch. U falosnej pozitivity sa najlepSie darilo sieti
s ReLu. Tato siet oznacila iba 10,11 % falosne pozitivnu triedu. U sieti s leaky ReLu to je
25,2 %. Siet s tanh oznadila falo$ne pozitivne 33,32 %.

Test spravneho urcenia pre vlhkost nad testovacou databazou C
s trénovacou databdzou A
100,00%
90,00%
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70,00%

0,
60,00% 47,75%
50,00%  45,59% 42,14%
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spravna trieda nesprdvna trieda faloSna pozitivita

33,32%
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10,11%

M leaky ReLu ®Relu mtanh

Obrazok 6.8: Test spravneho urcenia pre vlhkost nad testovacou databazou C a trénovacou
databazou A.

Poslednym skiimanym poskodenim pri snimani je tlak. Vysledky s testovania st zobra-
zené na obrazku 6.9 vo forme grafu. Z tohto obrazka vyplyva, Ze najlepsie spravnu triedu
uréila siet s ReLu. U tejto sieti to je 45,38 %. Siet s leaky ReLu klasifikovala spravnu triedu
v 42,74 % pripadoch. Klasifikovanie spravnej triedy u sieti s tanh je 37,82 %. Najmene]j

Test spravneho urcenia pre tlak nad testovacou databazou C
s trénovacou databazou A
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41,94% 40,59%

m leaky ReLu mRelu mtanh

Obrazok 6.9: Test spravneho urcenia pre tlak nad testovacou databazou C a trénovacou A.
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oznacenej nespravnej triedy mé sieft s ReLu. U tejto sieti to ¢ini 40,59 %. Druhd je siet
s leaky ReLu. U tejto sieti to je 41,94 %. Posledn4 je siet s tanh. Nespravna trieda je klasi-
fikovana v 55,37 % pripadoch. U falosnej pozitivite sa najlepsie darilo sieti s tanh. U tejto
sieti to ¢ini 6,81 %. Za 1iou je siet s ReLu. Tato siet klasifikovala falo$ni pozitivitu u 14,03 %
pripadov. Najhorsie je na tom siet s leaky ReLu. U tejto sieti to ¢inf 15,32 %.

6.3.4 Testovacia databaza C a trénovacia databaza A6

Testovanie bude popisané pre kazdé ochorenia poskodenie pri snimani zvIast, aby bolo
mozné popisat ako sa darilo alebo nedarilo jednotlivym siefam. Testovanie prebiehalo nad
testovacou databazou C a trénovacou databiazou AG.

Prvé ochorenie, ktoré sa skiima v teste je dyshidréza. Vysledky z testovania st zobra-
zené na grafe v obrazku 6.10. Z grafu je vidiet, ze sief s aktiva¢nou funkciou leaky ReLu
uréila spravnu triedu v 0,41 % pripadoch. Spravna trieda u sieti s ReLu je 0,88 %. U sieti
s tanh sa nepodarilo vObec urcit spravne triedu. Najmenej nespravnej triedy klasifikovala
siet s tanh, konkrétne 51,1 %. Za nou nasleduje siet s aktiva¢nou funkciou ReLu, ktord
klasifikovala 60,45 % nespravnej triedy. Najhorsie sa viedlo sieti s leaky ReLu. U tejto sieti
nespravna, trieda bola v 62,23 % pripadoch. Posledny udaj, ktory je vidiet z grafu, tak je
faloSné pozitivita. T4 je najmensia u sieti s leaky ReLu. Konkrétne to je 37,36 %. Druh4 je
siet s ReLu. Této siet oznadila falo$nou pozitivitou u 38,67 % pripadov. Najhorsie dopadla
siet s tanh. Klasifikovala 48,9 % ako falosne pozitivne.

Test spravneho uréenia pre dyshidrézu nad testovacou databdzou C
s trénovacou databazou A6
100,00%
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Obrazok 6.10: Test spravneho urcenia pre dyshidrézu nad testovacou databazou C a tréno-
vacou AG.

Druhé sledované ochorenie je ekzém. Vysledky si zobrazené formou grafu na ob-
razku 6.11 Z tohto grafu vyplyva, Ze spravnu triedu najlepsie urcila siet s tanh funkciou.
Siet klasifikovala spravnu triedu v 2,89 % pripadoch. Za 1ou nésleduje siet s ReLu fun-
kciou. Siet klasifikovala spravne 1,84 %. Najhorsie sa darilo sieti s funkciou leaky ReLu.
Tato siet oznacila spravne triedu v 1,83 % pripadoch. Pri nespravnej triede sa najlepsie
dari sieti s funkciou ReLu. Siet nespravnu triedu uréila v 27,27 %. Siet s funkciou leaky
ReLu oznadila nespravnu triedu 27,51 %. Najhorsia bola siet s tanh. Tato siet oznacila
48,32 % nespravnej triedy. Najmenej oznacenu faloSni pozitivitu méa siet s tanh. Falo$ne
pozitivnu triedu oznacila v 48,79 % pripadoch. Druh4 je siet s leaky ReLu. Tato siet falosne
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pozitivnu triedu oznacila v 70,66 %. Poslednd je sief s ReLu funkciou. Falogni pozitivitu
klasifikovala v 70,89 %.

Test spravneho uréenia pre ekzém nad testovacou databazou C
s trénovacou databazou A6
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Obrazok 6.11: Test spravneho urcenia pre ekzém nad testovacou databazou C a trénovacou
A6.

Dalsou sledovanou chorobou je bradavica. Vysledky testovania st zobrazené rovnako
ako u predoslych ochoreni na grafe v obrazku 6.12. Pri urceni spravnej triedy sa najlepsie
darilo sieti s ReLu. Spravnu triedu siet oznacila v 5,04 %. Druh4 bola siet s leaky ReLu.
Tato siet oznacila spradvnu triedu v 3,68 %. Posledni je sief s funkciou tanh. Oznacenie
spravnej triedy tvori 2,33 %. Pri nesprdvnej triede sa najlepsie darilo sieti s ReLu. Tato
siet nesprdvnu triedu urcila v 48,5 %. Za nou nésleduje siet s tanh. T4to sief nespravnu
triedu klasifikovala v 48,77 %. Posledn4 je siet s leaky ReLu. Klasifikovala nespravnu triedu
v 49,71 %. U sieti s tanh funkciou bola falo$nd pozitivita 48,9 %. Falosn4 pozitivita u sieti
s leaky ReLu je 46,61 %. A siet s ReLu klasifikovala falosnt pozitivitu u 46,46 % pripadov.

Test spravneho uréenia pre bradavicu nad testovacou databazou C
s trénovacou databazou A6
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Obrazok 6.12: Test spravneho urcenia pre bradavicu nad testovacou databazou C a tréno-
vacou AG.

Poslednou sledovanou chorobou je psoriaza. Tato choroba méa vo vsetkych pripadoch
0 %. Znamen4 to, Ze pri tak nizkych poctoch odtlackov prstov, siet nebola schopnd vobec
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rozpoznat spravnu triedu. Dobré je, ze ked odtlacok prsta nebude obsahovat psoridzu, tak
ju vObec neoznaci ako falosne pozitivnu, alebo nespravnu triedu. Prvym poskodenim pri
snimani, ktorym sa test zaober4 je vlhkost. Podobne ako u chorob, tak aj pri poskodeniach
budu vysledky zobrazené na grafe v obrazku 6.13. Z grafu je mozné vidiet, Ze spravnu triedu
sa najleps$ie podarilo klasifikovat sieti s leaky ReLu. Konkrétne 28,71 % tuspesne klasifikovala
ako spravnu triedu. Druhd je sief s ReLu. U tejto sieti to bolo 27,15 %. NajhorSie sa
darilo sieti s tanh. Siet klasifikovala spravnu triedu v 20,5 % pripadoch. Nespravnu triedu
klasifikovala siet s tanh v 79,5 % pripadoch. 30,29 % nespravnej triedy klasifikovala siet
s leaky ReLu. Siet s ReLu oznacila nespravnu triedu v 29,3 % pripadoch. U falo$nej pozitivity
sa najlep$ie darilo sieti s tanh. Tato siet oznacila 0 % falosne pozitivnu triedu. U sieti s leaky
ReLu to je 41 %. Siet s ReLu oznacila falosne pozitivne 43,55 %.

Test spravneho uréenia pre vlhkost nad testovacou databazou C
s trénovacou databazou A6
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Obrazok 6.13: Test spravneho urcenia pre vlhkost nad testovacou databazou C a trénovacou
A6.

Poslednym skiimanym poskodenim pri snimani je tlak. Vysledky s testovania st zobra-
zené na obrazku 6.14 vo forme grafu. Z tohto grafu vyplyva, Ze najlepsie spravnu triedu
urcila siet s tanh. U tejto sieti to je 19,32 %. Siet s leaky ReLu klasifikovala sprdvnu triedu
v 11,53 % pripadoch. Klasifikovanie spravnej triedy u sieti s ReLu je 9,72 %. Najmenej ozna-
¢enej nespravnej triedy ma4 siet s tanh. U tejto sieti to ¢ini 26,51 %. Druh4 je siet s leaky
ReLu. U tejto sieti to je 29,45 %. Posledn4 je siet s ReLu. Nespravna trieda je klasifikovand
v 30,18 % pripadoch. U falo$nej pozitivite sa najlepsie darilo sieti s tanh. U tejto sieti to
¢ini 54,17 %. Za 1iou je siet s leaky ReLu. Tato siet klasifikovala falosnu pozitivitu v 59,02 %
pripadoch. NajhorSie je na tom siet s ReLu. U tejto sieti to ¢ini 60,1 %.
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Test spravneho urcenia pre tlak nad testovacou databazou C

s trénovacou databazou A6
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Obrazok 6.14: Test spravneho urcenia pre tlak nad testovacou databdzou C a trénovacou
A6.

6.3.5 Testovacia databaza B a trénovacia databaza A

Tato podkapitola sa bude zaoberat testovanim nad testovacou databazou AB a trénovacou
databazou A. Toto testovanie je potrebné pre porovnanie novej siete so sietou z bakalar-
skej prace. Podobne ako v predchadzajicich podkapitolach budu rozobraté choroby a to
dyshidréza a bradavica. Tieto choroby vie rozoznat siet z bakalarskej siete.

Prvé vysledky z testovania budd popisané pre chorobu dyshidrézu. Tie st zobrazené na
grafe v obrazku 6.15. Siet s leaky relu klasifikovala spravnu triedu v 80,31 % pripadoch.
V 77,87 % klasifikovala siet s relu ako spravnu triedu. U sieti s tanh sprdavna trieda cinila
95,66 %. Nespravna trieda bola najmenej uréena u sieti s tanh. U tejto sieti to bolo 0,27 %.
Nasleduje za nou siet s relu, ktord nespravnu triedu oznacila v 1,04 % pripadoch. Posledna
je siet s leaky relu. U tejto sieti to ¢inilo 1,3 %. FaloSnd pozitivita u sieti s leaky relu ¢inila
18,39 %. Siet s relu aktivacnou funkciou oznadila u 21,09 % pripadov falo$nd pozitivitu.
4,07 % klasifikovala siet s tanh faloSni pozitivitu.

Test spravneho urcenia pre dyshidrézu nad testovacou databazou B
s trénovacou databazou A
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Obrazok 6.15: Test spravneho urcenia pre dyshidrézu nad testovacou databazou B a tréno-
vacou A.
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Druhou chorobou je bradavica. Vysledky st zobrazené na obrazku 6.16. Na obrazku je
vidiet graf, z ktorého sa daju vycitat nasledujice informacie. Klasifikovanie spravnej triedy
u sieti s relu ¢inilo 34,78 %. U sieti s leaky relu to bolo 31,11 %. Siet s tanh klasifikovala
spravnu triedu v 83,33 % pripadoch. Siet s aktiva¢nou funkciou leaky relu klasifikovala
nespravnu triedu u 62,22 % pripadov. Siet s relu oznacila nespravnu triedu v 53,26 % pri-
padoch. Siet s tanh klasifikovala nespravnu triedu v 16,67 % pripadoch. Najmenej falosSnej
pozitivity mala siet s tanh. Tato siet faloSne pozitivne klasifikovala bradavicu v 0 % pripa-
doch. Nésleduje siet s leaky relu. Tato siet oznacila falo$nou pozitivitou 6,67 % pripadov.
Najhorsia bola siet s relu. Tato siet klasifikovala bradavicu v 11,96 % pripadoch oznadila
ako falosne pozitivnu triedu.

Test spravneho uréenia pre bradavicu nad testovacou databazou B
s trénovacou databazou A
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Obrazok 6.16: Test spravneho urcenia pre bradavicu nad testovacou databazou B a tréno-
vacou A.

6.3.6 Testovacia databaza B a trénovacia databaza A6

Test spravneho uréenia pre dyshidrézu nad testovacou databazou B
s trénovacou databazou A6
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Obrazok 6.17: Test spravneho urcéenia pre dyshidrézu nad testovacou databazou B a tréno-

vacou AG.
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Podobne ako predchadzajica podkapitola, tak aj tato sa bude zaoberat iba chorobou
dyshidréza a bradavica. Prvé buda vysledky pre ochorenie dyshidrézu v grafe na ob-
razku 6.17. Siet s leaky ReLu klasifikovala spravnu triedu v 4,44 % pripadoch. 14,15 %
klasifikovala siet s ReLu ako spravnu triedu. U sieti s tanh spravna trieda ¢inila 0 %. Ne-
spravna trieda bola najmenej ur¢ena u sieti s ReLu. U tejto sieti to bolo 0 %. Nésleduje za
nou siet s tanh, ktord nespravnu triedu oznacila v 0 % pripadoch. Poslednad je siet s leaky
ReLu. U tejto sieti to ¢inilo 10,07 %. Falo$nd pozitivita u sieti s leaky ReLu ¢inila 85,49 %.
Siet s ReLu aktiva¢nou funkciou oznacila u 85,85 % pripadov falosnt pozitivitu. 100 %
klasifikovala siet s tanh falo$nt pozitivitu.u dyshidrozy.

Druhou chorobou je bradavica. Vysledky si zobrazené na obrazku 6.18. Na obrazku je

Test spravneho uréenia pre bradavicu nad testovacou databazou B
s trénovacou databazou A6
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Obrazok 6.18: Test spravneho urcenia pre bradavicu nad testovacou databazou B a tréno-
vacou AG.

vidiet graf, z ktorého sa daju vycitat nasledujice informécie. Klasifikovanie spravnej triedy
u sieti s ReLu ¢inilo 0 %. U sieti s leaky ReLu to bolo 10,23 %. Siet s tanh klasifikovala
spravnu triedu v 8,24 % pripadoch. Siet s aktiva¢nou funkciou leaky ReLu Kklasifikovala
nespravnu triedu u 33,98 % pripadov. Siet s ReLu oznadila nespravnu triedu v 54,98 %
pripadoch. Siet s tanh klasifikovala nespravnu triedu v 20,82 % pripadoch. Najmenej faloSnej
pozitivity mala siet s ReLu. Tato siet faloSne pozitivne klasifikovala bradavicu v 45,02 %
pripadoch. Nésleduje siet s leaky ReLu. Téato siet oznadila falo$nou pozitivitou 55,79 %
pripadov. Najhorsia bola siet s tanh. Tato siet klasifikovala bradavicu v 70,94 % pripadoch.

6.4 Testovanie na urcenie plochy

Kapitola sa zameriava na testovanie s akou tuspesnostou sa podarilo oznacif spravne plo-
chu choroby alebo poskodenia nad danymi odtlackami prstov. Pri tomto teste sa vychadza
z implementacie testovania, ktoré je popisané v kapitole 5.7. Kapitola rozoberie v nasledu-
jucich siestich podkapitolach testovanie podla testovacej databazy a trénovacej databéazy.
Prva podkapitola 6.4.1 rozoberie testovanie nad databidzou AB a trénovacou databdzou A.
Druha podkapitola 6.4.2 sa bude zameriavat na testovaciu databizu AB a nad trénovacou
databazou A6. Nasledujuca podkapitola 6.4.3 zhodnot{ testovanie nad testovacou databa-
zou C a trénovacou databdzou A. Stvrtd podkapitola 6.4.4, popiSe testovanie testovacej
databazy C a trénovacej databazy A6. Predposledna podkapitola 6.4.5 rozoberie testovanie
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nad databazou B a trénovacou databazou A. Poslednd podkapitola 6.4.6 popiSe testovanie
nad databazou B a trénovacou databazou AG6.

6.4.1 Testovacia databaza AB a trénovacia databaza A

Podkapitola sa zameriava na vysledky testovania plochy nad testovacou databazou AB
a trénovacou databazou A. Podkapitola rozoberie urcenie plochy z pohladu chérob, aby
sa dalo porovnavat medzi jednotlivymi konvoluénymi siefami a ich aktiva¢nymi funkciami.
Kapitola bude rozoberat iba ochorenie dyshidrézu a ekzém. Ostatné ochorenia a poskodenia
sa nad skiimanou databazou zachovali spravne a neoznacili ziadnu plochu.

Vysledky pre ochorenie dyshidrézu je vidiet na tabulke 6.1. Z tejto tabulky je zrejmé, ze
najmenej plochy oznacenej mimo anotacie, ma konvolu¢na siet s aktivacnou funkciou tanh.
Tato siet oznacila iba 3,24 % z celkovej zdravej plochy odtlackov prstov. Za nou nasleduje
siet s aktivacnou funkciou ReLu, ktord oznacila 14,59 % plochy. Najhorsie dopadla siet
s aktivacnou funkciou leaky ReLu. Tato siet oznacila az 19,01 % z celkovej plochy zdravych
odtlackov prstov.

Leaky ReLu | ReLu Tanh
Podiel oznacenej plochy mimo anotacii 19,01 % 14,59 % | 3,24 %

Tabulka 6.1: Test plochy pre ochorenie dyshidrézu, testovacia databaza AB, siet trénovana
s databazou A.

Rovnako st zobrazené vysledky pre ochorenie ekzém. Tieto vysledky st zobrazené v ta-
bulke 6.2. Z tejto tabulky je vidiet, Ze pre ochorenie ekzém, opéat zvitazila siet s aktivacnou
funkciou tanh. Pri chorobe ekzém podiel oznac¢enej plochy mimo anotacii ¢inil len 2,16 %.
Siet s aktivacnou funkciou ReLu oznadila len o 0,35 % plochy viac ako siet s aktivac¢nou
funkciou tanh. Siet s leaky ReLu oznacila oproti sieti s tanh o 0,6 % plochy viac.

Leaky ReLu | ReLu Tanh
Podiel oznacenej plochy mimo anotécii 2,76 % 251 % | 2,16 %

Tabulka 6.2: Test plochy pre ochorenie ekzém, testovacia databaza AB, sief trénovana
s databazou A.

6.4.2 Testovacia databaza AB a trénovacia databiza A6

Podobne ako podkapitola 6.4.1 aj tato podkapitola bude rozdelend na popis vysledkov
testovania rozdelenych nad jednotlivymi chorobami. V popise bude chybat psoriaza, pretoze
sa siete zachovali spravne.

Prvy vysledok je pre ochorenie dyshidrézu a je zobrazena v tabulke 6.3. Z tejto ta-
bulky je vidiet, ze najlepsie si viedla siet s aktivacnou funkciou tanh. Tato siet oznacila iba
6,67 % plochy. Druhé miesto obsadila siet s aktiva¢nou funkciou leaky ReLu, ktord oznadila
12,31 %. Poslednd bola siet s funkciou ReLu. Tato siet oznacila dyshidrézu na celkovej
ploche zdravych odtlackov prstov 15,67 %.

Druhou pozorovanou chorobou je bradavica. Vysledky z nej st zobrazené v tabulke 6.4.
7 tabulky je vidiet, ze opaf sa najlepsie dari sieti s aktiva¢nou funkciou tanh. Tato siet
oznacila 24,06 % plochy. Za 1ou nasleduje siet s funkciou leaky ReLu, ktora oznacila 34,68 %
plochy. Posledn4 je opat siet s funkciou ReLu. Tato siet oznadila 35,27 % plochy.
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Leaky ReLu | ReLu Tanh
Podiel oznacenej plochy mimo anotacii 12,31 % 15,67 % | 6,67 %

Tabulka 6.3: Test plochy pre ochorenie dyshidrozu, testovacia databdza AB, sief trénovana
s databazou A6.

Leaky ReLu | ReLu Tanh
Podiel oznacenej plochy mimo anotécii 34,68 % 35,27 % | 24,06 %

Tabulka 6.4: Test plochy pre ochorenie bradavice, testovacia databaza AB, sief trénovana
s databazou A6.

Dalsou pozorovanou chorobou je ekzém. Vysledky z tohto testu st zobrazené v ta-
bulke 6.5. Z tabulky je vidiet, Ze opéaf sa najlepsie darilo sieti s aktivacnou funkciou tanh.
Tato siet oznacila 41,61 % plochy. Za 1iou ndsleduje sief s funkciou ReLu, ktord oznadila
50,39 % plochy. Posledn4 je siet s funkciou leaky ReLu. Tato siet oznacila 51,79 % plochy.

Leaky ReLu | ReLu Tanh
Podiel oznacenej plochy mimo anotécii 51,79 % 50,39 % | 41,61 %

Tabulka 6.5: Test plochy pre ochorenie ekzém, testovacia databaza AB, sief trénovana
s databazou A6.

Predposledny test je pre poskodenie pri snimani, konkrétne tlak. Vysledky pre posko-
denie je zobrazené v tabulke 6.6. Z tabulky vyplyva, Ze najlepsie sa darilo sieti s leaky ReLu
aktivacnou funkciou. Tato sief oznacila 6,37 %. Za nou sa nachddza sief s ReLu aktivacnou
funkciou a oznacenou plochou 6,49 %. Najhorsie sa darilo sieti s aktiva¢nou funkciou tanh
je to prvy test, v ktorom nie je najlepsia. Tato siet oznacila az 34,82 % plochy.

Leaky ReLu | ReLu Tanh
Podiel oznacdenej plochy mimo anotdcii 6,37 % 6,49 % | 34,82 %

Tabulka 6.6: Test plochy pre poskodenie pri snimani tlakom, testovacia databaza AB, siet
trénovand s databazou A6.

Posledny test sa zameriava na poskodenie pri snimani sposobené vlhkostou. Tento
test je zobrazeny v tabulke 6.6. Z tabulky je vidiet, Ze sief s aktiva¢nou funkciou tanh sa
zachovala spravne a teda m4 oznacené 0 %. Za touto sietou nasleduje siet s funkciou ReLu
s 2,84 % oznacenej plochy. Posledné siet bola s funkciou leaky ReLu. Tato siet oznacila az
21,28 %.

Leaky ReLu | ReLu | Tanh
Podiel oznacenej plochy mimo anotacii 21,28 % 284 % | 0%

Tabulka 6.7: Test plochy pre poskodenie pri snimani vlhkosfou, testovacia databaza AB,
sief trénovana s databazou A6.
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6.4.3 Testovacia databaza C a trénovacia databaza A

Podkapitola sa bude zameriavat na testovanie plochy nad testovacou databazou C a tréno-
vacou databazou A. Vysledky budi zndzornené pomocou grafu. Pri pouziti grafu je vhodné
si popisat, ¢o je na grafe mozné vidiet. Graf sa sklada zo Styroch klastrov, ktoré popisuju
spravne urcenu plochu, nespravne urcent plochu, neoznacenii plochu a oznacent plochu
mimo anotacie. V kazdom klastri sa vidiet, siete s troma réznymi aktivacnymi funkciami.
Podkapitola bude popisovat jednotlivé vysledky pre dané choroby a poskodenia pri snimani
samostatne.

Prvé skiimané ochorenie je dyshidréza. Pre kopec tdajov v grafe, bude popisana naj-
lepSia a najhorsia varianta. Test na plochu je znazorneny na grafe v obrazku 6.19. Z grafu
je vidiet, ze najlepsie sa darilo urcit plochu pre sief s aktiva¢nou funkciou ReLu. Tato siet
spravne klasifikovala plochu v 92,95 % pripadoch. NajhorsSie bola siet s tanh. U tejto sieti to
¢inilo u 77,28 % pripadov z celkovej plochy. Najmenej nespravnej plochy klasifikovala siet
s ReLu. Tato siet klasifikovala nespravnu plochu iba v 5,44 %. Najviac nespravnej oznacenej
plochy mala siet s tanh. Téato siet oznacila nespravne plochu v 20,10 % pripadoch plochy.
Najmenej neoznacenej plochy mala siet s leaky ReLu. Siet neoznadila 1,3 % plochy. Najviac
neoznacenej plochy mala siet s tanh. Siet neoznacila 2,62 % plochy, ktord je ochorenim
dyshidréza. Najmenej plochy oznacenej mimo anotacii klasifikovala siet s tanh. Tato siet
oznacila 30,54 % plochy mimo anotécie. Najviac to bolo u sieti s ReLu. Siet oznacila plochu
mimo anotdciu v 64,96 % plochy.

Test plochy pre dyshidrézu nad testovacou databdzou C
s trénovacou databazou A

100,00% 89,65% 92,95%
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70,00% 61,049 5496%
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40,00% 30,54%
0,
30,00% TO10%
20,00% 9,05%
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10,00% .
: 1,30% 1,61% 2,62% -
0,00% - || -

Spravne oznacena Zle oznacend plocha Bez oznacenia oblasti  Podiel oznacenej plochy
plocha mimo anotécie

M leaky Relu mRelLu mtanh

Obrazok 6.19: Test plochy pre dyshidrézu nad testovacou databazou C a trénovacou data-
béazou A.

Dalsou skiimanou chorobou je ekzém. Podobne ako pri dyshidréze, tak aj tu budi
vysledky vo forme grafu, ktory je vidiet na obrazku 6.20. Z grafu je vidiet, ze najviac
spravne oznacenej plochy mé siet s ReLu. Sief spravne oznadila 5,05 % plochy. Najmenej
spravne oznacenej plochy m4d sief s tanh. Tato siet sprdvne oznacila iba 2,57 % plochy.
Najmenej zle oznacenej plochy ma sief s aktivacnou funkciou tanh. Tato siet zle oznacila
80,6 % plochy. Najviac zle oznacenej plochy m4 siet s ReLu. Zle oznacenej plochy ¢inilo
87,84 %. Najmenej neoznacenej plochy ma4 siet s ReLu. Neoznac¢end plocha ¢inila 7,11 %.
Najviac neoznacenej plochy mé siet s tanh. Tato siet neoznacila 16,83 % plochy. Posledny
udaj je podiel oznacenej plochy mimo anotacie. Najmenej tejto plochy m&a oznacend siet
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Test plochy pre ekzém nad testovacou databazou C
s trénovacou databazou A

100,00% 9
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Spravne oznacena Zle oznacena plocha Bez oznacenia oblasti  Podiel oznacenej plochy
plocha mimo anotacie

M leaky ReLu M Relu Mtanh

Obrazok 6.20: Test plochy pre ekzém nad testovacou databazou C a trénovacou databazou
A.

s tanh. Cinilo to 44,15 % plochy. Najviac oznacenej plochy mimo anotécie mé siet s ReLu.
Tato siet oznacila mimo anotacie 63,62 % plochy.

Predposlednou skiimanou chorobou je bradavica. Graf tohto vysledku je zobrazeny
na obrazku 6.21. Z grafu je vidief, ze najviac spravne oznacenej plochy ma siet s tanh.
Siet spravne oznacila 9,25 % plochy. Najmenej spravne oznacenej plochy m4 siet s leaky
ReLu. Tato siet spravne oznacila iba 3,85 % plochy. Najmenej zle oznacenej plochy m4 siet
s aktivacnou funkciou tanh. Tato siet zle oznacila 58,85 % plochy. Najviac zle oznacenej
plochy m4 siet s leaky ReLu. Zle oznacenej plochy ¢inilo 94,35 %. Najmenej neoznacenej
plochy m4 siet s ReLu. Neoznacen4 plocha ¢inila 0,7 %. Najviac neoznacenej plochy m4 siet
s tanh. Tato siet neoznadila 31,9% plochy. Posledny tdaj je podiel oznacenej plochy mimo
anotacie. Najmenej tejto plochy mé oznacena siet s tanh. Cinilo to 11,63 % plochy. Najviac
oznacenej plochy mimo anotécie mé siet s ReLu. Této sief oznacila mimo anotédcie 19,17 %
plochy.

Test plochy pre bradavicu nad testovacou databdzou C
s trénovacou databazou A
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Spravne oznacena Zle oznacena plocha Bez oznacenia oblasti  Podiel oznacenej plochy
plocha mimo anotacie

58,85%
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7,16% 9,25%

M leaky ReLu mRelu mtanh

Obrazok 6.21: Test plochy pre bradavicu nad testovacou databazou C a trénovacou data-
béazou A.

72



Posledna choroba je psoridaza. Tato choroba mé iba jednu kolonku nenulovi, a to je
neoznac¢nend plocha. Pri sieti s leaky ReLu to je 4,56 % plochy. Znamend to, Ze pri tejto
sieti bola zvyS$nd plocha oznacCend inymi chorobami. U sieti s ReLu to bolo 3,05 %. A pri
sieti s tanh to bolo 2,71 % plochy.

Prvé skimané poskodenie pri snimani je vlhkost. Vysledky z testovania si zobrazené
na grafe, ktory je zobrazeny na obrazku 6.22. Z grafu je vidiet, Ze najviac spravne oznace-
nej plochy m4 siet s leaky ReLu. Siet spravne oznacila 75,27 % plochy. Najmenej spravne
oznacenej plochy mé siet s tanh. T4ato siet spravne oznacila 10,51 % plochy. Najmenej zle
oznacenej plochy ma4 siet s aktivaénou funkciou tanh. Tato siet zle oznacila 3,62 % plochy.
Najviac zle oznacenej plochy mé siet s ReLu. Zle oznacenej plochy ¢inilo 17,41 %. Najme-
nej neoznacenej plochy mé siet s leaky ReLu. Neoznacend plocha ¢inila 2,73 %. Najviac
neoznacenej plochy mé siet s tanh. T4to siet neoznacila 10,87 % plochy. Posledny tudaj je
podiel oznacenej plochy mimo anotéicie. Najmenej tejto plochy ma oznacend sief s tanh. Po-
diel oznacenej plochy mimo anotécie bolo 32,21 % plochy. Najviac oznacenej plochy mimo
anotdcie mé siet s leaky ReLu. Téato siet oznacila plochu mimo anotacie 43,73 % plochy.

Test plochy pre vlhkost nad testovacou databazou C
s trénovacou databazou A
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Spravne oznacena Zle oznacend plocha Bez oznacenia oblasti  Podiel oznacenej plochy
plocha mimo anotécie

75,27%

M leaky ReLu M Relu mtanh
Obrazok 6.22: Test plochy pre vlhkost nad testovacou databazou C a trénovacou A.

Posledné skiimané poskodenie pri snimani je tlak. Vysledky st zobrazené v grafe na
obrazku 6.23. Z grafu je vidiet, ze najviac spravne oznacenej plochy ma siet s ReLu. Siet
spravne oznacila 65,46 % plochy. Najmenej spravne oznacenej plochy ma siet s tanh. Tato
siet spravne oznacila iba 49,85 % plochy. Najmenej zle oznacenej plochy m4 siet s aktivacnou
funkciou ReLu. T4to siet zle oznacdila 34,02 % plochy. Najviac zle oznacenej plochy ma4 siet
s tanh. Zle oznacenej plochy ¢inilo 46,47 %. Najmenej neoznacenej plochy m4 siet s leaky
ReLu. Neoznacend plocha ¢inila 0,26 %. Najviac neoznacenej plochy ma4 siet s tanh. Tato
siet neoznacila 3,68 % plochy. Posledny tdaj je podiel oznacenej plochy mimo anotécie.
Najmenej tejto plochy mé oznacens siet s tanh. Cinilo to 46,02 % plochy. Najviac neoznacnej
plochy m4 siet s leaky ReLu. Této siet oznacila plochu mimo anotdcie v 60,3 % plochy.
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Test plochy pre tlak nad testovacou databdzou C
s trénovacou databazou A
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Obrazok 6.23: Test plochy pre vlhkost nad testovacou databazou C a trénovacou databazou
A.

6.4.4 Testovacia databaza C a trénovacia databaza A6

Podkapitola sa bude zameriavat na testovanie plochy nad testovacou databazou C a tré-
novacou databazou A6. Vysledky budta podobné, ako v predchadzajicej podkapitole, zna-
zornené pomocou grafu. Podkapitola bude popisovat jednotlivé vysledky pre dané choroby
a poskodenia pri snimani samostatne. Pre kopec tdajov v grafe, bude popisana najlepsia
a najhorsia varianta.

Prvé skimané ochorenie je dyshidréza. Test na plochu je znizorneny na grafe v ob-
razku 6.24. Z grafu je vidiet, ze najlepsie sa darilo urcit plochu pre siet s aktiva¢nou funkciou
leaky ReLu. T4to siet spravne klasifikovala plochu v 4,83 % pripadoch. NajhorSie bola siet

Test plochy pre dyshidrézu nad testovacou databazou C
s trénovacou databazou A6
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M leaky ReLu mRelu mtanh

Obrazok 6.24: Test plochy pre dyshidrézu nad testovacou databazou C a trénovacou data-
bazou A6.

s tanh. U tejto sieti to ¢inilo 0 % pripadov z celkovej plochy. Najmenej nespravnej plochy
klasifikovala siet s leaky ReLu. Tato siet klasifikovala nespravnu plochu iba v 12 %. Najviac
nespravnej oznacenej plochy mala siet s tanh. T4to siet oznacila nespravne plochu v 20,30 %
pripadoch plochy. Najmenej neoznacenej plochy mala siet s leaky ReLu. Siet neoznacila 0 %
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plochy. Najviac neoznacenej plochy mala siet s tanh. Siet neoznacila 5 % plochy, ktora je
ochorenim dyshidréza. Najmenej plochy oznacenej mimo anotécii klasifikovala siet s tanh.
Tato siet oznacila 43,2 % plochy mimo anotécie. Najviac to bolo u sieti s leaky ReLu. Siet
oznacila plochu mimo anotdciu v 54,6 % plochy.

Dalsou skiimanou chorobou je ekzém. Vysledky budd vo forme grafu, ktory je vidiet
na obrazku 6.25. Z grafu je vidief, ze najviac spravne oznacenej plochy ma siet s tanh.
Siet spravne oznacila 12,8 % plochy. Najmenej spravne oznacenej plochy m4 siet s leaky

Test plochy pre ekzém nad testovacou databazou C
s trénovacou databdzou A6
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Obrazok 6.25: Test plochy pre ekzém nad testovacou databazou C a trénovacou databazou
A6.

ReLu. Tato siet sprdvne oznadila 5,21 % plochy. Najmenej zle oznacenej plochy m4 siet
s aktiva¢nou funkciou tanh. T4to siet zle oznacila 15,7 % plochy. Najviac zle oznacenej
plochy m4 siet s ReLu. Zle oznacenej plochy ¢inilo 21,3 %. Najmenej neoznacenej plochy
mé siet s leaky ReLu. Neoznacend plocha ¢inila 0 %. Najviac neoznacenej plochy m4 siet
s tanh. Tato sief neoznacila 0,15 % plochy. Posledny tdaj je podiel oznac¢enej plochy mimo
anotacie. Najmenej tejto plochy md oznacend siet s tanh. Konkrétne to bolo 49,43 % plochy.
Najviac oznacenej plochy ma4 siet s leaky ReLu. Tato sief oznacila mimo anotécie 65,39 %
plochy.

Predposlednou skiimanou chorobou je bradavica. Graf tohto vysledku je zobrazeny na
obrazku 6.26. Z grafu je vidiet, ze najviac spravne oznacenej plochy ma siet s ReLu. Siet

Test plochy pre bradavicu nad testovacou databazou C
s trénovacou databdzou A6
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Obrazok 6.26: Test plochy pre bradavicu nad testovacou databazou C a trénovacou data-
bazou A6.
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spravne oznacila 4,85 % plochy. Najmenej spravne oznacenej plochy mé siet s tanh. Tato
siet spravne oznacila 4,39 % plochy. Najmenej zle oznacenej plochy m4 siet s aktivacnou
funkciou ReLu. T4to siet zle oznadila 95,15 % plochy. Najviac zle oznacenej plochy ma4 siet
s tanh. Zle oznacenej plochy ¢inilo 95,6 %. Najmenej neoznacenej plochy m4 siet s leaky
ReLu. Neoznacend plocha ¢inila 0 %. Najviac neoznacenej plochy mé siet s tanh. Tato
siet neoznadila 0,01 % plochy. Posledny udaj je podiel oznacenej plochy mimo anotécie.
Najmenej tejto plochy mé oznacend siet s tanh. Cinilo to 72,69 % plochy. Najviac oznacenej
plochy mé siet s ReLu. Této sief oznacila mimo anotécie 74,06 % plochy.

Posledna choroba je psoriaza. Vsetky informécie méa nulové. Hovori to o tom, Ze siet
oznagdila zli chorobu na psoridze Prvé skiimané poskodenie pri snimani je vlhkost. Vysledky
z testovania si zobrazené na grafe, ktory je zobrazeny na obrazku 6.27 Z grafu je vidiet,
Ze najviac spravne oznacenej plochy mé siet s leaky ReLu. Siet spravne oznacila 27,78 %
plochy. Najmenej spravne oznacenej plochy ma siet s tanh. Tato siet spravne oznacila 19,9 %
plochy. Najmenej zle oznacenej plochy ma siet s aktivacnou funkciou ReLwu. Tato siet zle
oznacila3b,3 % plochy. Najviac zle oznacCenej plochy m4 siet s leaky ReLu. Zle oznalenej
plochy ¢inilo 52,22 %. Vsetky tri siete mali plochu bez oznacenia 0 %. Posledny tdaj je
podiel oznacenej plochy mimo anotacie. Najmenej tejto plochy mé oznacend siet s tanh.
Bolo to 0 % plochy. Najviac oznacnej plochy mimo anotdciu mé siet s ReLu. Tato siet
oznacila mimo anotdcie 59,2 % plochy.

Test plochy pre vlhkost nad testovacou databazou C
s trénovacou databdzou A6
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Obrazok 6.27: Test plochy pre vlhkost nad testovacou databazou C a trénovacou databazou
A6.

Posledné skiimané poskodenie pri snimani je tlak. Vysledky st zobrazené v grafe na
obrazku 6.28. Z grafu je vidiet, ze najviac spravne oznacenej plochy ma siet s ReLu. Siet
spravne oznadcila 81,8 % plochy. Najmenej spravne oznacenej plochy méa siet s tanh. Tato
siet spravne oznadila 76,25 % plochy. Najmenej zle oznacenej plochy m4 siet s aktivacnou
funkciou ReLu. Této siet zle oznadila 18,2 % plochy. Najviac zle oznacenej plochy ma
siet s tanh. Zle oznacenej plochy ¢inilo 23,75 %. Vsetky tri siete maji 0 % bez oznacenej
oblasti. Posledny 1idaj je podiel oznacenej plochy mimo anotacie. Najmenej tejto plochy ma
ozna¢end siet s ReLu. Cinilo to 75,79 % plochy. Najviac oznaénej plochy ma siet s tanh.
Tato siet oznacila mimo anotacie 79,42 % plochy.
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Test plochy pre tlak nad testovacou databazou C
s trénovacou databazou A6
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Obrazok 6.28: Test plochy pre tlak nad testovacou databazou C a trénovacou datab&azou
A6.

6.4.5 Testovacia databaza B a trénovacia databaza A

Podkapitola sa bude zameriavat na testovanie a vysledky nad testovacou databazou B
a trénovacou databiazou A. Pri tomto testovani budi pozorované ochorenia dyshidroéza
a bradavica. Podkapitola bude rozoberat iba tieto choroby z dévodu porovnania so siefou
z bakalarskej prace. Opét vysledky budi zobrazené v grafe pre jednotlivé choroby.

Prvou skimanou chorobou je dyshidréza. Vysledky sa vo forme grafu, ktory je vidiet
na obréazku 6.29. Z grafu je vidiet, Ze najviac spravne oznacenej plochy ma siet s ReLu. Siet
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Obrazok 6.29: Test plochy pre dyshidrézu nad testovacou databazou B a trénovacou data-
béazou A.

spravne oznacila 97,62 % plochy. Najmenej spravne oznacenej plochy ma4 sief s tanh. Tato
siet spravne oznadila 95,72 % plochy. Najmenej zle oznacenej plochy m4 siet s aktivacnou
funkciou ReLu. Této siet zle oznadila 0,69 % plochy. Najviac zle oznacenej plochy ma
siet s leaky ReLu. Zle oznacenej plochy ¢inilo 1,42 %. Najmenej neoznacenej plochy ma
siet s leaky ReLu. Neoznacens plocha ¢inila 1,4 %. Najviac neoznacenej plochy mé siet
s tanh. Tato sief neoznacila 3,24 % plochy. Posledny tdaj je podiel oznac¢enej plochy mimo
anoticie. Najmenej tejto plochy md oznacend siet s ReLu. Podiel plochy bol 8,41 % . Najviac
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oznacenej plochy mimo anotacie ma siet s leaky ReLu. Tato siet oznacila mimo anotacie
55,18 % plochy.

Poslednou chorobou je bradavica. Graf tohto vysledku je zobrazeny na obrazku 6.30.
Z grafu je vidiet, zZe najviac spravne oznacenej plochy ma siet s ReLu. Siet spravne oznacila

Test plochy pre bradavicu nad testovacou databdzou B

s trénovacou databdzou A
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Obrazok 6.30: Test plochy pre dyshidrézu nad testovacou databazou B a trénovacou data-
béazou A.

36,74 % plochy. Najmenej spravne oznacenej plochy m4 siet s leaky ReLu. Tato siet spravne
oznacila 19,78 % plochy. Najmenej zle oznacenej plochy m4 siet s aktivacnou funkciou tanh.
Tato siet zle oznacila 10 % plochy. Najviac zle oznacenej plochy ma siet s leaky ReLu. Zle
oznacenej plochy ¢inilo 70,98 %. Najmenej neoznacenej plochy m4 sief s ReLu. Neoznacend
plocha ¢inila 3,59 %. Najviac neoznacenej plochy m4 siet s tanh. T4ato siet neoznadila 69,77 %
plochy. Posledny tdaj je podiel oznacenej plochy mimo anotacie. Najmenej tejto plochy ma
oznacena siet s tanh. U tejto sieti to bolo 0 % plochy. Najviac oznacenej plochy mimo
anotdcie méa siet s ReLu. Téato sief oznacila mimo anotécie 37,52 % plochy.

6.4.6 Testovacia databaza B a trénovacia databaza A6

Podkapitola sa bude zameriavat na testovanie a vysledky nad testovacou databazou B
a trénovacou databiazou A. Pri tomto testovani budi pozorované ochorenia dyshidroéza
a bradavica. Prvou skimanou chorobou je dyshidréza. Vysledky si vo forme grafu, ktory
je vidiet na obrazku 6.31. Z grafu je vidiet, Ze najviac spravne oznacenej plochy ma siet
s ReLu. Siet spravne oznacila 23,5 % plochy. Najmenej spravne oznacenej plochy ma siet
s tanh. Tato siet spravne oznacila 0 % plochy. Najmenej zle oznacenej plochy mé siet
s aktivacnou funkciou ReLu. Této siet zle oznacila 0 % plochy. Najviac zle oznacenej plochy
ma siet s leaky ReLu. Zle oznacenej plochy ¢inilo 35,6 %. Najmenej neoznacenej plochy méa
siet s leaky ReLu. Neoznacend plocha ¢inila 0 %. Najviac neoznacenej plochy ma siet s tanh.
Tato siet neoznacila 3 % plochy. Posledny tidaj je podiel oznacenej plochy mimo anotécie.
Najmenej tejto plochy mé oznacend siet s leaky ReLu. Podiel plochy bol 62,2 % . Najviac
oznacenej plochy mimo anotdcie m4 siet s ltanh. T4to sief oznacila mimo anotéicie 77,32 %
plochy.
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Test plochy pre dyshidrézu nad testovacou databazou B
s trénovacou databazou A6
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Obrazok 6.31: Test plochy pre dyshidrézu nad testovacou databazou B a trénovacou data-
bazou A6.

Poslednou chorobou je bradavica. Graf tohto vysledku je zobrazeny na obrazku 6.32.
7 grafu je vidiet, ze najviac spravne oznacenej plochy ma siet s tanh. Sief spravne oznacila
13,65 % plochy. Najmenej spravne oznacenej plochy mé siet s ReLu. Téato sief spravne
oznadila 0 % plochy. Najmenej zle oznacenej plochy mé siet s aktivacnou funkciou tanh.
Tato siet zle oznacila 86,33 % plochy. Najviac zle oznacenej plochy mé siet s ReLu. Zle
oznacenej plochy ¢inilo 100 %. Najmenej neoznacenej plochy m4 siet s ReLu. Neoznacend
plocha ¢inila 0 %. Najviac neoznacenej plochy m4 siet s tanh. Tato siet neoznadila 0,02 %
plochy. Posledny tdaj je podiel oznacenej plochy mimo anotacie. Najmenej tejto plochy ma
oznacend siet s [ReLu. U tejto sieti to bolo 66,09 % plochy. Najviac oznacenej plochy mimo
anotdcie mé siet s tanh. Tato sief oznacila mimo anotécie 76,68 % plochy.

Test plochy pre bradavicu nad testovacou databazou B
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Obrazok 6.32: Test plochy pre bradavicu nad testovacou databdzou B a trénovacou data-
bazou A6.

6.5 Testovanie siete z bakalarskej prace

Podkapitola sa bude zaoberat testovanim siete z bakaldrskej prace [70]. Neurénova siet bude
testovand nad databazou AB a nad databazou B.
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6.5.1 Test spravneho urcenia

Prvym testom bolo otestovat ako sa sieti dari pri zdravych odtlackoch prstoch. Pri teste sa
zistila 100 % falo$nd pozitivita u dyshidrézy, ale u bradavic sa siet zachovala vyborne. Teda
je falo$nd pozitivita 0 %. Znamen4 to, Ze na zdravych odtlackoch sa aspon raz detekovala
dyshidréza. Nasledujuci obrazok 6.33 zobrazuje tri odtlacky prstov, ktoré boli ¢isté a siet
na nich oznacila dyshidrézu.

o

./A.

\
\
\

%
1}

Obrazok 6.33: Priklad falosnej pozitivity nad zdravymi odtlackami prstov ochorenia dys-
hidrézy.

Druhy test prebiehal nad databazou B. Vysledky tohto testovania je mozné vidief na
obrazku 6.34, na ktorom je graf ako sa darilo sieti spravne, nespravne alebo falosne pozitivne
oznac¢it chorobu. Z tohto grafu je vidiet, Ze spravne urCenie pre dyshidrézu je 94,7 %.
Nespravne sa podarilo uréit 5,17 %. Falosna pozitivita ¢inila 0,13 %. Bradavicu sa podarilo
spravne urcit v 0,24 % pripadoch. Nespravne sa podarilo urcit 0,19 %. U bradavic je vysoka
miera falo$nej pozitivity, ktord ¢inila az 99,57 %. Z tohto druhého testu na spravne urcenie
je zrejmé, ze sief velmi presne vie urcit dyshidrézu. No pri bradaviciach je to velmi velky
problém. Tam test spravneho urcenia neobsahuje ani 0,5 %. To znamend, Ze bradavicu nevie
spravne urcit, ked sa tam nachadza.

Test spravneho uréenia

100,00%

99,57%

90,00% 94,70%
80,00%
70,00%
60,00%
50,00%
40,00%
30,00%
20,00%
10,00% 5,17%
- 0,24% e 0,19% 0,13%

Spravna trieda Nespravna trieda Falo$nd pozitivita

W Dyshidréza [ Bradavica

Obrazok 6.34: Test spravneho urcenia siete z bakalarskej prace nad databazou B.
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6.5.2 Test plochy

Dalsf test je test plochy. Pri testovani siete nad databizou AB nas bude zaujimat iba
podiel oznacenej oblasti mimo anotacie. Toto je zobrazené v tabulke 6.8. U dyshidrozy to
je 57,79 %. Podiel oznacenej plochy mimo anotécie pre bradavicou je 0 %. Podobne ako
test spravneho urcéenia choroby, tak aj test plochy je pre bradavicu vyborny nad skiimanou
databazou AB.

Dyshidréza | Bradavice
Podiel oznacenej plochy mimo anotacie 57,79 % 0%

Tabulka 6.8: Test plochy, testovacia databaza AB, siet z bakalarskej prace.

Posledny test je test plochy nad databazou B. Rovnako ako u teste spravneho urcéenia
aj toto je zobrazené na grafe, ktory je vidiet na obrizku 6.35. Z tohto grafu je vidiet, ze
spravne urcit dyshidrézu sa podarilo v 78,48 % pripadoch. Zle oznac¢end plocha ¢inila v 9,38
% pripadoch. Bez oznacenia oblasti bolo 12,14 %. Tento tidaj hovori, kolko % plochy nebolo
oznacenej, aj ked sa tam choroba nachadzala. Posledny dolezity udaj je podiel oznacenej
plochy mimo anotdcie. Ten u dyshidrézy je 82,3 %. Z grafu je podobne vidiet, ako sa darilo
sieti s bradavicou. U bradavice sa podarilo spravne urcit 72,67 % plochy. Zle oznacené plocha
¢inila 15,75 %. Bez oznacenia oblasti bolo 12,14 %. Pre bradavice je podiel oznacenej plochy
mimo anotdcie 19,37 %.
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Obrazok 6.35: Test plochy siete z bakalarskej prace nad databazou B.

6.6 Zhodnotenie testovania

Podkapitola sa bude zaoberat vyhodnotenim sady vylepseni, ktoré boli prevedené. Prvym
vyhodnotenim je zmenenie API Keras na PyTorch. Tato zmena priniesla velki tsporu
ulozeného modelu na disku. Model usetri o 59,67 % priestoru na disku. Zmena priniesla aj
usporu pri samotnej predikcii a klasifikacii. Pri nasej testovacej databaze AB bola tspora
¢asu na predikciu a klasifikdciu o 62,5 %. Pri testovani databdzy B to bola ¢asovd tspora
0 49,01 %.
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Dalsie vyhodnotenie bude zmena modelu na predtrénovany model. Ako sa spomina
v podkapitole 6.2, tak tato zmena dopadla neispechom. Problém vznikol pri zmene pr-
vej konvolucnej vrstvy, ktorou sa chcelo docielif, aby obrazok mohol byt poslany na vstup
v odtietioch sivej. DalSou tvahou bolo posielat do vsetkych kandlov odtiene sivej, ¢o bolo
zamietnuté z pohladu posielania rovnakého kanala do troch r6znych kanalov. Vyuzitie predt-
rénovaného modelu pre obrazky v odtienoch sivej je nepouzitelny. Alternativou ako vyuzit
tieto modely je, ze sa nepouzije predtrénovany model, ale sa upravi kéd kazdého modelu.
Tento spésob by mohol priniest nejaky uzitok, ale sa straca vyhoda pouzitia predtréno-
vaného modelu, ktory je trénovany nad velkym poc¢tom trénovacich dat. Na nasledujicich
dvoch podkapitolach bude popisané zhodnotenie test spravneho urcenia a test plochy.

6.6.1 Test spravneho urcenia choroby alebo poskodenia

Prvé zhodnotenie bude testu spravneho urcenia nad trénovacou databazou A6. Vysledky
testovania nad touto trénovacou databazou st popisané v kapitolach 6.3.2, 6.3.6 a 6.3.4.
7 tychto vysledkov je zrejmé, ze pouzitie Gaborovho filtra neprinieslo vylepsenie. Pouzitie
Gaborovho filtra prinieslo naopak zhorsenie. Nad zdravymi odtlackami naslo rézne chroby
a poskodenia, ktoré tam neboli. Zaver z tychto testov je, ze Gaborov filter nie je cesta
k vylepseniu.

Posledné zhodnotenie bude nad trénovacou databazou A. Toto zhodnotenie bude po-
pisané zvlast pre testovaciu databidzu AB a testovaciu databazu C. Vysledky z testovania
nad databdzou AB si popisané v podkapitole 6.3.1. Z tejto podkapitoly vyplyva, ze nad
Cistymi odtlackami bola faloSnd pozitivita 100 % u dvoch chorob. Konkrétne dyshidréza
a ekzém. U ostatnych chorobach a poskodeniach bola falogné pozitivita 0 %. Toto je velmi
pozitivne, ze odtlacky prstov bez choréb a poskodeni zostani neoznacené.

Po testovani nad zdravymi odtlackami bolo prevedené testovanie nad testovacou databa-
zou C. Tieto vysledky si zobrazené v podkapitole 6.3.3. Vysledky testovania prebiehali nad
jednotlivymi chorobami. Prvym skimanym ochorenim je dyshidréza. Pri tomto ochoreni
sa najlepsie darilo sieti s aktiva¢nou funkciou tanh. Siet oznacila spravnu triedu v 56,33 %
pripadoch. Nespravnu triedu oznacila v 39,45 % pripadoch. U faloSnej pozitivity to bolo
4,22 %. Nasledujuci obrazok 6.36 zobrazuje spravne urc¢enu triedu pre dyshidrézu.

Obrazok 6.36: Vysledok predikcie a klasifikacie dyshidrozy siefou s aktiva¢nou funkciou
tanh, testovacia databaza C, trénovacia databaza A.

Druhou skiimanou chorobou bol ekzém. U tejto choroby sa najlepsie darilo sieti s ReLu.
Siet oznacila spravnu triedu v 3,24 % pripadoch. Nesprdvnu triedu oznacila v 68,16 % pri-
padoch. U falo$nej pozitivity to bolo 28,6 %. Falo$ni pozitivitu mala nizsie siet s tanh. Tato
siet oznacila falosne pozitivne 28,13 %. DalSou chorobou bola psoridza. U tejto choroby
vsetky tri ddaje boli 0 %. Znamen4 to, ze sief s tak malym poc¢tom trénovacich vzorkov
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nedokazala spravne urcit psoridzu. Na druhej strane neoznacuje nespravnu triedu ani fa-
losnu pozitivitu, ¢o je z pohladu nespravnosti vyborné. Poslednou skimanou chorobou je
bradavica. Najlepsie sa darilo sieti s tanh. Téato siet oznacila spravne 22,73 % pripadov.
Nespravnu triedu oznadila v 72,37 % pripadoch. Falo$nd pozitivita u tejto sieti bola 4,9 %.
Prvym sledovanym poskodenim pri snimani je vlhkost. U tohto poskodenia spravnu triedu
najlepsie urcila siet s ReLu. Tato siet oznadila 47,75 % pripadov. Pri nespravnej triede bola
najhorSia a oznacila az 42,14 %. Najmenej klasifikovan nesprdvnu triedu mé siet s tanh.
Téato siet klasifikovala 27,36 % pripadov. Falo$ni pozitivitu mala opét najlepSiu siet s ReLwu.
U tejto sieti to bolo 10,11 %. Posledné poskodenie pri snimani je tlak. Najviac spravnej
triedy urcila siet s ReLu. Tato siet oznacila 45,38 % pripadov. Ziroven urcila najmenej
nespravnej triedy a to 40,59 % pripadov. Falo$nd pozitivitu urcila v 14,03 % pripadov, ale
najmenej mala siet s tanh. Téato siet oznacila iba 6,81 % pripadov falosne pozitivne. Na
nasledujicom obrazku 6.37 bude zobrazena klasifikacia a predikcia pre tlak. Odtlacok prsta
vlavo je odtlacok prsta s tlakom a na pravo je odtlacok predikovany a klasifikovany. Pre
tlak je nastavena zlta farba.

Obrazok 6.37: Vysledok predikcie a klasifikacie pre tlak siefou s aktiva¢nou funkciou relu,
testovacia databédza C, trénovacia databaza A.

6.6.2 Test plochy choroby alebo poskodenia

Podobne ako test spravneho urcenia, tak aj test plochy bol rozdeleny do podkapitol podla
trénovacej a testovacej databdzy. Prvym testom plochy s vSetky databazy nad trénovacou
databazou A6. Tieto testy su popisané v kapitolach 6.4.2 6.4.4 a 6.4.6. Podobne ako pri
teste spravneho urcenia, tak aj test plochy dopadol nad touto trénovacou databazou zle.
7 tohto dovodu, nie je dobre pouzit Gaborov filter.

Druhy test plochy prebiehal nad trénovacou databdzou A. Pri tejto databaze st vy-
sledky omnoho lepsie. Prvou skiimanou databézou je testovacia databaza AB. Testovanie
je popisané v kapitole 6.4.1. Nad touto databazou boli oznacené len dve choroby. Konkrétne
dyshidréza a ekzém. Najmenej podielu oznacenej plochy pre dyshidrézu mala siet s tanh.
Tento podiel ¢inil 3,24 %. Pre chorobu ekzém je to tiez siet s tanh. Oznacila 2,16 % po-
dielu oznacenej plochy mimo anotacie. Nad zdravymi odtlackami jednoznacne vyhrala siet
s aktivac¢nou funkciou tanh.

Nisleduje zhodnotenie testovania nad databazou C.Testovanie je popisané v kapitole 6.4.3.
Pre tato databazu buda popisane jednotlivé choroby zvlast. Rovnako ako v predchadzaju-
cej podkapitole, tak aj tu sa budu popisovat najlepsie vysledky. Prvé skiimané ochorenie
je dyshidréza. Najviac oznacenej spravnej plochy a najmenej oznacenej zlej plochy mala
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siet s ReLu. Siet spravnu plochu oznacila 92,95 %. Zlej oznacenej plochy mala len 5,44 %.
Bez oznacenia najmenej mala siet s leaky ReLu. Téato sief neoznadila 1,3 %. Tento udaj
moze skreslovat fakt, Ze sice je najmenej bez oznacenia plochy, ale tato plocha mdze byt
oznacend inou chorobou. Doélezité uidaje je spravne oznacend plocha, zle oznacena plocha
a podiel oznacenej plochy mimo anotacie. Ale je dobré vediet aj podiel neoznacenej plochy.
Najviac podielu plochy mimo anotécie mé siet s ReLu. Tato siet oznacila 64,96 %. Najmenej
oznacenej plochy mimo anotdcie mé siet s tanh. TAto siet oznacila 30,54 %.

Druhé skiimané ochorenie je ekzém. Najviac oznacenej spravnej plochy mala siet s ReLu.
Tato siet oznacila 5,05 %. Najmenej zlej oznacenej plochy mala siet s tanh. Tato siet kla-
sifikovala 80,6 % zle oznacenej plochy. Bez oznacdenia najmenej mala sief s ReLu. Této siet
neoznacila 7,11 %. Najviac podielu plochy mimo anotécie m4 siet s ReLu. Tato sief ozna-
¢ila 63,62 %. Najmenej oznacenej plochy mimo anotdcie ma siet s tanh. Tato sief oznacila
44,15 %. Dals$im skimanym ochorenim je bradavica. Najviac ozna¢enej spravnej plochy
mala siet s tanh. Tato siet oznacila 9,25 %. Najmenej zlej oznacenej plochy mala siet s tanh.
Tato siet klasifikovala 58,85 % zle oznacenej plochy. Bez oznacenia najmenej mala sief
s ReLu. Tato siet neoznacila 0,7 %. Najviac podielu plochy mimo anoticie m4 siet s ReLu.
Téato siet oznacila 19,17 %. Najmenej oznacenej plochy mimo anoticie m4 siet s tanh. T4to
siet oznacila 11,63 %. Poslednd choroba je psoridza. Tato choroba m4 iba jednu kolonku
nenulovi a to je neoznacnend plocha. Pri sieti s leaky ReLu to je 4,56 % plochy. Znamena
to, Ze pri tejto sieti bola zvysSna plocha oznacend inymi chorobami. U sieti s ReLu to bolo
3,05 %. A pri sieti s tanh to bolo 2,71 % plochy.

Prvym skiimanym poskodenim pri snimani je vlhkost. Najviac oznacenej spravnej plo-
chy mala siet s leaky ReLu. Této siet oznacila 75,27 %. Najmenej zlej oznacenej plochy mala
siet s leaky ReLu. Oznacila zle iba 2,73 %. Bez oznacenia najmenej mala siet s leaky ReLu.
Tato siet neoznacila 2,73 %. Najviac podielu plochy mimo anoticie m4 siet s leaky ReLu.
Tato siet oznacila 43,73 %. Najmenej oznacenej plochy mimo anoticie m4 siet s tanh. T4to
siet oznacila 32,21 %. Poslednym skiimanym poskodenim pri snimanf je tlak. Najviac ozna-
Cenej spravnej plochy mala siet s ReLu. Tato siet oznadila 61,44 %. Najmenej zlej oznacenej
plochy mala siet s ReLu. Tato siet oznacila 34,02 %. Bez oznacCenia najmenej mala siet
s leaky ReLu. Tato sief neoznacila 0,26 %. Najviac podielu plochy mimo anotdcie m4 siet
s ReLu. Tato siet oznacila 60,3 %. Najmenej oznacenej plochy mimo anotécie m4 siet s tanh.
Této siet oznacila 46,02 %.

6.6.3 Porovnanie so sietou z bakalarskej prace

Posledné zhodnotenie je porovnanie novej neurdénovej siete a siete z bakalarskej siete. Pri
tomto porovnani sa vychadza z podkapitoly 6.3.1 6.3.5 6.4.1 6.4.5 6.5.1 6.5.2. Podobne
ako v predchadzajucich podkapitolach, tak testovanie nebude nad trénovacou databazou
A6. Ukazalo sa, ze Gaborov filter nepomaha zlepsif riesenie, ale ho kazi. Z podkapitol sa
vybrala siet s aktiva¢nou funkciou ReLu. Sice méa horsie vysledky nad zdravymi odtlackami,
ale ma najviac oznacCenej plochy pre dyshidrézu a bradavicu. U bradavice siet s tanh, ma
sice urcenie spravnej triedy v 83,33 %, no m4 najmenej spravne oznacenej plochy.

Prvym zhodnotenim bude nad databidzou AB. Nova neurénova siet ako aj siet z ba-
kalarskej prace oznadili dyshidrézu falosne pozitivnu. U bradavic nastastie u obidvoch
sietach bola falosna pozitivita 0 %. Nova sief eSte oznacila faloSne pozitivhu chorobu ek-
zém. Tato choroba je rozsirenim stavajucej siete. No ddlezitejsie je podiel oznacenej plochy
mimo anotécie. Nova siet s funkciou ReLu oznacila 19,01 % plochy ako dyshidrézu. Pri sieti
s funkciou tanh to bolo len 3,24 % plochy. Siet z bakalérskej siete mala 57,79 % plochy.
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Pri pouziti sieti s tanh sa podiel oznacenej plochy mimo anotécie zmensil o 54,49 %. Pri
pouzit{ sieti s ReLu to je o 38.78 % oznacenej plochy menej. Nad databizou AB doslo
k vyraznému zlepseniu sieti. Vysledok z predikcie a klasifikacie nad databazou AB je mozné
vidiet na obrazku 6.38.U bakalarskej prace je dyshidréza modrou farbou a u sieti s ReLu
je dyshidroéza oznacend ¢ervenou farbou.

(a) Konvoluénd o
siet s ReLu. (b) Konvoluénd (c) Siet z baka-

siet s tanh. larskej préace.

Obrazok 6.38: Priklad falosnej pozitivity nad zdravymi odtlackami prstov.

Poslednym zhodnotenim je testovanie nad databazou B. Pri tomto vyhodnoteni sa bude
porovnavat nova sief s aktivacnou funkciou ReLu a tanh. Prvou chorobou je dyshidréza.
Siet z bakaldrskej prace spravne uréila triedu dyshidrézy v 94,7 % pripadoch. Nova siet
s ReLu oznacila spravnu triedu v 77,87 % pripadoch. U novej sieti s tanh klasifikovala
spravnu triedu v 95,66 % pripadoch. Nesprdvne sa podarilo urcit 5,17 % pomocou siete
z bakaldrskej prace. U tejto sieti faloSnd pozitivita Cinila 0,13 %. Nesprdvne sa podarilo
urcit 1,04 % pomocou siete ReLu. Nespravne sa podarilo urc¢it 0,27 % pomocou siete tanh.
U sieti s ReLu falosnd pozitivita ¢inila 21,09 %. Pri sieti s tanh bola falo$nd pozitivita
4,07 %. Nova siet s ReLu spravne uréila plochu v 97,62 %. Siet s tanh oznadila spravne
plochu v 95,72 %. Siet s bakaldrskej prace oznacila spravnu plochu v 78,48 %. Nova siet
s ReLu nespravne uréila plochu v 0,69 %. Siet s tanh oznacila nespravne plochu v 1,04 %. Siet
z bakaldrskej prace oznacila nespravnu plochu v 9,38 %. Nov4 siet s ReLu vObec neoznadila
plochu v 1,69 %. Siet s tanh vObec neoznacila plochu v 3,24 %. Siet z bakaldrskej prace vobec
neoznacila plochu v 12,14 %. Nova siet s ReLu oznacila plochu mimo anotacii v 8,41 %.
Siet s tanh oznadila plochu mimo anotacii v 24,49 %. Siet z bakaldrskej prace oznadila
plochu mimo anotécii v 82,3 %. Nasledujuci obrizok 6.39 zobrazuje predikciu a klasifikdciu
dyshidrézy. U bakalarskej prace je dyshidréza modrou farbou a u novej sieti s ¢ervenou
farbou.

Posledné choroba je bradavica. Siet z bakaldrskej prace spravne urcila triedu v 0,24 %
pripadoch. Nova siet s ReLu oznadila spravnu triedu v 34,78 % pripadoch. U novej sieti
s tanh klasifikovala spravnu triedu v 83,33 % pripadoch. Nespravne sa podarilo urcit 0,19 %
pomocou siete z bakalarskej prace. U tejto sieti falosna pozitivita ¢inila 99,57 %. Nespravne
sa podarilo uréit 53,26 % pomocou siete ReLu. Nespravne sa podarilo urcit 16,67 % pomocou
siete tanh. U sieti s ReLu faloSné pozitivita ¢inila 11,96 %. Pri sieti s tanh bola falosna
pozitivita 0 %. Nova siet s ReLu sprdvne urcila plochu v 36,74 %. Siet s tanh oznadila
spravne plochu v 20,23 %. Siet z bakaldrskej prace oznacila spravnu plochu v 72,67 %.
Nova siet s ReLu nespravne uréila plochu v 59,67 %. Siet s tanh oznacila nespravne plochu
v 10 %. Siet z bakalarskej prace oznacila nespravnu plochu v 15,75 %. Novd siet s ReLu vobec
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(a) Konvolu¢na (b) Konvoluéna (c) Siet z baka-
siet s ReLu. siet s tanh. larskej prace.

Obrazok 6.39: Priklad predikcie a klasifikiacie dyshidrozy.

neoznacila plochu v 3,59 %. Siet s tanh vobec neoznacila plochu v 69,77 %. Siet z bakalarskej
prace vobec neoznacila plochu v 12,14 %. Nov4 siet s ReLu oznadila plochu mimo anotécii
v 27,52 %. Siet s tanh oznacila plochu mimo anotacii v 0 %. Siet z bakalarskej préce oznacila
plochu mimo anoticii v 19,37 %. Na obrazku 6.40 je zobrazend detekcia a klasifikicia pre
bradavicu. U bakalarskej prace je bradavica ¢ervenou farbou a u novej sieti s ¢ervenou
farbou.je dyshidroéza, cyan farbou ekzém a modrou bradavica.
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siet s ReLu.

Obrazok 6.40: Priklad predikcie a klasifikacie bradavice.

6.6.4 Moznosti rozsirenia alebo vylepsenia do budiicna

Implementacia je Tahko rozsiritelna o dalsie typy ochoreni alebo priznakov pri snimani. Im-
plementécia sa snazila byt implementovana podla objektového orientovaného programova-
nia. V maximéalnej miere je pouzity princip DRY (Don’t repeat yourself). Dalsim rozsirenim
je zmenit model na nejaky z predtrénovanych a zmenit jeho konvolu¢éné vrstvy tak, aby mo-
hol byt vstup v odtietioch sivej. Dalsia zmena, ktora by mohla byt pouzita, tak je vyuzitie

konvoluénej sieti s regionmi.
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Kapitola 7

Zaver

Diplomova préaca sa zameriava na vylepsSenie a rozsirenie predikcie a klasifikacie poskodenia
odtlacku prsta pomocou konvolu¢nych neurénovych sieti. Praca nadvéizuje na bakaldrsku
pracu [70]. Najskér ako sa mohlo zac¢at nadvizovat na tito préacu, bolo potrebné nastudo-
vat dani problematiku. Prvou problematikou je nastudovanie samotnej biometrie a pojmu
odtlacku prstu. Pri odtlackoch prstov bolo ddlezité prebrat oblasti, ako napriklad snimanie
odtlackov prstov, spracovanie odtlackov prstov, ale aj poskodenie odtlackov prstov pri sni-
manf a rézne choroby. Dalou problematikou, ktori bolo potrebné nastudovat, st neurénové
siete. Zakladnou castou je porozumenie vyznamu medzi biologickym a umelym neurénom.
Nésledne bolo nutné pochopit pojmy aktiva¢na funkcia, stratova funkcia, optimalizatory,
modely neurénovych sieti. Dalej bolo potrebné nastudovat viacvrstvové siete, konvolucné
siete a nakoniec proces trénovania. Poslednym krokom pred vylepSenim a rozsirenim siete
bolo si navrhnit, aké zmeny sa budi vykonavat. Planované zmeny si vymena modelu za
predtrénovany model, zmena aktivacnej funkcie u modelu z bakalarskej prace [70], pridanie
predspracovanie obrazku pomocou Gaborovho filtra. Nasledne bolo zmenené rozmazanie na
Gausovo a bolo pouzité bindrne prahovanie s OTSU prahovanim. Zaroven boli vytvorené
vSeobecné nové algoritmy pre tvorbu databazy, trénovania, predikcie a klasifikacie, a ne-
poslednom rade pre testovanie siete. Pouzité odtlacky prstov boli NIST DB4, syntetické
odtlacky vygenerované pomocou SFinGe a redlne odtlacky prstov. Tieto odtlacky tvorili
novu vygenerovanu databazu pre trénovanie, predikciu a klasifikdciu. Konkrétne sa jedna
o ochorenia dyshidroéza, bradavica, ekzém a psoridza. Zaroven boli pridané odtlacky prstov
pre poskodenia pri snimani, ktoré sa tlak a vlhkost. Dokopy je to rozsirenie o Styri nové
typy rozpoznania v konvolu¢nej neurénovej sieti.

Prvym krokom pri implementécii bolo potrebné vymenit API Keras za framework Py-
Torch. Tato zmena bola vykonand kvoli rychlosti uéenia. Dalsim dévodom prechodu je
lepSia podpora v komunite, ako aj objektovy pristup k modelu. Zaroven méa objektovy pri-
stup k naéitaniu databédzy, ktory pomaha udrzat ¢istotu kédu. Dalsim krokom pri sade
vylepsovani bolo zmenif predspracovanie databazy. Tato zmena mala urychlit cely uciaci
proces. Pri tejto zmene sa musel zmenit aj spdsob nacitavania databazy. Zaroven pri tejto
uprave sa pridalo predspracovanie obrazka pomocou Gaborovho filtra, zmenené rozmaza-
nie a prahovanie. Dalsi krok bol prepisat model z API Keras do modelu PyTorch. Této
uprava vyzadovala pochopenie ako funguje API Keras a PyTorch. Po tomto kroku sa im-
plementovali nové vSeobecné algoritmy pre tvorbu databazy. Nasledne sa implementovali
nové vseobecné algoritmy pre trénovanie, kde sa implementovala zmena modelu na predtré-
novany. Pri tomto sa upravovali prvé konvolu¢né vrstvy, aby obrdazok mohol byt poslany na
vstup v odtienoch sivej. Zaroven bola implementovand zmena aktiva¢nej funkcie. Pri tychto
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zmenach sa implementovalo aj rozsirenie o nové typy ochoreni a poskodeni pri snimani. Tré-
novaci proces je o nieco zlozitejsi na implementaciu ako v API Keras.Tato implementacia
ulah¢uje pouzivatelovi spustenie algoritmov. Nepotrebuje vypisovat jednotlivé parametre
do argumentov prikazového riadku, ako to bolo pri bakalarskej praci. Nové algoritmy maja
len jeden parameter. Tymto parametrom je cesta ku konfigura¢nému suboru, v ktorom
su nastavené vsetky potrebné parametre. Nasledne sa implementoval klasifikdtor. Tento
klasifikator bol inspirovany bakalarskou pracou. Z pévodného klasifikatora zostala len za-
kladna myslienka kizavého okna pre klasifikdtor. Zvysok cely klasifikdtor je prerobeny na
vSeobecné pouzitie pomocou konfiguraéného siboru. Myslienky testovania ako test plochy
a test spravneho urcenia je prebraty z bakalarskej prace, no opéf zostala len tato myslienka.
Implementacia je prerobena tak, aby bolo mozné testovat klasifikator, ktory sa dokaze na-
ucit rézne ochorenia alebo poskodenia. Po tomto vsetkom sa mohlo prejst k trénovaniu
a vyhodnoteniu.

Prvé vyhodnotenie je zmena API Keras na PyTorch. Tato zmena priniesla tisporu ulo-
zeného modelu o 59,87 % priestoru na disku. USetril sa aj ¢as pri predikcii a klasifikcii. Pri
predikcii a klasifikacii testovanej databazy so zdravymi odtlackami prstov bola ispora ¢asu
0 62,5 %. Pri testovani predikcie a klasifikdcie databdzy so zmieSanymi odtlackami prstov
bola tspora ¢asu o 49,01 %. Druhé vyhodnotenie je zmena modelu na niektory z predtréno-
vanych modelov. Tato zmena dopadla netspechom. pretoze vsetky predtrénované modely
st trénované nad farebnymi obriazkami. Bola vysktiSsana zmena prvej konvoluc¢nej vrstvy,
aby na vstup mohol byt privedeny obrazok v odtietioch sivej. Dalsim vyhodnotenim je
trénovanie siete s pouzitym Géaborovym filtrom. Toto vylepSenie neprinieslo zlepsenie., na-
opak vysledky boli zlé. Posledné dve vyhodnotenia st nad sietou, ktora bola trénovana
bez Gaborovho filtra. Najskor sa testovalo nad zdravymi odtlackami prstov a potom na
zmieSanych odtlackoch prstov. Pri teste nad zdravymi odtlackami prstov. vSetky siete mali
falo$nu pozitivitu u dyshidrézy a ekzému. No najlepsie sa darilo sieti s aktiva¢nou funkciou
tanh. T4to siet oznadila plochu pre dyshidrézu len v 3,24 %. Pri ekzéme to bolo 2,16 %.
Pri teste so zmieSanymi odtlackami prstov bola najlepsia sief s aktiva¢nou funkciou ReLu.
Tieto vysledky st zobrazené pre test spravneho urcenia v tabulke 7.1. Pre test plochy su
zobrazené v nasledujuicej tabulke 7.2.

Spravna trieda | Nespravna trieda | Falosna pozitivita
Dyshidréza 43,17 % 41,09 % 15,74 %
Ekzém 3,24 % 68,16 % 28,60 %
Psoridza 0% 0 % 0 %
Bradavica 7,32 % 85,58 % 7,10 %
Vlhkost 47,75 % 42,14 % 10,11 %
Tlak 45,38 % 40,59 % 14,03 %
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Tabulka 7.1: Test spravneho urcenia pre siet s ReLu. Testovacia databaza C, siet trénovana
s databédzou A.




Tabulka 7.2: Test plochy pre siet
A.

Spravne Zle  ozna- | Bez oznace- | Plocha

oznacena ¢ena plocha | nia oblasti mimo

plocha anotacie
Dyshidréza | 92,95 % 5,44 % 1,61 % 64,96 %
Ekzém 5,05 % 87,84 % 711 % 63,62 %
Psoriaza 0% 0% 3,05 % 0%
Bradavica | 7,16 % 92,14 % 0,70% 19,17 %
Vlhkost 25,75 % 17,41 % 7,32 % 33,22 %
Tlak 65,46 % 34,02 % 0,52 % 59,98 %
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s ReLu. Testovacia databédza C, sief trénovana s databazou
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Priloha A

Obsah prilozeného DVD

Prilozené DVD obsahuje:

o documentation - adresér s textom diplomovej prace pisanej v IXTEX Sabléne vratane
obrazkov

e fingerprint__detection - adresar so zdrojovym kédom
e diploma_ thesis.pdf - textova ¢ast v PDF

e virtual_ env.zip - komprimovany stibor, ktory obsahuje virtualne prostredie pre
python.

¢« ReadMe.md - subor s informaciami
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Priloha B

Kod modelu v kniznici Keras

def create_model(debug=True, number_ of outputs=2, shape=(128, 128, 1)):
model = Sequential()

4112
model.add(Conv2D(64, (3, 3), activation="reluw’, input_shape=shape, data_ format="channels_last"))
model.add(Conv2D(64, (3, 3), activation="relu’))

model.add(MaxPooling2D((2, 2), strides=(2, 2)))

4 56

model.add(Conv2D(128, (3, 3), activation="relu’))
model.add(Conv2D(128, (3, 3), activation="relu’))
model.add(MaxPooling2D((2, 2), strides=(2, 2)))

4 98

model.add(Conv2D(256, (3, 3), activation="relu’))
model.add(Conv2D(256, (3, 3), activation="relu’))
model.add(MaxPooling2D((2, 2), strides=(2, 2)))

414
model.add(Conv2D(256, (3, 3), activation="relu’))
model.add(Conv2D(256, (3, 3), activation="relu’))
model.add(MaxPooling2D((2, 2), strides=(2, 2)))

47
model.add(Flatten())
model.add(Dense(768, activation="relu’))
model.add(Dropout(0.5))
model.add(Dense(768, activation="relu’))
model.add(Dropout(0.5))

if (number_of__outputs == 3):
# Klasicky model rozlisujuci 2 ochorenia
model.add(Dense(3, activation="softmax’))
opt = SGD(learning_ rate=0.001, momentum=0.0, nesterov=False)
model.compile(loss=’categorical__crossentropy’, optimizer=opt, metrics=["accuracy"])
else:
# Model detekujuci len jedno ochorenie
model.add(Dense(2, activation="sigmoid’))
opt = SGD(learning_ rate=0.001, momentum=0.0, nesterov=False)
model.compile(loss=’binary__crossentropy’, optimizer=opt, metrics=["accuracy"])

return model

Algoritmus B.1: model v Keras.
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Priloha C

Ko6d modelu v kniznici PyTorch

class FingerprintCnnModifiedModel(nn.Module):
def ___init___ (self, number_of outputs, activation_ function):
super(FingerprintCnnModifiedModel, self). _init ()

self.number_ of outputs = number_ of outputs
self.activation_ function = activation_ function
self.convl = nn.Conv2d(1, 64, (3, 3))

self.conv2 = nn.Conv2d(64, 64, (3, 3))

self.relu = nn.ReLU()

self.leaky_relu = nn.LeakyReLU()

self.tanh = nn.Tanh()

self.pool = nn.MaxPool2d(2, 2)

self.conv3 = nn.Conv2d(64, 128, (3, 3))
self.conv4 = nn.Conv2d(128, 128, (3, 3))
self.convs = nn.Conv2d(128, 256, (3, 3))
self.conv6 = nn.Conv2d(256, 256, (3, 3))
selflinearl = nn.Linear(256 * 4 % 4, 768)
self.dropout = nn.Dropout(0.5)

self.linear2 = nn.Linear (768, 768)

self.softmax = nn.Softmax(dim=1)
self.linear__more__diseases = nn.Linear(768, self.number__of _outputs)
selflinear one_ disease = nn.Linear(768, 2)

def forward(self, model):
if self.activation_ function == ActivationFunctionEnum.DEFAULT_RELU:
return self.___get_ model_with_ relu(model)
if self.activation_ function == ActivationFunctionEnum.LEAKY__RELU:
return self.___get_ model_with_leaky_ relu(model)
if self.activation_ function == ActivationFunctionEnum.TANH:
return self.___get_ model__with__tanh(model)

def ___get_model__with__relu(self, model):
model = self.relu(self.convl(model))
model = self.relu(self.conv2(model))
model = self.pool(model)
model = self.relu(self.conv3(model))
model = self.relu(self.conv4(model))
model = self.pool(model)
model = self.relu(self.conv5(model))
model = self.relu(self.conv6(model))
model = self.pool(model)
model = self.relu(self.conv6(model))
model = self.relu(self.conv6(model))
model = self.pool(model)
model = model.view(model.size(0), —1)
model = self.relu(self.linearl(model))
model = self.dropout(model)
model = self.relu(self.linear2(model))
model = self.dropout(model)
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model = self.softmax(self.linear__more_ diseases(model))
return model

def ___get_model__with__leaky_ relu(self, model):
model = self.leaky_ relu(self.convl(model))
model = self.leaky_ relu(self.conv2(model))
model = self.pool(model)
model = self.leaky relu(self.conv3(model))
model = self.leaky_ relu(self.conv4(model))
model = self.pool(model)
model = self.leaky_relu(self.conv5(model))
model = self.leaky relu(self.conv6(model))
model = self.pool(model)
model = self.leaky relu(self.conv6(model))
model = self.leaky relu(self.conv6(model))
model = self.pool(model)
model = model.view(model.size(0), —1)
model = self.leaky_ relu(self.linearl(model))
model = self.dropout(model)
model = self.leaky_ relu(self.linear2(model))
model = self.dropout(model)
model = self.softmax(self.linear__more_ diseases(model))
return model

def ___get_model__with__tanh(self, model):
model = self.tanh(self.conv1(model))
model = self.tanh(self.conv2(model))
model = self.pool(model)
model = self.tanh(self.conv3(model))
model = self.tanh(self.conv4(model))
model = self.pool(model)
model = self.tanh(self.conv5(model))
model = self.tanh(self.conv6(model))
model = self.pool(model)
model = self.tanh(self.conv6(model))
model = self.tanh(self.conv6(model))
model = self.pool(model)
model = model.view(model.size(0), —1)
model = self.tanh(self.linearl(model))
model = self.dropout(model)
model = self.tanh(self.linear2(model))
model = self.dropout(model)
model = self.softmax(self.linear__more_ diseases(model))
return model

Algoritmus C.1: model v PyTorch.
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