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Abstrakt

Tato bakalarska prace se zabyva prozkouméanim aktualni metodiky a moznosti textového
dolovani a nasledné aplikace nékterych metod. V rdmci prace byly popsany metody pro
predzpracovani, metody pro prevedeni textu do vektorového prostoru a metody pro analyzu
textu a diskutovano jejich mozné pouziti. Na text byly pouzity jednotlivé metody pro
pfedzpracovani a nasledné bylo demonstrovano prevedeni do vektorového prostoru
jednoduchymi metodami jako jsou BOW, Bag of n-grams, TF-IDF nebo metodami se
strojovym ucenim které jsou FastText a GloVe. Na ziskané vektory byly pouzity metody LSA,
LDA, TextRank, kosinova podobnost, pro ziskani informaci z textu.

Klicovaslova

Textové dolovani, TF-IDF, BOW, LSA, LDA, FastText, GloVe, TextRank, kosinova
podobnost

Abstrakt

This bachelor thesis explores the current methodology and possibilities of text mining and the
subsequent application of some methods. The thesis described methods for preprocessing,
methods for converting text to vector space and methods for text analysis and discusses their
possible applications. The different preprocessing methods were applied to the text and then
the conversion to vector space was demonstrated using simple methods such as BOW, Bag of
n-grams, TF-IDF or with machine learning methods which are FastTextand GloVe.LSA, LDA,
TextRank and cosine similarity methods were applied to the extracted vectors to extract
information from the text.
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UvoD

Tato prace se zabyva textovym dolovanim anglickych texti. Textové dolovani je
obor zabyvajici se ziskavanim informaci z texti, které jsou i nejsou na prvni pohled
vidét. S rostouci digitalizaci roste mnozstvi textl, které pro cloveéka neni mozné
zpracovat. Tyto texty mohou byt komentare, védecké ¢lanky, knihy, emaily a dalsi.
K zpracovani texti se pouzivaji statistické metody, strojové uceni a hluboké uceni.

Textové dolovani je z velké Casti prevadéni textu do vektorového prostoru, ze
kterého je mozné ziskat informace vyuzitim statistickych metod nebo pfipravou pro
strojové uceni. Piikladem textového dolovani je vyhledavac, ktery pfi zadani
vstupnich slov generuje dalsi slova, které by uzivatel mohl chtit zadat. U komentait
se da pouzit textové dolovani naptiklad k zjisténi jejich sentimentu, jestli jsou ohlasy
pozitivni nebo negativni. Pomoci textového dolovani se dokaze zjistit téma textu a
shlukovat podobné texty k sobé, tim se ulehCuje prace pfi tfidéni dokumenti a je
mozné zjistit, jak moc jsou si dokumenty spolu podobné.
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1. DOLOVANI DAT

Tato kapitola se zaméfuje na popis ruznych druhi dolovani dat a jejich vyuZti.

1.1 Vztahové dolovani dat

Relational dataminingje v ¢estiné obecné nazyvanodolovanidat[1]. Jedna se o dolovani
strukturovanych dat. Strukturovana data jsou takova data, ktera jsou uspofadana
v tabulkach nebo na webovych strankach. Je u nich pfifazeno, co znamenaji napft.:
hodnota hodnoceni je pod oznacenim hodnoceni, ¢astka penéz je cena atd. Dobrym
ptikladem je v obchodé zaznam prodeji. Metody analyzy téchto dat je klasifikace,
regrese, analyza asociace, shlukovani a clustering.

1.2 Webové dolovani

Webové dolovani slouzi k ziskani a objeveni informaci z webovych dokumentt, stranek
a sluzeb. Existuji tfi typy webového dolovani.

Webové dolovani obsahu (web content mining) je nejpodobnéjsi textovému
dolovani zabyva se ziskavanim uziteCnych informaci z webu. Internetova data jsou rizna
napf.: texty, obrazky, audia, videa atd. Jednou z feSenych uloh je shlukovat do skupin
dokumenty a stranky podle tématu, jestli spolu souvisi. Dal§im tkolem je stru¢ny souhm
textu.

Dolovani struktury webu (web structure mining) slouzi k zjisténi struktury stranky
a mapovani toho jaké ma vztahy s jinymi strankami pomoci , link analyzy*, ktera pomoci
hypertextového odkazu shrne v§echny odkazy na jiné stranky. Aplikace dolovani muze
bytk predvidani tématu stranky podle slov v textu, odkazl na jiné stranky, html tagt, coz
jsou kategorie pfi psani webovych stranek napf.: nadpis bude mit tag <title> Takto
funguji vyhledavace a doporucuji stranky podle podobnych kritérii. Struktura stranky ma
vliv na to, jak ji pfijme vyhledavac. Mapovani stranky poukaze na to, jestli na strance
jsou informace jednoduSe dostupné a intuitivni pro uzivatele. Aby stranka byla
doporucena vyhledava¢em je dulezité, aby informace byly jednoduse dostupné.

Webové dolovani aktivity (web usage mining) se zabyva porozuméni chovani
uzivatele na webové strance. Vstupem tohoto dolovani jsou napft.: serverové logovaci
soubory. Na téchto souborech je zaznamenana informace o pozadavku uzivatele na
strance. Informace obsahujiuzivatelovuIP adresu, ¢as, datum, pozadovanou stranku, http
kod a dalsi. Tyto informace nejsou volné dostupné a ma k nim pfistup jen spravce
internetové stranky. Z téchto informaci Ize pomoci dolovacich metod pfedvidat chovani
uzivatele nebo upravovat stranku podle chovani uzivateld. Webové sluzby m ohou
doporucovat, co by uzivatel chtél sledovat, nebovyhledavatna zaklad€historie pouzivani
sluzby. Podrobnéjsi informace o webovém dolovani lze najit na [3].
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1.3 Dolovani velkych dat

Velka data (big data) je tak velké mnozstvi dat, ze tradi¢ni aplikace pro zpracovani a
analyzu dat nejsou schopnatyto data zpracovat [2]. Velka data se ziskavaji z mobilnich
zafizeni, kamer, mikrofont, senzorq, softwarovychloghi a mnoha dalSich. Vstupni data
jsou typu strukturovaného, polostrukturovanéhoa nestrukturovaného, ale hlavni zaméfent
je na nestrukturovana data jako jsou videa, audia texty atd. Vyzvou neni jen velikost ke
zpracovani, ale 1 ulozny prostor nebo presun dat pressit. Velka data se pouzivaji k uceni
predikujicich systému a k hledani skrytych souvislosti v datech nebo jako trénovaci data
pro strojové uceni a umélou inteligenci. Piiklad predikujicich systému je vyuzit
v bezpecnosti. Po hackerském utoku se mohou ziskana data vyuzit k predikovani dalsich
utoku. Dale se daji vyuzitv pramyslu, ze zaznamu pfistroju se da predikovat porucha a
naplanovat servis pfed nastanim poruchy. Predikujici systémy maji velky vliv pro
rozhodovani o fizeni firmy a propagaci produkt.

1.4 Textové dolovani

Textové dolovani (text mining) je dolovani na nestrukturovanych textech jako jsou
&lanky, knizky, védecké prace, komentate, emaily atd. Casto se objevuje pojem analyza
textu, ktera je soucasti textového dolovani. Piikladem textového dolovani je zji§téni
frekvence vyskytu slov, porozuméni textu ve smyslu, ze ptifadi ke slovu, jaky to je slovni
druh nebo zaradi slovo do znamych kategorii. U slova Praha, by bylo pfifazeno, ze se
jedna o podstatné jméno a ze je to mésto. Dal§i metody jsou predvidani textu. Priklad je
vyhledavac, ktery doporucuyje, co by mohl chtit uzivatel napsat. Sentimentalni analyza je
jedna z metod textového dolovani. Tato analyza zjiStuje, jestli je text pozitivni nebo
negativni. Velké vyuziti je u komentaia, kde se da zjistit co si lidé o daném piispévku
mysli. Dalsi z metod je shrnuti obsahu textu. Vysledkem je stru¢né shrnut text, na ktery
byla analyza pouzita. Textovym dolovanim se tato prace bude zabyvat vice v pfisti
kapitole.
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Big data mining

Web mining

Text mining

Obrazek 1.1 Vztah mezi typy dolovani
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2. PROGRAMOVACI JAZYK

Tato kapitola se zabyva vyhodami a nevyhodami programu matlab a jeho rozsifenim
analytic toolbox pfi zpracovani a analyze textu v porovnani s programovacim jazykem
python.

2.1 Matlab

Matlab je platforma pro programovani a numerické vypocty a je vyvijena spole¢nost
MathWorks. K dolovani dat se pouziva matlab text analytics toolbox, ktery obsahuje
algoritmy pro pfedzpracovani, analyzu a modelovani dat. Matlab analytic toolbox ma
velkou vyhodu, ze vSechny potiebné véci jsou na jednom miste jako funkce. Jak funkce
k predzpracovani, tak i samotné analyzy a jejich zobrazeni. V matlabu je mozné zavolat
funkce jednotlivych metod, které jsou na zakladé€ strojového 1 hluboké uceni. Jedna se o
pfedem naucené programy, které lze hned vyuzit, ale vysledky nemusi byt idealni,
protoze jsou nacviceny na obecnych trénovacich datech. Pro lepsi vysledky se mohou
natrénovat na pozadovanych datech.

Vyhodou je ze vSechny funkce jsou u sebe a nemusi se vyhledavat a instalovat
rizné knihovny vSechno je v jednom. Nevyhodou je Ze matlab neni moc kompatibilni
s ostatnimi programovacimi jazyky a jeho dostupnost také neni pro kazdého.

2.2 Python

Python je vysokouroviiovy programovaci jazyk, ktery je vyvijen od roku 1991. Vyslo uz
nekolik verzi, prvni v roce 1991 a python 2.0 v roce 2000. Posledni velka verze vyS§la
roku 2008 jako python 3.0, kde doslo ke zméné programovaci syntaxe a novych funkci
ulehcujici programatoruv zZivot. Python byl dale vyvijen, a i nadale jsou vydavany nové
verze. Vyhodou je jednoduchost a dostupnost. Python je programovaci jazyk, neni to
prostiedijakoumatlabu a tak nema skoro zadné funkcepro dolovani dat. K ziskani funkci
pro dolovani dat a analyzu textu si uzivatel musi stahnout a naistalovat rizné knihovny
jako napf.: spacy coz je knihovna pro predzpracovani textu. Python je volné dostupny
(open source). Open source znamena, Ze je vyvijen uzivateli a diky tomu jsou vytvoreny
spousty knihoven.
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3. TEXTOVE DOLOVANI

Tato kapitola se podrobnéji zaméfuje na dolovani textu. Jakou problematikou se zabyva
a jaké rizné metody analyzy a zobrazeni vysledku textového dolovani jsou pouzivany.

3.1 Proces textového dolovani

Jak bylo zminéno v minulé kapitole 1.4 textové dolovani se zamé&fuje na nestrukturovany
text. Takovy typ dat neni mozné zpracovat pomoci béznych pocitaCovych programt
a kvuli tomu je nutné nejdiiv text upravit. Tomuto procesu se fika pfedzpracovani. Na
pfedzpracovana data se daji pouzit nékteré metody analyzy textu, ze kterych se dostanou
uzite¢né informace a zaroven zakoduji text do numerickych vektord, protoze metody
strojového uceni pracuji s numerickymi vstupy. Na numerické data se vyuziji metody
analyzy textu a poté uz zbyva jen vyhodnoceni.

- E-=-

Obrazek 3.1 Proces textového dolovani

3.2 Predzpracovani textu

Predzpracovanim je upravenvstupni text, ktery byl ziskan z dokumentti. Tyto dokumenty
mohou bytriiznéhotypu jako napi.: pdf, docx a dalsi. Upravy se mohou lisit podle jazyka,
kterym je dokument napsany a co v textu je analyzovano. Zakladnimi operacemi pro
anglické texty jsou:

e Tokenizace

e Odstranéni stazenych tvaru

e Odstranéni diakritickych znamének

e Prevedeninavelka nebo mala pismena

e Stemovani

e Lematizace

e Korekce pravopisu

e (Odstranéni slov bez vétsiho vyznamu (stop words)
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3.2.1 Tokenizace

Tokenizace je proces rozdéleni textu do mensSich Casti nazyvanych tokeny. Nejcastéjsim
typem je slovni tokenizace, kde jeden token odpovida jednomu slovu textu. Jsou i
tokenizace na véty, sekvence slov atd. Pfi rozdé€leni textu se rozdé€luje na mezerach mezi
slovy nebo interpunk¢nimi znaménky. Nejjednodussim zptisobem, jak provést tokenizaci
v pythonu je pfevést fetézcovy text do listu a rozdélovat text podle mezer a
interpunk¢nich znamének. Tento zptisob je jednoduchy, ale zbytecn€narocny pro pocitac.
Knihovna NLTK nabizi tokenizatory riznych typu.

3.22 Odstranénistazenych tvaru

V anglictiné dochazi ke zkracovani tvart slov napf.: he‘s je zkracenina he is, I'm je
zkraceninalam. Témito tvary dochazi k pfidavaniinterpunkcnich znamének a pii pouziti
tokenizace podle interpunkcnich znamének by dochazelo k vzniku tokena, které by
nemusely davat smysl. K zabranéni vzniku t€chto tokenli se musi slovo rozsitit zpatky do
zakladniho tvaru.

3.23 Odstranéni diakritickych znamének

V anglickém jazyce se nevyskytuji diakritickd znaménka, ale mohlo by se stat, ze ¢lovek
pisici text nemusi byt rodily mluv¢i a pfepsal se. Odstranénim diakritickych znamének
by se opravily nékteré chyby.

3.24 Prevedenina velka nebo mala pismena

Prevedeninamala nebovelka pismenase déla, protoze by se v textu mohl vyskytnou Sum
rizné rozhazenych velkych pismen jako napt.: ,,HeLIO“. V riznych metodach analyzy
textu by mohlo dojit, ze by slovo bylo nékolikrat napsané jinak, a to by ovlivnilo pfesnost
metody. U Cetnosti vyskytu slovabychom dostali, ze slovo se tam vyskytuje pétkrat, ale
to by nebyla pravda, protoze je jeSte nékolikrat jinak napsané. U velkych pismen na
zacCatku véty by mohlo dojit, ze slovo s velkym prvnim pismenem bude povazovano za

vvvvvv

pismena na jednotlivy tvar, ale nejcasté&ji se prevadi na mala pismena.

3.2.5 Korekce pravopisu

Text opravujeme ze stejného divodu jako u pfevodu na velka nebo mala pismena.
Snazime se normalizovat text, aby se neztratily dalezité informace z textu zptisobem
raznych tokend, které by jinak vznikly. Jsou rizné korekce textu opravuji se chyby typu
preklept napft.:,, wordd“. Dale se opravuji pravopisné chyby.

3.2.6 Stemovani

Stemovani je proces ziskani zdkladniho tvaru slova. Tento proces probiha odstrafiovanim
pfipon a pfedpon. V anglickém jazyce se vyuziva pouze odstraiiovani ptipon slova jako
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jsou ed, ing, s. Stemovanim mohou vznikat i slova, ktera nedavaji smysl, protoze
algoritmus stemovani odebira jen koncovky a néktera slova maji jina pravidla. Pro
nepravidelna slovesa se stemovani nehodi.

3.2.7 Lematizace

Lematizace je velice podobna stemovani. Ugelem je taktéZ ziskat zaklad slova, ale
rozdilem je, ze pouzitim lematizace nemuze vzniknout slovo, které nedava smysl. Proces
lematizace porovnava slova podle riznych slovnikti a tim se povazuje za mnohem
pomalejsi zpisob ziskani kofene slova.

3.28 Odstranénislov bez vétSiho vyznamu (stop words)

V jakémkolijazyce sevyskytujislovabez vétSihovyznamua z t€chto slov nejsou ziskany
zadné dulezité informace. Tyto slova jsou v textu zatézi a zbyte¢né€ by zpomalovaly
programy k analyze textu. V anglickém jazyce se jedna o slova jako napft.: a, the, is, are
a dalsi.

3.3 Analyza textu

Analyzu textu vyuzivameke zjis§téni informaci z textu. Zakladni informace jdou ziskat
algoritmy, které nam prevedou text do numerické formy. Z té€chto algoritm l1ze ziskat
napft.: Cetnost vyskytu slovanebo souslovi, pfitaditvahuslova, ktera urci dulezitostslova
v textu a dalsi. Kombinaci nékolika algoritmt 1ze ziskat komplexn¢jsi informace jako
podobnost textu, téma textu, stru¢né shrnuti textu a dalsi. Jedna se o tyto algoritmy:

e Bag of Words Model

e Bag of N-Grams Model

e TF-IDF Model

e Word2Vec Model

e The continuous Bag of Words Model

e The Skip-Gram Model

e The fastText Model

e The GloVe Model
Vyse zminéné algoritmy se také vyuzivaji k pripravé textu na dalsi analyzu pomoci
strojového nebo hlubokého uceni pro metody jako jsou:

e LSA Model
e LDA Model
e TextRank

e BM25

e VADER

e Klasifikace
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3.3.1 Bag of Words Metoda

Tento model prevadi text do vektorového prostoru. Kazdému slovu je pfirazena
soutfadnice (am, an) am soufadnice fiké v kolikatém tokenu se vyskytuje slovo. Kazdému
novému slovu je pfifazena souradnice an a pokud se slovo opakuje ma tuto soutadnici
stejnou jako nalezend prvni instance tohoto slova. U an soutfadnice se slova tfidi podle
abecedy. Tento model se d4 zobrazit jako soutfadnice s odpovidajici hodnotou nebo jako
matice, kde je zobrazena jen hodnota v soufadnicich. Z tohoto modelu lze zjistit pocet
vSech slov nebo Cetnost vyskytu jednoho slova.

3.3.2 Bag of N-Grams Metoda

Bag of N-Grams model funguje na stejném principu jako Bag of Words model. Rozdilem
je, ze umoznuje hledat mnozstvi frazi a slovnich spojeni. U tohoto modelu je mozné
zvolit, jak velkou frazi je nutné vyhledat. Témto shlukim slov se fika gramy. Pfi hledani
napfiklad dvojce by se zaznamenaly vSechny dvojce jdouci po sobé a setfidily podle
abecedy.

3.3.3 TF-IDF Metoda

TF-IDF stoji za term frequency-inverse document frequency, takze frekvence vyskytu
slova x inverzni frekvence dokumentu. Tento algoritmus se vyuziva na vice dokumentt
najednou k zjisténi, jak jsou urcita slova v dokumentu dilezita. K urCeni dulezitosti se
ke slovu pfidava vaha, kterd se zveda skazdym vyskytem slova. Kdyby se pii
pfedzpracovanim neodstranila slova bez vétS§iho vyznamu tak by tyto slova mély nejveétsi
vahu, aby se tomuto zabranilo tak je dalezité védeét, jak Casto se tyto slova vyskytuji ve
vS§ech dokumentech. Tedy kdyz se slovo vyskytuje ve vSech dokumentech Casto tak se
snizuje jeho vaha. [4]

TF je jak Casto se slovo vyskytuje v dokumentu podéleny poctem slov v dokumentu aby
se normalizovali rozdily v délce dokumenti.[5]

Jak Casto se slovo vyskytuje vdokumentu

TE(t) =

(3.1)

Pocet slov v dokumentu

IDFtika, jak dilezité slovo je v dokumentu. Pocita se podle rovnice 3.2. kde je logaritmus
z po¢tu dokumentt délenopo&tem dokumentis obsahemslova. Casto se tato rovnice pise
s plus 1 aby se zabranilo déleni nulou a logaritmu nuly.

IDF(O) = 1 ( Potet dokumenti ) (3.2)
= g Poctet dokumenti s obsahem slova '
TF-IDF se vypocita.

TFIDF =TF - IDF (3.3)
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3.34 Word2Vec Model

Word2Vec model byl vydan spole¢nosti Google v roce 2013 a vyuzivametody hlubokého
uceni specificky neuronové sit€¢. Zamértuje se na vkladani slov (word embeding). Word
embeding je proces kde se slova prevadéji na vektory. Zakladni prevod slova na vektor
je, kdyz se vezme slovo ze slovniku, které se pfevadi na vektor. Vektor tohoto slova bude
mit v§ude nuly a jedni¢ku na indexu mista kde se slovo vyskytuje. Priklad je, slovnik o
5000 slovech a vybrané slovoje na 2000 pozici. Vektor, ktery vznikne ma 5000 dimenzi
a v kazdé dimenzi je nula az na pozici 2000, kde je jednicka. Z tohoto prevodu slova na
vektor se neziskaji skoro zadné uziteCné informace a pro zpracovani pomoci strojového
nebo hlubokého uceni je to pfilis narocné, protoze vzniklé vektory jsou pfili§ velké. Také
pfevody na vektor se d€laji naptiklad s Bag of Words modelem. Pomoci word embeding
je mozné tyto vektory zmensSit a zjistit nékteré vlastnosti slov podle, kterych poté budou
pfevedeny na vektory. Pfevod probiha tak, ze se urci, kolik vlastnosti se chce zjistit a
podle toho bude vektor velky. Slova s podobnym vyznamem budou mit vektory blizko
sebe. Word2Vec ma dvé metody kteryma se word embeding provadi. The continues Bag
of Words a Skip-Gram model.

3.3.5 Continuous Bag of Words Model (CBOW)

Je metoda Word2Vec modelu, kterd pouziva neuronové sité k predvidani slova podle
kontextu textu, na ktery byla naucena. V této metod¢ se zvoli na kolik slov se bude
pozorovat kolem hledaného slova v by vstupem byly Ctyfi slova ktera jsou Cervené
podtrzena a vysledkem by bylo slovo w4. Vice o CBOW v praci [6].

wl w2 w3 swd—wd »wh

Obrazek 3.2 Vybér kontextovych slov jako vstupy pro CBOW
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INFUT PROJECTION OuUTPUT

wit-2)

wit-1)

wit+1)
wit+2)

cBOW
Obrazek 3.2 CBOW architektura [6]

3.3.6 Skip-Gram model

Je téz metodou Word2Vec a je pfesnym opakem CBOW. Ve Skip-gram modelu je vstup
slovo, od kterého hledame slova kontextova. Urcuje se tam jak velké okoli slova, které se
bude prozkoumaéavat a hledaji se pravdépodobnosti slov kontextovych. Tato metoda je
naro¢néjsi z davodu, ze se musi provadét mnohem vice predikci, nezu CBOW metody
kde se predikuje jedno slovo. Pouzitim tohoto modelu se nevyuziva narocné nasobeni

INPUT FROJECTIOM OUTPUT

wit-2)

“ _—*L\ .

wit+1)

wit+2)
Skip-gram

Obrazek 3.3 Skip-gram architektura [6]

matic a dokaze se na jednom pocitaci naucit vice jak 100 miliard slov za den, jak uvadi
ve své praci o Skip-Gram modelu Tomas Mikolov [7].
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3.3.7 FastText model

FastText model byl predstaven Facebookem, dnes Metou, v roce 2016. Je to rozsiteni
mySslenky Word2Vec konkrétné Skip-gram modelu. Jedna se o open source knihovnu pro
textovou reprezentaci a klasifikaci. Obsahuje preducené modely s anglickymi vektory
slov naucenych z wikipedie a webcrawlu nebo vicejazycné vektory slov pfeducené na
157 riznych jazycich. Tento model vyuziva skip-gram model. Misto toho, aby se
vyuzival pfimonaslova, tak se slova rozd¢€luji na shluky pismen, kterym se fika n-gramy.
Ve své praci [17] Tomas Mikolov uvadi pfiklad slova where an =3 slovo se rozdéli na
<wh, whe, her, ere, re> a <where>. Cela slova se davaji do zavorek (<), aby se dala
odlisit od slov rozdélenych. Rozdélovanim slov by se méla zarucit lepsi vektorova
reprezentace slov, které se tak Casto nevyskytuji. Slova, ktera se nevyskytovala
v knihovné pfi u€eni by mohla byt reprezentovana, slozenim rozdélenych ¢asti slov.

3.3.8 GloVe model

Je model, ktery jako Word2Vec model vytvari husté matice s malym poctem dimenzi
oproti modelu bag of words a TF-IDF. Rozdil je, ze model World2 Vec se zabyva lokalni
statistikou [13]. Lokalni statistika je na datech konkrétniho dokumentu a ve své praci
Jeffrey Pennington [14] mluvi o tom, ze modely jako Word2Vec ztraci informace
z hlediska vSech zkoumanych dokumenti naopak LSA je model, ktery se zabyva
pfevazné globalni statistikou a nema podrobné informace z konkrétniho dokumentu.
Model GloVe se snazi zahrnout obé statistiky, aby dosahl podrobn¢jsiho zmapovani slov.
Model Glove nevyuziva neuronovésité k ziskani vektoru, ale jsou pfimo vytvoreny na
slovech tak, aby vektordvouslov bylroven logaritmu poctukolikrat se slova objevi vedle
sebe [15].

3.3.9 LSA model

LSA stoji za latent semantic analasys (latentni sémanticka analyza) metoda, ktera zkouma
vztahy mezi slovy a urCuje témata textu. Proces LSA zacina ziskanim textl pro analyzu.
slovo bude napft.: the. Z predzpracovaného textu se vytvoii matice slov, ktera je
jednoduchou reprezentaci slov v dokumentu ve vektorech. Na vytvoreni této matice se
muze pouzit metoda bag of words. Na této matici se provede rozklad na singularni
hodnoty a zredukuje se mnozstvi dimenz, které vznikly metodou bag of words. Rozklad
na singularni hodnoty je postup, ktery l1ze pouzitna kazdou matici slozenou z realnych
dat, kde se dana matice rozlozi na soucin tff matic se specialnimi vlastnostmi, které lze
vidét vObrazek 3.4 vice o rozkladu na singularni hodnoty na webu [19]. Dale si uzivatel
muze zvolit kolik témat chce v textu najit, ale nic mu nezarucuje, jestli budou vSechny
davat smysl. Vyhodnoceni muze byt vyjadfeni v eukleidovskym prostoru kde pfi dvou
tématech slova souvisejici s prvnim tématem zobrazovala na osex a druhé na ose y. LSA
lze vyuzitna zjisténi tématu a shlukovani slov k danym tématiim ale mize se vyuziti
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k souhrnu textu kde se vypocita vaha pro kazdou vétu a nejdulezitéjsi véty se zahmou do
souhrnu. Vypocet vahy provéty se provede rovnici 3.4.

(3.4)

1
S;= OiffSl-<§S (3.5)

V rovnici 3.4 je Si definovany pomoci rovnice 3.5 kde Si je matice singularnich hodnot
a VT je matice s vektory vét.

M U S yT
mx n matrix e m x r matrix r X r matrix r x n matrix
rank =k
k<r

Obrazek 3.4 Rozklad na singularni hodnoty [20]

3.3.10 LDA model

LDA model neboli latent dirichlet allocation (latentni dirichletovo rozdéleni) je dalsi
tematicky model. Tematické modelovani je bezdozorovou klasifikaci textu, ktery je
rozd€lovan na skupiny slov, které vyjadiuji nebo souvisi s néjakym urcitym tématem.
Témata nemusi byt zndma do konce provedeni této metody. Metoda tematického
modelovani se pouziva k automatické organizaci dokumenti, porozuméni textu a
k souhrnu velkého mnozstvi textu. LDA se pouzije stejné¢ jako LSA model na
predzpracovany textve formévektort, ktery byl vytvoren pies bagof words. Ke kazdému
slovu se pfidéli nahodné jedno z predvoleného poctu témat. Poté se projde kazdé slovo a
vypocita u n¢j pravdépodobnost, jestli se vyskytuje v daném tématu. V prvnim kroku se
snazi zjistit kolik slov patfi do daného tématu z konkrétniho dokumentu. Slovo, které se
zkouma se nezapocitava. Pokud hodné slov z dokumentu patii do tématu je vétsi
pravdépodobnost, ze konkrétni zkoumané slovo do n¢j taky patfi. Dalsi krokem je
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zkoumani, jak toto slovo moc patii do tématu z hlediska vSech vstupnich dokumentd.
Tento proces se provadi na kazdé slovo a nékolikrat na cely dokument, aby se zpfesnilo
rozrazeni.[8]

3.3.11 TextRank

Je graficka metoda pro shrnuti obsahu textu. Funguje na zakladé algoritmu od Googlu
PageRank, kterd hodnoti, jaka je pravdépodobnost, ze se uzivatel dostavi na urcitou
stranku z hlediska odkazu na strankach a podle velikosti této pravdépodobnosti hodnoti
stranky . Pfi pouziti textRanku se urci, kolik vét je pozadovano a poté je text rozdélen na
véty, to se zajisti metodou na predzpracovani — tokenizaci. Dal§im krokem je word
embeding tedy pfevedeni textu na vektory. Pievod na vektory je zajistén metodami
GloVe, Word2Vec nebo i bag of words a TF-IDF. Preferuji se modely GloVe a
Word2Vec z divodu ze modely bag of words a TF-IDF ignoruji posloupnost slov a pii
pouziti na delsi texty vznika velké mnozstvi vektor. Poté se musi vytvofit matice, ktera
bude zkoumat podobnosti vét. Podobnost vét se vypocita pres kosinovou podobnost nebo
algoritmem BM25, ktery bude probiran v dal§i podkapitole. Kosinova podobnost je
uhlova vzdalenost vektord. Lze si to predstavit, jako vykresleni vektori do
eukleidovského prostoru a zméfenim uhlu mezi nimi, tak cosinus tohoto thlu uréi jejich
podobnost. Hodnota miize nabyvat v rozmezi hodnot [-1;1]. Hodnota blizici se k 1
znamena, ze slova jsou si podobné, pokud se blizi 0 tak spolu nemaji nic spolec¢ného, ale
kdyz se blizi -1 tak to jsou opaky. Misto stranek jsou v TextRanku véty a misto odkazi
jsou si vypocitany podobnosti vét, ze ktery se véty ohodnoti. Vice o TextRank v praci[9].

3.3.12 BM25

BM25 stoji za best matching (nejlépe se shodujici) a je to algoritmus, ktery je pouzivan
ve vyhledavacich. Vyhodnocuje stranky na zakladé kladenych otazek. Jestli jsou n¢jaké
podobnosti mezi kladenymi otazkami a obsahem stranek. Kdyz se poda dotaz, ktery ma
vice jak jedno slovo, tak se dokumenty ohodnoti podle kazdého slova a pak se tyto
hodnoty sectou, tim se dosdhne kone¢ného hodnoceni obsahu stranek na vétsi dotazy.
Dale se pouziva pro zjisténi podobnosti dokumentu a textli. Je znamy jako okapi BM25,
protoze prvni vyuziti tohoto modelu bylo v City University v Londyn¢, kde v letech
1980-90 byl sestaven systém k ziskavani informaci jménem Okapi, ktery byl poprvé
vyuzit na realnych datech. Tento model je zalozeny na n€kolika hodnoticich funkcich.
Jednou z hlavnich metod je rozsifena metoda TF-IDF. Hodnoceni textu se ziska pies
rovnici 3.4.
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N

BM25(d;,q1.n) = Z IDF(q;) - ;] (3.4)

: d
i=1 TF(qidj) +k- (1= b+b-—-

Rovnice 3.4 dava hodnoceni BM25 pro dotazy obsahujici slova q 1:N v dokumentu dj.
TF(qi, dj) je pocCet, kolikrat se slovo qi objevilo v dokumentu dj. |dj| je délka dokumentu
dj ve slovech. L je primérna délka v§ech dokumentt které se hodnoti. K a b jsou volné
parametry. K se vétSinou voli2 a b 0.75. IDF je inverzni frekvence dokumentu. DF(qi)
je pocet dokumenta s vyskytem slovaqi. N je pocet slov v dotazu.

N — DF(g;) + 0.5
DF(q;) + 0.5

IDF(gq;) = In (3.5)
U Rovnice 3.5 je rozdil v N. Kde N je celkovy pocet dokumentt. Nejvétsi vlivy na
hodnoceni dokumentti ma frekvence vyskytuslova v text, inverzni frekvence dokumentu,
kterou se vylouci ¢asta slova, ktera se vy skytuji ve v§ech dokumentech. Délka dokumentu
ma taky velky vliv, protoze kdyz se parkrat hledané slovo objevi ve velkém dokumentu
tak neznameng, ze se tim zabyva oproti tomu, kdyz bude velky vyskyt hledaného slova
v kratSim textu. Vice o BM25 v této praci [10].

3.3.13 VADER

VADER neboli valance aware dictionary and sentiment reasoner (valen¢ni slovnik a
argumentace sentimentu). Je sentimentalni slovnik specializovany na socialni sluzby
[11]. Tento slovnik byl vytvofen na zakladé prozkoumani vlastnosti existujicich a
ovéfenych sentimentalnich slovniku, které v té dobé byly UWC, ANEW, GIL. Doplnény
o vyrazy bézn¢ se pouzivajici k vyjadfeni emocina socialnich sitich jako jsou emotikony,
slang a zkraceniny. Bylo ohodnoceno pfes 9000 moznych slov pomoci metody the
wisdom of the crowd [12]. Ztoho bylo vybrano kolem 7500 slov, které byly peclivé
ohodnoceny. Hodnoceni je rozlozenona stupnici od -4 do 4 kde -4 je nejvice negativni a
4 je positivni a 0 je neutralni. VADER vyhodnoti, jak moc je text negativni, positivni a
neutralni. Hodnoty normalizuje na stupnici od -1 do 1 kde 1 je pozitivni a -1 negativni.

3.3.14 Klasifikace

Textova klasifikace je metoda rozfazovani textu do predem definovanych kategorii.
Klasifikace textu se muze délat manualné kde text klasifikuje cloveék, ale tato metoda je
prili§ zdlouhava. Misto toho je automaticka klasifikace kde se text klasifikuje pomoci
systému zakladajici se na pravidlech, sy stému zalozeném na strojovémuceni nebo vyuziti
obou systému dohromady. Systémy zakladajici se na pravidlechmusi mitslovnik se slovy
k dané kategorii. Aplikace tohoto systému muze bytroztiidéni slov do kategorii nebo text
jako celek, kde prevazujici slova kategorie definuje klasifikaci. Systémy se strojovym
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u¢enim maji dvé metody jednaje uceni bez dohledu kde se model zajima o vyskytujici se
vzory v textu a skrytych vlastnosti. Zaklada se na metodach shrnuti textu a tematickych
modeltd. UCenis dohledemjsou algoritmy, které jsou u¢eny na datechuréenych pro uceni.
Z toho, co se naucily na trénovacich datech dokazou vyuzitina data co nikdy nevidély.
Hlavni druhy uceni s dozorem je klasifikace a regrese [16]. Nejcast&jsi algoritmy ke
klasifikaci jsou Naive Bayes, SVM (support vector machines), random forest a dalsi.
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4. NAVRH METOD PRO ANGLICKE TEXTY

Tato kapitola se zabyva navrhy pro pouziti metod analyzy textu z kapitoly 3 a jak by se
daly aplikovat na anglické texty, které se zameéfuji na oblast elektrotechniky a
komunikaénich technologii.

4.1 Navrh pouziti Bag of words, Bag of N-grams, TF-IDF

Predzpracuje se text a postupné se na ném vyzkousi tyto metody. Nejprve budou
vyzkousSeny na samotny dokument a poté na sbirku dokumentd. Vysledkem bude
vektorova matice, ktera bude vyhodnocena a budou zjistény nejcastéji pouzivana slova

vvvvvv

Zobrazenim vysledku bude tabulka nejcastéjSich slov z dokumentu.

4.2 Podobnost textu pomoci kosinové podobnosti

Text bude pfedzpracovan a pomoci metody TF-IDF se pievede do vektorového prostoru.
Na vektory textu se vyuzije metoda kosinové podobnosti, pomoci které se ziskaji
podobnosti mezi jednotlivymi vétami. Vysledky podobnosti budou zobrazeny v teplotni
mapeg.

4.3 Shrnuti textu metodami LSA a TextRank

Text se pfedzpracuje a prevede do vektorového prostoru. Zvoli se pocet vét pro finalni
souhrn a provedou se metody LSA a TextRank.

4.4 Pouziti tematickychmetod pro ziskani témata textu

Jako vstup bude nékolik dokumenta, které se nactou jako jeden text a predzpracuji se.
Prevedou se do vektorového prostoru a vyuziji se metody LSA a LDA pro ziskani

vvvvvv

4.5 Reprezentace slov v textu pomoci modelufastTexta GloVe

Text se predzpracuje a na predzpracovaném textu bude nau¢en model fastText, z které¢ho
budou ziskany vektory slov, které se nasledné vykresli. Pro Glove se sezene vystup
z ptedem naucené¢ho modelu, ve kterém se budou hledat slova v textu. Pfi nalezu se ke
slovu pfifadi vektor daného slova.
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5. PRAKTICKA CAST

Tato Cast se zabyva aplikaci metod a predzpracovanim v programovacim prostiedi
pycharm. Jaké knihovny jsou pouzity a vysledky pouziti téchto metod. Metody jsou
zkouSeny na poskytnutych anglickych dokumentech, které se zabyvaji oblasti
elektrotechniky a komunika€nich technologii.

5.1 Predzpracovani

vvvvvv

umoznuje knihovna NLTK [24]. NLTK je open source knihovna zabyvajici se
zpracovanim jazyka, ktera nabizi pies 50 jazykovych korpust a lexikalnich zdroji a
knihovny na predzpracovani, které jsou tokenizace, stemovani a dalsi. Pfi tokenizaci je
mozné si vybrat mezi slovni a vétnou tokenizaci. Pouzitim vétné tokenizace je ziskan list,
kde kazda instance tohoto listu bude jedna véta z textu. Tyto tokeny jsou procistény tim,
ze jsou odstranéna diakritickd znaménka pomoci modulu unicode, ktery umoznuje pristup
k databazi znaki a definuje jejich vlastnosti. Ma funkci k normalizaci textu. Dale jsou
odstranény stazené tvary pomoci knihovny contractions, ktera obsahuje slovnik
s nejCastéjSimi stazenymi tvary. Projdeme kazdy slovo textu a pokud se nalezne stazeny
tvar tak ho je opraven. VSechna pismena jsou pfevedena na mala a jsou odstranény
diakriticka znaménka a specidlni znaky pomoci knihovny regular expression také
nazyvané re, ktera ulehCuje praci se ret€ézcovymi proménnymi. Jako posledni véc jsou
odstranéna slova bez vétsiho vyznamu. Po téchto upravach vzniknou prazdné tokeny,
protoze v sobé mely Cislo nebo jen diakritické znaménko tak je nutné odstranit tyto
prazdné tokeny. Dale je potfeba jesté prevést slova do zakladniho tvaru pomoci
lematizace. Lematizaci je provedena pomoci knihovny spacy [23], ktera se zabyva
zpracovanim pfirozeného jazyka. Zpracovava text pomoci modull, které se nazyvaji
pipelines. Priklad pipline je parser, ktery ke sloviim pfifazuje jejich slovni druh. Uzivatel
knihovny spacy mé& moznost si vytvofit vlastni pipelines. Pfi pouziti se rozd¢li tokeny vét
na tokeny slov, protoze nékteré moduly jako lemanizace potfebuje pracovat
s jednotlivymi slovy. Text je pfedzpracovany a lze pouzit nékteré metody analyzy textu.

5.2 Zjisténi Cetnosti a diileZitosti slov v textu

Pro tyto aplikace se vyuzily metody pievedeni textu do vektort pro jednodusi praci.
K nejjednodus§imu prevedeni textu na vektory slouzi metody bag of words, bag of n-
grams a TF-IDF. Po pfevedeni textu na vektory se lehce pouziji funkce jako sumace nebo
zjisténi maximalni hodnoty, kterd se v matici vyskytuje, z které ziskdme pozadované
informace.
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5.21 Pouziti bag of words pro ziskani frekvence vyskytu slov

Bag of words bylo pouzito pomoci knihovny scikit-learn [18]. Tato knihovna je zdarma
dostupna a soustredi se na strojové uceni pro programovaci jazyk python. K pfevodu slov
na vektory byla vyuzita funkce CountVectorizer, u které je mozné zvolit Skalu hodnot pii
vyskytu slova. Defaultné se jedna o bag of words model, ale je moznost houpravit na bag
of n-grams, tim ze se zvoli velikost n-gramu. Vystupem funkceje velmi velka matice,
kde radek reprezentuje vétu a sloupec slovo. K ziskani frekvence vyskytu slov byl secten
kazdy sloupec zvlast funkci sum z knihovny numpy [25]. Pomoci knihovny pandas [26]
se ziskaji slova, ktera jsou v matici. Knihovna pandasslouzi pro analyzu dat, zobrazeni
do prehlednéjsi formy a umoznuje importovat rizné formaty dat. Pomoci funkce
DataFrame jsou slova zobrazeny do tabulky s matici frekvence vyskytu slova nebo
vektorem souctu vSech sloupcu. K setfidéni slov od nejcastéjsiho po nejméne Casté byl
vytvoren vnofeny list, do kterého byly vlozeny v§echny dvojce slov a jejich ¢etnosti. Pii
sestavé toho listu byly vSechny prvky pfevedeny na fetézce a diky tomu spravné
nefunguje funkce pro list v pythonu sort z ddvodu, Ze tfidil prvky podle hodnot fetézce,
a ne podle Cisla v ném. Tim dochéazelok tomu, Ze slovo, které se vyskytlo padesatkrat
bylo pod slovem, které se vyskytlo jen pétkrat. ReSenim je pievod &iselné hodnoty v listu
na integer a poté nechat setfidit. K prehlednéj§imu vysledku byla pouzita knihovna
tabulate, ktera se zabyva prehlednym zobrazenim vysledka v terminalu pouzivaného
prostredi.

Obrazek 5.1 Vysledek pouziti metody BOW
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5.22 Pouziti bag of n-grams

Bag of n-grams bylo pouzito podobné jako bag of words jedind zména je v moznosti
zvoleni, jak dlouhé slovni spojeni bude hledano. Jako u metody BOW vznikne matice,
kde radky jsou véty a sloupce jsou slova. Pokud se slovo nachazi ve véte pricte se v tom
fadku jednicka coz je nejvyssi pfedem nadefinovand vaha. Pro zjisténi nejcastéjsich
slovnich spojeni se sectou sloupce pro kazdé slovo zvlast. Pomoci funkce Dateframe je
mozno ziskat slova, ktera se v textu vyskytuji a pridat k nim jejich vyskyt. Vysledky byly
zobrazeny pomoci knihovny tabulate kterd byla vyuzita stejné jak v u bag of words az na
par pythonovskych uprav s listy.

cinity

cylindrical

Obrazek 5.2 Vysledek pouziti Bag of n-Grams

5.2.3 TF-IDF metoda

Metoda TF-IDF byla pouzita knihovnou sklearn neboli scikit learn. Je to knihovna pro
strojové uceni v pythonu. Tato knihovnama funkce pro ziskani dat z obrazk a textl.
Jednou z funkci je pfevedeni textu do matice pomoci metody TF-IDF. Tuto metodu je
mozné vyuzit bez knihoven naprogramovanim rovnic 3.2 a 3.3. Vyuzitim funkce
Tfidf Vectorizer je ziskana matice z textu, ktera vypada stejné€ jak u pfedchozich metod,
ale misto ptfidani jednic¢ky pii vyskytu slova se vypocitavavaha pres uvedené rovnice.

v ohledu na cely text nebo jen slova s nejvétsi vahou ve vété. Sectenim kazdého sloupce

v matici jsou ziskany slova s nejvétsi dulezitosti v textu, které jsou zobrazeny v obrazku
Obrazek 5.3. V obrazku Obrazek 5.4 jsou vidét slova s nejvétsi vahou v matici. Pri
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pfedzpracovani textu vznikl problém, ze vznikly véty, které mély jen jedno slovo az toho
divodu tato slova mély nejvyssi vahu. K vyfeseni tohoto problému se muselo upravit
pfedzpracovani textu a zabranit vzniku takovych vét.

Obrazek 5.4 Slova s nejvétsi vahou

5.24 Vyhodnoceni vysledku

Pomoci metody bag of words byly ziskany nejvice pouzivana slova s jejich vyskytem,
které jsou zobrazeny v obrazku Obrazek 5.1. Tato metoda je vhodna pro zjiSténi poctu
slov, které se v textu nachazi a zaroven se ziskaji jedinecné vektory pro slova nebo véty
k dalsimu vyuziti. Nevyhodou je velikost vektort, ktera je ale problém u vSech vyse
uvedenych metod. Pomoci bag of n-grams byla zji§t€na nej¢astéjsi dvoj slovni spojenti,
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ktera se v textu vyskytuji a jsou vyobrazeny v obrazku Obrazek 5.2. Pomoci metody TF-
IDF byla zjisténa slova s nejvyssi vahou coz jsou slova, ktera Ize predpokladat za
nejvyznamnéjsi slova v textu obrazek Obrazek 5.3. V obrazku Obrazek 5.4 jsou seCteny
vS§echny vahy pro vyskyt slova. Pfi porovnani slov z obrazku Obrazek 5.3 a Obrazek 5.4
je vidét ze néktera slova s niz§im poctem vyskytu maji celkove vétsi vahu nez slova
s vétsim vyskytem. A potvrzuje se, ze slova s vétSim vyskytem maji ve vétach mensi
vahu, jak je vidét v obrazku Obrazek 5.4 kde slovo magnetic, které je nejcastéjsi slovo
v textu se ani v tabulce nevyskytuje. Tyto metody jsou vhodné k pouziti pro zjisténi
zastoupeni slov v textu, Cetnosti jednotlivych slov a pfevedeni textu do vektorového
prostoru.

5.3 Podobnost textu a shlukovani podobnych vét

Vyuziva se zde metoda TF-IDF a kosinova vzdalenost pro zji§téni podobnosti vét
v dokumentu. Diky tomu mizeme piidavat jednotlivé chyby jako nové véty do textu a
zjistovatjejich vyskyt.

5.3.1 Kosinova podobnost

Kosinovou podobnost byla pouzita knihovnou scikit learn, ktera jiz byla pouzita
v kapitole 5.2. Tato knihovna obsahuje funkci cosine_similarity, kterd vypocitava thel
mezi jednotlivymi vektory. Podobnost se urcuje podle kosinové hodnoty daného uhlu.
Pro ptidéleni vektori k vypocitani podobnosti bere jako argument matici vektoru. Text
pfeveden do vektortu byl vytvofen v predeslych metodach. Matice z metody TF-IDF je
pouzita pro vypocitani podobnosti mezi kazdou vétou a vysledkem vznikne matice
podobnosti, kde na diagonale jsou jednicky. JedniCky se tam vyskytuji, z davodu
porovnavani véty, kde se véta porovnava sama se sebou. Vysledkem jsou stejné vektory,
z ¢ehoz vypliva ze maji mezi sebou nulovy uhel a kosinus nulového thlu je jedna, této
hodnoté se fika kosinova vzdalenost. Tato matice je pfiliS velka a nepfehledna pro
zobrazeni z toho divodu byla vykreslena jako teplotni mapa, kterou Ize vidét na obrazku
Obrazek 5.5 Teplotni mapa matice podobnosti. Pro porovnavani dokumentd je
nejjednodussi sloucit dokumenty do jednoho a provést transformaci do vektoru. Poté
provéstvypocetdo matice podobnosti, tim vzniknou vektory vét stejné dlouhéa nemuseji
se sjednocovat vektorovou délkou.
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Obrazek 5.5 Teplotni mapa matice podobnosti

5.3.2 Aglomerativni hierarchické shlukovani

Je metoda, ktera vytvaii hierarchii podle podobnosti, jak na sob¢ véty zavisi. Shlukuje
véty k sob€ podle podobnosti. U Aglomerativniho hierarchického shlukovani se jedna o
postup kde se z mnoha shluku postupné stava jeden, tomuto postupu se fika bottom-up
neboli od spodu nahoru. Existuje i opa¢na metoda ktera se nazyva délici hierarchické
shlukovani. Hierarchické shlukovani bylo pouzito pomoci knihovny scipy [27], ktera je
vyuzivana pro védecké a technickévypocty. Tato knihovnaobsahuje funkcilinkage, ktera
provadi aglomerativni hierarchické shlukovani. Vstupem této funkce je pozadovana
matice vzdalenosti, jez byla ziskana z kosinové podobnosti jako dalsi parametr se urcuje
metoda. Metoda je algoritmus, pomoci kterého se ptifazuje vektor ke shluku. Pouzivané
metody jsou single, complete, centroid, ward linkage a dalsi. Centroid bere primémou
hodnotu shluku, ktera se vy skytuje ve sttedu shluku, od kterého se métivzdalenost. Single
bere nejblizsi krajni hodnotushlukua completeje pravy opakbere nejvzdéalenéjsi hodnotu
shluku. Ward linkage hled4a vzdalenost mezi nejbliz§imi prvky shluku a pak od této
hodnoty pfifazuje nejblizsi vétu. Tato metoda byla vyuzita v tomto prikladé. Vysledky se
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&asto zobrazuji v teplotnich mapach nebo v dendogramu. Cast dendogramu je zobrazena
v obrazku Obrazek 5.6. Graf zobrazuje pouze Cast dat z divodu piehlednosti. V grafu
jsou vidét, jaké véty jsou si podobné a jak se shlukuji k sob&. Na svislé ose je vzdalenost,
jak se véty od sebe li§i a na vodorovné osejsou véty.

Agglomerative hierarchical clustering
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Obrazek 5.6 Cast dendogramu z hierarchického shlukovani
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Agglomerative hierarchical clustering
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Obrazek 5.7 Cely dendogram hierarchického shlukovani

5.3.3 Vyhodnoceni vysledki

Pomoci kosinové podobnosti byla ziskana matice se vzdalenostmi jednotlivych vét od
sebe. Podle teplotni mapy je vidét ze nejvice podobné véty jsou26.s 13.a23.s 19. Tyto
véty po predzpracovani zni:

individual chapter characterize modeling reaction field vicinity variously shape
sample spherical cylindrical cuboidal different material aluminium copper

center space hold spherical cylindrical cuboidal sample copper aluminium material
exhibit different magnetic susceptibility

Jedna se 0 13. a26. vétu v upraveném textu a vysledek kosinové podobnosti je 0.5. Véty
obsahujiosm stejnych slov, takze jsou velmi podobné. Tato metodase da vyuzitk zjisténi
podobnosti textu pro zjisténi plagiatorstvi, pokud jsou k dispozici pfedchozi prace pro
dana témata, dale se da vyuzitk vyhledavani konkrétnich vyrazi v textu napfiklad chyb.
Z Aglomerativni hierarchické shlukovani vysly vysledky, kde se shlukuji véty
podobné, ale nejsou to véty, co vysly nejpodobnéji pomoci kosinové podobnosti,
z divodu pouziti algoritmu ward, kde se pocita primér shluku po slouceni a poté se
porovnavas puvodnim shlukem. Tento proces se déla pro kazdou variaci a vybira se ta
ktera nejméné zmeni pramér shluku. Hierarchické shlukovani se da vyuzit naptiklad pro
sjednoceni témat védeckych praci kde by sjednotilo prace zabyvajici se podobnou
problematikou.

35



5.4 Souhrn textu

Souhrn textu je slozitd problematika nejen tim, jak text shrnout ale tak é jak dlouhy ma
bytnebo kolik tématse ma zvolit pro tematické metody které se vyuzivaji. V této kapitole

vvvvvv

pro souhrn.

5.41 LSA

K Shrnuti textu pomoci metody LSA se jako prvni provede predzpracovani textu.
Predzpracovani textu je dulezitou ¢asti z divodu rizné Gpravy textu vychazeji rizné
vysledky. V tomto pfipadébylo vyzkouseno shrnuti pro predzpracovany text, kde nebyly
odstranény slova bez vétSiho vyznamu a ¢isla. V druhém ptipadé byly odstranény. Dale
byl text pfeveden na vektory pomoci metody TF-IDF. V tuto chvili je text pfipraven pro
pouziti metody LSA. V knihovné scipy je funkce svd, kterd umoziiuje vykonat rozklad
na singularni hodnoty. Vyuzitim této funkce jsou ziskany potiebné hodnoty a pomoci
rovnic 3.4 a3.5 se vypocitajivahy proveéty v textu. Vybere se jaky pocCet vétje pozadovan
v souhrnu, podle toho se vybere tolik vét s nejvyssi vahou. Souhrny textu jsou uvedeny
v pfiloze z divodu pouziti této metody na rozsahly text.

5.4.2 TextRank

Pro TextRank se pouzije predzpracovany text jako pro LSA metodu, aby bylo mozné
porovnatvysledky mezisebou. Vezme seivystup z TF-IDF naktery se provede kosinova
podobnost, aby byla zjisténa podobnost mezi vétami. Pro TextRank se vyuzije knihovna
networkx [21], ktera slouzi k vytvareni, manipulaci a studiu struktury, dynamiky a funkci
komplexnich siti. Pomoci této knihovny se pfevede matice podobnosti na tfidu graf, kde
funkce from numpy array zajisti pfevod. Graf se vykresli pomoci funkce
draw_networkx a je mozné ho vidét na obrazku Obrazek 5.8, kde byl vyzkousen na
recenzi, z divodu prehlednosti grafu pro demonstraci. V grafu jsou véty vyobrazeny jako
uzly akazdy uzel mé Cislo, které reprezentuje o kolikatouvétu se v textu jedna. Z kazdého
uzlu jsou spoje, které reprezentuji vztah mezi vétami, pokud kosinova podobnost neni
nula tak je tam spoj. Pfi pouziti na dlouhy dokument se vystup funkce draw_networkx
stava nepfehlednym shlukem dat. Funkci pagerank z knihovny networkx se ziskaji skoré
mezi vétami. Vyberou se véty s nejvétsim skoré a sefadi se podle toho, jak se véty
vyskytuji v textu.
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Obrazek 5.8 Graf podobnosti

5.43 Vyhodnocenisouhrnu textu

Metoda LSA je jednoducha pro pouziti, ale problém nastava pfi zvoleni poctu témat pro
matici singularnich hodnot, v tomto ptipadé byl vyuzit dokument Sample text 1.docx
ktery je ptilozen v pfiloze, na kterém bylo vyzkouseno rizné mnozstvi t¢émat. Rozdil ve
vysledcich se objevil v pfipadé, kdy pocet témat byl méné jak tfi, kde se vysledky lisi ve
dvou vétach oproti shrnuti s vétsim poctem témat. Pomoci TextRank je souhrn totozny
jak pfi vyuziti metody LSA s poctem témat vy§sim jak tfi. Vyhodnoceni mezi TextRank
a LSA metodou je vidét na obrazku Obrazek 5.9, kde je teplotni mapa kosinové
podobnosti pro porovnani vysledka shrnuti. V teplotni mapé je prvnich dvanact vét
metody LSA pro méné témat jak tfi a zbytek vét metody TextRank. Z teplotni mapy je
vidét, Ze pata a jedenacta véta se liSi. Na diagonéle se nachazi sloucené shrnuti obou
metod. Vysoké podobnosti pod a nad diagonalou jsou zrcadlené vysledky podobnosti
metody TextRank.

Tyto metody nejsou vhodné pro shrnuti védeckych texti z divodu, Ze tyto metody
zkoumaji jen jak spolu slova souvisi a jak se vyskytuji v textu a tim se ztraci spousta
informaci. Hodnoti jen dulezitost vét, tim ze se vyberou nejlépe hodnocené véty nejde
shrnout védeckou praci. Tyto metody jsou vytecné pro pouziti na jednoduché texty, které
se zabyvajijednou véci. Priklad takového textu jsou komentare, recenze produktu a filmu.
U shrnuti recenze filmu, kdyz se ztrati velka ¢ast vét, tak to Ctenarovi tolik nevadi,
protoze u recenze kazda véta ma ucel ohodnotit dany produkt a ¢tenatrovi nebude chybeét,
jestli polovinu kritiky neslySel.
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Obrazek 5.9 Teplotni mapa podobnosti shrnuti textu

5.5 Metody pro urceni tématu textu

V této kapitole je popsano vyuziti metod pro ziskani tématu textu. Vysledkem jsou slova
a dokumenty, ktera jsou pfifazena k jednotlivym tématim. Vyuzity metody jsou LSA a
LDA. Témata jsou pfifazovana k Sesti dokumentim, dokumenty se zabyvaji
magnetickym polem, implementaci a navrhem véci do prumyslu 4.0 a vyuziti umélé
inteligence. VSechny dokumenty jsou poskytnuty v pfiloze. Pro jednodussi vyuzit
vSechny dokumenty byly pfevedeny a ulozeny v textovych souborech pro jednotnost
formatu dokumenta.

5.51 LSA

Tato metodabylavyuzita v souhrnu textu v kapitole 5.4.1kde se provedla pomoci funkce
svd z knihovny scipy. V této aplikaci byla vyuzita knihovna sklearn, ktera obsahuje tfidu
TruncatedSVD. Jako prvni se naCtou dokumenty a provede se predzpracovani.
Piedzpracovani obsahuje odstranéni slov bez vétsiho vyznamu, prevod na zaklad slova
lematizaci, pfevedeni na mala pismena, tokenizace na slova a odstranéné Cisel. Dal§im
krokem je prevézt text na numerickou formu pomoci metody bag of n-grams. Poté se
ziskaji jednotliva slova matice, metodou get_feature_names_out. Z knihovny skleam se
pouzije tfida TruncatedSVD. Tato tiida ma nékolik parametrt, které se nemusi zadat z
divodu pfedem nastavenych defaultnich parametri. V tomto pfipadé byl zmeénén
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parametr pro pocet témat z defaultni hodnoty na Sest, protoze jsou hledana témata ze Sesti
textd. Do konstruktoru tfidy byla zadanamatice z metody bag of n-grams.Dal$im krokem
je ziskani hodnot z této tfidy. Hodnoty se ziskaji metodou componets. Z této metody jsou
ziskany vahy jednotlivych slov pro danétéma. K ziskani jednotlivych slov jsou zapotiebi
jejichindexy, které jsou ziskanyfunkci z knihovny numpy, ktera se jmenuje argsort. Tato
funkce vraci indexy pole po setfidéni. Po setfidéni je k dispozici dvacet indext slov
s nejvyssivahou, kekazdému tématu. Ke kazdému indexu je nalezena vaha arealné slovo
které se skryva za indexem. Ziskana slova se roztfidi podle znaménka vah, tedy na
zaporna nebo kladna. Orientace znaménka poukazuje na podtéma v dokumentu, slova
zaporna i kladna jsou dilezita, ale mohou poukazovat na jina témata které se v textu
nachazeji spolu. V Tabulka 5.1 jsou uvedeny slova k tématim.

vewvr

Topicl Topic2 Topic3 Topicd Topic5
power power detection sensor field
sensor Loss image smartjacket |structure
system mechanical object operator magnetic
loss measurement |detect case magnetic field
mechanical measure algorithm data wa
crossref electrical neural layer coil
communication | energy network wireless rf
energy uncertainty learning high distribution
measurement | production classi wifi result
asset communication | set standard element
production Asset neural network | consumption | mr
component product optical product material
measure Ua rate production resonant
product sensor production machine sample
case Opc product pp used
data manufacturing |asset management | frequency
technology opc ua power simulation flux
method industry ua system shown
device component communication [ service grid
electrical model opc time value
5.52 LDA

Prvnim krokem bylo provedeno stejné jak u LSA pfedzpracovani textu a zaroven bylo
vyuzito matice z metody bagof n-grams. LDA model byl vyuzit pomoci knihovny skleam
ve které se jmenuje LatentDirichletAlocation. Pouzité parametry funkce n_components,
max_iter, learning_method, batch_size, n_jobs. Do parametr n_components je vlozen
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zadany pocet témat, ktery je v tomto pripadé Sest. Do parametru max_iter byla zadana
hodnota sto, ktera urCuje kolikrat se projdou trénovaci data. Do learning_method se
zadavametoda pro aktualizaci hodnota vybira se mezi metodouonline a batch, kde online
se pouziva pro vétsi mnozstvi vstupnich dat. Batch size se pouzivajen s online metodou
a zadava kolik dokumentt se v kazdé iteraci vyuzije. Pomoci argumentun_jobs se urcuje
kolik jader procesoru se vyuzije pro trénovani dat. Z knihovny numpy funkci argsort jsou
ziskany indexy dvacetislov s nejvys§sivahou. Pomociindexu se vypiSou slova k tématim.
Knihovnou pandas byl vytvoren datovy typ dataframe, kterym vznikla tabulka kde radky
odpovidaji danému dokumentu a sloupce tématiim, tato tabulka je zobrazenav obrazku
Obrazek 5.10.V tabulce je vidét ke kterému tématu dokument patii a je vidét ze posledni
tfi témata nejsou dominantni v zadném dokumentu. Téchto témat je mozné se zbavit im
ze je zadano méné témat, ale dosahne se toho, ze dulezita slova z ostatnich témat se
zaCnou prelévat do témat co zustala a pfi pfifazeni tématu k textu by mohlo nastat, Ze
v§echny dokumenty budou souviset pfevazné s jednim tématem.

vvvvvv

Topicl Topic2 Topic3 Topicd Topic5
field detection Power sensor Sensor
magnetic image Sensor system Systém
structure object Systém case Power
magneticfield |algorithm Loss component Data

wa network communication | detection Crossref
coil detect asset model Asset
sample sensor production asset Component
material system component technology Case

rf set crossref opc Production
susceptibility [ neural mechanical data Network
result method energy crossref Technology
distribution classi product communication | communication
element learning data power Loss

mr neural network | case i4 Noc

value pp ua product Smartjacket
flux rate opc device Energy
frequency individual measurement | network Layer
used optical industry datum De

shown proceeding technology de Device
magneticflux | base manufacturing | production Datum

40



5.53 Vyhodnoceni metod pro urceni tématu

Metodou LSA byla ziskana slova pro zvoleny pocet témat. Mezi t€émito slovy se nékdy
nachazi slova, ktera jsou pouzita pro popis udélané prace napr. used, result, set atd. Tyto
slovajsouvybranaz divodu vysokého vyskytu v textu a vstup do funkce je text preveden
na matici vektord metody bag of n-grams, kde je modelu pfedana matice s frekvenci
V Obrazek 5.10 jsou k dokumentim zobrazeny témata, ktera se v nich vyskytuji. Prvni
téma je dominantni téma dokumentu. Vysledky odpovidaji tématim v dokumentech, kde
v prvnim a druhém dokumentu mluvi o magnetickych polich a civkach. Dokumenty dva
az Ctyfi se zabyvaji primyslem 4.0 a dokument Sest se zabyva umélou inteligenci.

I ET

Obrazek 5.10 Prifazena témata k jednotlivym dokumentim

Metodou LDA bylo dosazeno podobnych vysledku jen s rozdilem zobrazeni jednoho
tématu pro dokument. Jelikoz matice mimo maxima ma stejné hodnoty kde se nedaji
vyhodnotit dalsi t¢émata. Vysledky LDA metody jsou vidét v Obrazek 5.11. Tyto metody
je mozné vyuzitk setfidéni dokumenti podle stejnych témat. S vyuzitim klasifikacnich
modelt by se vysledky mohly roztidit nebo zjistit mozné spoluprace. Nebo na jiz
setfidéné dokumenty pouzit nékterou z metod zjisténi podobnosti a zjistit, jestli uz nékdo

vvvvvv

pro klicova slova dokumentu.
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Document #3:

Dominant T

Obrazek 5.11 Vysledky metody LDA

5.6 Pouziti metod pro reprezentaci a klasifikaci konkrétniho
textu

Tato kapitola se zabyva reprezentaci slov v textu a pfevedeni na vektory pomoci metod
skip-gram a CBOW, které se vyuzivaji v Fasttexta GloVe metodach.

5.6.1 FastText

Pro vyuziti fastText metody byla pouzita knihovna gensim [22]. Prvnim krokem je
nacteni textu a tokenizace na véty. Tokenizovany text se pfedzpracuje a vystup se uloz
do textového dokumentu. Textovy dokument je poté pouzit jako vstupni data pro tridu
fastText, ktera metodou build_vocab z textového souboru vytvoti vlastni textovy korpus.
Vytvofi se instance tfidy fastText, kde jsou zadany parametry vector_size, window,
min_count, sg, sample a epochs. Vector_size omezuje velikost vektort a byl nastaven na
hodnotu sto, window parametrem se nastavi maximalni vzdalenost mezi slovy ve vété a
byl nastaven na hodnotu dvacet pét, parametrem min_count se ignoruji slova vyskytem
mensim nebo rovnym, nezje nastavenajeho hodnota. Hodnota min_count bylanastavena
na pét, parametrem sg se vybira mezi metodou skip-gram nebo CBOW nastavena byla
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hodnot jedna, kterd odpovida metodé skip-gram, a parametr epochs byl nastaven na
padesat, ktery nastavuje kolik iteraci se provede. Na instanci tfidy fastText se pouzije
metoda train, které se do parametru zada textovy dokument jako vstupni text kolik iteraci
se ma provést, pocet dokumentt a vSechny slova v dokumentu. Vysledky modelu se
zobrazi pomoci knihovny sklearn a tfidou TSNE. Tato funkce se zabyvavizualizaci dat
s velkym poctem dimenzi.
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Obrazek 5.13 Zobrazeni shluku z fastText reprezentace textu
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5.6.2 GloVe

Metoda GloVe je vyuzita pomoci knihovny spacy, kde je vyuzit jiz nauceny korpus

en_core_web_lg, ktery obsahuje vektory 1,1 miliona slov, coZ je polovina slov, které

nabizi projekt GloVe. Prvnim krokem je pfedzpracovat vstupni text provedenim

lematizace kterou nasleduje tokenizace na véty a uprava odstranénim slov bez vétsiho

vyznamu, odstranéni Cisel, pfevedeni na mala pismena atd. Nacte se korpus

en_core _web lg funkci load. Ziskaji se jednotliva slova textu a porovnaji se s textem

v korpusu, pokud se v ném nachézi je ziskan jeho vektor.
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Obrazek 5.14 Zobrazeni vektord GloVe modelu
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Obrazek 5.15 Zobrazeni shluk GloVe modelu
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5.6.3 Vyhodnoceni modelu fastTexta GloVe

Modely fastText a Glove byla ziskana reprezentace slov v textu a pfi porovnani vystupu
metody fastText v obrazkua GloVe v Obrazek 5.14 je vidét rozdil ze fastText model je
vice roztiidén do shluki. Rozdil je v tom, Ze fastText model byl nauCen na konkrétni text
kdeztoumodel GloVebyly ziskany vektory slov z pfedem nau¢enéhomodelu. Z blizsho
pohledu v Obrazek 5.13 a Obrazek 5.15 je vidét Zze metodou fastText jsou ziskany shluky
slov, ktera se spolu v textu vyskytuji, zato model GloVe shlukuje slova, ktera se pouzivaji
v podobném kontextu jako napft: left, right, side, midle, center. VSechno jsou slova
zabyvajicim se pozicemi. Tyto modely se vyuzivaji pro dukladnéjsi pfevedeni textu do
vektorového prostoru pro vyuziti v dal§i metodach. Mezi metodami jako je BOW nebo
TF-IDF se tyto metody lisi ve velikosti vektor. Na velké texty metoda BOW ma vektory
dlouhé podle poctu slov v textu a metoda GloVe vytvaii zhusténé matice s malym
poctem dimenzi.
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6. ZAVER

V prvni Casti bakalarské prace byly popsany typy dolovani dat a ptiklady jejich vyuziti.
V druhé Casti byly uvedeny programovaci prostiedi, programovaci jazyky, kterymi se ma
textova analyza provadét a byly zhodnoceny jejich vyhody a nevyhody.

V tieti kapitole bylo popsano textové predzpracovani, pro¢ se déla a rizné metody,
kterymi se zabyva. Déle se zabyva metodami textové analyzy, kde jsou popsany metody
od kodovani textu do vektorového prostoru az po metody strojového uceni, které
vyuzivaji tento zakddovany text.

V Ctvrté kapitole byly navrzeny aplikace nékterych metod textové analyzy. Jednim
z navrhu je reprezentace textu ve vektorovém prostoru, shrnuti a ziskani témat z textu.

Pata kapitola byla vénovana praktické casti, kde jsou zpracovany aplikace
navrzenych metod. Pro zpracovani se vyuzilo prostfedi pycharm a programovaci jazyk
python. Jako prvni byly popsany metody piedzpracovani. Usp&$né se provedlo
predzpracovani pro odstranéni slov bez vétsiho vy znamu, odstranéni zkracenych tvari a
odstranéni specialnich znakll. U lematizace se vyskytl problém, ze knihovna, ktera byla
pouzita neznala zaklady nékterych slov. Déle byly demonstrovany metody BOW, bag of
n-grams, TF-IDF pro pievedeni textu do vektorového prostoru a vyc¢teni z té€chto hodnot
Cetnost vyskyti a dulezitost slov. Pomoci vektorové reprezentace byly vyuzity metody
pro zjisténi podobnosti pres kosinovou podobnost a shlukovani vét pomoci
hierarchickéhoshlukovani. Dalsi demonstraci je shrnuti textu metodami LSA a TextRank
kdebylo zjisténo ze tyto metody jsou nevhodné pro shrnuti textu akademickych praci, ale
exceluji pro jednoduché texty jako recenze a komentare.

Predposledni ¢asti bylo ziskani témat z textu metodami LSA a LDA, které vratily
dokumenty. Jako posledni byla provedena reprezentace slov v textu pomoci modeli
fastText a GloVe kde bylo zobrazeno rozprostfeni slov ve vektorovém prostoru a
zobrazena jejich klasifikace, jak slova podobna maji vektory blizkou sebe.

Zadani bylo, dle mého nazoru, splnéno. Mozné zmény by mohli byt vybér jinych
metod pro analyzu textu. A pro zlepSeni by mohlo byt vyuziti pravé databaze slov pro
metodu GloVe a lep§i pfedzpracovani.
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Priloha A - Shrnuti textu
A.1 Shrnuti textu pomoci metody LSA

the paper describe the procedure to verify the validity of the general relationship for
calculate the susceptibility from the reaction field for sample of various shape and
material

the quantity be define as the ratio between the magnetization m of a material in a
magnetic field and the field intensity h all material can be classify into three group by
the magnetic susceptibility value

the magnitude of such a deformation depend on the difference between the magnetic
susceptibility of the sample s andits vicinity v the volume and shape of the sample
and the magnitude of the basic field b

the difference between a change in the magnetic field in the vicinity of the specimen
and the value of the static magnetic field b be refer to as the reaction field b

where bv be the reaction field in the vicinity of the specimen vs be the volume of

the specimen and b be the static magnetic field

for an irrotational field the above equation assume the form the material relation be
then outline by equation the model reaction field b of the sample be show in the cross
section plane fig

to calculate the magnetic susceptibility we employ the course of the reaction field in
the x axis

the magnetic susceptibility of the model material be then equal to where the sign in
front of the fraction depend on the material use

the value bmax and bmin represent the value of b in the space of the sample with
bmax denote the field close to the inner side of the boundary of the sample and bmin
express the field close to the corresponding outer side

the magnetic susceptibility of the simulate sample be calculate by use the value of the
reaction field b from fig

in the table below we summarize the result of the magnetic susceptibility of all the
sample

base on model the magnetic field in the vicinity of sample of non ferromagnetic
material we consider the formula applicable to all the paramagnetic and diamagnetic
material sample
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A.2  Shrnuti textu pomoci metody TextRank

the paper describe the procedure to verify the validity of the general relationship for
calculate the susceptibility from the reaction field for sample of various shape and
material

the quantity be define as the ratio between the magnetization m of a material in a
magnetic field and the field intensity h all material can be classify into three group by
the magnetic susceptibility value

the magnitude of such a deformation depend on the difference between the magnetic
susceptibility of the sample s andits vicinity v the volume and shape of the sample
and the magnitude of the basic field b

the difference between a change in the magnetic field in the vicinity of the specimen
and the value of the static magnetic field b be refer to as the reaction field b

we have from which it be evident that the magnetic flux density outside the specimen
be change resultin a shape that can be consider the superposition of the homogeneous
field b and the reaction field b

where bv be the reaction field in the vicinity of the specimen vs be the volume of

the specimen and b be the static magnetic field

for an irrotational field the above equation assume the form the material relation be
then outline by equation the model reaction field b of the sample be show in the cross
section plane fig

to calculate the magnetic susceptibility we employ the course of the reaction field in
the x axis

the magnetic susceptibility of the model material be then equal to where the sign in
front of the fraction depend on the material use

the value bmax and bmin represent the value of b in the space of the sample with
bmax denote the field close to the inner side of the boundary of the sample and bmin
express the field close to the corresponding outer side

the magnetic susceptibility of the simulate sample be calculate by use the value of the
reaction field b from fig

base on model the magnetic field in the vicinity of sample of non ferromagnetic
material we consider the formula applicableto all the paramagnetic and diamagnetic
material sample
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Priloha B - Obsah prilozeného CD

Priloha obsahuje programy, kterymi byly dosazeny vysledky, dokumenty, na které bylo
textové dolovani pouzito a textovy dokument, ktery obsahuje verze pouzitych knihoven.
Prikazem pip install requirements.txt dojde k nainstalovani knihoven.

Obsah ptilozeného CD

e Zdrojové kody
e preprocesing.py
e kosinova_podobnost.py
e FastText.py
e GloVe.py
e Text_summary.py
e Topic_modeling_scikit_learn.py
e corpus_processing.py
e zobrazeni.py

e Pouzité¢ dokumenty
e Sample_text_1.docx
e Sample text 2.docx
e Sample_text_3.docx
e sensors-19-01592.pdf
e sensors-21-02004-v2.pdf
e sensors-21-02388-v2.pdf
e sensors-21-04244-v2 pdf
e soubor nipstxt
e batman_review.docx
e remotesensing-13-01878-v2.pdf

e requirements.txt
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