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Automaticka klasifikace obsahu webovych stranek je dnes velmi zZadanou disciplinou, kterd ma
viceSetné vyuziti — a sice, pro fulltextové vyhledévade umoZziiuje zafazeni webovych stranek do
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3) Vytvoreni systému klasifikace obsahu webovych stranek — pravdépodobné
hierarchického se stromovou strukturou

4) Implementace vysledného feSeni v jazyku C++ ¢i Python
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1 Uvod

Tato prace se zabyva navrhem a implementaci experimentalniho softwaru pro
automatickou klasifikaci webovych domén na zaklad¢ textovych informacich, které jsou
obsazeny na dané webové strance. K tomuto procesu je vyuzivano metod strojového
uceni a dalSich postupl z text miningového odvétvi. Automaticka klasifikace je dnes

velmi zddanou disciplinou, kterd nasla mnohocetné vyuziti v fad¢ riiznych obora.

Text mining a zpracovani pfirozen¢ho jazyka se dnes bézné vyuziva pfti fulltextovém
vyhledévani, indexaci ¢i automatickou tvorbu katalogli. Nachéazi také uplatnéni pfi
naseptavani nasledujicich slov, a to jak ve vétach, tak i naptiklad pii psani kodu
Vv pokrocilej$§im vyvojovém prostiedi programatora. Zejména automaticka klasifikace by
mohla v budoucnu poskytnout riizné bezpecnostni vyhody, a to konkrétné pro snazsi
detekci zavadného obsahu, na ktery by bylo mozné patfi¢né reagovat. Takovy software

by mohl byt vitan jak v podnikovém, tak i v mensim rodinném prostiedni.

Navrh softwaru pro automatické ¢lenéni webovych stranek do kategorii vyzaduje
nékolik patiicnych krokt, kterymi se tato prace podrobné zabyva. V prvni fad¢ je nutné
Si opatfit mnozinu webovych stranek, ze kterych bude nasledné stahovan veskery text,
k tomuto ucelu jsou vyuzity techniky web scrapingu. Z textu se pozd¢ji, po nekolika
dalSich krocich, sestavi takzvany dataset, tedy mnozina dat, ktera slouzi pro trénovani a
testovani klasifika¢nich modelt. V této praci jsou pro klasifikaci dat vyuzity tfi rizné
modely — Naivni Bayesuv klasifikator, K-Nejbliz§ich sousedd a Support Vector

Machines. Implementace softwaru je psana v programovacim jazyce Python.



2 Cil

Tato bakalarska prace se zabyva klasifikaci webovych stranek prostfednictvim metod
strojového uceni. Z tohoto divodu je nutné provést literarni reSersi dostupnych metod
z oblasti strojového uéeni a rovnéz z oblasti text miningu. Detailni popis metod bude
obsazen v teoretické casti této bakalaiské prace. Nasledné ma byt navrhnut
a implementovan experimentalni software, ktery ovéii funkénost téchto metod pro ulohu
klasifikace webovych stranek. Pro implementaci takového algoritmu bude nejprve nutné
vytvofit mnoZinu, ve které budou obsazeny webové stranky nckolika kategorii. Tato
mnozina stranek bude slouzit k nau¢eni a otestovani klasifika¢nich modelt. Po procesu
uceni by m¢l byt tento software schopen kategorizovat neznaimé webové stranky, které se
objevi na vstupu programu. Pro implementaci softwaru ma byt pouzit programovaci jazyk

C++ nebo Python.
Konkrétni cile:

1) ResSersSe v oblasti metod pro automatickou Kklasifikaci webovych stranek, klasické
metody a nové mozné pristupy, vcetné detailniho popisu

2) Vytvoreni datasetu pro verifikaci a odladéni pouzitych metod

3) Vytvoreni systému klasifikace obsahu webovych stranek

4) Implementace vysledného feSeni v programovacim jazyku C++ ¢i Python

5) Ovéfteni navrzeného konceptu a pripadné odtivodnéni nedostatka
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3 Teoreticka Cast

3.1 Klasifikace

Tato disciplina je z hlediska strojového uceni synonymem pro tiidéni ¢i kategorizaci.
Klasifika¢ni uloha je proces piifazeni kategorie vstupnim datim na vystupu. V piipadé
pouziti nasledujicich metod se jedna o proces uceni s ucitelem, kde na pfedem znamych
trénovacich datech je ptesn¢ dano, do které kategorie patii konkrétni vstup z trénovaci

mnoziny.

Jednomu zaznamu z trénovaci mnoziny fikame vzor nebo také instance ¢i zaznam.
Mnozinu vSech vzort Ize poté definovat jako X, kde X = {xy,x,,x3, ..., x, }, pficemz
X; = (fl(i), Z(i) ...,fk(i)), 1 <i < n,n=|X|, kterym tikame features. Pro v§echna x; € X
existuje zobrazeni X — Y, kde Y je mnozina kategorii pro klasifikaci danych vzoru.

Y ={y1,Y2,Y3 -, Ym}, kKdey;,1 <j<m,m=]Y|.

Na zakladé tohoto uceni jsou pozd¢ji klasifikaéni modely schopny kategorizovat

neznama data a realizovat tak funkci f(x) = y, kde f: X - Y.

3.1.1 K-Nejblizsich sousedii

Je jedna z nejjednodussich metod klasifikace, vychazi z algoritmu hledani nejbliz§iho
souseda, ktery je nasledujici. Pii klasifikaci neznamého vstupniho vektoru se do paméti
nacte cela trénovaci mnozina a hledd se vzor snejmensi vzdalenosti od prave
klasifikovaného vektoru. Pro vypocet se vyuziva Eukleidovska vzdalenost. Nové
klasifikovany vektor zatadime do stejné kategorie, jako je nejblizsi vektor z trénovaci

mnoziny.

Pokud bychom uvazovali data reprezentovana dvourozmérnymi vektory, vzdalenost
mezi nimi bychom spocitali jednoduse pomoci Pythagorovy véty. U klasifikacni
discipliny ovSem bé&zné¢ narazime na vektory o daleko vice dimenzich. Mé&me dva
tiirozmérné vektory A = (ay,a,,a3) a B = (by, by, b3), Euklidovskou vzdalenost mezi

témito dvéma vektory vypocteme nasledujicim zplisobem.

d(a,b) = /(a; — by)? + (a; — by)?+(az — bs)? (D



Muzeme si v§imnout, ze vypocet je velmi podobny Pythagorove vété. Obecné pro N
rozmérné vektory se Eukleidovska vzdalenost pocita nasledovné. Uvazujeme-li vektory

C =(cqg, ., cp)aD =(dy, ..., d,), poté je jejich vzdalenost definovana jako [1]

d(C,D) = \J(c; —dy)? + - +(cp, — dy)? = (2)

Vypocet metodou K-NejblizSich sousedit vychazi ze stejného principu, v tomto
ptipadé ovSem nepovazujeme jako vitéze pouze nejblizsi vektor z trénovaci mnoziny
nybrz vétSinovou pievahu z K nejblizsich vektori, kde K je parametr metody a zpravidla
pro n¢&j volime liché ¢islo. Pokud bychom za K zvolili ¢islo sudé, mohlo by se stat, Ze
nejblizsi okolni vektory dvou riznych tiid by byly zastoupeny v poméru 1:1 a bylo by tak

nemozné rozhodnout, do které tfidy bude nov¢ klasifikovany vstup patfit. [2]

Trida A

v

X

Vyhodou této metody je v prvni fadé jednoduchost celého algoritmu a tim padem i
snadnd implementace. Vypocetni narocnost zdvisi na mnozstvi vzort z trénovaci

mnoziny a na velikosti vstupnich vektort

Hlavni nevyhodou k-NN je zna¢na pamétova narocnost, pti klasifikaci dat totiz musi
byt v paméti nacteny trénovaci dataset. Srostouci trénovaci mnozinou stoupa jak

pamét'ova, tak 1 vypocetni naro¢nost.



3.1.2 Naivni Bayesuv Klasifikator

Naivni Bayesuv klasifikator je pomérné jednoduchy klasifikator zalozeny na statistickych
metodach. Vychazi z Bayesovy véty, kterd se zabyva vztahem podminéné
pravdépodobnosti s opa¢nou podminénou pravdépodobnosti [3].

P(H|E) P(H)

PCEIH) = =505

(3)

Pismeno E zastupuje slovo evidence, pismeno H poté hypotézu. Pravdépodobnost
hypotézy P(H) se nazyva apriorni a vyjadfuje zastoupeni jednotlivych hypotéz bez
ohledu na dal$i informace. Podminéna pravdépodobnost P(E|H) je nazyvana aposteriorni
a tika, jakym zptisobem se bude meénit pravdépodobnost hypotézy za piedpokladu,

ze nastalo H. Pravdépodobnost evidence ve vzorci zastupuje jmenovatel P(E) [3].

Pokud je vice hypotéz, mezi kterymi se rozhodujeme, zajima nas pro danou evidenci
pouze ta nejpravdépodobnéjsi. M&jme hypotézy H;, t = 1,..., T, poté spocitame P(H,|E)
a vybereme z nich Hy,p, tedy hypotézu s nejvétsi aposteriorni pravdépodobnosti. Pti
vypoctu nas rovné€z nezajimaji konkrétni hodnoty, nybrz kterd H, = Hy4p, tudiz miizeme

vynechat jmenovatele vypoctu. S touto tivahou plati [4]:
Hyap = H; © P(E|H;)P(H;) = max,(P(E|H,) P(H,)) (4)

Naivni Bayesuv klasifikator predpoklada, ze jednotlivé evidence jsou nezavislé
pii platnosti hypotézy H, tento fakt umoznuje vypocet aposteriorni pravdépodobnosti
hypotézy pii platnosti vSech evidenci [4], proto se také nazyva Naivni. V praxi je ovSem
velmi obtizné dosahnout této nezavislosti, to vede k myslence, zdali takovyto klasifikator
muze realn¢ fungovat. V praxi se pozdéji ukazalo, ze tato klasifikace funguje velmi dobie

1 na zavislych datech.

k
P(H
P(HIE,, ..., ) = ﬁ [ [peam
B0 L

V piipadé¢ nasi klasifikace webovych stranek to znamena, ze P(H|E;, ..., E) vyjadiuje
pravdépodobnost, ze webova stranka patii do tiidy H, pokud se na vstupu objevil vektor
atributdt (fy, ..., f). Clen P(H) reprezentuje pravdépodobnost vyskytu tiidy H, a to na
zaklad¢ predchozich zkusenosti ziskanych pii uceni na trénovacich datech [5]. P(Ej|H)

vyjadfuje pravdépodobnost vyskytu atributu E, vtiidé Y (na zakladé uceni).



Z teorie o Bayesovské klasifikaci jiz vime, ze jmenovatele mizeme zanedbat, paklize

budeme hledat téidu s nejvyssi aposteriorni pravdépodobnosti Hy;4p.

k k
Huae = Hy = P() | | P(ElH) = max, (Pum ﬂpwkwa) ©)
k=1 k=1

P(Ht) = %
n. (Ex)

t

P(E,|H,) =

Kde n; je pocet webovych stranek s konkrétni tfidou H; a jmenovatel n je pocet vsech
webovych stranek. Clen n,(E) vyjadiuje podet piipadi, kdy je atribut E, obsaZzeny ve
tiide H,.

Nevyhodou tohoto pfistupu je fakt, ze pokud se béhem uceni dany atribut nevyskytl
ve tfide, tak pii kazdé dalsi klasifikaci pro tuto danou tfidu s timto konkrétnim atributem,
bude vysledek vypoctu roven O a neni tedy brano v potaz, jestli ostatni atributy
nevykazovaly vyssi vysledky. Vstup klasifikatoru by tedy byl nespravné zarazen do jiné
ttidy, protoze vysledek pro spravnou tiidu by, na zdklad¢ tohoto vypoctu, vysel 0. Tato

skutecnost se da obejit naptiklad Laplaceovou korekci [4]

PGB ) =20 %

Kde T je pocet t¥id.



3.1.3 Support Vector Machines

Support Vector Machines (SVM) posledni dvé desetileti velmi nardsta na popularité, diky
velmi dobrym vysledktim pti klasifikaci vice dimenzionalnich dat. Klasifikace textu je
pfesnym piikladem préce s daty o stovkach riznych dimenzich, kde jednotlivé dimenze
tvori atributy vstupu do klasifikatoru, tzv. features (slova). Zakladem je linearni SVM,
ktery separuje dvé odlisné tiidy pomoci nadroviny. Jak jiz ndzev napovida, jedna se o
metodu podpirnych vektort, ty tvofi krajni body dvou odlisnych tiid, tkolem SVM je
najit takovou nadrovinu, ktera by co nejlépe rozdélovala dvé tiidy, najit podpirné
vektory, které maximalizuji vzdalenost mezi jednotlivou tfidou a hrani¢ni nadrovinou

(maximum margin).
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Obrazek 3 — Linedrné separovatelna data, obrazek Obrazek 2 — Neseparovatelna data, obrdzek
prevzat z [6] prevzat z [6]

Na obrazku 3 jsou znazornéna data dvou raznych tfid, které jsou tzv. linearné
separovatelné. Pro data znazornéné v prostoru jsme schopni nalézt nadrovinu takovou,
ktera rozdéli data na dvé &asti. Cast pouze pro data z tfidy prvni a ¢ast pro data pouze z
ttidy druhé. Pokud rozdé€lujeme data pouze do dvou tfid, hovoiime o tzv. binarni

klasifikaci [6].

M¢jme linearné separovatelnou mnozinu trénovacich dat {(x,,v;), ..., ¢y, ¥n)}, kde
x, je vektor atributi vzoru x; a y; € {—1,+1} je cilova tiida vzoru. Cilem SVM je

geometricky rozdé¢lit trénovaci data nalezenim nadroviny.

<w,x>+b=0 (8)



H

Tani¢py Pésme
/

x2 A

Podptirné
vektory

Nadrovina

X;
Obrazek 4 — Separace dvou tiid pomoci SVM

Kde w je normalovy vektor nadroviny. Nalezeni nadroviny < w,x > + b = 0 je proces
optimalizacni ulohy, jelikoz nadrovin separujici tyto dvé tfidy miize byt nekonecné
mnoho, hledame takovou, ktera bude za pomoci podplirnych vektord disponovat

klasifikujeme za pomoci nasledujicich pravidel.

{+1pr0<w,xi>+b20
H=1pro<w,x; >+b <0

Otazkou zistava, jak se klasifikator zachova, pokud vstupni data nejsou linearné
separovatelna. Na zacatku povidani o SVM jsem jiz uvedl, Ze tento druh klasifikatoru je
velmi efektivni pro vicedimenzionalni data. Svoje zasluhy na tom maji kernelové funkce
(pfezdivané také jako jadrové funkce [7]), diky kterym je mozné prenést data z N
dimenzionalniho prostoru, ve kterém neni mozné data separovat, do prostoru N + 1, kde
by separace mohla byt mozna. Kernelové funkce zajistuji transformaci dat do nové
dimenze, aby mohla byt data separovana.

FH0—1001+0-0+—0+0-0+0—1—01+ 00—

X

Obrazek 5 — Nelinearné separovatelny problém



Na obrazku 5 jsou znazornéna data v jedné¢ dimenzi. V tomto ptipadé, i kdyz je
shlukovani zfejmé, nejsme schopni urcit jednu hranici, kterd by tato data efektivné
rozdélila na dvé skupiny patficnych tfid. V ptipadé, Zze bychom se o to pokusili,
klasifikator by vykazoval Spatné vysledky pii urovani tfid. Zkusme tedy tato data

transformovat do nové dimenze pomoci y = x2.

Obrazek 6 — Nacrt transformace dat do nové dimenze

Nacrt realizace y = x? z obrazku 6 ukazuje, jak piivodni jednodimenzionalni linearné
neseparovatelny problém jsme po transformaci o dimenzi vys§ schopni separovat. Jinymi
slovy je SVM schopny najit nadrovinu takovou, ktera data efektivné rozd¢€li na dvé casti

a umozni relativné spolehlivou budouci klasifikaci na netrénovanych datech.

Support Vector Machines ve skutecnosti nepfevadi vSechna data do vyssich dimenzi,
nybrz pouze pocita vztahy mezi kazdym parem dat pomoci kernelovych funkeci tak, jako
kdyby se data nachazely v dimenzi vyssich, tyto vicedimenzionalni vztahy umozni
vypocet bez potieby skuteéného pievadéni dat a ulevi tak vypocetnimu vykonu. Tato

skute¢nost se nazyva The Kernel Trick [8].
Nejbéznéji pouzivané kernelové funkce, pievzato z [9]:

e Linearni: K, = K(x,x')
e Polynomicka: K- = K((y(x,x') + r)%), d je stupeii polynomu, r je konstanta
e Radial Basis Funcion: exp (—y | x — x' I?), proy > 0

e Sigmoida: tanh(y(x, x") + r), kde r je konstanta
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3.2 Predzpracovani textu

Nez se pustim do povidani o metodach word embeddingu, dovolim si stru¢né povidani o
predzpracovani textovych dat. Pfedzpracovani se obecné fika Preprocessing a je
nedilnou soucésti automatické kategorizace za pouziti technik strojového uceni. Na
pocatku celého procesu stoji webova stranka. Jedna se o HTML dokument, ze kterého za
pouziti technik web scrapingu vytdhneme vesSkery text. Tento text se ovSem nachdzi

V hrubé podobné. Této formé textu fikame raw ¢i také plain text.

1. Lowering
2. Odstranéni Sumu (noise removal)

3. Tokenizace
3.2.1 Lowering

Prvni dilezitou metodou text prerocessingu je Lowering (Lower Casing). Jedna se o
prevod veskeré¢ho textu na malé znaky, abychom v nasledné analyze nenarazeli na Case

Sensitivity problém.

Raw/Plain text | Vysledek operace

Kocka
koGkA kocka
KOCKA
Tomas
TOMAS tomas
toMas

Tabulka 1 — Lowering textu

3.2.2 Odstranéni Sumu
Dalsi dil¢i metodou je tzv. Noise Removal, v piekladu odstranéni sumu. Sum se v textu
vyskytuje v podobé nechténych znakt, které defacto znemoznuji efektivni textovou
analyzu. Miize se jednat o zapomenuté HTML znacky, rizné neabecedni znaky jako jsou
napiiklad pomlcky, ¢arky, podtrzitko, vinovka, Cislice.

<a>kocka

kocka / kocka
ko¢ka2006

Tabulka 2 — Odstranéni Sumu z textu
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3.2.3 Tokenizace

Vysledkem operace odstranéni Sumu jiz mohou byt tzv. Tokeny, tedy jednotliva slova
namisto celych vét, mnozinu tokent si lze snadno piedstavit jako objekt List v Pythonu.
Tokenizace je velmi dulezitou operaci pro klasifikacni ulohy, jak jiz bylo zminéno,
vstupem do klasifikator jsou atributy vzoru (v pfipad¢ procesu uc¢eni véetné cilové tiidy),
tyto atributy tvoii pravé jednotlivé tokeny (slova, angl. features). Mnozina tokent se

nazyva Korpus.

Tokenizace vét mize byt velmi problematicka, pokud véty obsahuji slova spojena
spojovnikem, proces totiz oddéluje slova na zéklad¢ urcitych pravidel, miize se jednat o
mezery, tecky, ¢arky apod. [10]. Tento problém je znazornén v druhém fadku nasledujici
tabulky.

Kocka sedi na okné. Kocka, sedi, na, okné

Zapomeneme-li heslo k Wi-Fi Zapomeneme, li, heslo, k, Wi, Fi

Tabulka 3 — Tokenizace textu, problém tokenizace nékterych vyrazii

Nyni jesté¢ zminim metody, které sice nejsou nezbytn€ nutné pro ucely klasifikace, ale
ve vétsing piipadu velmi zlepsi Gspésnost klasifikaénich modelt. Ackoliv se tyto metody
jiz standartné objevuji v angli¢tin€, némciné a dalSich jazycich svétové Grovng, jsou tyto
preprocessingové metody vV ¢eském jazyce velmi tézce dostupné. Nastroje pro tyto tcely

jsou vétsinou pouze proprietarni.

3.2.4 Stematizace

Databaze Narodni knihovny tento vyraz vyklada jako ,,Automatické zkracovani slov
podle slovnich kotfend.* [11]. Anglicka literatura hovoii o terminu Stemming. Proces
stematizace provadi oddé€leni afixd (prefix, sufix, ...) od lexému (zakladni jednotkou
slovni zasoby). Oddéleni afixi vede k nalezeni kmene slova [10]. Korpus slozeny
z takovychto tokend nasledné vede k ptesnéjsi klasifikaci, protoze modely neklasifikuji

téZe slovo v mnoha tvarech jako samostatné tokeny, nybrz jako jeden vyraz.

3.2.5 Lemmatizace

Proces lemmatizace ma za ukol ptevést slovo na tzv. lemma, tedy zakladni tvar tohoto
slova. Lemma je reprezentativni podoba daného vyrazu, v ¢eském jazyce se pouziva také

termin heslové slovo [12] a jednd se vzdy o jednoslovnou jednotku. Lemmatizace
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je soucasti desambiguace (proces zjednoznaénéni). Piikladem muze byt pievedeni
slovesného tvaru vytvorime na lemma vytvorit a tvary lesiim, lesy, lesich na jednotné

lemma les [13].

Pivodni vyklad Lemmatizace Stematizace
textovym analyzam textovy, analyza text, analyz
socio-ekonomického socio, ekonomicky, pfinos socio, ekonom, nos

piinosu
chybovym kodem 403 chybovy, kod, 403 chyb, kod, 403

Tabulka 4 — Priklad lemmatizace a stematizace. Prevzato z: [10]

3.3 Ciselna reprezentace textu

V této Casti se budu vénovat Ciselné reprezentaci webovych stranek, respektive pievodu
textového obsahu na ¢iselné hodnoty, vektory, se kterymi si rozumi jednotlivé
klasifika¢ni modely. V pfedchozi ¢asti jiz bylo feceno, ze soucasti mnoziny trénovacich
a testovacich dat jsou jednotlivé atributy, které se predavaji klasifikatorim, na zaklade
téchto atributll je umoznéno text zatadit do nékteré z cilovych tiid. Pievodu textu
na Ciselné hodnoty se v anglicting fika Word Embedding. Existuje fada zptsob, jakymi
lze ptedkladat textové dokumenty na vstup klasifikaénim algoritmim. V této Casti
se budu vénovat tém momentdln¢ nejrelevantnéjSim v kontextu ulohy automatické

klasifikace webovych stranek.

3.3.1 TF-IDF

Nejznaméjsi a pro textovou klasifikaci také ziejmé nejpopularnéjsi metrikou
je kombinace metod TF, které zastupuje slova Term Frequency (frekvence termu), a IDF,
které stoji za Inverse Document Frequency (inverzni frekvence dokumenti). V této Casti
se zam¢fim na teoreticky zaklad. Tvorbé vektoru piiznakii pro webovou stranku
a konkrétni implementaci TF-IDF, v¢etné slovniku, se budu vénovat v praktické ¢asti této

prace.

M¢jme dataset piedzpracovanych dat D = {d,,d,, ..., d,,}, kde jednotlivé dokumenty

d; jsou tvofeny vektory atributt (tokent), d; = (agi),agi),...,a,(,?), kde a; znaci

konkrétni token, 1 < j < m, m je dimenze vektoru d;. Slozka TF se vypocita nasledovné,
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100
|di

tf(ak!di) = (9)

kde citatel f (a,(f)) je frekvence pravé pocitaného termu (tokenu) a,(ci), a jmenovatel |d;|

je pocet vSech termu v dokumentu d;. Pocitame tedy frekventovanost tokenu na dané

webové strance.

Slozka IDF se v nasem kontextu po¢ita jako logaritmus podilu po¢tu vSech webovych

stranek v datasetu ku poc¢tu webovych stranek s vyskytem praveé pocitaného tokenu.

o D]
gldED:akEdI

idf (ag,D) = (10)

Tyto dvé varianty se b&Zné pouzivaji pro ucely klasifikace textovych dokumentu
1 jednotlivé. Nejpopularnéjsi a nejbéznéjsi je ale pravé jiz zminéné TF-IDF, které

se vypocte jako soucin téchto dvou hodnot.

tfidf (ay, d;, D) = tf (ax,d;) * idf (ay, D) (11)
TF-IDF udava véhu jednotlivym termiim a miizeme si ho tedy pfedstavit jako skore,
kterého dosahl token, o ktery se praveé zajimame a bézné se pouziva pro vyhledavani

Vv textu a klasifikacni ulohy.

3.3.2 Word2Vec

Word2Vec jsou nejcastéji doptedné neuronoveé sité, které¢ umoziuji nachazeni souvislosti
mezi jednotlivymi vektory slov. Vynalezcem této metody je velmi vyznamny ¢esky védec
Ing. Tomas Mikolov, Ph.D., kterému byla v roce 2018 udélena Cena Neuron za vyznamny

veédecky objev.

Princip algoritmu vychazi z myslenky, ze slova vyznamové podobna jsou si
V prostoru bliZe, a naopak slova ktera podobnosti nevykazuji, jsou od sebe vice vzdalena.

Jako priklad se ¢asto uvadi vektory slov 0 kralovi a kralovn¢.
vec("queens") = vec("kings") - vec("king") + vec("queen")

Jedna se tedy o odpovéd’ na otazku ,, King “ se ma ke ,, kings ** jako se ma ,,queen* k? [14]
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Dvé nejznaméjsi implementace Word2Vec jsou:

e CBOW - Continuous Bag of Words je model ktery predikuje slova na zakladé
slov predchazejicich. Tato implementace se dnes hojné vyuziva naptiklad v
klavesnicich chytrych telefond, které nabizi slova na zédklad€ prave psané véty.

e Skip-gram — Principialné se jedna se o ptesny opak CBOW. Skip-gram model
predikuje okolni slova na zakladé slova, které lezi mezi nimi [14]. Technika

vyZaduje daleko vétsi dataset.

Word2Vec diky své predikei slov nasli vyuziti také pro automatickou kompletaci kodu v
programovani, a to implementaci pfimo v patiicném prostiedi (IDE), nebo v podobé

riznych plugind [15].

INPUT PROJECTION OuUTPUT INPUT PROJECTION OQUTPUT

wit+1)

wit+2)

cBOw Skip-gram

Obrazek 7 — Architektury CBOW, Skip-gram. Prevzato z clanku: [21]
Technika Word2Vec bohuzel neni vhodné pro reprezentaci dokumentli (webovych
stranek), tato metoda je totiz schopna vektorizovat pouze jednotliva slova v dokumentu.
Vstupem klasifikatoru se piedpoklada vektor piiznak, které reprezentuji cely dokument

a na zaklad¢ téchto piiznaku se realizuje funkce f(x) = y.

Jednotny rozmér vektoru ptiznakt jsme schopni snadno realizovat u techniky TF-1DF
za pomoci slovniku. Posledni dobou se objevuji techniky, kterymi lze sumarizovat
dokument i za pomoci Word2Vec, a to tak, ze se jednotlivé vektory slov sloué¢i za pomoci
funkce min, max, stfedni hodnota apod., témito operacemi ovSem ztratime Spoustu

informaci, kvuli kterym bychom si Word2Vec vybrali. Této problematice se velmi
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podrobné¢ vénuje publikace Cedrica De Booma, Stevena Van Canneyta, Thomase
Demeestera a Barta Dhoedta s nazvem Representation learning for very short texts using
weighted word embedding aggregation z roku 2016, ktefi publikuji prubéh a vysledky po
provedeni jednotlivych operaci [16].

3.3.3 Doc2Vec

Dalsi techniku, kterou lze pouzit pro reprezentaci dokumentu, je tzv. Doc2Vec. Tuto
metodu vynalezl stejny ¢esky védec, ktery piisel s mySlenkou Word2Vec, ve spolupraci
s védcem Quoc V. Le. Vychazi z jeho ptivodniho algoritmu Word2Vec, ovsem kvili
ztraté kontextu z piedeslé metody byl pfidan dalsi vektor, ktery se nazyva paragraph_id
nebo také paragraph vector. Architektury modelu se d¢li na:

e PV-DM (Distributed Memory Version of Paragraph Vector)

Tato architektura je velmi podobnd CBOW architektute z Word2Vec, ptidan

Classifier

Average/Concatenate om

oI om
Paragraph Matrix----- > *

Paragraph the cat sat
id

paragraph_id.

Obrazek 8 — Architektura PV-DM pro Doc2Vec. Prevzato z: [22]

e PV-DBOW (Distributed Bag of Words Version of Paragraph Vector)

Druhy ptipad architektury Doc2Vec. Inspirovan byl architekturou Skip-Gram, pridano
bylo paragraph_id.

Classifier | the| [ cat] [sat] [on |

Paragraph Matrix --------->
Paragraph
id
Obrazek 9 — Architektura PV-DBOW pro Doc2Vec. Prevzato z: [22]
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3.4 Vyhodnoceni uspéSnosti a testovani klasifikatoru

Po procesu uceni jednotlivych klasifikacnich modell je tfeba modely patficné otestovat,
at’ uz kvili vyhodnoceni uspés$nosti, stanoveni vysledkii experimenti nebo také pro
porovnani vysledk, které klasifikacni modely vykazovaly pii pouZiti riznych vstupnich
parametrl. Testovani probihd na testovaci mnoZziné dat, ve které by se nemély opakovat

vZory z mnoziny trénovaci.

Vétsina metrik, které se pro ucely vyhodnocovani pouzivaji, vychazi z tzv. matice
zamén (confusion matrix), ktera zobrazuje spravné odpovédi a odpovédi na vystupu
klasifikatort. V zakladnim tvaru matice, tzn. pro binarni klasifikaci, rozeznavame Ctyfi
druhy odpovédi — true positive (spravné positivni), true negative (spravné negativni),

false positive (chybné pozitivni) a false negative (chybn¢ negativni).

Model Model
Ano Ne
Spravné True Positive False Negative
Ano (TP) (FN)
Spravné False Positive True Positive
Ne (FP) (TP)

Tabulka 5 — Matice zameén pro bindrni klasifikaci (Confusion matrix)
Z matice jsou ziejmé tfi hlavni vlastnosti. Sloupce tvoii odpovédi klasifikatoru a radky
odpovidaji spravnym odpovédim. Bezchybny klasifikator ma tedy nenulové hodnoty
pouze na své hlavni diagonale. Pokud bychom secetli vS§echny hodnoty matice, dostali

bychom soucet vSech vzoril z testovaci mnoziny.
Nejcastéji vyuzivana metrika pro vyhodnoceni uspésnosti klasifikatora:

e Celkova presnost (Accuracy)

P TP + TN a2
r =
CCUracy = Tp ¥ TN + FP + FN

e Celkova chyba (Error)

S FP + FN a3
TTOT = TP TN + FP + FN

e Piesnost (Precision)
TP

Precision = TP T FP (14)
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e Uplnost (Recall)

Recall = — % (15)
R

e F-mira (F-measure)

F _ 2 * Precision * Recall (16)
measure = Precision + Recall

K samotnému testovani nasledné mizeme vyuzit fadu metod, které s sebou nesou
urcité aspekty, napf. princip testovani ¢i jaky pomér trénovacich a testovacich dat se
pouzije.

3.4.1 Ktizova validace

Kiizova wvalidace, anglicky Cross Validation, je jednou z nejznaméjSich
a nejpouzivangjSich metod testovani. Princip metody je takovy, Ze dostupnd data
rozdélime na K casti. K-1 ¢asti se pouzije pro trénovani modelu a zbyla ¢ast se vyuzije
pro testovani. Tento postup se K krat opakuje. Pro testovani se pokazdé vyuzije jina ¢ast

mnoziny. Vysledky dil¢ich operaci se nakonec zpraiméruji.

Iteration 1 Iteration 2 Iteration 3 Iteration K
Fold 1 Fold 1 Fold 1 Fold 1
Fold 2 Fold 2 Fold 2 oo e Fold 2
Fold 3 Fold 3 Fold 3 Fold 3

° [ ° °

° ° ° °

° ® ° °
Fold K Fold K Fold K LA Fold K

|:| Training data |:| Test data

Obrazek 10 — Krizova validace K-Fold, prevzato z ¢lanku: [23]
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3.4.2 Leave One Out

Pro mnoziny dat s mensim po¢tem vzoru se da vyuzit metoda Leave One Out, princip je
pak dost podobny ktizové validaci. Pfedpokladejme, ze v mame mnozinu dat o N
vzorech, N-1 vzora se vyuzije pro trénovani modelu, zbyly vzor se nasledné vyuZije pro
testovani. Proces se opakuje N krat a vysledky se pruméruji. Leave One Out je vypocetné

velmi naroénou metodou.

3.4.3 Nahodny vybér
Nahodny vybér je nejjednodussi a Casove nejméné narocnou metodou pro testovani. Data
nahodné rozdélime v urcitém pomeru na trénovaci a testovaci mnozinu. Vypocet s takhle
rozdélenymi daty prob¢hne jen jednou.
Nejcastéji pouzivané rozdé€leni pii nahodném vybéru:
e Trénovaci: 80 %, Testovaci: 20 %

e Trénovaci: 67 %, Testovaci: 33 %

e Trénovaci: 50 %, Testovaci: 50 %
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4 Prakticka cast

Tato ¢ast je vénovana navrhu feSeni a nasledné implementaci softwaru, ktery je schopen

klasifikovat webové stranky do nékolika kategorii na zaklad¢ textovych informaci, které

se na webové strance nachazeji.

4.1 Obecny navrh reSeni

Nez se pustim do samotné implementace, je nutné urcit, jaké dil¢i kroky budou potieba k

dosazeni cile a jaké typy tloh bude software fesit.

1.

Vyvoj celého feSeni stoji v prvni fadé na mnoZiné dat, se kterou bude software
nasledné pracovat. V tomto piipadé jsou to webové stranky a kategorie, do
kterych patii. Spravnost dat je pii feSeni klasifikacnich uloh stéZzejni a jejich
dostupnost je nutnou podminkou pro uceni klasifika¢nich modelt.

Z mnoziny stranek je potieba stahnout vSechny webové stranky. Za timto
ucelem je dulezité vybrat nastroj takovy, ktery si umi poradit s dynamicky
generovanym obsahem, popt. ramcovymi weby.

Ze stazenych stranek vytdhnout veSkery text. Text z webovych stranek bude
pozdé&ji podroben analyze. Stahovani textu je predmétem web scrapingu.

Text se nachazi v tzv. raw/plain podobég, aby byla klasifikace mozna, resp. co
nejvice Uspésnd, je potieba tento raw text predzpracovat a vytvorit mnoZinu
tokenii.

Z tokent vytvorit slovnik, tedy korpus, celého klasifika¢niho algoritmu.
Vymyslet a naimplementovat zpusob, kterymi Se jednotlivé tokeny zakéduji.
Vystupem této tllohy by mél byt vektor priznakii.

Vybrat metody strojového uceni, které po implementaci budou realizovat funkci

f(x) =y, kde x bude vektor ptiznakii a y vysledna kategorie.

Samotny program by poté mél rozliSovat fazi uceni ¢i testovani a fazi klasifikace

jednotlivé stranky, ktera se objevi na vstupu programu s jiz nau¢enymi klasifikatory.
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Stazeni webovych Predzpracovani
stranek textu

Kédovani slov

Uéeni
klasifikatoru

Naéteni textu
(plain text)

Tvorba slovniku

Obrazek 11 — Workflow algoritmu pii procesu uceni

Stazeni webové Predzpracovani

. Kodovani slov
stranky textu

Klasifikace
stranky

Nacteni textu

(plain text) Pouziti slovniku

Obrazek 12 — Workflow algoritmu pro klasifikaci stranky

Na obrazku 11 a obrazku 12 si lze v§imnout mirn¢ pozménénych piistupii pro fazi uceni
a klasifikaci, kde v ptipad¢ prvnim dochazi ke stahovani celé mnoziny stranek a tvorbé
slovniku. Ve druhém piipadé¢ dochazi ke stazeni stranky, kterd se nachazi na vstupu

algoritmu a nasledné se pouzije slovnik, ktery byl vytvoten ve fazi trénovaci.

4.2 Implementace

Tato ¢ast je vénovana konkrétnimu feseni véetné odpovedi na otazky z kapitoly 4.1

4.2.1 Sbér dat

Zakladnim stavebnim kamenem celého projektu jsou data, na kterych je provadéno uceni
a testovani klasifikacnich modelt. Z hlediska spolehlivosti klasifikace bylo zapotrebi
sehnat dostatecné mnoZzstvi webovych stranek a urcit jejich cilovou kategorii. Tato dil¢i

cast lze fesit v podstaté tfemi zpUsoby.

1. Sehnat jiz vyhotovenou mnozinu stranek v¢. cilovych kategorii.
o Pro Ceské stranky velmi obtizné, momentalné neexistuje zadny volné dostupny
zdroj a vyzaduje ucast teti strany, ktera takovato data dobrovolné poskytne.
2. Napsat script, jenz bude pfedmétem web scrapingu, pro stahovani webovych
stranek z katalogt.
o Katalogy webovych stranek mohou byt zastaralé¢. V lepSim ptipadé obsahuji
stranky, které jiz neexistuji nebo jim vyprSela platnost domény. V hor§im
pfipad¢ obsahuji stranky, jejichz obsah neodpovidd predem deklarované

cilové Kkategorii. Pti feseni klasifika¢ni ulohy nelze akceptovat nespolehliva
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data, data takovéhoto typu vedou k nespravnému nauc¢eni modelu a tim padem
roste celkova chyba klasifikace.
3. Nasbirat webové stranky ru¢né a ovétit platnost obsahu.
o Rucni sbér je oproti predeslym metodam casove velmi naro¢ny, nabizi ovsem
moznost ovéfeni platnosti a spolehlivosti obsahu stranek. Tyto vlastnosti jsou
pii feSeni klasifikac¢nich tloh klicové.

Pro sbér dat jsem nejdiive zvolil moznost psani scriptu pro stazeni webovych stranek

z katalogii na adrese https://odkazy.seznam.cz/, tento postup by mi umoznil sehnat velké
mnozstvi stranek do svého datasetu. Pozd¢ji jsem dosel ke zjisténi, ze katalog je velmi
zastaraly. Velké mnozstvi odkazli jiz viibec nefunguje a v mnoha piipadech stranky
neobsahovaly pfedem deklarovany obsah, nybrz obsah z Giplné jiné kategorie. Zvolil jsem
tedy cestu rucniho sbéru. JelikoZ klasifikace probihd na zéklad€ analyzy textu, stranky
musely rovnéz spliovat podminku pfitomnosti dostatecného mnozstvi smysluplnych
textovych informaci, ze kterych lze rozeznat, o jakém tématu stranka pojednava. Z toho

rovnéz vyplyva, ze stranky sloZené pouze z obrazkl jsem do datasetu nezatadil vitbec.

Samotny sbér stranek probihal tak, ze jsem vybral kategorii, ktera obsahovala dostatek
webl, jednotlivé jsem prochazel vSechny odkazy, které nalezely této kategorii (Ci
podkategorii) a webové stranky, které byly relevantni a vyhovujici pro moji tlohu, jsem
ulozil do oblibenych polozek s nazvem cilové kategorie. Po nasbirani vSech odkazi jsem
pouze jiz vyexportoval oblibené polozky do HTML souboru tak, ze jeden HTML soubor
se rovnal jedné kategorii se vS§emi weby, které této kategorii nalezi. Tato cesta se mi zdala

v kontextu ru¢niho sbéru nejrychlejsi.
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4.2.2 Cilové kategorie

Bylo pfedem jasné, ze kvuli ¢asové naro¢nosti nebudu schopen nasbirat velké mnozstvi
kategorii, které by obsahovaly dostatek odkazii. Vyhledal jsem proto konkrétni kategorie,
pro které, v katalogu webovych stranek od firmy Seznam.cz, a.s., byla pfedem

deklarovana existence alesponi 400 odkazii. Toto snazeni mé piivedlo k nasledujicim

kategoriim:
o Psi
o Kocky

e Gastronomie
e Fotbal
e Ostatni (pfidana pozdéji)

Ptesné tyto kategorie dokézaly splnit podminku, aby se jednalo o konkrétni téma, ve
kterém bude obsazeno nejméné 400 odkazi. Podotykam, ze u kategorie kocky jsem musel
pfimhoufit oci, protoze bylo pivodné deklarovano o néco méné vzorka nez 400. Po
ruénim sbéru a kontrole obsahu mi z kazdé kategorie zbylo alespon 240 vzorkd pro

kazdou kategorii.

S témito ¢tyfmi kategoriemi, které jsou zvyraznény tuénym pismem, pozdéji probihala
velka ¢ast experimentu, pozdéji se ale vyskytla otazka: ,,Co se stane, pokud ke klasifikaci
pfilozZim stranku zGplné jiné kategorie?. Klasifikator stranku zafadi do nékteré
Z existujicich kategorii, které se naucil na trénovacich datech. Proto jsem pozdéji nasbiral
dalsi kategorii, kterd je slozena z ndhodnych webovych stranek, které nespadaji ani do
jedné ze Ctyt predeslych. Zbyvala pouze otdzka, jak tato obecna kategorie, vlozend do

¢tyt konkrétnich, ovlivni GspéSnost klasifikace.

Kategorie (1L o kataloger) | zafasengeh do datasetu
1 Psi 2709 401
2 | Kocky 376 248
3 | Gastronomie 551 267
4 | Fotbal 626 240
5 | Ostatni - 276

Tabulka 6 — Kategorie pro klasifikaci
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4.2.3 Programové vybaveni

Jako programovaci jazyk jsem pro tvorbu softwaru zvolil Python, a to pfedevsim kvuli

rychlosti, flexibilit¢ a dostupnosti knihoven a nastroju, které se pro machine learning a

text mining bézné pouzivaji a které znateln¢ ulehci vyvoj tohoto softwaru.

Programové vybaveni, externi knihovny, uziti:

Python 3.9.1 — programovaci jazyk

beautifulsoup4 v.4.9.3 — web scraping

numpy 1.20.1 — matematické vypocty

pandas 1.2.2 — efektivni prace s textem

scikit-learn 0.24.1 (sklearn) — machine learning, text mining
selenium 3.141.0 — stahovani webovych stranek

joblib 1.0.1 — ukladani a nacitani nau¢enych modelt, serializace objektt

4.2.4 Struktura programu

Tento software vyuziva klasifika¢ni modely SVM, Naive Bayes a K-Nejbliz$i sousedii.

Pro vektorizaci textu (tvorbu ptiznakil) je vyuzivana metodika TF-IDF. Program je

konstruovan celkem z osmi tiid a jednoho spoustéciho scriptu. Kazda z nize uvedenych

tiid ma v programu specifickou funkci a obstarava pouze typ tlohy, ktera mu nalezi.

Kompletni zdrojové kody vcetné dokumentace a navodem na spusténi jsou soucasti

ptilohy prace.

Ttidy:

ScrapeHandler — Obstarava veskerou praci S HTML dokumenty, vcetné
stahovani textll z webovych stranek.

DatasetManager — Piipravuje a piedzpracovava stazena data pro naslednou
Klasifikaci, stara se 0 tvorbu korpusu nad textem z webovych stranek.
DatasetVectorTfIdf — Ttida zahrnujici metodiku TF-IDF. Slouzi ke tvorbé
TF-IDF slovniku, rozdé€leni dat na trénovaci a testovaci mnozinu, vektorizaci
textu (tvorba ptiznak) pro vstup do klasifikatort.

Classifier(ABC) — Abstraktni bazova tfida zahrnujici zakladni proménné a
metody pro konkrétni klasifikatory. Spolecna c¢ast pro vSechny klasifikacni

modely.
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e NaiveBayes(Classifier) - Tiida dédici z abstraktni t¥idy Classifier,
inicializuje a specifikuje klasifika¢ni model Naive Bayes.

e SVM(Classifier) - Inicializuje a specifikuje klasifikaéni model Support
Vector Machines.

e KNearestNeighbors(Classifier) — Specifikuje a inicializuje model K-
Nejblizsi soused.

e ProgramControl — Tiida obsahuje metody pro ovladani celého programu, ty
jsou volany spoustécim scriptem.

e main.py — Uvodni spoustdci script, ktery obsahuje konzolové uZivatelské

rozhrani. Pro plnéni pozadavki uzivatele vytvari objekt typu ProgramControl.

4.2.5 ScrapeHandler

Je tfida, kterd obstardva veskerou praci s webovymi strankami a lokaln¢ ulozenymi
HTML soubory. Mnozina webovych stranek byla sbirana vkladanim webt do oblibenych
polozek, které se nasledné vyexportovaly z prohlizece a byly uloZeny na lokalni médium
ve tvaru: kat ndzevl.html, ..., kat ndzevN.html. Z tohoto divodu je potieba z takto
vyexportovanych polozek vytdhnout vSechny odkazy. Tato ¢innost podléha discipling
zvané web scraping, pro kterou pouzivam knihovnu BeautifulSoup4 (dale jen bs4). Tato

knihovna také stahuje vsechny textové informace z webovych stranek.

Ttida ScrapeHandler puvodné vyuzivala knihovnu requests, ktera obstaravala
stahovani html souboril z webovych stranek. Tato knihovna je pro své ucely velmi rychla,
ale nedokaze si poradit s webovymi strankami, které jsou psané ramcové. Z toho duvodu
jsem knihovnu nahradil nastrojem Selenium. Tento nastroj vyuziva svij ovladac (driver),
kterym poskytuje rozhrani mezi Python scriptem a zvolenym prohlize¢em. Pivodné byl
tento nastroj vyvinut pro testovani webovych aplikaci, av§ak kviili moznosti pfistupovani
k dynamicky generovanym webtim, jsem tento nastroj pouzil pro stahovani dynamickych
a rdmcovych webovych stranek. Pomoci parametrti 1ze ovladaci fict, jaky zplisobem ma

k webovym strankam piistupovat.
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Inicializace Selenium Webdriveru:

options = webdriver.ChromeOptions()

options.add_argument('--ignore-certificate-errors')
options.add_argument('--incognito')
options.add_argument('--headless")

des_capabilities = DesiredCapabilities.CHROME
des_capabilities["pagelLoadStrategy"] = "eager"

driver_instance = webdriver.Chrome(
driver_path,options=options,
desired_capabilities=des_capabilities
)

driver_instance.set_page load_timeout(driver_timeout)

Zdrojovy kéd 1 — Inicializace Selenium Webdriver

Ve zdrojovém kodu 1 mtizeme vidét fadu argumentt. Webdriveru v podstaté fikame, aby
pro piistup k webum pouzil prohlize¢ Google Chrome, dale aby ignoroval chybné
certifikaty, stranky se maji otevirat v soukromém rezimu, pii navazani spojeni neotevirat

prohlize¢, nacist pouze text, obrazky nikoliv.

Takto inicializovany webdriver lze nasledné pouzit pro ziskani html dokumentu
konkrétni webové stranky, a to volanim metody driver.get(url). Po zisku tohoto html
dokumentu se nejdiive testuje, zdali je web psany ramcove, pokud ne, bs4 rovnou stahne
text. Pokud by se jednalo o ramcovou webovou stranku, da se predpokladat, Ze
nejuzitecn€jsi informace se nachdzi na prvnich tfech ramcich. Selenium tedy ziska

textové informace z prvnich tfech ramcti, a to pomoci piepinani kontextu webové stranky.

framesList = soup.findAll("frame")

if (len(framesList) < 1):
self. text_from_website = soup.getText()

else:
for i in range(@, 3):
driver.switch_to.default_content()
driver.switch_to.frame(i)
soup = BeautifulSoup(driver.page source, "html.parser")
self. text_from_website += f"\n{soup.getText()}"

Zdrojovy kéd 2 — Uryvek metody pro ziskdni textu z Webové strdanky
StaZeny text je nasledné¢ ve své raw/plain podobé piedan tfidé DatasetManager

k dal$imu zpracovani.
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4.2.6 DatasetManager
Tato tfida obstarava veskerou praci s textem, tzn. predzpracovani a tvorbu hlavniho
korpusu. Ttida je v celém programu nejobsédhlejsi, z tohoto diivodu popiSu jen obecny

princip této tiidy, zdrojovy kod programu je dostupny ve formé ptilohy.

Jak jsem jiz zminil, tato tfida obstarava piedzpracovani textovych dat. V tomto

programu vyuzivam nasledujici metody:

e Lowering — zména na malé znaky napfi¢ textem
e QOdstranéni Sumu — odstranéni nechténych ¢i ptekazejicich znaka (v¢. Cislic)
e Tokenizace — vytvoreni kolekce tokeni (slov)

e Odstranéni stopwords — odstranéni slov s nulovou vypovidajici hodnotou

Mnozina stopwords byla ptevzata z [17]. Nékteré vyrazy byly pro Gcel mé ulohy ptidany,
jedna se o vyrazy — ddt, Www, prihlasit, prihldsent, prihla, ted. Naopak tato slova byla ze

seznamu odebrana — chu?, clanek, clanku, clanky, jim, téma.

Klasifikace probiha na zakladé¢ N nejfrekventovanéjSich slov. Abychom vyuzili
potencidl metodiky TF-IDF, je tfeba vSechna tato nejfrekventovanéjsi slova ulozit do
korpusu tolikrat, kolikrat se na webové strance vyskytly. Hlavni kol této tfidy je pak
nasledujici.

1. Pokud jsou data ulozena lokalné, pokracuj bodem 4.
2. Ze tridy ScrapeHandler si vyzadej text z kazdé stranky + kategorii, do
které stranka patri.
Tato data uloz lokalné do souboru progressedData.txt.
Zjisti parametr N.
Nacti obsah souboru progressedData.txt.

Proved predzpracovani textovych dat.

Vytvor histogram tokend (slov)

00 N o0 v b~ w

N nejfrekventovanéjsich tokenl uloz do korpusu tolikrat, kolikrat se na
strance vyskytly.

9. Uloz korpus do souboru corpus_top_words.csv.
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Pokud by se parametr N = 2, vysledny korpus by mél nasledujici format:

category g text

(%] ; format format format format textu textu
0 ; radek radek radek druhy

1 5 druha druha druha kategorie kategorie

Zdrojovy kéd 3 — Priklad vysledného korpusu pro K=2

Takto zkonstruovany korpus je nasledné piedan tiidé DatasetTfIdf pro tvorbu TF-IDF

slovniku, pomoci které¢ho jsou tvoteny vektory piiznak.

def getInputTopWords(self, top_words):
len_top_words = len(top_words)
text = "category" + self.SEPARATOR + "text\n"
text+= f"-1{self.SEPARATOR}"
for i in range(©,len_top_words):
text +=(top_words[i][@] + " ") * top_words[i][1]
text_for_pandas = io.StringIO(text)
text_dataframe = pd.read_csv(
text_for_pandas,sep=self.SEPARATOR,
engine="python", encoding="utf-8"
)

return text_dataframe

Zdrojovy kéd 4 — Ziskdni cilového formdtovani v ramei predikce
V piipadé, ze by si néktera z klasifikacnich tfid vyzadala konstrukci textu jedné
webové stranky v ramci predikéniho procesu, tfidni metoda ze zdrojového kodu 4 vytvori
DataFrame, jenz je kolekci knihovny Pandas, a zkonstruuje format, ktery koresponduje s
formatem souboru corpus_top_words.csv. Vystup nasledné putuje k zakodovani, o ktery
se stara tfida DatasetTfIdf.

4.2.7 DatasetTfldf

Ttida obsahujici metody pro tvorbu vysledného datasetu, ktery je pfijiman samotnymi
klasifikatory. Obstarava rozdéleni dat do trénovaci a testovaci mnoZiny, tvorbu TF-IDF

slovniku a vektorizaci textu (tvorbu ptiznaki) viéi TF-IDF slovniku.

Tato tfida vyuziva knihovnu sklearn z rodiny scikit-learn. Ttidy pro praci s TF-IDF
jsou implementovany Vv souboru sklearn.feature_extraction.text. Pocitani slozky
TF (term frequecny) ma na starost tfida CountVectorizer, ktera pocita frekvenci termu

VvV ramci celé mnoziny dat (postupné ptes kazdy vzor). Kazdy unikatni token dostane
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své identifika¢ni ¢islo (index), nasledné se vytvoii M * N matice, kde fadky tvori indexy
unikatnich termut, tadky pak zastupuji vzory z trénovaci/testovaci mnoziny. Pocet
unikatnich tokend, kterym fikame pfiznaky, uréuje parametr max_features. Pokud
bychom tedy méli korpus s 15000 unikatnimi slovy a uréili max_features=10000, velikost
TF-IDF slovniku by byla 10000 unikétnich slov (tokent/ptiznak).

token/vzor | token 1 | token 2 | ... | token M
vzor 1 3 0 1 0
vzor 2 0 2 3 1

0 0 0 1
vzor N 3 1 0 0

Tabulka 7 — Priklad TF matice vytvorené tridou CountVectorizer
Hodnoty matice z tabulky 7 poté reprezentuji frekvenci vyskytu daného tokenu(termu).
Pocitani slozky IDF ma na starost tfida TFIdfTransformer, ta piebira vyhotovenou

matici od tfidy CountVectorizer a hodnoty v ni pietransformuje z formy TF na formu

TF-IDF. Nasledujici vypoéty jsou pievzaty z [18]:

idf (t) = log 1:;;;0 +1 (17)

kde n je celkovy pocet webovych stranek, df (n) je pocet webovych stranek s vyskytem
tokenu t. Rovnice se oproti ucebnicovému piikladu mirné lisi. Vysledné tfidf vektory

jsou nasledn¢ normalizovany Eukleidovskou formou:

v v

vl V2 +vE + e+ v2

Unorm -

(18)
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Puvodni hodnoty matice z tabulky 7 jsou tedy nahrazeny hodnotami TF-IDF z rozsahu
< 0;1 >, matice pfiznakd je nasledné pfivedena ke klasifikacnim modeltiim k procesu

uceni/testovani.

# Argumenty jsou pritomny jako parametry konstruktoru

self.corpus = corpus

self.train_x, self.test_x, self.train_y, self.test y =
model selection.train_test split(

self.corpus["text"], self.corpus["category"],
test_size=test_size

)

self.tf_idf vector = TfidfVectorizer(max_features=max_features)
# Nauc¢ se slovnik unikatnich tokend (features)

self.tf_idf vector.fit(self.train_x)

# Vytvor matice priznakl pro trénovaci a testovaci mnozinu
self.train_x_idf = self.tf_idf vector.transform(self.train_x)
self.test_x_idf = self.tf _idf vector.transform(self.test x)

Zdrojovy kéd 5 — Uryvek konstruktoru tiidy DatasetTfIdf
Zdrojovy kod 5 ukazuje dalsi tfidu zknihovny sklearn. Jedna se o tfidu

TfIdfVectorizer, tato tfida v sob¢ zahrnuje CountVectorizer a TfIdfTransformer,

uleh¢i tak praci programdtorovi.

def vectorizelInput(self, text: DataFrame):
return self.tf idf vector.transform(text["text"])

Zdrojovy kod 6 — Pouziti slovniku k zakodovani textu pro predikci

Ve zdrojovém kodu 6 si miizeme v§imnout dalsi metody z tfidy DatasetTfIdf. Jedna
se o metodu, ktera v procesu predikce webové stranky navazuje na zdrojovy kod 4.
Na vstupu pfijimé objekt typu DateFrame, ve kterém se nachéazi text webové stranky.
Formatovani tohoto textu jiz koresponduje s formatovanim hlavniho korpusu diky
prechozimu kroku. Tento text se zakdoduje pomoci nauc¢eného TF-IDF slovniku (proces
ze zdrojového kodu 5) a vznikne tak vektor priznaki, ktery je pfijiman klasifikacnimi

modely.
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4.2.8 Classifier

Ttida Classifier je abstraktni bazovou, neni tedy mozné vytvofit instanci této tfidy. Jedna
se o spole¢nou c¢ast implementace ostatnich klasifika¢nich tfid NaiveBayes, SVM a

KNearestNeighbors.

Python v zakladu neobsahuje anotace pro vytvaieni abstraktnich tiid, za timto u¢elem
pozdgji vznikla tiida ABC (abstract base class), ze které nelze vytvofit instanci, ale stale
umozinuje navazujici dédicnost. V piipadé, Ze u prave konstruované tridy ptimo uvedeme
dédéni z ABC, trida zdédi vlastnost restrikce instanciovani objektd. Tento princip tedy

plné€ nahrazuje ptivodni absenci abstraktnich tfid a umozni pfedepsani spole¢né ¢asti [19].
Struktura tfid z rodiny Classifier mé nasledujici podobu:

€ typing.Hashable
A

I
|
|
€ object € abc.ABCMeta

isinstanceof

€ abc.ABC
€ Classifier.Classifier

€ Classifier.NaiveBayes € Classifier KNearestNeighbors € Classifier.SVMm
Obrazek 13 — UML Diagram trid z rodiny Classifier
Ttida Classifier obsahuje metody pro trénovani ¢i testovani modeli a volani predikce
pro webovou stranku, implementace je realizovana pomoci knihovny sklearn. Ttida
rovnéz obsahuje vybaveni pro ukladani a nacitani natrénovanych modelii, a to pomoci

knihovny joblib, ktera umoznuje serializaci hotovych objektu.
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Ttidni proménna self._model reprezentuje konkrétni klasifikatory, tato proménna je

inicializovana aZz samotnymi potomky.

# Uryvek tridni metody Classifier::train_model(..)

# Natrénuj model. Dataset je objekt typu DatasetTfIdf

self. model.fit(dataset.train_x_idf, dataset.train_y)

# Otestuj model na testovacich datech

predict_of _model = self. model.predict(dataset.test x_idf)

# Spocitej celkovou presnost modelu [%]

result = accuracy_score(predict_of _model, dataset.test_y) * 100

Zdrojovy kéd T — Uryvek metody train_model(...) tiidy Classifier
Metoda, jejiz uryvek je vyobrazen ve zdrojovém kodu 7, je volana svymi potomky, ktefi
nejprve inicializuji proménnou self._model, nasledné¢ volaji rodiCovskou metodu

a probéhne proces uceni klasifikatoru.

Hlavni metodou pro testovani klasifikator je v tomto softwaru kiizova validace, ktera
nejprve rozd€li data na trénovaci a testovaci mnozinu, ndsledné nau¢i model a poté
vypocitd celkovou piesnost klasifikace, tento proces se opakuje podle zadaného

parametru cv.

def cross_validate_score(self, max_features = 5000, cv=10):
self.set_dataset(max_features,test size=0.001)
dataset = self. dataset
X

y
# Rozdél dataset a proved cross-validate knihovnou sklearn

dataset.train_x_idf
dataset.train_y

scores = cross_val score(self. model, X, y, cv=cv)

print(scores)

print("%0.2f accuracy with a standard deviation of %0.2f" %
(scores.mean(), scores.std()))

Zdrojovy kéd 8 — Kiizovd validace, kéd astecné prejat z: [24]
Protoze je tieba zajistit, aby doslo k transformaci dat, kterou ma na starost objekt typu
TfIdfVectorizer spole¢né s metodou train_test_split(..) z knihovny sklearn,
rozhodl jsem se obé&tovat nepatrny zlomek korpusu, konkrétn¢ 0,01 %, ktery se kiizové

validace nezucastni, tento po€in je vyobrazen na 2. fadku zdrojového kodu 8.
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4.2.9 ProgramControl, main.py

ProgramControl je tfida, ktera se stard o funk¢nost celého programu. Poskytuje dil¢i
metody, diky kterym je mozné cely program inicializovat a nasledné fidit. Jedna se
o prostiednika mezi klasifika¢nimi tfidami a uzivatelskym rozhranim, které se nachazi
V hlavnim spoustécim scriptu main.py. Uzivatel zada sviij pozadavek prostiednictvim
spoustéciho scriptu, script main.py se stouto zadosti obrati na objekt tfidy

ProgramControl, ktery nasledné pozadavek realizuje.

.\Slozka s programem> python main.py -clf=svm https://www.jcu.cz

Zdrojovy kod 9 — Pozadavek na klasifikaci webové stranky pomoci SVM

elif opt_given == "-clf":
if (param_given == Classifier.SVM):
clf = Classifier.SVM
elif (param_given == Classifier.KNN):
clf = Classifier.KNN

try: #pc je instanci tridy ProgramControl, args list argumentl
pc.predict_webpage(args[0], clf)

Zdrojovy kéd 10 — Uryvek spoustéciho scriptu pii poZadavku na klasifikaci
Spoustéci script provede extrakci moznosti a parametrd zadanych na vstupu. Zjisti, ze
se jedna o ptikaz ke klasifikaci webové stranky pomoci modelu SVM, pozada tedy objekt
ttidy ProgramControl o provedeni této akce. Tento princip funguje analogicky u vSech

ostatnich poZadavkd, které uZivatel zadava.
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4.3 Testovani a vysledky

Po navrzeni a implementaci systému bylo provedeno testovani celkové presnosti modelu
pro n¢kolik aspektd. Hlavni metrikou pouzitou pro testovani byla celkova presnost
modelu (accuracy) a jako techniku testovani jsem zvolil desetinasobnou kFiZovou

validaci.

4.3.1 Pridani obecné kategorie

Jak jsem jiz avizoval v podkapitole 4.2.2, ptivodni pocet kategorii byl o jedna mensi,
v mnozin¢ webovych stranek o psech, kockdch, gastronomii a fotbalu chybé¢la kategorie
ostatni, ktera byla ptidana pozdéji pro piipad, Ze by se na vstupu objevila stranka, ktera
nespada ani do jedné ze Ctyt uvedenych kategorii. Pfidani velmi obecné kategorie do ¢tyt
konkrétnich by mohlo mit za nasledek rapidni narust celkové chyby klasifikace, z tohoto
duvodu jsem na puvodnich datech (4 kategorie) provedl méfeni celkové piesnosti pro
vsechny implementované modely a nasledné zméfil celkovou piesnost modeld po ptidani

obecné kategorie ostatni.

Vliv pridani obecné kategorie na celkovou presnost
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Graf 1 — Vliiv pridani obecné kategorie do ctyr konkrétnich
Pti testovani byly u modelt vyuZity parametry, pro které modely vykazovaly nejvys$si
uspés$nost pii relativné malém narustu vypocetni naro¢nosti. Z grafu 1 je ziejmé, ze

pfidani obecné kategorie ma vliv na procentualni uspésnost modelu. Nutno podotknout,
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ze nariist chyby neni ani zdaleka tak razantni, jak by se pfedem dalo ocekavat a ze pokles

obecnost této kategorie nemusi mit az takovy vliv.

4.3.2 K-Nejblizsich sousedii
Pfedmétem tohoto testovdni bylo nalezeni optiméalni hodnoty parametru K,
které u algoritmu kNN udava, kolik sousednich vektorl z trénovaci mnoziny urcuje

vitéze, tedy cilovou tfidu nové klasifikovanych dat. Testovany byly pouze liché hodnoty.

Vsechna nasledujici méfeni byla provedena za ptitomnosti obecné kategorie ostatni,
tato kategorie je aktualné soucasti mnoziny stranek a experimentalniho softwaru

dodaného formou pftilohy této prace.

Celkova presnost kNN v zavislosti na paramtru K
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Nalezeni optimalni hodnoty K je klicové pro cely klasifika¢ni algoritmus. Vyssi
hodnoty v mnoha piipadech vedou k presnéjsi klasifikaci novych dat, nelze ale tuto
hodnotu zvolit libovoln¢ vysokou, jelikoz S narustem hodnoty K narGsta rovnéz
vypocetni naroc¢nost. Z grafu 2 je ziejmé, ze nejkritictéjsi rozdily presnosti klasifikace se

déji u nizsich hodnot K, kdezto vysoké hodnoty maji relativné stabilni prab¢eh.

Pro vSechny ostatni méfeni bylo zvoleno K = 57, protoze vykazovalo nejstabilnéjsimi
vysledky pii relativné nizké vypocetni narocnosti, a to se standardni odchylkou 0,01.

K = 57 tvoii v experimentalnim softwaru defaultni hodnotu.
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4.3.3 Support Vector Machines

SVM implementované knihovnou sklearn disponuje Sirokou Skalou nastavitelnych
parametrl. V této praci je pro klasifikaci vyuzivano SVM s linearni kernelovou funkeci.
Pro tento typ je kriticky pfedevsim parametr C, ktery udava regulaci hrani¢niho pasma
tvofeného podplirnymi vektory. U implementace SVM knihovnou sklearn plati, Ze nizsi
parametr C znamena niz8i regulaci hrani¢niho pasma a pfipousti tak urcitou chybu
Klasifikace. Niz$i hodnoty C jsou vyuzivany pro data, ktera caste¢né narazi na problém

linearni separace [20].

Linearni SVM —volba parametru C
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Graf 3 — Support Vector Machines, testovani parametru C

Defaultni hodnota pro experimentalni software je nastavena na C=3, znovu z davodi

nejstabilnéjsich vysledki pii testovani metodou kiizové validace.
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4.3.4 N-NejfrekventovanéjSich slov
Cely klasifikac¢ni algoritmus stoji na extrakci N-nejfrekventovanéjsich slov z webovych
stranek v procesu piedzpracovani dat, nabizi se tedy velmi dilezita otazka — jaky vliv ma

parametr N na celkovou ptesnost vSech klasifikaénich modelt?

Uspé&nost klasifikace pro
N-nejfrekventovanéjsich slov

SVM
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%
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Graf 4 — Porovnani modelii pri N-nejfrekventovanéjsich slovech
Graf 4 ukazuje celkovou ptesnost vSech klasifikatorti. Z grafu je zfejmé, ze nejvetsi
vypovidajici hodnotu ma 10 nejfrekventovanéjSich slov. U této hodnoty N je nejvyssi
narust celkové presnosti. Naopak u N = 55 se nartist celkové presnosti V podstaté zastavi

a nasledné¢ stabilizuje.

Hodnota N ma piimy dopad na pocet (ne)nulovych hodnot v matici ptiznaki, tim
padem s vysSimi hodnotami N stoupd vypocetni narocnost. V softwaru je defaultné

nastavenana N = 80

36



S Zavér
Tato prace se zabyvala klasifikaci webovych stranek a byla ¢lenéna na ¢ast teoretickou a

¢ast praktickou.

V ramci teoretické ¢asti byla provedena literarni reSerSe v oblasti strojového uceni, kde
byly podrobné popsany pouzité klasifikaéni modely, a to Naivni Bayesuv klasifikator,
K-Nejblizsich sousedit a Support Vector Machines. V teoretické ¢asti byla rovnéz
popsana problematika text miningu v ramci ¢eského jazyka. Nasledné se teoreticka ¢ast
zabyvala Ciselnou reprezentaci textu, konkrétné nejpopularnéjsi metodou TF-IDF.
V ramci novych piistupt ke klasifikaci webovych stranek byly popsany i dal$i metody
Ciselné reprezentace, a to Word2Vec ¢i Doc2Vec, které by pfi spravném vyuziti dokazaly

zachytavat podrobnosti slov a detekovat tak slova, ktera jsou vyznamové podobna.

Prakticka Cast se nejprve vénovala tvorbé mnoziny webovych stranek. Déle se pak
vénovala ndvrhu a implementaci experimentalniho softwaru, ktery klasifikuje webové
stranky na vstupu programu do péti riznych kategorii, jedna se 0 kategorie, které se vénuji
psum, kockam, gastronomii, fotbalu a ostatnimu obsahu. Vyznamnou roli v tomto
softwaru hraje nastroj Selenium, které slouzi ke stahovani webovych stranek, a to jak
dynamickych, tak ramcovych. Dalsi vyznamnou knihovnou je Scikit-learn. Diky této
knihovné byly do programu naimplementovany klasifikaéni modely a technika
TF-IDF, tou je nasledné realizovana tvorba piiznakt. Jako techniky pro pfedzpracovani
textovych dat jsem zvolil tzv. lowering, odstranéni Sumu, odstranéni stopwords
a tokenizaci. Lemmatizace a stematizace v programu chybi z diivodi velmi omezené
dostupnosti pro c¢esky jazyk. Klasifikace samotna pak probihd na zakladné

N-nejfrekventovanéjsich slov.

Soucasti praktické ¢asti je i prezentace vysledkl klasifikaénich modeld. Testovani
bylo provadéno desetinasobnou kiiZzovou validaci a jako metrika byla zvolena celkova
presnost modelu. Jelikoz prvotni navrh systému pocital pouze se ¢tyimi konkrétnimi
kategoriemi, provedl jsem méfeni celkové presnosti nejprve s témito konkrétnimi
kategoriemi a nasledné zmétil celkovou piesnost za pritomnosti obecné kategorie ostatni.
Tyto vysledky byly nasledné porovnany. Soucasti vysledki je i méfeni celkové presnosti
pro ruzné argumenty klasifikatort. Jako posledni byla zjiStovana zévislost
N-nejfrekventovanéjSich slov, tedy jak ovlivni ispéSnost klasifikace zména parametru N.

Pii testovani programu na jednotlivych strankéch jsem rovnéz narazil na zajimavost,
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ktera se tykala webu www.seznam.cz. Tento web obsahuje ptfevazné odkazy na clanky

aktualniho déni. V dob¢ testovani se psalo hlavné o politice a program tedy vyhodnotil
vystup jako kategorii ostatni. Parkrat se ovSem stalo, Ze aktudlnim tématem byl fotbalovy
klub SK Slavia Praha a v téchto piipadech program vyhodnotil vystup jako kategorii
fotbal.

Nedostatkem mého navrhu je pak predevS§im nefeSeni synonym a vyznamové
podobnych slov. Z tohoto hlediska by opravdu pomohla implementace Word2Vec misto
pouzitého TF-IDF, bohuzel, jak jsem zminil v teoretické ¢asti, pro klasické modely
neexistuje zadné rozumné feSeni, jak implementace dosédhnout. Jedind mozZnost jsou
momentalné agregaéni funkce, pfi kterych ovSem také dochazi ke ztraté téchto detaili.
Do budoucna, v pripad¢ navazani na tuto praci, mam v planu konstrukci neuronové sité,
ktera by naptiklad mohla piijimat slova zakdédovana pomoci Word2Vec, a to pifimo na

vstupni vrstve.
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7 Piilohy

Soucasti této prace je prilohova slozka, ktera je uloZena ve $kolnim systému na adrese

www.wstag.jcu.cz. Tato slozka obsahuje kompletni zdrojové kody programu vietné
soubort, které s timto programem souvisi, dale obsahuje elektronickou verzi bakalarské

prace.
Struktura

Patrik_Dohnal 2021 BP_prilohy.zip

— README
README.txt # soubor s navodem na spusténi, dokumentaci, uzitim
Classifier.py
DatasetManager.py
# tfidy programu
ProgramControl.py
ScrapeHandler.py
main.py # spoustéci script
corpus_top_words.csv # korpus N-nejfrekventovangjSich slov
czech_stopwords.txt # Ceské stopwords
progressedData.txt # data stazenych stranek
progressedDataTemp.txt # data stranek nov¢ piidané kategorie
kneighbors_results.txt —
naive_bayes_results.txt = # vysledky testd po nauc¢eni modelt
svm_results.txt —
kat_psi.html ™
kat_kocky.html
kat_gastro.html = # vyexportované kategorie z prohliZzece
kat_fotbal.html
kat_ostatni.html —
KNN_model.joblib _—
mNB_model.joblib >— # serializované tfidy, ulozené modely
svm_model.joblib —
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