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ABSTRAKT 
Tato práce se zabývá návrhem a realizací algoritmu pro segmentaci cév oční sítnice 
ve snímcích s vysokým rozlišením. Jako metoda byla zvolena neuronová síť se dvěma 
skrytými vrstvami. Bylo získáno celkem 7 příznaků, a to z přizpůsobené filtrace na základě 
tloušťky cév, z texturní analýzy a jednotlivé jasové pixely. V rámci práce byla manuálně 
anotována celá databáze pro implementaci algoritmu i výsledné vyhodnocení. Dosažená 
průměrná senzitivita dosáhla hodnoty 80%, specificita 97%, a úspěšnost segmentace cév 
(Dice skóre) 59%. 

KLÍČOVÁ SLOVA 
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ABSTRACT 
This thesis focuses on implementation of an algorithm for retinal vessel segmentation 
in high resolution retinal images. A neural network with two hidden layers was used 
as the method. A total of 7 features were obtained from matched filtering based on 
vessel thickness, texture analysis and individual pixels brightness. Within the thesis, the 
whole database was manually annotated for the implementation of the algorithm and the 
results. The achieved mean sensitivity reached 80%, specificity 70% and Dice coefficient 
is 59%. 
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Úvod 
Zrak je lidský smysl, který dokáže vnímat světlo, různé barvy, tvary a hlavně slouží 
k orientaci v prostoru. Nejprve je tato práce zaměřena na anatomii oka a detailnější 
popis sítnice v kapitole 1. Oko, jako hlavní orgán zraku, se dělí na několik částí. Jed­
nou z těchto částí je právě sítnice, která je v rámci práce podrobněji rozepsána. Oční 
sítnice představuje místo v lidském těle, kde lze neinvazivním způsobem pozorovat 
cévy. Existuje několik zobrazovacích systémů sítnice, díky nimž můžeme snímat a 
vyšetřovat právě zadní segment oka. V této práci byly především rozebrány sys­
témy, které mají v sobě zabudovaný subsystém adaptivní optiky. Adaptivní optika 
je část optiky, kde je využíváno korekce tvaru vlnoplochy. V nynější době se adap­
tivní optika dostává právě do přístrojové techniky, jako jsou diagnostické přístroje 
v oftalmologii, které jsou popsány v podkapitole 2.2. 

Hlavním cílem této práce je samotná segmentace cév ve snímcích sítnice s vyso­
kým rozlišením. Segmentace je rozdělení obrazu na jednotlivé části, které odpovídají 
reálným objektům. O souhrnu technik, které se používají pro segmentaci obrazů, 
pojednává kapitola 3. Segmentace cév hraje zásadní roli v diagnostice různých one­
mocnění oka. Jedním z takových onemocnění je diabetická retinopatie, která vzniká 
jako důsledek postižení cév u diabetu mellitu (cukrovka). Toto onemocnění se řadí 
mezi hlavní příčinu slepoty. Pro účinnou a rychlou léčbu je velmi žádoucí pravidelná 
kontrola, protože je potřeba tyto nemoci diagnostikovat už v rané fázi. Přesná a 
automatická segmentace cévního řečiště je náročný úkol, ovšem tato automatická 
segmentace se nadále zlepšuje. 

Existuje několik metod a technik, které vedou k segmentaci cévního řečiště ze 
snímků sítnice. Jednou ze základních metod, která je využívaná ve velkém množství 
publikací, je metoda založena na segmentaci cév s využitím 2D přizpůsobené filtrace. 
Jinou z hojně využívaných praktik je metoda založena na sledování, nebo využití 
neuronových sítí. 

V kapitole 4 je popsána základní problematika neuronových sítí s ukázkou akti­
vačních funkcí, popisem učení sítě, kriteriálních funkcí a optimalizačních metod. 

Praktická část práce je zaměřena na volbu a zhodnocení jednotlivých příznaků 
pro klasifikaci, které vychází například z přizpůsobené filtrace, a dále vyhodnocení 
jednotlivých snímků. Vyhodnocení se provádí na základě senzitivity, specificity a 
koeficientu Dice. 
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1 Lidské oko 
Lidské oko je párový smyslový orgán, který se vyvinul z primitivních světločivých 
skvrn na povrchu těla bezobratlých. V každém oku je uložena vrstva receptoru, na 
které optický systém soustřeďuje světelné paprsky, a systém neuronů, které vedou 
signály od receptoru do mozku. Lidské oko je kulovitý orgán, který je chráněný 
obalem očnice. Pohyby oka jsou umožněny šesti okohybnými svaly [1]. 

1.1 Anatomie oka 

Lidské oko je velmi složitý systém, který je tvořený množstvím částí, které musí 
dokonale spolupracovat. Struktura lidského oka je zobrazena na obrázku 1.1. 

Obr. 1.1: Struktura oka [2] 

Vlastním orgánem oka je oční koule (lat. bulbus oculi), která má kulovitý tvar a 
její stěna je rozdělena do tří vrstev : 
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• vnější - bělima, rohovka 
• střední cévnatá - cévnatka, řasnaté tělísko, duhovka 
• vnitřní - sítnice. 
Vnější obal je tvořen neprůhlednou tuhou vazivovou blánu - bělimou (lat. sklera), 

která přechází v přední části oka v průhlednou rohovku (lat.cornea)[í\. 
Rohovka představuje mechanickou a chemicky nepropustnou bariéru mezi vnitř­

ním a vnějším prostředím spolu se spojivkou, sklérou a slzným filmem. Rohovka 
je díky své optické mohutnosti nej důležitější složkou optického systému oka. Svě­
telný paprsek se po dopadu na ní nejvíce láme při své cestě na sítnici. Rohovka 
tedy nejvíce ovlivňuje směr šíření světelného paprsku v optickém aparátu oka. V ro­
hovce se nachází nervová vlákna, ale není prostoupena cévami. Při dotyku rohovky 
se vybavuje nepodmíněný reflex - sevření víček [7, 8]. 

Střední vrstva oka, která je bohatá na cévy, se nazývá cévnatka (lat. chorioidea). 
Tvoří j i pružné vazivo, kde se nachází množství cévních kliček a pigmentových buněk 
- melanocytů. Jejich pigment pohlcuje světlo a tím zabraňuje rozptylu světelných 
paprsků uvnitř oka. Hlavní funkcí cévnatky je výživa tyčinek a čípků. Cévnatka 
vpředu přechází v řasnaté tělísko (lat. corpus ciliare) a duhovku (lat. iris). Řasnaté 
tělísko má tvar mezikruží, do jehož vnitřního okraje je na vláknech připevněna oční 
čočka. Součástí řasnatého tělíska je také ciliární sval, jehož stahy ovládají akomodaci 
oka [5]. Duhovka má tvar kruhového terčíku s kruhovitým otvorem uprostřed -
zornicí. V duhovce se nachází pigmentové skvrny, které působí jako clona a zabraňují 
tak tomu, aby paprsky nevnikly do oka jinudy než zornicí. Obsahuje cirkulární a 
radiální svalová vlákna, která mohou zornici zužovat nebo j i naopak rozšiřovat. Právě 
tyto změny zornice mohou až pětinásobně měnit množství světla dopadajícího na 
sítnici [4, 8]. 

Zornice (lat. pupila) je kruhový otvor uprostřed duhovky, ve kterém je umístěna 
čočka (lat. lens). Čočka je tuhý, rosolovitý, průhledný útvar, jejíž funkcí je lámat 
paprsky tak, aby se všechny paprsky sešly v jednom bodě na sítnici. Na čočce se 
během života tvoří vrstvy, které s přibývajícím věkem tvrdnou a snižují akomodaci 
oka [7]. 

Sklivec tvoří nejobjemnější část oka. Má podobu čiré rosolovité hmoty, která 
zajišťuje správný nitrooční tlak a napětí stěny oka [5]. 

Sítnice tvoří nej důležitější část této práce, proto je samostatně popsána v kapitole 
1.2. 
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1.2 Sítnice 

Sítnice (lat. retina) zasahuje do přední části oka skoro k řasnatému tělísku. Obsahuje 
10 vrstev a nachází se zde světločivné elementy - tyčinky a čípky - a velmi důležité 
typy neuronů - bipolární buňky, gangliové buňky, horizontální buňky a amakrinní 
buňky. Jednotlivé části sítnice vidíme na obrázku 1.2 [8]. 

pigmentový epitel 

tyčinky a čípky 

zevní segmenty 

vnitřní segmenty 

zevní jaderná vrstva 

zevní plexiform ní vrstva 

vnitrní jaderná vrstva 

vnitřní plexiformní vrstva 

vrstva gangliových bunak 

vlákna zrakového nervu 

Obr. 1.2: Řez sítnicí [8] 

Fotoreceptory neboli tyčinky a čípky jsou primární smyslové buňky, respektive 
modifikované bipolární neurony. V lidském oku se nachází okolo 120 milionů tyči­
nek, které jsou vysoké a štíhlé. Jsou složeny ze zevního fotosenzitivního segmentu 
a vnitřního segmentu, který slouží pro syntézu bílkovin. Tyčinky slouží k vnímání 
světla (jsou citlivé na jeho intenzitu) a citlivost jeho buněk je taková, že dokážou 
reagovat na dopad jednoho až dvou fotonů. Tyčinky obsahují zrakový purpur rho-
dopsin. Cípky jsou kratší a silnější a vyskytuje se jich podstatně méně, zhruba 7 
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milionů. Jsou to receptory barevného vidění, které jsou méně citlivé než tyčinky, za 
to jsou schopny vnímat barvy. Rozložení obou druhů receptoru v sítnici není pravi­
delné. Samotné čípky se nejvíce vyskytují ve žluté skvrně, což je místo nejostřejšího 
vidění. Jedná se o mělce prohloubené místo v sítnici při zadní straně oka. Od žluté 
skvrny k periferii sítnice čípků ubývá. Maximální hustota tyčinek se uvádí asi 20° 
od žluté skvrny, kterých jak směrem ke žluté skvrně, tak směrem k periferii ubývá 
[1, 3, 6]. 
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2 Adaptivní optika 
Adaptivní optika je oblast optiky, kdy je využívána adaptivní korekce tvaru vlnoplo-
chy na základě jejího měření v reálném čase. Tento princip byl poprvé představen v 
50. letech 20. století, ovšem prakticky se začal využívat až v 80. letech 20. století v 
oblasti astronomie. U velkých astronomických teleskopů dochází ke korekci aberace 
způsobené průchodem světla atmosférou a tím dochází ke zlepšení kvality výsled­
ného obrazu. V nynější době se adaptivní optika dostává i do přístrojové techniky 
a spotřební elektroniky jako jsou diagnostické přístroje v oftalmologii a optometrii, 
systémy optické metrologie a jiné [9]. 

2.1 Princip adaptivní optiky 

Retinální zobrazovací systémy, které využívají adaptivní optiku, mají zpravidla 3 
hlavní komponenty - senzor vlnoplochy, korekční prvek a řídící systém. Dopadající 
vlnoplocha, která pochází z pozorovaného objektu je v důsledku různých nepříz­
nivých vlivů zatížena aberacemi. Senzor vlnoplochy se využívá k měření struktury 
aberací lidského oka, přičemž nejčastějším typem je Shack - Hartmannův senzor. 
Daný senzor se skládá z mnoha čoček, kde každá jednotlivá čočka vzorkuje danou 
část dopadající vlnoplochy a jednotlivé svazky tohoto světla dopadají na detektor 
(CCD nebo CMOS), který snímá obraz pozorovaného objektu. Senzor vlnoplochy 
je propojen s korekčním prvkem pomocí řídícího systému. Korekční prvek (neboli 
adaptivní optický prvek) se využívá ke kompenzaci aberací, nejčastěji za pomocí 
deformovatelného zrcadla. V zobrazovacích systémech sítnice s využitím adaptivní 
optiky se využívá mnoho druhů deformovatelných zrcadel. Některé systémy využívají 
více korekčních prvků, kdy jeden zpracovává aberace s nízkým řádem s vysokou am­
plitudou (tj. rozostření nebo astigmatismus) a druhý se zabývá aberacemi s vyšším 
řádem. Na základě měření aberací ze senzoru vlnoplochy je vypočítána optimální 
korekce vlnoplochy a tato korekční data jsou poslána na adaptivní zrcadlo, které 
lze různě deformovat do příslušného tvaru tak, že po odrazu je odražená vlnoplocha 
téměř ideální. Třetí hlavní komponenta je softwarový řídící systém, který kontroluje 
vzájemnou interakci mezi senzorem vlnoplochy a korekčními prvky. Celé schéma 
systému adaptivní optiky vidíme na obrázku 2.1 [9, 10]. 

15 



Světlo přicházející 
do objekt ivu 

Obr. 2.1: Schéma systému adaptivní optiky [9] 

2.1.1 Shack - Hartmannova metoda 

Shack - Hartmannova metoda je modifikací klasické Hartmannovy metody. Hlavní 
2 prvky, které se v senzoru nachází, jsou pole mikročoček a plošný detektor zá­
ření (zpravidla C C D nebo CMOS). Světlo procházející řadou mikročoček (matice 
mikročoček M L A ) je fokusováno a zachyceno detektorem záření. Tento detektor 
se většinou nachází v ohniskové rovině mikročoček. V zachyceném obraze je vidět 
množství světelných stop, protože každá z mikročoček si vytváří své vlastní ohnisko. 
Schéma Shack - Hartmanova senzoru vlnoplochy vidíme na obrázku 2.2 [11]. 

Poloha stopy detektoru souvisí s průměrným gradientem části vlnoplochy. Po­
kud by daná dopadající vlnoplocha byla výrazněji deformovaná, mohlo by se stát, 
že dojde k překryvu jednotlivých stop. To by ovšem znamenalo, že tvar vlnoplochy, 
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wrfry) M LA CCD 

Obr. 2.2: Schéma Shack - Hartmannova senzoru vlnoplochy [11] 

který je vypočítaný z naměřených dat, by mohl být chybný. Aby k tomuto překryvu 
nedocházelo, je nutné, aby pro každou mikročočku byla definována určitá oblast na 
detektoru, kam může dopadnout světelná stopa vytvořená mikročočkou. Plocha de­
tektoru je rozdělena na jednotlivé části, jejichž velikost a počet odpovídá rozmístění 
a počtu mikročoček v maticovém poli. Pokud na Shack - Hartmannův senzor dopadá 
rovinná vlna, budou středy detekovaných stop tvořit pravidelnou síť. Pokud bude 
vlna, která dopadá na senzor, deformovaná, jednotlivé středy stop budou posunuty, 
jak vidíme na obrázku 2.2 [11, 12]. 

V nynější době existuje velké množství Shack - Hartmanových senzorů, které 
jsou odlišné svými konstrukčními parametry. Pole mikročoček se vyrábí v mnoha 
podobách a rozměrech a s různými ohniskovými vzdálenostmi. Jsou vyráběny z běž­
ného optického nebo křemenného skla, respektive z plastických hmot v ortogonální, 
resp. hexagonální struktuře. Na obrázku 2.3 vidíme příklady polí se čtvercovým a 
hexagonálním tvarem mikročoček [12]. 
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Obr. 2.3: Pole mikročoček - čtvercový a hexagonální tvar[13] 

Pro Shack - Hartmannovy senzory se obvykle používají pole obsahující 20x20 až 
200x200 mikročoček. Tvar povrchu mikročoček bývá nejčastěji sférický, ale je možné 
vyrobit i čočky asférického tvaru. Pro detekci intenzity se využívají plošné detektory 
záření, nejčastěji jde o C C D senzory s vysokým rozlišením a poměrně malou velikostí 
pixelů. Podle požadovaných parametrů Shack - Hartmannova senzoru, tj. citlivost, 
přesnost měření, dynamický rozsah, se volí vhodná kombinace pole mikročoček a 
detektoru záření. Záleží především na velikosti, tvaru, počtu a ohniskové vzdálenosti 
mikročoček a na citlivosti, rozměru a celkovém počtu pixelů detektoru [13]. 

2.2 Zobrazovací systémy sítnice 

Snímáním očního pozadí rozumíme vyšetření zadního segmentu oka, tedy sítnice. 
Vyšetření lze provést pomocí několika metod, které si níže uvedeme. Adaptivní op­
tika sama o sobě neposkytuje obraz sítnice, proto jednotlivé zobrazující systémy mají 
v sobě zabudované subsystémy adaptivní optiky. V posledních letech byla adaptivní 
optika úspěšně integrována se třemi primárními očními zobrazovacími zařízeními -
konvenční fundus kamera, skenovací laserový oftalmoskop (AOSLO) a optická ko-
herenční tomografie (AOOCT) [9]. 
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2.2.1 Oftalmoskop 

Oftalmoskopie se zabývá vyšetřením zadního segmentu oka, během něhož jsou pozo­
rovány paprsky viditelného světla odraženého od sítnice. Oftalmoskopii lze rozdělit 
na přímou a nepřímou. Při přímé oftalmoskopii se využívá elektrického oftalmoskopu 
a oční pozadí je pozorováno přímo zorničkou pacienta. Základem je polopropustné 
zrcadlo, od kterého se světlo jdoucí ze zdroje odráží přímo do okna pacienta. Světlo 
odražené od oka jde přes polopropustné zrcadlo zpátky k pozorovateli [14]. Při ne­
přímé oftalmologii se využívá vyšetřovací čočka (nejčastěji asférická spojka). Čočka 
je držena vyšetřujícím před okem pacienta ve vzdálenosti, která odpovídá ohniskové 
vzdálenosti čočky. Ze zdroje světla vychází paprsky, které přes vyšetřující čočku 
osvětlují zadní segment oka a vyšetřující tak pozoruje obraz sítnice [14]. 

2.2.2 Fundus kamera 

Fundus kamera je zařízení, které umožňuje vyšetření očního pozadí fotografickou 
cestou. Jedná se o nej rozšířenější zařízení pro zobrazování oční sítnice. Dochází zde 
k tomu, že světelný paprsek je pomocí soustavy čoček a zrcadel směřován do pacien­
tova oka umístěného v blízkosti objektivu přístroje. Po dopadu na sítnici se světelné 
paprsky odrážejí a putují zpět do objektivu přístroje, dále procházejí polopropust-
ným zrcadlem, soustavou čoček a filtrů do C C D snímače, kde dojde k záznamu a 
současně také do okuláru, kterým vyšetřující osoba sleduje scénu. Fundus kamera 
obsahuje 2 světelné zdroje - první, který slouží vyšetřovateli k zaměření a zaostření 
scény a druhý, který slouží k pořízení snímku. Senzor typu CMOS nebo C C D fundus 
kamery zaznamenává snímky většinou o velikosti 3 až 18 milionů pixelů. Fundus 
kamera pracuje na principu oftalmoskopu, ale na rozdíl od něj umožňuje pořizo­
vat jednotlivé snímky. Mezi hlavní výhody patří použití nekoherentního světelného 
zdroje a krátkých obrazových expozic. Nevýhodou naopak je to, že obrazy musejí 
být snímány po jednom a frekvence je omezena dobou, než se nabije blesk. To bylo 
následně vylepšeno na univerzitě v Indiáne, kde byl vyvinut systém superluminis-
cenční diody (SLD) pro zobrazovací světelný zdroj a vysokorychlostní C C D pro sběr 
sítnicových obrazů [9, 17]. Na obrázku 2.4 vidíme schéma fundus kamery s adaptivní 
optikou, která byla vynalezena právě v Indiáne. 
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Obr. 2.4: Schéma fundus kamery s adaptivní optikou [17] 

Tato kamera se skládá ze 3 subsystémů, a to z adaptivní optiky, která slouží ke 
kompenzaci vlnových aberací oka, z osvětlení a fixačního kanálu zornice a poslední 
částí je samotný detektor C C D . Tento systém využívá jak superluminiscenční di­
odu, tak i laserovou diodu, které vstupují do vlákna, které ovlivňují rychlost šíření 
paprsku [17]. 

2.2.3 Skenovací laserový oftalmoskop 

Tato metoda snímání sítnice je založena na principu skenovacího laserového mikro­
skopu. Značný rozdíl je ten, že lomné struktury oka fungují jako čočky objektivu, 
což umožňuje snížit počet čoček v oftalmoskopu. Avšak aberace lomných struktur 
oka způsobují snížení rozlišení výsledných snímků. Laserový skenovací oftalmoskop 
generuje snímky s velmi vysokým kontrastem a je možné zaostřit laser do různých 
hloubek sítnice a tím získat různé informace. Skenovací laserový oftalmoskop s adap­
tivní optikou je zlepšená verze klasického konfokálního laserového skenovacího oftal-
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moskopu (cSLO). Subsystém adaptivní optiky nám umožňuje odstranit vliv aberací 
lomných struktur oka, jak už bylo zmíněno výše. SLO vytváří obraz sítnice, který je 
zaznamenán vlivem rozptýleného světla ze zaostřeného paprsku při jeho skenování 
přes sítnici. Laser prochází sérii čoček a štěrbinou pro zajištění úzkého paprsku. 
Laser dále prochází okem, odráží se a odražený paprsek prochází polopropustným 
zrcadlem na dělič svazku světla, kde se paprsek rozdělí na C C D a do fotonásobiče. 
Štěrbina před fotonásobičem zajistí, že do něj dojde pouze ta část paprsku, která 
je zaostřená. Konfokální povaha umožňuje axiální řez sítnice a vizualizaci různých 
vrstev sítnice, jako jsou nervová vlákna, krevní cévy a fotoreceptory [16]. Na ob­
rázku 2.5 vidíme základní schéma laserového skenovacího oftalmoskopu s adaptivní 
optikou. 

l a s e r 

k o l i m á t o r 

m o d u l á t o r f o t o n á s o b i č 

• k o n f o k á l n í d í ra 

CCD 

r o z d ě l o v a č p a p r s k u s n í m a č v l n o p l o c h y 

deformovatelné 
zrcadlo 

zrcadlo 

v s t u p n í p u p i l a 

hor izontá lní 
skener čočky 

^ ( O oko 

Obr. 2.5: Schéma laserového skenovacího oftalmoskopu s adaptivní optikou [16] 
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2.2.4 Optická koherentní tomografie 

Optická koherentní tomografie (OCT) je další z neinvazivních a bezkontaktních 
zobrazovacích diagnostických metod, která umožňuje vyšetření struktur (především 
vrstvy sítnice) přes transparentní prostředí bez jakékoli manipulace s tkáněmi in 
vivo s vysokým hloubkovým a příčným rozlišením. Tato metoda pracuje na principu 
interferometru, měří časový rozdíl v odrazu paprsku od jednotlivých vrstev sítnice a 
paprsku referenčního, odraženého od pomocného zrcadla. Jednotlivé vrstvy sítnice 
mají rozdílnou schopnost odrážet světlo (reflektivitu), podle intenzity odraženého 
světla lze rozlišit jednotlivé vrstvy sítnice. Hlavní princip metody lpí v tom, že svě­
telný paprsek o malé koherenční délce je rozdělen částečně propustným zrcadlem. 
První paprsek (měřící) je směřován do oka, druhý paprsek (referenční) se odráží 
od referenčního zrcadla. Toto zrcadlo je posuvné. Měřící paprsek se odráží od roz­
hraní mezi jednotlivými tkáněmi a dochází tak k rozptylu. Poté v detektoru dochází 
k interferenci odraženého měřícího paprsku s paprskem referenčním. Pokud je pou­
žito částečně koherentní světlo, je interference detekována pouze tehdy, pokud rozdíl 
dráhy, kterou urazí oba paprsky, je blízký nule [14, 15]. 
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3 Segmentace 
Segmentací rozumíme rozdělení obrazu na jednotlivé oblasti, které odpovídají sku­
tečným objektům či oblastem ve zobrazované scéně. Výstupem segmentace je tedy 
stejný obraz jako obraz vstupní, s tím rozdílem, že jsou v něm vyznačeny jednot­
livé segmentované oblasti. Segmentace může být realizována několika způsoby, mezi 
hlavní patří [18]: 

• segmentace podle homogenity oblastí 
• regionově orientovaná segmentace 
• segmentace metodou rozvodí 
• hranově orientovaná segmentace 
• pružné a aktivní kontury. 

3.1 Segmentace podle homogenity oblastí 

Segmentace na základě parametrického vyjádření odkazuje na pojem homogenity ob­
lastí, tj. segment obrazu je homogenní vzhledem k jeho určitému parametru. Dané 
parametry dělíme na skalární (intenzita jasu), který je v určitém intervalu, nebo vek­
torové (barvy, textury), který se nachází v prostorové oblasti. Parametrem obrazové 
segmentace podle intenzity je jas. Do této kategorie segmentací podle homogenity 
oblastí spadá prahování. Prahování patří mezi nejjednodušší segmentační techniky, 
jak z hlediska principu metody, tak z hlediska implementace. Pro každou třídu pa­
rametru (např. jasu) je potřeba stanovit intervaly hodnot pomocí prahů, které se 
nesmí překrývat. Jedna z hlavním metod, která se využívá při stanovování prahů, 
je Otsu metoda. Při segmentaci se využívají 4 základní metody prahování - prosté, 
dvojité, poloprahování a adaptivní prahování. Při prostém prahování volíme pouze 
jeden práh, což má za následek vznik binárního obrazu. Dvojité prahování využívá 
dvou prahů, výsledkem může být bud šedotónový nebo binární obraz. Adaptivní 
prahování vychází z lokálních histogramů, dochází tedy k plynulé změně prahu na 
ploše obrazu. Segmentace podle vektorového parametru ve většině případů využívá 
na rozdíl od skalárního parametru 2D sdružené histogramy. O vektorových hodno­
tách obrazu mluvíme, pokud každý bod v obraze obsahuje více než jednu hodnotu 
intenzity [18]. 

3.2 Regionově orientovaná segmentace 

Regionově orientované techniky segmentace se zakládají obdobně na homogenitě ob­
lastí, kterou je nutno definovat společnými parametry, jako např.: hodnotou úrovně 
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šedi, barvou, texturou. Metody popsané níže vytvářejí segmenty přímo. Hlavní výho­
dou této techniky je, že se nehledají hrany v obrazu. Jednou z metod této segmentace 
je metoda dělení a slučování oblastí. Nejprve se oblasti, které nejsou homogenní, 
rekursivně dělí na menší. Dělí se tak dlouho, dokud v rámci jednotlivých oblastí 
není dosaženo homogenity. Poté v závislosti na definovaném kritériu podobnosti 
sousedních oblastí dochází zpět ke spojování. Další metodou regionově orientované 
segmentace je metoda narůstání oblastí. Tento průběh segmentace lze rozdělit do 
čtyř základních částí - zvolení inicializačního bodu, kontrola okolí, rozhodnutí o 
přidaní pixelu, ukončení daného algoritmu. Inicializační body, které se též nazývají 
semínka, lze do obrazu vložit interaktivně, stochasticky nebo automaticky podle 
předchozí analýzy. Dalším bodem algoritmu je rozhodnutí o přidání pixelu na zá­
kladě vhodného kritéria homogenity. Tyto kritéria můžeme rozdělit na dvě základní, 
a to na statické a dynamické. U statického kritéria se porovnává zvolený parametr 
(např. jas semínka) inicializačního bodu s parametrem právě testovaného bodu, 

\Ps-Pj\<T, (3.1) 

kde ps je referenční parametr inicializačního bodu, pj je parametr testovaného pixelu 
a T je rozhodovací práh. Pokud pixel, který se testuje, odpovídá dané podmínce, 
je přidán k narůstající oblasti a stává se z něj nový výchozí bod, kolem kterého se 
opět hodnotí okolní pixely. Dalším kritériem je kritérium dynamické, které má dvě 
podoby, a to 

\Pi-Pj\<T, (3.2) 

\PÍ-PA\<T, (3.3) 

kde pi je naposledy přidaný pixel, pj je jas testovaného bodu, PA je aktuální 
střední hodnota oblasti a T je opět práh [18]. 

3.3 Segmentace metodou rozvodí 

Segmentace metodou rozvodí (watershed) je technika, která leží na pomezí metod 
hranově a regionově orientované segmentace. Metoda rozvodí se používá na para­
metrický obraz, který je chápán jako reliéf, kde vrcholky odpovídají maximálním 
hodnotám jasů v obraze. Při představě intenzity obrazu jako reliéfu je definován 
pojem povodí jako oblast, která přísluší lokálnímu minimu, dále pak rozvodí, která 
nám definuje hranici segmentů. Hlavní princip této metody vychází ze zaplavování z 
lokálních minim. V místech, kde se nacházejí lokální minima, dochází při ponoření 
daného reliéfu k zaplavování, kde se jednotlivé oblasti (povodí) zaplňují vodou. V 
momentu, kdy dochází ke spojení dvou oblastí do sebe, dojde k vytvoření přehrady, 
která vytvoří rozvodí (hranici segmentů) [18]. 
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3.4 Hranově orientovaná segmentace 

Hranově orientované segmentace obrazu obsahuje rozsáhlou skupinu hranových de­
tektorů, které se snaží nalézt hranu v obraze. Hranou je myšlena dostatečně velká 
změna jasu obraze. Cílem této metody je spojování jednotlivých hran do řetězců, 
které představují hranice, které obepínají vznikající segmenty. Nejjednodušší meto­
dou je využití matematického aparátu za využití první a druhé derivace [18]. 

3.4.1 Operátory aproximující první derivaci 

Gradientní operátory vycházejí z derivace prvního řádu. Tyto derivace je nutné 
aproximovat diferencemi, které lze realizovat jako lokální operátor. Těchto lokál­
ních operátorů aproximující první derivaci diferencemi je mnoho, například Sobelův 
operátor (3.4), operátor Prewittové (3.5) a jiné. Uvedené operátory jsou směrové, 
což znamená, že detekce musí být použita jak pro svislý, tak pro vodorovný směr. 
Výsledný obraz získáme například euklidovskou vzdáleností těchto dvou konvolucí. 
Tímto ještě nedosahujeme konečného výsledku, neboť potřebujeme získat hrubou 
hranovou reprezentaci (binární obraz) a následně výslednou hranovou reprezentaci. 
Hrubou hranovou reprezentaci získáme například prahováním obrazu. Výsledná hra­
nová reprezentace se od hrubé liší tím, že neobsahuje falešné hrany, tloušťka čar je 
jeden pixel a hrany jsou nepřerušované [18]. 

(1 
2 1 \ 

0 0 0 
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1 
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V - i - 1 - v 

3.4.2 Operátory aproximující druhou derivaci 

Derivace druhého řádu jsou vyjádřeny pomocí masek, které nám aproximují druhou 
derivace, kde nej známější jsou Laplacián (3.6, 3.7) a Laplacián Gaussián (3.8). La-
pacián Gaussián bývá vhodnější z důvodu citlivosti druhé derivace na bílý šum. V 
případě druhé derivace nás zajímá průchod nulou (tzn. zero - crossing). Z tohoto 
důvodu se musí využít dalšího operátoru, a to lokálního operátoru, který má rozměr 
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3 x 3 . Pokud daný pixel splňuje předem definované podmínky, operátor ho detekuje 
jako hranu [18]. 

íl 1 l \ 
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/O 1 0\ 
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\0 1 0/ 

/ o 0 - 1 0 o \ 
0 - 1 - 2 -1 0 
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v 0 - 1 - 2 - 1 0 y 

3.5 Aktivní a pružné kontury 

Aktivní kontury je metoda postupného tvarování kontur až k samotné hraně ob­
jektu v obraze. Model aktivní kontury je řízená uzavřená kontura, která se defor­
muje vlivem tvz. vnitřních, obrazových a vnějších sil. Vnitřní síly kontrolují hladkost 
průběhu, vnější síly jsou výsledkem počátečního umístění kontury a obrazové se za­
sluhují o tvarování kontury směrem ke hraně objektu [19]. 

Level set patří do skupiny geometrických pružných kontur. Princip této metody 
je podobný, jako v případě aktivní kontury, rozdíl je ale v tom, že deformace tvaru 
křivky se provádí nepřímo za pomocí vícerozměrné funkce level - set. Křivka je 
reprezentována tzv. nulovou hladinou a funkce každému bodu v rovině přiřadí jeho 
výšku právě nad nulovou hladinou. Tímto dochází ke vzniku povrchu funkce, která 
se postupně adaptuje danému objektu. Hlavní výhodou této segmentace je fakt, že 
je efektivnější pro komplexní objekty se složitými tvary [19]. 

3.6 Způsoby řešení problematiky segmentace cévního 

reciste 

V nynější době se využívá mnoho způsobů řešení pro segmentaci cévního řečiště. 
Tyto metody můžeme rozdělit podle přístupů na metody, které jsou založené na : 

• filtrování 
• sledování 
• za pomocí neuronových sítí - učení. 
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3.6.1 Metody založené na filtraci 

Jednu ze základních filtračních metod popsali ve své práci Odstrčilík a kol. [20].Tato 
metoda je založena na segmentaci cévního řečiště s využitím 2D přizpůsobené fil­
trace. Při této metodě se využívá zelená složka obrazu, protože dosahuje největšího 
kontrastu mezi cévním řečištěm a ostatními strukturami na sítnici. Hlavním princi­
pem této metody je využití korelace lokální oblasti v obraze, která obsahuje cévy, s 
filtrační maskou. Filtrační maska byla získána díky jasovým profilům jednotlivých 
cév v obraze z databáze H R F (High resolution fundus). Následně je nadefinováno 
pět 2D matic, které nám představují dané filtry. Při této metodě se zkoumá pět 
různých šířek cév, ze kterých dané matice pro filtraci vytvoříme. Poté dochází ke 
konvoluci obrazu s každou z pěti kernelových masek, které jsou postupně otáčeny 
po 15° v rozmezí 0° až 165°. Tímto docílíme toho, že získáme 12 parametrických 
obrazů pro jednu šířku cévy. V těchto obrazech představují nejvyšší odezvy oblast 
s nejvyšší mírou korelace segmentu cévy a masky. Tímto máme na mysli místo, 
kde se maska nejvíce shoduje s lokální oblastí v obraze, tedy kde jsou cévy dané 
šířky a dané orientace zvýrazněné. Díky tomu získáváme informaci o přítomnosti 
konkrétního segmentu v obraze. Z těchto odezev vytvoříme celkovou odezvu za po­
mocí fúze dílčích parametrických obrazů. Po spojení jednotlivých fúzí získáme obraz, 
který můžeme dále prahovat, zde hledáme práh podle metody Otsu. Následně díky 
morfologickým úpravám dochází k odstranění malých artefaktů, které mohly být 
způsobeny například šumem. 

Cinsdikici a Aydin ve svém článku popisují využití přizpůsobené filtrace, kterou 
obohatili o přidaní optimalizačního algoritmu mravenčích kolonií [22]. Při segmentaci 
se využívá kombinace těchto dvou algoritmů z toho důvodu, že zlepšují přesnost a 
udávají mnohem lepší výsledky. Samotná segmentace pomocí přizpůsobivých filtrů 
není spolehlivá na kapilárních cévách. 

Další ze segmentačních technik je založena na sadě lineárních filtrů, které jsou 
citlivé na orientaci a tloušťku cévy. Tyto filtry jsou získány jako lineární kombinace 
Gaussovských filtrů. Výstupem jsou jednotlivé snímky, které mají různou orientaci 
a tloušťku cév. Tyto snímky jsou integrovány a posledním krokem je samotné pra-
hování s hysterezí, kde jediným předpokladem je propojení cév [23]. 

Matched filtering (MF), neboli přizpůsobená filtrace, je velmi častá metoda k 
segmentaci cévního řečiště, kterou se zabývá spousta publikací [24, 25, 26, 27, 28, 29]. 
Základní myšlenka je u všech metod stejná, avšak jednotliví autoři svoji práci o něco 
obohatili. V [25] využívají M F společně s LoG (Laplacián Gausián) k extrahování 
cév. Publikace [26] využívá optimalizaci rojem částic (PSO). V článku [28] se snažili 
najít optimální hodnoty parametrů filtru. K automatickému prahování využili počet 
propojených komponent a Eulerova čísla. 
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Další metodou segmentace cévního řečiště je využití matematické morfologie, 
která se též dá přiřadit do filtračních metod. Tato metoda založená na matematické 
morfologii a analýze zakřivení cév byla uvedena v práci Zana a Klein [21]. Jejich 
algoritmus byl použit na sítnicových snímcích z retinální angiografie a z fundus 
kamery. Tento algoritmus je založen na čtyřech hlavních krocích, a to redukci šumu, 
zvýraznění lineárních vzorů, hodnocení sekčních řezů s Gaussovským profilem a 
lineární filtraci. 

Další z metod je popsána ve článku [31]. Mezi základní morfologické metody patří 
eroze, dilatace, otevírání a zavírání. Dále existují operace jako top - hat a bottom 
- hat, které s těmito metodami úzce souvisí. Při top - hat transformaci dochází k 
odečtení hodnot původního obrazu a obrazu po aplikování otevření, naopak bottom -
hat je definován jako rozdíl hodnot vzniklého po aplikaci uzavření a opět původního 
obrazu. V této publikaci je hlavní myšlenkou použití právě top - hat a bottom -
hat transformací. Posledním krokem je získání vylepšeného obrazu, který získáme z 
původního obrazu, po přičtení top - hat a odečtení bottom - hat. 

Moazam Franz a spol. [32] ve své publikaci představili segmentaci cév, kde využili 
Hessovu matici. Zaměřili se na vlastní čísla této matice, které popisují průběh funkce, 
a to konkávnost a konvexnost v příslušných směrech. Využívá se zde prahování s 
hysterezí, to znamená, že obraz je prahován pro dva rozsahy hodnot, přičemž jeden 
je zahrnut do druhého. Obraz je nejprve prahován úzkým rozsahem hodnot (pixely s 
vysokou spolehlivostí), tento obraz se nazývá „marker". Dalším krokem je aplikování 
širokého prahu na šedotónový obraz , kdy získáme tzn. masku. Tímto můžeme opět 
získat kostru hledaných cév. 

3.6.2 Metody založené na sledování 

Další z metod segmentace může být metoda založena na sledování. Tímto sledováním 
je myšleno to, že se na začátku vybere malá skupina pixelů, která je odvozena na 
základě pravidla výběru jasu. Poté dochází k postupnému prohledávání okolí, kde 
se identifikují ty pixely, které nejlépe odpovídají modelu cévního řečiště. Algoritmus 
končí v případě, že není splněná podmínka průřezového profilu [30]. 

V publikaci [34] Lermé N . a spol. uvedli plně automatickou metodu segmentace 
stěn sítnicových cév v obrazech za použití adaptivní optiky. Stěny sítnice jsou mo­
delovány jako čtyři křivky, které jsou přibližně rovnoběžné s detekovanou referenční 
čárou, která se nachází blízko středu cévy. Tyto křivky jsou nejdříve inicializovány 
pomocí sledování a poté jejich přesnější umístění je detekováno pomocí modelu ak­
tivních kontur. V porovnání s naivní inicializací model aktivních kontur dosahuje 
rychlejší konvergence a lepší přesnosti. 

Jinou metodu uvedli ve svém článku Zhao J. a spol. [35]. Tato práce navrhuje 
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metodu založenou na sledování řetězce na bázi superpixelů pro segmentaci sítnico­
vých cév. Nejprve je vyvinut víceúrovňový segmentační rámec superpixelů, který 
rozděluje obraz na části, které se používají jako základní jednotka při postupu sle­
dovaní cévy. Poté je navržen samotný model řetězce cév, který se skládá z řady uzlů 
superpixelů, které slouží pro přesnou segmentaci malých cév. Samotné sledování cév 
je dosaženo dvoustupňovým postupem, kdy se s oblastmi, kde je dobrá a špatná 
detekce cév, zachází odlišně. Nakonec je navržena metoda maximálního gradientu 
pro odhad střední části cévy a následně i jejich stěn. 

Další metoda se soustředí na detekci nejmenších cév. Nejprve dochází k předzpra­
cování snímku a následně se využije víceúrovňový čárový detektor, multi-scale line 
detektor (MSLD), který se dokáže přizpůsobit jednotlivým velikostem cév. Tato me­
toda efektivně segmentuje velké až středně velké cévy. Poté se využívá adaptivního 
prahování k extrakci těchto velkých a středně velkých cév. Dalším krokem je vy­
užití metody multi-scale tensor voting framework (MTVF) za účelem identifikace 
nejmenších cév [36]. 

3.6.3 Metody založené na učení 

Dále se zaměříme na metodu, která využívá neuronové sítě k segmentaci cévního 
řečiště [33]. V publikaci se zaměřili na neuronovou síť pro klasifikaci, kde byly jako 
příznaky zvoleny statistické hodnoty jednotlivých pixelů a konstantní moment ob­
razu. Konstantní momenty jsou příznaky, které se nemění po translaci, rotaci ani 
škálování obrazu. Výsledky klasifikace jsou prahovány ke klasifikaci každého pixelu 
do dvou tříd - zda je céva přítomna, či nikoli. Následně se upraví mezery v deteko­
vaných cévách a odstraní se falešně detekované pixely. 

Metoda, na kterou se zaměřili Chang Yao a Hou-jin Chen, vychází ze spojení 
2D přizpůsobené filtrace společně s pulzně vázanou neuronovou sítí (PCNN) a rych­
lého 2D-Otsu algoritmu. Nejprve se použije samotný 2D Gaussovský přizpůsobený 
filtr, který slouží k vylepšení obrazu. Následně je použita zjednodušená P C N N k sa­
motné segmentaci cév. 2D-Otsu algoritmus je posledním krokem k hledání nejlepších 
výsledků segmentace na základě určení vhodného prahu [37]. 

V publikaci [38] se také zaměřili na neuronovou síť, kde využívají 13 příznaků. 
Jako příznaky byly v této práci zvoleny Gáborovy filtry, Hesián, lokální příznaky 
obrazu, G L C M příznaky, které vychází z co-occurrence matice a také konstantní 
moment obrazu. 
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4 Neuronové sítě 
Umělé neuronové sítě byly inspirovány a vytvářeny na základě biologické analogie 
s nervovým systémem. Neuronová síť je složena z mnoha propojených prvků (neu­
ronů), které pracují společně tak, aby vyřešily konkrétní problém. Umělou neurono­
vou síť tvoří matematické neurony, kde každý zpracovává váhované vstupní signály 
a generuje výstup. Umělé neuronové sítě lze použít pro různé aplikace jako je klasi­
fikace nebo segmentace dat [39]. 

4.1 Umělý neuron 

Neuron lze rozdělit na několik částí. Jedná se o synapse, které jsou ohodnocené 
váhami w. Tyto synapse přivádějí vstupy x do těla neuronu. Další částí je vlastní 
tělo neuronu, ve kterém je získáván vnitřní potenciál neuronu. Poslední dvě části 
tvoří blok aktivační přenosové funkce a samotné výstupy neuronu. Do těla také 
vstupuje konstantní hodnota prahu h. Model neuronu vidíme na obrázku 4.1 [39]. 

Vstupy 

x 1 

X 2 

x 3 

x 4 

x r 

Vahy 

Vritľní potenciál neuronu 

Výstup 

* y 

Aktivační přenosová funkce 

h 
Práh 

Obr. 4.1: Model neuronu [39] 

Vstupem neuronu je vektor o n prvcích x=(x i , . . . ,xn). Každá ze vstupních hodnot 
si nese vlastní váhu w. Práh může být modelován jako jedna ze vstupních hodnot, a to 
tak, že se do vektoru vstupů přidá hodnota xo=l a do vektoru vah se přidá hodnota 
w0=-h. Každý prvek vstupního vektoru je násoben příslušnou váhou Wi a poté je 
vypočítána suma všech těchto součinů. Od výsledné hodnoty je poté odečten práh. 
Vnitřní hodnota vnitřního potenciálu je argumentem obecně nelineární aktivační 
přenosové funkce [39]. 
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Celkovou odezvu, tedy výstup neuronu, pak můžeme vyjádřit jako : 
n 

(4.1) 
i=l 

kde XQ—1 a w0=-h , a je aktivační funkce, £ vnitřní potenciál, Wi jsou váhy a Xi jsou 
vstupní hodnoty. 

Jedny z nejčastěji používaných aktivačních funkcí jsou skoková funkce, po částech 
lineární, logistická sigmoida, hyperbolický tangent a softmax, jak vidíme na obrázku 
4.2. 
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Obr. 4.2: Aktivační funkce [39] 

4.2 Topologie sítě 

Neuronová síť představuje topologické uspořádání jednotlivých neuronů do struk­
tury. Nej častější topologií je plně propojená síť, kterou vidíme na obrázku 4.3. V 
tomto případě jsou jednotlivé neurony uspořádány do vrstev, kde mezi jednotlivými 
neurony sousedních vrstev existuje úplné propojení. Všechny vstupní hodnoty jsou 
propojeny s neurony ve skryté vrstvě, výstupy skrytých neuronů jsou opět propojeny 
se všemi neurony ve výstupní vrstvě. Jako hlavní výhoda je zde robustnost sítě [39]. 
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vstupní S k r y t é v r s t v y výstupní 
vrstva vrstva 

Obr. 4.3: Topologie dopředně neuronové sítě [39] 

4.3 Učení sítě 

Učením neuronových sítí se rozumí úprava parametrů neuronu tak, aby došlo k 
požadované transformaci. Učení neuronových sítí můžeme rozdělit do dvou hlavních 
skupin, a to učení bez učitele a učení s učitelem. 

Pro učení bez učitele je typické, že algoritmus nemá k dispozici kritérium správ­
nosti hledané transformace vstupních dat. Hodnoty vah jsou nastavené podle vstup­
ních vektorů. Tato síť funguje na principu shlukování [40]. 

V případě učení s učitelem má algoritmus konečnou množinu vstupních hod­
not a k tomu odpovídající výstupy. Trénování neuronu probíhá obvykle iterativně, 
kdy algoritmus jednotlivé prvky trénovací množiny předkládá postupně neuronu, 
zjišťuje jeho odezvu na předložený vstup a na základě odchylky jeho výstupu od 
požadovaného výstupu provádí korekci vah neuronu [40]. 

Algoritmus zpětného šíření chyby je nejčastější metodou, která se využívá k 
učení neuronových sítí, tzv. backpropagation. Jedná se o metodu učení s učitelem, 
která má tři hlavní části : dopředné šíření vstupního signálu, zpětné šíření chyby a 
následně aktualizace vah neuronů. Tyto hodnoty vah se upravují tak, aby odchylka 
od správného výstupu byla co nejmenší [43]. 

32 



4.4 Kriteriální funkce 

Kriteriální neboli chybová funkce udává odchylku predikovaného výsledku od vý­
sledku skutečného. Pro naučení sítě je nutné tuto chybu minimalizovat. Nejčastěji 
se jako kriteriální funkce uvádí střední kvadratická chyba (MSE) nebo křížová ent­
ropie (cross entropy). 

Střední absolutní chyba, (angl. Mean Absolute Error - M A E ) je jedna z nejjed-
nodušších kriteriálních funkcí využívaná při regresi. M A E , nebo také L I loss, bere 
průměrný součet absolutních rozdílu mezi skutečnou a predikovanou hodnotou [41]. 
M A E je definována jako: 

1 n 

L = --J2\y(i)-y(i)l (4-2) 
u i=i 

kde i)i je skutečná hodnota a ýi je predikovaná hodnota. 
Střední kvadratická chyba, neboli M S E (angl. Mean Square Error), se využívá v 

rámci lineární regrese. Principem této metody je minimalizace kvadratické sumy roz­
dílu predikované výstupní hodnoty a skutečné výstupní hodnoty. Nevýhodou M S E 
je citlivost na šum [41, 42]. 

1 n 

L = - • Efow - to)2 (4-3) 
n í=i 

Křížová entropie se oproti M S E častěji využívá při klasifikacích. Křížovou entropii 
popisuje rovnice 4.4 [42, 44]: 

1 n 

L = - ~ - £Kí/(i) • M % ) ) ) + C1 - í/(0) • M l - %))], (4-4) 
n i=l 

kde L je chyba, n je počet vzorků, y je požadovaná výstupní hodnota a y je 
skutečná hodnota výstupu. Výhodou této kriteriální funkce je rychlejší konvergence. 

4.5 Optimalizační metody 

Optimalizační algoritmy slouží k minimalizaci chybové funkce. V průběhu učení se 
parametry sítě, jako jsou váhy a prahy jednotlivých neuronů, snažíme upravit tak, 
aby byla kriteriální funkce co nej menší. 

Gradientní sestup je jeden ze základních optimalizačních algoritmů. Využívá se 
jak při klasifikačních, tak při regresních úlohách. Principem je výpočet gradientu 
kriteriální funkce, následně se aktualizují parametry tak, aby směr kriteriální funkce 
byl proti směru gradientu [45]. Aktualizace parametrů lze zapsat jako : 

9 = 6 -r]-VJ(6), (4.5) 
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kde rj je rychlost učení, a V J(9) je gradient chybové funkce. Jedna z hlavních nevý­
hod spočívá v tom, že lze upravovat váhy až po celé epoše. 

Stochastický Gradientní sestup (SGD) se liší od Gradientního sestupu v tom, 
že úprava vah probíhá po každé iteraci [45]. Úpravu těchto parametrů lze vyjádřit 
vzorcem: 

0 = 0-ri-VJ(0;x(iy,y(i)), (4.6) 

kde x je aktuální vstup a y je požadovaný výstup. Z důvodu toho, že se váhy upravují 
po každé iteraci, dochází ke konvergenci rychleji. 

Další z metod je Momentům, jedná se o metodu, která pomáhá urychlit Stochas­
tický Gradientní sestup. Využívá se zde parametru momentu hybnosti 7, který je 
přidán do aktualizačního vektoru z předchozího kroku. Parametr momentu hybnosti 
je obvykle nastaven na hodnotu 0.9 nebo blízkou hodnotu této hodnotě [45]. Úprava 
parametru vychází z rovnice : 

V(t) =jV(t-l)+r]VJ(9), (4.7) 

úprava vah poté : 
e = e-v(t). (4.8) 

SGD má problém s konvergencí v oblastech, kde plocha chybové funkce je daleko víc 
příkrá v jedné dimenzi než v ostatních, tedy v oblastech kolem lokálního optima. V 
takových případech SGD osciluje přes tyto oblasti a jen velmi pomalu se posunuje 
k optimu, jak vidíme na obrázku 4.4. 

(a) SGD momentu (b) SGD s momentem 

Obr. 4.4: Porovnání SGD s momentem a bez momentu [45] 
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Metoda škálovacích konjugovaných gradientů je iterativní optimalizační meto­
dou, která zaručuje rychlejší konvergenci. V této metodě se v každém kroku vybere 
směr tak, aby byl tzn. konjugovaný se směry vybranými v předchozích krocích. 
Průběh poklesu chyby pro algoritmus zpětného šíření a pro metodu konjugovaných 
gradientů je vidět na obrázku 4.5 [46]. 

(a) Algoritmus z p ŕ h i ŕ h u Siřeni (b) Metoda konjugovaných gradientu 

Obr. 4.5: Průběh poklesu chyby u algoritmu zpětného šíření a SCG [47] 
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5 Návrh metody segmentace 
Pro segmentaci cévního řečiště v této práci byla využita plně propojená neuronová 
síť se dvěma skrytými vrstvami, kde na výstupu je jako aktivační funkce softmax. 

5.1 Data 

Snímky z adaptivní optiky byly získány na deseti zdravých jedincích jak z levého tak 
z pravého oka. Tyto osoby byly v rozmezí věku od 28 do 39 let. Snímky byly nasní-
mány kamerou r tx l , Image Eyes, France s rozlišením 1500 x 1500 pixelů se zorným 
polem 4 x 4 stupně. Celková databáze se skládá z 239 snímků. Data nám ukazují de­
tailní záběr sítnicových cév i samotných fotoreceptorů. Na obrázku jsou jednotlivé 
fotoreceptory, které odpovídají světlejším detailům (malé světlé skvrny). Naproti 
tomu se sítnicové cévy jeví jako podlouhlé struktury, které se vyznačují tmavší hod­
notou jasu. Jak můžeme vidět, v některých částech kolem cévy jsou světlejší pixely, 
které nám značí jasný přechod mezi cévou a fotoreceptory. 

K následnému výzkumu bylo potřeba data anotovat. V rámci této práce byla 
data ručně anotována. Tato manuální anotace dat slouží jak k samotné implemen­
taci metody, tak i k vyhodnocení. Tato anotovaná data jsou důležitá k samotné 
realizaci neuronové sítě, ale i pro výsledné vyhodnocení podobností segmentovaných 
a anotovaných snímků. Ground truth snímky byly manuálně vytvořeny za pomocí 
Image Labeler v Matlabu, kde céva odpovídala bílé a pozadí černé barvě. Celkem 
bylo anotováno všech 239 snímků. 

5.2 Předzpracování 

V programovém prostředí MATLAB 2019b se nejprve samotná data musela načíst. 
Tyto data mají vysoké rozlišení, rozměry daného snímku jsou 1500 x 1500 pixelů a 
jsou datového typu uintl6 (celé kladné 16-bitové číslo). Nejprve došlo k převedení 
datového typu na double pomocí příkazu im2double. Z důvodu snížení výpočetní 
náročnosti byla data převzorkována na velikost 500 x 500 pixelů. Na obrázku 5.1 
vidíme původní obrázek, kde jsou zobrazeny cévy i fotoreceptory sítnice. 
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Obr. 5.1: Původní snímek zobrazující cévy a fotoreceptory 

Dalším krokem byla filtrace původního obrázku. Obrazový šum je součástí kaž­
dého obrazu. Aditivní Gaussovský šum postihuje kompletně celý obraz tak, že je 
ke každému pixelu přičtena aditivní hodnota. Pokud chceme potlačit aditivní šum, 
musíme snížit jeho hodnotu rozptylu. Právě toho lze dosáhnout průměrováním za 
použití konvolučních operátorů. Je nutné použití konvolučních masek, kde níže na 
obrázku 5.2 pro představu vidíme, jak vypadá obraz před a po filtraci. Tento filtr 
sice vyhlazuje šum, ale dochází také k degradaci detailu (rozmazání hran) a rozli­
šení. Čím větší je velikost masky, tím bude větší rozostření snímku. K filtraci bylo 
použito okno masky o velikosti 5 x 5 . 

(a) Původní obrázek (b) Obrázek po filtraci 

Obr. 5.2: Srovnání původního obrázku a obrázku po filtraci 
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5.3 Příznaky 

V této kapitole si popíšeme jednotlivé příznaky, které byly pro segmentaci cév zvo­
leny. 

5.3.1 Přizpůsobená filtrace 

Filtrace se dá v prostorové oblasti definovat jako 2D konvoluce vstupního obrazu 
f(x,y) a filtrační masky h(x,y) : 

kde x,y jsou prostorové souřadnice. 
Základním principem je to, že máme masku o rozměrech M x N , která se po­

stupně posouvá po obraze, výstupem jsou hodnoty, které jsou tvořeny lineární kom­
binací vstupních hodnot pod maskou. Přizpůsobená filtrace (angl. matched filtering) 
využívá filtrační masky, které získáme z cévního profilu. Maximální odezva bude 
poté v místě, kde se bude profil masky nejvíce shodovat s profilem cévy, tedy kde je 
největší míra korelace mezi maskou a oblastí v obraze. 

Tvar a velikost přizpůsobených filtrů vychází z šířky cév, které jsou vypočítány 
jako průměr z cévních profilů daných snímků. Získané profily se aproximují Gaus-
sovou křivkou, která se dá zapsat následujícím vztahem : 

kde x je zvolený vektor o délce, která určuje počet vzorků impulsní charakteristiky 
vektoru K, a představuje šířku poloviny Gaussovy křivky v polovině maximální 

Právě parametr a nám určuje šířku filtru a také možnost se přizpůsobit danému 
typu cévy. Tento parametr se odvozuje z průměrných jasových profilů pro tenké, 
středně široké a široké cévy. Z jasových profilů je viditelné, že výskyt cévy se v 
obraze projeví poklesem intenzity. 

(5.2) 

výšky [27]. 
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Na obrázcích výše (Obr. 5.3, Obr. 5.4) vidíme jednotlivé jasové profily cév v 
různých částech cévy. Abychom získali jednotlivé filtrační masky, museli jsme si 
zjistit právě hodnotu a pro široké, středně široké a tenké cévy. Parametr a se určí 
jako polovina Gaussovy křivky v polovině její intenzity. Na obrázku 5.5 jsou typické 
profily s vyznačeným parametrem a pro všechny tři typy cév. 

i 1 1 1 1 1 1 1 1 o 1 1 1 1 1 o 1 ' 1 1 1 1 1 1 ' -
3 5 10 15 20 25 30 35 40 0 5 10 15 20 25 30 0 2 4 6 5 10 12 14 pixely pixely pixely 

(a) (b) (c) 

Obr. 5.5: Profily cév s parametrem a pro a) široké, b) středně široké a c) tenké cévy 

Po další analýze několika cévních profilů jsme došli k výsledku, že parametr a 
pro široké cévy je a = 10 pixelů, pro středně široké a = 8 pixelů, a pro tenké 
cévy vychází a = 4 pixely. Na základě těchto poznatků jsme aproximovali cévní 
profily přes Gaussovo rozložení, a tím jsem získali ID přizpůsobené filtry. K dalšímu 
zpracování potřebujeme 2D masky, které získáme roztažením profilů. Těmito výše 
zmíněnými kroky získáme finální masky 2D přizpůsobených filtrů (Obr. 5.6). 

Obr. 5.6: Filtrační masky 

Tyto masky dále musíme rotovat od 0° do 165° s krokem 15°, tímto získáme 12 
masek pro různé směry pro jednu šířku cévy (Obr. 5.7). Toto samé uděláme i pro 
středně široké a tenké cévy, poté budeme mít celkem 36 filtračních masek. 
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75° 

120° 165° 

Obr. 5.7: Rotující filtrační masky od 0° do 165° 

Dalším krokem je samotná filtrace těchto masek se vstupním obrazem. Výstupem 
budou jednotlivé parametrické obrazy v různém směru. Pro 12 filtračních masek 
získáme 12 parametrických obrazů pro jeden typ cévy (Obr. 5.10). Celkem tedy 
budeme mít 12 parametrických obrazů, ze kterých vytvoříme maximální odezvu pro 
jeden typ cév. Stejný postup budeme používat i pro středně široké (Obr. 5.9) a tenké 
cévy (Obr. 5.8). Výstupem tedy budou 3 maximální odezvy pro široké, středně široké 
a tenké cévy. 

Obr. 5.8: Odezvy na rotující filtrační masky - tenké cévy 

Fúzí 12 parametrických obrazů pro každou kategorii cév získáme výsledné ma­
ximální odezvy pro 3 typy cév (Obr. 5.11). 
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(a) Maximální odezva pro (b) Maximální odezva pro (c) Maximální odezva pro ši-
tenké cévy středně široké cévy roké cévy 

Obr. 5.11: Maximální odezva pro jednotlivé typy cév 
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5.3.2 Texturní analýza 

V texturní analýze se využívá texturních statistik k základnímu popisu textury. 
Jedná se o jednotlivé texturní filtry, které využívají statistických výpočtů v oblasti 
zájmu. Tyto statistiky mohou charakterizovat texturu obrazu, protože poskytují in­
formace o místní variabilitě hodnot intenzity pixelů v obraze. Například v oblastech 
s hladkou strukturou je rozsah hodnot v okolí kolem pixelu malý, naopak v oblastech 
s hrubou texturou je rozsah větší. Využívá se zde rozsah, směrodatná odchylka a 
lokální entropie. K segmentaci obrazu na základě textury lze využít filtrace funkcemi 
rangefilt, stdfilt nebo entropyfilt [48]. 

Rozsah 

Tato statistická veličina počítá lokální rozsah intenzity pixelů v obraze. Funkce ran­
gefilt používá morfologické funkce imdilate a imerode k určení maximální a minimální 
hodnoty v zadaném okolí. Výsledný obraz vidíme na Obr. 5.13. 

Následující obrázek 5.12 ukazuje, jak probíhá výpočet výchozích hodnot. Zde je 
využito okolí 3x3, ale tento parametr je volitelný. 

minimální hodnota 

v okolí 
1 2 3 4 5 

6 7 8 @ 10 
11 12 13 14 15 

16 17 18 19 20| 

6 7 7 7 6 
-3=12) 11 12 12 12 

maximální hodnota 
v okolí 

Obr. 5.12: Stanovení hodnot pixelů v matici 

Entropie 

Entropie udává „míru neurčitosti". Každá struktura má určitou hodnotu entropie v 
závislosti na opakování nějakého vzoru v dané struktuře. Textura, která má vyšší 
entropii je méně homogenní než textura s nižší entropií. 

G 

Si = -^2p(i)log2\p(i)], (5.3) 

kde p je zastoupení jednotlivých intenzit v obraze a tedy ve vztahu k celkovému 
počtu intenzit zastupuje pravděpodobnost výskytu dané intenzity. Výsledek, který 
získáme po použití entropyfilt vidíme na obrázku 5.14. 
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Obr. 5.13: Snímek po využití rangefilt 

Obr. 5.14: Snímek po využití entropyfilt 

Směrodatná odchylka 

Funkce stdfilt vypočítá směrodatnou odchylku všech hodnot v okolí. Směrodatná 
odchylka pixelů v okolí se počítá jako : 

(,4) 
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kde ji je průměrná hodnota pixelů v okolí, TV je počet pixelů v okolí. Ve výchozím 
nastavení se používá maska 3 x 3, v této práci byla použita maska 9 x 9 . 

Obr. 5.15: Snímek po využití stdfi.lt 

Jasové pixely 

Jako poslední příznak byl vybrán samotný obraz, kde se vybírají jednotlivé jasové 
pixely jak cévy, tak pozadí. 

5.4 Vyhodnocení 

5.4.1 K-křížová validace 

Úspěšnost modelu se musí vyhodnotit na jiném datasetu, než na kterém byl tré­
nován. Nejčastěji se rozdělí dataset na testovací a trénovací množiny. K tomuto se 
využívá k-násobné křížové validace, kdy se datový soubor rozdělí na k částí, přičemž 
je vždy jedna použita na testování a k-1 na trénování. Výhodou je přesný odhad kla­
sifikační úspěšnosti, nevýhodou je časová náročnost. U k-násobné křížové validace 
se nejčastěji zvolí k=5 nebo k=10, v našem případě bylo zvoleno k=5. Dataset je 
tedy rozdělený na 5 částí, které mají stejnou velikost a také stejnou distribuci tříd. 
Poté je klasifikátor natrénovaný k-krát [49]. 
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5.4.2 Matice záměn 

V tabulce 5.1 vidíme ukázku matice záměn (angl. confusion matrix), kde hodnoty 
v jednotlivých buňkách znamenají četnost toho, kolikrát došlo na zkoumané datové 
množině ke kombinaci skutečné a predikované hodnoty. Skutečně pozitivní (TP -
true positive) znamená, že céva byla klasifikována správně. Skutečně negativní (TN 
- true negative) znamená, že pozadí bylo klasifikováno správně. Na druhé diagonále 
vidíme falešně pozitivní (FP - falše positive) a falešně negativní (FN - falše negative), 
což vypovídá o nesprávné klasifikaci [49]. 

Tab. 5.1: Matice záměn 

Cévy v Ground Truth Pozadí v Ground truth 

C é v y True positive (TP) False positive (FP) 
Pozadí False negative (FN) True negative (TN) 

Senzitivita 

Senzitivita je poměr správně predikovaných pozitivních případů ku všem skutečně 
pozitivním případům. V našem případě to znamená poměr správně predikovaných 
pixelů cév v obraze ku všem pixelům patřícím k cévám v anotovaných datech [49]. 

SE = wrm (5'5) 

Specificita 

Specificita je poměr správně predikovaných negativních případů ku všem skutečně 
negativním případům. V naší práci to opět znamená poměr správně predikovaných 
pixelů pozadí v obraze ku všem pixelům, které patří k pozadí v anotacích [49]. 

S P = ( Ť F T 7 p ) <5-6> 
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Koeficient Dice 

Koeficient Dice je statistická metoda, která porovnává shodu dvou obrazů. Vyjadřuje 
procento podobnosti ground truth se segmentovaným obrazem [50]. Dice je dán 
vzorcem: 

D(X,Y) = 2 . ^ ^ , (5.7) 

kde A a B představují ground truth a predikovaný obraz. Dice nabývá hodnoty 
od 0 do 1, přičemž se dá vyjádřit i v procentech (0 - 100 %). Čím je koeficient Dice 
bližší 100 %, tím jsou si ground truth a predikovaný obraz podobnější. Dice se dá 
vyjádřit i jiným vzorcem pomocí matice záměn (tab. 5.1) jako : 

2 • TP 
D L C E = (2-TP + FP + FNY ( 5 - 8 ) 
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6 Výsledky 
Ke klasifikaci byla použita síť se dvěma skrytými vrstvami o 7 a 5 neuronech. Jako 
kriteriální funkce byla použita křížová entropie, z optimalizačních funkcí byl vybrán 
škálovací gradient. Tato kriteriální funkce se často používá u klasifikačních problémů. 
Bylo vybráno 7 příznaků, které byly v rámci práce otestovány. V trénovací fázi do 
neuronové sítě tedy vstupuje matice o 7 příznacích a 2 milionech vzorků, přičemž 
milion vzorků je přiřazen cévám a druhý milion naopak pozadí. Z jednoho obrazu 
vznikne 250 000 vzorků, kde každý jeden pixel znamená jeden vzorek. Z důvodu, že 
v obraze není stejný počet pixelů cév, jako pozadí, tak je učební množina vytvořena 
tak, že se z prvních obrazů berou jak vzorky z pozadí, tak vzorky v cév. Jakmile se 
získá milion cév z pozadí, v dalších obrazech už se vybírají jen vzorky z cév. Počet 
vzorků, které vstupují do klasifikátoru, je tedy vyrovnán a klasifikátor se tímto stal 
robustnějším. 

Efektivita jednotlivých příznaků byla nejprve otestována vizuálně pomocí box-
plotů. Na obrázku vidíme srovnání 2 příznaků pomocí boxplotů - kde boxplot vlevo 
(obr. 6.1a) prezentuje maximální odezvu, boxplot vpravo značí směrodatnou od­
chylku (obr. 6.1b). 

(a) boxplot - maximální odezva pro tlusté 
cévy 

(b) boxplot - stdfilt 

Obr. 6.1: Boxploty dvou příznaků 

Z těchto boxplotů uvedených výše je patrné, že pro další zpracování bude roz­
hodně vhodnější příznak maximální odezvy. V příznaku směrodatné odchylky lze 
vidět, že se parametry cévy a pozadí téměř neliší. Následně byla relevantnost pří­
znaků provedena pomocí M R M R - Minimum redundance maximum relevance. Ma­
ximální relevance je dosaženo analýzou vzájemné informace mezi příznaky a jejich 
třídami. Zároveň je hodnocena i vzájemná korelace mezi příznaky, přičemž dochází k 
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minimalizaci redundance. Výsledkem je seřazení jednotlivých příznaků. Na obrázku 
6.2 vidíme seřazení příznaků pomocí M R M R . Z grafu plyne, že nejlepší příznak je 
maximální odezva pro tlusté cévy, naopak nejhorší je směrodatná odchylka. 

0.4 

0.35 

0.3 

0.25 
p 
2 0.2 co 

0.15 

0.1 

0.05 

0 

pořadi 

Obr. 6.2: Seřazení příznaků pomocí M R M R 

- • 

Následně proběhla samotná dopředná selekce příznaků. Nejprve jsme využili 
pouze jednoho příznaku, abychom zjistili, který z nich je nejlepší. K tomuto nej-
lepšímu příznaku jsme přidávali další příznak a zjišťovali jsme, jak se nám mění 
senzitivita, specificita a dice skoré. 

Tab. 6.1: Vyhodnocení podle jednotlivých příznaků 

Příznaky Senzitivita Specificita Dice 

E 0,38 0,96 0,29 
S 0,33 0,96 0,23 
R 0,38 0,96 0,25 
I 0,58 0,97 0,48 

M A X I 0,79 0,94 0,49 
M A X 2 0,76 0,94 0,49 
M A X 3 0,68 0,95 0,48 

V tabulce 6.1 můžeme vidět jednotlivé výsledky při využití jednoho příznaku. 
E značí entropii, S směrodatnou odchylku, R rozsah, I nesou jednotlivé jasové hod­
noty, M A X I je maximální odezva pro široké cévy, M A X 2 pro středně široké cévy a 
M A X 3 je maximální odezva pro tenké cévy. Jako nejlepší příznak byl zvolen maxi­
mální odezva pro široké cévy. Následně pokračovala tato analýza pro výběr nejlepší 
kombinace příznaků. 
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Tab. 6.2: Vyhodnocení podle jednotlivých příznaků II 

Příznaky Senzitivita Specificita Dice 

M A X I + E 0,70 0,90 0,40 
M A X I + S 0,77 0,93 0,48 
M A X I + R 0,77 0,94 0,49 
M A X I + I 0,78 0,95 0,52 

M A X I + M A X 2 0,80 0,93 0,48 
M A X I + M A X 3 0,79 0,94 0,49 

M A X I + I + E 0,79 0,95 0,55 
M A X I + I + S 0,79 0,95 0,54 
M A X I + I + R 0,79 0,96 0,55 

M A X I + I + M A X 2 0,78 0,96 0,53 
M A X I + I + M A X 3 0,79 0,96 0,53 

M A X I + I + R + E 0,79 0,96 0,55 
M A X I + I + R + S 0,79 0,96 0,54 

M A X I + I + R + M A X 2 0,80 0,97 0,56 
M A X I + I + R + M A X 3 0,80 0,97 0,56 

M A X I + I + R + M A X 3 + E 0,80 0,96 0,56 
M A X I + I + R + M A X 3 + S 0,80 0,96 0,56 

M A X I + I + R + M A X 3 + M A X 2 0,80 0,97 0,57 

M A X I + I + R + M A X 3 + M A X 2 + E 0,80 0,97 0,56 
M A X I + I + R + M A X 3 + M A X 2 + S 0,80 0,97 0,57 

Všechny příznaky 0,80 0,97 0,59 

Z tabulky 6.2 jsme zjistili, že kombinací všech příznaků dosáhneme nejlepších 
výsledků. V práci proto pro výsledné vyhodnocení byly použity všechny příznaky. 

Efektivita dané metody byla vyhodnocena na sadě snímků, kde se opět počítala 
senzitivita, specificita a dice skóre. K těmto třem hodnocením byla ještě doplněna 
samotná TP, FP, T N a F N . 

V tabulce 6.3 vidíme, že senzitivita dosahuje maximální hodnoty 93%, naopak 
nejnižší hodnota pouze 63%. Specificita se pohybuje v průměru okolo 97%. Hodnota 
Dice skóre dosahuje maximálně hodnoty 82%, naopak nejnižší hodnota činí 41%. Na 
nynějších obrázcích vidíme porovnání původního snímku, ground truth a segmento­
vaného snímku. Hodnota dice skóre je ovlivněna vlastní anotací dat, neboť můžeme 
vidět, že segmentovaný snímek obsahuje širší cévu, než byla anotována. 
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Tab. 6.3: Výsledky klasifikátoru na snímcích 

Snímky T P F P F N T N SE SP Dice 

1 22968 7972 2357 216703 0,91 0,96 0,82 
2 4398 3169 893 241540 0,83 0,98 0,68 
3 5517 4370 2578 237535 0,68 0,98 0,61 
4 8566 8368 3296 229770 0,72 0,96 0,59 
5 4153 2747 1411 241689 0,75 0,98 0,67 
6 6129 9611 674 233586 0,90 0,96 0,54 
7 7565 5937 1029 235469 0,88 0,97 0,68 
8 11913 5875 1433 230779 0,89 0,97 0,77 
9 23954 10998 1739 213309 0,93 0,95 0,79 
10 7263 3259 1074 238404 0,87 0,98 0,77 
11 20922 7281 4427 217370 0,83 0,97 0,78 
12 7523 18862 606 223009 0,92 0,92 0,44 
13 6669 17704 1582 224045 0,80 0,92 0,41 
14 3344 6258 945 239453 0,78 0,97 0,49 
15 6301 9464 1264 232971 0,83 0,96 0,54 
16 5283 4927 1593 238197 0,76 0,97 0,62 
17 8406 6222 1214 234158 0,87 0,97 0,69 
18 17241 15149 2095 215515 0,89 0,93 0,67 
19 14486 14254 1945 219315 0,88 0,93 0,64 
20 3472 4907 1972 239649 0,63 0,97 0,50 

(a) Původní obraz (b) Ground truth (c) Segmentace 

Obr. 6.3: Snímek 1 
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(a) Původní obraz (b) Ground truth (c) Segmentace 

Obr. 6.4: Snímek 2 

(a) Původní obraz (b) Ground truth (c) Segmentace 

Obr. 6.5: Snímek 3 

(a) Snímek 1 (b) Snímek 2 (c) Snímek 3 

Obr. 6.6: Porovnání Ground truth a segmentovaného snímku 
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Pokud Ground truth a segmentovaný obraz zobrazíme pomocí imshowpair (obr 
6.6), vidíme obrazy zobrazeny na sobě. Zelená barva značí oblast, která byla vyseg-
mentována algoritmem, ale nebyla zanesena v ground truth, naopak fialová barva 
značí nevysegmentovanou část snímku pomocí algoritmu, která ale byla zakreslena 
v ground truth. 

Jak můžeme vidět na obrázcích výše, algoritmus segmentuje širší cévy, než byly 
vysegmentovány manuálně. Toto je hlavní důvod, proč Dice skóre dosahuje takových 
hodnot. Další problém nastává v případě ukončení cév, kde nelze jednoznačně ma­
nuálně určit, kde daná céva končí. Problém nastává i u rozvětvení cévního řečiště, 
segmentovaný obrázek je v tomto místě opět širší, než byla provedená ruční seg­
mentace. Algoritmus jasně funguje na obrázcích, kde jsou jasně oddělitelné cévy od 
fotoreceptorů, a když je obrázek dobře zaostřen. Objevují se zde také snímky, kdy 
se pacient nejspíš pohnul, a celý snímek je tím pádem rozmazaný. Zde došlo k horší 
detekci cév, neboť se v obrázku vyskytovaly místa, kde algoritmus nebyl schopen 
rozhodnout, jestli se jedná o cévu, nebo se zde vyskytuje pouze rozmazaný shluk 
fotoreceptorů. Tyto snímky už při využití přizpůsobené filtrace vykazovaly vysokou 
odezvu v těchto parazitních místech. V tomto případě dosahovalo Dice skóre nízkých 
hodnot. 

Pro dosažení lepších výsledků a přesnosti segmentace by bylo možné přidat více 
relevantních příznaků, použít jinou strukturu neuronové sítě, nebo využít jiné kla­
sifikační metody, jako je třeba metoda podpůrných vektorů. Dále se pro zlepšení 
výsledků nabízí úprava anotovaných dat, kde by bylo možné jednotlivé cévy rozšířit, 
neboť algoritmus ve většině případů analyzuje cévu jako silnější. 

Vysegmentované cévní řečiště může být v medicíně využito pro mnoho účelů. 
Prvním z nich je analýza cévních struktur, kde by se mohlo jednat o vytvoření 
mapy cévního řečiště. Nej zásadnější roli však vysegmentované sítnicové cévy mají 
při diagnostice různých patologií. 

Ve značné části článků, které jsme si zmínili v podkapitole 3.6, je jako met­
rika úspěšnosti uvedena senzitivita, specificita nebo celková přesnost. Tyto výsledky 
vidíme v tabulce 6.4. 

Autoři jednotlivých článků se zaměřili na data z databáze H R F , STARÉ nebo 
D R I V E , což jsou veřejně dostupné databáze snímků s cévním řečištěm. Hodnota 
přesnosti (ACC) přesahuje ve většině případů 93%. V případě posledních dvou pří­
stupů, kdy se oba zaměřili na neuronové sítě, průměrná hodnota senzitivity u Marin 
[33] vychází 70%, přičemž u Thangaraj [38] průměrná senzitivita dosahuje hodnoty 
83%. Specificita v případě všech publikací přesahuje 96%. Koeficient Dice je ukaza­
tel kvalitní segmentace, bohužel ale ani jeden z autorů Dice skóre neuvádí. Hlavním 
rozdílem mezi touto práci a výše zmíněnými autory je fakt, že autoři pracovali s 
daty, které získali z fundus kamery. Tyto snímky mají zcela jiné vlastnosti, hlavním 
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Tab. 6.4: Dosažené úspěšnosti segmentace ostatních autorů 

Autoři Databáze SE SP A C C 

Ostrčilík [20] H R F 0,79 0,98 0,95 
Cinsdikici [22] D R I V E - - 0,93 

Kumar [25] H R F 0,75 - 0,95 
Sreejini [26] S T A R E 0,72 0,97 0,95 

Chaudhuri [27] D R I V E - - 0,88 
Moazam [32] S T A R E 0,74 0,97 0,94 
Vlachos [30] D R I V E 0,74 0,96 0,93 

Zhao [35] H F R 0,77 0,99 0,97 
Marín [33] S T A R E 0,70 0,98 0,95 

Thangaraj [38] S T A R E 0,83 0,96 0,94 
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Obr. 6.7: Graf průměrných hodnota SE,SP a A C C ostatních autorů 

rozdílem je to, že zde nejsou viditelné fotoreceptory. Další odlišností je to, že tyto 
snímky zabírají celou sítnici, včetně žluté skvrny a optického disku. V případě dat 
z adaptivní optiky se nejedná o celý snímek sítnice, ale o jednotlivé oblasti sítnice. 
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Závěr 
V první části této práce jsme se zaměřili na teoretickou část. Nejprve jsme shrnuli 
základní anatomii oka s detailnějším zaměřením na sítnici. V dalším bodě jsme se 
zaměřili na oblast adaptivní optiky. Adaptivní optika je část optiky, kdy je vyu­
žíváno korekce tvaru vlnoplochy. Adaptivní optika se dostává čím dál tím víc do 
každodenního života, neboť se používá v různých přístrojových technikách, jako 
jsou diagnostické přístroje v oftalmologii. Dále byla shrnuta základní problematika 
segmentace obrazů, kde v návaznosti na tento úvod do segmentace došlo ke shrnutí 
publikací, které se segmentací cévního řečiště zabývají. Tyto metody byly na základě 
přístupu rozděleny do tří metod, a to na metody založené na filtrovaní, sledování a 
využití neuronových sítí. 

V praktické části byla využita plně propojená neuronová síť se dvěma skrytými 
vrstvami. Snímky, které byly v práci využity, byly získány z adaptivní optiky od 
deseti zdravých jedinců z obou očí. V rámci této práce byla vytvořena databáze 
239 ručně značených snímků. Tyto manuálně anotované snímky slouží jak k imple­
mentaci metody, tak i k samotnému vyhodnocení segmentace. Tyto snímky byly 
vytvořeny pomocí Image Labeler v Matlabu, kde byla céva označena za bílou a po­
zadí za černou barvu. Následně jsme se zaměřili na jednotlivé příznaky, které byly 
vybrány, a na jejich zhodnocení. V práci se využívá 7 příznaků, které byly získány 
z přizpůsobené filtrace, z jasových hodnot pixelů a z texturních filtrů. Celková na­
vržená metoda byla realizována v programovém prostředí MATLAB 2019b. 

V závěrečné části jsou vyneseny konečné výsledky na základě senzitivity, spe-
cificity a Dice koeficientu. Výsledkem této práce je segmentace cévního řečiště ze 
snímku z A O . Metoda je založena na extrakci příznaků ze snímků cévního řečiště a 
následné zpracování pomocí neuronové sítě. Při porovnání s ručně anotovanými daty 
dosáhla průměrná hodnota senzitivity 80 %, specificity 97% a dice skóre činí 59 %. 
Maximální hodnota senzitivity se dostala na hodnotu 93%, přičemž nejnižší senzi-
tivita byla 63%. Maximální dice skóre bylo 82%, naopak nejnižší hodnota dosahuje 
pouhých 41%. Největší odchylky od Ground truth snímků způsobuje širší segmentace 
cév. Problém nastává i u rozvětvení cévního řečiště, kde v segmentovaných snímcích 
je rozvětvení opět širší. 

Zlepšení navržené metody segmentace lze dosáhnout přidáním více relevantních 
příznaků nebo se pokusit i o optimalizaci přizpůsobených filtrů. Pro dosažení lepších 
výsledků bychom se mohli zaměřit i na důkladnější předzpracování snímků. 
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Seznam symbolů, veličin a zkratek 
A O Adaptivní optika 

A O O C T Optická koherenční tomografie s adaptivní optikou 

A O S L O Skenovací laserový oftalmoskop s adaptivní optikou 

C C D Charge-Coupled Device 

C M O S Complementary Metal-Oxide-Semiconductor 

F N False Negative 

FP False Positive 

H R F High resolution fundus 

M A E Střední absolutní chyba 

M F Matched filtering 

M S E Střední kvadratická chyba 

O C T Optická koherentní tomografie 

SE Senzitivita 

SGD Stochastický Gradientní sestup 

SLD Superluminiscenční dioda 

SP Specificita 

T N True Negative 

T P True Positive 
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