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Anotace

Neuronové sité, diky vyvoji vypocetnich kapacit modernich pocitacq,
zaznamenali znacné rozSifeni do spousty oblasti lidské cinnosti. Pristupy
k implementaci takovych siti jsou velmi rozmanité. Cilem této prace je analyzovat
neuronové sité a objektovy pristup a navrhnout implementacni pristup
neuronovych siti tak, aby vyuZival vSech prednosti objektové orientovaného
programovani, a nasledné pomoci tohoto pristupu vytvorit knihovnu zamérenou
na experimentovani s jednotlivymi typy neuronovych siti.

V prvnich kapitolach jsou rozebrany biologické a umélé neuronové sité a
objektové orientované programovani, které jsou zakladem pro navrhované reseni.
V téchto castech je provedena analyza kazdé oblasti, nutna pro navrzeni vlastniho
reseni, skladdajici se zpopisu hlavni mysSlenky a jednotlivych funkci. Dale jsou
v praci popsany jiz existujici pristupy kimplementaci neuronovych siti ve formé
softwaru ve formé implementacnich pristupii a vybranych knihoven zamérenych
na neuronové sité. Nasleduje detailni rozbor autorova vlastniho navrhu spojeni
neuronovych siti a objektového ptistupu s popisem zakladni myslenky a vyctem
entit, které byly v rdmci modelu vytvoreny.

V zavérecnych kapitolach je popsana implementace tohoto modelu ve formé
knihovny napsané v programovacim jazyce Java - NeuralUHK - s popisem
nejdilezitéjsich tiid, jejich odpovédnosti, metod a jejich umisténim v ramci celého
systému. Nasledné jsou vyjmenovany a zhodnoceny experimenty, které byly
v ramci vyvoje aplikace provedeny k otestovani aplikace na vybranych datech.

Na zavér je shrnut vysledek celého vyzkumu a vyjmenovany mozZné sméry

dalSiho vyvoje aplikace a sméry pouziti, pro které tento navrh neni vhodny.



Annotation

Title: Implementation of Neural Networks in Object

Oriented Programming language.

Neural networks have spread in many domains of human activities thanks to
the evolution of performance of modern computers. Approaches to implement
these networks are various. Goal of this research is to analyse neural networks and
object oriented programming (OOP) and propose implementation model which
utilizes benefits of OOP and then with this model create library for experimenting
with different types of neural networks.

In first chapters are described biological and artificial neural networks and
object oriented programming forming basis for proposed solution, which contains
description of main idea and individual functions. These parts contain analysis of
every part necessary for designing of model. Next chapter contains description of
existing approaches to implement neural network in forms of approaches and
selected libraries dedicated to neural networks. It follows detail analysis of authors
own concept of merging neural networks and OOP with description of basic idea
and list of entities which were created for model.

Next chapters contains implementation of this model in form of library
written in Java Programming Language - NeuralUHK - with description of
important classes, their responsibilities and their deployment in whole app.
Follows list of experiments which were done to test application on selected data
sets.

In last part is summarized result of whole research and are listed possible
ways of future application development and ways of usage for which this model is

not suited.
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1 Uvod

Uméla inteligence vZdy lakala autory Science Fiction. Stroj, ktery by
napodoboval lidskou inteligenci, je jednim z nejoblibenéjSich témat tohoto Zanru.
Ale co to uméla inteligence je? Jedna se o takovy stroj, ktery vykazuje znamky
inteligentniho chovani - rozumu. Dovede uvaZovat, ucit se, planovat atd.
Vyzkumem umeélé inteligence a jeji aplikace v praxi se zabyva cely jeden obor
matematické informatiky.

Jednim z prikladli umélé inteligence jsou neuronové sité (NS). Jedna se o
matematicky model, ktery se inspiruje neurony v lidském mozku. MySlenka
neuronovych siti, neni nova, pravé naopak. BohuZel, prakticka aplikace v
pocitacovych programech byla omezena technologii doby, protoZe uceni NS je
vypocetné velmi ndrocnd uloha. AZ v soucasnosti je, diky pokroku v HW
technologiich, mozné tuto myslenku prakticky vyuZit a aplikovat ji v praxi.
Procesor totiz diive nestacil tak velké mnoZstvi operaci vykonat v rozumném case.

Tato prace je zamérena na jejich implementaci - tj. vyuzit myslenku
neuronovych siti a na jejim zakladé vytvorit aplikaci ve zvoleném programovacim
jazyce. Implementace NS by se dala rozdélit na dvé kategorie: pro praktické
nasazeni a pro testovani riznych typt NS. Oba dva pristupy jsou dilezité, ale jsou
od sebe znaCné odliSné. Praktickym nasazenim je mySlena aplikace NS
v konkrétnim odvétvi, napriklad rozpoznavani obliCeje, pro které je primarni co
nejvykonnéjsi neuronova sit. Je to zplisobeno tim, Ze uceni neuronové sité je,
vypocetné, velmi naro¢né a casto se proto vyuZzivaji napriklad grafické karty, které
jsou pro podobné vypocty uzplisobeny. Implementaci pro testovani rozumime
takovy pristup, kdy se vytvori program, ve kterém se testuji rtizné struktury a typy
neuronovych siti ztoho divodu, aby se rozhodlo, ktery typ sité je pro danou
problematiku nejvhodnéjsi. Proto je dobré, aby takovy program umozZnoval
snadnou zménu neuronové sité s minimalnim zasahem do kddu.

Tato prace je primarné zaméfena na druhou formu implementace
(testovani), konkrétné se jedna o implementaci NS v Objektové Orientovaném
Programovani (OOP) jazyce. Cilem je analyzovat neuronové sité a moZnosti OOP,

navrhnout model, ktery by vyuzival vSechny vyhody, vyplyvajici z tohoto pristupu,



a implementovat jej ve formé aplikace, pomoci které by se tento pristup otestoval.
Jako jazyk pro tuto implementaci byla zvolena Java - tato knihovna by se nazyvala
NeuralUHK.

Téma prace bylo vybrano na zakladé zkuSenosti, ziskanych v ramci projektu
zaméreného na Kklasifikaci 1éciv. Cilem projektu bylo ovérit moznosti pouZiti
raznych typl NS k urceni Gcinnosti jednotlivych 1ékii, na zakladé jejich sloZeni a
dalSich vlastnosti. Dale bylo treba zhodnotit, ktery typ neuronové sité bude
nejvhodnéjsi. Priibéh vyvoje poZadované aplikace a reSersni ¢innost vedli k zavéru,
Ze je treba navrhnout implementacni pristup, ktery by umoZnoval snadnou tvorbu
takovych siti (véetné riznych zapojeni apod.) a zménu jejich kédu. Vzhledem
k prednostem objektové orientovaného pristupu - tedy znovu pouZitelnosti kddu,
snadné Upravé a modularité, a zkuSenostem ziskanym simplementaci tohoto
paradigmatu v jazyce Java jsem se rozhodl navrhnout model, ktery by tento pristup
vyuzival.

Prace je Clenéna ndasledovné: V prvni casti prace jsou teoreticky popsany
neuronové sité z hlediska biologie a matematiky. Je zde zjednodusSené popsano, jak
funguji neurony v lidském mozku, jak je tato mySlenka prevedena do
matematického modelu, jaké jsou vlastnosti neuronovych siti a proc¢ jsou
vyuzivany. V této Casti se také nachazi konkrétni popis implementace NS v oboru
biomedicina, konkrétné klasifikace léciv. V druhé ¢asti prace je popsano objektové
orientované programovani, jeho zakladni myslenka, jeho pravidla, principy, jaké
ma vyhody a nevyhody a jeho konkrétni pouziti v jazyce Java - jazyk, ve kterém
bude testovaci aplikace implementovana. V dalsi kapitole jsou popsany jiz
existujici feSeni ve formé nékolika pristupli kimplementaci NS a piiklady
nékterych existujicich knihoven. Nasledujici, ¢tvrta, ¢ast se tyka navrzeného reseni.
Zde je popsana hlavni myslenka celé prace, tj. nachazi se zde navrh objektové
orientovaného modelu, ktery by mél vyuzivat poznatky, ziskané v teoretické
analyze problematiky (predchozi kapitoly). Navrh je popsan jak teoreticky, tak
pomoci UML (unified modeling language) a jinych diagrami. V paté kapitole je
rozebrana implementace tohoto modelu v jazyce Java, jsou v ni popsany

komponenty programu a jeho planované vyuziti.



Na zavér jsou rozebradny a ohodnoceny experimenty, které byly na siti
provedeny v ramci vybraného oboru (klasifikace 1é¢iv), a je slovné shrnut vysledek

celé prace.



2 Cil

Cilem této prace je analyzovat problematiku neuronovych sit a objektové
orientovaného programovani a navrhnout vysledny model, ktery bude spojovat
mysSlenku neuronovych siti svyhodami plynoucimi svyuZiti objektové
orientovaného programovani. Vysledny model je treba poté implementovat ve
formé knihovny NeuralUHK, otestovat na vybranych datech a zhodnotit jeji
ucinnost. Primarnim ucelem knihovny, vytvorené v ramci této prace, je testovani
riznych typd a nastaveni neuronovych siti pro aplikaci v oblasti biomediciny,
konkrétné Kklasifikace 1éCiv. Z tohoto diivodu je nutné ji otestovat na prislusnych
datech.

Hlavnim dvodem tvorby nového vlastniho fesSeni jsou velmi specifické
pozadavky tohoto oboru - datové sety se obvykle vyznacuji velmi malym
mnoZstvim vzorki (Casto rddoveé méné nez je vstupnich parametri). Je potieba do
knihovny dodavat specifické funkcionality, které mohou byt soucasti i stéZejnich
tiid. Ztéchto divodd bylo nutné navrhnout vlastni knihovnu, kterd by se
vyznacovala vysokou urovni upravitelnosti, z diivodu flexibilnosti funk¢ni Casti
kédu. Jednim z hlavnich dvod{, pro¢ neni mozné pouzit jiz vytvorené modely je
funk¢ni problém, kdy je treba oddélit samotné propojeni a strukturu neuronové
sité od vnitini funkcénosti neuronu - zpracovani signalu. Cilem samotného navrhu
je tedy model, reprezentujici samotnou neuronovou sit' se vSemi jejimi entitami
tak, aby byl snadno rozsititelny a oddéloval samotnou strukturu a propojeni sité
od vypocti provadénych uvnitt neuronu. Vysledkem by méla byt knihovna, ktera

by implementovala navrZzeny model a slouZila pro vyzkum v oblasti biomediciny.



3 Neuronové sité

Tato kapitola se vénuje neuronovym sitim jako celku. Nejprve jsou zde
popsany biologické neuronové sité (BNS), které predstavuji hlavni ¢ast centralniho
nervového systému - mozku. Lidsky mozek je nesmirné komplexni vytvor a
v soucasnosti se jedna pravdépodobné o jeden z nejslozitéjsich objektii ve zndmém
vesmiru. Dovede se ucit, adaptovat na nové situace, vyvoldvat emoce a mnoho
dalSich véci. Mozek neni jeSté kompletné prozkoumany a nékteré jeho procesy
nejsou zcela zmapovany, presto, Ze se vyzkumu tohoto organu vénuje spousta usili
a Casu. DileZitym faktem je, Ze jeho komplexnost neni zplisobena sloZitosti
neuront], jednotlivych bunék, které ho tvofi. Neurony jsou naopak relativné
jednoduché burnky, jejichZ primarnim ukolem je vysilat impulsy. Schopnost mozku,
fesit slozité problémy, je docilena mnoZstvim neuronii a toho, kolik jednotlivych
propojeni mezi sebou tyto neurony navzajem maji.

Neni tedy divu, Ze uz pred 80 lety vznikly prvni pokusy neuron (a prvni
neuronovou sit) modelovat uméle. Prvni neuronové sité byly primitivni a zvladaly
fedit jen jednoduché ulohy. Casem, jak se vyvijela vypocetni technologie a
algoritmy, se tyto sité stavaly vice pouZitelnymi a v soucasnosti se jiZ pouZivaji
v mnoha odvétvich lidské ¢innosti. Po BNS jsou v dalsi podkapitole popsany umélé
neuronové sité, které se témi biologickymi inspiruji.

Umélé neuronové sité jsou sice vyjimecné modelovany jako propojeni
fyzickych jednotek, kde kazdy neuron odpovida jedné, ale v drtivé vétSiné se jedna
o pocitacovy model, kde neuron predstavuje spiSe shluk matematickych funkci, nez

entitu. Vzhledem k zaméreni prace jsou vtéto casti popsany pouze pocitacové

modely umélych neuronovych siti a nikoliv ty fyzické.

3.1 Biologické Neuronové Sité

Tato kapitola je zamérena na Biologické Neuronové Sité (BNS). Umélé
Neuronové Sité se zvelké Casti inspiruji biologickymi. Pro pochopeni celé
problematiky je vhodné BNS alespon obecné popsat. V této casti prace se nachazi
vycCet princip(i, na kterych jsou BNS zaloZeny, seznam jednotlivych komponent a

funkci, které vramci systému plni. Pro replikaci funk¢nosti neuronovych siti



v poc¢itacovém programu neni tifeba znat kompletni biologickou funkénost
samotného neuronu. Sta¢i abstrahovat (viz. 4.1.2) jeho zdkladni funkcnost a
princip a prevést je do funkéniho modelu. Tento popis je pro potieby diplomové
prace méné obsahly a je zaméren spiSe na popsani zakladnich funkci, neZz na
kompletni popis bunék a dalSich funkci. Vice informaci o této problematice se

nachazi napriklad zde [42].

3.1.1 Uvod

Vsechny Zivé organismy, které maji schopnost se adaptovat na své prostiedi,
potiebuji urcitou formu kontrolni jednotky, ktera je schopna se ucit. Lidé a vysoce
vyvinuta zvirata pouZzivaji velmi komplexni sit’ specializovanych neuront, které jim
adaptibilitu na prostiedi umoznuji[6]. Tato sit' se nachazi v jejich mozku a byva
oznacovana pojmem Biologickd Neuronova Sit' (BNS). BNS je soustava neuront-
bunék (u lidi je jich az 1011 [7][6]), navzdjem propojenych pomoci synapsi a
axiomt, které spolu navzajem interaguji pomoci zasilani elektrochemickych
signalii. Kazdy neuron je propojen az s 10 000 dal$imi neurony a samotna sit je
zaloZena na binarnim principu (viz dale). Jeji jednotlivé komponenty jsou velmi
jednoduché a komplexnost téchto siti je zapri¢inéna mnoZstvim neuront, které
jsou jeji soucasti a diky nim je, i pres zdanlivou jednoduchost, schopna resit velmi
sloZité problémy[8].

BNS jsou zaloZeny na principu Sifeni signali skrz jednotlivé propojené
neurony. Signal se dostane na vstupni neurony, které ho dale distribuuji do dalSich
synapsemi propojenych neuront, které je opét posilaji k dalsim neurontim. Signal
(neboli impuls) prochazi napri¢ celou siti a vytvari urcitou cestu skrz tuto sit.
Podoba této cesty ovliviiuje vysledné zpracovani vstupnich hodnot. Tento signal se
$ifi bindrné, neuron impuls vysSle nebo nevysle, existuji tedy jen dva moZné
vysledky v ramci jednoho neuronu. O tom, jestli je impuls vyslan rozhoduje neuron

na zakladé jeho hrani¢ni hodnoty - podle mnoZstvi vstupni signali.



Obrazek 1 - ilustrace biologické neuronové sité [43].

V nasledujicich podkapitolach jsou popsany hlavni komponenty - neuron a
synapse. U neuronu jsou popsany dendrit a axiom, které jsou jeho soucasti a

reprezentuji vstup a vystup z neuronu.

3.1.2 Neuron

»+Hlavni funkci nervového systému je ridit organizmus. Zakladem této funkce
je schopnost systému zpracovavat informace. Informace se v NS prenaseji ve formé
zmén membranového potencialu nervovych bunék, neuroni.“[10]

Dendrit

Ranvierovy Synapse

Schwannowy
bunky

j4d Myelinova pochva
adro

Obrazek 2 - struktura biologického neuronu (pi‘eloZzeno z [44])



Neuron je elektricky drazditelnd burika, kterda zpracovava informace skrz
elektrické a chemické signaly. Tyto neurony piedstavuji zdkladni jednotky
nervového systému (a BNS), které komunikuji mezi sebou navzajem a s rozliSnymi
efektorovymi organy. Neuron je bunka, ktera se specializuje naodesilani a
prijimani chemicky prenasenych elektrickych signalti (viz. Obrazek 2 a[11]).

Aby mohl neuron plnit svoji primarni funkci, musi prijimat signaly od
ostatnich bunék a §irit je dal. Vnimavi povrch neuronu (vertebrate) se ztoho
diivodu sklada z dendritli a axonu, které odpovidaji za vnéjsi interakci[9]. Dendrity
vramci neuronu plni uUlohu receptoru, prijimaji tedy vstupni signaly. VétSina
neuronti ma téchto dendritli nékolik a tim padem jsou multipolarni[11].[11] Dale
kazdy neuron obsahuje axon, pomoci kterého pienasi signal dal do sité. Jedna se o
dlouhy vybézek neuronu, jehoZ soucasti je axonovy terminal, na ktery jsou pomoci
synapsi napojeny dendrity sousednich neuronti. Pokud je prekrocen prah neuronu,
signal je vyslan skrz axon do terminalu.

Zakladni chovani vétSiny téchto bunék, coZ je prenaseni signalli, funguje

v nékolika fazich. Primarné mezi né patfi:

e Prijeti signalu - bunka postupné na dendritech ptijima elektrické
impulsy

e Zhodnoceni signalii - signaly postupné zvysSuji napéti na burice, a
pokud piekroci urcity prah, neuron vysle signal

e Vyslani signalu - neuron vysle elektricky impuls na sviij axonovy
terminal, ktery se poté skrz synapse dostane na dendrity pripojenych

neuronu

Tento model obecné neplati pro vSechny neurony, ale plati to pro ty, ve

kterych se umélé neuronové sité inspirovaly, je zde proto jako jediny rozebran.

3.1.3 Synapse

Neurony vytvareji funkcéni spojeni v misté tésného kontaktu axonu jedné
buiiky s membranou jiné bunky. Toto spojeni se nazyva synapse (lat. tésné se
objimat). Na jednom neuronu mohou byt stovky, tisice a na nékterych az desitky

tisic synapsi[10]. Synapse predstavuje propojeni dvou neuront, pomoci kterého se



v neuronové siti S$ifi signdl. Synapse je spise teoreticky pojem pouZivany pro
vymezeni takového spojeni, protoze jednotlivé soucasti synapse jsou soucasti bud’
zdrojové, nebo cilové bunky.

Toto spojeni se sklada ze tri ¢asti, membrany presynaptického terminaluy,
synaptické Stérbiny a postsynaptické membrany. Prvni c¢ast odpovida axonu
neuronu, ze kterého se Sifi signal, resp. jeho terminalu. Druha cast je synapticka
Stérbina, pres kterou je napojena posledni soucast - dendrit neuronu, ktery signal

zdroje prijima (viz. Obrazek 3 a [10]).

Neuronova
synapse

xon
(Presympaticka
membrana)

Dendrid
(Postsynapticka membrana)

Neurotransmittery

Obrazek 3 - synapse mezi dvéma neurony (piceloZzeno z [45])

Jedna synapse odpovida propojeni vybézku axonového terminalu ve
zdrojovém neuronu a dendritu vneuronu cilovém. Toto propojeni umoZiuje

zdrojovému neuronu vyslat signal vSem neurontim, které jsou na néj napojeny.

Synaptické vahy a uceni

V oboru neurologie je takto oznacovdno ohodnoceni spojeni dvou uzli
(neuront). Kazdy dendrit ma v rdmci neuronu chemickou propustnost, ktera by se
dala vylozit jako ,dileZitost signalu“. Diky prahové hodnoté (viz. zhodnoceni
signalu v neuronu), kterou neuron vyuZzivd k rozhodnuti, jestli vyslat signal, je
moZné pomoci této propustnosti ovlivnit, jakym zplisobem budou riizna pripojeni

prekroceni tohoto prahu ovliviiovat.



Tato propustnost je ménitelna a diky tomu je moZné naucit neuron reagovat
na stejné situace, signaly ze stejnych neuront, jinym zpisobem. Toto je hlavni
princip uceni v biologickych neuronovych sitich, ktery se vyuziva i v umélych

neuronovych sitich.

3.2 Umélée Neuronoveé Sité

,2Umeélé neuronové sité mohou byt nejpresnéji charakterizovany jako
,vypocetni modely’ s vlastnostmi adaptace a uceni, vyuZivanymi ke
generalizaci, shlukovani, organizaci dat a operacim zaloZenym na paralelnim
zpracovani.“ [15]

Umélé Neuronové Sité, neboli Artificial Neural Networks - ANN, jsou velmi
zjednoduSené modely struktury biologickych neuronovych siti (viz. 3.1), které se
pouzivaji kaproximaci funkci, obsahujicich velké mnozstvi obvykle neznamych
parametrl. ANN se sklada z mnoZstvi navzajem propojenych vypocetnich jednotek
- neuront (viz. Obrazek 4), jejichZ propojeni je ohodnoceno vahami, které je
moZno ménit. Toto déla ANN adaptivnimi na vstupy a umoZziiuje jim se ucit [12].

Vstupni Skryta Vystupni
vrstva vrstva vrstva

Vstup 41 P S
Vstup  #2 — = \ - | B ;
<% @ -:_ - Vystup
vup #3 (@IS 7
Vstup #-4 :

Obrazek 4 - Neuronova sit’ - typ Feedforward (pi‘eloZeno z [46])

ANN predstavuji abstrakci biologickych neuronovych siti, prejimaji nékteré
jejich charakteristiky a vlastnosti a odstifiuji od nich samotnou biologickou

implementaci v neuronu. Model ANN abstrahuje zakladni funk¢nost BNN, coZ je
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zpracovani informaci pomoci Sifeni impulsii (informaci) naptic siti skrz navzajem
propojené neurony - samostatné se rozhodujici, jednoduché, tidici jednotky - a
moznost se ucit pomoci upravy vah na jednotlivych propojenich, od jejich slozité
chemické struktury a procest, které vnich probihaji. Vyuzivd jen zakladni
mySlenku reSeni komplexnich uloh pomoci zapojeni velkého mnoZstvi velmi
jednoduchych ridicich jednotek a adaptace skrz ,vahy“, ale jeji implementaci
v podobé chemickych procesti jiz ne.

V nasledujicich podkapitolach je nejdrive popsana historie ANN v nékolika
hlavnich bodech, nasledné je rozebran ,umély neuron“ a funkce neuronovych siti,
poté jejich druhy, dalsi podkapitola se vénuje technikam uceni neuronovych siti a

nakonec je zde zhodnoceno jejich pouziti v riiznych odvétvich lidské ¢innosti.

3.2.1 Historie

Pocatek vyvoje umélych neuronovych siti odpovida dobé, kdy se poprvé
Clovék pokusil modelovat neuron. Prvnim krokem byl rok 1943, kdy Warren
McCulloh a Walter Pitts napsali ¢lanek o tom, jak mohou neurony fungovat a
modelovali jednoduchou neuronovou sit pomoci elektrickych obvodt[17][16][14].

Vroce 1949 Donald Hebb napsal knihu Organizace Chovdni, ve které
poukazal na fakt, Ze neuralni cesty (viz. 3.1) zesiluji pokazdé, kdyZ jsou pouZity.
Tento koncept je zadsadni pro zptisob, kterym se lidé uci. Argumentoval, Ze pokud
dva neurony vyslou impuls ve stejny cas, propojeni mezi nimi se posili[16][13].
Dale byl vroce 1954 Marvinem Minskym vyvinut stroj, ktery se ucil tak, Ze umél
upravovat silu jednotlivych spojeni, ale byl to Rosenblatt, ktery v roce 1958 navrhl
model perceptronu, ktery umél upravit vahy na spojeni podle pravidel uceni[12].

Na konci 50. let (1959) Widrow a jeho skupina navrhla modely ADALINE a
MANDALINE pro zpracovani dat pomoci neuronovych siti. ADALINE byl vyvinut
k rozpoznavani binarnich vzorcl tak, Ze pii ¢teni ztelefoni linky byl schopen
predikovat nasledujici bit. MANDALINE predstavoval prvni neuronovou sit
pouzitou na reSeni realného problému, pouziti adaptivniho filtru k eliminaci ozvén
na telefonni lince. Tento systém byl vroce 2000 stale v komerénim pouziti. Dale
vroce 1962 navrhli jeSté LMS (least mean square) algoritmus k dapravé vah na

jednotlivych spojenich[12][16].
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Vroce 1972 Kohonen a Anderson, nezavisle na sobé, navrhli podobnou
neuronovou sit. Oba dva pouzili maticovou matematiku k popisu jejich napadij,
kterym bylo pole analogovych ADELINE obvodl. Prvni vicevrstva sit byla
vytvorena v roce 1975 - sit bez dohledu[16].

Rok 1982 byl rok, ve kterém nékolik udalosti zptisobilo znovuoziveni zajmu o
tuto technologii. Prvnim je energicka analyza zpétné vazby neuronovych siti od
Johna Hopfielda vydana vroce 1982. Jeho pristup byl nejen o zjednoduSeném
modelu mozku, ale také o vytvoreni uzitecnych zarizeni. Analyza ukazala, Ze
existence rovnovazného stavu ve zpétnovazebni siti dokazuje, Ze sit ma symetrické
vahy a dprava jejiho stavu je provadéna asynchronné. Ve stejném roce Reailly a
Cooper pouzili hybridni sit' s nékolika vrstvami, pricemZ kazda vrstva pouziva
jinou strategii reSeni problémii[12][16].

Vroce 1986 Rumelhart ukazal, Ze je moZné upravit vahy vicevrstvé
neuronové sité symetricky pro nauceni mapovani setli part vstupti a vystupu. Toto
ucici pravidlo je nazyvano generalizované delta pravidlo nebo také uceni pomoci
zpétné propagace. Zakladni myslenkou tohoto pravidla je zpétna propagace chyby
skrz sit - je vypocitana chyba ocekavaného a skutecného vystupu NS a ta je
distribuovana zpétné do sité[13][12][16].

V soucasnosti jsou neuronové sité pouzivany v Sirokém spektru odvétvi.
Toho je prevazné dosaZeno diky vyzkumu lidi zminénych v této kapitole. Historie
je zde popsana jen pro upresnéni, vice znalosti o historii vyvoje ANN je mozZné

ziskat z pouzitych zdrojt - [12][10][13][16][17].

3.2.2 Funkce

Uméla Neuronova Sit predstavuje mnozinu neuront, které jsou mezi sebou
urcitym zplisobem propojeny. Tyto neurony jsou uspoiadany do vrstev, které
reprezentuji Sifeni signalu skrz celou sit. Kazdd neuronova sit ma tyto vrstvy
alesponl dvé - vstup a vystup. Signal se nejprve dostane na vstupni vrstvu, poté na
vrstvuy, ktera je na ni napojena a postupné prochazi siti, dokud se nedostane na

vystup (viz. Obrazek 5).
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Obrazek 5 - Sifeni signalu (zelena barva) skrz NS (upraveno z [46])

VZdy, kdyZ se na vrstvu dostane signal, vSechny neurony na ni se aktivuji (viz.
3.2.3 a Obrazek 5) a pomoci spojeni s neurony piedchozi vrstvy vypoctou vlastni
vystup. Sila signdlu je na jednotlivych spojenich upravovdna pomocich hodnot
jejich vah. Tyto vahy urcuji, jak se bude intenzita signalu ménit pri prostupovani
sitf a na jejich nastaveni zavisi vysledna hodnota na vystupu. Upravou téchto vah je

mozné neuronove sité ucit (viz. 3.2.5).

3.2.3 Umély ,Neuron*

Neuron je zadkladni vypocetni jednotkou umélych neuronovych siti. Jeho
hlavni a jedinou funkci je vypocet jeho vystupu, tedy jako hodnotu posle dal do sité,
na zakladé vSech jeho vstupl. Jedna se o model vytvoreny na zdkladé abstrakce
biologickych neuroni - prejima jejich obecné funkce, ale abstrahuje konkrétni
implementaci.

Jedno zhlavnich témat v historii neuronovych siti souvisi s modelovanim
samotné neuronové bunky. [10]Postupnym vyvojem v této oblasti bylo dosaZeno
obecného modelu neuronu[10]. Ten se sklada ze sumariza¢ni C¢asti a vystupu.
Sumarizacéni ¢ast obsahuje nékolik vstupt, kde kazdy vstup predstavuje propojeni
se sousednim neuronem (konkrétné sjeho vystupem) a vahy tohoto propojeni.
Déle je jeji soucasti funkce, kterd ze vSech vstupli a jejich vah vypocita hodnotu
neuronu, jeZ je predana vystupni casti. Ta obsahuje aktiva¢ni funkci, které je tato
hodnota predana, ta nasledné vypocte vystupni hodnotu neuronu, ktera je predana
na posledni ¢ast - vystup. Tato ¢ast pak predstavuje vstup pro dalsi neurony v siti,

které jsou na tento neuron napojeny (viz. Obrazek 6 [12][10]).

13



1= z w ’ X j Vnitfni hodnota neuronu

Y =f(l) Aktivaéni éast

-Aktivaéni
cast

Sumarizaéni
cast

Vystup

Procesni
jednotka

n Vstupy Vahy W
n n

Obrazek 6 - model umélého neuronu (pielozeno z [47])

Vstup - jeden vstup do neuronu se sklada z vystupu sousedniho neuronu a
jeho pridruzenych vah. Tyto vahy predstavuji vyznamnost vstupu a ovliviuji, jak
moc se tento vstup promitne do celkové vnitini hodnoty neuronu. Vaha obvykle
byva jedna, nicméné v nékolika specidlnich pripadech jich miize byt i nékolik -

napriklad MF ART Map (viz. [29]).

Vnitini funkce neuronu - tato funkce vypocita vnitini hodnotu neuronu na

zakladé vSech jeho vstupi. Obvykle se jedna o funkci:

kde x predstavuje vstupni hodnotu sousedniho neuronu a w predstavuje jeho
vahu. Jak bylo zminéno, ne vSechny neurony obsahuji jednu vdhu a tato funkce se

mizZe liSit, ale toto je nejpouzivanéjsi varianta[18][17].

Aktivacni funkce - jedna se o funkci, kterda zvnitfni funkce neuronu

vypocita jeho vystupni hodnotu. Téchto funkci je nékolik, nej¢astéjsi jsou [10][17]:

e Sigmoid

Sit) = ——
® 1+et
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e Linearni

L(t) =t
e Hyperbolicky tangent
1-—e 2%
tanhx = m
e Tézky limitni prah
0 pokud x <0
f(x) = {1
pokud x > 1

Vystup - vystupni hodnota neuronu. Vrdmci neuronu neni nijak dale
upravovana a slouzi napojenym neurontim jako jejich vstupni hodnota. Na tuto
cast jsou napojeny nasledujici neurony a je soucasti jejich vstupu.

Zakladni funkce neuronu se nazyva ,aktivace”. Tato aktivace v biologickém
neuronu odpovida stavu, kdy napéti na membrané prekroci urcity prah a neuron
vtu chvili vySle signal (impuls). V poc¢itacovém modelu umélého neuronu neni
tento proces implementovan presné z diivodu vypocetni narocCnosti. Aktivace je

zde vyvolana vZdy v urcitém cCase a probiha nasledovné:

e Pro kazdy vstup (tj. vystup zpredchoziho neuronu) je vypocitana
realna hodnota pomoci ptirazenych vah

e Je vypocitana vnitini hodnota neuronu a predana vystupni ¢asti

e Pomoci aktivac¢ni funkce je z této hodnoty vypocitan vystup neuronu

e Ten je nastaven jako vystupni hodnota, kterda slouzi jako vstup

napojenym neurontim

Umély neuron tedy piresné nekopiruje chovani toho bunéc¢ného, nicméné se

mu bliZi.

3.2.4 Druhy

Za vice jak 70 let vyvoje neuronovych siti (viz. 3.2.1) vznikla cela fada druht
neuronovych siti. Ty se liSi vnitini strukturou neuronu, jejich zapojenim, ucicim
algoritmem a dalSimi vlastnostmi. KaZzdy druh je specializovany na jiny typ

problematiky (viz. 3.2.6 a tabulka). Vzhledem k mnoZstvi téchto siti a zaméreni
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této prace neni nutné popisovat vSechny typy, ale budou zde vyjmenovany alespon

neékteré:

Feedforward, Backpropagation Network (dopredna neuronova sit se
zpétnou propagaci chyby) - Jeden znejstarSich, nejrozSirenéjSich a
pravdépodobné nejjednodussich typt, ktery byl vyvinut v 70. letech nékolika
autory nezavisle na sobé. Predstavuje sloZeni struktury feedforward a uciciho
algoritmu backpropagation (viz. 3.2.5). Jedna se o velmi efektivni model pouZivany
pro komplexni, vice vrstvé sité, jehoz nejvétsi sila je v nelinearnich reSenich pro
Spatné definované problémy. Tato sit' se skldda z nékolika vrstev, v nichZ jsou
neurony napojeny jen vjednom sméru - od vstupu k vystupu (viz. Obrazek 5).
Zpracovani signalu probiha ve sméru vstup -> vystup a uceni probiha ve sméru
opacném (vystup -> vstup). Tyto sité jsou vhodné pro bézné klasifika¢ni problémy,
hledani vzorcl apod. Vzhledem k absenci jakékoliv formy paméti nejsou vhodné

pro sekven¢ni data, tedy takova, u kterych zaleZi na predchozich vstupech[13][15].

Rekurentni neuronova sit- jedna se o typ sité, ve které nejsou neurony
zapojeny ve vrstvach jen vjednom sméru (vstup -> vystup), ale mohou byt
napojeny i na vrstvu, ktera se nachazi pred nimi, nebo sami na sebe. Toto chovani
umoznuje ziskavat zpétnou vazbu z predchozich cykli ANN, vysledek pro jednu
mnozinu vstupnich dat je ovlivnén i predchozimi daty a umoZiuje predikovat
vysledky na zakladé predchozich hodnot - naptiklad vyvoj na trhu[15][17]. Tento
typ je, diky vlivu predchozich vystupi, vhodny pro zpracovani sekvenc¢nich dat.
Nicméné je méné efektivni, nez vytvoreni tzv. LSTM (long short-term memory -
kratkodoba pamét) bloku a proto se, napriklad pro zpracovani hlasu, kde je

zapotrebi delsi pamét, Casto dava prednost prave jim[27].

MF-ART map - neuronova sit pouzivajici tzv. u€eni bez dozoru (bez ucitele).
Tato sit vsobé spojuje vlastnosti ART (Adaptive Resonance Theory) a Fuzzy
systému k reSeni klasifikacnich tloh. Cilem tohoto spojeni je vyuZit klasifika¢ni
schopnosti neuronovych siti ART a vétSi miry informaci ve formé prislusnosti

vstupu k fuzzy tfiddm[29][30]. Srdcem ART (a tim padem i MF ART Map) je dvojice
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vysoce propojenych vrstev - spodni a vrchni rezonancni vrstvy, které se nachazi
mezi vstupem a vystupem. Kazdy vzorec vstupujici do spodni rezonanc¢ni vrstvy
vyvola odeslani ocekavaného vzorce zhorni rezonanc¢ni vrstvy kovlivnéni
nasledujicitho vstupu. Toto vytvari rezonanci mezi spodni a vrchni vrstvou za
UcCelem umoZnéni siti prijmout novy vzorec[13].

V nasledujici tabulce (viz. Tabulka 1) se nachazi jesté vycet dalSich typi ANN
a jejich vyuziti.

Tabulka 1 - druhy a pouziti neuronovych siti, preloZzeno z [13

Back-propagation Pouziti vstupnich hodnot

Delta Bar Delta k predikci vystupu

Extended Delta Bar Delta (naptiklad vyvoj pocasi,
Predikce Higher order Neural Networks identifikace lidi s rizikem

Directed Random Search rakoviny apod.)

Self Organizanizing Map into Back-

propagation

Learning vector quantization Pouzit vstupni hodnoty ke

Counter-propagation klasifikaci (je vstup pismeno

Klasifikace

Propabilistic Neural Network

A, je datovy soubor video

letadla atd.)

Asociace dat

Hopfield Podobné jako klasifikace, ale
Boltzmann Machine mohou wurc¢it i kdy se
Hamming network vyskytuje v datech chyba

Bidirectional associative memory

Spatlo-temporal pattern recognition

(nejen urcit, které znaky byly
oskenovany, ale i Ze scanner

nefungoval)

Adaptive resonance Network

Self organizing map

Analyzovat vstupy tak, ze

mohou byt uréeny vztahy

Konceptualizace mezi skupinami (vybrat
dat z databaze takova jména,
kterda si  pravdépodobné

koupi vybrany produkt)

Filtrovani dat

Recirculation

Vyladéni vstupniho signalu
(odstranit hluk z telefonniho

signalu)
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3.2.5 Uceni

,Uprava tendenci chovani na zakladé ziskanych zku$enosti“ [19].

Vlastnost, ktera ziskala neuronovym sitim nejvétSim pozornost, je pravé
schopnost se ucit, neboli trénovat. Tato schopnost jim umozZnuje se adaptovat na
nové vzniklé problémy a dava vyhodu oproti béZnym programiim, které je
vétSinou nutné upravit zdrojovy kod. Trénovanim NS se zabyva celé jedno odvétvi
strojového uceni a existuji dvé hlavni paradigmata, ktera se inspiruji ucenim
lidského mozku - s ulitelem a bez ucitele.

Neuronova sit' v sobé v podstaté obsahuje funkci f, kterd je definovana
poctem neurontd, jejich propojenim a hodnotou vah téchto konexi. Pokud existuje
néjaky ukol, k jehoZ reseni vede skupina funkci F, pak uceni odpovida aproximaci
funkce f tak, aby byla nalezena funkce f* € F, ktera je schopna problém vyresit.
Tato aproximace probihd pomoci dprav vah na jednotlivych propojenich mezi
vSemi neurony pomoci vybraného neuralniho algoritmu. ZjednoduSené receno se
jedna o Upravu neuronové sité takovym zpiisobem, aby pro dany vstup bylo
dosaZeno, alesponi pribliZzného, o¢ekavaného vystupu[15][13].

Existuji dva zakladni typy uceni (paradigmata) neuronovych siti. Jedna se o
uceni s ucitelem a bez utitele. Tento pristup funguje i vlidské mysli. Clovék se
miiZe ucit pomoci pozorovani (bez ucitele) bez néjakého cilového vzoru nebo miize
mit ucitele, ktery mu ukaZe vzor, ktery ma sledovat. Z hlediska ANN miZe
napriklad ucitel predstavovat mnozinu dat nebo pozorovatele, ktery hodnoti
vysledky sité. Bez ucitele se musi systém sam organizovat pomoci néjakych
vnitinich kritérii zakomponovanych do samotné sité. Rozdil téchto paradigmat
prevazné =zavisi na relevanci cilového vzoru a 1lisi se problém od

problému[13][17][20].

3.2.5.1Uceni s ucitelem

Vétsina reSeni v oblasti neuronovych siti byla trénovana (ucena) pomoci této
metody. Pfi tomto typu uceni jsou poskytnuty jak vstupy, tak vystupy. Tato data

mohou byt poskytnuta vnéjSim ucitelem, nebo systémem, ktery obsahuje
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samotnou sit' (tzv. self-supervising - systém, ktery je sam sobé ucitelem). Sit
potom zpracuje vstupy a porovna ji dosaZené vystupy stémi ocCekavanymi
(poskytnutymi). Chyby, vypocitané ztohoto porovnani, jsou poté propagovany
zpét do systému, zplisobujici Upravu vah v neuronové siti (viz. Obrazek 7). Cilem
téchto ucicich algoritmi je postupné minimalizovat chybu na vSech procesnich
jednotkach (neuronech). Tohoto globalni sniZeni chybovosti je docileno pomoci
soustavné upravy vah na vSech spojenich, dokud neni dosaZeno prijatelné

presnosti[20][13][21][15].

Ocekavany vystup
|

Neuronova sit' s jednotlivé

Vstu propojenymi neurony (propojeni
P ohodnocena vahami) Skuteny vystup

H

Porovnat

Upravit
vahy

Obrazek 7 - Princip uceni s ucitelem (pi‘eloZeno z [48])

S pouzitim uceni sucitelem musi byt sit nejprve natrénovana, neZ bude
pouzitelnd. Ve vétSiné aplikaci je k tomu tieba pouZit skute¢na data a tento proces
je Casové velmi ndroc¢ny. Bez dostatecné vypocetni kapacity miiZe trvat az nékolik
tydnl. Uceni se povaZuje za kompletni, aZ vmomenté kdy sit dosahne
preddefinované statistické presnosti a produkuje vyzadované vystupy pro
zadanou sekvenci vstupl. Po tomto procesu se obvykle vahy na NS zmrazi,
nicméné nékteré sité pokracuji vneustdlém uceni (i kdyZ v mensim meéritku),
v operacnim stavu. To pomaha k adaptaci na ménici se podminky (viz. Obrazek 7 a

[13]).

Back-propagation - Mezi hlavni algoritmy s ucCitelem patfi algoritmus Back-
propagation (zpétna propagace), neboli backward-error propagation (zpétna
propagace chyby). Tento algoritmus byl poprvé navrzen v 60. letech (viz. 3.2.1) a

vzhledem kjeho ucinnosti je stale pouZzivan a zdokonalovan. Hlavnim principem
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tohoto algoritmu je, Ze chyby ve skrytych vrstvach jsou urceny pomoci zpétné
propagace chyby z neuronii na vystupni vrstvé - $ifi se opacné proti sméru Sireni
signalu (viz Obrazek 8). Tato metoda miiZe byt také povazovana za zobecnéni delta
pravidla pro nelinearni aktivacni funkce a vicevrstvé sité[15]. Tento algoritmus

vyuziva metody klesajiciho gradientu - hleda globalni minimum chybové funkce.

<::| Zpétna propagace chyb

Vstupni neurony  Skryté neurony Vystup

Smér Sifeni signali |::>
Obrazek 8 - Smér Sifeni signalu a propagace a chyby u back-propagation (pieloZeno z

[49])

Pro potifeby této prace je zde tento algoritmus popsan pouze obecné,
nicméné je detailnéji rozebran v pouzitych zdrojich ([15][25][26]). Neuronova sit
se v tomto popisu sklada z vrstev L; = L,, kde prvni je vstupni a posledni vystupni

vrstva. Jedna se o popis pro jednu mnozinu dat:

1. Na vstup nastavit novy datovy set

2. Provést aktivace pro vSechny neurony na vrstvach L, — L, (od vstupu
k vystupu)

3. Pro vSechny neurony na vrstvach L,, - L, vypocitat chybu (v opacném
poradi, neZ v kroku 2)

4. Spocitat doCasné vahy Aw pro vSechny neurony na vrstvach L,, = L,
pomoci chyb z predchoziho kroku

5. Upravit neuroniim vahy pomoci spocitanych Aw
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3.2.5.2Bez ucitele

Toto uceni probihd bez znalosti vystupt dat, kterd neuronova sit obdrzi, a
jedna se o pristup, pfi némz se sit' u¢i jen na zakladé vlastnosti vstupnich dat.
Tento pristup je velkym prislibem do budoucna, ktery by znamenal, Ze pocitac se
bude schopen ucit sam bez jakéhokoliv vnéjSiho zasahu. Na rozdil od uceni
s dohledem, zde neni nijak zadan set kategorii, do kterych jsou rozcélenovany
vstupy, a sit' si musi vytvorit vlastni systém kategorizace. V soucasnosti ([13])
tento pristup pouZivaji jen sité, znamé jako samo-organizované mapy, které nejsou
moc prakticky vyuZivané. Prevazné se jedna o akademickou literaturu. Nicméné
v nékterych specifickych pripadech jsou velmi uZite¢né, coZz prokazuje uzitecnost

jejich vyzkumu[13][15].

3.2.6 Pouziti

Neuronové sité vtéto dekadé (2010+) zaznamenaly prudky ndarlist pouZziti
prevazné diky pokroku ve vyvoji hardwaru. Diive nebylo moZné ve smysluplné
dobé natrénovat dostatecné komplexni neuronovou sit, ktera by umoznovala resit
narocné ulohy - jednoduché sité nejsou na vétSinu problémi pouZitelné.

Vzhledem k mnoZstvi riznych druhd neuronovych siti (viz. 3.2.4), které se
pouzivaji, je jejich vyuZziti zna¢né rozsahlé a kazdy typ se hodi na rizné oblasti

lidské ¢innosti. Zde jsou nékteré z oblasti, v nichZ jsou neuronové sité vyuzivané:

e Rozpoznani pisma/znaku - vyuZiti v programech vyuzivajicich ru¢ni
pismo nebo u skenovani a nasledném rozpoznavani textu.

e Rozpoznavani obrazu - diky schopnosti rozeznavat a Klasifikovat
vzory je neuronova sit velmi uc¢innd pri Kklasifikaci obrazovych
soubort (napf. urcit, jestli se na fotce nachazi slunce apod.)[23].

e Medicina - neuronova sit je schopna, pokud je spravné natrénovana,
predikovat vyvoj nemoci u pacienta, popripadé urcit jeho nachylnost
touto nemoci onemocnét[17].

e Marketing - neuronové sité, které pouzivaji metodu uceni bez ucitele,

jsou uc¢inné pro svou schopnost najit v datech néjaky vzor. Proto se
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daji napriklad pouZit pro cileny marketing na zakladé charakteristik
zakaznika[17].

Rozpoznani hlasu - ANN majici néjakou schopnost si pamatovat
(napriklad LTMS jednotka/rekurentni ANN) jsou velmi efektivni pro
rozpoznani hlasu a pouZivaji se napriklad pro ovladani hlasem
nékterych zarizeni nebo pro prekladani hlasového vstupu do jiného
jazyka[24][27].

Biomedicinska data - Jednim z dalSich moznych vyuziti, diky
kterému tato prace vznikla, je aplikace v biomediciné pfri klasifikaci
1é¢iv. Konkrétné se jedna o pouziti ANN na ohodnoceni kvality 1ékti na
zakladé jejich slozeni, vlastnosti a dalSich charakteristik - klasifikace.
Cilem je otestovat, jestli je mozné pomoci ANN nalézt v téchto
charakteristikach néjaké vzorce, diky kterym by se dala urcit acinnost
daného 1éku. Vyzkum, ktery vedl k napsani této prace, se v soucasnosti
vénuje testovani riznych struktur a napojeni neuronovych siti a jejich
testovani na téchto latkach. Hlavnim divodem tohoto zaméreni je fakt,
Ze namichani jednoho pripravku je ¢asové i financné velmi narocnou
zaleZitosti a pokud by se podatilo najit vtéchto charakteristikach
néjaky vzorec, znamenalo by to znacny pokrok ve vyrobé takovych

1é¢iv.
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4 Objektové Orientované Programovani

Objektové Orientované Programovani (OOP) je jednim z programovacich
paradigmat, které nahliZi na systém jako na mnozinu objektli, které spolu
navzajem interaguji. Jedna z hlavnich prednosti objektové orientovaného pristupu
k vyvoji softwaru je poskytnuti silnych a vyznamnych koncepti, které jsou tak
ucinné, Ze mohou slouZit i mimo jejich piivodné cilenou oblast - programovani.
Tyto koncepty (principy), mezi které patii tridy, zasilani zprav, dédéni apod., jsou
vyuzitelné v mnohem obecnéjsim smyslu - navrhovani systémij, jejich modelovani
a celkoveé pro lepsi premysleni o systémech[4].

Tento pristup umoZnuje rozdélit chod systému na jednotlivé ulohy, za jejichz
plnéni odpovidaji konkrétni objekty. Systém je navrZen tak, aby byly jednotlivé
Casti jeho funkcnosti vyclenény do trid, které je pak budou poskytovat svému okoli.
Vysledkem je program, ve kterém je kéd rozdélen mezi jednotlivé objekty, které
mezi sebou komunikuji a navzajem vyuzZivaji své sluzby. Vyhody tohoto pristupu

jsou nasledujici:

e Prehlednost kédu - kdéd je rozdélen do trid suzce definovanou
funk¢nosti, to ho oddéluje od zbytku programu a c¢inni ho 1épe
Citelnym

e Modularita - vzhledem ktomu, Ze kazda ¢ast programu tvori
uzavreny celek, je snadné pridat nové funkce/odebrat staré

vvvvv

projektech, které jsou podobné zaméiené

4.1 Principy

Objektové orientované programovani, jak jiz plyne z nazvu, vyuZziva objekty.
Ale ne vSechny principy a techniky, které jsou spjaté s OOP, jsou piimo
podporované ve vSech jazycich, které o sobé tvrdi, Ze jsou objektové. V této

kapitole jsou vyjmenovany hlavni principy, patrici do tohoto paradigmatu.
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4.1.1 Objekt a trida

Jadrem OOP je objekt, ktery predstavuje jakoukoliv entitu, ktera vystupuje
vsystétmu. A naopak, kazda entita, kterd néjak vystupuje vsystému, je
reprezentovana formou objektu. Ten obsahuje atributy, datovou Cast a metody,
proceduralni cast, a s ostatnimi objekty komunikuje pomoci zasilani zprav. Ve
vétSiné programovacich jazyki je objekt instanci tridy. Trida vtomto pripadé
predstavuje Sablonu objektti, které maji stejné procedury a atributy, a podle ni jsou
tvoreny jednotlivé objekty. Takovy objekt tedy odpovida jedné entité urcitého typu
(tridy) v systému, pricemz kazdy ma sviij stav, ktery je reprezentovan hodnotou
jeho atributti, a chovani, které definuji jeho metody. Jako priklad lze uvést tiidu
Auto, kterd ma dva atributy barvu a znacku a z této tridy (Sablony) jsou vytvoreny

tri instance, které vzdy odpovidaji jednomu konkrétnimu autu, viz Obrazek 9.

= Trida Auto

+field: barva

+field: znacka

L\

= Instance Auta = Instance Auta = Instance Auta

+field: barva = fialova +field: barva = cervena +field: barva = Eemna

+field: znacka = Skoda +field: znacka = bmw +field: znacka = audi

Obrazek 9 - vztah trida - objekt [autor]

4.1.2 Abstrakce

»2Abstrakce je mechanismus, ktery umoznuje reprezentovat komplexni oblast
realného svéta pomoci zjednoduseného modelu.“[1] Ukolem abstrakce je vytvorit z
realného objektu model tak, Ze vysledny model bude obsahovat jen ty vlastnosti,
které jsou pro funkénost modelu relevantni. Pomoci tohoto mechanismu je mozné
reprezentovat i velmi komplexni objekty, protoZe vétSinu vlastnosti 1ze odstinit -
abstrahovat a z komplexniho objektu udélat jednodussi. Napriklad, pokud je
ukolem vytvorit model osoby pro potieby persondlniho oddéleni, provede se
analyza objektu (osoby) a do vysledného systému jsou zahrnuty jen ty vlastnosti,

které jsou pro systém diileZité, tj. datum narozeni, pohlavi, jméno, prijmeni atd., a
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ty zahrneme do modelu, zatimco vlastnosti, které pro systém nejsou tieba (barva

oci, vlast, vadha) odstinime a do vysledného modelu nedame (viz Obrazek 10).

prijmeni

datum narozeni barva vlast
b
pohlavi
e _
Osoba Model
barva oéi —F +datum narozeni
Abstrakce + pohlavi
+jméno

jméno ' :
+ pfijmeni

G —_—
véha

Realna osoba

Obrazek 10 - Abstrakce realné osoby na model [autor]

4.1.3 Zapouzdreni

Tento koncept je blizce spojeny s modularitou. ZjednoduSené, zapouzdreni
znamena sloucit metody a atributy do objektu (tridy), vytvoreného pri abstrakci, a
skryt jejich implementaci pred okolnimi objekty[2]. Diky této vlastnosti neni
struktura objektu ani implementace jeho metod viditelnd pro zbytek systému.
Zapouzdreni zajiStuje, Ze interni detaily objektu jsou skryty pred systémem a
kazdy objekt udrzuje svou vlastni identitu a stav[1]. Jako priklad se da uvést trida
Automobil, ktera ma pro okoli nékolik metod (napf. nastartuj, zastav, otevri dvere
atd.), ale okolni objekty neznaji jeho atributy, stav, ani jak jsou jeho metody

konkrétné implementovany.

4.1.4 Deédicnost

Tento princip definuje vztah mezi nékolika tiidami. Stanovi, Ze dvé tridy jsou
ve vztahu rodi¢-potomek, kde potomek dédi vSechny vlastnosti (atributy, metody)
predka[3]. Jedna se tedy o vztah dvou trid, kde dédici tfida (potomek) obsahuje
vSechny atributy a metody tfidy dédéné (predek) a pridava nékteré své vlastnosti.
Jako priklad miiZe byt uvedena tfida Osoba, kterd obsahuje atributy jako jméno,
prijmeni a adresa, od ni mohou dédit tridy Zaméstnanec a Zakaznik, které kazdé

maji atributy a metody osoby, ale pridavaji nékteré vlastni.
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4.1.5 Polymorfismus

Diky polymorfismu mohou objekty rtznych tiid odpovidat na stejné zpravy
(. vykonavat stejné metody), to umoznuje tvorbu generického softwaru, ktery
posiluje moznosti udrzby kédu[2]. V podstaté je mozno rict, Ze rizné tridy mohou
mit definovany spole¢né metody v urcitém rozhrani, ale kazda bude na metodu
reagovat jinak (stejny vstup a vystup, ale odliSny zptsob zpracovani). Jako priklad
miiZze byt uvedeno rozhrani Barvy. Pro okoli objektu neni diilezité, jak objekt
tohoto rozhrani implementuje (tj. jak bude probihat vypocet v danych metodach)
vybrané metody, zaleZi jen na vstupu a vystupu. Toto rozhrani mizZe pouZivat jak
RGB model (aditivni michani), tak CMYK (subtraktivni michani), a okoli to nijak
neovlivni (viz Obrazek 11). Kazdy model se pocita jinak, ma jiné atributy, ale pro

okoli vystupuje stejnymi metodami.

Barvy
Nastav barvu

Vrat barvu

Sousedni objekt

RGB barvy

Vypoditej barvu

Obrazek 11 - princip polymorfismu u barev [autor]

4.2 Java

Java je obecné vyuzitelny programovaci jazyk, ktery vyuZiva principl
objektového pristupu (viz. 4). Jeho nejvétsi prednosti je jeho platformni
nezavislost - kromé Javy pro Android - kterd znamena, Ze kompilovany kod je
mozné spustit na prakticky jakékoliv platformé, na které jde Java spustit. Pro toto
vyuziva Java Virtual Machine (JVM), coZ je prostredi, které predstavuje vrstvu mezi

operacnim systémem zarizeni a samotnou aplikaci.

26



Jedna se o jeden z nejvice rozsifenych programovacich jazyka [5], ktery za
svou popularitu vdéci zejména jiZ zminéné prenositelnosti a jeho Siroké
vyuZzitelnosti v mnoha odvétvich IT.

Tento jazyk m4, ostatné jako kazdy jiny, vlastni implementaci OOP principti

(nékteré ne-zcela napliiuje, viz dale):

¢ Polymorfismus - realizovan skrz rozhrani (interface). Tridy, které
rozhrani implementuji, musi implementovat vSechny jeho metody,
které ale provadi po svém. Je moZné namisto rozhrani pouZit
jakoukoliv tiidu, ktera ho implementuje

e Zapouzdieni - pomoci modifikatori pristupu
(public/private/protected), které urcuji, kdo mize k metoddm a
atributiim pristupuvat

e Dédi¢nost - moznost rozsirit jakoukoliv tridu, navic oproti OOP
umoziuje rozsirit, poptr. kompletné prepsat metody piredka, tj. pri

zavolani metody miiZe byt vykonan odliSny kéd

Tento jazyk byva Casto oznacovan jako ne zcela objektovy. Je to ze dvou

hlavnich divodt (vice na [28]):

¢ Ne vSe je objekt - Java obsahuje primitivni datové typy
¢ Objekt miize ménit stav jiného objektu - v Javé je mozné pomoci

modifikatori pristupu pristupovat k atributiim (stavu) jinych objektt
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5 Existujici reseni

Neuronové sité byly za dlouhou dobu, po jakou jsou vyvijeny,
implementovany v mnoha formach a podobach. Nékteré, kde neuron predstavoval
jednu funkcni soucastku - hardwarové sité, a jiné, kde je cela sit napsana formou
néjakého zdrojového kédu - softwarové sité. U prvnich jmenovanych se jedna o
zastaraly model, ktery slouZil prevazné v ranych pocatcich pro vyzkum tohoto
oboru.

Tato prace se vénuje jen softwarovym sitim, takZe zde budou vyjmenovany
priklady tohoto typu. Pristupli jak model sité implementovat existuje nékolik.
V této praci budou vyjmenovany dva, se kterymi se autor v rdmci vyzkumu setkal

nejvice. Jsou jimi maticové a pseudo-objektoveé.

5.1 Pristupy v implementaci

Zde jsou popsany vybrané zplsoby, které jsou uplatnény pri vytvoreni
programové neuronové sité na zakladé matematického modelu NS. Jsou uvedeny

dva nejobecnéjsi - matice a pseudo-objektovy pristup.

5.1.1 Matice

Jak vyplyva znazvu, toto feSeni vyuZivdA matic. Matice predstavuji
dvourozmérné pole hodnot, které se skldda ze sloupctli a radki. Tato sit' se pak
sklada z nékolika matic, kde kazda matice odpovida jedné vrstvé a Sifeni signalu je
pak implementovano pomoci ndsobeni téchto matic. Matic mtiZe byt nékolik druhf,
jedna muiZe predstavovat vahy na urcité vrstvé, druhd vystupni hodnoty vsech
neurontl na vrstvé, dalS$i hodnoty predchozich iteraci (u rekurentnich siti) a tak
dale. Na Obrazek 12 je ukadzana takova feedforward sit, kde vZdy Seda oblast w
predstavuje matici vah pro prechod mezi vrstvami (napriklad prvni Sedd matice
odpovida vaham ze vstupni vrstvy na vrstvu skrytou) a sloupce L predstavuji
matici hodnot vystupli vSech neuronti v této vrstvé. Vice o tomto pfistupu je mozné

se docist napriklad zde [31].
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Obrazek 12 - neuronova sit implementovana ve formé matic [31]

Toto reSeni je idealni, pokud jde o vykon neuronové sité. Je to prevazné diky
moZnosti vyuziti grafickych karet pro provadéni vypoctd, ty jsou vysoce
specializované pravé na praci s maticemi (diky paralelizaci vypoctii) - obraz neni
nic jiného, nez matice, pricemz kazdy bod predstavuje pixel — a proto jsou na praci
s takovymi sitémi oproti béZnym procesoriim radové efektivnéjsi. Problémem u
tohoto pristupu je Spatna upravitelnost kédu - u velkych siti se jedna o znacné
nepirehledny kod, ktery se jen velmi téZko méni. Navic pro komplexnéjsi topologie
siti (napriklad LSTM) neni moc pouzitelna. Jeji vyhodou je rychlost zpracovani dat,

nevyhodou pak, Ze neni moc univerzalni.

5.1.2 Pseudo-objektovy

Tento pristup vyuZziva v néjaké formé objektovy design. Prevazné se jedna o
vyuziti tohoto paradigmatu k zprehlednéni kodu vyuZivajictho matice. Nejedna se
tedy o zcela odliSny postup, ale spisSe o upravu predchozi formy implementace tak,
aby se lépe upravovala a byla o néco prehlednéjsi. Téchto forem je nékolik, ale
obvykle vyuZzivaji to, Ze vSechny matice, které odpovidaji jedné vrstvé, jsou
zapouzdi'eny do specidlniho objektu, ktery pak piredstavuje tuto vrstvu. Tato vrstva

dostane vstup, pomoci jeji matice vah, pak tento vstup transformuje a nastavi jako
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sviij vystup. Ve své podstaté se jedna o jednovrstvovou maticovou neuronovou sit,

kterych je spojeno vice dohromady.

5.2 Existujici knihovny

Zde jsou popsany nékteré jiz existujici frameworky, které jsou zaméreny na
praci s neuronovymi sitémi. Nejednd se o vSechny reSeni, ale jsou popsany tfi
popularni knihovny, kde kazda vyuziva jiny princip implementace - TensorFlow
(Grafy datovych toki), Encog (Pseudo-objektovy pristup s maticemi) a Neuroph
(Objektovy pristup zaméreny na Neuron jako zakladni jednotku). Tyto knihovny

jsou dale v praci porovnany s navrhovanym reSenim (viz. 6.5).

5.2.1 TensorFlow

TensorFlow je OpenSource knihovna pro numerické vypocty, vyuzivajici
grafy. Byla vyvinuta vyzkumniky a inZenyry z Google Brain Teamu, spadajiciho pod
organizaci pro Vyvoj Strojové Inteligence, pro ucely strojového uceni a vyzkumu
hlubokych neuronovych siti, priCemz systém je dost obecny na to, aby Sel pouZit i
v jinych oblastech. Tato knihovna je napsana v jazycich Python a C++[35].

Hlavni myslenkou tohoto systému je vyuZiti matematickych grafli, presnéji
diagramu datovych toki se stavem, jako neuronové sité (viz. Obrazek 13). Vrcholy
takového grafu predstavuji jednotlivé operace (na obrazku zelené), mezi které
miiZe patfit ndsobeni matic, aktivacni funkce nebo scitani. Hrany reprezentuji
samotna data, tedy vicerozmérna datova pole, tzv. tensory (na obrazku cervené)

[34][35].
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Tensorflow - graf datového toku

Bias
_ Aktivacni — .
Séitani  =——p F e —3 Pfifazeni
Vahy \
Nasobeni
/ matic
Priklady

Popisky

Obrazek 13 - ukazka grafu pouzitého v knihovné TensorFlow [autor]

5.2.2 Encog

Jedna se o Framework pro strojové uceni, ktery je dostupny v jazycich Java,
.NET a C++ vyvinuty vroce 2008. Encog obsahuje tfidy pro Sirokou Skalu siti a
podplirné metody na normalizaci a zpracovani dat pro tyto sité. Encog trénuje sité
s pouziti vice vldknové odolné propagaci, kterd umoznuje efektivni uceni i velmi
komplexnich siti[37][36]. Tato knihovna vyuZiva principu vrstev.

Zakladnim stavebnim prvkem sité neni neuron, ale vrstva. Ta ma pevné dany
pocet neuronti, vypocet pro vystup a aktivacni funkci. Kazda vrstva se sklada
z nékolika druhli matic - vahy, vystupy atd. Funguje tedy na principu nasobeni

matic spojeného s objektovym piistupem (viz. 5.1.2 a Obrazek 14).
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Obrazek 14 - Rozhrani Encog [50]

5.2.3 Neuroph

Neuroph je objektové orientovany ANN Framework napsany v jazyce Java.
Poskytuje knihovnu a GUI nastroj easyNeurons pro vytvareni a trénovani
neuronovych siti. Jedna se o Open Source projekt, hostovany sluzbou SourceForge
pod licenci Apache[38]. Tato knihovna je plné objektova a jeji zakladni tridy
odpovidaji konceptiim neuronovych siti. Obsahuje rizné druhy neuront, vrstvy,

synapse, vahy, prenosné a vstupni funkce, ucici pravidla apod.
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6 Navrh viastniho reseni

V této kapitole se nachazi autorovo vlastni reSeni v oblasti implementace
neuronovych siti. Na zakladé teoretického rozboru obou problematik z
predchozich kapitol je zde popsan princip objektového piistupu a biologickych
neuronovych siti a rozebrana moZnost spojeni obou téchto principti do vysledného
navrhu tak, aby co nejvice vyuZival vyhod objektového pristupu a zaroven se co
nejvérnéji drzel BNN, ale neporusil zakladni pravidla, kterymi se umélé neuronové
sité jako obor ridi.

Nejdiive je popsana zakladni mysSlenka vedouci k vytvoreni této prace a
v nasledujici kapitole je popsan vysledny model s nejdiileZitéjSimi entitami, které
jsou jeho soucasti. Vysledkem této kapitoly by mél byt model, ktery potom bude

implementovan ve formé knihovny NeuralUHK.

6.1 Zakladni myslenka navrhu

V objektovém principu probiha interakce mezi jednotlivymi objekty pomoci
vzajemného zasilani zprav. Objekt sdm méni svij stav na zdkladé zprav prijatych
od ostatnich objektti. Biologické neuronové sité funguji na principu Sireni signalu
napri¢ celou siti stim, Ze zalezi na samotném neuronu, jak bude signal
interpretovat. Pomoci dendriti (vah) urcuje vyznamnost prijatych signald, a to
zplisob, jak na tyto signaly bude reagovat (vysle impuls, nebo nevysle). Existuje
znacnad podobnost mezi témito dvéma principy a bylo by vyhodné se je pokusit

spojit do jednoho modelu (viz. Obrazek 15).
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Neuron ’/,
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Impuls

Obrazek 15 - mySlenka spojeni Biologické neuronové sité a Objektové orientovaného
programovani [autor]

Pokud by se funkc¢nost s objektovym piistupem a BNN srovnala, pak by mohl
neuron odpovidat objektu a Sifeni signdlu by odpovidalo zasilani zprav (viz.
Obrazek 15), kde by se objekt dotazal na vystup neuronu, na ktery je napojen. Bylo
by na samotném objektu, jak by takovy vystup (signal) interpretoval.

Neuronli v mozku clovéka existuje nékolik druhli a kazdy maji jiny ukol, ale
signal se napri¢ vSemi druhy S$ifi stejné. Bylo by tedy zadouci se toto chovani
pokusit nasimulovat ve vychozim modelu a vyuzit naplno vyhody OOP. Jednou
z moznosti je navrhnout zakladni neuron, ktery by odpovidal pravé za spojeni

s ostatnimi neurony a skupinu rozsifenych neuronti, které by dopliiovali toto

spojeni o svoje specifické ukoly.
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Obrazek 16 - Biologicky neuron vs. Navrhovany model [autor]

Takto navrzeny neuron by se ale liSil v nékolika vécech. Biologicky neuron se
aktivuje ve chvili, kdy je prekroCen jeho prah, zatimco ten umély se aktivuje
v urcity Cas. Dale se signal Sifi z vystupu smérem na vstup nasledujicitho neuronu -
v objektovém pristupu by se musel cilovy neuron zeptat na vystup zdrojového (viz.
Obrazek 16). Je to z toho dlivodu, Ze v objektovém principu funguje interakce mezi
objekty na principu zasilani zprav (viz. 4). Neuron se tedy musi pri aktivaci dotazat
neuront, na které je pripojen, jakou hodnotu maji vtomto momenté na vystupu.

Aktivace neuronu v mozku je vyvoldna prijetim dostatecného mnozZstvi
impulzi (viz. 3.1.2). Poté je vyslan impuls do vSech neuronti, které jsou na néj
napojeny pomoci synapsi. Tento pristup v mozku zajisStuje paralelni zpracovani
vSech dat. Vobjektovém piistupu by toto Slo nasimulovat, nicméné by to
neodpovidalo teorii umélych neuronovych siti tak, jak se jim vénuje tento obor
v softwarové implementaci. Je to ztoho dlvodu, Ze podle definice umélého
neuronu se neuron neaktivuje pii prekroCeni prahu. Na misto toho se v danou
chvili vypocte hodnota ze vSech jeho vstupli (ve vétSiné pripadl jesté ovlivnéna
vahami) a ta je dale predana aktivacni funkci, ktera predstavuje prah neuronu (viz.

3.2.2). Tim je simulovana aktivace prijetim dostate¢ného mnozstvi signalt - pokud
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jsou vSechny vstupy malé (nebyl prekrocen prah), pak i neuron na sviij vystup
nastavi skrz aktivacni funkci malou hodnotu - nevyslal tedy v podstaté signal
(mald hodnota neovlivni vystup u napojenych neuront). Je tedy pottfeba, aby
vysledny model obsahoval objekt, jenZ by reprezentoval vrstvy, které urcuji,
v jakém poradi budou neurony aktivovany. V tomto se od BNN vysledny navrh lisi.
Takovy objekt by predstavoval vrstvu, jejimz ukolem je aktivace vSech svych
neuront tak, aby odpovidala paralelni aktivaci v urcitém case - je tieba aktivovat
vSechny neurony ve vrstvé ve stejnou chvili.

Dale musi model obsahovat entitu synapse, ktera by vsobé obsahovala
informace o tom, jaky neuron je zdrojovy a jaky neuron je cilovy - zjakého
neuronu se na jaky Siff signdl. Jak bylo zminéno v kapitole o biologickych NS,
z biologického hlediska se spiSe jedna o popis funkce vymény informaci mezi
dvéma neurony, nez o samostatny objekt. Nicméné z objektového hlediska je tieba
takovou entitu mit a moci ji identifikovat. Ve vysledném navrhu tedy takovy objekt
bude.

Posledni nutnou soucasti by meéla byt samotna sit. Ta by méla obsahovat
vSechny ostatni prvky a tvorit zapouzdriujici objekt odpovédny za interakci
s okolnim systémem. Stejné jako v OOP, tak i vBNN tvori spiSe zapouzdrujici
objekt - mozek sam o sobé neni jednim celkem a stejné i tak tento objekt by nemél
mit néjaké dalsi vlastnosti. Mél by pouze jako entita, ktera vsobé obsahuje
neuronovou sit tak, aby se pred okolim tvarila jako jeden celek. Méla by prijimat na
svém vstupu néjaka data, ktera zpracuje a okoli vrati vysledné hodnoty.

V nasledujici kapitole jsou popsany entity, které vznikly na zakladé této

myslenky.

6.2 Entity

V této Casti jsou popsany jednotlivé entity, které byly vytvoreny na zakladé
abstrakce a dekompozice z biologickych neuronovych siti. Hlavnim tc¢elem tohoto
postupu je rozdéleni celého systému do co nejmensich, snadno upravitelnych
blokl, které budou kazdy mit minimum ukoldi, coZ by meélo zajiStovat snadnou
upravitelnost modelu a udrzbu kédu. Zaroven je treba zachovat co nejvice

funkc¢nosti z BNN. Kazdy takhle vytvoreny objekt predstavuje v OOP pristupu tridu,
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ktera ma vlastni metody a atributy. V nasledujicich podkapitolach jsou jednotlivé
tridy popsany, graficky znazornény a zde je vysvétlena jejich zakladni funkcnost.

Mezi tyto tridy patfi sit, vrstva, neuron a synapse.

6.2.1 Sit' - hlavni objekt

Neuronova sit predstavuje hlavni ridici objekt celého modelu. Sklada se
z vrstev, ve kterych jsou umistény jednotlivé neurony, které jsou, stejné jako
v biologickych neuronovych sitich, navzajem propojeny pomoci jednoduchych
synapsi (viz. Obrazek 17). Toto propojeni ale nezavisi na poradi ve vrstvach a
samotna vrstva jen reprezentuje Sifeni signalu (viz. 6.2.2 a 6.2.3). Objektové by se
tato entita dala popsat jako jednoducha zapouzdrujici trida, obsahujici jen
minimum funkéniho kédu a proménnych, jejimz Gcelem je v urcité sekvenci volat
metody jinych trid, které jsou jeji soucasti - vtomto pripadé se jedna pirevazné o

vrstvy, ze kterych se sit’ sklada.

Neuronova sit ) ' \
Vstupni Skryta Vystupni
vrstva vrstva vrstva 1

N —— N

Obrazek 17 - navrhovany model neuronové sité [autor]

Zakladni funkci sité je smérovani signalu skrz jednotlivé vrstvy a neurony,
které tyto vrstvy obsahuji, od vstupu aZ na vystup. Tato funkcnost je
implementovana ve trech zdkladnich metodach zodpovidajicich za zpracovani
signalu - nastav vstup, aktivuj sit, ziskej vysledek. Algoritmus tohoto Sifeni

signalu by se dal napsat nasledovné (vice o $ifeni signalu je v nasledujici kapitole):

1. Na vystup vstupni vrstvy nastav mnozinu vstupnich dat
2. Najdi vrstvu umisténou za vstupni

3. ProvsSechny dalsi vrstvy opakuj, dokud existuje dalsi vrstva
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a. Aktivuj vrstvu
b. Najdi nasledujici vrstvu

4. 7 posledni vrstvy vezmi vystup a zprostredkuj ho systému

Sit dale obsahuje jesté manaZerské metody pro spravu sité. Jedna se
napriklad o metody pro uloZeni stavu sité a vSech jejich vah a metody pro znovu

nahrani sité z predem uloZeného stavu.

6.2.2 Vrstva - Sifeni signalu

Tato entita sama o sobé nepredstavuje zadny redlny objekt v BNN, ale spiSe
reprezentuje Sifeni signalu napri¢ celou siti. Dlivodem tohoto feSeni je to, Ze
v redlnych sitich se $ifi signal z neuronu na neuron paralelné - signaly se vétvi a
shlukuji a neni efektivni ani moc smysluplné se pokusit toto chovani simulovat na
pocitaci. Maticové reSeni NS umi simulovat Sifeni signdlu také - nékolik
dvourozmérnych matic, predstavujici vahy a vystupy, se bude nasobit zleva
doprava. Problémem tohoto reSeni je napriklad u rekurentnich siti. Nelze totiz
simulovat napojeni na predchozi vrstvy, protoZe Sifeni takového ,impulsu” probiha
jen zleva doprava — maticovy pristup detailnéji popsan na [31]. Tento problém lze
obejit vytvorenim dalSich matic, které by simulovali hodnoty neuronu v ¢ase t — 1
nebo jiném. U komplexnéjsich siti je pak velmi komplikované takovou strukturu
jakkoliv upravovat a sit' se tak stava velmi obtiZné udrZovatelnou a velmi tézko
upravitelnou. Navic nékteré komplexnéjsi napojeni takto reSit nelze.

Vlastnim navrhem teSeni je vytvoreni objektu, ktery by neovliviioval zapojeni
neuronti ani jejich funkci, jen by urcoval, vjakém potradi budou neurony
aktivovany - predstavoval by impuls, ktery se $ifi siti ze vstupu azZ na vystup. Tento
pristup umoznuje simulovat vstup impulsu (mnoZiny dat) do sité a jeho priichod
napri¢ siti az kvystupu s tim, Ze diky moZnosti nezavislého napojeni je mozné
simulovat napojeni neuronti oproti sméru Sifeni signalu (rekurentni napojenti).
Tato vrstva by méla obsahovat, jak neurony, tak znalosti tom, ktera vrstva je pied

ni a ktera se nachazi za ni - odkud signal prichazi a kam sméfuje. Naopak nema

informace o tom, jak jsou neurony napojeny (viz. Obrazek 18). Dale by méla byt jeji
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soucasti aktivacni funkce, ktera by méla byt ¢aste¢nou implementaci nasledujiciho

algoritmu Sifeni signalu (vyznaceno tucné):

e Proved aktivaci
o Pro vSechny neurony ve vrstvé: aktivuj se
o ProvSechny neurony ve vrstvé: nastav vystup

e Aktivuj nasledujici vrstvu

Z divodu simulace paralelniho Sifeni signalu - aktivace vSech neuroni
v jedné vrstvé by méla probihat ve stejny €as - je potfeba nejdiive provést tuto
aktivaci pro vSechny objekty ve vrstvé a teprve po probéhnuti této aktivace se jeji
vysledky nastavi na vystup neuronu.

Tento pristup vyuziva principu zapouzdreni - vrstva nema pristup k vnitini
struktufe neuronu a netusi, jaké ma neuron pripojeni. Jeji jediny ukol je provést

aktivaci vSech jejich neuront, -a to je vse.

Vrstva

List<Neuron> neurony
Vrstva predchoziVrstva
Vrstva nasleduiiciVrstva

Predchozi
vrstva

Nasledujici
vrstva

Metoda pro aktivaci
neuronu

Metody pro pristup k
sousedim vrstvam

Obrazek 18 - navrh entity vrstva [autor]

Jak je vidét z obrazku, (viz. Obrazek 19) signal se Sif{ skrz sit nezavisle na
propojeni neuronii. Na vstupni vrstvu je nastavena mnoZina dat a provede se
aktivace pro vSechny nasledujici vrstvy. Data projdou skrze NS, kde jsou upravena
na konkrétni vystup, vtomto pripadé je predchozi vysledek neuronové sité
promitnut na prvni skrytou vrstvu - diky tomu, Ze neurony na prvni skryté vrstvé
maji pristup k hodnotdm na vystupu, které ve chvili, kdy je signal na 1. vrstvé,
odpovidaji vysledku pro predchozi mnozinu dat (neuronova sit' je ovlivnéna jejim

predchozim vysledkem).
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Obrazek 19 - Sifeni signalu pomoci vrstev [autor]

6.2.3 Neuron - zpracovani

Neuron je vtomto modelu, stejné jako v BNN, zdkladni funk¢ni jednotkou,

celé sité a odpovidd za vétSinu vypoctd, které vtomto modelu probihaji.

Predstavuje abstrakci zakladni funkc¢nosti biologického neuronu od jeho

biochemické implementace.

Neuron se v tom pristupli sklada ze dvou zakladnich casti. Jsou jimi zakladni

neuron - neboli manaZer pripojeni, a rozsifeny neuron - manaZer vypoctl (viz.

Obrazek 20). Zakladni neuron je pevné dana tiida (entita), ktera odpovida za

spravu vSech pripojeni. Disponuje znalostmi o vSech neuronech, které jsou k nému

pripojeny jako vstup - tj. vSechny neurony ze kterych prijima vystup. Rozsifeny
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neuron je spiSe obecny model, protoZe se nejednd o konkrétné implementovanou
tridu ale spiSe o skupinu tfid. Jak vyplyva z nazvu, tato tiida rozsituje zakladni
neuron o vypocetni funkce a potfebné atributy. Vysledkem tohoto spojeni je celek,
ktery vyuziva zdkladni neuron k p¥istupu k sousednim neuroniim a svoji vlastni

implementaci k zpracovani signalu.

" Neuron
- zakladni

,, Neuron
[ rozsifeny

.

{ Zpracovani
\ vstupu

Management
- pfipojeni -

ey

Obrazek 20 - navrZeny model kompletniho neuronu vzniklého spojenim zakladniho a
rozs$ireného [autor]

Tento pristup vyuZiva principu dédi¢nosti a polymorfismu. Dédi¢nost (viz.
4.1.4 a Obrazek 20) je implementovana tak, Ze zakladni neuron predstavuje predka
a rozsirujici neuron je potomek, ktery dédi jeho schopnosti spravy pripojeni a
pridava funkce pro vypocet vystupu. To umoZiiuje snadno ménit vypocetni funkce
neuronu bez rizika zasahu do zakladni funkcionality, kterou je sprava propojeni
neurontl. Ackoliv se toto spojeni logicky tvari jako dva rovnocenné celky spojené
dohromady jedna se o jednu tridu, ktera jen dédi vlastnosti jejiho predka.

Polymorfismus (viz. 4.1.5) je dalsim dtleZitym principem v tomto modelu. Je
zde implementovan tak, Ze neuronova sit a jeji jednotlivé vrstvy, obsahuji jen tridu
zakladniho neuronu - predka. Z definice dédicnosti vyplyva, Ze je mozZné pouZit
potomka vSude, kde lze pouZit predka. Diky tomu je moZné do neuronové sité
vloZit jakoukoliv tfidu rozSifujictho neuronu, kterd si vypolet implementuje
vlastnim zplsobem, a reaguje na néj vzdy jinak. Vtéto formé se nejednd se o
tradi¢ni polymorfismus ve smyslu rozhrani, ale odpovida jeho definici - volani

stejné metody probéhne jinak v riiznych implementacich.
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Zakladni neuron - manazer pripojeni. Z hlediska objektového pristupu se
jednd o predka vSech rozSifujicich neurontli, obsahujictho seznam vsSech
pripojenych neuront a metody pro praci s nimi, které od néj tyto schopnosti a
vlastnosti dédi a rozSiruji je o metody pro vypocet vystupu. Z hlediska neuronu
jako logického celku skladajiciho se z manaZert pripojeni a vypocCti se jedna o Cast,
jejiz jedinou funkci je spravovat jednotliva pripojeni k neuronu pro potreby
manaZzera vypoctli. Skldda se znékolika jednoduchych casti, které jsou graficky

zobrazeny na (viz. Obrazek 21) a detailnéji popsany niZe.

S,
s 7 Neuron

- zakladni

List<Synapse> pfipojeni

Map<Neuron, SynapselD> mapaPfipojeni1

Synapse 2 Map<Synapse, SynapselD> mapaPipojeni2 L Wystp
double vystup

Metody pro spravu pfipojeni

si“apsejk Metody pro vystup

Obrazek 21 - zakladni neuron [autor]

e Pripojeni - seznam vSech synapsi tohoto neuronu - tj. list vSech
neuront, k jejichZ vystupu je tento neuron pripojen.

e Mapy pripojeni - jednd se o dvé mapy, které jsou seznamem
pripojeni, ve kterych se da vyhledavat pomoci neuronu nebo synapse
(klice). Napr. pokud se jako Kkli¢ pouzije instance neuronu, mapa by
méla vratit, na které pozici v seznamu pripojeni se synapse, ktera je
k nému pripojena, nachazi.

e Vystup - obsahuje hodnotu, ktera odpovida vystupni hodnoté

neuronu v daném case.
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e Metody pro praci s pripojenimi - metody, které umoznuji praci
s témito pripojenimi. Jedna se o pridani nové synapse (neuronu),

vyhledani v mapach atd.

Jednou ze zakladnich funkci zakladniho neuronu je napojeni neuronu na

vystup jiného neuronu. To probiha nasledujicim algoritmem:

Pripoj se k neuronu
Vytvor pro toto piipojeni synapsi

VloZ synapsi do seznamu pripojeni

B W e

VloZ potradové cislo synapse (pocet synapsi) do map s obéma Kklici
(neuronem a synapsi)

5. Inkrementuj pocet synapsi

Sam o sobé se tento neuron v siti pouzit nesmi - kromé vstupni vrstvy. Je to
proto, Ze tato tfida neobsahuje Zddnou moZnost vypoctu jeho vystupu. Je nutné ji
rozsirit o tyto funkce a vlastnosti néjakou jinou tridou. Je to z toho dlivodu, Ze
vypocetni ¢ast a vahy se v rliznych typech ANN mohou lisit, ale metody a sprava
propojeni zlistava vzdy stejna. Proto je tato funkce odstinéna do této tridy, aby

nebylo potreba je zvlast, pro kazdy typ neuronu, implementovat.

Rozsifujici neuron - manazer vypocti. V objektovém pristupu se jedna o
potomka zakladniho neuronu, z logického hlediska se jedna o ¢ast neuronu, ktera
zodpovida za vypocet vystupu. Nejedna se o jednu tridu, spisSe o koncept tiid.
Kazda ztéchto trid musi prepsat dvé hlavni metody zakladniho neuronu -
vypocitat vystup a nastavit vystup. Toto je rozdéleno z diivodu paralelniho sireni
signalu, zminéného v predchozi kapitole. Vzhledem k faktu, Ze neuronti existuje
nékolik druh, které se lisi podle poctu a typu vah, vypocetnich funkci, aktiva¢nich
funkci a dalSich véci, je tfeba pro kazdy typ neuronu vytvorit novou rozsirujici
tridu zakladniho neuronu a vSechny tyto atributy vni specifikovat. Spravu
pripojeni neni tfeba diky dédicnosti reSit a staci vyuzivat metody predka. Diky

tomu rozsirujici neuron bude vzdy jen obsahovat atributy a metody nutné pro
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vypocet vystupu a uceni a pri zménach vjeho kédu nehrozi zdsah do systému
propojeni neurond.

Rozsirujici neuron pridavd do tohoto konceptu neuronu funkce vah a
vypoctu.

Jako priklad je zde uveden obycejny neuron se standardnimi vahami - tj. pro
kazdou synapsi existuje jedna vaha a vystup je vypocitan jako suma vystupi
pripojenych neuroni a jim ptifazenych vah. Je tedy tireba vytvorit pro tento neuron
tridu, ktera bude rozsirovat zakladni neuron, a implementovat tyto algoritmy (viz.
Obrazek 22). Vzhledem kfaktu, Ze sprava sousednich neurond je vyreSena
v predku, staci vytvorit funkci pro vypocet vnitiniho stavu neuronu a vystupu. Tato
trida by tedy obsahovala funkci pro vypocet vnitiniho stavu, kde a; predstavuje

vystup i-tého neuronu a w; predstavuje vahu tohoto spojeni:

n

y = zaiwi

0

Dale obsahuje aktiva¢ni funkci, ktera bude mit podobu sigmoidu, kde t
predstavuje hodnotu vnitini stavu neuronu a Sje vystup pro tuto hodnotu a

predstavuje celkovy vystup z neuronu:

S(t) = ——
(©) 1+et

Algoritmus pro aktivaci takového neuronu by vypadal nasledovné:

1. Aktivuj neuron
2. Pomoci metod zakladniho neuronu ziskej vSechny pripojené neurony
3. Pro kazdy neuron opakuj
a. Vynasob vystup neuronu s jeho prirazenou vahou
b. Pricti je k celkovému souctu
4. Celkovy soucet predej aktivacni funkci

Vysledek nastav na do¢asny vystup

Vzhledem k principu, popsaném v predchozi kapitole (viz. 6.2.2), neni pfi
aktivaci neuronu vysledek aktiva¢ni funkce predan na vystup hned, ale v ramci
zachovani paralelniho zpracovanti je toto provedeno v metodé, ktera je zavolana az

ve chvili, kdy probéhne aktivace vSech neuront ve vrstve.
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Dale je na Obrazek 22 vyobrazen vykonstruovany neuron (vlevo) sjeho
vlastnostmi a vpravo je pro ukazku neuron pro sit typu MF ArtMap. Je zde vidét, Ze
feedforward dédi vlastnosti zakladniho neuronu - spravu pripojeni a rozsituje je o
svoji implementaci metody pro vypocet vystupu a pridava jako atributy vahy a
derivaci, zatimco MF ArtMap pridava eHodnoty, xsHodnoty a fHodnoty - jeji
obdoba vah.

Neuron e Y
- feedforward - MfArtMap
Lisl<DauhIe_> vahy List<Double> eHodnoty
double derivace List<Double> xsHodnoty
double fHodnota

CitejVyst
bk kbl vypocitejVystup()

Neuron
- zakladni

Neuron
- zakladni

Metody pro spravu

pFipojeni Metody pro spravu

pfipojeni

Metody pro vystu .
EES el Metody pro vystup

Obrazek 22 - rozsii‘ené neurony [autor]

6.2.4 Synapse - spojeni

Synapse, stejné jako v biologickych neuronovych sitich, zde predstavuje
propojeni dvou neuronti - na rozdil od biologickych, kde se jedna spise o formalni
nazvani tohoto spojeni a synapse je fyzicky soucasti jednoho nebo druhého
neuronu, se zde jednd o samostatnou entitu, ktera vymezuje konkrétni spojeni a
slouZi k jednoznacné identifikaci tohoto spojeni pomoci svého identifika¢niho ¢isla
(id). Synapse je jednoducha trida, ktera obsahuje zdrojovy neuron, cilovy neuron a
své id. Pokud se neuron pripojuje k jinému neuronu, vytvori se objekt této tiidy.
Pripojovany neuron se oznaci jako zdrojovy a neuron, ke kterému se pripojuje jako
cilovy. Cilovy neuron je napojen na vystup ze zdrojového a vyuZziva jeho vystupni

hodnotu, viz Obrazek 23.
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Synapse

identifikacni Cislo

Zdrojovy
neuron

Cilovy
neuron

Obrazek 23 - synapse [autor]

6.3 Priklady siti

Zde jsou uvedeny tfi ptiklady s pouZitim této myslenky. Sipky znazorfiuji
napojeni neuronti. Prvnim je tradi¢ni feedforward (doprednd) sit' (viz. 3.2.4 a
Obrazek 24), ve které se Sifi signal jen dopfedu na nasledujici vrstvu. VSechny
neurony ve vrstvé jsou zde napojeny na vSechny neurony ve vrstvé nasledujici a
obsahuji jednu vahu na kazdé pripojeni. Pribéh vypoctl a uceni takového typu sité
je snadno modelovatelné pomoci matic a priibéh vypoctu je nakonec prakticky
totozny. Nicméné je diilezité predvést, Ze jdou stejnym zplsobem modelovat jak
jednoduché, tak sloZitéjsi sité.

FeedForward

! - oby&ejny neuron

:.-" l -‘\\: ,"/ l N
\ 4 A4

Obrazek 24 - priklad Feedforward sité [autor]

Dalsim prikladem je Long Term Short Memory (LTSM) sit. Jedna se o typ
architektury rekurentnich neuronovych siti (viz. 3.2.4 a Obrazek 25), ktery



reprezentuje kratkodobou pamét. Ten se skldda z tfi druhli neuronti ve ¢tyrech
vrstvach. Prvnim je tradi¢ni neuron s jednou vdhou na kazdém spojeni a vystup
predstavuje sumu ndsobkii vstupu a jeho prifazené vahy (na obrazku
reprezentovan jako ,ObycCejny neuron“. Nasleduji dva typy - ,Nasobek” a ,Suma®“.
Vystup nasobku je vysledkem pro nasobeni vSech jeho vstupti a vystupem sumy je
jejich soucet, neobsahuji tedy zadné vahy. Hlavni mysSlenkou je pomoci nékolika
vstupnich bran (prvni vrstva) simulovat pamét neuronu - tj. brany ovliviuji, jestli
si hodnotu ,zapamatovat”, ,vzpomenout®, ,zapomenout, ,hned pouzit". Vice o

tomto druhu neuronovych siti se da docist zde [27].

Long-Term Short-Term
Memory Block

[ - oby€ejny neuron
|_| [1- neuron nasobku
¥ -heuron sumy

M

Koneény Pamat
vatiin .
/-’--'-\_. | l I £ I = h
: | . | f .
Nowy vstup Vstupni brana Brana Wystupni brana

Zapomenuti

Obrazek 25 - piiklad LSTM sité [autor]

Posledni je neuronova sit MF ART Map. Tato sit je zaloZena (v tomto modelu)
na tiech vrstvach se tfemi druhy neuront. Prvnim je obycejny neuron na vstupni
vrstveé, dalSim je neuron reprezentujici shluk, ktery obsahuje tii vahy (viz. 3.2.4 a
Obrazek 26) a vypocet probiha pomoci specialni funkce. Poslednim je neuron,

ktery vyhodnocuje, ktery neuron nejvice odpovida vstupnim hodnotadm. Tato sit
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ma stejné propojeni neuronti jako feedforward. Vice o této architektuie se da zjistit
napriklad zde [29].

Mf Art Map

[ - oby&ejny neuron
S - shlukovy neuron
P - porovnavaci
neuron

Obrazek 26 - priklad Mf Art Map [autor]
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6.4 Vyhody, nevyhody a pouzZitelnost reseni

Jak bylo zminéno v ivodu celé prace, cilem je implementace neuronovych siti
pro testovani, ne pro ostry provoz. Primarni je snadna upravitelnost samotnych
siti a jejich kodu. Optimalizace je aZ na druhém misté. Nicméné je tieba shrnout
vyhody a nevyhody tohoto pristupu a upozornit vSechny, kter{ z této prace budou
chtit vychazet, k cemu je toto reSeni pouZitelné.

Vyhody tohoto reSeni vyplyvaji z vyhod objektového pristupu. Ten co nejvice
odrazi lidské vnimani redlného svéta. V tomto paradigmatu je vSe objekt, ktery ma
néjaky stav, metody a nabizi svému okoli néjaké sluzby. UmozZnuje tak lépe
pochopit vztahy mezi entitami a jejich funkce v ramci celého systému a pracovat
snimi. Jak bylo zminéno v predchozich kapitolach, neuronové sité se jevi jako
velmi komplexni véc, ale ve skutecnosti se jedna o spoustu jednoduchych objekti,
které spolu navzajem interaguji. Na rozdil od maticového pristupu, kde je sit jeden
komplexni celek, je moZzné v OOP tento princip vérné napodobit a tim padem
presné vystihnout hlavni myslenku biologickych neuronovych siti - sit je i zde
tvorena jednoduchymi objekty, které mezi sebou komunikuji pomoci zasilani
zprav. Dalsi vyhodou je moZnost snadné upravitelnosti a rozsititelnosti kédu -
kazda funkce v siti je delegovana jedné jednoduché jednotce (objektu), kterou je
moZné snadno upravit nebo rozsirit (viz. Obrazek 15).

Nejvétsi nevyhoda tohoto pristupu je vykon. Maticemi tvorenou neuronovou
sit je mozné snadno vypocitat na grafické karté a tento vypocet paralelizovat.
Z toho dlivodu je tento pristup pro praktické pouziti u opravdu komplexnich
neuronovych siti neefektivni a je nutné se mu vyhnout bez predchozi optimalizace.
Nicméné je mozné zkouset nékolik typli neuronovych siti tak, ze kazdé vlakno
bude zodpovidat za jednu neuronovou sit - coZ se idealné hodi pro zkouSeni
nékolika typi najednou.

Hlavni oblasti, ve které se toto reSeni da aplikovat, je vyzkum ucinku typi
neuronovych siti na rizné typy dat. Presnéji, pokud konkrétni vyzkum vyuziva
urcita data, pak by tento model umoznoval jednoduse ménit strukturu neuronové

sité a pouZité typy neuroni tak, aby bylo mozné zkoumat, jak sestavena sit' je pro
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danou problematiku idedlni, bez komplikovanych zmén v koédu. Jednoduse by
pomoci tohoto modelu bylo snadnéjsi nalézt optimalni neuronovou sit’.

Dal$i moZnou aplikaci tohoto pristupu by mohlo byt vyuziti pti vzdélavani.
Na rozdil od implementace v podobé matic, které si laik jen velmi tézko asociuje
s matematickym modelem neuronu a siti jako celku, toto reSeni je mnohem bliZe
jak BNN, tak modellim neuronovych siti a mohlo by slouzit pro vysvétleni zakladu
této problematiky snaslednou implementaci v podobé matic v nasledujicich

krocich, kde jiZ bude potfeba vykon a urcita forma optimalizace.

6.5 Srovnani s existujicimi knihovnami

V této kapitole jsou porovnany existujici knihovny s modelem, navrzenym
vramci prace. Ucelem tohoto srovnani je nastinit rozdily mezi navrhovanym
reSenim a nékolika nejznaméjSimi knihovnami zamérenymi na neuronové sité a

poukazat na vyhody, které tento pristup oproti nim ma.

6.5.1 TensorFlow

Ptesto, Ze cil obou knihoven je podobny - modelovat riizné typy neuronovych
siti - tak se oba dva pristupy lisi prakticky ve vSech prvcich. Zakladni jednotkou
navrhu je neuron, zatimco u TensorFlow (TF) jsou zakladnimi jednotkami Vrcholy
a Hrany - operace a datova pole (viz. 5.2.1). Navrh prace je postaven na strukture
velmi podobné Biologické Neuronové Siti - jednotlivé propojené neurony -,
pricemZz TF se pokou$i NS promitnout jako datovy tok - jednotlivé propojené
operace. Prace se tedy pokousi dosdhnout stejnych nebo podobnych vysledki
s pouzitim jinych principd.

Navrh popsany v této praci vice odpovida realnému modelu neuronové sité -
jednoduché objekty, které mezi sebou komunikuji a diky mnoZstvi jejich zapojeni
vytvari sit’ schopnou resit i komplexni problémy (viz. Obrazek 20 a kapitola 6.4).
TensorFlow sice vyuZzivd OOP, nicméné se nejedna o objekty vytvorené abstrakci
neuronové sité (tedy Neuron, Synapse, atd.), ale o objekty zteorie grafii (uzel,
hrana, ...), inspiruje se tedy na rozdil od navrZeného fesSeni jen samotnou zakladni

funkci, ale strukturou jiZ ne. Jednou z vyhod je, Ze navrzena knihovna tedy vice
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odpovida biologickym neuronovym sitim a je tedy pro pochopeni principu
neuronovych siti vyhodnéjsi.

Presto, Ze je tato knihovna vybornym nastrojem pro praci s neuronovymi
sitémi, ma nékolik problémi. Napriklad, jak je zminéno napriklad zde [41] (jedna
se o subjektivni nazor, se kterym se autor prace ztotoznuje), zdrojovy kod této
knihovny neni moc prehledny. DalSim problémem je samotna distribuce vypoctd,
na ¢emZ ale tym stojici za touto knihovnou usilovné pracuje (viz. [41]). Primarni
vyhodou navrZeného reSeni oproti této knihovné je tedy snadna upravitelnost a
rozsititelnost kddu, coz je jednim z primarnich pozadavkd, vyty¢enych v ivodu

prace.

6.5.2 Encog

NejpodstatnéjSim rozdilem frameworku Encog a knihovny NeuralUHK je
jejich zakladni jednotka. Encog vyuziva Vrstvu, zatimco druhy jmenovany Neuron.
Prvni feSeni je v podstaté maticovy pristup - kazda vrstva obsahuje jednotlivé
matice, které predstavuji neurony se vSemi jejich vahami apod. (v jedné vrstvé
miiZe byt napiiklad matice vah, matice vystupli a matice minulych vystupt - pro
rekurentni vrstvu). Naproti tomu NeuralUHK je tvoren Neurony, které obsahuji
svoje synapse, aktivac¢ni funkci apod. (viz. 6.2). Z hlediska vykonu ma Encog naskok
vzhledem k faktu, Ze matice jsou pro vypocty NS efektivnéjsi. Nicméné pristup
navrhovany vtéto praci je prehlednéjsi, snadnéji udrzovatelny, upravitelny a
rozsititelny, coZ je pro vyuZiti ve vybrané oblasti (pro testovani rlznych typi
neuronovych siti a ipraveé jejich kédu) dilezitéjsi, neZ samotna rychlost.

Diikazem vyhod objektového pristupu s diirazem na Neuron jako zakladni
prvek, je snaha spojit framework Neuroph a Encog tak, aby se dala dohromady
efektivita vypoctli knihovny Encog s vyhodami frameworku Neuroph, ktery tento

pristup vyuziva [40].

6.5.3 Neuroph

Tato knihovna je velmi podobna navrhu popsaném v této praci. Obsahuje
tridy, které odpovidaji neurontim, synapsim i vrstvam, s moZnosti jejich rozsireni.

Zakladnim prvkem je opét Neuron, z jehoZ instanci je sloZena samotna sit. Tento
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pristup zajistuje snadnou upravitelnost a rozsiritelnost kédu za cenu pomalejsich
vypoctll - existuje tedy snaha spojit tento a maticovy pristup do jednoho funkéni
modelu (viz. [40]).

Nicméné oproti Neuroph, kde je funkce delegovana na nékolik dalSich trid -
napriklad synapse obsahuje vahy, vrstva dalsi funkce atd. - je u navrhu této prace
kladen diiraz na neuron jako zdkladni funk¢ni jednotku, kterd se sama starad o
vypocet vSech hodnot a vrstvy slouZi jen k aktivaci neuronu ve zvoleny Cas. DalSim
rozdilem navrhu je oddéleni samotnych vypoctd (vnitini struktury neuronu) od
spravy jeho pripojeni - periferii tak, Ze zakladni prvky (neuron, vrstva, synapse a
sit) se staraji o prenos signdlu napri¢ siti a rozsifené o zpracovani takového

signalu uvniti neuronu.
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7 Implementace feSeni v jazyce JAVA

Vtéto kapitole je popsana implementace samotného navrhu ve formé
aplikace - NeuralUHK. Ta slouzi k testovani neuronovych siti pro riizné typy dat a
dale nabizi dodatec¢né funkce, které jsou pro tuto funkci potieba - sprava datovych
setli, Uprava a zpracovani dat, vytvareni neuronovych siti apod. Jedna se o
standardni desktop aplikaci s uzivatelskym rozhranim napsanou v programovacim
jazyce Java verze 8 (viz. [33]). Primarni ¢asti aplikace je knihovna NeuralManager,
ktera nabizi vSechny funkce a tfidy pro praci se samotnymi neuronovymi sitémi.
Zbytek programu slouZi jako prostiedek k interakci s touto knihovnou a jejimu
pouzivani. V soucasné verzi obsahuje program jako celek moZnost vytvaret
feedforward neuronové sité sruznou strukturou, nicméné samotna knihovna

podporuje nékolik dalSich struktur (LTSM, rekurentni, Mf Art Map, ..).

Neural UHK
Data + Nastaveni

/ Data + Nastaveni \

Loader GUI Precompute GUI Network GUI Experiment GUI

A T

Data + nastaveni| | Data + nastaveni

Sprava/neuronovych siti

Metody Metody AppCore
Sprava neurorovych siti Metody
Lalalonee DataBrecompute Network Manager ExperimentManager

Obrazek 27 - rozdéleni vytvorené aplikace [autor]

Aplikace se sklada z nékolika modulti, které jsou na sobé nezavislé, a kazdy

odpovida za odlisnou funkci v rdmci celého systému. V soucasné verzi Neural UHK
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jsou vSechny moduly soucasti jednoho kddu s moznosti jejich rozdéleni do mensich
knihoven. Je to z toho diivodu, Ze v soucasnosti na aplikaci pracuje jediny vyvojar a
bylo by zbytecné je zatim rozdélovat - k cemuZz dojde v Beta verzi samotné
aplikace. Tyto moduly jsou vyjmenovany v tabulce (viz. Tabulka 2), graficky

zobrazeny (viz. Obrazek 27) a detailnéji popsany v nasledujicich podkapitolach.

Tabulka 2 - seznam komponent aplikace

Modul Ucel
AppCore Primarni ridici modul
DataLoader Nahravani datovych seti ze souboru
DataPrecompute Uprava nahranych datovych seti
NetworkManager Vytvareni a sprava neuronovych siti
ExperimentManager Provadéni experimentl

Kromé AppCore a NetworkManager se kazdy modul sklada z GUI casti, ktera
zodpovida za interakci s uzivatelem, a z funk¢ni ¢asti, kterd obsahuje metody pro
jeji funkce. Grafické rozhrani modult vyuziva AppCore pro pristup k datim a
nastavenim aplikace a svou funké¢ni c¢ast pro zpracovani téchto dat. Tato cast
predstavuje sadu statickych metod, které plni veskerou funkcénost modulu (viz.

obrazek). Dala by se jeSté rozdélit do tfi logickych casti:

e Jadro - obsahuje data a funkce pro hlavni chod aplikace - nabizi
zbytku aplikace tyto zakladni funkce a data

e GUI - funkce pro ovladani celé aplikace - vyuziva jadro pro pristup
k datim a funk¢ni ¢ast pro metody na zpracovani téchto dat

e Funk¢ni ¢ast - statické funkce pro zpracovani dat

Soucasti programu je nékolik pracovnich slozek, ve kterych se ukladaji
vytvorené neuronové sité - ve vlastnim formatu, nahrané a upravené datové sety,
vysledky experimenttli a nastaveni samotné aplikace. Z téchto sloZek jsou pri startu
nahrana veskera data, kterd se v nich nachazi (neslouZzi k trvalému ukladani dat).

Timto je umoZnéno pouZivat program ze stejného stavu, v jakém byl ukoncen.
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Aplikace prosla nékolika zménami a aZ v posledni verzi implementovala
navrh popsany v kapitole 5. Predchozi verze obsahuji maticové reSeni, které se
ukazalo jako sloZité upravitelné, narocné na adrzbu a kéd byl pro ne-autora znacné

neprehledny. V nasledujici podkapitole jsou popsany jednotlivé moduly.

7.1 Moduly

V této kapitole se nachazi podrobny popis moduli. Tyto moduly jsou
umistény jako balicky vramci jedné zastreSujici aplikace. Navzajem jsou, mimo
AppCore, Uuplné nezavislé, coZ umoziiuje snadnou tupravu kddu - program stejné
jako neuronova knihovna, jeZ pro néj byla vytvorena, vyuziva vSech moZnosti
objektového pristupu. Jednotlivé moduly je moZné upravovat kazdy jako
osamoceny Java projekt a nehrozi zasah do dalSich c¢asti kédu. Vyhoda, ktera
pomaha rozdéleni prace na projektu mezi jednotlivé vyvojare spociva v tom, Ze

kazdy zodpovida za jednotlivé ¢asti kédu bez rizika zmény jinych moduld.

7.1.1 NetworkManager

Tento modul je hlavni knihovnou celé aplikace. Byl vytvotfen podle navrhu
reseni, které bylo popsané v predchozi kapitole, a vychazi z entit, které v ni byly
navrzeny. Cilem je, aby tato €ast fungovala jako samostatny projekt, ktery je mozné
implementovat do jakékoliv aplikace zamérené na zkoumani neuronovych siti.
Obsahuje vice ¢asti, nez bézné moduly.

Soucasti této knihovny neni grafické rozhrani, ale je pridano k modulu jako
funkénimu celku v ramci programu. V tomto GUI se nachazi seznam neuronovych
siti s moznosti definovani novych pomoci zadanych parametrii (pocet vrstev, typ,
pocet neuronii). V soucasnosti umi pouze vytvaret preddefinované neuronové site,
ale v dal$im vyvoji by v ramci knihovny mélo vzniknout jeSté rozhrani pro skladani

vlastnich neuronovych siti.
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Obrazek 28 - Diagram ti'id Neuronové knihovny [autor]

Knihovna samotna obsahuje kompletni neuronovou sit' se vSemi objekty, ze
kterych je tvofena, metodami pro jeji vytvareni, ufeni apod. (viz. Chyba!
Nenalezen zdroj odkazi.). Tyto entity jsou jesté rozdéleny do tri zakladnich
bali¢kili z diivodu logického ¢lenéni knihovny. Ta je rozdélena do zakladniho, ktery
obsahuje samotnou sit' a zakladni prvky, rozSireného, ktery obsahuje rozsirujici
neurony a podptirného, jehoz soucasti jsou ucici algoritmy a nastroje pro vytvareni
neuronovych siti. Tyto bali¢ky jsou:

Zakladni neuronova sit - tento balicek obsahuje zakladni sit, vSechny jeji

objekty a jeji zakladni funkci je sprava propojeni samotné sité a Sireni signalu skrz

ni. Sklada se z:

e Zakladni neuron - tiida, ktera obsahuje informace o vSech svych
sousednich neuronech a metody pro pristup k nim (viz. 6.2.3)

e Synapse - tato tiida vsobé ma referenci zdrojového a cilového
neuronu a identifikac¢ni ¢islo (viz. 6.2.4).

e Vrstva - v této entité jsou vSechny jeji neurony a metoda pro jejich

aktivaci (viz. 6.2.2).
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Neuronova sit - Zakladni Casti tohoto objektu (tridy) je seznam
jednotlivych vrstev, ve kterych jsou uloZeny navzajem propojené
neurony - ma v sobé tedy, skrz vrstvy, zapouzdrfeny vSechny neurony,
které se v té siti nachazi. Dale obsahuje metody pro nastaveni hodnot

na vstup a Sireni signalu napric celou siti a vraceni vyslednych hodnot

(viz. 6.2.1).

7

Rozsifené neuronové sité - zde se vjednotlivych podadresarich (napf.

feedforward, MF ARTMAP) nachazi rozsirujici neurony. Ty rozsiruji zakladni

neuron o jejich implementaci vypoctu aktivace a pridavaji svoje vlastni vahy,

v soucCasnosti mezi né patfi:

CommonNeuron - nejzakladnéjsi implementace neuronu s jednou
vahou na kazdou synapsi, vypoctem vnitini hodnoty pomoci sumy
vstupi a jejich vah a vybranou aktiva¢ni funkci.

ProductNeuron - tento neuron neobsahuje Zadné vahy, vysledkem je
pouze nasobek vSech vstupti. Pouzitelny v LSTM NS.

SumNeuron - opét nemda vahy, secte pouze vSechny vstupy. Opét
LSTM NS.

MFArtMapNeuron - neuron pro tento typ sité - jedna se o neuron
druhé vrstvy - odpovédny za shluky - , ktery obsahuje 3 vahy a
vypocet vystupu provadi pres nékolik funkci.

Support - podpiirna c¢ast. Metody pro tvorbu a praci s NS, tfidy vtomto

balicku jsou:

NetworkCreator - tvorba neuronové sité na zakladé zadanych
argumentii. Pouze statické metody, které vraci instanci nové
vytvorené site.

Teacher - trida zodpovédna za uceni neuronovych siti. V této verzi

obsahuje algoritmy Backpropagation a MFArt map.

57



7.1.2 AppCore

AppCore predstavuje funkéni jadro celé aplikace, které vyuziva singleton
pattern. Tento pristup umoZiuje mit stejna data napric celou aplikaci, aniZ by bylo
nutné, aby mezi sebou méli ostatni moduly néjakou referenci[32]. Jedna se o hlavni
modul celého projektu, jehoZ funkce a uloZena data vyuZivaji ostatni moduly pro

vykonavani jejich specifickych metod. Jeho tkoly jsou nasledujici:

e Udrzovat vpaméti vSechny objekty, které jsou nutné pro
funk¢nost aplikace - tato data spravuje a poskytuje ostatnim
moduliim. Patii mezi né neuronové sité, datové sety, neprovadéné
experimenty apod.

e Spravovat nastaveni programu - odpovida za stav a nastaveni celé
aplikace tak, aby se tato data po vypnuti programu uloZila a nebylo
treba pouZivanou konfiguraci znovu nastavovat. Tato data dale dava
k dispozici ostatnim modulim.

e Dodavat k dispozici vlakna pro provadéni experimentt (budouci
funkce, v soucasné verzi neimplementovana) - vSechna vlakna, ve
kterych se maji provadét experimenty, se nachazi v tomto modulu, ty
jsou pouze ,vypijceny” pro potieby provedeni. Jejich sprava je ale

uloZena v tomto modulu.

7.1.3 DatalLoader

Ukolem tohoto modulu je nahravat data ze soubori do jadra aplikace tak, aby
je dale mohli pouZivat ostatni c¢asti aplikace. Vsoucasnosti je jedinym
podporovanym formatem CSV, tedy soubor, ktery predstavuje dvourozmérnou
tabulku, kde jsou bunky oddéleny c¢arkou (nejedna se o pevné dané pravidlo, je
mozné soubory oddélovat). Budouci plany pro aplikaci obsahuji nacitani

excelovych a jinych soubori. Obsahuje dvé ¢asti:

e GUI - grafickd c¢ast, obsahuje seznam vSech datovych seti

s informacemi o nich: pocet sloupcti, pocet vystupi a ndzev setu. Dale
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rozhrani pro samotné nahravani souboru se vSemi potiebnymi
parametry.
e Funk¢ni ¢ast - metody pro nacteni souboru a jeho prevedeni do

objektu datového setu.

7.1.4 DataPrecompute

Tento modul umoZziiuje uzivateli upravovat, jiz nahrané datové sety, slouzi
pro tzv. predzpracovani dat predtim, neZ jsou tyto sety predany neuronové siti
(nebo jinym metoddm - napft. evoluc¢ni algoritmy). Veskera modifikace dat se
nachazi v tomto modulu, nicméné je mozné do aplikace jiZ nahrat zpracovana data,
bez nutnosti jakékoliv upravy. Tento modul neni pro hlavni funkénost aplikace
nutny, slouZzi jen pro uleh¢eni samotného pouzivani aplikace - aby kviili trividlnim
upravam nebylo nutné spoustét dalSi program (naprt. Excel). Sklada se ze dvou

asti:

<

e GUI - obsahuje opét seznam vSech datovych seti, jejich nazev a pocet
vstupll a vystupil. Pro potfeby zpracovani dat ma rozhrani se vSemi
moZnostmi Upravy dat. Tyto sety ziskava zjadra aplikace, ktera je
v sobé udrZuje. Data jsou upravena pomoci funkéni casti a opét
uloZena do jadra.

e Funk¢ni ¢ast - statické metody pro rdazné statistické upravy dat.
Datovy set je dodan na vstupu a upraveny vysledek je na vystupu
metody. Mezi metody patfi: standardizace dat, rGzné druhy

transformaci a rozdéleni setu na vice c¢asti.

7.1.5 ExperimentManager
V Tento modul se sklada stejné jako DataLoader a DataPrecompute z GUI a
funk¢ni casti. Jejim tUkolem je pomoci vldken z AppCore vytvaret a provadét

jednotlivé experimenty.

e GUI - sklada se z nékolika propojenych oken. V hlavnim se nachazi
seznam vytvoirenych experimentli a udaje o nich. Dale moZnost

vytvareni experimentli, které je poté provedeno v nékolika
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jednotlivych oknech, kde probihd vybér neuronové sité, typ uceni a
datové sety, které se k danému experimentu pouZiji.

Funkéni €ast - metody pro vytvareni experimenti a Fizeni jejich
pribéhu (sprava vladken pro tyto experimenty vbudoucnu pres

metody AppCore).
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8 Experimenty ve vytvorené aplikaci

Vramci testovani vysledné knihovny a navrhovaného modelu byly
provedeny dva experimenty pro otestovani funk¢nosti modelu pro obecné
problémy a pro jeho uplatnitelnost ve zvoleném oboru. Pro oba experimenty byly
pouzity dva typy neuronovych siti - Feedforward a Mf Art Map. Nastaveni bylo
zvoleno dle standardnich hodnot pouZivanych v rdmci vyzkumu biomedicinskych
dat a informace o informace o jednotlivych parametrech lze nalézt v Tabulka 3
(vyznam téchto parametri je moZné pro Feedforward nalézt na [15] a Mf Art Map
na [29]). Experimenty byly provedeny za pouziti knihovny neuronovych siti a

metod ostatnich modulii - nebylo vyuZzito grafické rozhrani.

Tabulka 3 - nastaveni obou neuronovych siti

Feedforward ‘ Mf Art Map
Skryté vrstvy 75,25 Prah 0,65
Pocet iteraci | 10000 E hodnota 0,05
uceni
Momentum 0,9 F hodnota 1

Charakteristika | 0

Rychlost uc¢eni | 0,1

Prvni experiment - byl zaméren na otestovani funkcnosti vytvareni riiznych
typd neuronovych siti, pfi zachovani jednotného modelu neuronové sité a jeji
vrstvy, srozdilem pouze v ucicim algoritmu, vnitini struktuife neuron a jejich
vzajemného propojeni. NS byly testovany na problematice kruhu ve ¢tverci. Jedna
se o Ctverec, ktery obsahuje vepsanou kruznici a ikolem NS je urcit, jestli se urcity
bod nachazi v nebo mimo kruZnici. Datovy set pouZity pro experiment obsahuje
10.000 jednotlivych bod. Z téchto hodnot bylo ndhodné vybrano 1.000, které byly
pouzity pro uceni samotné sité - pro obé dvé NS stejné, a nasledné cely set pro
otestovani, jak se obé dvé adaptovali. Vysledky téchto experimentii se nachazi ve

dvou kontingencnich tabulkach (viz. Tabulka 4 a Tabulka 5).
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Tabulka 4 -
Feedforward

Vystup sité (V kruhu)

Realna

kruhu)

"kruh ve ¢tverci” - Feedforward

data (v

Realna data
kruh)

56

(Mimo

Vystup sité (Mimo kruh)

4941

Mf Art Map

Vystup sité (V kruhu)

Tabulka 5 - vysledky experimentu s daty "kruh ve ¢tverci” - Mf Art Map

Realna data (V kruhu)

4863

Realna data (Mimo

kruh)
182

140

4815

Vystup sité (Mimo Kruh)

Jak vyplyva zvysledkd, oba dva typy NS se podarilo dspéSné natrénovat

(Feedforward uspésnost 98,9% a MF Art 96,7%) a bylo prokazano, Ze aplikace
vychazejici z navrhovaného modelu je funk¢ni pro riizné druhy NS a zaleZi jen na
stylu zapojeni neuronu a jejich vnitini struktute.

Druhy experiment - mél za cil otestovat pouziti neuronovych siti ve
vybraném oboru - biomedicina. Konkrétné se jedna o snahu vyuZit neuronové sité
k odhadu ucinnosti 1éki na zakladé jejich vlastnosti. Pro tento experiment byl
vybran datovy set ,Tuberkul6za“, obsahujici 134 rlznych 1ékd se 114ti
charakteristikami a jejich ucinnost pti 1écbé TBC. Z tohoto setu bylo nahodné
vybrano 65 1ékl pro uceni a nasledné byla pomoci zbytku - 69 - otestovana mira
nauceni NS. V ramci tohoto experimentu bylo provedeno deset nezavislych méreni
pro Feedforward a jedno pro MF Art Map (bez prohozeni poradi dat bude vysledek
uceni MF Art Map vzdy stejny). Pri kazdém zapocCatém méreni byla neuronova sit
vynulovana. Vysledky jednoho zméreni jsou zobrazeny v kontingencnich
tabulkach (viz. Tabulka 6 a Tabulka 7) a jednotlivé vysledky pro Feedforward jsou
v Tabulka 8. Podle oCekavani bylo u druhého experimentu prokazano, Ze maly
pocet vstupnich hodnot ovlivnil negativné schopnost neuronové sité se uspésné
naucit a uspéSnost obou siti oproti prvnimu experimentu nizsi: primérna
Feedforward tuspésnost 70,39% a MF Art 59,4%.

Tabulka 6 -
Feedforward

ysledky experimentu s daty "Tuberkuloza" - Feedforward

Realna data (Neucinny)

Realna data (Uéinny)

Vystup sité (Ué¢inny)

24

Vystup sité (Neucinny) | 12
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Tabulka 7 - vysledky experimentu s daty "Tuberkuléza" - Mf Art Map

Mf Art Map Jé¢inny Netdinny
Uéinny 26 16
Neucinny 12 15

Tabulka 8 -
Feedforward 1.

69,5 | 72,4 |1 66,6 | 66,6 |71 739 | 739 |71

Vysledky obou experimentli dokazaly funkc¢nost celé aplikace. Maly datovy
set u druhého experimentu byl vybran zamérné. U biomedicinskych dat, ktera
budou vnasledném vyzkumu vyhodnocovana, se casto vyskytuji sety, které
obsahuji pouze omezeny pocet Fadkd. I pro takto maly set, ktery muize byt
v prvnim experimentu, kde byla vybrana data, kterd jsou vhodna pro NS, mize
pouziti NS davat zajimavé vysledky, se kterymi se da dale pracovat. Cilem dalsiho
vyzkumu bude najit takova nastaveni a typy NS, ktera budou nejvhodnéjsi pro

dany typ dat a velikost setu zejména Biomedicinskych dat.
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9 Zaveéry a doporuceni

Vytvorena knihovna splnuje vSechny nadefinované vlastnosti presné podle
poZadavki stanovenych v ivodu prace. Jak vyplyva z vysledkid obou experimenti,
provedenych vramci vyzkumu, spojeni vyhod objektového pristupu a
neuronovych siti umoznilo vytvorit jednoduchou, pristupnou a snadno
upravitelnou knihovnu, kterd umoznuje provadét vyzkum vlastnosti rliznych typt
neuronovych siti smozZnosti experimentovat se zdrojovym koédem samotné
aplikace bez vétsiho rizika poSkozeni zdkladni funk¢nosti - propojeni neuront a
$ireni signalu pomoci vrstev.

V praci byly nejdiive detailné rozebrany neuronové sité a objektovy pristup,
pricemz cilem prace bylo spojeni téchto dvou do funkéniho navrhu. U Neuronovych
siti se jedna zejména o biologicky model neuronovych siti - tedy popis jejich
funk¢nosti - a umélé neuronové sité, kde je popsana historie jejich vzniku a
zakladni myslenka inspirace témi biologickymi vCetné matematického modelu
takovych siti. Poté nasledoval rozbor jiZ existujicich reSeni, véetné nékterych
pristupli kimplementaci a popisu vybranych existujicich knihoven. Dalsi kapitola
se zabyvala samotnym navrhem, vychazejicim zpropojeni neuronovych siti
s objektovym piistupem. Primarné obsahuje podrobny popis zakladni myslenky
celého modelu a vymezeni hlavnich entit, které byly vytvoreny. V této casti se jesté
nachazi srovnani vysledného modelu sjiZz existujicimi knihovnami. Nasledujici
odstavce prace jsou vénovany popisu implementace navrzeného modelu -
prevedeni navrhu do vybraného programovaciho jazyku (Java) - se seznamem
vytvorenych tfid, metod a jejich popisem. Poté jsou vpraci ukdzany a
okomentovany vysledky experimentti, které byly provedeny na Biomedicinskych
datech, coz je oblast, kvili které primarné zacal vyzkum vedouci k sepsani této
prace. Nakonec je shrnut vysledek této prace a popsany sméry, kterymi by se dalsi
vyvoj knihovny mél ubirat.

Objektovy pristup k vytvoreni NS ma oproti maticovému reSeni neni vhodny.
Pro pouziti pti klasifikaci rozsahlejsi datovych setl je dobré nejprve vyuzit tento

model pro urCeni, ktery typ a nastaveni neuronové sité je pro dany problém
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vhodny a nasledné takto ziskané informace aplikovat na NS vyuzivajici maticovy
pristup.

Dal$imi sméry vyvoje by mélo byt uceni samotné knihovny. V souc¢asném
stavu je uceni velmi specifické a zalezi na zvolené strukture. Bylo by tedy vhodné
vytvorit co nejadaptibilnéjSi objekt odpovédny za uceni takové sit€, popripadé se
pokusit uceni zahrnout jiz do rozSirujiciho neuronu. Druhou mozZnosti je zlepSeni
vypocetnich vlastnosti celého programu v podobném stylu o jaky se pokousi
iniciativa spojeni knihoven Encog a Neuroph.

Vysledkem je tedy aplikace, jejiZ soucasti je knihovna, ktera je vhodna pro
experimenty s neuronovymi sitémi i k snadnému pochopeni tohoto oboru a jejich
matematického modelu. Na rozdil od knihoven Encog a TensorFlow, zamérenych
na vykon a praktické pouZiti, nabizi prehledny a predevsim snadno upravitelny
kod, ktery je idedlni pro pouZiti ve zvolené oblasti - vyzkum typd a nastaveni
neuronovych siti pro jejich pouZiti v biomediciné. Oproti knihovné Neuroph je vice
zaméfena na samotny neuron jako zakladni funkcéni prvek a pomoci principu
dédi¢nosti oddéluje vnéjsi funkénost neuronu - Siteni signdlu a spravu propojeni -
od vnitini, coZ je zpracovani samotného signalu na jeho vystup. DalSim krokem

v tomto vyzkumu je samotna aplikace knihovny v tomto oboru.
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