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ABSTRAKT 
Diplomová práca sa zameriava na preskúmanie efektívnosti hlbokých neurónových sietí 
pri spracovaní obrazových dát s obmedzeným množstvom trénovacích dát. Vrámci práce 
sa analyzovali vplyvy rôznych techník a prístupov na učenie týchto sietí, vrátane trans
ferového učenia, dátovej augmentácie a metódy prenosu neurónového štýlu. Výsledky 
experimentov naznačujú, že transferové učenie s využi t ím přetrénovaných váh z veľkých 
datasetov ako ImageNet je efektívne pri zlepšovaní výsledkov na obmedzených dátach, 
dosahujúc vysoké Fl-skóre. Využi t ie rozličných foriem dátovej augmentácie môže viesť k 
variabi lným výsledkom, kde poskytuje rôzne výhody a nevýhody, ktoré majú významný 
vplyv na úspešnosť a efektivitu modelov. Metóda využívajúca sieť na prenos neuróno
vého štýlu nepriniesla vo všeobecnosti výraznejšie zlepšenie a hlavne sa ukázala ako menej 
účinná v prípade datasetu s veľkou diverzitou perspektív a geometr ických vlastností. 

KĽÚČOVÉ SLOVÁ 
hlboké učenie, obmedzený dataset, klasifikácia, transferové učenie, dátová augmentácia, 
prenos neurónového štýlu 

ABSTRACT 
The master thesis aims to investigate the effectiveness of deep neural networks in im
age processing with l imited training data. A s part of the work, the effects of various 
techniques and approaches on the learning of these networks were analyzed, including 
transfer learning, data augmentat ion, and neural style transfer method. Experimental 
results suggest that transfer learning using pre-trained weights from large datasets such 
as ImageNet is effective in improving results on l imited data, achieving high F l -scores . 
The use of different forms of data augmentat ion can lead to variable results, where it 
provides different advantages and disadvantages that have a signif icant impact on the 
success and efficiency of the models. In general, the method using a neural style transfer 
network does not yield signif icant improvements and proved less effective for dataset 
with a large diversity of perspectives and geometr ic features. 

KEYWORDS 
deep learning, l imited dataset, classif icat ion, transfer learning, data augmentat ion, neural 
style transfer 
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Úvod 
Strojové učenie sa v posledných dekádach stalo nevyhnutnou súčasťou ľudských 

životov, pre tože prešlo neuveri teľným vývojom a ich schopnosť sa efektívne učiť 

viedlo k neobyčajným nás t ro jom v rôznych oblastiach ako rozpoznávanie vzorov v 

dá tach , obrazoch či reči. Napriek t ý m t o si lným nás t ro jom, vďaka k t o r ý m sa dokáže 

veľmi jednoducho zefektívniť p racovná efektivita, tak pre učenie modelov strojového 

učenia je potreba enormné množs tvo dá t , k toré sú často aj tak neni k dispozícií v 

potrebnom rozsahu. 

Učenie h lbokých neurónových sietí s obmedzeným alebo n e d o s t a t o č n ý m obsa

hom dá t môže viesť nedos ta točnej generalizácií modelu, čo v konečnom dôsledku 

obmedzuje schopnosť modelu sa efektívne adaptovať na neznáme a nové dá t a . 

Teoret ická časť práce sa zaoberá s t ručným popisom neurónových sietí, nás ledne 

prechádza do konvolučných neurónových sietí, ich zák ladným prvkom, postupne nad

väzuje na ich učenie spojené s problematikou z pohľadu klasifikačného problému a 

v neposlednom radu sa detailnejšie popisujú typy archi tek túr , k toré sú používané 

v praktickej časti , p redovše tkým siete ResNet l8 a V G G 1 9 . Hlavný obsah teore

tickej časti sa venuje detailnej problematike učenia h lbokých neurónových sietí s 

obmedzeným datasetom, začínajúca definíciou problému a nadväzuje sa na riešenie 

problematiky. N a záver sú popísané m e t ó d y spolu s ich zák ladným pr inc ípom fun

govania a aplikácií. Sú rozdelené do dvoch základných skupín - techniky na úp ravu 

datasetu a techniky na úp ravu algoritmu, k torých hlavnou úlohou bolo preskúmať 

ich možnost i vp lyvu na učenie s obmedzeným súborom dá t , kde sa p rechádza z 

jednoduchších m e t ó d až po zložitejšie. 

P rak t i cká časť práce sa začína kapitolou venujúca sa použ i tým datasetom zalo

žené na b iná rnu klasifikáciu. V ďalšej kapitole sa pokračuje s n á v r h o m experimentov, 

kde sa popisuje pr íprava dá t na učenie s obmedzeným datasetom, popis klasifikač

ného modelu spolu s nas tavenými parametrami, k toré vychádzajú p redovše tkým zo 

sekcie venujúcej sa učeniu s p lným datasetom. Následne nadväzuje kapitola na po

pis experimentov, kde hlavnou úlohou je poskytnúť komplexný pohľad ich popisu. V 

posledných kapi to lách sú zh rnu té a porovnané výsledky formou grafických zobrazení 

vykreslených met r ík spolu s diskusiou, kde sú popísané možné vylepšenia použi tých 

metód . 
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1 Konvolučné neuronové siete 
V komunite strojového učenia ( M L ) sa považujú metody hlbokého učenia za zlatý 

standart, pre tože v posledných rokoch sa stali najrozšírenejším výpoč tovým pr ís tu

pom v oblasti M L , pre tože dosahujú výborné výsledky porovnajúce s výsledkom 

ľudského výkonu. Jedna z mimoriadne veľkých výhod je schopnosť učenia s obrov

ským množs tvom úda jom, vďaka čomu sa vo vysokej miere používa v širokom spektre 

aplikácií ako napr ík lad bioinformatika či spracovanie biomedicínskych obrazov. [1] 

Konvolučné neurónové siete ( C N N ) sú špeciálnym typom neurónových sietí kde 

rovnako ako os ta tných typov neurónových sietí zák ladnou jednotkou sú n e u r ó n y 

pr ičom je n a v r h n u t á , aby sa automaticky a adap t ivně dokázala učiť, čím sa eliminuje 

potreba ručnej extrakcie príznakov. [2] 

Pre lepšie pochopenie C N N bude v skratke najprv vysvetlené fungovanie jed-

noduchochých neurónových sietí ( A N N ) , nás ledne sa bude pokračovať porovnan ím 

medzi A N N a C N N , a potom bude venovať zák ladnými prvkami C N N , v neposled

nom rade spôsobom učenia C N N . 

1.1 Úvod do neurónových sietí 

Neurónové siete sú inšpirované spôsobom fungovania biologických neurónových sietí 

kde napodobňu jú spôsob, akým si biologické neuróny predávajú signály v ľudskom 

mozgu. Označujú sa ako podm nož ina strojového učenia a zák ladom algoritmov hl

bokého učenia. [3] 

1.1.1 Matematický model neurónu 

Základná jednotka umelej neurónovej siete, k to rý je inšpirovaný funkciou biologic

kého neurónu je percep t rón , označovaný ako m a t e m a t i c k ý model neurónu. Je popí

saný len j e d n ý m neurónom, k to rý ma n-vstupov a pr i j íma informácie od každého 

spojenia. [4] 

Obrázok 1.1 zobrazuje základný m a t e m a t i c k ý model umelého neurónu, kde vstupy 

xi, X2, • • •, xm sú reprezentované informáciami. Pe rcep t rón upravuje svoje váhy po

mocou vektoru váh wi, w2, • • •, wm, k toré sú kľúčový parameter pri sp rávnom učení 

a fungovaní siete, pretože každý v s tupný signál je násobený pr ís lušnou váhou než sa 

dostane k neurónu. Váhované vstupy sú sčí tané a kombinované so spoločným pra

hom, nazývaným ako "bias". T a k á t o kombinovaná hodnota je nás ledne vložená do 

aktivačnej funkcie , k to rá rozhoduje či sa neurón stane ak t ívnym alebo nie. Výsledok 

z aktivačnej funkcie je na záver odoslaný na výs tup . [4] 
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Vstupy 

Váhy 

Obr. 1.1: Schéma základnej neurónovej siete [4] 

1.1.2 Viacvrstvová neuronová sieť 

Viacvrs tvová neuronová sieť je specifický typ umelej neurónovej siete, k to rá pozos

táva min imálne z 3 vrstiev kde každá vrstva je reprezentovaná skupinkou neurónov. 

Bola vyv inu tá z dôvodu, že jeden neurón nie je schopný riešiť nel ineárne problémy. 

Tento typ sietí je zák ladným k a m e ň o m pre hlboké učenie a ich a rch i t ek tú ra začína 

vrstvou vs tupných neurónov. Ich h lavná ú loha je prijímať vs tupné hodnoty. Následne 

pokračuje vrstva skrytých neurónov preds tavujúca medzivrstvu medzi vstupnou a 

výs tupnou vrstvou a slúžia na zložitejšie vzťahy v dá tach . Poslednou časťou je sku

pina výs tupných neurónov p roduku júca výs tup z neurónovej siete, k torých počet 

závisí od typu problému - klasifikácia, regresia alebo iný typ úlohy. [4] [5] 

Skrytá vrstva 

Vstupná vrstva 

Vstup 1 

Vstup 2 

Vstup 3 

Výstupná vrstva 

Obr. 1.2: Viacvrs tvová neurónová sieť [6] 
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1.1.3 Rozdiel medzi ANN a CNN 

Hlavným rozdielom je, že A N N majú š t ruk tú ru , v ktorej sú vše tky neuróny v jednej 

vrstve priamo prepojené s k a ž d ý m neurónom v nasledujúcej vrstve. T á t o š t r uk tú r a 

je v h o d n á pre všeobecné úlohy strojového učenia, ako sú klasifikácia či regresia. 

A N N neberú do úvahy pr ies torovú š t r u k t ú r u vs tupných dá t , pre tože každý prvok je 

spracovaný nezávisle od svojej polohy v priestore. [7] 

Naopak, C N N využívajú vrstvy na detekciu vzorov a vzťahov v dá tach . C N N 

obsahujú konvolučné filtre, pooling vrstvy a plne prepojené vrstvy. Tento typ siete 

sa často využíva pri spracovaní vizuálnych dá t , ako sú obrázky a videá. Takt iež je 

efektívny pre úlohy ako je rozpoznávanie obrázkov, segmentácia či detekcia objektov. 

Konvolučné operácie umožňujú modelu zachytávať vzory bez ohľadu na ich presnú 

polohu v obraze. [7] 

(a) Typ siete A N N (b) Typ siete C N N 

Obr. 1.3: Porovnanie medzi A N N a C N N [7] 

1.2 Základné prvky CNN 

C N N m á v závislosti od druhu požadovanej úlohy charakter is t ické základné dve 

až t r i vrstvy - konvolučná, združovacia a plne prepojená vrstva. Bežná archi tekúra 

C N N sa skladá z opakovaných funkčných blokov tvorenými zák ladnými vrstvami. 

Zaradenie do príslušnej triedy pri klasifikačnom probléme začína v s t u p n ý m obra

zom, k to rý prechádza navrhnutou neurónovou sieťou vrstvu po vrstve a postupne je 

t ranformovaný do výslednej hodnoty. [2] 

1.2.1 Konvolučná vrstva 

Najdôležitejšou zložkou v a rch i tek túre C N N je konvolučná vrstva a jej hlavnou úlo

hou je extrakcia typických pr íznakov zo vs tupného obrazu. Je tvorená súborom 
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konvolučných filtrov - masiek, k to rú možno popísať ako mriežku diskrétnych čísel. 

Najčastejšie používané rozmery masiek sú 3 x 3 alebo 5 x 5 pixelov. [2] 

1 0 1 € i 0 

0 1 1 n i i 

1 0 1 0 i 0 

1 0 1 1 i 0 

0 1 1 0 i 1 

1 0 1 n i 0 

1 0 i 
* 

1 2 3 

— 

31 

0 i 1 * 4 5 6 
— 

1 0 1 

* 
7 8 g 

— 

Lokálne Maska 
okno [Kernel] Výstup 

Vstup 

Obr. 1.4: Posúvanie masky po obraze [8] 

Proces konvolúcie slúži na získanie rôznych pr íznakov ("features") zo vs tupného 

obrazu pomocou filtrov. Masky sú posúvané po vstupnom obraze a vykonáva sa 

konvolúcia filtrov s lokálnou oblasťou vs tupného obrazu, k to rý je ohraničený veľkos

ťou masky, ako je znázornené na obrázku 1.4. V každom kroku sa násobí hodnota 

filtra s hodnotami vs tupného obrazu v a k t u á l n o m okne a výsledky sa sčítajú. Výstu

pom tejto matematickej operácie je tzv. pr íznaková mapa ("feature map"). Vďaka 

konvolúcii môže C N N efektívne získavať hierarchiu pr íznakov zo vs tupného obrazu, 

napr ík lad j ednoduché pr íznaky ako hrany či rohy. [9] 

Po každej konvolučnej vrstve nasleduje typ aktivačnej funkcie udávajúca prenos 

každého neurónu. Najčastejšie sa používa funkcia R e L U , ktorej h l avným cieľom je 

pridávať nelinearitu do neurónových sietí, čím umožňuje modelom učiť sa zložitejšie 

vzory v dá tach . Priebeh prenosovej funkcie R e L U je zobrazený na obrázku 1.5. [10] 

R{z) =max(Q, z) 

/ 
- 0 -5 0 '• 10 

Obr. 1.5: Priebeh prenosovej funkcie R e L U [10] 
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1.2.2 Podvzorkovacia vrstva 

Ďalš ím s tavebným blokom za konvolučnou vrstvou je združovacia vrstva, pr ičom 

h lavným cieľom je postupne zmenšovať pr íznakovú mapu, a t ý m znižovať počet 

parametrov v sieti. To p o m á h a zefektívniť t rénovanie a zároveň zabezpečuje, že sieť 

je schopná generalizovať lepšie na nové dá t a . Exis tu jú dva najviac používané typy 

združovania zobrazené na obrázku 1.6 : 

• " M a x p o o l i n g " 

P r i výbere maximálnej hodnoty v združovaní ("max pooling") v definovanom 

bloku pixelov, najčastejšie 2x2, sa na príznakovej mape vyberie m a x i m á l n a hodnota. 

T á t o hodnota je nás ledne zachovaná v novom združovanom obraze. M a x pooling 

p o m á h a znižovať citlivosť na presnú polohu pr íznakov a p o m á h a zachovať domina tné 

príznaky. [11] 

• " A v e r a g e p o o l i n g " 

P r i výbere priemernej hodnoty v združovaní ("average pooling") sa v definova

nom bloku pixelov vyberie p r i emerná hodnota z príznakovej mapy. Výsledkom je 

teda priemer hodnô t v danom bloku a t á t o hodnota je uložená v novom obraze. 

Výhodou je rovnomerné zmenšenie všetkých hodnô t v danej oblasti. [11] 

Max pooling 

4 9 2 5 

5 6 2 4 9 5 

2 4 5 4 6 8 

5 6 8 4 

Average pooling 

4 9 2 5 

5 6 2 4 6.0 3.3 

2 4 5 4 4.3 5.3 

5 6 8 4 

Obr. 1.6: Porovnanie typov združovania [11] 

1.2.3 Plne prepojená vrstva 

V C N N sú plne prepojené vrstvy obvykle umies tnené na konci siete, za konvoluč-

nými a združovacími vrstvami. Charakteristickou čr tou je, že každý neurón v danej 

vrstve je spojený s k a ž d ý m neu rónom v predchádzajúcej a nasledujúcej vrstve. Pred 

vstupom do plne prepojenej vrstvy je pr íznaková mapa prevedená do jednorozme-

reného vektoru a ich hlavnou úlohou je transformovať vs tupné pr íznaky do formy 
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k to rá je v h o d n á na konečnú klasifikáciu, popr ípade iný typ úlohy. N a obrázku 1.10 

sa nachádza obecná a rch i t ek tú ra C N N pre klasifikačnú úlohu s 3 výs tupmi . [12] 

Obr. 1.7: I lus t račný pr íklad a rch i t ek tú ry C N N [12] 

1.3 Učenie CNN 

A k bola zostavená a rch i t ek tú ra C N N , nasleduje ďalšia veľmi dôležitá časť a to proces 

učenia siete. Medzi základné techniky učenia neurónovej siete pa t r í učenie s učiteľom 

("supervised learning") a učenie bez učiteľa ("unsupervised learning"). Diplomová 

práca sa zaoberá technikou učením s učiteľom, k to rý pracuje s označenýmu údajmi , 

čo v praxi znamená , že pri t rénovaní sú d á t a označené sp rávnym výs tupom. Následne 

pri tes tovaní by mala na t r énovaná neurónovaná sieť s op t imá lnou presnosťou správne 

klasifikovať d á t a bez označenia. [1] 

1.3.1 Úprava váh 

Bežne používaná m e t ó d a pre učenie C N N je algoritmus spä tného šírenia chyby pou

žívané s v ý p o č t o m chybovej funkcie. V procese učenia sa poč í t a tzv. chybová funkcia, 

k to rá poč í t a odchýlku v ý s t u p u neurónu od očakávaného výs tupu . T y p o m chybovej 

funkcie je možné ovplyvniť výsledok učenia a je jeden z hlavných parametrov, pr ičom 

sú popísané v nasledujúcej kapitole 1.3.2. 

N a zač ia tku učenia sú nas tavené váhy a prah náhodne . Následne na základe 

vypoč í taných hodnô t dochádza k úprave váh, od poslednej vrstvy smerom k prvej 

vrstve. Váhy sú upravované na základe tzv. ô - pravidla popísané rovnicou 1.1 : 

u(t + 1) = w(ŕ) - fjttVe. (1.1) 
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Pr ičom uj(t + 1) označuje vektor váh v ďalšej i terácií , k to rý je poč í t aný pomocou 

vektoru váh v súčasnej iterácií u (ť), a vypočí tanej chybovej funkcie e váhované 

parametrom učenia \i pr i konkrétnej iterácií. [13] 

1.3.2 Chybová funkcia 

Stredná kvadrat ická odchýlka 

Jedna z najviac používaných met r ík hodnotenia chybovej funkcie je s t r edná kvad

ra t ická odchýlka popisujúca ako veľmi sa líši výs tup siete od op t imálneho výsledku, 

pr ičom je pop í saná rovnicou 1.2 : 

i m 
L(y,y) = -J2(yl-yiy (1.2) 

m i=i 

kde popisuje yi skutočný výs tup C N N , iji je požadovaný výs tup C N N a m ozna

čuje počet vstupov. [5] 

T y p metriky sa najviac používa keď je p rob lém formulovaný ako regresia. To 

znamená , že predikovaná hodnota sa porovnáva so sku točnou hodnotou. P r i t réno

vaní modeluje možné vykresliť graf chybovej funkcie, vďaka k to rému sa dá efektívne 

sledovať t rénovanie modelu. V ideálnom pr ípade by sa mala kvadra t ická odchýlka 

postupne zmenšovať a dosahovať svoje minimum. [14] 

V z á j o m n á entropia 

Vzájomná entropia z n á m a ako "cross entropy loss" je typ chybovej funkcie popisu

júca spôsob merania rozdielu medzi sku točnou a predpovedanou pravdepodobnos

ťou, vďaka čomu stanovuje rozdiel dvoch p ravdepodobnos tných rozdelení. Používa sa 

predovšekým v kontexte klasifikácie, kde sa môže predpovedať príslušnosť každého 

vzorku do klasifikačnej triedy. Hlavným cieľom počas t rénovania je minimalizovať 

hodnotu entropie medzi predikovanou a požadovanou hodnotou. Pre v iacnásobnú 

klasifikáciu p la t í výpočet entropie H v rovnici 1.3: 

M 

H(P,Q) = -J2P(x)-\og(Q(x)) (1.3) 
x 

kde M popisuje počet tried klasifikácie, P (x) odpovedajúca požadovaná hodnota, 

k to rá je porovnávaná s predikovanou hodnotou Q (x) pravdepodobnosti rozloženia. 

[14] [15] 
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1.3.3 Optimalizačné algoritmy 

Hlavnou úlohou opt imal izačných algoritmov je nájsť op t imálne hodnoty parametrov 

modelu, aby minimalizovali hodnotu chybovej funkcie počas t rénovania neurónovej 

siete a najviacej sa približovali k predikovaným v ý s t u p n ý m h o d n o t á m . 

S G D 

Stochast ický grad ien tný zostup (SGD) je i te ra t ívny opt imal izačný algoritmus, k torý 

je vďaka svojej láhkej implementovatelnosti veľmi využívaná opt imal izačná tech

nika. Gradient udáva smer na jprudš ieho n á r a s t u funkcie a je definovaný pomocou 

rovnice 1.4: 

dE 
grad(E) = — (1.4) 

kde dE popisuje parc iá lnu deriváciu chybovej funkcie E pod lá váh. w [13] 

V každom kroku v ý p o č t u gradientu sa získava podmnož ina n á h o d n e vybraných 

dá t označujúca sa ako "mini-batch". Pre t ú t o množinu sa vypočí tava gradient chy

bovej funkcie vzhľadom k parametru modelu. Parametre sú následne aktual izované 

v opačnom smere ku gradientu. V porovnan í s m e t ó d o u gradientého zostupu sa pri 

S G D aktual izujú váhy po každej iterácií, vďaka čomu je rýchlejšia, ale výpoče tně 

náročnejšia. S G D je popísaný pomocou rovnice 1.5 : 

wt+1=wt-r]VwJ(wt;xi,yi) (1.5) 

pr ičom wt je vektor parametrov v iterácií t, krok učenia popisuje r], nás ledne 

VwJ{wť, XÍ,UÍ) je gradient chybovej funkcie vzhľadom na vektor parametrov v ite

rácií t, vstupnom vektore Xi a cieľovom vektore y*. [13] [16] 

Adam 

Adap t ívny odhad momentu, z anglického "adaptive moment estimation", skrá tene 

A d a m je v súčasnost i najviac využívaná opt imal izačná technika, k to rá bola navr

h n u t á na t rénovanie neurónových sietí a rieši n iektoré nevýhody t rad ičného S G D , 

hlavne ľahké preskočenie minima funkcie. Adap t ívny sa nazýva, pre tože adap t ivně 

upravuje veľkosti gradientu, k to rý súvisí s úpravou váh. Hlavnou výhodou algo

ri tmu A d a m je udržiavanie hodnô t gradientu z predchádzajúceho v ý p o č t u a funguje 

na pr incípe, že poč í t a rýchlosti učenia rôznych parametrov. [17] [18] 

Zachováva exponenciá lny klzavý priemer prvého momentu mt , k to rý zodpovedá 

priemeru gradientu, čo umožňuje algoritmu sledovať všeobecný trend gradientov 

počas t rénovania . Momenty pre váhy p remenných sú popísané rovnicou : 
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mt = ftrot-i + (1 - Pi)gt (1.6) 

Okrem toho zachováva exponenciá lny klzavý priemer d ruhého momentu Vt, k torý 

zodpovedá priemeru štvorca gradientu. T ý m sa zohľadňujú informácie o variabilite 

gradientov a je daný na základe vzťahu : 

vt = fcvt-i + (1 - &)<£ (1.7) 

kde konš tan ty (3\ a v predošlých vzťahoch slúžia ako faktory zapomínania , t 

popisuje poradie trénovacej i terácie a parameter gt udáva hodnotu gradientu chybo

vej funkcie. [17] 

Keďže mt a vt sú inicializované ako vektory núl , tak je dôležité previesť upravenie 

koeficientu váh korekciou skreslenia pomocou nasledovných vzťahov : 

mt 
mt 

V poslednom kroku hodnotu váh pre konkré tny parameter sa poč í t a pomocou 

vzťahu : 

9t+i = 6t- 7#- mt (1.10) 
Vvt + e 

pr ičom rj je veľkosť kroku a e je k o n š t a t n a na ochranu delenia pred 0 ako zaned

bateľné číslo pri výpoč te . [17] 

1.3.4 Problémy pri učení 

Miznúc i gradient 

Prob lém s miznúcim gradientom ("gradient vanishing problem") vzniká pri t rénovaní 

neurónových sietí, ovlyvňuje n a j m ä C N N . Gradienty stratovej funkcie vzhľadom na 

váhy siete sa stávajú ex t r émne malými , keď sa počas t réningového procesu spä tne šíri 

z výs tupnej vrstvy do vstupnej vrstvy. Čo znamená , že váhy v príslušných vrs tvách sa 

aktual izujú len min imálne alebo vôbec, čo môže spôsobiť, že tieto vrstvy majú malý 

alebo nulový vplyv na výsledok. V pr ípade C N N môže nas tať ešte komplikovanejší 

problém, pretože jednot l ivé vrstvy siete ma jú špecifickú š t r u k t ú r u a na extrakciu 

rôznych prvkov z obrazu využívajú j a d r á filtrov. Následne ak sa gradient líši k nule, 

tak váhy filtrov nie sú dos ta točne aktual izované, a preto nemôžu prispievať k učenie 

daných vlas tnost í . [19] [20] 
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P r o b l é m o m je hlavne pr i použi t í aktivačnej sigmoidálnej funkcie, tak malé de

rivácie sa spolu násobia , tak gradient nás ledne exponenciálne klesá smerom k po

č ia točným vrs tvám. Jedna z možnost í ako vyriešiť popísaný prob lém je použi t ie 

aktivačnej funkcie typu R e L U , k to rá n e m á tendenciu vyvolávať miznúce gradienty. 

[20] _ 

Ďalš ím spôsobom je využi t ie techniky na normalizáciu váh, ako napr ík lad "batch 

normalization", kde p o m á h a j ú udržiavať stabilitu počas t rénovania . P r i a rchi tektú

rach sietí, k toré obsajuje tzv. "skip connections" tak umožňujú gradientom prechá

dzať po urči tých vrs tvách, vďaka čomu dopomáha jú zmierniť problémy s miznúcim 

gradientom. [21] 

Preučenie 

Prob lém preučenia ("overfitting") nas táva , keď sieť sa naučí príliš dobre na t réno-

vacie d á t a a s t ráca general izačnú schopnosť algoritmu na nové, neznáme dá ta . To 

znamená , že sieť sa príliš presne pr ispôsobí š u m o m alebo konkré tnym vlastnostiam 

trénovacích vzorov a nedokáže efektívne zovšeobecniť na nové príklady. P rob l émom 

môžu byť práve malé zmeny v trénovacích dá tach , kde dochádza k veľkým z m e n á m 

parametrom siete, čo môže naznačovať, že sieť zachytáva š u m namiesto skutočného 

vzoru. [22] 

Existuje niekoľko m e t ó d na riešenie prob lému preučenia . Jedna z nich je dá

tová augmentác ia , pop í saná v kapitole 2.3.2. Následne ďalším spôsobom je technika 

"dropout" fungujúca na pr incípe vyp ínan ia neurónov v priebehu t rénovania . Použi t ie 

techník na regularizáciu váh ako L I a L2 p o m á h a zabrániť príliš veľkým h o d n o t á m 

váh, čo zlepšuje celkovú generalizáciu. [23] 

Nevyrovnaný dataset 

Prob lém nevyvážených súborov dá t môže ovplyvniť schopnosť modelu správne zo

všeobecniť a klasifikovať vzory vo všetkých kategóriách. Nevyvážený súbor dá t zna

mená , že niektoré kategórie ma jú podstatne viac dá t ako iné. V pr ípade menšinovej 

triedy nas táva pokles presnosti a ná ras t n a d m e r n é h o pr ispôsobenia . Model jedno

ducho nemusí byť schopný efektívne odhaliť vzory v menších triedach, pre tože nie 

je dos ta točne t rénovaný na tieto vzory. [24] 

Vyriešenie spomínaného problému môže nas tať napr ík lad aplikovaním m e t ó d y 

S M O T E , čo je technika na vyváženie datasetov menšinovej triedy, pr ičom sa ge

nerujú syntet ické pr ík lady pre menšinovú triedu na základe existujúcich príkladov. 

Konkré tne , pre každý pr íklad v menšinovej triede vyberá susedné pr ík lady a vy tvára 

nové syntetické pr ík lady v smere medzi nimi . [25] 
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Prob lém s nedostatkom dát 

Učenie C N N s obmedzeným datasetom alebo nedostatok dá t pri t rénovaní je hlav

n ý m cieľom na skúmanie diplomovej práce , p rob lém je popísaný v kapitole 2. 

1.3.5 Hodnotenie predikcie modelu 

Hodnotenie výkonnost i klasifikačného modelu je n e v y h n u t n ý m krokom, pre tože po

skytuje informácie o tom, ako dobre model zv láda úlohu klasifikácie. Ich účinnosť 

a spoľahlivosť sú neoddeli teľne spojené s presnosťou ich predikcií a schopnosťou 

správne rozpoznať vzory v dá tach . Existuje viacero met r ík a ich výber závisí od 

konkré tneho kontextu. [26] 

Mat ica zámien je nás t ro jom použ ívaným na hodnotenie výkonnost i klasifikač

ného modelu. Ide o tabuľku, k to rá porovnáva skutočné triedy pozorovaní s prediko-

vanými triedami modelu, pr ičom m á formu dvojrozmerného poľa, kde jedna dimenzia 

predstavuje skutočné triedy a d r u h á dimenzia predstavuje predikované triedy. [27] 
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Obr. 1.8: Mat ica zámien 

Obsahuje 4 základné bunky, kde T P ("True positive") označuje pr ípady, kedy 

model správne predpovedal pozi t ívnu triedu. Napr ík lad , model správne diagnostiko

val pacienta s rakovinou. Následne T N ("True negative") reprezentuje pr ípady, kedy 

model správne predpovedal nega t ívnu triedu, teda, že zdravý pacient naozaj nie je 

chorý. Ďalej F P ("Falše positive") identifikuje pr ípady, kedy model nesprávne pred

povedal pozi t ívnu triedu. T ý m t o p á d o m by to znamenalo, že model mylne povedal, 

že pacient m á chorobu, keď v skutočnost i nie je chorý. Pos ledným je F N ("False 

negative") označuje pr ípady, kedy model nesprávne predpovedal nega t ívnu triedu, 

čo znamená , že model prehliadol chorobu u pacienta, k to rý j u skutočne má . [26] [27] 

Pomocou matice zámien sa odvodzujú ďalšie metriky hodnotenia : 
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TP+TN . 
Přesnost = —— —— ————— (1.11) 

T P + F P + F N + TN v ' 

Presnosť vyjadrená vzorcom 1.11 popisuje celkový pomer správne klasifikovaných 

pr íkladov ( T P a T N ) k celkovému p o č t u príkladov. Je to j ednoduchá a in tu i t ívna 

metrika, ale môže byť n e v h o d n á v pr ípade , že sa j e d n á o súbory dá t s m a l ý m množ

stvom údajov. A k je niekoľko chybných klasifikácií, k toré ma jú výrazný vplyv na 

celkový pomer, tak to môže viesť k nekonz is ten tným alebo nereprezen ta t ívnym vý

sledkom o výkonnost i modelu. Z tohto dôvodu sa používajú ďalšie metriky. 

Sensitivita (SE) popisuje pomer správne klasifikovaných pozi t ívnych príkladov 

(TP) k celkovému p o č t u príkladov, k toré sú skutočne pozi t ívne ( T P + F N ) . Je 

dôležitá v pr ípade , keď je kritické minimalizovať falošne negat ívne pr ípady. Vyjadruje 

koľko zo všetkých položiek, k toré model predpovedal ako pozi t ívne boli skutočne 

pozi t ívne. Je vyjadrená vzorcom 1.12. 

TP 
SE = — — (1.12) 

TP + FN v ; 

Specificita (SP) definovaná vzorcom 1.13 vyjadruje pomer správne klasifikova

ných pozi t ívnych pr íkladov (TP) k celkovému p o č t u príkladov, k toré boli klasifi

kované ako pozi t ívne ( T P + F P ) . Popisuje koľko zo všetkých položiek, k toré sú 

skutočne pozi t ívne, bol i správne predpovedané ako pozi t ívne. 

TP 
SP=— — (1.13) 

TP + FP v ; 

Čas to sa ako dôležitá metrika používa F l - skó re vyjadrujúce harmonický prie

mer S E a SP, poskytuje vyvážený pohľad na výkonnosť klasifikačného modelu. Je 

pop ísaná vo vzorci 1.14. 

f l - * " = ^ l ( L 1 4 > 

F l - skó re dosiahne svoju max imá lnu hodnotu (1) v pr ípade , ak sú S E a SP rov

nako maximálne , čo znamená , že model dosahuje rovnakú úspešnosť v identifikácii 

pozi t ívnych pr ípadov, minimalizácii falošných pozi t ívnych a falošných negat ívnych 

príkladov. [26] [27] 
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1.4 Klasifikácia obrazov 

Klasifikácia obrazov predstavuje jedno z kľúčových odvetví v oblasti počí tačového 

videnia a umelej inteligencie, kde h lavným cieľom je priradiť v s tupný obraz do jed

nej alebo viacerých preddefinovaných kategórií . Existuje mnoho arch i tek túr na kla

sifikáciu obrázkov, pr ičom jednou z najpopulárnejš ích sú C N N , pre tože sa dokážu 

automaticky naučiť pr ies torovú hierarchiu prvkov, ako sú hrany, t e x t ú r y a tvary, 

k toré sú dôležité na rozpoznávanie objektov na obrázkoch. Dnes sa C N N používajú 

v širokom spektre aplikácií, od rozpoznávania objektov a tvárí , až po a u t o n ó m n e 

vozidlá či medicínsku diagnostiku. [28] 

1.4.1 Typy architektúr CNN 

Existuje veľké množs tvo a rch i tek túr používaných v priemyselných aplikáciách na 

klasifkáciu obrazov. Avšak b u d ú popísané typy používané v praktickej časti . 

ResNet l8 

ResNet, skratka pre Residual Network, je rodina C N N navrhnu tých tak, aby fungo

vali zavedením tzv. reziduálnych blokov, k toré p redovše tkým znižujú p rob lém miznú

cich gradientov pri t rénovaní h lbokých sietí. Model ResNet bol p rvýkrá t nav rhnu tý 

v článku „Hlboké reziduálne učenie pre rozpoznávanie obrázkov" od Kaiminga He v 

roku 2016 a odvtedy sa široko používa v mnohých oblastiach počí tačového videnia. 

Arch i t ek tú ra ResNet 18 je n a v r h n u t á s ohľadom na kompaktnosť a efektívnosť pri 

zachovaní vysokého výkonu na menšom datasete. [29] 

Obr. 1.9: Arch i t ek tú ra ResNet l8 [30] 

Arch i t ek tú ra siete ResNet 18 pozostáva z niekoľkých komponentov. N a zač ia tku 

sa začína poč ia točnou konvolučnou vrstvou so 7x7 filtrami, po ktorej nasleduje max-

pooling na zníženie vzorkovania v s tupného obrazu. Základnými s tavebnými prvkami 

ResNet-18 sú reziduálne bloky, z k torých každý pozostáva z dvoch konvolúčnych 
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vrstiev s 3x3 filtrami. Po každej konvolučnej vrstve sa aplikuje batch normal izá

cia a akt ivačná funkcia R e L U . V sieti ResNet l8 je zavedenie skrá tených spojení 

("shortcut connections"), známych aj ako přeskokové spojenia ("skip connections"). 

Tieto spojenia umožňujú vstupu obísť jednu alebo viac konvolučných vrstiev, čo 

p o m á h a zmierniť p rob lém miznúceho gradientu. V sieti ResNet l8 skrá tené spoje

nie preskakuje dve konvolučné vrstvy. Zvyšné bloky sú posk ladané dohromady a 

tvoria h lavné telo siete. V sieti ResNet l8 sú štyri t aké to bloky, z k torých každý ob

sahuje viacero zvyškových jednotiek. N a konci siete sa používa globálne pr iemerné 

združovanie na zníženie pr ies torových rozmerov na jedinú hodnotu pre mapu prv

kov. To zjednodušuje nás lednú úlohu klasifikácie t ým, že poskytuje vektor pr íznakov 

s pevnou veľkosťou bez ohľadu na veľkosť v s tupného obrazu. Nakoniec je tu plne 

prepojená vrstva, k to rá vykonáva úlohu klasifikácie a mapuje pr íznaky ex t rahované 

predchádzajúcimi vrstvami na výs tupné triedy. N a získanie p ravdepodobnos t í tried 

sa zvyčajne používa ak t ivačná funkcia softmax. [31] 

V G G 1 9 

Arch i t ek tú ra siete V G G 1 9 je v ý z n a m n á svojou re la t ívne jednoduchou, avšak veľmi 

hlbokou arch i tek túrou , k to rá obsahuje 19 vrstiev s váhami , pr ičom každá z nich 

využíva malé jadro veľkosti 3x3 s krokom 1, čo zabezpečuje zachovanie rozmerov 

obrazu. T á t o vlastnosť umožňuje sieťam V G G učiť sa zložité a detai lné vzory v 

dá tach , čo prispieva k ich vysokému výkonu. [32] 

Input image 224x224x64 
224I224I3 

' 112x112x128 

14x14x512 -17X512 
1X1X4096 1x1x4096 lililOOO i

s
i

s
iooo 

Convolu t i o a - R e L D ĴJ Input image ( 

^ P Max pooling Fully conneeted-ReLU 

Obr. 1.10: Arch i t ek tú ra V G G 19 [33] 

Po každej konvolučnej vrstve nasleduje ak t ivačná funkcia R e L U , k to rá zvyšuje 

nel ineárnu schopnosť siete a zároveň p o m á h a predchádzať problému miznúcich gra-

dientov. Funkcia je kľúčová pre udržanie dynamiky a efektívnosti učenia v celej 

sieti. Ďalej , a rch i t ek tú ra obsahuje celkovo 5 max pooling vrstiev, k to ré sú rozmies-

nené po urči tých konvolučných vrs tvách. Tieto vrstvy postupne redukujú priestorové 

rozmery vs tupného obrazu, čím efektívne znižujú počet parametrov a výpoč tovú ná

ročnosť modelu, a súčasne zachytávajú a zvýrazňujú dominan tné vlastnosti po t r ebné 

26 



pre klasifikáciu. N a koniec a rch i t ek tú ry siete sú umies tnené 3 plne prepojené vrstvy, 

kde prvé dve disponujú 4096 kaná lmi a tretia predstavuje výs tupnú vrstvu s p o č t o m 

kanálov odpovedajúc im p o č t u klasifikačných tried. [32] 

N a úp lnom závere a rch i tek túry je umies tnená softmax vrstva. T á t o vrstva nor

malizuje výs tupy z poslednej plne prepojenej vrstvy do p ravdepodobnos tného roz

delenia, čím umožňuje presnú klasifikáciu vs tupného obrazu do jednej z preddefi

novaných tried. Tento sys tém vrstiev a funkcionalit poskytuje V G G 1 9 vynikajúce 

schopnosti v rozpoznávaní a klasifikácii obrazov, čo z neho robí jeden z pilierov v 

oblasti počí tačového videnia. [32] 
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2 Problematika učenia s obmedzeným data-
setom 

2.1 Definícia problému 

N a t rénovanie neurónových sietí je po t r ebné veľké množs tvo údajov, čo je veľakrát 

obmedzujúc im činiteľom v priemyselných aplikáciách, pre tože proces zberu môže 

byť zdĺhavý, s čím súvisí aj ná ras t ceny na návrh modelu strojového učenia. Presné 

množs tvo dá t na proces t rénovania je čas tokrá t neznáme a je označované ako jeden 

z najviac dôležitých faktorov pri návrhoch op t imálneho sys tému poč í t ačom pod

porovanej diagnostiky. Malé množs tvo vzoriek pri t rénovaní neurónových sietí t rp í 

p reby točným pr i spôspoben ím údajov a ma jú oveľa nižšiu pravdepodobnosť , že by 

mali skutočné využit ie , p r ičom negat ívne ovplyvňujú schopnosť generalizácie na nové 

dá t a . Náras t p o č t u vzoriek môže zvýšiť celkovú presnosť modelu, ale tak t iež po ur

č i tom zvyšovaní nemusí nas tať výrazné zlepšenie. [34] [35] 

Ďalš ím kľúčovým prob lémom je obmedzená rozmanitosť dá t . V pr ípade , že t ré-

novací dataset nedos ta točne reprezentuje rôznorodosť vs tupných dá t , môže dôjsť k 

tomu, že model sa naučí len špecifické vzory a bude mať obmedzenú schopnosť adap

tovať sa na nové situácie. Nižšia presnosť a obmedzená robustnosť modelu predsta

vujú ďalšie problémy spojené s obmedzeným datasetom. Model môže byť náchylný 

na šum a nejednoznačnost i v dá tach , čo môže viesť k nižšej úspešnost i pr i riešení 

nových úloh. [36] 

Aplikácie medicínských obrazov pre učenie neurónových sietí sú ideálnym príkla

dom z dôvodu vysokej kvality a manuá lne anotovaných diagnóz špecial istom. Avšak 

súkromie pacientov je jeden z najzávažnejších problémov, pre tože sťažuje p r í s tup k 

p o t r e b n ý c m d á t a m . Taktiež vysokokvali tné anotácie odborn íkmi sú často nák ladné 

a vo veľkom rozsahu takmer nezvládnuteľné. [37] 

2.2 Riešenia problematiky obmedzeného datasetu 

Učenie sa z obmedzených súborov údajov je veľmi ná ročné a s tá le je tento problém 

v podstate nevyriešený. Malé množs tvo prác sa venuje učeniu s m a l ý m súborom 

údajov. Jedna z nich hodnotila skupinu 17 klasifikátorov aplikovaných na 121 da-

tasetov, ale tento prob lém sa venuje práce s klasifikátormi strojového učenia, nie 

hlbokého učenia. Klasifikátor s najlepšími výs ledkami sa ukázal n á h o d n ý les, tesne 

za n ím S V M . [38] V l i te ra túre sa väčšina autorov nevenuje problému nedostatku 

dá t v oblasti s trojového učenia a h lbokého učenia zamerané na mul t id imenzionálne 
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vstupy - obrazy. Keď sa zvyšuje dimenzionaliza vs tupných údajov sa ú loha klasifi

kácie s táva oveľa zložitejšou. J ednoduchý p r í s tup na zlepšenie generalizácie modelu 

je implementác ia techník, k toré sa snažia syntetizovať nové obrazy pomocou rôz

nych transformáci í . Generovanie nových obrazov môže byť ex t r émne efektívne, ale 

na d ruhú stranu aj výpoče tně náročné . Autor i popisujú, že š t a n d a r t n é dátové aug-

mentác ie dokážu zlepšiť výkonnosť modelu do veľkej miery, avšak typ augmentác ie 

by mal byť pečlivo navrhnutý , pre tože je vysoko korelovaný s typom obrazu. [39] 

Z tohto dôvodu existujú metódy, k toré pr i malom množs tve dá t zlepšia celkovú 

presnosť modelu, vďaka čomu sú schopné šetriť čas a hlavne financie. Vo všeobecnost i 

prvá ka tegór ia implementuje techniky na úp ravu datasetu popísané v kapitole 2.3. 

Následne d r u h á kategór ia sa venuje t echn ikám na úp ravu algoritmu popísané v 

kapitole 2.4. 

2.3 Techniky na úpravu datasetu 

2.3.1 Dátová augmentácia - základná 

Dátová augmentác ia je technika, k to rá sa používa na umelé zväčšenie veľkosti data

setu použ i t ím rôznych t ransformáci í z pôvodných dá t . Hlavným cieľom je rozčleniť 

súbor dá t , a tak zlepšiť robustnosť vy tvoreného modelu. [40] 

Hlavným cieľom dátovej augmentác ie je zlepšiť general izačnú schopnosť modelu 

tým, že ho vys tav íme širšiemu spektru dá tových vzorov počas t rénovania . Z toho vy

plýva, že ak je po t r ebné získať väčšie množs tvo údajov stačí vykonať menšie zmeny, 

aby si vy tvorená neurónová sieť myslela, že ide o odlišné obrázky, pre tože ak sú 

objekty umies tnené v rôznych orientáciách, C N N je schopná robus tné klasifikovať 

objekty pomocou vlastnosti nazývanej ako invariancia. [41] 

Obr. 2.1: I lus t račný pr íklad základnej dátovej augmentác ie [41] 

Augmentác ia sa zvyčajne vykonáva pred zadaj ím údajov do modelu strojového 

učenia. Medzi základné augmen tačné techniky p a t r í [42] : 
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• R o t á c i a : ro tác ia o urč i tú hodnotu uhla 

• P r e k l o p e n i e : preklopenie hor izontá lnym alebo ver t iká lnym smerom 

• S k á l o v a n i e : zväčšenie alebo zmenšenie obrázku, mení sa veľkosť 

• O r e z a n i e : vyberá sa časť pôvodného obrázku a men í sa na pôvodnú veľkosť 

• T r a n s l á c i a : posun v smere osi X alebo Y (alebo oboch naraz) 

• G a u s o v s k ý š u m : pridanie šumu rovnomerne vše tkým frekvenciám 

2.3.2 Dátová augmentácia - pokročilá 

Niekedy pri t rénovaní C N N nes tač ia základné augmen tačné techniky, a preto exis

tu jú pokročilé techniky, k t o r ý m h lavným cieľom je zvýšiť rozmanitosť údajov ge

nerovaním jedinečných obrázkov s novou informáciou, čo môže pomôcť ku lepšej 

generalizácii modelu. Medzi najbežnejšie pokročilé techniky patria : 

Generat ívne adverzné siete 

Genera t ívne adverzné siete (GANs) preds tavujú pokroči lý koncept v oblasti strojo

vého učenia a umelého inteligencie, konkré tne v rámci genera t ívnych modelov. Tá to 

technológia bola p rvýkrá t p reds tavená v roku 2014 lanom Goodfellowom a jeho 

kolegami. [43] 

Obr. 2.2: Grafické zobrazenie schémy siete typu G A N [44] 

G A N s sú modely založené na učení bez učiteľa skladajúce z dvoch typov ne

urónových sietí. P r v ý z nich nazývaný ako generá tor slúži k vytvoreniu údajov, 

k toré sú na nerozoznanie od skutočných údajov. N a vstupe pr i j íma n á h o d n ý š u m a 

generuje vzorky. Druhý s názvom diskr iminátor m á za úlohu rozlišovať medzi sku

točnými úda jmi a vzorkami vytvorené generá torom. Hlavným cieľom diskr iminátora 

je správne klasifikovať či je vzorka sku točná alebo umelo vytvorená . Tento proces sa 
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odohráva ako hra s nu lovým súčtom, kde zlepšenie jednej siete vynucuje zlepšenie 

druhej, čo vedie k rýchlemu a efektívnemu učeniu. [44] 

Hlavným cieľom diskr iminá tora je správne označiť vygenerované obrázky ako 

falošné obrázky a empirické dátové body ako skutočné obrázky. Za d iskr iminátor 

sa považuje nasledujúca s t ra tová funkcia, k to rá popisuje vzdialenosť alebo rozdiel 

medzi dvoma parametrami funkcie [45] : 

LD = E r ro r ( J D(x) , l ) + Error(D(G(z)),0) (2.1) 

N a druhej strane, cieľom generá tora je čo najviac zmiasť d iskr iminátor a falošne 

označiť vygenerované obrázky ako skutočné obrázky. Generá to r by sa mal snažiť 

minimalizovať rozdiel medzi 1 (označené skutočné údaje) a falošnými úda jmi gene

rovanými v y h o d n o t e n í m diskr iminátora . S t ra tová funkcia je pop í saná ako [45] : 

LG = Eľľor(D(G(z)), 1) (2.2) 

Bežnou stratovou funkciou, k to rá sa používa v problémoch binárnej klasifiká

cie, je vzá jomná entropia, ktorej vzorec je popísaný v rovnici 1.3 v kapitole 1.3.2. 

S t ra tová funkcia meria ako sa líšia dve rozdelenia, či je dá tový bod pravdivý alebo 

nepravdivý. Aplikovaním sa dos t anú 2 s t ra tové funkcie pre d iskr iminátor L o a ge

nerá to r LG [45] : 

LD = - J2 \og(D(x)) + \og(l-D(G(z))) (2.3) 

LG = - 5 > g ( £ > ( G ( z ) ) (2.4) 

Optimal izác ia modelu prebieha ná jden ím parametrov generá to ra a diskriminá

tora, aby boli s t ra tové funkcie opt imalizované, čo zodpovedá t rénovanie modelu. 

Výpoče tná náročnosť G A N s je jednou z hlavných výziev pri ich t rénovaní a využí

vaní. T á t o náročnosť vychádza z viacerých faktorov, k toré zahŕňa jú a rch i t ek tú ru 

modelu, veľkosť dá tového setu, poče t i terácií či epoch po t rebných pre konvergenciu, 

a hardvérové požiadavky. 

Prenos nerónového štýlu 

Neurónové siete pre prenos štýlu (NST) preds tavujú techniku v oblasti strojového 

učenia, k to rá umožňuje prenášať umelecký štýl z j edného obrazu tzv. štýlový obraz 

na iný obraz tzv. obsahový obraz, čím vy tvá ra nový obraz, k to rý kombinuje obsah 

prvého obrazu so š týlom druhého . T á t o technológia bola p reds tavená v práci Leona 

A . Gatysa a kolegov v roku 2015 a stala sa zák ladom pre m n o h é následné výskumy 

a aplikácie. [46] 
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Arch i t ek tú ra N S T využíva p red t rénovanú konvolučnú neurónovú sieť, čas to V G G 

(napr. V G G 1 9 ) , k to rá bola pôvodne n a v r h n u t á a t rénovaná na klasifikáciu obrazov v 

datasete ImageNet. Proces prenosu štýlu zah ŕňa t r i h lavné obrazy: obsahový obraz, 

štýlový obraz a generovaný obraz, k to rý sa postupne upravuje tak, aby odrážal obsah 

z obsahového obrazu a štýl zo štýlového obrazu. Pomocou tejto techniky sa dosahuje 

podobný výsledok ako G A N , ale v ich porovnan í je N S T výpoče tně menej náročná , 

čo m á ale za následok menšiu robustnosť algoritmu. [41] 

Kľúčové komponenty a rch i t ekú t ry siete N S T zahŕňa jú obsahovú stratu a štý

lovú stratu, ako aj s amotný opt imal izačný proces. Obsahová strata zabezpečuje, že 

aktivácie vrstiev vyššej úrovne sú p o d o b n é medzi obrazom obsahu a generovaným 

obrazom, čím sa zachováva obsah pôvodného obrazu. Zvyčajne sa definuje ako eukli

dovská vzdialenosť medzi reprezentác iami prvkov obsahového obrazu a generovaného 

obrazu. Pr íznaková mapa generovaného obrazu označená ako F1 a pr íznaková mapa 

obsahového obrazu vo vrstve / označená P 1 , kde následne je obsahová strata L C O N T E N T 

reprezentovaná rovnicou [47] [48] : 

-"content P 1 - ) 2 (2.5) 

kde i a j sú indexy príznakovej mapy vo vrstve /. 

Štýlová strata m á za cieľ zladiť štýl obrázku s vygenerovaným obrázkom. Definuje 

sa pomocou tzv. gramovej matice, k to rá zachytáva korelácie medzi mapami prvkov v 

rôznych vrs tvách C N N . Gramová matica kóduje informácie o t ex tú re a štýle obrazu. 

n, 
• • • . • • • 
• • • . • • • 
• • • . • 
• • • . • 

x 

Gram Matrix 

1 
1 1 
1 1 

1 1 1 • • 
1 1 • • 

Obr. 2.3: Vizualizácia ma t í c a výsledná Gramová matica [47] 

Pre danú vrstvu /, kde A reprezentuje G r a m o v ú maticu štýlového obrazu a 

QI r e p r e z e n t u j e G r a m o v ú maticu generovaného obrazu, štýlová strata Lstyie v tejto 

vrstve je pop í saná rovnicou [48] : 

Llstyie(AL, G 1 ) = — $ > { , . - 4) 2
 (2.6) 

kde Ni je poče t pr íznakových m á p , M z je veľkosť každej príznakovej mapy, i a j 

sú indexy elementov Gramovej matice. 
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Celková štýlová strata je nás ledne d a n á ako vážený súčet s t r á t štýlu v každej 

uvažovanej vrstve [48] : 

kde wi je váhovaný faktor je každú vrstvu /. 

F iná lna s t ra tová funkcia, k to rá sa a rch i t ek tú ra siete N S T snaží minimalizovať 

je d a n á ako vážený súčet obsahovej straty L c o n t e n t a štýlovej straty Lstyie vy jadrená 

rovnicou [48] : 

kde a a (5 sú váhové faktory, k toré vyrovnávajú pr íspevok každého člena. 

Proces N S T zah ŕňa viaceré kroky. Začína sa inicializáciou generovaného obrazu, 

k torý je buď n á h o d n ý šum alebo kópia obsahového obrazu. V každej iterácii opti

mal izačného procesu sa vypoč í t a obsahová strata medzi generovaným a obsahovým 

obrazom, ako aj štýlová strata medzi generovaným a š týlovým obrazom. Použ i t ím 

algoritmu, ako je grad ien tný zostup, sa potom pixely generovaného obrazu upravia 

tak, aby sa celková strata minimalizovala. Tento proces iterácie pokračuje , až kým 

generovaný obraz nedosiahne uspokojivú podobnosť s obsahom obsahového obrazu 

a š tý lom štýlového obrazu. [47] 

2.4 Techniky na úpravu algoritmu 

2.4.1 Transferové učenie 

Transferové učenie ("Transfer learning") je technika hlbokého učenia, pri ktorej sa 

vytvorený model neučí od samého začia tku, ale využíva pred t rénované modely s 

naučenými vlas tnosťami na veľkých datasetoch, a preto si p red t rénované modely 

vyžadujú menej času v porovnan í s t r énovaním od začia tku. Využívajú max imá lne 

množs tvo dos tupných údajov z datasetu čo p o m á h a zlepšeniu presnosti pri konkrét 

nych úlohách. Tento typ techniky na zlepšenie presnosti modelu môže použiť predt-

rénovaný model, k to rý bol na t rénovaný na veľkom datasete na úplne inej úlohe s 

rovnakým vstupom, ale iným výs tupom. [49] 

Hlavné výhody, k toré p o n ú k a transferové učenie je popísané na obrázku 2.4. 

P rvá možnosť zobrazuje začia tok s vyšším š t a r tom, čo spôsobuje lepší výkon od za

čia tku. Ďalš ím p r ípadom je vyšší sklon, k to rý zabezpečuje rýchlejšie učenie modelu. 

Poslednou možnosťou je vyššia asymptota a označuje skutočnosť, že výkon modelu 

dosahuje vyšší max imá lny bod, keď je p red t rénovaný na veľkom a rôznorodom da

tasete, kde následne p renáša svoje naučené váhy na nový dataset. [50] 

(2.7) 

aLcontent + (3Lstyle 
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s prenosom 

bez prenosu 

t rénovanie 

Obr. 2.4: Výhody transferového učenia [51] 

Využívajú sa t r i h lavné spôsoby transferového učenia : 

C N N ako extrakcia príznakov 

Model sa predt rénuje na veľkom datasete, často na úlohe klasifikácie obrázkov, a 

potom sa ods t r án ia vrstvy na konci siete (plne prepojené vrstvy), k toré bol i naučené 

na konkré tnu úlohu. Zvyšné vrstvy sú potom ponechané a nové plne prepojené vrstvy 

sú p r idané na konci siete. Tieto nové vrstvy sú inicializované n á h o d n e a potom sú 

t rénované na novej úlohe. [50] 

Ladenie C N N 

Model sa predt rénuje na veľkom datasete, ale namiesto toho, aby sa odstráni l i všetky 

vrstvy na konci siete, sa niektoré z nich môžu ponechať. Ponechané vrstvy môžu 

byť potom jemne ladené na nový dataset. To znamená , že váhy týchto vrstiev sú 

aktual izované na základe nových dá t , zatiaľ čo váhy predošlých vrstiev zostávajú 

nezmenené alebo sa aktual izujú menej. [50] 

Predt rénované modely 

Aj keď v dnešnej dobe sú pomerne vyvinuté G P U , tak časová náročnosť pri t rénovaní 

C N N môže trvať aj týždne pri veľkom množs tve obrazov. Mnoho ľudí zverejňuje svoje 

výsledky na úkor os ta tných , aby mohli lepšie doladiť svoje modely a netrávi l i priveľa 

času m a n u á l n y m ladením konvolučnej siete. [50] 

vyšší sklon vyssia asymptota 
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2.4.2 Dropout 

Dropout je technika regularizácie použ ívaná na t rénovanie, aby sa predišlo ich pre t ré -

novaniu modelu. V kontexte t rénovanie C N N s obmedzeným datasetom sa zvyčajne 

aplikuje na plne prepojené sieťové vrstvy na konci archi tektúry . Tieto vrstvy sú tot iž 

vďaka väčšiemu p o č t u parametrov najviac náchylné na pret rénovanie . [52] 

C N N môžu obsahovať milióny parametrov, sú obzvlášť náchylné na pret rénova

nie, n a j m ä ak sú t rénované s malými súbormi údajov. Dropout p o m á h a riešiť tento 

problém n á h o d n ý m „vypínaním" časti neurónov v sieti počas t rén ingu, čo nú t i sieť 

distribuovať „učenie" medzi neuróny rovnomernejšie . To znamená , že siete musia 

vyvinúť výkonnejšie a všeobecnejšie reprezentácie , než sa spoliehať na ma lý počet 

neurónov na vykonávanie urči tých úloh. [53] 

(a) Štandartná neurónová sieť (b) Po aplikovaní dropoutu 

Obr. 2.5: Porovnanie š t anda r tne j A N N s dropoutom [54] 

Hodnota dropoutu je hyperparameter, k to rý určuje pravdepodobnosť , s akou 

b u d ú jednot l ivé neuróny v sieti "vypnu té " (t.j. ich výs tupy b u d ú dočasne nas tavené 

na nulu) počas fázy t rénovania . T á t o pravdepodobnosť je vy jadrená ako desa t inné 

číslo medzi 0 a 1, kde 0 z n a m e n á žiadny dropout a 1 z n a m e n á úplný dropout. Hod

nota dropoutu nas t avená na 0 znamená , že dropout nie je aplikovaný. To znamená , 

že ž iadne neuróny n e b u d ú n á h o d n e "vypnu té" počas t rénovania . Sieť bude použí

vať vše tky dos tupné neuróny pri k a ž d o m prechode vpred a späť. N a druhej strane, 

hodnota dropoutu nas t avená na 1 znamená , že vše tky neuróny v danej vrstve b u d ú 

"vypnu té" počas t rénovania . V praxi to znamená , že vrstva je úplne ignorovaná, 

keďže žiadne informácie neprechádzajú cez neuróny. 
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2.4.3 Súborové učenie 

Súborové učenie ("Ensemble learning") zah ŕňa kombináciu viacerých modelov stro

jového učenia s h l avným cieľom vytvoriť lepšiu presnosť modelu ako by to dokázal 

samostatne. C N N disponujú čas to vysokým rozptylom, čo môže vieš k ťažkost iam pri 

vytvorení finálneho modelu. Riešením je kombinácia viacerých dobrých modelov, ale 

zároveň aj rozdielnych, čo v praxi znamená , aby sa každý model dopúšťal iných chýb 

pri predikovaní. Takt iež je možné vytvoriť rôzne modely s odl išnými a rch i tekúrami 

a nás ledne ich kombinovať. [55] 

Exis tu jú dva hlavné p r í s tupy k využi t iu súborového učenia : 

Bagging (Bootstrap Aggregating) 

M e t ó d a "bagging" sa používa na zostavenie viacerých modelov pomocou rôznych 

podmnož in t réningových údajov ako je zobrazené na obrázku 2.6. Následne každý 

model je t rénovaný na inej podmnož ině údajov a výsledky získané z tých to modelov 

sa potom kombinujú. Zlepšuje celkovú robustnosť, pre tože model je t rénovaný na 

viacerých podmnož inách a je viac p ravdepodobné , že sa dopúšťajú rozdielnych chýb 

pri predikciách. [56] 

O , Originálne dáta 

i • •••• ••••• • •••• • •••• 
• • • 

Klasifikátor Klasifikátor Klasifikátor 

"Bootstrapping" 

"Aggregating" 

Súborový klasifikátor "Bagging" 

Obr. 2.6: Schéma "bagging" m e t ó d y [56] 

Boosting 

P r i t rénovaní C N N s obmedzeným datasetom sa m e t ó d a "boosting" používa na 

t rénovanie viacerých modelov na rovnakom súbore dá t a výsledky z týchto modelov 

sa kombinujú s cieľom zlepšenia celkového výkonu modelu. Z n á m y m p r í s t u p o m na 
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kombináciu modelov je B o o s t C N N , kde hlavnou výhodou je využi t ie kombinácie 

silnejších s t ránok pr i viacerých vytvorených slabších modeloch. [57] 

B o o s t C N N funguje tak, že t rénuje viacero C N N na rovnakom súbore údajov a 

potom kombinuje ich predpovede pomocou "boostovacich váh". Tieto váhy sa určujú 

pri každej iterácii a sieť, k to rá vedie k najväčšiemu zníženiu r izika pre klasifikáciu, 

sa p r idá do výsledného súboru . [57] 
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3 Použité datasety 

3.1 Dataset obrazov áut a motoriek 

P r v ý dataset obsahuje jedinečné obrázky zobrazujúce rôzne typy automobilov a 

motoriek. Autor popisuje, že pri zbere dá t bola zachovaná rôznorodosť, aby boli obe 

kategórie dos ta točne prezentované vo všetkých možných podmienkach. Je verejne 

dos tupný na internetovej s t ránke Kaggle. [58] 

Rozmery každej fotografie sú odlišné, kde najmenšia fotografia dosahuje rozmery 

100 x 100 pixelov a na druhej strane s najväčšími rozmermi 8192 x 5464 pixelov, čo 

n á m potvrdzuje veľkú rôznorodosť. Snímky boli z aznamenané z rôznych uhlov, pri 

odlišných svetelných podmienkach a dokonca na niektorých záberov sa nachádza len 

časť automobilu či motorky. 

D á t a nie sú rozdelené na t rénovaciu a testovaciu množinu, pr ičom kategórie sú 

rovomerne rozdelené a obsahujú dokopy 4000 obrázkov pre b iná rnu klasifikáciu. 

Položky sú pomenované ako "bike", čiže motorka a "car" označenie pre automobil. 

Pre experimenty diplomovej práce bolo vybraných n á h o d n e 1000 snímkov z každej 

kategórie. Náhodné sn ímky z datasetu sú zobrazené na obrázku 3.1. 

Bike (648) 

Obr. 3.1: N á h o d n e vybrané snímky z datasetu áu t a motoriek 
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3.2 Dataset obrazov z histologie 

Ako druhý dataset z medicínskej problematiky boli zvolené histologické snímky, 

p r imárne zamerané na p r ípady rakoviny pľúc, k to rý bol opäť s t i ahnu tý na s t ránke 

Kaggle. Autor popisuje ako hlavný účel zverejnenia datasetu na vývoj pokroči lých 

sys témov umelej inteligencie. [59] 

Pôvodne obsahuje dokopy 12 tisíc snímkov v 3 kategór iách : adenokarc inóm 

("lung aca"), neuroendokr inné nádory ("lung n") a spinocelulárny karcinom ("lung 

scc"). D á t a boli vopred rozdelené na testovaciu a t rénovaciu množinu, ale pre účely 

diplomovej práce a zachovanie rovnakého protokolu binárnej klasikácie bol i použi té 

dve najviac p o d o b n é kategórie , k toré sú zamerané na rozlíšenie medzi adenokarci-

n ó m o m a spinocelulárnym karc inómom. Následne z každej kategórie bolo n á h o d n e 

vybraných po 1000 snímkov pre lepšiu reprodukovateľnosť. Rozmery snímkov sú 

zachované vše tky zhodne - 768 x 768 pixelov. P r ík lad snímok je zobrazený na ob

rázku 3.2. 

Iungacal028 Iungacal314 Iungaca987 Iungaca615 lungacalOOľ 

Obr. 3.2: N á h o d n e vybrané snímky z datasetu obrazov histológie 
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4 Návrh experimentov 
Hlavným cieľom diplomovej práce bola realizácia experimentov na učenie h lbokých 

neurónových sietí s obmedzeným datasetom a ich následne porovnanie. Experimenty 

boli n a v r h n u t é a realizované v programovacom jazku Python vo verzii 3.11.8 spolu 

s využ i t ím prostredia Spyder a knižnice pre hlboké učenie PyTorch, čo je jedna z 

hlavných knižníc pre hlboké učenie, k to rá poskytuje nás t ro je na efektívne t réno

vanie a nasadenie neurónových sietí s dôrazom na rýchlosť a flexibilitu. Jednou z 

jeho kľúčových prednos t í je schopnosť rýchleho v ý p o č t u tenzorov s využ i t ím grafic

kej procesorovej jednotky p ros t redn íc tvom technológie C U D A , čo umožňuje výrazné 

zrýchlenie operácií . Bo l použi tý operačný sys tém Linux Ubuntu vo verzii 22.04 s gra

fickou kartou Nvid ia T i t an X p 12 G B G D D R 5 . Zdrojové kódy s implementovanými 

experimentami sú dos tupné na adrese : h t tps : / /g i thub.com/DP-Nemeth. 

4.1 Príprava dát na učenie s obmedzeným datasetom 

V experimentoch diplomovej práce zameranej na učenie h lbokých neurónových sietí 

s obmedzeným datasetom je k dispozícii súbor obrázkov, označený ako X, a ozna

čenie tried ako y. Hlavnou úlohou je navrhnúť klasifikátory f g, popísané vektorom 

parametrov 6. Klasifikátory sa navrhujú tak, aby predpovedali označenie y pre ľubo

voľný obrázok x, kde x G X a y je p redpovedané tak, že y = fo(x). P r e d p o k l a d á sa, 

že súbor údajov predstavuje K jedinečných kategóri í a t réningová množ ina v y b r a n á 

z X a, y, obsahuje TV obrázkov pre každú z týchto kategóri í . Cieľom je naučiť fg 

presne rozlišovať medzi dos tupnými kategór iami . 

Oba datasety sú popísané v kapitole 3, poč ty tried boli nas tavené K = 2, čo sa 

označuje ako b iná rna klasifikácia. V oboch pr ípadoch obsahovali po 1000 snímkov 

na jednu triedu. Rozdelenie prebehlo v pomere 70:30, kde 70 percent reprezentuje 

t rénovacia množ ina a 30 percent testovacia množina . Trénovacia množ ina bola ná

sledne rozdelená v pomere 80:20, kde 80 percent bolo použi té na t rénovanie a 20 

percent na validáciu. Zas túpenie tried v t rénovacej , validačej aj testovacej množine 

bolo v každom kroku 1:1, aby sa predišlo prob lému s nevyrovnaným datasetom. 

Vizuálne zobrazenie rozdelenia datasetu je zobrazené na 4.1. 

Znižovanie datasetu prebiehalo v trénovacej množine N a validačnej množine V, 

kde hodnota TV a V korešponduje s p o č t o m obrázkov v danej kategórií . Hodnotenie 

m e t ó d bude prebiehať na nezávislých testovacích obrazoch z množiny T , k toré do 

trénovacieho procesu nezasahovali a ich poče t sa nemenil. Poč ty obrazov v daných 

množinách sú zobrazené v tabuľke 4.1. 
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Dataset 

i í _ 
70 % Trénovacie dáta 30 % Testovacie dáta 

1 
i i 

80 % Trénovacie dáta 20 % Validačné 
dáta 30 % Testovacie dáta 

Obr. 4.1: Rozdelenie datasetu v množinách 

Tab. 4.1: Znižovanie trénovacej a validačnej množiny dá t 

P o č e t o b r a z o v n a t r i e d u 

N V T 

( T r é n o v a n i e ) ( V a l i d á c i a ) (Tes tovanie) 

560 140 300 

320 80 300 

160 40 300 

80 20 300 

40 10 300 

20 5 300 

10 2 300 

5 1 300 

4.2 Popis klasifikačného modelu 

4.2.1 Nastavené parametre 

Arch i tek túra 

N a nav rhnu t é experimenty boli použi té a rch i t ek tú ry siete ResNet a ich modifikácie. 

Následne sa realizovali experimenty p redovše tkým s a rch i tek túrou siete ResNet 18 

popísanou v kapitole 1.4.1, pre tože funguje na pr incípe reziduálnych blokov, k toré 

p o m á h a j ú bojovať s p rob lémom miznúceho gradientu tým, že umožňujú prúdenie 

gradientov cez sieť priamo, bez prechodu cez nel ineárne aktivácie, a tak t iež z dôvodu 

časovej realizácie experimentov. [29] 
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"Batch size" 

Velkost dávky, vy jadrená parametrom "batch size", je kr i t ickým hľadiskom efek

t ivi ty t rénovania . Zvolená hodnota bola 8, čo z n a m e n á že model neurónovej siete 

bude aktualizovať svoje váhy na základe chyby výpoč tu , k to rý bude vychádzať z 8 

trénovacích pr íkladov naraz. 

"Seed" 

Pre reprodukovateľnosť siete bol použi tý parameter "seed", alebo aj semienko, ako 

generá tor náhodných čísel. Rôzne nastavenie môže mať za následok mierne odlišné 

výsledky t rénovania modelu v dôsledku inicializácie váh a stochastickej povahy al

goritmov. Min imálna hranica trénovacej množiny bola nas tavavená na 5 obrazov z 

každej triedy, tak sa používali 3 odlišné semienka, aby sa aspoň čiastočne zabráni lo 

stochasticite. Výsledná hodnota bola v y p o č í t a n á ako priemer zo všetkých 3 semienok 

zobrazená na obrázku 4.2 modrou farbou. 

Obr. 4.2: Graf v závislosti dosiahnutej testovacej presnosti na počet obrazov na 

triedu. V grafe sú zobrazené pseudokrivky vplyvu p o č t u obrazov na triedu pre 3 

semienka znázornené oranžovou farbou s a rch i tek túrou ResNet l8 . Výsledná hodnota 

b r a n á ako ich priemer zobrazená modrou farbou. 

Počet epoch 

Nastavenie p o č t u epoch bol kľúčovým parametrom pri náv rhu experimentov, pretože 

vyšší poče t epoch môže viesť k lepšiemu výkonu za predpokladu, že sa primerane 

42 



zabráni n a d m e r n é m u pr ispôsobeniu pomocou regular izačných techník, ale na druhej 

strane môže dlhší t rén ing viesť k n a d m e r n é m u preučeniu, čo znamená , že model bude 

veľmi dobre fungovať na trénovacích dá tach , ale jeho schopnosť generalizovať na 

nové, nevidené d á t a bude slabá. Okrem toho dlhší t réningový proces zvyšuje časovú 

a výpoč tovú náročnosť, čo môže byť nevýhodné v p r ípade obmedzených zdrojov 

alebo keď je po t r ebné rýchlo iterovat a experimentovať s rôznymi modelmi. Preto 

bolo po t r ebné nájsť ideálnu rovnováhu medzi p o č t o m epoch a výkonom modelu. 

Testovacia presnosť modelu s rôznym nas t aveným epoch so znižujúcimi sa obrazmi 

na jednu triedu je zobrazená na obrázku 4.3. 

Obr. 4.3: Graf v závislosti dosiahnutej testovacej presnosti na počet obrazov na 

triedu na základe zmeny p o č t u epoch. V grafe sú zobrazené pseudokrivky vplyvu 

p o č t u obrazov na triedu pre 4 rôzne hodnoty epoch s a rch i tek túrou ResNet l8 . 

Pre výber op t imálneho hyperparametru p o č t u epoch sa zrealizoval experiment, v 

ktorom sa model učil na rôznych parametroch s hodnotami E = {10, 20, 50,100}. N a 

základe použi t ia š ta t i s t iky pomocou analýzy medzi skupinami testovacích presnost í 

pomocou vykonania Kruskal-Wall is testu, k to rý sa používa na zistenie, či existujú 

š ta t is t icky významné rozdiely medzi skupinami testovacích presnost í modelu napr ieč 

rôznymi p o č t a m i epoch. Kruskal-Wall is test je nepa ramet r i cká a l te rna t íva jedno

smerného rozptylovej analýzy ( A N O V A ) a je vhodný, keď sa nemôže predpokladať 

normálne rozdelenie dá t . Po vykonaní testu na hladine významnos t i a = 0, 05 vyšla 

p-hodnota = 0,55, na základe ktorej vyplýva, že zmeny v poč te epoch (10, 20, 50, 

100) nemali š ta t is t icky významný vplyv na presnosť testovania modelu. To znamená , 

že zvyšovanie p o č t u epoch v tomto pr ípade nepredstavuje významné zlepšenie alebo 

zhoršenie výkonu modelu. Toto môže naznačovať, že presnosť modelu n e m á zásadný 
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vplyv na počet nas tavených epoch v rámci tes tovaného rozsahu. 

Následne bol ešte vykonaný Mann-Whitneyho test na porovnanie jednot l ivých 

párov, k to rý porovnáva výsledky medzi k a ž d ý m m o ž n ý m p á r o m epoch (10 a 20, 

10 a 50, atd.). Tento test porovnáva dve nezávislé vzorky a zisťuje, či pochádza jú 

z rovnakého rozdelenia. Výsledky každého testu sú in terpre tované na základe p-

hodnoty vo vzťahu k vopred určenej úrovni významnos t i a — 0,05, čím sa rozhodne, 

či medzi skupinami existujú š ta t is t icky v ý z n a m n é rozdiely. Výsledky s p-hodnotami 

sú zaznačené v tabuľke 4.2. 

Tab. 4.2: Výsledky Mann-Whitneyho testu 

P o r o v n a n i e p - h o d n o t a 

Epoch 10 vs. Epoch 50 0,279 

Epoch 10 vs. Epoch 100 0,234 

Epoch 20 vs. Epoch 50 0,834 

Epoch 20 vs. Epoch 100 0,721 

Epoch 50 vs. Epoch 100 1,000 

Výsledky naznačujú , že zvyšovanie p o č t u epoch od 10 po 100 n e m á š ta t is t icky 

významný vplyv na výkonnosť modelu. Toto môže poukazovať na to, že model možno 

dosiahol svoju asympto t i ckú úroveň učenia skôr, než bolo dos iahnuté 100 epoch, a 

ďalšie t rénovanie nad tento počet nepr ináša zlepšenie. N a základe čoho bolo rozhod

nuté , že v použi tých experimentoch sa bude používať 50 epoch. 

4.2.2 Optimalizačný algoritmus a chybová funkcia 

Pre opt imal izačný algoritmus bol zvolený A d a m popísaný v kapitole 1.3.3 pomocou 

vzorca 1.10 na úp ravu váh, k to rý zohľadňuje informácie o gradiente z minulých 

iterácií a je re la t ívne j ednoduchý algoritmus na implementác iu v knižici PyTorch. 

[17] 

N a aplikáciu chybovej funkcie bola použ i t á vzá jomná entropia pop í saná v kapi

tole 1.3.2 pomocou vzorca 1.3. Bo la v y b r a n á z dôvodu jej efektívnosti v kontexte kla

sifikácie, ľahkej implementovatelnosti a väčšiemu robustnosti voči preučeniu. Krok 

učenia bol nas tavený exper imentá lne na hodnotu 0,0001 spolu s parametrom "we-

ight decay", k to rý funguje tak, že sa do stratovej funkcie pr idá další člen a penalizuje 

veľké váhy vo vytvorenom modeli, čo p o m á h a znižovať n a d m e r n é preučenie modelu. 

K r o k učenia bol opt imal izovaný pomocou knižnice "S tepLR " poskytujúci jedno

duchý, ale účinný spôsob ako upravovať rýchlosť učenia počas t rénovania , čo môže 
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viesť k lepšej výkonnost i a konvergencii modelu. Nastavenie spočívalo v znížení rých

losti učenia o faktor gama (hodnota 0,5) každých 5 epoch. P r í s t u p vedie k efektív

nejšej dynamike učenia tým, že op t imal izá toru umožní robiť väčšie kroky v počia toč

ných fázach (keď je ďaleko od minima) a menšie kroky neskôr (na doladenie svojho 

priblíženia k minimu). 

4.3 Učenie s plným datasetom 

N a zač ia tku bolo po t r ebné zrealizovať učenie siete na plnom datasete, aby sa ove

ri la efektívnosť a správnosť nastavenia parametrov siete a samozrejme aj overeniu 

samotných datasetov pred tým, ako sa prejde k experimentom s modifikovanými 

dá tovými sadami. Bo la použ i t á a rch i t ek tú ra ResNet l8 bez inicializovaných váh. Na

stavenie parametrov na "batch-size", opt imal izačný algoritmus a chybovej funkcie 

zostali nezmenené. Počet epoch bol v tomto p r ípade nas tavený na hodnotu 100, 

aby bolo zvýraznené, že po 50. epochách nenas táva v ž iadnom parametri v ý z n a m n á 

zmena a vše tky vykreslené hodnoty zostávajú konš tan tné . Delenie datasetu na t ré

novanie, validáciu a testovanie prebehlo rovnako ako je znázornené na obrázku 4.1. 

4.3.1 Učenie s datasetom áut a motoriek 

Výsledky učenia s datasetom na b iná rnu klasifikáciu áu t a motoriek je popísané 

metrikami zobrazené na grafoch 4.4. 

,w v—vy 

Učenie s plným datasetom obrazov áut a motoriek 
Presnosť Celková strata 

Epochy [-] 

Senzitivita 

V y ' " V * •< \yvy  
Specifita 

Obr. 4.4: Celkové výsledky modelu s p lným datasetom áu t a motoriek 
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Pre dos iahnu tú presnosť, sensitivitu aj špecificitu sú vypoč í t ané hodnoty na va-

lidačnej množine pribl ižne na rovnakej úrovni (okolo 95 %). Výsledky učenia modelu 

sú vypoč í t ané na testovacej množine dá t . Z vypoč í taných met r ík sa ukazuje, že mo

del je schopný presne identifikovať obe skupiny, čo je možné vidieť na vypočí tanej 

hodnote F l skóre dosahujúcej takmer 93 % a, presnosti na úrovni 92 %, senzitivite 

rovnej 92 % a špecificite takmer 93 %. 

4.3.2 Učenie s datasetom obrazov histológie 

Učenie na plnom datasete obrazov z histológie je vykreslené pomocou grafou znázor

nené na obrázku 4.5. Senzitivita, špecifita aj presnosť sa pohybujú na úrovni 90-95 

% validačnej množine , čo naznačuje , že model m á vysokú schopnosť správne klasi

fikovať pozi t ívne aj nega t ívne p r ípady a zároveň udržiavať vysokú úroveň celkového 

výkonu na nezávislých dá tach . 

r v y  

Učenie s plným datasetom obrazov z histológie 

Epochy [-] 

Senzitivita 

Trénovacia m n o ž i n ; 
• Val idačná množina 

Trénovacia množine 
Validačná množina 

Celková strata 

Trénovacia množina 
• Val idačná množina 

Špecifita 

Trénovacia množina 
Validačná množina 

Obr. 4.5: Celkové výsledky modelu s p lným datasetom obrazov z histológie 

Naučený model otes tovaný na množine dá t preukáza l dobrú general izačnú schop

nosť, kde sa presnosť pohybuje na úrovni 92,66 %, F l - skóre rovnej 92.67 % a metriky 

sensitivita so špecificitou ukazujú zhodne po 92,66 %. 
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5 Popis experimentov 
Kapi to la poskytuje komplexný pohľad popisu navrhnu tých experimentov. V prvej 

časti sa venuje vplyvu a rch i tek túry siete, konkré tne siete typu ResNet a ich modifiká

cie. Ďalej sa popisuje transferové učenie ako m e t ó d a pre zlepšenie výsledkov. Tretia 

a š t v r t á sekcia sa zaobera jú dá tovou augmentác iou , kde sa rozlišuje medzi online 

a offline p r í s tupmi . Nakoniec, v poslednej časti kapitoly sa zameriava na techniku 

využívajú sieť typu N S T a jej aplikácie v kontexte učenia pri obmedzenom množs tve 

dá t . 

5.1 Popis vplyvu architektúry siete ResNet 

ResNet modely dosahujú vynikajúce výsledky v mnohých oblastiach videnia počí ta

čov vďaka svojej inovatívnej a rch i tek túre s rez iduálnymi spojeniami, k toré umožňujú 

s ignálom prechádzať cez viaceré vrstvy bez straty informácií. V našom experimente 

na zač ia tku prebehne porovnanie 3 a rch i tek túr ResNet - ResNet l8 , ResNet50 a Res-

Net l52 . S t ručné porovnanie použi tých modelov [60] : 

ResNet l8 

M á približne 11 miliónov parametrov. Je to na j jednoduchší a najľahší model v rade 

ResNet, vhodný pre menšie datasety a menej výpočtovo ná ročné úlohy. Vzhľadom 

na menší počet vrstiev a parametrov je ResNet l8 rýchlejší na t rénovanie a menej 

náchylný na pre t rénovanie , čo je vhodné pri obmedzenom množs tve dá t . Môže však 

dosahovať nižšiu presnosť v porovnan í s hlbšími modelmi, ak je k dispozícii veľa dá t . 

ResNet50 

Obsahuje okolo 23,5 miliónov parametrov. Je to s t r edná varianta, k to rá poskytuje 

dobrý kompromis medzi výkonom a p o č t o m parametrov. Tento model poskytuje lep

šiu schopnosť zovšeobecnenia na rozmanitejš ích alebo zložitejších dá tových sadách. 

Je schopný naučiť sa zložitejšie vzory, čo môže viesť k vyššej presnosti klasifikácie. 

ResNet l52 

Je tam približne 60 miliónov parametrov. Tento model je najhlbší z uvedených, 

vhodný pre veľmi komplexné úlohy klasifikácie, kde je dos tupných veľa trénovacích 

dá t . Ideálny pre veľmi rozsiahle a komplexné datasety, kde je dôležitá max imá lna 

možná presnosť. Jeho h ĺbka umožňuje modelu zachytiť veľmi j emné a zložité vzory 

v dá tach , ale za cenu dlhšieho t rénovania a vyššieho r iz ika pre t rénovania , ak nie sú 

opatrenia, ako regulácia alebo dos ta točne veľký dataset. 
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5.2 Popis transferového učenia 

Transferové učenie je technika, pri ktorej sa model, k to rý bol vopred na t rénovaný 

na veľkom a všeobecnom súbore údajov, upravuje sa a dolaďuje pre konkré tnu úlohu 

alebo menší súbor údajov. V našom pr ípade sa používala a rch i t ek tú ra siete ResNet l8 

s nas t aveným parametrom váh na hodnotu ImageNet-lK, čo je veľký súbor údajov 

obsahujúci pribl ižne 1,3 mil ióna obrázkov rozdelených do 1000 rôznych tried. Modely 

na t rénované na tomto súbore údajov dokážu rozpoznať a klasifikovať širokú škálu 

objektov a scén, vďaka čomu sú veľmi uži točné pre mnohé úlohy klasifikácie. 

Následne sa získava počet vs tupných prvkov poslednej vrstvy modelu, k torý 

je dôležitý pre nás ledné pr ispôsobenie modelu cieľovému p o č t u tried. V poslednom 

kroku nas táva nahradenie poslednej vrstvy novou vrstvou, k to rá m á toľko výs tupov, 

koľko je tried v cieľovom súbore údajov - v našom pr ípade 2. 

5.3 Popis dátovej augmentácie online 

Implementác ia dátovej augmentác ie označená ako online, bola apl ikovaná na t réno-

vaciu množinu za účelom zväčšenia p o č t u obrazov pomocou rôznych transformácií , 

k toré sú definované pomocou knižnice PyTorch a jej modulu transforms. Tento prí

stup znamená , že t ransformácie obrazov sa vykonávajú dynamicky na každý obrázok 

v trénovacej množine v reá lnom čase, teda práve v momente, keď je obrázok načrtá

vaný do modelu na spracovanie. 

N a zač ia tku prebehlo zmenšenie alebo zväčšenie obrázkov, aby mali pevne stano

venú veľkosť - 224 x 224 pixelov. Tento krok je dôležitý pre modely, k toré vyžadujú 

pevne s tanovenú veľkosť vstupu ako je ResNet l8 . Následne prebehla s a m o t n á dátová 

augmentác ia pozostávajúca z viacerých transformácií . P rvá z nich n á h o d n e prevrá t i 

obrázky horizontálne, čo môže pomôcť modelu naučiť sa rozpoznávať objekty bez 

ohľadu na ich orientáciu. Následne sa n á h o d n e ro tujú obrázky o urč i tý počet stup

ňov ( ± 30 s tupňov) . T á t o variabilita p o m á h a modelu zvládať rôzne uhly pohľadu 

objektov. Ďalej sa pokračuje s n á h o d n o u zmenou jasu, kontrastu, sýtost i a od t ieňu 

obrázka, čo simuluje rôzne svetelné podmienky a nastavenia. V poslednom kroku sa 

n á h o d n e orezá a mení veľkosť obrázkov na rozmery 224 x 224 pixelov. Toto je silný 

spôsob augmentác ie , pretože mení aspekty ako pozícia a mierka objektov v obrázku. 

Nakoniec po dátovej augmentác i í sa konvertujú obrázky na tenzory, čo je vhodný 

formát pre spracovanie neurónovými sieťami v knižnici PyTorch. V poslednom kroku 

sa normal izujú hodnoty pixelov obrázkov tak, že uprav í hodnoty každého kaná lu 

(červený, zelený a m o d r ý ) , aby mali nulový priemer a j ednotkovú š t a n d a r d n ú od

chýlku, čo p o m á h a stabilizovať učenie upraven ím rozsahu vs tupných dá t . 
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Obr. 5.1: Vývojový diagram dátovej augmentác ia online 

5.4 Popis dátovej augmentácie offline 

Dátová augmentác ia offline spočí ta vo vlastnej vytvorenej funkcii, k to rá definuje 

prácu s augmentác iou obrázkov v datasete. V skratke povedané , najprv sa vytvoria 

augmentované obrázky, uložia sa a nás ledne sa učí sieť. Definoval sa tzv. augmen-

tačný faktor popisujúci koľkokrát sa m á aplikovať sada augmentačných t ransformáci í 

na každý obrázok v datasete. Tento faktor je kľúčový pre rozhodnutie o tom, koľko 

augmentovaných kópií každého obrázka sa vygeneruje, čo umožňuje zvýšiť poče t 

vzoriek v t rénovacom datasete, a t ý m zlepšiť robustnosť a general izačnú schopnosť 

modelu. Je n a v r h n u t ý tak, aby v p r ípade menšieho p o č t u pôvodných dá t vytvo

r i l viac augmentovaných kópií, čím kompenzuje nižší poče t pôvodných obrázkov. 

Definované hodnoty augmen tačného faktoru sú zobrazené v tabuľke 5.1. 

Tab. 5.1: Výpočet výsledných obrazov po aplikácií a u g m e n t a č n ý m faktorom 

P o č e t o b r a z o v n a t r i e d u 

N A N x A 

( T r é n o v a n i e ) ( A u g m e n t a č n ý fak to r ) ( T r é n o v a n i e p o a u g m e n t á c i í ) 

560 0 560 

320 1 560 

160 3 560 

80 7 560 

40 14 560 

20 28 560 

10 56 560 

5 112 560 

Pre definovanie t ransformáci í sa využíva knižnica albumentations, k to rá posky-
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tuje rôzne t ransformácie a ich počet sa líši v závislosti od použi tého datasetu. 

Zmena 
veľkosti 

(224,224) 

Dátová 
augmentácia 

offline 

Prevedenie Normalizácia Zmena 
veľkosti 

(224,224) 

Dátová 
augmentácia 

offline na tenzor (0.5, 0.5, 0.5) 

Definovanie 
augmentačného faktoru 

na základe počtu obrazov 
v trénovacej množine 

Definovanie počtu 
transformácií z knižnice 
aibumentatians do listu 

augmentations 

Náhodný výber 
5 transformácii 

z listu 
augmentations 

Náhodné aplikovanie 
2 až 4 transformácií z 
listu augmentations 

Definovanie 
augmentačného faktoru 

na základe počtu obrazov 
v trénovacej množine 

Definovanie počtu 
transformácií z knižnice 
aibumentatians do listu 

augmentations 

Náhodný výber 
5 transformácii 

z listu 
augmentations 

Náhodné aplikovanie 
2 až 4 transformácií z 
listu augmentations 

Ukladanie 
augmentovaných 

obrázkov do priečinku 

Obr. 5.2: Vývojový diagram dátovej augmentác ia offline 

Dataset obrazov áu t a motoriek 

Dataset obsahuje rozličné obrazy z oboch skupín, vďaka čomu je zachovaná vysoká 

rôznorodosť. Obrazy sú zaznamenané z odlišných svetelných podmienok či z rôznych 

uhlov. Z tohto dôsledku sa definovalo 16 t ransformáci í od t ransformácie šumu a 

rozmazania, cez geometrické a farebné t ransformácie , lokálne zlepšenie obrazu až 

cez simuláciu poškodenia pixelov. 

Dataset obrazov z histológie 

V pr ípade d ruhého datasetu zameraného na medicínske obrazy z histológie sa sada 

t ransformací prispôsobila d a n ý m podmienkam a celkovo 7 definovaných t ransformá

cií predstavuje jednoduchš í , a možno menej intenzívny p r í s tup k augmentác i i oproti 

predošlému datasetu. Zameriava sa na základné geometrické t ransformácie , zmierne

nie šumu, farebné úp ravy a simuláciu v y p a d n u t í pixelov, ale s miernejšími l imi tmi a 

p ravdepodobnosťami . Celkovo boli t ransformácie vyberané , aby nezmenili obrázky 

príliš drasticky, čo môže pomôcť zachovať originálne vlastnosti a kvali tu obrázkov, 

zatiaľ čo stále poskytuje rozmanitosť p o t r e b n ú na t rénovanie modelu. 

5.5 Popis siete na prenos neurónového štýlu 

T y p dátovej augmentác ie využívajúci sieť prenos neurónového štýlu, skrá tene N S T , 

je pokročilejšou formou augmentác ie , k to rý generuje nové jedinečné obrázky zložené 

z vizuálneho štýlu j edného obrázka a obsahu iného obrázka. [46] Tento pr í s tup je 

založený na použi t í siete V G G 1 9 na oddelenie a nás ledné spojenie týchto dvoch 

aspektov jedného obrázka. Celkový proces je znázornený na obrázku 5.3. 
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Obr. 5.3: Grafické zobrazenie tvorby jedinečných generovaných obrazov zo štýlového 

a obsahového obrazu pomocou t ransformácie obrazu modelom N S T . 

Predspracovanie obrázkov 

Obrázky sú nač í t ané a predspracované pomocou transformáci í , k toré zahŕňa jú zmen

šenie veľkosti, centrovaný orez a konverziu na tenzor. Proces zabezpečuje, že v s tupné 

obrázky sú kompat ib i lné s a rch i tek túrou C N N . 

Vrstvy pre stratové funkcie obsahu a štýlu 

• O b s a h o v á s t r a t a 

Poč í t a s t rednú kvadra t ickú chybu (mean-squared error, M S E ) medzi cieľo

vými a v s tupnými vlas tnosťami, čo umožňuje zachovanie obsahu základného 

obrázka. 

• Š t ý l o v á s t r a t a 

Používa g ramovú maticu na kvantifikáciu štýlu a poč í t a M S E medzi cieľovými 

a v s tupnými štýlovými vlas tnosťami. 

Normal izačná vrstva 

Normalizuje v s tupné obrázky na š tandardizované hodnoty, k toré sú očakávané predt-

rénovaným C N N modelom, čo zlepšuje výkonnosť a stabilitu učenia. 
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Model a opt imal izácia 

Model je zostavený ako sekvencia vrstiev, pr ičom do nej sú vk ladané vrstvy pre 

stratu obsahu a štýlu na špecifických miestach podľa a rch i t ek tú ry C N N . Používa sa 

model V G G 1 9 , popísaný v kapitole 1.4.1, k to rý je popu lá rny v úlohách N S T kvôli 

svojej efektívnosti v extrakcii v las tnos t í obrázkov. N a úp ravu vs tupného obrázka, 

tak aby minimalizoval celkovú stratu štýlu a obsahu, sa používa opt imal izačný algo

ritmus L - B F G S . Tento krok i te ra t ivně upravuje obrázok s cieľom dosiahnuť želaný 

vizuálny efekt. N a úp ravu vs tupného obrázka , tak aby minimalizoval celkovú stratu 

štýlu a obsahu, sa používa opt imal izačný algoritmus L - B F G S používajúci sa pre me

tódy, kde je po t r ebné efektívne riešiť problémy s veľkým p o č t o m parametrov. Počas 

každej i terácie sa vypoč í t a strata, vykoná spä tné šírenie chyby a aktualizuje obrá

zok tak, aby sa zlepšila jeho kvali ta vzhľadom na definované kr i tér iá štýlu a obsahu. 

Počas procesu sa sleduje kombinovaná strata štýlu a obsahu, uk ladá sa najlepší do

s iahnutý výsledok, čo zabezpečuje, že výs tupný obrázok je ten s najnižšou celkovou 

stratou. 

Nastavenie hyperparametrov 

J e d n ý m zo základných parametrov je v ý s t u p n á veľkosť generovaného obrázka, k to rá 

je nas t avená na 112 x 112 pixelov. Veľkosť bola nas t avená exper imentá lne na základe 

rýchlosti výpoč tu , avšak sa berie do úvahy strata detailov v obrázku. Ďalš ím dôle

ž i tým aspektom sú váhy straty, kde váha straty štýlu je nas t avená na 1 milión, čo 

značne zvyšuje dôležitosť vizuálneho štýlu obrázka v porovnan í so zachovaním jeho 

obsahu, pre k to rý je váha straty obsahu nas t avená len na 1. Nastavenie reflektuje 

prioritu štýlových charakter is t ík vo výs lednom obrázku. 

N a výpočet straty obsahu a štýlu sú vybrané konkré tne vrstvy z modelu V G G 1 9 . 

Vrs tvy pre obsah, typicky hlbšie vrstvy ako "conv4", zachytávajú detaily obsahu, 

zatiaľ čo vrstvy pre štýl, rozsahujúce sa od "conv l " do "conv5", sú zodpovedné za 

zachytenie rôznych úrovní t e x t ú r a vzorov štýlu. 

Počet generovaných obrazov 

Pomocou modelu N S T by sa dalo vygenerovať obrovské množs tvo jedinečných ob

rázkov. V pr ípade ak je k dispozícií N obrazov na t rénovanie, označí sa obsahový 

obraz A a štýlový obraz B, tak sa dokáže vygenerovať JV'(-^~1) _ Taktiež ak sa zoberie 

tých istých N obrazov a obrá t i sa ich poradie, tak obsahový obraz bude B a štýlový 

obraz A, opäť sa dokáže vygenerovať NiI^~1). Čo vedie k záveru, že ak sa zoberie 

N obrazov, tak celkovo je model N S T schopný vygenerovať TV • (N — 1) obrazov. 

Teoretické množs tvo vytvorených obrazov podľa tohto v ý p o č t u je uvedené v tabuľke 

5.2. 
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Tab. 5.2: Teoretické množs tvo vytvorených obrazov pomocou modelu N S T 

P o č e t o b r a z o v n a t r i e d u 

N 

( T r é n o v a n i e ) 

N S T 

( T e o r e t i c k ý p o č e t 

v y t v o r e n ý c h o b r a z o v ) 

N + N S T 

( T r é n o v a n i e p o a u g m e n t á c i í ) 

560 313 040 313 600 

320 102 090 102 410 

160 25 540 25 700 

80 6 320 6 400 

40 1 560 1 610 

20 380 400 

10 90 100 

5 20 25 

Avšak pri poč te vytvorených obrazov pomocou neurónovej siete typu N S T sa 

brala do úvahy časová náročnosť j edného generovaného obrazu, k to rá veľmi úzko 

súvisí s veľkosťou výs tupného obrazu. Časová náročnosť na základe veľkosti výs tup

ného obrazu je uvedená v tabuľke 5.3. N a základe tohto v ý s t u p u sa rozhodlo, že 

generovaný obraz bude mať veľkosť 112 x 112 pixelov. 

Tab. 5.3: Časová náročnosť augmentác ie pomocou N S T 

Veľkosť o b r a z u Č a s n a 1 o b r á z o k 

[p ixe l x p ixe l ] [sekundy] 

112 40 

224 60 

768 90 

1024 140 

V pr ípade , ak by sa zobralo teoretické množs tvo všetkých vytvorených obra

zov, čo zodpovedá 449 040 obrazom, tak generovanie obrazov na jednu triedu by 

trvalo približne 4990 hodín , zodpovedajúce 209 dní. N a základe čoho sa rozhodlo, že 

experiment sa bude realizovať do max imá lneho p o č t u 560 obrazov na jednu triedu, 

označené v tabuľke 5.4. Hodnoty označené hviezdičkou v tabuľke 5.4 v stĺpci poče t 

vytvorených obrazov bolo po t r ebné rozdeliť na 2 fázy, pre tože ich počet neumožňo

val doplniť obrazy do max imá lneho l imi tu . P l a t í to pre triedy 5, 10 a 20 obrazov. V 

prvej fáze nastalo generovanie max imá lneho p o č t u obrazov, k toré potom vstupovali 

do 2. fázy kde sa z nich opäť generovali výs tupné obrazy. Konkré tny pr íklad pre 
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triedu s 5 obrazmi je znázornený na vývojovom diagrame 5.4. 

Tab. 5.4: Dá tová augmentác ia pomocou modelu N S T 

P o č e t o b r a z o v n a t r i e d u 

N N S T N + N S T 

( T r é n o v a n i e ) ( P o č e t v y t v o r e n ý c h o b r a z o v ) ( T r é n o v a n i e po a u g m e n t á c i í ) 

560 0 560 

320 240 560 

160 400 560 

80 480 560 

40 520 560 

20 540* 560 

10 550* 560 

5 555* 560 

5 obrazov na 
1 triedu Model NST 

20 
generovaných 

obrazov 

20 generovaných 
+ 

5 pôvodných obrazov 

5 obrazov na 
1 triedu Model NST 

20 
generovaných 

obrazov 

20 generovaných 
+ 

5 pôvodných obrazov 

25 obrazov 
Model NST 

555 
generovaných 

obrazov 

555 generovaných 

na 1 triedu Model NST 
555 

generovaných 
obrazov 5 pôvodných obrazov 

Obr. 5.4: Vývojový diagram modelu N S T pre nižší poče t obrazov v triede 

Generované obrazy 

Pr ík lad generovaných obrazov z histológie pre triedu adenokarc inóm je viditeľný na 

obrázku 5.5. Zobrazenie je organizované do dvoch radov, pr ičom každý obsahuje štyri 

obrázky označené p í smenami od A do D . Vrchný riadok s názvom "Obsahový obraz" 

predstavuje pôvodné obsahové obrázky, k to ré slúžia ako šablóny pre proces obsaho

vej t ransformácie . Každý z týchto obrázkov ilustruje rozličné histologické vzory a 

charakteristiky. Spodný riadok s názvom "Generovaný obraz" predstavuje výsledky 

modelu N S T . Tieto obrázky sú výsledky modelu replikovat obsahové charakteristiky 

príslušných obrázkov nad nimi, spolu so š týlovým obrazom. 
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Obsahový obraz A Obsahový obraz B Obsahový obraz C Obsahov}' obraz D 

Obr. 5.5: N á h o d n e vybrané obrazy datasetu obrazov histologie z triedy adenokarci-

nóm. V prvej rade obsahuje 4 n á h o d n e vybrané obsahové obrazy, kde s kombináciou 

so š týlovým obrazom vzniknú generované obrazy. Napr ík lad obsahový obraz A s 

kombináciou so š tý lovým obrazom vznikne generovaný obraz A . 

Rovnaký proces je možné sledovať na druhom datasete s triedou obrazov moto

riek na obrázku 5.6. 

Obsahový obraz A Obsahový obraz U Obsahový' obraz C Obsahový obraz D 

Obr. 5.6: N á h o d n e vybrané obrazy datasetu obrazov áu t a motoriek z triedy moto

riek. V prvej rade obsahuje 4 n á h o d n e vybrané obsahové obrazy, kde s kombináciou 

so š týlovým obrazom vzniknú generované obrazy. Napr ík lad obsahový obraz A s 

kombináciou so š týlovým obrazom vznikne generovaný obraz A . 

55 



6 Výsledky 
N a štat is t ické vyhodnotenie výsledkov pre oba datasety boli použi té metriky popí

sané v kapitole 1.3.5, k toré sa hodnotili na nezávislom testovacom datasete. 

6.1 Vplyv architektúry siete ResNet 

6.1.1 Učenie s datasetom obrazov z histológie 

Grafické porovnanie na obrázku 6.1 vykresluje vyhodnocovanie metriky. Vo vyšších 

poč toch obrazov na triedu (N > 20) neni možno jednoznačne určiť, k to rá architek

t ú r a ukazuje najlepšie výsledky. V pr ípade menších poč toch (N < 20) nas táva jú 

viditeľne viacej odlišné rozdiely, pri k torých najlepších výsledkov pri všetkých met

rikách dosahuje a rch i t ek tú ra siete ResNet 18, kde v p r ípade N = 10 a rch i t ek tú ra 

ResNet50 dosiahla presnosť 75,3 % a ResNet 18 približne o 6 % viacej. 

Dataset obrazov z histológie - Porovnanie architektúr ResNet 
Presnosť F l Skóre 

Počet obrazov na tr iedu [-] 

Špecifita 
Počet obrazov na tr iedu [-] 

Senzitivita 

ResNet l8 
— — ResNet50 

ResľJetl52 

ResNet lS 
ResNet50 
ResNet l52 

ResNet lS 
— • - Re5Net50 

ResNet l52 

Počet obrazov na tr iedu Počet obrazov na tr iedu [ 

Obr. 6.1: Grafické porovnanie na testovacej množine pomocou rozdielnych architek

t ú r ResNet na datasete obrazov z histológie 

6.1.2 Učenie s datasetom áut a motoriek 

N a základe grafického porovnania na obrázku 6.2 sú oveľa viacej viditeľné rozdiely 

v porovnan í a rch i tek túr , kde ResNet l8 dosahuje najlepšie výsledky v každom mo

deli pr i vše tkých met r ikách . V p r ípade najmenšieho p o č t u obrazov na triedu sa líšia 
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arch i t ek tú ry ResNet l8 a ResNet l52 až o necelých 15 %. Druhý ex t r ém p o č t u ob

razov na triedu (najvyšší počet ) ukazuje tak t iež rozdiel približne 10 % v prospech 

a rch i t ek tú ry ResNet l8 . 

Obr. 6.2: Grafické porovnanie na testovacej množine pomocou rozdielnych architek

t ú r ResNet na datasete áu t a motoriek 

Záver 

V tomto pr ípade možno konštatovať, že vysoký počet parametrov v neurónovej sieti 

nie je nevyhnutne spojený s vyššou schopnosťou efektívne riešiť klasifikačné úlohy, 

obzvlášť ak sa j e d n á o j ednodouchý klasifikačný problém. Dĺžka trvania ResNet 18 

pri 1 datasete na všetkých 3 semienkach sa pohybovala na úrovni 3 hodin, nás ledne s 

a rch i tek túrou ResNet50 to bolo 3,5 hodiny a s výpoče tně najnáročnejšou ResNetl52 

na úrovni 4,5 hodiny. N a základe týchto porovnan í a výsledkov sa ďalšie experimenty 

realizovali s a rch i tek túrou siete ResNet 18. 
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6.2 Transferové učenie 

6.2.1 Učenie s datasetom obrazov z histológie 

Vypočí tané metriky modelov na testovacej množine sú znázornené na obrázku 6.3. 

K a ž d á metrika je porovnávaná s modelom bez použi t ia dátovej augmentác ie a bez 

naučených váh, pr ičom bola použ i t á rovnaká a rch i t ek tú ra - ResNet l8 . A j v p r ípade 

nižších obrazov na triedu boli schopné modely ukázať testovaciu presnosť 84,8 % z 

pôvodných 67,1 %, čo predstavuje zlepšenie až o 17,7 %. V tomto pr ípade rovnaké 

zlepšenie nastalo aj u F l - skóre . V pr ípade väčších poč tov obrazov na triedu sa všetky 

testovacie metriky výrazne zlepšili, pribl ižne o 5 %. Pred t rénovanie modelu na inom, 

väčšom datasete môže zvýšiť jeho schopnosť efektívne sa učiť špecifické úlohy, k toré 

môžu byť relevantné aj pre obrazy z histológie, vďaka čomu sa zvýšila výrazne jeho 

presnosť vo všetkých metr ikách . 

Obr. 6.3: Grafické porovnanie na testovacej množine pomocou transferového učenia 

na datasete obrazov histológie 

6.2.2 Učenie s datasetom áut a motoriek 

Dosiahnuté metriky transferového učenia na grafoch 6.4 dosahujú pri vše tkých met

rikách konzistentne lepšie výsledky. V pr ípade najnižšieho p o č t u obrazov na triedu 

(N = 5) bol i schopné modely zlepšiť svoje metriky až o viac než 30 %. Metr iky 

dosahujú skoro konš ta tné výsledky pohybujúce sa na úrovni pribl ižne 95 %. Treba 

byť o p a t r n ý pri hodno ten í tých to výsledkov, pretože použi té modely boli p red t ré -

nované s pomocou ImageNetu, k to rý obsahuje aj kategórie s autami a motorkami. 
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Keďže ImageNet je veľký dataset s mnohými rôznymi ka tegór iami obrázkov, môže 

to znamenať , že modely už mali nejaké základné informácie o au t ách a moto rkách 

ešte pred tým, ako boli tes tované na datasete s vozidlami. To by mohlo byť dôvodom 

ich výrazne lepších výsledkov. 

Dataset áut a motoriek - Transferové učenie 
Presnosť Fl Skóre 

Špecifita Senzitivita 

Obr. 6.4: Grafické porovnanie na testovacej množine pomocou transferového učenia 

na datasete áu t a motoriek 

Záver 

Pře t rénované modely, k toré využívajú váhy získané z t rénovania na rozsiahlych a 

rozmani tých dá tových súboroch, ma jú tendenciu lepšie zvládať aj menej reprezenta

t ívne a špecifické dátové množiny. To im umožňuje zachovať vysokú úroveň presnosti 

a efektivity, dokonca aj pri zmenšených alebo špecificky dis t r ibuovaných dá tových 

množinách. Tento p r í s tup umožňuje modelom získať dôležité informácie, k toré by v 

špecializovaných datasetoch chýbali . 
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6.3 Dátová augmentácia online 

6.3.1 Učenie s datasetom obrazov z histológie 

N a výsledných grafoch zobrazené na obrázkoch 6.5 je možné vidieť implementác iu 

dátovej augmentác ie , označená ako online. P reukáza la mierne zlepšenie takmer v 

každom modeli oproti použi t ia bez dátovej augmentác ie . 

Dataset obrazov z histológie - Dátová augmentácia online 
Presnosť F l Skóre 

Bez dátovej augmentácie 
Dátová augmentácia online 

Počet obrazov na tr iedu 

Špecifita 

Bez dátovej augmentácie 
Dátová augmentácia online 

Počet obrazov na tr iedu [-

Senzitivita 

Bez dátovej augmentácie 
—*— Dátová augmentácia online 

Počet obrazov na tr iedu [-] 

Bez dátovej augmentácie 
Dátová augmentácia online 

Počet obrazov na tr iedu [-] 

Obr. 6.5: Grafické porovnanie na testovacej množine s dá tovou augmentác iou online 

na datasete obrazov histológie 

Vo zvolenom datasete h r á v ý z n a m n ú úlohu vykonaná dá tová augmentác ia pre

dovše tkým v min imálne nastavenom poč te obrazov na triedu (N = 5), kde sa tes

tovacia presnosť zlepšila zo 67,1 % ma 71,8 %, celkovo teda o necelých 4,7 %. V 

os ta tných met r ikách tiež nastalo zlepšenie v min imálne nastavenom poč t e obrazov 

na triedu, v priemere približne o 4 %. V hodno tách vyšších ako 10 obrazov na triedu 

vykazujú metriky porovnateľné výsledky, jedine v p r ípade 10 obrazov na triedu za-

zmenali metriky min imálne zhoršenie pribl ižne o 1 %, čo môže byť ale ovplyvnené 

vybranými v s tupnými obrazmi v trénovacej množine . 

6.3.2 Učenie s datasetom áut a motoriek 

Zobrazené grafy na obrázku 6.6 vykazujú variabliné výsledky. Jediné zlepšenie pred

stavuje dá tová augmentác ia iba v p r ípade najmenšieho p o č t u obrazu na triedu 

(N=5) z 62,5 % na 64,5 %. O s t a t n é modely ukazujú mierne zhoršie, čo môže byť za

príčinené n a d m e r n ý m pr i spôsobením modelov, z n á m y m ako overfitting, k toré môže 

vzniknúť, keď dátová augmentác ia vy tvá ra príliš špecifické alebo irelevantné varianty 
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t rénovacích príkladov, čo vedie k zlepšeniu výkonu na trénovacej množine , ale zhor

šeniu generalizácie na nevidených dá tach . 

Dataset áut a motoriek - Dátová augmentácia online 
Presnosť Fl Skóre 

Obr. 6.6: Grafické porovnanie na testovacej množine s dá tovou augmentác iou online 

na datasete áu t a motoriek 

Záver 

Analýza výsledkov získaných z implementác ie online dátovej augmentác ie na dvoch 

odlišných poukáza la na potenciál , k toré t á t o m e t ó d a pr ináša . V pr ípade histolo

gických obrazov dá tová augmentác ia online viedla k miernemu zlepšeniu presnosti 

a os ta tných met r ík vo väčšine pr ípadov, najvýraznejšie pri nižšom poč te obrazov 

na triedu. Zvýšenie presnosti o 4,7 % pri na jmenšom poč te obrazov je významné , 

n a j m ä v kontexte medicínskych aplikácii. Naopak, v datasete áu t a motoriek online 

dá tová augmentác ia nepriniesla očakávané zlepšenie, s výn imkou najmenšieho p o č t u 

obrazov na triedu, kde došlo k zlepšeniu presnosti o 2 %. Tieto výsledky poukazujú 

na to, že efektivita dátovej augmentác ie môže závisieť od charakter is t ík konkrét 

neho datasetu a že n a d m e r n é pr ispôsobenie môže viesť k zhoršenej generalizácii na 

nevidených dá tach . 
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6.4 Dátová augmentácia offline 

6.4.1 Učenie s datasetom obrazov z histológie 

Vytvorené grafy na 6.7 ukazujú na vylepšenie modelu iba v jednom pr ípade , kde 

počet obrazov na triedu ukazuje 40, kde nastalo zlepšenie presnosti z 85,1 % na 87,1 

%. V os ta tných modelov m e t ó d a nevykazuje ž iadne zlepšenie. Je možné , že použi té 

augmentác ie nie sú dos t a točne relevantné pre konkré tny typ úloh, a k ý m je analýza 

histologických obrazov. Následne to mohlo byť, pretože ak sú augmen tačné techniky 

príliš špecifické alebo ex t rémne , môžu skresliť dôležité informácie na obrazoch, čo 

vedie k zníženiu presnosti modelu namiesto jej zvýšenia. P r i histologických obrazoch 

môže byť dôležitý každý detail a drast ické zmeny môžu byť kon t rap roduk t ivně . 

Dataset obrazov z histológie - Dátová augmentácia offline 
Presnosť F l Skóre 

Bez dátovej augmentácie 
• Dátová augmentácia offline 

Počet obrazov na tr iedu [-

Špecifita 

Bez dátovej augmentácie 
Dátová augmentácia offline 

Počet obrazov na tr iedu [-

Senzitivita 

Bez dátovej augmentácie 
• Dátová augmentácia offline 

Počet obrazov na tr iedu 

Bez dátovej augmentácie 
Dátová augmentácia offline 

Počet obrazov na tr iedu [ 

Obr. 6.7: Grafické porovnanie na testovacej množine s dá tovou augmentác iou offline 

na datasete obrazov histológie 

6.4.2 Učenie s datasetom áut a motoriek 

Výsledky dátovej augmentác ie označenej ako offline na obrázkoch 6.8 preukázal i 

mierne pozitívnejšie výsledky oproti predošlému datasetu. Takmer v k a ž d o m modeli 

priniesli zlepšenie vykreslených metr ík . Najväčšie zmenu zaznamenala technika v 

poč te obrazov na triedu rovnej 20, kde sa polepšila presnosť z pôvodných 66,4 % 

na 71,6 % a p o d o b n é zlepšenia v tomto pr ípade je možné pozorovať aj v os ta tných 

metr ikách. V os ta tných modeloch a odl išnom nastavenom poč toch obrazov na triedu 
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Dataset áut a motoriek - Datová augmentácia offline 
Presnosť Fl Skóre 

Obr. 6.8: Grafické porovnanie na testovacej množine s dá tovou augmentác iou offline 

na datasete áu t a motoriek 

Záver 

Druhý typ dátovej augmentác ie ukazuje mierne opačné výsledky a ukazuje na láhké 

zlepšenie v datasete áu t a motoriek. Histologické snímky často vyžadujú zachovanie 

presnej š t r u k t ú r y a morfológie, k toré môžu byť augmentác iami narušené . Úspešnosť 

tejto m e t ó d y môže výrazne závisieť od typu datasetu a špecifikácií úloh, na k torých 

je model trénovaný. K ý m v p r ípade datasetu obrazov z histológie offline augmentác ia 

nepriniesla v ý z n a m n é zlepšenie a v niektorých pr ípadoch mohla dokonca zhoršiť 

výkon modelu kvôli možnému skresleniu dôležitých detailov, v p r ípade datasetu á u t 

a motoriek sa ukáza la ako mierne efektívnejší spôsob na zlepšenie presnosti a ďalších 

metr ík . Toto naznačuje , že pri implementáci i dátovej augmentác ie je kľúčové brať 

do úvahy charakteristiky konkré tnych dá t a ich relevanciu pre d a n ú úlohu. 
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6.5 Prenos neurónového štýlu 

6.5.1 Učenie s datasetom obrazov z histológie 

N a základe grafického porovnia grafov vykreslených met r ík pomocou m e t ó d y N S T 

na obrázku 6.9 je možné vidieť miernu kolísavú tendenciu vo všetkých grafoch. 

Hoci je to pokroči lá me tóda , k to rá zabezpečuje jedinečnosť každého obrazu, tak 

bola úspešná iba dvoch pr ípadoch (N=40 a N=80). Rozšírenie datasetu v týchto 

pr ípadoch prinieslo aj tak iba min imálne zlepšenie vo všetkých met r ikách , približne 

o 4 % resp. 2 %. 

Zhoršenie výsledkov nastalo v p r ípade nižších poč tov obrazov na triedu (N < 

10) a tak t iež v p r ípade veľmi vysokých poč tov (N > 160). Tento jav môže byť 

odôvodnený tým, že pri menšom poč te obrazov nie je dos t a točná varabilita v d á t a c h 

na to, aby m e t ó d a N S T mohla efektívne extrahovať a naučiť sa relevantné vzory. 

Naopak, pri príliš vysokom poč t e obrazov môže dôjsť k zvýšenej špecificite modelu, 

k to rá znižuje jeho schopnosť generalizácie na nové, nevidené dá ta . 

Dataset obrazov z histológie - NST 
Presnosť F l Skóre 

Počet obrazov na tr iedu [-] Počet obrazov na tr iedu [-] 

Obr. 6.9: Grafické porovnanie na testovacej množine s dá tovou augmentác iou online 

na datasete obrazov histológie 

6.5.2 Učenie s datasetom áut a motoriek 

N a základe vyhotovených grafov pomocou m e t ó d y N S T na obrázku 6.10 vidieť ma

sívne negat ívny dopad na testovacie metriky v p r ípade nižších obrazov na triedu 

(N<10), čo naznačuje , že aplikácia m e t ó d y môže viesť k zníženej schopnosti mo

delu generalizovať, keď je k dispozícii len obmedzené množs tvo trénovacích dá t . To 
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môže byť výsledkom prekomplikovania modelu, k to rý sa príliš špecializuje na štý

lové charakteristiky trénovacích dá t , pr ičom s t ráca schopnosť efektívne spracovávať 

a klasifikovať nevidené vzorky. Fenomén sa obzvlášť prejavuje v scenároch s m a l ý m 

p o č t o m dá t , kde každý pr íklad m á nepoměrné veľký vplyv na učenie modelu. V 

pr ípade väčšieho p o č t u dá t obrazov na jednu triedu nenas táva výrazné zlepšenie. 

Dataset aut a motor iek - NST 
Presnosť F l Skóre 

Obr. 6.10: Grafické porovnanie na testovacej množine s dá tovou augmentác iou online 

na datasete áu t a motoriek 

Záver 

M e t ó d a N S T napriek svojej inovatívnost i a schopnosti generovať un iká tne obrazy, 

vykazuje výrazné obmedzenia, k toré sú závislé od množs tva a variability dá t . V 

pr ípade malého p o č t u obrázkov na triedu dochádza k pre t rénovaniu modelu a straty 

generalizačnej schopnosti, zatiaľ čo pri veľmi veľkých datasetoch sa model s táva príliš 

špecifickým, čo tiež nepriaznivo ovplyvňuje jeho výkonnosť na nových, nevidených 

dá tach . Tieto výsledky poukazujú na dôležitosť opt imalizácie veľkosti a diverzity 

t rénovacích datasetov pri využívaní m e t ó d hlbokého učenia, ako je N S T , aby sa 

zabezpeči la ich efektivita a široká aplikovateľnosť v rôznych scenároch. 
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6.6 Celkové porovnanie výsledkov 

6.6.1 Dataset obrazov z histológie 

Prehľadné grafické porovnanie výsledkov pre dataset obrazov z histológie je znázor

nené na obrázku 6.11, kde kľúčovým parametrom hodnotenia je F l - skóre . Najlepšie 

výsledky sa nachádza jú u modeloch transferového učenia ukazujúce konš t a tné zlep

šenie v každom modeli, kde v p r ípade 5 obrazov na triedu sa zlepšila až o viac než 

15 %. Použi t ie rôznych foriem dátovej augmentác ie nepr ináša jú významné zlepšenie, 

v niektorých modeloch dokonca mierne zhoršenie, čo je možné interpretovať ako in

dikáciu toho, že niektoré formy dátovej augmentác ie môžu byť pre tento konkré tny 

dataset kon t rap roduk t ivně , alebo že modely sú už dos ta točne robus tné a nevyžadujú 

ďalšie zložité m e t ó d y augmentác ie . Toto poukazuje na dôležitosť výbe ru vhodných 

techník augmentác ie špecificky pr ispôsobených pre každý typ údajov a úlohy. 

Dataset obrazov z histológie 

m : 
n n 

Obr. 6.11: Celkové porovnanie m e t ó d na datasete obrazov z histológie 

6.6.2 Dataset áut a motoriek 

N a obrázku 6.12 je zobrazené grafické porovnanie výsledkov rôznych m e t ó d učenia 

pre dataset obsahujúci obrázky áu t a motoriek, pr ičom kľúčovým kr i té r iom hodno

tenia je F l - skóre . Najlepšie výsledky preukázal i opäť modely transferového učenie, 

pretože priniesli konš t a tné zlepšenie výsledkov v každom modeli, kde sa bola schopná 

zlepšiť metrika až o viac než 30 %. Za ňou nasledujú použi t ie techník dá tovým aug-

mentáci í online a offline, k toré sú viac menej porovnateľné, ale priniesli min imálne 

Techniky na úpravu algoritmu 

Počet obrazov ns t r iedu [-1 

Techniky na úpravu datasetu 

Počet obrazov na t r iedu [-1 
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zlepšenie v priemere o 2-3 %. V niektorých p r ípadoch min imálne zhoršenie. Naj

horšie výsledky ukazovali modely m e t ó d N S T , k toré nepriniesla výrazné zlepšenie v 

ž iadnom modeli a ako j ed iná v menších poč toch obrazoch na triedu (N<10) priniesla 

výrazné zhoršenie výsledkov, kde nastal pokles približne o 15-20 %. 

Dataset áut a motor iek 

Techniky na úpravu a lgor i tmu • 1 1 1 1 1 1 1 ! 
Počet obrazov riä triedu [-] 

Techniky na úpravu datasetu 

Počet obrazov na triedu [-] 

Obr. 6.12: Celkové porovnanie m e t ó d datasetu áu t a motoriek 

6.6.3 Časová analýza experimentov 

Porovnanie techník v závislosti od dĺžky trvania experimentu 

77.0 

Bez úpravy algor i tmu/datasetu Transferové učenie Dátová augmentácia online Dátová augmentácia offline NST 

Obr. 6.13: Časové porovnanie experimentov graficky. 
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Rozdiely v čase trvania experiementov sú priamo ovplyvnené komplexnosťou a 

výpoč tovými pož iadavkami každej techniky. Časové porovnanie je znázornené na 

grafe 6.13, kde sú časové údaje uvádzané na všetky 3 semienka pre 1 dataset s 

použ i tou archi tekúrou siete ResNet l8 nas tavené na počet epoch rovnej 50. Imple

mentované techniky transferové učenie a dá tová augmentác ia online majú rovnaký 

čas, k to rý je pribl ižne 3 hodiny. Tieto m e t ó d y nevyžadujú komplexné úpravy v 

algoritme, čo umožňuje rýchle spracovanie. Dá tová augmentác ia offline m á čas pri

bližne 5,5 hodiny, čo je takmer dvojnásobok predchádzajúcich me tód . Tento rozdiel 

je hlavne spôsobený potrebou uk ladan ím dá t pred ich použ i t ím v modeli, čo vyža

duje viac času na pr íp ravu a spracovanie. N S T vyžaduje výrazne najviac času, až 

77 hodín . T á t o technika zah ŕňa veľmi komplexné spracovanie obrazov. Taký to pro

ces je výpočtovo ná ročný a zah ŕňa i te ra t ivně úp ravy obrazu, čo významne zvyšuje 

celkový čas spracovania. Najviac náročnejš ia časť s amotného experimentu N S T je 

generovanie obrazov, k toré zabralo pri jednom datasete až 73 hodín pri celkovom 

poč te 6570 obrazov. 
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7 Diskusia 
V diplomovej práci bolo zrealizovaných viacero experimentov s cieľom preskúmať 

možnost i učenia h lbokých neurónových sietí v p r ípade učenia s obmzedzeným súbo

rom dá t . 

Vysoký počet parametrov v neurónovej sieti pr i použi t í rôznych a rch i tek túr siete 

nie je vždy zárukou lepších výsledkov, n a j m ä pri jednoduchš ích klasifikačných prob

lémoch alebo menších datasetoch. N a základe týchto výsledkov sa rozhodlo pokračo

vať v experimentoch s použ i t ím a rch i t ek tú ry ResNet l8 , k to rá poukazuje na vhodnosť 

použi t ia v zvolených datasetoch. 

Najlepšie výsledky dosahovala v oboch pr ípadoch technika transferového učenia 

potvrdzujúce jeho použi t ie vo viacerých článkoch [62, 63, 64], kde dosahovala sľubné 

výsledky. Met r ika využívajúca naučené váhy z ImageNet, kde v pr ípade najmenšieho 

p o č t u obrazov v triede (N=5) bol schopný dosiahnuť F l - skóre až 94,2 % v pr ípade 

dataset áu t a motoriek. Tieto výsledky treba brať mierne s rezervou, pre tože je dô

ležité zohľadniť, že pře t rénované váhy z ImageNet zahŕňa jú aj kategórie obsahujúce 

a u t á a motorky. Tento fakt môže ovplyvniť výkonnosť modelov, keďže ImageNet je 

obsiahly dataset, k to rý obsahuje rozsiahle spektrum obrazových kategóri í , v r á t a n e 

tých, k toré sú priamo relevantné pre dataset á u t a motoriek. T á t o špecifikácia môže 

poskytnúť modelu p rednos tné informácie, k toré by inak v menej reprezenta t ívnych 

alebo špecializovaných datasetov neboli dos tupné . Tento fakt potvrdzuje výsledok 

transferového učenia v p r ípade datasetu obrazov z histológie, kde úroveň vypočí

tanej metriky pre rovnaký počet obrazov na triedu sa pohybuje na úrovni 85,3 %, 

čo vykazuje zníženie približne o 9 % oproti predošlému datasetu. Avšak stále sa 

považuje tento progres veľmi významný. 

Použi t ie rôznych foriem dátovej augmentác ie môže priniesť variabilné výsledky a 

pr inášajú rôzne výhody, k toré môžu významne ovplyvniť úspešnosť a efektivitu mo

delov strojového učenia. Dátová augmentác ia poukazuje že niektoré m e t ó d y augmen

tácie nemusia byť vhodné pre konkré tny dataset alebo že modely sú už dos ta točne 

adap tab i lné a nepo t rebu jú ďalšie komplexné techniky augmentác ie . To zdôrazňuje 

v ý z n a m správneho výberu techník augmentác ie , k toré sú na mieru pr ispôsobené 

pre konkré tne typy údajov a špecifické úlohy. V pr ípade mierne zhoršených hodno

tách mohlo nastať výber nedos ta točne reprezentovatelňej trénovacej množiny údajov 

alebo n a d m e r n á aplikácia augmentác ie , čo mohlo viesť k pre t rénovaniu modelu na 

neadekvá tne zmenené dá t a . Tento problém môže byť obzvlášť závažný, keď augmen

tác ia vy tvá ra neexistujúce vzorce alebo charakteristiky, k toré v sku točnom svete nie 

sú relevantné alebo p ravdepodobné . 

M e t ó d a N S T , ako forma dátovej augmentác ie , môže byť využ i tá na zvýšenie 

množs tva a rozmanitosti t rénovacích dá t pre modely strojového učenia, čím by sa 
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potenciá lne mohla zlepšiť ich schopnosť generalizácie. V našom navrhnutom expe

rimente ilustruje l imitácie spojené s množs tvom a diversitou dá t , kde opt imal izácia 

veľkosti a rôznorodost i dá tových súborov je kľúčová pre zachovanie generalizačnej 

schopnosti modelu. P r i m e t ó d e N S T je výsledná kvalita obrázkov veľmi závislá na 

charaktere vs tupných obrazov, pre tože ak sú dva obrázky sn ímané z rôznych uhlov, 

môžu mať odlišné perspek t ívy a geometrické vlastnosti. Prenos štýlu z j edného ob

rázku na druhý bez zohľadnenia tých to rozdielov môže viesť k nesprávnej alebo 

vizuálne neuspokojivej integrácii štýlových prvkov. V niektorých pr ípadoch môže 

byť výsledok vizuálne nepr í jemný alebo málo realistický, čo môže mať za následok 

zavádzajúce alebo nekval i tné d á t a pre t r én ing modelu. Toto hralo v našom pr ípade 

hralo v ý z n a m n ú úlohu, pre tože pri datasete áu t a motoriek boli obrázky sn ímané z 

rôznych uhlov či ukazovali len časť vozidla. P r ík lady nepodarených snímkov, k toré 

mohli negat ívne ovplyvňovať model sú zobrazené na obrázku 7.1, 

Príklad nepodarených áut a motoriek z metódy NST 

Obr. 7.1: Pr ík lad nepodarených vytvorených obrazov z modelu N S T z datasetu áu t 

a motoriek 

V p r ípade datasetu obrazov z histológie, k toré boli na sn ínamé z rovnakého uhla, 

model N S T generoval na oko krajšie nové obrazy, avšak ich un iká tnos t nebola natoľko 

dos ta točná , aby sa zvýšila celková presnosť modelov o viac ako 3 %. Ďalš ím faktorom 

neúspešnost i nas táva pri veľkosti generovaného obrazu, k to rá bola v našom pr ípade 

nas tavená na 112 pixelov, kedy menšie obrázky môžu strat iť detaily, pre tože menej 

pixelov z n a m e n á menej priestoru na zachytenie j emných štýlových prvkov. V našom 

pr ípade hralo v ý z n a m n ú úlohu časová ana lýza celého experimentu, kedy generovanie 

6570 obrazov na jeden dataset zabralo celkovo približne 73 hodín . 

M e t ó d a N S T nebola prilíš veľmi úspešná a z pohľadu teoretickej roviny by mohla 
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byť viac p rospešná m e t ó d a G A N , ktorou kľúčovou výhodou G A N je ich schopnosť 

generovať vysoko kvali tné realistické obrázky a sú často ťažko odlíšiteľné od sku

točných fotografií. Tento fakt po tv rdu jú aj viaceré články, kde nastalo zlepšenie na 

známych datasetoch o 5-10 %. [66, 67] Avšak m e t ó d a G A N je výpoče tně veľmi ná

ročná, čo poukazuje aj článok, v ktorom autori poukazujú na dlhý čas t rénovania 

G A N sietí, kde t rénovanie siete si vyžaduje veľký počet obrazov a čas generovaných 

obrazov o veľkosti 256 pixelov popisjú na približne 14 dní. [65] 

Vo všeobecnost i nižší počet obrazov na triedu vo výsledných met r ikách pou

kazoval variabilné výsledky, pr ičom mohli byť ovplyvnené stochasticitou, ktorej sa 

snažilo zabrániť aspoň použ i t ím 3 rôznych semienok v každom experimente. Avšak 

experiment bol nastavený, aby sa preskúmalo učenie na veľmi nízkom poč te obrazov 

na triedu, k toré môže byť výzvou pre modely v učení z obmedzených dá t . Napriek 

použi t iu rôznych semienok na zmiernenie stochasticity, variabilita výsledkov napr ieč 

rôznymi pokusmi naznačuje , že s menš ím množs tvom dá t sa zvyšuje vplyv náhod

ných faktorov na výsledky. Toto poukazuje na potrebu efektívnejších s t ra tégi í pre 

učenie s m a l ý m množs tvom dá t . N a úplne zbavenie sa vp lyvu stochasticity, by bolo 

preskúmať oveľa väčší počet nas tavených semienok, k toré bohužiaľ z časovej nároč

nosti by neboli príliš uskutočni teľné. 
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Záver 
Strojové učenie a hlbokové neurónové siete preds tavujú mocný nás t ro j pre riešenie 

rôznorodých úloh, p redovše tkým v oblasti spracovania obrazov. Sú schopné učit sa 

zložité vzory zo vs tupných dá t , čo umožňuje aplikáciu v mnohých odvetviach. 

Diplomová p ráca sa zamerala na p reskúmanie možnost i učenia na obmedzenom 

t rénovacom datasete, k to rý môže negat ívne ovplyvniť výkon modelu a schopnosti ge

neralizácie, hlavne pri riešení komplexnejších úloh ako spracovanie biomedicínskych 

obrazov. B o l i p r e skúmané viaceré techniky a pr ís tupy, k toré pozi t ívne aj nega t ívne 

ovplyvňujú učenie hlbkokých neurónových sietí na obmedzenom súbore údajov. 

Implementác ia experimentov diplomovej práce ukázala , že transferové učenie 

môže byť účinné pri učení s obmedzeným p o č t o m dá t , n a j m ä ak sú k dispozícii 

pře t rénované váhy z rozsiahlych datasetov ako ImageNet. Tento p r í s tup sa osvedčil, 

keďže dosiahol vysoké F l - skóre , avšak výsledky treba interpretovať s istou mierou 

opatrnosti, n a j m ä pri datasetoch s priamou relevantnosťou kategóri í z ImageNetu. 

Použi t ie dátovej augmentác ie môže prinášať rozmani té výsledky a je dôležité 

správne vybrať augmen tačné techniky pr ispôsobené konkré tnym d á t o v ý m s a d á m a 

ú lohám. Nesprávny výber techník alebo ich n a d m e r n é použi t ie môže viesť k pre t ré -

novaniu modelu na nevhodne modifikované dá ta , čo môže mať za následok zníženú 

schopnosť modelu generalizovať na reálne údaje . To zdôrazňuje dôležitosť cielenej 

aplikácie augmentác ie , aby sa zabráni lo vy tváran iu irelevantných alebo nepravdepo

dobných vzorcov v t réningových dá tach . 

M e t ó d a N S T , aj keď poskytla v niektorých pr ípadoch min imálne zlepšenie, mala 

svoje veľké obmedzenia, n a j m ä pri zachovaní kvality a reprezentativnosti obrázkov. 

P r i menšom množs tve pixelov a rozličných uhloch sn ímania sa ukáza la ako menej 

efektívna. Zdá sa, že pre dosiahnutie lepšej generalizácie a vyššej presnosti modelu 

by boli vhodnejšie m e t ó d y ako G A N , k toré však vyžadujú väčšie množs tvo d á t a 

dlhší čas na t rénovanie. 

P r i p ísaní záverečnej práce boli využívané nás t ro je generat ívnej umelej inteligen

cie výh radne na základné vyhľadávanie informácií a konzul táciu, ako aj pri tvorbe 

a úprave zdrojových skriptov, čím sa urýchlil proces programovania a zvýšila efek

t ivi ta . Tieto nás t ro je pomohli získať základné informácie súvisiace s t émou práce, 

k toré nás ledne boli overované a validované z dôveryhodných zdrojov. Tiež slúžila 

ako konzul tačný nás t ro j pr i riešení odborných problémov a otázok, k toré sa vyskyt l i 

počas spracovania práce . Použi t ie generat ívnej umelej inteligencie bolo v súlade s 

akademickými š t a n d a r d m i , pr ičom všetky získané a generované informácie boli ove

rované. 
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