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ABSTRAKT

Diplomova praca sa zameriava na preskiimanie efektivnosti hlbokych neurénovych sieti
pri spracovani obrazovych dat s obmedzenym mnoZstvom trénovacich dat. Vramci prace
sa analyzovali vplyvy réznych technik a pristupov na ucenie tychto sieti, vratane trans-
ferového ucenia, datovej augmentacie a metdédy prenosu neurénového stylu. Vysledky
experimentov naznacuju, ze transferové ucenie s vyuzitim pretrénovanych vah z velkych
datasetov ako ImageNet je efektivne pri zlepsovani vysledkov na obmedzenych datach,
dosahujic vysoké F1l-skére. Vyuzitie rozlicnych foriem datovej augmentacie moze viest k
variabilnym vysledkom, kde poskytuje rozne vyhody a nevyhody, ktoré maji vyznamny
vplyv na dspesnost a efektivitu modelov. Metéda vyuzivajica siet na prenos neurdéno-
vého Stylu nepriniesla vo vSeobecnosti vyraznejsie zlepsenie a hlavne sa ukazala ako menej
uc¢inna v pripade datasetu s velkou diverzitou perspektiv a geometrickych vlastnosti.

KLUCOVE SLOVA
hlboké ucenie, obmedzeny dataset, klasifikacia, transferové ucenie, datova augmentacia,
prenos neurénového Stylu

ABSTRACT

The master thesis aims to investigate the effectiveness of deep neural networks in im-
age processing with limited training data. As part of the work, the effects of various
techniques and approaches on the learning of these networks were analyzed, including
transfer learning, data augmentation, and neural style transfer method. Experimental
results suggest that transfer learning using pre-trained weights from large datasets such
as ImageNet is effective in improving results on limited data, achieving high F1l-scores.
The use of different forms of data augmentation can lead to variable results, where it
provides different advantages and disadvantages that have a significant impact on the
success and efficiency of the models. In general, the method using a neural style transfer
network does not yield significant improvements and proved less effective for dataset
with a large diversity of perspectives and geometric features.
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deep learning, limited dataset, classification, transfer learning, data augmentation, neural
style transfer
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Uvod

Strojové ucenie sa v poslednych dekadach stalo nevyhnutnou stcastou Iudskych
zivotov, pretoze preslo neuveritelnym vyvojom a ich schopnost sa efektivne ucit
viedlo k neobycajnym néstrojom v roznych oblastiach ako rozpoznévanie vzorov v
datach, obrazoch ¢i reci. Napriek tymto silnym nastrojom, vdaka ktorym sa dokaze
velmi jednoducho zefektivnit pracovna efektivita, tak pre uc¢enie modelov strojového
ucenia je potreba enormné mnozstvo dat, ktoré si casto aj tak neni k dispozicii v
potrebnom rozsahu.

Ucenie hlbokych neurénovych sieti s obmedzenym alebo nedostatoénym obsa-
hom dat moze viest nedostatocnej generalizacii modelu, ¢o v koneénom dosledku
obmedzuje schopnost modelu sa efektivne adaptovat na nezname a nové data.

Teoreticka cast prace sa zaobera stru¢nym popisom neurénovych sieti, nasledne
prechadza do konvolu¢nych neurénovych sieti, ich zakladnym prvkom, postupne nad-
vizuje na ich ucenie spojené s problematikou z pohladu klasifika¢ného problému a
v neposlednom radu sa detailnejSie popisuju typy architektiur, ktoré s pouzivané
v praktickej casti, predovsetkym siete ResNetl8 a VGG19. Hlavny obsah teore-
tickej casti sa venuje detailnej problematike ucenia hlbokych neurénovych sieti s
obmedzenym datasetom, zacinajuca definiciou problému a nadvéizuje sa na riesenie
problematiky. Na zaver su popisané metddy spolu s ich zdkladnym principom fun-
govania a aplikacii. St rozdelené do dvoch zakladnych skupin - techniky na tpravu
datasetu a techniky na dpravu algoritmu, ktorych hlavnou ilohou bolo preskiimat
ich moznosti vplyvu na ucenie s obmedzenym siborom dat, kde sa prechadza z
jednoduchsich metéd az po zlozitejsie.

Prakticka cast prace sa zacina kapitolou venujica sa pouzitym datasetom zalo-
zené na binarnu klasifikaciu. V dalsej kapitole sa pokracuje s navrhom experimentov,
kde sa popisuje priprava dat na ucenie s obmedzenym datasetom, popis klasifikac-
ného modelu spolu s nastavenymi parametrami, ktoré vychadzaju predovsetkym zo
sekcie venujuicej sa uceniu s plnym datasetom. Nésledne nadvézuje kapitola na po-
pis experimentov, kde hlavnou tlohou je poskytnut komplexny pohlad ich popisu. V
poslednych kapitolach st zhrnuté a porovnané vysledky formou grafickych zobrazeni
vykreslenych metrik spolu s diskusiou, kde st popisané mozné vylepsenia pouzitych

metdd.
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1 Konvoluéné neurdnové siete

V komunite strojového ucenia (ML) sa povazuju metédy hlbokého ucenia za zlaty
standart, pretoze v poslednych rokoch sa stali najrozsirenejsim vypoctovym pristu-
pom v oblasti ML, pretoze dosahuji vyborné vysledky porovnajtce s vysledkom
[udského vykonu. Jedna z mimoriadne velkych vyhod je schopnost ucenia s obrov-
skym mnozstvom udajom, vdaka ¢omu sa vo vysokej miere pouziva v sirokom spektre
aplikdcii ako napriklad bioinformatika ¢i spracovanie biomedicinskych obrazov. [1]

Konvoluéné neurénové siete (CNN) st specidlnym typom neurénovych sieti kde
rovnako ako ostatnych typov neurénovych sieti zakladnou jednotkou st neurdny,
pricom je navrhnuté, aby sa automaticky a adaptivne dokazala ucit, ¢im sa eliminuje
potreba ru¢nej extrakcie priznakov. [2]

Pre lepsie pochopenie CNN bude v skratke najprv vysvetlené fungovanie jed-
noduchochych neurénovych sieti (ANN), nasledne sa bude pokracovat porovnanim
medzi ANN a CNN, a potom bude venovat zakladnymi prvkami CNN, v neposled-

nom rade sposobom ucenia CNN.

1.1 Uvod do neurénovych sieti

Neurénové siete st inspirované sposobom fungovania biologickych neurénovych sieti
kde napodobnuji spdsob, akym si biologické neurény predavaju signaly v Iudskom
mozgu. Oznacuju sa ako podmnozina strojového ucenia a zakladom algoritmov hl-
bokého ucenia. [3]

1.1.1 Matematicky model neurénu

Zakladna jednotka umelej neurénovej siete, ktory je inSpirovany funkciou biologic-
kého neurénu je perceptrén, oznacovany ako matematicky model neurénu. Je popi-
sany len jednym neurénom, ktory ma n-vstupov a prijima informécie od kazdého
spojenia. [4]

Obrazok 1.1 zobrazuje zakladny matematicky model umelého neurénu, kde vstupy
X1, To, ..., Ty SU reprezentované informaciami. Perceptréon upravuje svoje vahy po-
mocou vektoru vah wy, wo, ..., w,,, ktoré su klicovy parameter pri spravnom uceni
a fungovani siete, pretoze kazdy vstupny signél je nasobeny prislusnou vahou nez sa
dostane k neurénu. Vahované vstupy su s¢itané a kombinované so spoloénym pra-
hom, nazyvanym ako "bias”. Takato kombinovana hodnota je nésledne vlozena do
aktivacnej funkcie , ktora rozhoduje ¢i sa neurén stane aktivnym alebo nie. Vysledok

z aktivacnej funkcie je na zaver odoslany na vystup. [4]
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Obr. 1.1: Schéma zékladnej neurénovej siete [4]

1.1.2 Viacvrstvova neurdnova siet

Viacvrstvova neurénova siet je Specificky typ umelej neurénovej siete, ktora pozos-
tava minimélne z 3 vrstiev kde kazda vrstva je reprezentovand skupinkou neurénov.
Bola vyvinuta z dévodu, Ze jeden neurdén nie je schopny riesit nelinearne problémy:.
Tento typ sieti je zakladnym kamenom pre hlboké ucenie a ich architektira zacina
vrstvou vstupnych neurénov. Ich hlavna tloha je prijimat vstupné hodnoty. Nasledne
pokracuje vrstva skrytych neurénov predstavujica medzivrstvu medzi vstupnou a
vystupnou vrstvou a slizia na zlozitejsie vztahy v datach. Poslednou castou je sku-
pina vystupnych neurénov produkujica vystup z neurénovej siete, ktorych pocet

zavisi od typu problému - klasifikdcia, regresia alebo iny typ ulohy. [4][5]

Skryta vrstva

Vstupna vrstva

Vstup 1

Vstup 2

Vstup 3

Obr. 1.2: Viacvrstvova neurénova siet [6]
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1.1.3 Rozdiel medzi ANN a CNN

Hlavnym rozdielom je, ze ANN maja struktiru, v ktorej si vSetky neurény v jednej
vrstve priamo prepojené s kazdym neurénom v nasledujicej vrstve. Tato struktira
je vhodna pre vseobecné tlohy strojového ucenia, ako st klasifikacia ¢i regresia.
ANN neberu do uvahy priestorovi Struktiru vstupnych dat, pretoze kazdy prvok je
spracovany nezavisle od svojej polohy v priestore. [7]

Naopak, CNN vyuzivaju vrstvy na detekciu vzorov a vzfahov v datach. CNN
obsahuji konvolucné filtre, pooling vrstvy a plne prepojené vrstvy. Tento typ siete
sa Casto vyuziva pri spracovani vizualnych dat, ako si obrazky a vided. Taktiez je
efektivny pre tlohy ako je rozpoznavanie obrazkov, segmentéacia ¢i detekcia objektov.
Konvolu¢éné operacie umoznuji modelu zachytavat vzory bez ohladu na ich presnu

polohu v obraze. [7]

O see

. ® o]

@ /e

% o) e @ ‘o)

8 O [ X X ] o o
o)

9 o ®

.: O

o @

0]

(a) Typ siete ANN

Obr. 1.3: Porovnanie medzi ANN a CNN [7]

1.2 Zakladné prvky CNN

CNN ma v zavislosti od druhu pozadovanej ulohy charakteristické zakladné dve
az tri vrstvy - konvolu¢na, zdruzovacia a plne prepojena vrstva. Bezna architekiura
CNN sa sklada z opakovanych funkénych blokov tvorenymi zakladnymi vrstvami.
Zaradenie do prislusnej triedy pri klasifikaénom probléme zac¢ina vstupnym obra-
zom, ktory prechadza navrhnutou neurénovou sietou vrstvu po vrstve a postupne je

tranformovany do vyslednej hodnoty. [2]

1.2.1 Konvoluéna vrstva

Najdolezitejsou zlozkou v architektire CNN je konvolucna vrstva a jej hlavnou tlo-

hou je extrakcia typickych priznakov zo vstupného obrazu. Je tvorend siborom
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konvoluénych filtrov - masiek, ktortt mozno popisat ako mriezku diskrétnych ¢isel.

Najcastejsie pouzivané rozmery masiek st 3 x 3 alebo 5 x 5 pixelov. [2]

1lof1]o]1]0 1]of1 it || 2] 31
o|1|1]o|1]1 0(1]1]*k 4|56 |—m
1jof1fo|1]0 1{of1 7

0 1 .
1 1)1 g Lokalne Maska
ojptjrjogifu okno (Kernel) Vystup
1lof1fo]1]o0

Vstup

Obr. 1.4: Postivanie masky po obraze [8]

Proces konvoltcie slizi na ziskanie roznych priznakov (”features”) zo vstupného
obrazu pomocou filtrov. Masky st positivané po vstupnom obraze a vykonava sa
konvolucia filtrov s lokalnou oblastou vstupného obrazu, ktory je ohranic¢eny velkos-
tou masky, ako je zndzornené na obrazku 1.4. V kazdom kroku sa nasobi hodnota
filtra s hodnotami vstupného obrazu v aktualnom okne a vysledky sa s¢itaju. Vystu-
pom tejto matematickej operacie je tzv. priznakovd mapa ("feature map”). Vdaka
konvolicii moze CNN efektivne ziskavat hierarchiu priznakov zo vstupného obrazu,
napriklad jednoduché priznaky ako hrany ¢i rohy. [9]

Po kazdej konvolucnej vrstve nasleduje typ aktivacnej funkcie udavajica prenos
kazdého neurénu. NajcastejsSie sa pouziva funkcia ReLU, ktorej hlavnym cielom je
pridavat nelinearitu do neurénovych sieti, ¢im umoznuje modelom ucit sa zlozitejsie

vzory v datach. Priebeh prenosovej funkcie ReLU je zobrazeny na obrazku 1.5. [10]

. ReLU

) R(z) =maz(0, 2)

Obr. 1.5: Priebeh prenosovej funkcie ReLU [10]
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1.2.2 Podvzorkovacia vrstva

Dalsim stavebnym blokom za konvolucnou vrstvou je zdruzovacia vrstva, pricom
hlavnym cielom je postupne zmensovat priznakovii mapu, a tym znizovat pocet
parametrov v sieti. To pomaha zefektivnit trénovanie a zaroven zabezpecuje, ze sief
je schopna generalizovat lepsie na nové data. Existuji dva najviac pouzivané typy

zdruzovania zobrazené na obrazku 1.6 :
« ”Max pooling”

Pri vybere maximéalnej hodnoty v zdruzovani ("max pooling”) v definovanom
bloku pixelov, najcastejsie 2x2, sa na priznakovej mape vyberie maximalna hodnota.
Téato hodnota je néasledne zachovand v novom zdruzovanom obraze. Max pooling
pomaha znizovat citlivost na presnt polohu priznakov a poméaha zachovat dominatné
priznaky. [11]

o ”Average pooling”

Pri vybere priemernej hodnoty v zdruzovani ("average pooling”) sa v definova-
nom bloku pixelov vyberie priemerna hodnota z priznakovej mapy. Vysledkom je

teda priemer hodndét v danom bloku a tato hodnota je uloZena v novom obraze.

Vyhodou je rovnomerné zmensenie vsetkych hodnét v danej oblasti. [11]

Max pooling Average pooling
4 g 2 |5 4 19 2|5
SRGE 2 | 4 I 5 SEEEa 2 | 4 60 | 3.3
2 4 5 4 6 8 2 4 5 4 43 | 53
5(6 |8 |4 5|6 |8 | 4

Obr. 1.6: Porovnanie typov zdruzovania [11]

1.2.3 Plne prepojena vrstva

V CNN st plne prepojené vrstvy obvykle umiestnené na konci siete, za konvoluc-
nymi a zdruzovacimi vrstvami. Charakteristickou ¢rtou je, Ze kazdy neurén v danej
vrstve je spojeny s kazdym neurénom v predchadzajicej a nasledujicej vrstve. Pred
vstupom do plne prepojenej vrstvy je priznakova mapa prevedena do jednorozme-

reného vektoru a ich hlavnou tlohou je transformovat vstupné priznaky do formy,
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ktora je vhodna na konec¢nu klasifikaciu, popripade iny typ tlohy. Na obrazku 1.10

sa nachadza obecnd architektira CNN pre klasifikacnt dlohu s 3 vystupmi. [12]

4 \{ .
Vstup Pooling vrstvy /, Vystup
v
e Kon
Zebra
B Pes
Konvolicia ltci Konvoltcia R “Soft max’
" KO“XO ucia N O\ aktivacnd
Kernel "Flatten” funkcia
ReLU ReLU ReLU vrstva \ Plne
«~————— Priznakové ——m———> prepojené
mapy vrstvy
) | | |
Extrakcia priznakov Klasifikacia Distribicia

pravdepodobnosti

Obr. 1.7: Tlustraény priklad architektiry CNN [12]

1.3 Ucenie CNN

Ak bola zostavena architektura CNN, nasleduje dalsia velmi dolezita cast a to proces
ucenia siete. Medzi zakladné techniky uc¢enia neurénovej siete patri ucenie s ucitelom
("supervised learning”) a ucenie bez ucitela ("unsupervised learning”). Diplomova
préaca sa zaoberd technikou ucenim s uc¢itelom, ktory pracuje s oznacenymu tdajmi,
¢o v praxi znamena, ze pri trénovani si data oznacené spravnym vystupom. Nasledne
pri testovani by mala natrénovana neurénovana sief s optimalnou presnostou spravne

klasifikovat data bez oznacenia. [1]

1.3.1 Uprava vah

Bezne pouzivana metdda pre ucenie CNN je algoritmus spatného sirenia chyby pou-
zivané s vypoctom chybovej funkcie. V procese ucenia sa pocita tzv. chybova funkcia,
ktora pocita odchylku vystupu neurénu od ocakavaného vystupu. Typom chybovej
funkcie je mozné ovplyvnit vysledok ucenia a je jeden z hlavnych parametrov, pricom
si popisané v nasledujicej kapitole 1.3.2.

Na zaciatku ucenia st nastavené vahy a prah nahodne. Nasledne na zéklade
vypocitanych hodnot dochadza k tprave vah, od poslednej vrstvy smerom k prvej

vrstve. Vahy st upravované na zaklade tzv. 6 - pravidla popisané rovnicou 1.1 :

G(t+1) =d(t) — e Ve. (1.1)
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Pricom &(t + 1) oznacuje vektor vah v dalsej iteracii, ktory je poc¢itany pomocou
vektoru vah v sicasnej iteracii @(t), a vypocitanej chybovej funkcie € vahované

parametrom ucenia g pri konkrétnej iteracii. [13]

1.3.2 Chybova funkcia
Stredna kvadraticka odchylka

Jedna z najviac pouzivanych metrik hodnotenia chybovej funkcie je stredna kvad-
ratickd odchylka popisujica ako velmi sa lisi vystup siete od optimalneho vysledku,
pricom je popisana rovnicou 1.2 :

- fj (1.2)

1
mzl

kde popisuje y; skutocny vystup CNN, 3; je pozadovany vystup CNN a m ozna-
¢uje pocet vstupov. [5]

Typ metriky sa najviac pouziva ked je problém formulovany ako regresia. To
znamend, ze predikovand hodnota sa porovnava so skuto¢nou hodnotou. Pri tréno-
vani modelu je mozné vykreslit graf chybovej funkcie, vdaka ktorému sa da efektivne
sledovat trénovanie modelu. V idealnom pripade by sa mala kvadraticka odchylka

postupne zmensovat a dosahovat svoje minimum. [14]

Vzajomna entropia

Vzajomna entropia znama ako "cross entropy loss” je typ chybovej funkcie popisu-
juca spdsob merania rozdielu medzi skuto¢nou a predpovedanou pravdepodobnos-
tou, vdaka comu stanovuje rozdiel dvoch pravdepodobnostnych rozdeleni. Pouziva sa
predovsekym v kontexte klasifikacie, kde sa moze predpovedat prislusnost kazdého
vzorku do klasifikacnej triedy. Hlavnym cielom pocas trénovania je minimalizovat
hodnotu entropie medzi predikovanou a pozadovanou hodnotou. Pre viacnasobni

klasifikaciu plati vypocet entropie H v rovnici 1.3:

ZP log(Q(x)) (1.3)

kde M popisuje pocet tried klasifikdcie, P(x) odpovedajica pozadovana hodnota,
ktord je porovnavand s predikovanou hodnotou @Q(z) pravdepodobnosti rozloZenia.
[14][15]
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1.3.3 Optimalizacné algoritmy

Hlavnou tlohou optimaliza¢nych algoritmov je najst optiméalne hodnoty parametrov
modelu, aby minimalizovali hodnotu chybovej funkcie pocas trénovania neurénovej

siete a najviacej sa priblizovali k predikovanym vystupnym hodnotam.

SGD

Stochasticky gradientny zostup (SGD) je iterativny optimalizacny algoritmus, ktory
je vdaka svojej Tahkej implementovatelnosti velmi vyuzivana optimalizacna tech-
nika. Gradient udava smer najprudsieho narastu funkcie a je definovany pomocou

rovnice 1.4:

)
ow
kde OF popisuje parcidlnu derivaciu chybovej funkcie £ podla vah. w [13]

grad(E) = (1.4)

V kazdom kroku vypoctu gradientu sa ziskava podmnozina nahodne vybranych
dat oznacujica sa ako "mini-batch”. Pre tiito mnozinu sa vypocitava gradient chy-
bovej funkcie vzhladom k parametru modelu. Parametre si nasledne aktualizované
v opa¢nom smere ku gradientu. V porovnani s metédou gradientého zostupu sa pri
SGD aktualizuju vahy po kazdej iteracii, vdaka ¢omu je rychlejsia, ale vypocetne

narocnejsia. SGD je popisany pomocou rovnice 1.5 :

W41 = Wy — vaj(wt; T, ?Jz) (1-5)

pricom w; je vektor parametrov v iteracii ¢, krok ucenia popisuje 1, nasledne
Vwd (we; x5, y;) je gradient chybovej funkcie vzhladom na vektor parametrov v ite-

racii t, vstupnom vektore z; a cielovom vektore y;. [13][16]

Adam

Adaptivny odhad momentu, z anglického ”adaptive moment estimation”, skratene
Adam je v sucasnosti najviac vyuzivana optimalizacnd technika, ktora bola navr-
hnutd na trénovanie neurénovych sieti a riesi niektoré nevyhody tradicného SGD,
hlavne Tahké preskocenie minima funkcie. Adaptivny sa nazyva, pretoze adaptivne
upravuje velkosti gradientu, ktory suvisi s tpravou vah. Hlavnou vyhodou algo-
ritmu Adam je udrziavanie hodnot gradientu z predchadzajiceho vypoctu a funguje
na principe, ze pocita rychlosti ucenia réznych parametrov. [17][18]

Zachovéva exponencialny kizavy priemer prvého momentu m; , ktory zodpoveds
priemeru gradientu, ¢o umoznuje algoritmu sledovat vSeobecny trend gradientov

pocas trénovania. Momenty pre vahy premennych si popisané rovnicou :
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me = Bimy—1 + (1 — 1) g (1.6)

Okrem toho zachovdva exponencialny kizavy priemer druhého momentu vy, ktory
zodpoveda priemeru Stvorca gradientu. Tym sa zohladnuju informéacie o variabilite
gradientov a je dany na zaklade vztahu :

v = Povy_1 + (1 — 52)9152 (1.7)

kde konstanty 1 a 8y v predoslych vztahoch sluzia ako faktory zapominania, ¢
popisuje poradie trénovacej iteracie a parameter g; udava hodnotu gradientu chybo-
vej funkcie. [17]

Kedze m; a v; st inicializované ako vektory nul, tak je dolezité previest upravenie
koeficientu vah korekciou skreslenia pomocou nasledovnych vztahov :

. my

= 1.8
My 5 (1.8)
~ (%

= ——————- 1.9
(% 1 _ Bé ( )

V poslednom kroku hodnotu vah pre konkrétny parameter sa pocita pomocou
vztahu :

9t+1 - et - (110)

n N
——m
\/th + € !

pricom 7 je velkost kroku a € je konstatna na ochranu delenia pred 0 ako zaned-
batelné cislo pri vypocte. [17]

1.3.4 Problémy pri uceni
Miznici gradient

Problém s miznticim gradientom (”gradient vanishing problem”) vznika pri trénovani
neurénovych sieti, ovlyviiuje najma CNN. Gradienty stratovej funkcie vzhladom na
vahy siete sa stavajui extrémne malymi, ked sa pocas tréningového procesu spatne siri
z vystupnej vrstvy do vstupnej vrstvy. Co znamend, Ze vahy v prislusnych vrstvach sa
aktualizuju len minimélne alebo vobec, ¢o moze sposobit, ze tieto vrstvy maji maly
alebo nulovy vplyv na vysledok. V pripade CNN moze nastat este komplikovane;jsi
problém, pretoze jednotlivé vrstvy siete maju Specificki Struktiru a na extrakciu
roznych prvkov z obrazu vyuzivaja jadra filtrov. Nasledne ak sa gradient lisi k nule,
tak vahy filtrov nie st dostatoc¢ne aktualizované, a preto nemdzu prispievat k ucenie
danych vlastnosti. [19]]20]
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Problémom je hlavne pri pouziti aktivacnej sigmoidalnej funkcie, tak malé de-
rivacie sa spolu nasobia, tak gradient nasledne exponencialne klesa smerom k po-
¢latoénym vrstvam. Jedna z moznosti ako vyriesit popisany problém je pouzitie
aktivacnej funkcie typu ReLU, ktora neméa tendenciu vyvolavat miznice gradienty.
20

Dalsfm sposobom je vyuzitie techniky na normalizaciu vah, ako napriklad "batch
normalization”, kde pomahaji udrziavat stabilitu pocas trénovania. Pri architekti-
rach sieti, ktoré obsajuje tzv. "skip connections” tak umoznuju gradientom precha-
dzat po urcitych vrstvach, vdaka comu dopoméahaji zmiernit problémy s mizntcim

gradientom. [21]

Preucenie

Problém preucenia (”overfitting”) nastéva, ked siet sa nauci prilis dobre na tréno-
vacie data a straca generalizacni schopnost algoritmu na nové, nezname data. To
znamena, ze siet sa prili§ presne prisposobi Sumom alebo konkrétnym vlastnostiam
trénovacich vzorov a nedokaze efektivne zovseobecnit na nové priklady. Problémom
mozu byt prave malé zmeny v trénovacich datach, kde dochadza k velkym zmenam
parametrom siete, ¢o moze naznacovat, ze sief zachytava Sum namiesto skutoéného
vzoru. [22]

Existuje niekolko metdéd na riesenie problému preucenia. Jedna z nich je da-
tova augmentacia, popisand v kapitole 2.3.2. Nasledne dalsim sposobom je technika
"dropout” fungujtica na principe vypinania neurénov v priebehu trénovania. Pouzitie
technik na regularizaciu vah ako L1 a L2 poméaha zabranit prilis velkym hodnotdm

vah, ¢o zlepsuje celkovi generalizaciu. [23]

Nevyrovnany dataset

Problém nevyvazenych siborov dat méze ovplyvnit schopnost modelu spravne zo-
vseobecnit a klasifikovat vzory vo vsetkych kategoriach. Nevyvazeny subor dat zna-
mena, ze niektoré kategérie maju podstatne viac dat ako iné. V pripade mensinovej
triedy nastava pokles presnosti a narast nadmerného prispésobenia. Model jedno-
ducho nemusi byt schopny efektivne odhalif vzory v mensich triedach, pretoze nie
je dostatocne trénovany na tieto vzory. [24]

Vyriesenie spominaného problému moze nastat napriklad aplikovanim metédy
SMOTE, co je technika na vyvazenie datasetov mensinovej triedy, pricom sa ge-
neruju syntetické priklady pre mensinovi triedu na zéklade existujicich prikladov.
Konkrétne, pre kazdy priklad v mensinovej triede vybera susedné priklady a vytvara

nové syntetické priklady v smere medzi nimi. [25]
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Problém s nedostatkom dat

Ucenie CNN s obmedzenym datasetom alebo nedostatok dat pri trénovani je hlav-

nym cielom na skiimanie diplomovej prace, problém je popisany v kapitole 2.

1.3.5 Hodnotenie predikcie modelu

Hodnotenie vykonnosti klasifikacného modelu je nevyhnutnym krokom, pretoze po-
skytuje informécie o tom, ako dobre model zvlada tlohu klasifikacie. Ich tc¢innost
a spolahlivost st neoddelitelne spojené s presnostou ich predikcii a schopnostou
spravne rozpoznat vzory v datach. Existuje viacero metrik a ich vyber zavisi od
konkrétneho kontextu. [26]

Matica zdmien je nastrojom pouzivanym na hodnotenie vykonnosti klasifikac-
ného modelu. Ide o tabulku, ktorda porovnava skuto¢né triedy pozorovani s prediko-
vanymi triedami modelu, pricom méa formu dvojrozmerného pola, kde jedna dimenzia

predstavuje skutocné triedy a druha dimenzia predstavuje predikované triedy. [27]

Skuto¢na hodnota

Pozitivna Negativna

TP FP

FN TN

Negativna Pozitivna

Predikovana hodnota

Obr. 1.8: Matica zadmien

Obsahuje 4 zdkladné bunky, kde TP ("True positive”) oznacuje pripady, kedy
model spravne predpovedal pozitivnu triedu. Napriklad, model spravne diagnostiko-
val pacienta s rakovinou. Nasledne TN ("True negative”) reprezentuje pripady, kedy
model spravne predpovedal negativnu triedu, teda, ze zdravy pacient naozaj nie je
chory. Dalej FP (”"False positive”) identifikuje pripady, kedy model nespravne pred-
povedal pozitivnu triedu. Tymto padom by to znamenalo, Ze model mylne povedal,
ze pacient ma chorobu, ked v skutoc¢nosti nie je chory. Poslednym je FN ("False
negative”) oznacuje pripady, kedy model nespravne predpovedal negativnu triedu,
¢o znamend, ze model prehliadol chorobu u pacienta, ktory ju skutoc¢ne ma. [26][27]

Pomocou matice zamien sa odvodzuju dalsie metriky hodnotenia :
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P o TP+ TN 1)
PESNOSt = P L FP+ FN + TN '

Presnost vyjadrena vzorcom 1.11 popisuje celkovy pomer spravne klasifikovanych
prikladov (TP a TN) k celkovému poctu prikladov. Je to jednoduchd a intuitivna
metrika, ale moze byt nevhodnd v pripade, Ze sa jednd o sibory dat s malym mnoz-
stvom tudajov. Ak je niekolko chybnych klasifikacii, ktoré maji vyrazny vplyv na
celkovy pomer, tak to moze viest k nekonzistentnym alebo nereprezentativnym vy-
sledkom o vykonnosti modelu. Z tohto dovodu sa pouzivaji dalSie metriky.

Sensitivita (SE) popisuje pomer spravne klasifikovanych pozitivnych prikladov
(TP) k celkovému poctu prikladov, ktoré si skutocne pozitivne (TP + FN). Je
dolezita v pripade, ked je kritické minimalizovat faloSne negativne pripady. Vyjadruje
kolko zo vSetkych poloziek, ktoré model predpovedal ako pozitivne boli skutoc¢ne

pozitivne. Je vyjadrena vzorcom 1.12.

TP

E=—""
B = TPy FN

(1.12)

Specificita (SP) definovana vzorcom 1.13 vyjadruje pomer spravne klasifikova-
nych pozitivnych prikladov (TP) k celkovému poctu prikladov, ktoré boli klasifi-
kované ako pozitivne (TP + FP). Popisuje kolko zo vsetkych poloziek, ktoré su

skutocne pozitivne, boli spravne predpovedané ako pozitivne.

TP

P=_——10—
S TP+ FP

(1.13)

Casto sa ako dolezitda metrika pouziva Fl-skére vyjadrujice harmonicky prie-
mer SE a SP, poskytuje vyvazeny pohlad na vykonnost klasifikacného modelu. Je
popisana vo vzorci 1.14.

2-SE-SP

F1— skore = — 22727 1.14
Shore = g E T 9P (1.14)

F1-skére dosiahne svoju maximélnu hodnotu (1) v pripade, ak su SE a SP rov-
nako maximalne, ¢o znamend, ze model dosahuje rovnaki uspesnost v identifikacii
pozitivnych pripadov, minimalizacii falosnych pozitivnych a falosnych negativnych
prikladov. [26][27]
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1.4 Klasifikacia obrazov

Klasifikacia obrazov predstavuje jedno z klucovych odvetvi v oblasti pocitacového
videnia a umelej inteligencie, kde hlavnym cielom je priradit vstupny obraz do jed-
nej alebo viacerych preddefinovanych kategérii. Existuje mnoho architekttr na kla-
sifikdciu obrazkov, pricom jednou z najpopularnejsich st CNN, pretoze sa dokazu
automaticky naucit priestorovt hierarchiu prvkov, ako si hrany, textury a tvary,
ktoré su doblezité na rozpoznavanie objektov na obrazkoch. Dnes sa CNN pouzivaju
v Sirokom spektre aplikacii, od rozpoznavania objektov a tvari, az po autonémne
vozidla ¢i medicinsku diagnostiku. [28]

1.4.1 Typy architektar CNN

Existuje velké mnozstvo architektir pouzivanych v priemyselnych aplikdciach na

klasifkaciu obrazov. AvSak budu popisané typy pouzivané v praktickej casti.

ResNet18

ResNet, skratka pre Residual Network, je rodina CNN navrhnutych tak, aby fungo-
vali zavedenim tzv. rezidualnych blokov, ktoré predovsetkym znizuju problém mizni-
cich gradientov pri trénovani hlbokych sieti. Model ResNet bol prvykrat navrhnuty
v ¢lanku ,,Hlboké rezidualne ucéenie pre rozpoznavanie obrazkov® od Kaiminga He v
roku 2016 a odvtedy sa Siroko pouziva v mnohych oblastiach pocitacového videnia.
Architektira ResNet18 je navrhnutd s ohladom na kompaktnost a efektivnost pri

zachovani vysokého vykonu na mensom datasete. [29]

[x] o

Input
3%3 conv, 64
3x3 conv, 64
3x3 conv, 128,
3x3 conv, 128
Ix3 conv, 128
3x3 conv, 128
3x3 conv, 256, /.
3x3 conv, 256
3x3 cony, 256
3x3 conv, 512, 12
3x3 conv, 512
3x3 conv, 512

Obr. 1.9: Architektura ResNet18 [30]

Architektira siete ResNet18 pozostava z niekolkych komponentov. Na zaciatku
sa zacina pociatocnou konvoluénou vrstvou so 7x7 filtrami, po ktorej nasleduje max-
pooling na znizenie vzorkovania vstupného obrazu. Zakladnymi stavebnymi prvkami

ResNet-18 st rezidualne bloky, z ktorych kazdy pozostava z dvoch konvoluénych
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vrstiev s 3x3 filtrami. Po kazdej konvolucnej vrstve sa aplikuje batch normaliza-
cia a aktivacnd funkcia ReLU. V sieti ResNetl8 je zavedenie skratenych spojeni
("shortcut connections”), znamych aj ako preskokové spojenia (”skip connections”).
Tieto spojenia umoznuju vstupu obist jednu alebo viac konvoluénych vrstiev, ¢o
pomaéha zmiernif problém mizniceho gradientu. V sieti ResNetl8 skratené spoje-
nie preskakuje dve konvolucné vrstvy. Zvysné bloky si poskladané dohromady a
tvoria hlavné telo siete. V sieti ResNet18 sui styri takéto bloky, z ktorych kazdy ob-
sahuje viacero zvyskovych jednotiek. Na konci siete sa pouziva globalne priemerné
zdruzovanie na znizZenie priestorovych rozmerov na jedini hodnotu pre mapu prv-
kov. To zjednodusuje naslednii tilohu klasifikécie tym, ze poskytuje vektor priznakov
s pevnou velkostou bez ohladu na velkost vstupného obrazu. Nakoniec je tu plne
prepojend vrstva, ktora vykonéva ilohu klasifikacie a mapuje priznaky extrahované
predchadzajicimi vrstvami na vystupné triedy. Na ziskanie pravdepodobnosti tried

sa zvyCajne pouziva aktivacna funkcia softmax. [31]

VGG19

Architektura siete VGG19 je vyznamnd svojou relativne jednoduchou, avsak velmi
hlbokou architektirou, ktora obsahuje 19 vrstiev s vahami, pricom kazda z nich
vyuziva malé jadro velkosti 3x3 s krokom 1, ¢o zabezpecuje zachovanie rozmerov
obrazu. Téato vlastnost umoznuje sietam VGG ucit sa zlozité a detailné vzory v

détach, co prispieva k ich vysokému vykonu. [32]

Input image 224x224x64
224x224x3

14x14x512

7373512
ﬁqfﬁj‘ 7 1x1x4006  1x1x4096 1x1x1000 1111000

@ Input image | Convolution+ReLU - Softmax
@ Max pooling - Fully connected+ReLU

Obr. 1.10: Architektura VGG19 [33]

Po kazdej konvolucnej vrstve nasleduje aktivacna funkcia ReLU, ktord zvysuje
nelinearnu schopnost siete a zaroven poméaha predchadzat problému mizntcich gra-
dientov. Funkcia je klucova pre udrzanie dynamiky a efektivnosti ucenia v celej
sieti. Dalej, architektira obsahuje celkovo 5 max pooling vrstiev, ktoré st rozmies-
nené po urcitych konvoluénych vrstvach. Tieto vrstvy postupne redukuji priestorové
rozmery vstupného obrazu, ¢im efektivne znizuju pocet parametrov a vypoctovi na-

rocnost modelu, a sticasne zachytavajui a zvyraznuji dominantné vlastnosti potrebné
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pre klasifikaciu. Na koniec architektiry siete sii umiestnené 3 plne prepojené vrstvy,
kde prvé dve disponuji 4096 kanalmi a tretia predstavuje vystupnu vrstvu s poctom
kandlov odpovedajicim poctu klasifikacnych tried. [32]

Na uplnom zavere architektiry je umiestnend softmax vrstva. Tato vrstva nor-
malizuje vystupy z poslednej plne prepojenej vrstvy do pravdepodobnostného roz-
delenia, ¢im umoznuje presnu klasifikdciu vstupného obrazu do jednej z preddefi-
novanych tried. Tento systém vrstiev a funkcionalit poskytuje VGG19 vynikajice
schopnosti v rozpoznavani a klasifikacii obrazov, ¢o z neho robi jeden z pilierov v
oblasti pocitacového videnia. [32]
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2 Problematika ucenia s obmedzenym data-
setom

2.1 Definicia problému

Na trénovanie neurénovych sieti je potrebné velké mnozstvo tdajov, ¢o je velakrat
obmedzujicim c¢initelom v priemyselnych aplikaciach, pretoze proces zberu moze
byt zdlhavy, s ¢fm stvis aj narast ceny na navrh modelu strojového ucenia. Presné
mnozstvo dat na proces trénovania je castokrat nezname a je oznacované ako jeden
z najviac dolezitych faktorov pri navrhoch optiméalneho systému pocitacom pod-
porovanej diagnostiky. Malé mnozstvo vzoriek pri trénovani neurénovych sieti trpi
prebytocnym prispoéspobenim tidajov a maji ovela nizsiu pravdepodobnost, ze by
mali skuto¢né vyuzitie, pricom negativne ovplyvinuju schopnost generalizacie na nové
data. Néarast poCtu vzoriek moze zvysit celkovi presnost modelu, ale taktiez po ur-
¢itom zvysSovani nemusi nastat vyrazné zlepsenie. [34][35]

Dalsim kli¢ovym problémom je obmedzend rozmanitost dat. V pripade, 7e tré-
novaci dataset nedostatoc¢ne reprezentuje roznorodost vstupnych dat, méze dojst k
tomu, ze model sa nauci len Specifické vzory a bude mat obmedzenti schopnost adap-
tovat sa na nové situacie. Nizsia presnost a obmedzena robustnost modelu predsta-
vuju dalsie problémy spojené s obmedzenym datasetom. Model mo6ze byt nachylny
na sum a nejednoznacnosti v datach, ¢o moze viest k nizsej tispesnosti pri rieSeni
novych uloh. [36]

Aplikacie medicinskych obrazov pre ucenie neurénovych sieti st idedlnym prikla-
dom z dovodu vysokej kvality a manualne anotovanych diagnéz Specialistom. Avsak
sukromie pacientov je jeden z najzavaznejsich problémov, pretoze stazuje pristup k
potrebnycm datam. Taktiez vysokokvalitné anotacie odbornikmi st ¢asto nakladné

a vo velkom rozsahu takmer nezvladnutelné. [37]

2.2 Riesenia problematiky obmedzeného datasetu

Ucenie sa z obmedzenych siiborov idajov je velmi narocné a stale je tento problém
v podstate nevyrieseny. Malé mnozstvo prac sa venuje uCeniu s malym siiborom
udajov. Jedna z nich hodnotila skupinu 17 klasifikdtorov aplikovanych na 121 da-
tasetov, ale tento problém sa venuje prace s klasifikdtormi strojového ucenia, nie
hlbokého ucenia. Klasifikator s najlepsimi vysledkami sa ukazal nahodny les, tesne
za nim SVM. [38] V literatire sa véc¢sina autorov nevenuje problému nedostatku

dat v oblasti strojového ucenia a hlbokého ucenia zamerané na multidimenzionédlne
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vstupy - obrazy. Ked sa zvysuje dimenzionaliza vstupnych tidajov sa tloha klasifi-
kacie stava ovela zlozitejsou. Jednoduchy pristup na zlepsSenie generalizacie modelu
je implementacia technik, ktoré sa snazia syntetizovat nové obrazy pomocou roz-
nych transformacii. Generovanie novych obrazov méze byt extrémne efektivne, ale
na druhu stranu aj vypocetne naro¢né. Autori popisuju, ze Standartné datové aug-
mentéacie dokazu zlepsit vykonnost modelu do velkej miery, avsak typ augmentacie
by mal byt peclivo navrhnuty, pretoze je vysoko korelovany s typom obrazu. [39]

Z tohto dovodu existuji metoddy, ktoré pri malom mnozstve dat zlepsia celkovi
presnost modelu, vdaka ¢omu st schopné Setrif ¢as a hlavne financie. Vo vseobecnosti
prva kategoria implementuje techniky na tpravu datasetu popisané v kapitole 2.3.
Néasledne druhéa kategéria sa venuje technikdm na tpravu algoritmu popisané v
kapitole 2.4.

2.3 Techniky na dpravu datasetu

2.3.1 Datova augmentacia - zakladna

Datova augmentécia je technika, ktord sa pouziva na umelé zvicsenie velkosti data-
setu pouzitim roznych transformécii z povodnych dat. Hlavnym cielom je rozélenit
stbor dat, a tak zlepsit robustnost vytvoreného modelu. [40]

Hlavnym cielom datovej augmentécie je zlepsit generalizacnt schopnost modelu
tym, ze ho vystavime SirSiemu spektru datovych vzorov pocas trénovania. Z toho vy-
plyva, ze ak je potrebné ziskat vicsie mnozstvo iidajov staci vykonat mensie zmeny;,
aby si vytvorena neurénova siet myslela, ze ide o odlisné obrazky, pretoze ak su
objekty umiestnené v réznych orientaciach, CNN je schopna robustne klasifikovat

objekty pomocou vlastnosti nazyvanej ako invariancia. [41]
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Obr. 2.1: Tlustracny priklad zékladnej datovej augmentacie [41]

Augmentéacia sa zvycajne vykonava pred zadajim udajov do modelu strojového

ucCenia. Medzi zdkladné augmentacné techniky patri [42] :
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» Rotacia: rotacia o uréiti hodnotu uhla

« Preklopenie: preklopenie horizontalnym alebo vertikalnym smerom

« Skalovanie: zvidSenie alebo zmensenie obrazku, meni sa velkost

e Orezanie: vybera sa ¢ast povodného obrazku a meni sa na pévodnu velkost
o Translacia: posun v smere osi X alebo Y (alebo oboch naraz)

o Gausovsky Sum: pridanie Sumu rovnomerne vSetkym frekvenciadm

2.3.2 Datova augmentacia - pokrocila

Niekedy pri trénovani CNN nestacia zakladné augmentacné techniky, a preto exis-
tuju pokrocilé techniky, ktorym hlavnym cielom je zvysif rozmanitost udajov ge-
nerovanim jedinec¢nych obrazkov s novou informéaciou, ¢o mdze pomoct ku lepsej

generalizacii modelu. Medzi najbeznejsie pokrocilé techniky patria :

Generativne adverzné siete

Generativne adverzné siete (GANs) predstavuji pokrocily koncept v oblasti strojo-
vého ucenia a umelého inteligencie, konkrétne v ramci generativnych modelov. Tato
technolégia bola prvykrat predstavena v roku 2014 Ianom Goodfellowom a jeho
kolegami. [43]

N = Generator
s

Nahodny $um - Faloény obrézok

Obr. 2.2: Grafické zobrazenie schémy siete typu GAN [44]

GANSs st modely zalozené na uceni bez ucitela skladajice z dvoch typov ne-
uréonovych sieti. Prvy z nich nazyvany ako generator sluzi k vytvoreniu udajov,
ktoré sl na nerozoznanie od skutoc¢nych tdajov. Na vstupe prijima ndhodny sSum a
generuje vzorky. Druhy s ndzvom diskriminator ma za tlohu rozliSovat medzi sku-
toénymi idajmi a vzorkami vytvorené generatorom. Hlavnym cielom diskriminatora

je spravne klasifikovat ¢i je vzorka skutocné alebo umelo vytvorena. Tento proces sa
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odohrava ako hra s nulovym stc¢tom, kde zlepsenie jednej siete vynucuje zlepSenie
druhej, ¢o vedie k rychlemu a efektivnemu uceniu. [44]

Hlavnym cielom diskriminatora je spravne oznacit vygenerované obrazky ako
falosné obrazky a empirické datové body ako skutocné obrazky. Za diskriminator
sa povazuje nasledujica stratova funkcia, ktord popisuje vzdialenost alebo rozdiel

medzi dvoma parametrami funkcie [45] :

Lp = Error(D(x),1) + Error(D(G(z2)),0) (2.1)

Na druhej strane, cielom generatora je ¢o najviac zmiast diskriminator a falosne
oznaCit vygenerované obrazky ako skutocné obrazky. Generator by sa mal snazif
minimalizovat rozdiel medzi 1 (oznacené skuto¢né udaje) a falosnymi tidajmi gene-

rovanymi vyhodnotenim diskriminédtora. Stratova funkcia je popisana ako [45] :

Lg = Error(D(G(z)),1) (2.2)

Beznou stratovou funkciou, ktora sa pouziva v problémoch binarnej klasifika-
cie, je vzajomna entropia, ktorej vzorec je popisany v rovnici 1.3 v kapitole 1.3.2.
Stratova funkcia meria ako sa lisia dve rozdelenia, ¢i je datovy bod pravdivy alebo
nepravdivy. Aplikovanim sa dostant 2 stratové funkcie pre diskrimindtor Lp a ge-
nerator L [45] :

Lp=— ) Clog(D(fl?)) +log(1 — D(G(2))) (2.3)
Lg == log(D(G(2)) (2.4)
zeC

Optimalizacia modelu prebieha najdenim parametrov generatora a diskrimina-
tora, aby boli stratové funkcie optimalizované, ¢o zodpoveda trénovanie modelu.
Vypocetna narocnost GANs je jednou z hlavnych vyziev pri ich trénovani a vyuzi-
vani. Tato narocnost vychadza z viacerych faktorov, ktoré zahinaju architektiru
modelu, velkost datového setu, pocet iteracii ¢i epoch potrebnych pre konvergenciu,

a hardvérové poziadavky.

Prenos nerénového stylu

Neurénové siete pre prenos stylu (NST) predstavuji techniku v oblasti strojového
ucenia, ktord umoznuje prenasat umelecky styl z jedného obrazu tzv. stylovy obraz
na iny obraz tzv. obsahovy obraz, ¢im vytvara novy obraz, ktory kombinuje obsah
prvého obrazu so stylom druhého. Tato technoldgia bola predstavend v praci Leona
A. Gatysa a kolegov v roku 2015 a stala sa zakladom pre mnohé nasledné vyskumy

a aplikdcie. [46]
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Architektira NST vyuziva predtrénovant konvoluénii neurénovi siet, ¢asto VGG
(napr. VGG19), ktord bola p6vodne navrhnuté a trénovana na klasifikdciu obrazov v
datasete ImageNet. Proces prenosu stylu zahtna tri hlavné obrazy: obsahovy obraz,
stylovy obraz a generovany obraz, ktory sa postupne upravuje tak, aby odrazal obsah
z obsahového obrazu a styl zo stylového obrazu. Pomocou tejto techniky sa dosahuje
podobny vysledok ako GAN, ale v ich porovnani je NST vypocetne menej narocna,
¢o ma ale za néasledok mensiu robustnost algoritmu. [41]

KTacové komponenty architekutry siete NST zahfnaji obsahovi stratu a Sty-
lovil stratu, ako aj samotny optimalizacny proces. Obsahova strata zabezpecuje, ze
aktivacie vrstiev vyssej drovne si podobné medzi obrazom obsahu a generovanym
obrazom, ¢im sa zachovava obsah povodného obrazu. Zvycajne sa definuje ako eukli-
dovska vzdialenost medzi reprezentaciami prvkov obsahového obrazu a generovaného
obrazu. Priznakova mapa generovaného obrazu oznacend ako F' a priznakova mapa
obsahového obrazu vo vrstve [ oznacend P', kde nésledne je obsahova strata Leonent
reprezentovana rovnicou [47] [48] :

1
Lcontent(Pl7Fl) = 5 Z(F’zlj - P’Llj)2 (25)

(2
kde i a j st indexy priznakovej mapy vo vrstve [.
Stylova strata mé za ciel zladit §ty1 obrazku s vygenerovanym obrazkom. Definuje
sa pomocou tzv. gramovej matice, ktora zachytava korelacie medzi mapami prvkov v

roznych vrstvach CNN. Gramova matica koduje informécie o textire a style obrazu.

ny X Ny Ne Gram Matrix
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Obr. 2.3: Vizualizacia matic a vyslednd Gramova matica [47]

Pre dand vrstvu [, kde A’ reprezentuje Gramovu maticu $tylového obrazu a
G' reprezentuje Gramovu maticu generovaného obrazu, $tylova strata Lg,. v tejto
vrstve je popisand rovnicou [48] :

L, (AL GY =

style

1 [ [ \2
- GEo— AL 2.
4NPM? 2}( i~ Ay) (26)

kde N; je pocet priznakovych map, M, je velkost kazdej priznakovej mapy, ¢ a j

si indexy elementov Gramovej matice.
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Celkova stylova strata je nasledne dand ako vazeny sucet strat stylu v kazdej

uvazovanej vrstve [48] :

Loyie(A, G) = Y Ly (A", G') (2.7)
l

kde w; je vahovany faktor je kazdua vrstvu [.
Finalna stratova funkcia, ktora sa architekttra siete NST snazi minimalizovat
je dand ako vaZeny sicet obsahovej straty Leonient a Stylovej straty Lg,. vyjadrend

rovnicou [48] :

Ltotal = aLcontent + BLstyle (28)

kde a a B st vahové faktory, ktoré vyrovnavaja prispevok kazdého clena.

Proces NST zahina viaceré kroky. Zacina sa inicializaciou generovaného obrazu,
ktory je bud ndhodny sum alebo koépia obsahového obrazu. V kazdej iteracii opti-
malizacného procesu sa vypocita obsahova strata medzi generovanym a obsahovym
obrazom, ako aj Stylova strata medzi generovanym a stylovym obrazom. Pouzitim
algoritmu, ako je gradientny zostup, sa potom pixely generovaného obrazu upravia
tak, aby sa celkova strata minimalizovala. Tento proces iteracie pokracuje, az kym
generovany obraz nedosiahne uspokojivii podobnost s obsahom obsahového obrazu

a Stylom Stylového obrazu. [47]

2.4 Techniky na dGpravu algoritmu

2.4.1 Transferové ucenie

Transferové ucenie ("Transfer learning”) je technika hlbokého ucenia, pri ktorej sa
vytvoreny model neu¢i od samého zaciatku, ale vyuziva predtrénované modely s
naucenymi vlastnostami na velkych datasetoch, a preto si predtrénované modely
vyzaduji menej ¢asu v porovnani s trénovanim od zaciatku. Vyuzivaji maximélne
mnozstvo dostupnych tidajov z datasetu ¢o poméaha zlepseniu presnosti pri konkrét-
nych tlohach. Tento typ techniky na zlepsSenie presnosti modelu moze pouzit predt-
rénovany model, ktory bol natrénovany na velkom datasete na tplne inej tlohe s
rovnakym vstupom, ale inym vystupom. [49]

Hlavné vyhody, ktoré pontka transferové ucenie je popisané na obrazku 2.4.
Prva moznost zobrazuje zaciatok s vyssim Startom, ¢o spésobuje lepsi vykon od za-
¢iatku. Dalsim pripadom je vyssi sklon, ktory zabezpecuje rychlejsie u¢enie modelu.
Poslednou moznostou je vyssia asymptota a oznacuje skutocnost, ze vykon modelu
dosahuje vyssi maximalny bod, ked je predtrénovany na velkom a réznorodom da-

tasete, kde nésledne prenasa svoje naucené vahy na novy dataset. [50]
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Obr. 2.4: Vyhody transferového ucenia [51]

Vyuzivaju sa tri hlavné sposoby transferového ucenia :

CNN ako extrakcia priznakov

Model sa predtrénuje na velkom datasete, casto na tlohe klasifikdcie obrazkov, a
potom sa odstrania vrstvy na konci siete (plne prepojené vrstvy), ktoré boli naucené
na konkrétnu tlohu. Zvysné vrstvy si potom ponechané a nové plne prepojené vrstvy
st pridané na konci siete. Tieto nové vrstvy su inicializované ndhodne a potom su

trénované na novej ilohe. [50]

Ladenie CNN

Model sa predtrénuje na velkom datasete, ale namiesto toho, aby sa odstranili vsetky
vrstvy na konci siete, sa niektoré z nich moézu ponechat. Ponechané vrstvy moézu
byt potom jemne ladené na novy dataset. To znamenad, ze vahy tychto vrstiev si
aktualizované na zéklade novych dat, zatial ¢o vahy predoslych vrstiev zostavaju

nezmenené alebo sa aktualizuji menej. [50]

Predtrénované modely

Aj ked v dnesnej dobe st pomerne vyvinuté GPU, tak ¢asova naro¢nost pri trénovani
CNN méze trvat aj tyzdne pri velkom mnozstve obrazov. Mnoho ludi zverejiiuje svoje
vysledky na tikor ostatnych, aby mohli lepsie doladit svoje modely a netravili privela

¢asu manualnym ladenim konvolucnej siete. [50]
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2.4.2 Dropout

Dropout je technika regularizacie pouzivana na trénovanie, aby sa predislo ich pretré-
novaniu modelu. V kontexte trénovanie CNN s obmedzenym datasetom sa zvycajne
aplikuje na plne prepojené sietové vrstvy na konci architektiry. Tieto vrstvy su totiz
vdaka vicsiemu po¢tu parametrov najviac nachylné na pretrénovanie. [52]

CNN mozu obsahovat miliény parametrov, st obzvlast nachylné na pretrénova-
nie, najma ak si trénované s malymi sibormi tdajov. Dropout pomaha riesit tento
problém ndhodnym ,vypinanim® ¢asti neurénov v sieti pocas tréningu, ¢o nuti siet
distribuovat ,ucenie” medzi neurény rovnomernejsie. To znamend, Ze siete musia
vyvinuf vykonnejsie a vSeobecnejsie reprezentacie, nez sa spoliehat na maly pocet

neurénov na vykonavanie urcitych tloh. [53]

(a) Standartna neurénova siet (b) Po aplikovani dropoutu

Obr. 2.5: Porovnanie standartnej ANN s dropoutom [54]

Hodnota dropoutu je hyperparameter, ktory urcuje pravdepodobnost, s akou
budu jednotlivé neurdény v sieti "vypnuté” (t.j. ich vystupy budi doc¢asne nastavené
na nulu) pocas fazy trénovania. Této pravdepodobnost je vyjadrend ako desatinné
¢islo medzi 0 a 1, kde 0 znamend ziadny dropout a 1 znamend uplny dropout. Hod-
nota dropoutu nastavend na 0 znamenad, ze dropout nie je aplikovany. To znamena,
ze ziadne neurény nebudi nahodne "vypnuté” pocas trénovania. Sief bude pouzi-
vat vSetky dostupné neurény pri kazdom prechode vpred a spéat. Na druhej strane,
hodnota dropoutu nastavend na 1 znamena, ze vsetky neurény v danej vrstve budi
"vypnuté” pocas trénovania. V praxi to znamend, ze vrstva je Uplne ignorovana,

kedze ziadne informécie neprechiddzajui cez neurény.
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2.4.3 Suborové ucenie

Stuborové ucenie ("Ensemble learning”) zahina kombinéciu viacerych modelov stro-
jového ucenia s hlavnym cielom vytvorit lepsiu presnost modelu ako by to dokazal
samostatne. CNN disponuju ¢asto vysokym rozptylom, ¢o moze vies k tazkostiam pri
vytvoreni findlneho modelu. Riesenim je kombinécia viacerych dobrych modelov, ale
zaroven aj rozdielnych, ¢o v praxi znamena, aby sa kazdy model dopustal inych chyb
pri predikovani. Taktiez je mozné vytvorit rozne modely s odlisSnymi architekirami
a nasledne ich kombinovat. [55]
Existuju dva hlavné pristupy k vyuzitiu siiborového ucenia :

Bagging (Bootstrap Aggregating)

Metoda "bagging” sa pouziva na zostavenie viacerych modelov pomocou réznych
podmnozin tréningovych tdajov ako je zobrazené na obrazku 2.6. Néasledne kazdy
model je trénovany na inej podmnozine tdajov a vysledky ziskané z tychto modelov
sa potom kombinuji. Zlepsuje celkovii robustnost, pretoze model je trénovany na
viacerych podmnozinach a je viac pravdepodobné, ze sa dopustaju rozdielnych chyb
pri predikcidch. [56]
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Suborovy klasifikator "Bagging"

Obr. 2.6: Schéma "bagging” metddy [56]

Boosting

Pri trénovani CNN s obmedzenym datasetom sa metdéda ”boosting” pouziva na
trénovanie viacerych modelov na rovnakom sibore dat a vysledky z tychto modelov

sa kombinuju s cielom zlepsSenia celkového vykonu modelu. Znamym pristupom na
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kombinaciu modelov je BoostCNN, kde hlavnou vyhodou je vyuzitie kombinacie
silnejsich stranok pri viacerych vytvorenych slabsich modeloch. [57]

BoostCNN funguje tak, ze trénuje viacero CNN na rovnakom subore tdajov a
potom kombinuje ich predpovede pomocou "boostovacich vah”. Tieto vahy sa urcuju
pri kazdej iteracii a sief, ktord vedie k najvacsiemu znizeniu rizika pre klasifikaciu,
sa prida do vysledného siuboru. [57]
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3 Pouzité datasety

3.1 Dataset obrazov aut a motoriek

Prvy dataset obsahuje jedinecné obrazky zobrazujice rozne typy automobilov a
motoriek. Autor popisuje, ze pri zbere dat bola zachovana réznorodost, aby boli obe
kategorie dostatocne prezentované vo vsetkych moznych podmienkach. Je verejne
dostupny na internetovej stranke Kaggle. [58]

Rozmery kazdej fotografie s odlisné, kde najmensia fotografia dosahuje rozmery
100 x 100 pixelov a na druhej strane s najvacsimi rozmermi 8192 x 5464 pixelov, ¢o
nam potvrdzuje velkt réznorodost. Snimky boli zaznamenané z roznych uhlov, pri
odlisnych svetelnych podmienkach a dokonca na niektorych zaberov sa nachadza len
cast automobilu ¢i motorky.

Data nie st rozdelené na trénovaciu a testovaciu mnozinu, pricom kategorie st
rovomerne rozdelené a obsahuju dokopy 4000 obrazkov pre binarnu klasifikdciu.
Polozky st pomenované ako "bike”, ¢ize motorka a "car” oznacenie pre automobil.
Pre experimenty diplomovej prace bolo vybranych ndhodne 1000 snimkov z kazdej

kategorie. Nahodné snimky z datasetu si zobrazené na obrazku 3.1.

Bike (648)

Bike (762)

Obr. 3.1: Ndhodne vybrané snimky z datasetu aut a motoriek
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3.2 Dataset obrazov z histolégie

Ako druhy dataset z medicinskej problematiky boli zvolené histologické snimky,
primarne zamerané na pripady rakoviny plic, ktory bol opéf stiahnuty na stranke
Kaggle. Autor popisuje ako hlavny ucel zverejnenia datasetu na vyvoj pokrocilych
systémov umelej inteligencie. [59]

Povodne obsahuje dokopy 12 tisic snimkov v 3 kategéridch : adenokarciném
("lung aca”), neuroendokrinné nadory (”lung n”) a spinocelularny karciném ("lung
scc”). Data boli vopred rozdelené na testovaciu a trénovaciu mnozinu, ale pre tcely
diplomovej prace a zachovanie rovnakého protokolu bindrnej klasikacie boli pouzité
dve najviac podobné kategérie, ktoré si zamerané na rozliSenie medzi adenokarci-
némom a spinocelularnym karcinémom. Nasledne z kazdej kategorie bolo nahodne
vybranych po 1000 snimkov pre lepsiu reprodukovatelnost. Rozmery snimkov st
zachované vsetky zhodne - 768 x 768 pixelov. Priklad snimok je zobrazeny na ob-
razku 3.2.

lungaca987 lungaca615

lungacal028 lungacal3l4 lungacal007
v -z ¥ .

\

Obr. 3.2: Nahodne vybrané snimky z datasetu obrazov histologie
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4 Navrh experimentov

Hlavnym cielom diplomovej prace bola realizacia experimentov na ucenie hlbokych
neurénovych sieti s obmedzenym datasetom a ich nésledne porovnanie. Experimenty
boli navrhnuté a realizované v programovacom jazku Python vo verzii 3.11.8 spolu
s vyuzitim prostredia Spyder a kniznice pre hlboké ucenie PyTorch, ¢o je jedna z
hlavnych kniznic pre hlboké ucenie, ktora poskytuje nastroje na efektivne tréno-
vanie a nasadenie neurénovych sieti s dérazom na rychlost a flexibilitu. Jednou z
jeho klucovych prednosti je schopnost rychleho vypoctu tenzorov s vyuzitim grafic-
kej procesorovej jednotky prostrednictvom technolégie CUDA, ¢o umoznuje vyrazné
zrychlenie operacii. Bol pouzity opera¢ny systém Linux Ubuntu vo verzii 22.04 s gra-
fickou kartou Nvidia Titan Xp 12 GB GDDRA5. Zdrojové kody s implementovanymi

experimentami si dostupné na adrese : https://github.com/DP-Nemeth.

4.1 Priprava dat na ucenie s obmedzenym datasetom

V experimentoch diplomovej prace zameranej na ucenie hlbokych neurénovych sieti
s obmedzenym datasetom je k dispozicii siibor obrazkov, oznaceny ako X, a ozna-
¢enie tried ako ). Hlavnou tlohou je navrhnut klasifikatory fy, popisané vektorom
parametrov #. Klasifikatory sa navrhuju tak, aby predpovedali oznacenie y pre lubo-
volny obrazok z, kde x € X a y je predpovedané tak, ze y = fy(x). Predpoklada sa,
ze subor udajov predstavuje K jedinecnych kategoérii a tréningova mnozina vybrana
z X a )Y, obsahuje N obrazkov pre kazdu z tychto kategérii. Cielom je naucit fy
presne rozliSovat medzi dostupnymi kategoériami.

Oba datasety st popisané v kapitole 3, pocty tried boli nastavené K = 2, ¢o sa
oznacuje ako binarna klasifikacia. V oboch pripadoch obsahovali po 1000 snimkov
na jednu triedu. Rozdelenie prebehlo v pomere 70:30, kde 70 percent reprezentuje
trénovacia mnozina a 30 percent testovacia mnozina. Trénovacia mnozina bola na-
sledne rozdelend v pomere 80:20, kde 80 percent bolo pouzité na trénovanie a 20
percent na validaciu. Zastipenie tried v trénovacej, validacej aj testovacej mnozine
bolo v kazdom kroku 1:1, aby sa predislo problému s nevyrovnanym datasetom.
Vizualne zobrazenie rozdelenia datasetu je zobrazené na 4.1.

Znizovanie datasetu prebiehalo v trénovacej mnozine N a validac¢nej mnozine V/,
kde hodnota N a V koresponduje s po¢tom obrazkov v danej kategorii. Hodnotenie
metod bude prebiehat na nezavislych testovacich obrazoch z mnoziny 7', ktoré do
trénovacieho procesu nezasahovali a ich pocet sa nemenil. Pocty obrazov v danych

mnozinach su zobrazené v tabulke 4.1.
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- 1

70 % Trénovacie data 30 9% Testovacie data

80 % Trénovacie data 30 9% Testovacie data

Obr. 4.1: Rozdelenie datasetu v mnozinach

Tab. 4.1: Znizovanie trénovacej a validacnej mnoziny dat

Pocet obrazov na triedu
N Vv T
(Trénovanie) | (Validacia) | (Testovanie)

560 140 300
320 80 300
160 40 300
80 20 300
40 10 300
20 5 300
10 2 300
5 1 300

4.2 Popis klasifikatného modelu

4.2.1 Nastavené parametre
Architektiara

Na navrhnuté experimenty boli pouzité architektury siete ResNet a ich modifikacie.
Néasledne sa realizovali experimenty predovsetkym s architektirou siete ResNet18
popisanou v kapitole 1.4.1, pretoze funguje na principe rezidualnych blokov, ktoré
pomahaji bojovat s problémom mizniiceho gradientu tym, ze umoznuju prudenie
gradientov cez siet priamo, bez prechodu cez nelinearne aktivacie, a taktiez z dévodu

casovej realizdcie experimentov. [29]
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"Batch size”

Velkost davky, vyjadrenda parametrom “batch size”, je kritickym hladiskom efek-
tivity trénovania. Zvolena hodnota bola 8, ¢o znamena zZe model neurénovej siete
bude aktualizovat svoje vahy na zaklade chyby vypoctu, ktory bude vychadzat z 8

trénovacich prikladov naraz.

l’seedl’

Pre reprodukovatelnost siete bol pouzity parameter "seed”, alebo aj semienko, ako
generator nahodnych ¢isel. Rozne nastavenie moze mat za nasledok mierne odlisné
vysledky trénovania modelu v désledku inicializacie vah a stochastickej povahy al-
goritmov. Minimélna hranica trénovacej mnoziny bola nastavavena na 5 obrazov z
kazdej triedy, tak sa pouzivali 3 odlisné semienka, aby sa aspon ¢iastocne zabranilo
stochasticite. Vyslednd hodnota bola vypocitana ako priemer zo vsetkych 3 semienok

zobrazend na obrazku 4.2 modrou farbou.

100 Testovacia presnost modelu s rdznymi semienkami

95

90 /

—
— .
” /

80 ———

75

e

70

65

Presnost (%)

60

50

45

40 semienko 42
semienko 1024
35 semienko 123456
—e— finalne semienko

30
5 10 20 40 80 160 320 560

Polet obrazov na triedu

Obr. 4.2: Graf v zavislosti dosiahnutej testovacej presnosti na pocet obrazov na
triedu. V grafe si zobrazené pseudokrivky vplyvu poctu obrazov na triedu pre 3
semienka znazornené oranzovou farbou s architektirou ResNet18. Vysledna hodnota

brana ako ich priemer zobrazena modrou farbou.

Pocet epoch

Nastavenie poc¢tu epoch bol klticovym parametrom pri navrhu experimentov, pretoze

vyssi pocet epoch moze viest k lepsiemu vykonu za predpokladu, ze sa primerane
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zabrani nadmernému prisposobeniu pomocou regularizacnych technik, ale na druhej
strane moze dlhsi tréning viest k nadmernému preuceniu, ¢o znamena, ze model bude
velmi dobre fungovat na trénovacich datach, ale jeho schopnost generalizovat na
nové, nevidené data bude slaba. Okrem toho dlhsi tréningovy proces zvysuje casovi
a vypoctovi narocnost, ¢o méze byt nevyhodné v pripade obmedzenych zdrojov
alebo ked je potrebné rychlo iterovat a experimentovat s réznymi modelmi. Preto
bolo potrebné néjst idedlnu rovnovahu medzi poctom epoch a vykonom modelu.
Testovacia presnost modelu s réznym nastavenym epoch so znizujicimi sa obrazmi
na jednu triedu je zobrazend na obrazku 4.3.

100 Testovacia presnost modelu s rdznymi epochami

95
e B
90 _ —_—

85 —
" /

75
70
65 N .
60 \

55

Presnost (%)

50
45

20 10 epoch
—e— 20 epoch
35 —e— 50 epoch
100 epoch

30

5 10 20 40 80 160 320 560
Poclet obrazov na triedu

Obr. 4.3: Graf v zavislosti dosiahnutej testovacej presnosti na pocet obrazov na
triedu na zaklade zmeny poctu epoch. V grafe si zobrazené pseudokrivky vplyvu

poctu obrazov na triedu pre 4 rozne hodnoty epoch s architektiirou ResNet18.

Pre vyber optimélneho hyperparametru poctu epoch sa zrealizoval experiment, v
ktorom sa model uéil na réznych parametroch s hodnotami £ = {10, 20, 50, 100}. Na
zaklade pouzitia statistiky pomocou analyzy medzi skupinami testovacich presnosti
pomocou vykonania Kruskal-Wallis testu, ktory sa pouziva na zistenie, ¢i existuju
statisticky vyznamné rozdiely medzi skupinami testovacich presnosti modelu naprie¢
roznymi poctami epoch. Kruskal-Wallis test je neparametricka alternativa jedno-
smerného rozptylovej analyzy (ANOVA) a je vhodny, ked sa nem6ze predpokladat
normalne rozdelenie dat. Po vykonani testu na hladine vyznamnosti o = 0, 05 vysla
p-hodnota = 0,55, na zdklade ktorej vyplyva, Ze zmeny v pocte epoch (10, 20, 50,
100) nemali Statisticky vyznamny vplyv na presnost testovania modelu. To znamena,
Ze zvysSovanie po¢tu epoch v tomto pripade nepredstavuje vyznamné zlepsenie alebo

zhorsenie vykonu modelu. Toto méze naznacovat, ze presnost modelu nema zasadny
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vplyv na pocet nastavenych epoch v ramci testovaného rozsahu.

Nésledne bol este vykonany Mann-Whitneyho test na porovnanie jednotlivych
parov, ktory porovnava vysledky medzi kazdym moznym parom epoch (10 a 20,
10 a 50, atd.). Tento test porovnava dve nezavislé vzorky a zistuje, ¢i pochddzaji
z rovnakého rozdelenia. Vysledky kazdého testu su interpretované na zaklade p-
hodnoty vo vztahu k vopred urcenej irovni vyznamnosti a = 0,05, ¢im sa rozhodne,
¢i medzi skupinami existuju statisticky vyznamné rozdiely. Vysledky s p-hodnotami

su zaznacené v tabulke 4.2.

Tab. 4.2: Vysledky Mann-Whitneyho testu

Porovnanie p-hodnota
Epoch 10 vs. Epoch 50 0,279
Epoch 10 vs. Epoch 100 0,234
Epoch 20 vs. Epoch 50 0,834
Epoch 20 vs. Epoch 100 0,721
Epoch 50 vs. Epoch 100 1,000

Vysledky naznacuju, ze zvysSovanie poc¢tu epoch od 10 po 100 nemé sStatisticky
vyznamny vplyv na vykonnost modelu. Toto moze poukazovat na to, ze model mozno
dosiahol svoju asymptotickd troven ucenia skor, nez bolo dosiahnuté 100 epoch, a
dalsie trénovanie nad tento pocet neprinasa zlepsenie. Na zaklade ¢oho bolo rozhod-

nuté, ze v pouzitych experimentoch sa bude pouzivat 50 epoch.

4.2.2 Optimaliza¢ny algoritmus a chybova funkcia

Pre optimaliza¢ny algoritmus bol zvoleny Adam popisany v kapitole 1.3.3 pomocou
vzorca 1.10 na upravu vah, ktory zohladnuje informacie o gradiente z minulych
iteracii a je relativne jednoduchy algoritmus na implementaciu v knizici PyTorch.
17

Na aplikaciu chybovej funkcie bola pouzita vzajomna entropia popisand v kapi-
tole 1.3.2 pomocou vzorca 1.3. Bola vybrana z dovodu jej efektivnosti v kontexte kla-
sifikicie, Tahkej implementovatelnosti a vacsiemu robustnosti voc¢i preuceniu. Krok
ucenia bol nastaveny experimentalne na hodnotu 0,0001 spolu s parametrom “we-
ight decay”, ktory funguje tak, ze sa do stratovej funkcie prida dalsi ¢len a penalizuje
velké vahy vo vytvorenom modeli, ¢o poméha znizovat nadmerné preucenie modelu.

Krok ucenia bol optimalizovany pomocou kniznice ”StepLR ” poskytujtici jedno-

duchy, ale u¢inny spdsob ako upravovat rychlost ucenia pocas trénovania, ¢o moze
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viest k lepsej vykonnosti a konvergencii modelu. Nastavenie spoc¢ivalo v znizeni rych-
losti ucenia o faktor gama (hodnota 0,5) kazdych 5 epoch. Pristup vedie k efektiv-
nejsej dynamike ucenia tym, ze optimalizatoru umozni robit vacsie kroky v pociatoc-
nych fazach (ked je daleko od minima) a mensie kroky neskér (na doladenie svojho

priblizenia k minimu).

4.3 Ucenie s plnym datasetom

Na zaciatku bolo potrebné zrealizovat ucenie siete na plnom datasete, aby sa ove-
rila efektivnost a spravnost nastavenia parametrov siete a samozrejme aj overeniu
samotnych datasetov pred tym, ako sa prejde k experimentom s modifikovanymi
datovymi sadami. Bola pouzitd architektiira ResNet18 bez inicializovanych vah. Na-
stavenie parametrov na “batch-size”, optimalizacny algoritmus a chybovej funkcie
zostali nezmenené. Pocet epoch bol v tomto pripade nastaveny na hodnotu 100,
aby bolo zvyraznené, ze po 50. epochach nenastava v ziadnom parametri vyznamna
zmena a vsetky vykreslené hodnoty zostavaju konstantné. Delenie datasetu na tré-

novanie, validaciu a testovanie prebehlo rovnako ako je znazornené na obrazku 4.1.

4.3.1 Ucenie s datasetom aut a motoriek

Vysledky ucenia s datasetom na binarnu klasifikdciu dut a motoriek je popisané
metrikami zobrazené na grafoch 4.4.

Ucenie s plnym datasetom obrazov dut a motoriek
Presnost Celkové strata
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Obr. 4.4: Celkové vysledky modelu s plnym datasetom aut a motoriek
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Pre dosiahnuti presnost, sensitivitu aj Specificitu su vypocitané hodnoty na va-
lida¢nej mnozine priblizne na rovnakej trovni (okolo 95 %). Vysledky ucenia modelu
si vypocitané na testovacej mnozine dat. Z vypocitanych metrik sa ukazuje, ze mo-
del je schopny presne identifikovat obe skupiny, ¢o je mozné vidiet na vypocitanej
hodnote F1 skére dosahujicej takmer 93 % a, presnosti na trovni 92 %, senzitivite
rovnej 92 % a Specificite takmer 93 %.

4.3.2 Ucenie s datasetom obrazov histolégie

Ucenie na plnom datasete obrazov z histologie je vykreslené pomocou grafou znazor-
nené na obrazku 4.5. Senzitivita, Specifita aj presnost sa pohybuji na trovni 90-95
% valida¢nej mnozine, ¢o naznacuje, ze model ma vysoki schopnost spravne klasi-
fikovat pozitivne aj negativne pripady a zaroven udrziavat vysoku troven celkového
vykonu na nezavislych datach.

Ucenie s plnym datasetom obrazov z histoldgie
Presnost Celkové strata
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Obr. 4.5: Celkové vysledky modelu s plnym datasetom obrazov z histolégie

Nauceny model otestovany na mnozine dat preukazal dobri generaliza¢nii schop-
nost, kde sa presnost pohybuje na tirovni 92,66 %, F1-skére rovnej 92.67 % a metriky
sensitivita so $pecificitou ukazuji zhodne po 92,66 %.
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5 Popis experimentov

Kapitola poskytuje komplexny pohlad popisu navrhnutych experimentov. V prvej
casti sa venuje vplyvu architektury siete, konkrétne siete typu ResNet a ich modifika-
cie. Dalej sa popisuje transferové ucenie ako metéda pre zlepsenie vysledkov. Tretia
a Stvrta sekcia sa zaoberaju datovou augmentéiciou, kde sa rozliSuje medzi online
a offline pristupmi. Nakoniec, v poslednej casti kapitoly sa zameriava na techniku
vyuzivaju siet typu NST a jej aplikacie v kontexte ucenia pri obmedzenom mnozstve
dat.

5.1 Popis vplyvu architektiry siete ResNet

ResNet modely dosahuju vynikajice vysledky v mnohych oblastiach videnia pocita-
cov vdaka svojej inovativnej architekttre s rezidualnymi spojeniami, ktoré umoznuju
signalom prechadzat cez viaceré vrstvy bez straty informacii. V nasom experimente
na zaciatku prebehne porovnanie 3 architekttir ResNet - ResNet18, ResNet50 a Res-

Net152. Struéné porovnanie pouzitych modelov [60] :

ResNet18

Ma priblizne 11 miliénov parametrov. Je to najjednoduchsi a najlahsi model v rade
ResNet, vhodny pre mensie datasety a menej vypoctovo narocné ulohy. Vzhladom
na mensi pocet vrstiev a parametrov je ResNet18 rychlejsi na trénovanie a menej
nachylny na pretrénovanie, ¢o je vhodné pri obmedzenom mnozstve dat. Moze vSak

dosahovat nizsiu presnost v porovnani s hlbsimi modelmi, ak je k dispozicii vela dat.

ResNet50

Obsahuje okolo 23,5 milionov parametrov. Je to stredna varianta, ktord poskytuje
dobry kompromis medzi vykonom a poc¢tom parametrov. Tento model poskytuje lep-
siu schopnost zovseobecnenia na rozmanitejsich alebo zlozitejsich datovych sadach.

Je schopny naucit sa zlozitejsie vzory, ¢o moze viest k vyssej presnosti klasifikacie.

ResNet152

Je tam priblizne 60 miliénov parametrov. Tento model je najhlbsi z uvedenych,
vhodny pre velmi komplexné tlohy klasifikacie, kde je dostupnych vela trénovacich
dat. Idealny pre velmi rozsiahle a komplexné datasety, kde je dolezitda maximélna
moznd presnost. Jeho hibka umoziiuje modelu zachytit velmi jemné a zlozité vzory
v datach, ale za cenu dlhsieho trénovania a vyssieho rizika pretrénovania, ak nie st

opatrenia, ako regulacia alebo dostatocne velky dataset.
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5.2 Popis transferového ucenia

Transferové ucenie je technika, pri ktorej sa model, ktory bol vopred natrénovany
na velkom a vSeobecnom stubore tidajov, upravuje sa a doladuje pre konkrétnu tlohu
alebo mensi subor tidajov. V nasom pripade sa pouzivala architektira siete ResNet18
s nastavenym parametrom vah na hodnotu ImageNet-1K, ¢o je velky sibor udajov
obsahujtci priblizne 1,3 miliéna obrazkov rozdelenych do 1000 réznych tried. Modely
natrénované na tomto siibore tdajov dokazu rozpoznat a klasifikovat siroku skalu
objektov a scén, vdaka ¢omu st velmi uzitoéné pre mnohé ulohy klasifikacie.
Néasledne sa ziskava pocet vstupnych prvkov poslednej vrstvy modelu, ktory
je dolezity pre nasledné prispésobenie modelu cielovému poctu tried. V poslednom
kroku nastava nahradenie poslednej vrstvy novou vrstvou, ktora ma tolko vystupov,

kolko je tried v cielovom stbore tidajov - v nasom pripade 2.

5.3 Popis datovej augmentacie online

Implementacia datovej augmentacie oznacena ako online, bola aplikovana na tréno-
vaciu mnozinu za Uc¢elom zvacésenia poctu obrazov pomocou roznych transformécii,
ktoré st definované pomocou kniznice PyTorch a jej modulu transforms. Tento pri-
stup znamena, ze transformécie obrazov sa vykonavaji dynamicky na kazdy obrazok
v trénovacej mnozine v realnom case, teda prave v momente, ked je obrazok nacita-
vany do modelu na spracovanie.

Na zaciatku prebehlo zmensenie alebo zvécsenie obrazkov, aby mali pevne stano-
venu velkost - 224 x 224 pixelov. Tento krok je dodlezity pre modely, ktoré vyzaduju
pevne stanovenu velkost vstupu ako je ResNet18. Nasledne prebehla samotna datova
augmentacia pozostavajica z viacerych transformacii. Prva z nich nahodne prevrati
obrazky horizontalne, ¢o moze pomoct modelu naucit sa rozpoznavat objekty bez
ohladu na ich orientaciu. Nésledne sa ndhodne rotuji obrazky o urc¢ity pocet stup-
nov (£ 30 stupnov). Tato variabilita pomaha modelu zvladat rézne uhly pohladu
objektov. Dalej sa pokracuje s ndhodnou zmenou jasu, kontrastu, sytosti a odtietiu
obrazka, ¢o simuluje rozne svetelné podmienky a nastavenia. V poslednom kroku sa
nahodne orezd a meni velkost obrazkov na rozmery 224 x 224 pixelov. Toto je silny
sposob augmentacie, pretoze meni aspekty ako pozicia a mierka objektov v obrazku.

Nakoniec po datovej augmentacii sa konvertuju obrazky na tenzory, ¢o je vhodny
format pre spracovanie neurénovymi siefami v kniznici PyTorch. V poslednom kroku
sa normalizuju hodnoty pixelov obrazkov tak, ze upravi hodnoty kazdého kanalu
(Cerveny, zeleny a modry), aby mali nulovy priemer a jednotkovi Standardni od-

chylku, ¢o pomaha stabilizovat ucenie upravenim rozsahu vstupnych dat.
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Obr. 5.1: Vyvojovy diagram datovej augmentacia online

5.4 Popis datovej augmentacie offline

Datova augmentacia offline spocita vo vlastnej vytvorenej funkcii, ktora definuje
pracu s augmentaciou obrazkov v datasete. V skratke povedané, najprv sa vytvoria
augmentované obrazky, ulozia sa a nasledne sa uci siet. Definoval sa tzv. augmen-
tacny faktor popisujuci kolkokrat sa ma aplikovat sada augmentacnych transformacii
na kazdy obrazok v datasete. Tento faktor je klticovy pre rozhodnutie o tom, kolko
augmentovanych kopii kazdého obrazka sa vygeneruje, ¢o umoznuje zvysit pocet
vzoriek v trénovacom datasete, a tym zlepsit robustnost a generalizacni schopnost
modelu. Je navrhnuty tak, aby v pripade mensieho poc¢tu povodnych dat vytvo-
ril viac augmentovanych képii, ¢im kompenzuje nizsi pocet povodnych obrazkov.

Definované hodnoty augmentacného faktoru su zobrazené v tabulke 5.1.

Tab. 5.1: Vypocet vyslednych obrazov po aplikacii augmentac¢nym faktorom

Pocet obrazov na triedu
N A NxA
(Trénovanie) | (Augmentacény faktor) | (Trénovanie po augmentacii)

560 0 560
320 1 560
160 3 560
80 7 560
40 14 560
20 28 560
10 56 560
) 112 560

Pre definovanie transformacii sa vyuziva kniznica albumentations, ktora posky-
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tuje rozne transformacie a ich pocet sa lisi v zavislosti od pouzitého datasetu.

Zmena Datova
velkosti augmentacia |——»
(224,224) offline

It
' l

Prevedenie Normalizacia
na tenzor (0.5, 0.5, 0.5)

A

Y

Definovanie Definovanie poctu Nahodny vyber Nahodné aplikovanie Ukladanie
augmentacného faktoru > transformacii z kniznice 5 transformacif 2 a7 4 transformacii z augmentovanych
na zélflade poctu obrazov albumentations do listu z listu listu augmentations abrazkov do prieginku
v trénovace] mnoZine augmentations augmentations

Obr. 5.2: Vyvojovy diagram datovej augmentacia offline

Dataset obrazov aut a motoriek

Dataset obsahuje rozlicné obrazy z oboch skupin, vdaka ¢omu je zachovana vysoka
roznorodost. Obrazy st zaznamenané z odlisnych svetelnych podmienok ¢i z réznych
uhlov. Z tohto désledku sa definovalo 16 transformacii od transformécie Sumu a
rozmazania, cez geometrické a farebné transformaécie, lokalne zlepsenie obrazu az

cez simulaciu poskodenia pixelov.

Dataset obrazov z histologie

V pripade druhého datasetu zameraného na medicinske obrazy z histolégie sa sada
transforméci prisposobila danym podmienkam a celkovo 7 definovanych transforma-
cii predstavuje jednoduchsi, a mozno menej intenzivny pristup k augmentacii oproti
predoslému datasetu. Zameriava sa na zakladné geometrické transformacie, zmierne-
nie Sumu, farebné tpravy a simulaciu vypadnuti pixelov, ale s miernejsimi limitmi a
pravdepodobnostami. Celkovo boli transformacie vyberané, aby nezmenili obrazky
prilis drasticky, ¢o méze pomdct zachovat origindlne vlastnosti a kvalitu obrazkov,

zatial Co stale poskytuje rozmanitost potrebni na trénovanie modelu.

5.5 Popis siete na prenos neuronového Stylu

Typ datovej augmentacie vyuzivajuci sief prenos neurénového stylu, skratene NST,
je pokrocilejSou formou augmentéacie, ktory generuje nové jedinecné obrazky zlozené
z vizudlneho $tylu jedného obrazka a obsahu iného obrézka. [46] Tento pristup je
zalozeny na pouziti siete VGG19 na oddelenie a nésledné spojenie tychto dvoch

aspektov jedného obrazka. Celkovy proces je znazorneny na obrazku 5.3.
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Obr. 5.3: Grafické zobrazenie tvorby jedine¢nych generovanych obrazov zo stylového

a obsahového obrazu pomocou transforméacie obrazu modelom NST.

Predspracovanie obrazkov

Obrazky su nacitané a predspracované pomocou transformécii, ktoré zahinaji zmen-
Senie velkosti, centrovany orez a konverziu na tenzor. Proces zabezpecuje, Ze vstupné

obrazky su kompatibilné s architektirou CNN.

Vrstvy pre stratové funkcie obsahu a Stylu

e Obsahova strata
Pocita stredni kvadratickd chybu (mean-squared error, MSE) medzi cielo-
vymi a vstupnymi vlastnostami, ¢o umoznuje zachovanie obsahu zakladného
obrazka.

« Stylova strata
Pouziva gramovu maticu na kvantifikaciu stylu a poc¢ita MSE medzi cielovymi

a vstupnymi stylovymi vlastnostami.

Normaliza¢na vrstva

Normalizuje vstupné obrazky na standardizované hodnoty, ktoré st o¢akavané predt-

rénovanym CNN modelom, ¢o zlepsuje vykonnost a stabilitu ucenia.
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Model a optimalizacia

Model je zostaveny ako sekvencia vrstiev, pricom do nej su vkladané vrstvy pre
stratu obsahu a stylu na Specifickych miestach podla architektiry CNN. Pouziva sa
model VGG19, popisany v kapitole 1.4.1, ktory je popularny v tlohach NST kvoli
svojej efektivnosti v extrakcii vlastnosti obrazkov. Na tpravu vstupného obrazka,
tak aby minimalizoval celkovi stratu stylu a obsahu, sa pouziva optimalizacny algo-
ritmus L-BFGS. Tento krok iterativne upravuje obrazok s cielom dosiahnuf zelany
vizualny efekt. Na tpravu vstupného obrazka, tak aby minimalizoval celkovi stratu
stylu a obsahu, sa pouziva optimaliza¢ny algoritmus L-BFGS pouzivajici sa pre me-
tody, kde je potrebné efektivne riesit problémy s velkym poc¢tom parametrov. Pocas
kazdej iteracie sa vypocita strata, vykona spatné sirenie chyby a aktualizuje obra-
zok tak, aby sa zlepsila jeho kvalita vzhladom na definované kritéria stylu a obsahu.
Pocas procesu sa sleduje kombinovand strata stylu a obsahu, uklada sa najlepsi do-
siahnuty vysledok, ¢o zabezpecuje, ze vystupny obrazok je ten s najnizsou celkovou

stratou.

Nastavenie hyperparametrov

Jednym zo zakladnych parametrov je vystupné velkost generovaného obréazka, ktora
je nastavena na 112 x 112 pixelov. Velkost bola nastavena experimentalne na zaklade
rychlosti vypoctu, avak sa berie do tivahy strata detailov v obrazku. Dalsim dole-
zitym aspektom su vahy straty, kde vaha straty stylu je nastavend na 1 milién, ¢o
znacne zvysuje dolezitost vizualneho stylu obrazka v porovnani so zachovanim jeho
obsahu, pre ktory je vaha straty obsahu nastavenda len na 1. Nastavenie reflektuje
prioritu stylovych charakteristik vo vyslednom obrazku.

Na vypocet straty obsahu a stylu st vybrané konkrétne vrstvy z modelu VGG19.
Vrstvy pre obsah, typicky hlbsie vrstvy ako "conv4”, zachytavaju detaily obsahu,
zatial ¢o vrstvy pre Styl, rozsahujice sa od "convl” do "convb”, st zodpovedné za

zachytenie roznych trovni textur a vzorov stylu.

Pocet generovanych obrazov

Pomocou modelu NST by sa dalo vygenerovat obrovské mnozstvo jedinecnych ob-
razkov. V pripade ak je k dispozicii N obrazov na trénovanie, oznaci sa obsahovy

N-(N—1)
2

obraz A a stylovy obraz B, tak sa dokaze vygenerovat . Taktiez ak sa zoberie

tych istych N obrazov a obrati sa ich poradie, tak obsahovy obraz bude B a stylovy

N-(N-1) . . Y .
%. Co vedie k zaveru, ze ak sa zoberie

obraz A, opat sa dokaze vygenerovat
N obrazov, tak celkovo je model NST schopny vygenerovat N - (N — 1) obrazov.
Teoretické mnozstvo vytvorenych obrazov podla tohto vypoctu je uvedené v tabulke

5.2.
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Tab. 5.2: Teoretické mnozstvo vytvorenych obrazov pomocou modelu NST

Pocet obrazov na triedu
NST
N U N + NST
i . (Teoreticky pocet i . o
(Trénovanie) : (Trénovanie po augmentacii)
vytvorenych obrazov)

560 313 040 313 600

320 102 090 102 410

160 25 540 25 700

80 6 320 6 400

40 1 560 1610

20 380 400

10 90 100

) 20 25

Avsak pri pocte vytvorenych obrazov pomocou neurénovej siete typu NST sa
brala do tvahy casova naroc¢nost jedného generovaného obrazu, ktora velmi tizko
stvist s velkostou vystupného obrazu. Casova narocnost na zaklade velkosti vystup-
ného obrazu je uvedenda v tabulke 5.3. Na zaklade tohto vystupu sa rozhodlo, ze
generovany obraz bude mat velkost 112 x 112 pixelov.

Tab. 5.3: Casova naro¢nost augmentécie pomocou NST

Velkost obrazu | Cas na 1 obrazok
[pixel x pixel] [sekundy]

112 40

224 60

768 90

1024 140

V pripade, ak by sa zobralo teoretické mnozstvo vsetkych vytvorenych obra-
zov, ¢o zodpoveda 449 040 obrazom, tak generovanie obrazov na jednu triedu by
trvalo priblizne 4990 hodin, zodpovedajice 209 dni. Na zéklade ¢oho sa rozhodlo, ze
experiment sa bude realizovat do maximalneho poc¢tu 560 obrazov na jednu triedu,
oznadené v tabulke 5.4. Hodnoty oznacené hviezdickou v tabulke 5.4 v stipci pocet
vytvorenych obrazov bolo potrebné rozdelit na 2 fazy, pretoze ich pocet neumozino-
val doplnit obrazy do maximalneho limitu. Plati to pre triedy 5, 10 a 20 obrazov. V
prvej faze nastalo generovanie maximalneho poctu obrazov, ktoré potom vstupovali

do 2. fazy kde sa z nich opat generovali vystupné obrazy. Konkrétny priklad pre
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triedu s 5 obrazmi je zndzorneny na vyvojovom diagrame 5.4.

Tab. 5.4: Datova augmentacia pomocou modelu NST

Pocet obrazov na triedu

N NST N+NST
(Trénovanie) | (Pocet vytvorenych obrazov) | (Trénovanie po augmentécii)
560 0 560
320 240 560
160 400 560
80 480 560
40 520 560
20 540% 560
10 550% 560
) 555% 560
20 '
1.faza > Of :‘:Ez\.j na »| Model NST »| generovanych . 20 gene:ovanych
obrazov 5 pévodnych obrazov
2. faz 25 obrazov 555 ) 555 generovanych
- faza na 1 triedu »| Model NST »| generovanych > +
obrazov 5 povodnych obrazov

Obr. 5.4: Vyvojovy diagram modelu NST pre nizsi pocet obrazov v triede

Generované obrazy

Priklad generovanych obrazov z histologie pre triedu adenokarciném je viditelny na

obrazku 5.5. Zobrazenie je organizované do dvoch radov, pricom kazdy obsahuje styri

obrazky oznacené pismenami od A do D. Vrchny riadok s nazvom ”Obsahovy obraz”

predstavuje povodné obsahové obrazky, ktoré slizia ako sablény pre proces obsaho-

vej transformécie. Kazdy z tychto obrazkov ilustruje rozlicné histologické vzory a

charakteristiky. Spodny riadok s nazvom ”Generovany obraz” predstavuje vysledky

modelu NST. Tieto obrazky su vysledky modelu replikovat obsahové charakteristiky

prislusnych obrazkov nad nimi, spolu so stylovym obrazom.
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Obr. 5.5: Nahodne vybrané obrazy datasetu obrazov histologie z triedy adenokarci-
nom. V prvej rade obsahuje 4 ndhodne vybrané obsahové obrazy, kde s kombinaciou
so Stylovym obrazom vznikni generované obrazy. Napriklad obsahovy obraz A s

kombinaciou so stylovym obrazom vznikne generovany obraz A.

Rovnaky proces je mozné sledovat na druhom datasete s triedou obrazov moto-

riek na obrazku 5.6.

Obsahovy obraz A Obsahovy obraz B Obsahovy obraz C

Obsahovy obraz D

Stylovy obraz

Generovany obraz D

Generovany obraz A Generovany obraz B Generovany obraz C

Obr. 5.6: Nahodne vybrané obrazy datasetu obrazov aut a motoriek z triedy moto-
riek. V prvej rade obsahuje 4 ndhodne vybrané obsahové obrazy, kde s kombinaciou
so Stylovym obrazom vznikni generované obrazy. Napriklad obsahovy obraz A s

kombinaciou so stylovym obrazom vznikne generovany obraz A.
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6 Vysledky

Na statistické vyhodnotenie vysledkov pre oba datasety boli pouzité metriky popi-

sané v kapitole 1.3.5, ktoré sa hodnotili na nezavislom testovacom datasete.

6.1 Vplyv architektiry siete ResNet

6.1.1 Ucenie s datasetom obrazov z histolégie

Grafické porovnanie na obrazku 6.1 vykresluje vyhodnocovanie metriky. Vo vyssich
poctoch obrazov na triedu (N > 20) neni mozno jednoznac¢ne urcit, ktord architek-
tura ukazuje najlepsie vysledky. V pripade mensich poétoch (N < 20) nastavaju
viditelne viacej odlisné rozdiely, pri ktorych najlepsich vysledkov pri vsetkych met-
rikdch dosahuje architektira siete ResNetl8, kde v pripade N = 10 architektira
ResNet50 dosiahla presnost 75,3 % a ResNet18 priblizne o 6 % viacej.

Dataset obrazov z histolégie - Porovnanie architektlr ResNet

Presnost o F1 Skére
et} et
— —
= / g /
S S
g &
2 —
I e
ResNet18 0 ResNet18
—s— ResNet50 —e— ResNet50
ResNet152 ResNet152
0 80 60 20 0 80
PoCet obrazov na triedu [-] Pocet obrazov na triedu [-]
Specifita o Senzitivita
/_/-—-——- %0 /./.— — ]
2 — 2 =
< = 80 ’
s / e :
= 2 —
a @
@ "
ResNet18 o ResNet18
—s— ResNet50 —e— ResNet50
ResNet152 ResNet152

0 80 60 20 0 80
Pocet obrazov na triedu [-] Pocet obrazov na triedu [-]

Obr. 6.1: Grafické porovnanie na testovacej mnozine pomocou rozdielnych architek-

tir ResNet na datasete obrazov z histoldgie

6.1.2 Ucenie s datasetom aut a motoriek

Na zaklade grafického porovnania na obrazku 6.2 si ovela viacej viditelné rozdiely
v porovnani architektir, kde ResNet18 dosahuje najlepsie vysledky v kazdom mo-

deli pri vSetkych metrikach. V pripade najmensieho po¢tu obrazov na triedu sa lisia
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architektiry ResNetl8 a ResNet152 az o necelych 15 %. Druhy extrém pocétu ob-
razov na triedu (najvyssi pocet) ukazuje taktiez rozdiel priblizne 10 % v prospech
architektiry ResNet18.

Dataset aut a motoriek - Porovnanie architektir ResNet
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Obr. 6.2: Grafické porovnanie na testovacej mnozine pomocou rozdielnych architek-

tur ResNet na datasete d4ut a motoriek

Zaver

V tomto pripade mozno konstatovat, ze vysoky pocet parametrov v neurénovej sieti
nie je nevyhnutne spojeny s vyssou schopnostou efektivne riesit klasifika¢né tlohy;,
obzvlast ak sa jednd o jednodouchy klasifika¢ny problém. Dizka trvania ResNet18
pri 1 datasete na vsetkych 3 semienkach sa pohybovala na tirovni 3 hodin, nasledne s
architektirou ResNet50 to bolo 3,5 hodiny a s vypocetne najnarocnejSou ResNet152
na urovni 4,5 hodiny. Na zaklade tychto porovnani a vysledkov sa dalsie experimenty

realizovali s architektirou siete ResNet18.

o7



6.2 Transferové ucenie

6.2.1 Ucenie s datasetom obrazov z histolégie

Vypocitané metriky modelov na testovacej mnozine su znazornené na obrazku 6.3.
Kazda metrika je porovnavana s modelom bez pouzitia datovej augmentacie a bez
naucenych vah, pricom bola pouzita rovnaka architektira - ResNet18. Aj v pripade
nizsich obrazov na triedu boli schopné modely ukazat testovaciu presnost 84,8 % z
povodnych 67,1 %, ¢o predstavuje zlepsenie az o 17,7 %. V tomto pripade rovnaké
zlepsenie nastalo aj u F1-skore. V pripade vécsich poctov obrazov na triedu sa vsetky
testovacie metriky vyrazne zlepsili, priblizne o 5 %. Predtrénovanie modelu na inom,
vacsom datasete moze zvysit jeho schopnost efektivne sa ucit Specifické tlohy, ktoré
mozu byt relevantné aj pre obrazy z histolégie, vdaka ¢omu sa zvysila vyrazne jeho

presnost vo vSetkych metrikach.

Dataset obrazov z histoldgie - Transferové ucenie
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Obr. 6.3: Grafické porovnanie na testovacej mnozine pomocou transferového ucenia
na datasete obrazov histologie

6.2.2 Ucenie s datasetom aut a motoriek

Dosiahnuté metriky transferového ucenia na grafoch 6.4 dosahuju pri vsetkych met-
rikach konzistentne lepsie vysledky. V pripade najnizSieho poc¢tu obrazov na triedu
(N = 5) boli schopné modely zlepsit svoje metriky az o viac nez 30 %. Metriky
dosahuji skoro konstatné vysledky pohybujice sa na trovni priblizne 95 %. Treba
byt opatrny pri hodnoteni tychto vysledkov, pretoze pouzité modely boli predtré-

nované s pomocou ImageNetu, ktory obsahuje aj kategérie s autami a motorkami.
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Kedze ImageNet je velky dataset s mnohymi roznymi kategériami obrazkov, moze
to znamenat, Ze modely uz mali nejaké zakladné informécie o autdch a motorkach
este pred tym, ako boli testované na datasete s vozidlami. To by mohlo byt dévodom

ich vyrazne lepsich vysledkov.
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Obr. 6.4: Grafické porovnanie na testovacej mnozine pomocou transferového ucenia

na datasete d4ut a motoriek

Zaver

Pretrénované modely, ktoré vyuzivaju vahy ziskané z trénovania na rozsiahlych a
rozmanitych datovych siboroch, maji tendenciu lepsie zvladat aj menej reprezenta-
tivne a Specifické datové mnoziny. To im umoznuje zachovat vysoku tiroven presnosti
a efektivity, dokonca aj pri zmensenych alebo Specificky distribuovanych datovych
mnozinach. Tento pristup umoznuje modelom ziskat dolezité informacie, ktoré by v

Specializovanych datasetoch chybali.
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6.3 Datova augmentacia online

6.3.1 Ucenie s datasetom obrazov z histolégie

Na vyslednych grafoch zobrazené na obrazkoch 6.5 je mozné vidiet implementaciu
datovej augmentacie, oznacena ako online. Preukézala mierne zlepsenie takmer v

kazdom modeli oproti pouzitia bez datovej augmentacie.
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Obr. 6.5: Grafické porovnanie na testovacej mnozine s datovou augmentéaciou online

na datasete obrazov histologie

Vo zvolenom datasete hra vyznamnui tlohu vykonand datova augmentacia pre-
dovsetkym v minimélne nastavenom poéte obrazov na triedu (N = 5), kde sa tes-
tovacia presnost zlepSila zo 67,1 % ma 71,8 %, celkovo teda o necelych 4,7 %. V
ostatnych metrikach tiez nastalo zlepsenie v miniméalne nastavenom pocte obrazov
na triedu, v priemere priblizne o 4 %. V hodnotéach vyssich ako 10 obrazov na triedu
vykazuju metriky porovnatelné vysledky, jedine v pripade 10 obrazov na triedu za-
zmenali metriky minimalne zhorsenie priblizne o 1 %, ¢o moze byt ale ovplyvnené

vybranymi vstupnymi obrazmi v trénovacej mnozine.

6.3.2 Ucenie s datasetom aut a motoriek

Zobrazené grafy na obrazku 6.6 vykazuju variabliné vysledky. Jediné zlepsenie pred-
stavuje datova augmentacia iba v pripade najmensieho poc¢tu obrazu na triedu
(N=5) z 62,5 % na 64,5 %. Ostatné modely ukazuji mierne zhorsie, ¢o mbze byt za-
pri¢inené nadmernym prispésobenim modelov, zndmym ako overfitting, ktoré moze

vzniknuf, ked datova augmentacia vytvara prilis specifické alebo irelevantné varianty
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trénovacich prikladov, ¢o vedie k zlepseniu vykonu na trénovacej mnozine, ale zhor-

Seniu generalizacie na nevidenych datach.
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Obr. 6.6: Grafické porovnanie na testovacej mnozine s datovou augmentaciou online

na datasete d4ut a motoriek

Zaver

Analyza vysledkov ziskanych z implementacie online datovej augmentécie na dvoch
odlisnych poukazala na potencial, ktoré tato metdda prindsa. V pripade histolo-
gickych obrazov datova augmentécia online viedla k miernemu zlepseniu presnosti
a ostatnych metrik vo vécsine pripadov, najvyraznejsie pri nizSom pocte obrazov
na triedu. ZvysSenie presnosti o 4,7 % pri najmensom pocte obrazov je vyznamné,
najma v kontexte medicinskych aplikacii. Naopak, v datasete aut a motoriek online
datova augmentacia nepriniesla o¢akavané zlepsenie, s vynimkou najmensieho poctu
obrazov na triedu, kde doslo k zlepSeniu presnosti o 2 %. Tieto vysledky poukazuji
na to, ze efektivita datovej augmentacie moze zavisiet od charakteristik konkrét-
neho datasetu a ze nadmerné prispésobenie moze viest k zhorsenej generalizacii na

nevidenych datach.
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6.4 Datova augmentacia offline

6.4.1 Ucenie s datasetom obrazov z histolégie

Vytvorené grafy na 6.7 ukazuju na vylepSenie modelu iba v jednom pripade, kde
pocet obrazov na triedu ukazuje 40, kde nastalo zlepSenie presnosti z 85,1 % na 87,1
%. V ostatnych modelov metéda nevykazuje ziadne zlepSenie. Je mozné, Ze pouzité
augmentacie nie su dostatocne relevantné pre konkrétny typ tloh, akym je analyza
histologickych obrazov. Nasledne to mohlo byt, pretoze ak si augmentacné techniky
prilis Specifické alebo extrémne, mozu skreslit dolezité informacie na obrazoch, ¢o
vedie k zniZeniu presnosti modelu namiesto jej zvysSenia. Pri histologickych obrazoch

moze byt dolezity kazdy detail a drastické zmeny mozu byt kontraproduktivne.
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Obr. 6.7: Grafické porovnanie na testovacej mnozine s datovou augmentéaciou offline

na datasete obrazov histologie

6.4.2 Ucenie s datasetom aut a motoriek

Vysledky datovej augmentacie oznacenej ako offline na obrazkoch 6.8 preukazali
mierne pozitivnejsie vysledky oproti predoslému datasetu. Takmer v kazdom modeli
priniesli zlepsenie vykreslenych metrik. Najvacsie zmenu zaznamenala technika v
poc¢te obrazov na triedu rovnej 20, kde sa polepSila presnost z pévodnych 66,4 %
na 71,6 % a podobné zlepSenia v tomto pripade je mozné pozorovat aj v ostatnych

metrikach. V ostatnych modeloch a odliSnom nastavenom poctoch obrazov na triedu
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Dataset aut a motoriek - Datova augmentdacia offline
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Obr. 6.8: Grafické porovnanie na testovacej mnozine s datovou augmentéaciou offline

na datasete d4ut a motoriek

Zaver

Druhy typ datovej augmentacie ukazuje mierne opacné vysledky a ukazuje na lahké
zlepsenie v datasete dut a motoriek. Histologické snimky casto vyzaduju zachovanie
presnej Struktiry a morfolégie, ktoré mézu byt augmentéciami narusené. Uspesnost
tejto metddy moze vyrazne zavisiet od typu datasetu a Specifikacii iloh, na ktorych
je model trénovany. Kym v pripade datasetu obrazov z histolégie offline augmentacia
nepriniesla vyznamné zlepsenie a v niektorych pripadoch mohla dokonca zhorsit
vykon modelu kvoli moznému skresleniu doélezitych detailov, v pripade datasetu aut
a motoriek sa ukazala ako mierne efektivnejsi sposob na zlepsenie presnosti a dalsich
metrik. Toto naznacuje, ze pri implementacii datovej augmentacie je klucové brat

do tvahy charakteristiky konkrétnych dat a ich relevanciu pre dani tlohu.
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6.5 Prenos neurénového stylu

6.5.1 Ucenie s datasetom obrazov z histolégie

Na zaklade grafického porovnia grafov vykreslenych metrik pomocou metédy NST
na obrazku 6.9 je mozné vidief miernu kolisavii tendenciu vo vSetkych grafoch.
Hoci je to pokrocila metdoda, ktora zabezpecuje jedinecnost kazdého obrazu, tak
bola tspesna iba dvoch pripadoch (N=40 a N=80). Rozsirenie datasetu v tychto
pripadoch prinieslo aj tak iba miniméalne zlepsSenie vo vSetkych metrikach, priblizne
04 % resp. 2 %.

Zhorsenie vysledkov nastalo v pripade nizsich poctov obrazov na triedu (N <
10) a taktiez v pripade velmi vysokych poctov (N > 160). Tento jav moze byt
odovodneny tym, Ze pri mensom pocte obrazov nie je dostatocna varabilita v datach
na to, aby metéda NST mohla efektivne extrahovat a naucif sa relevantné vzory.
Naopak, pri prilis vysokom pocéte obrazov méze dojst k zvysenej Specificite modelu,

ktora znizuje jeho schopnost generalizacie na nové, nevidené déta.
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Obr. 6.9: Grafické porovnanie na testovacej mnozine s datovou augmentéaciou online
na datasete obrazov histologie

6.5.2 Ucenie s datasetom aut a motoriek

Na zaklade vyhotovenych grafov pomocou metédy NST na obrazku 6.10 vidiet ma-
sivne negativny dopad na testovacie metriky v pripade nizsich obrazov na triedu
(N<10), ¢o naznacuje, ze aplikdcia metédy moze viest k znizenej schopnosti mo-

delu generalizovat, ked je k dispozicii len obmedzené mnozstvo trénovacich dat. To
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moze byt vysledkom prekomplikovania modelu, ktory sa prili§ specializuje na Sty-
lové charakteristiky trénovacich dat, pricom straca schopnost efektivne spracovavat
a klasifikovat nevidené vzorky. Fenomén sa obzvlast prejavuje v scenaroch s malym
poc¢tom dat, kde kazdy priklad méa nepomerne velky vplyv na ucenie modelu. V

pripade vécsieho poctu dat obrazov na jednu triedu nenastava vyrazné zlepsenie.

Dataset aut a motoriek - NST

Presnost F1 Skére

100 100
—s —
0 —— 0 "
'/. /.
80 / EY /
g - g
% ©
g n 6w
9 &
: o
60 60
B _ _ 50 _ _
.. Bez détovej augmentécie Bez détovej augmentacie
\. —e— NST —e— NST
0 o
s 0 20 150 320 560 10 20 150 320 550
Pocet obrazav na triedu [-] Pocet obrazov na triedu [-]
Specifita Senzitivita
100 100
@0 /" w0 /-———'
80 _— . 80 /'/
2 L .
P £
g n S
60 9 6o
50 - . N 50 . .
Re7 datovej augmentacie .. Rez datove] augmentécie
—e— NST —e— NST
W r

5 10 20 @ 80 160 320 560 5 10 20 0 80 160 320 550

Pocet obrazov na triedu [-] Pocet obrazov na triedu [-]

Obr. 6.10: Grafické porovnanie na testovacej mnozine s datovou augmentaciou online
na datasete aut a motoriek

Zaver

Metoda NST napriek svojej inovativnosti a schopnosti generovat unikatne obrazy,
vykazuje vyrazné obmedzenia, ktoré su zavislé od mnozstva a variability dat. V
pripade malého pocétu obrazkov na triedu dochadza k pretrénovaniu modelu a straty
generalizacnej schopnosti, zatial ¢o pri velmi velkych datasetoch sa model stava prilis
Specifickym, ¢o tiez nepriaznivo ovplyviiuje jeho vykonnost na novych, nevidenych
datach. Tieto vysledky poukazuji na dolezitost optimalizacie velkosti a diverzity
trénovacich datasetov pri vyuzivani metéd hlbokého ucenia, ako je NST, aby sa

zabezpecila ich efektivita a Siroka aplikovatelnost v réznych scenaroch.
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6.6 Celkové porovnanie vysledkov

6.6.1 Dataset obrazov z histologie

Prehladné grafické porovnanie vysledkov pre dataset obrazov z histoldgie je znazor-
nené na obrazku 6.11, kde klti¢ovym parametrom hodnotenia je F1-skére. Najlepsie
vysledky sa nachadzaju u modeloch transferového ucenia ukazujice konstatné zlep-
senie v kazdom modeli, kde v pripade 5 obrazov na triedu sa zlepsila az o viac nez
15 %. Pouzitie roznych foriem datovej augmentécie neprindsaji vyznamné zlepSenie,
v niektorych modeloch dokonca mierne zhorsenie, ¢o je mozné interpretovat ako in-
dikaciu toho, ze niektoré formy datovej augmentacie mozu byt pre tento konkrétny
dataset kontraproduktivne, alebo ze modely st uz dostatocne robustné a nevyzaduju
dalsie zlozité metdédy augmentacie. Toto poukazuje na dolezitost vyberu vhodnych

technik augmentacie Specificky prisposobenych pre kazdy typ tdajov a tlohy.
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Obr. 6.11: Celkové porovnanie metdéd na datasete obrazov z histologie

6.6.2 Dataset aut a motoriek

Na obrazku 6.12 je zobrazené grafické porovnanie vysledkov roznych metoéd ucenia
pre dataset obsahujuci obrazky aut a motoriek, pricom klicovym kritériom hodno-
tenia je Fl-skore. Najlepsie vysledky preukazali opat modely transferového ucenie,
pretoze priniesli konstatné zlepsenie vysledkov v kazdom modeli, kde sa bola schopna
zlepSit metrika az o viac nez 30 %. Za nou nasleduji pouzitie technik datovym aug-

mentacii online a offline, ktoré si viac menej porovnatelné, ale priniesli minimélne
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zlepSenie v priemere o 2-3 %. V niektorych pripadoch minimalne zhorsenie. Naj-
horsie vysledky ukazovali modely metéd NST, ktoré nepriniesla vyrazné zlepsenie v
ziadnom modeli a ako jedina v mensich poc¢toch obrazoch na triedu (N<10) priniesla
vyrazné zhorSenie vysledkov, kde nastal pokles priblizne o 15-20 %.
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Obr. 6.12: Celkové porovnanie metdéd datasetu aut a motoriek

6.6.3 Casova analyza experimentov

Porovnanie technik v zavislosti od dizky trvania experimentu
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Obr. 6.13: Casové porovnanie experimentov graficky.
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Rozdiely v case trvania experiementov st priamo ovplyvnené komplexnostou a
vipoctovymi poziadavkami kazdej techniky. Casové porovnanie je znézornené na
grafe 6.13, kde st casové tudaje uvadzané na vsSetky 3 semienka pre 1 dataset s
pouzitou architekirou siete ResNet18 nastavené na pocet epoch rovnej 50. Imple-
mentované techniky transferové ucenie a datova augmentacia online maji rovnaky
cas, ktory je priblizne 3 hodiny. Tieto metédy nevyzaduji komplexné dpravy v
algoritme, ¢o umoznuje rychle spracovanie. Datova augmentacia offline ma cas pri-
blizne 5,5 hodiny, ¢o je takmer dvojnasobok predchadzajicich metdd. Tento rozdiel
je hlavne sposobeny potrebou ukladanim dat pred ich pouzitim v modeli, ¢o vyza-
duje viac ¢asu na pripravu a spracovanie. NST vyzaduje vyrazne najviac Casu, az
77 hodin. Tato technika zahina velmi komplexné spracovanie obrazov. Takyto pro-
ces je vypocCtovo narocny a zahina iterativne ipravy obrazu, ¢o vyznamne zvysuje
celkovy cas spracovania. Najviac narocnejsia cast samotného experimentu NST je
generovanie obrazov, ktoré zabralo pri jednom datasete az 73 hodin pri celkovom

pocte 6570 obrazov.

68



7 Diskusia

V diplomovej praci bolo zrealizovanych viacero experimentov s cielom preskiimat
moznosti uc¢enia hlbokych neurénovych sieti v pripade ucenia s obmzedzenym stibo-
rom dat.

Vysoky pocet parametrov v neurénovej sieti pri pouziti roznych architektur siete
nie je vzdy zarukou lepsich vysledkov, najmé pri jednoduchsich klasifikaénych prob-
lémoch alebo mensich datasetoch. Na zaklade tychto vysledkov sa rozhodlo pokraco-
vat v experimentoch s pouzitim architektiry ResNet18, ktora poukazuje na vhodnost
pouzitia v zvolenych datasetoch.

Najlepsie vysledky dosahovala v oboch pripadoch technika transferového ucenia
potvrdzujtce jeho pouzitie vo viacerych ¢lankoch [62, 63, 64], kde dosahovala slubné
vysledky. Metrika vyuzivajica naucené vahy z ImageNet, kde v pripade najmensieho
poctu obrazov v triede (N=5) bol schopny dosiahnut F1-skére az 94,2 % v pripade
dataset aut a motoriek. Tieto vysledky treba brat mierne s rezervou, pretoze je do-
lezité zohladnif, Ze pretrénované vahy z ImageNet zahinaju aj kategérie obsahujiice
autd a motorky. Tento fakt moze ovplyvnit vykonnost modelov, kedze ImageNet je
obsiahly dataset, ktory obsahuje rozsiahle spektrum obrazovych kategorii, vratane
tych, ktoré su priamo relevantné pre dataset aut a motoriek. Tato Specifikacia moze
poskytntut modelu prednostné informécie, ktoré by inak v menej reprezentativnych
alebo Specializovanych datasetov neboli dostupné. Tento fakt potvrdzuje vysledok
transferového ucenia v pripade datasetu obrazov z histologie, kde troven vypoci-
tanej metriky pre rovnaky pocet obrazov na triedu sa pohybuje na trovni 85,3 %,
¢o vykazuje zniZenie priblizne o 9 % oproti predoslému datasetu. AvSak stale sa
povazuje tento progres velmi vyznamny.

Pouzitie roznych foriem datovej augmentécie moze priniest variabilné vysledky a
prindsaju rozne vyhody, ktoré mézu vyznamne ovplyvnit tspesnost a efektivitu mo-
delov strojového ucenia. Datova augmentacia poukazuje ze niektoré metody augmen-
tacie nemusia byt vhodné pre konkrétny dataset alebo ze modely st uz dostatocne
adaptabilné a nepotrebuju dalsie komplexné techniky augmentacie. To zdoraznuje
vyznam spravneho vyberu technik augmentacie, ktoré st na mieru prisposobené
pre konkrétne typy tdajov a Specifické tlohy. V pripade mierne zhorsenych hodno-
tach mohlo nastat vyber nedostatocne reprezentovatelnej trénovacej mnoziny tidajov
alebo nadmerné aplikdcia augmentacie, ¢o mohlo viest k pretrénovaniu modelu na
neadekvatne zmenené data. Tento problém moze byt obzvlast zavazny, ked augmen-
tacia vytvara neexistujice vzorce alebo charakteristiky, ktoré v skuto¢nom svete nie
st relevantné alebo pravdepodobné.

Metoda NST, ako forma datovej augmentacie, moze byt vyuzitd na zvysenie

mnozstva a rozmanitosti trénovacich dat pre modely strojového ucenia, ¢im by sa
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potencialne mohla zlepsit ich schopnost generalizacie. V nasom navrhnutom expe-
rimente ilustruje limitacie spojené s mnozstvom a diversitou dat, kde optimalizacia
velkosti a roznorodosti datovych suborov je klicova pre zachovanie generalizacnej
schopnosti modelu. Pri metéde NST je vysledna kvalita obrazkov velmi zavisla na
charaktere vstupnych obrazov, pretoze ak st dva obrazky snimané z roznych uhlov,
mozu mat odlisné perspektivy a geometrické vlastnosti. Prenos stylu z jedného ob-
razku na druhy bez zohladnenia tychto rozdielov moéze viest k nespravnej alebo
vizualne neuspokojivej integracii stylovych prvkov. V niektorych pripadoch méoze
byt vysledok vizudlne neprijemny alebo malo realisticky, ¢o moze mat za nasledok
zavadzajice alebo nekvalitné data pre tréning modelu. Toto hralo v nasom pripade
hralo vyznamnu tlohu, pretoze pri datasete aut a motoriek boli obrazky snimané z
roznych uhlov ¢i ukazovali len cast vozidla. Priklady nepodarenych snimkov, ktoré

mohli negativne ovplyvnovat model st zobrazené na obrazku 7.1,

Priklad nepodarenych aut a motoriek z metédy NST

Obr. 7.1: Priklad nepodarenych vytvorenych obrazov z modelu NST z datasetu dut

a motoriek

V pripade datasetu obrazov z histologie, ktoré boli nasninamé z rovnakého uhla,
model NST generoval na oko krajsie nové obrazy, avsak ich unikatnost nebola natolko
dostato¢nd, aby sa zvysila celkové presnost modelov o viac ako 3 %. Dalsim faktorom
neuspesnosti nastava pri velkosti generovaného obrazu, ktora bola v nasom pripade
nastavena na 112 pixelov, kedy mensie obrazky mozu stratit detaily, pretoze menej
pixelov znamena menej priestoru na zachytenie jemnych stylovych prvkov. V nasom
pripade hralo vyznamni tilohu ¢asova analyza celého experimentu, kedy generovanie
6570 obrazov na jeden dataset zabralo celkovo priblizne 73 hodin.

Metoda NST nebola prilis velmi tispesna a z pohladu teoretickej roviny by mohla
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byt viac prospesna metéda GAN, ktorou klucovou vyhodou GAN je ich schopnost
generovat vysoko kvalitné realistické obrazky a st casto tazko odlisitelné od sku-
tocnych fotografii. Tento fakt potvrduju aj viaceré ¢lanky, kde nastalo zlepSenie na
znamych datasetoch o 5-10 %. [66, 67] Avsak metéda GAN je vypocetne velmi na-
rocna, ¢o poukazuje aj ¢lanok, v ktorom autori poukazuji na dlhy cas trénovania
GAN sieti, kde trénovanie siete si vyzaduje velky pocet obrazov a Cas generovanych
obrazov o velkosti 256 pixelov popisju na priblizne 14 dni. [65]

Vo vseobecnosti nizsi pocet obrazov na triedu vo vyslednych metrikdach pou-
kazoval variabilné vysledky, pricom mohli byt ovplyvnené stochasticitou, ktorej sa
snazilo zabranit aspon pouzitim 3 réznych semienok v kazdom experimente. Avsak
experiment bol nastaveny, aby sa preskiimalo ucenie na velmi nizkom pocte obrazov
na triedu, ktoré moze byt vyzvou pre modely v uceni z obmedzenych dat. Napriek
pouzitiu roznych semienok na zmiernenie stochasticity, variabilita vysledkov napriec¢
roznymi pokusmi naznacuje, ze s mensim mnozstvom dat sa zvysuje vplyv nahod-
nych faktorov na vysledky. Toto poukazuje na potrebu efektivnejsich stratégii pre
ucenie s malym mnozstvom dat. Na tplne zbavenie sa vplyvu stochasticity, by bolo

-----

nosti by neboli prilis uskutocnitelné.
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Zaver

Strojové ucenie a hlbokové neurénové siete predstavuji mocny nastroj pre rieSenie
roznorodych tloh, predovsetkym v oblasti spracovania obrazov. St schopné ucit sa
zlozité vzory zo vstupnych dat, ¢o umoznuje aplikdciu v mnohych odvetviach.

Diplomova préaca sa zamerala na preskiimanie moznosti u¢enia na obmedzenom
trénovacom datasete, ktory moze negativne ovplyvnit vykon modelu a schopnosti ge-
neralizacie, hlavne pri rieseni komplexnejsich 1iloh ako spracovanie biomedicinskych
obrazov. Boli preskiimané viaceré techniky a pristupy, ktoré pozitivne aj negativne
ovplyvnuju ucenie hlbkokych neurénovych sieti na obmedzenom siibore tidajov.

Implementacia experimentov diplomovej prace ukazala, ze transferové ucenie
moze byt uc¢inné pri uceni s obmedzenym poctom dat, najmé ak si k dispozicii
pretrénované vahy z rozsiahlych datasetov ako ImageNet. Tento pristup sa osvedcil,
kedze dosiahol vysoké F1l-skére, avsak vysledky treba interpretovat s istou mierou
opatrnosti, najmé pri datasetoch s priamou relevantnostou kategorii z ImageNetu.

Pouzitie datovej augmentacie moze prinasat rozmanité vysledky a je dolezité
spravne vybrat augmentacné techniky prisposobené konkrétnym datovym sadam a
tiloham. Nespravny vyber technik alebo ich nadmerné pouzitie moze viest k pretré-
novaniu modelu na nevhodne modifikované data, ¢o modze mat za nasledok znizenu
schopnost modelu generalizovat na realne tidaje. To zdoraznuje dolezitost cielenej
aplikdcie augmentacie, aby sa zabranilo vytvaraniu irelevantnych alebo nepravdepo-
dobnych vzorcov v tréningovych datach.

Metoda NST, aj ked poskytla v niektorych pripadoch minimalne zlepSenie, mala
svoje velké obmedzenia, najmé pri zachovani kvality a reprezentativnosti obrazkov.
Pri mensom mnozstve pixelov a rozliénych uhloch snimania sa ukazala ako menej
efektivna. Zda sa, ze pre dosiahnutie lepsej generalizacie a vysSej presnosti modelu
by boli vhodnejsie metédy ako GAN, ktoré vsak vyzaduju vicsie mnozstvo dat a
dlhsi ¢as na trénovanie.

Pri pisani zaverecnej prace boli vyuzivané nastroje generativnej umelej inteligen-
cie vyhradne na zakladné vyhladavanie informaécii a konzultaciu, ako aj pri tvorbe
a uprave zdrojovych skriptov, ¢im sa urychlil proces programovania a zvysila efek-
tivita. Tieto nastroje pomohli ziskat zakladné informécie suvisiace s témou prace,
ktoré nasledne boli overované a validované z déveryhodnych zdrojov. Tiez sluzila
ako konzultacny nastroj pri rieSeni odbornych problémov a otazok, ktoré sa vyskytli
pocas spracovania prace. Pouzitie generativnej umelej inteligencie bolo v stlade s
akademickymi Standardmi, pricom vsetky ziskané a generované informacie boli ove-

rované.
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