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Anotace

Bakalarska prace se zabyva problematikou vyuZiti nekomerc¢niho softwaru pro data
mining. V ¢asti teoretické shrnuje zakladni poznatky z oblasti data miningu a vénuje
se metodikdm, které se vyuzivaji v procesech dobyvani znalosti z databazi.
Zaméruje se na typy uloh, které data mining reSi, popisuje nékteré statistické
metody a metody strojového uceni s ucitelem i bez ucitele. V ¢asti vyzkumné
predstavuje prace pét volné dostupnych nekomerc¢nich softward, které jsou vhodné
pro reSeni data miningovych uloh. Pomoci vybranych funkcionalit tyto softwarové
nastroje porovnava. Bakalarska prace detailnéji predstavuje mozZnosti softwaru
Orange, pomoci néhoz je reSena ukazkova uloha, ktera je zamérena na oblast text

mining a analyzy sentimentu.

Klicova slova: data mining, nekomerc¢ni software, Orange, text mining, analyza

sentimentu

Annotation

Title: Data mining and freeware possibilities

The bachelor thesis deals with the use of non-commercial software for data mining.
The theoretical part summarizes the basic knowledge in the field of data mining, it
deals with methodologies that are used in the processes of knowledge discovery in
databases. It focuses on the types of tasks that data mining solves, describes some
statistical methods and some supervised and unsupervised machine learning
methods. In the research part, the thesis presents five freely available non-
commercial software tools suitable for solving data mining tasks. It compares these
software tools using selected functionalities. In more detailed way the bachelor
thesis presents the possibilities of the Orange software, which is used to solve an

example task. Task is focused on text mining and sentiment analysis.

Key words: data mining, non-commercial software, Orange, text mining, sentiment

analysis
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1 Uvod

Tato bakalarska prace se zaobira problematikou nekomercniho softwaru, ktery lze
vyuzit k data miningu. Zaméruje se na pét volné dostupnych nastroj, jejich popis
avzajemné porovndni pomoci vybranych charakteristik. Ddale se vénuje
detailnéjSimu popisu jednoho z vybranych softwart, sjehoZz pomoci je nasledné

FeSena ukazkova data mining tloha.

Piehled hlavnich informacnich zdroj{i, z nichz tato prace ¢erp4, je kratce predstaven
v kapitole 2. Kapitola 3 pribliZuje cile a metodiky prace. V kapitole nasledujici jsou
shrnuty zakladni teoretické poznatky o data miningu, metodikach, zakladnich
ulohach a metodach. Pét vybranych softwarovych nastrojt, které jsou vhodné pro
reSeni dloh data miningu, je predstaveno v kapitole 5. Zavér této Casti se vénuje
porovnani softwari na zakladé vybranych charakteristik. Kapitola 6 detailnéji
predstavuje nekomerc¢ni nastroj Orange. V posledni kapitole je pomoci toho
softwaru reSena ukazkova data mining uloha z podoblasti text mining a analyzy

sentimentu.



2 Literarni reserse

V teoretické casti této bakalarské prace jsou nejvice vyuZzivany tii zakladni

informacni prameny.

Prace Dobyvani znalosti z databazi od Berky (1) shrnuje zakladni teoretické
poznatky o dobyvani znalosti z databazi a objasiiuje vybrané statistické metody
a metody strojového uceni, které se vyuzivaji pro analyzu dat v data miningu.
Z tohoto zdroje je vteoretické casti bakalarské prace cerpano nejvice, hlavné
z kapitol, které se tykaji dobyvani znalosti z databazi, a kde jsou popisovany

konkrétni techniky pro modelovani.

Skalska (2) se ve své praci Data mining a klasifikatni modely zaméruje také na
vysvétleni zadkladnich pojmi z oblasti data miningu, ale jeho hlavni ¢ast objasiuje
konkrétni metody, které se vyuZzivaji v klasifika¢nich tlohach a k hodnoceni modelu
binarni klasifikace pomoci ROC kiivek. Tento pramen byl vyuZivan k ovéreni

a objasnéni nékterych teoretickych pojmi v oblasti data miningu.

Witten, Frank a Hall (3) se v publikaci Data mining: practical machine learning tools
and techniques zaméruji na obsahly popis vybranych analytickych metod
strojového uceni, které se vyuzivaji vdata miningu. Nékteré z metod jsou
demonstrovany na praktickych prikladech. V bakalarské praci byl tento zdroj

vyuzivan v souvislosti s popisem analytickych metod.

Ve vyzkumné ¢asti bakalarské prace byly pro vypracovani prehledu nekomercéniho
softwaru a jeho nasledného porovnani pouzivany on-line dokumentace jednotlivych
nastroju (4), (5), (6), (7) a (8). VSechny tyto on-line zdroje byly vyuzivany pro
ziskani zakladnich informaci o softwarovych nastrojich a také pro ovérovani
funkcionalit, které byly nalezeny piimym prizkumem grafického uzivatelského
prostiedi jednotlivych programl. Pro vybér a stanoveni porovnavanych
charakteristik softwarovych reSeni byl pouzit prispévek An overview of free
software tools for general data mining (9). Katalog widgetli na webové strance
softwarového nastroje Orange (10) slouzil pro nalezeni detailnich informaci

o rozSirenych funkcionalitach tohoto softwaru.



3 Cil prace a metodika

Cilem bakalaiské prace je vyhledat, popsat a porovnat nekomercni softwarové
nastroje, které 1ze vyuZit pro data mining. Pro jeden zvoleny nekomer¢ni nastroj pak
provést podrobnéjsi zhodnoceni jeho moZnosti a reSit jeho pomoci ukazkovou

ulohu.

Prace se zaméruje na porovnani péti nekomercnich softwarovych nastrojq, ty byly
vybrany na zakladé trech kritérii. Hlavnim kritériem pro vybér byla komplexnost
funkcionalit v oblasti data miningu, ktera by méla umoznit feSeni vSak zakladnich
data miningovych tloh. Vybrané softwary tedy nejsou Gizce specializované na jednu
konkrétni oblast typt uloh. DalSimi kritérii pro vybér bylo predstavit moznosti
riznych technologickych reSeni a odliSnosti ve zplisobu modelovani. Z tohoto
diivodu se ve vybéru vyskytuji nastroje, které jsou postavené na rozdilnych

softwarovych architekturach a vyuzivaji rtizny zptisob modelovani.

Vybrané softwarové nastroje byly porovnany na zakladé nékolika charakteristik,
které jsou soucasti procesu data miningu. Jedna se zejména o podporu vstupnich
a vystupnich formatl dat a modeld, konektivitu s databazemi, podporu funkcionalit
pro vybér, predzpracovani a transformaci dat, zplisoby vizualizace dat a podporu
konkrétnich algoritm@ pro tvorbu modelu. Prizkum téchto funkcionalit probihal
piimo v grafickém uzivatelském prostiedi aktudlnich verzi softwarovych nastrojt

a byl ovéfovan v on-line dokumentacich prislusnych softwarda.

Metodika pro vybér, prizkum a porovnani vybranych softwarovych nastroji je
detailnéji popsana na zacatku kapitoly 5, zde jsou rovnéZ rozpracovany konkrétni
a dil¢i cile prazkumu. Pii feseni ukazkové tlohy v kapitole 7 je postupovano dle

metodiky CRISP-DM, ktera je podrobnéji popsana v podkapitole 4.2 této prace.



4 Data mining

Data mining (DM) je mezioborovou disciplinou, ktera vyuZiva poznatkd ze statistiky,

umélé inteligence a strojového uceni.

4.1 Definice

Data mining je charakterizovan jako proces, pfi némz jsou vyhledavany vzory
v datech (3). V Ceské odborné literature je pro termin ,vzory v datech” castéji
pouzivano souslovi ,uZite¢né informace z dat“ (1), (2), které bude nadale pouZivano
v tomto textu. DM je tedy vyhledavani uZite¢nych informaci z dat, ktera jsou uloZena
elektronicky v databazich (3) a jsou obvykle velmi rozsahla (2). Proces DM
je Castecné, nejlépe vSak zcela, automatizovan. DM slouzi k reSeni konkrétnich
probléml pomoci analyzy dat. Vyhledané uzitecné informace musi byt smysluplné

a mély by vést k néjaké vyhodé napriklad ekonomické. (3).

Na DM je moZno nahliZet jako na technologickou soucast komplexnéjsi skupiny
procesti zvanych dobyvani znalosti z databazi (Knowledge Discovery in Databases,
KDD) (2). KDD lIze definovat jako ,netrividlni ziskavani implicitnich, drive
neznadmych a potencidlné uZitecnych informaci z dat“ (1, s. 15). VKDD je kladen
dliraz na ptipravu dat pro naslednou analyzu a na kone¢nou interpretaci nalezenych
uzite¢nych informaci (1). Souc¢asti KDD jsou procesy: vybér dat, predzpracovani dat,
transformace dat, data mining a vyhodnoceni dat (Obr. 1). DM je pak proces, kdy jsou

z transformovanych dat ziskavany uZite¢né informace pomoci konkrétnich

analytickych metod.
Data Interpretatlon /
( Selection) (Preprocessing) (Transformation) Mining Evaluation
\ Knowledge
Preprocessed Transformed Patterns

Target Data

Data Data

Obr. 1 Proces dobyvani znalosti z databazi - technologicky pohled
Zdroj: (11)



Na KDD je moZno hledét i manaZerskou optikou, potom je vstupem do procesu KDD
néjaky realny problém a cilem je najit, co nejvice uzitecnych informaci, které prispéji
k feSeni tohoto problému (1). Manazersky retézec procesu KDD je slozen
z nasledujicich kroki: sestaveni reSitelského tymu, specifikace problému, ziskani

dat, vybér metod, predzpracovani dat, data mining a vyhodnoceni dat (1).

4.2 Metodiky

Srozvojem KDD zacaly vznikat metodiky, jejichZ cilem je poskytnout jednotny
postup pro feseni riznych DM uloh. Nékteré metodiky byly vyvinuty jako soucast
komer¢nich softwarovych produkti (SEMMA), jiné jako zcela samostatné (CRISP-
DM) (1).

CRISP-DM

Neproprietarni a volné pouzitelnd metodika CRISP-DM (Cross Industry Standard
Process for Data Mining) vznikla diky spolupraci 3 velkych firem, které se v 90.
letech 20. stoleti zabyvaly DM (DaimlerChrysler, ISL pozdéji SPSS a NCR). Cilem bylo
vytvorit standard, ktery by byl vyuzitelny napri¢ rtznymi obory, byl snadno
aplikovatelny a volné dostupny (12). Metodika CRISP-DM je v soucasnosti
nejpouzivanéjsi metodikou pro DM (udaj platny k roku 2014) (13). Metodika ma
Sest hlavnich fazi, jejichZ poradi neni pevné dano, avSak vysledky dosazené v dané
fazi ovliviuji vybér té nasledujici. Je vcelku obvyklé se vracet k predchozim ¢astem

a opakovat je (1).

= Porozuméni problematice (Business understanding) - vprvni casti jde
o porozuméni problému z obchodni perspektivy (12), nalezeni cilti tlohy a jejich
nasledné prevedeni do zadani DM tulohy (1).

» Porozuméni datim (Data understanding) - tato faze zahrnuje sbér dat k DM
uloze, popis, prvotni prizkum a posouzeni kvality dat (12).

» Priprava dat (Data preparation) - v této ¢asti probiha vybér, ¢isténi, sestaveni,
spojovani a formatovani dat (12). Vysledkem je datovy soubor, ktery bude
v nasledném kroku zpracovan konkrétnimi DM metodami (1).

*» Modelovani (Modeling) - v této fazi se vybiraji nejvhodnéjsi metody pro vlastni

DM analyzu, probihd zde nasazeni konkrétnich algoritmi na data. Vysledky
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jednotlivych metod se srovnavaji a kombinuji, nékdy se aplikace algoritmu
opakuji s riznymi parametry. Soucasti je i testovani na vzorku nezavislych dat
a ovérovani nalezenych informaci (1).

» Vyhodnoceni (Evaluation) - vtéto casti dochazi k posouzeni a vyhodnoceni
nalezenych vysledki se zadanymi cili Ulohy a rozhodnuti o zpisobu jejich vyuZziti
(D).

»  Vyuziti (Deployment) - v poslednim fazi dochazi k vytvoreni navrhu pro vyuziti
vysledki DM v praxi (12). Skutecné vyuziti vysledkd je pak spiSe na strané

zadavatele nikoliv analytika (1).

porozuméni problematice (1). Provazanost jednotlivych fazi je moZno vidét na

schématu metodiky CRISP-DM (Obr. 2).

Data
Understanding

Data
Preparation

Deployment

Evaluation

Obr. 2 Metodika CRISP-DM
Zdroj: (14)

SEMMA

Tato metodika byla vyvinuta firmou SAS pro vlastni DM software Enterprise Miner,

jde tedy o metodiku proprietarni. Nazev metodiky je tvoren zkratkou jednotlivych



fazi (1). SEMMA ma 5 hlavnich casti, neni treba je vyuZivat vSechny, nékdy je

nezbytné opakovat kroky predchozi pro dosazeni lepsich vysledki (15).

» Sample - vybér vhodnych dat, vytvoreni datového souboru.
» Explore - priizkum dat, vizualizace a shlukovani dat.

» Modify - Uprava dat, vybér a transformace atributi.

» Model - vlastni analyza dat.

» Assess - vyhodnoceni uzitecnosti a spolehlivosti vysledkii analyzy (15).

Ostatni

Proprietarni metodika 5A byla vyvinuta spolecnosti SPSS pro vlastni DM nastroj
Modeler. Nazev metodiky odkazuje na 5 jednotlivych fazi: Assess - posouzeni
projektu, Access - sbér a priprava dat, Analyze - provedeni analyzy dat, Act -
zhodnoceni vysledkli a Automate - vyuziti vysledka v praxi (1). Vroce 2009 byla
firma SPSS zakoupena spolecnosti IBM (16) a do softwaru IBM SPSS Modeler byla
postupné implementovana metodika CRISP-DM (17), proto je moZno metodiku 5A

povazovat za historickou a jiZ nevyuzivanou.

V poslednich letech vznikaji mladé metodiky spadajici do oblasti DM, které cerpaji
z agilnich metodik a metodiky CRISP-DM. Takové metodiky jsou mimo jiné
zaméreny na efektivnéjsi spolupraci resitelského tymu. Patfi sem TDSP (Team Data
Science Process) od firmy Microsoft, kterd se pouziva od roku 2016 na platformé
Azure, nebo metodika Data Science Lifecycle od firmy Domino, ktera vznikla v roce

2017. Tyto metodiky nejsou zatim prilis rozsitené (18).

4.3 Zdroje a pfFiprava dat

Data vSeobecné je moZno rozdélit na strukturovand a nestrukturovana.
Strukturovana data jsou obvykle usporadana v databazich a navzajem jsou
nezavisla. Prikladem strukturovanych dat jsou objekty databaze, dale je moZno sem
zaradit Casova data (vyvoj akciovych Kkurzii), prostorova data (geografické
informacni systémy) a strukturalni data (vzorce chemickych sloucenin). Typickym
prikladem nestrukturovanych dat je potom text (1). Hledanim uzite¢nych informaci

z nestrukturovanych dat se zabyva napftiklad text mining a web mining (2).



Zdrojem dat pro DM jsou nejCastéji databaze, datové sklady, pripadné datové
archivy. Data potfebna k analyze lze ziskat i pfimo a cilené pomoci dotaznikd,
hlasovani, experimenti a studii (19). Velkym zdrojem dat v nestrukturované formé

jsou webové stranky (2).

Piiprava dat je povazovana za velice dllezitou a nejobtiZznéjsi ¢ast celého procesu
KDD (1), kterd je zaroven casové nejnarocnéjsi, mize totiz zabirat az 70 %
celkového casu reSeni projektu (2). V procesu KDD je priprava dat rozdélena na tii
samostatné kroky: vybér, predzpracovani a transformaci dat (11). Cilem pripravy
dat je tedy jejich vybér a reprezentace. Vybér dat souvisi sporozuménim
problémové domény, nékdy je nutna spoluprace specialisty na dany obor, aby doslo
k nalezeni spravnych dat (1). Je vcelku bézné, Ze vybér dat pochazi z riznych zdroj,
proto je vzdy nutné data sjednotit (3). Reprezentace dat se soustiedi na uzptisobeni
dat pro aplikaci konkrétnich DM metod, je tedy nezbytné védét, jaké metody budou
pouzity pro naslednou analyzu. Pripravena data maji obvykle podobu datové

tabulky s hodnotami atributti jednotlivych objekti (1).

Pti predzpracovani a transformaci dat je cileno predevsim na praci s atributy a také
na objekty databaze. U atributii je obvyklé setkavat se s problémy, kdy je v datovém
souboru obsaZeno hodné atribut, a viechny nejsou vhodné pro analyzu. Re$enim
miZe byt jejich transformace, kdy se z vice atributli vytvori jeden, dale je moZno
téch nadbytecnych. Nékdy je tieba fesit chybéjici hodnoty atributi, pro tyto ucely
existuje nékolik postupli napriklad nahrazeni jinou hodnotou (nejcetnéjsi, podilem,
libovolnou) (1). Unumerickych atributi je moZno vyuzit matematické
transformace, jako jsou normalizace (pfevod na novy rozsah, minimum, maximum,
z-skore), diskretizace (rozdéleni na intervaly) a agregace (vytvareni odvozenych
atributti). Ordinalni textové atributy je v nékterych pripadech tieba pievést na

numerické hodnoty (19).
Problémem u objektl databaze miiZe byt jejich velka Cetnost, kdy je datovy soubor
ptili§ obsahly a vypocetni ¢as analyzy by se vyrazné prodlouzil. ReSenim miize byt

vybér urcitého reprezentativniho vzorku dat, pripadné vytvoreni nékolika



podskupin dat, na nichZ jsou zvlast aplikovany konkrétni DM metody a nasledné

jsou vysledky zkombinovany (1).

Pii hledani a ziskavani dat je moZné narazit na néktery ztéchto problémii:
nedostupnost a Spatny pristup k datlim; nariist soukromych a licencovanych dat,
ktery vede k nemoznosti jejich vyuZiti, nebo k jejich komer¢nimu ziskani; nutnost
hledani a vyuZivani uc¢innych a efektivnich algoritmi pro extrakci riiznorodych dat
z globalnich informacnich systémii a velkych databazi; nutnost distribuovaného
piistupu k velkym datovym setiim; problém s velmi rychle se ménicimi daty a jejich

neustalou aktualizaci (20).

V oblasti zpracovani velkych dat je mozno se setkat s témito problémy: Spatna
kvalita dat, kde naptiklad chybi hodnoty, existuji nepresné a nespravné hodnoty,
datovy soubor ma nedostate¢nou velikost a data jsou Spatné reprezentovana; velka
redundance dat z riznych zdrojt a rozdilnych formatd, naptiklad multimedialni
obsah jako obrazky, audio a video; vSeobecné zpracovani velkych komplexnich

a nestrukturovanych dat do strukturovaného formatu (20).

4.4 Zakladni metody a ulohy DM

Rozdéleni metod

Metody, které se vyuZivaji pro analyzu dat v DM ulohach, je moZno rozdélit do dvou

zakladnich skupin na statistické metody a metody strojového uceni (1).

= Statistické metody jsou po teoretické strance dobre prozkoumané a provérené
dlouholetou praxi. Tyto metody jsou zamérené na hledani uzite¢nych informaci
zdat vpodobé funkci, vektori ¢i podminénych pravdépodobnosti. Ke
statistickym metodam, které se vyuzivaji v DM, patri napriklad kontingencni
tabulky, korelac¢ni analyza, regresni analyza, logisticka regrese, diskriminacni
analyza, shlukova analyza a faktorova analyza (1).

» Metody strojového uceni spadaji do oblasti umélé inteligence a jsou zaloZené na
dvoufazovém pristupu, nejprve se systém uci a vytvori si obecnou reprezentaci
chovani (dale trid) a nasledné vyuZije znalosti ziskané ucenim se pro

rozhodovani. Uceni mize probihat nékolika zpiisoby, ke dvéma zakladnim patii



uceni se s ucitelem a uceni se bez ucitele. K metodam strojového uceni patri
rozhodovaci stromy, asociacni pravidla a rozhodovaci pravidla (1) (nazyvana téz
Kklasifikacni pravidla (3)). Tyto tfi metody jsou zamérené hlavné na vyhledavani
logickych souvislosti a zajimavych vztahl v datech, i diky tomu jsou nalezené
uzitecné informace uzivatelsky srozumitelnéjsi. Dale k metodam strojového

uceni patii neuronové sité, Bayesovské sité a genetické algoritmy (1).

K rozdéleni metod DM je novéji pristupovano spise z pohledu zptisobu uceni se.

Uceni se sucitelem (Supervised) - u takovych metod existuje vidy cilova
proménnd, 1ze sem zaradit napiiklad linedrni regresi, logistickou regresi, nebo
metodu SVM. K typickym uloham uceni se s ucitelem patti predikce (21).

Uceni se bez ucitele (Unsupervised) - tyto metody naopak nemaji cilovou

proménnou, patii sem napriklad shlukova analyza (21).

Zakladni ulohy

Zakladni typy uloh, které DM resi lze rozdélit podle schématu strojového uceni na

klasifikaci, asociaci, shlukovani a numerickou predikci (3).

Klasifika¢ni tlohy se vyznacuji tim, Ze objekty jsou zarazeny do konkrétnich trid,
dochazi tedy kpredikci trid. Takové typy uloh jsou zvlasté vhodné pro
nenumerické atributy objektii. Z pohledu strojového uceni se jedna o uceni se
s uCitelem, kdy je doptedu specifikovana trida. K metodam, které se vyuZzivaji
v klasifikacnich ulohach patii naptiklad rozhodovaci stromy a klasifika¢ni
pravidla (3).

Asociacni ulohy slouZi k nalezeni zajimavych struktur v datech, jde v zasadé
o predikci atributi. Tyto ulohy jsou rovnéz vhodné pro nenumerické atributy.
Z pohledu strojového uceni se jedna o uceni se bez ucitele, tedy bez specifikace
tridy. K metodam vyuZivanym v asocia¢nich alohach patii asociac¢ni pravidla (3).
Shlukovani slouzi pro seskupovani podobnych dat, jedna se o uceni se bez
ucitele, tedy bez specifikace tiidy (3).

Ulohy numerické predikce jsou druhem Klasifikace, jejimZ vysledkem je

numericka hodnota. Obvykle se vyuziva metoda regresnich stromi (3).
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Na typy DM uloh vs$ak 1ze pohliZet i Sirsi optikou, ktera zahrnuje vice analytickych
metod mimo oblast strojového uceni, potom je moZzno rozdélit ulohy na exploracni,
deskriptivni, prediktivni, na dlohy soustredici se na hledani vzort a pravidel a ilohy

zahrnujici vice oblasti (2), (22).

» Exploracni tlohy se soustiedi na zakladni popis a vizualizaci dat, coZ umoziuje
ziskat prehled o struktuie dat (2).

» Deskriptivni dlohy se vénuji popisu dat pomoci statistickych metod, patii sem
napiiklad hledani vztahli mezi proménnymi a statistické rozdéleni dat (22).

» Prediktivni Ulohy se zaméruji na predpovéd budoucich hodnot na zakladé
analyzy minulosti. Proto jsou vyuZivany hlavné metody spadajici do oblasti
klasifikace a regrese (2).

= Ulohy pro hledani vzorii a pravidel v datech vyuZivaji hlavné metody pro
shlukovani a pak také asociani pravidla (22).

» Kuloham, které zahrnuji vice oblasti potom patfi napriklad text a web mining

(2), dale analyza obrazu a multimedialniho obsahu, tedy audia a videa (22).

Za samostatné typy uloh je moZné povaZovat i verifika¢ni dlohy, jejichZ ucelem je
ovéreni validity vysledku DM, ktomu je mozné vyuZit statistické metody jako
analyza rozptylu (pouZiva se zkratka ANOVA anglického terminu Analysis of
variance), korelace, linedrni regrese, logisticka regrese, t-testy a nékteré dalsi (2).
Pro testovani spravnosti a spolehlivosti modelu jsou dale vyuzivany specialni

postupy napriklad kiiZova validace a bootstrap, nebo Lift a ROC krivky (1).
Statistické metody

Zde jsou stru¢né popsany nékteré pouzivané metody v DM, které spadajici do oblasti

statistiky.

» Kontingen¢ni tabulky slouZi k vyhodnocen{ vztahu mezi dvéma nenumerickymi
binarnimi atributy. Pro zjiStovani vztahu mezi atributy je moZno vyuZzit x2 test
(D).

» Linearni regrese umoznuje sestavit model linearni zavislosti numerickych

atributti (1). V korela¢ni analyze jde o vyjadreni sily této zavislosti, v regresni
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analyze pak o popis této zavislosti (23). U regresni analyzy se pro odhad
parametrii vyuZzivaji optimalizacni metody, jejichZ cilem je odhad parametrt
modelu tak, aby rozdily modelu od skutetného stavu byly minimalni podle
zvoleného Kkritéria (1).

Logisticka regrese se zabyva odhadem pravdépodobnosti jevu na zakladé
hodnot nezavislych proménnych, které vyskyt jevu mohou ovliviiovat (23). Jde
o nelinearni regresni metodu, kde sledovany jev ma nenumerické hodnoty (1).
Diskriminac¢ni analyza slouZzi pro klasifikaci objekt do predem znamych trid. Jde
o hledani zavislosti nenumerické hodnoty atributu na jinych numerickych
hodnotach, které musi mit odliSné vlastnosti v kazdé tridé (1).

Shlukova analyza slouZi k rozdéleni dat do skupin, které jsou si vzajemné blizké,
maji tedy podobné vlastnosti na atributech, které byly pouZity pro sestaveni
modelu. Jejim principem je méreni vzdalenosti objektii. K metoddam shlukové
analyzy patii metoda k-means a hierarchické shlukovani (1).

Faktorova analyza zjistuje zavislosti atributi na faktorech, coz jsou linearni
kombinace jinych atributi (1).

Rizné typy statistickych testli umoZnuji porovnavat dva modely a diky tomu je
mozné vybrat model vhodnéjsi. Jde o porovnani dvou sad numerickych hodnot
(naptiklad vysledkl z kiizové validace), kde se zjistuje, jak vyznamné se lisi

jejich priiméry nebo jiné charakteristiky (1).

Metody strojového uceni

V nasledujicich fadcich budou stru¢né predstaveny metody strojového uceni, které

se vyuZivaji pro analyzu v DM.

Rozhodovaci stromy aneb metoda ,rozdél a panuj“ se vyuzivd kreSeni
klasifikacnich uloh (3). Spociva v postupném rozdélovani dat na mensi
podmnoZiny, aZ jsou nakonec podmnoZiny tvoreny pouze prvky stejné tridy. Pro
urceni vhodného atributu pro vétveni stromu je moZné pouzit vypocet entropie,
informacni zisk, x2 test, nebo Gini index. VyuZiva se predevsim algoritmus C4.5,

pripadné nejnovéjsi modifikace C5.0, a dale CART (Classification And Regression
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Trees), ktery je vhodny i pro regresni stromy, kde je predikovan numericky
atribut (1).

Rozhodovaci (klasifika¢ni) pravidla jsou rovnéz vyuzZivana Kk teSeni
klasifikacnich tloh (3). UZivané algoritmy rozhodovacich pravidel jsou naptiklad
pokryvani mnozin CN4 a ESOD. Klasifika¢ni pravidla lze také ziskat prevodem
z rozhodovaciho stromu (1).

Asociac¢ni pravidla jsou pouzivana k reSeni asocia¢nich uloh (3). Smyslem této
metody je nalézt zajimavé souvislosti mezi hodnotami atributi (1). K algoritm
asociacnich pravidel patii Apriori, Eclat nebo FP-growth (3).

Neuronové sité vychazeji z matematickych modeli neuronu. Vyuzivaji se pro
ulohy Kklasifikace a predikce, které jsou automatizované. Tvori alternativu
k rozhodovacim stromiim a Kklasifika¢nim pravidlim, kdy neni primarnim
Ucelem ziskat formalni matematicky popis modelu. Neuronové sité jsou zvlasté
vhodné pro analyzu numerickych dat (1). Pro tyto metody se pouziva i souhrnny
nazev rozsirené linearni modely (3).

Metody zaloZené na instancich patii k metodam zaloZenym na analogii, tedy na
podobnosti feSeni. Ve fazi uceni je predloZena databaze s jiz vyreSenymi
podobnymi problémy, ve fazi usuzovani je pak hledan nejpodobnéjsi problém,
jehozZfeSeni je pouZzito pro nova data. Metody zaloZené na instancich se pouzivaji
pro ulohy Kklasifikace a patii k nim napftiklad k-d stromy nebo systém IB3 (1).
Metody numerické predikce se pouzivaji kteSeni klasifika¢nich uloh. Jsou
podobné rozhodovacim stromim s tim rozdilem, Ze je predikovana numericka
hodnota atributu, takové stromy se nazyvaji regresni. VyuZivan je napriklad
algoritmus CART (3).

Bayesovské sité jsou vyuzivany k feseni klasifika¢nich tloh, jsou zaloZené na
podminéné pravdépodobnosti. Bayesovskou sit' lze zobrazit pomoci acyklicky
orientovaného grafu, ktery pomoci hran detekuje pravdépodobnostni zavislosti
mezi nahodnymi atributy. Znam je predevSim algoritmus EM (1), dale se

vyuzivaji algoritmy K2 a TAN (3).
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K metodam strojového uceni, které je mozno vyuzit v DM dale patfi: genetické
algoritmy, pripadové usuzovani, pamétové uceni, nebo zcela odliSné induktivni

logické programovani (1).

4.5 Dalsi metody DM
Testovani modelu

Nedilnou soucasti procesu KDD je vyhodnoceni vysledki data miningu. Pro
testovani modeli jsou tak vyuzivany nejen tradi¢ni statistické metody jako linearni
regrese, ANOVA nebo t-testy, ale také dalsi specializované metody, které byly
pirevzaty zjinych oblasti. Patii knim ROC Kkrivka, plivodné vyuzivana
v radiotechnickém oboru a Lift kiivka z marketingu. V nasledujicich fadcich je

popsano nékolik metod, které se casto vyuzivaji k ovérovani validity vysledki DM.

» KfiiZova validace je zplisob testovani modelu, kdy se data doptredu rozdéli na
urcity pocet c¢asti (naptiklad 10), kdy jedna Cast je vyjmuta pro testovani
a zbyvajici se vyuZiji pro uceni. Cely postup se zopakuje n poCtem Casti a vysledek
testovani se zpriiméruje (1).

» Lift krivka, nékdy téz krivka navySeni, je vhodna pro testovani modell
klasifikace, kde jsou vystupem numerické hodnoty, lze ji tedy vyuZit tieba pro
ulohy reSené pomoci neuronovych siti nebo pomoci Bayesovskych metod (1).

» Matice zdmén, zndma také pod nazvem konfusni matice, zachycuje pocty
spravné a nespravneé zatrazenych ptikladi, tedy v kolika piipadech se klasifikator
shoduje s ucitelem, v kolika nikoliv (1).

= ROC krivka je vyuzivdna ktestovani modelt binarni klasifikace, umoziuje
vyhodnoceni Kklasifikacniho pravidla v celé oblasti vyslednych hodnot. Vedle
vizualniho porovnavani ROC krivek, se téz vyuzivda souhrnna Cciselna

charakteristika nazyvana AUC, jedna se o plochu pod krivkou ROC (2).

Kombinovani modelu

Moznost zlepseni vysledkt DM, které byly dosazeny jednotlivymi modely, je jejich

vzdjemna kombinace. Déje se tak Casto pomoci nékteré z variant hlasovani (1).
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Metody pro kombinaci vice modeli spadaji do podoblasti strojového uceni zvané

ensemble learning (sborové uceni, pripadné vzajemné ¢i postupné uceni).

Bagging (bootstrap aggregating) - pfi tomto uceni se z dat vytvori stejné velké
trénovaci mnoZiny pomoci ndhodného vybéru s opakovanim (bootstrap). Uc¢eni
probiha na kazdé trénovaci mnoZiné samostatné, nakonec se nechaji vysledné
modely hlasovat o prifazeni testovaného prikladu do tridy. U této metody se
predpoklada pouZiti stejného algoritmu na vSechny trénovaci mnoZiny. (1).
Boosting je metoda, pii které se vytvareji stale nové modely, které vychazeji
z vlastnosti piedchozich modelii, konkrétné se zaméruji na priklady, které zatim
nebyly spravné Klasifikovany. V priibéhu uceni se méni vaha modelt, ve fazi
klasifikace modely vazené hlasuji o prifazeni prikladu do tridy. I u této metody
se pocita spouzitim jednoho algoritmu. Pro aplikaci této metody se cCasto
pouZziva algoritmus AdaBoost (1).

Nahodny les se obvykle vyuZiva pro velké sady dat s mnoha atributy. Je tvoren
desitkami az stovkami rozhodovacich stromt, znichz kazdy je sestaven
z rozdilného nahodného vybéru vzorki trénovacich dat a pomoci stejného
klasifikacniho algoritmu. Vysledny model vznikad opét hlasovanim jednotlivych
modelli. Vyhoda tohoto algoritmu spoc¢ivd mimo jiné vtom, Ze umoziuje
minimalizovat piredzpracovani dat, dokaZe najit nejvice pouzivané atributy a je
odolny vii¢i odlehlym hodnotam (24).

Stacking je metoda, kterd porovnava modely vzniklé na zdkladé rtznych
algoritmi. Provadi uceni se z vysledki jednotlivych klasifikator(, jde o tzv. meta-
algoritmus. Cilem metody stacking je rozhodnuti o tom, ktery porovnavany

klasifikator je vhodnéjsi pro pouziti (1).
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5 Nekomerc¢ni software pro data mining

Pocet softwarovych nastrojti pro DM je na celosvétovém trhu ptiblizné 200, z tohoto
poctu je zhruba 50 feSeni volné dostupnych (25). Podle priizkumu serveru
KDnuggets (obrazova priloha Obrazek 2), kterého se ztcastnilo 1800 respondenti
z fad uzivatel softwaru orientovaného na data mining, se vroce 2019 nejvice
vyuzivaly v této oblasti technologie Python a R. Popularnéjsi se stava hybridni
technologie Anaconda, ktera spojuje prednosti obou téchto programovacich jazyki.

Naopak obliba softwarovych reSeni pro DM v Javé spiSe klesa (26).

Jednim z cilii této prace je predstavit vzorek nekomercniho softwaru, ktery lze
vyuzit pro data mining. Pro ucel tohoto vybéru je pojem ,nekomercni software”
zpifesnén na svobodny a neproprietarni software s otevienym zdrojovym kédem
(open source), ktery je licencovan GNU GPLv2 a vyssi, pripadné jinymi
kompatibilnimi a pfibuznymi licencemi. Takovy software je tedy primarné urcen

pro nekomerc¢ni vyuziti.
Kritéria vybéru
Pii vybéru softwaru bylo, vedle svobodného a neproprietdrniho software,

pracovano dale s témito Kkritérii:

* Porovnat komplexni DM nastroje, které umoznuji reSeni minimalné zakladnich
klasifika¢nich, asocia¢nich a shlukovych dloh a zaroven nejsou specializované
pouze na jednu oblast napriklad Kklasifikaci pomoci neuronovych siti, deep
learning apod.

» Ukazat odliSnd technologicka reSeni softwaru (Delphi / Object Pascal, Java,
Python a R).

» Priblizit rozdilné pohledy na zptisob modelovani, u vybranych nastroji se jedna

o diagram, skriptovani a vizualni programovani.

Vybrany byly nastroje: DataMelt, KNIME Analytics Platform, Orange, Rattle
a Tanagra. Prehled zdkladnich charakteristik zvolenych nekomercnich softwart je

v Tab. 1. na stranée 17.
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Tab. 1 Zakladni charakteristiky vybranych nekomerénich softwari

DA Sergei Univerzita Ricco
vyvojar Chekanov 108G Lublan UOEEEDE Rakotomalala
aktualni verze 2.5 4.2 3.27.1 5.4.0 1.4.50
programovaci Object Pascal
jazyk Java Java Python R (Delphi)

BeanShel],
skriptovani ]G;SS;:YI’ ;‘?};’jﬁ Java Python R ne
Octave

latform ﬁirrll?ll;(Oll\(/lfac Linux, Mac, Linux, Mac, Linux, Mac, Windows
p y Win dz)ws ’ Windows Windows Windows
l‘;‘z:;‘l’;‘;e“m GNUGPLv3 GNUGPLv3  GNUGPLv3  GNUGPLv2  vlastn
komercni
licence ano ano ne Ano ano
GUI ano ano ano Ano ano
CLI ano ne ne Ano ne
zpusob o vizualn{ vizualni o .

L. jiné - ., Jiné diagram
modelovani programovani programovani

Zdroj: Vlastni zpracovani
Zptisob zkoumani

Zde prezentovany vzorek softwarli byl testovan v poslednich stabilnich verzich
avzdy pouze vzakladni instalaci vyjma softwaru Orange, ktery byl rozsifen
o funkcionality potfebné pro blizsi prizkum v kapitole 6 a feseni ukazkové ulohy
v kapitole 7. Kovérovani vlastniho prizkumu byly vyuzivdny aktudlni on-line
manualy a dokumentace jednotlivych nastroji, ptipadné dal$i uvedena literatura.
UvétSiny zde popisovanych nastroji existuje moznost dalSiho rozsiteni
funkcionalit, nékteré znich jsou zminény v textu, vtabulkdch jsou uvedeny
v pripadé, kdy existuji oficidlni rozsiteni od vyvojare.

U kazdého vybraného nastroje se prace zaméruje na kratké predstaveni - historii,
vyvoj a zakladni urcenf; technologické feseni véetné moznosti vyuziti skriptovacich
jazyk(; zpilsob modelovani; stru¢ny popis grafického uzivatelského prostiedi;
zdroje dat, vstupni/vystupni datové formaty a formaty pro nacitani/ukladani

modelu; moZnosti v oblasti vybéru, predzpracovani a transformace dat; vyuzivané
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metody a konkrétni algoritmy DM; testovani modelu; vizualizaci dat; moZnosti
nasazeni a vyuZziti uZiteCnych informaci v praxi; upozornéni na specifické
funkcionality. Zavérem je u kazdého softwaru kratké zhodnoceni zahrnujici slabé

a silné stranky, naroky na uZivatele a moznosti podpory.

Posledni ¢ast této kapitoly se vénuje vzajemnému porovnani téchto zvolenych péti
nekomerc¢nich softwarti, vedle slovniho zhodnoceni je prezentovano tabulkové
zpracovani prozkoumanych funkcionalit nastrojl. Vybér charakteristik se odvijel od
teoretické Casti v kapitole 4 této prace a dale na zakladé prispévku An overview of

free software tools for general data mining (9).

Zkoumané funkcionality

= Externi i vlastni datové formaty, podpora formati pro nacitdni a ukladani
modelu.

* Funkcionality pro vybér, predzpracovani a transformaci dat, mozZnosti v oblasti
nasazeni vysledki v praxi.

= Zpusoby vizualizace, druhy podporovanych graft.

» Porovnani algoritmii pro data mining vCetné algoritmi pro testovani modelu.

» Podpora specifickych funkcionalit v oblasti big data, deep learning, image

mining, text mining a web mining.

5.1 DataMelt

Software DataMelt (DMelt) je urCen pro analyzu a vizualizaci dat, numerické
i symbolické vypocty a statistiku (4). Je vyvijen od roku 2005, ptivodné pod nazvem
jHepWork, v kratkém obdobi byl prejmenovan na SCaVis (2013-2015) a primarné
byl ur€en pro analyzu dat v oblasti ¢asticové fyziky (27). Jedna se o open source
software, ktery je dostupny pod licenci GNU GPLv3 a zaroven pod licenci komer¢ni.
Vyvoj programu DMelt zastituje sdruzeni dobrovolnych vyvojairt jWork.org, jehoz

supervizorem je Sergei Chekanov, pivodni autor softwaru (4).

Software DMelt je naprogramovan v jazyce Java. Jeho prostfedi vSak umozZnuje béh
skriptd v dalSich integrovanych jazycich jako Groovy, Jython a JRuby, je mozZné

vyuzit také specializované jazyky BeanShell a Octave. DataMelt je prenosny
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(nevyzaduje instalaci, je moZné jej spoustét z prenosnych médii) a multiplatformni
software. Dostupny je na Windows, Mac i Linux a na mnoha dalSich, které jsou
schopny zajistit béh prostredi Java (27). Na operacnim systému Android je software
v omezené podobé soucasti aplikace AWork. Tato mobilni aplikace se zaméruje na

analyzu a vizualizaci dat pomoci skriptovaciho jazyku Octave (4).

Prostiedi softwaru DMelt je v zdsadé vyvojové prostiedi (IDE), které poskytuje
kontrolu a zvyraznéni syntaxe, dokoncovani a analyzu programovaciho kédu (27).
Modelovani je tedy postaveno na tvorbé skriptli, v nichZ jsou implementovany
konkrétni algoritmy DM metod. Toto prostredi je velice flexibilni, umoZnuje nacitat,
upravovat, ladit a ukladat jednotlivé skripty, které Ize aplikovat na riizna vstupni
data (28). Pro plné vyuziti softwaru je nutna znalost nékterého ze skriptovacich
jazykd.

Grafické uZivatelské rozhrani (GUI) DataMeltu se sklada ze tfech oken (obrazova
priloha Obrazek 2). Levé okno zobrazuje seznam soubord, piipadné strukturu
projektu; v pravém hornim okné se nachazi hlavni editor skriptQ; v pravém spodnim
okné jsou integrované prikazové tadky pro jednotlivé skriptovaci jazyky

a systémova konzole pro vystupy z béhu skripti.

Nastroj DataMelt podporuje standardné nativni Java a Python vstupni/vystupni
formaty, umi také pracovat s textovym formatem csv a univerzalnim formatem xml.
Dokaze ziskavat data z externich databazi pomoci dotazovaciho jazyka SQL.
V nekomer¢ni licenci neumi DMelt zpracovat formaty Excel a dokaZe exportovat

dokumenty do formatu pdf. (28).

V oblasti vizualizace dat nabizi software DataMelt moznost tvorby 2D bodovych

a sloupcovych grafti véetné histogramii a 3D plosnych grafi (27).

DMelt sdm o sobé neni specializovany software pouze pro DM, v nekomer¢ni licenci
obsahuje nékolik predpripravenych skriptl v oblasti klasifikace, regrese, shlukové
analyzy a neuronovych siti. Avsak jiz v zakladni instalaci integruje volné dostupné
knihovny ze tii nastrojl, které jsou urcené k DM analyze, jedna se o open source
knihovny Weka, Encong a Joone. VSechny tfi vcetné grafického uzivatelského

prostredi (28).
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Weka

Weka je Java kolekce algoritmi pro strojové uceni. Software vznikl a je vyvijen na
Univerzité Waikato na Novém Zélandu. Poskytuje rozsahlé funkcionality pro vybér,
predzpracovani a transformaci dat, pro reSeni DM uloh pomoci statistickych metod
a algoritml strojového uceni v oblasti regrese, klasifikace, shlukové analyzy
a asociacnich pravidel, nabizi Siroké moZnosti v oblasti validace a vyhodnoceni

vysledkt DM (29).
Encog a Joone

Java frameworky Encog a Joone se specializuji na vyuziti neuronovych siti
v klasifikacnich ulohach a shlukové analyze (27). Encog zahrnuje mimo podpory
neuronovych siti také SVM, Bayesovské sité a genetické algoritmy (30). Joone nabizi
v uceni se s ucitelem algoritmy pro doptredné a rekurzivni neuronové sité, v oblasti

uceni se bez ucitele Kohonenovy mapy (SOM) (31).

Prostredi DataMelt vSak umoZnuje vyuZivat dalsi externi a volné dostupné knihovny
na zakladé podporovanych skriptovacich jazykt. V jazyce Java je mozné dale vyuzit
knihovny Datumbox Machine Learning Framework a Smile, obé se specializuji na

strojové uceni a resSeni klasifika¢nich typi uloh (28).

DMelt poskytuje uZzivateli velkou volnost pii modelovani, ale klade na néj vyssi
naroky v oblasti programovani a znalosti jednotlivych algoritmd DM metod. Oproti
tomu nabizi moznost vyuzit grafického prostredi programu Weka pro komplexni
feSeni DM uloh. Hlavni vyvojat softwaru Sergei Chekanov spole¢né s iniciativou

jWork.org poskytuje k nastroji DMelt obsahlou on-line ndpovédu.

5.2 KNIME Analytics Platform

Software KNIME (Konstanz Information Miner) vznikl na Univerzité v Kostnici
v Némecku v roce 2004, prvni stabilni verze vySla v roce 2006. Software aktualné
vyviji Svycarska spole¢nost KNIME AG (9). Pivodné byl software urcen pro analyzu
dat ve farmaceutickém priimyslu, ale velmi rychle se rozsiril mimo tento obor. Nazev

KNIME Analytics Platform (v textu dale zkracené KNIME) se pouziva pro open
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source verzi programu, ktera je licencovana GNU GPLv3, zatimco KNIME Server je

komercné licencovana verze softwaru (32).

DM nastroj KNIME je technologicky postaven na Java platformé Eclipse (9). Vedle
nativni moZnosti vyuziti skriptl vjazyce Java, lze doinstalovat integraci
skriptovacich jazykul JavaScript, Python a R. KNIME je dostupny na platformach
Linux, Mac i Windows, a také v on-line verzi pres cloudova reSeni Microsoft Azure

a Amazon AWS (32).

Software KMINE stoji na schématu vizudlniho programovani, kdy jsou do okna
umistovany stavebni bloky, zde nazyvané uzly (nodes), které svym vzajemnym
propojenim vytvareji pracovni vlakno (workflow) (9). Vlakno tak prehledné

zobrazuje cely proces DM.

Grafické prostredi programu KNIME tvori hlavni okno a sedm oken vedlejsich
(obrazova priloha Obrazek 3). V hlavnim okné Workflow Editor probihd modelovani
pomoci uzll a jejich vzajemnych propojeni, pfipadné seskupovani uzli. Vlevo jsou
standardné tfi okna: KNIME Explorer, Workflow Coach a Node Repository. Vpravo
se nachazi dvé okna: Description a KNIME Hub Search. Dole pod hlavnim oknem jsou
Outline a Console. Okna nejsou fixovana, je mozno je dle potfeby minimalizovat,
maximalizovat, vypinat a presouvat, diky tomu je grafické prostredi uZzivatelsky

velice flexibilni.

»  Workflow Editor je virtudlni platno, na némz se vytvari pomoci uzld a jejich
propojeni pracovni vlakno (5).

= KNIME Explorer zobrazuje strom pristupnych pracovnich vlaken na lokalnim
disku, ukazkova pracovni vlakna na serveru, pripadné osobni prostor ve sluzbé
KNIME Hub (5).

»  Workflow Coach zobrazuje seznam doporucenych akci, které jsou vytvorené na
zakladé automaticky sbiranych statistik od komunity uzivatel softwaru. Navrh
akci je aktualizovan v zavislosti na pouZitém uzlu a jeho kontextu (5).

* Node Repository je knihovna vsSech dostupnych uzli a doinstalovanych
roz$ifeni. Uzly jsou pro vétsi prehlednost rozdéleny do kategorii, pro urychleni

je mozno vyuZzit integrované vyhledavaci pole (5).
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» Description ukazuje popis aktualniho pracovniho vldkna, nebo aktualné
vybraného uzlu (5).

» KNIME Hub Search umozZnuje vyhledavani ve sluzbé KNIME Hub, po zadani se
automaticky presméruje do internetového vyhledavace, kde jsou zobrazeny
vysledky vyhledavanti (5).

* Qutline zobrazuje zmenseny piehled aktualniho pracovniho vlakna a umoziuje
v ném rychly pohyb (5).

» Console zobrazuje zpravy z vykonavani a provadéni akci, nelze aktivné zadavat
piikazy, nejedna se tedy o piikazovy radek. V tomto okné je moZno na zalozkach

aktivovat jesté Node Monitor a Error Log (5).

KNIME ma uZitecné funkcionality v oblasti ziskavani a pripravy dat. Umi pracovat
s mnoha vstupnimi formaty, standardné s textovymi naptiklad csv, xls, json a pmml,
dale s nestrukturovanymi daty, jako jsou obrazky a dokumenty, nebo s Casovymi
Ffadami. Nastroj KNIME dokaze ziskavat data zrlznych zdroji (datovy soubor,
databaze, datové sklady, cloudy), ma funkcionality pro kombinovani dat z odliSnych
zdrojt do souhrnnych tabulek. Software dale umoznuje data cistit a transformovat,

a pripravit je tak k finalni analyze (32).

Vedle standardnich grafti, jako jsou bodové, sloupcové, krabicové a histogramy, ma
KNIME k dispozici pokrocilejsi grafy napriklad teplotni mapy, vicevrstvé prstencové
grafy, grafy rovnobéZnych souradnic a sitové grafy. Software nepodporuje

pokrocilé 3D vizualizacnich techniky naptiklad plosné grafy (32).

Voblasti DM poskytuje KNIME zakladni funkcionality kieSeni Kklasifikacnich
a asociacnich tuloh (tyto pouze po instalaci dopliikii), také je pripraven pro feseni
uloh shlukovani. Jsou zde bayesovské klasifikatory, nékteré zalgoritml pro
rozhodovaci stromy, algoritmy neuronovych siti (MLP a PNN), pro shlukovani jsem
k dispozici metody k-means, c-means a hierarchického shlukovani. Standardné jsou
dale k dispozici statistické nastroje pro diskriminac¢ni analyzu, linearni a logistickou
regresi. K validaci modeli poskytuje software KNIME kriZovou validaci, ROC krivky
a t-testy. V zakladni verzi software podporuje sborové uceni napriklad metody

boosting a nahodny les (32).
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Software KNIME obsahuje standardy celého procesu KDD a je proto vybaven
funkcionalitami k nasazeni vysledkii formou exportovanych zprav s vysledky
analyzy v privétivéjsi formé, ktera je vhodnd i pro zadavatele. DiileZitou
funkcionalitou je export modelu do pmml s moZnosti pripominkovani a zpétného

zpracovani, aniz by primo dochazelo k zasahu do workflow (32).

KNIME je software, ktery disponuje Sirokymi moZnostmi rozsifeni, a da se
prizplisobit pro riizné druhy DM tloh. Nabizi dopliiky, které jsou vhodna tfeba pro
text mining, analyzu socidlnich siti a webl; podporuje integrace riznych open
source projektti, jako jsou Weka pro strojové uceni, Keras pro hluboké uceni, Apache
Spark pro zpracovani velkych dat, H20 pro strojové uceni; rovnéz lze integrovat

prostredi pro skriptovani v jazycich Python a R (5).

Software KNIME lze povaZovat za komplexni nastroj pro data mining vCetné
predzpracovani a nasazeni vysledkd. To vSe v graficky privétivém a funk¢énim
prostredi. Nastroj ma Sirokou podporu, nejen v softwarové dokumentaci od
vyvojare, ale také v uzivatelské komunité, ktera sdili konkrétni pracovni vlakna na

portale KNIME Hub.

5.3 Orange

Open source software Orange je urcen pro strojové uceni a vizualizaci dat, je vyvijen
v laboratofi pro bioinformatiku na Univerzité v Lublani. Na vyvoji se podili
i uzivatelska komunita. Nastroj je licencovan GNU GPLv3, jde vyhradné o svobodny

a neproprietarni software, pro ktery neexistuje komer¢ni licence (10).

Historie vyvoje tohoto softwaru spada do druhé poloviny devadesatych let 20.
stoleti, kdy byl nastroj koncipovan jako knihovna jazyka C++, Casem bylo do nastroje
pridano rozhrani pro skriptovani v jazyce Python. Dnes je Orange programovan
vyhradné pomoci jazyka Python (33). Software je dostupny na platformach Mac,
Linux i Windows (10).

Nastroj Orange stoji na principu vizualniho programovani, kdy jsou na platno
umistovany komponenty, zde nazyvané widgety, které se vzajemné propojuji

a vytvari tak pracovni vlakno (workflow) (10).
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Grafické uZzivatelské prostredi programu je velmi jednoduché a intuitivni, sklada se
celkem ze trech oken (obrazova priloha Obrazek 4). Vlevo nahote je okno widget,
ty jsou roztridény do kategorii dle pouZiti na data, vizualizaci, modelovani,
vyhodnoceni a uceni se bez ucitele. V levém dolnim okné se zobrazuje stru¢ny popis
pro konkrétni widget. Soucasti tohoto okna je prouZek ikon s Sesti dal$imi
funkcionalitami, které se primo netykaji modelovani, ale jsou urceny pro popis
pracovniho vlakna. Obé leva okna lze soubéZné minimalizovat, poté se zobrazuji
jako bocni pruh s ikonami. Vpravo se nachazi okno platna. V tomto okné probiha

tvorba pracovniho vlakna, které tvoii widgety a jejich vzajemna propojeni.

Software Orange podporuje textovy format csv, dale formaty tabulkového editoru
Excel a Google. DokaZe komunikovat v jazyce SQL s lokdlnimi i on-line databazemi.

Ma moznost exportu zprav do format html a pdf (6).

V oblasti predzpracovani a transformace dat nabizi nastroj Orange standardni
funkcionality vCetné agregace, diskretizace a normalizace, umi doplnit chybéjici
hodnoty dle primérné, nejvice zastoupené a nahodné hodnoty. Software dokaze
komunikovat s externimi databazemi a diky tomu je moZné importovat do prostredi
softwaru jednotlivé tabulky i kompletni sady dat. Dale ma zahrnuty funkce pro
kombinovani a slu¢ovani datovych tabulek, takZe je mozZné primo v software piimo

vytvorit datovou tabulku vhodnou pro finalni analyzu (6).

Orange nabizi vedle béznych vizualiza¢nich technik, jako jsou histogramy, bodové,
sloupcové a spojnicové grafy, také speciadlni grafy napriklad nomogram (zde
konkrétné pro vizualizaci Bayesovského klasifikatoru a logistické regrese), graf pro
zobrazeni stromt i ndhodného lesa, graf pro vizualizaci rozhodovacich pravidel,
Vennovy diagramy, teplotni mapy a krabicovy graf. Software ma velmi omezené
moznosti v oblasti zobrazovani dat pomoci 3D grafii, a to pouze v oblasti bodovych

tiridimenzionalnich graft (6).

Pro data mining ma Orange v zakladni softwarové verzi k dispozici statistické
metody linedrni regrese, logistické regrese a diskriminacni analyzy; v oblasti
sborového uceni implementuje algoritmy AdaBoost, ndhodny les a stacking;
z neuronovych siti umi algoritmy MLP a SOM; obsahuje algoritmus CN2 pro

klasifikacni pravidla. Pro Kklasifikacni ulohy vyuziva vlastni algoritmus
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rozhodovacich stromt Tree, dale k-NN a Naivni Bayes. Pro shlukovani slouzi metody
hierarchického shlukovani a algoritmus k-means. Software Orange nema v zakladni
verzi funkce pro tvorbu asociacnich pravidel, existuje vSak rozsiteni od vyvojare.
Pro ovérovani validity modeld nabizi nastroj kiiZovou validaci a konfusni matici, Lift

a ROC krivky a kalibracni krivku (6).

V nastroji Orange je implementovana slab$i podpora pro pripadné nasazeni

a vyuziti vysledkli DM, nabizi mozZnost exportovat vysledky do format html a pdf.

Orange disponuje Sirokymi moZnostmi rozsifeni. V on-line katalogu widgetii jsou
pripraveny skupiny algoritm@i pro text i web mining, analyzu obrazovych dat,
Casovych tad a geografickych souradnic, dale také specializované funkce pro
bioinformatiku a spektroskopii. Software Orange je navic nabizen ve dvou
oddélenych distribucich. Single Cell se specializuje na analyzu dat genového

vyzkumu, zatimco distribuce Quasar je zamérena na analyzu spektralnich dat (10).

Software Orange je uZivatelsky privétivou platformou, diky Cistému grafickému
prostredi, jednoduchosti ovladani a moZnostmi rozsifeni funkcionalit. Program
Orange ma vedle tradicni obsahlé dokumentace i interaktivni formu komunitni

napoveédy pomoci kanali YouTube a Discord.

5.4 Rattle

DM nastroj Rattle (R Analytical Tool To Learn Easily) je volné dostupné grafické
uzivatelské prostredi statistického programovaciho jazyka R. Poskytuje vizudlni
sumarizaci dat, transformaci dat, tvorbu modeld (uceni se s ucitelem, uceni se bez
ucitele) a testovani modelli. Za vyvojem stoji Graham Williams a jeho spole¢nost

Togaware sidlici v Australii (34). Rattle podléha licenci GNU GPLv2 (7).

Software Rattle je naprogramovany v jazyce R a vyuziva vice jak 100 externich
specializovanych bali¢kli pro DM (34). Velmi uzite¢nou vlastnosti tohoto softwaru
je soubéZné zaznamenavani vSech interakci provedenych v GUI do skriptu v jazyce
R. Tento skript umoziiuje dal$i nezavislé vyuziti, napriklad v konzoli béhového

prostredi R (7).
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Grafické uZivatelské prostredi Rattle je vytvoreno pomoci balicku GTK+ pracovniho
prostiedi GNOME, které se Casto vyuZiva na unixovych systémech (35). GUI tvori
jedno okno (obrazova piiloha Obrazek 5), vjehoZ vrchni ¢asti jsou zalozky, které
prepinaji karty s obsahem. Tyto karty jsou rozdéleny do deviti podoblasti, které
reprezentuji proces data miningu od nacteni, priizkumu, testovani a transformaci
dat, pres modelovani (to je rozdéleno do tii karet na shlukovou analyzu a asocia¢ni
pravidla, tedy deskriptivni DM, a model, kde jsou soustfedény algoritmy pro
predikci), aZ k vyhodnoceni modelu. Na posledni karté je k dispozici log, kde se

pribézné uklada skript v jazyce R, ktery zaznamenava cely proces DM.

Modelovani vtomto nastroji probiha na jednotlivych kartach, a to vybérem
prislusnych metod, konkrétnich algoritmt a dodate¢nych charakteristik. VSechno
pomoci jednoduchych akci pomoci prepinacti, zaskrtavacich poli a rozbalovacich
seznamu. Tim je vytvotreno jednoduché pracovni vlakno, které vSak neni zobrazeno

celé, ale po ¢astech.

Rattle dokaze nacitat data z databazi i on-line zdroji. Pfimo podporuje textové
formaty csv, txt a tabulkové formaty Excel, dokazZe také pracovat s formatem pmml.
VSechny tyto formaty umi nacitat i ukladat. Do prostiedi je mozné importovat

specializovany datovy format arff (35).

V oblasti predzpracovani a transformace dat je Rattle vybaven moZnostmi doplnit
chybéjici hodnoty, umi normalizaci, diskretizaci a agregaci atributli, dokaze

prevadét na jiné druhy atributi (35).

Vedle tradic¢nich grafti, jako jsou bodové, sloupcové, krabicové grafy, umi nastroj
Rattle zobrazovat také specializované grafy pro data mining napriklad dendrogram,
ktery se vyuZiva pro zobrazeni hierarchického shlukovani. Pro vizualizaci dale
vyuziva Rattle integrované externi knihovny GGobi a ggraptR, které dokaZzi
zobrazovat rtzné druhy 2D i 3D grafi. Knihovna GGobi umoziuje data
prozkoumavat interaktivné pomoci funkci pribliZovani a oddalovani, otaceni,

sledovani kamerou atd. (7).

V oblasti deskriptivniho DM ma Rattle k dispozici algoritmy pro shlukovou analyzu

k-means a hierarchické shlukovani; pro asocia¢ni pravidla ma software pripraven

26



algoritmus Apriori. V oblasti prediktivniho DM ma nastroj Rattle implementovany
algoritmy pro rozhodovaci stromy, rozhodovaci pravidla (PART), algoritmus SVM;
ze statistickych metod je k dispozici linearni a logisticka regrese; z neuronovych siti
je pritomen algoritmus MLP. V oblasti sborového uceni nechybi ndhodny les
a AdaBoost. Rattle poskytuje standardni metody pro vyhodnoceni modelf, jako jsou

matice zamén, Lift a ROC krivka, t-testy (35).

Nasazeni vysledki je v nastroji Rattle podporovano exportem modelu do formatu
pmml, ktery umozniuje dalsi vyuziti mimo jeho prostiedi. Z rozsirenych funkcionalit

v oblasti DM ma Rattle k dispozici balicek pro text mining.

Nastroj Rattle ma intuitivni uZivatelské rozhrani, které snadno dokaZe provést
kroky data miningu. Ucelem softwaru je pribliZit zakladni moZnosti jazyka R
vyuzitelné pro DM a nasmérovat uzivatele k jeho dal$imu pokrocilejSimu vyuZiti.
Pravé proto se tento nastroj hojné vyuziva v univerzitnich prostredich (7). Rattle
sam o sobé nedisponuje Zadnymi rozsitujicimi balicky funkci. Podpora a napovéda
k nastroji pochazi vyhradné od jeho vyvojare Grahama Williamse a je k nalezeni na

webu Togaware (34).

5.5 Tanagra

Specializovany data mining software Tanagra vzeSel z akademického prostredi
univerzity v Lyonu vroce 2004, jeho tviirce je Ricco Rakotomalala. Tanagra je
nastupcem programu Sipina, ktery se specializoval na rozhodovaci stromy
a pochazel od stejného vyvojare. Jedna se o open source projekt, jehoz zdrojovy kéd

je volné k dispozici pro akademické a vyzkumné ucely (8).

Zdrojovy kod softwaru Tanagra je vytvoren v prostredi Delphi vjazyce Object
Pascal, je proto primarné urc¢en pro platformu Windows. Prostfedi Tanagra je
dostupné ve dvou jazycich: anglictiné a francouzstiné (36). Vyvoj softwaru se

zastavil vroce 2013 na verzi 1.4.50 (8).

Grafické rozhrani se sklada ze trech oken (obrazova priloha Obrazek 6). Levé horni
okno zobrazuje diagram, do néhoz jsou béhem modelovani pridavany komponenty,
které tvori posloupnost piikazl, tedy model. Ve spodnim okné se nachazi

komponenty, které se pretaZzenim vkladaji do diagramu. Komponenty jsou tvoireny
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konkrétnimi algoritmy DM, statistickych a vizualiza¢nich metod a dalSimi prikazy
pro manipulaci s daty. Komponenty jsou roztifidéné do skupin dle moZnosti pouZiti
(asociace, shlukovani, ucCeni se sucitelem atd.). Pravé horni okno slouZzi
k zobrazovani vysledkil. Tanagra ma vylu¢né grafické rozhrani, absentuje prikazovy

radek a editor pro tvorbu a apravu skriptt.

Software Tanagra umi pracovat se vstupnimi daty v textovém formatu,
v tabulkovém formatu Excel a ve specidlnim formatu arff, ktery je standardem dat

v DM softwaru Weka (37).

V oblasti vybéru, predzpracovani a transformace dat ma Tanagra velice omezené
moznosti. Komunikace s databazemi neni viibec podporovana, prace s atributy

napriklad diskretizace, normalizace a agregace zcela absentuji.

vvvvvv

Tanagra implementuje nejdilezitéjsi algoritmy =z oblasti strojového uceni
a statistiky, které jsou vhodné pro reSeni klasifikacnich, asocia¢nich a shlukovych
typti DM uloh. V oblasti strojového uceni se s ucitelem naptiklad algoritmy C4.5,
CART, ID3, K-NN, Naivni Bayes, SVM, jeho modifikace BVM a CVM; v uceni se bez
ucCitele napriklad Apriori, EM a k-means. Obsahuje rovnéZ nékolik metod pro
hodnoceni kvality modelu naptiklad Lift a ROC krivky; v oblasti validity vysledki
DM procesu napiiklad ANOVA, korelace a t-test.

Vysledky modelovaciho procesu lze exportovat do tzv. zpravy, ktera je automaticky
formatovana do html (37), toto se da povaZovat za omezené moznosti v oblasti

nasazeni vysledkti DM.

Autor nastroje Ricco Rakotomalala priibézné zverejiiuje praktické navody, k nimz
dava k dispozici i ukazkové datové tabulky a modelovaci diagramy. Do roku 2019
byly tyto navody poskytovany soubéZzné v anglictiné a francouzstiné, avsak diky
masivnimu rozvoji automatickych internetovych prekladact je aktualné napovéda

k dispozici jen ve francouzském jazyce s moZnosti strojového piekladu (37).

Software Tanagra ma jednoduché grafické prostredi, predpripravené zakladni
algoritmy pro DM analyzu, rozsahly systém ndpovédy s moZnosti vyuZiti

ukazkovych dat a modelovacich diagrami. Oproti tomu neposkytuje moznost
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vkladani a ladénf skriptli, nema prikazovy radek pro ovladani béhu skriptd, dprava

algoritmil je moZna pouze zasahem do zdrojového kéddu programu.

5.6 Porovnani

Vyvojar, licence a vyuziti

VSech pét nastroji ptivodné vzniklo v akademickém prostiedi a bylo koncipovano
pro studijni a pro specifické védecké tucely (bioinformatika, Casticova fyzika
a farmaceuticky vyzkum). U nastroji Orange, Rattle a Tanagra prevaZuje i dnes
urceni pro studijni prostiedi pripadné pro specializované védecké ucely, zatimco
softwary DataMelt a KNIME jsou komplexni nastroje, které lze pouzit pro Siroké

spektrum ucell datové analyzy.

Ve zde predstavovaném vybéru ndstrojli je ve ctyifech pripadech mozné vyuzit
software zaroven pro ucely komercni, existuje pro né tedy i licence proprietarni.
Takovy software ma pak obvykle rozSifrené a specializované funkcionality
a dostupnéjsi zakaznickou podporu. DMelt naptiklad nabizi formu predplatného,
diky némuz je ptistupna plna on-line podpora a knihovna skripti. KNIME disponuje
proprietarni verzi pod nazvem Server, je ze vSech zde prezentovanych nastroji
nejvice orientovan i do obchodni sféry. Nastroje DMelt, Rattle i Tanagra je moZno
individualné zakoupit pro komer¢ni vyuziti 3. stran bez moZnosti dalSiho Sifeni

kodu.
Technologie

VSechny zde prezentované ndastroje vyjma softwaru Tanagra lze povaZzovat za
nezavislé na operacnim systému, jejich funkcénost je podminéna multiplatformnim
béhovym prostredim, jako jsou Java Runtime Environment (DataMelt a KNIME),
Miniconda (Orange) a R (Rattle). Nastroj Tanagra je vazany na vyvojové prostredi
Delphi, proto je dostupny pouze na operacnim systému Windows. Program DMelt
ma jako jediny svoji verzi pro mobilni platformu Android, aplikace AWork vSak

nenabizi vSechny funk¢nosti standardni verze DMeltu.

Moznosti vkladani skript jsou u vybranych softwarti rizné, jejich seznam je

k dispozici v Tab. 1 na strané 17. V zasadé plati, Ze lze standardné vkladat skripty
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v programovacim jazyce nastroje, opét to vSak neplati pro software Tanagra, ktery
nema zZadnou takovou moznost. DataMelt umoznuje skriptovani v dalSich jazycich,
které jsou implementovany pro Javu (Beanshell, Grovy, Jython a JRuby) a umi

pracovat i v jazycich GNU Octave a Matlab.
Zptisob modelovani

V softwarech Orange a KNIME se modeluje pomoci schématu vizualniho
programovani. Na ploSe je vytvareno pracovni vldkno, v jednotlivych uzlech se
nastavuji parametry pro konkrétni funkce, mezi uzly se vytvari propojeni. Vysledné
pracovni vlakno dokaZe prehledné zobrazit cely proces DM. Ktéto koncepci
modelovani se bliZi jeSté nastroj Tanagra, ktery ma kdispozici jednoduchy

vertikalni diagram, jeho moznosti jsou vSak vyrazné omezenéjsi.

Software Rattle ma pracovni vlakno reprezentovano kartami, na nichZ se nastavuji

parametry jednotlivych metod, karty jsou fazeny dle logiky procesu modelovani.

Nastroj DMelt je sam o sobé vyvojovym prostiedim, které je vytvoreno pro primé
pouziti skript(, avsak diky integrovanym nastrojiim Weka, Joone a Encog disponuje
i GUI pro data mining. Kazdy z téchto nastrojti ma odlisné zpiisoby modelovani, ale

zadny z nich se nebliZ{ paradigmatu vizualniho programovani.
Datové formaty, formaty pro model a export zprav

MozZnosti datovych formati a formatl pro nacitdni ukladani modelu jsou zobrazeny

ten vyrazné prevysuje moznosti zbyvajicich Ctyt porovnavanych nastroju.

Vedle importu tradi¢nich textovych a tabulkovych formati pro data, byla
prozkoumana i moZnost nacitani specializovaného datového formatu arff, jenz je

ptivodné datovym standardem v softwaru Weka, ale hojné se vyuZziva i mimo né;j.

Format arff je v zadsadé upraveny textovy format, ktery se sklada ze dvou casti -
hlavi¢ky a datového téla. Hlavicka obsahuje nazev relace a seznam atributt vcetné
jejich datovych typt, druhou Cast tvori data, zde jsou uloZeny Fadkové zaznamy,

hodnoty jsou oddéleny ¢arkou (38). Import tabulek arff podporuji vSechny zde
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porovnavané nastroje vyjma softwaru Orange, zatimco export podporuji jen

DataMelt a KNIME.

Z hlediska ukladani a nac¢itani modelu se jevi velmi uzitecnym format pmml. Jedna
se standard, ktery zaStituje a vyviji konsorcium Data Mining Group a vyuZiva se
k reprezentaci DM modelii, struktura modelu je zde zaznamenana pomoci xml tag.
Vjednom souboru mize byt i vice modell. Diky tomu je moZné prenaset modely
mezi riznymi platformami, softwary a celkové jej diky tomu vyuZivat k nasazeni
vysledki DM procesu (39). Standard pmml podporuji ve vybraném vzorku

nekomercnich softwart pouze KNIME a Rattle.

Format xml implementuje nastroj DataMelt, jde o moZnost kddovani dat a struktury
modelu do jednoho souboru, podporuje i jednoduché grafy (histogramy) (28). Da se

konstatovat, Ze v omezené mire nahrazuje specializovanéjsi format pmml.

Vystupni formaty html a pdf v tabulkové priloze Tabulka 1 reprezentuji export
zprav z DM procesu. Tyto funkce lze povaZovat za omezenou formu nasazeni
vysledki, jsou vsak vyuzitelné vice pro konecného zakaznika nez po analytika.
Export do pdf umoziuje software DMelt, KNIME a Orange, do html pak Orange

a Tanagra.
Vybér, predzpracovani a transformace dat

Dilezité funkce pro vybér, predzpracovani a transformaci dat absentuji v nastroji
Tanagra. Zbyvajici softwary disponuji moZnostmi importovani tabulek piipadné
celych datovych setli z databazi i on-line databazi, maji vestavéné funkcionality pro
filtrovani, seskupovani a kombinovani dat. Implementovany jsou funkce pro
agregaci, diskretizaci, normalizaci, pro nalezeni a nahrazeni chybéjicich hodnot,
rovnéZ je k dispozici analyza hlavnich komponent (PCA) ke sniZeni dimenze dat.

Toto srovnani je k ndhledu v ptiloze tabulkové priloze Tabulka 2.
Vizualizace

V oblasti vizualizace dat je nejsilnéjsi nastroj DataMelt, a to hlavné diky podpote
zobrazovani pokrocilych 3D grafli, k ¢emuz vyuziva vestavénou knihovnu jhplot
v soucinnosti s OpenGL knihovnou JOGL2. Diky tomu také dokazZe zobrazovat data

interaktivné a umoZznuje jejich detailnéjsi prizkum (28). 3D bodové grafy umi
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sestavovat také nastroje KNIME, Orange a Rattle. Podpora tridimenzionalniho

zobrazovani zcela chybi v nastroji Tanagra.

VSechny porovnavané nastroje disponuji standardnimi grafy ve 2D (bodovy,
histogram, sloupcovy, spojnicovy), maji téZ k dispozici dendrogram pro vizualizaci
shlukové analyzy, umi nékteré z pokrocilejsi grafi (naptiklad teplotni mapy nebo
rovnobéZzné souradnice). Podporu nomogramu pro zobrazeni Bayesovského

klasifikatoru ptripadné logistické regrese maji tfi nastroje.

Rozdily v oblasti vizualizace nejsou mezi vybranymi softwary moc velké, porovnani

jednotlivych podporovanych grafi je k nalezeni v tabulkové ptiloze Tabulka 3.
Data mining algoritmy a metody

Pro porovnani moznosti nekomercnich softwarovych nastroji bylo vybrano celkem
40 algoritmii a metod pouzivanych pro data mining. Z toho 26 algoritmi z oblasti
strojového uceni, 6 béznych statistickych metod, 4 metody pro testovani modeld a 4
algoritmy sborového uceni. Vybrané metody a algoritmy pokryvaji vSechny zakladni
typy DM tuloh: klasifikaci, numerickou predikci, asociaci a shlukovani, dale zahrnuji
i oblast pro validaci vysledkl. Porovnani algoritmd a metod je k dispozici

v tabulkové piiloze Tabulka 5.

Softwary byly prozkoumdany v zakladnich instalacich bez pripadnych rozsireni. Ve
srovnavaci tabulce Tabulka 5 jsou zaznamendny i moznosti dopliikii, pouze vSak
v pripadech, kdy tato rozsireni oficidlné poskytuje a podporuje vyvojar daného
softwaru. U nastroje DataMelt je uveden v zavorkach integrovany software, ktery

podporuje danou funkcionalitu.

V oblasti asociacnich uloh jednoznacné vladne nastroj Weka, ktery je integrovan
v softwaru DMelt. Podporuje vSechny cCtyfi zkoumané algoritmy pro asociac¢ni
pravidla Apriori, FP-growth, GSP a Tertius. Slabou podporu asociacnich pravidel pak
maji nastroje Rattle a Tanagra, oba shodné umi metodu Apriori, zbyvajici nastroje
nemaji asociacni pravidla integrovdana v zdkladnich verzich, ale je moZné

doinstalovat rozsitreni, ktera je umi.

U Bayesovské Kklasifikace bylo porovnavano zastoupeni algoritmi AODE, Naivni

Bayes a Bayesovské sité. Opét se ukazalo, Ze nejvétsi zastoupeni pro tuto ¢ast DM
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ma software DataMelt vintegrovaném nastroji Weka. Podporu pro Naivni
Bayesovsky klasifikator je mozno nalézt ve vSech zkoumanych nastrojich vyjma

softwaru Rattle.

Algoritmy pro kombinaci modelii (bagging, boosting, nahodny les a stacking) jsou
podporovany v nastroji DMelt v plném rozsahu (a opét ve Weka), zbyvajici Ctyti

softwary maji k dispozici minimalné dvé metody pro sborové uceni.

VSech pét porovnavanych nastrojli obsahuje algoritmus MLP pro klasifika¢ni dlohy
feSené pomoci neuronovych siti; Kohonenovy mapy pro shlukové ulohy maiji
k dispozici tfi nastroje (DMelt, Orange a Tanagra); ostatni typy neuronovych siti

(CNN, PNN a RNN) nejsou moc zastoupeny.

Rozhodovaci pravidla nejsou ve vybranych softwarech priliS podporovana. Byly
hledany algoritmy 1Rule, CN2 (pripadné CN4), PART a RIPPER. Nejvice z nich ma k
dispozici DataMelt v nastroji Weka, zastoupen je dale algoritmus CN2 v softwarech

Orange a Tanagra, dale PART v Rattle.

Pro klasifikaci byly prozkoumavany tfi algoritmy C4.5 (nebo C5.0), CART a ID3. Byly
rovnéz hledany vlastni implementace pro rozhodovaci stromy, a ukazalo se, Ze tri
nastroje je skutecné maji (KNIME, Orange a Rattle). NejsilnéjSi zastoupeni
v tradi¢nich metodach pro klasifikaci maji softwary DMelt a Tanagra, ty zaroven

nedisponuji vlastnim rozhodovacim stromem.

Kazdy ze zkoumanych softwari podporuje algoritmus SVM, zajimavosti je, Ze
nastroj Tanagra obsahuje dva dalsi algoritmy BVM a CVM, které jsou odvozené pravé

z toho algoritmu.

Vsech pét nastrojii podporuje v oblasti shlukové analyzy metodu pro hierarchické
shlukovani a algoritmus k-means. Dale byly vyhledavany algoritmy EM, ten maji
k dispozici nastroje DataMelt a Tanagra, a c-means (FCM), ktery obsahuje pouze

software KNIME.

V porovnavanti Sesti statistickych metod (ANOVA, diskriminacni analyza, faktorova
analyza, linedrni a logisticka regrese, t-testy) byl zjistén jediny zasadni nesoulad
u faktorové analyzy, kterou podporuje jen software Tanagra, nastroj Rattle jako

jediny neumi diskriminac¢ni analyzu.
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Zakladni metody pro testovani modell (konfusni matice, kiiZzova validace, Lifta ROC

krivky) jsou standardem ve vSech porovnavanych nastrojich.
Vyjma nastroje Rattle disponuji vSechny softwary algoritmem k-nejbliZsi soused.

Nejvice algoritmii a metod pro data mining obsahuje nastroj DataMelt, tady je vSak
dllezité zdlraznit, Ze tomu tak je diky integrovanym open source nastrojim Weka,
Joone a Encog! Co do poctu zahrnutych metod a algoritmi je zajimavy nastroj
Tanagra, ktery lehce stoji nad zbyvajicimi tfemi nastroji Orange, KNIME a Rattle

(Ffazeno sestupné).
Nasazeni vysledkii

Nejvice propracované moznosti pro nasazeni vysledkli ma software KNIME, jednak
umi exportovat model do formatu pmml, ¢imzZ je zaru¢ena moZnost nasadit model
do praxe, pripadné vyuZit ke skéringu, dokaZe také generovat zpravy vhodné pro
zadavatele do pdf. Do specializovaného formatu pmml dokaze model ulozit i nastroj
Rattle. Oba vySe uvedené nastroje jej také umi zpétné nacitat. DataMelt, Tanagra

a Orange maji funkce pro export zprav s vysledky modelovani.
MozZnosti rozsireni

Do nastroje DataMelt je prakticky mozZno propojit jakoukoliv knihovnu
z podporovanych skriptovacich jazykl, mozZnosti jsou vskutku Siroké, ale vzdy

vyzaduji znalosti skriptovaciho jazyka.

Vyvojari nastroje KNIME nabizi moZnosti tzv. rozsifeni (extensions), kterd se
zaméruji napiiklad na zlepSeni konektivity s databazemi, na zpracovani textu
a obrazku; a dale tzv. integrace (integrations), které naptiklad umi doplnit rozhrani
pro skriptovani v jazycich JavaScript, Python a R, jsou schopné pripojit knihovny
volné dostupnych nastroji H20, Hadoop, Keras a Spark. Zajimavosti je, Ze pokud by
byly do nastroje KNIME zahrnuty vSechny oficidlni dopliiky z rozsireni Weka, sméle
by tento nastroj predbéhl ve srovnani i DataMelt. U obou téchto porovnavanych
nastroji zrodiny Java hraje velkou roli pravé software Weka s jeho rozsahlymi

funkcionalitami v oblasti DM!
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Rozs$ireni funkcionalit (add-ons) je mozné i u softwaru Orange, o téchto moZnostech

bude vice referovano v kapitole 6 této bakalarské prace.

Nastroj Rattle a Tanagra nemaji Zadné jiné moZnosti rozsifeni nez zadsahem do
zdrojového kddu programu. U prvniho jmenovaného vSak existuje mozZnost pienést

generovany skript v jazyce R do konzole jazyka R a dale pracovat s rozsirenimi tam.
Specialni funkcionality

Dva zde porovnavané nastroje nabizi moZnosti pro text mining. Jde o DataMelt, ktery
ma skrze integraci Weka dostupnou sadu funkcionalit urcenou pro Kklasifikaci
dokumentd. Druhym nastrojem, ktery dokaZe pracovat stextem je Rattle.

Roz$ifenimi pro pripadné zpracovani textu disponuji dale nastroje KNIME a Orange.

Pro zpracovani velkych dat a pro hluboké uceni jsou pripraveny dopliky do
softwaru KNIME, pro vytéZovani obrazovych dat a web mining existuji rozsifeni pro
KNIME a Orange. Tyto specidlni funkcionality jsou shrnuty v tabulkové priloze

Tabulka 4.
Napovéda a komunita

Pro nastroj DataMelt poskytuje hlavni vyvojar softwaru spolecné s iniciativou
jWork.org obsdhlou on-line ndpovédu na komunitnim webu. Rozsdhlou
uzivatelskou komunitu ma software KNIME, na serveru KNIME Hub sdili uzivatelé
konkrétni pracovni vladkna teSenych DM uloh, primo v GUI softwaru je okno
s navrhovanymi akcemi, které pracuje se statistikami uzivatelskych akci. Software
Orange ma komunitni ndpovédu na serveru Discord a propracovanou video
ndpovédu na YouTube. U nastroji Rattle a Tanagra se jedna spiSe o solitérni
projekty autorii softwaru, ktefi i sami poskytuji ndipovédu. Tanagra ma blog, kde lze
najit plno fesenych dloh a vzorovych datovych tabulek, Rattle ma podporu pouze na

webu vyvojare.
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Poradi

V zavéru této kapitoly bylo kvalitativné porovnano pét softwarovych nastroji pro
data mining s pomoci vybranych charakteristik, které jsou detailné zobrazeny

v tabulkovych prilohach Tabulka 1, Tabulka 2, Tabulka 3, Tabulka 4 a Tabulka 5.

Pocet porovnavanych funkcionalit byl 81, z téchto znaki tvorily téméf polovinu
algoritmy pro DM, bylo jich 40. Celkové poiadi vybranych softwarovych nastroja pri

jednoduché sumarizaci vsech zkoumanych funkcionalit nasleduje niZe.

DataMelt - 76,5 %

KNIME Analytics Platform - 74,1 %
Orange (49,5) - 61,1 %

Rattle a Tanagra - 54,3 %

B W Ne

P kvantitativni porovnani je vidét, Ze softwarové nastroje DataMelt a KNIME maji
vétsi odstup od zbyvajici tfi nastroji.

Kazdy ze zde prezentovanych softwari ma své vyhody i nedostatky, diky blizSimu
porovnani je nyni mozné vytvorit si predstavu o funkcionalitach a vybrat si nastroj
nejvhodnéjsi pro dany typ DM uloh. Ktomu je mozné vyuZit souhrnny piehled
podpory vybranych funkcionalit zpracovany pomoci teplotni mapy, ktera je

k dispozici v Tab. 2 na nasledujic strané 37.
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Tab. 2 Podpora vybranych funkcionalit porovnavanych softwart
funkcionalita DataMelt KNIME Orange Rattle Tanagra

vlastni datové formaty
datovy format arff
format modelu pmml
Vybér a predzpracovani
nasazeni vysledki
vizualizace 2D
vizualizace 3D
asociacni pravidla
Bayesovska klasifikace
neuronoveé sité
rozhodovaci pravidla
rozhodovaci stromy
shlukova analyza
kombinace modeli
testovani modelu

statistické metody

zaloZené na instancich

rozsirené linearni metody

podpora funkcionality

n slaba laba rumeérna ilna n
e (dopInék) slaba primérna silna ano

Zdroj: Vlastni zpracovani
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6 Orange

Pro bliZsi priizkum a nasledné reSeni ukazkové tlohy byl zvolen z porovnanych
nekomercnich softwarti nastroj Orange, ktery patfi do rodiny open-source knihoven
jazyka Python. V této kapitole jsou popsany zakladni funkcionality tohoto nastroje,
poté nasleduje zhodnoceni moZnosti rozsitujicich balickli funkci tzv. add-ons.
A z rozSitujicich funkcionalit bude nejvice predstaven balicek pro text mining, jehoZz

nékteré widgety jsou vyuZzivany pri reSeni ukazkové ulohy v kapitole 7.

6.1 Zakladni funkcionality

Widgety se zdkladnimi funkcemi jsou v GUI programu roztridény do péti kategorii:
data, vizualizace, modelovani, vyhodnoceni a uceni se bez ucitele, proto bude
i nasledujici popis rozdélen takto tematicky. Cela podkapitola o zakladnich
funkcionalitach softwaru Orange byla zpracovana prizkumem softwaru v GUI

a pomoci dokumentace (6).
Data

V zaloZce Data (obrazova priloha Obrazek 7) jsou zakladni widgety pro manipulaci
s datovymi tabulkami, funkcionality pro predzpracovani dat a konzole pro moznost

vkladani skripti v jazyce Python.

Orange umi pracovat se zakladnimi datovymi formaty csv a xls, dale ma dva vlastni
datové formaty tab a basket (bsk), pricemz druhy je urcen specialné pro pouziti pri
text miningu pro tzv. fidka data. V oblasti ukladani/nacitani kompletniho projektu
ma nastroj k dispozici vlastni format ows, dale implementuje format pickle, coZ je
nativni format jazyka Python. Orange dokaZe nacitat data z URL vCetné sluZzby
Google Sheets, podporuje komunikaci slokdlnimi i vzdalenymi databazemi

PostgreSQL a SQL Server.

V oblasti manipulace s datovymi tabulkami ma Orange standardné k dispozici vybér
radkd a sloupcti, obarvovani dat, prohozeni sloupcti a adkt, spojovani datovych
tabulek, dokaZe sestavovat kontingencni tabulky. V predzpracovani dat jsou

pritomny funkce pro cisténi a vzorkovani dat, normalizaci, diskretizaci, agregaci,
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praci s chybéjicimi hodnotami. Z dalSich funkci je pritomna moZnost zndhodnéni dat

v datové tabulce.

V balicku data jsou dale ptipravené zakladni metriky pro atributy (rozdéleni,
rozptyl, minimum a maximum), widget pro skéring klasifikace a regrese (entropie,
informacni zisk, Gini, ANOVA, x? test), dale funkcionality pro nalezeni k-nejbliZsiho

souseda v datech a pro vypocet parového korelacniho koeficientu.
Vizualizace

Pod zalozkou Vizualizace (obrazova piiloha Obrazek 7) jsou k nalezeni zakladni
i pokrocilé grafy. Z tradi¢nich zobrazovacich metod jsou pritomny histogramy,
bodové, krabicové, sloupcové a spojnicové grafy. Orange zaroven nabizi
specializovana zobrazeni pro DM, jedna se o grafy pro vizualizaci rozhodovacich
strom(, ndhodného lesa a rozhodovacich pravidel, graf pro shlukovani (silhouette
plot), nomogram pro Bayesovsky klasifikator a logistickou regresi, graf linearni
projekce pro diskriminacni analyzu a PCA. Z ne uplné béznych graft jsou k dispozici
mozaikovy a sitovy graf, oba pro kontingenc¢ni tabulky, Vennovy diagramy pro
zobrazeni logickych vazeb datovych tabulek, teplotni mapy k vizualizaci hodnot
atributli. Software dale implementuje dva zajimavé interaktivni nastroje pro

zobrazovani vicerozmérnych dat FreeViz a Radviz.
Model

V zaloZce Model (obrazova priloha Obrazek 7) jsou k dispozici nékteré z algoritmi
strojového uceni se s ucitelem, dale metody pro kombinovani modelt a nékolik

statistickych metod.

Pro klasifika¢ni ulohy ma Orange kdispozici vlastni algoritmus rozhodovacich
stromd Tree, dale vyuZziva algoritmus Naivni Bayes. V softwaru je podporovana
funkcionalita CN2 Rule Induction pro tvorbu klasifika¢nich pravidel, konkrétné je
implementovan algoritmus CN2, jehoZ vystupem miize byt rozhodovaci list

(v poradi), nebo sada pravidel (bez poradi).

Ze statistickych metod jsou pritomny linedrni regrese pro reSeni uloh numerické

predikce a logisticka regrese pro ulohy klasifikacni.
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Pro kombinovani modeld ma Orange pripraveny tii metody. Nabizi algoritmy
sborového uceni Nahodny les a AdaBoost, tyto jsou urceny pro klasifikace a regrese,

a algoritmus stacking, ktery je moZné pouZit pro porovnavani riznych modeld.

Ke zbyvajicim DM metodam, které jsou soucasti balicku Model, patfi SVM,
neuronové siti (MLP), k-nejbliZ8i soused (k-NN) a stochastické klesani. Ve widgetu
Constant se nachazi algoritmus pro nalezeni stfednich hodnot u regresnich dloh
a nejvice zastoupenych tiid u klasifikacnich dloh; widget Calibrated Learner dokaZze

optimalizovat binarni klasifikaci.

V zaloZce Model je rovnéZz mozné vyuzit funkcionalitu uloZeni a nac¢itani modelu ve

formatu pickle (zde konkrétné pkcls).
Vyhodnoceni

Pod zalozkou Vyhodnoceni (obrazova piiloha Obrazek 8) lze nalézt Sest widgetf,
které jsou zamérené na validaci vysledki DM. Vedle standardnich funkcionalit pro
testovani modeld, jako jsou matice zamén, ROC krivka, Lift kiivka a kalibra¢ni
krivka, jsou zde dva widgety, které agreguji vice funkcionalit, jedna se o widgety Test

and Score a Predictions.

Test and Score obsahuje algoritmy pro kiiZovou validaci, kiiZovou validaci leave-
one-out, ndhodny vybér, testovani tréninkovych dat a testovani testovacich dat.
Tento widget také zobrazuje metriky naptiklad presnost klasifikace, AUC, presnost
a uplnost. Do widgetu Predictions vzdy vstupuji data a néktery z prediktivni

algoritmd, vysledkem je datova tabulka spolec¢né s predpovézenymi hodnotami.
Uceni se bez ucitele

V kategorii Uceni se bez ucitele (obrazova priloha Obrazek 8) jsou zarazeny

funkcionality a algoritmy souvisejici se shlukovanim.

Funkce Distances pocita vzdalenosti mezi radky, nebo sloupci datové tabulky,
vystup pak tvori matice vzdalenosti, pro jeji vizualizaci je k dispozici mapa
vzdalenosti. Data ztohoto widgetu mohou byt dale pouZita pro hierarchické
shlukovani nebo metodu MDS. Spoctené vzdalenosti v matici vzdalenosti mohou byt

dale transformovany (normalizovany a invertovany).
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V zaloZzce najdeme nékolik typl algoritml pro hierarchické shlukovani (Ward,

Louvain), také algoritmy pro shlukovani k-means a DBSCAN.

Z neuronovych siti ur¢enych pro shlukovani je k dispozici algoritmus SOM (Self-
Organizing Map), ktery vytvari dvojdimenzionalni diskretizovanou reprezentaci
dat. K dispozici jsou i dalsi metody mimo oblast neuronovych siti, které slouzi ke
sniZzeni dimenze dat, jednd se o analyzu hlavnich komponent (PCA)

a korespondenc¢ni analyzu (CA), dale metody t-SNE a MDS.

6.2 RozsSirené funkcionality

Tato Cast se vénuje rozsirenym funkcionalitdm nastroje Orange, které jsou zdarma
poskytovany oficidlnim vyvojarem softwaru. Dopliujici tematické balicky (add-ons)
se do programu instaluji pres grafické uZivatelské rozhrani, nebo pres konzoli
jazyka Python. Po nainstalovani jsou widgety dostupné pod zalozkou, ktera nese
jméno rozsirujiciho baliku. Toto podkapitola vénujici se rozsifenym funkcionalitam
nastroje Orange byla zpracovana prizkumem softwaru v GUI a z dokumentace

softwaru (10).
Text mining

Funkcionality v rozsifeni Text mining (obrazova priloha Obrazek 8) se daji rozdélit
do nékolika podoblasti. Prvni podoblasti je ziskavani dokumentti. Orange ma diky
specialnim widgetim pristup do programovych rozhrani péti databazi:
The Guardian Open Platform, The New York Times Developer Network, Pubmed,
The Twitter Search API a MediaWiki Action API. Textové dokumenty je mozZné
z databazi prvnich dvou denikil extrahovat na zakladé data vydani a klicovych slov
a je také mozné uskutecnit vybér importovanych atributt. U databaze medicinskych
¢lankd je hledani jesté zpiresnéno o autorstvi a mnozstvi importovanych zaznamd.
Hodné podobné funguje hledani pomoci widgetu pro Twitter. Zatimco u ¢lankd na
Wikipedii je import dokumentli zaloZen na jednoduchém vyhledavani pomoci

klicovych slov.

DalSi podoblast v rozsifeni text mining se tyka manipulace s dokumenty a lze sem
zaradit funkce pro import dokumentt, nahled dokumentid a predzpracovani textu.

Pripraveny jsou widgety Corpus, ten nacita datové tabulky s textovymi korpusy,
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Corpus Viewer pro jejich zobrazeni, Import Documents, pomoci kterého lze
importovat adresare s dokumenty, kdy adresarova struktura vytvari kategorie
dokumentd, Preprocess Text pro predzpracovani textu a také Duplicate Detection,

ktery dokaZe najit a odstranit duplicity zaznamu.

Piedzpracovani textu probiha na nékolika irovnich. Transformace nabizi prevedeni
textli na mala pismena, odstranéni diakritiky, odstranéni html tagii a URL adres;
tokenizace je pro rozdéleni texti na malé casti (tokeny), obvykle na slova;
normalizace se soustifedi na prevadéni tokenli na koreny (stematizace) nebo
zaklady slov (lemmatizace); filtrovani nabizi moznosti vylouceni neuzite¢nych slov
(spojky, predlozky), vybér mnoZstvi textu kanalyze, vybér poctu nejvice
vyuzivanych tokent. V predzpracovani textu dale najdeme mozZnost nastaveni

rozsahu n-gramd, coZ jsou logicka spojeni tokenii (napriklad dvojice, trojice atd.).

V podoblasti pro samotnou analyzu textu najdeme v rozsifeni pro text mining
algoritmy pro modelovani témat (Topic Moddeling) a mrak pouZivanych slov (Word
Cloud), ktery spocte vyskyt tokenli a zobrazi je graficky. Pro pripravu
predzpracovaného textu ke klasifikaci jsou k dispozici dvé metody Bag Of Words
a Document Embedding, kazda je postavena na odliSném pristupu k prevedeni
tokent na vektory. Je implementovana sada funkci pro analyzu sentimentu, ktera
obsahuje metody Liu Hu a Vader. Jsou zde widgety hledani kontextu slov

(Concordance) a hledani podobnosti pomoci metody SimHash.

K podpore vizualizace text miningu je zafazena zajimava funkce pro zobrazeni
Cetnosti dokumentli na mapé svéta a moznost prevedeni korpusu (samotnych
tokenl nebo celych dokumenti) na sit, které pro zobrazeni potiebuje instalaci

rozsireni Networks.
Analyza obrazu

V rozsifeni pro analyzu obrazu softwaru Orange jsou kdispozici funkce pro
manipulaci s obrazovymi soubory a jejich naslednou klasifikaci. K analyze obrazu
vyuziva software Sest modell pro hluboké uceni, z cehoz jeden lze vyuzit lokalné
a zbyvajicich pét pouze on-line, kdy se obrazky nahraji na server, kde nasledné

probiha vypocet a poté jsou vysledky vraceny do GUI softwaru. Zakladnim off-line
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modelem je SqueezeNet, ktery vyuZiva pro trénovani web ImageNet. On-line
analyzu obrazovych dat zajiStuji hluboké neuronové sité Inception v3 od
spolecnosti Google, VGG-16 a VGG-19 vyvijené na Univerzité v Oxfordu, tyto tfi sité
také vyuzivaji pro trénovani modeli web ImageNet. Dale jsou zarazeny dvé
specializované neuronové sité Painter, ktera se uc¢i na sadé 80000 uméleckych dél,

a DeepLoc, ktera se specializuje na bunécné obrazky.
Analyza genetickych dat

Jak jiZz bylo zminéno v kapitole 5.3, Orange je software vyvijeny se specializaci na
bioinformatiku, diky tomu disponuje mozZnostmi rozsifeni pro zpracovani dat
zbunécného a genetického vyzkumu. Tyto funkcionality jsou k dispozici
v rozsifujicich balicich Bioinformatics a Single Cell. Soucasti téchto balickl jsou
widgety, které slouzi kziskani dat ze specializovanych databazi GEO DataSets,
dictyExpress, NCBI Gene, Gene Ontology, KEGG Pathway a PanglaoDB, dale obsahuji
funkce k vizualizaci téchto dat (sopecny graf), porovnavani genti, specializovanou
shlukovou analyzu, skéring genti a bunék. Software Software Orange ma k dispozici
oddélenou distribuci, ktera je jiz v zdkladu vybavena pro druh této specializované

analyzy, nese jméno Single Cell, zkracené scOrange.

Ostatni rozsireni

vvvvv

zamérenda na prizkum dat spektralni analyzy, ta jiZ v zdkladu obsahuje rozsitujici

balicek pro spektroskopicka data.

Orange ma dale pripraveny funkcionality pro analyzu ¢asovych tfad (napriklad
finan¢nich nebo predpovédi pocasi), vyuziva k tomu specializované modely ARIMA
a VAR, a také vizualiza¢ni techniky napriklad pro zobrazeni period (kruhova teplotni

mapa, periodogram).

Software disponuje dal$imi moZnostmi rozsifeni v oblasti sitové analyzy a tvorby
sitovych grafii, geokdédovani a zobrazovani dat na mapé svéta. Pro data mining ma
Orange moZnost rozs$ifeni v oblast asocia¢nich pravidel, konkrétné Ize doinstalovat
algoritmus FP-growth a k tomu prislusny zobrazovaci widget Frequent Items. Pro

studijni ucely je pripraven balicek Educational, ktery umozZiuje pokrocilejsi
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funkcionality pro propojeni s Google Sheets, obsahuje interaktivni zobrazeni pro
shlukovani k-means, klasifikace a regresni analyzy, v oblasti statické vizualizace

doplnuje kolacovy graf.

Konkrétni funkcionality a moZnosti softwaru Orange v oblasti text miningu jsou

demonstrovany pri reSeni ukazkové ulohy, ktera nasleduje v kapitole 7.
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7 Ukazkova uloha

Ukazkova uloha je feSena s pomoci metodiky CRISP-DM. Soucasti reseni ukazkové
ulohy jsou tyto kroky: popis problematické domény, stanoveni hlavniho cile
a jednotlivych vyzkumnych hypotéz; popis zpiisobu vybéru a ziskani dat, popis
ziskanych dat; priprava dat pro analyzu v softwaru Orange; modelovani s vyuzitim
rozSifujicich funkcionalit pro text mining v softwaru Orange; vyhodnoceni
ziskanych vysledkil s pomoci nastroje Orange; shrnuti dosazenych vysledk a popis

moZnosti jejich vyuZiti.

7.1 Cile a vyzkumné hypotézy

Cilem ukazkové ulohy je analyza a porovnani informovani ¢eskych internetovych
zpravodajskych médii (dale média) o ¢eském pracovnim trhu v prosinci 2019

a ¢ervnu 2020.
Hypotéza
» Média informovala v prosinci 2019 o ¢eském pracovnim trhu neutralné,
v Cervnu 2020 negativné.
Dalsi cile

* O jakych tématech se nejvice psalo v prosinci 2019 a cervnu 20207?
= Jaké skupiny témat lze v medialnich ¢lancich najit v prosinci 2019 a ¢ervnu

20207

7.2 Ziskani a zakladni popis dat
Vybér a ziskani dat
Data pro tuto ukazkovou ulohu byla ziskana z celostatnich internetovych

zpravodajskych médii. Média byla vybrana dle téchto kritérii:

» zpravodajstvi,
=  denik,
= celostatni,

» informace jsou pifevazné textové.
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Pro ucel ulohy bylo vybrano prvnich pét nejvice navStévovanych médii. Statistika
navstévnosti zpravodajskych webi byla zpracovana pomoci projektu NetMonitor
(40), data byla ziskdna z kategorie zpravodajstvi a omezena byla na dvé obdobi

12/2019 a 6/2020.

Dle statistik navsStévnosti bylo zjiSténo poradi péti nejvice navstévovanych

zpravodajskych webtli v mésici prosinci 2019:

Novinky.cz,
Seznam Zpravy,
iDNES.cz,

Aktudlné.cz,

AR

denik.cz.
V ¢ervnu 2020 bylo poradi péti nejvice navstévovanych médii nasledujici:

Novinky.cz,
Seznam Zpravy,
denik.cz,

iDNES.cz,

g ok W N

Aktualné.cz.

V obou srovnavanych obdobich se tedy na prvnich péti mistech nachazeji stejna
média jen vobménéném poradi. Porovnani statistik navstévnosti je zobrazeno

v grafu na Obr. 3 na strané 47.
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Obr. 3 Statistiky navstévnosti médii za mésice prosinec 2019 a ¢erven 2020

Zdroj: Vlastni zpracovani, data navstévnosti ziskana z NetMonitor (40)

Na kazdém zpravodajském webu byl proveden prizkum rubrik. Vybrany byly
rubriky zaméiené na zpravodajstvi pro celou CR, vylou¢eny byly lokalni (krajské)
rubriky. Na vSech péti webech byly nalezeny podobné rubriky, ty byly urceny pro

naslednou extrakci ¢lanka.

» Aktudlné.cz: domaci, ekonomika a nazory

» denik.cz: Cesko, ekonomika, komentaie a podnikani
» iDNES.cz: domaci, ekonomika, finance a nazory

* Novinky.cz: domdci, ekonomika, finance a komentare

» Seznam Zpravy: byznys, domaci a ndzory
Clanky byly vybirany dle téchto niZze uvedenych kritérii.

= Casové omezeni: 1.-31.12.2019 a 1. - 30. 6. 2020.

» Klicova slova: pracovni trh, trh prace, zaméstnanost, nezaméstnanost, pracovni
urad, arad prace, propousténi, nabor, pracovni misto, pracovni sila (byla
zohlednéna jednotna i mnoZna cisla, sklonovani i poradi slov).

= (lanek musi obsahovat alespoti jedno kli¢ové slovo.

» Klicové slovo mize byt v nadpisu, perexu nebo obsahu ¢lanku.
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= Klicové slovo nesmi byt v pridanych informacich na html strance (reklama,

odkazy na jiné clanky, tabulky, grafy, ankety apod.).

Vyhledavani ¢lankt probéhlo pomoci integrovanych nastroji vyhledavani na
Ctytech zpravodajskych webech (Novinky.cz, denik.cz, iDNES.cz a Aktualné.cz) (41),
(42), (43) a (44); zpravodajsky web Seznam Zpravy neumoznuje pokrocilé
vyhledavaci funkce, proto byl pouZit externi nastroj Google - rozsirené vyhledavani

(45) s omezenim na doménu seznamzpravy.cz.

Obsah ¢lankt byl ziskan pomoci manudlni extrakce z html kédu webovych stranek,
diky tomu dosSlo k hrubému ocisténi dat od html tagli, zachovany zlistaly odkazy
URL. Ziskdano bylo celkem 225 c¢lankd, jejich pocty dle zdroje a obdobi jsou

zobrazeny v grafu na Obr. 4.
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Obr. 4 Pocty ziskanych ¢lanki z médii za mésice prosinec 2019 a ¢erven 2020

Zdroj: Vlastni zpracovani
Popis dat

Ziskané clanky byly uloZeny do datové tabulky, kterd ma osm niZe uvedenych

atributu.

* Id obsahuje ¢islo zdznamu, jedna se o datovy typ INTEGER.
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* Datum nese datum zverejnéni ¢lanku, jde o datovy typ DATE, ktery nabyva
hodnot 1.12.2019 - 31.12.2019 a 1.6.2020 - 30.6.2020.

» Titulek, perex a obsah jsou textové atributy, jde o datovy typ STRING. Tyto tri
atributy budou podrobovany textové analyze.

= Zdroj, mésic a sentiment jsou kategorické atributy. Zdroj tvori zkratka média,
v némz byl ¢lanek publikovan, mize nabyvat péti rliznych hodnot; mésic nabyva
dvou hodnot (¢erven a prosinec), je odvozen z atributu datum; sentiment miize
nabyvat tiech hodnot, které tvori zkratky skaly sentimentu (pozitivni, neutralni,

negativni). VSechny tfi tyto atributy jsou datovym typem STRING.

Rozdéleni dat

Datova tabulka byla pro reSeni tlohy rozdélena na dvé ¢asti: trénovaci a testovaci
data. Trénovaci data jsou tvorena 2/3 zdznam; testovaci data obsahuji zbyvajici
1/3. V trénovaci sadé byl s ohledem na nevyvazeny pocet ¢lanki ze dvou rtznych
obdobi dodrzen pomér 1 : 2 prispévkil z prosince 2019 a ¢ervna 2020. Trénovaci
data budou dale manualné anotovana do kategorii sentimentu (pozitivni, neutralni,
negativni), poté budou pouZita k sestaveni a natrénovani klasifikacniho modelu.
Testovaci data budou pomoci sestaveného Kklasifikatoru predikovana do
jednotlivych tiid sentimentu. Na testovacich datech pritazenych do tiid sentimentu

bude vyhodnocena hlavni hypotéza ukazkové ulohy.

7.3 Priprava dat

Predzpracovani dat a volba priznakii textovych proménnych

V software Orange byly vytvoreny tri textové korpusy:

* trénovaci se 148 Clanky,
» testovaci se 77 clanky,

= kompletni s 225 ¢lanky.

Data do korpust byla importovana z pripravenych datovych tabulek, které jsou
uvedeny v kapitole 7.2. Do Korpusli bylo vybrano pét atributd, které budou
vyuzivany k tvorbé modelu: sentiment, id, mésic, titulek, perex a obsah. Proménné

titulek, perex a obsah budou podrobeny textové analyze, proto je nutné
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predzpracovat a priradit jim tzv. priznaky (features). Timto dojde k vyjadreni textu
ve formé vektorli, které jsou vyuzivany v algoritmech strojového uceni (46).
K procestim, které prirazuji textu priznaky patfi: transformace, tokenizace,
normalizace (stematizace a lemmatizace), filtrovani, vytvofeni n-gramii a POS
tagging (urceni slovnich druhti) (6). K volbé piiznakt byl v softwaru Orange pouZit

widget Preprocess Text.

V oblasti transformace textovych dat byla provedena detekce a ocisténi zbytkovych
html kédd, které zistaly v textech po nedokonalé extrakci z webovych stranek, byly
také odstranény URL adresy. Velkd pismena byla prevedena na mald, ceska

diakritika zustala zachovana.

Nasledné byly texty rozdéleny na slova. Malé textové €asti se v text miningu nazyvaji
tokeny, proces déleni pak tokenizace. Tokeny byly dale normalizovany na zakladni
tvary slov tzv. lemmata, k tomuto byl vyuZit v softwaru Orange implementovany
lemmatizator UDPipe s ¢eskym slovnikem. Tento nastroj je vyvijen na Ustavu

formalni a aplikované lingvistiky (47).

Poté doslo k filtraci pomoci stop slov, coZ jsou slova, ktera diky vysoké frekvenci
vyskytu v textu ztraceji vyznam pro analyzu, jedna se obvykle o spojky, predlozky
a interpunkc¢ni znaménka (48). K této filtraci byl vyuzit vlastni slovnik stop slov,
ktery byl vytvoren na zakladé stoplistu z Centra pro zpracovani prirozeného jazyka

(48) a doplnén o nékolik dalsich vyrazi.
Byly vytvoreny n-gramy do maximalniho poctu dvou slov.

Software Orange ma k dispozici pro klasifikaci texti dva widgety, kazdy z nich

predstavuje odliSny zpisob prace s tokeny.

» Bag of Words - pocita vyskyt tokenti (n-gramii) pro kazdou instanci (dokument,
zde Clanek). Pocet muize byt vyjadren absolutnim vyskytem, binarnim (je
pritomen / neni pritomen), nebo logaritmicky (6).

* Document Embedding - vytvaii mnoharozmérny vektor pro kaZdou instanci

(dokument, zde ¢lanek), k tomu pouZiva natrénovany model fastText (6).
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K prevzeti priznaki z predzpracovaného textu a nasledné vektorizaci byl vybran
widget Bag of Words, protoZe Document Embedding v nastroji Orange nedisponuje

Ceskym slovnikem.
Anotace korpusu trénovacich dat

Pro anotaci tfid sentimentu trénovaciho korpusu byly pouzity dva slovniky ¢eskych

subjektivnich vyrazu.

» (Czech SubLex od Veselovské a Bojara (49), ten obsahuje ptfes 4500 slov
rozdélenych na dvé polarity (negativni a pozitivni) (50);

= AFFIN.CZ od Rezni¢ka (51), ktery obsahuje témé&f 20000 slov rozélenénych na
dvé polarity (negativni a pozitivni) (52).

Predzpracovany korpus kompletnich dat byl podroben priizkumu na irovni ¢etnosti
tokent, k tomu byl vyuzit widget Word Cloud, ktery spocte vyskyt jednotlivych
tokent v celém korpusu a seradi je od nejfrekventovanéjsich po nejméné casté. Pro
tento ucel byl prozkouman obsah textovych proménnych titulek a perex. Z prvnich
200 nejfrekventovanéjSich slov byl exportem vytvofen seznam, v némz byly
nasledné vyhledany vSechny subjektivni vyrazy, zahrnut byl kazdy vyraz, ktery byl
nalezen alespoii v jednom ze slovnikd (49), (51). Z nalezenych subjektivnich slov
byl vytvoren vlastni slovnik subjektivnich vyrazi. Z 200 ovétfovanych tokeni

zlstalo 36 termint s polaritou negativni a pozitivni.

Tato citové zabarvena slova byla nasledné vyhledavana pomoci widgetu Corpus
Viewer v titulcich a perexech ¢lankl predzpracovaného trénovaciho korpusu.
Negativnimu vyrazu byla ptifazena hodnota -1, pozitivnimu +1. Clanek byl
vyhodnocen jako pozitivni, pokud soucet hodnot nalezenych vyrazi dosahl kladné
hodnoty, pokud zaporné, byl prifazen do kategorie negativni. Kategorie neutralni
byla prifazena, pokud soucet dosahl hodnoty 0. Timto zplisobem se nepodarilo
anotovat 31 pripadi, kdy nebyl v clanku nalezen zadny vyraz, u téchto pripadi byla
kategorie nastavena jako neutralni. Z tohoto diivodu byla anotace vznikla na zakladé

vlastniho slovniku dale porovnana s anotacemi dvou hodnotitelfi.
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Dva nezavisli hodnotitelé zaradili kazdy ¢lanek z trénovaciho korpusu do jedné
z kategorif: pozitivni, neutralni, negativni. Prifrazeni do kategorie sentimentu
probihalo na zakladé Cetby nadpisu a perexu ¢lanku. Ke kategorizaci nevyuZivali

hodnotitelé Zadny podptirny slovnik, jednalo se tedy o subjektivni hodnoceni.

Tti hodnoty anotaci (metoda vlastniho slovniku a dva hodnotitelé) byly nakonec
vzajemné porovnany. Absolutni shoda nastala v29 9% clankd, shoda ve dvou
pripadech nastala u 62 % clankd, ve zbyvajicich 9 % nedoslo k zadné shodé.
Vysledna kategorie sentimentu byla ptifazena na zakladé absolutni nebo 2/3 shody,
pokud nedoslo k Zadné shodé, byla prifazena kategorie neutrdlni. Pocty ¢lanki
rozirazenych do kategorii sentimentu dle shody hodnotitelli jsou zobrazeny v grafu

na Obr. 5.

Kategorie sentimentu byla prifazena ve vSech 148 zaznamech trénovaciho korpusu
do proménné sentiment. Timto byl korpus trénovacich dat pripraven k sestaveni
trénovaciho modelu.
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Obr. 5 Shoda hodnotitelu pri anotaci trénovacich dat do kategorii sentimentu

Zdroj: Vlastni zpracovani
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7.4 Modelovani

Sestaveni klasifika¢niho modelu pro analyzu sentimentu

Analyza sentimentu v této ukazkové uloze je reSena pomoci klasifikacni metody
uceni se s ucitelem. Pro vybér do klasifikacniho modelu byly nejprve porovnany na

testovacim korpusu tyto dvé metody:

=  SVM (Support Vector Machine),

» Naivni Bayes,

které jsou vedle metody maximalni entropie ¢asto zminiovany v odborné literature,
jako algoritmy vhodné pro analyzu sentimentu (50), (53). Tyto dvé metody byly také
vybrany s ohledem na jejich implementaci v softwarovém nastroji Orange, ktery je
pouzivan pii feSeni dlohy.

Oba algoritmy jsou v trénovacim modelu implementovany spolec¢né s widgetem Bag
Of Words, jak je vidét na Obr. 6. Jejich ispéSnost byla otestovana pomoci krizové
validace a vzajemné byly porovnany pomoci trech vybranych metrik: AUC - oblast
pod kiivkou ROC, CA - presnost klasifikace a F1 - f-skoére, které zohlediiuje

hodnoty presnosti (precision) a uplnosti (recall).
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Corpus .ﬁ# Corpus - Corpus — Dsta o .
2 (2 Sy ROC Analysis
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Training Corpus Preprocess Text Bag of Words & Test and Score Xas

. Confusion Matrix
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Obr. 6 Orange workflow - porovnani klasifikatort na trénovacim korpusu

Zdroj: Vlastni zpracovani, vystup ze softwaru Orange

Obé metody byly ovéfovany na trénovacim korpusu nejprve za pouziti vSech tii
textovych atributt (titulek, perex a obsah), nasledné pouze na dvou (titulek, perex),
poté jen na atributu obsah. Oba algoritmy dosahly nejlepsich vysledkt pii klasifikaci

za pouziti atributi titulek a perex. Ve finalnim modelu budou v trénovacim korpusu
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vyuZity pouze tyto dva textové atributy. Oba algoritmy byly také testovany pomoci
widgetu Bag of Words, ukazalo se, Ze obé metody dosahuji nejlepsich vysledki pfri
binarnim vyjadreni poc¢tu tokenti. Do finalniho modelu bylo zvoleno toto nastaveni.
Souhrn metrik pfi zméndach vstupnich parametrii textovych atributd trénovaciho

korpusu a widgetu Bag of Words je k nahlédnuti v tabulkové priloze Tabulka 6.

Metoda SVM dosahla na trénovacim korpusu lepsich vysledkil nez Naivni Bayes.
Algoritmus SVM vyrazné 1épe klasifikoval priklady do tfid sentimentu, Naivni Bayes
mél velké mnoZstvi nespravné klasifikovanych pripadd, jak je vidét v konfusnich
maticich obou metod v obrazové priloze Obrazek 9 a Obrazek 10. Porovnani ROC
krivek obou metod na trénovaci mnoZiné ve vSech trech tfidach sentimentu je
k dispozici v obrazové ptiloze Obrazek 11, Obrazek 12 a Obrazek 13. Klasifikator
Naivni Bayes dosahl na trénovacim korpusu neuspokojivych vysledki okolo 30%
presnosti klasifikace a f-skore, zatimco SVM témér 60 %. Tyto vybrané metriky jsou

zaznamendany v Tab. 3.

Tab. 3 Porovnani metrik klasifikatoru

trénovaci Naivni Bayes 0,727 0,311 0,271
trénovaci SVM 0,761 0,595 0,579
testovaci SVM 0,725 0,649 0,631
kompletni SVM 0,865 0,747 0,740

Zdroj: Vlastni zpracovani vystupt ze softwaru Orange
Poznamka: AUC - oblast pod kiivkou ROC, CA - presnost klasifikace a F1 - f-skore, které
zohlednuje hodnoty presnosti (precision) a tplnosti (recall).

Do findlniho modelu byla vybrana metoda SVM, ktera byla také pouZita pro predikci
tiid sentimentu testovaciho korpusu. Schéma vysledného klasifika¢niho modelu je
zobrazeno na Obr. 7. Vysledny model s algoritmem SVM byl po natrénovani na
trénovacim korpusu se 148 clanky vyuzit k predikci tfid sentimentu testovaciho
korpusu se 77 clanky. Testovaci korpus s predikovanymi tiidami a kompletni
korpus s anotovanymi i predikovanymi tfidami sentimentu byl opét klasifikovan
metodou SVM. Nejlepsich vysledkd bylo dosazeno na kompletnim korpusu, kde

presnost klasifikace a f-skére dosahly 74% tspésnosti, jak miiZe byt vidét v Tab. 3.
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Zdroj: Vlastni zpracovani, vystup ze softwaru Orange

Lepsich vysledki by se pravdépodobné dalo docilit rozsifenim trénovaciho korpusu,
kde by se naptiklad problematickd doména z péti internetovych zpravodajskych
médii rozsirila napriklad na deset a bylo by extrahovano vice c¢lanki
k textové analyze. Toto naznacuje provedena klasifikace na kompletnim korpusu
dat, kde jsou u vSech zaznamt prirazeny hodnoty sentimentu a dosahuje nejlepsich

vysledki klasifikace.
Klasifikace do neznamych tiid, hledani okruha témat a témata

Vedle sestaveni klasifikatniho modelu pro analyzu sentimentu byly v této ukazkové
uloze vyuZzivany i metody uceni se bez ucitele, které umi klasifikovat text do predem
neznamych tiid a diky tomu je umoznéno najit zajimavé okruhy témat. K tomu byla
zvolena metoda pro hierarchické shlukovani. Pro ziskani prehledu o zdkladnich
tématech, tedy o Cetnosti tokent, a jejich vizualizaci, byl pouzit widget Word Cloud.

Schéma klasifikace do nezndmych ttid v softwaru Orange je zobrazeno na Obr. 8.
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Zdroj: Vlastni zpracovani, vystup ze softwaru Orange

Do modelu pro klasifikaci do predem neznamych trid byl vybran kompletni korpus,
ktery obsahoval vSech 225 zaznamii, z néj byly k textové analyze vyuzity atributy
titulek a perex. Korpus byl ptredzpracovan a poté byl pomoci vybéru radki
vyfiltrovan na dvé ¢asti - ¢lanky z prosince 2019 (74 zaznamii) a ¢ervna 2020 (151

zaznami). Klasifikace dale probihala na kazdé mnoziné dat oddélené.

Widget Bag of Words byl pouzit pro vypocet absolutniho vyskytu tokent, poté byla
spoctena vzdalenost fadkd a pomoci metody hierarchického shlukovani (vybrana
byla konkrétné metoda Ward) byl vytvoren dendrogram. BliZSim prizkumem
dendrogramu a jednotlivych shluki v soucinnosti s widgetem Corpus Viewer byly
nalezeny zajimavé okruhy témat v jednotlivych ¢asovych obdobich. Do srovnavaci
tabulky Tab. 4 na strané 58 bylo vybrano vzdy prvnich pét shlukt z daného obdobi,

ty reprezentuji hlavni okruhy témat pro ¢lanky z kazdého mésice.

Na dendrogramech v obrazovych prilohach Obrazek 16 a Obrazek 17 je
vizualizovano vzdy prvnich pét shluki daného souboru. V kazdém obdobi se vzdy
nachazi jeden vétSi shluk (C5 v prosinci 2019, C4 vcervnu 200), vnémz7 je
koncentrovano vyrazné vice ¢lankd, u takovych shlukid bylo obtiZné najit jednotici
okruh témat, i z tohoto diivodu je u nékterych klastrli uvedeno vice témat, jak mtize

byt vidét v Tab. 4 na strané 58.
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Pomoci widgetu Word Cloud byly spoCteny a zobrazeny nejfrekventovanéjsi tokeny
a n-gramy, pro tento ucel byly zvoleny do maximalniho poc¢tu dvou tokent, jednalo
se tedy o bigramy. Diky této jednoduché analyze byla nalezena hlavni témata, o nichz
se v médiich informovalo v mésicich prosinec 2019 a cerven 2020. V Tab. 5 je
zobrazeno prvnich pét témat zkazdého obdobi, témata jsou rozdélena na
jednoslovna - tokeny a dvouslovna - bigramy. Vizualizace prvnich 100
jednoslovnych témat z kazdého obdobi, tzv. mrak slov, je k dispozici v obrazové

priloze Obrazek 18 a Obrazek 19.

7.5 Vyhodnoceni

Predikce tiid sentimentu testovaciho korpusu pomoci sestaveného klasifika¢niho
modelu potvrdila s presnosti klasifikace 64 % hypotézu, Ze média informovala
v prosinci 2019 o ¢eském pracovnim trhu neutradlné a v ¢ervnu 2020 negativné.

Vysledné rozdéleni predikovanych trid sentimentu je zobrazeno v grafu na Obr. 9.
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Obr. 9 Predikované tridy sentimentu testovaciho korpusu

Zdroj: Vlastni zpracovani, vystup ze softwaru Orange

Rozdéleni tiid sentimentu v trénovacim i kompletnim korpusu je podobné, jak miize

byt vidét v obrazové ptiloze na Obrazek 14 a Obrazek 15.
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Textovou analyzou kompletniho korpusu ¢lankd, ktery byl pro tento tucel rozdélen
na dvé casti dle obdobi, bylo pomoci metody hierarchického shlukovani nalezeno
prvnich pét okruhli témat zobdobi prosinec 2019 a cerven 2020. Okruhy

nalezenych témat jsou zobrazeny v Tab. 4.

Tab. 4 Vybrané okruhy témat v prosinci 2019 a cervnu 2020

C1 Z\vf}/sevn i rodicovského 4 Nezaméstnanost v kvétnu 9
prispévku

cp Nezmmestnanostv gy quaiwings 18
listopadu, vyvoj trhu prace

C3 Prumerqa U] 7 Statni rozpocet a schodek 11
mzda, migrace

C4  Odebrani davek ? Propadvelforllomlky, pracovni mista, 91

propousténi

C5 Propousténi, progndzy 50 Socialni odvody, podpora (socialni, 22

2020, Ceska poSta pracovni), kurzarbeit, vyZivné

Zdroj: Vlastni zpracovani vystupt ze softwaru Orange

Pomoci widgetu Word Cloud byly na kompletnim piedzpracovaném korpusu
clankl, rozdéleném po meésicich, spocteny a vizualizovany nefrekventovanéjsi
tokeny a bigramy. Prvnich pét tokeni a bigramt z kazdého obdobi reprezentuje
hlavni témata. Nalezena témata z prosince 2019 a cervna 2020 jsou zobrazena

v tabulce Tab. 5.

Tab. 5 Vybrana témata v prosinci 2019 a ¢ervnu 2020

rok 51  prace 77
Clovék 37 mit 64
token prace 35  ¢lovek 59
procento 23 procento 51
koruna 22 firma 49
utad prace 9 miliarda koruna 19
tisic clovek 7 urad prace 18
bigram  pracovni misto 5 skupina smartwings 18
trh prace 5 ministryné prace 14
nezaméstnanost procento 5 prace socialni 13

Zdroj: Vlastni zpracovani vystupt ze softwaru Orange

Nékteré okruhy témat a témata v jednotlivych obdobich vzajemné koresponduji,
pripadné se doplnuji. Naptiklad v prosinci 2019 byl nalezen okruh ,,nezaméstnanost

v listopadu, vyvoj trhu prace“ a v tématech pak bigramy ,, nezaméstnanost procento”
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a ,trh prace“, da se také usuzovat, Ze o trhu prace a nezaméstnanosti se informuje
pomoci nalezeného tokenu ,procento”. V ¢ervnu 2020 pak miizeme v okruhu témat

vidét ,statni rozpocet a schodek” a k tomu odpovidajici bigram ,,miliarda koruna“.

7.6 Vyuziti
Klasifika¢ni model pro analyzu sentimentu vytvoreny pri reSeni této ukazkové dlohy
by mohl byt vyuzit i na jiné ptiklady z vybrané problematické domény - tedy

internetového zpravodajstvi, které se zaméfuje na informace o pracovnim trhu.

Klasifika¢ni model analyzy sentimentu pouzity v této dloze vSak nedosahuje prilis
velké presnosti, nejspiSe i zdivodu nedostatetného rozsahu anotovanych
testovacich dat, pro jeho lepsi vykon by bylo tieba jej rozsirit. DalsSim potencialné
dilezitym aspektem v tomto modelu, ktery mize ovlivnit presnost klasifikace, je
samotna anotace ¢lanka testovaciho korpusu do tiid sentimentu. Pro ni byla snaha
nalézt objektivni metodu s tvorbou vlastniho slovniku, ale ta nedokazala anotovat
celou mnozinu testovacich clankil, proto byla pridina dvé dalsi subjektivni
hodnoceni, ktera dokazala priradit tiridy sentimentu pro vSechny ¢lanky testovaciho

souboru.

V pribéhu tvorby modelu analyzy sentimentu bylo zjisténo, Ze Klasifikace do trid
sentimentu dosahuje lepsSich vysledki, pokud jsou Klasifikovany kratsi textové

atributy, v tomto pripadé pouze titulky a perexy clankd.
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8 Shrnuti a zaver

V teoretické ¢asti bakalarské prace bylo popsano, co je to data mining a k ¢emu
slouzi. Bylo objasnéno, Ze DM patii do Sirsi skupiny procesti zvanych dobyvani
znalosti z databazi. Byly priblizeny dvé zakladni metodiky CRISP-DM a SEMMA,
které se vyuzivaji v procesu dobyvani znalosti z databazi a byl nastinén vyvoj
metodik novych. Prace objasnila rozdéleni dat na strukturovana a nestrukturovana
a strucné popsala zakladni zdroje dat. Dale se prace zamérila na popis pripravy dat,
ktera predchazi aplikaci analytickych metod a je velmi dilezita v celém procesu
KDD. Nasledné byly rozebrany typy DM tloh, s nimiz je moZno se béZné setkat. Poté
byly pribliZeny konkrétni statistické metody a nékteré z béZnych metod strojového
uceni, které se vyuzivaji pro analyzu dat v data miningu. Nakonec byly také

piredstaveny zakladni zpiisoby testovani a kombinovani modeld.

Ve vyzkumné casti bakalarské prace bylo vybrano, popsano a porovnano pét
nekomerc¢nich softwari DataMelt, KNIME, Orange, Rattle a Tanagra, které jsou
vhodné pro DM. Kazdy software byl kratce predstaven. Poté byly softwary
porovnany pomoci nékolika vybranych charakteristik. Jednalo se o datové formaty,
funkcionality pro vybér, predzpracovani a transformaci dat, nasazeni vysledkd,
zpusoby vizualizace, algoritmy pro data mining a podporu specifickych funkcionalit

(napriklad text a web mining).

Detailnéji byl popsan software Orange. Byly rozebrany jeho moZnosti v oblasti
datovych formati a formati modelu, ziskani a predzpracovani dat a vizualizace.
Byly popsany vSechny obsaZené funkcionality pro data mining, véetné metod pro
kombinovani a vyhodnoceni modelt. Nasledné byly predstaveny rozsirené funkce
pro analyzu obrazovych a genetickych dat a také, s ohledem na reSenou ukazkovou

ulohu, funkcionality v oblasti text miningu.

Pomoci softwaru Orange byla v posledni casti této prace reSena ukazkova uloha
z oblasti text mining, konkrétné analyzy sentimentu. Uloha se sousttedila na zpiisob

informovani Ceskych internetovych zpravodajskych médii.
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Tabulkova priloha

1/0

vstup

vystup

Tabulka 1 Vstupni/vystupni formaty

nazev

arff

csv nebo txt
obrazky (svg, png)

pmml

vlastni datovy
format

xls nebo xlsx
xml

arff

csv nebo txt
html

pdf

pmml

vlastni datovy
format

xIs nebo xIsx

xml

DataMelt
ano
ano

ne

ne
ne

ne
ano
ano
ano

ne
ano

ne
ne

ne

ano

KNIME
ano
ano
ano

ano
ano

ano
ne
ano
ano
ne
ano

ano
ano

ano

ne

Orange
ne
ano
ne

ne
ano

ano
ne
ne
ano
ano
ano

ne
ano

ano

ne

Rattle
ano
ano

ne

ano
ano

ano
ne
ne

ano
ne
ne

ano
ano

ne

ne

Tanagra
ano
ano

ne

ne
ano

ano
ne
ne

ano

ano
ne

ne
ano

ne

ne

Zdroj: Vlastni zpracovani

Tabulka 2 Vybér, predzpracovani a transformace dat, nasazeni vysledkii

data

vybér

nasazeni

nazev

databaze

on-line databaze
filtrovani
seskupovani

agregace

predzpracovani giskretizace
a transformace

normalizace
chybéjici
hodnoty
PCA

export modelu
(pmml)

export zZprav

DataMelt
ano
ano
ano
ano
ano
ano

ano
ano

ano

ne

ano

KNIME
ano
ano
ano
ano
ano
ano

ano
ano

ano

ano

ano

Orange
ano
ano
ano
ano
ano
ano

ano
ano

ano
ne

ano

Rattle
ano
ano
ano
ano
ano
ano

ano
ano

ano

ano

ne

Tanagra
ne
ne
ano
ne
ne
ne

ne
ne

ano
ne

ano

Zdroj: Vlastni zpracovani




Tabulka 3 Podpora vizualiza¢nich technik

nazev DataMelt KNIME Orange Rattle Tanagra
bodovy graf ano ano ano ano ano
histogram ano ano ano ano ano
krabicovy graf ano ano ano ano ne
B sloupcovy graf ano ano ano ano ano
spojnicovy graf ano ano ano ano ano
dendrogram ano ano ano ano ano
nomogram ano ne ano ne ano
pokrocilé 2D grafy ano ano ano ano ano
bodové grafy ano ano ano ano ne
pokrocilé 3D grafy ano ne ne ne ne
Zdroj: Vlastni zpracovani
Tabulka 4 Specialni funkcionality
specialni funkce DataMelt KNIME Orange Rattle Tanagra
big data ne ne (doplnék) ne ne ne
deep learning ne ne (doplnék) ne ne ne
image mining ne ne (doplnék) ne (doplnék) ne ne
text mining ano (Weka) ne (doplnék) ne (doplnék) ano ne
web mining ne ne (doplnék) ne (doplnék) ne ne

Zdroj: Vlastni zpracovani




Tabulka 5 Porovnani algoritmii a metod

asociacni
pravidla

Bayesovska
Klasifikace

kombinace
modelt

neuronoveé
sité

rozhodovaci
pravidla

rozhodovaci
stromy

rozsirené
linearni
metody

shlukova
analyza

Apriori
FP-growth

GSP

Tertius

AODE
Bayesovska sit

Naivni Bayes

bagging
boosting
(AdaBoost)

nahodny les
stacking
CNN

MLP

PNN

RNN

Kohonenovy
mapy (SOM)

1Rule
CN2 nebo CN4
PART

RIPPER

vlastni
implementace

C4.5 nebo C5.0
CART

ID3
SVM

EM

hierarchicka

ano
(Weka)
ano
(Weka)
ano
(Weka)
ano
(Weka)
ano
(Weka)
ano
(Weka)
ano
(Weka)
ano
(Weka)
ano
(Weka)
ano
(Weka)
ano
(Weka)

ne

ano
(Weka)
ano
(Joone)
ano
(Joone)
ano
(Joone)
ano
(Weka)
ne
ano
(Weka)
ano
(Weka)

ne

ano
(Weka)
ano
(Weka)
ano
(Weka)

ano

ano
(Weka)
ano

ne
(doplnék Weka)
ne
(doplnék Weka)
ne
(doplnék Weka)
ne
(doplnék Weka)
ne
(doplnék Weka)
ne
(doplnék Weka)

ano

ano

ne
(doplnék Weka)

ano

ne

(doplnék Weka)
ne

(doplnék Keras)

ano

ano

ne
(doplnék Keras)
ne
(doplnék Weka)
ne
(doplnék Weka)
ne
ne
(doplnék Weka)
ne
(doplnék Weka)

ano

ne
(doplnék Weka)
ne
(doplnék Weka)
ne
(doplnék Weka)

ano

ne
(doplnék Weka)

ano

ne ano
ne

(doplngk) "€
ne ne
ne ne
ne ne
ne ne
ano ne
ano ne
ano ano
ano ano
ano ne
ne ne
ano ano
ne ne
ne ne
ano ne
ne ne
ano ne
ne ano
ne ne
ano ano
ne ne
ne ne
ne ne
ano ano
ne ne
ano ano

ano

ne

ne

ne

ne

ne

ano

ano

ano

ano

ne

ne

ano

ano

ne

ano

ne

ano

ne

ne

ne

ano

ano

ano

ano

ano

ano




shlukov4 k-stiredy ano ano ano ano ano
analyza ?;,éﬁl)c-means ne ano ne ne ne
analyza
rozptylu ne ano ano ano ano
(ANOVA)
diskrimina¢ni ano ano ano e ano
analyza (Weka)
statistické faktl()’rova ne ne ne ne ano
metody ana‘yza
llnearnl ano ano ano ano ano
regrese (Weka)
logisticka ano
regrese (Weka) ano ano ano ano
t-testy (V\Z;rell(:a) ano ano ano ano
konfusni ano ano ano ano ano
matice (Weka)
kiizova ano
testovani validace (Weka) ano ano ano ano
del
modett Lift krivka (VG:IZa) ano ano ano ano
ROC krivka (\/3212;1) ano ano ano ano
zalozené na  k-nejbliZsi ano ano ano e ano
instancich soused (Weka)
Zdroj: Vlastni zpracovani
Tabulka 6 Porovnani metrik Klasifikatort pii zméné parametrt
obsah absolutni 0,587 0,155 0,042 0,261 0,099
obsah binarni 0,605 0,155 0,042 0,267 0,099
Naivni titulek, perex absolutni 0,707 0,257 0,198 0,387 0,228
Bayes titulek, perex binarni 0,727 0,311 0,271 0,436 0,291
titulek, perex, obsah absolutni 0,595 0,155 0,042 0,264 0,099
titulek, perex, obsah binarni 0,610 0,155 0,042 0,269 0,099
obsah absolutni 0,685 0,534 0,525 0,581 0,530
obsah binarni 0,721 0,568 0,565 0,618 0,567
SVM titulek, perex absolutn{ 0,750 0,601 0,571 0,641 0,586
titulek, perex binarni 0,761 0,595 0,579 0,645 0,587
titulek, perex, obsah absolutni 0,673 0,520 0,514 0,569 0,517
titulek, perex, obsah binarni 0,725 0,574 0,568 0,622 0,571

Zdroj: Vlastni zpracovani vystupt ze softwaru Orange
Poznamka: AUC - oblast pod kiivkou ROC, CA - presnost klasifikace a F1 - f-skore, které
zohlednuje hodnoty presnosti (precision) a iplnosti (recall). Tu¢né zvyraznény metriky

dosahujici nejlepsich vysledka.




Obrazova priloha
Obrazek 1 Prizkum KDnugetts

Tensorflow (515)

Keras [£38)

scikit-learn (418)

Tablesu (362)

Apache Spark (345)

Microsoft Power BI(217)

MGBoast (208)

Java (203)

Hadoop: Open Source Tools (198 —— 121%
— 11.0%
— 1 E

PyTarch [1E3) — 11.3%
L3
LR

Micraseft SOL Server [1E4) 11.2%

KNIME {175}

Other free analytics/dats mining toals 145) = a.a%
— 3%
- 5.4%

SQL on Hadosp tals 133) =T

Zdroj: (54)

KDnuggets 2019 Poll What Analytics, Big Data, Data Stence, Machine Leaming software you used in Platform 2019 | 2018 % change|
the past 12 months for a real project? % share% share|
P — ::ﬁ: :: ﬂ: python 65.8%| 65.6%|  0.2%
— Y v0LErE in 2T R Language 46.6%| 48.5% -4.0%
Python (1078) SQL Language 32.8%| 39.6%| -17.2%
Java 12.4%| 15.1%| -17.7%
RapidMiner (333) Unix shellfawk 7.9%| 9.2%| -13.4%
C/C++ 7.1%| 6.8% 3.7%
R Language (764) Javascript 6.8% na na
Other programming and data languages| 5.7%| 6.9%| -17.1%
Exeel (571 Scala 3.5%| 5.9%| -41.0%
Julia 1.7%| 0.7%| 150.4%
Anaconda (5550 Perl 13%| 1.0% 25.2%
Lisp 0.4%| 0.3% 46.1%
SOL Language [538)



Obrazek 2 GUI DataMelt

File Edit View Run Search Plots Tools Preferences Help License for private, non-commercial use
NAQEHBE se MdE T A0 00 L wi
B2 stuwte | & Untitied [
Name Lo o 1] -
{1 Docs 07/ 0
B README 07]... 513|
£ cachedir 07/... 406
1 dic 07, 0
B dmeitbat 07/... 4850]
B dmeltico 07]... 49...
B dmeltjar 07/... 4788,
B dmeltsh 07]... 3233

{2 dmelt_batch.bat 07/... 4660/

B dmeit_batch.sh 07/...4027|
[2 dmelt_porto.bat 07/... 4063
-2 dmelt_porto.sh 07/... 2703

-2 jconvert_setting 07/... 286
Blcp.bat
O

B 1og4j.properties 07/...
£ macros
~(1 python

-] syntax .
B ~statcato.mp.2107/...

| thonshell | jMathlab | System Console

bsh %

Zdroj: Vlastni zpracovani

Obrazek 3 GUI KNIME Analytics Platform

A, KNIME Analyti
File Edit View Search Help

S~ EEE Q

latform

A KNIME Explorer 57 = B  A3zkussbni A O Building 2 Simple Classifier | (@) Welcome to KNIME Analytics .. £2 = O} Description % =

ERCIRGE-3 v Gpen for Innovation 7
), Search KNIME Hub for workflows, nodes and
5 Lo My-KNIME-Hub (hub.knime.com) KNIME -
5 £ EXAMPLES (knime@hub.knime.com)
v 4 LOCAL (Local Workspace)

5 £ Example ierkfions Welcome back

A zkusebni

(9 There are updates for 11 extensions available.

£ Workdlow Coach 5

Recommended Nodes ~

[ File Reader C O

B, CSV Reader

8, Table Creator . : [ ] "

%+ Database Reader (legacy) . v

B, Table Reader
B2 List Files v
< >

P —
s>y io ~ .
> o& Manipulation Just released: KNIME Analytics Platform v
> Q Views 42 & KNIMF Sarvar 4 11 0

4\ KNIME Hub Search £ = 0O

Search workflows, nodes, and more...

95 Outline 52 = O | Bl Console 32 L4 Node Monitor @] EmorLog

> B Other Data Types There is no active editor that provides an outline,  KNIME Console
» <> Structured Data o

> © Serpting Log file is located at: C:\Users\Andrea\knime-workspace\.metadata\knime\knime.log

> 9 Tools & Senvices

> /f KNIME Labs v
> ¥, Workflow Control v

Copyright by KNIME AG, Zurich, Switzerland e A

Hotovo

Zdroj: Vlastni zpracovani



Obrazek 4 GUI Orange
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Zdroj: Vlastni zpracovani

Obrazek 5 GUI Rattle

Data Miner - [Rattl
@) FRottie Version 540 togaware.com

Project Tools Settings Help

@‘DEE 4\0@‘

Spustit | Movj Oteviit Uloit | Export | Zastavit Ukondit

Datz Explore Test Transform Cluster Associate Model Evaluate Log

Source: @:F\\e () ARFF () ODBC (O RDateset (O) RDataFile (O Library () Corpus (O Script
Filename: | (Zadny) | (55| Separator: |, | Decimal: |. Header
[ Partition  |70/15/15 | | Seeds| |42 S |view |Edit

Target Data Type
@rput @ gnore Weight Caculstor [ @ Auto O Categoric O Numeric O Survival

Welcome to Rattle (rattle.togaware.com).

developed using R. R is a free software environment for statistical computing, graphics, machine learning

Rattle is a free graphical user interface for Data Science,
statistical analyses, and data visualisation.

and artificial intelligence. Together Rattle and R provide a sophisticated environment for data science,
See the Help menu for extensive suppert in using Rattle. The two books Data Mining with Rattle and R (https://bit.ly/rattle_data mining) and The Essentials of Data
Science (nttps://bit.ly/essentials_data_science) are available from Zmazon. The Togaware Desktop Data Mining Survival Guide includes Rattle documentation and is
available from datamining.togaware.com

Rattle is licensed under the GNU General Public License, Version 2. Rattle comes with ABSOLUTELY NO WARRANTY. See Help -> About for details.

Rattle Version 5.4.0. Copyright 2006-2020 Togaware Pty Ltd. Rattle is a registered trademark of Togaware Pty Ltd. Rattle was created and implemented by Graham Williams

with contributions as acknowledged in 'library(help=rattle)’.

Zdroj: Vlastni zpracovani



Obrazek 6 GUI Tanagra

File Diagram Window  Help

0w M|
e

Data visualization | Statistics | Monparametric statistics | Instance selection Feature construction | Feature selection | Regression | Factorial analysis |

[ Correlation scatterplot  [.: View multiple scatterplot

1. Scatterplot with label
[ERView dataset

Zdroj: Vlastni zpracovani



Obrazek 7 Orange - Data, Visualize, Model
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Obrazek 8 Orange - Evaluate, Unsupervised, Text mining
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Obrazek 9 Konfusni matice - klasifikator Naivni Bayes
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Obrazek 10 Konfusni matice - klasifikator SVM
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Obrazek 11 ROC kiivka porovnavanych klasifikatort - kategorie NEG
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Obrazek 12 ROC krivka porovnavanych Klasifikatori - kategorie NEU

/" ROC Analysis

Plot
Target NEU ~
Classifiers

W svM -
B Naive Bayes o

TP Rate (Sensttivity)

Curves
Merge Predictions from Folds |"
[[] Show convex ROC curves 0

[ show ROC convex hul 0.2 ,‘

Analysis
[] Default threshold (0.5) point
[ show performance line |—|

FP Cost:

FN Cost:

500 (=

Prior probability: 0.5
FP Rate (1-Specificity)

7B B

Zdroj: Vlastni zpracovani, vystup ze softwaru Orange

12




Obrazek 13 ROC krivka porovnavanych Klasifikatori - kategorie POS
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Obrazek 14 Anotované tiridy sentimentu testovaciho korpusu
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Obrazek 15 Anotované a predikované tridy sentimentu kompletniho korpusu
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Obrazek 16 Dendrogram - prosinec 2019
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Obrazek 17 Dendrogram - ¢erven 2020
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Obrazek 18 Mrak slov - prosinec 2019
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Obrazek 19 Mrak slov - ¢erven 2020
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