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Abstrakt

Cilem této prace je navrhnout a implementovat dvé nové metody krizeni v kartézském gene-
tickém programovani (CGP) a porovnat je s existujicim pristupem. CGP je typ evoluéniho
algoritmu vyuzivajici acyklické grafy k reprezentaci spustitelnych programt. Vétsina CGP
aplikaci pracuje vyhradné s operatorem mutace, ale snahy o nalezeni vhodného operatoru
kiizeni stale pokracuji. V této préaci jsou dvé nové navrzené metody kiiZzeni porovnavany na
péti tlohach symbolické regrese oproti standardnimu pfistupu 1 + A zaloZzenému déisté na
mutaci. Vysledky experimentt ukézaly, ze tyto metody naleznou feseni za podobny pocet
fitness evaluaci jako 1 + A, ve dvou pripadech dokonce vyznamné diive.

Abstract

The aim of this paper is to propose and implement two new crossover methods in Cartesian
Genetic Programming (CGP) and compare them with existing approaches. CGP is a type
of evolutionary algorithm that uses acyclic graphs to represent executable programs. Most
CGP applications use the mutation operator only, but the effort to find a suitable crossover
operator is still ongoing. In this paper, the two newly proposed crossover methods are
compared on five symbolic regression problems against the standard 1 + A procedure based
purely on mutation. Experimental results show that these methods find solutions in a similar
number of fitness evaluations as 1 + A and, in two cases, even significantly earlier.
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Populace o ¢tyfech jedincich. Kazdy jedinec obsahuje dva chromozomy, které
jsou reprezentovany binarnimi fetézci. Chromozomy se skladaji z jednotli-
vych gent, v tomto pripadé bitt. . . . . . . . ...
Jednobodové kiizeni dvou jedinciti reprezentovanych bindrnimi fetézci. Délka
chromozomu je v tomto pripadé osm, jako bod kiizeni byla vybrana pozice
mezi patym a Sestym genem. Vlevo od této pozice dédi potomek geny je-
dince Jp, vpravo pak geny jedince Jo. . . . . . .. ..o
Priklad jedné iterace EA vyuzivajici turnajovou selekci kde K = N = 2.
V tomto pripadé neni moznost navraceni, kazdy jedinec se tedy zucastni
pouze jednoho turnaje. Potomci vznikaji rekombinaci rodi¢t a mutaci. Nova
populace se pak sklada z vybranych rodic¢iu a jejich novych potomkua. . . . .
Syntakticky strom pro vyraz min(zx + L,z +xz x (x —1)). . ... ... ...
Vytvareni jedince v pocatecni generaci pomoci metody Full, kde maximéalni
hloubka stromu je H,, = 2. Jedinec zde znazornuje vyraz (y/z) + (1 + x), t
reprezentuje Cas. . . . . .. ..o e e e e e e e
Vytvareni jedince v poc¢atecni generaci pomoci metody Grow, kde maximalni
hloubka stromu je H,, = 2. Jedinec zde znazornuje vyraz 1+ (y/z), t repre-
zentuje €as. . . . .. ..o e e
Priklad pouziti operdatoru mutace v genetickém programovani. Jako bod mu-
tace byl vybran ndhodny uzel (oznacen Cervené). Néasledné byl podstrom
tohoto uzlu smazan a nahrazen jinym nahodnym podstromem. . . . .. ..
Priklad pouziti varianty operatoru krizeni v genetickém programovani, ktera
vytvaii dva potomky. V obou jedincich byl vybran ndhodny uzel jako bod
ki{Zeni (oznaceny cCervenou). Nésledné byly vyménény podstromy rodicu s
kofeny ve vybraném uzlu. . . . . . ... Lo oL
Piiklad jedince v CGP s parametry lback = 2,n. = 4,n, = 2. Podtrzené
geny ukazuji do tabulky funkci. Srafovana ¢ara predstavuje neaktivni uzel,

ktery se neprojevi ve fenotypu. Tento jedinec predstavuje funkei (%)2

Priklad aplikovani TAGAN ktizeni. V rodi¢ich Ry a Rs je vice dvojic uzli
splnujici podminky pro kiizeni. Z téchto dvojic byly ndhodné vybrany uzly
s indexem 6 a 7 . Néasledné se geny neaktivnich uzli na téchto indexech na-
hradily geny aktivnich uzlt druhého rodice. Timto zptisobem se vygenerovali
potomci Py a Po. . . . . . . e e
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U rodi¢h R; a R se ndhodné vybrala dvojice na indexu 8 z ostatnich dvojic
aktivnich uzla. Nésledné se algoritmus vydal ndhodnou cestou pres vstupy
uzli. Pii generovani potomka Py byl darcem Ry a prijemcem Ry. Pii genero-
vani potomka P, byly role prohozeny. Pro prehlednost je ndhodné cesta pti
vytvareni potomkt stejna. . . . . . ... ... L o

Priklad vypoctu vystupu z aktivni cesty. Kazdy sloupec matice predstavuje
vypolet vystupu pro jednu hodnotu nezivislé proménné. Radky pak znaci
jeden uzel v aktivni cesté. . . . . . . . . ...

Pocet fitness evaluaci potfebnych na vyreseni problému Koza 3 znézornény
houslovymi diagramy. Jednotlivé béhy jsou zde vyznaceny jako body. . . . .
Graf zobrazujici pribéh jednotlivych variant CGP na problému Koza 3. Osy
x a y jsou logaritmické. Osa y predstavuje fitness, kterou mél nejlepsi jedinec
v daném poctu fitness evaluaci. Tato fitness je primérem vsech béhi.

Pocet fitness evaluaci potfebnych na vyfeseni problému Nguyen 6 znédzornény
houslovymi diagramy. Jednotlivé béhy jsou zde vyznaceny jako body. . . . .
Graf zobrazujici pribéh jednotlivych variant CGP na problému Nguyen 6.
Osy = a y jsou logaritmické. Osa y predstavuje fitness, kterou mél nejlepsi

jedinec v daném poctu fitness evaluaci. Tato fitness je pramérem vsech béhu.
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Graf zobrazujici pribéh jednotlivych variant CGP na problému Nguyen 8.
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jedinec v daném poctu fitness evaluaci. Tato fitness je primérem vsSech béht.
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houslovymi diagramy. Jednotlivé béhy jsou zde vyznaceny jako body. . . . .
Graf zobrazujici prubéh jednotlivych variant CGP na problému Nguyen 9.
Osy = a y jsou logaritmické. Osa y predstavuje fitness, kterou mél nejlepsi

jedinec v daném poctu fitness evaluaci. Tato fitness je primérem vsSech béht.
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Graf zobrazujici pribéh jednotlivych variant CGP na problému Nguyen 10.
Osy = a y jsou logaritmické. Osa y predstavuje fitness, kterou mél nejlepsi

jedinec v daném poctu fitness evaluaci. Tato fitness je pramérem vsech béhu.
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Kapitola 1

Uvod

Resenf problémii se zdd byt pouze lidskou zélezitosti, ale pokud se podiviame kolem sebe,
zjistime, ze rtizné problémy se vyskytuji i v prirodé. Spolu s témito problémy lze v prirodé
najit i jista reseni, at uz se jedna o postup mravencich kolonii pti hledani potravy ¢i mysleni
pomoci neuronti. Jednim z prirodnich mechanismi, ktery rizné problémy ftesi, je evoluce.
D4 se rict, ze organismy jsou fesenim na problémy, které vznikaji kombinaci prostredi
a téchto organisma samotnych. A pravé na evoluci stavi jeden z pristupu jak resit vypocetni
problémy. Jsou to evoluc¢ni algoritmy.

V evoluci, stejné jako v evolu¢nich algoritmech, posouvd vyvoj ndhodnéd mutace a kii-
zeni organismu. Zatimco u mutace jsou zmény ndhodné (a mnohdy nevhodné), u kiizeni
dochézi k vymeéné informaci, které v sobé jedinci jiz obsahuji. Pivodné vSak kiizeni v pri-
rodé neexistovalo a jedinci se mnozili ¢isté asexualné. Podobné je tomu tak u jedné z variant
evolu¢nich algoritmi, kartézském genetickém programovani (CGP). CGP na rozdil od vét-
Siny jinych evolucnich algoritmt kfizeni nepouziva, jelikoz doted nebyla nalezena metoda,
kterd by spolehlivé vedla k lepsim vysledkim nez pii pouziti samotné mutace. Presto ale
snahy najit takovyto operdtor kiizeni stdle pokracuji a nékteri vyzkumnici dosahli i velmi
slibnych vysledk.

Cilem této prace je navrhnout dva nové operatory kiizeni pro CGP a porovnat je s exis-
tujicim pristupem. Teorie potfebna k navrhu metod kfizeni a experimentiim je prezento-
vana v kapitole 2. Tato kapitola popisuje evolu¢ni algoritmy, genetické programovani, CGP
a symbolickou regresi. Navrzené metody jsou popsiny v kapitole 3. Pro experimentalni
ucely bylo implementovano CGP v riznych variantach, tato implementace je pak detail-
néji popsana v kapitole 4. Nakonec jsou navrzené metody porovnavany na péti problémech
symbolické regrese se standardnim pristupem. Vysledky téchto experimenti jsou zpracovany
v kapitole 5.



Kapitola 2

Evoluc¢ni algoritmy

Evoluénimi algoritmy (EA) se chape pristup pfimého stochastického hledéni feseni urcitého
problému. EA jsou inspirované prirozenou evoluci, tedy postupnym vyvojem organismu
vzhledem k jejich prostiedi s cilem prezit. I kdyz se v béznych evoluc¢nich algoritmech
nepouzivaji zijici organismy ¢i simulace redlného prosttredi, prvky jako gen, jedinec, populace
¢i mutace a selekce zustavaji. [1]

Evolué¢ni algoritmy se, mimo jiné, skladaji ze tii dulezitych Casti: tok rizeni, mapovani
genotypu na fenotyp a mnozina genetickych operatoru, typicky mutace a rekombinace [1].
Ve vétsiné pripadu se pro nejlepsi vysledky pouzivaji jak mutace pro prohledavani stavového
prostoru, tak i rekombinace pro lokalni optimalizaci.

S myslenkou evoluéniho algoritmu ptislo vice vyzkumnika béhem druhé poloviny 20. sto-
leti. Prvnimi z téchto vyzkumnika byli Fogel a kol. [3], ktefi pfisli s ndvrhem evolu¢niho
programovani (EP), zaméfeného na vyvoj koneénych automati. Nasledovaly genetické al-
goritmy (GA) navrzené Hollandem [4], ktery byl inspirovan genetickym kédem organismu.
Reichenberg [16] pak predstavil evoluéni strategie (ES) zaméfené na technické problémy.
Jako posledni, diky Kozovi a Polimu [10], pfibylo genetické programovani (GP). Dohromady
se tyto Ctyfi techniky oznacuji jako evoluéni algoritmy [1]. Na zdkladech zminéného gene-
tického programovani pak stavél mimo jiné i Miller [14], ktery ptiSel s ndvrhem kartézského
genetického programovéni (CGP).

2.1 Ddlezité pojmy

V oblasti evoluc¢nich algoritmt se ¢asto pouzivaji pojmy které maji ptivod v biologii. Jejich
vyznam vsak nemusi byt zcela zfejmy. Popisy pojmu vychazeji z [14], [1] a [18].

Populace — Mnozina jedincti. Jeji velikost se mtize liSit, v jednom béhu algoritmu ale byva
konstantni, viz obrazek 2.1.

Jedinec — Predstavuje mozné feseni problému. Jeho reprezentace mize byt rtizna, pouzit
se mohou binarni fetézce, pole realnych hodnot ¢i jiné.

Chromozom — Samostatna sekvence geni. Jedinec jich miize obsahovat libovolné mnoz-
stvi. Pokud jedinec obsahuje pouze jeden chromozom, tak je chromozom synonymem
pro jedince.

Gen — Byva atomicky celek, ktery predstavuje jednu informaci, naptiklad 0 nebo 1 v bi-
narnim retézci.
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Obréazek 2.1: Populace o ¢tyfech jedincich. Kazdy jedinec obsahuje dva chromozomy, které
jsou reprezentovany binarnimi fetézci. Chromozomy se sklddaji z jednotlivych genti, v tomto
pripadé bit.

Genotyp — Celkova sekvence gentl, které jsou v jedinci obsazeny. Muze se opét zaménovat
s jedincem nebo chromozomem, v pripadé ze jedinec obsahuje pouze jeden. Naptiklad
v biologii predstavuje genetické instrukce zakédované v DNA.

Fenotyp — Dekdédovany genotyp, tedy Teseni, které dany genotyp predstavuje. V biologii
je jim zamyslena fyzicka forma organismi.

Mutace (bodova) — Geneticky operéator, ktery zméni jeden nebo vice ndhodnych gent
na jinou, validni ndhodnou hodnotu.

Rekombinace - Nebo také kiizeni, je geneticky operdtor, ktery kombinuje geny jiz exis-
tujicich jedinci v populaci. Piiklad rekombinace lze vidét na obrazku 2.2. Jde o jed-
nobodové ktizeni. Napravo a nalevo od tzv. "bodu kiiZeni" jsou vyménény geny.

Jedinec J1 11101111 Potomek P1

11101110

Jedinec J2 10001110

Obréazek 2.2: Jednobodové kiizeni dvou jedinct reprezentovanych bindrnimi fetézci. Délka
chromozomu je v tomto pripadé osm, jako bod kfizeni byla vybrana pozice mezi patym
a Sestym genem. Vlevo od této pozice dédi potomek geny jedince J;, vpravo pak geny
jedince Js.



Fitness — Ciselna hodnota, kterd udava, jak dobré je kandidatni feseni neboli jedinec.

Fitness funkce — Funkce, kterd prirazuje jedinciim jejich fitness hodnotu. Nékdy také
oznacovana jako objektivni funkce.

Generace — Oznaceni pro populaci v urc¢ité iteraci algoritmu.

Selekce — Selekce znamena vybér jedincii. Ma za kol zvysit pravdépodobnost vybéru
kandidatnich jedinci s lepsi fitness hodnotou. Jednou z takovych selekci rodicu je
turnajova selekce, kterou lze vidét na obrazku 2.3. U obecné turnajové selekce je
urc¢en parametr velikosti turnaje K a parametr poctu potrebnych rodi¢tt N. Nasledné
je N-krat proveden ndhodny vybér K jedincu, kdy vzdy je za rodice vybrano reseni
s nejlepsi fitness z danych jedinci. Vybér je vSak provadén s navracenim, jedinec tedy
muze byt vybran do nékolika turnaju.

2.2 Princip evoluc¢niho algoritmu

Zjednoduseny prubéhu EA je popsan algoritmem 1, inspirovan [18]:

Algoritmus 1: Evoluc¢ni algoritmus

Vytvor pocatecni populaci

Ohodnot jedince fitness funkci

while neni splnéna ukoncujici podminka do
VytvoT novou generaci pomoci genetickych operatorii
Ohodnot jedince fitness funkci

end

EA zacina vytvorenim pocatecéni generace bud ndhodné, nebo s pomoci heuristiky. Nové
vytvoreni jedinci jsou pak ohodnoceni fitness funkci. Pak pokracuje cyklem, ktery se provadi,
dokud neni nalezeno dostatecné dobré reseni nebo neni dosazeno vypocetni omezeni dané
uzivatelem. [18]

Za dostatecné dobré feseni se povazuje takové, které ma fitness mensi nebo rovno pri-
pustné hranici (v pripadé, ze chceme fitness hodnotu minimalizovat). Omezeni pak muze
byt naptiklad pocet generaci, nebo pocet fitness evaluaci. V cyklu se generuje nova gene-
race pomoci genetickych operatorti. Jednim z moznych algoritmii selekce se vyberou rodice,
kteri budou zac¢lenéni do nové populace. Kiizenim téchto rodic¢u se vytvori potomci, na které
je pak aplikovan operator mutace. Kazdému jedinci v nové populaci je prifazena hodnota
fitness a cyklus se opakuje. Piiklad EA vyuzivajiciho turnajovou selekci je na obrazku 2.3.
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Obrazek 2.3: Piiklad jedné iterace EA vyuzivajici turnajovou selekci kde K = N = 2.
V tomto pripadé neni moznost navraceni, kazdy jedinec se tedy zucastni pouze jednoho
turnaje. Potomci vznikaji rekombinaci rodi¢i a mutaci. Nova populace se pak sklada z vy-

branych rodica a jejich novych potomki.

2.3 Genetické programovani

Je systematickd metoda, kterd umoznuje pocitacum automaticky resit problém vychazejici
z vysokourovnového zadani. Kazdy jedinec zndzornuje pocitacovy program. Tyto programy
nejsou vyjadreny kodem, ale syntaktickymi stromy. Stromy jsou sloZeny z hran a uzli, které
indikuji instrukce k vykonani. Piiklad takového stromu je na obrazku 2.4. Vnitini uzly se
nazyvaji funkce a listové pak termindly. Strom je tvoren z podstromi, neboli vétvi, které
predstavuji dalsi podprogramy. P1ii urcovani fitness téchto jedinct reprezentovanych stromy,
je program spoustén zleva doprava, depth-first metodou. Kromé rekombinace a mutace,
patii do vyhledavacich operédtoru i duplikace a mazani genti. [10]

Min

Obrazek 2.4: Syntakticky strom pro vyraz min(x + 1,z + x x (z — 1)).



GP zacind s pocatecni populaci programi, slozenych z vhodnych funkei a terminél pro
dany problém. Typicky se jedinci této pocateéni populace generuji rekurzivnim vytvarenim
stromu programu, ktery se sklddda z ndhodnych vybéri primitivnich funkci a terminal
zadanych uzivatelem. [10]

Tzv. Full inicializa¢ni metoda pouziva funkce z funkéni sady, dokud neni dosazena ma-
ximalni hloubka stromu. Pod touto trovni se jiz mohou pouzivat pouze terminaly. Priklad
vytvareni jedince metodou Full je na obrazku 2.5. Full vzdy vytvari takovy strom, ze jeho
vétve dosahuji maximalni hloubku. Metoda Grow je pak variantou metody Full, kterd vyu-
zivéa celou primitivni sadu, dokud nenarazi na hloubkové omezeni stromu. Poté opét pouziva
pouze termindly stejné jako metoda Full. Piiklad vytvareni jedince metodou Grow je na
obrézku 2.6. [10]. Grow vytvari stromy, jejichz vétve mohou dosahovat rizné hloubky, jsou
vSak také omezeny maximem, které zadava uzivatel. [10]

y y X
t=5 t=6 t=7
y X y X 1 y X 1 X

Obrazek 2.5: Vytvareni jedince v pocatecni generaci pomoci metody Full, kde maximéalni
hloubka stromu je H,, = 2. Jedinec zde zndzornuje vyraz (y/x) + (1 + x), t reprezentuje

¢as.
t=1 t=2 t=3
PPN
1 1
t=4 t=5
e
y y X

Obrazek 2.6: Vytvareni jedince v pocCatecni generaci pomoci metody Grow, kde maximéalni
hloubka stromu je H,, = 2. Jedinec zde znazornuje vyraz 1 + (y/z), t reprezentuje ¢as.
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Kombinaci metody Full a metody Grow je pak metoda Ramped half-n-half (RHH),
kterd postupné inkrementuje hloubku generovanych stromt od dvou az po maximum zadané
uzivatelem. Pro kazdou z téchto hloubek RHH vytvaii polovinu potomk® metodou Full a
druhou polovinu metodou Grow. Vysledkem je pak pestrd mnozina stromu rizné hloubky
a tvaru. [11]

Vytvareni poc¢atecni populace je pouze slepé nahodné zkoumani prostoru reseni, kterym
se pokladé zédklad pro budouci generace. Typicky maji jedinci v pocatecni populaci velmi
chabé fitness. Nicméné mezi nimi byvaji jedinci, kteri maji lepsi fitness nez ostatni, ¢ehoz
GP vyuziva. [10]

Pfi pouziti mutaéniho operatoru (obrazek 2.7) je ndhodné vybran jeden z uzlu jedince a
je smazan cely podstrom, kde vybrany uzel predstavuje koten. Nasledné je tento podstrom
nahrazen novym podstromem, ktery je vytvoren podobnym postupem jako pri tvorbé poca-
tecni populace. Priklad operatoru kiizeni v GP, ktery vytvaii dva potomky, lze pak vidét na
obrazku 2.8. V obou rodic¢ich je ndhodné vybran jeden z uzlt jako bod kfizeni. Podstromy;,
ve kterych je vybrany uzel kofenem, se nasledné mezi rodi¢i vyméni. [10]

Mutace
/
\
X 1 X

Obréazek 2.7: Priklad pouziti operdtoru mutace v genetickém programovani. Jako bod mu-
tace byl vybran ndhodny uzel (oznacen cervené). Nasledné byl podstrom tohoto uzlu smazan
a nahrazen jinym nadhodnym podstromem.

y X 1 X y X y 1
Kfizeni
o om o R
X y y 1 X y 1 X
Obréazek 2.8: Priklad pouziti varianty operatoru kiizeni v genetickém programovani, ktera

vytvari dva potomky. V obou jedincich byl vybréan ndhodny uzel jako bod kiiZeni (oznaceny
¢ervenou). Nésledné byly vyménény podstromy rodic¢u s kofeny ve vybraném uzlu.



2.4 Symbolicka regrese

Regresni analyza je proces pro odhad vztahti mezi proménnymi. Soustiedi se na vztah
mezi zavislou proménnou a jednou ¢i vice nezavislymi proménnymi. Presnéji feceno, re-
gresni analyza pomaha odhalit, co se stane se zavislou proménnou, pokud se zméni néjaka
z nezavislych proménnych.

Existuje vice modeld regrese, nejjednodussi z nich je linedrni regrese. Ta predpoklada,
ze funkéni vztah mezi nezdvislou proménnou a parametry je linearni. Tento funkéni vztah
lze popsat rovnici 2.1:

Y; = Bo + B1X1j + BoXoj + - - + BpXpj + €5, (j=1,...,n) (2.1)

kde Y; je zavisld proménnd, X,; jsou nezdvislé proménné, 3; jsou regresni koeficienty a ¢;
jsou chyby modelu [17]. Y a X, jsou v tomto ptipadé vektory, proto jsou jejich komponenty
znaceny pomoci j.

Symbolicka regrese je typ regresni analyzy, kterda ma velmi blizko odvétvi GP. Da se
tict, Ze je to zédkladni tloha, kterou GP ze svého principu fesi. Na rozdil od linedrni regrese
nepredpoklada linearni vztahy. Symbolicka regrese se snazi najit takovy model a parametry,
které co nejlépe vystihuji vztah mezi vstupnimi a cilovymi hodnotami.

Datova sada pro symbolickou regresi obsahuje vstupni a cilové hodnoty. Cilem pak je
najit takovou funkci, které namapuje kazdy bod ze vstupnich hodnot do prislusné cilové
hodnoty. Napifklad fesen{ pro problém symbolické regrese f(r) = 2% — 2z by v idealnim
pripadé namapovalo kazdy mozny bod x do pfislusného bodu f(z) [14]. V realité ale sym-
bolicka regrese pracuje pouze s body vektort, které jsou obsazeny v datové sadé. V tomto
pripadé by tyto vektory mohly byt napriklad:

Ve = [0, 1, 2]
Vf(:p) = [Oa _170]

Symbolicka regrese se pak snazi najit funkci, ktera mapuje nasledovneé:

0 zz=0
flz)=¢—-1 z=1
0 =2

Pokud takovou funkci nalezne, neni garantované, ze to bude praveé ta, ktera byla pozadovana.
Obzvlast pfi praci s malou datovou sadou jako je tato. Naleznout bychom mohli jak funkci
f(z) = 22 -2z, tak i tfeba f(x) = —(z mod 2), jelikoZ se na téchto datech chovaji identicky.
Tato chyba se d4 omezit vétsim poc¢tem vstupnich a cilovych hodnot. Kromé toho miize
nalezené reseni mit nadbytecné mnozstvi prvki, které ve vysledku nic neméni. Napriklad
f(x) = 22 —sinx +sinz — 3z + 2. Zaroven miize predstavovat problém $um v datech. Data
pak nemusi presné odpovidat vysledktim hledané funkce.

Kromé vstupnich a vystupnich hodnot pouzivame pti ndvrhu reseni problémi symbolické
regrese i mnozinu funkci a terminali. Tyto funkce se mohou sklddat napriklad ze scitani,
odcitani, ndsobeni a chranéného déleni (déleni nulou muze vratit napiiklad 1). Ale mohou
se roz§ifit naptiklad o sinus, cosinus a dalsi [14].
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2.5 Kartézské genetické programovani

V kartézském genetickém programovani (CGP) se pouziva dvourozmérné pole uzli, nikoliv
stromy. Programy jsou pak reprezentovany jako orientované acyklické grafy. Genotyp se
typicky sklada z jednoho chromozomu, ktery je rozdélen do uzli. Ty pak obsahuji jednotlivé

geny.

2.5.1 Reprezentace kandidatnich reseni

Genotyp méd v CGP fixné danou velikost, na rozdil od fenotypu, jehoz velikost se muze
lisit. Minimalné maze mit délku nula, maximélné pak stejnou jako pocet uzli v genotypu.
Kdyz se totiz provadi dekdédovani genotypu na fenotyp, ne vsechny uzly musi byt soucdsti
aktivni cesty. Tedy zapojeni uzli, které vede mezi vstupem a vystupem jedince. Takovéto
uzly které nejsou v aktivni cesté, se oznacuji jako neaktivni nebo nekdédujici.

Uzly mohou byt funkéni (vypocetni), vstupni nebo vystupni. Kazdy z funkénich uzla
predstavuje néjakou funkci, které je slozena ze dvou typu gent. Funkéni gen odkazuje do
tabulky funkei (napfiklad plus, minus, déleno) a je obsazen v kazdém uzlu pouze jednou.
Zbytek gent jsou takzvané spojovaci geny, které urcuji vstup pro danou funkci. Spojovaci
geny predstavuji adresu jiného uzlu, vétsinou index v poli. Vstupni geny slouzi jako vstupni
data programu. Vystupni uzly obsahuji index genu, ze kterého se ma brat vystup programu.
Ukéazku jedince v CGP lze najit na obrazku 2.9.

Tabulka funkci

index| Funkce Vstupy

0 + 2

1 - 2

2 |* 2

3 |/ 2

Genotyp
201J300!
2 3 4

ouT

Obrazek 2.9: Priklad jedince v CGP s parametry lback = 2,n. = 4,n, = 2. Podtrzené geny
ukazuji do tabulky funkci. Srafovana ¢ara pfedstavuje neaktivni uzel, ktery se neprojevi ve

fenotypu. Tento jedinec piedstavuje funkci (yfg’cy)2.
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Pocet vstupnich gent je dan nejvyssi kardinalitou mezi funkcemi v mnoziné dostupnych
funkei. VSechny uzly maji tedy stejny pocet gent [14]. Ne vSechny vstupni geny se ale musi
vyuzit. Pokud mame uzly o tiech vstupech, ale dany uzel reprezentuje binarni operaci plus,
pouzije pouze prvni dva vstupy.

V CGP jsou tii zdkladni parametry: pocet radkl n,., pocet sloupci n. a pocet trovni
(sloupctl) zpét, o které muze uzel brat vstup. Oznacuje se jako tzv. "levels back", nebo také
I-back. Pokud by Il-back bylo naptiklad jedna, jako vstup by uzly mohly pouzivat pouze
sloupce primo pred sebou nebo uzly vstupni. Pocet vypocetnich uzla L, pak dostaneme
jako ne x n, [14].

2.5.2 Prohledavaci algoritmus

Nejrozsitengjsi varianta CGP pouzivd evoluéni algoritmus 1 + A ktery je popsan nize (al-
goritmus 2). Jednickou se mysli jeden rodi¢ a A znac¢i pocet potomkiu. "+"zde znamend,
ze do nové generace preziva i rodi¢. Opakem by pak bylo znaceni ",", kde nova generace
obsahuje pouze potomky. Nejvyuzivanéjsi variantou 1 4+ A je algoritmus 1 + 4, kde je jeden
rodi¢ a ¢tyri potomci. Dulezitou soucasti algoritmu je fakt, Ze potomek se stane novym
rodic¢em, i kdyz ma stejnou fitness jako rodi¢. Jednou z charakteristik 1 + A je, ze vyuziva
tzv. "neutrdlniho driftu". Mutace totiz zasahuje i geny, které nejsou aktivni (téch dokonce
byva podstatné vice, nez genu aktivnich) a nepodili se tedy na fenotypu. Tyto nendpadné
zmény v neaktivnich genech pak muzou vést k velkému rozdilu ve chvili, kdy se stanou
aktivnimi. Timto zptisobem se 1 + A muze dostat z lokdlniho optima [14].

Algoritmus 2: Evoluc¢ni strategie 1 + lambda

1: Vytvor pocatecni populaci

2: Ohodnot populaci fitness funkci

3: Vyber jedince s nejlepsim fitness a povys jej na rodice

4: while neni nalezeno reseni nebo neni dosazen limit generaci do
5 forall ¢ takové Ze i < A\ do

6 Vytvor potomka ¢ mutaci rodice

7 end

8 Ohodnot populaci fitness funkci

9 Vyber nového rodice nasledujicim zptisobem:

10: if alespon jeden z potomki md lepsi nebo stejnou fitness jako aktudini rodic¢
then

11: if vicero potomkid md shodnou nejlepsi fitness then

12: Novy rodi¢ je vybran ndhodné z téchto potomku

13: else

14: Novym rodicem je vybrany potomek

15: end

16: else

17: Rodi¢ zustava nezménén

18: end

19: end
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2.6 Krizeni v CGP

Kfizeni se ve standardnim CGP nepouziva. Ve studii o ii¢innosti feseni booleovskych funkei
pomoci CGP pro néj Miller nenasel vyuziti [13]. Moznou pficinou je geneticky drift, ktery
umoznuje mutaci délat jak velké tak malé zmény a tim prekondvat lokalni optima [15].
To ovSem neznamend, ze od vzniku CGP nebyly zadné snahy o zakomponovani kiizZeni.
Navrhii se objevilo hned nékolik, nékteré z nich i se slibnymi vysledky. Spoustu z nich je ale
nutné otestovat na sirsim spektru tloh, aby bylo jasné, zda a kdy se jimi vyplati nahradit
standardni algoritmus 1 + A.

Reprezentace s readlnymi Cisly

Clegg et. al. [2] v roce 2007 predlozili novou metodu kiiZeni. Inspirovali se kifZzenim z GA,
které vyuziva reprezentaci redlnymi c¢isly. Pro pouziti tohoto operdtoru bylo vSak treba
upravit genotyp. Genotyp byl zakdédovan tak, ze vSechny geny byly redlné ¢islo v inter-
valu (0, 1). Pri dek6dovani genotypu se pak reilna ¢isla prevadéla do klasické reprezentace
genotypu celymi ¢isly.

Pri experimentech bylo kriZzeni kombinovano s vétsimi populacemi a turnajovou selekci.
Jimi navrzend metoda krizeni se ukazala byt prospésnd na obou testovanych problémech
symbolické regrese.

Kuzelové krizeni
P1i zkoumdani moduldrni reprezentace CGP v roce 2008 Kaufmann a Platzner [9] navrhli
kuzelové kiizeni v kombinaci s genetickym algoritmem. Jde o vytvafeni nového chromozomu
tim, ze kuzel z darcovského chromozomu je transplantovan do klonu piijemce.

Vysledky experimentt ukézaly, ze tato technika fungovala lépe nez zakladni technika

pouzivand v moduldrnim CGP pouze na dvou ze tii porovnavacich tloh (navrh elektrickych
obvodu).

Vicechromozomova reprezentace

V roce 2011 navrhli Walker et. al. vicechromozomovou reprezentaci CGP [19], ktera zahr-
novala ktizeni. Tato reprezentace spoc¢iva v tom, ze genotyp je rozdélen do nékolika stejné
dlouhych sekci, které umoznuji program rozdélit do vicero mensich feseni. Pouzita pak
byla upravend verze 1 + A, ktera soucasné fungovala i jako operator krizeni. Jelikoz fitness
kazdého chromozomu mohla byt zjisténa nezdavisle, novy rodic¢ se sestavil z chromozomu
s nejlepsi fitness hodnotou.

Metoda byla experimentalné ovérena na vyvoji elektrickych obvodiu, kde nova repre-
zentace obecné predcila klasické feSeni s jednim chromozomem. U jednoho z problémi pak
bylo mozné ziskat feseni az 392X rychleji.

Vyména podgrafi

Kalreuth et. al. [7] prisli s ndvrhem na kfizeni vyménou podgrafu v roce 2017. Tato metoda
je podobné jednobodovému kriZeni. Lisi se ale v tom, zZe aktivni uzly jsou na obou stra-
nach bodu krizeni zachované. Na zacatku krizeni vyménou podgrafi je tfeba najit obecny
bod krizeni Cp. Ten je definovan vybérem mensiho bodu kiizeni z Cp; a Cpo, kde Cpy
a Cpo jsou nahodné funkéni uzly lezici v aktivni cesté rodi¢t P; a P,. Geneticky material
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pro sekci lezici pfed Cp je zkopirovan z rodice P, do genotypu potomka. Tento geneticky
materidl zahrnuje funkéni uzly od zacatku genotypu P; do funkéniho uzlu daného Cp,
vcetné neaktivnich uzli. Pro geneticky material sekce za bodem Cp se provede ten samy
postup s genetickym materidlem rodice Ps, s tim rozdilem, Ze tento material lezi mezi Cp
a vystupy. Po provedeni téchto krokt nasleduji tpravy vysledného potomka, za ticelem na-
pojeni téchto dvou kopirovanych sekci. Jinak by mohl nastat pripad, kdy diive aktivni uzly
se stanou neaktivnimi. Jako evolué¢ni strategii pouzili turnajovou selekci.

Ohodnocovani algoritmu se provadélo na sirsi skale problémil. Presnéji pak symbolicka
regrese, navrh elektrickych obvodu a ndvrh obrazovych filtri. Jejich algoritmus byl porovnan
pouze v ruznych mirach krizeni, nikoliv oproti klasickému 1 + A. Neni tedy jasné, jak by
jejich novy algoritmus obstal oproti zabéhnuté metodé zaloZené ¢isté na mutaci [15].

Blokové krizeni

V roce 2018 navrhli Kalkreuth a Husa blokové kiizeni [5]. Je inspirovano hlavné kuzelovym
kfizenim zminénym v sekci 2.6 a vyménou podgrafi v sekci 2.6. Zaméftili se na jednodimen-
zionalni pohled na genotyp. Po selekci novych rodic¢t z jejich genotypu jsou vybrany bloky,
které splnuji vsechna néasledujici kritéria:

¢ blok obsahuje pozadovany pocet uzli,
e vsSechny uzly v bloku jsou pfimo napojené pres vstupy a vystupy,
e vsSechny uzly v bloku jsou aktivni.

Nasledné je vybran v kazdém jedinci jeden ndhodny blok. Tyto bloky jsou pak prohozeny.
Pozice jednotlivych uzlid v blocich se mohou v rdamci nového jedince zménit, vzajemné
zapojeni uzli v bloku ale zlistavd nezménéno. Pokud alespon jeden z rodi¢t neobsahuje
zadny blok splnujici tato pravidla, kiizeni se neprovede. Tato metoda kiizeni mé linearni
slozitost, jelikoz je provadéna spolu s evaluaci aktivni cesty genotypu.

Kalkreuth a Husa se v jejich implementaci rozhodli pro bloky slozené ze tfi uzli. Po-
rovnani s 1 + A probihalo pfes rizné kombinace parametrii na lohach symbolické regrese
a booleovskych funkci. Nebyla vsak nalezena zddnd kombinace parametri, kterd by byla
lepsi na vsech problémech.

Diskrétni fenotypicka rekombinace

Diskrétni fenotypicka rekombinace byla navrzena Kalkreuthem v roce 2022 [6]. Adaptoval
diskrétni rekombinaci vyménou funkénich genti v aktivnich uzlech. Po vybéru dvou rodi¢t
se zjist{ maximalni a minimalni pocet aktivnich uzll, které kazdy z téchto jedinct obsahuje.
Duvodem je, ze délka fenotypu (a tedy i aktivnich uzli) se muze lisit od jedince k jedinci.
Tato metoda krizeni pak iteruje nad minimalnim mnozstvi aktivnich uzli. U kazdého z nich
je ucinéno rozhodnuti, zda se funkéni geny vymeéni ¢i ne. V ptipadé, ze se délka fenotypu
lisi, kratsi z fenotypt se uméle prodlouzi tak, aby mél pozadovanou délku a vyména mohla
pokracovat.

Tento zpusob krizeni, zkombinovany s turnajovou selekci, byl nasledné testovan na tlo-
hach symbolické regrese oproti klasickému algoritmu 1 + A. V této oblasti se ukazalo, ze
navrzené kiizeni vedlo mensimu mnozstvi fitness evaluaci a k vice ispéchtim u komplexnéj-
sich 1loh.
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Kapitola 3

Navrh

V ramci této prace jsem navrhl dvé nové metody kiizeni v CGP. Implantaci aktivnich gentu
do neaktivnich (IAGdN) a vyménu podgrafi nahodnou cestou (VPNC). Vétsina metod
kiizeni, se kterymi jsem se seznamil, krizi jedince na rtznych castech genotypu. V ramci
navrzenych variant jsem se ale rozhodl prozkoumat moznost, kde kiizeni probiha, ¢i mini-
malné zac¢ind, na stejném misté v obou jedincich. Touto cestou jsem se vydal, abych omezil
zbytecné naruseni fenotypu pii k¥izeni.

3.1 Implantace aktivnich gent do neaktivnich

Tato metoda kiizeni neméni primo fenotyp jedince. Rodi¢iim jsou pritazeny role déarce a pii-
jemce, které se pri vytvareni potomki stridaji. Zac¢ind vybérem dvou jedincti a vytvorenim
seznamu pozic uzld, kde jeden rodi¢ méa uzel aktivni a druhy rodi¢ ma uzel neaktivni. Po-
kud takovato pozice neexistuje, kfizeni se neprovede. Pokud jich existuje vice, ndhodné se
vybere jedna nebo vice z nich podle parametru pro miru kiizeni. Nasledné se implantuje
aktivni uzel darce do neaktivniho uzlu ptijemce. Piiklad mozného vysledku tohoto krizeni
lze vidét na obrazku 3.1.

P1i nadvrhu jsem se inspiroval diskrétnim kfizenim. Myslenkou za timto algoritmem
je, ze mutace stile odvadi vétsinu prace. Kiizeni tady slouzi pouze jako mozné postréeni
urcitym smérem, pokud se mutace rozhodne uzel zahrnout do aktivni cesty. Pivodné jsem
zamyslel tento algoritmus zkombinovat s 1 + A, kde mutace mize délat vyrazné skoky
diky genetickému driftu. Nakonec jsem se ale rozhodl pouzit turnajovou selekci pro vétsi
diverzitu rodict.

Potencialni problém tohoto algoritmu vidim v tom, Ze tento algoritmus kiizeni muze
zamorit neaktivni uzly opakujicimi se funkcemi. Je to vSak pouze spekulace, kterou by bylo
treba experimentalné oveérit.
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Obréazek 3.1: Priklad aplikovani TAGdN kfizeni. V rodi¢ich R; a Ry je vice dvojic uzla
splnujici podminky pro kiizeni. Z téchto dvojic byly ndhodné vybrany uzly s indexem 6
a 7 . Nasledné se geny neaktivnich uzli na téchto indexech nahradily geny aktivnich uzla
druhého rodice. Timto zptisobem se vygenerovali potomci P, a Ps.
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3.2 Vymeéna podgrafit nahodnou cestou

Vyména podgrafit ndhodnou cestou na rozdil od predchoziho algoritmu v sekci 3.1 fenotyp
meéni. Rodice jsou rozdéleni na darce a piijemce, tyto role se pak prohazuji pro kazdého nove
generovaného potomka. Algoritmus opét vytvori seznam uzlt se stejnym indexem, u kterych
plati urcité pravidlo. Tentokrat je pravidlem, ze musi byt oba uzly aktivni. Miniméalné jedna
takovato dvojice se najde vzdy, jsou to vystupni uzly. Na vstupnich uzlech neni co ménit,
proto nejsou nahrazovany. Jedna z téchto dvojic je ndhodné vybrana, nasledné se funkéni
gen z uzlu darce zkopiruje do uzlu prijemce. Pro kazdy vstup, ktery pouzivaji uzly obou
jedinci, se nasledné s urcitou pravdépodobnosti rozhodne, zda se bude pokracovat déle.
Pokud se rozhodne zZe ano, pak jsou dalsi dvojici pro tento algoritmus ty uzly, které byly na
daném vstupu. Pokud je na vstupu vstupni uzel, pak se tento vstup preskoci. Algoritmus
kon¢i pokud ve vSech cestach narazi na vstupni uzly nebo pokud se na zadném dal$im uzlu
rozhodne pokracovat. Priklad mozného kiiZeni lze najit na obrazku 3.2.

P1i ndvrhu tohoto algoritmu jsem se inspiroval diskrétnim fenotypickym kiizenim zmi-
nénym v sekci 2.6. Chtél jsem metodu rozsitit o vymeénu podgrafli, které spolu souvisi.
Zaroven jsem chtél vyuzit toho, ze napojeni uzll zlstavad nezménéno. Toto kiizeni jsem se
rozhodl zkombinovat s turnajovou selekei stejné jako v diskrétnim fenotypickém kiizeni [6].
Phvodni névrh této metody kfizeni neobsahoval role prijemce a darce, vyména probihala
soucasné v obou jedincich. Pro moznost vétsi flexibility v mnozstvi generovanych potomku
(ptvodni verze generovala pouze sudy pocet potomkii) jsem se rozhodl tuto ¢ast zménit na
ukor rychlosti.

Je vice moznosti jak ndhodné rozhodovat o tom, kterou cestou se krizeni vyda. Zvolil
jsem zékladni moznost rovnomérného rozdéleni u kazdého zpracovavaného uzlu. Béhem
navrhu jsem ale zvazoval i jiné varianty, které by mohly byt vhodné. Nabizi se naptiklad
pouzit rozdéleni jiné. Zajimavou moznosti by také bylo zistat u rovnomérného rozdéleni
s uréitou upravou. S kazdym zanorenim algoritmu by se pravdépodobnost na pokracovani
dalsim uzlem postupné snizovala z pocatecni pravdépodobnosti 1,0. Timto zptisobem by se
spise vyménovaly podgrafy podobné velikosti, ale Sance, ze se vyméni pouze samostatny
uzel, by byla nulova.
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Obrazek 3.2: U rodi¢t Ry a Ry se ndhodné vybrala dvojice na indexu 8 z ostatnich dvojic
aktivnich uzli. Néasledné se algoritmus vydal ndhodnou cestou pres vstupy uzli. Pii gene-
rovani potomka P; byl ddrcem Ry a prijemcem Rs. Pii generovani potomka P, byly role
prohozeny. Pro prehlednost je ndhodna cesta pii vytvareni potomkt stejna.
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Kapitola 4

Implementace CGP

Pro zhodnoceni svych ndvrhi jsem se rozhodl implementovat vliastni CGP, misto prebirani
ciziho kédu a dodatecného pridavani kiizeni. Toto rozhodnuti jsem udélal nejen proto, abych
meél vétsi kontrolu nad pribéhem algoritmu, ale také abych se vice sezndmil s vnitfnim
fungovanim CGP. Pfi implementaci jsem ¢astecné vychézel z pseudokédu uvedenych v [14].

Jako programovaci jazyk jsem zvolil Python, jelikoz umoznuje rychly vyvoj prototypt.
I kdyz jsou programy v Pythonu obecné pomalejsi nez napiiklad programy napsané v C,
tento problém lze ¢asteéné vykompenzovat vhodnym pouzitim knihoven jako je numpy', pro
urychleni ¢asové naro¢nych vypoctu.

Implementace byla mirend na experimenty se symbolickou regresi. Zména nékterych
parametri potfebnd pro reseni jinych typu tloh by mohla tedy vyzadovat tpravy v imple-
mentaci.

Kazdy jedinec obsahoval jeden chromozom, termin chromozom/jedinec se tedy v tomto
pripadé da zaménit. Chromozom byl implementovan jako pole uzlti. Kazdy uzel pak byl
polem celych ¢isel, které slouzily jako ukazatele na jiné uzly, nebo do tabulky funkci.

4.1 Automatické testy

Jako testovaci framework jsem zvolil unittest”. Automatické testy jsem psal v pritbéhu
implementace spolu s pridavanim novych funkci.

Unit testy pro jednotlivé funkce byly vyuzity pro ovéfeni spravnosti jednotlivych ¢asti
programu. Tyto typy testi zahrnovaly naptiklad zda jsou zmutované uzly vzdy validni nebo
jestli se spravné pocita vystup z jedince a hodnota fitness.

Integracni testy jsem pak pouzil pozdéji pri ovérovani, zda je program funkcéni. Tato
kontrola napiiklad zahrnovala, zda program najde béhem kratsi doby (vétsinou 10* fitness
evaluaci) Teseni jednoduchého problému, jako tfeba (z + x) x x. Po dobéhnuti programu
bylo zkontrolovano, zda nasel feSeni a zda je feSeni opravdu validni. Tedy jestli Tesi dany
problém ve spravnych mezich a ma spravnou fitness hodnotu. Tento postup se opakoval pro
algoritmy 1+ A i turnajové selekce s mymi metodami kiizeni. U kazdého z téchto algoritmi
se testoval jak program s jednim, tak vice vstupy rtznych ciselnych typi.

'Knihovna umoziujici rychlé numerické vypoéty s poli https://numpy.org
2Vestavéna knihovna Pythonu uréend pro testovani https://docs.python.org/3/library/unittest.html
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4.2 Reprezentace populace

I kdyz jsem vétsinu kédu psal ve funkcich, implementoval jsem jednu tiidu pro populaci.
Objektovy ptistup jsem zde zvolil proto, abych 1épe uchovaval informace, které jsou tieba
ve vice funkcich. Dalsim divodem bylo zamezeni duplicity a lepsi prehlednost kédu. Trida
populace vytvari prvni populaci ndhodné. Dalsi jedince jiz nevytvari, pouze je uklada c¢i
vraci. Zaroven také uchovava jejich aktivni cestu, fitness hodnotu a ma prehled o tom,
ktery jedinec je potomek a ktery rodic¢. Pti ukladani nové generace se pak nevyhodnocuje
fitness jedince, pokud jiz je znama. Toto plati zejména pro rodice, kteri vzdy pochazi mi-
nimalné z predchozi generace a jejich fitness se tak nemusi vyhodnocovat znovu. Toto vede
ke znacnému zrychleni programu, jelikoz vyhodnocovani fitness je ¢asové naro¢né operace.

4.3 Vyhodnocovani fitness hodnoty

Vyhodnocovani fitness hodnoty sestava ze t¥i zakladnich funkci: ziskédni aktivni cesty, zis-
kani vystupu této aktivni cesty a vypoctu hodnoty fitness. Ziskani aktivni cesty jsem im-
plementoval podle pseudokédu v [14]. Algoritmus nejprve ozna¢i vystupni uzly jako ak-
tivni. Nasledné prochazi pres jejich vstupy do dalsich aktivnich uzld, kde postupuje stejné.
Tento postup se opakuje, dokud nezbyvaji pouze priméarni vstupy programu. Vypocet vy-
stupu kandidatniho CGP programu pro zadany vstup zahrnuje velké mnozstvi vypocti.
Proto je zde pouzita knihovna numpy. Vstupni data jsou predany jako dvourozmérné numpy
pole. Kazdy radek zde obsahuje hodnoty pro jednu nezavislou proménnou. Kazdy sloupec
predstavuje vypocet vystupu pro jednu hodnotu nezavislé proménné. Tyto hodnoty jsou
pouzivany vstupnimi uzly jedince. Pro vypocet vystupnich hodnot kandidédtniho reseni se
vytvorl numpy matice. Kazdy fadek této matice znazornuje jeden uzel. Na prvnich fadcich
jsou vstupy, pak funkéni uzly a nakonec vystup. Kazdy fadek je diky numpy operacim nad
poli pocitan jako celek. Tim padem se zjisti vystup jedince pro vSechny vstupy najednou.
Pro lepsi predstavu je jednoduchy priklad na obrazku 4.1.

Vstupni hodnoty = [1, 0.5, -1]

Aktivni cesta Matice pro vypocet vystupu
(1-1-1] 000001 [22-2] 0
i 1
Vstup &— + «<—— + <«— Vystup 2 | 1 | -2 | segteniFadka 0, 0
) | ’
3 | 1.5 | -3 | sedteni fadku 0, 1
3

3 15| -3 Vystupy

Vystupni hodnoty = [3, 1.5, -3]

Obrazek 4.1: Priklad vypoctu vystupu z aktivni cesty. Kazdy sloupec matice predstavuje
vipocet vystupu pro jednu hodnotu nezavislé proménné. Radky pak znadéi jeden uzel v ak-
tivni cesté.

22



Uzly v aktivni cesté samoziejmé nejdou vzdy za sebou podle indexu, proto probihd ma-
povani indexu uzlu na index fddku v matici. Vstupy operaci jsou omezeny, aby se zamezilo
pretékani a nevalidnim hodnotam. Pokud alespon jeden z operandt nespliioval nékterou
z podminek, operace vratila nulu. Operace a jejich podminky byly nésledujici:

e x4y:z,y € (—1e30,1e30),
o x—y:z,y € (—1e30, 1e30),
o xXy:z,y € (—1e30,1e30),
e x mody:y#0,

e sinx : bez omezeni,

e cosx : bez omezeni,

o ¥ :x <50,

e Injz|:2#0

Pro vypocet fitness funkce se pak pouziva sumu absolutni hodnoty rozdilu mezi ocekavanym
vystupem a vystupem jedince pro stejné vstupy. Postup lze tedy popsat jako:

n
fit =>"|zi — yil, (4.1)
i=0

kde n je pocet vystupu, x; je ocekavany vystup a y; je redlny vystup jedince.

Reseni se povazuje za dostateéné dobré, pokud se kazdy vystup jedince lisi maximalné
o € od spravného Teseni. ¢ je implicitné nastavend na 0,01. Pivodné se fitness pocitala
stredni kvadratickou chybou. Zménu jsem provedl po zhodnoceni préace jinych autort, kteri
se zabyvali symbolickou regresi v CGP. Podobné byla fitness vyhodnocovana napiiklad v [6]
nebo jinych publikacich zminénych v [15].

4.4 Varianty CGP a krizeni

Implementoval jsem tii varianty CGP. Prvni varianta vyuzivala 1 + A pro ¢isté mutaci
fizeny béh. Zbylé varianty pouzivaly turnajovou selekci, lisily se ale v pouzité metodé kri-
zeni. Pfi psani 1 + A jsem se inspiroval pseudokdédy v [14]. U druhé a tfeti varianty jsem
pouzil deterministickou turnajovou selekci se dvéma turnaji pro vybér dvou rodi¢tu. Kazdy
z jedinci mohl byt soucasti pouze jednoho turnaje, bez moznosti navraceni. Vitézem tur-
v populaci bude vzdy jednim z novych rodici.

Obé metody maji mimo jiné parametr pro miru kiizeni, ktery se pohybuje v rozsahu
(0,1). U implantace aktivnich gent do neaktivnich tento parametr udava podil dvojic uzlu
splnujici potfebné podminky, u kterych se provede implantace. U vymény podgrafu na-
hodnou cestou pak tento parametr rika, jaka je u kazdého vstupu Sance, ze metoda bude
pokracovat dale.

Vyména podgrafii ndhodnou cestou je pak implementovana rekurzivné spolu s polem
priznaku, které udavaji, zda se jiz funkce na daném uzlu provedla.

23



4.5 Spousténi béhu a experimenta

Jeden béh programu se spousti volanim funkce evolve. Jeji vstupy a vystupy jsou vypsané
v tabulce 4.1.

Vstupy Vystupy

Velikost populace (véetné rodice) Nejlepsi nalezené reseni

Pocet sloupcu v genotypu Fitness nejlepsiho feseni

Pocet radka v genotypu Pocet uplynulych generaci
Dvourozmérné pole vstupu Pocet provedenych fitness evaluaci

Pole spravnych vystupt Slovnik nejlepsich fitness podle generace

Prijatelnou hranici fitness, neboli & Bool — nalezeno dostacujici reseni
Maximalni pocet fitness evaluaci
Mira mutace — (0, 1)

Seed pro generovani nahodnych ¢isel
Typ algoritmu ktery se ma provést
Mira kiizeni — (0, 1)

Tabulka 4.1: Vstupy a vystupy funkce evolve, ktera spousti jeden béh vybraného algoritmu
dle zadanych parametri.

Do zminéného slovniku fitness hodnot podle generace se pridavaji hodnoty pouze tehdy,
kdy je nalezena nova lepsi fitness hodnota.

Experimenty 1ze spustit skriptem experiment.py. Tento skript pouziva jiz pfedem pfi-
pravené hodnoty pro funkce zminéné v sekci 5. Parametry pro spousténi experimentu jsou
globalni proménné na zacatku souboru, které lze upravit podle potieby (pocet béhiu na
funkei, spusténi samostatné funkce apod.). Tento skript spusti vSechny béhy paralelné po-
moci knihovny multiprocessing’. Kazdému béhu je pfifazen unikdtni identifikdtor ve
formé Tetézce knihovnou uuid®. Tento identifikator slouzi pro rozpoznani jednotlivych béhi
a zaroven k vygenerovani seedu pro generdtor ndhodnych ¢isel. Tyto seedy jsou potiebné,
jelikoz jinak dédi vSechny béhy stejny seed z rodicovského procesu.

Po dokonceni kazdého béhu se zapise jeho vystup do dvou souborti: data-general.csv
a data-run-details.csv. V data-general.csv lze najit obecné informace o jednotlivych
bézich. Zasadni je pocet fitness evaluaci, typ algoritmu a tloha. V data-run-details.csv
jsou pak pro kazdy béh detaily priubéhu fitness podle generaci.

4.6 Dokumentace

Dokumentace se generuje automaticky spusténim skriptu generate-docs.sh. Vyuzil jsem
knihovnu pdoc®, ktery vytvaii dokumentaci na zdkladé docstringti kazdé funkce. Kazdy
modul ma svou vlastni HTML stranku. Ke kazdé funkci a metodé lze najit kratky popis,
vstupy, vystupy a pripadné chyby, které muze vyhodit.

3Vestavéna knihovna jazyka Python umoziiujici paralelismus https://docs.python.org/3/library/
multiprocessing.html

4Knihovna pro generovan{ unikétnich identifikdtori https://docs.python.org/3/library/uuid.html

®Knihovna generujici dokumentaci z docstringti https://pdoc.dev
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Kapitola 5

Experimenty

Nové metody krizeni byly porovnavany oproti zdkladni varianté vyuzivajici geneticky opera-
tor mutace a prohledavaci algoritmus 1 + 4, tedy ¢asto pouzivanou variantu 1 + A. Metody
byly porovnany na péti tlohach symbolické regrese. Tyto tlohy spolu s jejich datovymi
sadami vychéazeji z doporuceni zminénych v [12]. Tyto tlohy vypadaly nésledovné:

Nazev Objektivni funkce | Vstupni hodnoty | Mnozina funkci Konstanty
Koza 3 28 — 224 4 22 U[-1, 1, 20] +,—, %, mod ,sin,cos,e™, In|n| | Zadné
Nguyen 6 sin(z) + sin(z + z?) U[-1, 1, 20] +,—, %, mod ,sin,cos,e™, In|n| | Zadné
Nguyen 8 VT UJo, 4, 20] +,—, %, mod ,sin,cos,e™ In|n| | Zadné
Nguyen 9 sin(z) + sin(y?) U[-1, 1, 100] +,—, %, mod ,sin,cos,e™ In|n| | Zadné
Nguyen 10 | 2sin(z) cos(y) U[-1, 1, 100] +,—, %, mod ,sin,cos,e™ In|n| | Zadné

Tabulka 5.1: Tabulka problému symbolické regrese pouzitych v experimentech. Ula, b, c] zde
predstavuje uniformni nadhodné hodnoty s krokem ¢, v intervalu od a do b vcetné.

Ukoncujici podminkou béhu byl pocet evaluaci fitness. Béh se ukon¢il, pokud tento pocet
dosahl 107. Toto rozhodnuti jsem udélal na zékladé vysledki publikace Kalkreutha z roku
2022 o diskrétni fenotypické rekombinaci [6]. V této publikaci sice bylo omezeni nastaveno
na 10® fitness evaluaci, ale béhy funkci, které s touto publikaci sdilim, ve vétsiné pifpadii
dobéhly podstatné diive. Jejich vysledky jsem vSak vyuzil pouze orientacné, jelikoz pouzité
CGP parametry se neshodovaly s parametry pouzitymi v této praci.

Pro kazdy z téchto problému symbolické regrese bylo spusténo 90 béhti, tedy 30 pro
kazdou variantu CGP. Parametry pro jednotlivé varianty CGP fesici problém symbolické
regrese jsou vypsany v tabulce 5.2.
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Problém | Algoritmus | N. | N, | A | M [%] | K [%] | R | P
1+ A 150 | 1 7 50 - |-
Koza 3 TAGdAN 150 | 1 - |7 50 2 |2
VPNC 150 | 1 - |7 50 2 |2
14+ A 100 | 1 4|2 50 - |-
Nguyen 6 | ITAGAN 100 | 1 - 12 50 2 |2
VPNC 100 | 1 - 12 50 2 |2
14+ A 150 | 1 4|15 50 - |-
Nguyen 8 | TAGAN 150 | 1 - 115 50 2 |2
VPNC 150 | 1 - |15 50 2 12
14+ A 150 | 2 4|15 50 - |-
Nguyen 9 | TAGAN 150 | 2 - |15 50 2 |2
VPNC 150 | 2 - 115 50 2 |2
1+ A 60 | 2 4120 50 - |-
Nguyen 10 | TAGAN 60 | 2 - 120 50 2 |2
VPNC 60 | 2 - 120 50 2 |2

Tabulka 5.2: Parametry pouzité pri spousténi experimentt. N, a N, jsou pocet radku
a pocet sloupcti. M a K znac¢i miru mutace a miru kiizeni v procentech. R a P je pak pocet
rodi¢u a pocet potomkt.

Parametry N, a M byly nastaveny podle studie [8] od Kaufmanna a Kalkreutha. Ptes-
neji pak podle sekce hodnotici parametry CGP s 1 + 4 pro feSeni tiloh symbolické re-
grese. Parametr [-back byl implicitné nastaven na oo. Jelikoz nové metody kiizeni neprosly
meta-optimalizaci a kopiruji vétsinu parametr optimalizovanych pro béhy ¢isté s mutaci,
experimenty jsou vyhodnéji nastavené pro behy CGP s 1 + 4.

JelikoZ nelze zarucit normalni rozdéleni vzorki, pro urceni statistické vyznamnosti byl
pouzit jednostranny Mann-Whitneytv U test. Presnéji se u obou navrzenych metod kiizeni
testovala nulovd hypotéza, ze pocet evaluaci potrebnych k nalezeni feseni je stochasticky
mensi nez u CGP s 1 + 4. Jako signifikantni rozdil jsem bral p-hodnotu mensi nebo rovno
0,05.

5.1 Koza 3

Pro problém Koza 3 bylo nalezeno dostatecné dobré feseni ve vsech bézich, zadny z nich
tedy nedosahl hranice 107 fitness evaluaci. Béhy vyuzivajici IAGAN a VPNC si vedly o néco
lépe nez standardni CGP s 1 + 4. VPNC mélo nejlepsi primérny pocet evaluaci na nalezeni
feseni (145 607). IAGAN ¢asto nalezlo Feseni za kratky ¢as, celkovy prumér mélo ale 206 904
fitness evaluaci, tedy horsi nez VPNC a blizko 1 + 4, které potfebovalo v priméru 219 363
fitness evaluaci. Vysledky jsou graficky znazornény na obrazcich 5.1 a 5.2. Vysledky u této
ulohy ale nejsou dostatecné statisticky signifikantni.
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Koza 3

6.0e+06

4.5e+06

3.0e+06

Pocet fitness evaluaci
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IAGAN
Algoritmus

Obrazek 5.1: Pocet fitness evaluaci potiebnych na vyteseni problému Koza 3 znézornény
houslovymi diagramy. Jednotlivé béhy jsou zde vyznaceny jako body.

Koza 3

Algoritmus
—— IAGdN
—— VPNC
— 1+4

fitness

Gmérné
-
<

Pré

16” 16‘ 162 163 15‘ 165 166
Pocet fitness evaluaci

Obréazek 5.2: Graf zobrazujici prubéh jednotlivych variant CGP na problému Koza 3. Osy x
a y jsou logaritmické. Osa y predstavuje fitness, kterou mél nejlepsi jedinec v daném poctu
fitness evaluaci. Tato fitness je prumérem vsech béhu.
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5.2 Nguyen 6

N

piiblizné polovina tiloh nenasla feseni pied dosazenim 107 fitness evaluaci. VPNC i1 + 4
nasli feSeni presné v 50 % béht, TAGAN pak ve 47 % béht. VSechny testované algoritmy si
zde vedly podobné, v prameéru pottebovaly néco pres 6 000 000 fitness evaluaci na nalezeni
reseni. IAGdAN si zde vedlo o néco hufe nez ostatni v mife aspéchu i v jednotlivych kvartilech.
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Obréazek 5.3: Pocet fitness evaluaci potfebnych na vyfeseni problému Nguyen 6 zndzornény
houslovymi diagramy. Jednotlivé béhy jsou zde vyznaceny jako body.
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Obrazek 5.4: Graf zobrazujici pribéh jednotlivych variant CGP na problému Nguyen 6.
Osy z a y jsou logaritmické. Osa y predstavuje fitness, kterou mél nejlepsi jedinec v daném
poctu fitness evaluaci. Tato fitness je pramérem vsech béhi.
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5.3 Nguyen 8

U problému Nguyen 8 nové metody kiiZeni predcily standardni 1 + 4 v poctu fitness evaluaci
potiebnych k dosazeni feseni, jak lze vidét na obrdzku 5.5. IAGAN dokonce se statistickou
vyznamnosti, tedy s p-hodnotou 0,028 v porovnani s 1 + 4. Na grafu 5.6 jde ale vidét, ze
1 + 4 méla u béht které dosahly hranice 107 fitness evaluaci lepsi primérnou fitness nez
VPNC i IAGdN. Je tedy mozné, ze pri vétsSim limitu fitness evaluaci by odlehlé béhy 1 + 4
nasly reseni diive nez VPNC a TAGdAN.
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Obréazek 5.5: Pocet fitness evaluaci potfebnych na vyfeseni problému Nguyen 8 zndzornény
houslovymi diagramy. Jednotlivé béhy jsou zde vyznaceny jako body.
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Obrazek 5.6: Graf zobrazujici pribéh jednotlivych variant CGP na problému Nguyen 8.
Osy z a y jsou logaritmické. Osa y predstavuje fitness, kterou mél nejlepsi jedinec v daném
poctu fitness evaluaci. Tato fitness je pramérem vsech béhi.
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5.4 Nguyen 9

U tlohy Nguyen 9 TAGdP predcilo 1 + 4 v poctu fitness evaluaci potiebnych k nalezeni
feseni s p-hodnotou 0,077, tedy témér na vyznamné trovni. VSechny metody nasly feseni
v daném limitu, jak lze vidét na obrazcich 5.7 a 5.8. Nejvyssi pramérny pocet fitness evaluaci
potiebny k nalezeni feseni mélo 1 + 4 (1 992 619). Jeho pramér byl priblizné dvakrat vyssi
nez prumér nové navrzenych metod (852 120 pro ITAGdN a 1 108 969 pro VPNC).

Nguyen 9
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Obréazek 5.7: Pocet fitness evaluaci potfebnych na vyfeseni problému Nguyen 9 znézornény
houslovymi diagramy. Jednotlivé béhy jsou zde vyznaceny jako body.
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Obrazek 5.8: Graf zobrazujici pribéh jednotlivych variant CGP na problému Nguyen 9.
Osy x a y jsou logaritmické. Osa y predstavuje fitness, kterou mél nejlepsi jedinec v daném
poctu fitness evaluaci. Tato fitness je prumérem vsech béhu.
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5.5 Nguyen 10

Nguyen 10 byl ze zkoumanych problému nejjednodussi, vSsechny béhy nasly feseni pred
dosazenim 2 x 10* fitness evaluaci. Na této tiloze dosdhlo IAGAN vyznamné lepsich vysledki,
nez 1 + 4. IAGdN potiebovalo v priuméru 2 492 fitness evaluaci pro nalezeni feseni, oproti
1 + 4, kterd v priméru potfebovala 6 268. Rozdil mezi jednotlivymi algoritmy lze vidét na
obrazcich 5.9 a 5.10.
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Obrazek 5.9: Pocet fitness evaluaci potfebnych na vyfeseni problému Nguyen 10 znazornény
houslovymi diagramy. Jednotlivé béhy jsou zde vyznaceny jako body.
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Obréazek 5.10: Graf zobrazujici pribéh jednotlivych variant CGP na problému Nguyen 10.
Osy x a y jsou logaritmické. Osa y predstavuje fitness, kterou mél nejlepsi jedinec v daném
poctu fitness evaluaci. Tato fitness je primérem vsech béhii.
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5.6 Zhodnoceni vysledka experimentt

Celkové vysledky experimentu jsou vypsany v tabulce 5.3. Ve tfech z péti tloh se TFeseni
podafilo najit vzdy. Reseni pro problém Nguyen 6 nasly metody VPNC a 1 + 4 s mirou
uspéchu 0,5, TAGAN pak s mirou 0,47 (rozdil byl pouze v jednom z béhi). U problému
Nguyen 8 pak na tom s mirou tspéchu byla nejhure 1 + 4 (MU = 0,77), po ni VPNC
(MU = 0,83) a v nejvice pfipadech nasla feseni metoda IAGdP (MU = 0,9).

Rozdily v praumérném poctu fitness evaluacich potrebnych k nalezeni feseni byly u vét-
Siny dloh minimélni, s vyjimkou tdloh Nguyen 9 a Nguyen 10. V obou pripadech méla
nejmensi prumér metoda TAGdN. Na vyTeseni problému Nguyen 10 potrebovala metoda
TAGAN v pruméru témér trikrat méné evaluaci a u problému Nguyen 9 ptiblizné dvakrat
méneé fitness evaluaci nez CGP s algoritmem 1 + 4. Jedna z navrzenych metod (IAGdN)
dokézala v tlohach Nguyen 8 a Nguyen 10 najit feseni signifikantné diive, nez standardni
CGP. Navrzené metody kiizeni ale celkové potiebovaly podobny nebo pouze o trochu mensi
pocet fitness evaluaci nez standardni CGP s 1 + A. Je vSak tieba brat v potaz, Ze parametry,
se kterymi byly spoustény nové metody kiizeni, pro né nebyly optimalizované.

Problém Algo P | MU SO 1Q 2Q 3Q | p-hod
14+ A 219 363 1,0 580 373 3710 14 548 212 217 -
Koza 3 TAGdN 206 904 1,0 781 194 1490 7 475 64 455 0,107
VPNC 145 607 1,0 341 013 1 887 8 492 143 923 0,171

14+ A 6 769 443 0,5 | 4204389 | 1463 809 9 838 476 | 10 000 000 -
Nguyen 6 TAGdN | 6 763 320 | 0,47 | 4073 183 | 2512 791 | 10 000 000 | 10 000 000 0,618
VPNC 6 157 796 0,5 | 3958804 | 1279 219 8 534 340 | 10 000 000 0,382
1+ A 3660 136 | 0,77 | 3 958 804 248 337 2 267 304 6 473 106 -

Nguyen 8 IAGdN | 2297 414 0,9 | 3539683 28 849 290 020 3 824 594 0,028
VPNC 2833029 | 0,83 | 3707 186 221 840 782 570 3 807 797 0,257
14X 647 511 1,0 | 1992619 8 601 46 482 322 594 -

Nguyen 9 TAGdAN 316 055 1,0 852 120 4 193 14 804 153 929 0,077
VPNC 391 152 1,0 | 1108 969 7975 38 616 194 739 0,382
1+ A 4141 1,0 6 268 494 1378 4973 -

Nguyen 10 | TAGAN 1431 1,0 2 492 231 631 1 350 0,023
VPNC 2 741 1,0 3225 475 987 4 378 0,338

Tabulka 5.3: Shrnut{ vysledku ziskanych z experimentti. Algo je zkratka pro algoritmus.
P je prumérny pocet fitness evaluaci, po které trval béh algoritmu. MU je mira uspéchu
(success rate), tedy jak casto se podafilo najit feseni. SO je smérodatnd odchylka poctu
fitness evaluaci. xQ znaci kvartily poctu fitness evaluaci. Pod p-hod jsou zapsiany p-hodnoty
pro nulovou hypotézu, ze dany algoritmus potiebuje stochasticky méné fitness evaluaci na
nalezeni feseni nez 1 + A.
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Kapitola 6
Zaver

Cilem této prace bylo navrhnout a implementovat dvé metody kiizeni v kartézském ge-
netickém programovani a porovnat je s existujicim pristupem. Zaroven prace zahrnovala
nastudovani a popsani evoluc¢nich algoritmi, GP, CGP, problematiky kiizeni a symbolické
regrese. Tyto metody jsem navrhl na zakladé predchozich publikaci, ve kterych jsem vidél
moznost zlepseni. Kromé této teorie bylo také treba implementovat rizné varianty CGP
pro ucely experimentu a tuto implementaci popsat. Nasledné jsem nové navrzené metody
porovnaval se standardnim pristupem na tlohédch symbolické regrese a vysledky zhodnotil.

Celkové navrzené metody dosdhly podobnych vysledki jako standardni postup. Metoda
kiizeni VPNC si vedla o trochu 1épe nez standardni 1 4+ 4 v poc¢tu fitness evaluaci potrebnych
k nalezeni feseni, neslo vSak o vyznamny rozdil. Metoda TAGdN pak potiebovala v tloze
Nguyen 6 o trochu vice ¢asu nez standardni 1 + 4, ale v tlohdch Nguyen 8 a Nguyen 10
predcéila 1 + 4, Teseni nasla s vyznamné mensim poctem fitness evaluaci. Celkové vysledky
naznacuji, ze JAGdN muze byt v urcitych pripadech lepsi volbou, nez standardni 1 + 4.
Tyto experimenty vSak byly vice naklonény standardnimu piistupu.

Mnou navrzené metody nabizeji spoustu moznosti, které by se daly v budoucnu prozkou-
mat. U vymény podgrafi ndhodnou cestou je napriklad mozné vyzkouset rtzné rozlozeni
pravdépodobnosti. Také by bylo zajimavé porovnat, zda je vymeéna zacinajici na stejném
indexu prinosné oproti vymeéné na nahodném indexu. Nabizi se i vyzkouset tyto metody kri-
zeni v kombinaci s riznymi evoluénimi strategiemi. Prace pokracujici ve zkouméni téchto
metod by mohla najit optimalni parametry a porovnat metody i na jinych problémech,
naptiklad na navrhu elektrickych obvodu.

Na konec bych rad rekl, ze tato prace mi dala ndhled do evoluc¢nich algoritmi, které mé
fascinovaly jiz pfed zacatkem mého studia informacnich technologii. Pravé tato fascinace
byla nakonec jeden z duvodii, pro¢ jsem si tento obor vybral.
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