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Tato prace se zabyva implementaci a porovnanim vybranych algoritmi umélé
inteligence na odhad kiivek preziti. Vychozim modelem je nejpouzivangjsi Coxuv
model proporcionalnich rizik, jehoz nedostatek v podobé linearnich vztahi mezi
kovariaty je zakladem tivah pro prizkum schopnosti a kvality nelinearnich modela z Al
oblasti. Jako hodnotici kritéria jsou pouzity rizné metody a piistupy, které dohromady
davaji ucelenou piedstavu o kvalit¢ modelu. Pro kazdy model je implementovana
metoda na popis vlivu vstupnich proménnych na vysledné riziko selhani, aby byla
zachovana moznost zjisténi tohoto vlivu, jako tomu je u Coxova modelu
proporcionalnich rizik. Veskeré testy jsou provadény na realnych anonymizovanych
datech z oddéleni transplantaci na Ustavu krevni hematologie a transfuze v Praze,
krom¢ porovnani vlivu velikosti u¢iciho datasetu, pro ktery bylo vyuzito véts§iho objemu
dat. Kviili povaze dat je K praci pfistupovano i ze zdravotnického hlediska. Vzhledem k
realistickému pfistupu byl vytvotfen vlastni preprocessor, ktery zohlednuje a fesi, ze
Vv realnych datech téméf vzdy chybi nékteré udaje. Modely jsou otestovany na nékolika
specifickych cilech, které mohou byt podstatné pro vyvoj prubéhu 1écby. Vysledky
prokazuji rozdilnou kvalitu modelti na zkoumanych casech pfeziti a ovlivnéni dané
kvality velikosti uciciho datasetu. Zaroven dokazuji, Ze modely AI jsou schopny
dosahnout presnéjSich vysledkli nez CoxPH model, avsak lisi se pii rozdilnych cilech a
datasetech, proto polozily zaklad mysSlence ensemble modelu, ktera je v této praci

teoreticky popséana jako dal$i mozné feSeni a vyzkum.

Klicova slova:

Kiivky pfeziti, uméla inteligence, statistické testy, coxtiv model proporcionélnich

rizik, neuronova sit’, rozhodovaci stromové struktury, strojové uceni
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This work deals with the implementation and comparison of selected artificial
intelligence algorithms for an estimation of survival curves. The default model is the
most widely used Cox propotional hazard model, whose drawback of linear
relationships between its covariates is the reasoning basis for exploring the capabilities
and quality of nonlinear models from artificial intelligence domain. Various methods
and approaches are used as evaluation criteria, which combination gives a
comprehensive idea of quality of the model. For each model the method to describe the
influence of input variables on resulting risk of failure is implemented in order to
preserve the possibility of detecting this effect, as is the case with the Cox propotional
hazard model. All tests are performed on real anonymized data from transplant
department at the Institute of Blood Hematology and Transfusion in Prague, except the
case of comparison of the effect of the size of the training dataset, for which a larger
volume of data was used. Due to the nature of the data, the work is also approached
from a medical point of view. In respect to the realistic approach a custom preprocessor
has been created, which takes into account and solves, that some records are almost
always missing in real data. Models are tested on several specific targets that may be
essential for the development of the treatment. The results demonstrate different quality
of models at the investigated survival times and detects influence on quality by given
dataset size. At the same time the results prove that Al models are able to achieve more
accurate results than CoxPH model, but differ in different goals and datasets, which laid
the foundation for the ensemle model, which is theoretically described in this work as

another possible solution and research.

Key words:

Survival curves, artificial intelligence, statictical testing, cox proportional hazard

model, neural network, decision trees, machine learning
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aGVHD

Al
AutoML
BE

BMI

BS
CoxPH

DRF
DT
EOI
GBM
GDPR

GLM
IPCW
KDE
KME
NBLL
NN
SHAP
TDCI
TTE

UHKT

Akutni reakce Stépu proti hostiteli (z anglického Acute Graft-versus-Host
Disease)

Umeélé inteligence (z anglického Artificial Intelligence)
Automatic Machine Learning

Breslow Estimator

Body mass index

Brier Score

Coxtv model proporciondlnich rizik (z anglického Cox Proportional
Hazards)

Distributed Random Forest

Rozhodovaci stromova struktura (z anglického Decision Trees)
Udélost zajmu (a.j. Event of Interest)

Gradient Boosting Machine

Obecné nafizeni o ochran¢ osobnich udaji (z anglického General Data
Protection Regulation)

Generalized Linear Model

Z anglického Inverse probability of censoring

Kernel Density Estimation

Kaplan-Meierova Estimace

Negative Binomial Log-Likelihood

Um¢lé neuronové sité (z anglického (Artificial) Neural Networks)
SHapley Additive exPlanations

Time-Dependent Concordance Index

Cas od vstupu subjektu do studie do jeho udalosti/cenzorovani (z
anglického Time-To-Event). Stejny vyznam je ,,doba preziti.

Ustav hematologie a krevni transfuze v Praze
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V prubéhu poslednich nékolika let celym svétem a velkym mnozstvim védnich,
pramyslovych i vSednich oblasti naSich zivot hybe rozmach umé¢lé inteligence, ve
které se diky pokroku v pocitatové technice podatil prilom v konkrétni oblasti

neuronovych siti [23].

Cilem této prace je prozkoumani schopnosti nékterych vybranych algoritmt
umélé inteligence v oblasti odhadu kiivek preziti. Pro experimentalni ucely byly
poskytnuty realné vzorky dat z oblasti zdravotnictvi, konkrétné z databaze transplantaci

na Ustavu hematologie a krevni transfuze v Praze.

V praktickém svété, nejen zdravotnickych vyzkumu, jsou semi-parametrické
modely jako Coxtiv model proporcionalnich rizik vyuzivany i ke zkoumani vlivu
jednotlivych kovariati vstupniho vektoru na riziko vyskytu cilové udalosti. Avsak v
mnoha aplikacich je tento ptistup pfili§ zjednoduseny, protoze ptedpoklada, ze rizikova
funkce je linearni. Tyto modely maji jistou podobnost ve vicenasobné linearni regresi,
diky ¢emuz nejsou z matematické podstaty schopny zmapovat komplexni nelinearni
vazby v uéicich datech. Jednim z tceli této prace je vénovat se praveé tomuto nedostatku
pomoci modelt jako jsou napf. neuronové sité nebo stromové struktury, které jsou

schopny tyto nelinearity pojmout.

Premisou této prace je, ze pro vybrané modely neni nutné pfipravovat a vybirat
data podle riiznych parametri a rozdéleni pravdépodobnosti, jako je tomu v piipadé
parametrickych modelti. To znamena naucit model na velkém (dostupném) mnozstvi
dat, resp. zkoumané populaci, a nasledné ziskat odhad kiivky pfeziti nebo
pravdépodobnosti vyskytu udélosti zdjmu jednoho vybraného subjektu, kterd co

nejptesnéji odpovida realité.

Pro G¢ely hodnoceni navrzenych algoritmu je vyuzito nékolik riznych algoritmu,
jejichz kombinace zajistuje uceleny piehled o kvalit¢ daného modelu. S vyuzitim
poskytnutych realnych dat jsou empiricky testovany varianty jednotlivych modeld ve
snaze zhodnotit rizné pfistupy a dosdhnout lepsiho vysledku, nez jaky poskytuje

soucasn¢ nejpouzivangjsi metoda Coxova modelu proporcionalnich rizik.
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S nartstajici popularitou umélé inteligence rostou i otazky ,pro¢ se model
rozhodnul takto?*. Vzhledem k extrémné komplexni interni stavbé danych modelti je na
né nahlizeno jako na cCernou skiinku (,,blackbox®), coz je v mnoha piipadech
nedostacujici. Prakticka Cast této prace se proto vénuje i zahrnuti metod a algoritmd,
které dokéazi popsat vliv jednotlivych vstupnich proménnych na vysledek modelu a
docilit tak jisté podobnosti s vyuzitim regresnich koeficienti Coxova modelu

proporcionalnich rizik.

Z diivodu vyuziti realnych dat, pochéazejicich z oblasti zdravotnictvi, je na tuto
praci nahlizeno ¢astecné 1 z daného zdravotnického pohledu. Ptislusné feseni a kodova

implementace se tedy opird o umoznéni praktického a snadného vyuziti.
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Abychom se v tvahach a postupech dostali k jadru véci, je nejprve nutné se
obeznamit s teoretickym pozadim problematiky a soucasné¢ vyuzivanou metodikou Vv
obecné oblasti kiivek preziti, jejich vyuziti v oblasti zdravotnictvi a nésledné pak s
algoritmy umélé inteligence s teoretickym rozborem jejich praktického vyuziti pro

vypocet kiivek preziti v parametrizovaném prostoru.

Kiivky preziti jsou oblast statistiky a matematiky, kterd se vénuje analyze Casu
(dale ve zkratce TTE z anglického Time to Event), kdy (resp. za ktery) se objevi
udalost, na kterou se dana analyza soustiedi, pod anglickym nazvem tzv. “Event of
interest” (dale EOI) [25]. Prvni analyzy kiivek pteziti nasly vyuziti ve zdravotnictvi pro
ucely méfeni délky Zivota uréité populace lidi podstupujicich 1é¢bu. Postupem casu se
vSak zacCaly uplatnovat i obecnéji a to napiiklad pro predikci zmén poc¢tu zaméstnanct a

zakazniki firem, estimace zivotnosti stroji nejen v prumyslu, selhani senzort a dalsi.

Analogicky se vyuziva terminologie piejatd z pivodniho Ucelu zdravotnictvi,
tedy udalost nebo bod zrozeni (v anglickém jazyce starting point nebo birth event) a
umrti (ending point nebo death event) [25], kdy napfiklad jako bod zrozeni muze byt
povazovan cas, kdy zdkaznik zacne svoji spolupréci s firmou a bod tmrti chvile, kdy

danou spolupraci ukon¢i.

Kiivky preziti jsou reprezentovany funkci (1), nazyvajici se funkce preziti
(Survival Function) S(t), ktera definuje pravdépodobnost P s jakou se EOI neobjevil za
Cas t. Lze ji také interpretovat, jako pravdépodobnost pieziti po ¢as t. T zde predstavuje
nahodné vybranou proménnou, vybranou ze zkoumané populace a jeji vyznam
odpovida casu, za ktery se objevi EOI (tedy TTE). S(t) se pohybuje mezi S(0) = 1a

S(0) = 0, pticemz 1 odpovida 100% a jedna se o klesajici funkci resp. ne-stoupajici.
S =P(T=t) (1)

Dalsi funkci, kterou je nezbytné definovat, je tzv. rizikova funkce (Hazard
Function) nebo se ji také tika Intensity Function. Jeji vyznam je definovan jako

pravdépodobnost, ze se u zkoumaného subjektu objevi EOI v néjakém kratkém

[ | ]|
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intervalu a to za predpokladu, ze od pocatku sledovani se dosud neobjevil, avSak je
nutné upozornit, ze jejim vysledkem neni samotna pravdépodobnost [25]. Rovnice (2)
predstavuje velikost piirGstku, ktery odpovida zmeéné velikosti pravdépodobnosti v
casovém rozmezi T a T + dt. Dlvod limity je zde objasnén tim, ze chceme zjistit risk,
ze se EOI objevi v nekonecné kratkém cCasovém okamziku nebo-li piejatym slovem
instantn¢.

Pt<T<t+dt|IT>t)

A() = lim, o @)

Dale je tfeba definovat vyznam podstatné terminologie pouzivané v kontextu

analyzy pfeziti:

parametrické modely - Nebo také parametrizace znamend, Ze na rozdil od
neparametrického pfistupu doba pieziti sleduje konkrétni rozdéleni pravdépodobnosti.
Cilem je odhad jeho parametri.. Tyto modely jsou nezbytné pro extrapolaci vysledku za

hranice dostupnych dat.

cenzorovani - Pfipad, kdy se u nékterych subjektii (prozatim) neobjevila EIO v
pribéhu zkoumané periody. Dale nastava, pokud subjekt nelze pozorovat v prubéhu této
periody, nebo u subjektu nastala jina udalost, kterd vylucuje vyskyt prvotni EOI. V
grafech byva oznaceno vertikalni ¢arkou v daném ¢ase, zatimco vyskyt udalosti zménou

hodnoty na ose y.

kovariaty — Vysvétlujici (nezavislé) proménné nebo-li hodnoty vstupujici do

modelu, které ptimo nalezi k danému subjektu.

regresni modely - Zde se k vyuzivanym cenzorovanym proménnym délky pteziti
pridavaji navic 1 dalsi data (kovariaty) jako napiiklad ve€k, pohlavi, vyplata atd. danych

subjektll, které mohou mit néjakym zpisobem vliv na vyskyt udalosti ¢i pieziti.

Kaplan-Meierova estimace (dale KME) je pravdépodobné nejznaméjsi a
nejpouzivanéj$i metodou pro neparametricky odhad funkce preziti. Kiivka zde nabyva
hodnot < 0; 1 > na ose y a je klesajici s pocatkem v 1, coz odpovida 100% preziti v
Caset = 0 (viz Obrazek 1).
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n; — di
S = l—Lit n; (€))

kde n;piedstavuje pocet ohrozenych subjekt pied ¢asem t a d;pfedstavuje pocet

EOIl v ¢ase t.

Doba pieziti (TTE) je zde definovana jako doba/Gas mezi bodem pocatku a
bodem, kdy se objevi EOIL Kaplan-Meierova kiivka pieziti je pak kiivka, ktera
znazoriuje pravdépodobnost preziti (osa y) pro danou délku intervalu (osa x). Pro kazdy
Casovy okamzik t je pravdépodobnost pocitana ze subjektl, které jsou v daném t

“nazivu” pod¢lena mnozstvim riskujicich subjektu (3).

10 — KM_estimate
0.8 1
06

04

D2

0.0

0 v 220 30 4 50 6 70
timeline

Obrazek 1: Kaplan-Meierova estimace *

Podobné¢ jako u KME se jedna o neparametrickou estimaci, ale zasadnim rozdilem
je zde vypocet pravdépodobnosti a nasledné 1 tvar vysledné kiivky. Pravdépodobnost v
Case t je totiz dana poctem “Gmrti” subjekti od pocatku zkoumaného intervalu az po t

podéleno mnozstvim riskujicich subjektt (4). Kiivka je tedy stoupajici viz obrazek 2.

d;
Ao = Ztistn_i ()

! Ptevzato z: ZAHID, Taimur. Survival Analysis — Part A. Towards Data Science [online]. 18.3.2019
[cit. 2020-05-17]. Dostupné z: https://towardsdatascience.com/survival-analysis-part-a-70213df21c2e
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kde n;piedstavuje pocet ohrozenych subjekti pied ¢asem t a d;pfedstavuje pocet

EOIl v ¢ase t.

—— NA_estimate

timeline

Obrazek 2: Nelson Aalenova estimace 2

Vyraz “proporciondlni riziko” odkazuje na ptedpoklad konstantniho vztahu mezi
vysvétlujicimi zavislymi proménnymi a regresnimi koeficienty. To v podstaté znamena,
ze rizikova funkce dvou subjektl v ndhodném bod¢ Casu t je proporcionalni. Model
proporcionalniho rizika pak vyjadiuje, Ze jednotlivé kovaridty plsobi na rizikovou

funkci multiplikativné. [19]

Tento model spadd do kategorie regresnich modelti, bere v potaz vliv nékolika
proménnych v Case a zkouma jejich vztah k rozdéleni pteziti. Jistou podobnost 1ze
nalézt ve vicenasobné regresni analyze, avSak rozdilem je, Ze roli zavislé proménné v

¢ase t zde hraje rizikova funkce.

A(tlx) = Ao(t) - exp (Z bl-xi>
i=1

()

2 Pfevzato z: ZAHID, Taimur. Survival Analysis — Part A. Towards Data Science [online]. 18.3.2019
[cit. 2020-05-17]. Dostupné z: https://towardsdatascience.com/survival-analysis-part-a-70213df21c2e
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Konkrétni rizikova funkce je zde definovana rovnici (5) [19], kde b; jsou regresni
koeficienty a A, zakladni rizikova funkce, ktera je spole¢na pro vSechny subjekty.
Hodnota zakladni rizikové funkce odpovida pravdépodobnosti zaznamenani EOI v ¢ase
t v piipadé, kdy se vSechny kovariaty rovnaji 0. Je to také jedind proménna zavisla na

Case, ale jeji pfesna podoba neni v modelu specifikovana[29]

Proménna x; odpovida c¢lenu vektoru, piedstavujici tzv. vysvétlujici nezavislé
proménné, coz mohou byt napiiklad vek, plat atd. subjektu. Hodnoty v regresnich
koeficientech b; ovliviiuji zakladni rizikovou funkci 4, a kazdy ¢len i ji bud’ zvySuje
(b; > 1) nebo snizuje (b; < 1) jeji hodnotu. Koeficienty, které jsou rovny 1, nemaji na
riziko zadny vliv. Pfesnéji feCeno koeficienty b; udavaji zménu v riziku, Ze nastane

EOI, ktera je spojena se zménou daného kovariatu x; [9].

Nékteré kovaridty se nemohou fidit podle piredpokladu proporciondlniho rizika.
Tyto kovariaty se sice mohou zahrnout do modelu, av§ak nemaji zadny vliv (regresni
parametry) na jeho estimaci. Tento proces se nazyva stratifikace (pocestény vyraz z a.j.

stratification, coz Ize ptelozit jako rozvrstveni) [27].

Protoze zakladni rizikova funkce nemusi byt specifikovana, tak se tento model
nazyva jako ¢aste¢né parametricky (semi-parametric), ale zdroven pak predpoklada, ze
zmeéna A, je proporcionalni k velikosti zmény periody. Pokud rizikovou funkci

vyjadiime jako:
2i(8) = A(t1Z) = Ao(t) - exp(B1Zy; + -+ + BpZpi) (6)

kde vektor kovariata Z; = (Zli, Zyi, ...,Zpl-) a nasledné budeme uvazovat dvé

skupinyproZ = 1aZ = 0, pak

A (8) = At|Z = 1) = 2o(t) - exp(BZ)

= Ao(t) - exp(B) ()
coz implikuje, ze exp(f) je Konstantni a tudiz riziko obou skupin je
proporcionalni:
Al(t) B
=e
Ao () (®)
[ 1] |
H =
(] ]
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dokazuje, ze Coxtiv proporcionalni model je linearni model logaritmu rizika.

Pro ucely hledani/estimaci regresnich koeficienti navrhl autor David Cox tzv.
metodu parcialni verohodnosti (v a.. partial likelihood method) (10) [19], ktera
nahrazuje vychozi funkci vérohodnosti pii vypoctu regresniho modelu [9]. Tato metoda
totiz zavisi pouze na vektoru regresnich koeficientl a neni zavisla na specifikovani

zékladni rizikové funkce by.

&

ﬁ [ exp(B'Z;)
L Yjer(xy) €xp(B'Z)) (10)

kde X; je Casové proménna udalost s moznosti cenzorace, §; je indikator

zaznamenani udalosti nebo cenzorovani (1=udalost, O=cenzorace), Z; reprezentuje

vektor kovariata.

Hlavnimi divody pro pouziti kiivek pteziti ve zdravotnictvi jsou zdravotné-
ekonomické hodnoceni spolu s hodnocenim vysledka studii naptiklad nové vyvinuté
1é¢by. Na stejnou uroven dulezitosti 1ze postavit i to, Ze modely jsou také vyuzivany pro
zkoumani kovariatl, ktery ma nejsiln€j$i dopad na dobu preZiti pacienta, ¢i vyskyt
zivotn€ podstatné udalosti, jako je napiiklad relaps pii 1é€b€ rakoviny. Od téchto
poznatkii se nasledné¢ mohou odvijet Upravy lécby, navrh medikamenti a budouci

postup v pribéhu 1é¢by pacienta.[6]

Pokud jde pouze o pocet prezivsich pacientd podstupujici néjakou studii, tak lze
vyuzit neparametrické modely, kde nejcastéj$i a nejsnadnéjsi volbou je KME. V
opacném piipadé je jednoznacnou volbou Coxliv model proporcionélnich rizik (dale

jako zkratka CoxPH z a.j. Cox Proportional Hazards).

U Coxova modelu je vyznamnou vyhodou, Ze lze zjistit hodnoty regresnich

koeficientd kazdého kovariatu a tim ziskat uziteénou informaci o vlivu daného
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kovariatu na zménu pravdépodobnosti rizika. Nicméné i pies jeho jednoduchost pouziti
a snadnou interpretovatelnost jeho vysledkli se v pfipad¢ aplikovani na data, kterd
nespliuji jeho predpoklady, docili zkreslenych vysledkti a tedy i jejich nevhodné

interpretace.

Pro porovnani vysledkii dvou a vice studii je vyuzivana statistickd metoda
nazyvana Log-rank test [5]. Nulovou hypotézou je zde predpoklad, ze mezi
zkoumanymi populacemi pravdépodobnosti neexistuje zadny rozdil ve vSech TTE
bodech. Analyza je zaloZzena porovnavani TTE, ve kterych se objevuji EOI Stupen
volnosti je odvozen od poctu studii respektive populaci —1 i.e.n = N — 1, kde N je
pocet populaci a n pocet stupiiti volnosti. Vysledkem testu je stejné jako u ostatnich
testi hypotéz p-hodnota (a.j. p-value), kdy p — 0 znaci vyznamny rozdil a p = 1
naopak. Sice existuji dalsi testy, ale tento je preferovan z diivodu snadného rozsifeni na
vetsi mnozstvi populaci. Vzhledem k tomu, Ze tento test je Cisté testem vyznamnosti,
tak nedokaze poskytnout odhad rozdilu nebo interval spolehlivosti mezi populacemi,

pro takovy piipad se museji zkoumat data samotna [5].

Pro préci s analyzou pteziti je vétSinou vyuzivan software R, ktery obsahuje
balicky ptimo s pfisluSnymi metodami. Vysledny graf pak muze vypadat jako na
ukazkovém obrazku 12, kde je soucasti grafu i zminény Log-rank test, konfiden¢ni

intervaly, pocty cenzorovanych subjektti v daném case atd.
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Obrézek 3: Ptiklad pouziti CoxPH v praxi®

Konkrétnim praktickym ptikladem aplikovatelnosti analyzy pfeziti a jejich
statistickych metod v oblasti zdravotnictvi muze byt napiiklad studie [6] z roku 2018,
ktera zkouma riziko infarktu u ndhodn¢ vybranych 250 pacientti. Ve studii jsou vyuZzity
proménné jako ve€k, pohlavi, tepova frekvence, systolicky krevni tlak a body-mass-
index (dale BMI). Studie vyuziva Kaplan-Meierovu estimaci, ktera dokazala, Ze neni
zadny statisticky vyznamny rozdil v ¢ase pieZiti mezi muzi a Zenami. Vysledky Coxovy
regrese dale prokazaly, stejné¢ jako KME, Ze pohlavi nema na Gmrti pacienta vyznamny
vliv, avSak vliv ostatnich kovariatl jiz statisticky vyznamny je. Studie dale prokazala,
ze prirustek v systolickém tlaku a BMI snizuje riziko umrti, zaroven pak, Ze toto riziko

se zvySuje s nariistajicim vékem, stejné tak jako s nariistajici tepovou frekvenci.

®  Pfevzato z: Survival Analysis  Basics [online].  [cit.  2020-05-17]. Dostupné  z:

http://www.sthda.com/english/wiki/survival-analysis-basics
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Prvni zminky, pfedstavy a myty o umélé inteligenci (ddle Al z anglického
Artificial Intelligence) sahaji az do dob starovéku, kdy si filozofové piedstavovali
autonomni a mechanické lidi, podobn¢ jako my v dne$ni dob¢ ve sci-fi kinematografii
[24]. V roce 1921 piedstavil Gesky spisovatel Karel Capek prvni svétové oznadeni
autonomni entity slovem “robot” ve svém dile R.U.R.. V roce 1950 pak britsky
matematik, logik a kryptoanalytik Alan Mathison Turing, ktery proslul svymi zasluhami
o desifrovani nacistickych tajnych koéda enigmy, navrhl v praci Computing machinery
and intelligence [28] myslenku “Mohou stroje myslet?”, coz dalo zaklad tzv. Turingove
testu. Tento test se poté stal nedilnou soucasti filozofie Al, jez diskutuje inteligenci,

védomi a schopnosti stroju [24].

V dekadé od roku 2010 zaznamenalo odvétvi Al obrovsky vzestup popularity,
nebot’ pokrok v tranzistorové technice umoznil praci s tzv. big data, coz v minulém
stoleti nebylo mozné prakticky realizovat. V roce 2012 se podafilo natrénovat rozsahlou
neuronovou sit’ na 10-ti milionech obrazcich z youtube videi, ktera rozpoznala kocku
bez jakékoliv informace, Ze se jedna o kocku. 2014 pak prvni bezpilotni auto na svété

proslo v Americkém staté Nevada testem samoftiditelnosti [24].

V roce 2017 oznacil pro vetejnost DataRobot CEO Jeremy Achin umélou
inteligenci jako pocitacovy systém, ktery je schopen provadét béZné prace, které
vyzaduji lidskou inteligenci. Mnoho algoritmii Al jsou postaveny na zakladech

strojového uceni, deep learningu (viz Obrazek 4) nebo pouze sadou pravidel.

Ackoliv se ve spojeni s Al vétSinou mluvi o jisté inteligenci a schopnosti
rozhodovat se jako v€doma entita, tak se nesmi zapominat, Zze samotné algoritmy maji
zaklad ve statistice a pracuji na prosté myslence, kdy se danému algoritmu ukaze velké
mnozstvi dat. Tento algoritmus v datech poté hledd spojitosti a analyzuje vazby
jednotlivych proménnych. Proto se v této praci nahlizi na zvolené algoritmy jako na
jiné, ¢i kvalitnéjsi statistické metody oproti bézné pouzivanym. Piedev§im pak jako na

regresni a klasifikacni.
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Obrazek 4: Zavislost kvality modelti na mnozstvi uéicich dat *

Prave neuronové sité (dale jako NN z anglického Artificial Neural Networks) stoji
za vzestupem popularity Al v posledni dekadé. Jedna se o modely spadajici do
kategorie strojového uceni, které principielné napodobuji zdkladni biologické procesy
ve struktufe mozku. NN se na prvni pohled mohou jevit jako black-box, nicméné jejich
cil je stejny jako u ostatnich modeld - vytvafet co nejpiesnéj$i odhad nebo-li
predikci.[8]

Lidsky mozek obsahuje piiblizng 50-100 miliard (tedy 10™) neurontl, z nichz asi
10 % (10) jsou pyramidové buiiky v mozkové kiife. Mezi nervovymi buitkami existuje
az 10" synaptickych spojeni [12]. Neuron sam o sob& neni moc silnym néstrojem,
avSak jeho sila spoc¢iva v propojeni s ostatnimi neurony do jednoho celku. V mozku se
pak jednd o spojeni s az tisici jinymi neurony. Kognitivni aktivity v mozku jsou
vybuzovany signdlem sestavajicim se z elektrickych impulsi mezi jednotlivymi

neurony.

Pro adaptaci téchto poznatkii neurovédy byl v roce 1943 McCullochem (neuro-
védec) a Pittsem (logik a matematik) vytvoren model umélého neuronu [22] (viz
Obrazek 5), jehoz chovani lze interpretovat rovnici (11), kde x; reprezentuje jednotlivé

vstupy (axony) neuronu, w; jsou vahy jednotlivych synapsi, w, absolutni ¢len nebo-li

* Pievzato zz WENG, Lilian. An Overview of Deep Learning for Curious People [online]. [cit. 2020-05-
19]. Dostupné z: https://lilianweng.github.io/lil-log/2017/06/21/an-overview-of-deep-learning.html
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bias, f aktiva¢ni funkce, ktera do modelu vnasi nelinearitu a y je vystup daného
neuronu. Tento model je nazyvéan jako Perceptron a je to nejjednodussi forma umelé
doptedné neuronové sité¢. Pokud je jako aktivacni funkce pouzit sigmoid, tak ziskame

prostou logistickou regresi.
y = f(2), kde z = 3], wix; + wy (11)
Z( wWo

>@® synapse
wWoTo

vstupni axon

télo neuronu

f (Zw,-z.; +b)

vystupni axon

aktivacni
funkce

Obrazek 5: Matematicky model umélého neuronu®

Rozsitenim tohoto modelu je paralelni pospojovani N perceptront, které¢ vytvori
vrstvu (v a.j. layer). Tyto vrstvy se poté dale spojuji jedna za druhou s libovolnym
poctem vnitinich neuront a tim vznika tzv. Deep Neural Network model (v ¢.j. obcas
pouzivany vyraz hluboké neuronové sité) [8] a lze ho reprezentovat pomoci (12). Kde
noveé doplnéné proménné maji nasledujici vyznam: m predstavuje pocet neuronli ve
vrstvé [, vahy jsou reprezentovany jako Wl-l,k k-t¢ho neuronu v (I — 1) vrstvé pro i-ty

neuron ve vrstve [.

(-1 _
yl=f(z}), kde z} =¥, Wil,kyllc Y+ Wil,o (12)

Rovnici lze pfevést do kompaktnéjsi vice-dimenzionalni formy, kterd mapuje D

vstupl na C vystupti:

Pievzato z: Artificial Neural Networks [online]. [cit. 2020-05-17]. Dostupné z:
https://wiki.tum.de/display/Ifdv/Artificial+Neural+Networks
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y(.,w):RP? - R¢, x - y(x,w) (13)

Tento model se rozd€luje na vstupni vrstvu (input layer), skryté vrstvy (hidden
layers) a vystupni vrstvu (output layer). Emeprickymi metodami napii¢ data-science
komunitou, ale i logickym odvozenim bylo zjisténo, ze velky vliv na vysledky ma pocet
vrstev této sité. Diky jednotlivym vrstvam totiz model dokaze rozpoznat komplexnéjsi a
abstraktnéj$i vztahy v datech a pfedevsim jak jsou jednotlivé vstupy ovliviiovany
ostatnimi vstupnimi proménnymi z pohledu vysledku. Teoreticky je sice mozné
navrhnout jednu vrstvu, kterd by tyto vztahy dokéazala identifikovat také, ale spravné
navrhnout pocet jejich neuront je oproti pfidani poctu vrstev pfili§ narocné. V tomto
kontextu ndvrhu velikosti modelu totiz neexistuje zadné tzv. pravidlo pravé ruky, které

by urcilo, ze pfi N vstupech bude tfeba X neuronil a Y vrstev.

Dalsi nedilnou soucasti teoretického rozboru NN jsou aktivacni funkce. Pomoci
téchto funkci je do modelu vnaSena schopnost rozpoznévat nelinearni vztahy a bez nich
by i sebevetsi NN byla stale linedrni. Mezi nejpouzivanéjsi patii nasledujici: Treshhold,
Sigmoid, Hyperbolic tangent, ReLU (Rectified Linear Unit). Kazda z téchto funkci
umoziuje ziskat jiny typ vysledku - napf. Sigmoid je vhodny pro odhad
pravdépodobnosti a klasifikaci, zatimco ReLU je vhodna pro regresni ulohy. Tento fakt

je dany jejich matematickou povahou. [8]

O zplsobu uceni NN Ize prohlésit, Ze imituje uceni biologického mozku, nebot’
potiebuje vstupni informaci a vysledek, ke kterému tato informace vedla. Takovy model
se poté snazi nalézt podobnost ve vstupni informaci, ktera by vedla na stejny vysledek.
NN modelu je proto piedstaven soubor vstupnich a cilovych (pozadovanych) dat. Tento
pfistup se nazyva Supervised Learning a existuji i dalsi, které ale nejsou v ramci této
prace pouzivany. V prubéhu mnoha iteraci je provadéna tzv. Back Propagation
optimalizace, ktera pocita odchylku (loss function), s jakou soucasny model odhadl
pozadovany vysledek pro poskytnuté vstupy. Z této odchylky je pro kazdy parameter
NN (vahy, biasy, parametry aktiva¢ni funkce, atd.) po€itdn gradient, kterym je tieba
parameter upravit, aby se vystup pii dalsi iteraci pfiblizil pozadovanému vysledku [4].
Tento proces optimalizace se nazyva Gradient descent a pravé pomoci loss funkce
hleda lokalni (v redlnych ptipadech nelze mluvit o globdlnich) minima vnitinich

parametr modelu. Existuje mnoho druht loss funkci (napt. Mean-Square-Error, Cross-
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Entropy, atd.), pficemz kazd4a ma svij ucel a vyuziti pro jiny typ tloh. Optimaliza¢nich
metod také existuje mnoho, popularni je napt. Adam [14], ale jejich vyuZiti je obecné,
tedy jednu metodu lze vyuzit pro rizné typy uloh, coz je pravé piipad zminéného

algoritmu Adam.

Samotny nazev (v a.j. Decision Trees a odtud i nadale pouzivana zkratka DT)
vypovida o struktufe téchto modell viz obrazek 6. Jedna se o soubor podminek, jejichz
vysledkem je pouze ano a ne, v piipad¢ nékterych zdrojii je pouzivana notace test, ktery
je bud’to splnén nebo neni a kazda nova vétev odpovida vysledku. Kazda aroven téchto
podminek vede na 2 nové podminky (vétve v a.j. Branch nebo Sub-Tree), které takto
vedou az ke kone¢né mnoziné prvku (list nebo-li v a.j. Leaf Node), jez spliuje vSechny
pfedchozi. Prvni z téchto podminek je oznacovana jako kotfenovy uzel (v a.j. Root
Node). Kazda podminka resp. uzel stromu ptedstavuje rozhodovani podle jedné

proménné ze vstupni sady [15].

je pohlavi muz?

ano/
prezil
evikrosr  PE)

\ 0.73 36%

je sibsp » 2.57

017 61%

0.05 2% 0.89 2%

Obrézek 6: Priklad jednoduché stromové struktury®

Tento ptistup je velice ptihodny pro programovou implementaci, nebot’ vétSinu

logiky lze interpretovat pravé sadou podminek “if - else”. Navzdory prvotnimu dojmu,

® Prevzato zz GUPTA, Prashant. Decision Trees in Machine Learning. Towards Data Science [online].
17.5.2017 [cit. 2020-05-17]. Dostupné z: https://towardsdatascience.com/decision-trees-in-machine-
learning-641b9c4e8052
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ze jejich vyuziti je pouze pro klasifika¢ni ucely, tak existuji i varianty, které fesi regresi.
Proto jsou tyto DT algoritmy v literaturach oznacovany zkratkou CART (Classification
and Regression Trees) [15].

Vyuziti nachézeji DT v mnoha odvétvich napf. manufaktura - hodnoceni
chemickych materiali pro vyrobu, biomedicina - identifikace funkci, které maji byt
pouzity v implantovatelnych zafizenich, farmaceuticky primysl - analyza efektivity
1é¢iv, a dalsi. Jednou z nejpopularnéjSich oblasti je data-mining, kde jsou vyuzivany k

vybéru strategie pro dosazeni urcit¢ho (pozadovaného) cile.

Rozdil regresnich oproti rozhodovacim stromovym strukturdm spocivéa v tom, ze
u regresnich je jednim z kritérii po€et prvkii v konecném listu. Jinak se ucici proces
shoduje - oba pfistupy rozdéluji stavovy prostor nezavislych proménnych do ne-
piekryvajicich se regiont. DT spadaji do Supervised Learning kategorie, nebot’ je pro

vytvoreni modelu potfeba dataset s popsanymi pozadovanymi vystupy.

Hledani DT modelu skryva problém v podobé¢ overfittingu (v ¢.j. lze ptelozit jako
pfetrénovani), ktery se objevuje, kdyz se model snazi vytvaret dalsi a dal§i Grovné
podminek/testll ve snaze co nejvice zredukovat chybu vzniklou pfi uceni (v a.j. training
error). Toto se vétSinou stava, kdyz je vytvoreno mnoho vétvi v dasledku krajnich
hodnot a nesrovnalosti. Resenim tohoto problému byva limitovani velikosti stromové

struktury, nebo tzv. pruning, coz je metoda na odstranéni irelevantnich vétvi.

VylepSenim DT metod je tzv. boosting. Toto oznaeni referuje na sestaveni
nékolika DT modelt do sekvence, pfi¢emz cilem kazdého z nich je napravit nedostatky

ptedchoziho modelu.

Nedilnou soucasti tématiky umél¢ inteligence a strojového uceni je otazka, jak se
vlastné dany model rozhoduje a pro¢ dosel k takovému vysledku? Tyto otazky jsou
pfedmétem jedné z nejvétSich debat probihajicich v této oblasti v roce 2019, protoze
uzivatelé, védci a predevsim lidé, ktefi jsou témito modely ovlivnény (nebo mohou byt
v nadchazejicich letech - viz autonomni vozidla), na né chtéji znat odpovédi. V mnoha

ptipadech nestaci brat model jako “black box™ (viz Obrazek 7).
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Obrazek 7: Interpretovatelnost modeld’

Napt. v USA soudni systém zacind pouzivat algoritmy pro hodnoceni rizik v
pripadu obzalovaného, pficemz takovy pfistup pfindsi nejen problém chybéjici
prithlednosti modelu, ale i pozadavek na pravni obhajitelnost takového vysledku[1].
Dalsim ptikladem je diagndza onemocnéni u pacienta - v roce 2015 skupina védcl
vytvotila Deep Patient software [18], pro jehoz natrénovani bylo pouzito pfiblizné
700 - 103 dat pacientli se stovkami proménnych z rliznych testil, 1ékaiskych vizit atd.
Jeho schopnost predikce na novych datech se ukédzala jako mimotadna, avSak zaroven
7ze je to pon€kud black box. Model totiz dokazal piekvapivé dobife vyhodnotit
schizofrenni poruchu, ktera je mezi lékafi notoricky zndma pro jeji obtiznou
identifikovatelnost a dany software nedokazal poskytnout jasnou odpoveéd, jak k tomu

dosel.

V  piipadé statistickych modell jako CoxPH nebo KM je otazka
interpretovatelnosti pomérné snadno vysvétlitelnd - KM je modelem, ktery je podlozen
statistickym vypoctem kiivky. CoxPH jakozto model vychéazejici z linedrni regrese
obsahuje regresni koeficienty b;, které pitimo souvisi jak s ucicimi daty, tak s
ovlivnénim vysledku vychazejicim z (5) (nasobeni vstupniho vektoru). Tyto koeficienty

tedy presné fikaji, jaky vliv ma dand promeénné na vysledek funkce.

Jak jiz bylo nastinéno pomoci uvedenych ptiklad, tak Al modely, které se dokazi
s vysokou pfesnosti naucit vazby v modernich obrovskych datovych sadach, byvaji

vétsinou natolik komplexni, Ze i pfedni odbornici v dané oblasti nedokazi vysvétlit, jak

" Pievzato z: Shap [knihovna]. [cit. 2020-05-18]. Dostupné z: https://github.com/slundberg/shap
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a pro¢ to takovy model dokdze. V poslednich letech proto bylo navrzeno nékolik

ptistupt, které tuto problematiku fesi. Nékterymi vybranymi jsou:

o LIME [20] - metoda interpretuje jednotlivé predikce modelu na zakladé lokalni

aproximace modelu kolem dané predikce.

e DeepLIFT [26] - metoda pro vysvétleni deep learning modeltt pomoci rekurzivni
predikce. Vyuziva vypocet sklonu namisto gradientu, ktery popisuje, jak se y

méni, kdyz se x 1i§i od zakladni linie aktiva¢ni funkce neuronu.

Studie [17] sjednocuje nékolik takovych metod a jako vysvétlujici hodnotu
ptredstavuje tzv. “SHAP values” (SHapley Additive exPlanations), ktera udava vyznam
proménnych (kovariati) vstupujicich do AI modelu. Konkrétn€ lze vyznam téchto

hodnot vylozit jako primér meznich piispévkl naptic vSemi permutacemi.

Vyuziva ptistupu herni teorie k vysvétleni jakéhokoliv modelu strojového uceni.
Propojuje ptidéleni optimalniho pfispévku s lokalnim vyznamem SHAP hodnotami
pochazejicimi z herni teorie. Studie zaroven dokazuje jeji vyuzitelnost a piinos do védni

oblasti Al na provedenych experimentech nebot’ pfinasi hned 3 vyhody:

1. Obecnd interpretovatelnost — Umoziiuje zobrazit velikost piispévku kazdé
vstupni proménné do vysledku modelu.

2. Lokalni interpretovatelnost — Kazdé pozorovani je ohodnoceno zvlast’, takze
lze zobrazit vyznam jednotlivych proménnych i pro 1 vybrané pozorovani.

3. SHAP hodnoty Ize spocitat pro jakykoliv model (DT, NN, linearni atd.)
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Pro potieby praktické &asti prace byla poskytnuta realna data z prazského Ustavu
hematologie a krevni transfuze (dale UHKT). Konkrétné se jedna o 1385 zaznami z
databaze transplantaci souvisejicich s 1écbou leukémie. Na data se vztahuje zakon o
Obecném nafizeni o ochrané osobnich udajii znamy pod anglickou zkratkou GDPR
(zkratka pro General Data Protection Regulation), proto jsou veSkera data zcela

anonymni.

Dilezitymi informacemi v datech jsou ty, které jsou néjakym zpiisobem zajimave,

nebo podstatné pro pokracovani 1éCby pacienta. Z poskytnutych dat jsou to nasledujici:

e Doba pieziti — pocet dni, po jejichz dobu je pacient sledovan, nebo uplynula

doba pred jeho tumrtim od pocatku sledovani

e Doba do relapsu — pocet dni, pted tim, nez se u pacienta nemoc znovu projevi.

Tato udalost nemusi nastat

e Doba do aGVHD — zkratka aGVHD vychazi z anglického Acute Graft-versus-
Host Disease a v ¢eském jazyce je oznacovana jako reakce $té€pu proti hostiteli.
Jedné se o hlavni zdravotni komplikaci po pfijeti transplantace. Tento vystup by

tedy mél predikovat, po jaké dobé u pacienta aGVHD nastane

e Doba do cGVHD — pocet dni, po kterych by mohlo dojit k rozvoji chronické
GVHD

Ostatni pole (viz ptiloha C Popis sloupcti) 1ze pojmout jako prediktory, kovariaty
a vysvétlujici nezavislé proménné. Samotné otdzky pro zodpovézeni modelem mohou

byt tedy nasledujici:
e Jaka je pravdépodobnost, na zakladé prediktort, Ze pacient zemie?

e Jakad je pravdépodobnost, na zéklad¢ prediktor, Ze pacient rozvine akutni

GVvHD?

o Jaka je pravdépodobnost, na zéklad¢ prediktorti, Ze pacient rozvine chronickou

GVvHD?
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e Jaké je pravdépodobnost, na zakladé prediktorti, ze dojde k rozvoji relapsu?
Eventuelné i:

e Pokud se u pacienta rozvine akutni GvHD, jaka je pravdépodobnost, ze zemie?

Tato kapitola se vénuje zékladnimu rozboru poskytnutych dat. Jejich
interpretovani tak, aby byla srozumitelna i pro ¢lovéka, je popsano v ptiloze C  Popis
sloupcii. Déle je zde zobrazeno nékolik zakladnich statistickych vlastnosti téchto dat. A

poté zpusob jejich pted-zpracovani pro strojové uceni.

Sloupce NRM, DFS, relaps, pacient zemrel jsou indikatory vyskytu udélosti, coz
znamena, ze danou udalost je tieba ji vyloucit ze vstupnich kovariati spolu s jejim TTE

(pokud existuje).

V ptipadé prace s realnymi daty je zcela iracionalni pfedpokladat, ze budeme mit
k dispozici dataset, ve kterém jsou vSechny tdaje vyplnéné. Diivodem pro chybé&jici
udaj muze byt, ze ho zadavajici pracovnik nevyplnil, nebo subjekt nebyl na danou
veli¢inu testovan atd. Dtvod je nicméné irrelevantni a bylo tfeba zajistit, aby tato data
byla vylou¢ena z uciciho datasetu. Pro tento ucel byl vytvoien algoritmus, ktery je
soucasti preprocessingu (aneb cesky pfed-zpracovani) a je blize popsan v kapitole 3.1.2.

Piivodni velikost dat je na obrazku 8 znazornéna ¢arkovanou carou a nova plnou.

ProtoZe cenzorované idaje maji jiny vliv na uceni modelu (alespoit u Coxova
modelu) nez udaje, u kterych se udalost vyskytla, tak je vhodné si zobrazit rozdil v
jejich Cetnosti. Na obrazku 8 je tento rozdil graficky zobrazen pro rizné cile (uvedeny v
kapitole 3) po jejich pted-zpracovani a vylouceni netplnych subjekti. Lze si v§imnout,
ze u vSech, krom cile “pacient_zemrel”, je pocet subjektl s vyplnénym TTE podstatné
mensi, nez dostupna velikost. Dal§im grafickym znazornénim je obrazek 20, ktery je
z dtvodu piehlednosti umistén na relevantnéj$im misté této prace a popisuje histogram

TTE pacientti napfi¢ ¢asovym intervalem (cil je “pacient zemrel”).
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Velikost dat pro rlizné cile po preprocessingu

B B r e L - e pred zpracovanim
. Vse
mEE Ccenzorovano
1200 1 mmm udalost nastala
B cas existuje
1000 ~ 935 935 935 935 935
S 800
2 659
£
N -
400 -
il = - = =
200 A
0 J-_-_-_l

pacient_zemrel relaps aGVHD_grade max_cGVHD_grade
cilova udalost

Obrazek 8: Porovnani velikosti dat riznych cili po preprocessingu

Vzhledem k realistickému pfistupu k datim, tedy predpoklad, ze uzivatel vyuziva
databéazi, nebo mu data byla poskytnuta v excelové tabulce, nebyly nalezeny Zadné jiz
hotové algoritmy pro preprocessing dat pro kiivky pteziti, které by zéaroven fesily
nékteré nedostatky. Napf. ze nedokazaly rozliSit kategorické veli¢iny od ostatnich (a
poté vahu pacienta rozdé¢lily podle One-Hot-Encoding pravidel), velkou cast piipravy

bylo nutno vyfesit manuélné atd.

Predevsim pak specificka vlastnost datasetu poskytnutého pro tuto praci - nékteré
veli¢iny (sloupce) jako napft. ty, co v nazvu obsahuji aGVHD, mohou byt vyplnény
pouze v piipadé, ze je vyplnén i aGVHD_grade. Jedna se tedy o tzv. podminéné
vyplnéné udaje, jejichz vliv na pteziti pacienta miize hrat nezanedbatelnou roli. Zcela

jisté lze predpokladat, ze tuto vlastnost mohou mit i jiné soubory dat.

Pravdépodobné hlavnim nedostatkem nalezenych preprocessing algoritmii bylo
odstranéni neuplnych zdznamd, tedy fadkd, kde alespon jedna hodnota je hull/None
nebo NaN. Po vyuziti bézné pouzivanych piistupt se velikost datasetu zmensila o témé&f

97,5% (z ptivodnich 1385 na 35), coz je nedostatecna velikost dat pro strojové uceni.
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Pro feseni této prace byl tedy vytvoren vlastni Preprocessor jehoz konstruktor
tiidy s docstring (v a.j.) vysvétlivkou je k nalezeni v piiloze Zdrojovy kéd 1. Mimo

vlastni ptistup pak tfida vyuziva preprocessing metody dostupné z knihovny Sklearn®.

Prvni vyhodou navrzeného Preprocessor-u oproti ostatnim je, ze uzivateli je
umoznéno specifikovat sloupce, se kterymi je nutno provést nékteré operace, aniz by
data doptedu upravoval a piipravoval manualné. Takto 1ze specifikovat sloupce, které
obsahuji kategorické veli¢iny, ty jsou automaticky zakodovany z textovych hodnot
(napf. pohlavi muz/zena) na Ciselnou reprezentaci (tzv. Label-Encoded) a nasledné
rozdéleny do novych bindrnich veli¢in obsahujici pouze 0 a 1 pomoci One-Hot-
Encoding algoritmu. Dale lze specifikovat sloupce, pro které se vyuzije algoritmus
standardizace (StandardScaler) namisto vychozi normalizace pro kterou jsou
sloupce detekovany automaticky porovnanim hodnot, zda obsahuji i néco jiného nez
pouze 0 a 1 (takové sloupce jsou ponechany beze zmény). Je mozno také specifikovat

sloupce, které budou pfi procesu odstranény (vyuziti napt. pro databdzové ID).

Dalsi specifikace fesi jiz zminéné podminéné vyplnéné hodnoty, nebot’ v mnoha
pfipadech v databazi je brdna prazdnd hodnota, jako Ze u pacienta se dany udaj
nevyskytl (viz aGVHD), nebyl testovan anebo byl vysledek negativni. V tomto pipadé
jsou zadany jako list pythnovskych tuple, kde prvnim elementem tuple je nazev
hlavniho sloupce (ddle v této kapitole pro piehlednost jako A), ktery definuje
pritomnost testu/udalosti a ve druhém elementu je seznam sloupci, které jsou na prvni
element vazany (dale v této kapitole pro ptehlednost jako B). Tyto vazané sloupce B
mohou a nemusi byt vyplnény, proto se nevyplnéné nahradi 0. Pokud A chybi, tak se
zakdduje jako nova kategorie reprezentujici chybé&jici udaj a ta je po One-Hot-Encoding
procesu odstranéna, coz zanecha 0 v ostatnich kategoriich dané veliiny (stejného
pfistupu je vyuZito 1 ve zpracovani kategorickych veli¢in). Z toho zaroven vyplyva, ze
jako A mohou byt specifikovany pouze udaje, které jsou v datech reprezentovany

kategoricky nebo binarné.

Druhou vyhodou je automatické cisténi kategorickych dat pomoci nahrazeni

chybéjiciho udaje vlastni kategorii, kterd je nakonec odstranéna z vysledného datasetu

8 Scikit-learn [knihovna]. [cit. 2020-05-18]. Dostupné z: https://scikit-learn.org/stable/index.html
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(podobnost s nahrazenim podminéné vyplnénymi hodnotami, avSak jiny pftipad).
Diivodem pro tento komplexni postup je, aby se zachovalo co nejvice moznych
zdrojovych dat, aniz by byla vyrazné¢ zménéna strukturalni integrita dat - algoritmy pro
naptf. uCeni neuronovych siti vypocitdvaji zménu jednotlivych vah na synapsich
porovnavanim a minimalizaci vysledku loss funkce se vstupy skrze backpropagation.
Ze¢ zékladni matematické podstaty NN (11) lze odvodit, ze vaha w; na vstupu, kde
x; = 0 se nezméni nebot’ jejich nasobek je také 0, ale miize mit dodatecny maly vliv

na bias w, neuronu a ostatni vahy.

Tieti uziteCna vlastnost je zpétné pojmenovani sloupcii. Zakladni metody totiz
problém je obzvlast’ znatelny u kategorickych proménnych a One-Hot-Encoded, protoze
po zpracovani neni moznost dohledat, ktery sloupec odpovida jaké pivodni hodnoté. V
této tfid€ je tento problém vyfeSen a po kazdém preprocessingu jsou nazvy sloupct
zpétné¢ pfifazeny i s jejich puvodnimi kategorickymi hodnotami. Vyuzitelnost je
predevsim v hodnoceni vlivu proménnych (kovariatll) na vysledek, nebot bez této

implementace by byly jednotlivé proménné uvadény pouze jejich indexem v datasetu.

Pro dalsi potfeby této prace je do Preprocesor-u zahrnuta moznost vynechat
One-Hot-Encoding, nebot’ pouzita knihovna Lifelines® pro praci s CoxPH modelem toto
fesi sama a u vétSiny binarné kédovanych veli¢in vypisuje ConvergenceWarning, coz je
varovani znacici nizkou varianci v datech. Vzhledem k velkému poctu dat, ktera nemayji
vyplnény TTE tdaj udélosti (viz Obrazek 8) byla zahrnuta moZnost vyloucit takové
subjekty z vysledného datasetu a ponechat tedy pouze ty, kde TTE udalosti nebo

cenzorovani > 0.

Z divodu povahy této prace bylo ke vS§em modelim pfistupovano tak, aby bylo
umoznéno hodnoceni jejich vzajemné podobnosti resp. kvality spolu s moznosti

fungovani jako samostatny model. Proto byla vytvofena vychozi rodi¢ovska tiida aneb

% Lifelines [knihovna]. [cit. 2020-05-18]. Dostupné z: https:/lifelines.readthedocs.io/en/latest/index.html
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tzv. base class jejiz metody jsou dédény kazdym modelem, eventuelné piepisovany,

pokud je tomu tfeba. Ttida zaroven zajist'uje stejny pristup ke vstupnim datim.

Obvyklym zptsobem, pii trénovani modell a obecné strojovém uceni, je rozdélit
dostupna data na ucici a valida¢ni (tzv. test set a train set). Standardné se voli pomér
80% do train setu a 20% do test setu. Nekteré ptistupy dokonce vyuzivaji rozdé€leni na 3
¢asti (napt. 70-20-10%), kdy train a test set jsou vyuzity v prubehu uceni a 3. az jako
valida¢ni po dokonceni uceni, protoze se model Casem dokaze “naucdit” 1 vazby v daném
testovacim setu’®. V této praci je pouzita druhd moznost a to z nékolika divodi, které

ani nesouvisi s uc¢icimi schopnostmi modelt.

Pokud chceme zachovat logiku hodnoceni modelu na datech, které mu nebyly
predstaveny pii trénovani, tak je tieba rozdélit data na 2 cCasti - ucici a validaéni
(nazvéme je pro tuto kapitolu T a V), nicméné v pribéhu uceni je tfeba dany proces
validovat také, proto je ucici set T znovu rozdélen na 2 ¢asti v poméru 80 a 20%. AvSak
ve valida¢nim setu V se mohou nachazet kategorické hodnoty, které nebyly ptfitomny v
setu T (Preprocessor po jeho nafitovani ma striktné dany pocet vyslednych veli¢in
ve vektoru a od toho se odviji velikost vstupnich vrstev modeld, které jsou dany pfi
jejich inicializaci), tudiz by Preprocessor nedokazal tuto kategorii interpretovat a
metoda by selhala. Tento pfistup je dale podpofen tim, ze uzivatel maze chtit ziskat
ktivku preziti pro urcité subjekty, ale nechce, aby byl model ovlivnén jejich souasnym

stavem.

Z tohoto divodu jsou soucasti inicializanich parametri base class 3 sety a to
ucici (T), valida¢ni (V), ktery ale neni povinny, a vS§echna data. Preprocessor je tedy
vytvofen na zakladé¢ vSech dostupnych dat, aby zmapoval vSechny vyskytujici se

kategorie. Nasledné uceni je provadéno pouze na training setu T.

Pro porovnani vysledné kiivky preziti samostatného modelu vi¢i CoxPH je
soucasti této base class i moznost (parametr include_cox) vytvorit standardni

CoxPH model z knihovny Lifelines™, jehoz vysledek je poté zahrnut do grafii, kde jsou

10 Machine  Learning  Crash  Course [online].  [cit.  2020-05-18].  Dostupné  z:

https://developers.google.com/machine-learning/crash-course
! Lifelines [knihovna]. [cit. 2020-05-18]. Dostupné z: https://lifelines.readthedocs.io/en/latest/index.html
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pod nazvem “CoxPH”. Do base class je mimo jiné zahrnuta i moznost vykresleni
Kaplan Meierovy kiivky (také knihovna 11). Dalsi soucasti je hodnoceni modelu, které

je detailn€ popséano v kapitole 4.

Hlavni funkcionalita se odehrdva v metodé predict_survival line(..),
ktera jako povinny vstup bere soubor subjektl, pro které je vypocitana kiivka preziti.
Vypocet probiha tak, ze kazdy subjekt zvlast’ je duplikovan N-krat a kazdému duplikétu
je pfifazen jiny TTE udaj z intervalu, ktery je ve vychozim nastaveni od 0 do 2000 (pii
evaluaci je pouzit cely interval TTE udalosti v testovacich datech). Tento soubor
duplikatti je nasledné pied-zpracovan preprocessorem a poté vlozen do modelu, ktery
vrati list predikci preziti pro jednotlivé zahrnuté TTE tudaje. Pokud bylo zvoleno
zahrnuti CoxPH modelu, tak je stejny postup aplikovan i na néj. Po zpracovani celého
souboru subjektil je moznost vykreslit graf kiivek preziti pro jednotlivé subjekty, takovy
graf je znazornén na obrazku 9, kde v legend¢ kiivek je uveden model a id pacienta a

znézornuje prabeh pravdépodobnosti 3 konkrétnich pacientd.

Pfedpovéd pravdépodobnosti pfeziti pro ‘pacient_zemrel'
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Obrazek 9: Ukazka vystupnich ktivek pteziti v porovnani s CoxPH
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Krom¢ Coxova modelu proporcionalnich rizik (soucast base class) jsou
neuronové sité prvnim typem implementovanych modeld. Pro samotné modely byla
vyuzita knihovna PyTorch® kvili jeji privétivosti vzhledem k low-level
experimentovani, které se uplatiiuje predevSim v akademické sféfe a vyzkumech, ale

zaroven 1 z diivodu jiz diive ziskanych zkuSenosti.

Pro usnadnéni implementace ugiciho procesu byla vyuzita knihovna Skorch®®, coz
je wrapper okolo PyTorch-e. Tento wrapper obsahuje kompletni algoritmus pro uceni
modelt, ve kterém je zahrnuto mnoho postupli, které byly v poslednich letech
vyuzivany pii u¢eni neuronovych siti, jako jsou napt. Checkpoint, EarlyStop nebo
sledovani vyvoje modelu atd. Lze navolit, Ze po ukonceni trénovani modelu, je historie
uciciho procesu vykreslena do grafu. Jako optimaliza¢ni gradient descent algoritmus
byl zvolen bézné pouzivany Adam [14]. Jednotlivy criterion aneb loss funkce se 1isi v

zavislosti na modelu.

Toto uceni je stejné pro vSechny typy implementovanych NN modelt a nachdzi se
ve spolecné tiidé (jenz dédi z base class), ze které NN modely dédi. Modely lze
parametrizovat pomoci tzv. kwargs nebo-li key-word-argumentii, které mohou byt
vlozeny do konstruktoru modelu. Timto zplisobem Ize nastavit velikost sit¢ (pocet
vrstev a neuronll v kazdé z nich), dropout a zda se ma vyuzit technika zvana
BatchNormalization. Zdrojovy kod podoby neuronové sité je k nahlédnuti v pfiloze viz
Zdrojovy kod 2.

Za standardni pfistup je v tomto ptipadé povazovan takovy model, ktery je pouZzit
jako klasifikator mezi cilovymi hodnotami O a 1, resp. tedy v pfipad€ této ulohy
predpoklad, Ze se udalost z4jmu objevi pro dany vstupni vektor. Vzhledem k povaze

ulohy je v tomto pfipadé¢ mozné mluvit i o pravdépodobnosti, ze se vyskytne udalost.

ProtoZe nas zajimaji 2 cilové hodnoty (cenzorovano/udélost), tak 1ze k navrhu sité

pfistupovat dvéma zplisoby:

12 pyTorch [knihovna]. [cit. 2020-05-18]. Dostupné z: https://pytorch.org/
13 skorch [knihovna]. [cit. 2020-05-18]. Dostupné z: https://skorch.readthedocs.io/en/stable/index.html
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1. Vystupni vrstva sité by obsahovala aktivac¢ni funkci sigmoid, ktera zajistuje
limitovani vystupu do intervalu < 0; 1 >. Data by se ponechala “tak jak jsou”,
¢imz by se zachovala logika, kdy 1 na vystupu znaci udalost a naopak. Jako 10ss
funkce se v tomto piipadé pouziva BCEloss (zkratka pro Binary Crossentropy).
Avsak navzdory prvni myslence, co se nabizi a Casto plete, vystupem tohoto
ptistupu neni pravdépodobnost, nebot” se jedna spise o logistickou regresi, nez o
klasifikaci pftislusnosti k jedné ze dvou skupin. Proto je vhodnéjsi na tento

vysledek nahlizet, jako na jistotu modelu.

2. Vystupni vrstva by obsahovala 2 vystupy - cenzorovano a udalost. Tento pfistup
jiz spada do skupiny multi-class classification, ve které se misto aktiva¢ni
funkce sigmoid na vystupu sit€¢ pouziva funkce softmax, ktera piitazuje
pravdépodobnosti kazdému =z vystupi. Jako loss  funkce se pouziva
CrossEntropy, jejiz implementace v PyTorch-y kombinuje LogSoftmax a
Negative-Log-Likelihood a protoze chceme na vystupu softmax zachovat tak je
vystup v priabéhu u€eni jiny nez po jeho dokonceni (aplikovany logaritmus na
vektor vystupu z funkce softmax ¢ini uceni rychlejsi a kvalitnéjsi, nebot’ se vice
projevuji rozdily vici porovnavanému cili). Diky implementaci CrossEntropy v
PyTorch-y neni tieba cilovy vektor udalosti nijak ménit, protoze pii uceni je
jako cilova hodnota pozadovan index kategorie namisto One-Hot-Encoded
kategorii. Vystupem z tohoto modelu jsou tedy 2 hodnoty pro kazdou ze tiid
cenzorovano/udalost. Pii bézné klasifikaci nas zajimad pouze tfida s nejvyssi
hodnotou, av$ak v tomto pifipadé lze pravé danou hodnotu povazovat za
pravdépodobnost, se kterou model pfifadi vstupni vektor jedné z distribuci

zmapovanych funkci softmax).

Clanek [7] vyuziva podobny piistup, ktery vzhledem k tehdej§im technologickym

moznostem obsahuje v NN pouze 1 skrytou vrstvu o 2 nebo 3 neuronech.

Jednim z prvnich vyzkumi, které se vénovaly aplikaci neuronovych siti na
estimaci kiivek pteziti je [7], avSak v roce 1995, kdy tento ¢lanek vysel, nebyly NN ani
zdaleka na trovni, na které¢ jsou dnes. Podobné problematice se vénuje i novéjsi (2018)

studie [13], ktera ptedstavila, Ze navzdory diivéj§im testim, které nedokazaly ptekonat
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kvalitu semi-parametrickych modelti, toho dnes$ni algoritmy jiz schopné jsou. Tento
vyzkum dokonce oznacuje jejich “risk NNs” jako state-of-art pfistup, ktery mize byt

pouzit v riznych zdravotnickych aplikacich.

Adaptace CoxPH spo¢iva v nahrazeni ¢aste¢né rizikové funkce (372, b;(x;) z (5))
h;(x) v (14) (jinak zapsana rovnice CoxPH (5)), kde i resp. T pfedstavuje typ 1écby a v
dané studii [13] slouzi k navrhu nejvhodnéjsi 1é¢by danému pacientovi na zakladé jeho
pfiznakll) neuronovou siti, kde X je vstupni vektor kovariati. Architektura neuronové
sit¢ v ¢lanku [13] se sklada z fully-connected vrstev neuronti nasledované dropout
metodou s jednim neuronem a linearni aktivacni funkci na vystupu. V implementaci této

prace je vyuzito inicializacniho algoritmu NN z Zdrojovy kod 2.
A(t; x|T = ) = Ap(t) - €M@ (14)

Jednou z nejpodstatnéjSich ¢asti této implementace je jina loss funkce (15), nez
které se bézné pro uceni NN pouzivaji. Konkrétné tedy average-negative-log-likelihood

z (10) doplnéné o regularizaci, tedy:

10) = —— > | RaG) —log ) e |4yl

Np=1 i:Ej=1 JER(TY) (15)

Kde hg(x) je vystup z neuronové sité, Ng_; polet pacientll s pozorovatelnou
udalosti a y je L2 regulariza¢ni parametr. Pro nalezeni vah v NN je pouzita gradient

descent optimalizace, ktera tuto funkci minimalizuje.

Implementace (15) se nachazi v ptiloze (viz Zdrojovy kod 3) a byla piejata a
upravena pro potieby algoritmi této prace ze zdrojového kodu knihovny PyCox14.
Vzhledem k zavislosti (15) na 3 udajich - vystup NN, udalost (0/1) a velikosti TTE
udaje bylo tfeba upravit ucici dataset, aby s touto zménou korespondoval. Dany dataset
je objekt vraceny metodou prepare_data(), kterou je nutno implementovat pro
kazdy NN model.

4 pycox [knihovna). [cit. 2020-05-18]. Dostupné z: https://github.com/havakv/pycox

[ 1] |
H B
[ | ] |
39/76 Liberec 2020



Zakladni rizikova funkce A,(t) pak zistava stejna jako v klasickém CoxPH
modelu. Za jeji estimator se nejcastéji pouziva Breslow Estimator(dale jako zkratka
BE), ktery odhaduje hodnotu zékladniho rizika jako exponencielu kumulativni zadkladni
rizikové funkce[30]. Kvuli nékolika Ciselnym problémim v implementaci bylo v této
praci nakonec vyuzito jiného piistupu - BE jakozto neparametricky estimator S(t)
zakladni rizikové funkce podle TTE distribuce je definovan jako exponenciela
negativniho kumulativniho rizika A(t) Nelson-Aanlen (viz kapitola 2.1.2) funkce, tedy
(16)15. Proto bylo pfistoupeno k feSeni pomoci pravé Nelson-Aanlen estimatoru.
Ucicimi daty pro tento estimator jsou podobné jako napi. pro KME pouze TTE hodnoty

a udalosti.

$(t) = exp(—A(t)) (16)

V této praci jsou ulici data pred-zpracovavana ve vychozim nastaveni pomoci
normalizace, na rozdil od [13], kde je vyuzita standarizace. Dal$im rozdilem je, Ze zde
je v NN vyuzita BatchNormalization technika, ale opét nastavitelna. Dané rozdily, spolu
s nastavenim architektury sit¢, byly porovnany empirickym zpusobem. Implementovany
zdrojovy kod piistupu a ziskani vysledktl z tohoto modelu je k nahlédnuti v ptiloze (viz

Zdrojovy kod 4).

Pro implementaci tdchto modeld byl vyuzit nastroj AutoML'® (Automatic
Machine Learning) vyvijeny spole¢nosti h20.ai. Divodem pro tento vybér bylo, ze dany
nastroj obsahuje Sirokou Skalu typti modelii a predev§im se jedna o sjednoceny soubor
state-of-art pfistupt k umél¢ inteligenci, ktera vyuziva dokonce i automatizovany vyber
a parametrizaci modelu. Dal§im pozitivem je, Ze AutoML jiz obsahuje podrobné
informace o priitb¢hu uceni vybraného modelu vcetné vlivu a duilezitosti jednotlivych

vstupnich proménnych. Velka vyhoda spociva pravé v automatizovaném uceni modeld,

> survive [knihovna]. [cit. 2020-05-18]. Dostupné z: https:/survive-python.readthedocs.io/index.html
' H20.ai [knihovna]. [cit. 2020-05-18]. Dostupné z: http://docs.h20.ai/h20/latest-stable/h20-
docs/index.html
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diky ¢emuz neni tfeba nastavovat zadné parametry jako naptf. learning rate nebo

architekturu jako tomu je u neuronovych siti.

V pribéhu uceni algoritmus postupné zkousi rizné typy modell, pro které pfi
dalsi iteraci zméni vnitini hyperparametry s ohledem na predchozi vysledek. Konkrétni

dostupné typy jsou:

e DRF - Distributed Random Forest. Misto jednoho rozhodovaciho nebo
regresniho stromu je vytvofen soubor téchto struktur a jejich vystupem je

prumérna predikce z celé populace.

e GLM - Generalized Linear Model. Mimo Gaussovo rozdéleni obsahuje i
Poissonovo, binomialni atd.. Modely jsou provazany tzv. link funkci, ktera

jednotlivé kovariaty propojuje s vybranym rozdélenim.
o XGBoost - Paralelni gradient boosted decision trees. Viz kapitola 2.2.2.

e GBM - Gradient Boosting Machine. Paraleln¢ skladané regresni stromové

struktury, jejichZ vysledky jsou aproximovany.
o DeepLearning - viz kapitola 2.2.1.

o StackedEnsemle - Metoda pouzivajici nékolik algoritmii pro zajisténi lepsi
prediktivni schopnosti, nez jaka by byla mozna dosahnout kazdym z téchto

algoritmt samostatné.

S ohledem na povahu této prace a pozadavek lepSiho zpracovani nelinedrnich
vazeb v datech byly z u¢icich algoritmi vylouc¢eny GLM a DeepLearning, ktery je feSen
v kapitole 3.2.1 pomoci jiného pfistupu. Vysledny typ modelu tedy neni ptedem
definovan a je ponechédn internimu vybéru a parametrizaci. Vstupni data do tohoto
algoritmu a uciciho procesu jsou stejné jako v ptedchozich piipadech nejprve pted-
zpracovana vlastni preprocessing tfidou Preprocessor. Cilova data pro uceni jsou
také stejna a to pouze vektor nebo sloupec obsahujici EOIl. TTE je zde soucasti

vstupniho vektoru.
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Pro dal§i pokusy z oblasti DT byla vyuzita knihovna XGBoost™’, kter4 je stejné
jako PyTorch® a na rozdil od H20.ai kompatibilni s algoritmy pouzitymi pro
interpretaci modeli a hodnoceni vlivu vstupnich kovariati na vystup modelu (viz
kapitola 2.3). Ac¢koliv byly implementovany zakladni modely podobné jako Standardni
u NN (viz kapitola 3.2.1.1) hlavnim cilem byla snaha o stejnou adaptaci CoxPH modelu
jako u NN (viz kapitola 3.2.1.2) Tento pokus vSak selhal pfi snaze implementovat
funkci pro vypocet gradientu pii uceni modelu. Sice je umoznéno definovat vlastni
funkci, av8ak nelze ovlivnit tvar cilovych dat - knihovna podporuje pouze [n,1] podobu
cilového vektoru (parametr label v DMatrix), zatimco (10) vyzaduje [n,2] (TTE a
vyskyt EOI). Alternativa pro vicenasobny vystup neni poskytnuta. Ani obejiti (sloudit
data do tuple a poté ulozit do jediného sloupce) nelze provést, nebot” knihovna

kontroluje datovy typ a akceptuje pouze numerické hodnoty.

Nicméné metoda byla v praci ponechana i s nevhodnou ucici funkci (konkrétné
binary:logistic), takze vystupni hodnoty jsou v rozmezi < 0; 1> namisto
zamyslené logaritmické skaly. Jako zakladni rizikova funkce je zde vyuzit stejny pristup

jako u NN CoxPH a to Nelson-Aalen estimator.

Tato metoda byla predstavena v roce 2008 publikaci [11]. Vyuziva random forest
pfistup, coZ je ensemble DT metoda, kterd vyuziva randomizaci béhem uciciho procesu.
Ta je provadéna ve dvou formach - nejprve se z ucicich dat vezme nahodny vzorek, ze
kterého se vytvoiri DT, poté je v kazdém uzlu vybrdna podmnoZina proménnych
(kovariatl) jako kandidat pro rozdéleni. Vysledky vsSech stromi jsou primérovany, coz

spolu s randomizaci pii uceni poskytuje nizkou zobecnujici chybovost.

Pro rozdéleni kazdého uzlu ve stromé je pouzito kritérium zahrnujici (stejné jako
u NN CoxPH) jak vyskyty EOI tak i TTE. Jako kumulativni hazard funkce je vyuzit
Nelson-Aalen estimator (viz kapitola 2.1.2) v koncovém uzlu. Ensemble je tedy pramér

téchto koncovych rizikovych funkei.

17 XGBoost [knihovna]. [cit. 2020-05-18]. Dostupné z: https://xgboost.readthedocs.io/en/latest/index.html
'8 pyTorch [knihovna]. [cit. 2020-05-18]. Dostupné z: https://pytorch.org/
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Pro implementaci této metody byla vyuzita knihovna scikit-survival®® nebo-li

sksurv, pficemz hyperparametry pro uceni byly nalezeny empiricky.

Knihovna scikit-survival®®

obsahuje i dal$i ensemble metodu. Implementuje
pristup Gradient-boosted Cox proportional hazard loss s vyuzitim regresnich
stromovych struktur jako zaklad uceni, coz znamena, ze v kazdé fazi uceni je regresni
strom ucen na zaklad¢é negativniho gradientu loss funkce. Praveé loss funkce je zde log-
partial likelihood (17), avSak bez regularizace jako v (15). V algoritmu je pozadavkem
maximalizovat logPL, proto se pouze vynasobi -1 a zbytek algoritmu jiz pokracuje beze

zmén[21].

N N
YOF) == ) 6P —log| ) 1t = t)e™™D a7)
i=1 j=1

Vysledny model piedstavuje castecné rizikovou funkci, kterou lze stejnym
zpusobem napojit na zakladni kumulativni rizikovou funkci, ktera jiz byla v této praci
popsana Vv Kapitole 3.2.1.2 a vyuziva Nelson-Aalentv estimator. Rozdilem oproti NN
CoxPH je, Ze zde je pro preprocessing vyuZit jako vychozi preprocessor numerickych
sloupcti StandardScaler, namisto Normalizer-u, a to v disledku testi a porovnani,

kdy dana zména méla pozitivni dopad na hodnotici kritéria pouze u tohoto modelu.

Zakladni CoxPH model (soucast base class) z knihovny Lifelines®® obsahuje
funkci na vykresleni grafu, ktery zobrazuje hodnoty koeficientli a jejich potencialni
chybovost ¢i rozptyl hodnot pomoci boxplot-u. Z grafu Ize snadno rozlisit, které vstupni
promé&nné maji na riziko jak nejvétsi tak i kladny a zadporny vliv.

Metoda “SHAP values”, ktera byla zminéna v kapitole 2.3, je implementovana

1

knihovnou Shap #. Tato knihovna obsahuje rozdilné metody pro neuronové sité

(DeepExplainer) a rozhodovaci stromové struktury (TreeExplainer), zaroven

19 scikit-survival [knihovna). [cit. 2020-05-18]. Dostupné z: https://github.com/sebp/scikit-survival
20 Lifelines [knihovna]. [cit. 2020-05-18]. Dostupné z: https:/lifelines.readthedocs.io/en/latest/index.html
2! Shap [knihovnal. [cit. 2020-05-18]. Dostupné z: https://github.com/slundberg/shap
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obsahuje i metodu, ktera je univerzalni pro libovolny model (KernelExplainer).
Vystupem jsou grafy, kde je znazornéno n nejvyznamnéjsich vstupnich kovariati. Jeden
graf ukazuje pfimo SHAP hodnoty s heatmapou znazoriujici velikost ptivodni hodnoty
kovariati - z toho lze vycist, zda ovliviiuje vysledek pozitivné nebo negativné v
zavislosti na jeji hodnoté. Druhy graf ukazuje jejich primérnou absolutni hodnotu - tedy

celkovou dulezitost proménné pro model.

DeepExplainer byl vyuzit pro NN modely, TreeExplainer pro XGBoost,
KernelExplainer pro standardni CoxPH model (pro porovnani s nativnimi
hodnotami koeficientt rizikové funkce) a RSF s GBSA. H20.ai obsahuje vlastni
vypocet vlivu kovariati a nelze ho napojit na SHAP metody. Tato hodnotici metoda
byla zafazena do zdkladni tfidy estimatoru base class s volanim pfislusnych funkci
kazdé dédici tridy. Jeji prvotni inicializace je provadéna po nauceni modelu pomoci
ucicich dat, pozdé&jsi vypocet SHAP hodnot je provadén na testovacich datech stejné

jako zbytek evaluacnich testa.

Na obrazku 10 je znazornéno porovnani SHAP hodnot oproti regresnim
koeficientim standardniho CoxPH modelu z knihovny Lifelines?®®. Dokazuje, Ze ty
nejvyznamnéjsi kovariaty jsou detekovany obéma metodami s podobnym vyznamem.
Velkou vyhodou je, Ze pomoci navrzeného preprocessingu si datasety zachovaly popis
sloupcti véetné jejich piifazenych One-Hot-Encoded kategorii se skute¢nym ptivodnim

nazvem namisto Cisla kategorie ¢i indexu proménné v datasetu.

Koeficienty rizika CoxPH se standartnimi chybami a velikostmi
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Hlavnim cilem modelt je co nejpfesnéji zodpoveédét dotaz, zda se u subjektu
vyskytne cilova udalost (EOI) nebo ne, pfipadné s jakou pravdépodobnosti se da
ocekavat, ze subjekt tuto udalost “ptezije” po urcity pocet dni nebo jinych jednotek ¢asu

(TTE). V pribé¢hu testovani se z této skutecnosti vychazi nasledujicim zptisobem:

1. Modely jsou natrénovany na jinych datech, nez na kterych jsou testovany (viz
rozdéleni train a test setu v Kkapitole 3.2, aby nebyly Zzadnym zplsobem

ovlivnény k dosazeni lepsich vysledki.

2. Testovaci data obsahuji skutecnou pozadovanou resp. ocekdvanou hodnotu
vysledku z modelu a to jak cenzorované udalosti, tak jejich vyskyt spolus TTE

udajem.

3. Modely jsou uzpusobeny tak, aby vratily pravdépodobnosti pieziti/selhani
kazdého subjektu napiic TTE intervalem od 0 do nejvyssi hodnoty, ktera se v
testovacich datech vyskytuje (manualn€ lze nastavit i na jinou maximalni
hodnotu). To znamena napi. pro vektor TTE [0,5,10,15,...] ziskaji vektor
pravdépodobnosti pieziti [1,0.98,0.90,0.75,...] pro jeden ze subjektl, zatimco
skute¢ny udaj tohoto subjektu je, ze na ¢ase 30 je jeho udalost 1 (tedy udalost se

objevila v ¢ase 30 a dale jiz subjekt nebyl zkouman).

4. 'V pouzitych testovacich metodach se vzdy jako cilova data pouZzivaji skute¢na a

vuci nim se porovnavaji modely predikované vystupy.

Vzhledem k vhodné implementované zéakladni tfidé modeld base class je
zpusob volani testovani identicky pro vSechny modely. Proto byla vytvofena tfida
Model_Tester specielné pro testovani vétsiho poctu modelt, kde staci zadat jeho tiidu
a nastavujici key-word-argumenty, které nejsou povinné, ale pokud se zadaji, tak by
mély obsahovat 1 nadzev modelu pro odliSeni od ostatnich v budoucich grafech.
Vysledky pouzitych metod z kapitoy 4.1 jsou po skonceni hodnoceni zobrazeny

graficky tak, aby byl zfejmy vysledek kazdého modelu v porovnani s ostatnimi.
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Tento test [5] zkouma rozdil mezi rizikovou funkci 2 sérii udalosti. Funguje pouze
za predpokladu vzajemné proporcionalni rizikové funkce (t.j. s nariistajicim Casem
nartistd 1 rozdil v odhadech funkeci preziti) a v opacném piipadé jako test selhava.
Nulovou hypotézu zde piedstavuje tvrzeni, ze ob¢ série maji identickou rizikovou
funkci a jeho rozde€leni pravdépodobnosti pfiblizné odpovida chi-kvadratu s jednim

stupném volnosti [9].

Pro tuto metodu byla vyuZita knihovna Lifelines??, ktera vypo¢itava jak hodnotu
chi-kvadratu, tak i p-hodnotu. Jejimi vstupnimi daty jsou pro ob¢ série TTE a
pozorované udalosti (EOI) E,_,(t), tedy podle dokumentace: durations A,
durations B, event observed A, event observed B. Roli série A hraji skute¢né udaje z

testovaciho setu, takze neni tfeba zadného post-processingu.

Sérii B jakozto predikce z modelu ve stavajicim formatu popsaném v seznamu ¢.
3 v kapitole 4. je tieba zpracovat tak, aby odpovidala stejnému formatu jako série A.
Pro tento postup byl navrzen systém meze (a.j. threshold) T(t) a mezni hodnotou je
uroven pravdépodobnosti P(t). Hleda se prvni t, kdy E;(t) = T;(t) > P;(t), tedy
E;(t) = 1 nebo-li True (udalost nastala), poté je ulozeno piislusné t na jejiz hodnoté se
vysledek porovnani zménil, protoze P(0) = 1, pokud ke zmén¢ nedoslo, tak je ulozeno
E;(t) = 0 na maximalni hodnot¢ t. Tento systém je aplikovan pro kazdy subjekt i, ¢imz

je docileno, Ze velikost série B je identickd s A a je tedy umoZnéno test provést.

Provedenim Log-rank testu na intervalu meze T < 0; 0.9 > lze znazornit, na jaké
urovni pravdépodobnosti jsou vysledky modelu nejblize skutecnosti (testovacimu setu a
sérii A). Oba vysledky z testu (p-hodnota i testova statistika) jsou ukladany a poté
vykresleny do grafu. Standardné¢ plati, Ze ¢im niz8§i p-hodnota, tim mensi
pravdépodobnost, Ze plati nulova hypotéza [9]. Do grafu jsou tedy zahrnuty i 5% a 1%

hranice p-hodnoty, pod kterymi se nulova hypotéza zamita.

?2 Lifelines [knihovna]. [cit. 2020-05-18]. Dostupné z: https:/lifelines.readthedocs.io/en/latest/index.html
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Originaln¢ se tento test nazyva jako Time-dependent discrimination index a jeho
detaily jsou popsany v praci [2]. Jeho cilem je zajisténi vhodnych méfeni piesnosti,
ktera musi byt pouzitelna pro obecnou tfidu modelt. Diskrimina¢ni analyza jako takova
testuje podobnost mezi sériemi objektd, které jsou charakterizovany pozorovatelnymi

znaky.

Vétsina klinickych aplikaci se obecné nezabyva predikci jednotlivych ¢ast selhani
(preziti), coz pavodni Harrelliiv C diskriminacni index (rozSifeni oblasti pod kiivkou
ROC na ptipad cenzorovanych udaji o pieziti) vyzaduje. Tato metoda je zalozena na
nové definici shody: subjekt, ktery EOI vyvinul, by mél mit mensi predpovézenou
pravdépodobnost pteziti po dobu pieziti (TTE) nez jakykoliv subjekt, ktery prezil déle

[2]. Pfedpovidana funkce pieziti u subjektu, ktery vyvinul udalost, se porovna s:

1. funkci subjektil, u kterych se uddlost vyvinula pied ¢asem jejiho preziti

2. funkci subjektii, u kterych se udalost vyvinula nebo byla cenzorovana po jeho /
jeji dobé preziti. Subjekty, které byly cenzorovany, jsou zapojeny do srovnani se
subjekty, u kterych se udélost vyvinula pied jejich pozorovanymi casy.
Navrhovany index se pouzivéd k vyhodnoceni diskriminaéni schopnosti modelu,

véetné kovariatl s Casove zavislymi Gcinky [2].

Testovaci metoda byla implementovana knihovnou PyCox*, ze které byla
zaroven pouZita pro tuto praci. Na rozdil od pfedchoziho Log-rank testu neni tfeba
dalSiho post-processingu krom transpozice (podle dokumentace maji byt v fadcich
predikce a ve sloupcich jednotlivé subjekty). Vstupem tedy jsou TTE skute¢ného
datasetu a predikce pieziti resp. selhani na zkoumaném ¢asovém intervalu pro kazdy

subjekt.

Vystupem metody je Time Dependent Concordance Index (dale zkratka TDCI),
ktery stejn¢ jako diskrimina¢ni index vyjadiuje vztah mezi bodovym hodnocenim ulohy
a hodnocenim za cely test. Diskriminacni analyza tika, ze ¢im vyssi pozitivni hodnota

v

(blize k 1.0) indexu, tim silngjsi je vztah jednoho testu k celkovému hodnoceni a tim

2% pycox [knihovna). [cit. 2020-05-18]. Dostupné z: https://github.com/havakv/pycox
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padem i vyssi podobnost s trénovaci mnozinou, kterou jsou v tomto piipadé¢ EOI a TTE
redlnych dat. V ptipad¢ negativniho indexu se na dané uloze piedpokladalo vyssi

hodnoceni.

Tato metoda je zptlisob, jak verifikovat presnost piedpovédi pravdépodobnosti.
Brier Score (dale ve zkratce BS) test lze pouzit pouze v ptipadech, kdy jsou vysledky
binarni tedy pravda nebo nepravda (True/False). Vysledek testu se pohybuje v intervalu
< 0; 1 > s tim, Ze ¢im niz$i, tim 1épe nebot’ hodnota 0 odpovida naprosté presnosti [3] .
Vysledné skore sice zodpovida, jak ptesna byla predpovéd’, avsSak netika, jak presna

byla v porovnani s né¢im dalSim.

V piipadé¢ aplikovdni na predikci kiivek pfeziti a pravé-cenzorovanymi
pozorovanimi je toto skore vadzeno pomoci tzv. Inverzné pravdépodobnostniho
cenzorovani (a.j. Inverse probability of censoring ve zkratce pak IPCW) [10] pro
zachovani originalni interpretace. Studie [16] diskutuje celkovy dopad cenzorovani na
BS a dokazuje, Ze miiZze byt problematicky. Konkrétné v piipadech, kdy cenzorovani
muze byt identifikovano piimo z kovariat - tehdy uz IPCW neni platné. Dana studie
predklada alternativni pfistup tzv. Administrative Brier Score, které jiz nevyzaduje
odhad cenzorované distribuce a je platné i v ptipadé, kdy cenzorovani muize byt

identifikovano z kovariatu.

Pro implementovani této metody byla opét vyuzita knihovna PyCox?*, kde je BS
jednim z vystupi testovaci metody EvalSurv. V knihovné je implementovéano jak
puvodni BS, tak i jeho rozsiteni Administrative BS. Dale zahrnuje numerickou integraci
vysledkt BS napfi¢ testovanymi ¢asovymi hodnotami - vzhledem k tomu, Ze vysledek
je jedno ¢islo, tak ho lze povazovat za uzitecnou obecnou informaci pro porovnani s
ostatnimi modely, nebot’ na vSech ¢asech je zachovana vychozi véta “Cim mensi, tim
lepsi” a numerickd integrace pouze sjednoti cely casovy interval do jednoho

reprezentujiciho ¢isla.

24 pycox [knihovna). [cit. 2020-05-18]. Dostupné z: https://github.com/havakv/pycox
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Vstupni data pro tento test jsou stejna jako v piipadé pfedchoziho Concordance
testu. Pro vypocitani Administrative BS vSak je potfeba dalsi vektor s hodnotami cast
cenzorovani, ktery lze z dostupnych dat vytvofit pouze jako duplikat vektoru TTE a v
tom piipadé¢ pak knihovna vypisuje varovani, ze tyto c¢asy cenzorovani jsou

pravdépodobné chybné.

Dalsi metoda, ktera je Casto vyuzivdna ve spojeni s predikci ¢i odhadem kiivek
preziti. Likelihood (v €.j. vérohodnost) je statistickym aparatem, ktery testuje, s jakou
pravdépodobnosti  pozorované  hodnoty  odpovidaji  zvolenému  rozd¢leni
pravdépodobnosti. V piipade biologické povahy dat se vyuziva binomického rozdélent,
protoze podle dlouhodobych pozorovani Casy preziti ¢i selhani nejblize odpovidaji
pravé kiivce binomického rozdéleni. Vysledkem likelihood rovnice byva
pravdépodobnost, tedy < 0; 1 >, kterda po aplikaci pfirozeného logaritmu umocnuje
hodnoty blizici se nulové pravdépodobnosti a zarovenn vysledek obraci do zapornych
hodnot - odtud plyne termin negativni, proto se vysledek pro lepsi ¢itelnost a sjednoceni
s ostatnimi testy pouze nasobi hodnotou —1 Rovnice (18) je specialnim tvarem log-
likelihood praveé pro binomicky model. Tudiz znovu plati, Ze ¢im mensi hodnota, tim

lepsi vysledek.

loge (L) = log, (L (pIn, y))

(18)
= log, (’yl) +y-10ge(p) + (n— ) - loge(1 — p)

Knihovna, implementujici tuto metodu, je opét PyCOX25 a stejn¢ jako v ptripadé
BS je zde implementovana IPCW [10] verze spolu s administrativnim piistupem [16] a

numerickou integraci. Vstupni data jsou také identicka.

Vzhledem k nevyvaZzenym casovym hodnotam v datech byla implementovana
dal$i integra¢ni metoda s cilem zohlednit tuto nevyvazenost v datech spolu s vétSim

zamétenim tohoto kritéria na nizké TTE, které jsou obzvlast’ ve zdravotnictvi dillezitéjsi

2 pycox [knihovna). [cit. 2020-05-18]. Dostupné z: https://github.com/havakv/pycox
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nez vysoké. Navrzeny pfistup vyuziva vypoctu Kernel Density Estimation (dale ve
zkratce KDE) kiivky, ktera se pouziva pro odhad tvaru resp. hustoty rozdé€leni
pravdépodobnosti z histogramu dat. Touto KDE funkci jsou poté pifenasobeny hodnoty

grafti BS a NBLL a integrovany pomoci lichobéznikové integrace z knihovny SciPyZﬁ.

Standardné se pro vypocet vyuziva normalniho rozdéleni, avSak bylo otestovano i
chi-kvadrat rozd¢€leni (porovnani viz Obrazek 11), které vSak data prolozi ptili§ ostie a
parametr bandwidth pouze posouval kiivku doprava na ose x. Implementovany pfistup
vychézi z navodu pro knihovnu " a pii vypoctu je ve vyhlazovacim faktoru (19) misto
1.06 pouzita hodnota 0.9, kvuli piesnéjSimu prolozeni dat. Jako integracni funkce je
vyuzita lichob&Znikové integrace z knihovny SciPy?. Nasledné je na vyslednou funkci
pouzit pifepocet, ktery maximdalni hodnotu pfevede na 1 a miniméalni na 0 -
MinMaxScaler z knihovny Sklearn® a to z divodu, Ze vysledné hodnoty se
pohybovaly v fadech 107*, coz po vynasobeni vysledkii BS a NBLL a nasledné

integraci zapfi¢inilo neznatelné rozdily z dtivodu pfili§ nizkych hodnot.

1
465\5
h = <—> ~ 1.066n"1/5

3n (19)

Histogram & Kernel Density Estimation
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Obrazek 11: Histogram a Kernel Density Estimation

%6 SciPy [knihovna]. [cit. 2020-05-18]. Dostupné z: https://docs.scipy.org/doc/scipy/reference/index.html
7 Seaborn: statistical data visualization [knihovna]. [cit. 2020-05-18]. Dostupné  z:
https://seaborn.pydata.org/index.html

%8 Scikit-learn [knihovna]. [cit. 2020-05-18]. Dostupné z: https://scikit-learn.org/stable/index.html
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Vsechny testy byly provadény na poskytnutych realnych datech pomoci ttidy
Model tester. Tato tfida implementuje cross-validation (v ¢.j. kiizovou validaci)
pomoci metody K-Fold z knihovny Sklearn®® s rozdé&lenim na 5 &asti, coZ znamend, e
kazdy model je natrénovan a hodnocen 5x, pokazdé na jinych datech, ¢imz vznikne 5
objektl, kazdy jiny, ale dohromady pojmou cely dostupny dataset. Pomér odpovida
80% ucicich dat a 20% validacnich.

Hodnoceni modelu je stale provadéno na jinych nez ucicich datech a proto lze
vysledky predpovédi preziti sloucit, pfifadit k nim data, ze kterych vzeSla, a az poté
aplikovat hodnotici metody popsané nize. Timto pfistupem se ziskd znateln¢ vétsi
statistickd vyznamnost vysledkd, nez kdyby bylo vyuzito pouze 1 uceni a testovani na
nahodné promichanych a vybranych datech. AutoML bylo omezeno casové na

maximalné 10 minut.

V nasledujici kapitole 5.1.1 je zobrazeno finalni porovnani kvality a piesnosti
jednotlivych modeld (legendy jsou umistovany automaticky bez moznosti jejich

pozd¢jsiho posunu). EOI je “pacient zemrel” a TTE “doba_preziti”.

Standardni NN a XGB model byly z grafu vyfazeny, protoZe jejich vysledky
vychazely prili$ Spatné (TDCI < 0.5 zatimco ostatni modely > 0.7, zamitnuta nulova
hypotéza log rank testu pro vSechny meze, zna¢né rozdily v integracich oproti ostatnim
modeliim) a zaroven se grafy s timto po¢tem modelt stavaly neptehledné, nicméné p-

hodnota jejich Log-Rank testu dosahla i na 0.4. Rozbor porovnani je v kapitole 5.1.2.

2 scikit-learn [knihovna]. [cit. 2020-05-18]. Dostupné z: https://scikit-learn.org/stable/index.html
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5.1.1 Grafické vystupy
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Obrazek 13: Porovnani NBLL vS§ech modelu
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Obrazek 16: Porovnani TDCI vSech modelu
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Obrazek 17: Porovnani délky uc¢eni modeld

5.1.2 Rozbor vyslednych grafi

1.

NN_CoxPH ma nejlepsi TDCI, avsak administrativni hodnoty BS a NBLL jsou
velice nizké, protoze kiivka se blizi nulovym hodnotam po vétSinu x-ové osy,
zatimco hodnoty zakladniho BS a NBLL jsou nejvyssi - to pravdépodobné
indikuje, Ze se na tyto integrované hodnoty nedéd spolehnout. Rozhodnuti poté
poskytuje Log-Rank test, kde je az do meze ~0.85 nulova hypotéza identické

rizikové funkce s realnymi daty zamitnuta na hladiné vyznamnosti 1%.

AutoML nedosahuje na kvalitu standardniho CoxPH modelu v zadném
z pouzitych testd. Nulova hypotéza Log-Rank testu je zamitnuta v celém
rozsahu meze. Hodnota TDCI je vyrazné mensi, nez ostatni metody. Zajimavosti
vsak je, ze pted vylouc¢enim NRM, DFS a relapsu ze vstupnich proménnych byla
1 tato metoda validni a ackoliv nedosahla na kvalitu standardniho CoxPH

modelu, tak se mu ptibliZzovala.
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3. RSF model poskytuje nejlepsi vysledky na nizkych hodnotich cast
udalosti/cenzorovani, dokonce lepsi nez klasicky CoxPH a to az do ~150 dni,
coz jsou pouze 2% ze Skaly testovanych (a dostupnych) ¢asti. Od Casu pfiblizné
1000 dni (20%) se jeho BS pohybuje na podobné a dokonce o trochu lepsi
urovni jak CoxPH, pro NBLL je to podobné. V integrovanych hodnotach pak
BS i NBLL vychazi 1épe s tim, ze administrativni i vazené piistupy tento rozdil
pouze umocnuji. Log-Rank test neprokazal, Ze se vyznamné li§i RSF zakladni
rizikova funkce od realnych dat na mezi od 0.45 do 0,55, kde jeho p-hodnota
dokonce dosahla 0.613 (CoxPH maximum je 0.755). TDCI vychazi 1épe nez
CoxPH 0 0,02.

4. Nakonec GBSA. TDCI této metody sice nevyslo nejlépe (2. misto), ale
pievysuje standardni CoxPH 0 2+ 1072, Ve vSech integra¢nich grafech vychazi
GBSA nejlépe, krom¢ administrativnich verzi, kde je zdivodu 0, a
pravdépodobné chybnych hodnot NN CoxPH a stejné tak neplatnému
AUTOML az na 3. misté. Na BS kitivce se GBSA nachazi pod CoxPH od ~150
(pro NBLL je to od ~400 dni), kdy administrativni i vaZzené grafy tento rozdil
podporuji. Vysledek Log-rank testu nevyvraci nulovou hypotézu podobné jako
CoxPH, s rozdilem, Ze je tomu na mezi 0.5 az 0.55, zatimco CoxPH mezi 0.5 a
0.6 a jeho maximalni hodnota odpovida 0.321, cozZ je témét polovina maximalni

hodnty CoxPH.

Z porovnani tedy vyplyva, ze CoxPH adaptace gradient boosted regresnimi
stromovymi strukturami podava lepsi vysledky nez standardni CoxPH model a to na
prevazné vétsSiné Casového intervalu, kde je vyjimkou pouze pocate¢nich ~100 dni
(1.5%) podle NBLL a ~150 dni (2.2%) podle BS. Na rozdil ma pravdépodobné vliv
maly pocet ucicich dat pro tyto vyssi TTE (viz Obrazek 20).

Test se zménou cilového EOI na relaps a TTE na “doba_do_relapsu® vsak
prokazal, ze i NN_CoxPH je pouzitelny (viz ptiloha B Grafy vlivu velikosti uciciho
datasetu). Prislusné vysledky dokazuji podobné vysledky a modeli jako byly popsany
Vv této kapitole a zaroven diky Log-rank testu ukazuji, ze pomysIné potadi se miize zcela

otocit a zde nepouzitelny NN CoxPH zdaleka ptedci ostatni modely.
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Obrazek 18 a obrazek 19 zobrazuji vliv vstupnich proménnych na vysledné riziko
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Obrazek 18: Vliv vstupnich proménnych GBSA modelu na riziko
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Koeficienty rizika CoxPH se standartnimi chybami a velikostmi

doba_do_cGVHD
vek |
aGVHD_jatra 4
HLA_kod 1

CMV _pac

aGVHD_dolni_git

hctci_score
EBV_darce 1
vek_darce 4
typ_stepu 4
aGVHD_grade
CMV _darce
EBV_pac 4
aGVHD_horni_git
pripraviny_rezim
HLA 1
typ_darce |
pohlavi_darce
dg_group
GvHD_profylaxe
_darce 4
aGVHD_kuze |
atg 4
rezim
doba_do_gvhd
pohlavi
por_tx
Karnoffeky 4
max_cGVHD_grade |
typ_predchazi_hct 1
vyska 4
hmotnost

ot ﬂ-??-h-é-%ﬁméﬂ{wé%%ﬁ@-w@-@-ﬁ-ﬁ--

2 4 s 8 10
log(HR) (95% CI)

Obrazek 19: Vliv vstupnich proménnych CoxPH na riziko

V piiloze na obrazku 22 a obrazku 23 je zobrazeno, jak se vysledné hodnotici
metody (integracni verze, TDCI a p-hodnota Log-ranku) 1isi v zavislosti na velikosti
uciciho datasetu. Prvni znich je proveden simulaci na redlnych datech jako
v piedchozich testech, zatimco druhy je vysledek simulaci na sac_admin5 datasetu
z knihovny PyCox™®. Dohromady tyto grafy dokazuji, Ze nelze striktng prohlasit, Ze je
jeden typ modelu lepsi nez druhy, nebot’ kazdy mize vychazet 1épe pro jiny dataset a

obzvlast pii rozdilnych ucicich velikostech.

Jak dokazuje obrazek 20, pravé prvnich cca 500 dni je vdané uloze
nejpodstatnéjSich, protoze se zde objevuje nejvétsi vyskyt prodé€lanych EOI. Ze
zjisténych vysledkd lze odvodit teoretickou myslenku, kdy se sestavi jeden model
z nékolika implementovanych modeld. Kazdy z nich by pak byl vyuzit na jiné ¢asti
casového intervalu, podle automatického vybéru na zéklad¢ hodnoticich kritérii. Takovy
pfistup je déale podpoien piilohou B Grafy vlivu velikosti u¢iciho datasetu, kde vysledky

vychézi vyrazné€ jinak po zméné cilového EOI.

% pycox [knihovna). [cit. 2020-05-18]. Dostupné z: https://github.com/havakv/pycox

[ 1] |
H B
[ | ] |
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Pfi testovani vlivu velikosti u¢iciho datasetu bylo zaroven zjisténo, ze potadi
modell v zebticku kvality se s velikosti datasetu 1isi. Proto by takovy automatizovany
vybér mohl poskytnout univerzalni ptistup, ktery by dokazal podavat stabilni a pfesnéjsi
vysledky, nez pouze jeden vybrany model, a to dokonce se zohlednénim TTE

histogramu.

Vybér by byl feSen podle toho, kterd hodnotici kritéria na daném cCase t vychazeji
nejlépe (idedln€ se zprimeéruji v mistech kiizeni danych kiivek). V této uloze by tak
prvnich ~100 dni bylo feSeno pomoci RSF a zbytek GBSA. Zahrnuti NN_CoxPH mezi
100 a 600 dny by byla otazka dalsiho testovani. SloZzend by bylo mozné feSit
automaticky, lze vsak ptredpokladat, ze vysledné kiivky pieziti nebudou cisté klesajici,
proto by bylo tfeba je prolozit vyhlazujici klesajici funkei. Tento navrh nebylo mozné

do této prace zahrnout z diivodu jejiho limitovaného rozsahu.

Histogram ¢ast do udélosti pro 'pacient_zemrel'
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Obrazek 20: Histogram ¢ast udalosti a cenzorovani
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V teoretické Casti byly podrobné popsany jednotlivé metody, které se v soucasné
dobé pouzivaji pro vypocet a analyzu kiivek pieziti nejen ve zdravotnictvi. Byl kladen
diraz na rozbor jejich uplatnéni a zplisoby vyuzivani ve zdravotnictvi, kde jsou
nedilnou soucasti 1éCby pacientli, analyzy a hodnoceni novych i stavajicich studii a

metodik. Soucasti dan¢ kapitoly je 1 prakticka ukéazka pouziti.

V navaznosti na popis vlivu vstupnich kovariatii na vysledek modelu, ktery Coxtiv
model proporcionalnich rizik obsahuje v jednotlivych regresnich koeficientech, byla
uvedena “black-box” problematika modeli umélé inteligence. Vybrané feSeni
piedstavuje studie [17] sjednocujici né€kolik algoritmt, které samostatné dokazi
interpretovat piislusné modely umélé inteligence, pomoci tzv. “SHAP values”. Obrazek
10 porovnava tyto SHAP hodnoty s regresnimi koeficienty CoxPH modelu a dokazuje,
Ze pouziti této metody je validni, protoZe vétSina nejvice ovlivitujicich proménnych byla

detekovana v regresnich koeficientech i SHAP hodnotach podobng.

V ramci této prace byl vytvofen vlastni piistup k predzpracovani dat
(preprocessing) viz kapitola 3.1.2. Jednim z hlavnich divodt byl problém poskytnutych
redlnych dat, kdy se po zpracovani klasickymi postupy velikost (resp. délka)
pouzitelnych dat zmensila o 97,5% (z plivodnich 1385 na 35), zatimco timto pfistupem
pouze o 32,5% (z 1385 na 935). Dalsim divodem byla ztrata nadzvu sloupct, kterd by
ucinila zjisténi vlivu proménnych na vysledek zbyte¢nym, nebot” by byly zobrazeny

pouze nic netikajici indexy.
V praci byly implementovany nasledujici modely:

1. bézné pouzivany Coxtv model proporcionalnich rizik

2. klasicka neuronova sit’ s aktivaéni funkci sigmoid ve vystupni vrstvé (cil je
pravdépodobnost resp. jistota modelu, ze se udalost projevi)

3. klasifika¢ni neuronova sit’ s aktivani funkci softmax ve vystupni vrstveé
(rozhodnuti, zda se udalost projevi nebo ne)

4. adaptace CoxPH pomoci nahrazeni ¢astecné-rizikové funkce neuronovou siti

a misto metody parcialni veérohodnosti jako loss funkce pouzita average-
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negative-log-likelihood (10) doplnéna o regularizaci L2, coz pochazi ze
studie [13]

5. zakladni XGBoost model, kde snaha o podobné vyuziti na adaptaci CoxPH
jako NN selhala na implementovani funkce pro vypocet gradientu kvtli
ptislusné knihovné¢, ktera to neumoznuje — vysvétleno v kapitole 3.2.2.2

6. Automatic Machine Learning spole¢nosti h20.ai (cilem bylo vyuzit state-of-
art algoritmy pro vybér a parametrizaci model)

7. Random Survival Forest [11]

8. Gradient Boosting Survival Analysis model, ktery predstavuje castecné-
rizikovou funkci a je doplnén Nelson-Aalen estimatorem pro odhad zakladni
kumulativni rizikové funkce (stejn¢ jako NN adaptace) coz dohromady dava

dalsi adaptaci CoxPH modelu

Pro hodnoceni vysledkt kvality a ptesnosti jednotlivych modeld bylo vyuzito
nasledujicich algoritmu: Log-rank [5], Time-dependent Concordance [2], Brier Score
[16], Negative binomial log-likelihood [16], vaZeni téchto grafli pomoci Kernel Density
Estimation z histogramu a nakonec integrace danych grafi pro uceleny piehled. Kazdy
z téchto testll je provddén na stejnych datech a porovnava vysledek modelu vuci
skuteénému  stavu  pfeziti pacienta. Pro vzajemné porovnavani modell
implementovanou tfidou Model Tester je pfi uCeni vyuzito kiizové validace (Cross
validation) metodou KFold, coz zajist'uje uceni i testovani na vSech dostupnych datech
a diky tomu vys$i statistickou vyznamnost, neZ pouze jeden test na ndhodné vybranych

datech.

Samotné vysledky jsou detailnéji popsany v kapitole 5. Na konkrétnim piikladu
predikce pieZiti pacienta bylo prokazano, Ze adaptace CoxPH pomoci nahrazeni
castecné rizikové funkce Gradient Boosted Survival Analysis modelem (regresni
rozhodovaci stromova struktura ucena upravenou log-partial-likelihood funkci (17))
dosahuje lepsich vysledkti na vétSin¢ intervalu TTE casi. Na nizkych casech (do
~150dni) poté nejlépe vychazi Random Survival Forest, nasledovan NN adaptaci
CoxPH, kde je soucasti NN vstupu i simulovany ¢as udalosti. Tento NN model vSak
podéava nestabilni vysledky a jeho nulova hypotéza Log-rank testu (identicka zakladni

rizikova funkce s realnymi vzorovymi daty) byla zamitnuta na intervalu 1% i 5%, avSak
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pii zméné cilové EOI na relaps jiz platny je (viz ptiloha Obrazek 21) a dokonce vychazi

podstatné 1épe, nez ostatni metody, napfic testovacimi metodami.

Porovnanim nékolika cili vcetné vlivu velikosti uciciho datasetu se doslo
k zavéru, Ze nelze striktné fici, Ze jeden typ modelu je lepsi nez druhy, nebot’ poradi
pomyslného Zebii¢ku je proménné s uéicimi daty, cilem, ale i jejich velikosti. AvSak ve
veétsing pripadd docili Al modely lepsich vysledki nez standardni CoxPH. Proto byl
diskutovan navrh ensemble modelu (viz kapitola 5.4). Ten vSak nebylo mozné
realizovat z divodu omezeného rozsahu prace. Mize tedy byt predmétem dalsi studie

Vv oblasti umélé¢ inteligence a kiivek preziti.
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https://www.omicsonline.org/open-access/empirical-comparison-of-the-breslow-estimator-and-the-kalbfleisch-prentice-estimator-for-survival-functions-2155-6180-1000392-99906.html

Z Casovych duvodu byl vylou¢en AutoML, jehoz cross validace trvala extrémné

dlouho. Dale z diivodu rozsahu préace jsou zde zobrazeny pouze nejpodstatnéjsi grafy —

ostatni budou na pfilozeném CD. Cil aGVHD a max_ cGVHD se nepodaftilo zpracovat

kvili problému s vypoétem statistik, ktery skoncil chybou, ze TTE neni monotonni a

nezbyl Cas na feSeni tohoto problému.
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id — identifikacni ¢islo

por tx — poradi transplantace, resp. o kolikdtou transplantaci se u pacienta jedna
vek — vEk pacienta v dob¢ transplantace

pohlavi — pohlavi pacienta

dg group — oznaceni onemocnéni, jeho nazev nebo druh, se kterym se dany
pacient 1é¢i

hctei score — HCT-CI zkratka vychazi z anglického Hematopoietic Cell
Transplantation-Comorbidity Index. Tento index poskytuje informaci o celkové i
non-relaps hrozbé umrti, které je u pacienta pravdépodobnd po transplantaci
krvetvornych buné¢k

doba_preziti — pocet dnii od zapoeti 1éby/transplantace, kdy pacient piezil. Udaj
je dan posledni kontrolou nebo umrtim

pacient_zemrel — binarn¢ oznaceno, zda pacient zemfel (1), nebo je stale nazivu (0)
doba_do relapsu — doba od zapoceti 1éCby/transplantace, nez byl pacient zasazen
stavem onemocnéni, ktery u ného jiz nastal v minulosti

relaps — binarni indikator, ze k relapsu doslo (oznaceno 1)

NRM — nerelapsova mortalita. Binarné¢ oznaceno, zda pacient zemiel z jiné¢ho
davodu, nez na relaps ptivodniho onemocnéni.

DFS — zkratka vychazi z anglického disease-free-survival nebo-li doba, za kterou
se u pacienta po primarni 1é€be neobjevily zadné ptiznaky ptivodniho onemocnéni
aGVHD grade — grade oznacuje celkové ohrozeni zivota podle kombinace a stadia
postizeni jednotlivych organt .

doba do gvhd — doba, nez se u pacienta projevila reakce na provedenou
transplantaci

aGVHD horni_git — hodnota postizeni aGVHD pro horni ¢ast traviciho traktu (git
je zkratka z anglického Gastro-intestinal tract)

aGVHD dolni_git — stejn¢ jako predchozi je tento tidaj hodnota postizeni aGVHD
traviciho traktu, ale tentokrat spodni ¢asti

aGVHD kuze — hodnota postizeni aGVHD ktize pacienta

aGVHD jatra — hodnota postizeni aGVHD jater
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e denl00 komplet — binarni oznaéeni, zda od transplantace ub&éhlo 100 dnu (1),
béhem nichz se projevilo aGVHD. Akutni reakce vznikd do 100 dni po
transplantaci. Od 100 dni pak miiZe vzniknout chronicka™.

e doba do cGVHD — doba, pied vyskytem Chronic Graft Versus Host Diseaese
(odtud zkratka cGVHD). Tento druh reakce §tépu proti hostitely se mtize vyskytnout
zpravidla pozdéji po transplantaci. Vznika, kdyz buiiky darce transplantatu povazuji
télo hostitele za hrozbu a k boji proti ni vyuziji hostiteliv vlastni imunitni systémgz.

e max cGVHD grade — maximalni oznaceni vaznosti cGVHD

e pripravny rezim — druh pfipravného rezimu pacienta, ktery ma zajistit velmi
intenzivni potlaCeni imunity, protoze pouze tak organizmus pfijme imunitu a
krvetvorbu darce®,

e GvHD profylaxe — viz % (dalsi strana)

e rezim — vychdzi z rozd€leni piipravného predtransplantaéniho rezimu na
myleoablativni (ireverzibilni nebo-li nezvratné potlaceni ptijemcovy krvetvorby) a
nemyleoablativni (imunosuprese piijemce je dostatedna)®*.

e typ_stepu — typ Stépu bud’to PBPC (z anglického peripheral blood progenitor cell,
Cesky pak progenitorova bunka z periferni krve, coz je krvetvorna kmenova bunka)
nebo kostni dien

e typ darce — ptibuznost darce k pacientovi

e HLA — zkratka z anglického Human Leukocyte Antigens. Kombinace, specificka
pro kazdého jedince, antigenii hlavniho histokompatibilniho systému na bunkach
lidského organismu s vyjimkou zralych ¢ervenych krvinek.

e HLA kod — viz ®

e vek darce — vek darce

31 ADAM, Zdengk, Marta KREJCT a Jifi VORLICEK. Hematologie: prehled malignich hematologickych
nemoci [online]. 2., dopl. a zcela pfeprac. vyd. Praha: Grada, 2008 [cit. 2020-05-17]. ISBN 978-80-247-
2502-4

%2 Understanding Chronic Graft Versus Host Disease [online]. [cit. 2020-05-17]. Dostupné z:
https://imbruvica.com/cgvhd/what-is-cgvhd

% PENKA, Miroslav a Eva SLAVICKOVA. Hematologie a transfuzni lékarstvi [online]. Praha: Grada,
2011 [cit. 2020-05-17]. ISBN 978-80-247-3459-0

% RAIDA, Lud&k. Nemyeloablativni alogenni transplantace krvetvornych kmenovych bunék v 1é¢hé
hematologickych malignit [online]. [cit. 2020-05-17]. Dostupné Z:
https://www.internimedicina.cz/pdfs/int/2007/07/07 .pdf

%Ptesny vyznam nebyl zjistén, nebot’ se v disledku soucasné situace COVID 19 nepodafilo kontaktovat
MUDr. Vydru

[ | ]|
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[ ] |
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e pohlavi_darce — pohlavi déarce

e KS pac — krevni skupina pacienta

e KS darce — krevni skupina dérce

e CVM pac — zkratka z ndzvu Cytomegalovirus. Jednd se o vir, kterym je postizeno
50-80% lidské populace. Nékaza vétsinou nepiedstavuje problém, avSak u osob s
nedostatkem imunity mtze zptisobit selhani jater36. Tento udaj je pro pacienta.

e (CVM_darce — pozitivni nebo negativni detekce CVM viru u darce.

e EBV pac — zkratka z anglického Virus Epsteina a Barrové. Jedna se o vir, ktery v
organismu nejcastéji napadd bunky imunitniho systému. Toto pole je pro pacienta a
nabyva hodnot negativni nebo pozitivni

e EBV darce — pozitivni nebo negativni detekce viru Epsteina a Barrové u darce

e Karnoffsky — Karnofského skore, které hodnoti celkovy stav pacienta a udava jak
moc je schopny pokracovat v normalni aktivits®’.

e hmotnost — hmotnost pacienta

e vyska — vySka pacienta

o atg—viz®

e cbmt score — viz

e typ predchozi hct — typ ptfedchozi transplantace (pokud existuje)

e dat_predchozi_hct — datum piedchozi transplantace

% Cytomegalovirova infekce [online]. [cit. 2020-05-18]. Dostupné Z:

https://www.mojezdravi.cz/nemoci/cytomegalovirova-infekce-2139.html
% Karnofsky  Performance  Status  Scale [online].  [cit.  2020-05-17].  Dostupné  z:
https://www.hospicepatients.org/karnofsky.html
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class Preprocessor():
def __init_ (self,

target_event: str,

time_to_event: str,

other_events: list = [],

categorical_columns: list = [],

standardize_columns: list = [],

remove_columns: list = [],

remove_empty_time: bool = False,

preprocess_time: bool = False,

default_scaler = Normalizer,

**kwargs):
- Creates preprocessor which handles specific dataset by fitted rules.
The default preprocessing method for non-categorical data is Normalization
from sklearn (can be specified by 'standardize_columns' argument.
For categorical the Labeling and One-Hot-Encoding is done
automatically.
In categorical columns the algorithm checks for missing values and encodes
them as new category which's new One-Hot-Encoded column is Later removed
from returned data
During fitting this checks for unspecified columns for binary data [0;1]
which are not preprocessed, the rest is Normalized.

Parameters

target_event (str): Required - Column name with event

time_to_event (str): Required - Column name with time from subject
entering study to event or cenzoring

other_events (list): List of tuples containing columns bound to first

element in tuple:
(main column name, [bound coll, bound col2, ...])
If the main col. is not NaN the bound cols are
filled with zeros. Main col. with NaN 1is
treated in same way as categorical values
categorical_columns (list): List of column names which contain categorical
value
standardize_columns (list): List of column names for which Standardization
will be used instead of default Normalization
remove_columns (list): List of column names which will be removed
remove_empty_time (bool): If true, rows where time to event is © or NaN
are removed. Default False.
preprocess_time (bool): Setting where time column will be preprocessed
aswell. If False the original times are kept.
Default False.
default_scaler: Class of sklearn preprocessor used for unspecified
processing numerical values. Default is Normalizer

non

Zdrojovy kod 1: Konstruktor preprocessing ttidy
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@abstractmethod
def _return_method(self,x):

o

Method implementing output of network (activation function after otp Layer)

o

raise NotImplementedError('Implement me!"')

def _ init_layers(self):
# input Layer
self.1l inpt = torch.nn.Sequential(
nn.Linear(self. input_size,self._nn_size),
nn.ReLU())
# core Llayers
core_layers = []
for i in range(self._ n_layers):
layer = []
layer.append(nn.Linear(self._ nn_size,self._ nn_size))
if self._ batchNormalize:
layer.append(nn.BatchNormld(self._ nn_size))
if self._ dropout>0:
layer.append(nn.Dropout(p=self.__dropout))
layer.append(nn.ReLU())
# add to layer-list
core_layers.extend(layer)
self.1l_core = torch.nn.Sequential(*core_layers)
# output Layer
self.1l otp = torch.nn.Sequential(
nn.Linear(self._nn_size,self._ output_size))

def forward(self, x, **kwargs):
x = self.l_inpt(x)

x = self.l_core(x)
self.1l otp(x)

return self._return_method(x)

X

Zdrojovy kod 2: Vnitini parametrizovatelna architektura neuronové sité

class CoxPHLoss(torch.nn.Module):
"""l oss for CoxPH model. If data is sorted by descending duration, see “cox_ph Lloss_sorted .

We calculate the negative log of $(\frac{h_i}{\sum_{j \in R_i} h_j})"d$,
where h = exp(log_h) are the hazards and R is the risk set, and d is event.

We just compute a cumulative sum, and not the true Risk sets. This is a
Limitation, but simple and fast.
def forward(self, *args, **kwargs) -> Tensor:
return cox_ph_loss(log h = args[0],
durations = args[1][@],
events = args[1][1])

def cox_ph_loss(log_h: Tensor, durations: Tensor, events: Tensor, eps: float = le-7) -> Tensor:
"""l oss for CoxPH model. If data is sorted by descending duration, see “cox_ph Lloss_sorted .

We calculate the negative Llog of $(\frac{h_i}{\sum_{j \in R_i} h_j})"d$,

[ |
[ |
[ |
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where h = exp(log_h) are the hazards and R is the risk set, and d is event.

We just compute a cumulative sum, and not the true Risk sets. This is a
Limitation, but simple and fast.

idx = durations.sort(descending=True)[1]

events = events[idx]

log_h = log_h[idx]

return cox_ph_loss_sorted(log_h, events, eps)

def cox_ph_loss_sorted(log_h: Tensor, events: Tensor, eps: float = le-7) -> Tensor:

"""Requires the input to be sorted by descending duration time.

See DatasetDurationSorted.

We calculate the negative Llog of $(\frac{h_i}{\sum_{j \in R_i} h_j})"d$,

where h = exp(log_h) are the hazards and R is the risk set, and d is event.

We just compute a cumulative sum, and not the true Risk sets. This is a

Limitation, but simple and fast.

if events.dtype is torch.bool:

events = events.float()

events = events.view(-1)

log h = log_h.view(-1)

gamma = log h.max()

log_cumsum_h = log_h.sub(gamma).exp().cumsum(@).add(eps).log().add(gamma)

return - log_h.sub(log_cumsum_h).mul(events).sum().div(events.sum())

Zdrojovy kod 3: Average Negative Log Likelihood loss funkce (PyCox *°)

def _predict_by model(self,

inpt:pd.DataFrame,
event:pd.DataFrame = None,
times:pd.DataFrame=None,
times_orig:pd.DataFrame=None,
unprocessed:pd.DataFrame=None) -> list:
risks = np.exp(self._predict_log_risk(inpt))
if self._ orig time_for_baseline:
hazards = self._predict_cumulative_hazard(times_orig)
else:
hazards = self._predict_cumulative_hazard(times)

risk_test = pd.DataFrame(risks.astype('float32"))
result=pd.DataFrame(hazards.values.reshape(-1, 1).dot(risk_test[0]))

return list(np.exp(-result[0]).values)

Zdrojovy kod 4: Propojeni zakladniho kumulativniho rizika s NN

76176 Liberec 2020



