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Abstrakt

Tato prace se zabyva automatickou extrakci typu entit ve Clancich anglické Wikipedie a
jejich vybranych atributii. Jsou v ni predstaveny postupy za vyuziti prvki strojového uceni,
které 1ze ke splnéni tohoto ucelu vyuzit. Z ¢lanku jsou také extrahovany nékteré dilezité
atributy, jako napriklad data narozeni u osob, rozlohy u jezer a podobné. Pomoci systému
predstaveného v této praci je mozné ze souboru obsahujici vSechny ¢lanky Wikipedie (tzv.
dump souboru) vytvorit znalostni databézi, ve které budou klasifikovany miliony ¢lank,
dle typu entity o které pojednavaji, na zakladé malé tréninkové sady. Pii tomto procesu
je také generovan soubor, kde jsou kromé ostatnich priznaka z ¢lanku extrahovana tzv.
defini¢ni slova, coz jsou klicova slova nalezena pomoci analyzy prirozeného textu. Ta je
mozno pouzit také v jinych oblastech, nez pouze pfi urcovani typu entit. Soucasti celého
systému je také modul, ktery oznaci zmény mezi jednotlivymi verzemi znalostni databaze,
tedy napriklad, které ¢lanky byly pridany, které smazany a u kterych se udala zména.

Abstract

This thesis deals with automatic type extraction in English Wikipedia articles and their
attributes. Several approaches with the use of machine learning will be presented. Further-
more, important features like date of birth in articles regarding people, or area in those
about lakes, and many more, will be extracted. With the use of the system presented in
this thesis, one can generate a well structured knowledge base, using a file with Wikipedia
articles (called dump file) and a small training set containing a few well-classed articles.
Such knowledge base can then be used for semantic enrichment of text. During this process
a file with so called definition words is generated. Definition words are features extracted
by natural text analysis, which could be used also in other ways than in this thesis. There
is also a component that can determine, which articles were added, deleted or modified in
between the creation of two different knowledge bases.
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Kapitola 1

Uvod

Jiz od davnych dob vznikala snaha koncentrovat lidstvu zndmé informace na jedno misto.
Kdysi bylo toto doménou ruéné psanych a pozdéji tisténych encyklopedii. S prichodem
a hlavné rozsifenim internetu se to vSak zménilo. V lednu 2001 vznikl portal Wikipedia',
ktery je dnes nejvétsi internetovou encyklopedii na svété. Ta obsahuje jen v anglické verzi
ke kvétnu 2019 pres 5 milionu ¢lankd.

Je pochopitelné, ze internetové encyklopedie jsou psany ,,pro lidi“ a nikoliv ,,pro stroje“. Na
jedné strané je k dispozici nepreberné mnozstvi kvalitnich informaci, které by bylo vhodné
ruznym zpusobem strojové zpracovavat, a na druhé strané jsou k dispozici nestrukturovana,
nebo ¢astecné strukturovana data, ktera jsou pro pocitacové zpracovani v originalni podobé
nepouzitelné. Prirozené je tedy snaha takové informace prevadét do strukturované podoby,
aby je bylo mozné efektivné strojové zpracovavat.

Resenim takového problému se zabyva tato prace. Jsou v ni pfedstaveny postupy, jakymi
je mozné z celé Wikipedie, respektive tzv. dumpu, coz je soubor, kam je Wikipedie vzdy
k 1. a 20. dni v mésici, exportovana, vygenerovat znalostni bazi, ve které budou miliony
zaznamu. Tu bude mozné pouzit napriklad ke sémantickému obohacovani textu.

K tomu jsou pouzity dva moduly. Prvni z nich, dle postupu popsaného v kapitole 4.1,
transformuje dump soubor na TSV soubor, ktery obsahuje pro kazdy c¢lanek jeden radek,
na kterém se nachézi titulek, prvni véta, prvni odstavec a fetézec, ze kterého bude mozné
extrahovat zakladni atributy o entité. Kromé téchto informaci také priznaky, na zdkladé
kterych je pak mozno u ¢lankt urcovat typy entit, o kterych pojednavaji. Témito priznaky
jsou jak text extrahovany ze strukturovanych elementi na strance, tak i klicové fraze a slova
nalezend pomoci analyzy prirozeného textu, také oznacovana jako ,defini¢ni“

Za pouziti metody podpurnych vektorua jsou pak pomoci postupti popsanych v kapitole 4.2
u ¢lankt na zdkladé vyse zminénych priznaku zjistovany typy entit, o kterych pojednéavaji.
Protoze vychazi dump soubor relativné ¢asto a obsah Wikipedie se méni, bude v této praci
v kapitole 4.3 také predstaven postup, jakym je mozné detekovat zmény mezi jednotlivymi
verzemi znalostni baze, oznacit clanky které pribyly, byly naopak smazany nebo ty, u kterych
se zménil néktery z atributt.

"https://www.wikipedia.org


http://www.wikipedia.org

Kapitola 2

Rozbor resené problematiky

V této kapitole bude nejdrive predstaveno nékolik praci, které se jiz podobnou problemati-
kou zabyvaly. Poté bude popsan vyvoj v poslednich letech a do tohoto kontextu zasazen zde
predstavovany systém. Dale budou konkrétnéji predstaveny existujici nastroje, které se re-
Senim podobného problému, jako tato préce, jiz zabyvaji. Protoze budou vysledky systému
prezentovaného v této praci v kapitole 5 s témito nastroji srovnavany, bude také popsana
srovnavaci metodika. Poté budou predstaveny metody vyuzivané v této praci a nakonec
bude nasledovat popis toho, jak vypadaji data, se kterymi se pracuje.

2.1 Dosavadni prace v oblasti extrakci informaci z Wikipedie

Protoze je Wikipedie nejvétsi internetovou encyklopedii, praci které se zabyvaji extrakci
informaci z ni, jiz vzniklo mnoho. Obecné se da Fici, Ze a¢ se najdou vyjimky [12], které
uz v roce 2007 pracovaly s analyzou prirozeného textu, starsi z praci [21] v této oblasti se
spise omezovaly na lépe strukturované ¢asti Wikipedie. Typickym predstavitelem takovych
casti je entita infobox, ktera je na obrazku 2.7. V té je vidét, Ze text je zde napsan vylozené
heslovité a lze jej extrahovat napiiklad pouzitim regularnich vyraza.

Problém v pouziti téchto a také jinych, infoboxtim podobnych, dobfe strukturovanych
Casti stranek je ten, ze obecné plati, ze ¢im lépe strukturovana ¢ast je, tim mensi je pocet
stranek, na kterych se nachazi.

7 tohoto duvodu se ukazalo jako vyhodnéjsi pracovat i s hife strukturovanymi ¢astmi
¢lanku. Jednou z takovych je pochopitelné samotny text ¢lanku, respektive jeho ¢asti, ty-
picky prvni véta, nebo odstavec.

V roce 2010 tak napiiklad vznikla prace [11], ve které se z prvni véty ¢lanku extrahuji
slovni druhy a sémantické zavislosti mezi slovy. Na zdkladé téchto zavislost{ a také informaci
ziskanych pomoci modulu na rozpoznavani jmennych entit, se hledaly vzajemné souvislosti
mezi nimi. Ty byly nasledné zobecniovany do ,vzori“ a poté z nich byla vytvorena tréninkova
sada pro automatickou klasifikaci. Spravnost urc¢ovani typua entit tehdy dosahovala kolem
90 %.

V dnesni dobé, kdy jsou bézné k dispozici nastroje pro zpracovani prirozeného textu,
jsou ke klasifikaci textu samoziejmé c¢asto pouzivany. I k samotné extrakci priznaki a vy-
tvoreni tréninkové sady lze pouzit existujici nastroje, jako jsou napiiklad DeepDive!, nebo
aktualngjsi Snorkel”. Prvni z nich byl napiiklad pouzit v praci [2], kde pomoci tohoto

http://deepdive.stanford.edu
*https://hazyresearch.github.io/snorkel/
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nastroje byly extrahovany priznaky pouze z prirozeného textu. Na vstup byly privedeny
celé ¢lanky Wikipedie v podobé ,Cistého* textu a pomoci ur¢ovani slovnich druhu a roz-
poznavani jmennych entit byla pocitana pravdépodobnost existence vztahu mezi entitami
(napriklad, zda jsou v manzelstvi a podobné). Pouze pomoci price s prirozenym textem
zde bylo dosazeno presnosti 91 %. Pri extrakci informaci se vSak samozrejmé neni nutno
omezovat pouze na entity viditelné pti prochizeni Wikipedie pomoci webového prohlizece.
V roce 2014 byl predstaven néstroj [7], ktery kombinoval nékolik ruznych piistuptu. Od
analyzy textu pomoci nastroji pro zpracovani prirozeného jazyka, pres vyuzit{ manualnich
anotaci pridanych uzivateli, az po analyzu a extrakci informaci z HTML znacek.

Obecné totiz neexistuje divod, pro¢ analyzovat pouze strukturovana data, nebo naopak
pouze ta nestrukturovani. Nejlepsim pristupem je tak obvykle kombinace obou. Prestoze
strukturované ¢asti stranky jsou sice pii vyuziti u urCovani typi spolehlivéjsi, zdaleka se
nenachézeji na vsech strankach. Tam kde by nebyly, by tedy nebylo dle ¢eho klasifikovat.

Systém prezentovany v této praci tak pouziva pristup, ktery je podobny napiiklad
praci [19] z roku 2016, kde byly k urcéovani typu entit pouzity vektory priznaku, které se
skladaly jak z informaci extrahovanych ze strukturovanych ¢asti, jako jsou tfeba kategorie
uvedené u ¢lanki, tak i z téch, které piimo v ¢lanku nejsou a musi byt odvozeny. Takovymi
jsou tfeba posledni podstatné jméno z prvni véty, které bylo pouzito jako jedna ze soucasti
vyse zminéného vektoru priznakt. Dalsi prace, kterd je podobna zde prezentované je napri-
klad tato [20], kde byly podobné jako zde, extrahovany ¢asti textu z prvni véty clanku. Ty
byly poté vyuzity k propojovani entit napti¢ znalostnimi bazemi. Trend, kdy jsou priznaky
extrahovany z obou typu dat potvrzuje i tato prace [13] z roku 2017, ve které jsou priznaky
extrahovany i z titulku. Existuji také prace, které nepouzivaji extrahované priznaky jen ke
klasifikaci, ale tfeba v této [6] nebo této [8] préaci byly pouzity k vytvoreni systému, ktery
je schopen odpovidat na otézky®, na zakladé extrakce informaci z Wikipedie. V této praci
jsou tak jako priznaky pouzivana kromé informaci ze strukturovanych ¢asti textu jakymi
jsou tfeba infobox a seznam kategorii u kazdého ¢lanku, také klicova slova a fraze. VSechny
tyto jsou z textu predem extrahovany pomoci nastroji pro zpracovani prirozeného textu,
¢imz se také predejde problémtm jako jsou napiiklad prokleti dimenzionality’ nebo obecné
prilis dlouhd doba zpracovani, protoze na vstup klasifikdtoru nejsou privadény celé véty,
nebo c¢lanky, ale jen nékolik klicovych slov. Metod extrakce téchto klicovych slov z textu je
samoziejmé mnoho, jak je popsdno tieba v praci [3] nebo zde [17].

V této préaci byla pouzita extrakce pomoci dvou nastroji. Témi jsou knihovna SpaCy [1]
a modul Stanford CoreNLP [9]. Oba z nich urc¢uji slovni druhy a analyzuji sémantické
zavislosti ve véteé, na zakladé kterych jsou pak klicova slova hledana. Klasifikace pak probiha
pomoci metody podpurnych vektora [10], za pouziti modulu Scikit-learn [14].

2.2 Existujici reseni

Nyni budou predstaveny néastroje, které jiz existuji a resi stejny nebo podobny problém,
jako systém prezentovany v této praci. Celkové statistiky (napfiklad kolik entit které feseni
obsahuje, jejich spréavnost a podobné) pak budou predstaveny v kapitole 5.

30tézky typu kdo kde 7il, kdo zalozil néjakou organizaci a podobné.
“https://towardsdatascience.com/curse-of-dimensionality-2092410£3d27



DBpedia

DBpedia® je projekt, jehoz cilem je extrakce dat z Wikipedie a jinych projektii zalozenych
na softwaru Wikimiedia®.

V podstaté se také jednd o znalostni bazi. Ta obsahuje, kromé klasifikovanych ¢lank,
také tzv. ,,Open knowlgedge graph® To je struktura obsahujici informace, které kromé
Clankt obsahuji i odkazy na souvisejici ¢lanky, kategorie a podobné. V této struktufe je
tedy mozné prochézet ¢lanky obdobné, jako pti pouziti standardniho webového prohlizece
a stranek Wikipedie, informace ale maji pevnou strukturu. Je ji tedy mozné stejné tak
dobre prochézet i strojove.

Nejvétsi ,,slabinou” tohoto projektu je jeho neaktualnost. Posledni ucelend verze vysla
v T{jnu 2016.

,Napravit“ tento nedostatek mé projekt DBpedia Live’. Ten na zmény na Wikipedii
reaguje velmi rychle, nékdy i v fddu nékolika minut. Je pfistupny predevsim pies webové
rozhrani, kde lze psit dotazy v jazyce SPARQL®. To je jazyk podobny zniméjsimu SQL’.
Napriklad dotaz na vSechny osoby v databéazi by vypadal takto:

PREFIX rdf: <http://www.w3.org/1999/02/22-rdf-syntax-ns#>
PREFIX dbo: <http://dbpedia.org/ontology/>

SELECT 7resource

WHERE {

?resource rdf:type dbo:Person.

}

Protoze je vsak toto rozhrani pristupné verejné, aby nebyl server pretézovan, je zde nastaven
pevny maximalni limit na 10 tisic zaznamu ve vysledku dotazu. Protoze je na Wikipedii
mnohem vice osob nez 10 tisic, vysledek je nekompletni a presto, ze lze vypsat alespon
pocet entit ve vysledka, k jejich seznamu se pomoci online dotazovani nelze dostat.

Lze se k nému vsak dostat pres dump soubor DBpedie Live, coz je soubor obsahujici
celou znalostni bézi, stejné jako u ,normalni“ DBpedie. Po stazeni lze béznymi textovymi
programy prochazet a samoziejmé v ném i vyhledavat. Tyto dumpy jsou vsak, stejné jako
v pripadé ,normalni“ DBpedie, zastaralé.

K aktudlni verzi se lze po vynaloZeni uréitého usili ,,dopracovat® pomoci nastroje'’ vy-
tvoreném autory DBpedie. Tento nastroj je schopen doplnit rozdily mezi nékterym z dumpu
a aktudlni verzi DBpedie Live.

Wikidata

Wikidata'' je dalsim projektem, resp. nastrojem, pomoci kterého je mozné prochézet data
z Wikipedie a dalsich podobnych projekti, ve strukturované podobé. Pro pristup k datim
zde lze vyuzit hned nékolik nastroji. Prvnim z nich je ,Wikidata Query Service“'?. Ten
funguje obdobné jako dotazovani popsané vyse. Slouzi k online dotazovani a také pouziva

Shttps://wiki.dbpedia.org/
Shttps://www.wikimedia.org/
"https://wiki.dbpedia.org/online-access/DBpedialLive
Shttp://www.w3.org/TR/sparqlil-query
Shttps://www.w3schools.com/sql/sql_intro.asp
https://github.com/dbpedia/dbpedia-live-mirror
"https://www.wikidata.org/wiki/Wikidata:Main_Page
2https://query.wikidata.org/
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stejny jazyk SPARQL jako v pripadé DBpedie. Dotazy vypadaji také velmi podobné, na-
priklad tento dotaz na hory vyssi nez 8000m:

SELECT 7subj 7label 7coord 7elev

WHERE

{

?subj wdt:P2044 7elev filter(7elev > 8000)

?subj wdt:P625 7coord .

SERVICE wikibase:label { bd:serviceParam wikibase:language "en".
?subj rdfs:label 7label }

b

vvvvv

jako u DBpedie, kde byly fetézce jako ,Person“ a podobné. Zde je nutné nejdrive najit
identifikitor kategorie, ktery mé podobu napiiklad ,,Q146“™ a podobné. Online nastroj,
pomoci kterého se Ize takto dotazovat vSak obsahuje sikovnou napovédu s mnoha vzorovymi
dotazy, které lze filtrovat, radit a podobné, coz zacatky prace s nim znac¢né usnadni.

Druhym néstrojem je ,Reasonator“'?. Ten ze strukturovanych dat na Wikidatech opét
,»slozi® souvisly text, ve kterém jsou pak obsazeny nejdulezitéjsi informace. Z nize uvedeného
prikladu je patrné, ze se sice jedna o souvisly text, koncentrace extrahovanych atributi je
vsak prilis vysoka, a text tak neptisobi prirozené. Nasledujici ukazka prezentuje vygenero-
vany text z informaci extrahovanych z ¢lanku o Vaclavu Havlovi:

Vaclav Havel was a Czechoslovakia-Czech Republic writer, playwright, politi-
cian, director, and poet. He played a role in prisoner of conscience and Projev
Vaclava Havla v Rudolfinu v roce 1997. He was born on October 5, 1936 in
Prague to Vaclav Maria Havel and BoZena Vavreckova. He studied at Czech
Technical University in Prague from 1955 until 1957, Akademické gymnazium
Stépanska until 1955, and Faculty of Theatre. He was President of Czecho-
slovakia from December 29, 1989 until July 20, 1992, President of the Czech
Republic from February 2, 1993 until February 2, 2003, and spokesperson of
Charter 77. He was a member of Club of Rome, Royal Society of Literature,
Civic Forum, Czech Helsinki Comitee, Committee for the Defense of the Un-
justly Prosecuted, Deutsche Akademie fiir Sprache und Dichtung, American
Academy of Arts and Sciences, Bavarian Academy of Fine Arts, and scouting.
He worked for Brewery Trutnov, for ABC Theatre, for City Theatres of Pra-
gue, for Theatre on the Balustrade from 1960 until 1968, and for Institute of
Chemical Technology in Prague from 1951 until 1955.

ReSeni vyvijend na FIT VUT

V ramci Vyzkumné skupiny znalostnich technologif '° vznika na Vysokém uceni technickém
v Brné nékolik podobnych projektt. Nékteré z nich, stejné jako systém predstaveny v této
praci, generuji z Wiki dumpu znalostni bazi ve strukturované podobé. Na rozdil od feseni
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prezentovaného zde, se tyto systémy uci typy entit na zakladé predchozich verzi znalostnich
bézi, nikoliv na zakladé souboru s tréninkovou sadou.

Vysledkem pti pouziti téchto nastroji je znalostni baze ve formatu TSV, nad kterou
se nelze dotazovat pfimo pomoci specidlniho jazyka k tomu urcenému, ale diky jeji pevné
struktufte v ni lze jednoduse vyhledavat béznymi nastroji pro préaci s textem, jak je napiiklad
nastroj awk'‘.

Jinym piistupem, ktery strojové uceni pouziva, je prace [16] pana Be. Rusindka, ktera
na vstupu pfijima dvé mnoziny ¢lankt, z nichz jedna obsahuje pozitivni ptiklady a druha
negativni. Na zdkladé téchto dvou mnozin je mozné identifikovat vSechny ¢lanky o jednom
typu entity, tedy napriklad nalézt vsechny ¢lanky o psech.

2.3 Metodika srovnavani jednotlivych reseni

Jak bylo psano v predchozi kapitole, nékolik reseni zabyvajici se podobnou problematikou
jiz existuje a prirozené je vhodné novou praci v podobné oblasti s témito srovnat. Nyni
bude popsano, jak toto probiha.

P1i porovnavani budou srovnavany dvé hodnoty. Prvni z nich je pocet identifikovanych
entit u kazdého typu, pricemz vyssi ¢islo je samoziejmé lepsi. Druhou z nich je spravnost
urceni, pricemz vyssi ¢islo je opét lepsi.

Takovéto porovnavani je vsak problematické. Nelze totiz Fici, jaky je u kazdého typu
spravny pocet entit. K urc¢eni takové hodnoty by totiz byl potfeba systém, ktery by se 100%
presnosti byl schopen urcit typy entit v ¢lancich. Takovy pochopitelné neexistuje.

Logickym pristupem k feseni tohoto problému by mohlo byt napiiklad detekovani roz-
dili mezi verdikty jednotlivych systémi a manualni kontrola téch ¢lanka, u kterych se typy
entit navzajem neshoduji.

Tento postup byl pfi vyvoji zde prezentovaného systému vyzkousen, ale nakonec se uka-
zal jako nepouzitelny. Divodem k tomu je fakt, ze kazdy z néstroju jehoz vysledky byly
srovnavany, pouziva jiné zdroje, ze kterych entity urcuje. Tedy napriklad v pripadé DBpe-
die jsou to riizné jazykové mutace Wikipedie, projekt GeoNames'” a WordNet'®. V piipadé
nastroje Wikidata je pocet zdroju o poznani vyssi a tedy u tohoto néstroje je prirozené
i pocet urcenych entit mnohem vyssi. Stejné tak v pripadé nastroju NER jsou zdroje od-
lisné. Tento problém by bylo mozné fesit tak, ze by se omezily zdroje u kazdého nastroje
na stejnou mnozinu (tedy napiiklad vSechny systémy by pracovaly pouze s anglickou Wiki-
pedii). V takovém piipadé by slo skuteéné presné uvést, ktery systém je presnéjsi. Takové
y,omezeni se“ vSak v soucasné dobé neni mozné efektivné provést.

7 tohoto divodu byl nakonec zvolen primocary postup, kdy je u kazdého nastroje vzdy
pro vSechny typy dvakrat ndhodné vybrano 100 ¢lankid a u téch je spravnost urceni typu
manualné zkontrolovana, pricemz vyslednou hodnotou je primér z téchto dvou vyhodno-
ceni. Za zminku také stoji poznamka, ze pred vyhodnocovanim byly odstranény duplicity.
Aby nebyly uvadény typy entit, které by byly pro ti¢el obohacovani textu nepouzitelné, typ
byl do vyhodnoceni zarazen pouze pokud obsahoval alespon 100 entit s vysSsi spravnosti
urceni nez 80 %.

Yhttps://www.gnu.org/software/gawk/manual/gawk.html
https://www.geonames.org/
Bhttps://wordnet.princeton.edu/
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Pocet nalezenych entit
Prvni hodnota bude tedy urcena vztahem:
P=P +P,
Kde:
P;: Je pocet ¢lanku pojednavajicich o entité typu ¢
P,: Je pocet ¢lankl pojedndvajicich o entité nékterého z podtypi typu ¢
Neékteré z nastroju totiz pouzivaji vice hierarchickych trovni typtu. V takovém piipadé

je nutné zahrnout i vSechny podtypy.

Spravnost

Tato metrika urcuje, u kolika procent z poc¢tu ndhodné vybranych a manualné zkontrolo-
vanych byl spravné urcen typ entity.

Druh& hodnota je tedy uréena vztahem:

S =100 -

NIPS

(%]

Kde:
Vs: Je pocet ¢lanku se spravné urcenym typem entity

V.: Je pocet ¢lankt, které byly kontrolovany

2.4 Moderni pristupy k reseni klasifikacniho problému

Je zrejmé, ze u péti miliént ¢lankt neni vhodné urcovat typy entit manudlné. Nyni bude
predstaveno, jak je tento problém resen za pouziti pocitacti a modernich metod s vyuzitim
prvki strojového uceni.

Typy strojového uceni

Aktudlné pouzivané pristupy resi tento problém typicky tak, ze je rucné klasifikovin maly
pocet clankl a poté se pristoupi k vyuziti strojového uceni. Takto je mozné natrénovat kla-
sifikator, ktery na zakladé malého poc¢tu spravné klasifikovanych ¢lanku, klasifikuje ¢lanka
miliony. Zde samoziejmé vznika riziko chyby. Toto riziko je mozné minimalizovat, nikoliv
kace, a proto je pri reseni podobnych problému preferovan.

Strojové uceni je obecné mozno rozdélit do dvou tiid:

1. Uceni bez ucitele

2. Uceni s ucitelem



Uceni s ucitelem

V této praci je pouzita jedna z metod spadajici do tfidy uceni s ucitelem. U metod uceni
s ucitelem je na vstupu potieba ,informace navic“ v podobé spravnych vysledkt oproti uc¢eni
bez ucitele, kde klasifikator pouze ,hleda podobnosti ve vstupnich datech. Diky tomu, Ze
je tato informace k dispozici, je vSak klasifikdtor schopen uréit (pro zde uvedeny priklad
urc¢ovani typu entit) nejen ,podobné ¢lanky*“, ale i konkrétni typ entity o které pojednévaji.
Metod spadajicich do tfidy uceni s ucitelem je mnoho. Zde budou popsany dva mozné
pristupy, které lze pouzit ke klasifikaci textu a tedy urcovani typu entit v ¢lancich.

Naivni Bayes

Tento klasifikator je jednim z nejjednodussich moznych. Vztah pro vypocet pravdépodob-
nosti, ze Clanek pojednava o entité typu y v zavislosti na priznacich z; az x, je uveden
v rovnici 2.1.

n

P(y|a1,...,z) < P(y) [ Plai | y) (2.1)
i=1

Protoze je zadouci jako ,vysledny typ entity“ uvést ten, pro kterou je pravdépodobnost
nejvyssi, tento vysledny typ je urcéen maximaéalni hodnotou y, jak je ukazano v rovnici 2.2.

n

j = argmax P(y) [ | P(a:| ), (2:2)
=1

V drivéjsich verzich této prace byl tento klasifikator pouzit. Vysledky nicméné nebyly tak
dobré jako za pouziti metody podpurnych vektoru, kterd bude predstavena dale. Oba vztahy
2.1 a 2.2 byly prevzaty z dokumentace k modulu Scikit-learn [14] a implementace u jinych
modult se muze mirné lisit.

Metoda podptrnych vektori

Druhou zde predstavenou metodou, je metoda podpurnych vektoru (anglicky Support Vec-
tor Machine, zkrdcené SVM). Vysledky dosazené za pouziti tohoto klasifikdtoru byly pii
testovani presnéjsi, nez vysledky zikané pomoci vyse predstaveného klasifikdtoru Naivni
Bayes, a je proto v této praci pouzit pri uréovani typu entit u ¢lankia.

Nejjednodussi SVM funguji na principu rozdéleni vstupnich dat pfimkou, pficemz je
zddouci, aby byla vzdalenost (na obrazku Vi a V5) mezi pfimkou a podpurnymi vektory
(tedy témi nejblize piimce), co nejvétsi [4]. Toto je ilustrovano na obrazku 2.1.

Jak je vsak patrné z obrazku 2.2 a 2.3, ne vSsechna data jsou linedrné separovatelna.
Proto budou dale predstaveny i pokrocilejsi ,,modifikace* SVM, které si s timto problémem
umi poradit mapovanim dat do vyssich dimenzi.

Pocet trid
Dle poctu tiid do kterych SVM data klasifikuje je mozné tyto rozdélit na:

1. SVM Kklasifikujici do dvou tfid (two class)

2. SVM Kklasifikujici do vice nez dvou t¥id (multiclass)



Obrazek 2.1: Rozdéleni objektti reprezentujici data primkou s co nejvétsi vzdalenosti od
objektu

Obrazek 2.2: Priiklad reprezentace linearné separovatelnych objektu

Je nutné poznamenat, ze typicky provadéji vsechny SVM klasifikaci binarni. Klasifikace
do vice nez dvou trid je TeSena vytvorenim vice klasifikdtori a postupnym porovnavanim
vysledku s ostatnimi [22].

Jadrova funkce

Jadrova funkce umoznuje transformovat vstupni data na data jina, typicky data ve vice di-
menzich. To je samoziejmé vyhodné zejména tam, kde nejsou data linedrné separovatelna.
Jednoduse receno, pokud by byly ¢ervené body z obrazku 2.3 ,nadzvednuty“, oddélit je ro-
vinou od zelenych, by nebyl zadny problém. Jadrovych funkei existuje mnoho'?, nejznaméjsi
a nejpouzivangjsi z nich vsak jsou:

Linearni

Linearni jadrova funkce je ze vsech funkci nejjednodussi. Jeji vyhodou pfi pouziti je prede-
v$im rychlost trénovani klasifikatoru. Pokud jsou tedy vstupni data linearné separovatelna,
je vhodné ji vyuzit. Protoze je klasifikace pomoci této jadrové funkce typicky nejrychlejsi,

Ve skuteénosti nekoneéné mnoho, protoze uzivatel si miize nadefinovat jakoukoliv vlastni.
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Obrazek 2.3: Priklad reprezentace linedrné neseparovatelnych objektu

obecné se doporucuje nejdiive vyzkouset, zda jsou vysledky za pouziti této funkce spravné
Pro lepsi predstavu rozdilu mezi jednotlivymi jadrovymi funkcemi byly vygenerovany
obrazky toto ilustrujici’.
Tlustrace rozdéleni dat pomoci linearniho klasifikdtoru je na obrazku 2.4.

Obrazek 2.4: Rozdéleni dat pii pouziti linearni jadrové funkce

Polynomialni

Polynomialni funkce umoznuje pouzit k oddéleni vstupnich dat nejen primku, ale i kfivku.
V zavislosti na nastaveni parametru funkce to muze byt kiivka kvadraticka, kubickd, nebo
i vyssich stupna®'. Ilustrace rozdéleni dat pomoci polynomislniho klasifikitoru je na ob-
razku 2.5.

Radialni bazova (Gaussovska)

Tato funkce je ze vSech zde popisovanych typicky vypocetné nejnarocnéjsi, ale jeji pouziti
dosahuje obecné nejlepsich vysledku, coz se potvrdilo i pro data v této praci a radidlni
béazova funkce je v ni tedy pouzita. Ilustrace rozdéleni dat pomoci klasifikatoru pouzivajiciho

2Pomoci kédu dostupného ze stranek https://scikit-learn.org/stable/modules/svm.html
'Modul Scikit-learn vyuzivany v této praci umoziuje volbu az do stupné 6.
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Obrazek 2.5: Rozdéleni dat pri pouziti polynomialniho jadra Sestého stupné

radidlni bazovou funkci je na obrazku 2.6.

Obrazek 2.6: Rozdéleni dat pri pouziti Radidlni bazové funkce

Vytvoreni tréninkové sady

Protoze vsak nelze jako vstupni data klasifikdtoru pouzit jakakoliv data, nyni budou po-
psany metody, které je mozné pouzit pri prevodu prirozeného textu na reprezentaci vyuzi-
telnou na vstupu pri trénovani klasifikatoru u strojového uceni a pozdéjsi klasifikaci dat.

Takovy proces je pri pouziti externiho modulu, velmi prfimocary. V diive zminéném
modulu Scikit-learn toto usnadiiuje nastroj Count Vectorizer®”. Pii pouziti tohoto néstroje
sta¢i na vstup ,posilat celé véty“ a o zbytek uz se uzivatel nemusi starat. Obecné tento
modul a jemu podobné funguji tak, ze text prevedou do tokenové reprezentace, jaka je
popsana naptiklad v tabulce 2.4 a z Cetnosti textu tokent udélaji tzv. matici vyskytu.
Tento proces a nésledné tpravy budou nyni popsany. Méjme nasledujici véty:

1. FrantiSek Svantner was a Slovak prose writer.
2. Vittorio Curtoni was an Italian science fiction writer and translator.

3. Heartbreaker is the debut solo studio album by American singer/songwriter Ryan
Adams, released September 5, 2000 on Bloodshot Records.

https://scikit-learn.org/stable/modules/feature_extraction.html
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Nyni by bylo mozné kazdou z vét poslat na vstup nastroji Count Vectorizer. Jak je vsak
patrné ze schématu 3.1, ve chvili kdy se maji trénovat klasifikatory, jiz byly z vét extraho-
vany defini¢ni slova a fraze, které jsou ulozeny v TSV souboru. Posilat na vstup celé véty
by tedy bylo nejen zbytecné vypocetné narocné, ale také by mimo uzitecnych slov a frazi
musely analyzatory pracovat se zbytecnym informacénim Sumem v textu. Nyni bude popsan
proces pri trénovani klasifikdtoru priznaku viceslovné defini¢ni fraze.

Pro kazdou z vét ve vysSe uvedeném seznamu je v TSV souboru k dispozici definiéni
fraze>. Ty pro véty ve vySe uvedeném seznamu vypadaji nasledovné:

1. Slovak prose writer
2. Italian science fiction writer
3. debut solo studio album

Tyto fraze tedy budou privedeny na vstup Count Vectorizeru. Nyni je mozné vypsat seznam
slov, jejichz ¢etnost bude analyzovana. Ten vypada néasledovneé:

nalbum, debut, fiction, italian, prose, science, slovak, solo, studio, writer*,

Jak je vidét, jedna se o vSechna slova z defini¢nich frazi. Pii analyze celé véty by to takto
obvykle nebylo. Byla by vypusténa piinejmensim slova kratsi nez dva znaky?* a interpunkce.
Nyni je mozné tento seznam prevést na matici vyskyti. Ta vypada takto:

00001O01O00O01
Myyst, =10 0 1. 1.0 1 0 0 0 1
1100000110

Na prvni pohled je mozna obtizné vycist jaka je souvislost mezi hodnotami v matici, vétami
uvedenymi vyse a seznamem slov. Princip je ale jednoduchy:

Kazdy radek matice reprezentuje jednu defini¢ni frazi ze seznamu. Hodnoty v matici nyni
urcuji, které slovo ze seznamu téch, jejichz Cetnost je analyzovana, se ve frazi nachézi.
Naptiklad pro prvni fddek je nenulovd hodnota na indexu 4 (paté pozici), na indexu 6
a konec¢né na indexu 9. V prvni defini¢ni frazi se tedy nachazeji ta slova ze seznamu, ktera
se nachazeji na indexech 4, 6 a 9 v seznamu analyzovanych slov. Tedy slova ,prose, slovak,
writer”, coz je ocekavany vysledek, protoze presné z téchto slov se prvni defini¢ni fraze
sklada. Analogicky pro ostatni fadky a defini¢ni fraze.

Tuto matici vyskytu je ¢asto pred pouzitim na vstupu tréninkové funkce vhodné trans-
formovat na tzv. reprezentaci tf-idf (term-frequency times inverse document-frequency).
Tato reprezentace zvysi vahu sloviim, kterd se nevyskytuji v mnoha rtznych typech do-
kumentu zaroven. Problém, ktery je timto vyfeSen, neni z analyzy vybranych c¢asti véty
tak ziejmy. Pokud by vsSak na vstup byly privedeny celé véty, velmi ¢asto by se v nich
objevovaly tvary slovesa byt, urc¢ité a neurcité cleny a podobné. Ty vsak klasifikadtoru jen
sotva pomohou néco rozhodnout, a jejich vaha prti klasifikaci je tedy snizena. Vypocet této
normalizované vahy jednotlivych hodnot z vysSe uvedené matice je dan vztahem 2.3. Tento
vztah byl pfevzat z dokumentace modulu Scikit-learn [14] a pro jiné implementace se muze
lisit.

v v
lolls V12 + 022+ + 0,2

(2.3)

Unorm =

Zpokud ji véta obsahuje
% Toto je vychozi nastaveni v implementaci p¥islusného modulu v knihovné Scikit-learn. U jingch imple-
mentaci by se vysledek mohl mirné lisit.

13



Po normalizaci by tedy matice vyskyttu pro vyse uvedeny seznam vypadala po zaokrouhleni

takto:
0 0 0 0O 06 0 06 O 0 04

Mporm. =1 0 0 05 05 0 05 0 0 0 04
05 05 0 0 O O O 05 05 O

Takto upravenou matici je tedy mozné pouzit na vstupu tréninkové funkce klasifikatoru.

2.5 Extrahovana data z Wikipedie

V minulych kapitolach bylo popsano, jak funguje trénovani klasifikatoru a jak je mozné tex-
tova data obecné prevést do reprezentace pouzitelné jako tréninkovou sadu pfi strojovém
uceni. Nyni bude popsano, jak tato data vypadaji v piipadé internetové encyklopedie Wiki-
pedia, jaka data se v této praci extrahuji za ucelem klasifikace ¢lankt a pripadné uchovavaji
ve znalostni bazi.

Priznak Infobox

Infobox je specidlni element na strance, ktery obsahuje hlavni informace o entité popsané
v ¢lanku. Napf. infobox pro ¢lanek ,,Brno University of Technology“ je uveden na obrazku
2.7.

Vysoké uceni technické v Brné

Motto Sapere aude (Latin)
Motto Have the courage to be
in English wise

Type Public

Established 1899

Rector Petr Stépanek
Students 24,000

Location Brno, Czech Republic
Campus Urban

Website http:/Amwww.vutbr.cz/engy

I UNIVERSITY
OF TECHNOLOGY

Obrazek 2.7: Infobox u ¢lanku Brno University of Technology
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Jeho (zkracend) textova reprezentace je pak nésledujici:

{{Infobox University

Iname = Brno University of Technology
Inative_name = Vysoké uleni technické v Brné
Imotto = "[[Sapere aude]]l" ([[Latinl])
|mottoeng = Have the courage to be wise
|established = 1899

|logo=File:Brno BUT Logo.pngl}’}.

Je mozné vidét, ze infobox obsahuje diulezité informace v relativné dobre strukturované
podobé. Je tedy vhodné jej k extrakci informaci vyuzit namisto slozité extrakce z nestruk-
turovanych ¢asti ¢lankt. Pro klasifikaci ¢lankt je pak obzvlasté uziteéné slovo, které je hned
za Tetézcem ,{{Infobox“. To urcuje typ (nézev) infoboxu, a tedy je mozné jej pouzit pro
urceni typu entity, o které ¢lanek pojednava.

Kromé obecného infoboxu jsou na Wikipedii pouzivany jesté dalsi, specialni typy info-
boxt. Ty u sebe namaji uvedeny nazev, jako ten obecny. Jsou jimi ,, Taxobox“, ,,Automatic
Taxobox“ a ,,Speciesbox®. Tyto ,specidlni pripady* infoboxu jsou uvedeny u ¢lankt s rost-
linami & zivocichy, kde jsou v nich obsaZeny taxonomické kategorie’”. Ty se vyskytuji
u ¢lankt s zivymi organismy, jako jsou napt. kytky, ptaci, ryby a podobné.

Vyhoda pouziti entity infobox pro klasifikaci spoc¢iva v tom, ze typy infoboxu lze jed-
noduse extrahovat a také je klasifikace pomoci nich velmi piesna. Tato entita vSak bohuzel
neni zdaleka na vSech strankach, a ne vzdy je tedy ji pouzit.

Priznak Category

Priznak category, respektive fetézec, ktery jej reprezentuje je extrahovan ze seznamu vsech
kategorii, do kterych je ¢lanek na Wikipedii zarazen. Jak vypadd tento seznam pii pro-
chazeni Wikipedie pomoci internetového prohlizece pro ¢lanek ,,Brno University of Techno-
logy*, je uvedeno na obrazku 2.8.

Categories: Brno University of Technology | Universities in the Czech Republic | Education in Brno
Educational institutions established in 1899 | Buildings and structures in Brno
Engineering universities and colleges in the Czech Republic | 1899 establishments in Austria-Hungary

Obrazek 2.8: Seznam kategorii u ¢lanku Brno University of Technology

Jeho textova podoba v dump souboru je pak nasledujici:

[[Category:Brno University of Technologyl| 1]

[[Category:Universities in the Czech Republic]]

[[Category:Education in Brmo|University]]

[[Category:Educational institutions established in 1899]]
[[Category:Buildings and structures in Brno]]

[[Category:Engineering universities and colleges in the Czech Republic]]
[[Category:1899 establishments in Austria-Hungary]].

Znapi. Fise, kmen, Fad, rod atd.
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Stejné jako vyse popsany infobox, slouzi tato entita k nalezeni ¢lanka stejného typu pri
procesu rozsifovani tréninkové sady. To je popsano v sekci 4.2

Definiéni slova a defini¢ni fraze

Defini¢ni slovo je podstatné jméno, ze kterého je patrné o ¢em, nebo o kom ¢lanek je. Pro
ilustraci jsou v tabulce 2.1 uvedeny priklady nadpisu ¢lankd anglické Wikipedie a jejich
defini¢nich slov. Defini¢éni fraze je pak retézec obsahujici definiéni slovo a slova, ktera jej

Nadpis Defini¢ni slova
Svratka river
Brno city

Leonardo DiCaprio | actor, producer, environmentalist

Google company

Tabulka 2.1: Piiklad defini¢nich slov pro nadpisy ruznych ¢lanku

konkretizuji. Typicky jsou to pridavna jména uvedend pred nim, u delsich defini¢nich frazi
pak ¢islovky, predlozky a podobné. Priklady defini¢nich frazi jsou uvedeny v tabulce 2.2.

Nadpis Definic¢ni fraze
Svratka river in the South Moravian Region of the Czech Republic
Brno second largest city in the Czech Republic

Leonardo DiCaprio | American actor, film producer

Google American multinational technology company

Tabulka 2.2: Priklad defini¢nich frazi pro nadpisy riznych ¢lanku

Nalezeni defini¢nich slov a frazi

Vzhledem k tomu, Ze vétSina prvnich vét ¢lanku na Wikipedii mé ustalenou typickou struk-
turu, kterd je ukazana v tabulce 2.3, je mozné z této véty extrahovat defini¢ni slovo a to
pak pouzit pfi uréovani typu entit.

Po shlédnuti tubulky 2.3 je mozné nabyt dojmu, ze by defini¢ni slovo bylo mozné extraho-

Nadpis Prvni véta clanku

Svratka The Svratka, formerly Svarcava is a river in the. ..
Brno Brno is the second largest city in the Czech Republic.
Snézka Snézka or Sniezka is a mountain on the border. ..
Bleachers (band) | Bleachers is an American indie pop act based in...

Tabulka 2.3: Priklad typické struktury prvni véty

vat jednodusSe, tfeba pomoci regularniho vyrazu. Tak jednoduse tento problém vsSak Tesit
nelze. Nalezeni defini¢nich slov neni trivialni zalezitost a pro ziskani korektnich vysledku je
potfeba vyuzit ,pokrocilejsich metod®. Nyni budou predstaveny postupy z oblasti zpraco-
vani prirozeného textu, které jsou pro tento ucel vyuzity. Jak konkrétné je toto ,nalezeni®
implementovano je pak popsano v kapitole 4.1.
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Tokenizace véty

Spolehlivé nalezeni defini¢niho slova ve vété vyzaduje vyuziti hned nékolika nastroji. Vsechny
tyto vSak nepracuji s textem jako takovym, ale s jeji tokenovou reprezentaci. Jak takova
reprezentace vypadad, je naznaceno v tabulce 2.4, kde mé jiz kazdy token také uréeny slovni
druh. Je tedy treba vétu prevést na tuto reprezentaci. Tento proces probihd z pohledu uziva-
tele automaticky, za pouziti predem natrénovaného statistického modelu, ktery je soucasti
externich moduli pouzitych k tomuto ucelu.

Urceni slovniho druhu

Uréeni slovniho druhu (anglicky ,,Part-of-speech tagging®, zkracené také POS tagging) pro-
biha rovnéz automaticky, na zakladé statistického modelu, kterymi pouzité knihovny dis-
ponuji. Po tomto procesu je u kazdého tokenu ulozen jeho slovni druh, jak je naznaceno
v tabulce 2.4.

Por.¢. |0 1 2 3 4 5 6
Token Apsines | was a sophist | from | Athens
Sl. druh | PROPN | VERB | ADP | NOUN | ADP | PROPN

Tabulka 2.4: Tokenova reprezentace véty s urc¢enymi slovnimi druhy

Analyza zavislosti tokent

Jak je patrné z obrazku 2.9, defini¢ni slovo je bud pfimym potomkem slovesa byt, nebo
potomek nékterého potomka slovesa byt. Opét na zakladé statistického modelu je tedy
vytvofena reprezentace téchto zavislosti (je tedy provedena tzv. zavislostni analyza). Tyto
zavislosti jsou pouzity pii hledani defini¢niho slova, jak je ukazano v kapitole 4.1.

attr
compoung nsubj
gty m /1\ m
Irwin Allen Ginsberg American poet,  philosopher  and writer.
PROPN  PROPN PROPN VERB DET ADJ NOUN NOUN  CCONJ NOUN

Obrazek 2.9: Graf sémantickych zavislosti tokentt ve vété po analyze pomoci knihovny
SpaCy
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Lemmatizace

Poslednim néastrojem vyuzitym pri extrakci, je tzv. lemmatizer. Ten na zakladé nahrazo-
vani ¢asti slov, analyzy a piipadné porovniavanim se slovnikem, transformuje slovo na jeho
zékladni tvar (tzv. lemma) [18][15].

Toto se hodi nejen pri hledani slovesa byt, kde neni nutné kazdy token porovnévat se
vSemi moznymi tvary, ale hlavné pti nalezeni defini¢niho slova, protoze je vhodnéjsi ulozit
jeho zakladni tvar, nez ten nalezeny ve vété, ktery miize byt napiiklad v mnozném dcisle.
Priklady defini¢nich slov ve vété a jejich zakladnich tvart jsou uvedeny v tabulce 2.5.

Jak je rovnéz vidét v tabulce 2.5, defini¢ni slovo jiz muze byt (a typicky také je) v zakladnim

Véta s vyznacenym defini¢nim slovem Lemma defini¢niho slova
Yurua District is one of the four districts of. .. district

Elephants are large mammals of the family. . . mammal

New York is a state in the Northeastern United States. | state

Tabulka 2.5: Priklad zakladnich tvaru defini¢énich slov

tvaru. Ne vzdy je tedy lemmatizace nutna. Protoze vSak nelze poznat predem, zda nutna
bude, provadi se vzdy.

Extrakce zadkladnich atributu ¢lanku

Zakladnimi atributy se rozumi vybrané atributy uloZené v elementu infobox. Takovymi jsou
napriklad data narozeni a tmrt{ u osob, rozlohy u jezer, délky u rek, zemépisné souradnice
u hor a podobné. Vsechny tyto jsou extrahoviny pomoci reguldrnich vyrazi z textové
reprezentace entity infobox popsané v kapitole 2.5. Typicky se takové atributy ukladaji ve
struktute znamé jako tzv. znalostni graf. Ten v sobé uchovava nejen atributy, ale i vztahy
mezi nimi a atributy jinych entit.

Protoze vsak znalostni baze vygenerovand pomoci systému prezentovaného v této praci
slouzi predevsim jako index ke sémantickému obohacovani textu, neni tfeba atributy ukladat
do takto slozité struktury, ale je mozné je uchovavat jednoduse na radku reprezentujicim
prislusny ¢lanek ve znalostni bazi.
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Kapitola 3
Navrh reseni

V této kapitole bude predstaveno schéma systému, popsany jeho jednotlivé moduly a na-

znaceno, jak spolu komunikuji jeho diléi ¢asti. Také jaké jsou jejich vstupy a vystupy a jak
ktery modul prispiva do celkového vysledku.

3.1 Navrh celého systému az po vygenerovani znalostni baze

Schéma celého systému od privedeni XML dumpu na vstup, az po vygenerovani znalostni
béaze je mozné vidét na obrazku 3.1.

Tmavé modrou jsou oznaceny jednotlivé moduly, Cervené jejich Casti, které jsou provéa-
dény sekvencéné a svétle modre pak ty, které se provadéji paralelné. Fialové jsou oznaceny
vstupy a zelené vystupy.

TSV soubor je sice oznacen zelené, protoze je jiz samostatnym vystupem, ale slouzi, jak
je naznaceno Sipkou, zaroven jako vstup pro dalsi modul.

Ze schématu na obrazku 3.1 je patrné, ze systém se sklddd z dvou hlavnich moduli,
z nichz prvni vytvori z dump souboru TSV soubor a druhy pak z TSV souboru vygeneruje
znalostni bézi.

Poslednim modulem, ktery bude popsan, je modul, ktery detekuje zmény mezi dvéma
znalostnimi bazemi. Nyni budou jednotlivé moduly popsany.
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XML dump

Modul pro
vytvoreni
TSV souboru

Spusténi serveru
pro anotace

Rozdéleni
dumpu
Zpracovani Zpracovani
¢asti dumpu ¢asti dumpu

Spojeni a serazeni
vysledkd

Y

Vzorek ¢lankd

p . TSV soubor
se spravnou kategorii

Modul
pro vytvoreni
znalostni baze

Extrakce priznak
z TSV souboru

Rozsifeni
tréningové sady

Trénovani
klasifikatoru

Trénovani
klasifikatoru

Rozdéleni TSV
souboru

Klasifikace ¢asti
TSV souboru

Klasifikace ¢asti
TSV souboru

Spojeni a sefazeni
vysledkd

Znalostni baze

Obrazek 3.1: Schéma celého systému az po vygenerovani znalostni baze
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3.2 Modul pro vytvoreni TSV souboru

e Vstup: XML dump se strankami Wikipedie

e Vystup: TSV soubor se strukturovanymi daty clank

Protoze bude nyni potfeba analyzovat prirozeny text, tedy urcovat slovni druhy, sémantické
zavislosti mezi slovy a podobné, tento modul nejprve zapne Stanford CoreNLP server, aby
na néj klienti mohli posilat pozadavky na anotaci textu.

Poté je z diivodu urychleni extrakce, na zakladé zadanych vstupnich parametri rozdélen
dump soubor na nékolik mensich ¢asti. Pro kazdou tuto ¢ast se spusti jeden podproces, ktery
ji bude zpracovavat.

Vyckéa se na dokonceni vSech podprocesu a v momenté, kdy toto nastane, jsou jednotlivé
Casti abecedné, dle titulku ¢lanku, serazeny a je vytvoren cely TSV soubor. Ten obsahuje
pro kazdy ¢lanek titulek, prvni vétu, prvni odstavec ¢lanku, fetézec reprezentujici infobox
a také sloupce s priznaky, které budou pozdéji pouzity pri uréovani typu entit.

3.3 Modul pro vytvoreni znalostni baze

e Vstup: TSV soubor s ¢lanky, tréninkova sada

e Vystup: TSV soubor se znalostni bazi

Tento modul nejprve nac¢te TSV soubor ze vstupu a extrahuje z néj potfebné ¢asti, tedy
hlavné titulek a prvni vétu ¢lanku, coz jsou sloupce, které budou vypsany do znalostni baze
v nezménéné podobé. Déle se nacte Tetézec s infoboxem, ze kterého se budou extrahovat
atributy. Nakonec se nac¢tou sloupce s priznaky, které budou pouzity pii uré¢ovani typu entit.

Poté se nacte tréninkova sada a je provedeno jeji rozsifeni, aby mohly byt natrénovany
klasifikatory, jak je popsano v kapitole 4.2.

V momenté, kdy je celd tréninkova sada pripravena, se paralelné natrénuji vSechny
klasifikdtory. Protoze klasifikace jednoho fadku (¢lanku) pomoci vSech klasifikdtoru netrva
zanedbatelnou dobu, je i nyni soubor rozdélen na vice ¢asti. Ty jsou zpracovavany paralelné.

Pro kazdy radek z TSV souboru je provedena klasifikace, jejiz vysledek je spolecné
s titulkem, prvni vétou a atributy zapsin do znalostni baze. Kdyz je zpracovani vsech
radkt hotovo, vysledky se podle titulku abecedné sefadi a vytvoreni celé znalostni baze je
hotovo.

3.4 Modul pro detekci zmén mezi dvéma znalostnimi bazemi
e Vstup: dvé znalostni baze

e Vystup: soubor s vypsanymi zménami

Schéma tohoto systému je na obrazku 3.2. Jak je presnéji popsano v kapitole 4.3, tento
modul nejprve provede sjednoceni titulka ¢lanku z obou znalostnich bazi, coz umozni jed-
noduchou detekci pridanych a odstranénych c¢lankd. Poté detekuje zmény a tyto nakonec
vypise do souboru.
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Starsi znalostni Nova znalostni
baze baze

N £

Sjednoceni
titulkd

Rozpozndni

typd zmén

Spojeni a sefazeni
vysledkd

r

I Soubor s ozna¢nymi |

zménami

Obréazek 3.2: Schéma modulu pro oznac¢ni zmén
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Kapitola 4

Implementace

V této kapitole bude konkrétnéji, dle poradi modulti uvedeného ve schématu 3.1, popsan
zpusob, jakym je celé feseni implementovano. Nejdiive bude popsano, jak probihd vytvoreni
TSV souboru z dump souboru, poté jak probiha vygenerovani znalostni baze na zakladé to-
hoto souboru a souboru s tréninkovou sadou. Nakonec bude popsana implementace modulu
pro zjistovani zmén mezi dvéma verzemi znalostni baze.

4.1 Vytvoreni strukturovaného TSV souboru z dump sou-
boru Wikipedie

Nyni bude popsana struktura TSV souboru, tedy co vSechno vlastné obsahuje. Poté bude
popsano, jak je implementovan prvni modul ze schématu 3.1, tedy jak je implementovano
vytvoreni strukturovaného TSV souboru z dump souboru.

Struktura TSV souboru s ¢lanky

V TSV souboru je kazdy c¢lanek reprezentovan jednim radkem. Struktura jednoho radku
vypada nasledovneé:

Titulek<TAB>Prvni veta<TAB>Nazev infoboxu<TAB>Wikikategorie<TAB>

DS Stanford<TAB>DS SpaCy<TAB>DF SpaCy<TAB>Narodnost<TAB>Infobox NF
<TAB>Prvni veta NF <TAB>Prvni odstavec<TAB>Prvni odstavec NF

Kde:

e Titulek je neupraveny titulek (nadpis) ¢lanku.

e Prvni veta je Cisty text prvni véty ¢lanku bez formatovacich znacek.
e Nazev infoboxu je nazev prvniho infoboxu nalezeného na strance.

e Wikikategorie je seznam vsech kategorii uvedenych u c¢lanku.

e DS Stanford a DS SpaCy jsou defini¢ni slova z prvni véty.

e DF SpaCy jsou defini¢ni fraze z prvni véty.

e Narodnost je narodnost, typicky u osob, korporaci apod.

e Infobox NF je fetézec obsahujici neformatovany prvni infobox v ¢lanku.
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e Prvni veta NF je prvni véta ¢lanku s ponechanymi formatovacimi znackami.
e Prvni odstavec je prvni odstavec ¢lanku bez formatovacich znacek.

e Prvni odstavec NF je prvni odstavec ¢lanku s ponechanymi formatovacimi znag-
kami.

e <TAB> reprezentuje tabulator pouzity jako oddélovac.

Struktura tohoto souboru je pevna. Tedy i pokud jsou nékteré ze sloupct prazdné, jejich
pocet je neménny.

Extrakce titulku, prvni véty a odstavce z ¢lanku

Jak je vidét v priloze A, nalezeni jedné stranky neni diky pevné struktuie XML souboru
problém. Cely dump, presnéji ¢ast nalezici jednomu klientovi, je tak postupné zpracovavana.
Nejdiive je v dumpu identifikovana ¢ast reprezentujici jeden c¢lanek. Z této je nyni nutné
extrahovat titulek a obsah ¢lanku. Extrakce titulku je trividlni, v dumpu je uzavien v XML
znackach <title></title>. Nalezeni prvniho odstavce a prvni véty uz tak jednoduché
neni. Jak tento proces vypadéa, bude nyni popsano.

V textu postupné probihd nahrazovani a odstranovani nadbytecnych ¢asti pomoci re-
gularnich vyrazl, az zbude pouze prvni odstavec. Ten je, na rozdil od prvni véty, mozné
oddélit jednoduse pomoci formatovacich znacek. Z toho je nyni nutné extrahovat pouze
prvnoi vétu.

Nejjednodussim pristupem k nalezeni prvni véty by se mohlo zdat rozdéleni fetézce na
seznam podle znaku tecky. Tento pristup je vSak velmi naivni a rozhodné jej neni mozné po-
uzit. V odstavci je totiz mnoho zkratek, které tecku obsahuji a véta by tak byla ,,useknuta*
Slozitéjsim, ale lepsim piistupem je tokenizace prvniho odstavce. Zde je vyuzito faktu, ze
pokud maé tokenizer na vstupu text, ktery se sklada z vice vét, automaticky odstavec roz-
deéli do seznamu vét, a to i s prihlédnutim ke zkratkam, které jsou pridany do jazykového
modelu.

Protoze vsak ne vSechny stranky v dump souboru reprezentuji ¢lanky, v tomto okamziku
probiha také filtrace nezddoucich stranek. Takovymi strankami mohou byt napiiklad:

e Rozcestniky u mnohoznacnych stranek,

e stranky s presmeérovanim,

e seznamy (napf. seznam sportoveil na olympiadé),

e tabulky (napft. vysledky na olympiadeé).
Protoze tyto nepojednavaji o zadné konkrétni entité, neni zadouci, aby se takové stranky
objevily v TSV souboru. Z tohoto duvodu bude nyni predstaveno nékolik filtrac¢nich technik.
Kontrola obsahu titulku
Zde je kontrolovano, zda nékde v titulku neni pfitomen fetézec, ktery byl v konfigura¢nim
souboru uveden jako neziadouci. Pokud je, stranka je odfiltrovana.
Kontrola zac¢atku prvni véty
Tento filtr, jak uz nazev napovidd, kontroluje, zda prvni véta ¢lanku nezacind nékterym

z Tetézcu uvedenych v konfigura¢nim souboru. Pokud ano, stranka je odfiltrovana.
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Kontrola obsahu prvni véty

Filtruje se vyskyt nezadoucich fetézct v celé prvni vété. Pokud je tedy nezadouci fraze
uvedena zde, neni ji jiz tfeba uvadét ve filtru pro zacatek prvni véty. Tento filtr je vSak
z principu ,agresivnéjsi“ a je tedy Casto vhodné misto néj pouzit filtr predchozi.

Kontrola posledniho znaku véty

Zde je vyuzito poznatku, ze pokud prvni véta zac¢inid dvojteckou, je témér jisté! mozno
ji z dalsiho zpracovani vyloucit. Toto jsou typicky stranky, které neobsahovaly zadnou
z filtrovanych frazi v konfigura¢nim souboru a nebyly tedy zachyceny predchozimi filtry, ale
o ¢lanky se nejedna. Tyto stranky tedy do TSV souboru nejsou pridany. Misto toho jsou,
aby nebyly ,,uplné ztraceny“, vypsany do samostatného souboru.

Nalezeni infoboxu

Nalezeni infoboxu je, pokud jej stranka obsahuje, relativné jednoduchy proces postup-
ného hledani a nahrazovani v textu. V tom jsou hledany fezézce ,Infobox“, ,Taxobox*,
»2Automatic taxobox“ a ,Speciesbox®. Pokud je néktery z téchto nalezen, uchovaji se
dvé jeho varianty.

Jedna jako ,surovy* fetézec, bez jakéhokoliv formatovani (kromé odstranéni znaka no-
vych fa4da a tabuldtoru) a druhd, ve které se uchova pouze nazev infoboxu v pfipadé obecné
varianty, nebo slovo ,taxobox* ¢i ,speciesbox® v pripadé ostatnich variant.

Nalezeni vSech kategorii clanku

Nalezeni Tetézce obsahujici vSechny kategorie probihd opét na zdkladé prostého hledani
v textu. Tentokrat je hleddn Fetézec ,[[Category“? a za nim nejblizsi znak ,,]“. Mezi témito
se, jak je popséno v kapitole 2.5 nachézi kategorie oddéleny znakem ,|“ Retézec je tedy
rozdélen dle tohoto znaku do seznamu, odstrani se formatovaci znacky a proces nalezeni
kategorii je hotov.

Predzpracovani prvni véty clanku pred extrakci defini¢nich slov

Protoze se pri hledani defini¢nich slov pouzivaji nastroje, které pracuji s prirozenym textem
na zakladé statistického modelu, je zadouci, aby byl analyzovany text, respektive jeho struk-
tura, co nejjednodussi. Pfed samotnou analyzou textu je tedy prvni véta jesté predzpraco-
vana.

Prvni véty ¢lankt obsahuji ¢asto zavorky s dodateénou informaci, jako jsou napiiklad
data narozeni a umrti u osob, zkratky u mést a také, pro textovou analyzu obzvlasté nepri-
jemné, znaky jinych abeced, nez obsahuje pouzity jazykovy model. Takovymi jsou napriklad
originalni nazvy ¢inskych vesnic a podobné. Tyto znaky jsou pfi pouziti anglického modelu
netokenizovatelné, a pusobi problémy pii dalsim zpracovani.

Protoze se vSak defini¢ni slovo v zévorce u prvni véty z principu nikdy nevyskytuje?,
zavorky i jejich obsah jsou pfi hledani defini¢nich slov z fetézce doCasné vypustény.

1100 % manuélné zkontrolovanych ¢lankd z cca 200 vzorkd.
2P¥ipadné jeho jinojazyéné varianta, protoze slovo Category je jazykové zavislé.
3V zévorce ani nenf souvisly text.
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Nalezeni defini¢nich slov a frazi ve vété

Prvnim ze dvou néstroju pouzitych k extrakei defini¢nich slov je Stanford CoreNLP [9]. Jak
je patrné ze schématu 3.1, fidici modul jiz ve chvili, kdy se zpracovava Wiki dump, spustil
Stanford CoreNLP Server, ktery nyni nasloucha pozadavkiim na anotaci textu.

Nejdiive se tedy na server odesle pozadavek na anotaci véty. Ten vrati odpoved ve
formatu JSON®. Tato odpovéd obsahuje vSechny informace, které jsou potieba k extrakei
defini¢nich slov. Ta bude nyni popsana.

Prvnim krokem k nalezeni defini¢niho slova, je nalezeni nékterého z tvara slovesa byt.
Pokud jich je ve vété vice, tim vhodnym pro vyuziti pii extrakci, je vzdy to prvni. Poté
se postupné kontroluje seznam sémantickych zavislosti ve vété a hleda se rodicovsky token
tokenu reprezentujiciho sloveso byt. Ten je, jak je patrné napriklad z obrazku 2.9, ,,adeptem*
na defini¢éni slovo. Probéhne kontrola, zda se jednd o podstatné jméno a pokud ano, token
je oznacen za prvni defini¢ni slovo a jeho zakladni tvar se prida do seznamu.

Protoze ve vété mize byt definiénich slov samoziejmé vice, nyni je tfeba zjistit, zda
véta néjaké dalsi obsahuje. Jak je opét patrné z obrazku 2.9, tato slova jiz nemaji jako
rodice sloveso byt, ale prvni defini¢ni slovo, tedy slovo ,,poet“. Opét tedy probihé iterace
pres zavislosti a pokud je nalezen token, jenz mé jako rodi¢e uveden token reprezentujici
posledni defini¢ni slovo v seznamu’, zkontroluje se kategorie a jeho zavislosti. Pokud jde
o zavislost spojovaci, overi se jesté, zda token oznacCuje podstatné jméno, a pokud ano, je
jeho zakladni tvar pridan do seznamu defini¢nich slov. Nakonec se tato slova sefadi dle
abecedy a oddélovacem ,,|“ spoji do jednoho Fetézce.

Nalezeni defini¢niho slova pomoci knihovny SpaCy probihd velmi obdobné. Rozdil je
v podstaté jen v jiné interni reprezentaci zavislosti a slovnich druhii a také zptisobu, ja-
kym je provadéna anotace. Tu Stanford CoreNLP provadi pomoci posilani pozadavki na
server, kdezto SpaCy pouhym zavolanim metody na analyzovany text. Pri extrakci pomoci
knihovny SpaCy je ale hlavnim rozdilem to, Ze pomoci tohoto nastroje jsou hledany také celé
defini¢ni fraze. K tomuto tcelu slouzi objekt ,,noun chunks“. Do toho jsou pri analyze textu
automaticky uloZeny vSechny jmenné fraze®. Staci tedy iterovat pies jejich seznam, nejprve
zkontrolovat, zda je tzv. rodi¢ovskym tokenem sloveso byt, pripadné pro dalsi chunky pak
néktery z predchozich chunkt zcela analogicky, jako u hledani defini¢nich slov.

Tim je cely proces hotov. Defini¢ni slova pro vétu reprezentovanou grafem 2.9 jsou tedy:
,poet, philosopher, writer”. Véta také obsahuje jednu viceslovnou defini¢ni frazi, a to frazi:
»,American poet*.

Po tomto procesu jsou tedy z ¢lanku extrahovany vsechny zadouci infromace. V mo-
menté, kdy je toto provedeno se vSemi ¢lanky v dumpu, jsou abecedné sefazeny dle titulku,
a poté vypsany do TSV souboru.

4.2 Transformace TSV souboru na znalostni bazi

Nyni bude popsano, jak je implementovan modul, ktery z TSV souboru vygeneruje znalostni
bézi.

Na vystupu minulého modulu byla data pro kazdy clanek tabuldtorem rozdélena do
dvanacti sloupct. Oproti dattim, kterd jsou uloZena na konci celého procesu ve znalostni

“https://tools.ietf.org/html/rfc7159
STYet{ defini¢ni slovo by tedy mélo jako rodi¢e uvedené to druhé atd.
Shttps://spacy.io/usage/linguistic-features#noun-chunks
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bazi vsak TSV soubor stale obsahuje velky nadbytek formatovacich znacek a informaci. Ty
je nyni nutno odfiltrovat.

V TSV souboru také zatim pochopitelné nebyl pro ¢lanky uréen typ entity o které
pojedndavaji, ale jsou v ném pouze jednotlivé piiznaky (vice ¢i méné formétované). V této
kapitole také bude popsdano jak se data z TSV souboru extrahuji do podoby ve znalostni
bazi a poté také, jak probiha klasifikace ¢lankt na zakladé priznaki.

Extrakce zakladnich atributu z infoboxu

Protoze je v TSV souboru ulozen fetézec reprezentujici cely infobox, je tento nutno rozdé-
lit, do ,,¢istych® a pro ¢lovéka dobte citelnych dat. Toto rozdéleni a formatovani probiha
hlavné pomoci regularnich vyrazi. Zde je nejvétsim problémem pocet ruznych moznosti
zapisu stejné informace v infoboxu, ktery tento jinak jednoduse feSitelny problém, znac¢né
komplikuje. V tabulce 4.1 je uvedeno nékolik reprezentaci stejné informace (data narozeni)
v infoboxu ruznych ¢lank.

Titulek ¢lanku Neformatované datum narozeni v infoboxu
Mike Hosking {{Birth date and age|1965|1|24|df=y}}
Lee Albon {{birth-date and age|7 November 1959} }
Dave Davidson (footballer) | {{Birth date|1905|6|4|df=y}}

Celestine Raalte 1948

Ralph Andrews Barry November 30, 1883

Tabulka 4.1: Hodnota atributu data narozeni v retézci infoboxu

Z tabulky 4.1 je zfejmé, ze formatovani pouhého jednoho atributu neni iplné trivialni,
protoze zpusob, jakym se mé hodnota spravné zapisovat, neni unifikovan. Z tohoto duvodu
je formatovani casové velmi naroc¢né. Kromé formatovani hodnot atributu je pfi vypisu do
znalostn{ biaze vhodné uvazit jesté dalsi apravy.

Nevypisovat prazdna pole

Prestoze pti pohledu na obrazek 2.7 je vidét ,,par policek”, textova reprezentace infoboxu
v dumpu je typicky mnohem delsi. Infoboxy totiz obsahuji o mnoho vice atributti, nez je
poté vidét pri bézném prohlizeni Wikipedie pomoci webového prohlizece, kde jsou prazdné
atributy skryty. Obvykle je tak fetézec atributi dlouhy, ale jen mala ¢ast jich obsahuje
néjakou neprazdnou hodnotu. Tyto samoziejmé nemd cenu vypisovat. Pokud tedy atribut
nemé hodnotu, je zahozen.

Rozdilné soustavy jednotek

Pr1i extrakci atributa jako jsou rozlohy, délky a podobné je nutno dbat na pouzité jednotky.
Ne vzdy jsou totiz stejné. Mize se tak klidné stat, ze v jednom clanku bude uvedena
napr. délka feky v kilometrech, ale v jiném budou pouzity mile. Informace o pouzitych
jednotkach je nastésti v retézci reprezentujicim infobox zachycena. Protoze se do znalostni
béaze jednotky nevypisuji, jsou pred vypsanim do znalostni baze unifikoviny’.

TV této praci jsou vdechny jednotky uvedeny v soustavé SI.
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Nevypisovat vSechny atributy

Protoze se v infoboxech nachazi atributd mnoho a jejich forméty jsou rtizné, nelze vypisovat
vSechny atributy. Pfed ulozenim extrahované hodnoty z atributu je tedy kontrolovano, zda
je tento konkrétni atribut v seznamu téch, které by mély byt extrahovany.

Klasifikace ¢lanku

Vyse bylo popsano, jak probihda extrakce atributi. Nyni uz tedy zbyva ,,jen“ u ¢lanka uréit
typy entit, o kterych pojednavaji. Tento proces bude nyni detailnéji popsan.

Jak bylo uvedeno vyse, tento modul mé na vstupu soubor nékolika vzorovych c¢lanki,
u kterych byl manudlné uréen typ entity o které pojednivaji®. Je vSak ziejmé, Ze pro na-
trénovani SVM Kklasifikdtoru do , pouzitelné podoby* je jich potfeba relativné hodné’. Nyni
tedy bude popsano, jak probiha rozsireni této tréninkové sady z nékolika desitek az stovek
¢lankt na nékolik stovek tisic.

Protoze jsou pro zjednodusSeni manudlni priace v souboru se vzorovou klasifikaci pouze
dvojice (titulek ¢lanku, spravny typ), je nutné z této dvojice ziskat piiznaky. Tento pro-
ces bude nyni popsan. Méjme na zacatku v souboru pro ilustraci napriklad pouze tyto tii
dvojice:

e (Wladystaw Bartoszewski, person),
e (Maumee River, watercourse),

e (Whiting Bay, setttlement).
Tyto jsou v TSV souboru uloZeny s nasledujicimi informacemi'’:

o (Wladystaw Bartoszewski, politician, 1922 births|2015 deaths|...|Herder Prize reci-
pients, activist|. .. |writer, activist|...|writer, Polish politician|social activist),

e (Maumee River, river, Rivers of Indiana|Rivers of Ohio|. .. |Rivers of Henry County,Ohio,
river, river, ),

e (Whiting Bay, UK place, Villages in the Isle of Arra, village, village, ).
Samotny algoritmus pak pracuje nasledovné:
1. Dvojice ze souboru jsou pridany do seznamu dvojic v paméti.

2. V TSV souboru se postupné hledaji radky reprezentujici ¢lanek, ktery méa zaznam
v nac¢tenych dvojicich.

3. Kdyz je takovy radek nalezen, prectou se sloupce s priznaky a ulozi do docasného
seznamu.

4. Je zkontrolovano, zda se priznaky infobox, nebo néktera z wikicategories neobjevuji

u vice nez jednoho typu entity zaroven'!.

8P¥i vyvoji bylo pouzito cca 200 ¢lanki.

9P¥i vivoji bylo typicky pouzivino kolem 20 tisic &lankdi.

10U nékterych pifznaki jsou vypustky z divodu jejich velkého mnozstvi, v TSV souboru jsou samoziejmé
ulozeny vsechny.

"Toto je typické napf. pro wikicategories jako jsou (rok) establishments, kterd je obvykle u mnoha typii
¢lanki. Takové kategorie pochopitelné neni vhodné pouzivat pro dalsi odvozovani.
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5. Pokud se objevuje pouze u jednoho typu, jsou priznaky pridiny do seznamu klasifi-
kovanych piiznakd.

Nyni je tedy namisto dvojic (Maumee River, watercourse), (Wladystaw Bartoszewski, per-
son) a (Whiting Bay, settlement) k dispozici seznam extrahovanych priznaku pro kazdy
zminény typ, tedy:

e watercourse: (infobox: (river), wikicategories: (Rivers of Indiana, Rivers of Ohio, ...,
Rivers of Henry County,Ohio), defwordStanford: (river), defwordSpaCy: (river), def-

phrSpaCy: ()),

e person: (infobox: (politician), wikicategories: (1922 births, 2015 deaths, ..., Herder
Prize recipients), defwordStanford: (activist, ..., writer), defwordSpaCy: (activist,
..., writer), defphrSpaCy: (Polish politician, social activist)),

e setttlement: (infobox: (UK place), wikicategories: (Villages in the Isle of Arra), de-
fwordStanford: (village), defwordSpaCy: (village), defphrSpaCy: ()).

V tuto chvili je tedy k dispozici seznam s extrahovanymi piiznaky pro vSechny zdznamy se
vzorovymi klasifikacemi. Na zakladé téchto bude nyni tréninkova sada rozsitovana nésledu-
jicim postupem:

1. TSV soubor se prochézi a pro kazdy ¢lanek se kontroluje sloupec s priznaky infoboxu
a wikicategories.

2. Pokud je hodnota nékterého z téchto shodnd s hodnotou v jiz klasifikovanych (pfi-
¢emz typ u infoboxu a wikicategories se nesmi rozchézet), je titulek tohoto ¢ldnku
s prislusnym typem pridan do drive zminéného seznamu dvojic.

3. Timto je dokoncena prvni iterace rozsifovani tréninkové sady.

Dalsi iterace probihaji obdobné, s tim rozdilem, ze na zac¢iatku maji k dipozici rozsahlejsi
seznam dvojic. Algoritmus tedy obecné pracuje takto:

1. Je k dispozici seznam dvojic (poc¢atecni ze souboru nebo rozsiteny z predchozi iterace)

2. Prohledava se TSV soubor, a pokud je nalezen ¢lanek s titulkem, ktery je v seznamu
dvojic, priznaky které jsou u néj uvedeny se ulozi do docasného seznamu

3. U priznaku infobox a wikicategories je zkontrolovano, zda by po pridani do typu
zminéného ve dvojici, nebyly u nékolika rtznych typi najednou.

4. Pokud ne, jsou ptidany do seznamu klasifikovanych piiznakt

5. Nyni se opét prochazi TSV soubor a pro kazdy ¢lanek se kontroluje hodnota priznaku
infobox a wikicategories

6. Pokud je nékterd z hodnot mezi klasifikovanymi pfiznaky, je dvojice (titulek, typ
entity) priddna do seznamu dvojic (ktery tedy bude pro dalsi iteraci obsahovat vice
hodnot)

7. Pokud nebyl dosazen limit iteraci, pokracuje se opét od bodu 1 s rozsifenych sezna-
mem dvojic

29



Na konci tohoto procesu je tedy k dispozici namisto dvojic (titulek, typ entity) seznam
mnoha nalezenych priznakt pro kazdy typ. Aby bylo pokryti lepsi, je vSsak samoziejmé
vhodné udélat iteraci vice. Z diivodu snizeni poc¢tu nutnych iteraci a zlepseni pokryti, jsou
také k dispozici tii filtry, které je mozné pouzit pro predzpracovani piiznaku wikicategories.
Témi jsou:

1. Odstranéni ¢isel (toto se hodi typicky pro odstranéni letopoctu z Fetézci),
2. odstranéni narodnosti,
3. odstranéni zemi.

Timto zpisobem lze tedy hodnoty priznaku wikicategories zobecnit a pro odvozeni stejného
poctu priznaki je tfeba méné iteraci.

V zavislosti na poctu iteraci a ¢lancich klasifikovanych na zacatku, je nyni k dispozici
rozsahla tréninkova sada, ¢itajici mnoho stovek tisic klasifikovanych ¢élankt'”. Protoze vSak
neni realné trénovat pét klasifikdtoru na takto rozsahlé tréninkové sadé, je ji nyni nutno
naopak zmensit. Toto ,zmenseni po zvétseni* muze na prvni pohled pusobit podivné. Je
treba si ale uvédomit, ze pokud by se pri limitu n ¢lankt primocare pouzilo prvnich n radka
z TSV souboru, rozhodné by se nejednalo o reprezentativni vzorek dat a jak uceni, tak
i nasledna klasifikace by mohly byt znacné zkresleny.

Vytvoreni tréninkové sady ze seznamu priznakt

Nyni bude predstaveno vytvoreni tréninkové sady na konkrétnich datech. Jak bylo popsino
vyse, v tuto chvili je k dispozici seznam mnoha hodnot priznakt pro kazdy typ entity. Nyni
je jesté vhodné datovou sadu pred samotnym trénovanim upravit a vyradit z ni anomalie,
které se do ni dostaly napiiklad vlivem chyb statistického modelu. Pokud by tfeba u typu
,Person“ bylo v priznaku defwordStanford (tedy priznaku defini¢ni slovo nalezené pomoci
Stanford CoreNLP) chybné nalezeno slovo ,,musical®, které zjevné osobu necharakterizuje,
je mozné jej na zakladné nizké Cetnosti, odfiltrovat. Tato filtrace probiha na zdkladé dvou
hodnot:

Ponechani slov s nejvétsim pokrytim

Tento filtr funguje na principu pocitani, kolikrat se ktery priznak v seznamu vyskytuje a z
toho odvodi, kolik procent typu je schopen sidm pokryt. Méjme naptiklad tento seznam
hodnot priznaku defwordStanford:
Swriter,writer,painter,writer,scientist,scientist,writer,painter,musical®.

Pokryti by priblizné odpovidalo hodnotdm uvedenym v tabulce 4.2.

Pokud by tedy tento filtr byl nastaven na prahovou hodnotu 88 %, slovo ,musical“by se

Slovo Pokryti [%]
writer 44
scientist 22
painter 22
musical 12

Tabulka 4.2: Ptiblizné pokryti jednoho typu slovy

2pro anglickou Wikipedii
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s jeho nejnizs$im pokrytim 12 % jiz do slov, které budou v seznamu ponechany, ,neveslo®.

Aby vsak v tomto prikladu bylo odstranéno chybné nalezené slovo ,,musical“ ze seznamu,
bylo by nutné ,zahodit* slova, pokryvajici 12 % celého typu. Takovy filtr je zjevné prilis
agresivni.

Je vSak nutné si uvédomit, Zze zde uvedeny seznam byl ,uméle vytvoren“ pouze pro
ilustraci'®. U ,jopravdovych hodnot® je pochopitelné seznam mnohem delsi a pii vytvaieni
znalostni baze je pokryti nespravné pridanych slov fadoveé ve zlomcich procent. Uz nastaveni
filtru tfeba na 99 % znacnou ¢dst z nich spolehlivé odfiltruje.

Odfiltrovani slov s nizkou c¢etnosti

Druhy filtr pracuje na jednoduchém principu. Vzhledem k tomu, ze jsou u hodnot ptiznakta
k dispozici nejen hodnoty pokryti, ale samoziejmeé také informace o jejich absolutni ¢etnosti,
je mozné také kazdému priznaku nastavit prahovou hodnotu pro odfiltrovani. Pokud pak
bude ¢etnost této hodnoty priznaku pod nastavenou prahovou hodnotou, bude zahozena.

Formatovani tréninkovych dat

Nyni jsou tedy data jako takova pripravena a zbyva je pouze prevést do néjaké podoby, ktera
bude moci byt na vstupu klasifikdtoru pti uceni. Je tedy tfeba z tréninkovych dat vytvorit
dva vektory. Ty se Casto oznacuji jako ,data“ a ,target“, nebo ,input® a ,target“ [5], z nichz
prvni bude obsahovat hodnoty priznakiu a druhy jejich spravné urcené typy. V tabulce 4.3
je vidét tvar, do kterého jsou jednotlivé priznaky prevedeny. V tabulce 4.4 je pak uveden
konkrétni piiklad.

data target
hodnota_ priznakul spravna_ ketegorie

hodnota_ priznaku_2 | spravna_ ketegorie

hodnota_ priznaku_m | spravna_ ketegorie

Tabulka 4.3: Obecny format tréninkovych dat

data target
settlement | settlement
painting artwork
poet person

judge person

cartoonist | person

Tabulka 4.4: Priklad tréninkovych dat pro priznak defwordStanford

13Seznam vygenerovany pii klasifikaci je pro uvedeni samoziejmé zde piilis dlouhy.
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Trénovani klasifikatoru

Kdyz je pripravena tréninkova sada, je vzhledem k pouziti externtho modulu trénovani
klasifikatoru z pohledu uzivatele, trivialni.

Pro kazdy z klasifikdtora je po provedeni krokti popsanych v kapitole 2.4, paralelné
spusténa funkce pro natrénovani. Protoze je pro klasifikaci jednoho ¢lanku vyuzito péti
ruznych klasifikdtord, ani predikce typu entity pro jeden ¢lanek netrva zanedbatelnou dobu.

V momenté, kdy jsou vSechny klasifikatory pripraveny, je tedy cely TSV soubor rozdélen
na nékolik mensich ¢asti, aby mohly tyto byt zpracovavany paralelné.

Klasifikace ¢lanku

Zpracovani jednoho ¢lanku pak probiha néasledovné:

1. Ze sloupce obsahujiciho fetézec s infoboxem jsou extrahovany atributy pomoci regu-
larnich vyrazu. Tyto budou pozdéji zapsany do znalostni baze.

2. Pro kazdy priznak s nenulovou hodnotou je provedena predikce typu entity prislusnym
klasifikdtorem.

3. Vysledky predikci jednotlivych klasifikdtora jsou poté shromazdény.

4. Dle vah nastavenych jednotlivym klasifikdtorim je rozhodnuto, ktery typ bude nako-
nec ¢lanku pfitazen.

P1i postupu klasifikace byly zminény vahy priznakt, respektive vysledkt jednotlivych kla-
sifikdtorti. Ty jsou uvedeny v tabulce 4.5. Hodnoty u jednotlivych ptiznakt byly vybrany

Priiznak vaha
infobox 11
wikicategories 1
defwordStanford 2
defwordSpaCy 2
defphrSpaCy 5

Tabulka 4.5: Vahy jednotlivych priznakt pouzité pri klasifikaci
tak, aby byly splnény vtahy 4.1 a 4.2.
‘/infobom > Vwikicategories + VdefwordStcmford + ‘/defwordSpaCy + ‘/defphrSpaCy (41)

Vztah 4.1 zarucuje , ze priznak infoboxu ,prebije“ vSechny ostatni. Toto je zadouci,
protoze u klasifikace pomoci infoboxt je typicky generovéana (az na déle popsanou vyjimku)
témér nulova chyba. Pokud tedy ¢lanek ma infobox ktery lze klasifikovat, je vysledek této
klasifikace uprednostnén pred vSemi ostatnimi.

‘/defphrSpaCy > ‘/defwordStcmford + VdefwordSpaCy (42)

Pomoci vztahu 4.2 je pak zaruceno, ze i kdyz budou klasifikatory defini¢nich slov predikovat
cokoliv, pokud bude mozné urcit typ pomoci viceslovné defini¢ni fraze, bude upfednostnéna.
Dtvodem pro tento vztah je fakt, ze pokud je k dispozici delsi defini¢ni fraze, mohou byt
odlisena mnohoznacné slova, kterd by jinak byla povazovana za totozné.
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Napriklad u vét , The watt is a unit of power.* a ,,A platoon is a military unit typically
composed of two or more squads. .. *, je definiénim slovem v obou pripadech slovo ,,unit*

Prestoze v nich méa toto slovo naprosto rozdilny vyznam, bez zohlednéni kontextu to
nelze poznat.

Kdyz by vsak byly ¢lanky klasifikoviny pomoci celé defini¢ni fraze, ktera by v pripadé
prvni véty byla ,unit of power® a v pripadé véty druhé ,military unit“, rozdélit by je
najednou nebyl problém. V tomto je tedy defini¢ni fraze spolehlivéjsi a vysledky ziskané
pomoci néj, jsou uprednostnény.

Priznak wikicategories je mozné dobfe pouzit pri odvozovani dalsich ¢lankt do trénin-
kové sady, jak bylo popsano vyse. Pri klasifikaci jej vSak, predevsim diky mnozstvi riznych
kategorif a jejich moznym kombinacim, je vhodné pouzivat spise jako pomocny, pokud nelze
typ entity v ¢lanku uréit pomoci jinych klasifikatori. Jeho vaha je tedy stanovena na 1.

Pokud tedy néktery z klasifikatort detekuje néktery typ, jemu pridélena vaha je prictena
do ,skére“ tohoto typu. Jako vysledny typ entity v ¢lanku je pak zvolen ten, ktery ma toto
skore nejvyssi. Pri pohledu na tabulku 4.5 a v ni uvedené vahy je také zfejmé, ze muze
vyjimecéné nastat i situace, kdy budou mit dva typy stejné skére a tedy nebude mozné
jednoznaéné rozhodnout o vysledném typu. V takovém pripadé zistane ¢lanek bez uréeného
typu.

Jak bylo uvedeno ve vztahu 4.1, typicky je klasifikace pomoci infoboxu nejpresné;jsi,
a klasifikdtor tohoto piiznaku mé proto nejvétsi vahu. Najdou se ale i pifpady'?, kde je toto
spise na skodu a urcovani typu pomoci priznaku infobox je naopak horsi. Je tedy mozné
zapnout mdd, ve kterém je typ entity urcen pouze tehdy, pokud se zadné z klasifikatora
nerozchézeji v predikci typu. Pri pouziti tohoto médu je sice ve znalostni bazi klasifikovano
entit 0 néco méné, ale spravnost je mirné vyssi. Rozdily mezi vysledky dosazenymi pomoci
téchto dvou riznych mdédu jsou také patrné z kapitoly 5.

Shromazdéni vysledki a vytvoreni celé znalostni baze

Kdyz jsou takto pripraveny vsechny radky z TSV souboru, analogicky jako v 4.1 se abe-
cedné, tentokrat podle zjisténého typu entity, ¢lanky sefadi a poté jsou vypsany do TSV
souboru se znalostni bazi.

4.3 Zjisténi zmén mezi dvéma verzemi znalostni baze

V této sekci bude popsano, jak je implementovan modul, ktery oznacuje zmény mezi zna-
lostnimi bazemi vytvorenymi z jiné verze dump souboru. Typické vyuziti je ptfi vydani
nového dumpu souboru, kdy je z néj vygenerovand znalostni baze.

V této znalostni bazi mohly nékteré clanky pfibyt, jiné mohly byt naopak smazany.
Pokud byl ¢lanek ve starsi znalostni bazi a je i v té nové, zjistuje se, zda se u néj neudéla
néjaka zména.

Touto zménou muze byt bud zména typu, coz by znamenalo, Ze pro radek v TSV
souboru, ktery reprezentuje tento ¢lanek, vysla jinak extrakce priznakit, nebo zména prvni
véty ¢lanku, ¢i nékterého z atributi, tedy napriklad pridani data tumrti u osob, nebo oprava
nékterého z atributu, pokud byla jeho hodnota v minulych verzich chybna.

Postup zjistovani takovychto zmén je jednoduchy:

M Typicky u typt s mensimi podty entit
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1. Obé znalostni baze jsou necteny do paméti
2. 7 obou znalostnich bazi se vyberou titulky ¢lankt a provede se jejich sjednoceni

V momenté kdy je toto provedeno, je postup nalezeni nové pridanych nebo naopak smaza-
nych ¢lankd, trivialni.

e Titulek je ve sjednocené mnoziné, ale neni v prvni = ¢lanek je novy.

e Titulek je ve sjednocené mnoziné, ale neni v druhé = ¢lanek byl smazan.

e Titulek se nachézi ve vSech mnozinach = ¢lanek byl v obou verzich znalostni baze.

Pokud nastal tieti pfipad, jsou provedeny dvé kontroly. Pomoci prvni je zjisténo, zda se
nezménil typ ¢lanku, tj. pfiznaky v TSV souboru byly zménény, tedy bylo napiiklad pii-
déano nové defini¢ni slovo nebo upfesnéna defini¢ni fraze. Pomoci druhé kontroly se pak
zjistuje, zda se nezménila néktera z informaci uvedenych v infoboxu, ze kterého jsou atri-
buty extrahovany. Vsechny zmény jsou i s titulky ¢lanka kterych se tykaji, vypsany do
souboru.
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Kapitola 5

v ’, , , ,
Dosazené vysledky a srovnani

o0 ld ° b4 4 L4 ®
s jinymi resenimi
Nyni budou predstaveny srovnani pomoci metodiky popsané v kapitole 2.3. Nejdfive budou
predstaveny vysledky ve formé statistik dosazené pomoci nastroju predstavenych v kapitole

2.2. Poté budou prezentovany vysledky dosazené pomoci systému prezentovaného v této
praci, a nakonec budou vSechny srovnany.

5.1 DBpedia

Typ entity Nalezeno entit | Spravné urceno [%)]
Person 1 847 608 98
Organisation 495 298 95
Event 133 991 100
Organism 344 633 100
Fictional character 23 994 99
Body of water 54 065 100

Tabulka 5.1: Vysledky dosazené pomoci nastroje DBpedia

7 tabulky 5.1 je patrné, Ze nejhorsi vysledky mél tento nastroj u entity typu ,,Organi-
sation“, kde byly nespravné zarazovany ¢lanky o entitach z oblasti informacnich technologii
a fyziky. U typu ,,Person* byl pak zarazen ¢lanek o hrdinovi fecké z mytologie a ¢lanky o fy-
zikalnich pojmech. U typu ,Fictional character”, pak byl dvakrat chybné uveden seznam,
ktery sice pojednaval o postavach ze seridlu, nicméné o ¢lanek popisujici konkrétni entitu,
tedy napriklad jednu urcitou postavu, se nejednalo.

5.2 DBpedia verze Live

I pfes to, ze DBpedia Live pracuje s aktualnéjsimi daty, pii pohledu na tabulku 5.2 nelze
tici, ze by vysledky byly nutné lepsi. Divodem, pro¢ k tomuto jevu dochéazi, je pravdépo-
dobné odlisny algoritmus pouzity pro urcéovani typu entit. Tomu napovidaji i chyby, kterych
se tento nédstroj dopustil a které se v ,normalni“ verzi DBpedie, nevyskytovaly. Ty jsou po-
psany dale. Pravdépodobné Nejhorsi jsou u entity typu ,,Event“, kde byl jako entita tohoto
typu ¢asto chybné oznacen vesmirny satelit. Tato chyba vznikla pravdépodobné proto, ze
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Typ entity Nalezeno entit | Spravné urceno [%)]
Person 1 018 645 98.5
Organisation 269 847 99
Event 82 519 95,5
Organism 250 070 100
Fictional character 13 045 98.5
Body of water 35 683 100

Tabulka 5.2: Vysledky dosazené pomoci Live verze nastroje DBpedia

¢lanky o vesmirnych satelitech Casto obsahuji stejny typ infoboxu, jako ty o vesmirnych
misich!. K entitdm typu ,,Person® a ,Organisation“ byly naopak chybné piifazeny ¢lanky
o udalostech. Do typu ,,Fictional character”, byly nespravné zarazeny ¢lanky o rodiné mni-
chti, basni a eposech.

5.3 Wikidata

Typ entity Nalezeno entit | Spravné urceno [%)]
Person 5 107 330 99
Organisation 1 682 504 90.5
Body of water 1 405 860 100
Event 606 990 93,5
Fictional character 98 455 100
Organism 27 547 100

Tabulka 5.3: Vysledky dosazené pomoci nastroje Wikidata

Pocty nalezenych entit uvedené v tabulce 5.3 vypadaji u vétsiny typtu o poznani lépe,
nez v pripadé nastroje DBpedia. Predevsim u typu ,,Person“ a ,Body of water® je pocet
uréenych entit o poznani vyssi, nez v ptripadé predchozich nastroji. U typi ,,Organism*
a ,Fictional character®, je sice entit méné, ale presnost je zde stoprocentni. Delsi komentar
si vsak zaslouzi typy ,,Organisation“ a ,,Event“. U téchto je spravnost urceni horsi. Nejhorsi
vysledky byly u typu ,,Organisation®. Zde byla zafazovana naptiklad muzea, ktera zde jisté
patfit mohou. Déle vsak také pamatniky, a to jak velké pamatniky, které jsou svou povahou
spise muzeem a jejich zafazeni by tak opét bylo v poradku, tak i ty malé, tfeba v podobé
ykaplicky u cesty“. Ty jiz za organizaci jisté povazovat nelze. Také zde byla fazena naptiklad
Svycarska mésta, nékolik svédskych vesnic a podobné. Nejinak na tom byl typ ,,Event®, do
kterého byly zarazovany videohry, typy softwarovych licenci a jednou také stroj v podobé
pohyblivého modelu pavouka.

Oproti vysledktim dosazenych pomoci DBpedie vsak diky vysSim ¢islim u nalezenych
entit, statistiky pusobi, Ze je tento nastroj ,lepsi®. Zde je vSak nutno podotknout, ze zatimco
u DBpedie je u entity uvedeno typicky nékolik faktti a minimalné jeden zdroj, v pripadé
nastroje Wikidata toto ¢asto neplati. Neziidka kdy je jako entita prezentovana stranka,
kterd nemd ani jméno a obsahuje pouze identifikator ve tvaru napiiklad ,,Q57347688% Ke
jménu se lze v lepsim pripadé dostat pres odkaz uvedeny na strance, ale i ten nékdy chybi

Vzhledem k tomu, Ze se tato chyba vyskytuje jen ve verzi Live, je mozné, Ze je zde vétsi snaha klasifikovat
¢lanky na zdkladé typu infoboxu.
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a neni tak jasné o jakou entitu se jedna, ani ,,odkud se v projektu Wikidata vzala“. Také
je nutné brat v ivahu pocet zdroju ze kterych tento néstroj entity urcuje. Ten je, jak bylo
uvedeno v kapitole 2.3 u tohoto systému, vyssi.

5.4 Systém NER vyvijeny na FIT VUT (cz)

Typ entity Nalezeno entit | Spravné urceno [%)]
Person 107 343 100
Settlement 36 834 100
Relief 6 377 94.5
Watercourse 4 844 100
Waterarea 2 611 100
Fictional character 1435 94
Island 1038 99.5
Country 212 100
Waterfall 110 100
Peninsula 100 100

Tabulka 5.4: Vysledky dosazené pomoci nastroje NER (cz)

P1i pohledu na tabulku 5.4 je pfedné nutno zdtvodnit nizky pocet nalezenych entit. Ten
je zpusoben tim, Ze tento nastroj pracuje pouze s ¢eskou jazykovou mutaci Wikipedie. Na
té je ¢lank samoziejmé o poznani méné, nez na anglické”. Pfesnost tohoto systému je vSak
az na dvé vyjimky, velmi dobra. U typu ,Fictional character” byly vysledky horsi, nebot
byly k tomuto typu zafazeny historické postavy, jeden seznam postav a dva eposy. U typu
»Relief* se pak objevovaly ¢lanky o geomorfologickém uzemnim celku, které vsak nebyly
horou, ani vrcholem. U kategorie ,,Island“ byl pak jako ostrov klasifikovan jeden poloostrov,
ktery vsak ma vlastni kategorii. Tyto chyby lze vSak jisté tolerovat spise nez zatazeni stroje
mezi udalosti.

5.5 Systém NER vyvijeny na FIT VUT (en)

Typ entity | Nalezeno entit | Spravné urceno [%)]
Person 3299 035 100
Location 950 305 100
Artwork 299 733 89.5
Event 83 974 94

Tabulka 5.5: Vysledky dosazené pomoci nastroje NER (en)

V tabulce 5.5 jsou uvedeny jen ¢tyri typy entit. Tento systém totiz rozpoznava jiné
typy entit nez verze, kterd pracuje s ¢eskou Wikipedii a systém prezentovany v této praci.
Napriklad v typu ,location“ jsou tak zahrnuty vsSechny piirodni lokace a také vesnice.
Prednosti tohoto systému je velmi dobra identifikace entit typu ,,Person. Spravnost u typu

2Protoze vSak typy entit pouzivané systémem prezentovanym v této praci vychazely hlavné z tohoto
systému, je zde pro zajimavost uveden.
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ylocation“ je rovnéz velmi dobra. Je vSak nutno poznamenat, ze tento typ je velmi obecny
a byla do néj zapocitavana napriklad muzea, kterd v ostatnich systémech spadaji do typu
,Organisation®. U entit typu event byly nékdy urcovany sportovni kluby a umélecks dila.
U typu Artwork byly pak ¢asto uvadeéni lidé.

5.6 Vysledky systému prezentovaného v této praci

TSV soubor

I pfes to, ze jde v kontextu celého zde prezentovaného systému spise o ,mezikrok“, za sa-
motny vysledek lze jisté povazovat i TSV soubor s extrahovanymi pfiznaky, prvnimi vétami
a odstavci. Ten obsahuje pro dump Wikipedie z kvétna 2019 pres 5,2 miliéna zpracovanych
¢lanku. Z toho u 99,9 % byl extrahovan alespon jeden priznak. Po odecteni priznaku wi-
kicategories ktery se pouziva spiSe jako pomocny, je pro 94,5 % c¢lankud k dispozici alespoii
jeden priznak, pomoci kterého lze uréit typ entity. Z téchto ¢ldnka pak obsahuje 88,8 %
alespon jeden priznak ziskany pomoci analyzy ptirozeného textu. Pro ilustraci je v ptiloze
B uveden seznam nejc¢astéji nachazenych defini¢nich slov.

Znalostni baze s uréenymi typy entit

Jak bylo popsdno v kapitole 4.2, pri vytvareni znalostni baze jsou k dipozici filtry, jejichz
nastaveni ovliviiuje pomér mezi poctem nalezenych entit a spravnosti urceni jejich typu.
Timto nastavovanim lze sice mirné ovlivnit vysledek, pii vyhodnocovani vysledki se vsak
jako hlavni problém ukézalo to, ze i kdyz je postup, kdy infobox ,,prebije” vSechny ostatni
klasifikdtory obecné uziteény, u nékterych typu entit je toto na Skodu. Lze tedy zapnout
i méd, ve kterém je entita klasifikovana, pouze pokud nejsou zadné klasifikatory navzijem
v rozporu. Z tohoto divodu budou predstaveny dva vysledky. Jeden, kdy je tento mod
vypnuty a druhy, kdy je naopak aktivni.

Typ entity Nalezeno entit | Spravné urceno [%)]
Person 1471 354 98
Settlement 502 572 100
Organism 356 927 98
Organisation 426 989 94.5
Relief 48 751 92
Watercourse 49 655 93
Fictional character 5 774 98
Island 6 085 99.5
Event 210 389 97.5
Artwork 575 970 98.5

Tabulka 5.6: Vysledky bézného médu

Jak je vidét pri srovnani tabulek 5.6 a 5.7, typy entit, které byl systém schopen urcit,
se lisi. Zde je pravdépodobné nejvétsi slabina tohoto systému. Nékteré z urcovanych typu
entit totiz nedosahuji ,,pouzitelné“ presnosti a v tabulkach tedy nejsou uvedeny. Protoze
extrahované priznaky jsou v obou pripadech stejné, chyba musela vzniknout pri klasifikaci
pomoci SVM. Hlavni duvod tohoto nedostatku je pravdépodobné ve volbé parametru kla-
sifikdtoru. Ty byly sice nastaveny na zakladé porovnani vysledkil riznych nastaveni tak,
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aby byly vysledky co nejlepsi, pri pouziti sofistikovanéjsiho pristupu jako je naptiklad grid
search’, by vSak pravdépodobné byly lepsi. Zde tedy systém ve své aktudlni verzi ,narazi
na své limity“

P1i pominut{ tohoto nedostatku lze vsak pri pohledu na tabulku 5.7 vidét, ze u nékterych
typu podéavaji lepsi vysledky ostatni nastroje, u nékterych typu je vsak zde prezentovany
systém, pred¢i. Je také nutné mit na paméti, Zze jak DBpedia tak Wikidata pracuji s vice
zdroji, nez jen s anglickou Wikipedii, jako tento systém.

Typ entity Nalezeno entit | Spravné urceno [%)]
Person 1 406 259 99
Settlement 478 618 100
Organism 357 829 100
Organisation 405 008 94.5
Relief 28 604 100
Watercourse 42 725 98
Waterarea 10 735 100
Waterfall 1122 99.5
Event 219 704 99
Artwork 515 871 100

Tabulka 5.7: Vysledky médu s vynucenou shodou vsech klasifikatora

Obecné lze Tici, ze tento systém se, az na vyse zminény problém s nékterymi typy entit,
dopousti spise pochopitelnych chyb, jako je napriklad zarazeni fiktivni postavy mezi umeé-
lecka dila, zafazeni vodopadu k vodnimu toku. Nékdy vsak nastala také situace, kdy bylo
do typu ,,Organisation“ zafazeno misto. Vzacné také vznikaji chyby z divodu nejednoznac-
nosti defini¢nich slov, kdy neni k dispozici viceslovna definiéni fraze. Systém tedy omylem
napriklad zaradil ¢lanek s klicovym slovem ,subdivision* mezi organizace, i kdyz se mélo
jednat o misto.

Detekce zmén mezi dvéma znalostnimi bazemi

Jak bylo predeslano v kapitole 3, souc¢asti systému je i modul, ktery detekuje zmény mezi
dvéma znalostnimi bazemi. Nyni budou predstaveny zmény, které byly pomoci tohoto mo-
dulu zjistény. K ziskani téchto vysledki byly pouzité znalostni baze vygenerované s pouzi-
tim totozné konfigurace. Prvni z nich byla vygenerovana z dumpu, ktery vysel k 1. 4. 2019
a druhd z dumpu o meésic novéjsiho, tedy z 1. 5. 2019. Ve starsi znalostni bazi bylo celkem
3 604 284 zaznami a v novéjsi 3 594 526 zdznami. Celkem bylo detekovano 476 256 zmén.
Tyto zmény jsou ukazany v tabulce 5.8.

Pri pohledu na tabulku 5.8 je mozné si vSimnout poctu pridanych, tedy novych ¢lanku

Pridanych ¢lanka 135 064
Smazanych ¢lanku 144 820
Clanky s jinak uréenym typem entity 136 189
Clanky se zménou atributu, nebo prvni véty | 60 183

Tabulka 5.8: Zmény ve znalostni bazi vygenerované z dumpt s odstupem jednoho mésice

Shttps://scikit-learn.org/stable/modules/grid_search.html
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ve znalostni bazi a také ¢lankd, které byly smazdny. U ¢lanka s jinak urcenym typem je
tato zména zpusobena zménou nékterého z priznaki v TSV souboru, tedy naptiklad bylo
pFid4dno nové definiéni slovo, nebo t¥eba pfidan infobox. Clanky se zménou atributu, nebo
prvni véty pak jsou ty, u kterych se zménila néktera z hodnot uchovavanych ve znalostni
bazi. Tedy mohl byt néktery z atributu opraven, nebo ptridan. Timto pridanim mohlo byt
napiiklad imrti u nékteré osoby. Také mohla byt upravena prvni véta clanku, ktera je
rovnéz ve znalostni bazi ulozena.
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Kapitola 6
Zaver

V této praci byl predstaven systém, ktery se sklada z nékolika modult. Prvni modul zpracuje
dump Wikipedie do podoby TSV souboru, kde je pro kazdy ¢lanek extrahovan titulek, prvni
véta a odstavec ¢lanku a také Tfetézec, ze kterého je mozné extrahovat zakladni atributy
entity, o kterych clanek pojednava. Zaroven jsou extrahovany ptiznaky, které lze pouzit pro
urceni typu entity, o které ¢lanek pojednava. Ty jsou extrahovany jak ze strukturovanych
casti ¢lanku, tak i z pfirozeného textu, pricemz alespon jeden priznak, ktery se pouziva
k uréeni typu entit, se povedlo extrahovat u 99,9 % ¢lanka. Po odecteni ¢lanku které obsahuji
pouze priznak wikicategories, ktery je v této praci pouzivan spise jako pomocny, je alespon
jeden priznak extrahovdn u 94,5 % ¢lankd. Vyhodou tohoto modulu je také to, ze byl
navrzen takovym zpusobem, aby jej bylo mozné snadno adaptovat pro pouziti v rtznych
jazykovych mutacich Wikipedie.

Druhy modul pak s pouzitim malé tréninkové sady, z vyse zminéného TSV souboru
vygeneruje znalostni bazi, kde jsou u ¢lanku urceny typy entit, o kterych pojednévaji,
pri¢emz spravnost urceni je pro vétsinu detekovanych typu kolem 99 %. U ¢lanki jsou také
extrahovany zakladni atributy, jako naptiklad data narozeni u lidi, délky u ek a podobné.
Takto ziskanou znalostni bazi je mozné pouzit napiiklad k sémantickému obohacovani textu.

Soucasti systému je také modul, ktery umozni zjistit, jaké zmény se udaly mezi dvéma
verzemi znalostnich bazi. Ten detekoval u dvou znalostnich bazi vygenerovanych z dumpu
s odstupem jednoho meésice pres 130 tisic novych ¢lanki. Pres 140 tisic ¢lanka bylo naopak
smazano, u cca 60 tisic se v prubéhu jednoho mésice zménil néktery z atributt a u témeér
140 tisic vysla jinak extrakce piiznakt a byl jim tedy pritazen jiny typ.

Systém jako celek je tedy schopen transformovat dump sobor s c¢lanky Wikipedie na
znalostni bazi, ve které je kazdy ¢lanek z dump souboru s uréenym typem reprezentovan
jednim tadkem. Na tom je uveden kromé titulku a prvni véty také typ entity, o které
Clanek pojednava a jeji zakladni atributy. Takovou znalostni bazi je mozno pouzit napriklad
k sémantickému obohacovani textu. Ruzné verze znalostni baze lze také pomoci tohoto
systému srovnavat a detekovat v nich zmény.
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Priloha A

Ukazka dumpu wikipedie

V této priloze je uvedena ukazka XML souboru se strankami Wikipedie. Prvni stranka je
¢lanek a druha rozcestnik.

<mediawiki xmlns="http:... version="0.10"xml:lang="en»
<siteinfo>

<sitename>Wikipedia</sitename>

<dbname>enwiki</dbname>
<base>https://en.wikipedia.org/wiki/Main_Page</base>
<generator>MediaWiki 1.33.0-wmf.6</generator>
<case>first-letter</case>

<namespaces>

<namespace key="-2"case="first-letter»Media</namespace>

</namespaces>

</siteinfo>

<page>

<title>Allen Ginsberg</title>

<text xml:space="preserve»

"’Irwin Allen Ginsberg"’ ... was an American poet, philosopher and writer.
He is considered to...

</page>

<page>

This is a list of characters in [[Ayn Rand]]’s novel "[[Atlas Shrugged]].
</text>

<shal>r2s7mmader52fgob4g7bndelthj793h</shal>

</revision>

</page>
</mediawiki>

44


https://en.wikipedia.org/wiki/Main_Page%3c/base

Priloha B

Seznam nejcastéjsich nalezenych
defini¢nich slov pro oba nastroje

SpaCy Stanford CoreNLP
Cetnost | Slovo Cetnost | Slovo
225421 | village 226007 | village
190076 | species 192852 | species
131505 | politician 131237 | politician
127331 | player 127217 | player
124772 | footballer 125888 | footballer
121489 | film 123744 | film
106120 | album 103088 | album
71805 | genus 72272 | genus
61790 | station 62002 | town
59909 | town 60843 | station
56626 | moth 56681 | moth
51637 | writer 51575 | writer
49858 | municipality 50056 | actor
48067 | actor 48937 | municipality
46298 | commune 47456 | commune
44402 | community 44022 | community
43854 | member 39252 | district
39882 | district 38754 | season
38100 | season 38599 | actress
37837 | actress 37395 | school
37549 | school 34682 | member
36321 | author 33904 | author
35646 | series 33807 | series
33858 | company 33777 | artist
33561 | artist 33246 | company

Tabulka B.1: Seznam nejcastéjsich nalezenych defini¢nich slov pomoci knihovny SpaCy
a modulu Stanford CoreNLP
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Priloha C

Plakat prezentujici tuto praci

-3
S

Wikipedia
\
NLP | SpaCy
Reuex | SUM
stanford CoreNLP
\J

Name Date of birth ... Occupation
Roscoe Shelton 1931-8-22 Singer

Z

Person:|1400 000
Organisation: 405 000

Settlement: |478 000
\

Name Area[Km?] Population
Windischleuba 20.72 2207

Obrazek C.1: Plakat prezentujici tuto praci
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